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Úvod 7

1 Klasifikace 9
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Úvod

V dnešńı době, kdy lidé tráv́ı stále v́ıce času ve virtuálńım světě, se již
spousta běžných činnost́ı přesunula on-line. Málo koho už tak překvaṕı možnost
si na internetu poř́ıdit např. elektroniku, j́ıdlo nebo třeba oblečeńı. Ruku v ruce
s výhodami však s sebou tento zp̊usob nakupováńı přináš́ı i komplikace. Nejsṕı̌se
každý známe někoho, kdo se někdy rozhodoval, který model telefonu si kouṕı,
aniž by měl možnost si jej osobně vyzkoušet. Nebo třeba kterou velikost oblečeńı
si má vybrat u konkrétńıho výrobce, aby nebylo př́ılǐs velké či naopak př́ılǐs
malé. Problém volby velikosti se samozřejmě vztahuje i na obuv a společnost
Prabos, a. s. se s t́ımto rozhodla svým zákazńık̊um pomoci.

Pro pomoc se svým nápadem se zástupci společnosti obrátili na Katedru ma-
tematické analýzy a aplikaćı matematiky naš́ı Univerzity, což stálo u počátku této
práce. K problému lze přistoupit tak, že potenciálńı zákazńık poskytne několik
charakteristik svých chodidel a vhodná velikost obuvi mu pak bude navržena
na základě jejich podobnosti s jinými chodily, u kterých známe i optimálńı veli-
kost obuvi. Tuto úlohu nazýváme statistická klasifikace a dnes již neńı problém
ji rychle a elegantně vyřešit s využit́ım softwaru. Práce nicméně nebude omezena
pouze na metody klasifikace, ale budeme hledat i daľśı možné př́ıstupy vhodné
pro stanovený problém.

Přirozeně nás může napadnout otázka, které charakteristiky chodidel zvo-
lit, a jak je objektivně kvantifikovat. Řešeńı nab́ıdla sama firma Prabos, a. s.,
která nám poskytla software pro mobilńı telefony, s jehož pomoćı lze přibližně
určit hodnoty několika proměnných pro každé chodidlo dospělého člověka. Před sa-
motnou výstavbou model̊u tedy bude třeba s pomoćı této aplikace źıskat data
pro daľśı zpracováńı. Při sběru těchto dat pak budeme cht́ıt źıskat hodnoty zkou-
maných proměnných pro obě chodidla každé osoby s využit́ım zmı́něné aplikace.
Jelikož, jak bylo zmı́něno, aplikace pracuje pouze přibližně, provedeme následně
i ručńı měřeńı délky chodidla, abychom mohli ze źıskané množiny dodatečně od-
stranit ta pozorováńı, která se př́ılǐs lǐśı od skutečných hodnot. Každý měřený
člověk si následně vyzkouš́ı velikost boty značky Prabos, která mu sed́ı nejv́ıce,
přičemž volit si může sám ze dvou předem daných typ̊u bot ten, ve kterém se ćıt́ı
lépe.

Data poté budou dále zpracována v softwaru R a použita pro tvorbu predik-
tivńıho modelu. Praktická část bude provázena kódem použitým v tomto soft-
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waru. V práci bude použito několik r̊uzných metod, proto je ned́ılnou součást́ı
práce i srovnáńı mı́ry jejich vhodnosti pro představený problém. Nakonec bu-
deme cht́ıt zjistit, zda se mezi těmito metodami najde taková, kterou by bylo
možné dále použ́ıt pro tvorbu modelu později využitelného v praxi. V úvodu
práce použité metody nejprve rozděĺıme dle př́ıstupu k stanovenému problému.
Z každé skupiny metod pak zvoĺıme některou, na které princip objasńıme.

Ćıle práce tedy jsou nejdř́ıve nasb́ırat vlastńı data pro tvorbu model̊u, př́ıprava
tohoto souboru ve statistickém softwaru R, předevš́ım pak vytvořeńı predikčńıch
model̊u, jejich porovnáńı a vyhodnoceńı jejich vhodnosti pro stanovený problém.
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Kapitola 1

Klasifikace

V situaci, kdy si člověk vyb́ırá velikost bot v obchodě, ji většinou nejprve zvoĺı
na základě svých zkušenost́ı, boty si vyzkouš́ı a př́ıpadně svou volbu dle potřeby
změńı. Nakonec si však pravděpodobně zvoĺı tu velikost, která rozměrově nejv́ıce
odpov́ıdá jeho nohám. At’ už máme na mysli velikost, tvar nebo třeba š́ı̌rku chodi-
del. Představme si, že všechny d̊uležité údaje o noze umı́me źıskat a proces tohoto
výběru se tak můžeme pokusit automatizovat. Pak mluv́ıme o úloze statistické
klasifikace. Samotná úloha se může zdát podobná statistickému shlukováńı, u kla-
sifikace však předem známe počet klasifikačńıch tř́ıd, které si můžeme představit
jako shluky, ve kterých se pozorováńı shromažd’uj́ı dle hodnot proměnných. Z ma-
tematického hlediska pak máme datovou matici Xn×p, tedy n p-rozměrných po-
zorováńı. Každé z těchto pozorováńı pak nálež́ı do některé z G tř́ıd, přičemž to,
že i-té pozorováńı (xi1, . . . , xip)

T nálež́ı do g-té tř́ıdy, budeme značit xi ∈ Ag.
Na vstupu máme množinu pozorováńı, u kterých známe i tř́ıdu, do které nálež́ı.

Na základě této množiny poté chceme vytvořit pravidlo, popř́ıpadě pravidla,
dle kterých se budeme rozhodovat, do které tř́ıdy zařad́ıme nová pozorováńı,
tj. ta, u kterých tř́ıdu neznáme. Podoba těchto pravidel se pak lǐśı v závislosti
na použité metodě. U klasifikačńıch model̊u rozlǐsujeme přesnost modelu, pokud
jej použijeme pro zařazeńı pozorováńı, na kterých byl model sestavován (tzv. re-
klasifikace), a přesnost modelu, pokud jej použijeme pro klasifikaci nových pozo-
rováńı. Může nastat situace, kdy sestav́ıme model, který naprosto přesně klasifi-
kuje použitá data, ale při klasifikaci daľśıch pozorováńı selhává. Pak se potýkáme
s přetrénováńım modelu (overfitting). Naopak může nastat situace, kdy model
selže při klasifikaci našich dat, nicméně bude úspěšný při klasifikaci nových dat.
Ani tato situace neńı žádoućı, hledáme proto kompromis.

Za t́ımto účelem je d̊uležité znát predikčńı schopnost našeho modelu. Většinou
totiž nechceme zjistit, že náš model chybně klasifikuje nová pozorováńı, až v mo-
mentě, kdy chceme model dále využ́ıvat. Proto je doporučováno data, která máme
k dispozici, rozdělit na trénovaćı množinu (větš́ı část dat) a testovaćı množinu
(zbývaj́ıćı část dat). Při děleńı množiny klademe d̊uraz na to, abychom děleńı
provedli náhodně, dále aby byla relativńı četnost pozorováńı v klasifikačńıch
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tř́ıdách v obou datových množinách stejná. V neposledńı řadě, pokud data chceme
centrovat či škálovat, provád́ıme tyto úkony na trénovaćı množině a testovaćı
množinu centrujeme, resp. škálujeme stejnými hodnotami. V opačném př́ıpadě
by obě množiny s sebou nesly část informace té druhé a nebyly by tedy na sobě
nezávislé [1, str. 104]. V př́ıpadech, kdy se potýkáme s nedostatkem pozorováńı
v jednotlivých tř́ıdách, můžeme zlepšit odhad predikčńı schopnosti modelu tak,
že děleńı dat a tvorbu modelu provedeme opakovaně. Tomuto ř́ıkáme kř́ıžová
validace a podrobněji ji poṕı̌seme v kapitole 1.6.

Měřit, jak moc je konkrétńı metoda pro naše data vhodná, můžeme v́ıce
zp̊usoby. Prvńı, základńı metodou, je prostá přesnost klasifikace dat. Tuto spoč́ı-
táme jako pod́ıl přesně klasifikovaných pozorováńı [2].

Přesnost klasifikace =
Počet správně klasifikovaných pozorováńı

Celkový počet klasifikovaných pozorováńı
.

Tato metrika nás bude v práci zaj́ımat nejv́ıce, jelikož chceme zjistit, jaká
část zákazńık̊u by při nákupu dostala správnou obuv. Alternativou může být
charakteristika Cohenovo kappa [3]. Ta může lépe odhadnout predikčńı schopnost
modelu v situaćıch, kdy jsou jednotlivé tř́ıdy početně zastoupené nerovnoměrně.
Cohenovo kappa definujeme následovně

κ =
PO − PC

1− PC

.

Charakteristika je obvykle definována jako mı́ra shody klasifikace dvou na sobě
nezávislých hodnotitel̊u. PO znač́ı pod́ıl pozorováńı, u kterých při klasifikaci došli
ke shodě. PC pak vyjadřuje pravděpodobnost, se kterou by mohli dosáhnout
shody, pokud by se rozhodovali náhodně. Kappa tedy porovnává skutečnou přes-
nost zvolené metody s přesnost́ı, které by dosáhla v př́ıpadě, že by pozorováńı
zařazovala náhodně. Může tedy nabývat i záporných hodnot v př́ıpadě, že je
přesnost klasifikace nižš́ı, než by byla dosažena náhodnou klasifikaćı [3]. Výpočet
charakteristiky si můžeme ilustrovat na př́ıkladu.

Př́ıklad 1. Data v následuj́ıćım př́ıkladu jsou smyšlená. Uvažujme dva porotce
v pěvecké soutěži, kteř́ı rozhoduj́ı o postupu soutěž́ıćıch do daľśıho kola. Rozhod-
nut́ı porotc̊u o postupu 50 zpěvák̊u si můžeme prohlédnout v tabulce 1.1.

Porotce 1
Ano Ne

Porotce 2
Ano 18 7
Ne 9 16

Tabulka 1.1: Tabulka k př́ıkladu 1.
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Pro výpočet charakteristiky nejprve spočteme pravděpodobnost shody obou
porotc̊u.

PO =
18 + 16

18 + 7 + 9 + 16
= 0, 68.

Dále zjist́ıme pravděpodobnost, se kterou pošlou, resp. nepošlou, soutěž́ıćıho
do daľśıho kola oba porotci.

PAno =
18 + 7

18 + 7 + 9 + 16
× 18 + 9

18 + 7 + 9 + 16
= 0, 27,

PNe =
9 + 16

18 + 7 + 9 + 16
× 7 + 16

18 + 7 + 9 + 16
= 0, 23.

Z těchto pravděpodobnost́ı pak vypočteme šanci, že se oba porotci shodnou,
pokud by o postupu rozhodovali náhodně.

PC = 0, 27 + 0, 23 = 0, 5.

Nyńı už máme vše potřebné pro výpočet Cohenova κ.

κ =
0, 68− 0, 5

1− 0, 5
= 0, 36.

Při výpočtu hodnoty charakteristiky pro konkrétńı klasifikačńı metodu bychom
namı́sto tabulky se dvěma hodnotiteli vycházeli z matice záměn (matice, do je-
jichž řádk̊u jsou zaneseny četnosti predikćı pro jednotlivé klasifikačńı tř́ıdy a do slou-
pc̊u skutečné četnosti pozorováńı v těchto tř́ıdách).

V následuj́ıćım textu si představ́ıme některé základńı skupiny predikčńıch
metod, jejichž princip si ukážeme na vybrané metodě.

1.1. Metody založené na vzdálenosti

Metody založené na vzdálenosti patř́ı mezi základńı klasifikačńı metody. Mezi
nejčastěji už́ıvané metody patř́ı k - nejbližš́ıch soused̊u (knn), kde k ∈ Z je para-
metr. Nepracuje s žádnými dodatečnými předpoklady ani požadavky na datový
soubor [1] a lze ji využ́ıt i pro imputaci chyběj́ıćıch hodnot v datovém souboru
[2]. Principem metody je vyhledat k nejbližš́ıch soused̊u pozorováńı xn+1, které
chceme klasifikovat. Jako tř́ıdu, do které pozorováńı zařad́ıme, pak zvoĺıme tu,
která se mezi těmito k sousedy vyskytovala nejčastěji. Speciálně pro k = 1 je
pozorováńı klasifikováno do stejné tř́ıdy jako jeho nejbližš́ı soused, což bývá
označováno jako metoda nejbližš́ıho souseda. Často se pak k voĺı jako liché
č́ıslo, což může pomoci předej́ıt situaci, kdy jsou mezi sousedy nejčastěji zastou-
peny dvě, nebo v́ıce tř́ıd. V tomto př́ıpadě pak metoda voĺı mezi těmito tř́ıdami
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náhodně [4]. Vyšš́ı hodnoty parametru mohou vést k tendenci metody zařazovat
nová pozorováńı do nejpočetněǰśıch tř́ıd. Volba nižš́ı hodnoty parametru pak může
vést k tomu, že metoda bude ovlivněna šumem v datech. Optimálńı hodnotu para-
metru můžeme stanovit s pomoćı kř́ıžové validace (viz kapitola 1.6). Pro měřeńı
vzdálenosti od soused̊u lze volit mezi r̊uznými metrikami, často využ́ıvanou je
metrika Euklidova [5]:

dE(xi,xj) =
√

(xi1 − xj1)2 + . . .+ (xip − xjp)2. (1.1)

Vzdálenost je velmi citlivá na jednotky, ve kterých jsou d́ılč́ı proměnné u-
dávány, proto je velmi d̊uležité proměnné před výpočty škálovat. Pokud máme
datový soubor se značně nevyváženým počtem pozorováńı v jednotlivých tř́ıdách,
můžeme alternativně využ́ıt např. centroidovou metodu, resp. metodu pr̊uměrné
vazby.

1.2. Metody diskriminačńı analýzy

Diskriminačńı analýza je souhrnné označeńı pro metody, které klasifikuj́ı po-
zorováńı na základě hodnoty diskriminačńı funkce. Tyto metody vycháźı z před-
pokladu, že pozorováńı v g-té tř́ıdě pocháźı všechna ze stejného pravděpodobno-
stńıho rozděleńı určeného funkćı hustoty fg(x), g = 1, . . . , G [5]. Abychom byli
schopni tř́ıdy odlǐsit, je nav́ıc žádoućı, aby nebyly žádné dvě z těchto funkćı stejné

fg1(x) 6= fg2(x), ∀g1, g2 = 1, . . . , G, g1 6= g2.

Často pak předpokládáme, že objekt v g-té tř́ıdě pocháźı z p-rozměrného
normálńıho rozděleńı Np(µg,Σg) nicméně některé z metod od tohoto požadavku
upoušt́ı (např. MDA). Dle [6, str. 522] nav́ıc metody nejsou na porušeńı před-
pokladu normality citlivé. Pravidlo pro klasifikaci nových pozorováńı můžeme
vyjádřit v r̊uzných tvarech, např. jako pravidlo maximálńı věrohodnosti. Dle to-
hoto pravidla vyč́ısĺıme hodnotu funkce hustoty každé tř́ıdy v bodě xn+1 a pozo-
rováńı zařad́ıme do tř́ıdy, hodnota jej́ıž funkce bude maximálńı

xn+1 ∈ Ag, g = arg max
g∈1,...,G

fg(xn+1).

Jiné pravidlo je založeno na minimalizaci vzdálenosti nového pozorováńı od stře-
d̊u jednotlivých tř́ıd [1, str. 105]. V tomto př́ıpadě uvažujeme Mahalanobisovu
vzdálenost

dM(x, µg) = (x− µg)
TΣ−1g (x− µg), (1.2)

kde µg je vektor středńıch hodnot proměnných v rámci g-té tř́ıdy a Σg je jejich
variančńı matice.
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1.2.1. Lokálńı lineárńı diskriminačńı analýza

Nadále pro připomenut́ı uvažujeme tréninkovou množinu o n p-rozměrných
pozorováńı. Každé z těchto pozorováńı nálež́ı do některé z G tř́ıd. Úkolem bude
sestavit s pomoćı tréninkové množiny rozhodovaćı pravidlo, pomoćı kterého bu-
deme zařazovat do tř́ıd nové objekty. U lineárńı diskriminačńı analýzy (LDA)
předpokládáme, že objekty v g-té tř́ıdě pocháźı z p-rozměrného normálńı rozděleńı
se středńı hodnotou µg a kovariančńı matićı Σ, která je pro všechny tř́ıdy stejná.
Označme dále πg apriorńı pravděpodobnost př́ıslušnosti objektu do g-té tř́ıdy.
Nové pozorováńı xn+1 zařad́ıme do tř́ıdy s nejvyšš́ı aposteriorńı pravděpodobnost́ı,
což můžeme ekvivalentně vyjádřit s pomoćı maximalizace diskriminačńıch fun-
kćı [7]

hg(x) = (Σ−1µg)
Tx− 1

2
µT
g Σ−1µg + ln(πg). (1.3)

Skutečné hodnoty parametr̊u rozděleńı obvykle neznáme, proto je v rovnici
nahrad́ıme výběrovými charakteristikami

ĥg(x) = (S−1x̄g)
Tx− 1

2
x̄T
g S−1x̄g + ln(pg), (1.4)

kde x̄g znač́ı vektor výběrových pr̊uměr̊u proměnných v rámci g-té tř́ıdy, S je
výběrová kovariančńı matice celého datového souboru a pg znač́ı relativńı četnost
pozorováńı v g-té tř́ıdě.

Lokálńı obdoba LDA spoč́ıvá v tom, že nyńı budeme při výpočtu charakte-
ristik v diskriminačńıch funkćıch uvažovat pouze k nejbližš́ıch pozorováńı kla-
sifikovanému objektu xn+1. Tato myšlenka je založena na domněnce, že některá
dostatečně vzdálená pozorováńı maj́ı na klasifikaci nového pozorováńı pouze malý
vliv, proto je při klasifikaci můžeme zanedbat [7]. Dále zavedeme s pomoćı vah
ωi vážený pr̊uměr x̄gL a váženou relativńı četnost pgL .

x̄gL =

∑
i
ωixiI{xi∈Ag}∑

i
ωiI{xi∈Ag}

, pgL =

∑
i
ωiI{xi∈Ag}∑

i
ωi

.

Př́ıpadně můžeme uvažovat apriorńı pravděpodobnost stejnou pro všechny
tř́ıdy. Pro odhad výběrové vážené variančńı matice nejprve spočteme výběrovou
variančńı matici každé tř́ıdy. S pomoćı těchto matic následně spočteme celkovou
variančńı matici [7]

SgL =
1

1−
∑
i

ω2
i I{xi∈Ag}

∑
i

ωi

[
(xi − x̄gL)I{xi∈Ag}

] [
(xi − x̄gL)I{xi∈Ag}

]T
,

SL =
n

n−G
∑
g

pgSgL .
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Váhy pak voĺıme následovně

ωi = K

(
dE(xi,xn+1)

dE(xk,xn+1)

)
, i = 1, . . . , k.

K je některá váhová funkce, po které vyžadujeme, aby byla omezená na in-
tervalu 〈0,∞〉, dE(xi,xn+1) znač́ı euklidovskou vzdálenost nového pozorováńı
od i-tého pozorováńı a dE(xk,xn+1) je opět euklidovská vzdálenost, tentokrát
však mezi xn+1 a k-tým nejbližš́ım pozorováńım [8].

Klasifikačńı pravidlo pak má následuj́ıćı podobu

Âg =

arg max
g
ĥgL(x), ∃g : exp(−1

2
(x− x̄g)

TS−1L (x− x̄g)) >
10−150

pgL
,

arg min
g
dE(x, x̄g) jinak.

Pravidlo v tomto tvaru nám ř́ıká, že nové pozorováńı přǐrad́ıme do tř́ıdy, jej́ıž
lokálńı diskriminačńı funkce je v daném bodě maximálńı. Dodatečná podmı́nka
slouž́ı pro vzácné př́ıpady, kdy se nové pozorováńı lǐśı od vektoru pr̊uměr̊u všech G
tř́ıd natolik, že jsou všechny aposteriorńı pravděpodobnosti př́ıslušnosti do tř́ıd
téměř rovny nule. V tomto př́ıpadě pozorováńı přǐrad́ıme do tř́ıdy s nejmenš́ı
vzdálenost́ı od vektoru výběrových pr̊uměr̊u [7].

1.3. Náhodné lesy

Náhodné lesy se, ostatně jako i daľśı lesy, skládaj́ı ze stromů. V tomto př́ıpadě
se konkrétně jedná o stromy klasifikačńı. Abychom si mohli vysvětlit náhodné
lesy, je nezbytné si nejdř́ıve představit tyto stromy. Ćılem klasifikačńıch stromů je
zařadit pozorováńı do tř́ıdy na základě série otázek definuj́ıćı klasifikačńı pravidla.
Na otázky lze v základńım př́ıpadě odpovědět pouze Ano / Ne (binárńı stromy).
Velmi dobře tedy pracuj́ı s kategoriálńımi daty. Vhodnou formulaćı otázky lze
však klasifikačńı stromy rozš́ı̌rit i pro př́ıpad s numerickými proměnnými, např.
Je délka nohy větš́ı než 200 mm? Je š́ı̌rka nohy v intervalu 100 mm – 120 mm?
Obdobně můžeme postupovat i pro ordinálńı proměnné. Pokud uvažujeme nav́ıc
i spojitou závislou proměnnou, mluv́ıme pak o regresńıch stromech.

Každému pravidlu ve stromu ř́ıkáme uzel, speciálně tomu prvńımu pak ř́ıkáme
kořen. Kořen se v klasifikačńım stromu nacháźı nahoře a kladeńım daľśıch otázek
postupujeme směrem dol̊u. Každá ze dvou možných odpověd́ı v uzlu tvoř́ı no-
vou větev stromu. Volba uzl̊u v každé z větv́ı je nezávislá na volbě uzl̊u v jiné
větvi. Ve dvou větv́ıch vycházej́ıćıch ze stejného uzlu tak můžeme dále postupovat
s r̊uznými proměnnými nebo r̊uznými dělićımi hodnotami té samé proměnné.

Strom větv́ıme až do chv́ıle, kdy všechna pozorováńı zařad́ıme do některé
ze tř́ıd, nebo vyčerpáme možnosti pro volbu daľśıch uzl̊u. Tento posledńı uzel,
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který už dále nevětv́ıme, nazýváme list. Otázkou však z̊ustává, jak zvolit vhod-
nou proměnnou, která data v daných uzlech rozděĺı nejlépe. Př́ıpadně jak zvolit
hodnotu proměnné, s pomoćı které budeme data dělit. K tomuto lze přistoupit
r̊uznými zp̊usoby, metoda zde popsaná se nazývá CART.

Dle této metody obvykle postupujeme tak, že rozděĺıme data do tř́ıd dle každé
proměnné, kterou jsme pro strom ještě nevyužili. Hodnoty spojitých proměnných,
kterých proměnná v našich datech nabývá, nav́ıc seřad́ıme dle velikosti a jako
možné děleńı urč́ıme každý pr̊uměr dvou sousedńıch hodnot. Pro daný uzel zvoĺıme
proměnnou (resp. dělićı hodnotu), podle které data klasifikujeme do tř́ıd co nej-
lépe. Aby tato volba z̊ustala objektivńı, pokuśıme se s pomoćı tzv. kriteriálńı
statistiky kvantifikovat to, jak dobře proměnná data děĺı do tř́ıd. Tuto charakte-
ristiku můžeme vyjádřit ve v́ıce tvarech. Využ́ıt můžeme např. index Gini nebo
entropii [9]. Hodnotu charakteristiky nejprve poč́ıtáme pro obě větve vycházej́ıćı
z uzlu. Index Gini v tomto tvaru

GI =
∑
i 6=j

pipj = 1−
∑
i

p2i , (1.5)

kde pi je pravděpodobnost, že v uzlu bude pozorováńı klasifikováno do i-té tř́ıdy
a pj pravděpodobnost, že pozorováńı klasifikujeme tř́ıdy jiné. Tyto pravděpodob-
nosti odhadneme jako relativńı četnosti pozorováńı ve tř́ıdách v dané větvi.

Mı́ra entropie vypadá následovně

H = −
∑
i

p2i log pi.

Obě statistiky dosahuj́ı minima v př́ıpadě, kdy uzel zahrnuje pouze pozorováńı
z jedné tř́ıdy, a toto minimum je rovno 0. Tzn. že nižš́ı hodnoty index̊u znamenaj́ı
lepš́ı děleńı v dané větvi.

Indexy vypočtené pro d́ılč́ı větve následně agregujeme pro celý uzel [1]. Do uzlu
pak zvoĺıme proměnnou, pro kterou bude vážený pr̊uměr (1.6) minimálńı.

GIcelk = PlGI(pl) + PrGI(pr), resp. Hcelk = PlH(pl) + PrH(pr), (1.6)

kde Pl a Pr znač́ı pod́ıl všech pozorováńı v uzlu v levé, resp. pravé větvi. GI(pl)
a GI(pr) jsou hodnoty indexu Gini v levé, resp. pravé větvi. Obdobně pro mı́ru
entropie.

Pokud bychom uvažovali pouze některé ze zmı́něných pravidel, přidávali by-
chom větve až do chv́ıle, kdybychom se dostali až k uzl̊um, které by obsahovaly
jen pozorováńı z jedné tř́ıdy, resp. nevyčerpali všechny proměnné v souboru.
Takto bychom pravděpodobně źıskali poměrně přesnou klasifikaci pro trénovaćı
množinu, nicméně snadno může doj́ıt k přetrnénováńı modelu. Přistouṕıme tedy
k prořezáváńı stromu, tj. k odstraněńı nevýznamných větv́ı. Matematicky mini-
malizujeme funkci
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C(T ) = R(T ) + α |T | ,
kde T je strom s |T | listy, R(T ) je pod́ıl chybně klasifikovaných pozorováńı
a α ∈ (0,∞) je penalizačńı parametr.

Uvedený postup výpočtu kriteriálńıch statistik může p̊usobit abstraktně, pro-
to si jej představ́ıme ještě jednou, tentokrát na př́ıkladu.

Obrázek 1.1: Datový soubor donors.

Př́ıklad 2. Výpočet kriteriálńıch statistik si vyzkouš́ıme na datovém souboru
s údaji o peněžńıch dárćıch organizaci pomáhaj́ıćı veterán̊um [10], jehož část
využitou v př́ıkladě si můžeme prohlédnout na obr. 1.1. Z datového souboru vy-
bereme náhodně tři osoby, které dar poskytly, a tři, které ne. Pozorováńı budeme
cht́ıt rozdělit na dárce a ty, kteř́ı dar neposkytli. Klasifikaci budeme provádět
na základě věku, majetku osoby (na škále 0–3), náboženstv́ı a četnosti posky-
továńı dar̊u.

Nejprve budeme cht́ıt stanovit kořen stromu. Pod́ıváme se proto, jak jednot-
livé proměnné rozděĺı pozorováńı na dárce a ty ostatńı. Nejvhodněǰśı proměnnou
stanov́ıme s pomoćı indexu Gini.

Výpočet kriteriálńı statistiky si ukážeme nejprve na kategoriálńı proměnné
interest religion. V souboru je pět nevěř́ıćıch a jedna osoba, která je věř́ıćı.
Z nevěř́ıćıch jsou pak tři lidé, kteř́ı nepřispěli, a dva, kteř́ı ano. S pomoćı vztahu
(1.5) pak

GI = 1−
(

3

5

)2

−
(

2

5

)2

= 0, 48.

Jediná věř́ıćı osoba v souboru dar poskytla

GI = 1−
(

1

1

)2

−
(

0

1

)2

= 0.

Pro zvolenou proměnnou pak spoč́ıtáme vážený pr̊uměr s pomoćı vztahu (1.6)

GIcelk =
5

6
× 0, 48 +

1

6
× 0 = 0, 4.
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U proměnné věk postupujeme tak, že nejprve podle ńı data seřad́ıme, spoč́ıtá-
me pr̊uměrný věk všech sousedńıch pozorováńı a spoč́ıtáme index obdobně, jako
v předchoźım př́ıpadě. Např. pr̊uměrný věk mezi třet́ım a čtvrtým pozorováńım
v seřazeném souboru je 64,5. Data rozděĺıme dle tohoto věku. Z osob mladš́ıch,
než tento pr̊uměr, darovaly dvě. Z osob starš́ıch darovala jen jedna

< 64, 5 : GI = 1−
(

2

3

)2

−
(

1

3

)2

=̇ 0, 44,

> 64, 5 : GI = 1−
(

1

3

)2

−
(

2

3

)2

=̇ 0, 44,

GIcelk =
3

6
× 0, 44 +

3

6
× 0, 44 = 0, 44.

Jako optimálńı děleńı dle této proměnné pak zvoĺıme dělićı hodnotu s nejnižš́ı
hodnotou indexu Gini. U ordinálńı proměnné týkaj́ıćı se majetku osob index
poč́ıtáme pro všechny možné př́ıpady, tzn. kdy je hodnota proměnné menš́ı nebo ro-
vna nule, poté menš́ı nebo rovna jedné a nakonec menš́ı nebo rovna dvěma.

Jakmile vypočteme hodnotu indexu pro všechny proměnné a všechna jejich
možná děleńı, zvoĺıme jako kořen proměnnou, pro kterou jsme źıskali nejnižš́ı
hodnotu indexu Gini. V našem př́ıpadě dosáhneme nejnižš́ı hodnoty s proměnnou
wealth rating ≤ 1.

≤ 1 : GI = 1−
(

1

4

)2

−
(

3

4

)2

= 0, 375,

> 1 : GI = 1−
(

0

2

)2

−
(

2

2

)2

= 0,

GIcelk =
4

6
× 0, 375 +

2

6
× 0 = 0, 25.

Jedna z větv́ı vedoućı z kořene data rozděĺı dokonale, proto ji označ́ıme
jako list. Druhou větev můžeme dále dělit. V daľśım kroku zjist́ıme, že stej-
nou minimálńı hodnotu indexu źıskáme pro několik r̊uzných děleńı. Zvoĺıme tedy
např. opět proměnnou wealth rating tentokrát s dělićı hodnotou 0. Stejnou
proměnnou tedy můžeme do uzlu zvolit opakovaně s r̊uznými dělićımi hodno-
tami.

≤ 0 : GI = 1−
(

1

2

)2

−
(

1

2

)2

= 0, 5,

> 0 : GI = 1−
(

0

2

)2

−
(

2

2

)2

= 0,
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GIcelk =
2

4
× 0, 5 +

0

4
× 0 = 0, 25.

Jednu z větv́ı opět můžeme označit jako list. Druhou dále rozděĺıme. Tentokrát
můžeme volit mezi age ≤ 58 a proměnnou frequency se stejnými hodnotami in-
dex̊u. Obě děleńı povedou k posledńımu listu. Rozhodovaćı strom z toho př́ıkladu
si můžeme prohlédnout na obrázku 1.2.

wealth rating ≤ 1?

donated = 0 wealth rating ≤ 0?

donated = 1 frequency = FREQUENT?

donated = 0 donated = 1

ne ano

ne ano

ne ano

Obrázek 1.2: Rozhodovaćı strom.

Rozhodovaćı stromy lze poměrně jednoduše sestavit i interpretovat. Dobře
klasifikuj́ı data, na nichž byl strom postaven, nicméně u nových pozorováńı mo-
hou při predikci selhávat. Náhodné lesy, skládaj́ıćı se z těchto stromů, predikčńı
schopnost zlepšuj́ı. Náhodné jim ř́ıkáme pro zp̊usob, jakým voĺıme data pro se-
staveńı d́ılč́ıch stromů. V prvńım kroku totiž z našich dat náhodně vybereme
n pozorováńı, tentokrát však s opakováńım (technika zvaná bootsrapping). Dále
v každém rozhodovaćım uzlu uvažujeme pouze m < n náhodně zvolených pro-
měnných bez opakováńı. Dle [11, str. 96] je doporučeno volit m =

√
p. Takto

budeme náhodný výběr několikrát opakovat a na každé takovéto datové množině
sestav́ıme rozhodovaćı strom. Pozorováńı, která nebyla použita pro sestaveńı jed-
notlivých stromů, nav́ıc klasifikujeme s pomoćı celého lesa. Jako výslednou tř́ıdu
voĺıme tu, která byla stromy zvolena nejčastěji. Pokud se mezi tř́ıdami najde
v́ıce takových, je výsledná tř́ıda volena náhodně [12, str. 509]. Tento postup pak
slouž́ı pro odhad, jak dobré predikčńı schopnosti náš les má.
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1.4. Metoda podp̊urných vektor̊u

Stejně jako klasifikačńı stromy, lze i metodu podp̊urných vektor̊u (support vec-
tor machines) využ́ıt jak pro klasifikaci, tak pro regresńı analýzu [5]. Principem
metody je naj́ıt lineárńı hranici (obecně nadrovinu, pro dvourozměrnou úlohu pak
př́ımku, ve třech dimenźıch rovinu), která odděluje pozorováńı z r̊uzných klasi-
fikačńıch tř́ıd. Tuto úlohu nemuśı být vždy jednoduché vyřešit, jelikož se skupiny
pozorováńı z r̊uzných tř́ıd často vzájemně proĺınaj́ı. Tento problém metoda řeš́ı
s pomoćı transformace pozorováńı do vyšš́ı dimenze, kde je již obvykle řešitelný.
Pokud jsou dvě tř́ıdy lineárně separabilńı, hranici hledáme tak, abychom maxi-
malizovali oblast, která je určená nejmenš́ı vzdálenost́ı mezi dvěma pozorováńımi
z r̊uzných tř́ıd. Při zpětné transformaci jsou pak tyto hranice nelineárńı. V daľśım
textu budeme předpokládat, že máme pouze dvě klasifikačńı tř́ıdy, nicméně me-
todu lze samozřejmě rozš́ı̌rit i pro v́ıce tř́ıd (v́ıce v [13]).

Zmı́něnou nadrovinu v prostoru vyšš́ı dimenze, označme tuto dimenzi r, hle-
dáme obecně ve tvaru

b0 + bTx = 0 (1.7)

s koeficienty b0, b = (b1, b2, · · · , br)T a vektorem x = (x1, x2, · · · , xr)T o r proměn-
ných. Aby byla nadrovina definována jednoznačně, uvažujeme nav́ıc podmı́nku
bTb = 1. Takto definovanou nadrovinu můžeme využ́ıt k separaci objekt̊u na zá-
kladě jejich polohy v̊uči ńı, tzn. zda je výraz b0 + bTxi větš́ı nebo menš́ı jak
nula [5]. Předpokládejme nyńı, že jsou obě klasifikačńı tř́ıdy lineárně separabilńı.
Dále přǐrad’me každému pozorováńı hodnotu yi ∈ {−1, 1} dle tř́ıdy, do které patř́ı.
Pak můžeme s využit́ım rovnice (1.7) definovat následuj́ıćı klasifikačńı pravidlo

yi(b0 + bTxi) > 0

pro i = 1, · · · , n.
Pro správně klasifikovaný objekt tedy plat́ı sgn(yi) = sgn(b0 + bTxi). Ta-

kovýchto nadrovin bychom však nalezli nekonečně mnoho. Dělićı nadrovinu v op-
timálńı pozici označ́ıme jako nadrovinu s maximálńım okrajem a budeme ji hle-
dat tak, že maximalizujeme jej́ı odstup, znač́ıme M , od bod̊u z r̊uzných tř́ıd
[13, str. 341]. Odstup je určen nejmenš́ı vzdálenost́ı dělićı nadroviny od jedné
ze dvou k ńı rovnoběžných nadrovin. Ve dvourozměrném prostoru jsou tyto nadro-
viny jednoznačně určeny třemi body nacházej́ıćımi se nejbĺıže k dělićı nadrovině,
dvěma z jedné tř́ıdy a jedńım ze druhé tř́ıdy [5]. S rostoućım počtem dimenźı dat,
pak roste počet bod̊u potřebných pro určeńı oblasti M . Tyto body nazýváme
podp̊urné vektory.

Takovouto úlohu (na obr. 1.3) můžeme formulovat ve tvaru
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M→ max pro b0, b = (b1, b2, · · · , br)T , bTb = 1

vzhledem k yi(b0 + bTxi) ≥ M pro i = 1, · · · , n.

Dále úlohu rozš́ı̌ŕıme pro př́ıpad, kdy jsou obě tř́ıdy vzájemně lineárně ne-
oddělitelné i v novém transformovaném prostoru. I nadále budeme cht́ıt maxima-
lizovat M , nyńı ale budeme muset tolerovat chyby v klasifikaci. Tzn. že některá
pozorováńı ponecháme na špatné straně nadroviny. Úlohu doplńıme o proměnné
ξi, kterými kvantifikujeme chybu klasifikace. Tato proměnná nabývá 0 pro po-
zorováńı na správné straně nadroviny. Jinak nabývá kladného č́ısla a vyjadřuje
vzdálenost pozorováńı od dělićı nadroviny.

Úlohu (na obr. 1.4) nyńı formulujeme takto

M→ max pro b0, b = (b1, b2, · · · , br)T , bTb = 1

vzhledem k yi(b0 + bTxi) ≥ M(1− ξi) pro i = 1, · · · , n, ξi ≥ 0,
∑
i

ξi ≤ C.

Konstantou C omezujeme chybu při klasifikaci pozorováńı. Obecně můžeme ř́ıct,
že s větš́ı hodnotou C poroste velikost M . Optimálńı hodnotu této konstanty
můžeme určit s pomoćı kř́ıžové validace [13]. Klasifikačńı pravidlo, které źıskáme
vyřešeńım úlohy nazýváme klasifikátor s podp̊urnými vektory.

Výše zmı́něné úlohy řeš́ıme za předpokladu, že pozorováńı v p-rozměrném
prostoru transformuje do prostoru o dimenzi r. Transformace prostoru společně
s řešeńım maximalizačńıho problému úlohu poměrně komplikuje. Výpočty lze
ale zjednodušit s pomoćı tzv. jádrového triku. Ten spoč́ıvá v tom, že pozorováńı
nepřevedeme do prostoru vyšš́ı dimenze př́ımo, nicméně zavedeńım vhodné funkce
můžeme źıskat představu o vztahu dvou pozorováńı v tomto prostoru. Lineárńı
klasifikátor s podp̊urnými vektory nejprve ekvivalentně vyjádř́ıme s pomoćı ska-
lárńıho součinu

〈xi,xi′〉 =

p∑
j=1

xijxi′j

ve tvaru

f(xn+1) = b0 +
n∑

i=1

αi 〈xn+1,xi〉 , i = 1, . . . , n,

přičemž klasifikace pozorováńı záviśı na znaménku funkce f(xn+1). Pro odhad
parametr̊u b0 a αi je třeba vypoč́ıtat skalárńı součin všech dvojic pozorováńı
v tréninkové množině. Tyto parametry jsou nicméně nenulové jen pro podp̊urné
vektory [13]. Skalárńı součin můžeme dále zobecnit s pomoćı některých funkćı.
Těmto funkćım ř́ıkáme jádrové a můžeme je zavést v několika tvarech
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Obrázek 1.3: Př́ıklad klasifikátoru s podp̊urnými vektory pro dvě lineárně sepa-
rabilńı tř́ıdy [14].

Lineárńı:K(xi,x
′
i) = xT

i x′i.

Polynom stupně d:K(xi,x
′
i) = (1 + xT

i x′i)
d.

Radiálńı bázová funkce:K(xi,x
′
i) = exp(−c d2E(xi,x

′
i)) pro c > 0.

Uvedené jádrové funkce jsou ty, které se použ́ıvaj́ı nejčastěji. Funkci, kterou
chceme při klasifikaci použ́ıt, muśıme pro algoritmy v softwaru určit předem.
Pro některé známé klasifikačńı problémy lze nalézt doporučeńı, kterou z nich
použ́ıt. Každopádně parametry funkce, pro které bude metoda dosahovat nejlepš́ı
predikce, můžeme určit s pomoćı kř́ıžové validace (kapitola 1.6).
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Obrázek 1.4: Př́ıklad klasifikátoru s podp̊urnými vektory pro dvě lineárně nese-
parabilńı tř́ıdy.

1.5. Regresńı analýza

U klasifikace požadujeme, aby tř́ıdy nabývaly pouze diskrétńıch hodnot (závi-
sle proměnná je diskrétńı). Toto plat́ı i pro naši úlohu, nicméně vhodnou úpravou
závisle proměnné ji lze pojmout i jinak. Pokud naše tř́ıdy dokážeme uspořádat
dle velikosti, můžeme je pak vyjádřit jako ordinálńı numerickou diskrétńı pro-
měnnou. Pro tento typ problému již existuj́ı algoritmy, které představuj́ı přechod
mezi regresńı analýzou a klasifikaćı (např. PLSDA). Nicméně v této práci náš
př́ıstup zjednoduš́ıme a využijeme klasickou regresńı analýzu. K d̊uvod̊um této
volby se vrát́ıme v kapitole 3.

Úlohou regresńı analýzy je tedy kvantifikovat a vyjádřit vztah mezi prediktory
a závisle proměnnými. Pro tuto úlohu obvykle voĺıme př́ıstup s využit́ım metody
nejmenš́ıch čtverc̊u. Tato metoda však selhává v momentech, kdy máme v datech
v́ıce regresor̊u než-li pozorováńı, tzn. n < p, nebo dále pokud můžeme v ma-
tici nezávislé proměnných pozorovat multikolinearitu (jej́ı sloupce jsou lineárně
závislé). V obou situaćıch nám může pomoci metoda částečných nejmenš́ıch
čtverc̊u, kterou si představ́ıme bĺıže [5].
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1.5.1. Metoda částečných nejmenš́ıch čtverc̊u

Mějme nejprve pouze jednu závisle proměnnou yn×1 a nezávisle proměnné u-
spořádané do matice Xn×p, jak je v regresi zvykem. Stejně jako v př́ıpadě metody
nejmenš́ıch čtverc̊u budeme hledat vztah

y = Xβ + ε,

kde βp×1 je vektor regresńıch koeficient̊u a εn×1 vektor chyb.
V PLS, obdobně jako třeba v analýze hlavńıch komponent, však nejprve trans-

formujeme matici X na matici skór̊u a zátěž́ı dle vztahu

X = TPT + EX,

kde matice Tn×k je matice skór̊u, Pp×k je matice zátěž́ı, což jsou koeficienty
lineárńı kombinace skór̊u, a matice EX jsou chyby, kterých se dopoušt́ıme apro-
ximaćı p̊uvodńıch proměnných. Tento člen odpadá, pokud zvoĺıme počet kom-
ponent k roven počtu p̊uvodńıch proměnných. Na rozd́ıl od PCA však tentokrát
nové proměnné nehledáme tak, aby byl maximálńı jejich rozptyl, nýbrž kovariance
mezi skóry a proměnnou y.

Existuje několik algoritmů pro hledáńı nových proměnných, nejčastěji však pra-
cuj́ı na následuj́ıćım principu [5]:

• Prvńı komponenta je vypočtena tak, aby byla maximilizována kovariance
mezi ńı a proměnnou y.

• Informace (rozptyl) komponenty je odstraněn z dat, což nazýváme deflace.
Z geometrického hlediska je deflace projekce datové matice do podprostoru
kolmého na komponentu z předešlého kroku. Po deflaci źıskáme matici
XRES, která má stejný počet proměnných jako p̊uvodńı matice, ale jej́ı
dimensionalita je nižš́ı o 1.

• Z matice XRES je opět vypočtena daľśı komponenta tak, aby byla kovariance
mezi ńı a proměnnou y maximálńı.

• Postup opakujeme, dokud nepřestane docházet ke změně modelu.

V závislosti na použitém algoritmu pak metoda generuje bud’to ortogonálńı
skóry, nebo ortogonálńı zátěže. S každou přidanou komponentou modelujeme
proměnnou y lépe. Optimálńı počet komponent pro predikci metodou odhadu-
jeme s pomoćı kř́ıžové validace. K p̊uvodńım regresńım parametr̊um se můžeme
vrátit s pomoćı následuj́ıćıch vztah̊u

y = Xβ + ε = TPTβ + ε = Ta + ε,

â = (TTT)−1TTy,

β̂ = Pâ = P(TTT)−1TTy.
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Pokud do našeho modelu chceme zahrnout v́ıce, než jednu závisle proměnnou,
tj. mı́sto vektoru nyńı máme matici Yn×q, označujeme metodu PLS2. Reduko-
vat pak budeme kromě dimenze matice X i dimenzi matice závisle proměnných
následovně

X = TPT + EX, Y = UQT + EY.

Matice skór̊u U a T i matice zátěž́ı P a Q maj́ı obecně k sloupc̊u,
kde k ≤ min(p, q, n). Označme dále vektory uj, tj,pj a qj j-tý sloupec matice
U,T,P, resp. Q, j = 1, . . . , k. Mezi skóry existuje vnitřńı lineárńı vztah

uj = djtj + hj,

přičemž hj je reziduum a dj regresńı parametr. Pokud jsou prvky hj malé,
můžeme ř́ıct, že x-skóry j-té komponenty dobře predikuj́ı y-skóry, t́ım pádem
i závisle proměnné.

Ćılem PLS2 je maximalizovat kovarianci mezi skóry X a Y, přičemž v opti-
malizačńı úloze obvykle kovarianci mezi dvěma skóry t a u odhadujeme pomoćı
výběrové kovariance ve tvaru tTu

(n−1) s podmı́nkou na normu vektor̊u ‖t‖ = ‖u‖ = 1.

Je však možné použ́ıt i robustńı odhad [5].
Problém ještě uprav́ıme s pomoćı vztah̊u t = Xw a u = Yc. Dostáváme tedy

úlohu

cov(Xw,Yc)→ max ‖Xw‖ = ‖Yc‖ = 1. (1.8)

Řešeńım úlohy (1.8) źıskáme prvńı skóry t1 a u1. Abychom vypoč́ıtali ty daľśı,
muśıme do úlohy přidat dodatečné podmı́nky. Za ty obvykle voĺıme ortogonalitu
skór̊u tTj tl = 0, resp. uT

j ul = 0 pro 1 ≤ j ≤ l ≤ k. Alternativou pak mohou být
podmı́nky na ortogonalitu zátěž́ı.

Jelikož úloha maximalizace nezálež́ı na konstantě, můžeme problém (1.8) ještě
upravit dosazeńım vztahu pro výběrovou kovarianci uvedeným dř́ıve

tTu = (Xw)TYc = wTXTYc→ max (1.9)

za stejných podmı́nek jako v úloze (1.8). Vektory w a c můžeme źıskat s pomoćı
singulárńıho rozkladu matice XTY.

SPLS (Sparse Partial Least Squares) rozšǐruje metodu PLS o volbu pouze
d̊uležitých proměnných. Motivaćı je předevš́ım lepš́ı interpretace vypočtených
parametr̊u, než-li u metody PLS v př́ıpadě velkého množstv́ı nevýznamných
proměnných v datech. Při výpočtu skór̊u algoritmy metody PLS totiž využ́ıvaj́ı
informaci všech proměnných (v́ıce v [16]).

Úlohu lze řešit, stejně jako v úloze (1.9), s pomoćı singulárńıho rozkladu
(SVD). Dle vlastnost́ı SVD můžeme úlohu ekvivalentně formulovat takto

wTXTYYTXc→ max ‖Xw‖ = ‖Yc‖ = 1. (1.10)
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V daľśım textu budeme značit XTYYTX = M a uvažujeme pro zjednodušeńı
rozklad matic

X = TPT + EX , Y = TQT + EY , w = c.

Úlohu SPLS pak s úpravou úlohy na minimalizaci formulujeme dle [16] následovně

min
w,d

{
−κwTMw + (1− κ)(d−w)TM(d−w) + λ1 ‖d‖1 + λ2 ‖d‖22

}
(1.11)

za podmı́nek wTw = 1, ‖d‖ = 1, kde d je pomocný vektor zlepšuj́ıćı vlastnosti
úlohy. Dále λ1 ‖d‖1 a λ2 ‖d‖22 jsou L1, resp. L2 penalizačńı členy.

Obdobně jako v úloze (1.8) takto źıskáme pouze prvńı skóry. Daľśı skóry
źıskáme opět tak, že zavedeme dodatečné podmı́nky, které se lǐśı dle užitého
algoritmu. Dále označ́ıme K maximálńı počet komponent, které požadujeme,
A množinu aktivńıch index̊u (indexy významných proměnných) a XA matici X
pouze s proměnnými z množiny A. Postupujeme podle tohoto obecného algoritmu

1. Zadáme B̂PLS = 0, A = ∅, k = 1.

2. Pokud k < K

• vyřeš́ıme úlohu (1.11), najdeme ŵ,

• aktualizujeme množinu A indexy {i : ŵi 6= 0} ∪
{
i : B̂PLS

i 6= 0
}

,

• vyřeš́ıme úlohu PLS pro matici XA a k komponent,

• aktualizujeme B̂PLS odhadem z předchoźıho kroku,
k = k + 1,
provedeme deflaci.

Označeńı B̂PLS pouze zd̊urazňuje, že jsou regresńı parametry řešeny s po-
moćı metody částečných nejmenš́ıch čtverc̊u. Úloha (1.11) má čtyři parametry
(κ, λ1, λ2, k). Parametr κ ovlivňuje konvexitu účelové funkce, abychom se vyhnuli
nalezeńı pouze lokálńıho minima úlohy, a je doporučeno jej volit menš́ı než 1

2
.

Parametry λ1, λ2 ovlivňuj́ı počet proměnných, které budeme v úloze uvažovat.
Pokud nastav́ıme λ2 =∞, záviśı úloha pouze na parametru λ1 [16].

Vyřešeńım úlohy algoritmem SPLS tedy budeme schopni zformulovat vztah
Ŷ = XB̂. Pro vyrovnané hodnoty však bude obecně platit ŷi· ∈ Rq, i = 1, . . . , n,
zat́ımco klasifikačńı tř́ıdy jsou celá č́ısla. Vyrovnané hodnoty proto matematicky
zaokrouhĺıme na celá č́ısla.
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1.6. Kř́ıžová validace

Kvalitu modelu můžeme, jak bylo uvedeno dř́ıve, provést na testovaćıch da-
tech. Tento př́ıstup však má svá úskaĺı v tom, že rozděleńı datové množiny
provád́ıme náhodně. Pokud máme k dispozici jen málo pozorováńı v jednotlivých
tř́ıdách, źıskáme odhad kvality modelu, který se může oproti skutečné hodnotě
dosti lǐsit. Jiná náhodná volba trénovaćı množiny by pak mohla vést ke značně
odlǐsnému odhadu kvality [1]. Klasifikace pozorováńı z testovaćı množiny může
být negativně ovlivněna i např. př́ıtomnost́ı odlehlých pozorováńı. Abychom od-
had predikčńıch schopnost́ı sestaveného modelu zpřesnili, můžeme použ́ıt kř́ıžovou
validaci. Principem je opět volba části dat, na které budeme model trénovat,
a části, na které jej budeme ověřovat, nicméně tentokrát budeme volbu provádět
opakovaně.

Jedńım z možných př́ıstup̊u je vybrat pro testováńı pouze jedno náhodně
zvolené pozorováńı (Leave-One-Out Cross Validation). Za vhodnou volbu je však
dle [1, str. 110] považováno vynecháńı 10% datové množiny (Ten-Fold Cross
Validation). V tomto př́ıpadě rozděĺıme datovou množinu náhodně na deset část́ı.
Postupně je pak každá z část́ı použita jako testovaćı množina a zbývaj́ıćıch devět
pro trénováńı modelu. Jako odhad přesnosti modelu můžeme použ́ıt např. pr̊uměr
nebo medián d́ılč́ıch odhad̊u.

Kromě odhadu predikčńıch schopnost́ı modelu můžeme kř́ıžovou validaci po-
už́ıt i v př́ıpadech, kdy do algoritmu některé metody vstupuje jeden či v́ıce para-
metr̊u, a my hledáme jeho optimálńı hodnotu. Tomuto procesu ř́ıkáme laděńı [2].
Na všech trénovaćıch množinách pak zkouš́ıme každou uvažovanou hodnotu para-
metru a pro finálńı model vybereme tu, se kterou dosáhneme nejlepš́ı odhadnuté
přesnosti.
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Kapitola 2

Data

Ještě než můžeme zač́ıt se samotnou výstavbou modelu, je nejprve třeba
nasb́ırat data a připravit je pro daľśı zpracováńı. Každému člověku budeme cht́ıt
během měřeńı změřit obě chodidla s využit́ım k tomu určené aplikace. Dále bu-
deme zaznamenávat i daľśı potencionálně d̊uležité informace pro co nejpřesněǰśı
klasifikaci. Źıskaná data budeme dále zpracovávat v softwaru R. Toto obnáš́ı
mj. vytvořeńı přehledného datového souboru vhodného pro daľśı práci a od-
straněńı pozorováńı, která aplikace naměřila nepřesně. S takto zpracovanými daty
budeme moci přikročit k trénováńı a evaluaci klasifikačńıch model̊u.

2.1. Aplikace pro měřeńı chodidla a sběr dat

Pokud si vyb́ıráme obuv, kterou si nemůžeme vyzkoušet, většinou jej́ı velikost
přibližně určujeme z délky chodidla od konce paty po špičku palce, př́ıpadně
dle našich zkušenost́ı. Velikost obuvi ale může být ovlivněna přirozeně i daľśımi
proměnnými, jako např. výškou nártu nebo š́ı̌rkou chodidla. Toto jsme při tvorbě
modelu chtěli od počátku respektovat. Proto byla při sběru dat nezbytnou po-
můckou mobilńı aplikace, s jej́ıž pomoćı jsme pro každé chodidlo lehce źıskali
několik hodnot, které mohou být při volbě velikosti boty potenciálně významné.

Aniž bychom zacházeli do technických detail̊u, pojd’me se nejdř́ıve seznámit
s t́ım, jak tato aplikace vlastně funguje. Aplikace existuje ve verzi pro mobilńı te-
lefon s operačńım systémem Android nebo iOS. Dále je pro jej́ı správné fungováńı
potřeba mı́t na mobilńım telefonu fotoaparát a internetové připojeńı. Po zahájeńı
měřeńı nás aplikace provede celým procesem, přičemž je třeba poř́ıdit tři foto-
grafie každého chodila z r̊uzných úhl̊u dle pokyn̊u na obrazovce. Chodidlo je
třeba před fotografováńım v souladu s instrukcemi položit na prázdný b́ılý paṕır
formátu A4. Pokud fotoaparát chodidlo vhodně nezab́ırá, aplikace nedovoĺı foto-
grafii udělat. Po skončeńı měřeńı aplikace vygeneruje 3D model obou chodidel,
odhadne několik jejich charakteristik porovnáńım s listem paṕıru pod nohou,
vygeneruje kód měřeńı a data odešle na cloudové úložǐstě. Rozhrańı aplikace
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Obrázek 2.1: Náhled na proces měřeńı chodidel v aplikaci.

si můžeme prohlédnout na obrázku 2.1.
Aplikace odhadne dvacet tři r̊uzných proměnných pro každé chodidlo. Aby-

chom si udělali představu, s č́ım budeme dále pracovat, poṕı̌seme každou z nich
v tabulce 2.1. V té uvedeme anglický název proměnné tak, jak jej udává aplikace,
a český popis, co tato proměnná vyjadřuje. V tabulce budeme pracovat s po-
jmem osa chodidla, což je úsečka procházej́ıćı nejzazš́ım bodem chodidla na patě
a středem spojnice prvńı a páté metatarzálńı kosti. Těchto kost́ı se v chodi-
dle nacháźı pět. Prvńı a pátá metatarzálńı kost se nacháźı v mı́stech, kde jsou
poľstářky chodidla. Některé proměnné budeme vysvětlovat s pomoćı projekćı cho-
dila na jednotlivé osy v trojrozměrné soustavě souřadnic.

Tabulka 2.1: Proměnné z aplikace na měřeńı chodidel

Název proměnné Popis proměnné
Foot.Length..mm. Délka nohy v milimetrech mezi nejvzdáleněǰśımi

body chodidla. (V trojrozměrné soustavě souřadnic,
kde osa x znázorňuje délku, y š́ı̌rku a z výšku,
tato proměnná vyjadřuje velikost projekce chodidla
na osu x.) Viz obr. 2.2 vlevo nahoře.

Toes.Position..mm. Velikost projekce na osu x (viz výše) od paty
po pr̊useč́ık osy nohy se spojnićı střed̊u palce
a maĺıčku u nohy. Viz obr. 2.2 vlevo uprostřed.
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Tabulka 2.1: Proměnné z aplikace na měřeńı chodidel

Název proměnné Popis proměnné

Toes.Angle..degrees. Úhel ve stupńıch, který sv́ırá spojnice střed̊u maĺıčku
a palce s kolmićı na osu chodidla vedenou v mı́stě
jejich pr̊useč́ıku. Viz obr. 2.2 vlevo dole.

Toes.Girth..mm. Obvod konvexńıho obalu prst̊u procházej́ıćıho
přes středy palce a maĺıčku v milimetrech.

Toes.Height..mm. Výška stejného konvexńıho obalu jako u předchoźı
proměnné v milimetrech.

Toes.Width..mm. Š́ı̌rka konvexńıho obalu (viz výše) v milimetrech.
Position.of.1st.Metatarsal.
head..mm.

Velikost projekce chodidla na osu x v milimetrech
od paty po pozici prvńı metatarzálńı kost. Viz obr.
2.2 vpravo nahoře.

Position.of.5th.Metatarsal.
head..mm.

Velikost projekce chodidla na osu x v milimetrech
od paty po pozici pátou metatarzálńı kost. Viz obr.
2.2 vpravo uprostřed.

Ball.Position..mm. Velikost projekce chodidla na osu x v milimetrech
od paty po pr̊useč́ık osy chodidla se spojnićı prvńı
a páté metatarzálńı kosti. Viz obr. 2.2 vpravo dole.

Ball.Angle..degrees. Úhel ve stupńıch, který sv́ırá spojnice prvńı
a páté metatarzálńı kosti s kolmićı vedenou na osu
procházej́ıćı středem chodidla v mı́stě pr̊useč́ıku
těchto úseček.

Ball.Girth..mm. Obvod chodidla v milimetrech měřený v mı́stě meta-
tarzálńıch kost́ı.

Ball.Height..mm. Velikost projekce chodidla na osu z v milimetrech
v oblasti metatarzálńıch kost́ı.

Medial.Ball.Height..mm. Výška chodidla v milimetrech v mı́stě prvńı meta-
tarzálńı kosti.

Lateral.Ball.Height..mm. Výška chodidla v milimetrech v mı́stě páté meta-
tarzálńı kosti.

Ball.Width..mm. Velikost projekce chodidla v oblasti metatarzálńıch
kost́ı na osu y .

Instep.Girth..mm. Obvod chodidla v milimetrech měřený přes nárt
v mı́stě poloviny délky nohy.

Instep.Height..mm. Výška chodidla v milimetrech měřená v oblasti polo-
viny délky nohy.

Instep.Width..mm. Největš́ı š́ı̌rka chodidla v mı́stě poloviny délky nohy
v milimetrech.

Navicular.Position..mm. Velikost projekce chodidla na osu x od paty
po člunkovitou kost.
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Tabulka 2.1: Proměnné z aplikace na měřeńı chodidel

Název proměnné Popis proměnné
Navicular.Height..mm. Výška chodidla v milimetrech v mı́stě člunkovité

kosti.
Heel.Width..mm. Největš́ı š́ı̌rka chodidla v milimetrech v mı́stě

určeném 16 % délky nohy od nohy.
Instep.to.heel.Girth..mm. Obvod chodidla v milimetrech měřený přes patu

a mı́sto určené polovinou délky nohy.

Obrázek 2.2: Obrázek k tabulce 2.1 (od dodavatele aplikace).

Kód měřeńı byl při měřeńı stěžejńı údaj. Kromě něj jsme u měřených lid́ı za-
znamenali i zvolenou nejvhodněǰśı velikost a typ obuvi. Každý člověk měl možnost
volby mezi dvěma typy bot značky Prabos. Každý z těchto typ̊u je vyráběn
na jiném kopytu, což je obuvnická pomůcka, na které je bota šita a tvarována.
Boty r̊uzných typ̊u o stejné velikosti se tedy mohou mı́rně lǐsit v rozměrech. Oba
použité modely bot můžeme vidět na obrázku 2.3. Při zkoušeńı obuvi bylo d̊uležité
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pohĺıžet na obě chodidla nezávisle. Chodidla jsou u každého člověka v́ıce či méně
odlǐsná, přirozeně pak může nastat situace, kdy téže osobě vyhovuje na každém
chodidlu jiná bota. Dále jsme zaznamenávali i pohlav́ı, věk měřené osoby a na-
konec jsme i dodatečně změřili délku obou chodidel na obuvnickém měřidlu.
Jak bylo zmı́něno, aplikace pracuje s odhadem rozměr̊u chodidel. Porovnáńım
délky chodidla z aplikace s délkou naměřenou ručně můžeme zpětně vyřadit ta
pozorováńı, která byla aplikaćı odhadnuta nepřesně. U některých osob byl kromě
délky měřen ručně i obvod nohy odpov́ıdaj́ıćı proměnné Ball.Girth..mm.

Obrázek 2.3: Oba zmı́něné typy bot značky Prabos, a.s. Vlevo: Acotango, vpravo:
Vagabund [18].

Závěrem je třeba zmı́nit, že je známo, že aplikace může pracovat nepřesně
v př́ıpadech, kdy se na měřené noze nacháźı náplast, jsou na ńı nalakované nehty,
popř́ıpadě ponožka či silonka. Jakoukoliv takovouto skutečnost jsme také za-
znamenali pro účely př́ıpadné daľśı analýzy. Uváděny byly v datovém souboru
i některé daľśı poznámky pro marketingové účely Prabos, a. s.

Sběr dat byl limitován nároky, zmı́něnými výše, které si aplikace při měřeńı
klade pro jej́ı správné fungováńı. Dále jsme se pochopitelně potýkali i s ne-
voĺı oslovených lid́ı k poskytnut́ı údaj̊u či poř́ızeńı fotografíı. Kromě dat, která
jsme źıskali my, poskytli několik deśıtek měřeńı i zástupci samotné společnosti
Prabos, a. s., nicméně většinu z nich nebylo možné využ́ıt, jelikož nesplňovala
požadavky a nároky, které jsme na data kladli. I přes toto všechno se pro daľśı
práci nakonec podařilo źıskat data 168 osob, což znamená 336 r̊uzných chodidel.

2.2. Automatizace stahováńı dat z aplikace

Data zaznamená během měřeńı jsme z praktických d̊uvod̊u přepsali do sou-
boru formátu .xlsx, aby s nimi bylo možné dále pracovat jak v tabulkovém pro-
cesoru, tak v R. Ukázku tohoto souboru si můžeme prohlédnout na obrázku 2.4.
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Obrázek 2.4: Ukázka souboru se záznamy z měřeńı.

V souboru však chyb́ı daľśı d̊uležité údaje, rozměry chodidel z aplikace. Ty
prozat́ım z̊ustaly uložené v cloudovém úložǐsti chráněném heslem. Než abychom
pracně procházeli úložǐstě a stahovali soubory s rozměry jeden po druhém, využi-
jeme k źıskáńı dat R, konkrétně pak baĺıček RCurl. Ten v sobě ukrývá funkce pro
práci s webovými adresami. Kromě RCurl využijeme i knihovnu readxl pro im-
port soubor̊u ve formátech programu Excel v R.

Nejprve do R importujeme soubor zmı́něný v úvodu této kapitoly. Poté jej
převedeme na objekt tř́ıdy data.frame a sloupec s kódy ulož́ıme do samostatného
vektoru.

>mereni <- read excel(’C:/Users/Pohanka/Desktop/

Prabos/mereni.xlsx’)

>mereni <- as.data.frame(mereni)

>kody <- mereni[,1]

Soubory s daty z aplikace jsou uloženy na webovém úložǐsti a pro př́ıstup
k němu je třeba zadat uživatelské jméno a heslo. Každé měřeńı je pak uloženo
ve zvláštńım adresáři. Část adresy společnou pro všechna měřeńı ulož́ıme do pro-
měnné. Skutečné jméno a heslo v kódu z bezpečnostńıch d̊uvod̊u nahrad́ıme slovy
jmeno a heslo.

>adresa <- ’https://jmeno:heslo

@avatar3d.ibv.org:8443/webdav/PRABOS/Tests/’
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Název každého souboru se pak lǐśı podle toho, jestli se v něm nacháźı data
o levém či pravém chodidle. S využit́ım předchoźıch poznatk̊u, tak dvěma for

cykly vygenerujeme všechny adresy soubor̊u s rozměry levých, resp. pravých cho-
didel. Ke spojeńı jednotlivých část́ı adres v celek využijeme funkci paste().

>soubor leva <- " left mes.csv"

>soubor prava <- " right mes.csv"

>adresy leva <- matrix(rep(0,nrow(kody)),ncol=1)

>adresy prava <- matrix(rep(0,nrow(kody)),ncol=1)

>for(i in 1:nrow(mereni)){adresy leva[i,]=

paste(c(adresa,kody[i,],"/", kody[i,],soubor leva),collapse="")

}

>for(i in 1:nrow(mereni)){adresy prava[i,]=

paste(c(adresa,kody[i,],"/", kody[i,],soubor prava),collapse="")

}

Nyńı máme připravené dva vektory s webovými adresami, na kterých by
se měla nacházet data z provedených měřeńı. Ta nyńı s pomoćı R všechna impor-
tujeme tak, že vytvoř́ıme dvě nulové matice, které budeme v daľśıch for cyklech
postupně vyplňovat daty z webu. Jména proměnných si ulož́ıme do vektoru z li-
bovolného staženého souboru.

>names=names(read.csv2(adresy leva[1,],skip=1,header=TRUE,sep=’;’))

>names=list(NULL,names)
>mereni leva=matrix(rep(0,dim(mereni)[1]*23),

nrow=dim(mereni)[1],dimnames=names)

>mereni prava=matrix(rep(0,dim(mereni)[1]*23),

nrow=dim(mereni)[1],dimnames=names)

Nastat může i situace, že některá adresa z vektoru neexistuje, tj. že se daný
soubor na cloudu nenacháźı. K tomuto může nejčastěji doj́ıt v př́ıpadě, že byl sou-
bor z úložǐstě již smazán, př́ıpadně pokud nebyl v̊ubec vytvořen. Tzn. že aplikace
při měřeńı selhala, obvykle z d̊uvodu nedostatečného internetovému připojeńı.
Tento fakt muśıme při stahováńı dat v cyklu zohlednit s pomoćı podmı́nky
if, else tak, že necháme R nejdř́ıve otestovat, zda daná adresa existuje, a v př́ı-
padě, že ne, vyplńı řádek matice hodnotou NA.

>for(i in 1:length(kody)){if(url.exists(adresy leva[i,1])==TRUE){
y=read.csv2(adresy leva[i,1],skip=2,header=FALSE,sep=";",

dec=".",stringsAsFactors=FALSE,colClasses=rep("numeric",23))
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y=as.matrix(y)

mereni leva[i,]=y}
else{mereni leva[i,]=rep(NA,23)} }

Obdobně budeme postupovat i s daty pro pravá chodidla.
Opět si můžeme např. na souboru mereni leva, již uloženém do formátu

.xlsx, prohlédnout, jak takto źıskaná data vypadaj́ı (obr. 2.5).

Obrázek 2.5: Ukázka ze souboru s daty z aplikace (mereni leva).

2.3. Daľśı zpracováńı dat před tvorbou model̊u

Po předchoźıch kroćıch máme nyńı tři soubory s daty – záznamy sepsané
během měřeńı, hodnoty z aplikace pro levá chodidla a hodnoty z aplikace pro pravá
chodidla. Z těchto tř́ı soubor̊u budeme cht́ıt vytvořit jediný, se kterým budeme
pracovat dále.

Data z aplikace spoj́ıme do jediného objektu tak, aby bylo v každém řádku
jedno chodidlo. K tomuto připoj́ıme vybrané proměnné, které jsme během měřeńı
zaznamenali, jako třeba pohlav́ı, věk nebo ideálńı velikost boty. Velikost v tomto
kroku zároveň spoj́ıme s typem boty do jediné proměnné, která bude použita
jako klasifikačńı. Jakmile budeme s t́ımto hotovi, ihned vytvoř́ıme dodatečnou
proměnnou, a to rozd́ıl mezi délkou nohy naměřenou měřidlem a délkou nohy od-
hadnutou aplikaćı. Tato proměnná bude později d̊uležitá pro odhaleńı nepřesných
měřeńı z aplikace. V následuj́ıćım kódu použ́ıváme funkce z knihovny dplyr [19].

>data raw=c(mereni$Age,mereni$Age)

>data raw = data raw %>%
as tibble() %>%
mutate(Sex=c(mereni$Sex,mereni$Sex),

Size=factor(paste(c(mereni$Size L,mereni$Size P),
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c(mereni$Type L,mereni$Type P))))

>data raw=cbind(data raw,rbind(mereni leva,mereni prava)[,-1])

>data raw=data raw %>%
as tibble() %>%
mutate(rozdil=data raw$Foot.Length..mm.-c(mereni$Length L,

mereni$Length P))

S t́ımto soubor se ted’ můžeme bĺıže seznámit s pomoćı funkce summary()

(obr. 2.6).

Obrázek 2.6: Náhled na souhrn neupraveného datového souboru.

Jakmile si tento souhrn prohlédneme, mělo by nás zaujmout předevš́ım to,
že se v datech nacháźı 50 pozorováńı, pro která data z aplikace chyb́ı. U daľśıch
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11 nemáme k dispozici hodnotu rozd́ılu délek nohy, jelikož pro ně nemáme uve-
denou kontrolńı délku chodidla. V př́ıpadech, kdy se v datech nacháźı rela-
tivně vysoký počet chyběj́ıćıch pozorováńı, je doporučováno chyběj́ıćı hodnoty
doplnit s pomoćı některé z imputačńıch metod [1, str. 6]. Nicméně muśıme
vźıt v úvahu fakt, že pro zmı́něná pozorováńı nemáme k dispozici hodnotu ani
jedné proměnné z aplikace. At’ už bychom využili jakoukoliv z metod, prak-
ticky bychom jen generovali nová pozorováńı bez jakéhokoliv podkladu. Tento
př́ıstup by nám zřejmě nepřinesl jakoukoliv relevantńı informaci, proto řádky
s NA hodnotami u proměnných z aplikace odstrańıme. K tomu použijeme funkci
drop na() z knihovny tidyr [20]. Jako argument funkce můžeme použ́ıt libovol-
nou proměnnou z aplikace, jelikož u těchto pozorováńı nemáme hodnotu žádné
z nich.

>data raw=data raw %>%

drop na(Foot.Length..mm.)

Po odstraněńı pozorováńı bez hodnot z aplikace budeme cht́ıt odhalit chodi-
dla, která aplikace změřila nepřesně. Jedńım z možných př́ıstup̊u by mohla být
některá z metod mnohorozměrné detekce odlehlých pozorováńı. Nicméně je třeba
si uvědomit, že při měřeńı byl kladen d̊uraz na to, aby si lidé zvolili velikost,
ve které se ćıt́ı nejlépe. V této fázi nav́ıc nedokážeme z proměnných určit ty,
které maj́ı na volbu velikosti skutečně vliv. Vzhledem k tomuto nemáme záruku,
že tyto metody neoznač́ı za odlehlá i ta pozorováńı, která byla změřena přesně,
pouze se však lǐśı od ostatńıch v rámci tř́ıdy, nav́ıc třeba jen dle irelevantńıch
proměnných. Nejjednodušš́ı se tak zdá použ́ıt některou z metod jednorozměrné
detekce odlehlých hodnot na námi vytvořenou proměnnou rozdil. Ta vznikla
jako rozd́ıl mezi délkou nohy odhadnutou aplikaćı a délkou nohy, kterou jsme
během měřeńı zjistili z ševcovského měřidla. Nejprve si vykresleme histogram
a krabicový graf hodnot zmı́něné proměnné, abychom zjistili, jestli se v datech
nějaké odlehlé hodnoty vyskytuj́ı (obr. 2.7).

Obrázek 2.7: Histogram a krabicový graf proměnné rozdil.
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Ještě než budeme vyvozovat z graf̊u závěry, je třeba si uvědomit, že od-
chylka mezi hodnotou z aplikace a hodnotou z měřidla je přirozená. Od apli-
kace nemůžeme očekávat zcela přesné hodnoty a ani s měřidlem nebylo možné
určit délku naprosto precizně. V histogramu na obrázku 2.7 si můžeme všimnout,
že se středńı hodnota odchylky v měřeńıch nacháźı bĺızko nule, přičemž většina
odchylek je koncentrována právě v jej́ı bĺızkosti. Z obou graf̊u je nicméně patrné,
že se v našem souboru nacháźı i několik pozorováńı s velkou hodnotou odchylky,
a těm bude třeba dále věnovat pozornost.

Metod detekce odlehlých pozorováńı existuje několik. My v práci uvedeme
jednu z často už́ıvaných, založenou na mezikvartilovém rozpět́ı (IQR). U této
metody je jako odlehlá brána hodnota, která je od mediánu proměnné vzdálená
v́ıce než 1,5 násobek IQR. Připomeňme nyńı, že se ve zkoumané proměnné stále
nacháźı 11 chyběj́ıćıch pozorováńı. Tato si označ́ıme a budeme k nim přistupovat
individuálně. Dále se muśıme rozhodnout, jaký př́ıstup k chybně naměřeným po-
zorováńım zvoĺıme. Je zřejmé, že jejich ponecháńı v souboru by negativně ovliv-
nilo klasifikačńı modely. Imputaci hodnot jsme z d̊uvod̊u uvedených dř́ıve zamı́tli.
Nezbývá, než tato pozorováńı rovněž ze souboru vyřadit.

>rozdil na=data raw %>%
filter(is.na(rozdil)==TRUE) %>%
mutate(is outlier=NA)

>a=median(data raw$rozdil,na.rm=TRUE)

>data raw=data raw %>%
mutate(is outlier=((rozdil>a+1.5*IQR(rozdil,na.rm=TRUE))|

(rozdil<a-1.5*IQR(rozdil,na.rm=TRUE))))

>data raw=data raw %>%
filter(is outlier==FALSE)

>data raw=rbind(data raw,rozdil na)

Po odstraněńı odlehlých pozorováńı se může stát, že námi zvolená metoda
v datech odhaĺı daľśı pozorováńı, která je třeba vyřadit. Postup tedy opaku-
jeme, dokud žádná daľśı takováto pozorováńı neobjev́ıme. K 11 zbývaj́ıćım pozo-
rováńım, pro která nemáme hodnotu rozd́ılu, budeme přistupovat individuálně.
V datech ponecháme ta, jejichž délka nohy spadá do intervalu délek nohou ostat-
ńıch pozorováńı o stejné velikosti a typu boty.
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2.4. Pohled na data po zpracováńı

Po zmı́něných provedených úpravách souboru budeme nadále pracovat již
pouze s 238 pozorováńımi. Ještě než však přejdeme k samotné klasifikaci, je
vhodné se s daty lépe seznámit. Nejdř́ıve nás bude zaj́ımat, zastoupeńı velikost́ı
v našem vzorku. Četnost jednotlivých velikost́ı s sebou totiž nese d̊uležitou in-
formaci, a sice apriorńı pravděpodobnost, s jakou bude nově př́ıchoźı pozorováńı
zařazeno do jednotlivých tř́ıd. Při sběru dat nebyl kladen d̊uraz na reprezenta-
tivnost vzorku. Účastńıci měřeńı byli oslovováni náhodně s d̊urazem na kvantitu
bez jakékoliv daľśı selekce. Nemůžeme tud́ıž automaticky předpokládat, že lze
rozděleńı četnost́ı velikost́ı v našich datech zobecnit na celou populaci. Pokud
by se tedy rozděleńı u našeho vzorku významně lǐsilo od toho pro celou po-
pulaci, museli bychom přistoupit ke korekci. Z dostupných zdroj̊u, např. [21],
můžeme usoudit, že velikosti obuvi bude veličina, kterou lze přibližně aproximo-
vat normálńım rozděleńım za předpokladu, že populaci rozděĺıme dle pohlav́ı.
Tato rozděleńı se pak budou lǐsit středńı hodnotou.

Obrázek 2.8: Četnost velikost́ı bot v datech.

Dle grafu na obr. 2.8 nemůžeme rozděleńı velikost́ı v našem souboru považovat
za normálńı, nicméně tvarem se nelǐśı významně. Změnou apriorńıho rozděleńı
pravděpodobnosti v modelech, bychom zřejmě nedosáhli výrazného zlepšeńı ús-
pěšnosti klasifikace. Nicméně budeme se mı́t na pozoru, zda nebudou mı́t některé
metody tendenci přǐrazovat menš́ım nohám velikost č. 38.

Dále bychom data z aplikace chtěli vizualizovat. Konkrétně by nás mohlo
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zaj́ımat, zda pozorováńı tvoř́ı shluky dle jejich velikost́ı bot. Vı́ce jak tři proměnné
samozřejmě nelze jednoduše zobrazit tak, aby graf z̊ustal snadno interpreto-
vatelný. Použijeme tedy Analýzu hlavńıch komponent (PCA). Soubor očǐstěný
od chyběj́ıćıch a odlehlých pozorováńı máme uložený v objektu data clean. Je-
likož je PCA při hledáńı nových proměnných citlivá na měř́ıtko jednotlivých
proměnných, soubor necháme před analýzou škálovat. Zároveň si vykresĺıme i scree-
plot.

>class pca=prcomp(data clean[,5:26],scale=TRUE)

>screeplot(class pca, type=’lines’ )

Obrázek 2.9: Screeplot k provedené PCA.

Dle pravidla bodu zlomu by mělo pro interpretaci stačit použ́ıt prvńı dvě kom-
ponenty (viz obr. 2.9), které vysvětluj́ı téměř 72 % variability dat. Proměnnou
Size, ve které je uložený i typ boty, rozděĺıme na proměnnou Size a Type.
Běžně už́ıvané barevné palety v R obsahuj́ı pro diskrétńı proměnné nejvýše 12
barev. V našich datech se však vyskytuje 13 r̊uzných velikost́ı, takže budeme
muset některou z palet nejprve rozš́ı̌rit na 13 barev. Poté už jen ulož́ıme všechny
proměnné, které chceme vykreslit, do jediného objektu tř́ıdy data.frame.

>data clean separated=separate(data clean,

’Size’,c(’Size’,’Type’),sep=’ ’)

>data clean separated$Size=as.factor(data clean separated$Size)

>data clean separated$Type=as.factor(data clean separated$Type))

>my palette=colorRampPalette(brewer.pal(10,’Spectral’))(13)
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>class pca 2=data.frame(pc1=class pca$x[,1],pc2=class pca$x[,2],

Size=as.factor(data clean separated$Size),

Type=as.factor(data clean separated$Type))

>ggplot(class pca 2,aes(x=PC1,y=PC2,col=Size,shape=Type)) +

geom point() +

scale colour manual(values = my palette) +

labs(title="Analýza hlavnı́ch komponent",

col="Velikost",shape="Typ")

Obrázek 2.10: PCA, graf prvńıch dvou proměnných s barevně odlǐsenými veli-
kostmi.

Na základě dvou komponent (viz obr. 2.10) nemůžeme ř́ıct, že by se pozo-
rováńı jednoznačně shlukovala dle velikosti boty. Shluky se vzájemně překrývaj́ı,
což už nyńı může naznačovat problémy při klasifikaci. Graf vykresĺıme ještě jed-
nou, ale tentokrát pozorováńı barveně rozděĺıme dle pohlav́ı, abychom ilustrovali
d̊uležitost této proměnné při klasifikaci.

V grafu na obr. 2.11 vid́ıme i přes jistý překryv zřetelně oddělená pozorováńı
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Obrázek 2.11: PCA, graf prvńıch dvou proměnných s barevně odlǐseným po-
hlav́ım.

dle pohlav́ı, což nás utvrzuje v domněnce, že je tato proměnná pro nadcházej́ıćı
klasifikačńı úlohu d̊uležitá.

Na závěr zkuśıme, zda přidáńım třet́ı komponenty, č́ımž vysvětĺıme již skoro
80 % variablity, doćıĺıme lepš́ıho shlukováńı pozorováńı dle velikost́ı. Pro troj-
rozměrný graf využijeme knihovnu scatterplot3d [22]. Pro alespoň trochu lepš́ı
přehlednost odstrańıme jedno pozorováńı, které se v grafu nacháźı daleko od hlavńı
skupiny všech ostatńıch.

>class pca 3=data.frame(PC1=class pca$x[,1],

PC2=class pca$x[,2],PC3=class pca$x[,3],

Size=as.factor(data clean separated$Size),

Type=data clean separated$Type)

>pca3d = scatterplot3d(class pca 3$PC1, class pca 3$PC2,

class pca 3$PC3,xlab=’PC1’, ylab=’PC2’, zlab=’PC3’,

color=my palette[as.numeric(class pca 3$Size)],

box=FALSE,pch=(as.numeric(class pca 3$Type)+15),
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main=’Analýza hlavnı́ch komponent’,sub=’Tři komponenety’,

cex.symbols=1.5,xlim=c(-8,9),ylim=c(-6,3),zlim=c(-4,8))

>legend(’topleft’, legend = levels(class pca 3$Type),

pch = as.numeric(class pca 3$Type)+15, text.width=0.55,

horiz = TRUE, xpd = TRUE, title=’Typ’,cex = 0.75,pt.cex=1.5)

>legend(’topright’, legend = levels(class pca 3$Size),

col= my palette, ncol=5,pch = 16,xpd = TRUE, text.width=0.55,

title=’Velikost’,cex = 0.75,pt.cex=1.5)

Obrázek 2.12: PCA, graf prvńıch třech proměnných.

Ani po přidáńı třet́ı komponenty nelze v grafu pozorovat zřetelné shlukováńı.
Zejména u těch skupin pozorováńı, které se vzájemně lǐśı o jednu velikost, docháźı
k proĺınáńı a v grafu nelze shluky identifikovat jednoznačně. Stále jsme však
pracovali jen se zjednodušenou strukturou dat. V momentě, kdy budeme pracovat
se všemi proměnnými, stále můžeme dosáhnout uspokojivých výsledk̊u.
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Kapitola 3

Tvorba a srovnáńı model̊u

Nyńı můžeme přej́ıt k samotnému tréninku predikčńıch model̊u. V R exis-
tuj́ı deśıtky baĺıčk̊u, které umožňuj́ı pracovat s některými regresńımi či klasi-
fikačńımi metodami. Každý z těchto baĺıčk̊u přidává do R funkce, které se lǐśı
nejen názvem, ale i jejich argumenty a syntax́ı, ačkoliv maj́ı ve výsledku velmi po-
dobné výstupy. Ve chv́ıli, kdy se chystáme pracovat s několika r̊uznými metodami,
se náš skript může snadno stát nepřehledným. Nemluvě o čase stráveném vy-
hledáváńım správných funkćı a dokumentace. Proto budeme v této kapitole praco-
vat téměř výhradně s baĺıčkem caret (Classification And REgression Training),
který umožňuje snadné použit́ı klasifikačńı a regresńıch metod z r̊uzných kniho-
ven. Nav́ıc obsahuje i daľśı funkce pro př́ıpravu dat a jejich vizualizaci před sa-
motnou tvorbou modelu. Teoreticky by tak tedy bylo možné tento baĺıček použ́ıt
pro výstavbu celého predikčńıho modelu v R. Zájemce o d̊ukladněǰśı seznámeńı
s knihovnou si dovoĺıme odkázat na manuál [2], v práci pak uvedeme jen infor-
mace d̊uležité pro naši úlohu.

V datech nejprve provedeme ještě několik málo posledńıch úprav tentokrát
již s využit́ım knihovny caret. V souladu s kapitolou 1 je třeba bud’ to data
náhodně rozdělit na trénovaćı a testovaćı množinu, nebo využ́ıt kř́ıžovou validaci.
V námi zvolené knihovně je kř́ıžová validace součást́ı tréninku modelu automa-
ticky. Kromě měřeńı predikčńıch schopnost́ı metody algoritmus zároveň během
validace hledá nejvhodněǰśı hodnotu ladićıch parametr̊u, pokud nezvoĺıme jinak.
To znamená, že neńı nutné rozděleńı dat provádět manuálně. Nicméně my data
přeci jen před trénováńım modelu rozděĺıme. Můžeme tak źıskat při predikci daľśı
potencionálně d̊uležité informace.

Před děleńım dat se ještě budeme věnovat proměnné pohlav́ı. V kapitole 2.4
jsme graficky ověřili, že pohlav́ı je pro daný problém d̊uležitá proměnná. Nyńı je
potřeba se rozhodnout, jakým zp̊usobem vliv této proměnné při tvorbě modelu
zohledńıme. V ideálńım př́ıpadě bychom vytvořili dva oddělené modely dle po-
hlav́ı. Pro tento př́ıstup však nemáme u jednotlivých pohlav́ı dostatek pozorováńı
pro všechny velikosti. Data proto ponecháme pohromadě a pohlav́ı do modelu za-
hrneme jako faktorovou proměnnou.
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>levels(data clean$Sex)=c(0,1)

>set.seed(1)
>train data=createDataPartition(y = data clean$Size,p=.8,list=FALSE)

>training=data clean[train data,3:26]

>testing=data clean[-train data,3:26]

Výše uvedenými př́ıkazy jsme náš datový soubor náhodně rozdělili v poměru
80 % : 20 %. V př́ıpadě, že bychom chtěli provést kř́ıžovou validaci ručně, můžeme
využ́ıt funkci createFolds. Tento postup by však byl časově velmi náročný,
kř́ıžovou validaci tedy necháme provést algoritmy automaticky a testovaćı soubor
využijeme jen, abychom ilustrovali chováńı jednotlivých metod. Porovnáńım rela-
tivńıch frekvenćı jednotlivých klasifikačńıch tř́ıd v tréninkové a testovaćı množině
neodhaĺıme významné odchylky, což je rovněž žádoućı.

Pro trénink model̊u slouž́ı funkce train(). Pokud nezvoĺıme jinak, tato funkce
testuje efekt r̊uzných hodnot ladićıch parametr̊u na přesnost klasifikace, resp.
regrese. Sama pak zvoĺı optimálńı hodnotu těchto parametr̊u na základě zvo-
leného kritéria. Pro klasifikaci můžeme volit mezi přesnost́ı a Cohenovou Kap-
pou, pro regresi pak pr̊uměrnou absolutńı chybu (MAE), koeficient determinace
(R2) nebo odmocninu ze středńı kvadratické chyby (RMSE). V neposledńı řadě
funkce train() na dostupných datech odhadne prediktivńı schopnost modelu.
Algoritmus, podle kterého funkce pracuje, uvedeme ńıže [2].

1. Zadej množiny hodnot parametr̊u pro laděńı.

2. for Každou množinu parametru

• for Každou iteraci děleńı dat

– Urči vzorek dat pro testováńı.

– [Volitelné] Předzpracuj data.

– Natrénuj model na zbývaj́ıćıch datech.

– Predikuj závisle proměnnou testovaćıch dat.

• end

• Spoč́ıtej pr̊uměrnou výkonnost modelu na testovaćıch vzorćıch.

3. end

4. Urči optimálńı hodnoty parametr̊u.

5. Vytvoř model na celé vstupńı množině dat s optimálńımi hodnotami para-
metr̊u.
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Jako jeden z argument̊u funkce train() můžeme zadat objekt tř́ıdy train-

Control, kterým přizp̊usob́ıme proces trénováńı modelu našim potřebám. V kódu
uvedeném ńıže zvoĺıme zp̊usob provedeńı kř́ıžové validace jako pětkrát opakované
náhodné děleńı datové množiny na deset složek. Celkem tedy bude model tes-
tován na padesáti r̊uzných částech dat. Č́ım vyšš́ı hodnotu opakováńı zvoĺıme,
t́ım přesněji budeme moci předpovědět chováńı modelu s novými pozorováńımi,
nicméně zároveň bude proces tréninku modelu výpočetně náročněǰśı.

>ctrl <- trainControl(method = ’repeatedcv’,number=10,repeats=5)

Množina testovaných hodnot parametr̊u, pokud metoda nějaký parametr vy-
žaduje, je určena automaticky. Nicméně je možné ji upravit s pomoćı funkce
expand.grid(). My této možnosti využijeme v př́ıpadě, že při tréninku modelu
byla jako optimálńı zvolena hodnota na hranici testované množiny.

V objektu preProcess můžeme zvolit zp̊usob předzpracováńı dat. Toto zahr-
nuje imputaci chyběj́ıćıch hodnot, kterou v našem př́ıpadě nebudeme potřebovat,
nebo centrováńı a škálováńı proměnných. Toto předzpracováńı je naopak u někte-
rých v́ıcerozměrných metod žádoućı. Při trénováńı modelu využijeme centrováńı
pr̊uměrem dané proměnné a škálováńı jej́ı směrodatnou odchylkou. Testovaćı
množina pak bude předzpracována stejným zp̊usobem s hodnotami z tréninkové
množiny.

Klasifikaci s pomoćı baĺıčku si ukážeme na metodě k nejbližš́ıch soused̊u.
Funkci poté nebude problém zobecnit pro libovolnou podporovanou metodu. Ar-
gumenty funkce, které se budou pro r̊uzné metody měnit, jsou method, př́ıpadně
tuneGrid. Využijeme několik r̊uzných metod tak, abychom vyzkoušeli i r̊uzné
př́ıstupy k zadanému problému. V kapitole 1 jsme se dozvěděli, že některé me-
tody, předevš́ım pak metody diskriminačńı analýzy, kladou na data speciálńı
předpoklady, ačkoliv na ně d́ılč́ı metody nemuśı být př́ılǐs citlivé. Proto dále uve-
deme několik r̊uzných variant DA, které na rozděleńı dat kladou r̊uzné podmı́nky.
Pokud bychom se chtěli některé metodě věnovat bĺıže, předpoklady budou ověřeny
zpětně. Porovnávané metody budou (v závorce uvád́ıme hodnotu argumentu
method ve funkci train()) k nejbližš́ıch soused̊u (knn), lineárńı diskriminačńı
analýza (lda), regularizovaná diskriminačńı analýza (rda), metoda podp̊urných
vektor̊u s lineárńı, resp. radiálńı jádrovou funkćı (svmLinear, svmRadial), diskri-
minačńı analýza – směs (mda), penalizačńı diskriminačńı analýza (pda), lokali-
zovaná lineárńı diskriminačńı analýza (loclda) a náhodný les (rf).

Kromě uvedených metod modelovaných s pomoćı caret, doplńıme později
ještě dvě metody. Půjde o metodu nejmenš́ıch částečných čtverc̊u (PLS) a jej́ı
obdobu (SPLS), která v rámci svého algoritmu voĺı jen významné proměnné.
Obě funkce jsou rovněž součást́ı baĺıčku caret, nicméně v současné době neńı
u vstupńıch dat podporována v́ıcerozměrná závisle proměnná. Kv̊uli tomuto ome-
zeńı nebyly rovněž využity metody PLSDA, resp. SPLSDA. Klasifikačńı me-
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tody jsme totiž chtěli doplnit i o takový př́ıstup, který využije ordinálńı in-
formaci proměnné velikost, čehož můžeme dosáhnout pouze modelováńım ve-
likosti a typu boty odděleně. Abychom si umožnili provést analýzu opakovaně
se stejnými výsledky, je třeba před každým krokem, kdy do algoritmu vstupuje
pseudonáhoda, využ́ıt funkci set.seed().

>set.seed(123)

>knnGrid=expand.grid(k=c(1,3,5,7,9))

>fit.knn=train(
training[,c(1,3:24)],

training[,2],

method = "knn",

trControl = ctrl,

tuneGrid = knnGrid,

preProcess=c("center","scale"))

>fit.knn
k-Nearest Neighbors

200 samples

23 predictor

23 classes: ’36 A’, ’37 A’, ’37 V’, ’38 A’, ’38 V’, ’39 A’, ’39 V’,

’40 A’, ’40 V’, ’41 A’, ’41 V’, ’42 A’, ’42 V’, ’43 A’, ’43 V’, ’44

A’, ’44 V’, ’45 A’, ’

45 V’, ’46 A’, ’46 V’, ’47 A’, ’48 A’

Pre-processing: centered (22), scaled (22), ignore (1)

Resampling: Cross-Validated (10 fold, repeated 5 times)

Summary of sample sizes: 184, 181, 177, 181, 178, 179, ...

Resampling results across tuning parameters:

k Accuracy Kappa

1 0.45727 0.41135

3 0.29733 0.23926

5 0.29451 0.23366

7 0.30794 0.24562

9 0.28159 0.21618

Accuracy was used to select the optimal model using the largest value.

The final value used for the model was k = 1.
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Algoritmus spoč́ıtal kvalitu predikce metody pro každou hodnotu parametru
na padesáti r̊uzných částech dat a v kódu výše pak můžeme vidět pr̊uměrnou hod-
notu obou dostupných metrik. Obdobně budeme postupovat pro všechny uvedené
metody. Pr̊uměrná hodnota metriky však nemuśı pro srovnáńı metod postačovat
za každé situace a mohly by nás zaj́ımat daľśı charakteristiky polohy. Ty źıskáme,
použijeme-li následuj́ıćı kód.

>results <- resamples(list(knn=fit.knn,lda=fit.lda, rda=fit.rda,

svm radial=fit.svmr, svm linear=fit.svml,

mda=fit.mda,pda=fit.pda, loclda=fit.loclda, rf=fit.rf))

>summary(results)

Call:

summary.resamples(object = results)

Models: knn, lda, rda, svm rad, svm lin, mda, pda, loclda, rf

Number of resamples: 50

Accuracy

Min. 1st Qu. Median Mean 3rd Qu. Max. NA’s

knn 0.25000 0.37649 0.47339 0.45727 0.52632 0.65000 0

lda 0.15000 0.27597 0.35682 0.34280 0.40000 0.52941 0

rda 0.00000 0.01042 0.26136 0.21647 0.37782 0.58824 0

svm rad 0.14286 0.27778 0.35000 0.35205 0.40000 0.52941 0

svm lin 0.10526 0.30109 0.36068 0.35278 0.40000 0.61111 0

mda 0.16667 0.34837 0.39010 0.38527 0.44271 0.55000 20

pda 0.15000 0.28782 0.36603 0.36160 0.40882 0.55000 0

loclda 0.15000 0.31579 0.38889 0.38541 0.44861 0.60000 0

rf 0.26087 0.39348 0.43961 0.44467 0.50000 0.66667 0

Kappa

Min. 1st Qu. Median Mean 3rd Qu. Max. NA’s

knn 0.19786 0.32629 0.42212 0.41135 0.49022 0.62060 0

lda 0.09091 0.21649 0.30328 0.28679 0.34678 0.47893 0

rda 0.00000 0.00000 0.19598 0.17797 0.31720 0.54406 0

svm rad 0.05025 0.20408 0.28049 0.27793 0.33264 0.47891 0

svm lin 0.02121 0.22781 0.30379 0.29594 0.34929 0.57432 0

mda 0.12338 0.28800 0.34319 0.33524 0.37956 0.51613 20

pda 0.09091 0.22968 0.31325 0.30714 0.35484 0.50139 0

loclda 0.06849 0.26066 0.32881 0.33316 0.40041 0.56757 0

rf 0.19877 0.33779 0.38730 0.39223 0.45130 0.63390 0
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Pozornému čtenáři jistě neunikne, že metoda MDA během klasifikace ve dva-
ceti př́ıpadech selhala. Nejednalo se však o žádnou závažnou chybu. Metoda ne-
byla schopná natrénovat model v momentě, kdy byla v algoritmu pro některé
tř́ıdy uvažována směs v́ıce d́ılč́ıch rozděleńı, než-li bylo k dispozici pozorováńı.

Pojd’me nyńı ke zmı́něným metodám doplnit PLS a SPLS z knihoven pls [23],
resp. spls [24]. Nejprve však ověř́ıme, že v našich datech můžeme pozorovat mul-
tikolinearitu, a použit́ı těchto metod tak má opodstatněńı. Konkrétně využijeme
funkci omcdiag() knihovny mctest [25].

>training pls=training

>training pls=separate(training pls,"Size",c("Size","Type"),sep="")

>training pls$Size=as.numeric(training pls$Size)

>training pls$Type=as.numeric(as.factor(training pls$Type))-1

>training pls$Sex=as.numeric(training pls$Sex)-1

>training pls=list(X=data.matrix(training pls[,c(1,4:25)]),

Y=data.matrix(training pls[,c(2,3)]))

>omcdiag(training pls$X,training pls$Y[,1])

Call:

omcdiag(x = training pls$X, y = training pls$Y[, 1])

Overall Multicollinearity Diagnostics

MC Results detection

Determinant |X’X|: 0.0000 1

Farrar Chi-Square: 11302.3278 1

Red Indicator: 0.6211 1

Sum of Lambda Inverse: 18064.2547 1

Theil’s Method: 0.5747 1

Condition Number: 7611.6687 1

1 --> COLLINEARITY is detected by the test

0 --> COLLINEARITY is not detected by the test

Všechny dostupné testy multikolinearitu v datech odhalily, můžeme tedy
přej́ıt k tvorbě model̊u. Postup si ilustrujeme pouze na prvńı z nich, postup
u druhé bude obdobný. Trénovaćı množinu jsme nejprve upravili tak, abychom
problém mohli modelovat s pomoćı regrese se dvěma závislými proměnnými.
Tj. rozdělili jsme velikost a typ do dvou proměnných. Obdobně budeme postu-
povat s množinou testovaćı. Kř́ıžová validace pro volbu parametr̊u metod se ten-
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tokrát provád́ı odděleně s pomoćı funkce mvr dcv().

>set.seed(123)

>fit.pls.cv <- mvr dcv(Y X, data=training pls, ncomp=8,

method="simpls", segments=10, scale=TRUE)

>fit.pls.cv$afinal
[1] 1

>fit.pls<-mvr(Y X,data=training pls,method="simpls",ncomp=1,

scale=TRUE)

Obrázek 3.1: Bodový a Q-Q graf rezidúı proměnné Size pro metody PLS (nahoře)
a SPLS (dole).

Regresńı metody dosáhly na tréninkové množině přesnosti 30% a 41% pro PLS
resp. pro SPLS, což jsou naše referenčńı hodnoty pro srovnáńı s ostatńımi me-
todami. Pod́ıvejme se ještě na rezidua obou metod, abychom ověřili, zda jsou
pro námi zvolený problém vhodné. Konkrétně pak na bodový graf a Q-Q graf
rezidúı proměnné Size. Proměnná Type je dichotomická a bylo by vhodněǰśı ji
modelovat např. s pomoćı logistické regrese, nicméně v této fázi by to predikčńı
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model zkomplikovalo.
Na obrázku 3.1 můžeme vidět, že pro metodu PLS jsou předpoklady pro re-

zidua téměř splněny. Pro metodu SPLS se zřejmě nemůžeme opř́ıt o předpoklad
homoskedascity ani normality.

Vrat’me se zpět ke srovnáńı metod. Textový zápis s charakteristikami polohy
trénovaných metod uvedený výše neńı jediná pomůcka, se kterou můžeme metody
porovnat. Baĺıček caret dále ve spolupráci s knihovnou lattice umı́ vykreslit
přehledné srovnávaćı grafy. Pokud argumenty funkce dotplot() nespecifikujeme,
je do grafu zanesena pr̊uměrná hodnota dostupných metrik. Metody jsou nav́ıc
dle těchto pr̊uměr̊u sestupně seřazeny. Kromě pr̊uměru je pak v grafu vyznačen
i interval, ve kterém se s pravděpodobnost́ı 95% nacháźı skutečná hodnota met-
riky. Alternativně je pak možné do grafu vykreslit např. krabicový graf.

>dotplot(results)

Obrázek 3.2: Graf srovnáńı klasifikačńıch metod.

V grafu na obr. 3.2 můžeme vidět, že, alespoň tedy pro naše data, žádná
metoda pr̊uměrnou přesnost́ı klasifikace nepřekročila 50%. Tato č́ısla však nene-
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sou informaci o tom, jak moc velkých chyb se jednotlivé metody při klasifikaci
dopouštěly. S využit́ım testovaćı množiny můžeme ilustrovat, jak se přibližně jed-
notlivé metody během klasifikace pletly. Pro přesněǰśı interpretaci můžeme využ́ıt
matici záměn nebo predikčńı graf.

Reprezentace formou matice záměn se pro velký počet klasifikačńıch tř́ıd,
jako v našem př́ıpadě, může stát lehce nepřehlednou. Tuto formu si tak tedy bu-
deme opět ilustrovat pouze na metodě knn. Nejprve využijeme testovaćı množinu
pro predikci velikosti boty a následně pak zobraźıme matici. Informace pro před-
zpracováńı dat (centrováńı a škálováńı) jsou v objektu fit.knn již uloženy a nová
pozorováńı jsou tak upravena automaticky.

>knn.predictions=predict(fit.knn, testing)

>confusionMatrix(knn.predictions,testing$Size)

Obrázek 3.3: Matice záměn pro metodu knn.

Pokud by zvolená metoda klasifikovala pozorováńı přesně, byla by matice
(na obr. 3.3) diagonálńı. Jak bylo předpokládáno, matice je poměrně nepřehledná.
K usnadněńı interpretace matice si můžeme pomoci s grafickými prvky baĺıčku
ggplot2 [26]. Tentokrát však matici záměn vytvoř́ıme pomoćı funkce confusion()
baĺıčku mlearning. Uvedený postup vycháźı z kódu dostupném on-line [27].

>confusion=confusion(knn.predictions,testing$Size)
>confusion mat=data.frame(confusion)

>confusion mat=ddply(confusion mat, "Actual", transform)
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>ggplot() +

geom tile(aes(x=Actual, y=Predicted, fill=Freq),

data=confusion mat,color="black",size=0.1) +

labs(title="Matice záměn, metoda knn",x="Skutečná velikost",

y="Predikovaná velikost",fill="Četnost") +

geom text(aes(x=Actual,y=Predicted, label=Freq),

data=confusion mat, size=3, colour="black") +

scale fill gradient(low="grey85",high="red") +

geom tile(aes(x=Actual,y=Predicted),

data=subset(confusion mat, as.character(Actual)==as.character(

Predicted)), color="black", size=0.3, fill="black", alpha=0)

Obrázek 3.4: Graficky upravená matice záměn.

Ještě v́ıce informaćı, než z matice záměn, můžeme źıskat z predikčńıch graf̊u.
Pro jejich vykresleńı využijeme opět predikce źıskané funkćı predict(). Pro účely
vykresleńı graf̊u zároveň predikce rozděĺıme do dvou proměnných zvlášt’ pro ve-
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likost a typ. Všechny informace, zanesené do grafu, muśı být v př́ıpadě knihovny
ggplot2 uložené do jednoho objektu, proto zároveň vytvoř́ıme objekt tř́ıdy
data.frame. V práci uvedeme grafy tř́ı nejlepš́ıch metod dle přesnosti, dále
přidáme grafy pro SVM a SPLS, abychom mohli porovnat zástupce všech před-
stavených př́ıstup̊u k našemu problému.

>knn.predictions=predict(fit.knn, testing)

>knn.predictions.sep=unlist(strsplit(x=as.character(knn.predictions),
split=""))

>knn.predictions.sep=matrix(knn.predictions.sep,ncol=2,byrow=TRUE)

>knn.df=data.frame(x=as.numeric(knn.predictions.sep[,1]),
y=testing sep$Size,col=rep(0,38),diff=data clean[-train data,27])

>for (i in 1:38) {
if (knn.predictions.sep[i,2]=="A"&

knn.predictions.sep[i,2]==testing sep[i,3]) {knn.df$col[i]=1}
else if (knn.predictions.sep[i,2]=="A"&

knn.predictions.sep[i,2]!=testing sep[i,3]) {knn.df$col[i]=2}
else if (knn.predictions.sep[i,2]=="V"&

knn.predictions.sep[i,2]==testing sep[i,3]) {knn.df$col[i]=3}
else {knn.df$col[i]=4}

>ggplot(data=knn.df,aes(x=x,y=y,col=as.factor(col))) +

geom point(aes(size = abs(diff), shape=as.factor(sign(diff)))) +

geom jitter() +

scale x continuous(breaks=seq(from=35,to=50,by=1),

limits=c(35,50)) +

scale y continuous(breaks=seq(from=35,to=50,by=1),

limits=c(35,50)) +

labs(title="Velikost vs. Pred. velikost, knn, jitter") +

xlab("Predikovaná velikost") +

ylab("Skutečná velikost") +

geom abline(intercept = 0, slope = 1) +

scale colour manual(name="Typ", breaks=c(1,2,3,4),

labels=c("Predikovaný typ A - správně",

"Predikovaný typ A - chybně",

"Predikovaný typ V - správně",

"Predikovaný typ V - chybně"),

values=c("blue","red","green","orange")) +

scale size(name="Absolutnı́ hodnota rozdı́lu velikosti nohy") +

scale shape discrete(name="signum(Rozdı́l velikosti nohy)",

breaks=c(-1,1), labels=c("-1","1"))
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Obrázek 3.5: Predikčńı graf pro metody knn a lokálńı LDA.
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Obrázek 3.5: Grafy predikćı pro metody náhodný les a SVM s lineárńı jádrovou
funkćı.
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Obrázek 3.5: Grafy predikćı pro metodu SPLS.

Věnujme se na chv́ıli interpretaci graf̊u na obrázku 3.5. Osa y = x spojuje
body, na kterých se nacháźı správně klasifikované velikosti. Pokud se několik po-
zorováńı nacháźı ve stejném bodě, jsou rozptýlena pomoćı funkce geom jitter().
Dı́ky tomu si můžeme z graf̊u udělat lepš́ı představu o přesnosti klasifikace. Ba-
revně jsou rozlǐsené jednotlivé př́ıpady, které mohly nastat u klasifikace typ̊u.
Správně klasifikované jsou ty body, které jsou modré a zelené. Červené a oranžové
jsou naopak klasifikovány chybně. Velikostně se body lǐśı dle absolutńı hodnoty
rozd́ılu mezi délkou nohy naměřenou ručně a délkou z aplikace. Č́ım větš́ı bod
je, t́ım větš́ı byl rozd́ıl. Tvarem je pak odlǐseno znaménko u zmı́něného rozd́ılu.
Vzpomeneme-li si na zp̊usob výpočtu rozd́ılu, pak si uvědomı́me, že trojúhelńıkem
jsou označena pozorováńı, u kterých aplikace délku nohy nadhodnotila oproti
námi zjǐstěné hodnotě.

Už jen z letmého pohledu na grafy můžeme usoudit, že ačkoliv zvolené me-
tody pracovaly s přibližně stejnou přesnost́ı, některé z nich přeci jen klasifiko-
valy s o něco menš́ı chybou. Na prvńı pohled se zdá, že nejvhodněǰśı metody
z tohoto hlediska, by mohly být locLDA a SPLS. Na základě graf̊u nemůžeme
jednoznačně ř́ıct, že za chybovost klasifikace může pouze odchylka při měřeńı.
Nicméně u pozorováńı s nadhodnocenými rozměry můžeme přeci jen pozorovat
tendenci přǐrazovat větš́ı velikosti obuvi. Daľśı věc, která nás v předešlém textu
zaj́ımala, byla, zda budou mı́t metody tendenci přǐrazovat menš́ım nohám ve-
likost 38. Z graf̊u se opravdu zdá, že uvedené metody oproti jiným velikostem
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přǐrazuj́ı 38 chybně častěji. Nicméně na celkové přesnosti klasifikace by se změna
rozděleńı projevila pravděpodobně jen v řádech několika procent.

Pojd’me si domněnky vyslovené na základě graf̊u ověřit exaktně, a sice tabul-
kou s přesnost́ı klasifikace pro testovaćı množinu. Tentokrát však i v horizontu
± jedna velikost.

Přesně ± jedna velikost, typ přesně Přesně velikost ± jedna velikost
KNN 36.84 65.79 39.47 76.31
LDA 52.63 71.05 60.52 84.21
RDA 44.74 68.42 52.63 84.21

SVMrad 50.0 73.68 50.0 78.95
SVMlin 42.1 68.42 44.74 78.95
MDA 47.37 73.68 55.26 86.48
PDA 52.61 73.68 60.52 84.21

locLDA 47.37 71.05 50.0 84.21
rf 47.37 68.42 55.26 81.58

PLS 26.31 55.26 34.21 71.05
sPLS 36.84 65.79 50.0 89.47

Tabulka 3.1: Srovnáńı přesnosti klasifikace na testovaćım souboru (v %).

V tabulce 3.1 je v prvńım sloupci uveden pod́ıl pozorováńı testovaćı množiny,
která byla zařazena naprosto přesně. Ve druhém sloupci pak pod́ıl těch, která byla
zařazena přesně dle typu, nav́ıc ale tolerujeme chybu o jednu velikost. Třet́ı slou-
pec srovnává přesnost v př́ıpadě, kdy byla pozorováńı zařazena správně dle ve-
likosti, ale nebyl vybrán správný typ obuvi. V posledńım sloupci je pod́ıl pozo-
rováńı, která byla zařazena s toleranćı chyby o jednu velikost. Z tabulky můžeme
vidět, že metody dosahuj́ı uspokojivé přesnosti predikce až ve chv́ıli, pokud toleru-
jeme chybu a neuvažujeme typy obuvi. Zřejmě bychom tak dosáhli lepš́ıch hodnot,
pokud by typ obuvi do tréninku model̊u v̊ubec nevstupoval, př́ıpadně pokud by
typ bylo možné určit odděleně od velikosti. Během sběru dat se zdálo, že jeden
z typ̊u je oproti stejným velikostem typu druhého trochu širš́ı. Zkusili jsme tedy
vytvořeńım vhodných dodatečných proměnných, jako např. poměr š́ı̌rky. resp.
obvodu nohy v r̊uzných mı́stech a délky nohy, otestovat, zda je mezi typy bot
opravdu v tomto ohledu rozd́ıl. T-test středńıch hodnot však významný rozd́ıl
neodhalil. Typ tedy neńı možné z dostupných dat odhadnout separovaným pra-
vidlem.

Přesnost predikce pro metody uvedené v práci neńı dostatečná, aby mohla být
některá z metod dále použitá v praxi. Nicméně pro přesnost predikce na základě
proměnných z aplikace na měřeńı chodidel nemáme žádnou referenčńı hodnotu,
se kterou bychom predikci mohli porovnat. Dodatečně tedy s využit́ım stejného
postupu natrénujeme modely znovu, tentokrát však využijeme jen minimum in-
formaćı. Jako prediktory použijeme jen data, která může každý uvést i bez této
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aplikace, a sice velikost nohy z měřidla a pohlav́ı.
V [2] je nav́ıc uvedeno, že některé prediktivńı metody dosahuj́ı lepš́ıch výsled-

k̊u, pokud se v datech nevyskytuj́ı prediktory s vysokými hodnotami párových
korelačńıch koeficient̊u. Nejprve zjist́ıme, zda se tato situace týká i našich dat
tak, že vykresĺıme korelačńı matici s pomoćı baĺıčku corrplot.

>cordata=data clean[,5:26]

>names(cordata)=c(as.character(1:22))
>cor.matrix=cor(cordata)
>corrplot(cor.matrix,method="ellipse")

Obrázek 3.6: Graficky znázorněná korelačńı matice použitých prediktor̊u.

Z grafu na obr. 3.6 můžeme vidět, že se v datech opravdu nacháźı hned několik
dvojic prediktor̊u s vysokou, často kladnou, hodnotou korelace. Zkuśıme proto
přidat i srovnáńı metod po odstraněńı některých z těchto proměnných. Přidáńım
hodnoty ’corr’ do argumentu preProcess ve funkci train() můžeme výběr
proměnných ponechat na poč́ıtači. Před trénováńım modelu pak algoritmus nej-
dř́ıve vyč́ısĺı hodnoty párových korelačńıch koeficient̊u mezi prediktory a označ́ı
dvojice, jejichž koeficient přesahuje mez 0,75. Prediktor, který se mezi takovýmito
dvojicemi vyskytne nejčastěji, je odstraněn a proces se opakuje. Výsledky vy-
kresĺıme do graf̊u, jako v předchoźım př́ıpadě, pro srovnáńı přidáme ještě jednou
graf s p̊uvodńımi modely.
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Obrázek 3.7: Grafy se srovnáńım metod. Vlevo nahoře metody trénované pouze
s pomoćı vybraných proměnných dle párových korelačńıch koeficient̊u. Vpravo
nahoře metody trénované pouze s pomoćı proměnných Pohlav́ı a Délka nohy.
Dole metody trénované se všemi proměnnými z aplikace.

Dle graf̊u na obrázku 3.7 můžeme u některých metod po odstraněńı predik-
tor̊u na základě korelačńıch koeficient̊u opravdu pozorovat mı́rné zlepšeńı pre-
dikce. Pokud jsme pozorováńı klasifikovali pouze na základě délky nohy a po-
hlav́ı, zlepšila se přesnost predikce některých metod až o přibližně 10%. Tyto
domněnky můžeme potvrdit, jakmile si prohlédneme přesné hodnoty pr̊uměr̊u.
Původńı modely tedy nedosahuj́ı vyšš́ı přesnosti předpověd́ı, než ty, které pre-
dikovaly velikost jen na základě dat, ke kterým aplikace neńı třeba. Skutečnost,
že ani s využit́ım pouhé délky nohy jsme nedosáhli vysoké přesnosti klasifikace,
nasvědčuje tomu, že do volby velikosti bot vstupuj́ı i daľśı proměnné, jak jsme se
na začátku domńıvali.

Jelikož byly v práci uvedeny r̊uzné metody, které k predikci přistupuj́ı r̊uznými
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zp̊usoby, jev́ı se nepravděpodobně, že bychom dosáhli výrazně lepš́ıch výsledk̊u
volbou některé daľśı metody. Jako problematická se nám při sestavováńı modelu
zdá nepřesnost aplikace, která byla použita pro měřeńı chodidel. Toto se pak pro-
jevuje vzájemným proĺınáńım sousedńıch tř́ıd a skokovitým nár̊ustem přesnosti,
pokud při klasifikaci tolerujeme chybu. V predikčńıch grafech testovaćı množiny
jsme však pozorovali, že odchylka v naměřených hodnotách neńı patrně jediným
faktorem, který zp̊usobuje chybovost predikce. Pod́ıl na ńı může nést i to, že do vol-
by obuvi zasáhly i pocity a dojmy při zkoušeńı bot. Eliminovat tento subjektivńı
faktor však při sběru dat nebylo ćılem a ani možné.
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Závěr

Nakupováńı on-line je v dnešńı době rychle se rozv́ıjej́ıćı odvětv́ı. Stále větš́ı
pod́ıl nákup̊u prob́ıhaj́ıćıch na internetu vystavuje prodejce novým výzvám. V o-
buvnictv́ı může být takovouto výzvou umožnit zákazńık̊um volbu optimálńı veli-
kosti bot z pohodĺı domova. Tato myšlenka byla inspiraćı i k napsáńı této diplo-
mové práce, která pak vznikla ve spolupráci se společnost́ı Prabos, a. s. vyráběj́ıćı
outdoorovou obuv.

Hlavńım úkolem v práci bylo zjistit, zda je pro automatizaci procesu volby
vhodné velikosti obuvi možné využ́ıt prediktivńı metody mnohorozměrné sta-
tistické analýzy. Velikost boty jsme určovali pro dva r̊uzné druhy bot mı́rně
se lǐśıćı tvarem. Aby konkrétńı boty zákazńıkovi padly, bylo třeba znát č́ıselné
charakteristiky jeho chodidel. Za t́ımto účelem nám poskytla společnost aplikaci,
která dokáže na základě série fotografíı odhadnout rozměry chodidla umı́stěného
na listu paṕıru. Tuto aplikaci jsme použili při tvorbě datového souboru. Každý
člověk změřený aplikaćı měl následně za úkol si vybrat velikost a typ obuvi,
který mu padne nejlépe. Během měřeńı jsme zaznamenávali i daľśı údaje, které
mohly být při tvorbě model̊u potenciálně d̊uležité. Kromě námi nasb́ıraných dat
poskytla několik deśıtek měřeńı i společnost Prabos, a. s.

Data byla dále zpracovávána v softwaru R. Nejprve bylo třeba automatizovat
proces stahováńı dat z cloudu. Dále byla všechna podstatná data spojena do je-
diného souboru. Ten byl pak očǐstěn od těch nejv́ıce nepřesných měřeńı, k čemuž
jsme využili délku nohy naměřenou na ševcovském měřidle. Očǐstěná data jsme
dále použili k tvorbě model̊u v R s pomoc baĺıčku caret. V práci byly použity
předevš́ım klasifikačńı metody, mezi nimi pak metody diskriminačńı analýzy,
k nejbližš́ıch soused̊u, metody podp̊urných vektor̊u nebo náhodné lesy. Ty jsme
následně doplnili o regresńı metody, konkrétně metodu nejmenš́ıch částečných
čtverc̊u a jej́ı obdobu s výběrem významných proměnných. Teoretický základ
k některým těmto metodám jsme uvedli na začátku práce.

Metrikou, která nás při porovnáváńı metod zaj́ımala, byla přesnost predikce,
tj. pod́ıl správně zařazených pozorováńı. Dle této metriky byly při predikci nejú-
spěšněǰśı metoda nejbližš́ıho souseda a náhodné lesy s přesnost́ı přesahuj́ıćı 40%.
Proto jsme použité metody shledali pro naši úlohu nevyhovuj́ıćı, což jsme dále de-
monstrovali srovnáńım s predikćı velikost́ı pouze na základě délky nohy a pohlav́ı.
Mezi možné d̊uvody vysoké chybovosti při předpověd́ıch jsme uvedli nepřesnost
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aplikace při měřeńı chodidla. Aplikace byla citlivá na některé faktory, jako třeba
internetové připojeńı. Předevš́ım pak ale pracovala pouze s odhady proměnných,
což mohlo mı́t za následek vzájemné proĺınáńı sousedńıch tř́ıd. Toto mělo zřejmě
za následek i výrazné zvýšeńı přesnosti predikce až na téměř 90%, pokud jsme
tolerovali chybu o jednu velikost. Daľśım d̊uvodem mohlo být to, že jsme během
měřeńı nedokázali zcela potlačit subjektivitu při volbě velikosti.

Hlavńıho ćıle práce bylo dosaženo. Ačkoliv v současné době nelze tento př́ıstup
k zavedeńı do praxe doporučit, jsme schopni na základě našeho výzkumu zformu-
lovat několik doporučeńı, která by mohla v budoucnu pomoci dosáhnout lepš́ıch
výsledk̊u. Samotná myšlenka, doporučit vhodnou velikost boty na základě několika
rozměr̊u chodidla, je ve své podstatě správná a očekávali bychom, že bude fun-
govat lépe, než jak jsme mohli pozorovat v této práci. K p̊uvodńı myšlence
by se bylo možné znovu vrátit v momentě, kdy bude měř́ıćı aplikace fungovat
s větš́ı přesnost́ı. Dále doporučujeme zajistit větš́ı rozsah tréninkové množiny
tak, aby bylo možné vytvořit separované modely dle pohlav́ı, což se v práci
jevilo jako vhodněǰśı př́ıstup. V neposledńı řadě by k větš́ı přesnosti predikce
pravděpodobně přispělo, pokud bychom od modelu neočekávali vedle určeńı ve-
likosti i volbu typu boty. Nicméně je třeba respektovat, že stejné velikosti bot
r̊uzných typ̊u nemůžeme kv̊uli r̊uzným tvar̊um považovat za vzájemně nahradi-
telné.

Pro mě osobně byl největš́ı výzvou v rámci práce sběr dat, který byl chv́ılemi
velmi psychicky i fyzicky náročný. Jelikož se jednalo o můj prvńı podobný pro-
jekt, nebylo během analýzy někdy snadné ani udržet kód přehledný tak, aby bylo
možné na něj dále bez problému navázat nebo jej zpětně editovat a udržet tak
v práci systematičnost. Během zpracováńı a analýzy dat jsem si značně prohlou-
bil znalosti v softwaru R. Předevš́ım pak v oblasti zpracováńı a vizualizace dat
a tvorby predikčńıch model̊u. Tvorba model̊u a jejich srovnáváńı pak byla i část,
která mě v práci bavila nejv́ıce.
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[15] Chung, D., Keles, S.: Sparse Partial Least Squares Classification for High
Dimensional Data Austrian Journal of Statistics. Vol. 9, No. 1, 2010.

[16] Chung, D., Keles, S.: Sparse partial least squares regression for simultaneous
dimension reduction and variable selection Journal of the Royal Statistical
Society: Series B (Statistical Methodology). Vol. 72, No. 1, 2010, s. 3–25.

[17] Olson Hunt M. J., Weissfeld L., Boudreau R. M., Aizenstein H., Newman
A. B., Simonsick E. M., Van Domelen D. R., Thomas F., Yaffe K., Rosano
C.: A variant of sparse partial least squares for variable selection and data
exploration. Frontiers in Neuroinformatic. Vol. 8, 2014.

[18] E-shop Prabos, a. s. [online], dostupné z: https://eshop.prabos.cz/
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dostupné z: https://www.rdocumentation.org/packages/spls/versions/2.2-3
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