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Abstrakt
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Pocet stran a znaku: 79 stran, 111 690 znakt

Pocet ptiloh: 4

Abstrakt: Tato diplomova prace se zabyva vyuzitim vlastnosti lexikalni disperze slov v
textu pro potieby urcovani autorstvi textu. Zkouma vlastnosti disperze slov v rdmci
korpusu textd beletrie a snazi se na zaklad¢ zptuisobu disperze klasifikovat lexikum do
tiid. K popisu disperze je zde vyuzit Cisté kvantitativni pfistup. Atribucni potencial
riznych skupin lexika uréenych pomoci jejich disperze a frekvence je analyzovan
pomoci vypoctu matic nepodobnosti a aplikaci metod hierarchického shlukovéni a
vicerozmérného Skélovani. V ramci této prace analyzujeme texty korpusu beletrie,
které zpracujeme pouzitim vlastnich programovacich skriptt. Cilem této prace je tedy
nalézt lexikum, pomoci kterého lze nejlépe identifikovat autorstvi textu, a zaroven
analyzovat moZnosti vyuziti lexikalni disperze jako stylometrické vlastnosti. V této
praci je vénovana zvysena pozornost lexiku s nizkou frekvenci vyskytu, na rozdil od

v podobnych vyzkumech bézné pouzivaného vysoce frekventovaného lexika.

Kli¢ova slova: disperze, nizkofrekventované lexikum, uréovani autorstvi, stylometrie,

kvantitativni lingvistika, superhapax



Abstract

Title: Using low-frequency lexical dispersion to determine text authorship
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Number of pages and characters: 79 pages, 111 690 characters

Number of appendices: 4

Abstract: This thesis focuses on using features of lexical dispersion of words in texts
for the purposes of authorship attribution. It analyses the features of words dispersion
in a corpora of fiction books, and attempts to classify words into classes based on their
lexical dispersion. Dispersion is analyses using purely quantitative approach. To
analyse the potential of various lexical groups for authorship attribution we use
dissimilarity matrix computation and application of hierarchical clustering method and
multidimensional scaling method. In this thesis we analyse corpora of fiction books,
which we process using our own programming scripts. The goal of this thesis is to
identify words with the highest potential to distinguish authorship and also to research
viability of a lexical dispersion as a stylometric feature. This thesis pays extra attention
to the low frequency words, as opposed to high frequency words, which are often used

in this field of research.
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1. Uvod

Tato prace se zabyva analyzou disperze nizkofrekventovaného lexika v textech za
ucelem urCeni autorstvi textli. VéEtSina vyzkumu v oblasti urCovani autorstvi se
soustiedi pfedevSim na vysoce frekventované lexikum tvofené funkcénimi slovy,
zatimco lexiku s nizkofrekventovanou frekvenci nebyla vénovéna dostatecna
pozornost. V ramci této prace se pokusime navazat na vyzkum Dana Faltynka
z Univerzity Palackého v Olomouci, ktery se =zabyva studiem vlastnosti
nizkofrekventovaného lexika a zejména prubézné se v textu opakujicich semihapax,
oznaovanych jako tzv. superhapaxy. Chovani nizkofrekventovaného lexika
Vv autorském textu bylo statisticky evaluovano Vladimirem Matlachem. V ramci naseho
vyzkumu se budeme zabyvat vztahem rozmisténi vyskytt slov v textu, tedy disperze
slov, a jejich frekvence vyskyti. Pomoci analyzy téchto textovych vlastnosti se
pokusime identifikovat lexikum s nejvyhodnéjSimi vlastnostmi pro odliSeni autora

textu od jinych autord.

Tato diplomova prace je slozena ze dvou hlavnich casti. Prvni z téchto dvou ¢asti je
Cast teoretickd. V jejim rdmci se budeme zabyvat urovanim autorstvi jako oblasti
vyzkumu. Zminime zde ranné pocatky tohoto odvétvi, nasledny vyvoj a postupy
uzivané v soucasnosti. Zvlastni pozornost budeme vénovat metoddm vyuZzivajicim
nizkofrekventované lexikum. Analyzujeme spolecné vlastnosti nékterych metod a
uvedeme, s jakymi typy problémi urcovani autorstvi se lze v praxi setkat. Po teoretické
Casti navazeme Casti praktickou. Zde pfedstavime vlastni ptistup k problému urcovani
autorstvi uzitim analyzy disperze lexika. Nejprve predstavime nasi hypotézu a postup
pii vyzkumu. Navazeme piedstavenim nasi metody. Poté se budeme zabyvat klasifikaci
lexika do nami definovanych tfid popisujicich zpisob, jakym je toto lexikum
rozprostfeno v rdmci textu. Praktickou ¢ést zakoncime testovanim vlastnosti nasi
metody na korpusu textll. Zavérem prace shrneme ziskané poznatky a nastinime

pfipadné sméfovani dalSiho badani.



2. Teoreticka cast

2.1. Pocatky stylometrie

Pocatky stylometrie jsou nékterymi badateli datovany do poloviny 19. stoleti. Byvaji
spojovany s britskym matematikem Augustem De Morganem, ktery se v roce 1851 v
dopise adresovanému Reverendu W. Healdovi zabyvad moznosti vyuziti praimérné
délky slov pro urceni sporné¢ho autorstvi epistol pfisuzovanych svatému Pavlovi. Prvni
experimenty s urovanim autorstvi za pomoci stylometrickych metod ptisly az pozdéji
ke konci 19. stoleti. Spojuji se samerickym fyzikem Thomasem Corwinem
Mendenhallem. V roce 1887 vydal ¢lanek s nazvem ,,The Characteristic Curve of
Composition®, kde navrhuje vyuziti analyzy kiivek relativnich frekvenci slov riizné
délky pro rozliSeni autorstvi textu. Pozdé&ji vroce 1901 publikoval ¢lanek ,,A
Mechanical Solution to a Literary Problem®, kde aplikuje sviij pfistup na skutecné
ptipady rozporovaného autorstvi. Témito piipady byly texty pfisuzované Williamu
Shakespearovi, Francisu Baconovi a Christopheru Marlowovi. Podobnou metodu
pouzil nezavisle na Mendenhallovi i William Benjamin Smith, ktery v roce 1888
Vv ¢lanku ,,Curves of Pauline and Pseudo-Pauline Style®, posuzuje autorstvi epistol
svatého Pavla, pficemZz obdobné jako Mendenhall porovnava tvatr kiivek rtznych

textovych vlastnosti. (Plechac, 2021)

Ve stoleti dvacatém doSlo k vyznamnému vyvoji v rdmci stylometrie a urcovani
autorstvi. Vyznamnou zasluhu na tomto vyvoji mél objev George Kingsleyho Zipfa,
ktery v roce 1932 formuluje tzv. Zipfiv zakon. Tento zakon stanovi, ze ve vSech
pfirozenych jazycich lze najit u slov stejnou distribuci jejich frekvence a potfadi ve
frekven¢énim seznamu. Tento objev mél vyznamny dopad jak na odvétvi zabyvajici se
studiem urovani autorstvi, tak i na oblast celé kvantitativni lingvistiky. (Plecha¢, 2021)

(Zipf, 1949)

Jako dal$i se o rozvoj stylometrie ve dvacatém stoleti zasadil George Udny Yule.
Z pocatku prosazoval pro porovnani autorskych styli vyuziti délek vét méfenych
Vv poctech slov. V ramci tohoto vyzkumu se zabyval zkouménim vlastnosti kiivek
distribuci délek vét posuzovanych autort. Pozdé€ji ve svém dile ,, The Statistical Study
of Literary Vocabulary* uvedl novou metriku uréenou k méteni bohatstvi slovniku

daného autora, kterou oznacujeme jako ,,Yuleho K*. (Plecha¢, 2021) (Yule, 1944)



2.2. Soucasné metody urcovani autorstvi

2.2.1 Burrowsova delta a jeji variace

Rada metod aplikovanych na problémy urdovani autorstvi v sou¢asnosti vyuzivé tzv.
miry Delta navrzené Johnem Burrowsem v roce 2001. Mira Delta méti vzdalenost mezi
jednim textem a skupinou textli. Skupina textii zde reprezentuje styl daného obdobi ¢i
zanru texti. Tento typ analyzy vyuziva ne pouze jednu vlastnost, ale vice vlastnosti
textu. Jde tedy o multivariaéni analyzu. Nejcastéji byvaji jako vlastnosti k analyze
zvoleny frekvence 50 — 100 nejcastéji opakovanych slov v textech. Burrowsova Delta
vykazuje dobré vysledky na riznych Zanrech textd a lze ji aplikovat i na jiné jazyky
nez pouze na anglictinu. Burrowsova Delta se stala bézné uzivanou a akceptovanou
metodou. Burrowsovu Deltu miizeme chapat jako miru vzdalenosti reprezentaci textd
coby vektort ve vicerozmérném prostoru, kde kazdé ze zvolenych slov ¢i vlastnosti
odpovida jednomu z rozmér v tomto prostoru. Prvnim krokem je vytvofeni matice
textl a zvolenych slov, ktera obsahuje frekvence téchto slov. Nasledné jsou frekvence
standardizovany pomoci z-skére tak, aby nabyvaly pouze hodnot mezi 0 a 1.
Burrowsova Delta pro dva texty je pak definovana jako Ag= ».1-,|z;(D;) — z;(D,)|,
tedy jako suma standardizovanych rozdila frekvenci vSech zvolenych slov mezi dvéma
texty. Vedle Burrowsovy delty byly jinymi badateli navrzeny alternativni miry
vyuzivajici odli§né zptisoby vypodtu. Radi se mezi né kupiikladu linearni Delta,
kvadraticka Delta, anebo rotovand Delta, které navrhl Shlomo Argamon, ale existuje i
fada dalSich navrhi na vylepSeni Burrowsovy Delty od jinych badatelt. (Evert, a dalsi,

2017)
2.2.2 Nizkofrekventované lexikum

Vétsina metod vyuzivajicich multivariacni analyzu, mezi které se fadi vySe zminéna
Burrowsova Delta, obvykle vybira kanalyze pouze maly pocet vysoce
frekventovanych funkénich slov. Tato volba je opodstatnéna skutecnosti, ze funkéni
lexikum nebyva siln¢ ovlivnéno kontextem a byva rovné€Z vysoce odolné viaci
jazykovym zménam. Nékteré vyzkumy vSak poukazuji na to, ze lexikum s nizkou

frekvenci muze téZ obsahovat informaci uzite¢nou k uréeni autorstvi textu.



Na moznost vyuziti autorsky specifického lexika k urceni autorstvi textu vedle bézné
uzivanych vysoce frekventovanych funkcnich slov poukazuje ve své praci naptiklad
George Mikros. Experimentalné porovnava uspeésnost riznych vybéra vlastnosti, kdy
vici sobé srovnava vybéry frekventovaného funkéniho lexika, autorsky specifického
lexika a souboru textovych proménnych bézné uzivanych k urCovani autorstvi.
Autorsky specifické lexikum definuje jako soubor n slov, ktery obsahuje soubor k
nejvice distinktivnich obsahovych slov pro kazdy text v korpusu. Vysledky
experimentu ukazuji, Ze uziti autorsky specifického lexika mtize pfinést signifikantni

zlepSeni piesnosti metody pii urCovani autorstvi. (Mikros, 2009)

Nizkofrekventovanym lexikem se také zabyva Dan Faltynek a Vladimir Matlach a dalsi
vyzkumnici z Univerzity Palackého v Olomouci, na jejichZ vyzkum se v ramci této
diplomové prace pokousime navazat. Pro ureni autorstvi navrhuji vyuziti tzv. hapax
legomen a semihapax legomen. Hapax legomenon je terminem oznacujicim lexikum
vyskytujici se v textu pravé jedenkrat. Za semihapax mulzeme oznacit lexikum
vyskytujici se v textu s frekvenci velmi blizkou jednomu vyskytu. Autofi si v§imaji, ze
nékteré nizkofrekventované lexikum je typické pro urcitého autora a miize tedy byt
pouzito k ur€eni autorstvi. Pro rozliSeni autorstvi na zakladé hapax legomen postupuji
nasledovné: Prvnim krokem je ndhodny vybér uréitého poctu hapax legomen
z posuzovanych textt. Nasledné jsou tyto hapaxy ptfevedeny do tzv. bag-of-words
reprezentace, kdy jsou texty reprezentovany vektory nul a jedni¢ek znacicimi
pfitomnost ¢i nepfitomnost slov v globalnim slovniku. Na zéklad¢ téchto vektort je
vypocitana matice kosinovych nepodobnosti textli, naez jsou nepodobnosti textl
vizualizovany pomoci metody vicerozmérného Skalovani. Vysledky tohoto postupu
dokazuji, ze nizkofrekventované lexikum lze pouzit k ur€ovani autorstvi texti.
(Faltynek & Matlach, Hapax Remains: authorial features of textual cohesion in

authorship attribution, 2020)

Vedle absolutnich hapax legomen se autofi zabyvaji i lokalnimi hapaxy. Jedna se o
takové lexikum, které miizeme povaZovat za hapax legomenon v ptipadé€, kdy za cely
text povazujeme pouze Usek o urcité délce pochazejici z ptivodniho textu. Z pohledu
celého textu se pak nejednd o absolutni hapax legomenon, nybrz o pribézné se
opakujici nizkofrekventované lexikum. Autofi pro toto lexikum zavadi termin
»superhapax®. V§imaji si, Ze prave superhapax se podili na spoluvytvaieni autorského
stylému. Charakterizuji tak autora jako jedinecného uzivatele jazykového systému.
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Superhapax muze zahrnovat jak nizkofrekventovana funkéni slova, tak i z vétsi casti
slova obsahova. To poukazuje na tendenci autora opakované vybirat obdobné zptisoby
strukturace textu a na tendenci opakované s nizkou frekvenci tematizovat urcité
skutecnosti. Jedine¢na kombinace téchto nizkofrekventovanych jazykovych prosttedkt
se ukazuje jako distinktivni pro daného autora, ¢imz umoziuje odliseni jeho texti pii
srovnani s texty jinych autort. (Faltynek & Kucera, Parasyntax jako struktura nizko

frekventovanych ¢asti textu Hapax legomenon prosttedkem textové koheze, 2022)
2.3. Metody uzivané k urceni autorstvi textu

K feSeni riiznych typa problémi urovani autorstvi byly historicky vyuzivany rizné
metody a postupy. PrestoZe se navzajem zna¢né 1isi, miuzeme je rozdé€lit do tii riznych
skupin na zaklad¢ zpasobu, jakym pracuji s textovymi vlastnostmi. Prvni a nejstarsi
skupinou metod jsou metody, které analyzuji jednu invariantu. Urcuji autorstvi textu
na zaklad¢ hodnot jedné funkce, kterd v idedlnim ptipadé ziistdva neménna pro jednoho
autora, ale mezi riznymi autory se li$i. Druhou a 0 néco mladsi metodou urcovani
autorstvi je tzv. vicerozmérna analyza. Ta vyuziva k ureni autorstvi vice riznych
vlastnosti textu. Pro texty reprezentované souborem vlastnosti pak 1ze vyuZit vhodnou
funkci k vypocteni nepodobnosti. Texty tak lze vizualizovat jako body v prostoru,
pfi¢emz za pravdépodobného autora anonymniho textu je oznacen autor textu, ktery je
anonymnimu textu nejblize. Tteti a nejmladsi skupina metod K urceni autorstvi vyuziva
strojové uceni a neuralni sité€. Nastup téchto metod byl vyznamnym obratem v historii
studia urCovani autorstvi. Texty autorli jsou reprezentovany jako ciselné vektory
reprezentujici textové vlastnosti, pfi¢emz pouzitim vhodné metody strojového uceni
jsou na jejich zaklad¢ texty klasifikovany jako nalezici k urcitému autorovi. (Koppel,
Schler, & Argamon, 2009)

2.3.1 Analyza invariant

Analyza invariant se zaméfuje na jednu konkrétni vlastnost textové statistiky, jejiz
hodnota zlistava vice ¢i méné neménnd pro jednoho konkrétniho autora, avsak je
proménliva mezi vice riznymi autory. Zakladni mySlenkou analyzy invariant tedy je,
ze anonymni text bude sdilet podobnou hodnotu zvolené invarianty s jinymi texty téhoz
autora, a tedy porovnanim oné invarianty u anonymniho textu a textd potencidlnich

autortt miizeme determinovat skute¢ného autora anonymniho textu. Pro tento ucel byly
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navrzenu ruzné statistické vlastnosti textu. Mezi né¢ se fadily kuptikladu textové
vlastnosti jako primérna délka slov, primérny pocet slov ve vété, pomér typt a tokent
¢i pocet slov se specifickou frekvenci ¢i riznd méfitka bohatosti slovniku jako
naptiklad Yuleho K nebo Sichelovo S. Tyto navrhované invarianty se vSak neukazaly
jako dostatecn¢ spolehlivé samy o sobé€, aby se na jejich zékladé¢ dalo bezpecné

autorstvi urcit. (Koppel, Schler, & Argamon, 2009)
2.3.2 Multivaria¢ni analyza

Multivaria¢ni analyza je pfistup, ktery k uréeni autorstvi vyuziva vétSiho mnozstvi
vlastnosti. Témi mohou byt napfiklad frekvence urcitého vybéru slov nebo jiné
vycislitelné vlastnosti textu. Analyzované texty jsou reprezentovany vektory téchto
vlastnosti. Nésledn¢€ je na tyto vektory aplikovdna vhodna funkce, pomoci které je
dimenzionalita téchto vektort zredukovana tak, aby je bylo mozné vizualizovat jako
body v dvojrozmérném prostoru. Pokud je mezi znamymi odliSnymi autory dostate¢na
vzdalenost, pak je za autora anonymniho textu oznacen autor toho textu, ktery je
anonymnimu textu nejblize. Mezi metody vyuzivajici vicerozmérnou analyzu se fadi
napiiklad Burrowsova Delta, jez s riiznymi variacemi vyuzita na Sirokou fadu problému

urc¢ovani autorstvi. (Koppel, Schler, & Argamon, 2009)
2.3.3 Pristupy se strojovym u¢enim

Metody vyuZivajici strojové uceni patii k t¢ém nejmladSim pfistupim k ur€ovani
autorstvi textu. Schopnost strojového uceni, nalézt hranice mezi texty a klasifikovat je,
vyrazné prekracuje schopnosti funkci minimalizujicich vzdéalenost. Jako vstupni data
pro strojové uceni lze vyuzit ruznych vycislitelnych vlastnosti textu. Schopnost
strojového uceni spolehlivé urcit autorstvi bude vyrazné zaviset jak na vybéru a kvalité

vstupnich dat, tak i na zvolené metod¢ uceni. (Koppel, Schler, & Argamon, 2009)
2.4. Varianty problému urcovani autorstvi textu

Pfi ur€ovani autorstvi textu je mozné se setkat s riznymi variacemi tohoto problému.
V idedlnich podminkdch mame pro urceni autorstvi k dispozici malou uzavienou
skupinu potencialnich autorti a velice rozsahly autorsky material dostupny k analyze.
V praxi se vSak s takto idealnimi podminkami témét nikdy nesetkame. Rozdilné typy

probléml urcovani autorstvi maji sva specifika a limitace. Hlavnimi faktory pro
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vymezeni konkrétniho typu problému urceni autorstvi jsou pocet potencionalnich
autorti textu a rozsah texti, které miizeme analyzovat. Skrze tato dvé zékladni kritéria
muizeme vymezit nékolik zékladnich typd problémt, se kterymi se pii urCovani

autorstvi muzeme setkat. (Koppel, Schler, & Argamon, 2009)

Idealni typ problému zahrnuje relativné malou uzavienou skupinu potencialnich autorti.
Nasim ukolem zde je vybrat z této skupiny skutecného autora anonymniho textu.
Docilit toho mtizeme pomoci méfeni miry odliSnosti vlastnosti ovéfenych textl autora
od anonymniho textu. O mife odliSnosti zde mizeme uvazovat jako o vzdélenosti,
pfi¢emz autor, ktery je anonymnimu textu ,,nejblize*, je oznacen za pravdépodobného
autora. S timto typem problému se v praxi nesetkdvame piili$ casto, jelikoz v realnych

podminkach mame uzavienou malou skupinu kandidatu jen malokdy. (Koppel, Schler,

& Argamon, 2009)

DalSim typem je tzv. verifika¢ni problém. UvaZujeme anonymni text a pouze jednoho
potencionalniho autora. Cilem analyzy tohoto anonymniho textu je podat odpovéd’ na
otazku, zda onen kandidat je, anebo neni autorem anonymniho textu. Tento problém
1ze fesit porovnanim miry rozdilnosti vlastnosti jinych texti uvazovaného kandidata a
anonymniho textu, avSak pouze za predpokladu, Ze je délka anonymniho textu

dostate¢na. (Koppel, Schler, & Argamon, 2009)

Nasledujici problém nazyvame typem ,Jehla v kupce sena®. UrCujeme autorstvi
anonymniho textu pro Sirokou skupinu potencionéalnich autorii, pficemz jejich pocet
muze byt v fadu tisicii a délky textl, které mame k dispozici pro analyzu, mohou byt
nedostacujici. V takovém piipad¢ je velice obtizné urcit autora textu spolehlivé. Cilem
analyzy je potom spiSe snaha o redukci poc¢tu potencidlnich kandidati nez o spojeni
anonymniho textu s jednim konkrétnim kandidatem. (Koppel, Schler, & Argamon,
2009)

Posledni typ nazyvame ,,profilujici® problém. Pfedstavuje situaci, kdy nemame vibec
zadného potencidlniho autora. V takovém ptipad¢ bude naSim cilem pouze profilovani
autora anonymniho textu. Snazime se ziskat co mozna nejvice uzite¢nych informaci o
autorovi textu. Cilem profilovani mize kuptikladu byt ziskani informace o pohlavi,
véku, matefském jazyku ¢i osobnostnich vlastnostech neznamého autora. (Koppel,

Schler, & Argamon, 2009)
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3. Prakticka Cast
3.1. Uvod praktické ¢asti

V ramci praktické ¢asti této prace se budeme zabyvat disperzi slov v textu ve vztahu
Kk urceni autorstvi textu. V ramci tohoto vyzkumu budeme pracovat se souborem textd,
jejichz autorstvi je znamé. Nebudeme se tedy pokouset o urceni autorstvi textu, jehoz
autorstvi je sporné, nybrz budeme posuzovat, jak uspéSné dokaze ndmi navrzena
metoda odliSit od sebe navzijem texty jinych autord a zaroven identifikovat texty
stejného autora jako blizké sobé navzajem. Pro odliSeni autorstvi textu se zamétime na
vztah disperze slov, tedy zplsobu rozmisténi slov v rdmci textu, a frekvence vyskytu
slov. Pokusime se o rozdéleni lexika do n€kolika riiznych tfid dle povahy jeho disperze
a zaroven o posouzeni vlastnosti lexika v jednotlivych ttidach pro pienaseni informace
o distinktivnim autorském stylu. Zvlastni pozornost pak budeme vénovat lexiku
s nizkou frekvenci v opozici k béZn¢ uzivanym metodam urcovani autorstvi, které se

ve své analyze soustfedi zejména na vysoce frekventovana funk¢ni slova.
3.1.1 Hypotéza

Hypotézu, na niz zakladame praktickou ¢ast této prace, l1ze shrnout jako nasledujici:
Ptedpokladame, ze rozmisténi jednotlivych vyskytii daného typu v ramci delSiho textu
neni ndhodné, ale obsahuje hodnotnou informaci, ktera miZe souviset s autorskym
stylem, zdnrem ¢i tématem textu. Domnivame se, Ze studium vlastnosti disperze dané¢ho
typu uvniti daného textu ndm muize poskytnout informace nad rdmec poznatki, které
bychom ziskali studiem pouze frekvence vyskytl. Zaroven se domnivame, ze skrze
analyzu disperze u lexika s niz$i frekvenci miizeme ziskat poznatky, které by nebylo
mozné ziskat pomoci frekvencni analyzy. NaSim pfedpokladem je, Ze tato informace
mé potencidl byt uziteCnou pro urCeni autorstvi textu. Cilem této prace je tedy
prozkoumat hypotézu o moznostech vyuziti disperze jako stylometrické metriky. Nase
hypotéza vychazi zvyzkumu Dana Faltynka, Vladimira Matlacha a dalSich
vyzkumnikti z Univerzity Palackého v Olomouci, ktefi se zabyvaji vlastnostmi
nizkofrekventovaného lexika opakované se vyskytujicitho v ramci textu. Pravidelné
opakované nizkofrekventované lexikum nazyvaji terminem ,,superhapax®. Tento typ

lexika byl shledan jako distinktivni pro specificky autorsky styl. Domnivame se proto,
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ze studiem disperze slov v textech miizeme na tuto praci navazat a rozsitit tak poznatky

V této oblasti vyzkumu.
3.1.2 Nastroje

K ovéteni nasi hypotézy a ke studiu vlastnosti disperze u lexika provedeme fadu
riznych méfeni na vybranych autorskych textech z korpusu. Tyto vybrané texty
ulozené ve formatu ,,plain text™ zpracujeme pomoci fady vlastnich programovacich
scriptll. Pro vytvofeni téchto scriptli pouzijeme programovaci jazyky Python a R. Pro
Zpracovani textl budeme pouzivat prevazné scripty uzivajici programovaci jazyk
Python, ktery je pro tento typ tlohy vhodnégjsi. Texty zpracované pomoci téchto scriptl
budou poté uloZeny v podobé datovych tabulek. Pro praci s datovymi tabulkami
pouzijeme scripty pouZzivajici programovaci jazyk R. Jednou z ptfednosti
programovaciho jazyka R je snadna prace s datovymi tabulkami. Diky tomu je

programovaci jazyk R vhodnym néstrojem pro tuto ¢ast naseho vyzkumu.
3.1.3 Metodika

V ramci naseho vyzkumu budeme postupovat nasledovné. Nejprve se budeme zabyvat
pfedzpracovanim textu, které budeme pouZivat pro zpracovani textll naseho korpusu.
Nasledné jiz zpracované texty uloZime v podob¢ datovych tabulek. Tyto datové tabulky
zpracujeme dale tak, abychom pro kazdy typ stanovili pfisluSnost k jedné
Z definovanych disperznich tfid. Dale se budeme zabyvat vlastnostmi a mnoZstvim
lexika obsaZeného v jednotlivych disperznich ttidach tak, abychom ziskali uzitecné
poznatky o vlastnostech jednotlivych tfid. V zavérecné fazi ziskame pro vybér textd
z korpusu vypocet vzijemnych nepodobnosti, na jehoz zakladé vytvofime
nepodobnostni matice. Na vzniklé¢ matice poté pouzijeme metody vicerozmerného
Skalovani a hierarchického shlukovani. Tuto metodu budeme aplikovat na rizné vybéry
lexika takovym zplisobem, abychom zjistili, jaké lexikum definované pomoci jeho

frekvence vyskytu a zpisobu disperze je nevhodnéjsi k ur€ovani autorstvi textu.
3.1.4 Korpus

Zdrojem textli pro nas vyzkum je referencni korpus pro studium urcovani autorstvi,
ktery ve své praci uziva Stefan Evert a jeho kolegové. (Evert, a dalsi, 2017). Texty jsou
vefejné dostupné na https://github.com/cophi-wue/refcor. (Schoch, 2017) Korpus
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piedstavuje tii sbirky dél uréenych pro vyzkum stylometrického urcovani autorstvi.
Kazda ze sbirek obsahuje 75 dé€l 25 riznych autorl, pficemz kazdy znich je
reprezentovan tfemi dily. Sbirky obsahuji texty v némcing, anglicting a francouzsting.
(Schoch, 2017). Pro potieby naseho vyzkumu se naSe analyza omezuje pouze na mensi
vybér texti z korpusu. Tento vybér omezujeme pouze na texty v anglickém jazyce.
V ramci této prace pracujeme pouze s 39 texty pro celkem 13 autorti. Nevyuzivame
tedy zdrojovy korpus v plné S§ifi. Datum publikace textli obsazenych ve sbirce
anglickych textl se pohybuje mezi lety 1838 — 1921. Pivodnim zdrojem anglickych
textl obsazenych v korpusu je projekt Gutenberg. Jedna se o online knihovnu
poskytujici pfistup k volné¢ dostupnym e-knihdm, pro které jiz vyprSela platnost
autorskych prav. (Project Gutenberg, 2024)

3.1.5 Terminy a pojmy

Zde uvedeme nékteré terminy a pojmy, které budeme v ramci této prace ¢asto uzivat.
Termin ,,token* znaci konkrétni realizaci textové jednotky, kterou je v naSem ptipadé
slovo, v daném textu. Termin ,,typ* (anglicky ,,type*) zde oznacuje unikatni textovou
jednotku, tedy slovo, v ramci textu. Pro jejich vztah tedy plati, Ze pro kazdy ,,typ*
existuje jeden nebo vice ,,tokent*. Token Ize tedy chéapat jako konkrétni vyskyt slova
nalezejici danému typu. Disperzi slova v textu chapeme jako vztah rozdili v potadi
jednotlivych tokent piislusejicich stejnému typu v ramci textu o ur€ité délce méfené
Vv poctu tokent. Disperzi uréitého slova tedy chapeme jako vztah rozmisténi tokent
nalezicich n¢jakému typu, piic¢emz kazdy typ ma svoji vlastni disperzi. Text chapeme
jako seznam tokenidl sefazenych v ur¢itém potadi. Kazdému jednotlivému tokenu
piislusi index oznacujici potadi, ve kterém se v daném textu vyskytuje. Index kazdého
tokenu je unikatni a Zadné dva tokeny nemohou sdilet stejny index. Jako vzdalenost
dvou tokenli chapeme rozdil v jejich potadi. Pro kazdy typ slova mdme mnoZinu jeho
tokentl, kdy kazdému tokenu piislusi index znacici jeho pofadi v textu. Vztahy mezi
vzdalenostmi tokenti pfislusicich stejnému typu tak nesou informaci o tom, jakym
zpusobem jsou tokeny dané¢ho typu v textu rozmisténé. Disperzi daného typu v uréitém

textu tedy mizeme reprezentovat seznamem indexl.
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3.2. Analyza disperze slov mérenim frekvenci v usecich

K analyze rozmisténi jednotlivych typG uvnitf dané¢ho textu vyuZzijeme metodu
spocivajici v rozdé€leni textu do usekli o shodné délce v poctu tokent. Pro kazdy typ
ziskame jeho frekvenci vkazdém ze zminénych useki. Vysledkem zpracovani
analyzovaného textu bude datova tabulka obsahujici pro vSechny typy v daném textu
jejich frekvenci, a to v kazdém z usekti daného textu. Délka téchto tisekd a jejich
celkovy pocet jsou parametry, které je nutné urcit tak, aby odpovidaly vlastnostem textu

a cili analyzy. Nize je uveden ptiklad prvnich deseti fadki takto vytvoiené tabulky.

Tabulka 1: Priklad prvnich deseti radkd tabulky

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
forgot 0 0 1 0 0 1 1 0 0 0
proper 1 1 0 4 1 2 1 3 1 1
doom 0 0 0 0 0 1 0 0 0 0
captivated 0 0 0 0 1 0 0 0 0 0
promises 0 1 0 0 0 0 0 0 1 0
lie 1 2 1 0 0 1 1 1 0 0
provided 0 0 0 0 1 0 0 1 0 0
agreement 0 0 0 0 0 1 0 0 0 0
increase 0 0 0 0 0 0 0 0 0 1
parole 0 0 1 0 0 0 0 0 0 0

Ziskana tabulka ndm umoziuje nahlédnout na zpisob, jakym jsou dané typy slov
V textu rozprostieny. Pro hlubsi analyzu aplikujeme na tabulku filtry, abychom ziskali

pouze takové typy, jejichz zptsob disperze splituje pozadované podminky.
3.2.1 Predzpracovani textu

Prvnim krokem je nacteni textového fetézce z textového souboru. Nasledné€ na tento
textovy fetézec aplikujeme tzv. tokenizacni funkci, pomoci které rozdélime textovy
fetézec na jednotliva slova, tzv. tokeny. Na zaklad¢ toho, jakou tokenizacni funkci
zvolime, mizeme ziskat mirné odliSny soubor slov. V této praci pouzijeme pro
zpracovani textd tokenizacni funkci vyuzivajici regularniho vyrazu k oddé€leni slov
pomoci netisknutelnych znaku. Tento regularni vyraz ma tuto podobu: "\W+". Jedna se

0 jednu z nejjednodussich metod tokenizace textu. Volba pravé této tokenizacni funkce
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je motivovand zachovanim co nejvétsi miry jednoduchosti a transparentnosti.
V nékterych malo Castych ptipadech vSak aplikaci této tokenizacni funkce ziskame
nezadouci tokeny, které nejsou skuteCnymi nebo Uplnymi slovy. Tyto chyby

V tokenizaci jsou pomérné vzacné, a proto je povazujeme za zanedbatelné.

V dal$im kroku prevedeme vSechna velkd pismena na pismena malé. Tento zasah do
podoby slov zajisti, ze dvé realizace stejného slova liSici se pouze v pouziti kapitalnich
pismen budou povazovana za dva tokeny ptislusejici stejnému typu. Tento krok muze
mit i nezddouci dopad. Napftiklad obsahuje-li zpracovavany text vlastni jména, pro
ktera zaroven existuje substantivum nesouci jiny vyznam. Pfi ptfevedeni velkych
pismen na mald dojde k odstranéni rozdilu a potencialni ztraté¢ informace. Aplikace i
vynechdni tohoto kroku miize mit jak Zadouci tak i nezddouci dopady na vysledek.
Domnivame se, ze pro tuto praci je vyuziti tohoto kroku zadouci, a proto tento krok

aplikujeme.

Nasledujicim krokem je uprava délky vSech analyzovanych text. VSechny texty, které
analyzujeme, upravime na stejnou délku tim, Ze si pro analyzu ponechame pouze

prvnich n tokentl od za¢atku textu, kdy n je ndmi zvolend délka textu.
3.2.2 Déleni textu na useky

DalSim krokem je rozdéleni textu na useky o shodném poctu tokenti. Pro kazdy typ
vypocteme jeho frekvenci v kazdém z useki. Délku téchto useki je potfebné vhodné
zvolit na zdklad¢ délky analyzovaného textu a cilt analyzy. Zvoleni pfili§ kratkych
usekd by mélo za nasledek vytvoreni nadmérné dlouhé datové tabulky, jejiz analyza by
byla velice naro¢na a jeji zpracovani by bylo vypocetné narocné. Naopak volba piilis
dlouhych usekd by vyustila v datovou tabulku, ktera by poskytovala minimum
relevantni informace o rozmisténi slov v analyzovaném textu. Pro naSi analyzu jsme
jako priméfenou délku usekd zvolili 3000 — 5000 tokenti v zavislosti na délce textu.
Volime texty dlouhé 30000 — 50000 tokenl.. Délku usekd vybirdme takovym
zpusobem, aby vSechny Useky byly stejné dlouhé, kuptikladu tedy useky o délce 5000

tokent pro texty o délce 50000 tokeni, které rozdéli text na 10 stejné dlouhych usekd.
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3.2.3 Filtrovani datové tabulky

Vyhledavani slov, jejichz disperze v textu odpovida ur€itym vlastnostem, by bez
dalsich kroki bylo pomérn¢ obtizné. Z toho divodu doplnime tabulku od dalsi
vlastnosti, které budou shrnovat n¢které vlastnosti danych typt. Tyto dalsi vlastnosti
nam usnadni filtrovani tabulky. Za uzitecné povazujeme zejména dvé nasledujici

vlastnosti.
1) Celkova frekvence typu v textu
2) Pocet useku s nulovou frekvenci

Celkovou frekvenci snadno ziskdme souctem frekvenci ve vSech Usecich pro dany typ.
Pomoci celkové frekvence mlizeme odfiltrovat slova, jejichZ frekvence je piilis nizka,
anebo naopak pftili§ vysoka. U slov s velmi nizkou frekvenci nema vyznam disperzi
analyzovat. To zahrnuje zejména hapax legomena, dis legomena a tris legomena. Ta
zaroven piedstavuji signifikantni ¢ast vSech typu v textu. Slova s vyrazné vysokou
frekvenci zahrnuji pfevazné funkéni slova. V piipadé, ze se analyza na funkéni slova

nezameétuje, mize byt vyhodné je také odfiltrovat.

Pocet tsekl s nulovou frekvenci ziskame spocitame-li v kolika usecich pro dany typ se
frekvence rovna nule. Tato vlastnost ndm umoziuje identifikovat slova koncentrujici
se do shlukti. Pokud je pocet Gisekti s nulovou frekvenci blizky celkovému poctu useki,
pak budou vSechny vyskyty shromazdéné jen malém mnoZzstvi usekd. Pokud je tato
vlastnost naopak velice nizka ¢i rovna nule, pak je slovo obsazeno ve vétsing€ ¢i vSech

usecich alespon jedenkrat.

3.3. Klasifikace lexika do ti'id na zakladé disperze

Vv textu

V této Casti prace se budeme zabyvat klasifikaci lexika dle jeho disperze v textech. Na
zéklad¢ vlastnosti typii se pokusime roztfidit jednotlivé typy do nékolika tfid.
Vzhledem k tomu, Ze zakladni metrikou pro rozdéleni lexika do tfid bude zptisob jeho
disperze v textu, budeme k témto tfidam referovat uzitim terminu ,,disperzni tiidy*.
Nejprve definujeme tiidy takovym zptisobem, aby rozdélovaly typy chovajici se v textu

idealnim zptsobem. Pozdé&ji se budeme zabyvat problémy, na které¢ v praxi narazime
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pii klasifikaci typt, jejichz disperze idedlnim zplsobem klasifikovat nelze. Nejprve
tedy vymezime disperzni tfidy na zéklad¢ striktnich kritérii, nacez nasledné uvedeme
obtize, které pii uziti striktntho vymezeni mohou nastat. Posléze piedstavime
alternativni mén¢ striktni zpisob klasifikace, jehoz volng&jsi kritéria umozni

kompenzovat nedostatky striktniho zptisobu klasifikace.
3.3.1 Disperzni tridy

Prvni disperzni tfidu budou tvofit ,,hapax legomena“, tedy slova, ktera se v celém textu
objevuji pouze jednou. Pro kazdy jednotlivy typ Vv této tfidé najdeme pouze jediny
token, a analyza vztahl pozic tokenl tak neni z tohoto divodu vilbec mozna. Proto
povazujeme za vhodné odd¢lit hapax legomena od zbytku lexika jakozto samostatnou
disperzni tfidu. Analyza disperze vyskyti slov v textu neni proveditelna pro slova, ktera
maji pouze jediny vyskyt. Domnivame se vSak, ze zahrnuti téchto slov do samostatné
tiidy je vhodné&jsi postup, nez se jejich vyskytem v textu nezabyvat vibec. V tabulce
nize jsou uvedeny ptiklady typi nalezejicich do této tiidy se znazornénim rozloZeni

frekvenci vyskytu jejich tokent v méfenych tsecich.

Tabulka 2: Priklady tridy hapax legomen

typ usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
tottering 1 0 0 0 0 0 0 0 0 0

vow 0 0 1 0 0 0 0 0 0 0
assurred 0 1 0 0 0 0 0 0 0 0

Nasledujici tfidou jsou slova ,,S extrémné nizkou frekvenci vyskytu®. Typy s frekvenci
vyskytt odpovidajici kuptikladu dvéma nebo tfem vyskytim je vhodné oddélit od
zbytku lexika ze stejného diivodu jako vySe zminénou tfidu Hapax legomen. Na rozdil
od Hapax legomen vSak nemizeme pro extrémné nizkou frekvenci vyskytl presné
stanovit limit poctu vyskyta. Idedlni hranice bude pravdépodobné zaviset na délce
meétenych usekil, celkové délce textu a zvoleném poctu méfenych usekt. Jelikoz
nemame k dispozici Zddnou metriku, na jejimz zakladé¢ bychom mohli stanovit
minimalni pocet vyskytli nutny k umoznéni analyzy disperze dané¢ho typu, nezbyva
nam jind moznost nez zvolit tuto hranici arbitrarné na zakladé naseho tisudku. Zde
budeme za extrémné nizkou frekvenci povazovat frekvenci, ktera je nizsi nez Ctyfi
vyskyty. V této kategorii tak budou zahrnuta slova s frekvenci nizsi nez 4 vyskyty, ktera

zérovenl nejsou hapax legomeny. V tabulce niZze jsou uvedeny priiklady typtu
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nalezejicich do této tiidy se zndzornénim rozloZeni frekvenci vyskytu jejich tokena

Vv métenych usecich.

Tabulka 3: Priklady tridy extrémné nizké frekvence

typ usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 tsek 9 usek 10
baby 0 2 0 0 1 0 0 0 0 0
slightest 0 0 0 1 1 0 0 0 0 0
places 0 1 1 0 0 1 0 0 0 0

Dalsi disperzni tfidu nazveme oznacenim ,,shluky“. Pijde o takové typy, jejichz tokeny
se koncentruji pouze v jednom z méfenych usekl a ve zbytku textu se nevyskytuji.
Zaroven pro né plati, ze jejich celkova frekvence je vyssi nebo rovna nami stanovené
hranici oddé€lujici tfidu extrémné nizké frekvence vyskytt. Pro zvolenou hranici
minimalné 4 vyskytt tedy bude platit, Ze za pattici do tfidy shlukli budeme povazovat
takové typy, které se vyskytuji pouze v jednom z méfenych tsekd a jejichZ celkova
frekvence je vyssi nebo rovna Ctyfem. V tabulce nize jsou uvedeny piiklady typa
nalezejicich do této tiidy se znazornénim rozloZeni frekvenci vyskytu jejich tokena

vV méfenych usecich.

Tabulka 4: Priklady tridy shlukd

typ usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
beech 0 4 0 0 0 0 0 0 0 0
chopper 0 0 0 8 0 0 0 0 0 0
frida 0 0 6 0 0 0 0 0 0 0

Nasledujici disperzni tfidu nazveme oznacenim ,,stabilni disperze®. Pijde o takové
typy, které se vyskytuji ve vSech méfenych tsecich. Bude se tedy jednat o slova, ktera
jsou stabilné rozptylena po celé délce textu. Oznaceni ,,stabilni disperze* volime tedy
prave proto, ze se jednotlivé vyskyty stabiln¢ objevuji po celé délce textu. Minimalnim
pozadavkem pro zahrnuti typu do této tiidy tedy je, Ze se dany typ vyskytuje alespon
jednou v kazdém z métenych tsekti daného textu. Zaroven pro né plati, ze jejich
celkova frekvence musi byt vyssi nez nami stanovena hranice extrémné nizké frekvence
vyskytl. V tabulce nize jsou uvedeny piiklady typd nalezejicich do této tfidy se

znazornénim rozlozeni frekvenci vyskytu jejich tokenti v métenych usecich.
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Tabulka 5: Priklady tridy stabilni disperze

typ usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 tsek 9 usek 10

holy 11 11 6 3 5 6 2 3 2 14

she 86 81 82 72 72 73 41 43 30 38
looked 3 8 2 6 2 10 7 6 7 7

Posledni disperzni tfidu nazveme oznac¢enim ,,nestabilni disperze®. Pujde o typy, které
se vyskytuji ve vétsim mnozstvim useki, avSak Vv nékterych usecich se nevyskytuji
viubec. Predstavuji pfechodnou tfidu mezi tiidou shluka a tfidou stabilni disperze.
Oznaceni ,,nestabilni disperze® poukazuje na skutecnost, ze jde o typy opakujici se
Vtextu nestabilné. Tyto typy jsou rozprostiené zdanlivé chaotickym tézko
predvidatelnym zptisobem. Zaroven pro n¢ plati podminka, Ze jejich celkové frekvence
je vy$si nez nami stanovend hranice extrémné nizké frekvence vyskytii. V tabulce nize
jsou uvedeny piiklady typt nalezicich do této tfidy se zndzornénim rozlozeni frekvenci

vyskytu jejich tokenti v métenych usecich.

Tabulka 6: Priklady tridy nestabilni disperze

typ usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
bed 1 0 5 0 0 1 0 0 1 0
try 0 1 0 0 2 0 1 0 2 0
sin 3 3 3 2 0 0 0 0 0 4

Pro rozdéleni typli do vySe zminénych tfid pouzivame dvé¢ vlastnosti typl. Témi jsou
celkova frekvence vyskytl a pocet usekl S nulovym vyskytem. Ttidy hapax legomen a
extrémng nizké frekvence odliSujeme pouze pomoci celkové frekvence vyskytu. Tridu
shluki, stabilni disperze a nestabilni disperze odliSujeme pomoci kombinace celkové

frekvence vyskyti a po€tu usekii s nulovym vyskytem.

Ttida hapax legomen a extrémné nizké frekvence sdileji stejné kritérium pro jejich
odliSeni. V obou piipadech jde o typy, jejichz frekvence je pfili§ nizka k tomu,
abychom mohli analyzovat vztahy mezi jejich umisténim v textu. Z toho divodu Ize
uvazit zahrnuti disperzni tfidy hapax legomen do disperzni tfidy extrémné nizké
frekvence. Pokud zachovame striktni klasifikaci, budou disperzni tifidy hapax legomen

a extrémné nizké frekvence definovany nasledovné:
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- Hapax legomena: celkova frekvence vyskytl se rovna jedné.

- Extrémné nizké frekvence: Celkova frekvence vyskytl je niz$i nez stanovena

hranice ¢ty vyskyti, a zaroven je vysS$i nez jedna.

Odliseni tfid pomoci poctu useki s nulovou frekvenci je zavislé na poctu tseki, na
které je text rozdélen. Pro text déleny na praveé 10 usekt jsou hranice pro odliSeni tiid

pomoci nulového vyskytu nasledujici:

- Stabilni disperze: pocet prazdnych usek je roven nule.
- Nestabilni disperze: pocet prazdny useki se nachazi v intervalu 8 az 1.
- Shluky: pocet prazdnych useki je roven deviti.

3.3.2 Problematické aspekty Kklasifikace disperznich tiid

Klasifikace do tfid pomoci métfeni poctu prazdnych tsekli ma nékteré problematické
aspekty. Vyse uvedeny zpusob klasifikace je vhodny pouze pro typy, které jsou v textu
rozlozeny idealnim zptisobem. V nékterych piipadech se jednotlivé tokeny urcitého
klasifikovany jako odliSny typ disperze. Striktni kritéria pro klasifikaci postradaji
flexibilitu, kterd by umoznila spravné zatadit typy, u kterych nachazime vyskyty
Vv blizkosti hranic tsekil. Nyni uvedeme piiklady situaci, pii nichZ dochazi pti pouziti

striktnich kritérii k chybnému zatazeni.

Jednim z pfipadl této nespolehlivosti je situace, kdy pfedpokladany shluk lezi na
hranici dvou usek, a je proto chybné¢ klasifikovan jako nestabilni disperze. Prestoze
jsou vyskyty daného typu pravdépodobné koncentrované pouze v jedné Casti textu,
skutecnost, Ze se nachazeji na hranici dvou méfenych useki, zplsobi klasifikacni
chybu. Striktni kritéria pro tfidu shlukii stanovi, Ze se vyskyty mohou objevit pouze
V jednom méfeném useku, coz je v tomto piipadé pricinou vzniklé chyby. Nize uvedené

piiklady budou timto dotCeny.
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Tabulka 7: priklady chyb v klasifikaci

typ usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 tsek 9 usek 10
dagger 0 0 2 3 0 0 0 0 0 0
eleanor 0 0 10 1 0 0 0 0 0 0
glanced 0 0 0 0 0 4 1 0 0 0

U nékterych shlukti také mize nastat situace, kdy se vSechny vyskyty koncentruji
V jednom useku s vyjimkou jediného vyskyty, ktery zaptic¢ini odliSnou klasifikaci.
V tomto pripad¢ se nejednd o piekroceni hranice méfeného useku jako u predchozich
prikladt. VétSina vyskyti daného typu je vSak stejné jako u predchozich prikladt
koncentrovana v jedné ¢asti textu. Zménu klasifikace na zakladé jediného vyskytu

V jiné Casti textu zde mlizeme povazovat za nezadouci. Piiklady jsou uvedeny v tabulce

nize.
Tabulka 8: Priklady chybné klasifikace
typ usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
daughter 0 0 0 1 0 0 0 7 0 0
farewell 0 0 0 0 9 0 0 0 0 1
gratitude 0 0 1 0 0 0 0 0 0 4

DalSim pfipadem nespolehlivé klasifikace je situace, kdy je pfevazné stabilné opakujici
se typ klasifikovan do tfidy nestabilni frekvence z toho diivodu, Ze vyskyty, které by za
idealnich podminek patfily do jednoho useku, ptipadnou do usekil vedlejSich, ¢imz
vznikne prazdny usek. Jde tedy o chybu zptisobenou stejnou pfi¢inou jako chyby
Vv prvnim piipadé, tedy vyskytem tokeni v blizkosti hranic useki. Efekt je vSak opacny.
Namisto toho, aby vznikl nenulovy uUsek navic jako v prvnim pfipadé€, je naopak
vytvoren nulovy usek, ktery narusi disperzi typy, jeZ je ve zbytku useki stabilni. Tyto
typy jsou poté klasifikovany jako nestabilni disperze, piestoze jinak vykazuji disperzi
stabilni. Prozkoumame-li frekvenci v jednotlivych méfenych usecich u téchto typd,
muzeme si povSimnout nahle zvysSené frekvence v tsecich, které sousedi se vzniklym

usekem s nulovou frekvenci. Piiklady typl zasaZzenych timto typem chybné klasifikace

jsou uvedeny Vv tabulce nize.
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Tabulka 9: priklady chyb v klasifikaci

typ usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 tsek 9 usek 10
lifted 4 6 4 4 4 5 0 7 4 1
sent 1 1 2 4 0 4 1 2 2 2

nothing 1 0 3 1 2 2 1 2 2 1

3.3.3 Méné striktni klasifikace disperznich trid

Abychom se vyvarovali vyse zminénych klasifika¢nich chyb, vyuzijeme méné striktni
metodu klasifikace. Mensi striktnost spociva v zavedeni urité miry tolerance
V limitech poctu prazdnych usekd. Napiiklad pro shluky nebudeme vyzadovat
koncentraci vSech vyskytli pouze v jediném useku, ale budeme tolerovat vyskyty i ve
dvou usecich. Pro stabilni disperzi obdobné budeme tolerovat vyskyt jednoho
prazdného tuseku. Tento krok ndm pomuze vyhnout se zminénym klasifikacnim

chybam, avSak miize mit za nésledek jiné druhy nevhodné klasifikace.

Uvazme ptiklady v tabulce niZe. Tyto typ budou méné¢ striktni klasifikaci uréeny jako

shluky, ale vyvstava u nich otdzka, zda by nemély byt urceny spiSe jako nestabilni

disperze.
Tabulka 10: chyby u méne striktni klasifikace
typ usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
beans 3 0 3 0 0 0 0 0 0 0
terror 0 0 2 0 3 0 0 0 0 0
cousin 0 3 0 8 0 0 0 0 0 0

Z uvedenych ptiklad vyplyva, Ze striktni i méné striktni klasifikace pomoci poctu
prazdnych tsekti maji kazda vlastni nevyhody a typ disperze tak na jejich zakladé

nemuZe byt ur€en s absolutni spolehlivosti.

V nasledujici ¢asti této prace budeme pracovat s vyuzitim méné striktni klasifikace.
Texty budeme délit na prave 10 usekt. Tfidu hapax legomen zahrneme do tiidy lexika

s extrémné¢ nizkou frekvenci. Kritéria pro urceni tfid proto budou nasledujici:
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- Extrémné nizkd frekvence: celkova frekvence je nizsi nez Ctyfi vyskyty.

- Shluky: pocet prazdnych tsekd je v intervalu 8 — 9 useku. Celkova frekvence je

vysSi nez Ctyfi vyskyty.

- Stabilni disperze: pocet prazdnych useku je v intervalu 0 — 1 usekd. Celkova

frekvence je vyssi nez Ctyfi vyskyty.

- Nestabilni disperze: pocet prazdnych useki je v intervalu 2 — 7 tsekd. Celkova

frekvence je vyssi nez Ctyti vyskyty.
3.3.4 Pomér typii a tokent V jednotlivych tfidach

V této sekci se budeme zabyvat zastoupenim slov v disperznich tfidach. Srovname
zastoupeni z pohledu pocti typt obsazenych ve t¥idach i z hlediska celkového poctu
tokend, které¢ do tiid spadaji. Poméry zastoupeni slov budeme zkoumat na vybéru textl
z korpusu. Pouzijeme texty s lisici se celkovou délkou textu i délkou métenych usekd,
abychom zjistili, jakou roli hraje délka textu a usekd na pocty zastoupenych typt a

tokenn.

Vybér textl zahrnuje celkem 16 riznych textl o stejné celkové délce a shodné délce
métenych Usekll. Texty pochazeji od ¢tyt riznych autorti, pficemz zahrnuji 8 riznych
dél. Kazdé z d€l je rozdéleno na dvé Casti o pozadované délce textu. Na kazdého autora
tak ptipadaji Ctyfi texty vzniklé ze dvou dé€l. Toto rozdéleni vybéru ndm umoziuje
sledovat rozdily mezi autory 1 rozdily mezi texty pochazejicimi ze stejnych ¢i odlisnych
dél téhoz autora. To ndm muiize pomoci rozeznat, zda rozdily poukazuji spiSe na odlisny

styl autorti ¢i odliSné téma textu.

Na tabulkach niZe jsou uvedeny pocty typl a tokentl pro vybér textl o celkové délce

30000 tokenti, které jsou rozdé€lené na 10 tsekt dlouhych 3000 tokent.

25



Tabulka 11: Lexikum s extrémné nizkou frekvenci

Text E.N.F — typy E.N.F — tokeny
barclay_ladies_part_0 2902 4143
barclay_ladies_part_1 3087 4499
barclay_rosary_part 0 3198 4503
barclay_rosary_part_1 3066 4414

blackmore_erema_part_0 3120 4418
blackmore_erema_part_1 2968 4076
blackmore_lorna_part_0 3162 4417
blackmore_lorna_part_1 3030 4160
braddon_audley_part_0 3130 4461
braddon_audley part_1 3340 4767
braddon_fortune_part_0 3866 5448
braddon_fortune_part_1 3405 4802
cbronte_jane_part_0 4064 5648
cbronte_jane_part_1 3912 5447
cbronte_shirley_part 0 4530 6279
cbronte_shirley _part 1 4119 5694

Do tfidy lexika s extrémné nizkou frekvenci spad4 vyznamna ¢ast typi, nicméné jejich
celkova frekvence v poctu tokent je relativné nizka. Pomér mezi poctem tokent a typi
se pohybuje okolo hodnoty 1.4 tokent na 1 typ. Ttida lexika s extrémné nizkou
frekvenci zastupuje ptiblizné 78 % vSech typl v textu, avSak pouze zhruba 16 % vSech

tokent v textu.
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Tabulka 12: Lexikum tvorici shluky

text shluky — typy shluky — tokeny

barclay_ladies_part_0 82 397
barclay_ladies_part_1 68 333
barclay_rosary_part 0 86 422
barclay_rosary_part_1 69 330
blackmore_erema_part_0 43 205
blackmore_erema_part_1 83 395
blackmore_lorna_part_0 51 277
blackmore_lorna_part_1 68 329
braddon_audley_part_0 86 439
braddon_audley_part_1 94 449
braddon_fortune_part_0 64 307
braddon_fortune_part_1 69 337
cbronte_jane_part_0 54 241
cbronte_jane_part_1 89 465
cbronte_shirley_part 0 77 397
cbronte_shirley_part_1 69 358

Shluky jsou nejméné zastoupenou tiidou v textu. Tato tfida mé nejnizsi pocet typu i
tokent. Pomeér poctu tokent a typil se pohybuje pfiblizn€ v rozmezi 4.7 — 5,3 tokent na
1 typ. Ttida shlukl predstavuje jen velmi malou ¢ést textu v celkovém poctu tokeni 1
V poctu zastoupenych typt. Ttida shlukt zastupuje ptiblizné 2 % vsech typt v textu, a

ptiblizné 1 % vSech tokend v textu.
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Tabulka 13: lexikum se stabilni disperzi

text stabilni — typy stabilni — tokeny

barclay_ladies_part_0 188 17792
barclay_ladies_part_1 195 18739
barclay_rosary_part 0 189 18489
barclay_rosary part_1 178 18721
blackmore_erema_part_0 197 19726
blackmore_erema_part_1 192 20278
blackmore_lorna_part_0 187 19510
blackmore_lorna_part_1 191 19750
braddon_audley part 0 178 18569
braddon_audley_part_1 182 18682
braddon_fortune_part_0 177 17863
braddon_fortune_part_1 175 18982
cbronte_jane_part_0 186 17920
cbronte_jane_part_1 164 17965
cbronte_shirley_part 0 156 16980
cbronte_shirley_part 1 162 17476

Ttida lexika se stabilni disperzi zahrnuje pomérné nizky pocet typl, avSak v ni
obsazena slova maji velmi vysokou frekvenci. Do této tfidy spada vétSina vysoce
frekventovanych funk¢nich slov. Pomér mezi poctem typt a tokent dosahuje hodnot
pfiblizn€ 100 tokenti na 1 typ, a je tak vyrazné vyssi neZ poméry u ostatnich tfid. Takto
vysoky pomér je zifejmé zapticinén vyskytem vysoce frekventovanych funkénich slov.
Ttida stabilni disperze zastupuje piiblizné 4 % vSech typl v textu, a piiblizn¢ 62 %

vSech tokent v textu.
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Tabulka 14: lexikum s nestabilni disperzi

text nestabilni — typy nestabilni — tokeny
barclay_ladies_part_0 803 7668
barclay_ladies_part_1 730 6429
barclay_rosary_part 0 730 6586
barclay_rosary_part_1 744 6535
blackmore_erema_part_0 660 5651
blackmore_erema_part_1 587 5251
blackmore_lorna_part_0 670 5796
blackmore_lorna_part_1 669 5761
braddon_audley_part_0 717 6531
braddon_audley part_1 716 6102
braddon_fortune_part_0 736 6382
braddon_fortune_part_1 727 5879
cbronte_jane_part_0 738 6191
cbronte_jane_part_1 723 6123
cbronte_shirley_part_0 732 6344
cbronte_shirley _part 1 742 6472

Ttida lexika s nestabilni disperzi ma v porovnani s lexikem se stabilni disperzi
nékolikandsobné vyssi pocty typll a zaroven vyrazn€ nizsi pocet tokent. Pomér poctu
tokent a typtl dosahuje hodnot ptiblizné€ 8 — 9 tokenti na 1 typ. Ttida nestabilni disperze

zastupuje ptiblizné 16 % vsech typt v textu, a pfiblizné 21 % vSech tokent v textu.

Pomér tokenti a typt zastoupenych v riznych disperznich tfidach se mtize lisit s ménici
se celkovou délkou textu a délkou usekil. V tabulkéch uvedenych niZe jsou uvedena
procentudlni zastoupeni tokend a typd v disperznich tfidach spolu s pouZitou délkou

textu a usekd. Uvedena procenta jsou pramérnymi hodnotami pro 16 textti zminénych

vyse.
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Tabulka 15: Procentudlni zastoupeni token( ve triddch

délka useku délka textu nizka frekvence shluky stabilni nestabilni
5000 50000 13% 1% 68 % 19%
4500 45000 13% 1% 67 % 19%
4000 40000 14 % 1% 65 % 19%
3500 35000 15% 1% 64 % 20%
3000 30000 16 % 1% 62 % 21%
2500 25000 18 % 1% 60 % 21%
2000 20000 19 % 1% 56 % 23%

Prvni tabulka zobrazuje procentualni zastoupeni tokent textu v jednotlivych t¥idach. V
tabulce mizeme vidét, Ze procentudlni zastoupeni tokent tfidy nizké frekvence je
nejvyssi pfi nejnizsi délce textu a se zvySujici délkou textu se snizuje. Zastoupeni
tokent tfidy shluki ziistava s ménici se délkou textu neménné. Zastoupeni tokenti tfidy
stabilni disperze je se zvySuje s rostouci délkou textu a usekil. Zastoupeni tokend tiidy

nestabilnich se s rostouci délkou textu a tisekii snizuje.

Tabulka 16: Procentudlni zastoupeni typ ve triddch

délka useku délka textu nizka frekvence shluky stabilni nestabilni
5000 50000 75 % 2% 5% 18 %
4500 45000 76 % 2% 5% 18 %
4000 40000 76 % 2% 5% 17%
3500 35000 7% 2% 4% 17%
3000 30000 78 % 2% 4% 16 %
2500 25000 79% 2% 4% 16 %
2000 20000 80 % 2% 4% 15 %

Ve druhé tabulce je zobrazeno procentualni zastoupeni typil v jednotlivych tfidach.
MiuizZeme vidét, Ze zastoupeni v tfid¢ extrémné nizké frekvence se sniZzuje s rostouci
délkou textu. Zastoupeni ve tfidé shlukl se s ménici se délkou textu vyrazn€ neméni.
Zastoupeni tiidy stabilnich se s rostouci délkou zvysuje, stejn¢ jako u tokent této tfidy,
ale pro typy se jedné pouze o velmi maly narist. Zastoupeni typu tiidy nestabilnich se
s rostouci délkou textu zvySuje. Ttida nestabilnich tak vykazuje opacny trend pro

zastoupeni typu a tokent.
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Shrneme-li tyto poznatky, muZzeme konstatovat, Ze pro texty s celkovou délkou 20000
tokenti az 50000 tokenti s délkou métenych usekti 2000 az 5000 tokent je zastoupeni

ve ttidach nasledujici:

- Extrémné nizka frekvence: 13 % — 19 % tokent, 75 % — 80 % typi

- Shluky: 1 % tokend, 2 % typt
- Stabilni disperze: 68 % — 56 % tokend, 5 % — 4 % typl
- Nestabilni disperze: 19 % — 23 % tokend, 18 % — 15 % typl

Ttida extrémné nizké frekvence se vyznacuje vysokym zastoupenim v typech, kdy tvoti
vice jak tfi Ctvrtiny vSech typd v textu. Zastoupeni tokent je vSak oproti tomu nizsi,
kdy tokeny této tiidy tvoii méné nez pétinu vSech tokent textu. S rostouci délkou textu

se zastoupeni sniZuje.

Ttida shlukd zaujima pouze velmi malou cast vSech tokent i1 typli. Zmény v celkové
délce textu a délce méfenych usekil nemaji znacny vliv na jeji zastoupeni. Zastoupeni

typll je vyssi nez zastoupeni tokent.

Ttida stabilni disperze se vyznacuje vysokym zastoupenim v poctu tokenu a nizkym
zastoupenim v poctu typi. S rostouci celkovou délkou textu a délkou métenych tsekl

se jeji zastoupeni v tokenech zvySuje, zatimco zastoupeni v typech se mirn€ zvysuje.

Ttida nestabilni disperze se vyznacuje relativné mirnym rozdilem v zastoupeni typi a
tokent. S rostouci celkovou délkou textu se zastoupeni tokend zvySuje, zatimco

zastoupeni typil se sniZuje.
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3.4. Frekvencni distribuce v jednotlivych tiidach

V této Casti se budeme zabyvat rozlozenim frekvenci vyskytl typti v rdmci jejich
disperznich tfid. V pfedchozi ¢asti prace jsme prozkoumali poméry poctu zastoupenych
typt a tokenti ve tfidach. Na zaklad¢ pomért typt a tokent si vSak nemtizeme ud¢lat
ucelenou piedstavu o lexiku zastoupeném v disperznich tidach. Kupiikladu vysoky
pocet tokent na typ, jaky mizeme pozorovat u stabilni disperze, by mohl byt zptisoben
vyskytem malého poctu typl s extrémné vysokou frekvenci. Abychom tedy ziskali
konkrétnéjsi predstavu o distribuci frekvenci typt uvnitt disperznich tfid,
prozkoumame distribuce frekvenci jednotlivé pro kazdou ze tiid. Frekvence budeme
méfit na stejném vzorku 16 textd 4 autort, ktery jsme jiz vySe zminili. Pouzijeme texty
upravené¢ na celkovou délku 50000 tokenil rozdélené na meétfené useky po 5000
tokenech. Pro vizualizaci distribuce frekvenci typt v textech pouzijeme tabulky, jejichz
radky budou predstavovat jednotlivé texty, zatimco sloupce budou oznacovat hladiny
frekvence. Hodnoty v tabulkach budou ptedstavovat pocet typt v dané disperzni tiid¢,
jejichz frekvence vyskyt odpovida urcité frekvenéni hlading. Vzhledem k tomu, zZe se
rozmezi frekvenci u jednotlivych tfid vyrazné 1isi, zvolime pro kazdou disperzni tiidu
odlisné frekvenéni hladiny. Rozsahy frekvenc¢nich hladin nebudou pro vSechny hladiny
shodné, ale budou rozvrzeny takovym zplsobem, aby byla kognitivni interpretace
tabulek co nejsnazsi. Frekvence s velkym poctem typi budou rozdéleny do vice hladin,
zatimco frekvence s velmi nizkym poctem typi slou¢ime do jedné hladiny. Rozsah
hladin frekvence je uveden v zahlavi tabulek. Na tuto skute¢nost je nutné upozornit,

aby nedoslo k chybné interpretaci hodnot v tabulkach.
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3.4.1 Frekven¢ni distribuce tridy extrémné nizkofrekventovaného

lexika

Frekvencni distribuce tfidy extrémné nizkofrekventovaného lexika je vyrazné omezena
definici této tfidy. Kritéria pro zahrnuti typti do této tfidy umoznuji pouze jeden, dva

az maximaln¢ tii vyskyty. Distribuce frekvenci je zde tedy velice prehledna.

Tabulka 17: Frekvencni distribuce tfidy extrémné nizkofrekventovaného lexika

text 1 vyskyt 2 vyskyty 3 vyskyty
barclay_ladies_part_0 2471 876 451
barclay_ladies_part_1 2208 821 377
barclay_rosary_part 0 2679 871 460
barclay_rosary part_1 2511 834 400
blackmore_erema_part_0 2832 817 403
blackmore_erema_part_1 2698 787 364
blackmore_lorna_part_0 2781 829 409
blackmore_lorna_part_1 2680 781 425
braddon_audley part 0 2655 965 458
braddon_audley_part_1 3019 940 465
braddon_fortune_part_0 3200 1060 548
braddon_fortune_part_1 3294 1040 548
cbronte_jane_part_0 3396 1153 568
cbronte_jane_part_1 3454 1141 527
cbronte_shirley_part 0 3923 1268 600
cbronte_shirley _part_1 3559 1117 553
pramér 2960 956,25 472,25

Nejvice zastoupené typy jsou hapax legomena, které tvoifi zhruba polovinu typl

obsazenych v této tfidé. Cim je frekvence typti nizsi, tim vice jejich vyskytii najdeme.
3.4.2 Frekven¢ni distribuce tridy shluki

Ttida shluki je nejméné zastoupenou disperzni tfidou. Slova, kterd spadaji do této tfidy,
se mohou vyskytovat pouze ve dvou métenych tsecich. Primérny pocet tokent na typ
se pohybuje zhruba okolo péti tokenli na typ. Z definice tiidy také vyplyva, ze

frekvence nesmi byt niz§i nez Ctyfi vyskyty. Abychom mohli posoudit distribuci
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frekvenci v této tiidé, zvolime pro sloupce tabulky nizké hodnoty frekvenci. Vyssi

frekvence zahrneme do poslednich sloupct tabulky.

Tabulka 18: Frekvencni distribuce tridy shlukd

text 4 5 6 7 8 9 10-15 >15
barclay_ladies_part_0 100 7 6 3 2 3 6 0
barclay_ladies_part_1 66 11 4 0 0 1 0 0
barclay_rosary_part 0 113 8 5 4 2 4 2 0
barclay_rosary part_1 79 13 6 2 1 0 0 0
blackmore_erema_part_0 74 7 1 1 1 0 1 3
blackmore_erema_part_1 63 8 6 5 0 0 2 2
blackmore_lorna_part_0 53 10 3 4 3 1 3 7
blackmore_lorna_part_1 80 16 8 4 7 0 1 2
braddon_audley_part_0 78 14 6 3 0 1 2 0
braddon_audley_part_1 100 19 2 4 1 2 5 3
braddon_fortune_part_0 78 12 3 1 3 2 0 2
braddon_fortune_part_1 104 8 4 2 2 3 0 2
cbronte_jane_part_0 87 8 5 4 1 0 2 3
cbronte_jane_part_1 84 8 4 0 1 2 4 2
cbronte_shirley_part 0 80 10 3 3 1 3 5 0
cbronte_shirley_part_1 73 5 3 2 0 2 1 4
pramér 82 10,25 4,3125 2,625 1,5625 15 2,125 1,875

V tabulce mizeme vidét, Ze vyrazna cast typd ve tfidé shlukli ma frekvenci Ctyt
vyskytl. Typy s frekvenci vyssi nez Ctyfi vyskyty tvoii zhruba pétinu typt tfidy shluk.
Hodnota ¢tyt vyskytl je minimalni hodnotou, které v souladu s definici mohou typy
dosahnout. V ptipad¢, ze bychom stanovili hranici minimalni frekvence vyssi, prisli
bychom o vyznamnou ¢ast typu v této tiidé. Mizeme tedy konstatovat, ze mezi shluky
béZzné nalezneme pouze slova s nizkymi frekvencemi vyskytu, mezi nimiz jen mala
skupina slov bude mit frekvenci vyssi nez 10 vyskytd. Jelikoz jsme pro vytvoreni této

tabulky pouzili texty délené na 10 usekti po 5000 tokenech, mizeme piedpokladat, ze

pro nizsi délky useka pravdépodobné budou pocty vyskytl jesté nizsi.

K lepSimu pochopeni distribuce frekvenci v této tfidé nam mize poslouzit ndhled na
zakladni statistické vlastnosti. V tabulce nize je uvedeno minimum, prvni kvartil,

median, prameér, tfeti kvartil a maximum pro kazdy z Sestnacti analyzovanych textu.
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Tabulka 19: Zékladni statistiky pro frekvence tridy shlukd

text minimum, 1. kvartil median pramér 3. kvartil maximum,
barclay_ladies_part_0 4 4 4 5,18 5 15
barclay_ladies_part_1 4 4 4 4,73 5 10
barclay_rosary_part 0 4 4 4 4,90 5 14
barclay_rosary_part_1 4 4 4 4,76 5 9
blackmore_erema_part_0 4 4 4 5,69 5 54
blackmore_erema_part_1 4 4 4 5,40 6 21
blackmore_lorna_part_0 4 4 4 6,54 6,25 34
blackmore_lorna_part_1 4 4 5 5,44 6 19
braddon_audley_part_0 4 4 4 4,98 5,25 15
braddon_audley_part_1 4 4 4 5,38 6 19
braddon_fortune_part_0 4 4 4 5,48 5 45
braddon_fortune_part_1 4 4 4 5,28 5 51
cbronte_jane_part_0 4 4 4 5,35 5 32
cbronte_jane_part_1 4 4 4 5,30 5 28
cbronte_shirley_part 0 4 4 4 5,19 5 15
cbronte_shirley_part_1 4 4 4 5,62 5 26

Hodnota minima, medianu a prvniho kvartilu dosahuje u vSech analyzovanych textt
Ctyt vyskytl, coz je nejnizsi hodnota umoznéna definici této tfidy. Primér se nachazi
pouze mirn€ nad medianem. Hodnota maxima se mezi riznymi texty vyrazng lisi. Tyto

statistiky potvrzuji, Ze tfida shlukii je tvofena pfedevsim velmi nizkymi frekvencemi.

3.4.3 Frekvencni distribuce ti'idy stabilni disperze

Ttida stabilni disperze, jak uz bylo uvedeno dfive, zahrnuje slova vyskytujici se
vV kazdém z méfenych Useki alespoil jednou, pficemz je tolerovan jeden prazdny usek.
Pro tuto tiidu je typické velké zastoupeni tokenil a maly pocet typua. Tato tfida zahrnuje
vysoce frekventovana funk¢ni slova 1 méné frekventovana slova rozprostiena po celé
délce textu. Abychom prozkoumali slova obsazené v této tfidé dikladng;i,
prostudujeme vztah celkové frekvence typli a poctu typli obsazenych v této tridé.

V tabulce nize jsou zobrazeny pocCty typt nachazejici se v riznych hladinach frekvence.
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Tabulka 20: Frekvencni distribuce tridy stabilni disperze

text 9-50 51-100 101-150 151-200 201-250 251-1000 >1000
barclay_ladies_part_0 168 64 19 11 9 21 4
barclay_ladies_part_1 169 69 18 9 7 26 4
barclay_rosary_part 0 156 66 19 10 6 25 4
barclay_rosary_part_1 147 73 26 12 5 27 5
blackmore_erema_part_0 131 78 28 12 7 21 6
blackmore_erema_part_1 146 68 29 17 7 23 6
blackmore_lorna_part_0 152 57 25 17 8 21 6
blackmore_lorna_part_1 138 62 32 13 5 24 5
braddon_audley_part_0 156 60 29 9 6 23 5
braddon_audley_part_1 129 63 17 8 7 26 5
braddon_fortune_part_0 138 61 15 16 2 24 5
braddon_fortune_part_1 145 60 16 15 8 23 5
cbronte_jane_part_0 166 49 22 13 5 18 6
cbronte_jane_part_1 135 62 16 19 1 22 6
cbronte_shirley_part 0 141 49 15 13 6 22 5
cbronte_shirley_part_1 157 55 17 13 8 21 5

pramér 148,375 62,25 21,4375 12,9375 6,0625 22,9375 5,125

Z této tabulky je patrné, Ze tfida stabilni disperze zahrnuje vétSi mnozstvi typi
s relativné niz§i frekvenci a malé mnozstvi s velmi vysokou frekvenci. PovSimnéme si,
ze posledni dva sloupce tabulky maji vyrazné vyssi rozpéti nez zbytek sloupci. Vysokeé
frekvence jsme zahrnuli do dvou poslednich sloupct, a to kvili usnadnéni interpretace
tabulky. Posledni fadek tabulky pfedstavuje primérnou hodnotu pro uvedené texty.
Typy zahrnuté do tiidy stabilni disperze tedy obsahuji vétSinove slova o frekvenci nizsi

nez 100 vyskytl a pouze malé mnozstvi typt s velmi vysokou frekvenci.

K lepSimu pochopeni distribuce frekvenci v této tiidé nam miize poslouzit ndhled na
zakladni statistické vlastnosti. V tabulce nize je uvedeno minimum, prvni kvartil,

median, pramér, tfeti kvartil a maximum pro kazdy z Sestnacti analyzovanych texta.
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Tabulka 21: Zdkladni statistiky pro frekvence tridy stabilni disperze

text minimum. 1. kvartil Median Pramér 3. kvartil maximum.

barclay_ladies_part_0 11 27 42,50 111,17 89,25 3832
barclay_ladies_part_1 10 27 43 113,07 84,50 3637
barclay_rosary_part 0 13 29 47 118,02 90 2485
barclay_rosary_part_1 12 28,50 51 119,66 103 2317
blackmore_erema_part_0 10 30 56 125,89 102 2153
blackmore_erema_part_1 10 27 51 123,81 116,25 1903
blackmore_lorna_part_0 12 28 47 123,41 108 2354
blackmore_lorna_part_1 10 28 52 126,81 107 2191
braddon_audley_part_0 14 29 47 118,48 99,50 2823
braddon_audley_part_1 12 27 49 129,94 98,50 2754
braddon_fortune_part_0 11 27 48 124,32 96 2462
braddon_fortune_part_1 11 27 46,50 123,64 96,50 2402
cbronte_jane_part_0 11 26 40 115,97 85 2319
cbronte_jane_part_1 12 28 48 126,20 98 2150
cbronte_shirley_part 0 13 28,50 45 124,14 97,50 2203
cbronte_shirley_part_1 9 27 43 118,24 98 1967

Hodnota medianu u stabilni disperze se vV analyzovanych textech pohybuje zhruba mezi
40 az 50 vyskyty. Hodnota priméru je vyrazné vyssi. Pohybuje se zhruba mezi 110 az
130 vyskyty. Tento rozdil je ziejmé zpusoben vlivem mensiho mnozstvi slov s velmi
vysokou frekvenci. Hodnota maxima se mezi riznymi texty miize znacné liSit.
Pohybuje se od zhruba 2000 vyskytt az po témétr 4000 vyskytl. Nejnizsi frekvence
umoznénd definici je 9 vyskytid, nicméné hodnota minima v analyzovany textech se

pohybuje mezi 9 az 14 vyskyty.
3.4.4 Frekven¢ni distribuce tfidy nestabilni disperze

Ttida nestabilni disperze zahrnuje slova, ktera se vyskytuji minimalné ve ttech usecich
a maximalné v osmi tsecich. Minimalni frekvence, kterou mohou typy mit, je rovna 4
vyskytim. Vyse jsme uvedli, ze tfida nestabilni disperze piedstavuje 19 % — 23 %
tokentt a 18 % — 15 % typi celého textu. Abychom mohli vizualizovat distribuci
frekvenci, rozdélime tabulku na sloupce zvySujici se po deseti vyskytech. Do

posledniho sloupce zahrneme slova, kterd prekracuji 50 vyskytt.
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Tabulka 22: Frekvencni distribuce tridy nestabilni disperze

text 4-10 11-20 21-30 31-40 41-50 >50
barclay_ladies_part_0 815 250 46 12 0 7
barclay_ladies_part_1 768 261 48 7 3 5
barclay_rosary_part 0 780 222 44 12 5 2
barclay_rosary_part_1 702 214 38 6 1 5
blackmore_erema_part_0 755 180 35 6 1 1
blackmore_erema_part_1 603 171 23 11 6 2
blackmore_lorna_part_0 718 204 35 6 1 3
blackmore_lorna_part_1 696 210 32 5 2 4
braddon_audley_part_0 784 234 30 4 1 3
braddon_audley_part_1 764 242 47 11 4 2
braddon_fortune_part_0 823 214 32 10 3 5
braddon_fortune_part_1 802 194 24 2 6 2
cbronte_jane_part_0 865 196 35 7 2 7
cbronte_jane_part_1 818 203 38 6 0 4
cbronte_shirley_part 0 875 203 46 10 4 5
cbronte_shirley_part_1 860 220 30 3 2 3

pramér 776,75 213,625 36,4375 7,375 2,5625 3,75

V tabulce miZeme vidét, ze vétsina slov ve tiid€ nestabilni disperze ma frekvenci mezi
Ctyfmi a dvaceti vyskyty. Podobné jako u ostatnich tfid pocet zastoupenych typl se
zvySujici se frekvenci vyskytli prudce klesa. Slova s frekvenci vyskytu vyssi nez 50

vyskytl budou v této tfide spiSe vyjimkou.

K lepSimu pochopeni distribuce frekvenci v této tfidé nam miize poslouzit ndhled na
zakladni statistické vlastnosti. Na tabulce niZe je uvedeno minimum, prvni kvartil,

median, pramér, tfeti kvartil a maximum pro kazdy z Sestnacti analyzovanych texta.
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Tabulka 23: Zdkladni statistiky pro frekvence tridy nestabilni disperze

text minimum 1. kvartil median pramér 3. kvartil maximum

barclay_ladies_part_0 4 5 7 9,61 11 215
barclay_ladies_part_1 4 5 7 9,60 12 167
barclay_rosary part_0 4 5 7 9,17 11 90
barclay_rosary_part_1 4 5 7 9,15 11 135
blackmore_erema_part_0 4 5 6 8,38 10 66
blackmore_erema_part_1 4 5 7 9,22 11 81
blackmore_lorna_part_0 4 5 7 8,78 11 65
blackmore_lorna_part_1 4 5 7 8,92 11 90
braddon_audley_part_0 4 5 7 8,90 11 253
braddon_audley_part_1 4 5 7 9,20 11 72
braddon_fortune_part_0 4 5 7 9,23 10 239
braddon_fortune_part_1 4 5 7 8,44 10 103
cbronte_jane_part_0 4 5 7 8,68 10 104
cbronte_jane_part_1 4 5 6 8,60 10 77
cbronte_shirley_part_0 4 5 6 8,78 10 101
cbronte_shirley_part_1 4 4 6 8,42 10 147

U tfidy nestabilni disperze je hodnota priméru a medianu nepfili§ vzdalen4 od minima.
Median se pohybuje v hodnotach mezi 6 a 7 vyskyty, zatimco primér je mirné vyssi
s hodnotou zhruba okolo 9 vyskyti. Hodnota maxima je vyrazn¢ vzdalena od frekvenci
mezi prvnim a tietim kvartilem. Maximum se mezi analyzovanymi texty zna¢n¢ lisi.

Dosahuje hodnot zhruba mezi 70 vyskyty a 250 vyskyty.

3.4.5 Zhodnoceni frekvenéni distribuce trid

Shrneme-li poznatky, které jsme ziskali vhledem do frekven¢ni distribuce jednotlivych
tfid, mizeme konstatovat nasledujici. Trida extrémné nizké frekvence se od ostatnich
nutné odliSuje na zakladé kritérii definice, a tak nema vyznam ji s ostatnimi tfidami
srovnavat. Ttida stabilni disperze dosahuje nejvyssich frekvenci, pfi€emz nékteré typy
dosahuji az stovek vyskyti v textech, které jsme analyzovali. VétSinova cast typt
stabilni disperze ale dosahuje frekvenci niz§ich nez 100 vyskytd. Ttida nestabilni
disperze oproti tomu malokdy ptesahne frekvenci 50 vyskyti. Nejniz$i rozdily
frekvenci najdeme u tfidy shluki, kde frekvence vyskyti jen mélokdy piesahne
frekvenci 15 vyskytl. Ttidy se tedy navzajem vyrazné lisi v rozsahu frekvenci, které se

V nich nachézeji.
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3.5. Vztah disperze a sémantiky lexika

V této Casti prozkoumame vztah mezi sémantikou slov a jejich disperzni tiidou.
Piedpokladame, ze frekvence a zpusob rozmisténi slova v textu maji vztah k sémantice
lexika a jeho roli v textu. Kuptikladu u funkénich slov bychom ocekavali stabilni
rozmisténi v textu a vysokou frekvenci, naopak u podstatnych jmen oznacujicich
fyzické objekty bychom mohli ofekévat, ze se budou vyskytovat pouze v kratkych
usecich textu, pokud vSak nemaji dilezity vztah k centralnimu tématu daného textu.
Pro tuto analyzu budeme postupovat tak, ze vybereme Ctyfi texty riiznych autord, pro
které uvedeme ptiklady slov nalezicich do nékteré z disperznich tfid s urcitou frekvenci
vyskytll. Porovname napftiklad, jaka slova dané tfidy se objevuji s vysokou frekvenci,
a jakéd v nizkych frekvencich. Tuto analyzu provedeme pro tfidy stabilni disperze,
nestabilni disperze a tfidy shlukid. Tfidu extrémné nizké frekvence z této analyzy

vyfadime.

Pro vybér ptikladii pouzijeme Ctyfi texty, které jsme jiz studovali v rdmei vybéru
Sestnacti textd. Kazdy ze ¢tyf autorti zastoupenych diive zminénymi Sestnacti texty
bude reprezentovan pouze jednim svym textem. Pouzijeme texty o délce 50000 tokenti
délené po usecich dlouhych 5000 slov. V tomto menSim vybéru budou zahrnuty tyto

texty:
- barclay_ladies_part_0
- blackmore_erema_part 0
- braddon_audley_part 0

- cbronte_jane part 0
3.5.1 Priklady stabilni disperze

Nejprve nahlédneme na tfidu stabilni disperze. Uvedeme piiklady slov s nejvy$simi

frekvencemi, poté vybér slov s frekvenci niz§i nez 50 vyskytu a piiklady slov s nejnizsi

moznou disperzi pro stabilni disperzi, kterou je frekvence deviti vyskytu.

V tabulkach nize jsou uvedeny piiklady péti typa s nejvyssi frekvenci ve tfidé stabilni

disperze pro vyber Ctyft texti.
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Tabulka 24: Priklady stabilni disperze s vysokou frekvenci vyskytt

usek 1 usek 2 tsek 3 usek 4 usek 5 usek 6 usek 7 usek 8 tsek 9 usek 10
the 416 392 420 316 361 435 397 365 400 330
of 169 150 158 131 128 160 169 142 132 137
and 142 116 156 141 161 120 147 128 155 149
to 116 139 139 156 142 122 130 165 137 153
her 114 106 114 93 101 104 48 77 45 65

Tabulka 25: Priklady stabilni disperze s vysokou frekvenci vyskytt

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
the 211 227 202 279 257 220 218 131 208 200
and 196 222 190 210 211 209 198 190 197 213
of 155 178 172 158 152 148 150 157 141 133
to 135 158 140 134 140 168 161 165 150 171
i 110 130 129 121 144 120 71 195 95 116

Tabulka 26: Priklady stabilni disperze s vysokou frekvenci vyskytu

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
the 280 265 288 279 275 329 294 304 277 232
and 189 189 156 150 143 143 126 155 150 148
of 132 136 126 142 123 124 140 146 148 107
to 105 132 118 147 147 117 123 128 113 126
a 156 124 152 104 127 114 102 94 125 125

Tabulka 27: Priklady stabilni disperze s vysokou frekvenci vyskytu

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
the 243 198 206 301 252 202 239 215 214 249
and 175 176 197 202 153 184 194 202 195 194
i 139 180 210 136 169 132 199 222 155 174
to 152 129 149 122 182 150 147 144 146 132
of 144 108 115 150 143 154 131 103 131 97

Na piikladech muzeme vidét, ze na nejvysSich frekvencich stabilni disperze se
vyskytuji vétSinou stejné slova. Jedna se o nejfrekventovanéjsi funkcni slova daného

jazyka. Lze predpokladat, Ze tato slova budou vzdy pfitomna v tfid¢ stabilni disperze.
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Déle uvedeme priklady péti typl s nejvyssi

frekvenci nizsi nez 50 vyskyta ve tridé

stabilni disperze pro kazdy ze Ctyi zvolenych textl. Frekvence 50 vyskyti odpovida

zhruba hodnoté medianu frekvenci vyskyti u tfidy stabilni disperze.

Tabulka 28: Priklady stabilni disperze s frekvenci vyskyti v hodnoté medidnu

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
first 4 10 7 6 2 2 0 6 8 4
head 4 4 4 3 8 8 5 6 2 5
still 3 3 11 7 9 2 1 3 5 5
left 6 4 9 8 7 6 0 3 4 2
time 7 4 3 4 6 3 2 2 10 8

Tabulka 29: Priklady stabilni disperze s frekvenci vyskyti v hodnoté medidnu

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
let 8 3 6 3 4 6 3 5 4 7
miss 0 7 3 3 3 2 5 11 6 8
again 5 3 3 6 7 7 7 3 6 1
went 0 1 5 10 5 9 4 3 6 4
water 10 5 1 9 10 3 4 1 1 2

Tabulka 30: Priklady stabilni disperze s frekvenci vyskyti v hodnoté medidnu

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
lucy 20 0 1 4 3 4 1 9 1 6
here 8 3 7 5 4 7 8 0 2 5
night 1 4 6 3 7 10 7 3 1 7
life 10 7 1 9 5 3 5 3 4 2
much 10 5 6 6 5 3 6 1 2 4

Tabulka 31: Priklady stabilni disperze s frekvenci vyskyti v hodnoté medidnu

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
made 2 3 6 6 3 4 4 5 7 9
after 2 8 4 5 4 5 9 5 6 1
has 5 2 2 4 5 10 2 3 9 7
half 5 4 3 4 6 4 5 10 2 6
think 5 8 5 1 3 7 1 6 4 7
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V priikladech stabilni frekvence s frekvenci nizsi nez 50 vyskytl pfevazuji vyznamova
slova, namisto slov funk¢nich. Také si mizeme povSimnout rozdili ve frekvencich
Vv jednotlivych usecich. Ptestoze se tato slova vyskytuji ve vSech usecich nebo naprosté
veétsing usekd, v nékterych usecich je frekvence vyssi, nez ve zbytku usekt. Slova tedy
nejsou rozmisténa rovnomerné. Mezi priklady se nachazeji riizné slovni druhy, aniz by

jeden konkrétni slovni druh pfevazoval.

Nasledné¢ uvedeme piiklady péti typ s nejnizsi frekvenci v tfid¢ stabilni disperze.

Minimalni frekvence umoznéna pouzitou definici stabilni disperze je devét vyskyta.

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
grant 1 1 2 1 0 1 2 1 1 1
kindly 1 1 2 0 1 1 2 1 1 2
every 0 1 2 1 2 2 1 2 1 1
safely 2 0 1 1 1 3 1 1 2 1
whole 1 0 1 2 1 1 2 1 1 3

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
age 0 1 1 1 1 1 1 1 2 1
harm 1 1 1 1 1 1 2 2 0 2
bring 1 1 2 0 1 1 1 2 2 1
small 2 1 1 1 1 0 2 1 1 2
between 1 1 2 1 1 0 1 3 1 1

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
taking 0 2 2 1 1 2 2 1 1 2
voice 4 1 0 1 1 1 2 1 1 2
ground 1 1 2 1 2 1 1 1 1 3
though 1 1 0 2 1 1 1 5 2 1
around 1 1 1 1 1 2 4 1 3 0
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tsek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
past 1 1 1 1 2 1 1 1 1 1
question 2 2 1 1 0 1 2 1 3 1
days 1 2 1 0 1 1 4 1 1 2
fell 2 2 1 1 1 2 2 2 1 1
chapter 2 2 1 1 2 2 1 2 1 1

Na nejnizsich frekvencich uz funkéni slova nenachazime. Namisto toho najdeme smés
vyznamovych slov zahrnujicich substantiva, adjektiva, slovesa i adverbia. VétSina
téchto slov je v textu rozprostiena rovnomérné, ackoliv miizeme najit i takové typy, u
kterych se frekvence v konkrétnim tseku zvysi. Pro takto nizké frekvence vSak plati,
ze pokud by vyskyty nebyly rozlozené rovnomérné, nutn€ by musely vzniknout prazdné

useky, které by znemoznily dané typy klasifikovat jako stabilni disperzi.

Muzeme konstatovat, ze u slov zahrnutych do tfidy stabilni disperze se projevuje
zna¢nd variabilita slovnich druhli v zavislosti na frekvenci vyskytt danych slov. Ve
vysokych frekvencich budou dominovat funkéni slova, zatimco v niz§im frekvencich

najdeme slova vyznamova.
3.5.2 Priklady nestabilni disperze

Déle se podivame na ptiklady typi ze tfidy nestabilni disperze. Opét vybereme nejprve
ptiklady typi s nejvysSich frekvenci. Poté zvolime ptiklady s frekvenci blizkou Grovni
medianu pro nestabilni disperze, jez se pohybuje okolo hodnoty 7 vyskyti. Nasledné
na to vybereme piiklady znejnizSich frekvenci, pfi¢emZ minimalni frekvence

umoznénd definici jsou 4 vyskyty.
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Nize uvedeme 5 ptiklada s nejvyssi frekvenci pro tiidu nestabilni disperze.

Tabulka 36: Pfiklady nestabilni disperze s nejvyssi frekvenci vyskytu

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
bishop 2 0 0 6 1 12 58 52 41 43
antony 36 22 45 1 10 46 0 0 5 0
hugh 0 0 0 10 14 8 2 9 10 35
thy 15 10 19 24 5 4 0 0 2 3
cell 20 9 15 3 12 12 5 2 0 0
Tabulka 37: Priklady nestabilni disperze s nejvyssi frekvenci vyskytu
usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
sawyer 0 5 7 16 5 13 12 3 5 0
river 0 11 2 4 6 5 2 4 0 11
gold 1 2 4 0 8 7 15 0 0 1
large 8 5 3 4 0 2 0 5 3 6
oh 8 0 0 4 3 2 2 6 3 7
Tabulka 38: Priklady nestabilni disperze s nejvyssi frekvenci vyskytu
usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
robert 0 0 26 30 26 42 47 12 38 32
phoebe 0 5 12 1 12 3 0 19 2 18
friend 0 0 14 10 12 12 10 3 3 4
cousin 0 1 8 5 11 0 0 5 16 2
luke 0 5 16 0 0 0 0 7 1 11
Tabulka 39: Priklady nestabilni disperze s nejvyssi frekvenci vyskytu
usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
bessie 14 41 25 6 0 0 0 16 0 2
reed 23 23 28 2 3 4 1 8 0 0
temple 0 0 2 7 21 21 11 0 0 1
helen 0 0 0 0 11 29 22 0 0 0
jane 6 10 13 3 0 9 7 6 1 0
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Vétsina slov s nejvyssimi frekvencemi ve tfidé nestabilni disperze se sklada ze
substantiv, kterd jsou zaroven vlastnimi jmény. Vzhledem ke skuteCnosti, Ze
analyzované texty jsou zanrem beletrie, domnivame se, ze se v tomto pfipadé muize
jednat o vlastni jména postav hrajicich vyznamnéjsi roli v ramci danych dél. Potvrzeni

této domnénky by vSak vyzadovalo znalost obsahu d¢l.

Dale uvedeme piiklady slov s frekvenci niz$i nez 8 vyskytu. Hodnota 7 vyskyta zhruba

odpovida hodnoté medianu pro tiidu nestabilni disperze v analyzovanych textech.

Tabulka 40: Pfiklady nestabilni disperze s frekvenci vyskytu v hodnoté medidnu

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 tsek 8 usek 9 usek 10
hell 2 0 0 2 0 0 0 2 1 0
queen 0 0 0 5 0 0 0 1 0 1
command 0 1 2 3 0 0 0 0 1 0
withdrew 1 1 1 0 0 0 2 1 0 1
gaze 1 0 0 1 0 1 0 0 4 0

Tabulka 41: Priklady nestabilni disperze s frekvenci vyskytu v hodnoté medidnu

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
lie 1 0 1 0 0 2 1 1 1 0
places 1 1 1 1 1 0 0 0 1 1
chief 0 2 0 0 1 0 1 0 2 1
free 2 0 0 1 1 1 0 2 0 0
sent 1 0 1 2 0 1 1 0 0 1

Tabulka 42: Priklady nestabilni disperze s frekvenci vyskytu v hodnoté medidnu

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 | tusek 10
cut 0 0 1 3 3 0 0 0 0 0
easily 0 0 1 1 1 0 0 1 2 1
receive 0 0 0 0 1 0 1 1 0 4
become 2 1 0 2 0 1 0 1 0 0
everything 0 1 0 0 1 1 2 0 2 0
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Tabulka 43: Pfiklady nestabilni disperze s frekvenci vyskytu v hodnoté medidnu

tsek 1 tsek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
become 2 0 1 0 1 0 2 0 0 1
everything 0 0 0 2 0 0 0 2 3 0
lit 0 0 1 2 0 1 0 1 0 2
tale 1 1 1 0 1 1 0 0 2 0
power 2 0 0 0 0 1 2 1 1 0

U priikladi frekvenci nizsich nez 8 vyskytii nachazime pouze vyznamova slova. To je
vsak ocekévatelné, vzhledem k jejich nizké frekvenci. Najdeme zde pievazné

substantiva a verba.

Naésledné prozkoumame ptiklady nejnizsich frekvenci pro tiidu nestabilni disperze.

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
shaking 0 0 2 0 1 1 0 0 0 0
wanted 1 1 1 1 0 0 0 0 0 0
infant 1 0 1 0 0 2 0 0 0 0
mean 0 0 1 0 0 1 1 0 1 0
grass 0 2 0 0 1 0 0 0 0 1

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
proper 0 0 1 0 0 0 2 1 0 0
gazed 1 0 0 1 1 0 1 0 0 0
heads 1 0 0 0 0 1 1 0 0 1
trifle 0 0 0 1 0 0 0 0 2 1
order 0 1 1 0 1 0 0 0 0 1

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
memory 0 1 0 1 0 1 1 0 0 0
lover 1 1 1 0 0 0 0 1 0 0
eating 0 0 0 1 1 0 1 1 0 0
glistening 1 0 0 0 0 0 0 1 1 1
violence 0 0 0 1 0 1 0 0 2 0
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usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
seek 0 0 1 0 0 0 1 0 1 1
swept 0 1 1 0 0 1 1 0 0 0
hastened 0 0 0 1 0 0 0 1 0 2
sweetest 0 0 1 0 0 1 2 0 0 0
remainder 0 1 0 0 2 1 0 0 0 0

U nejnizsich frekvenci tfidy nestabilni disperze nachdzime substantiva, verba i
adjektiva. Pfevazné v ptikladech vidime substantiva a verba, podobné¢ jako u ptikladii
z urovné medianu. Jedna se o vyznamova slova. V takto nizkych frekvencich funkéni

slova nenachazime.
3.5.3 Priklady shlukii

Jako posledni uvedeme ptiklady tfidy shlukd. Obdobné jako u ptedchozich tiid nejprve
uvedeme piiklady slov s nejvyssimi frekvencemi pro tuto tfidu. Poté uvedeme ptiklady
nejnizsich frekvenci. Frekvence vyskytl blizké hodnotdm medianu uvadét nebudeme,
jelikoz v ptipad¢ tiidy shlukt se hodnota medianu shoduje s hodnotou minima, tedy 4

vyskytll, coz je zaroven nejnizsi hodnota umoznéna definici této tridy.
Nize jsou uvedeny piiklady slov s nejvyssimi frekvencemi pro tiidu shlukt.

Tabulka 48: Priklady shluk( s nejvyssi frekvenci vyskytu

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
weeds 0 11 4 0 0 0 0 0 0 0
icon 0 0 0 0 0 0 0 0 13 1
humphry 0 0 0 11 1 0 0 0 0 0
chaplain 0 0 0 0 0 0 8 0 3 0
eleanor 0 0 0 10 1 0 0 0 0 0
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Tabulka 49: Priklady shlukd s nejvyssi frekvenci vyskytu

tsek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
major 0 0 0 0 0 0 0 0 29 25
hockin 0 0 0 0 0 0 0 0 18 24
mrs 0 0 0 0 0 0 0 0 4 12
bruntsea 0 0 0 0 0 0 0 0 0 12
swept 0 0 0 6 3 0 0 0 0 0

Tabulka 50: Priklady shlukd s nejvyssi frekvenci vyskytu

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
harry 0 0 0 0 0 0 0 0 12 3
towers 0 0 0 0 0 0 0 0 11 2
morley 0 10 0 0 0 0 0 0 0 0
canaries 0 0 0 2 0 0 6 0 0 0
cabin 3 5 0 0 0 0 0 0 0 0

Tabulka 51: Priklady shlukd s nejvyssi frekvenci vyskytu

usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
rochester 0 0 0 0 0 0 0 0 16 16
adele 0 0 0 0 0 0 0 0 11 15
abbot 9 15 0 0 0 0 0 0 0 0
lloyd 0 9 0 0 0 3 0 0 0 0
hay 0 0 0 0 0 0 0 0 2 10

Mezi uvedenymi piiklady prevazuji substantiva, z nichZ velka ¢ast jsou vlastni jména.
Jelikoz analyzovana dila jsou zanrem beletrie, 1ze se domnivat, Ze se miiZze jednat o
jména vystupujicich postav. Pro vétSinu z téchto slov plati, Ze se vyskytuji v rozmezi

dvou useku.

Nasledné nahlédneme na piiklady s nejniz§imi frekvencemi vyskytu, které jsou zaroven
minimem i medidnem distribuce frekvenci v této tfid¢. Jde tedy o frekvenci vyskytu

vétSiny slov v této disperzni tride.
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usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 tsek 9 tsek 10
sounded 0 0 3 0 0 0 0 1 0 0
pillar 0 0 0 1 0 3 0 0 0 0
chuckled 2 0 0 0 0 2 0 0 0 0
hedge 0 4 0 0 0 0 0 0 0 0
oaken 2 2 0 0 0 0 0 0 0 0
Tabulka 53: Priklady shlukd s nejniZsi frekvenci vyskytu
usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 usek 10
toad 0 0 0 0 0 0 4 0 0 0
wonderful 0 0 0 0 1 0 0 3 0 0
penny 0 0 0 0 0 0 0 1 0 3
ranch 0 1 3 0 0 0 0 0 0 0
speech 0 3 0 0 0 1 0 0 0 0
Tabulka 54: Priklady shlukd s nejniZsi frekvenci vyskytu
usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 | usek 10
fit 0 3 0 0 0 0 0 0 1 0
introduction 0 0 0 2 2 0 0 0 0 0
land 0 3 0 1 0 0 0 0 0 0
moat 3 1 0 0 0 0 0 0 0 0
knife 0 2 0 0 0 0 0 2 0 0
Tabulka 55: Priklady shlukd s nejnizsi frekvenci vyskytu
usek 1 usek 2 usek 3 usek 4 usek 5 usek 6 usek 7 usek 8 usek 9 | usek 10
eyebrows 0 0 1 0 0 0 0 0 0 3
millions 0 0 0 0 0 2 0 0 2 0
committee 0 0 0 0 0 0 1 3 0 0
land 0 0 0 0 0 1 0 0 3 0
vous 0 0 0 0 0 0 0 0 2 2

Mezi piiklady nejnizSich frekvenci tfidy shlukd nalezneme pouze vyznamova slova.

V uvedenych piikladech pfevazuji substantiva, méné Casto verba ¢i jiné slovni druhy.

Podivame-li se na rozlozeni vyskytl v usecich, mizeme vidét, Ze pro nckteré

z uvedenych ptikladd plati, Ze jejich vyskyty neleZi v sousedicich tsecich. Pro tato
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slova se nabizi otazka, zda je vhodné je klasifikovat jako shluky, a to vzhledem k tomu,

ze jejich vyskytl je velmi malo a lezi zna¢né vzdéalené od sebe navzajem.

3.6. Lexikum sdilené mezi autory

V této Casti se budeme zabyvat vztahy mezi autory a lexikem, které vyuzivaji,
z pohledu jeho disperze v textu. Dosud jsme vymezili disperzni t¥idy, do kterych lze
lexikum roztadit, a popsali jsme jeho distribuci uvnitt tfid. Zkoumali jsme pocty
vyskytii v riznych disperznich tfidach mezi riiznymi autory. Nyni se vSak zamé&fime
konkrétné na rozdily mezi autory, na to jaké typy v raznych disperznich tiidach

vyuzivaji.

Nyni pouzijeme vybér 16 texti Ctyi autorti S délkou useku 5000 tokeni a celkovou
délkou 50000 tokent, ktery jsme vyuzili uz diive. Pro kazdou dvojici textt z tohoto
vybéru zmétime pocet typi sdilenych obéma texty. Seznamy typt, kterymi jsou texty
reprezentovany, vzdy omezime na typy prislusejici k ur€ité disperzni tiidé. Tento
postup zopakujeme pro rtzné disperzni tfidy. Vysledkem tak bude matice poctl
sdilenych typt. Cilem této analyzy bude odhalit, zda je lexikum se specifickou disperzi
specifické pro autora, ¢i zda je na autorstvi textu nezavislé. Ocekavame, ze texty
napsané jednim autorem budou mit mezi sebou navzajem vétsi mnozstvi sdilenych typt

nez spolu s texty jinych autorti.

Jako prvni disperzni tfidu prozkoumame tfidu stabilni disperze. Mizeme ocekavat, Ze
vysoce frekventovana funkcni slova budou obsazena ve vétSing z analyzovanych textu.
Vyznamna ¢ast této tiidy je vSak tvotfena i niz§imi frekvencemi, u kterych by se typy

specifické pro daného autora ¢i téma textu mohly objevit.

Nize je zobrazena matice poctl sdilenych typa ve tiidé€ stabilni disperze pro jednoho
autora. V ramci matice jsou porovnany texty i samy se sebou. V takovém piipad¢ je

mezi nimi Uplné shoda.

Tabulka 56: Matice sdilenych typ( stabilni disperze u textu jednoho autora

barclay_ladies_part_ 0 | barclay_ladies_part_1 | barclay rosary part 0 | barclay_rosary part 1
barclay_ladies_part_0 296
barclay_ladies_part_1 228 302
barclay_rosary_part 0 199 200 286
barclay_rosary part_1 196 200 221 295
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Na matici mizeme vidét, Ze texty stejného autora spolu navzajem sdili z ptivodnich
zhruba 300 typt pouze okolo 200 typl. Zaroven mizeme vidét vyssi pocet sdilenych
typti u textil, které pochédzeji zrtznych c¢asti t¢hoz dila. Zde se pravdépodobné

projevuje spise vliv tématu textu.

V matici niZe jsou uvedeny pocty sdilenych typt stabilni disperze textti prvniho autora

spolu s texty zbylych tii autort.

Tabulka 57: Matice sdilenych typu stabilni disperze s texty jinych autor

barclay_ladies_part_0 barclay_ladies_part_1 barclay_rosary_part_0 barclay_rosary_part_1
blackmore_erema_part_0 195 188 202 202
blackmore_erema_part_1 196 189 203 207
blackmore_lorna_part_0 195 189 198 193
blackmore_lorna_part_1 198 191 202 198
braddon_audley_part 0 188 194 207 210
braddon_audley part_1 172 169 188 194
braddon_fortune_part_0 175 174 198 197
braddon_fortune_part_1 187 187 203 206
cbronte_jane_part 0 195 193 210 212
cbronte_jane_part_1 188 187 197 203
cbronte_shirley_part_0 181 181 193 196
cbronte_shirley_part_1 192 181 199 207

Pozorujeme zde mirné niz8i pocet sdilenych typli nezZ mezi texty stejného autora.
V nékterych ptipadech ale pocet sdilenych typli dosahuje témét stejnych hodnot, jako
pocet sdilenych typt u textll jednoho autora pochéazejicich ze riznych d€l tohoto autora.
Na této matici tedy vidime drobné rozdily mezi autory, avSak jde o rozdily pomérné
malé. V nékterych piipadech sdileji rizni autofi obdobné mnozstvi typi se stabilni

disperzi, jako sdileji 1 mezi jejich vlastnimi texty.

Déle se zamétime na lexikum klasifikované do tfidy nestabilni disperze. Tato tiida
obsahuje oproti tfidé stabilnich vétsi pocty typl, nicméné jejich primérna frekvence

V textu je niZsi.
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NiZe se nachazi matice pocti sdilenych typl pro typy nestabilni disperze u jednoho

autora.
Tabulka 58: Matice sdilenych typ( nestabilni disperze u text( jednoho autora
barclay_ladies_part 0 | barclay_ladies_part_1 | barclay_rosary part 0 | barclay_rosary_part 1
barclay_ladies_part_0 1130
barclay_ladies_part_1 657 1092
barclay_rosary_part 0 446 455 1065
barclay_rosary part_1 443 433 553 966

Ve tfid¢€ nestabilni disperze sdileji texty jednoho autora piiblizn€¢ mezi 450 — 500 typy.
V celkovém poctu sdileji vice typl, nicméné v poméru k celkovému poctu typl je
podobnost mezi texty niz8i. Pro texty pochézejici ze stejného dila opét vidime vétsi

pocet sdilenych vlivil. Opét se zde nejspise projevuje vliv tématu dél.
Daéle nésleduje matice sdilenych typil nestabilni disperze s ostatnimi autory.

Tabulka 59: Matice sdilenych typ( nestabilni disperze s texty jinych autort

barclay_ladies_part_0 barclay_ladies_part_1 barclay_rosary_part_0 barclay_rosary_part_1

blackmore_erema_part_0 401 363 409 395
blackmore_erema_part_1 326 308 361 346
blackmore_lorna_part_0 373 335 364 330
blackmore_lorna_part_1 433 380 408 387
braddon_audley_part_0 394 387 435 429
braddon_audley_part_1 388 385 419 398
braddon_fortune_part_0 409 395 458 418
braddon_fortune_part_1 412 387 450 416
cbronte_jane_part 0 416 396 466 443
cbronte_jane_part_1 425 423 470 450
cbronte_shirley_part_0 414 402 456 438
cbronte_shirley_part_1 440 397 469 447

Porovname-li prvniho autora s autory ostatnimi, zjistime, ze v nékterych piipadech je
podobnost nizsi nez pro autora srovnavaného s vlastnim textem, avSak u nékterych
autort je pocet sdilenych typti obdobny, jako U poctu typii se spoleénym autorem textu.
Nachézime pftiblizné 300 — 500 sdilenych typli mezi kazdou dvojici textl. Vysledky

jsou tedy podobné tém, které jsme vid¢€li u tfidy stabilni disperze.
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Nasledné prozkoumame tfidu shlukti. Tato tfida se vyznacuje velmi nizkym poctem

typt s nizkou frekvenci. Oc¢ekdvame, ze se budou silné vazat k tématu textu.

NiZe je zobrazena matice poctl sdilenych typt ve tiidé shlukl pro jednoho autora.

Tabulka 60: Matice sdilenych typ( shlukd u textd jednoho autora

barclay_ladies_part_0

barclay_ladies_part_1

barclay_rosary_part_0

barclay_rosary_part_1

barclay_ladies_part_0 127

barclay_ladies_part_1 5 82

barclay_rosary_part 0 4 0 138

barclay_rosary_part_1 2 0 3 101

V matici mizeme vidét, ze pocet sdilenych typt pro t¥idu shlukii pro texty jednoho

autora je extrémn¢ nizky, nékdy az nulovy.

Dale uvedeme matici sdilenych typt téidy shlukt u jednoho autora s ostatnimi autory.

Tabulka 61: Matice sdilenych typt shluki s texty jinych autort

barclay_ladies_part_0 barclay_ladies_part_1 barclay_rosary_part_0 barclay_rosary_part_1

blackmore_erema_part_0 3 2 1 1
blackmore_erema_part_1 2 1 3 3
blackmore_lorna_part_0 2 0 0 2
blackmore_lorna_part_1 2 2 2 1
braddon_audley_part_0 1 2 4 2
braddon_audley_part_1 3 1 5 3
braddon_fortune_part_0 2 2 4 2
braddon_fortune_part_1 0 4 2 2
cbronte_jane_part_0 4 3 2 1
cbronte_jane_part_1 2 1 2 1
cbronte_shirley_part_0 1 1 0 1
cbronte_shirley_part_1 1 1 1 0

Pfi srovnani texti jednoho autora s texty ostatnich autort je situace obdobna. Pocet

sdilenych typt je velmi nizky, az nulovy.

Jako posledni tfidu prozkouméme t¥idu extrémné nizké frekvence. Tato tfida obsahuje

velké mnozZstvi typi s velmi nizkou frekvenci. Disperze slov v textu zde pro urceni této
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tfidy nehraje roli. Sdileni téchto typti mezi autory bude spiSe poukazovat na podobnosti

v jejich slovni zasobé ¢i podobnost tématu dél.

Uvedeme nejprve matici sdilenych typu tfidy extrémné nizké frekvence pro jednoho

autora.

Tabulka 62: Matice sdilenych typl extrémné nizké frekvence u textu jednoho autora

barclay_ladies_part_0

barclay_ladies_part_1

barclay_rosary part_0

barclay_rosary part_1

barclay_ladies_part_0 3798

barclay_ladies_part_1 1331 3406

barclay_rosary_part 0 1090 1016 4010

barclay_rosary part_1 1105 1045 1351 3745

Na matici mizeme vidét, ze texty jednoho autora sdili okolo jednoho tisice typt. Opét

vidime vice sdilenych typi pro texty pochazejici ze stejného dila. Texty jednoho autora

mezi sebou sdileji zhruba tietinu typl v tfidé extrémné nizké frekvence.

Tabulka 63: Matice sdilenych typ( extrémné nizké frekvence s texty jinych autort

barclay_ladies_part_0 barclay_ladies_part_1 barclay_rosary_part_0 barclay_rosary_part_1

blackmore_erema_part_0 998 843 998 1002
blackmore_erema_part_1 967 844 1018 1007
blackmore_lorna_part_0 949 797 916 878
blackmore_lorna_part_1 1032 881 938 989
braddon_audley_part_0 981 865 1074 1050
braddon_audley part_1 1004 974 1092 1129
braddon_fortune_part_0 1099 1006 1268 1182
braddon_fortune_part_1 1134 1023 1233 1148
cbronte_jane_part 0 1209 1070 1288 1230
cbronte_jane_part_1 1232 1079 1283 1241
cbronte_shirley_part_0 1226 1100 1288 1280
cbronte_shirley_part_1 1229 1069 1271 1264

Porovname-li texty prvniho autora s texty ostatnich autordi, miiZeme si v§imnout, Ze

ackoliv je v nékterych ptipadech po

%

¢et sdilenych typt obdobny, jako s texty vlastnimi,

muze byt v né€kterych pfipadech nizsi nebo dokonce 1 zna¢né vyssi neZ pocet sdilenych

typli mezi texty jednoho autora. Pro extrémné nizce frekventované lexikum tedy
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muzeme v nékterych pripadech najit vétsi podobnost mezi texty dvou autorti, nez mezi

texty jednoho autora.

Shrneme-li tyto poznatky, muzeme dojit k zavéru, Ze jednotlivé tiidy se mirné 1isi
v poméru poctu sdilenych typli mezi autory a celkovym poctem typt v dané disperzni
tiidé pro dané texty. Pocty sdilenych typli mezi texty se také pro jednotlivé tridy
dramaticky lisi, coZ je ale dano piedevsim velmi rozdilnym celkovym poctem typu
V jednotlivych tfidach. Zkoumali jsme texty o celkové délce 50000 tokenti délenych na
useky po 5000 tokenech. Pro tfidu stabilnich jsme pozorovali okolo 200 sdilenych typt
mezi texty navzajem, coz odpovida zhruba 2/3 typt. U tiidy nestabilnich jsme
pozorovali zhruba 300 — 500 sdilenych typ mezi texty. Texty tak mezi sebou navzajem
sdileji zhruba tfetinu az polovinu typt ze tfidy nestabilni disperze, tedy o néco méné
nez u tiidy stabilni disperze. Ve tid¢ shlukli mezi sebou texty sdileji pouze jednotky
typt, nebo v nékterych piipadech nesdileji vitbec zadné typy. V poméru k poctu typt
obsazenych ve tfid¢ shlukl texty sdileji pfiblizn€ jednu setinu typi klasifikovanych
jako disperzni tfida shlukt. U extrémné nizce frekventovaného lexika zjistime, Ze texty
mezi sebou sdileji ptiblizné 900 az 1500 typd, coz odpovida zhruba 1/4 az 1/3 typt.
Nejvétsi potencial k tomu byt sdileny mezi autory maji typy stabilni disperze. Oproti
nim mirné¢ niz§i potencial maji typy nestabilni disperze a extrémné nizce
frekventovaného lexika, které maji pomér sdilenych typt relativné podobny. Minimalni

potencial pro sdileni mezi autory maji typy zahrnuté do ttidy shluk.

3.7. Vyuziti disperze lexika pro urceni autorstvi

V této casti oveétime potencidl slov jednotlivych disperznich tiid pro odliSeni autorstvi
textld. Budeme hodnotit jak potencial disperznich tfid celkové, tak i potencidl uzsiho

vybéru lexika z nékterych disperznich tfid.

Pro nalezeni rozdill mezi dvojicemi textli aplikujeme na kazdou dvojici textl
matematickou funkci, pomoci které kvantifikujeme jejich nepodobnost. Hovoiime-li
Vv tomto kontextu o nepodobnosti, miizeme pouzit termin vzdalenost jako ekvivalent
k terminu nepodobnost. Uvazujeme tedy o nepodobnosti dvou texti jako o vzdalenosti

mezi nimi. Pro vypocet vzdéalenosti dvou textl lze vyuzit mnozstvi ruznych
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matematickych funkci z nichz kazda je vhodna pro jiny druh ulohy. V nasem ptipad¢

vyuzijeme tzv. Jaccardovskou vzdalenost.

Jaccardovska vzdalenost méfi miru rozdilnosti dvou mnozin unikatnich prvka. Pro
texty jde tedy o rozdilnosti dvou mnozin typt dvou textl. Predpokladejme dva texty p
a q. Necht' Sp a Sq zna¢i mnoziny jejich typa. Jaccardovskou vzdalenost DJ pro Sp a

Sq pak vypocteme nasledovné:

|Sp N Sq|

Dj(Sp,S¢) =1 - ———
P4 |Sp U Sq|

|Sp N Sq| odpovida priniku obou mnozin. Tedy mnoziné typu sdilenych oba texty.
|Sp U Sq| odpovida sjednoceni obou mnoZzin. Ted mnozing vSech typa vyskytujicich
se v jednom z textl ¢i v obou textech. Vzdalenost mize nabyvat hodnot mezi 0 — 1,
pficemz nulové vzdalenost znaci tplnou shodu mezi dvéma texty, zatimco vzdalenost
dosahujici hodnoty 1 znamena Zadnou shodu mezi porovnavanymi texty. (Shade &

Altmann, 2023)

Potencialnimi nevyhodami Jaccardovské vzdalenosti je, ze nezohlediiuje pocet vyskytl
slov. Pracuje pouze s unikatnimi slovy a méfi tedy pouze podobnost slovniku dvou
textd. Dalsi nevyhodou je vyssi citlivost na rozdily v délce porovnavanych texti.

(Shade & Altmann, 2023)

V piipadé naSi prace budeme vypocitdvat Jaccardovskou vzdalenost nikoliv pro
vSechny typy danych textd, ale pro omezené vybéry typt spliujicich dané podminky,
jakymi budou napftiklad ptislusnost ke urcité disperzni tfid¢, maximalni ¢i minimalni
frekvence vyskyti apod. Zohlednime zde pouze vyskyt typu. Necitlivost Jaccardovské
vzdalenosti k frekvenci vyskytl pro nas tedy nebude ptekazkou. Zaroven, jelikoz jsou
vSechny porovnavané texty upraveny na totoznou vzdalenost, ani vys$Si citlivost

k rozdilim v délce textu zde nebude problémem.

Pro zhodnoceni potencialu k urceni autorstvi textu budeme postupovat néasledovné.
Nejprve si zvolime vybér textil, jenZ obsahuje texty vice autord, z nichz kazdy je
reprezentovan n¢kolika texty. Pro texty ziskdme seznamy jejich typl spolu
s informacemi o frekvenci jejich vyskytid, pfisluSnosti k disperzni tfidé. Na tyto
seznamy typu aplikujeme zvoleny filtr. Kuptikladu si mizeme ponechat pouze typy

urcité disperzni tfidy nebo dosahujici ur¢itého rozpéti frekvenci vyskytt. Pro kazdy text
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nam tak zlstane seznam typu, ktery splituje podminky k aplikaci zvoleného filtru. Pro
kazdy text reprezentovany filtrovanym seznamem typti vypocteme Jaccardovskou
vzdalenost mezi nim a kazdym jinym textem z vybéru, ktery je rovnéz reprezentovan
filtrovanym seznamem typt. Vysledkem tohoto procesu bude matice vzdalenosti pro
kazdy text z vybéru s kazdym jinym textem z vybéru. Matice bude obsahovat hodnoty
od 0 do 1, pfiCemz nulova vzdalenost znaci, ze jsou seznamy typil textll naprosto
shodné, zatimco vzdélenost 1 znamen4, Ze jsou seznamy typu textli maximalné odlisné
a zadné typy mezi sebou navzijem nesdileji. Pomoci matice vzdalenosti miizeme
nepodobnost seznaml typt, které texty reprezentuji, vizualizovat vyuzitim metod, které
popiSeme nize. Skrz volbu riznych filtr pro seznamy typt a vizualizaci nepodobnosti
mezi texty mizeme posoudit, které druhy lexika umozni efektivnéji odliSit rizné

autory.

Jednou z metod, kterou aplikujeme na matice vzdalenosti, bude tzv. vicerozmérné
Skalovani. Vicerozmérné Skdlovani umoziuje umistit data, v naSem piipad¢ texty
reprezentované seznamy typl, jako body v dvojrozmérmném prostoru. Vysledna
vizualizace tak pfipomina mapu, na které jsou texty zobrazeny jako body. Texty blizko
sebe jsou sob¢€ navzajem podobnéjsi nez texty od sebe vyraznéji vzdalené. Pokud jsou
texty napsané stejnym autorem vice podobné sob& navzajem, potom ocekavame, Ze
budou vicerozmérnym Skalovanim zobrazeny jako skupina blizkych bodf. Nevyhodou
tohoto pfistupu je, Ze zobrazeni na dvojrozmérné ploSe neumoziiuje zachytit variaci
vV puvodnich datech s perfektni piesnosti. Pouzitim vicerozmérného Skéalovéani vzdy
ztratime urcité mnoZzstvi informace obsaZené v datech. PfestoZe se této ztraté informaci
u vicerozmérného Skalovani vyhnout nemiizeme, mame moznost zméfit, do jaké miry
vystihuje nase zobrazeni plivodni data. K tomuto tc¢elu vyuzijeme metriku nazyvanou
»goodness of fit“. Nizké hodnoty budou znamenat, Ze body zobrazené blizko sebe se
vyznacuji znacnou podobnosti i v plivodnich datech matice vzdélenosti. Naopak
vysoké hodnoty této metriky znamenaji, Ze blizké body nutné nemuseji byt podobné a
zobrazeni je proto nespolehlivé. Obecné tedy plati, ze ¢im je hodnota fitu bliz$i nule,
tim 1épe a spolehlivéji vystihuje ptivodni data. Vicerozmérné Skalovani ndm nepomuize
definitivné urcit nejpodobné;jsi texty, ale umoZzni ndm vizualizovat rozdily mezi texty.
Analyza vyuzivajici vicerozmérné Skélovani tedy bude mit pievazné explorativni

charakter. (Davidson & Sireci, 2000)
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Druhou metodou, pomoci které vizualizujeme hodnoty v maticich vzdalenosti, bude
tzv. hierarchické shlukovani. Tato metoda ndm umoznuje dat odpovéd’ na otazku, které
texty jsou si navzajem nejblize. Pomoci hierarchického shlukovani vytvofime pro
matici vzdalenosti bindrni strom. Hierarchické shlukovani postupuje od jednotlivych
datovych elementt, pficemz vzdy vyhled4 dva datové elementy, které jsou navzijem
nejblize, a nésledné je slouci k sobé. Takto postupuje dale, dokud nejsou vsechny
datové elementy navzajem propojeny. Grafickou reprezentaci vysledného binarniho
stromu nazyvame dendrogram. Na vysledném dendrogramu pak miizeme jasné vidét,
které datové elementy, kterymi jsou v naSem piipadé texty, jsou sob&é navzajem
nejblize. K ur¢eni vzdalenosti mezi shluky datovych elementl lze vyuzit vice riznych
metod. Zakladni bézné pouzivané metody urceni vzdalenosti, anglicky nazyvané
,linkage methods®, jsou tfi. Prvni z nich je metoda nejblizsiho souseda, kterd pouziva
vzdy vzdalenost od nejbliz§iho datového elementu ve shluku. Jeji nevyhodou je, ze
muze dojit k fetézeni elementli, coz muze byt nevyhodné pro identifikaci skupin.
Druhou metodou je metoda nejvzdalenéjsiho souseda, kterd za vzdalenost shluku
povazuje vzdy nejvice vzdaleny datovy element ve shluku. Tato metoda vétSinou vede
k vyraznéjsimu oddé€leni shluki od sebe a ptedchazi fetézeni. Tieti metodou je metoda
pramérné vzdalenosti, kdy je za vzdalenost od shluku povazovana priimérna vzdalenost
vsech datovych elementli ve shluku. Nevyhodou primérné metody je, ze v piipad¢, kdy
jsou mezi jednotlivymi datovymi elementy velké rozdily, nemusi byt primérna
vzdalenost odpovidajici pro vétSinu z nich. Jelikoz se vramci naseho vyzkumu
pokousime co nejlépe oddélit texty jednoho autora od ostatnich, pouzijeme metodu
nejvzdalengjSiho souseda, kterd je anglickych terminem nazyvana jako ,,complete

linkage. (Nielsen, 2016)

Pro potieby urcovani autorstvi si vybereme §ir$i vybér textl s vice autory, nez ktery
jsme vyuzivali doposud. Tento vybér bude zahrnovat dvanéct riznych autord, z nichz
kazdy bude reprezentovan tfemi texty pochéazejicimi vzdy z odliSného dila. Pro tento

vybér plijde o texty dlouhé 50000 tokenti délené na useky po 5000 tokenech.

Nejprve pouzijeme pro urceni autorstvi textd vybéry typi omezené na jednotlivé
disperzni tfidy. Kromé ptislusnosti k disperzni tfid€ prozatim nepouZzijeme jina kritéria
pro filtrovani typt. Abychom vSak mohli zhodnotit vlastnosti disperznich tfid pro
ureni autorstvi, musime nejprve stanovit zakladni metodu, vic¢i které vlastnosti

pouzitych filtri porovname. Touto metodou bude vicerozmérné Skdlovani a
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hierarchické shlukovani pouzité na matici vzdalenosti vytvorené na zaklad¢ vSech typtu
obsazenych v textu bez uziti filtr. Nasim cilem zde bude najit takovy druh filtru, ktery
nam umozni maximalné efektivné odlisit autory stejnych textd od sebe pouzitim co
nejmensSiho mnozstvi typll. Nejprve tedy uvedeme bodovy graf vicerozmérného
Skalovani a dendrogram zobrazujici hierarchické shlukovani pro vSechny typy texti bez

aplikovani filtru.

Nize je uveden bodovy graf vicerozmérného Skalovani zkonstruovany pouzitim vSech
typti bez aplikace filtri. Primérny pocet typit v textu je tak 5627 typi. Texty

pochazejici od stejného autora jsou v bodovém grafu vizualizovany pomoci stejné

barvy.
Obrdzek 1: Vicerozmérné skdlovani pro vsechny typy
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Na bodovém grafu vicerozmérného skalovani vidime, ze skupiny textt nalezejicich
jednomu autorovi se do zna¢né miry piekryvaji. Texty stejného autora jsou vSak ve
vétSin€ piipadli umistény pomérné blizko sebe. Vizudlni odliSeni skupin texth
nalezicich jednomu autorovi je obtizné. Metrika ,,goodness of fit“ dosahuje hodnoty

0.101851.
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NizZe je uveden dendrogram zobrazujici hierarchické shlukovani pro stejna data.

Obrdzek 2: Dendrogram pro vsechny typy
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Na zakladé¢ hierarchického shlukovani se v tomto piipad€ povedlo urcit vSechny tfi
texty jednoho autora jako nejbliZsi texty pro 11 z 12 autort s vyuZitim primérné 5627
typt na text. Bez vyuziti filtrii, tedy pomoci Jaccardovské vzdalenosti, nalezneme texty
sdilejici autora relativné uspéSné. Métime zde vSak spiSe podobnost slovnikli uzivanych
v textech autor. Abychom nalezli lexikum nesouci autorskou informaci, musime pocet
tokentl uzity k urCeni autorstvi snizit. Nasledné se tedy pokusime pomoci filtrovani
typti zredukovat pocet typli vyuzivanych k urceni autorstvi tak, abychom zachovali co

nejlepsi schopnost ptifazeni texti stejného autora k sobé navzajem.

Nyni se zamétime na disperzni tfidu lexika se stabilni disperzi. Pro kazdy text ve vybéru
ziskame pomoci filtru pouze typy se stabilni disperzi. Primérny pocet typti na text tak

dosahuje hodnoty 280 typti.

Nize je zobrazen bodovy graf vicerozmérného Skalovani pro typy stabilniho lexika.
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Obrdzek 3: Vicerozmérné skdlovdni pro vSechny typy stabilni disperze
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V grafu si miZeme povSimnou zna¢ného piekryvu mezi texty riznych autorii. Pro
nékteré autory plati, Ze jsou jejich texty zobrazeny relativné blizko sebe, ale v fadé¢
ptipadt se do velké miry piekryvaji i s texty jinych autor. Zobrazeni ndm neumoziuje
snadné vizualni odliSeni autort. Hodnota metriky ,,goodness of fit“ pro tento graf

dosahuje 0.1568615.
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NizZe je uveden dendrogram zobrazujici hierarchické shlukovani pro stejna data.

Obrdzek 4: Dendrogram pro vsechny typy stabilni disperze
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Pomoci tohoto dendrogramu vytvoreného na zaklad¢ lexika se stabilni disperzni
pfifadime texty stejného autora k sobé jen v ¢asti piipadi. VSechny tfi texty jednoho
autora se zde povedlo urcit jako nejblizs§i sousedy pro 6 z 12 autorii S vyuzitim
pramérné 280 typll na text. Pro vétSinu autorti se povedlo urcit alespon dva texty

stejného autora jako nejblizsi sousedy.

Dale se podivdme na vlastnosti lexika tfidy nestabilni disperze. Analogicky
S predchozim postupem pouZijeme k filtrovani pouze piislusnost k disperzni tfid¢. Po

aplikovani filtru bude primérny pocet typil na text dosahovat hodnoty 1024 typt.
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Nize uvedeme bodovy graf vicerozmérného Skalovani s pouzitim typt nalezejicich do

tfidy nestabilni disperze.

Obrdzek 5: Vicerozmérné skdlovdni pro vSechny typy nestabilni disperze

MDS
(o]
o
[t
o
N b
5 57
2 -
|
[ak] [}
=
& o - -
= ™ .
L] . . -
L ]
5 1 o= L] -
[ ]
™ [ ]
[t
D‘ p—
1 L ]
T T T T T T
-0.3 -0.2 -0 0o 0.1 0z
Dimension 1

U typt tfidy nestabilni disperze vidime znac¢ny piekryv mezi jednotlivymi autory,
obdobné jako u typu stabilni disperze. Miizeme si pov§imnout, ze texty jsou méné
rozprostiené nez v predchozim ptipad€. Zobrazeni nam neumoziiuje snadné vizualni
odliSeni autord. Metrika ,,goodness of fit“ dosahuje hodnoty 0.1120545. Vizualizace
tedy vystihuje piivodni data o néco 1€pe, nez u stabilni disperze. U nestabilni disperze

mame k dispozici vice jak trojndsobné mnozstvi typt.
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NizZe je uveden dendrogram zobrazujici hierarchické shlukovani pro vzdalenosti textt

na zakladé¢ typi tiidy nestabilni disperze.

Obrdzek 6: Dendrogram pro vsechny typy nestabilni disperze
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Na zaklad¢ hierarchického shlukovani se v tomto piipadé povedlo urcit vSechny tfi
texty jednoho autora jako nejblizsi texty pro 10 z 12 autort S vyuZitim pramérné 1024
typt na text. Pomoci typu s nestabilni disperzi 1ze tedy sdruzit texty autora relativné

uspésné, avsak pocet vyuzitych typl je pomérne vysoky.

Nasledujici disperzni tfidou, na kterou se zamétime, je tfida shluki. Diive jsme jiz
uvedli, Ze u tfidy shluki je jen velmi maly pocet sdilenych typii mezi texty. Primérny

pocet typtll na text dosahuje hodnoty 100 typii.
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NiZe je zobrazen bodovy graf vicerozmérného Skalovani pro typy tiidy shlukd.

Obrdzek 7: Vicerozmérné skdlovdni pro vsechny typy tridy shlukd
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Pro tfidu shluki jsou texty v bodovém grafu vicerozmérného Skalovani rozloZzeny
zpusobem, ktery neumoznuje identifikovat skupiny pfislusejici textim jednotlivych
autord. Lexikum tfidy shlukii se jevi jako nevhodné pro vyuziti vicerozmérného
Skalovani k identifikaci autorstvi textdl. Metrika ,,goodness of fit“ dosahuje hodnoty
0.06453756.
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NizZe je uveden dendrogram zobrazujici hierarchické shlukovani pro vzdalenosti textt

na zakladé¢ typu tiidy shlukda.

Obrdzek 8: Dendrogram pro vsechny typy tridy shlukd
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Hierarchické shlukovani pro texty reprezentované lexikem tfidy shluki nedokaze
k sob¢ spolehlivé prifadit texty nalezejici stejnym autorim. VSechny tii texty jednoho
autora se zde povedlo urcit jako nejblizsi sousedy pro 0 z 12 autorii s vyuzitim
prumérné 100 typd na text. Ttida shluki se tedy jevi jako nevhodna k urCovani

autorstvi.

Dale se zamétime na tfidu extrémné nizkofrekventovaného lexika. Jelikoz se jednd o
slova s poctem vyskyti tfi a méné, piedstavuje tato tiida vétsinu typt textu. Vysledky
vicerozmérného Skéalovani a hierarchického shlukovani tak budou vypovidat spise o

podobnostech slovnikd autori. Primérny pocet typi na text je 4222 typu.
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Nize uvedeme bodovy graf vicerozmérného skalovani s pouzitim typt nalezicich do

tfidy extrémné nizkofrekventovaného lexika.

Obrdzek 9: Vicerozmérné skdlovdni pro vSechny typy tfidy extrémné nizkofrekventovaného lexika

MDS

[t

o

E —]

L ]
- [ ]

[t} L} -
§ g ] [ ] *
|
E -
]

— L] . ¢

prg

: . -

[ ]

[t

ph g

: [ ]

[ ]
[ ]
T T T T T T
-0.1 0.0 01 nz 03 04
Dimension 1

U bodového grafu vicerozmérného Skalovani pomoci typl tfidy extrémné
nizkofrekventovaného lexika mizeme vidét, Ze vétSina textd jednoho autora je
zobrazena pomérné blizko sebe. Zaroven vsak dochazi ke znaénému piekryvu mezi
texty raznych autor. Vizualné je tedy stale obtizné odlisit texty rtiznych autorti od

sebe. Metrika ,,goodness of fit*“ dosahuje hodnoty 0.08337214.
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NizZe je uveden dendrogram zobrazujici hierarchické shlukovani pro vzdalenosti textt

na zakladé¢ typu tiidy extrémné nizkofrekventovaného lexika.

Obrdzek 10: Dendrogram pro vSechny typy tridy extrémné nizkofrekventovaného lexika
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Hierarchické shlukovani pro texty reprezentované lexikem tfidy extrémné
nizkofrekventovaného lexika sdruzuje texty stejného autora ve vétSin€ pripada.
Vsechny tfi texty jednoho autora se zde povedlo urcit jako nejblizsi sousedy pro 8 z 12
autorti S vyuzitim pramérné 4222 typt na text. OdliSeni autorti od sebe neni spolehlivé.
Pocet vyuzitych typt je velmi vysoky. Rozdily mezi autory jsou pravdépodobné dany
spiSe rozdily ve slovni zasob¢é uZivané v textech neZz pfitomnosti pro autora

specifického lexika.
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Shrneme-li dosavadni vysledky, zjistime o vlastnostech posuzovaného lexika
nasledujici. Na zaklad¢ vicerozmérného skdlovani se ndm nepodatilo vizualné odd¢lit
dila jednotlivych autorti od sebe, aniz by se navzdjem piekryvala. Hierarchické
shlukovani oproti tomu poskytuje snaze hodnotitelné vysledky. Nejlepsi vysledky jsme
zaznamenali u lexika tfidy nestabilni disperze. Pomoci ni jsme urcili vSechny tfi texty
jednoho autora jako nejblizsi pro 10 z 12 autort, pfi¢emz jsme brali v potaz prumérné
1024 typli na text. V porovnani s nevyuzitim zadnych filtrii jde vSak stale o horsi
vysledek. Hierarchické shlukovani bez vyuziti filtrd urcilo dila stejného autora jako
nejblizsi pro 11 z 12 autorii S vyuzitim primérné 5627 typt na text. Ttida nestabilni
vSak poskytla podobné vysledky s vyuzitim vyrazné¢ mensiho mnoZzstvi typt. Pomoci
typu tfidy extrémné nizkofrekventovaného lexika jsme ur€ili dila stejného autora jako
nejblizsi pro 8 z 12 autorti s pouzitim primérné 4222 typt. Jde tedy o horsi vysledek
nez u nefiltrovanych typt, pfestoze byl pocet uzitych typt zredukovan pomérn€ malo.
Pomoci tiidy lexika se stabilni disperzi jsme urcili dila stejného autora jako nejblizsi
pro 6 z 12 autort s pouzitim praimérné 280 typt na text. Usp&$nost tedy byla pomérné
nizkd, nicméné vV poméru k poc¢tu uzitych typti bychom mohli ocekéavat uspésnost
mnohem niz8§i. Domnivame se tedy, ze by toto lexikum mohlo nést hodnotnou
autorskou informaci. Nejhorsi vysledky méla tfida shlukd. Pomoci lexika tfidy shluka
jsme urcili dila stejného autora jako nejblizsi pro 0 z 12 autorii s pouzitim primérné

100 typt na text. Tato tfida se zda byt nevhodnou pro urceni autora textu.

Nejlepsi potencial pro urCovani autorstvi textu tedy nachazime u tfidy lexika
S nestabilni disperzi a tfidy lexika se stabilni disperzi, jelikoz vykazuji nejlepsi pomér
uspésnosti identifikace skupin textli jednoho autora a poctu typi, které jsou k tomu

vyuzity. Déle se tedy zamé&fime prave na tyto dvé disperzni tfidy.

Pro blizsi analyzu vlastnosti lexika tfid stabilni a nestabilni disperze se omezime na
provedeni hierarchického shlukovani. Budeme postupovat ptidavanim dalSich restrikci

pro filtrovani typu.
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Nejprve se zamétime na tiidu lexika se stabilni disperzi. Ziskdme pouze typy tiidy
stabilni disperze s celkovou frekvenci vyskyti nizsi nez 60 vyskyta. Takto ziskdme

ptiblizné typy s frekvenci blizkou medidnu a nizsi.

Obrdzek 11: Dendrogram pro lexikum stabilni disperze s hranici 60 vyskytu
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Spravné tak urcime texty pro 8 z 12 autorti. Vyuzijeme k tomu primérné¢ 166 typa.
Omezenim vybéru frekvencnim limitem v ramci tfidy stabilni disperze jsme urcili texty
ptresnéji nez bez frekvencniho limitu, kdy jsme urc€ili spravné texty pouze pro 6 z 12
autord. Se snizenim mnozstvi typli z ptivodnich primérné 280 typti na 166 typi doslo

ke zlepSeni uspésnosti urceni autorstvi.
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Nasledovné snizime hranici maximalniho poctu vyskyti pro lexikum tfidy stabilni

disperze na 30 vyskyti.

Obradzek 12: Dendrogram pro lexikum stabilni disperze s hranici 30 vyskytu
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V tomto piipad€ jsme spravné urcili vSechny tfi texty jednoho autora jako nejblizsi
pouze pro 1 autora z 12 autort. Vyuzili jsme primérné 77 typt na text. Dal$i snizovani

tedy nevykazuje zlepSeni jako v predchozim ptipade.
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Nyni se zamétime na lexikum s nestabilni disperzi. Analogicky s piedchozim postupem
vybereme pouze typy lexika se stabilni disperzi v oblasti medidnu a nizsi. Zachovame

tedy pouze typy s frekvenci 8 vyskyti a nizsi frekvenci.

Obrdzek 13: : Dendrogram pro lexikum nestabilni disperze s hranici 8 vyskyti

Dendrugram
=+
3 |
=
o
@ ]
=1
=
= @
=
[—
(=1 =
o
o
o |
o= @ w
= =
(=} =
o = =]
@ ] o
= S 2 55
g 7] a cC ==
kvd c= oo ==
= = 3 omE | DD U
@ 4 3 W ==Tao oo j=g=]
; = == D = Egoc mm
fam = [T T oo =3
= 29 GO = cc®2 o | |ao
o0 L e.oo0 oo —_550
[ CC LD
@ == ] a0
o o oo == cC
1= oo =t oo
EE oo
S ge” L= L] e
FryT cC
oo =5
=) 0 0
=1=1

Na zéklad¢ tohoto vybéru uréime uspésné vSechny tfi texty jednoho autora jako
nejblizsi pro 9 autort ze 12 autort, pficemz vyuzijeme pramérné 587 typu na text. Bez
zavedeni horniho maxima frekvenci jsme pro tfidu nestabilni frekvence spravné urcili
texty pro 10 z 12 autord s vyuzitim primémé 1024 typl na text. Pouzitim limitu
frekvence vyskytl jsme tedy vyrazné snizili pocet pouzitych typi, pficemz se presnost

urceni autorstvi se mirng snizila. Tento rozdil v§ak mohl byt zplisoben i vlivem nahody.
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Nasledovné analogicky s pfechozim postupem dale snizime limit frekvence vyskytt

pro tfidu nestabilni disperze. Zvolime limit frekvence 5 vyskyti.

Obradzek 14: Dendrogram pro lexikum nestabilni disperze s hranici 5 vyskyti
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Na zaklad¢ tohoto vyberu urCime UspéSné vSechny tii texty jednoho autora jako
nejblizsi pro 0 autord ze 12 autord, pfi¢emz vyuzijeme pramérné 212 typl na text.
Snizovani limitu maximalni frekvence vyskyti do této miry se ukazuje jako

detrimentélni pro spésné klastrovani textl stejnych autorti.
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1 4 4
4. Zavér
Nyni v zavéru této diplomové prace shrneme poznatky naseho vyzkumu.

Nasim cilem bylo studovat, jaké vlastnosti ma u lexika jeho disperze v ramci textu a
pokusit se vyuzit disperzi lexika jako stylometrickou metriku pro urovani autorstvi
textll. K méfeni disperze lexika jsme vyuzili metodu spocivajici v rozd€leni textu na
vice stejné dlouhych usekil a méfeni vyskytu frekvence v jednotlivych usecich. Jako
nejvice uzite¢nou meétitelnou vlastnost povazujeme pocet prazdnych tuseku, tedy pocet
usekl s nulovou frekvenci vyskyti. Obdobné 1ze pouzit i pocet tseku s nenulovym
poctem vyskyti. Doplnime-li informaci o celkovém poétu vyskyti slova informaci o
poctu usekil, ve kterych se vyskytuje ¢i nevyskytuje, ziskame jasné&jsi predstavu o roli
lexika v textu. Pfevazné na zakladé poctu prazdnych tisekd jsme dale rozdélili lexikum

do ¢tyt riznych tfid, které zde nazyvame jako disperzni tfidy.

Ttrida extrémné nizkofrekventovaného lexika je definovana pouze na zakladé
celkového poctu vyskytl. Predstavuje lexikum pfili§ malo frekventované na to, aby
meéla jeho klasifikace pomoci poc¢tu obsazenych usekt smysl. Zahrnuje tedy pievazné
pravé hapax legomena, dis legomena a tris legomena. T¥ida zahrnuje piiblizné¢ 80 %
vSech typd, ale jen zhruba 15 % tokenti. Nejbéznéjsi jsou hapax legomena, tedy slova

S pravé jednim vyskytem.

Ttida shluki je lexikum koncentrujici se v ramci jednoho tseku ¢i na hranici dvou
useki. Zahrnuje priblizné 2 % vSech typi v textu a zhruba 1 % vsech tokent. Jedna se
o velmi malo zastoupenou tfidu. Nejbéznéjsi jsou shluky s frekvenci Ctyf vyskytu.

VétSinou zde pievazuji substantiva.

Ttida stabilni disperze obsahuje lexikum, které se objevuje v naprosté vetSing tseka.
Zahrnuje vysoce frekventovana funk¢ni slova i slova obsahova. Vzhledem k tomu, ze
nejvice frekventovana slova spadaji do této tfidy, ma tato tfida velky pocet tokent vici
typlim. Zahrnuje pfiblizn€ 5 % vSech typid a zhruba 60 % tokenl.. Ve vysokych
frekvencich vyskytu prevazuji funkéni slova. Nejbeznéjsi je lexikum s frekvenci 40 —
55 vyskytt. V téchto frekvencich nachazime lexikum rtznych slovnich druhi, a to

lexikum obsahové i funkéni.
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Ttida nestabilni disperze predstavuje piechodnou tfidu mezi tftidou stabilni disperze a
tfidou shluki. Lexikum s timto typem disperze najdeme ve vétsim mnozstvi usekt, ale
v alespon né¢kolika tisecich se nevyskytuje. Tiida zahrnuje pfiblizné 15 % vsech typt a
zhruba 20 % vSech tokenti v textu. Nejbézngjsi je lexikum s frekvenci 6 — 7 vyskytu.

Jde pfevazné o substantiva a verba.

Pro zhodnoceni toho, do jaké miry je lexikum v nékteré z disperznich tiid unikatni pro
uritého autora, jsme pouzili metodu hierarchického shlukovani a metodu
vicerozmérného Skalovani pro matice nepodobnosti vypocitané pomoci Jaccardovské
vzdalenosti pro rizné vybéry lexika zalozené na disperznich tfidach a celkové
frekvenci. Tyto metody jsme aplikovali na vybér 36 textli zahrnujicich 12 rGznych
autor. K porovnani jsme tyto metody analogicky aplikovali 1 na vSechny typy bez
vyuziti filtri. Na zéklad¢ vSech typti jsme skrze hierarchické shlukovani s pouzitim tzv.
,complete linkage* metody urcili texty stejnych autort jako nejbliz§i pomérné
spolehlivé. Spravné se nam povedlo urcit vSechny tfi texty jednoho autora jako nejblizsi
texty pro 11 z 12 autorii s vyuZitim pramérné 5627 typi na text. Cilem tedy bylo ziskat
podobné¢ dobré vysledky suzitim co nejmensiho mnozstvi typd. Metoda
vicerozmérného Skalovani nedokazala jasné odd¢lit skupiny textl jednoho autora od
sebe pro zaddny z vybért lexika. Vzajemné vzdalenosti zobrazeni bodil se pro rizné
vybéry lexika lisily, nicméné€ vzdy dochéazelo k pfekryvu boda reprezentujicich texty
riznych autord. Metoda vicerozmérného Skélovani ndm tedy neumoznila vizudlné

snadno identifikovat texty jednoho autora.

Uziti lexika tfidy extrémné nizkofrekventovaného lexika mélo za nasledek zhorSeni
klastrovani oproti nefiltrovanému vybéru, pfi¢emz pocet vyuzitych typi ziistal stale

velmi vysoky.

Uziti lexika tfidy shlukid neumoznilo urcit spravné texty jednoho autora ani pro jednoho

Z nich. Ttida shluki se tak pro urovani autorstvi jevi jako absolutné nevhodna.

Uziti lexika tfidy stabilni disperze umoznilo spravné urcit texty jednoho autora pro 6
Z 12 autori, s vyuzitim pramérné 280 typl na text. DalSim omezenim tohoto vybéru
pomoci limitu frekvence zhruba v oblasti medidnu pro tfidu stabilni disperze jsme
dosahli zlepSeni klastrovani. Uzitim vybéru lexika tfidy stabilni disperze s
celkovou frekvenci nizsi nez 60 vyskytd jsme urcili texty jednoho autora spravné pro 8

Z 12 autorii s vyuZzitim primérné 166 typi. Dal$im snizovanim maximalni frekvence
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vyskyti se jiz vysledky klastrovani nezlepsily. Tyto vysledky vSak naznacuji, Ze vysoce
frekventovana funkcni slova obsazena v této tiidé nebyla rozhodujicim faktorem pro
spravné klastrovani text autort, jelikoz jejich odstranénim se vysledky klastrovani

mirng zlepsily.

Uziti lexika nestabilni disperze umoznilo spravné urcit texty jednoho autora pro 10 z 12
autorti s vyuzitim primérné 1024 typi na text. Vykazuje tedy jen mirné zhorSeni
piesnosti klastrovani, avSak vyuziva vyrazné menSi mnozstvi typt k dosazeni
srovnatelného vysledku. DalSim omezenim vybéru zavedenim maximalniho poctu
vyskytl ptiblizné v oblasti medidnu se ptesnost klastrovani mirné snizila. Spravné byly
urcéeny texty jednoho autora pro 9 z 12 autord s vyuzitim primérné 587 typil na text.
Prestoze se piesnost klastrovani mirn¢ zhorsila, opét se povedlo zna¢né zredukovat
pocet uzitych typti. Dal$im snizovanim maximalniho poctu vyskyta se vysledky pouze

zhorsily.

Lexikum se stabilni disperzi, a lexikum s nestabilni disperzi se tedy jevi jako nejvice
vyhodné pro potfeby uréovani autorstvi. Jejich uziti ndm neumoznilo zlep$it pfesnost
klastrovani oproti vysledkiim vybéru zahrnujiciho vSechny typy v textu, nicméné
prokazuje, Ze typy stabilni a nestabilni disperze jsou vice distinktivni pro styl autort
nez lexikum jinych tfid. UmoZiuje ndm to vyznamné omezit vybér typl, ktery
analyzujeme. Disperze lexika se jako samostatna metrika neukazuje jako pfilis
efektivni pro ur€ovani autorstvi. Kombinaci metrik disperze a frekvence vyskytl lze
oproti tomu dosdhnout vyrazné lepSich vysledkl. Potencial kvantitativniho méfeni
disperze tak vidime zejména v doplnéni jinych metrik. Domnivame se tedy, Ze nase
vysledky podporuji nasi vychozi hypotézu, ze studium vlastnosti disperze daného typu
uvnitf daného textu nam miiZze poskytnout informace nad ramce poznatkil, které
bychom ziskali studiem pouze frekvence vyskyti. Vzdjemny vztah mezi disperzi a
frekvenci vyskytl je vSak znacné silny a uplné oddéleni téchto vlastnosti neni Zadouci.
Nas vyzkum ukazuje, Ze pribézné opakujici se lexikum s nizkou frekvenci je vice
distinktivni pro autorsky styl, nez jiné lexikum. V tomto se naSe poznatky shoduji se

zavery vyzkumu Dana Faltynka, Vladimira Matlacha a dalSich.

V nasi praci jsme se omezili na urcitou délku textu a délku méfenych Useku.
Analyzovali jsme délky usekti od 2000 tokend po 5000 tokent, pfi¢emz ve finalni

analyze pomoci hierarchického shlukovani jsme se zaméfili na délku tseku 5000
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tokenti a celkovou délku textu 50000. Vysledky by se pro jiné délky méienych usekti a
celkové délky textli mohly vyznamné lisit. Dalsi badani v této oblasti by se mohlo
zaméfit na analyzu toho, jaky vliv ma na urceni autorstvi kuptikladu odlisnd volba
délky useki, odlisna volba kritérii pro stanoveni disperznich tfid, odliSné kritéria pro
filtrovani, ¢i ptipadné jiny zptisob vypoctu nepodobnosti textli. Domnivame se tak, ze

tato oblast poskytuje mnoho prostoru pro dalsi vyzkumy.
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