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Uvod

Normalni rozdéleni mé zasadni vyznam v teorii pravdépodobnosti a matema-
tické statistice. Normalnim rozdélenim se fidi mnoho nahodnych veli¢in a za ur-
¢itych podminek aproximuje jina spojitéa i diskrétni rozdéleni. V mnohorozmérné
statistické analyze hraje normalni rozdéleni nezastupitelnou roli.

Jen vyjimecné lze na zakladé zkusenosti prohlasit, Zze nahodné veli¢ina je nor-
malné rozdélend, u naprosté vétsiny ndhodnych veli¢in je nutné normalitu oveérit.
Ovéteni pfedpokladu normalniho rozdéleni implikuje moznost vyuziti konkrétni
teorie statistické analyzy vcetné tvorby predikci. Vhodnym néstrojem k ovéreni
normalniho rozdéleni jsou statistické testy.

Standardné testujeme normalitu nahodného vybéru, jehoz vybérovym prosto-
rem je konec¢né-dimenzionalni euklidovsky prostor. Kompozi¢ni data jsou speci-
alnim typem mnohorozmérnych dat se specidlnim vybérovym prostorem, jejich
zpracovani standardnimi statistickymi metodami muze vést k zavadéjicim nebo
zcela chybnym zavértim. Proto kompozi¢ni data svou pfirozenou povahou vy-
zaduji zvlastni péci v podobé vhodného vybérového prostoru, matematickych
operaci a interpretace. Teorie analyzy kompozi¢nich dat je budovana od roku
1986, jejim zakladatelem je John Aitchison.

Cilem této diplomové prace je popsat dostupné pristupy k testovani normality
kompozicnich dat véetné jejich porovnani a demonstrace na konkrétnich datech.
Vedlejsim cilem této prace je nalezeni odpovédi na otazky, proc je vhodné zpra-
covavat kompoziéni data odlisné od jinych statistickych dat, jak takova data
zpracovat a jaky ma vyznam testovani normality.

Prace je ¢lenéna do ¢ty stézejnich kapitol.

V prvni kapitole je popsano normalni rozdéleni v jeho jednorozmérné i mno-
horozmeérné podobé spolu s jeho vlastnostmi. K norméalnimu rozdéleni je pristu-
povano prostiednictvim charakteristické funkce.

Druhé kapitola vymezuje pojem kompozi¢ni data jako pozorovani nesouci
pouze relativni informaci véetné jejich transformaci ze simplexu do euklidovského

prostoru a softwarového feseni pro kompozi¢ni data prostfednictvim knihovny
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robCompositions softwaru R.

Treti kapitola se vénuje normalnimu rozdéleni na simplexu.

Ctvrta kapitola analyzuje tii piistupy k testovani normality kompozi¢nich
dat. VSechny tyto pristupy jsou demonstrovany na konkrétnich ptikladech spolu
s prubéznym porovnanim a interpretaci vysledku testovani. Poznamenejme jiz
nyni, ze k testovani normalniho rozdéleni na simplexu jsou z hlediska dimenze dat
uzity marginalni univariatni testy, bivariatni testy a radius test a z hlediska typu
testového kritéria Anderson-Darlingtiv test, Cramer-von Misesiiv test a Watsontiv
test.

Prace je vysazena typografickym softwarem TgXLive, verze 2009, praktické

¢asti jsou zpracovany statistickym softwarem R.



1 Normalni rozdéleni

v/

Normalni rozdéleni je v matematické statistice jednim z nejdulezitéjsich a nej-
uzivanéjsich rozdéleni pravdépodobnosti nahodné velic¢iny X. Dilezitost normal-
niho rozdéleni je dané z vécného hlediska samotnou existenci nepteberného mnoz-
stvi ndhodnych veli¢in, které jsou svou povahou normaéalné rozdélené. Vyznam
normalniho rozdéleni navic podtrhuje fakt, ze vétsina metod mnohorozmeérné sta-
tistické analyzy zavisi na predpokladu mnohorozmérného normalniho rozdéleni.

Normalnimu rozdé€leni se také ¥ika gaussovské rozdéleni dle autora Carla Fried-
richa Gausse a v aplikacich se mizeme setkat s terminem ,,rozdéleni chyb®. Z nor-
malniho rozdéleni jsou odvozena dalsi uZitecnd rozdéleni jako x?, Studentovo
a Fisherovo rozdéleni. Také soucet velkého poctu nezavislych nahodnych veli¢in
je za dosti obecnych predpokladii norméalné rozdélen. Ziejmé lze trochu s nad-
sazkou tvrdit, ze bez splnéni predpokladu normality se v teorii pravdépodobnosti
a matematické statistice nehneme z mista.

V této kapitole si shrneme zakladni poznatky o normalnim rozdéleni, a to
v jeho jednorozmeérné i mnohorozmérné podobé. K normalnimu rozdéleni budeme

pristupovat pomoci charakteristické funkce.

1.1 Charakteristicka funkce

Rozdéleni pravdépodobnosti nahodnych velic¢in se obvykle popisuje pomoci
distribu¢ni funkce v obecném prfipadé nebo pomoci pravdépodobnostni funkce
u diskrétnich ndhodnych veli¢in a hustoty u spojitych ndhodnych veli¢in. V abso-
lutné spojitém pripadé je znalost hustoty ekvivalentni znalosti distribuc¢ni funkce.
Je zde ovSem i jind moznost vyhodného popisu rozdéleni pravdépodobnosti, a to
prostfednictvim charakteristické funkce [14]. Charakteristicka funkce existuje pro

vSechny nahodné veli¢iny.
Definice 1.1. Charakteristickou funkci ¢ ndhodné veli¢iny X definujeme jako
stfedni hodnotu nahodné veli¢iny ¥, tj.
Y(t) = Ee"X = EcostX +iEsintX,
6



kde t je redlnad proménnda a ¢ je komplexni jednotka.

V pripadé vice nahodnych veli¢in pouzijeme pro charakteristickou funkci na-
hodné veli¢iny X indexaci 1x(t). Vlastnosti charakteristické funkce vychéazeji
z teorie pravdépodobnosti a komplexni analyzy. Uvedeme nékolik zasadnich vlast-
nosti charakteristické funkce.

Pokud mé ndhodna veli¢cina X distribuc¢ni funkci F', potom piimo z definice
charakteristické funkce plyne vztah mezi charakteristickou funkci a distribuc¢ni

funkci, tj.
olt) = / e qF (z).

Jestlize distribuc¢ni funkce ndhodné veli¢iny X je absolutné spojita a ma hustotu

f, potom
ult) = [ e pla)ds,
Véta 1.1. Plati, Ze |(t)] < 1, prot =0 je 1p(0) = 1.
Diikaz: Protoze plati nerovnosti |[e¢?*| < 1 a |E(X)| < E(]X|), potom

()| < E(le"]) < 1.

O
Véta 1.2. ¢(t) je stejnomérné spojitd na intervalu (—oo,00).
Dukaz: Viz [14], s. 264.

OJ
Véta 1.3. Jestlize existuji konecné obecné momenty iy, . . ., i, ndhodné veliciny

X |, pak charakteristicka funkce v md prunich n derivaci a plati
P®0) = iFp, k=1,...n,

a dadle plati

n

W(t) =) i +olt"),
k=0

(it)"
R

kde o(t"™) je takovd funkce, Ze lim; o o(tt:) = 0.
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Dukaz: Viz [14], s. 266 - 267.

O

Podstata charakteristické funkce tkvi v popisu rozdéleni ndhodnych velic¢in.

Tento poznatek si shrneme v nasledujici véte.

Véta 1.4. Necht 1) je charakteristickda funkce odpovidajici distribucni funkci I
a necht a,b (a < b) jsou body spojitosti funkce F. Pak plati vztah

1 [e'9) e—ita _ e—itb eita _ eitb
FO - Pl =5 [ [0 - we o

Charakteristickd funkce jednoznacné urcuje distribucni funkci.
Dukaz: Viz [14], s. 272.
O

Véta 1.5. Necht X je ndhodnd velicina, Vx(t) je jeji charakteristickd funkce,

a,b € R. Potom ndhodnd velicina Y = a + bX ma charakteristickou funkci
Yy (t) = e"px (th).
Dikaz: 7 vlastnosti stfedni hodnoty plyne
Uy (t) = EeltY = EeitatithX _ GitapgithX _ gitay, (4.
OJ

Véta 1.6. Necht X; a X, jsou nezdvislé ndhodné veliciny s charakteristickymi
funkcemi Y1 (t) a y(t). Potom ndhodnd velicina X = X, + Xo md charakteris-
tickou funkci

Ux () = a ()2 (t)-

Dikaz: Za predpokladu nezavislosti je stfedni hodnota sou¢inu ndhodnych ve-

li¢in rovna soucinu stiednich hodnot, a tedy
wX(t) — Eeit(X1+X2) —F (eitXle’ith) —E (eitXl) E (eith) — 'l/)l(t)'l/)g(t)
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O

Definice 1.2. Necht x = (X1,...,X,)" je p-rozmérny nahodny vektor. Charak-

teristickou funkci 1) ndhodného vektoru x definujeme vztahem

. Z'Zp:thj
¢(t) = w(th e 7tp) — Eeltx _ Ee = .

Vlastnosti charakteristické funkce ndhodného vektoru [14], kapitola 6.6, jsou

v analogii s jednorozmérnym pripadem. Tedy

e |Y(t)| <1 pro kazdy vektor t € R?,

e ¥(0) =1,

e ) je stejnomeérné spojita na RP.

Necht b € R", A € R"?, y = b + Ax. Potom

Uy (t) = Py (A't), t € R

Existuji-li stfedni hodnoty E(X};), j =1,...,p, pak

(20) ey

-----

Existuji-li stfedni hodnoty E(X;X}), j,k=1,...,p, pak

(8@8% t=(0,...,0) ( ! k)

-----

Necht 1;(t) je charakteristicka funkce nahodné veli¢iny X ;. Pak

Qﬂj(tj) - wx(0,0, e ,t]’, ce ,0,0).

Slozky nahodného vektoru x = (Xi,...,X,) jsou nezavislé pravé tehdy,

kdyz



e Necht x a y jsou nezévislé ndhodné vektory s charakteristickymi funkcemi

Px(ty, ... tp) ady(ty,. .., t,). Potom z = x+y ma charakteristickou funkci
Ua(t) = s (t)y (t).
1.2 Jednorozmérné normalni rozdéleni

Jednorozmérné normélni rozdéleni [11] definujeme pomoci hustoty.

Definice 1.3. Rekneme, ze ndhodna velicina X mé normaéalni rozdéleni s para-

metry 4 € R a 0% > 0, pisSeme X ~ N(u,0?), jestlize jeji hustota je

Fa) = — exp{—M},wER.

oV 21 202

Charakteristick4 funkce rozdéleni N(u,0?) je ddna vztahem

2,2

Y(t) = etite™"5

Tento vztah ovéfime vypoctem.
Priklad: Necht X ~ N(u,o?). Charakteristickd funkce této ndhodné veli¢iny

je

oo oo
. ‘ 1 _(e=p)? 1 T
Y(t) = EeltX :/ e e 22 dx = e dy =
—0o

2no 210 J_co
1 o L2 1 . o2
— euzta—‘rmt T odu = 6uzt euzta T du =
210 J -0 V2T o
1 e° 1 2,42 2 1 o 1,2 1,2 2
— emt 675[(u71t0') +tio }du e,uzt e 3Y —5tio dy _

\ 2T oo - V2T o

1 : t202 & 1,2 : t202
= et 2 e 2V dy = ettem 2,

\ 27 —o

Pouzili jsme nejprve substituci “-* = u, dv = odu, * = ou + p, dale substituci

y = u — ito, dy = du a z matematické analyzy vime, ze ffooo e*%yzdy = /2.
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K vypoc¢tu momentt jednorozmérného normalniho rozdéleni lze kromé hus-
toty uzit charakteristickou funkci tak, jak to fika Véta 1.3. Prvni obecny moment,

stfedni hodnotu, dostaneme snadnym vypoctem, tj.

E(X) =y, =

Vypoctem druhé derivace funkce 1) v bodé 0 dostaneme po tpraveé druhy obecny

moment, tj.
2 2

A e
E(X?) =ty = ———

2 :M2+02'

Ztejmé druhy centralni moment, rozptyl, bude
var X = E[X —E(X)]? = E(X?) — [E(X))? = p* + 0% — p® = 0%,
Obecné je k-ta derivace funkce 1)

dk 00 dk ] o .
¢(k)(t):%: [ e ()i = / (i)e™ f(2)da.

—0o0

Polozime-li t = 0, pak pro k-ty obecny moment dostavdme znamy vztah

[e.9]

ECC) =i = [ atfla)dn

—00

Vime, ze pokud existuje k-ty obecny moment, pak také existuje k-ty centralni

moment [11], s. 54. V piipadé normaélniho rozdéleni plati [3], s. 23, Ze
EX —EX)*'=0, k=1,2,...,

L (2K) 0%
Snadné je uz dopocitat charakteristiky Sikmosti a Spicatosti. Koeficient sikmosti

bude




a koeficient Spicatosti

(v/var(X))*

Distribu¢ni funkce normalné rozdélené nahodné veli¢iny X je integralem hus-

1 T _ 2
Fx(z) = / exp{—%}du, r e R

o\ 2w

toty, tj.

0.3

f(x)

0.2
|

F(x)

0.1
2

Obr.: Hustota rozdéleni N(4,1) vlevo, distribu¢ni funkce rozdéleni N (4, 1)

vpravo.

Hustoté rozdéleni N(u, 0?) se nékdy fikd Gaussova kiivka, m4 typicky zvono-
vity tvar, je symetricka kolem stfedni hodnoty a v p nabyva kiivka svého maxima.
Body p— 0 a p+ o jsou body inflexe, p urcéuje polohu kiivky ve sméru osy = a o
jeji tvar.

Hodnoty distribuéni funkce N(u,0?) hleddme pomoci statistického softwaru
nebo v tabulkach s vyuzitim normovaného normalniho rozdéleni, viz nize.

Necht Y ~ N(u,0?), potom nadhodn4 veli¢ina

Y —p
g

X = ~ N(0,1).
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Rozdéleni N(0, 1) nazyvame normované normdlni rozdélent, je specidlnim piipa-

dem normalniho rozdéleni s hustotou

1 z?
go(x):\/%exp _? ,;UGR,

a distribu¢ni funkci

1 T u2
q)(I’) = E €exXp —E du, r € R.

Substituci X = Y—;H lze distribuc¢ni funkci nahodné veli¢iny Y vyjadrit jako

F(y)zp(ygy)zp(xgy_“) :@(y_“>.

o o

Hustota rozdéleni N (0, 1) je funkce sud4, a to vypocet hodnoty distribu¢ni funkce

v bodé jesté zjednodusi, protoze plati

O(z)=1—P(—x), x> 0.

1.3 Mnohorozmérné normalni rozdéleni

Mnohorozmérné normalni rozdéleni [3] je esencialni slozkou mnohorozmérné
statistické analyzy.
Necht x = (X3,...,X,)" je p-rozmérny nadhodny vektor, p > 2, jehoz slozky

X jsou ndhodné veliciny.

Definice 1.4. Rekneme, ze nahodny vektor x ma p-rozmérné norméalni rozdéleni
7 y )
jestlize pro kazdy vektor c(,.1) plati, Ze linedrni transformace ¢’x mé jednoroz-

mérné normalni rozdéleni.

Definice prevadi mnohorozmérnou problematiku zpét na jednorozmeérnou, a to
nam umoznuje odvolavat se na vse, co plati pro jednorozmérné normalni rozde-
leni.

Rozdéleni ndhodného vektoru x(,.1) je plné urceno rozdélenim linedrnich
funkci typu ¢’x, ¢ € RP. To je poznatek, ktery ospravedlniuje definici. Zname-

li totiz rozdéleni kazdé linearni kombinace, pak zname i rozdéleni ndhodného
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vektoru. Samoziejmeé 1ze definovat mnohorozmérné normélni rozdéleni i pomoci
hustoty, ale je to nepraktické feseni z hlediska dokazovani matematickych tvrzeni.
Hustota mnohorozmérného normélniho rozdéleni ma tvar

) = () 2 exp {0 /= x- .

kde x € R?, |X]| znaci determinant matice 3. Matice 3, «p) je symetrickd a po-
zitivné semidefinitni. Hodnosti matice X, tj. h(X), se fika 7dd rozdéleni. Je-li
h(X) = p, resp. h(X) < p, pak fikdme, zZe mnohorozmérné normalni rozdéleni je
requldrni, resp. singuldrni. Matice 3 musi byt regularni, aby byla invertovatelna.
Hustota existuje jen pro regularni rozdéleni. Pro p = 1 se hustota zredukuje
na hustotu jednorozmérného normalniho rozdéleni.

Necht x = (Xy,....X,), y = (Y1,...,Y,) jsou ndhodné vektory, pu =
(h1, -, pp)" = Ex = (EXq, ..., EX,) je vektor stfednich hodnot a 3 = (0)%,_, =

varx = (cov(X;, X)) je varian¢ni matice.

Véta 1.7. Necht x md p-rozmérné normdlni rozdéleni, potom existuje stredni

hodnota Ex = p a varianéni matice varx = 3 (tj. maji koneéné prvky) a plati
Ve 1 €x ~ N(c'p, c'Sc).

Dikaz: Je nutné dokazat, ze Vu,; < oo a Vo, < oo.
Zvolme tedy p-rozmérny vektor, ¢; = (0,...,0,1,0,...,0), kde na j-té pozici
je jednicka. Z definice mnohorozmérné normality vime, Ze linearni kombinace c¢;'x

ma jednorozmérné normalni rozdéleni. Protoze ¢;'x = X; ma konecné momenty
EXj:,U/j7 VaI‘XJ’:O’j]’,

potom oj; < o0, pu; <oo, 7=1,...,p.
Zvolme jiny p-rozmérny vektor, c;; = (0,...,0,1,0,...,0,1,0,...,0)', kde na j-
té a k-té pozici je jednicka. Linedrni kombinace c;;'x ma jednorozmérné normalni

rozdéleni, s¢itd X; + Xy, a tedy

E(X; + Xi) = pj + pp < 00,
14



var(X; + Xi) = 0j; + ok + 0ji + Okj.
Ze symetrie matice X plati, Ze 0, = o0y;. Schwarzovou nerovnosti
Ojk = Okj < /00K < OO

jsme ovérili konecnost mimodiagonalnich prvkt matice 3. Existence je dokazana.

Dopocitame jesté momenty.
Ec'x =cEx=c'pu, varc’x=c' varxc=c'Xc
O

Mnohorozmérné normalni rozdéleni je plné urceno parametry fo(,,q) a Xpxp)-
Je to zfejmé uZ z rozdéleni linedrni kombinace c¢’x. Pouzivame znaceni x ~
Ny(p, 2).

U nasledujicich tvrzeni ditkkazy odcitujeme a provedeme jen ty, kde lze vy-
hodné pouzit charakteristickou funkeci. Charakteristické funkce rozdéleni N,(p, X)
[14], s. 299, je ddna vztahem

1
P(t) = exp {it’u — 51:'21:} , t e RP

kde i je komplexni jednotka. Charakteristickd funkce existuje i pro singularni
rozdéleni. Protoze neni nutné invertovat matici X, pracuje se s charakteristickou

funkci snadnéji nez s hustotou.

Véta 1.8. (Linearni transformace.) Necht x ~ N,(p, X). Necht B,y ,, d,«1 jsou

konstantni, potom nahodny vektor
y =d+Bx ~ N,(d + Bu,BXB').
Dikaz: 7 vlastnosti charakteristické funkce ndhodného vektoru plyne, ze
1y (t) = Eexp{it'(d + Bx)} = exp(it'd)E exp(it'Bx) = exp(it'd)yx(B't) =

= exp(it'd) ¢ (u),
15



kde u = B't. Protoze x ~ N,(p,>) a mé charakteristickou funkci 1, potom
nahodny vektor y bude mit charakteristickou funkci r-rozmérného normalniho
rozdéleni. Dojde tak jen ke zméné parametrti normélniho rozdéleni.

Ze vztahu pro charakteristickou funkci mnohorozmérného normalniho rozdé-

leni bude

Uy () = exp(it'd)ihy (w) = exp(it'd) exp {it/Bu - %t’BEB’t} _

1 1
= exp {it/(d +Bpu) — §t’BEB’t} = exp {it’[Ey] — §t’[var y]t} .
U

Linearni transformace zachovava normalitu. Tedy norméalni bude i kazda linearni

kombinace sloZzek ndhodného vektoru x. Nechf

[ 1X(rx1) _ [ 1H@x1) [ X X
X - ’ - ) 2 - )
(1) (ZX(sxl) > Hwx) (2M(sx1) (pxp) DILSED IS
kde p=r+sa X1, Xi2, o1, Xao jsou blokové matice po fadé typu r X r, r X s,

§XT,8XS.

Véta 1.9. (O marginalnim rozdéleni.) Necht x ~ N,(w,X). Potom ndhodny
vektor 1x ~ N,.(1p, 311).

Diikaz: Nechf y = d + Bx, nechf d = 0441y a By = (I, 04xs)), kde I,
je jednotkova matice typu r x r. Dale pokracujeme obdobné jako v dikaze véty

o linearni transformaci.

OJ
Véta 1.10. Vektory 1X,2 X jsou nezdvislé tehdy a jen tehdy, kdyz 315 = 34, = 0.
Dikaz: Uzijeme charakteristickou funkci. Vime, Ze 1X, 9x budou nezavislé prave
tehdy, kdyz x(t) = 1,x(1t)¥,x(2t). (Obdobné to plati i pro hustotu.) Kvadra-
tickou formu upravime podle blok, tj.

-q/ 1 /
e (t) = exp {zt ©— 51: Zt} =
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. . 1 1 1 1
= exp {th/lﬂ + igt’op — 5113/211 1t — 51’5/212 ot — 5213/221 1t — 52'5’222 Qt} =

= 1/}1x(1t)1/}2x(2t)7
pokud 35 = 0.

U

K termintim nezavislost a nekorelovanost pouze poznamenejme, Ze z nezavislosti
plyne nekorelovanost vzdy, ale z nekorelovanosti plyne nezavislost pouze za spl-

néni predpokladu normality. Nezavislost je tedy prisnéjsi pojem.

Véta 1.11. (O hustoté.) Necht x ~ N,(p,X), h(X) = p, tj. reguldrni rozdélend.

Potom existuje hustota
D=1 1 P
f(x) = (27) 2[X] 2 exp —§(X—M)2 (x—p) o, x €RE

Dukaz: Viz [3], s. 65.

O

Z geometrického hlediska predstavuje vyraz ¢ = (x — pu)’E 7} (x — p) kva-

dratickou formu vzdélenosti x od . Jsou to kontury elipsoidu se stiedem v p
a s poloosami tvaru c\/)\_jvj, kde A; jsou vlastni ¢isla a v; jsou ortonormalni vek-
tory matice 3. Hustota N,(u, X) se obvykle zakresluje pomoci elips konstantni
hustoty, tj. f(x) = k, kde k je zvolené ¢islo z intervalu (0; max f(x)). Hustota
N,(p,X) nabyva svého maxima pro stfedni hodnotu. Po dosazeni a tGpravé pfi-

slusné rovnice dostaneme
@ =—2In (k(zyr)%m%) .

Kontury lze graficky znézornit pouze pro p = 2, tj. pro f(z1,z9) = k. Pokud
X1, X5 jsou nezavislé nahodné veli¢iny, potom osy elipsy jsou rovnobézné s osami
soutfadnic. Pokud X, X5 jsou ,zavislé“ nahodné veli¢iny, potom osy elipsy jsou
pootoceny a tihel pootoceni zavisi na rozptylech prvni a druhé slozky a na korelac-

nim koeficientu. Také predstava hustoty N,(u,X) jako takové je omezend, proto

17



se nejcastéji zobrazuje hustota dvourozmérného normalniho rozdéleni, ktera ma
kloboukovity tvar.

Necht x = (X3, X3)". Potom s vyuzitim vztahu pro obycejny korelacni koefi-
o2
D 15 P0102
pO109, a% ’

1 —_
S Ladim) = — [ 7F o
- |2| J 1 —p2 —p 1 >

cient p je

o102’ 0’%

kde adj(X) znad¢i adjugovanou matici k matici ¥. Hustota reguladrniho dvouroz-

mérného norméalniho rozdéleni je tedy ve tvaru

1

X
2mo1094/ 1 — p?

1 {(ml —m)® 2p(951 — ) (zg — p2) 4 (22 — “2)2] } .

X —
P { 2(1-p?) o7 0107 o3

f(xlva) =

10 -10

Obr.: Hustota dvourozmérného normalniho rozdéleni s parametry

p1=pa =0, 02 =02 =10, p=0.5.
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Normalni rozdéleni je nezastupitelné v teorii pravdépodobnosti i v praktic-
kych statistickych tlohach. V matematické statistice se také mizeme setkat se
situaci, kdy vime, Ze pozorovani nepochazi z normalniho rozdéleni. Existuji cesty
jak se vyhnout predpokladu normality. V tomto pripadé je nutné pouzit nékterou
z metod nezavislych na rozdéleni, napiiklad poradové testy, nebo robustni me-
tody, které jsou necitlivé na poruseni predpokladu normality. Ta ovsem i takto

zlistava stézejni soucasti vétSiny postupi mnohorozmérné statistické analyzy.
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2 Kompozi¢ni data

2.1 Definice a zakladni principy

Cilem této kapitoly je seznameni se s kompozi¢nimi daty jako matematickymi
objekty véetné jejich softwarového feseni, formulace hlavnich principt a vlastnosti
kompozi¢nich dat ve spojeni s jejich vybérovym prostorem [1].

Kvantitativni mnohorozmérna data mizeme z hlediska prenosu informace roz-
délit na dvé hlavni skupiny. Jsou to data, ktera nesou absolutni informaci a data,
ktera nesou relativni informaci, napriklad proporce nebo procenta. Kompozi¢ni
data jsou pravé specidlnim typem mnohorozmérnych dat, ktera nesou pouze re-
lativni informaci, tedy davaji smysl jen tehdy, pokud jsou vazana k néjakému

celku. Ptesnéji si pojem kompoziéni data zformulujeme v nésledujici definici [7].

Definice 2.1. D-slozkovy kompozi¢ni vektor, nebo jednoduse kompozice, je klad-
ny realny vektor x = (z1,...,2p)" popisujici kvantitativné ¢asti néjakého celku

nesouci vyhradneé relativni informaci mezi slozkami.

Definice tedy rika, ze jedinou relevantni informaci obsahuji podily mezi sloz-

kami kompozice. Disledkem definice kompozice je definice uzavéru.

Definice 2.2. Uzavér kompozice x = (x1,...,2p) vzhledem ke konstantnimu

souctu k je vektor

!/

k?[El k?JZD
Cx)= |57
DT > T
i=1 i=1
Definice 2.3. Subkompozice x; dané kompozice x je vektor (z;,,...,x;, ) pred-
stavujici ¢ast kompozice x, kde indexy 1y, ..., 75 urcuji vybrané slozky.

V souvislosti s definici kompozice vzniké prakticky problém [4]. Slozky kompo-
zice jsou prirozené zavedeny jako kladna realna cisla, ale v praxi se miize néktera
ze slozek jevit jako nulova. Vyskytnout se pfitom mohou dva druhy nul. Jsou to
nuly strukturalni, napriklad pro mési¢ni vydaje domacnosti bude polozka alko-

holické napoje u abstinent nulova, a nuly vzniklé zaokrouhlovanim, naptiklad
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u koncentrace chemickych prvki se mize néjaky prvek vyskytnout pouze ve sto-
povém mnozstvi. Strukturalni nuly v datovém souboru lze osettit tak, ze vezmeme
néjakou hodnotu blizkou nule nebo se snazime pracovat se subkompozicemi. Za-
okrouhlovaci nuly se snazime nahradit néjakym malym c¢islem, které odpovida
struktufe dat, tj. ocekavanou malou hodnotou, kterou bychom zméfili presnéjsim
pristrojem.

Protoze slozky dané kompozice nesou pouze relativni informaci, nese i kladny
realny nasobek kompozice stejnou informaci. Definice tak umoznuje prifadit kom-
pozici libovolny soucet k € RY jejich slozek. V pfipadé k = 1 nebo k& = 100 budou
slozky kompozice vyjadfovat proporce nebo procentualni podily na celku.

Kompozi¢ni data si predstavime na jednoduchém prikladé. Napoj Pina colada
se sestava z 4 cl kubanského rumu, 2 cl kokosového sirupu, 12 cl ananasového
dzusu a 2 cl smetany ke slehani. Mame ¢ty¥slozkovou kompozici x = (4, 2,12,2)
s konstantnim souctem k = 20. Pro pfipravu dvou Pina colad stac¢i vynaso-
bit kompozici x dvéma, tedy hodnoty slozek kompozice se zméni, ale informace
o pripravé napoje, tj. o podilech slozek v ném, je zachovana. Ziejmé vynasobime-
li kompozici x ¢islem %, dostaneme kompozici (0.2,0.1,0.6,0.1)", tj. proporce
jednotlivych surovin na pripravu napoje. Dilezité ale je, Ze se zadna ze slozek
kompozice nesmi vynechat, a to i pfi zachovani proporci ve slozkach zbyvajicich.
V kompozici je vSe vzajemné provazano jako chuté v koktejlu. Pokud bychom

k ptipravé nepouzili naptiklad kokosovy sirup, musel by takto namichany koktejl

nést jiné jméno. Vynechéni slozky popird podstatu celku.

Definice 2.4. Rikdme, 7e vektory x,y € R? jsou kompoziné ekvivalentni,

jestlize existuje takové ¢islo A € R*, zZe plati x = Ay, a ekvivalentné C(x) = C(y).

Dalsimi principy prace s kompozicemi je permutacni invariance, tj. libovolna
permutace slozek kompozice neméni celkovou informaci nesenou kompozi¢nim
vektorem a subkompozicni dominance, tj. vzdalenost mezi kazdymi dvémi D-
slozkovymi kompozicemi musi byt vétsi nebo rovna vzdalenosti mezi dvémi s-

slozkovymi subkompozicemi vybranymi z téchto kompozic, kde D > s.
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2.2 Aitchisonova geometrie na simplexu

D-slozkové kompozice prirozené indukuji odlisny vybérovy prostor [13]. Je jim

D-slozkovy simplex definovany jako

D
SP = {x:(xl,...,xD)'; x;>0,1=1,...,D, sz:k‘}
i=1
Zvolme trojslozkovou kompozici x = (21, x2,23)". Potom simplex bude rovno-

stranny trojtihelnik s vrcholy A = [k,0,0], B = [0,%,0], C = [0,0, k], s délkou
strany kv/2 a viskou k‘\/g . Velikost plochy simplexu bude zavisla na konkrétni

volbé souctu slozek kompozice.

Kompozici mizeme interpretovat jako bod na simplexu. Nicméné simplex jako
vybérovy prostor pii pevné zvoleném k nepojme vsechny kompozice. Geometricky
si prostor vSech kompozic, RE , mizeme predstavit jako prostor, ktery je urcen
vybihajicimi paprsky z pocatku protinajicimi vzdy pravé jeden bod simplexu.
Kazdy paprsek tvori tiidu ekvivalentnich kompozic. Podstatou operace uzaveéru
je potom pritfazeni dané t¥idé ekvivalentnich kompozic pravé jednoho zastupce
na simplexu. Uzavér je tedy projekei vektoru s kladnymi slozkami z R” do sim-
plexu.

V praxi se trojslozkové kompozice zobrazuji pomoci ternarniho diagramu.
Ternarni diagram je rovinny rovnostranny trojihelnik s vrcholy X;, Xs, X3,
kompozice X je v ném zobrazena pomoci slozek tak, ze x; predstavuje vzdalenost
od protilehlé strany k vrcholu X7, x5 je vzdalenost od protilehlé strany k vrcholu
Xy a x3 je vzdalenost od protilehlé strany k vrcholu Xj.

Obecné pracujeme s mnohorozmérnymi daty v redlném vektorovém prostoru
s vyuzitim standardni euklidovské geometrie. Umime tedy vektory sc¢itat, na-
sobit skaldrem, zname neutralni prvek, tj. nulovy vektor, umime zde odvodit
dalsi vlastnosti jako je ortogonalita, pro vypocet vzdalenosti dvou vektorti po-
uzivame euklidovskou normu. Mame tedy nastroje potiebné k reprezentaci dat
v ramci této geometrie. Avsak euklidovska geometrie neni vhodna pro kompozi¢ni

data, napiiklad nerespektuje subkompozi¢ni dominanci, relativni skalu kompo-
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zic. Euklidovské vzdalenosti mezi kompozicemi (30, 70)" a (60, 40)" a kompozicemi
(10,90)" a (40, 60)’ jsou si rovny, tj. 301/2, ale piitom relativni p¥irtistek je v prv-
nim pfipadé pro prvni slozku stoprocentni a ve druhém ¢tyfnasobek. Disledkem
pak mize byt interpretace vysledki statistického zpracovani kompozic standard-
nimi metodami zalozenymi na principech euklidovské geometrie, kterd muize vést
ke zcela nesmyslnym zavérim.

Pro praci s kompozi¢nimi daty je nutné zavést vhodnou geometrii na simplexu.
Hleddme analogii pro praci s kompozi¢nimi daty na simplexu k praci v euklidov-
ském prostoru. Zavedeme nyni dvé operace na simplexu, které jsou analogické
sc¢itani vektort a nasobeni vektoru skalarem v D-dimenzionalnim realném pro-

storu.

Definice 2.5. Perturbace kompozice x = C(z1,...,zp)" € S kompozici y =

C(y1,...,yp) € SP je kompozice x ®y € S definovand vztahem

x®y =C(x1y1,...,2pyp)"-

Definice 2.6. Mocninna transformace kompozice x = C(x1,...,2p) € SP &s-

lem o € R je kompozice a ® x € SP definovand vztahem
a®x=C(2f,...,20).

Protoze operace perturbace a mocninnd transformace spliuji nasledujici axi-

omy,

1. (SP, @) tvoif komutativni grupu, tj. pro libovolné kompozice x,y,z € SP

plati

— komutativita: x §y =y @ x,

— asociativita: (x@y)Gz=x® (y ® 2z),

existuje neutrdlni prvek n = C(1,...,1)" a plati x ® n = x,

— inverze: x ®x ! =mn, kde x ' =C(z; ', ..., z5")’;

2. pro libovolné kompozice x,y € S? a a, f € R plati
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— neutralni prvek: 1 ® x = x,
— asociativita: « ® (8 © x) = (o - 8) O x,
— distributivita: (¢ + ) ©x = (« ©x) & (8 ©® x),
— distributivita: a © (x®y) = (@ Ox) B (@ O y);
je (SP,®,®) redlnym vektorovym prostorem. Poznamenejme jests, ze ve shods

se zna¢enim v redlném vektorovém prostoru znacime kompozici x @y ! = xOy.

Definujme nyni skalarni sou¢in, normu a vzdalenost na simplexu.

Definice 2.7. Aitchisontiv skaldrni souc¢in kompozic x,y € SP definujeme vzta-

hem

<’ ) DZZI ,Tzl yz

=1 j=1

Definice 2.8. Aitchisonova norma kompozice x € SP je dana jako

ERE o i\ 2
do(x,y) =|x0yl, = EZZ(lnx—Z‘—ln—Z).
1 i j

Prostor (S”,®, ®) spoletné s operacemi skalarni soucin, norma a vzdalenost
tvoii (D —1)-dimenzionalni euklidovsky vektorovy prostor. V teorii kompozi¢nich

dat jej nazyvame Aitchisonova geometrie na simplexu.

2.3 Logratio transformace kompozi¢nich dat

Aitchisonova geometrie na simplexu ma vlastnosti euklidovské geometrie a zda
se tak pro kompozi¢ni data nejlepsi moznou volbou. Aitchisonova geometrie

ovSem (aZz na vyjimky) neni vhodna pro statistickou analyzu dat tohoto typu.
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Cilem logratio transformaci je tak prevést kompozi¢ni data z Aitchisonovy geome-
trie izometricky do standardni euklidovské geometrie, abychom predesli chybnym
interpretacim vysledki uzitych statistickych metod a také proto, ze prace s daty
nez prace na simplexu. Cest, jak dosdhnout tohoto cile, je vice.

Kompozici vyjadiime jako soutadnice vzhledem k bézi [5], [13]. Budeme po-
zadovat, aby baze byla ortonormalni, nebot ortonormalita béze s sebou nese vy-
hodné vlastnosti.

Kompozi¢ni data bohuZel nelze interpretovat stejné jako v R, tj. pomoci
kanonické baze, protoze vektory kanonické baze euklidovského prostoru R nejsou
mnozinou generujicich prvkia ani bazi na simplexu.

K tomu, abychom zkonstruovali ortonormalni bazi na simplexu, je nutné najit
vhodny generujici systém. Vezméme systém kompozic {wy,...,wp}, kde w; =
C(l,...,e,...,1) proi = 1,...,D a Eulerovo ¢islo e je na i-té pozici. Potom

mitizeme kazdou kompozici x € SP psat ve tvaru
x=lnr ®(1,...,1)®..&hnzp©(1,...,1,¢).

Protoze koeficienty s ohledem na mnozinu generujicich prvka nejsou urceny jed-

noznacné, mizeme psat ekvivalentné

T , D ’
x=In——0(e1,....1)®d...0Im——0(1,...,1,e),
9(x) 9(x)
D D
kde g(x) = (H [EZ> je geometricky prumér slozek dané kompozice.
i=1

Timto se dostavame k prvni transformaci zvané centered logratio neboli zkra-

cené clr transformace. Centered logratio transformuje kompozici x € S” na D-

slozkovy vektor y = (y1,...,yp)" euklidovského prostoru a definujeme ji vztahem
/
s} rp
cdr(x)=In—-,....In— | =y.
@ = (g )

Clr transformace je izometrickd a symetrickd ve slozkach. Soucet slozek vektoru
y je nula, coz méa za nasledek singularitu dat. Z algebraického hlediska je clr izo-

morfismus mezi S a podprostorem prostoru RP. Geometricky, transformovany
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vektor lezi na nadroviné prochazejici po¢atkem prostoru R” a ortogonalni k vek-
toru (1,...,1). Clr transformace se pouzivd pfi konstrukci tzv. kompozi¢niho
biplotu [13], kapitola 5.4.

Disledkem takto zavedené transformace jsou nasledujici vztahy [13], s. 20.

Pro libovolné kompozice x;1,%x5 € S a o, B € R plati
cr(a ®x; ® B O x2) = aclr(xy) + felr(xs),

(x1,%2), = {clr(x1), clr(x2)) , [[x1ll, = [lelr(xa)]l,
do(x1,%2) = d(clr(xy), clr(xs)),
kde na pravych stranach rovnosti v poslednich dvou fadcich jsou po fadé uvedeny
euklidovsky skalarni soucin, euklidovska norma a vzdalenost.
Vybereme-li z generujiciho systému D—1 prvki, dostaneme bazi wy, ..., wp_1.

Potom miizeme kazdou kompozici x € SP pséat ve tvaru

Tp-1

x:lnﬂ@(e,l,...,l)’@...@ln

@(1,...,1,@,1)’.
Tp D

Timto se dostavame k druhé transformaci zvané additive logratio neboli zkracené
alr transformace. Additive logratio transformuje kompozici x € S na (D — 1)-
slozkovy vektor y = (y1,...,yp_1)" euklidovského prostoru a definujeme ji nej-

castéji vztahem

/
alr(x) = <ln ﬂ, ..., In xDl) =vy.
ID ID

Alr transformaci lze ovSsem obecné vytvorit pfesné tolik, kolik ma kompozice
slozek. Volba délici slozky by pritom méla vychazet z vyhodnosti interpretace
vysledkd. Alr transformace neni symetrickd ve slozkach a neni izometricka, pti-
¢emz druhd skutecnost ma ,negativni“ dopad naptiklad na vypocet vzdalenosti.
Alr transformace se pouziva, mimo jiné, pro detekci odlehlych pozorovani [8].
Vihodou clr a alr transformace je zdanliveé snadnéjsi interpretace vyslednych
soutfadnic. Problémem clr a alr transformaci ovSem je, ze nejsou piimo svazany

s ortogonalnim souradnicovym systémem na simplexu. Tento a vyse uvedené pro-

blémy Tesi transformace zvana isometric logratio neboli kratce ilr transformace,
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ktera je zalozena na volbé ortonormalni baze na nadroviné euklidovského prostoru
dimenze D vytvorené clr transformaci.

Volbou D — 1 kompozic ziskame bazi wy,...,wp_1. Tato baze jesté obecné
neni ortonorméalni. Ortonormalni béze vi,...,vp_1 € S vzhledem k Aitchiso-
nové geometrii dosdhneme uzitim Gram-Schmidtovy ortonormaliza¢ni metody.
Ortonormalnich bazi je mozné nalézt mnoho, jedna z moznosti je vzit vektory

tvaru

1

1
v, =C | ex ..., €X ,
( p{\/(D—iJrl)(D—i)} p{\/(D—iJrl)(D—z’)}

/
D—it1
exp{ D—Z_J;}11> Li=1,....D—1,

kde posledni slozky, jejichz pocet je D — i, jsou jednicky.

Protoze simplex ma vlastnosti euklidovské geometrie, miizeme vyhodné po-
uzit skalarni souc¢in pro nalezeni ortonormalnich souradnic libovolné kompozice
x € SP, tj.

x=((x,v1),OVv1)®...® ((x,vp_1), ® Vp_1).
Isometric logratio transformuje kompozici x € SP pii pevné zvolené bazi na
(D —1)-slozkovy vektor x* = (z7,...,2%,_;)" euklidovského prostoru a definujeme
ji vztahem
ilr(x) = ((x,v1), -, (X,vp_1),) = x*,
kde ortonormalni soutadnice pro vyse uvedenou bazi mtizeme psat explicitné jako
) HJ'Dzl Ly

;= (X, Vi), =1/~ In ,i=1,...,D—1.
¢ 1+1 Tit1

Ilr transformace ma izometrické vlastnosti clr transformace a zaroven fesi singu-
laritu dat. Disledkem takto zavedené transformace jsou potom nasledujici vztahy

[13], s. 21. Pro libovolné kompozice x1,x5 € S a «a, 3 € R plati

ilr(a ®x1 @ B O x9) = ailr(xy) + Bilr(xz),
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(x1,%0), = (ilr(x1),ilr(x2)), |[xall, = [lilr(x)Il,
do(x1,%2) = d(ilr(xy),ilr(xs)).

Ilr transformaci je mozné volbou ortonormalni baze na simplexu vymyslet neko-
necné mnoho, nevyhodou ¢/r transformace je obvykle pouze komplexni interpre-
tace vzniklych souradnic.

Vsechny vyse uvedené transformace jsou svazany linearnimi vztahy [6].

2.4 Softwarové reseni pro kompozi¢ni data

Prace s kompozi¢nimi daty by byla bez moznosti jejich softwarového zpraco-
vani neefektivni. Vhodnym softwarem diky jeho vefejné licenci je pro statistickou
analyzu dat software R dostupny na http://cran.r-project.org. Samotny program
umoznuje pouzivat jen zakladni funkce, proto je pro feseni specialnich problémii
nutné tyto zakladni funkce doplnit o knihovny obsahujici specialni ptikazy nebo
si naprogramovat vlastni funkce. Specialné pro statistickou analyzu kompozic-
nich dat je vhodné nacist knihovny compositions a robCompositions. Pfitom
zejména knihovna robCompositions [16] poskytuje uzitecné nastroje k zpra-
covani kompozicnich dat vcetné grafického zobrazeni. robCompositions zavisi
na knihovnach utils, robustbase, rrcov, car a MASS, importuje z nich né-
které funkce, redefinuje nékteré funkce z compositions a bude pro nas z hlediska
testovani normality klicova. Knihovnu robCompositions nainstalujeme prikazem
install.packages a nacteme piikazem library. Napovédu k robCompositions

ziskame piikazem help.

> install.packages(’robCompositions’)
> library(’robCompositions’)

> help(’robCompositions’)

Nyni muzeme pfistoupit k praci s kompozi¢nimi daty. Datovou matici X
vytvoiime prikazem matrix, data se standardné uvadéji po sloupcich, piicemz

funkce c() umoznuje kombinovat rizné datové typy a tvofi sloupcovy vektor,

28



parametr nrow udava pocet fadkt a ncol pocet sloupci. Prikazem colnames

pojmenujeme sloupce datové matice.

> X = matrix(c(79.07,31.74,18.61,49.51,29.22,21.99,11.74,24.47,
5.14,15.54,57.17,52.25,77.40,10.54,46.14,16.29,32.27,40.73,49.29,
61.49,12.83,56.69,72.05,15.11,52.36,59.91,65.04,52.53,38.39,57.34,
3.81,23.73,9.13,20.34,15.97,69.18,36.20,47.41,42.74,7.63,8.10,
11.57,9.34,35.38,18.42,18.10,23.22,23.00,56.47,27.11,39.02,24.02,
13.47,69.12,37.89,14.53,31.53,11.86,7.97,30.88) ,nrow=20,ncol=3)
> colnames(X)=c("x1","x2","x3")
> X
x1 x2 x3

[1,] 79.07 12.83 8.10

[2,] 31.74 56.69 11.57

[3,] 18.61 72.05 9.34

[4,] 49.51 15.11 35.38

[5,] 29.22 52.36 18.42

[6,] 21.99 59.91 18.10

[7,] 11.74 65.04 23.22

[8,] 24.47 52.53 23.00

[9,] 5.14 38.39 56.47

[10,] 15.54 57.34 27.11

[11,] 57.17 3.81 39.02

[12,] 52.25 23.73 24.02

[13,] 77.40 9.13 13.47

[14,] 10.54 20.34 69.12

[15,] 46.14 15.97 37.89

[16,] 16.29 69.18 14.53

[17,] 32.27 36.20 31.53

[18,] 40.73 47.41 11.86

[19,] 49.29 42.74 7.97
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[20,] 61.49 7.63 30.88

Simulované komporzice [13], s. 10, fadky matice X, transformujeme ze sim-
plexu do soutadnic uzitim funkce ilr, jejimz argumentem bude datova matice.
Transformovand matice bude mit o jeden sloupec méné, to plyne z vlastnosti ilr
transformace. Prvky transformované matice jiz nemusi byt nutné kladna realna
Cisla.

> ilrX=ilr(X)

> colnames(ilrX)=c("souradnicel", "souradnice2")
> ilrX
souradnicel souradnice?2
[1,] -1.67260012 -0.325214048
[2,] -0.17519651 -1.123721572
[3,] 0.27118645 -1.444657387
[4,] -0.62169922 0.601599316
[6,] 0.04975451 -0.738718633
[6,] 0.32969306 -0.846358379
[7,] 0.97735164 -0.728311845
[8,] 0.28658332 -0.583992574
[9,] 1.79931367 0.272881356
[10,] 0.76018544 -0.529690718
[11,] -1.26163216 1.645045139
[12,] -0.63950172 0.008589047
[13,] -1.58642954 0.274993329
[14,] 1.03616618 0.864971717
[15,] -0.51356056 0.610922767
[16,] 0.54371505 -1.103437534
[17,] 0.03744559 -0.097665338
[18,] -0.44169414 -0.979810843
[19,] -0.80205386 -1.187551019
[20,] -1.13311458 0.988550044
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Kompozice zobrazime v ternarnim diagramu uzitim funkce ternaryDiag s pa-
rametry name pro pojmenovani proménnych a grid s logickou hodnotou TRUE
anebo FALSE pro zobrazeni mfizky udéavajici proporcionalni podily jednotlivych
slozek. Funkce expression vytvori objekty mdédu, v nasem pripadé uzitim hrana-
tych zavorek proménnou s dolnim indexem. V soufadnicich zobrazime kompozice
prostfednictvim funkce plot s argumenty, kterymi jsou souradnice, a s para-
mentry xlab, ylab pro pojmenovani os, kde symbol st¥iska vytvoii horni index,
a type s hodnotou "p" pro bodové zakresleni kompozic. Soutadnice zadame vy-

bérem sloupciu transformované matice.

> ternaryDiag(X, name=c(expression(X[1],X[2],X[3])), grid=FALSE)
> ilrx1=i1rX[,1]
> ilrx2=1i1rX[,2]
> plot(ilrxl, ilrx2, xlab=expression(x[1]~"*"), ylab=expression

(X [2] *u*n) s type="p")

X3 °

10 15

0.5

2

Xx

-1.5 -1.0 -05 0.0
o

X1 X2

Obr.: Simulované kompozice v ternarnim diagramu vlevo, v soufadnicich
vpravo.

Knihovna robCompositions obsahuje, mimo jiné, funkce alr a clr, které

provedou prislusnou logratio transformaci dat, funkce, které provedou inverzni
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transformace, prikaz constSum pro operaci uzavéru a aDist pro vypocet Aitchi-
sonovy vzdalenosti. Dalsi funkce tykajici se operaci s kompozicemi lze naptiklad

najit v knihovné compositions nebo nutno takové funkce naprogramovat.
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3 Normalni rozdéleni na simplexu

Zpracovani mnohorozmérnych dat vyzaduje splnéni predpokladu mnohoroz-
mérného normalniho rozdéleni. Ne jinak je tomu i v pripadé kompozi¢nich dat.
V této kapitole budeme uvazovat ndhodné kompozice. Necht x = (X1,..., Xp)’

je ndhodny vektor, jehoZ vybérovym prostorem je simplex SP.

Definice 3.1. Rikdme, Ze ndhodny vektor x ma normalni rozdéleni na simplexu
SP pravé tehdy, kdyZ vektor ortonorméalnich soufadnic, x* = ilr(x), ma mnoho-

rozmérné normalni rozdéleni na RP1.

Normélni rozdéleni na simplexu lze definovat pomoci hustoty [12]. Postup,
jak nalézt vztah pro hustotu na simplexu, se zakladd na myslence transformo-
vat ndhodnou kompozici ze simplexu do euklidovského prostoru, zde zadefinovat
hustotu transformovaného vektoru a tuto hustotu transformovat zpét na simplex.

Princip zavedeni hustoty na simplexu vychéazi z teorie miry a transformaci.
Obecné jsou hustoty funkce vyjadiené s respektem k Lebesgueové mifte, coz je pti-
rozend mira v euklidovském prostoru, tedy mira kompatibilni s jeho geometrickou
strukturou a tudiz s absolutni mirou rozdilu. Simplex jako odlisny vybérovy pro-
stor indukuje prirozené jinou miru.

Jestlize je n&jaky vybérovy prostor £ C RP tiplnym vektorovym prostorem
se skalarnim soucinem, pak miizeme definovat miru A\g kompatibilni s jeho struk-
turou, zvlasté pak tuto miru mtzeme definovat prostiednictvim Lebesgueovy
miry na ortonormalnich soufadnicich. Hustota fz je definovana na E jako Radon-
Nikodymova derivace pravdépodobnostni miry P vzhledem k mife Ag. Mira \g
ma stejné vlastnosti v prostoru F jako Lebesgueova mira v realném prostoru.

Pfirozena mira na simplexu, )., kompatibilni s jeho strukturou, je ekvivalen-
tem k Lebesgueové mife a mizeme ji definovat uzitim ortonormalnich soutadnic.
Mira A, je absolutné spojita vzhledem k Lebesgueové mite A v redlném prostoru

a vztah mezi nimi [12], s. 496, je
|d\o/d\| = (VDayay - - xp) "
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Touto tivahou se dostavame k vztahu pro hustotu norméalniho rozdéleni na sim-

plexu [12], s. 497, tj.

_(D-1)

(f;%xl;'FL; exp {—%(ilr(x) — p)'E il (x) — M)} xeSP.

Hustota je vystavéna na prechodu od alr k ilr transformaci a nazyva se logisticky
normalni model na simplexu. Jedné se o tzv. aditivné-logisticky normalni model
na simplexu vyjadfeny v ortonormalnich soufadnicich.

Uzitim algebraicko-geometrické struktury simplexu (Aitchisonovy geometrie)
a uvazujeme-li prirozenou miru )\,, definujeme normalni rozdéleni na simplexu

prostfednictvim hustoty generickych ortonormalnich soufadnic [12], s. 498, tj.

(D

(2m)~ o |z 3 exp {—%(ilr(x) — )il (x) — u)} , x €SP,

Tato funkce je hustotou vzhledem k Lebesgueové mife v prostoru RP~! a také

vzhledem k mife )\, v prostoru SP.

X3

-15 -1.0 -0.5 0.0 0.5 1.0 15 X, X

<

Obr.: Normalni hustota v soufadnicich vlevo a na simplexu vpravo. Data jsou
nahodné generovana z dvourozmérného normalniho rozdéleni s parametry
p1 = g =0, 011 = 092 = 0.2, 013 =091 = 0.1

S hustotou normalniho rozdéleni na simplexu se pracuje obdobné jako v eukli-

dovském prostoru. Chceme-li naptiklad urcit pravdépodobnost realizace ndhodné
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kompozice v mnoziné M C S, je potfeba nejprve M transformovat a potom vy-
pocitat prislusny (D — 1)-rozmérny integral.

Normalni rozdéleni na simplexu charakterizuji, stejné jako v mnohorozmeér-
ném piipadé, parametry p a 3. Odhadujeme je z ndhodného vybéru kompozic
x; = (Xi,...,Xip)', i = 1,...,n, vyjadfeného v ortonormalnich soufadnicich,
xf = (Xj,...,X/p_1), i =1,...,n, jako maximéalné vérohodné odhady. Para-
metr p = E[ilr(x)] odhadneme jako vybérovy primér f s prvky

1

ﬂj:;;l’:j,j:l,...,l)—l,

a parametr ¥ = var[ilr(x)] pomoci vybérové varian¢ni matice 3 s prvky

n

. 1 . - oy
Gk = ﬁzl(x” — i) (xh, — fw), j,k=1,...,D—1.
1=
Hodnoty parametrt se lisi v zavislosti na volbé ortonormalni baze na simplexu.
Volba ortonormalni baze ale nem4 vliv na existenci norméalniho rozdéleni, nebot
jde jen o ortogonalni rotaci transformovanych dat.
Poznamenejme jesté, ze obdobou stfedni hodnoty na simplexu je centrum
definované jako
Eu[x] = cen[x] = C(g1,...,9p),
1

kde g; = (I[;-; Xij)™, 7 =1,...,D. Obdobou varian¢ni matice na simplexu je

matice rozptyli T o rozméru D x D s prvky

o= lXi
ij = var an )
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4 Testovani normality kompozic¢ich dat

Ovétovani normality ndhodného vybéru z mnohorozmérného normélniho roz-
déleni ma zasadni prakticky vyznam. Splnéni pfedpokladu normality implikuje
vyuziti vSech moznosti dané teorie ke zpracovani mnohorozmérnych dat.

Cilem této kapitoly je analyza konkrétnich piistupt k testovani normality
kompozi¢nich dat vcéetné jejich softwarového zpracovani v R a demonstrace na kon-
krétnich prikladech.

Normalita se ovéruje statistickymi testy. Obecné testujeme nulovou hypotézu,
ze ndhodny vybér pochazi z mnohorozmérného norméalniho rozdéleni proti alter-
nativé, ze nahodny vybér pochazi z néjakého jiného rozdéleni, pri¢emz parametry
rozdéleni testovand hypotéza blize nespecifikuje.

Z normality nahodného vektoru plyne normalita pfislusného marginalniho
rozdéleni viz Véta 1.9. Naopak tvrzeni obecné neplati, plati pouze v ptripadé ne-
zévislosti slozek ndhodného vektoru. V praxi se ale ukazalo [9], ze vyznamnéjsi
odchylka od mnohorozmérné normality se projevi i na marginalni normalité, proto
lze na zakladé téchto zkusenosti usuzovat z marginalni normality na mnohoroz-
meérnou normalitu, a to s sebou nese priznivé disledky pro jeji testovani. Roz-
hodnuti o nulové hypotéze lze tedy podpofit testovanim jednorozmérnych nebo
marginalnich rozdéleni, rozdéleni linearnich kombinaci nebo sdruzenych rozdéleni
jednotlivych part nadhodnych velic¢in.

Ucelem testovani je prokazat platnost nulové hypotézy. Vhodné je provést né-
kolik rtznych testt z diivodu odkryti jednotlivych zdroji odchylek od normality.
Existuje celd fada algoritmt pro testovani normality [9], s. 80 - 98. Pro kompo-
zifni data se ukézaly jako nejvhodnéjsi [1] Anderson-Darlingiv test, Cramer-von
Misesiiv test a Watsontiv test.

Anderson-Darlingtiv test je modifikaci testu Kolmogorovova-Smirnovova [15].
Testovym kritériem Kolmogorovova-Smirnovova testu je supremum vzdalenosti
mezi empirickou (skutecnou) distribu¢ni funkei a teoretickou (predpokladanou)
plné specifikovanou distribu¢ni funkci, Anderson-Darlingtiv test uvazuje rozdily

na ,chvostu“ distribu¢ni funkce. Hodnoty empirické distribuc¢ni funkce se urcuji
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jako kumulativni relativni Cetnosti ve vybéru a hodnoty predpokladané distri-
bu¢ni funkce usporadanych hodnot dle velikosti jsou bud dané, nebo se urci na-
priklad z tabulek pro norméalni normované rozdéleni. Cramer-von Misestv test
a Watsontiv test jsou modifikaci testu Anderson-Darlingova. Hlavni myslenkou
pro testovani p-rozmérné normality nahodného vybéru xq,...,x, je uziti toho

faktu, ze Mahalanobisova vzdalenost
(x— )7 (x — 1),
kde f1 je vybérovy primér a 3 je vybérova varian¢ni matice, ma y? rozdéleni

s p stupni volnosti.

Daéle necht D — 1 je dimenze ndhodného vektoru, tj. p = D — 1.
Testovani normality na simplexu SP je ekvivalentni testovani mnohorozmérné

normality ilr transformovanych kompozic [13]. Testujeme hypotézu
Hy : ndhodny vybér pochdzi z normdlniho rozdéleni na simplexu S”
proti alternative
H, : ndhodny vijbér nepochdzi z normdlniho rozdéleni na simplezu S
ekvivalentné s

Hy : nahodny vybér v ilr souradnicich pochdzi z mnohorozmérného normalniho

rozdéleni
proti alternative

H, : ndhodny vybér v ilr souradnicich nepochdzi z mnohorozmeéerného

normalniho rozdéleni.

Zakladni myslenkou tohoto pfistupu k testovani normality na simplexu je
vypocitat hodnoty testovych kriterii pro kazdou soufadnici zvlast, pro pary sou-
fadnic a pro celou kompozici a porovnat je s kritickymi hodnotami prislusnych
rozdéleni. Zamitnuti, resp. nezamitnuti nulové hypotézy by meélo vést ve vSech
piipadech, tj. pro D — 1 marginalnich univaridtnich testi, %(D —1)(D —2) biva-
ridtnich test a pro (D — 1)-dimenzionélni radius test, k jednotnému rozdéleni.
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4.1 Marginalni univariatni testy

Testujeme rozdéleni kazdé ortonormalni soufadnice z; = (x, v;), pro nahodny

vibér X7, ..., X?

xi=1,...,D—1. Testova procedura [13], s. 51, je nésledujici.
V prvnim kroce vypocitdme maximalng vérohodné odhady parametri ju; a o2,

tj.
~ 1 - * ~2 1 - * ~\2
i = " me 0; = n Z(IM — )"
r=1 r=1
V druhém kroce ziskame, naptiklad z tabulek, hodnoty distribu¢ni funkce
normovaného norméalniho rozdéleni pro normované hodnoty 7., tj.

* N2
@(M) =z, r=1...,n.

0
Tretim krokem je usporadani hodnot z, vzestupné, usporadané hodnoty ozna-
¢ime jako z().
Ve ¢tvrtém kroce vypocitame hodnotu testového kritéria Anderson-Darlingova

” A” nebo Cramer-von Misesova ”C'M” nebo Watsonova ”W?” pro jednorozmérné

rozdéleni, tj.

25 4 1 <
A= (E — ﬁ — ) <E 2(27’ — 1)[1112(” + ln(l — Z(n+1—r))] + TL) s

r=1

n wr—1\? 1 o+ 1
CM = r) — 5
(r - <Z() 2n ) N 12n> ( 2n >

2
2n+1 1 1
W:CM—( 5 )(EZZ(T)—§> )

r=1

Patym krokem je porovnani hodnoty testového kritéria s kritickou hodnotou
v tabulce. Nulovou hypotézu zamitneme na hladiné vyznamnosti o ve prospéch

alternativy, jestlize hodnota testového kritéria je vétsi nez kritickd hodnota.

Hladina vyznamnosti | % 10 5 2.5 1
Anderson - Darling A 10.656 | 0.787 | 0.918 | 1.092

Cramer - von Mises | CM | 0.104 | 0.126 | 0.148 | 0.178
Watson W 1 0.096 | 0.116 | 0.136 | 0.163
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Tab.: Kritické hodnoty pro marginalni univariatni testy.

4.2 Bivariatni testy

Bivariatni testy sleduji chovani part ilr soufadnic. Pro kazdy par (i, j) soutad-
nic,kdei,j =1,...,D—1,i < j, mame soubor pozorovani (x};, :cjj), r=1,...,n.
Jestlize dvojice veli¢in (U;,U;) ma rozdéleni N(0,I5), které nazveme v tomto
kontextu kruhovym normalnim rozdélenim [1], potom thel v radidnech mezi vek-
torem vybihajicim z poc¢atku k bodu (u;, u;) a osou u; je rozdélen rovnomérné na
intervalu (0, 27).

Principem bivariatniho testu je transformace dvojice veli¢in na kruhové nor-
malni rozdéleni a pak provedeni testu rozdéleni thlu podobné jako v jednoroz-
mérném piipadé. Testova procedura [13], s. 53, je nasledujici.

V prvnim kroce pro kazdy par (,j) ortonormélnich soufadnic, kde i,7 =
1,...,D—1, i< j, vypo¢itdme maximalné vérohodné odhady parametrt y;, o,

a 0ij, tJ

(&z U) LSt — ) LS = ) (s — )
7 (%)

— r=1 r=1
A AD = n n
Gii O .
o oo (@ = )y — ) 5 (= y)?
r=1 r=1
V druhém kroce pro r =1,...,n vypocteme
1 ) by
= e (1= 108 (07, - ) 2]
6705 — o j
(x:j fi;)
Up = -
gj

Tretim krokem je vypocet radidnového tthlu 6 pozadovaného k rotaci osy u,.

proti sméru hodinovych rucicek k bodu (u,, v,.). Jestlize arctan(t) ozna¢ime funkci
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arkustangens definovanou na R s hodnotami v intervalu (-7, 7), pak

Y

§ — arctan (v_> N ((1 — sgn(u,))m - (L+ sgn(ur))(1 — sgn(vr))ﬂ)
Uy 2 2
kde sgn je znaménkova funkce signum definovana na R, ktera prifazuje zapornym
¢islim hodnotu —1, kladnym ¢isliim hodnotu 1 a nule hodnotu 0.
Ctvrtym krokem je uspoifadani hodnot % vzestupné, usporadané hodnoty
oznacime jako z().
V patém kroce vypocitame hodnotu testového kritéria Anderson-Darlingova
7 A” nebo Cramer-von Misesova ”C'M” nebo Watsonova ”W?” pro rozdéleni uhli

v kruhovém normalnim rozdéleni, t;j.

n

1

A= - Z_;(QT —1)[Inzp) + In(1 = zg1-r))] — n,

" 2r —1\> 38 06\ (n+1
CM = r) - "2 ’
(o2 -222) )

" 7w —1\? 02 n+0.8
W= Z<Z(”_ 2n) 12n __"<Zz(’“__> ( n )

r=1

Sestym krokem je porovnani hodnoty testového kritéria s kritickou hodnotou
v tabulce. Nulovou hypotézu zamitame na hladiné vyznamnosti o ve prospéch

alternativy, jestlize hodnota testového kritéria je vétsi nez kriticka hodnota.

Hladina vyznamnosti | % 10 5 2.5 1
Anderson - Darling A ] 1.933 | 2.492 | 3.070 | 3.857

Cramer - von Mises | CM | 0.347 | 0.461 | 0.581 | 0.743
Watson W | 0.152 | 0.187 | 0.221 | 0.267

Tab.: Kritické hodnoty pro bivariatni testy.

4.3 Radius test

Radius testem ovérujeme souhrnnou mnohorozmérnou normalitu. Za plat-
nosti nulové hypotézy, ze ndhodny vybér kompozic v ilr soufadnicich, tj. x7,
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r=1,...,n, pochazi z mnohorozmérného normalniho rozdéleni, bude mit pfi-
slusna Mahalanobisova vzdalenost rozdéleni x%, ;. Uzijeme distribu¢ni funkei to-
hoto rozdéleni a dostaneme hodnoty, které by mély vést k rovnomérnému rozde-
leni.

Pricipem radius testu je redukce proménnych vhodnou transformaci a na-
sledné univariatni testovani. Testova procedura [13], s. 54, je nasledujici.

V prvnim kroce vypocitame maximalné vérohodné odhady vektoru stfednich

hodnot a varian¢ni matice zcela analogicky jako v predchozim, tj. pro slozky

1 n
i=-Sat, i=1,....D—1,
i nzx i

. L, o e
045 = E Z(xm - Iui)(xrj - luj)a 1) = 1... ) D -1
r=1
V druhém kroce vypocitame hodnoty Mahalanobisovych vzdélenosti w,., tj.
U= (xF— p)SNxE— ), r=1,...,n.

Ttetim krokem je vypocet hodnoty distribu¢ni funkce F rozdéleni x%_, v bodé
Uy, t].
zr=F(u.), r=1,...,n.
Ve ¢tvrtém kroce usporddame hodnoty z,. vzestupné, usporddané hodnoty
oznacime jako z().
V patém kroce vypocitame hodnotu testového kritéria Anderson-Darlingova

7 A” nebo Cramer-von Misesova ”C'M” nebo Watsonova ”W?” pro radius test, tj.

n

1
A= =3 Y= Dl + a1 = )] =
" 2r —1\> 38 06\ (n+1
CM = r) - n2 ’
(& (o2 - 20%) ()
r— ) . n .
W = r) T Jo., 2 Y .
r=1 <Z() 2n ) 12n ! nz ' <; Z() 2) < " )
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Sestym krokem je porovnani hodnoty testového kritéria s kritickou hodnotou
v tabulce. Nulovou hypotézu zamitame na hladiné vyznamnosti @ ve prospéch

alternativy, jestlize hodnota testového kritéria je opét vétsi nez kritickd hodnota.

Hladina vyznamnosti | % 10 5 2.5 1
Anderson - Darling A ] 1.933 | 2.492 | 3.070 | 3.857

Cramer - von Mises | CM | 0.347 | 0.461 | 0.581 | 0.743
Watson W 1 0.152 | 0.187 | 0.221 | 0.267

Tab.: Kritické hodnoty pro radius test.

4.4 Principy testovani normality kompozi¢nich dat v R

Postup ovérovani platnosti nulové hypotézy v softwaru R se v nékterych kro-
cich, tak jako je tomu u vétsiny statistickych softwart, lisi od ,ucebnicového®
postupu. Vypocet testovych statistik je v principu stejny, avsak rozhodovani
o platnosti nulové hypotézy se zaklada na uziti p-hodnoty. p-hodnota testu je
pravdépodobnost, s jakou testovaci statistika nabyva hodnot vice svédcicich v ne-
prospéch testované hypotézy. p-hodnota je obvyklym vystupem softwaru, udava
mezni hladinu vyznamnosti, pfi které bychom hypotézu jesté nezamitli. Jinymi
slovy, nulovou hypotézu zamitdme na hladiné vyznamnosti o pravé tehdy, kdyz
p-hodnota je mensi nez a.

Generovani p-hodnot v ramci testovani normality kompozi¢nich dat v R,
v souladu s knihovnou robCompositions [16], se zaklada na metodé Monte Carlo.
Prednosti této metody, nazyvané také jako metoda statistickych pokust, je jed-
noduchost vypoctového algoritmu spocivajici v provedeni jednoho nédhodného
vybéru, ktery se R-krat opakuje nezavisle na ostatnich pokusech. Pfesnost vy-
poctu je dana poctem pokustl, chyba klesa se zvysujicim se po¢tem provedenych
pokust a je ameérna ¢islu %, kde konstanta k vyjadiuje povahu feseného pro-
blému. Konkrétné R-krat nahodné vygenerujeme ndhodny vybér o rozsahu n
(v bivariatnim pfipadé datovou matici o rozméru n x 2, v ptipadé D-slozkové
kompozice matici ortonormalnich soufadnic o rozméru n x (D — 1)) z normalniho

rozdéleni s parametry, které byly standardné odhadnuty z dat. Z nové vygenero-
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vanych dat vypocitame hodnoty testovych statistik a tyto hodnoty porovname
s hodnotou testové statistiky vypoctené z ptivodnich dat. p-hodnotu ziskame jako
podil hodnot testovych statistik, které nabyly hodnot vyssich nez je hodnota tes-
tové statistiky vypoctena z ptivodnich dat.

Otézkou ztistava volba po¢tu Monte Carlo simulaci. Je-li v nasem zajmu snizit
chybu pfi vypoc¢tu p-hodnoty desetkrat, je nutné navysit pocet simulaci o jedno
sto. S rostoucim poc¢tem simulaci bude nartistat pocet algoritmem zpracovanych
operaci, a to pii velkém souboru dat nemusi byt zcela efektivni z hlediska vypo-
ctové zatéze a rychlosti zpracovani dat. PTi volbé R < 1 test neprobéhne a testova
procedura nas vyzve k navyseni poctu simulaci.

Testovani neprobéhne ani v pfipadé malého souboru dat, tj. pro n < 8, tes-
tova procedura vypocet zastavi a informuje o problému. Urcita komplikace mize
z matematického hlediska vyvstat v pripadé radius testu, konkrétné se jedna
o Mahalanobisovu vzdalenost v ramci vypoctu testového kritéria. Singularni, ne-
invertovatelna, varianéni matice ukazuje predevsim na nekorektni data. Singula-
rita nenastane, pokud je soubor dat ziskan alespon ,predvidatelné korektnim”
zpusobem.

Knihovna robCompositions poskytuje uzitecné nastroje k testovani norma-
lity kompozi¢nich dat. Pro tucely testovani robCompositions nabizi uzivateli
funkci ilr transformujici kompoziéni data a funkce adtest, adtestWrapper,
summary .adtestWrapper, print.adtestWrapper, které provedou Anderson-Dar-
lingtiv test na datové matici kompozic a shrnou jeho vysledky.

Funkce adtest obsahuje vypoctové procedury univariatnich, bivariatnich tes-
tovych statistik, statistiky radius testu a procedury generujici p-hodnotu. Argu-
mentem funkce adtest je datova matice. Parametry jsou locscatt s hodnotou
"standard" pro standardni odhady parametri rozdéleni a R, ktery udava po-
¢et Monte Carlo simulaci. Funkci adtest neni nutné samostatné volat, je volana
i s parametry prostiednictvim funkce adtestWrapper.

Funkce adtestWrapper ¢/ transformuje datovou matici, zavola funkci adtest,

provede D — 1 univaridtnich testd, poté 1(D — 1)(D — 2) bivaridtnich testt a ko-
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necné radius test v pripadé kompozic, které maji ¢tyii a vice slozek, a generuje
informace o vysledcich testovani. Vstupnim argumentem funkce adtestWrapper
je datova matice, parametr alpha udava hladinu vyznamnosti, R je pocet Monte
Carlo simulaci a parametr robustEst je volbou mezi standardnimi a robustnimi
odhady parametri s logickou hodnotou FALSE pro volbu standardnich odhadi.

Funkce summary.adtestWrapper shrne vysledky testovani, tj. vytiskne na-
zev testu, hladinu vyznamnosti, oznaceni testovanych proménnych v kolonce
ilrVars, nazvy dil¢ich testl, hodnoty odpovidajicich testovych statistik, p-hodno-
ty a konecné vysledky dil¢ich testtt v kolonce check s logickou hodnotou TRUE
anebo FALSE. Dil¢i zavéry testovani jsou uzitecné k odkryti vlivu jednotlivych
proménnych na zamitnuti nulové hypotézy.

Funkce print.adtestWrapper tiskne rozhodnuti o platnosti nulové hypotézy.

Knihovna robCompositions nenabizi funkce, které provedou Cramer-von Mi-
sesiiv a Watsoniiv test. Funkce cvmtest, cvmtestWrapper,
summary .cvmtestWrapper, print.cvmtestWrapper a funkce watstest,
watstestWrapper, summary.watstestWrapper, print.watstestWrapper, které
pracuji zcela analogicky véetné parametrii, odhada p-hodnot na principu Monte-
Carlo, otazky neotestovani, se strukturou, jakou maji funkce Anderson-Darlingova
testu, nalezneme v pfiloze. Tyto funkce nacteme piikazem source("cesta k

hledanému R-souboru"). Napiiklad funkci cvmtestWrapper nacteme jako
> source("D:\\R-ko balicky\\cvmtest\\cvmtestWrapper.R")
Provedeme-li Anderson-Darlingtv test na datové matici z kapitoly 2.4, tj.

> Normality_test= adtestWrapper(X, alpha = 0.05, R = 1000,
robustEst = FALSE)

> summary (Normality_test)
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ilrVars testName testStat pvalue check

1 1 A-D univariate normality test 0.1530720 0.987 TRUE
2 2 A-D univariate normality test 0.4210118 0.399 TRUE
3 3 A-D bivariate normality test 0.3339600 0.687 TRUE

--> p-values and tests are obtained from standard estimates.
> Normality_test
[1] "The data follow the normal distribution on the simplex

(alpha =0.05)"

nebo jednoduse

> summary (adtestWrapper (X, alpha = 0.05, R = 1000, robustEst =
FALSE))

> print(adtestWrapper(X, alpha = 0.05, R = 1000, robustEst =
FALSE))

a dale Cramer-von Misestuv test

> Normality_test= cvmtestWrapper (X, alpha = 0.05, R = 1000,
robustEst = FALSE)

> summary (Normality_test)

Cramer - von Mises test results ( alpha = 0.05 ):

ilrVars testName  testStat pvalue check
1 1 C-vM univariate normality test 0.01872976 0.989 TRUE
2 2 C-vM univariate normality test 0.06184996 0.391 TRUE
3 3 C-vM bivariate normality test 0.04168836 0.473 TRUE
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--> p-values and tests are obtained from standard estimates.
> Normality_test
[1] "The data follow the normal distribution on the simplex

(alpha =0.05)"
a konecné Watsontv test,

> Normality_test= watstestWrapper (X, alpha = 0.05, R = 1000,
robustEst = FALSE)

> summary (Normality_test)

Watson test results ( alpha = 0.05 ):

ilrVars testName testStat pvalue check
1 1 Watson univariate normality test 0.01862105 0.980 TRUE
2 2 Watson univariate normality test 0.05684297 0.396 TRUE
3 3 Watson bivariate normality test 0.03350805 0.396 TRUE

--> p-values and tests are obtained from standard estimates.
> Normality_test
[1] "The data follow the normal distribution on the simplex

(alpha =0.05)"

platnost nulové hypotézy, tj. data pochazeji z normalniho rozdéleni na simplexu,

je na hladiné vyznamnosti 5% ovérena.
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Vsimnéme si p-hodnot, které jsou si priblizné v konkrétnich marginalnich
univariatnich pfipadech u vSech tii testii rovny. Podstatné se lisi p-hodnoty v bi-
variatnich ptipadech. Nabizi se otazka, jestli je nutné k ovéreni normality na sim-
plexu vzdy pouzit vSechny tfi testové procedury. Testy se vzajemné lisi v jejich
sile, tedy v prisnosti zamitani nulové hypotézy. Tato skutecnost je snadno pozo-
rovatelnd z p-hodnot, které se nejvice blizi k hladiné vyznamnosti u Watsonova
testu, nejmirnéjSim testem je Anderson-Darlingiv test. Testy, také hladinu vy-
znamnosti, je icelné volit tak, aby co nejvice odpovidaly povaze feseného pripadu.
K ujisténi se o normalité je vhodné, nikoliv nezbytné, testovat data s riznymi
volbami ilr transformace. VSechny testy mohou fungovat pfi odlisnych volbach
ortonormalni baze na simplexu rizné dobie, zaroven dokresluji z hlediska testo-

vani celkovy pohled na konkrétni data.

4.5 Finalni navrhy k testovani normality na simplexu

Cilem této podkapitoly je demonstrovat dva finalni pristupy k testovani nor-
mality kompozi¢nich dat véetné jejich softwarového zpracovani, ukazat vyhodné
vlastnosti a urcita tskali téchto pfistupi, nalézt efektivni procedury k testovani
normality kompozi¢nich dat a predvést tyto procedury na konkrétnich datech
véetné pribézného porovnani dil¢ich vysledkil testovani. Oba dale uvedené pii-
stupy se zakladaji na uziti singuldrniho rozkladu transformované datové matice

a lisi se predevsim typem pouzité logratio transformace.

4.5.1 Testovani normality kompozi¢nich dat uzZitim clr transformace

a singularniho rozkladu

Standardné testujeme normalitu ilr transformovanych dat. Tento pfistup k tes-
tovani normality na simplexu se vraci k clr transformaci a aditivné-logistické
normalité. Hlavni myslenka spociva v tom, Ze se datova matice clr transformuje,
transformovana matice se vhodné rozlozi na soucin tii matic tak, Ze se ptvodni
informace, kterou nesou data, oc¢isti timto rozkladem od vzajemnych vazeb mezi

proménnymi. Nasledné testovani normality se provede pouze pro matici, ktera
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nese o¢isténou informaci. Testova procedura [2] je nasledujici.
Necht X je datova matice typu n x D, jejiz prvky tvoii D-slozkové kompozice,

tj.

Prvnim krokem je sestaveni matice Y typu n x D z clr transformované a na-

sledné centrované datové matice X. Maticové lze tento postup zapsat jako

Y = (1, - %Jn) In X (I — %JD),

kde I,, je n-rozmérna jednotkova matice a J,, je matice typu n x n, jejiz prvky
jsou rovny jedné. Matice (Ip— %J p) provede clr transformaci, kterd transformuje
data ze simplexu do euklidovského prostoru. V euklidovském prostoru jsou trans-
formovana data necentrovana, centrovani dat v euklidovském prostoru provede
matice (I, — 1J,).

Druhym krokem je singularni rozklad matice Y. Singuldrnim rozkladem [10]
se rozumi rozklad ptivodni matice na soucin tii matic s vyhodnymi vlastnostmi,
tj.

/

Y (uxD) = Znx0)Ux0)V(pxpy, 1> D.

Matice Z a V jsou ortonormalni, matice Z je sloZena z vlastnich vektori ma-
tice YY’, matice V je sloZena z vlastnich vektori matice Y'Y a z ortonormality
plyne rovnost Z'Z = V'V = I p,py. Matice U je diagonalni, na hlavni diagonéle
jsou usporadany singularni hodnoty dle klesajici velikosti. Singuldrni hodnotou
se rozumi odmocnéné nenulové vlastni ¢islo matice Y'Y nebo také matice YY’,
je jich nejvyse D — 1. D-ta singularni hodnota je, az na numerickou chybu, rovna
nule. Matice Z se nazyva matice skoriu. Informaci o vyznamnosti jednotlivych
skorti, sloupcti matice Z, nam davaji singuldrni hodnoty, a to podle jejich vzdale-
nosti od nuly. Singuldrni hodnoty blizké nule ukazuji na mensi vyznamnost skérii
a vyssi pfitomnost experimentalnich chyb. Singularni hodnoty taktéz ukazuji vy-
znamnost odpovidajicich zateZi, sloupcti matice V. Singularni rozklad lze zapsat
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jako linearni kombinaci
D-1
/
Y = E U Zi V.
i=1

Tretim krokem je preskalovani matice Z z dtivodu lepsi interpretace [2], s. 672,

konkrétné nésobime ¢islem /n, tj.
W = Z /.

Na rozhodovani o platnosti nulové hypotézy nema skalovani vliv.

Ctvrtym krokem je provedeni testt pouze pro ziskanou pfeskilovanou matici
skorti. Normalita se testuje postupné univariatné pro prvni sloupec matice W,
potom univariatné pro druhy sloupec a bivariatné pro prvni a druhy sloupec,
potom univariatné pro tieti sloupec, bivariatné pro prvni a tieti, druhy a treti
sloupec, radius test pro prvni, druhy a tfeti sloupec a tak dale az do chvile, kdy
bude otestovano tolik sloupcti, kolik je potieba k ujisténi se o normalité z hlediska
informace v datovém souboru vysvétlené prislusnymi skory, o jejichZ vyznamnosti
nam poskytuji informaci singularni hodnoty. Uvedeny postup vychazi z metody
hlavnich komponent, k této metodé blize [13], kapitola 8.5. U konkrétniho testu
uzijeme zaroven Anderson-Darlingovo, Cramer-von Misesovo a Watsonovo krité-
rium a testujeme az do 99% vysvétlené informace [2], s. 673.

Péatym krokem je rozhodnuti o nulové hypotéze. Plati ekvivalence [2], s. 673,
ze nahodna kompozice x méa aditivné-logistické normalni rozdéleni na simplexu
pravé tehdy, kdyz slozky ndhodného vektoru w (testované sloupce matice W) jsou
nekorelované, za platnosti nulové hypotézy nezavislé, a maji normalni rozdéleni
N(0,1). Nezavislost plyne z ortogonaliza¢nich vlastnosti singularniho rozkladu.

Testujeme tedy aditivné-logistickou normalitu. Pokud mé ndhodnéa kompozice
x aditivné-logistické normalni rozdéleni na simplexu, pak ma tato kompozice nor-
malni rozdéleni na simplexu, protoze aditivné-logistické normalni rozdéleni je jen

transformaci normalniho rozdéleni na simplexu, tedy normalita bude zachovana.
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4.5.2 Testovani normality kompozi¢nich dat uZitim clr transformace

a singularniho rozkladu v R

V praxi se samoziejmé nestava, ze bychom zadavali datovou matici zptisobem
demonstrovanym v kapitole 2.4. Nejcastéji se datové matice nacitaji z datovych
souboril. Soucasti knihovny robCompositions je datovy soubor skyeLavas ob-
sahujici 23 vzorkt lavy. Jednéa se o trojslozkové kompozice, které tvoii sloucenina
oxidi sodiku a drasliku, oxid Zeleza a oxid hot¢iku. Data jsou vyjadiena v pro-
centech.

Datovy soubor nacteme piikazem data a piikazem data.frame vytvofime
datovou tabulku. Po nac¢teni datového souboru je mozné data oteviit v datovém

editoru prikazem fix.

> data(skyeLlavas)

> fix(skyeLavas)

> X=data.frame(skyeLavas)
> X

sodium.potassium iron magnesium

1 52 42 6
2 52 44 4
3 47 48 5
4 45 49 6
5 40 50 10
6 37 54 9
7 27 58 15
8 271 54 19
9 23 59 18
10 22 59 19
11 21 60 19
12 26 53 22
13 24 54 22
14 22 55 23
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15
16
17
18
19
20
21
22
23

Datova tabulka je v prostiedi R vystupnim objektem typu seznam, tuto sku-
tecnost snadno ovéfime piikazem mode. V nasem zajmu je, aby se tabulka chovala
jako datova matice, to zajistime prikazem as.matrix. Diagonalni matici vytvo-
fime piikazem diag. Déale provedeme clr transformaci uzitim funkce clr, ktera je
soucasti robCompositions, a nasledné data vycentrujeme. Vystupem funkce clr
je seznam, jehoZz prvni slozkou je transformovana matice dat x.clr a druhou sloz-
kou vektor pfislusnych geometrickych primeéri gm. Piistup ke slozkdm seznamu
jménem zajisti symbol $, symbol %*% uzijeme k maticovému nasobeni. Bez uziti
as.matrix nastanou urcité komplikace pfi zpracovani vypoctu clr transformace

a nasledujicich maticovych operaci.

> mode (X)

[1] "list"

> X=as.matrix(X)
> mode (X)

[1] "numeric"

> Y=(diag(1l,nrow=23)-(1/23)*matrix(1,nrow=23,nc0l=23))%x*/

(clr(X)$x.clr)
>Y

sodium.potassium

22
20
16
17
14
13
13
14
24

56
58
62
57
54
55
52
47
56

22
22
22
26
32
32
35
39
20

iron
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magnesium

[1,] 0.92231239 -0.07569389 -0.84661850



[2,]
[3,]
[4,]
(5,]
[6,]
[7,]
(s8,]
[9,]
[10,]
[11,]
[12,]
[13,]
[14,]
[15,]
[16,]
[17,]
[18,]
[19,]
[20,]
[21,]
[22,]
[23,]

Singularni rozklad realné datové matice provede funkce svd. Funkce svd ge-

neruje seznam nekorespondujici s vyse uvedenou teorii, proto slozky seznamu

.04196075
.87117837
. 77454134
.51900988
.47650201
.07235311
.01737651
.10101398
.14867090
.18528662
.07656797
.11001334
.18895456
.18014347
.255638070
.42637353
.41361410
.59424216
.64976385
.66093808
.61390526
.09036583

prejmenujeme prikazem list.

.09047449
.10779960
.07526698
.04227875
.07013596
.05252708
.07390849
.05659707
.056339192
.08010333
.10958405
.08351530
.05709600
.03026641
.02489786
.14373996
.01179165
.02874762
.00818780
.05907590
.18724716
.02750014

O O O O O O O O O O o o o o o o

.13243525
.97897797
.84980832
.47673113
.54663797
.12488019
.05653198
.04441692
.09527898
.10518328
.18615202
.19352864
.24605056
.21040989
.23048284
.28263356
.40182245
.62298977
.64157605
.72001398
.80115242
.11786597

> svd=list(Z=svd(Y)$u, U=svd(Y)$d, V=svd(Y)$v)

> svd

$z

[,1]

[,2]
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[1,]
[2,]
(3,]
[4,]
[5,]
[6,]
[7,]
(s8,]
[9,]
[10,]
[11,]
[12,]
[13,]
[14,]
[15,]
[16,]
[17,]
[18,]
[19,]
[20,]
[21,]
[22,]
[23,]

$U

[1] 3.552110e+00 4.

$v

O O O O O O O O O O o o o o o o

350359777
433874536
369714954
324253616
197225223
204636964
040130062

.009076135
.027924161
.047566812
.056348693
.054146634
.061806917
.087481514
.078175157
.096159815
.138446314
.161911534
.242501251
.256589244
.275580592
.284601041
.041879318

[,1]

.36450463
.07649930
.15317493
.07909772
.20423912
.11478288
.13362069
.20797447
.17395206
.17304167
.256328736
.29122299
.21329144
.12676675
.056380216
.11185692
.47023331
.10199692
.01977323
.13155281
.056320302
.41670052
.06116469

.156364502
.39474415
.30305476
.29127358
.06602124
.09353291
.04080916
.03883420
.03603845
.17535946
.02478828
.04473683
.51693411
.08663137
.20789055
.02617454
.13047674
.01953584
.18824834
.09151685
.056435599
.45698219
.03614113

279342e-01 1.117279e-15

[,2]

[,3]

[1,] -0.68550605 -0.4435630 0.5773503
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[2,] -0.04138379 0.8154471 0.5773503
[3,] 0.72688984 -0.3718842 0.5773503

Matice U je diagondalni a poskytuje informaci o vyznamnosti konkrétnich
skort. Ziejmé prvni dva skéry nesou podstatnou informaci o datech, treti sin-

gularni hodnota je (az na numerickou chybu) nulova. Matici W ziskdme preska-

lovanim matice Z.

> W=(svd$Z) *sqrt (23)

> W
[,1] [,2] [,3]
[1,] -1.68026646 -1.74810282 -0.73685561
[2,] -2.08078918 0.36687777 1.89312643
[3,] -1.77309063 0.73460117 -1.45339959
[4,] -1.55506571 0.37933932 1.39689900
[5,] -0.94585894 -0.97949641 -0.31662675
[6,] -0.98140440 0.55047935 -0.44856809
[7,] -0.19245702 0.64082231 -0.19571386
[8,] 0.04352762 -0.99741053 0.18624229
[9,] 0.13391957 0.83424479 -0.17283435
[10,] 0.22812242 0.82987872 -0.84099441
[11,] 0.27023884 1.21472352 0.11888042
[12,] 0.25967813 -1.39665639 0.21455030
[13,] 0.29641556 -1.02290983 -2.47912890
[14,] 0.41954660 -0.60795200 0.41546947
[16,] 0.37491488 -0.25802609 -0.99700807
[16,] 0.46116627 0.53644695 0.12552868
[17,] 0.66396520 2.25515974 0.62574444
[18,] 0.77650044 0.48916004 -0.09369062
[19,] 1.16299515 0.09482907 -0.90280731
[20,] 1.23055879 0.63090512 0.43889941
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[21,] 1.32163809 -0.25515272 -0.26068217
[22,] 1.36489865 -1.99842551 2.19160960
[23,] 0.20084615 -0.29333557 0.17332677

Aditivné-logistickou normalitu budeme testovat na prvnich dvou preskalova-

nych skorech. K testovani uzijeme funkce adtest, cvmtest a watstest.

> adtest(W[,1], R = 1000, locscatt = "standard")

A-D univariate normality test

data:
A =1.0786, p-value = 0.011

> cvmtest(W[,1], R = 1000, locscatt = "standard")

C-vM univariate normality test

data:
CM = 0.1828, p-value = 0.008

> watstest(W[,1], R = 1000, locscatt = "standard")

Watson univariate normality test

data:
W = 0.1686, p-value = 0.013

Test prvniho skéru vede k zamitnuti nulové hypotézy na hladiné vyznamnosti
5%. Vsimnéme si, ze funkce adtest, cvmtest a watstest nevyzaduji zadavani
parametru alpha. Posouzeni platnosti nulové hypotézy plyne z porovnani hladiny

vyznamnosti, kterou si zvolime, a ptislusné p-hodnoty.
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Porovname-li p-hodnoty s hladinou vyznamnosti 1%, nulovou hypotézu v pii-
padé testu Anderson-Darlingova a Watsonova nezamitneme a testujeme déle
druhy skér. V pripadé testu Cramer-von Mises bychom nulovou hypotézu na hla-
din¢ vyznamnosti 1% zamitli, ale zalezi na konkrétni vygenerované p-hodnoté,
ktera je u tohoto testu velmi blizka hladiné vyznamnosti. Proto je vhodné k ujis-
téni se o nutnosti dalsiho testovani, tj. zamitnuti ¢i nezamitnuti nulové hypotézy,
uzit prislusny test opakované.

Na prvni pohled se miize nékomu jevit uziti nizsi hladiny vyznamnosti, tedy
,Prisnéjsiho” testovani, ve prospéch zamitani nulové hypotézy. Je tomu prave
dépodobnosti chyby I. druhu, kdy nulovou hypotézu zamitame, piestoze plati.
Volbou nizsi hladiny vyznamnosti klesd pravdépodobnost chyby I. druhu a roste
pravdépodobnost chyby II. druhu, kdy nulovou hypotézu nezamitame, prestoze
neplati. Pravdépodobnost spravného zamitnuti neplatné hypotézy je sila testu
proti alternative.

Pii hladiné vyznamnosti 5% nemé smysl testovat dalsi skér a mizeme pfimo
prohlasit zavér o neplatnosti nulové hypotézy. Pi volbé hladiny vyznamnosti 1%

pokracujeme v testovani druhého skoru.

> adtest(W[,2], R = 1000, locscatt = "standard")

A-D univariate normality test

data:
A = 0.5325, p-value = 0.227

> cvmtest(W[,2], R = 1000, locscatt = "standard")

C-vM univariate normality test

data:
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CM = 0.087, p-value = 0.188

> watstest(W[,2], R = 1000, locscatt = "standard")

Watson univariate normality test

data:
W = 0.0851, p-value = 0.165

Testy druhého skéru vypovidaji ve prospéch nulové hypotézy na hladiné vy-

znamnosti 1%. Déle testujeme skéry bivariatné.

> adtest(matrix(c(W[,1],W[,2]), nrow=23, ncol=2), R = 1000,

locscatt = "standard")

A-D bivariate normality test

data:
A = 0.3041, p-value = 0.743

> cvmtest (matrix(c(W[,1],W[,2]), nrow=23, ncol=2), R = 1000,

locscatt = "standard")

C-vM bivariate normality test

data:
CM = 0.0361, p-value = 0.533

> watstest (matrix(c(W[,1],W[,2]), nrow=23, ncol=2), R = 1000,

locscatt = "standard")
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Watson bivariate normality test

data:
W = 0.0456, p-value = 0.184

Bivariatni testy potvrzuji platnost nulové hypotézy na hladiné vyznamnosti
1%. Testovana data pochazeji z aditivné-logistického normélniho rozdéleni.

Nyni srovnejme vysSe uvedeny postup testovani prostfednictvim funkce adtest
s testovanim téhoz rozdéleni prostfednictvim funkce alnadtestWrapper. Srovnat
muzeme i s funkcemi alncvmtestWrapper a alnwatstestWrapper. VSechny tfi
Wrapper-funkce jsou zaroven s pomocnymi funkcemi soucasti prilohy a pouziji se

az na vybrané skéry z matice W.

> Normality_test= alnadtestWrapper(matrix(c(W[,1],W[,2]), nrow=23,
ncol=2), alpha = 0.01, R = 1000, robustEst = FALSE)

> summary (Normality_test)

Anderson-Darling test results ( alpha = 0.01 ):

Vars testName testStat pvalue check
1 1 A-D univariate normality test 1.0785511 0.013 TRUE
2 2 A-D univariate normality test 0.5325345 0.235 TRUE
3 3 A-D bivariate normality test 0.3041238 0.748 TRUE

--> p-values and tests are obtained from standard estimates.
> Normality_test
[1] "The data follow the additive logistic normal distribution

on the simplex (alpha =0.01)"
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Timto zptisobem testovani skort dospéjeme ke stejnému zavéru o platnosti nulové
hypotézy. Funkce alnadtestWrapper, alncvmtestWrapper a alnwatstestWrap-
per uzijeme k testovani dvou a vice skérti. Procedura testujici jeden skér jako
vektor nahlasi chybu a v pripadé, Ze skér vybereme jako matici rozméru n x 1,

uzije radius test a vytiskne zcela chybny zavér.

> Normality_test= alnadtestWrapper(as.matrix(W[,1]), alpha = 0.05,
R = 1000, robustEst = FALSE)

> summary (Normality_test)

Anderson-Darling test results ( alpha = 0.05 ):
Vars testName testStat pvalue check
1 1 A-D radius test 0.3869447 0.686 TRUE

--> p-values and tests are obtained from standard estimates.

Z praktického hlediska se zda uziti univerzalnich funkci jednodussi, nicméné
otestovany budou vSechny slozky bez ohledu na dil¢i zavéry, nikoliv vSechny kom-
binace skorti. Vyhodou je naopak jednoduché zadavani testovych parametri, od-
kryti jednotlivych vlivi slozek na rozhodovani o platnosti nulové hypotézy a pre-
hledna tabulka.

Porovname-li ve vyse uvedeném piikladé hodnoty testovych kritérii u testi
prvniho skoéru s kritickymi hodnotami pro marginalni univariatni testy, nulovou
hypotézu zamitneme na hladiné vyznamnosti 1% v pfipadé testu Cramer-von
Mises i v pripadé Watsonova testu, coz bylo vzhledem k ucelu této podkapitoly

zamérné opomenuto.
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4.5.3 Testovani normality kompozi¢nich dat uzitim ilr transformace

a singularniho rozkladu

Nejprve shrneme nékolik divodi pro¢ aplikovat pristup k testovani normality
zalozeny na ilr transformaci a singularnim rozkladu.

Zavedeni ilr transformace odstranilo nedostatky plynouci z uziti alr a clr
transformaci, konkrétné k otazce vhodnosti clr transformace lze poukazat na jeji
singularitu, clr je transformaci z SP do R”. Tyto problémy fesi ilr transformace,
ktera je ve shodé s testovanou hypotézou.

Singularni rozklad poskytuje informaci o struktufe datové matice, data ocisti
od vazeb, tj. kovariance mezi riiznymi soufadnicemi budou rovny nule, a gene-
ruje skory spolu se singularnimi hodnotami. Singularni rozklad neni zavisly na
konkrétni volbé ilr transformace. Rozlozime-li tedy #lr transformovanou matici,
dostaneme pii kazdé volbé ortonormalni baze v ilr transformaci totozné matice.

K pristupu zalozenému na testovani normality clr transformovanych dat se
nabizi fada otazek. Udelem testovani normality je prokazani této vlastnosti, tedy
ovéreni nulové hapotézy, ze ndhodna kompozice pochézi z normalniho rozdéleni
na simplexu SP. Ve spojeni s definici normalniho rozdéleni na simplexu a s ekvi-
valenci hypotéz bude platnost nulové hypotézy ovérena pravé tehdy, kdyz vektor
ortonormaélnich soufadnic bude mit mnohorozmérné normalni rozdéleni na RP—1.
Neni nutné ovérovat aditivné-logistickou normalitu. Z hlediska ovéfovani norma-
lity jako vlastnosti kompozi¢nich dat nejsou podstatné parametry normalniho
rozdéleni, centrovani dat je v tomto smyslu krokem navic. Stejné tak Skalovani
miize mit cel pouze tam, kde se zpracovavaji data velmi blizka nule z divodu
snadnéjsi interpretace nebo z divodu zamezeni chyb vznikljch zaokrouhlovanim.
Posledni skéry obsahuji rusivé elementy, nicméné i dalsi skory budou ovlivnény
daty ,neocisténymi“ od odlehlych hodnot nebo jinych artefakti, které se vy-
mykaji prevladajici struktufe datového souboru. Bude tedy ovlivnén samotny
singularni rozklad, kterému by mélo kompletni ocisténi dat od ndhodnych i ne-
nahodnych vliv predchazet.

Necht X je datova matice typu n x D, jejiz prvky tvoii D-slozkové kompozice,
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tj.

Testova procedura je nasledujici.

Prvnim krokem je ilr transformace datové matice,

(x})’ (ilr(x1))’
X* = : =ilr(X) = :
(x5,) (ilr(xn))’

Druhym krokem je singularni rozklad transformované datové matice,

>(an(D—1)) - Z(nX(Dfl))U((Dfl)X(Dfl))VE(D—1)x(D_1))a n>D -1

Tretim krokem je provedeni testi. Normalita se testuje, obdobné jako u clr
pristupu, postupné univariatné pro prvni sloupec matice Z, potom univariatné
pro druhy sloupec a bivariatné pro prvni a druhy sloupec, potom univariatné
pro treti sloupec, bivariatné pro prvni a tfeti, druhy a tieti sloupec, radius test
pro prvni, druhy a treti sloupec a tak dale az do chvile, kdy budou otestovany
vSechny vyznamné skory. Posouzeni vyznamnosti skori predpoklada relevantni
miru subjektivniho vlivu, anebo mtzeme testovat 99% informace v datové matici
vysvétlené prislusnymi skory.

Ctvrtym krokem je rozhodnuti o nulové hypotéze. Plati ekvivalence, Ze na-
hodnéa kompozice x mé normalni rozdéleni na simplexu pravé tehdy, kdyz slozky
ndhodného vektoru z (testované sloupce matice Z) jsou za platnosti nulové hy-

potézy nezéavislé a maji normdlni rozdéleni N(u;,02), i=1,...,D — 1.

4.5.4 Testovani normality kompozi¢nich dat uZitim ilr transformace

a singularniho rozkladu v R

Soucasti prilohy je datovy soubor GDPcomposition. EU2008, data jsou do-
stupnd ze stranek United Nations Statistics Division http://unstats.un.org pod

heslem National Accounts, obsahujici podily slozek v procentech na celkovém
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hrubém doméacim produktu v zemich Evropské unie za rok 2008. HDP zemi tvori
vzdy Sest slozek, tj. AHFF (zemédélstvi, myslivost, lesnictvi, rybolov), MMU
(tézba, vyroba, sluzby), C (stavebni pramysl), WRTRH (velkoobchod, maloob-
chod, restaurace a hotely), TSC (doprava, skladovani a spoje), OA (dalsi akti-

vity).

> X=data.frame(read.table("GDPcomposition_EU2008.txt", header =
FALSE, row.names=c(1),col.names=c("EU","AHFF","MMU","C","WRTRH",

"TSC" "OA")))
> X

AHFF MMU C WRTRH TSC 0A
Austria .6724455 23.62040 .243717 16.93010 6.308534 44.22480

.7679442 17.86381
.29356684 21.91616
.0833452 10.21047
.3327952 31.26360
.1121613 20.48297
.61563257 20.60632
.0183540 24.89956
.9990079 13.76618
.8753009 25.96547
.2907581 13.59769
.30567211 24.88625
Ireland .7317811 24.19112

1
0 .311831 14.64812 8.370353 53.03794
7

2

2

1

2

3

1

0

3

4

1

Italy 2.0130278 20.84147

3

4

0

2

1

4

2

8

3

2

2

1

0.

.625474 11.63737 11.910835 38.61659
.380986 19.84015 6.893338 51.59171
.294895 14.95094 10.457527 34.70024

.791791 13.38915 8.039203 51.18472
.356977 15.41115 10.295573 42.71565
.746108 11.70340 .854682 43.77789
.682267 12.24289 .412128 58.89753
.193032 12.07563 .783017 51.10755

.126512 23.27585 .898483 43.81071
.559623 13.85435 .329342 44.06472

.971594 12.84698 .258424 46.00011
.1556723 14.75504 .348548 48.88619

Belgium
Bulgaria
Cyprus
CzechRep

Denmark
Estonia
Finland
France

Germany

Greece
Hungary

N O 00O 0oy ©

W 0000 O NOTW O WO O W O dOOOO®OOOL O © 0 0N

Latvia .1146258 13.79290 .913145 18.98970 10.761646 44.42798
Lithuania .3989204 22.24593 .976555 18.03437 12.748770 32.59545
Luxembourg .4091497 9.71299 .196695 11.88007 9.569553 62.23255
Malta .5697177 17.91853 .940834 18.14942 9.660617 47.76088
Netherlands .7795908 19.68344 .778850 14.18298 6.774381 51.80076
Poland .50562431 23.05299 .996867 20.03768 7.217026 37.19119
Portugal .3545565 17.56475 .378360 17.39116 6.942675 49.36850
Romania .2509648 27.61570 .627225 13.88047 11.532557 30.09309
Slovakia .4180854 28.14946 .689013 17.97172 8.181395 33.59032
Slovenia .2861925 25.08994 .929076 14.62433 7.725079 41.34538
Spain .7706243 17.32580 11.562637 17.68700 6.770972 43.88296
Sweden .5534342 22.83479 5.112606 12.31471 7.126501 51.05795
UnitedKingdom 0.9040331 17.65076 5.867503 13.84962 6.846569 54.88152
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Provedeme ¢lr transformaci datové matice, tj.

> ilrX=ilr (X)

> ilrX
[,1] [,2] [,3] [,4] [,5]
[1,] 2.0139928 -0.49372982 0.7274263 -0.01102165 1.3770072
[2,] 2.6752450 -0.24175384 1.0883647 0.29682877 1.3055393
[3,] 0.7106392 -0.35974451 0.6123354 0.49916032 0.8317227
[4,] 1.7808009 0.40398038 0.6193726 -0.04143672 1.4232685
[5,] 1.7610559 -0.74488705 0.8890115 0.19780429 0.8481212
[6,] 2.3476712 -0.38185730 0.9655869 0.33920599 1.3089333
[7,] 1.6729277 -0.25894642 0.7079584 0.25152052 1.0061079
[8,] 1.4838192 -0.54190671 0.8083070 0.46839030 1.0544251
[9,] 1.7339714 -0.03364543 0.7911326 0.37726199 1.5680856
[10,] 2.4713564 -0.76330405 1.1199946 0.28841899 1.5407904
[11,] 1.4033769 0.13253253 1.0917114 -0.09086519 1.0518190
[12,] 1.0892148 -0.62743573 1.1495976 0.26464514 1.1779515
[13,] 1.9684341 -0.53724160 0.3297716 0.15605606 1.5335819
[14,] 1.8132738 -0.39238831 0.9016583 0.20446211 1.3399618
[15,] 1.5053042 0.17992892 0.7364603 0.11515222 1.0025933
[16,] 1.2629548 -0.26531201 0.5834626 0.10004080 0.6637880
[17,] 3.1822711 0.35650186 0.9794061 0.58777176 1.3239101
[18,] 1.5648708 -0.25469839 1.4199137 0.13757453 1.1300623
[19,] 1.8923194 -0.36946788 0.9381888 0.22717717 1.4384368
[20,] 1.1466828 -0.42085647 0.6793551 -0.16440731 1.1593928
[21,] 1.6669032 -0.20520477 0.9047738 0.05106218 1.3870787
[22,] 0.6210460 -0.59002272 0.5817334 0.24025573 0.6782012
[23,] 1.4348661 -0.59997136 0.5827548 -0.06593161 0.9987001
[24,] 1.7758006 -0.50343627 0.5430501 0.16373183 1.1861636
[25,] 1.6014701 -0.08810281 0.3532414 -0.02102037 1.3214988
[26,] 2.0019681 -0.55317095 1.0139566 0.35729564 1.3923930
[27,]1 2.5016016 -0.25860224 0.9378750 0.27451001 1.4717925

a singularni rozklad ¢/r transformované matice, t;j.

> svd=list(Z=svd(ilrX)$u, U=svd(ilrX)$d, V=svd(ilrX)$v)
> svd
$z
[,1] [,2] (,3] [,4] [,5]
[1,] -0.20912501 -0.04423739 -0.16417998 -0.15827607 0.221981883
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[2,]
[3,]
[4,]
[5,]
(6,1
[7,]
(8,1
[9,1]
[10,]
[11,]
[12,]
[13,]
[14,]
[15,]
[16,]
[17,]
[18,]
[19,]
[20,]
[21,]
[22,]
[23,]
[24,]
[25,]
[26,]
[27,]

$U

[1] 12.2945583

$V

[1,]
[2,]
(3,]
[4,]
(5,]

.25732847
.10364216
.18412192
.17972752
.23519818
.17116253
.168563217
.19941273
.26049371
.16069155
.15806327
.20318980
.20039274
.155694162
.12668076
.28274898
.18883492
.21041549
.14255381
.19032737
.09128356
.15365426
.18233758
.16624014
.22025545
.24916874

1

[,1]

-0.77002724

0.12422762

-0.34698275
-0.08523425
-0.51377391

.15185685
.20723365
.33855371
.20229856
0.03614582
.02158565
.17811475
.07199106
.16145707
.08045448
.37078632
.02128545
.07318098
.18764644
.01437433
.55155069
.13509324
.06113267
.16730786
.01921396
.30892897
.15874997
.05456005
.12664764
.13506799
.11877781

.8146159 1.

[,2]
0.39403550
0.84421753

-0.32289957
-0.04044202
-0.16165731

.056817715
0.11196042
0.19993160
.16516894
.09398372
.04055863
.03736873
.14842186
.15458771
0.44909206
0.27881872
.39940759
0.02902456
0.20474825
.03672714
.04705690
.45150965
.04896781
.06859057
.16006231
.01906832
.17085841
. 24262067
.11945132
.02027013
.08431863

2502743

[,3]
-0.36795818

0.49430118 -

0.76972081
-0.04918475

0.15932312 -

.25176199
0.05555790
.36226952
.27839385
0.16652706
.08117218
.15150927
.20457247
.10764830
.05675230
.01895074
.32356925
.04585415
.03689741
0.10751673
.38470552
.15860060
.07204473
.29621235
.18499405
.03880751
.10681212
.07748662
.37226359
.07367040
.05196138

[,4]
0.26164523
0.09954172
0.37387051
0.47287045
0.74715969

.150067873
.501384350
.0056801803
0.242927868
0.004174515
.037302151
.274300603
.422935991
0.093797015
0.277122156
.111894166
.138145423
.023348218
0.001993251
0.136661853
.164508102
.186350570
.064554614
0.224398300
0.053019040
.144889850
0.271568504
0.004578823
.019382764
.106154421
.017039367

1.1751273 0.8011705

[,5]
0.2189580
-0.1327480
0.2075802
-0.8746851
-0.3553475

UZzijeme-li jinou ilr transformaci, naptiklad z knihovny compositions,
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> list(Z=svd(compositions::ilr(X))$u, U=svd(compositions::ilr(X))$d,
V=svd(compositions::ilr(X))$v)

singularni rozklad se nezméni.
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Obr.: Slozky HDP v soutadnicich.
(Pouzité ilr transformace pochézi z knihovny robCompositions.)

Pétirozmérnou normalitu testujeme na prvnich étyfech skérech, otestovano tak bude
95.3785% informace v datové matici. K testovani uzijeme funkci cvmtest. Testujeme

postupné vsechny kombinace vybranych skért.
> cvmtest(svd$Z[,1], R = 1000, locscatt = "standard")
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C-vM univariate normality test

data:
CM = 0.0298, p-value = 0.853

> cvmtest(svd$Z[,2], R = 1000, locscatt = "standard")
C-vM univariate normality test

data:
CM = 0.0618, p-value = 0.352

> cvmtest (matrix(c(svd$z[,1],svd$Z[,2]), nrow=27, ncol=2),

locscatt = "standard")
C-vM bivariate normality test

data:
CM = 0.0421, p-value = 0.507

> cvmtest(svd$Z[,3], R = 1000, locscatt = "standard")
C-vM univariate normality test

data:
CM = 0.0664, p-value = 0.334

> cvmtest (matrix(c(svd$Z[,1],svd$Z[,3]), nrow=27, ncol=2),

locscatt = "standard")
C-vM bivariate normality test

data:
CM = 0.0245, p-value = 0.744

> cvmtest (matrix(c(svd$Z[,2],svd$Z[,3]), nrow=27, ncol=2),

locscatt = "standard")
C-vM bivariate normality test

data:
CM = 0.1224, p-value = 0.139
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> cvmtest (matrix(c(svd$zZ[,1],svd$Z[,2],svd$Z[,3]), nrow=27, ncol=3),
R = 1000, locscatt = "standard")

C-vM radius test

data:
= 0.0349, p-value = 0.735

> cvmtest (svd$Z[,4], R = 1000, locscatt = "standard")
C-vM univariate normality test

data:
CM = 0.0332, p-value = 0.801

> cvmtest (matrix(c(svd$Z[,1],svd$Z[,4]), nrow=27, ncol=2), R = 1000,

locscatt = "standard")
C-vM bivariate normality test

data:
CM = 0.0368, p-value = 0.583

> cvmtest (matrix(c(svd$Z[,2],svd$Z[,4]), nrow=27, ncol=2), R = 1000,

locscatt = "standard")
C-vM bivariate normality test

data:
CM = 0.0325, p-value = 0.622

> cvmtest (matrix(c(svd$Z[,3],svd$Z[,4]), nrow=27, ncol=2), R = 1000,

locscatt = "standard")
C-vM bivariate normality test

data:
CM = 0.0637, p-value = 0.314

> cvmtest (matrix(c(svd$Z[,1],svd$Z[,2],svd$Z[,4]), nrow=27, ncol=3),
R = 1000, locscatt = "standard")

C-vM radius test
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data:
0.0576, p-value = 0.499

\4

cvmtest (matrix(c(svd$Z[,1],svd$Z[,3],svd$Z[,4]), nrow=27, ncol=3),
= 1000, locscatt = "standard")

=+

C-vM radius test

data:
0.0361, p-value = 0.743

\4

cvmtest (matrix(c(svd$z[,2],svd$Z[,3],svd$z[,4]), nrow=27, ncol=3),
= 1000, locscatt = "standard")

=)

C-vM radius test

data:
= 0.142, p-value = 0.103

> cvmtest (matrix(c(svd$Z[,1],svd$Z[,2],svd$Z[,3],svd$Z[,4]), nrow=27,
ncol=4), R = 1000, locscatt = "standard")

C-vM radius test

data:
= 0.0697, p-value = 0.396

Cramer-von Mises testy potvrzuji platnost nulové hypotézy na hladiné vyznamnosti
5%. Testované data pochazeji z normalniho rozdéleni na simplexu.

Doporucuje se [2] testovat skdry zaroven testem Anderson-Darlingovym a Watso-
novym. Pri velkém poctu testovanych skori exponencialné roste pocet testi, a to vede
k neefektivnimu testovani. Ucelem testovani je ovéieni mnohorozmérné normality (ra-
dius test), kazda odchylka od mnohorozmérné normality se projevi na marginalni nor-
malité (univariatni testy), uz bivariétni testy jsou dokreslujicimi testy, a proto z prak-
tického hlediska neni nutné testovat vsechny kombinace skérti. Srovnejme s funkcemi
scsadtestWrapper, scscvmtestWrapper a scswatstestWrapper, které testuji norma-

litu u vybranych skorii z matice Z a které jsou i s pomocnymi funkcemi soucasti prilohy.

> Normality_test= scsadtestWrapper (matrix(c(svd$Z[,1],svd$z[,2],
svd$z[,3],svd$Z[,4]), nrow=27, ncol=4), alpha = 0.05, R = 1000,
robustEst = FALSE)

> summary(Normality_test)
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Anderson-Darling test results ( alpha = 0.05 )

Vars testName testStat pvalue check
1 1 A-D univariate normality test 0.2198469 0.872 TRUE
2 2 A-D univariate normality test 0.4796890 0.299 TRUE
3 3 A-D univariate normality test 0.4696080 0.323 TRUE
4 4 A-D univariate normality test 0.2506100 0.821 TRUE
5 1 2 A-D bivariate normality test 0.4213909 0.485 TRUE
6 1 3 A-D bivariate normality test 0.2901587 0.769 TRUE
7 1 4 A-D bivariate normality test 0.4110933 0.491 TRUE
8 2 3 A-D bivariate normality test 0.7320082 0.185 TRUE
9 24 A-D bivariate normality test 0.3242455 0.681 TRUE
10 3 4 A-D bivariate normality test 0.4589947 0.439 TRUE
11 all A-D radius test 0.4830687 0.480 TRUE

--> p-values and tests are obtained from standard estimates.

> Normality_test= scscvmtestWrapper (matrix(c(svd$Z[,1],svd$Z[,2],
svd$z[,3],svd$Z[,4]), nrow=27, ncol=4), alpha = 0.05, R = 1000,
robustEst = FALSE)

> summary(Normality_test)

Cramer - von Mises test results ( alpha = 0.05 ):

Vars testName  testStat pvalue check
1 1 C-vM univariate normality test 0.02976524 0.866 TRUE
2 2 C-vM univariate normality test 0.06180743 0.352 TRUE
3 3 C-vM univariate normality test 0.06641304 0.313 TRUE
4 4 C-vM univariate normality test 0.03324761 0.776 TRUE
5 1 2 C-vM bivariate normality test 0.04208721 0.515 TRUE
6 1 3 C-vM bivariate normality test 0.02453625 0.752 TRUE
7 14 C-vM bivariate normality test 0.03675613 0.603 TRUE
8 23 C-vM bivariate normality test 0.12240647 0.121 TRUE
9 2 4 C-vM bivariate normality test 0.03248694 0.614 TRUE
10 3 4 C-vM bivariate normality test 0.06366651 0.331 TRUE
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C-vM radius test 0.06973922 0.393 TRUE

--> p-values and tests are obtained from standard estimates.

> Normality_test
[1]
(alpha =0.05)"

"The data follow the normal distribution on the simplex

Dle testu Anderson-Darlingova a Cramer-von Misesova data pochéazeji z normalniho

rozdéleni na simplexu na hladiné vyznamnosti 5%.

> Normality_test= scswatstestWrapper(matrix(c(svd$Z[,1],svd$Z[,2],
svd$Z[,3],svd$Z[,4]), nrow=27, ncol=4), alpha = 0.05, R = 1000,
robustEst = FALSE)

> summary(Normality_test)

Watson test results ( alpha = 0.05 )

Vars testName  testStat pvalue check
1 1 Watson univariate normality test 0.02948763 0.839 TRUE
2 2 Watson univariate normality test 0.05186895 0.463 TRUE
3 3 Watson univariate normality test 0.06000805 0.352 TRUE
4 4 Watson univariate normality test 0.03197060 0.804 TRUE
5 1 2 Watson bivariate normality test 0.04770174 0.164 TRUE
6 1 3 Watson bivariate normality test 0.02963812 0.568 TRUE
7 1 4 Watson bivariate normality test 0.02796677 0.600 TRUE
8 2 3 Watson bivariate normality test 0.03493553 0.409 TRUE
9 2 4 Watson bivariate normality test 0.03306016 0.486 TRUE
10 3 4 Watson bivariate normality test 0.07277691 0.022 FALSE
11 all Watson radius test 0.07372841 0.393 TRUE

—--> p-values and tests are obtained from

> Normality_test

[1]
(alpha =0.05)"
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Watsontuv test zamitd nulovou hypotézu ve prospéch alternativy na hladiné vyznam-
nosti 5%. Porovname-li ale hodnoty vypocétenych testovych kritérii s kritickymi hod-
notami v tabulkach, dospéjeme k zavéru, ze nulovou hypotézu nelze zamitnout ani

v pfipadé Watsonova testu.

Normalita se predevsim ovéfuje testy, ale je mozné uzit i grafické metody. Normalitu
Ize vypozorovat na zakladé rozlozeni dat v grafu nebo dle charakteristik jako je Sikmost
a Spicatost. K tomuto tucelu nam slouzi napriklad histogram, boxplot, N-P plot, Q-
Q plot a P-P plot [9], s. 98 - 106. VSechny uvedené nastroje se vzdjemné dopliiuji
a dokresluji celkovou predstavu problému. V zasadé jsou ale testy nejuzitecnéjsim a

nejprakti¢téjsim nastrojem k ovérovani predpokladu normality.
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Zavér

Kompozi¢ni data nesou celou svou informaci v podilech mezi sloZkami, standardni
statistické metody takovou informaci nezachovaji a zde nachazi své opodstatnéni lo-
gratio pfistup k analyze kompozi¢nich dat. Vhodnou geometrii, ktera respektuje vlast-
nosti kompozi¢nich dat, je Aitchisonova geometrie zavedend na simplexu. Pochopeni
a interpretace vysledkl prace na simplexu ovSem neni snadné. Proto se kompozi¢ni
data nejcastéji transformuji do euklidovského prostoru, kde mizeme pracovat ve smyslu
standardni euklidovské geometrie. Jako nejlepsi logratio transformace se jevi ilr diky
jejl izometrii.

Protoze jsou kompozi¢ni data uz svou povahou mnohorozmérnymi daty, je testo-
vani normalniho rozdéleni na simplexu jako vlastnosti dat zcela zasadni. Zptisob1, jak
ovérovat platnost hypotézy o normalité, je vice a kazdy z nich vyZaduje urc¢itou miru
subjektivniho rozhodovani, tj. volba pfistupu, volba testové procedury a testového kri-
téria, volba hladiny vyznamnosti a po¢tu Monte Carlo simulaci, vybér testovanych
skoril, porovnani hladiny vyznamnosti s p-hodnotou, zamitnuti ¢i nezamitnuti nulové
hypotézy, a posouzeni konkrétni situace, konkrétnich dat a vlastnich ocekavani.

7 praktického hlediska spociva nejjednodussi varianta ovéfovani normality v lr
transformaci kompozi¢nich dat a nasledném uziti jednoho typu testového kritéria (An-
derson-Darlingova, Cramer-von Misesova, Watsonova) na data v ortonormélnich sou-
fadnicich. Uziti dalsich typt kritérii méa dokreslujici vyznam. K tomu nabizi knihovna
robCompositions Wrapper-funkci, kterd provede Anderson-Darlingiiv test a generuje
prehlednou tabulku zavért testovani, nebo je mozné uzit jina kritéria, kterd nabizeji
Wrapper-funkce z prilohy. Nevyhodou tohoto postupu je, Ze testy v zavislosti na kon-
krétni volbé ortonormélni baze na simplexu nemusi dobfe zafungovat, a proto je vhodné
testovat normalitu dat pro rtzné volby ortonormalni baze.

Pristup k testovani normality zaloZeny na singularnim rozkladu a clr transformaci
fesi nékteré problémy vyse popsaného pfistupu. Zvlast vyznamnou roli hraje singularni
rozklad transformované matice, ktery data ocisti od vzajemnych vazeb a ,,vytahne“
z nich podstatnou informaci, tim se snizi dimenze dat, tedy i pocet nutnych testt
k ovéfeni normality. Pokud je v nasem zajmu testovat efektivné, tj. uzit co nejmensi
pocet testli a zéroven obdrzet korektni zavér, pak tento zadmér komplikuje doporuceni
testovat vSechny kombinace skért a uzit vSechna testova kritéria. K testovani v softwaru
R pouzijeme funkce adtest, cvmtest a watstest nebo miZeme i presto, Ze netestuji
vSechny kombinace skori, uzit aln. . .Wrapper-funkce.

Pristup k testovani normality zaloZzeny na singularnim rozkladu a ilr transformaci je

kompromisni variantou mezi pfedchozimi ptistupy a fesi jejich nedostatky. Singularni
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rozklad se uzije na ilr transformovand data a na konkrétni volbé ortonormalni baze
na simplexu je nezavisly. ilr je transformaci z D-slozkového simplexu do euklidovského
prostoru dimenze D —1, to znamena, Ze testujeme (D — 1)-rozmérné normalni rozdéleni,
které je Gizce svazano s normalnim rozdélenim na simplexu. Singularni rozklad poskytuje
informaci o struktufe datové matice. Testovat mtzeme vsechny kombinace skori anebo
muzeme uzit scs...Wrapper-funkce; pritom postacuje uziti jednoho typu testového
kritéria.

Standardné testujeme normalitu na hladiné vyznamnosti 5%, pfi porovnani hladiny
vyznamnosti s p-hodnotou je nutné sledovat vztah téchto hodnot. V ptipadé, kdy jsou si
hodnoty blizké, je dobré generovat p-hodnotu opakované. Zaroven neni od véci sledovat
hodnoty testovych kritérii ve vztahu ke kritickym hodnotam uvedenym v tabulkach.

V této praci jsou vysvétleny vSechny testové procedury k testovani normality na sim-
plexu vcetné jejich zpracovani v softwaru R ve spojeni s knihovnou robCompositions.
Pristupy byly demonstrovany na tfech riznych datovych souborech. K praci prikladam

datovy disk, ktery obsahuje algoritmy funkci prostfedi R uzité k testovani.
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