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Úvod

Demografické jevy a procesy jsou d̊uležitým tématem současné doby a často

bývaj́ı vyjádřené ve formě populačńıch pyramid. Obsahem mé práce je navržeńı

postupu statistického zpracováńı populačńıch pyramid jako relativńı demogra-

fické struktury a aplikaci na data týkaj́ıćı se relativńı struktury výskytu žen

a muž̊u v jednotlivých kraj́ıch České republiky.

V prvńı kapitole se seznámı́me s demografíı jako s vědńım oborem, jej́ımi

základńımi pojmy, se strukturou obyvatelstva a s propojeńım demografie a sta-

tistiky. Dále bude následovat převedeńı populačńıch pyramid do kontextu sym-

bolické analýzy, kde zadefinuji modálńı proměnnou a poṕı̌si postup úpravy dat.

Třet́ı kapitola popisuje metriky vhodné pro symbolickou analýzu. Zde se snaž́ım

čtenáři přibĺıžit i méně známé metriky, jejich pozitiva a negativa a aplikaci na př́ı-

kladech. V předposledńı kapitole je představen teoretický základ ke shlukové

analýze, která byla posledńım krokem mého zpracováńı. V páté kapitole uvedu

grafy a výsledky analýzy na svých datech.

Téma jsem si vybrala d́ıky praktickému zaměřeńı. Demografická data mě

nadchla a mysĺım si, že jejich zpracováńı a výsledky jsou jak zaj́ımavé, tak velmi

užitečné.
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Kapitola 1

Demografie a statistika

Demografie je vědńı obor, který studuje proces reprodukce lidských popu-

laćı. Ty jsou chápané
”
jako přirozená obnova stavu obyvatelstva prostřednictv́ım

biosociálńıch proces̊u porodnosti a úmrtnosti a jednak jako celková obnova oby-

vatelstva, zahrnuj́ıćı i obnovu obyvatelstva jeho stěhováńım.“ [14, kap. 1]. Název

tohoto vědńıho oboru pocháźı z řečtiny a je složen ze slov démos (dř́ıve překládáno

jako
”
obec“, nyńı jako

”
lid“) a grafein (

”
psáti“).

Při tvorbě této kapitoly bylo čerpáno ze zdroj̊u [2], [10], [13], [14], [16].

1.1. Demografická statistika

Demografie ke svému výzkumu źıskává konkrétńı informace ze statistiky oby-

vatelstva. Ty jsou pro ni zásadńı, nebot’ jde o empirický materiál, bez kterého

nemůže existovat. Demografické informace jsou dvoj́ıho druhu:

1. informuj́ı o stavu,

2. informuj́ı o pohybu.

Stavové informace popisuj́ı rozsah populace (tj. počet člen̊u populace) a jej́ı

strukturu podle zaj́ımavých rys̊u, které se vážou k určitému, předem domlu-

venému časovému okamžiku. Zjǐst’uj́ı se soupisem obyvatelstva nebo sč́ıtáńım lidu.

Pohybem rozumı́me události, které se bezprostředně vztahuj́ı k reprodukci

populace. Jde o narozeńı, sňatek, rozvod, přestěhováńı se a úmrt́ı.
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Záznamy eviduj́ıćı narozeńı, sňatek, rozvod a úmrt́ı se nazývaj́ı evidence přirozené

měny. Stěhováńı je zaznamenáváno v evidenci migrace.

1.2. Základńı pojmy

V této kapitole uvedeme základńı pojmy z oboru demografie, které budou

v následuj́ıćım textu použité.

• Populace je soubor osob nacházej́ıćıch se na daném územı́ v určitém čase.

• Populačńı struktura popisuje okamžikový stav populace. Zvlášt’ se vyme-

zuje pro ženské a mužské pohlav́ı kv̊uli značným odlǐsnostem. Při nerozlǐseńı

by došlo ke značnému zkresleńı dat.

• Kohorta
”
Označuje skupinu osob, jichž se během určitého časového in-

tervalu týkala nějaká konkrétńı událost; tou událost́ı m̊uže být samozřejmě

i narozeńı, takže termı́n kohorta zahrnuje i generaci.“ [10]

• Natalita (porodnost) vyjadřuje počet narozených jedinc̊u. Jej́ı hrubá mı́ra

je pod́ıl narozených jedinc̊u z dané skupiny ku celkovému počtu obyva-

tel v dané skupině za určité obdob́ı. Je ovlivněna velikost́ı časového inter-

valu a velikost́ı sledované populace. Uvád́ı se v promiĺıch, takže v přepočtu

na 1 000 jedinc̊u.

• Mortalita (úmrtnost) vyjadřuje počet zemřelých jedinc̊u. Jej́ı hrubá mı́ra

je pod́ıl zemřelých jedinc̊u z dané skupiny ku celkovému počtu obyvatel

v dané skupině za určité obdob́ı. S rostoućım věkem populace se mortalita

významně zvyšuje. Uvád́ı se v promiĺıch.

• Fertilita (plodnost) vyjadřuje počet živě narozených jedinc̊u. Jej́ı obecná

mı́ra je dána pod́ılem živě narozených jedinc̊u ku počtu žen v reprodukčńım

věku (15-49 let).
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1.3. Struktura obyvatelstva

Na stavu populace můžeme sledovat spoustu aspekt̊u, tj. můžeme studovat

r̊uzné struktury. Jedná se o studii okamžikového stavu populace, tedy o demogra-

fickou statiku. V následuj́ıćım textu se budeme zabývat strukturou podle pohlav́ı

a věku, která obvykle nese jednotný název demografická struktura. Daľśı pro de-

mografii zaj́ımavé struktury jsou:

• struktura podle rodinného stavu a typu domácnosti,

• ekonomická struktura (tř́ıděńı na ekonomicky aktivńı a neaktivńı),

• geografická struktura,

• ostatńı struktury, např. podle vzděláńı, náboženstv́ı, národnosti. . .

1.3.1. Demografická struktura

Studie demografické struktury obyvatelstva je založena na tř́ıděńı podle po-

hlav́ı a věku. To je d̊usledkem demografických proces̊u, které se vyv́ıj́ı v populaci

po dobu předešlých desetilet́ı a stejně tak do určité mı́ry předeśılá vývoj populace

v nadcházej́ıćıch dekádách.

Grafickým znázorněńım demografické struktury je věková pyramida. Věková

pyramida popisuje demografické rozložeńı populace. Může naznačovat události

minulosti, současnou situaci a budoućı demografické trendy, např́ıklad pohlavńı

a věkové rozd́ılnosti, reproduktivńı schopnosti a daľśı demografické znaky. Š́ı̌rka

základny svědč́ı o natalitě. Široká základna vypov́ıdá o vysoké natalitě, zat́ımco

úzká základna o ńızké. Tvar jej́ıch stran popisuje mortalitu. Konkávńı tvar strany

vypov́ıdá o vysoké mortalitě, zat́ımco konvexńı tvar vypov́ıdá o ńızké mı́̌re mor-

tality. Zkoumáńı populačńıho rozložeńı mezi předreproduktivńı (0 - 14 let), re-

produktivńı (15 - 49 let) a postreproduktivńı (50 let a výše) věkovou skupinou

vypov́ıdá o demografických zátěž́ıch a poměrech závislosti mezi nimi. Hrboly nebo

náhlé lomy po stranách odhaluj́ı určité anomálie jako je např́ıklad rychlý nár̊ust

nebo pokles populace (tato koĺısáńı zp̊usobuj́ı např́ıklad baby boomy, masová
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migrace, války, epidemie. . . ). Asymetrie mezi stranami naznačuje disproporce

mezi mužskou a ženskou populaćı ve stejné věkové kohortě (může j́ıt např́ıklad

o výsledky odlǐsnost́ı délky života nebo mužské masové migrace za praćı).

Rysy ve struktuře populačńıch pyramid poprvé popsal švédský demograf a

statistik Axel Gustav Sundbärg. Své poznatky vydal v roce 1900. Progresivńı

model představuje typicky mladou a rozr̊ustaj́ıćı se populaci, většinou s rozv́ıjej́ıćı

se ekonomikou. Jde např́ıklad o země třet́ıho světa. Stacionárńı model se svým

zvonovým tvarem popisuje stabilńı demografickou situaci bez př́ır̊ustku ani po-

klesu populace. Tento tvar je typický pro severské státy. Regresivńı tvar pyramidy

se podobá tvaru urny. Je typický pro starš́ı a zmenšuj́ıćı se populaci.

Obrázek 1.1: Typy věkových pyramid [18]

Pro svou práci jsme vybrali data ve formě populačńıch pyramid 14 kraj̊u

České republiky, protože jejich tvar plyne z fertility, mortality a migrace. Mi-

gračńı proudy plynou z r̊uzných pull and push faktor̊u. Push faktory jsou takové,

které nut́ı migranty k opuštěńı svého dosavadńıho domova (např. nezaměstnanost,

ńızká kvalita života apod.). Pull faktory jsou přitažlivé, tzn. že vedou migranty

k přesunut́ı se do určitých ćılových zemı́ (např. vysoká kvalita života, př́ıležitost

zaměstnáńı, možnost seberealizace apod.).

Fertilita s mortalitou plynou např́ıklad ze sociálńıch priorit a volby životńıho

stylu, ekonomických a životńıch podmı́nek, př́ırodńıch proces̊u, př́ıstupu ke kva-
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litńı zdravotńı péči. Proto na tvar regionálńıch populačńıch pyramid mohou p̊uso-

bit faktory sociálńı, ekonomické, politické včetně faktoru životńıho prostřed́ı.

Avšak demografické studie ukazuj́ı, že populačńı struktura v Evropě plyne hlavně

z ekonomických faktor̊u [13]. Nav́ıc, regionálńı populačńı pyramidy mohou být

ovlivňovány jinými faktory než ty popisuj́ıćı rozložeńı celých stát̊u nebo ještě

větš́ıch územı́. Když porovnáme regiony, měli bychom mı́t lepš́ı pochopeńı pro de-

mografické procesy v České republice.

1.4. Data

Analýzu jsme prováděli na datech zahrnuj́ıćıch 14 kraj̊u ČR: Hlavńı město

Praha, Středočeský kraj, Jihočeský kraj, Plzeňský kraj, Karlovarský kraj, Ústecký

kraj, Liberecký kraj, Královehradecký kraj, Pardubický kraj, Kraj Vysočina, Ji-

homoravský kraj, Olomoucký kraj, Moravskoslezský kraj a Zĺınský kraj. Zároveň

se jedná o NUTS 3 1.

Dataset tedy zahrnuje NUTS populaci s 18 věkovými skupinami, které maj́ı

vždy pětileté rozpět́ı ((0,5); [5,10); [10,15);. . . ;[85,∞)) tř́ızené podle pohlav́ı k

1. lednu 2015. Empirická data pocháźı z Eurostatu. Ochotně mi je k práci po-

skytla dr. Justyna Wilk z Univerzity Adama Mickiewicze v Poznani (Polsko),

spoluautorka článku [2].

Poznamenejme, že Eurostat při sběru dat pracuje s trvalým bydlǐstěm osob.

Trvalé bydlǐstě znamená mı́sto, kde člověk tráv́ı denńı dobu, bez ohledu na

dočasnou absenci za účelem odpočinku, dovolené, práce, lékařských potřeb apod.

1NUTS (Nomenclature of territorial units for statistics) jsou územńı celky vytvořené pro
statistické účely Eurostatu. Pro NUTS 3 jsou českým ekvivalentem kraje.
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Kapitola 2

Symbolická analýza dat

Symbolická analýza dat (SDA) je rozš́ı̌reńım standardńı analýzy. Využ́ıvá

se hlavně k analýze velkých datových soubor̊u, protože svým př́ıstupem neztráćı

při sumarizaci nepřiměřeně mnoho informace v datech obsažené. Zpracováńı dat

funguje na principu vzniku nových proměnných, tzv. symbolických proměnných.

Speciálńım př́ıpadem symbolických dat mohou být i tzv. kompozičńı data, která

zmı́ńıme dále v práci.

Ćılem této kapitoly je seznámit čtenáře se symbolickým př́ıstupem k dat̊um

a zároveň s postupem, který jsme využili k analýze demografických dat. Ve své

práci budeme následovat př́ıstup Rogera S. Bivanda, Justyny Wilkové a Tomasze

Kossowského, který popsali ve svém článku
”
Spatial association of population

pyramids across Europe: The application of symbolic data, cluster analysis and

join-count tests“ [2]. Při tvorbě této kapitoly jsem čerpala ze zdroj̊u [1], [2], [9].

2.1. Populačńı pyramidy ve smyslu symbolických

dat

V této kapitole zaved’me značeńı potřebné k daľśımu postupu.

Mějme soubor E o n jednotkách. Každá jednotka je popsána p proměnnými

Y1,Y2, . . . ,Yp. Pro každou proměnnou uvažujeme zobrazeńı Yi : E → yi, kde

množina možných hodnot yi tvoř́ı definičńı obor proměnné Yi. Pro každou jed-

notku j ∈ E se proměnná Yi realizuje pouze v jedné hodnotě yi, označeno jako
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yji = Yi(j). Hodnoty definičńıho oboru yi mohou být také kvalitativńı nebo

kvantitativńı. Finálńım výsledkem př́ıstupu je matice Y = [yji], kde složkami

jsou realizace p proměnných ze souboru E.

Uvažujeme-li proměnnou Y s definičńım oborem y, potom množinu všech

možných podmnožin y nazveme P(y). Pro daľśı úvahy zavedeme systém

B = P (y)\{∅} = {U : U ⊆ y,U 6= ∅}.

Jde tedy pouze o systém všech možných podmnožin P(y) bez prázdné množiny.

V našem př́ıpadě si tohle značeńı můžeme představit následovně: máme da-

tový soubor E o n jednotkách - kraj́ıch. Každá jednotka je popsána p proměnnými

- u nás jde o jednotlivé věkové skupiny dělené ještě podle pohlav́ı. Hodnoty našeho

definičńıho oboru jsou kvantitativńıho typu, jde o frekvence výskytu pozorováńı

v jednotlivých věkových skupinách.

Pomoćı následuj́ıćıch definic zavedeme tzv. modálńı proměnnou, která bude

potřeba pro daľśı postup.

Definice 2.1. Zobrazeńı Y : E→ B nazveme množinová proměnná s definičńım

oborem y. Pro každé j přǐrazuje hodnotu Y(j) = U ∈ B. Jestliže pro každé j ∈ E

plat́ı ‖Y(j)‖ = 1, potom dostáváme jednohodnotovou proměnnou.

Definice 2.2. Zobrazeńı Y : E→ B nazveme v́ıcehodnotová proměnná , jestliže

je množinovou proměnnou a pro jej́ı hodnoty plat́ı |Y(j)| < ∞ (je konečná

podmnožina y) pro ∀j ∈ E.

Pro daľśı definici uvažujme, že definičńı obor y nabývá pouze reálných hodnot

nebo žádné př́ımo uspořádané hodnoty s pořad́ım α ≺ β.

Definice 2.3. Pokud hodnota proměnné Y(j) = U ∈ B pro každé j ∈ E, kde

B je množina interval̊u v R s omezeńım α, β, α ≤ β, nebo hodnota proměnné

Y(j) = [α, β] ∈ B pro každé j ∈ E, kde B je množina interval̊u v y s ohledem na

dané pořad́ı ≺ v y, a α ≺ β, potom se Y nazývá intervalová proměnná.

Pro daľśı potřeby zavedeme nezápornou mı́ru π na y za předpokladu U ∈ B,

U ⊆ y.
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Definice 2.4. Zobrazeńı Y : E → (B, π), kde pro každé j ∈ E máme Y(j) =

(U(j), πj) se nazývá modálńı proměnná s definičńım oborem y možných hodnot.

Definice 2.5. Zobrazeńı Y : E→ B, kde B = M(y) patř́ı do skupiny nezápor-

ných hodnot π v definičńım oboru s hodnotami Y(j) = πj, je nazývána modálńı

proměnnou s definičńım oborem y.

Popsaný koncept modálńıch proměnných aplikujeme na populačńı pyramidy

našich 14 kraj̊u. Populačńı pyramida je graf sestávaj́ıćı se z 2 přidružených di-

menźı (věk a pohlav́ı). Strany tohoto grafu reprezentuj́ı mužské a ženské rozložeńı

společnosti. Každá ze stran je dále rozložena na 18 pětiletých skupin. Z toho

plyne, že populačńı pyramida Aj pro všechny jednotky j ∈ E je rozdělena na

ženy a muže, což může být zapsáno jako rozložeńı množiny B do 18 interval̊u:

f(x) =


(0, 5), k = 1,

[5(k − 1), 5k), k = 2, . . . , 17,
[85,∞), k = 18.

(2.1)

Můžeme vidět, že Ul ∩Um = ∅ pro každé l,m = 1, . . . , 18, l 6= m, a Uk ∈ B,⋃
k Uk ⊆ B.

Dále definujeme dvě zobrazeńı, M : E → B a F : E → B, M pro populaci

muž̊u a F pro populaci žen. Takto definované proměnné považujeme za modálńı

proměnné s definičńım oborem B popsaným v definici 2.1.

Nakonec formalizujeme populačńı pyramidy. Mı́ru π interpretujeme jako pro-

porci mužské nebo ženské populace v každé věkové skupině ve vztahu k celé

populaci jednotlivého kraje. Transformujeme obě proměnné M a F ve smyslu

definice 2.4 do tvaru modálńıch proměnných a zjednoduš́ıme pomoćı definice 2.5.

Následuj́ıćı př́ıklad reprezentuje 2 populačńı pyramidy rozložené ve smyslu

symbolických dat. Množina frekvenćı má 18 věkových kategoríı zvlášt’ pro ženy

a pro muže. Součet frekvenćı pro každý kraj je roven 1. Rozložené populačńı py-

ramidy mohou být zapsány následovně:
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Praha = [Males: {0.0278 (0,5), 0.0252 [5,10), 0.0176 [10,15), 0.0174 [15,20),

0.0264 [20,25), 0.0353 [25,30), 0.042 [30,35), 0.0484 [35,40), 0.0393 [40,45), 0.0318

[45,50),0.0308 [50,55), 0.0307 [55,60), 0.0349 [60,65), 0.0352 [65,70), 0.0265 [70,75),

0.0165 [75,80), 0.015 [80,85), 0.01452 [85,∞)}] ∧ [Females: {0.0293 (0,5),0.0264

[5,10), 0.0187 [10,15), 0.0179 [15,20), 0.0258 [20,25), 0.0355 [25,30), 0.0427 [30,35),

0.0506 [35,40), 0.0419 [40,45), 0.0326 [45,50),0.0303 [50,55), 0.028 [55,60), 0.0302

[60,65), 0.0281 [65,70), 0.0203 [70,75), 0.0111 [75,80), 0.0087 [80,85), 0.0065 [85,∞)}]

Olomoucký kraj = [Males: {0.0247 (0,5), 0.0264 [5,10), 0.0219 [10,15), 0.0219

[15,20), 0.0300 [20,25), 0.0323 [25,30), 0.0331 [30,35), 0.041 [35,40), 0.038 [40,45),

0.0318 [45,50),0.0316 [50,55), 0.034 [55,60), 0.0364 [60,65), 0.0349 [65,70), 0.0265

[70,75), 0.0187 [75,80), 0.0152 [80,85), 0.0129 [85,∞)}] ∧ [Females: {0.0259 (0,5),

0.0274 [5,10), 0.0231 [10,15), 0.0228 [15,20), 0.0314 [20,25), 0.03356 [25,30), 0.0351

[30,35), 0.044 [35,40), 0.0398 [40,45), 0.0332 [45,50),0.0322 [50,55), 0.0326 [55,60),

0.0335 [60,65), 0.0288 [65,70), 0.0199 [70,75),0.0121 [75,80), 0.0082 [80,85), 0.0052

[85,∞)}].
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Kapitola 3

Metriky vhodné pro symbolickou
analýzu dat

Tato kapitola se zabývá metrikami vhodnými pro použit́ı na datech, která byla

zpracovaná symbolickým př́ıstupem. Zároveň jsme tyto metriky využili pro tvorbu

matic vzdálenost́ı při shlukové analýze. V této kapitole jsem čerpala ze zdroj̊u [2],

[3], [4], [5], [8], [11], [12], [15], [17], [19].

3.1. Kullback-Leiblerova vzdálenost

Kullback-Leiblerova divergence (také KL divergence) byla představena Solo-

monem Kullbackem a Richardem Leiblerem v roce 1951. Je založena na rozd́ılu

mezi dvěma rozděleńımi pravděpodobnosti na stejném oboru hodnot. Můžeme ji

uvažovat pro spojitou i diskrétńı náhodnou veličinu.

DKL(X ‖Y ) čteme jako Kullback-Leiblerova divergence od X k Y . Pro spojité

rozděleńı pravděpodobnosti veličin X a Y , kde p(x) a q(y) jsou jejich hustoty,

definujeme KL divergenci jako

DKL(X ‖ Y ) =

∫ ∞
−∞

p(x) ln
p(x)

q(x)
dx .

Pro diskrétńı rozděleńı pravděpodobnosti veličin X a Y , kde p(x) a q(y) jsou

pravděpodobnostńı funkce těchto veličin, definujeme KL divergenci jako

DKL(X ‖ Y ) =
∑
x∈M

p(x) ln
p(x)

q(x)
,
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kde M znač́ı obor hodnot. Nulová je právě tehdy, když rozděleńı X a Y jsou

totožná.

Kullback-Leiblerova divergence je zvláštńı př́ıpad širš́ı tř́ıdy odchylek nazýva-

ných f -divergence. Ačkoli je často chápána jako metoda měřeńı vzdálenosti mezi

rozděleńımi pravděpodobnosti, nejde o skutečnou metriku, protože porušuje axiom

symetrie, tzn. DKL(X ‖ Y ) neńı to samé jako DKL(Y ‖ X).

Jej́ı symetrickou formu, kterou již považujeme ze metriku, zavád́ıme vztahem

dKL(X ‖ Y ) =
DKL(X ‖ Y ) +DKL(Y ‖ X)

2
. (3.1)

V našem př́ıpadě uvažujeme zvlášt’ rozděleńı pravděpodobnosti pro každý kraj

pro dané pohlav́ı. Na naš́ı datové sadě si to můžeme představit následovně: X

reprezentuje rozděleńı pravděpodobnosti výskytu žen v jednom kraji a Y repre-

zentuje rozděleńı pravděpodobnosti výskytu žen v jiném kraji. Vzdálenost mezi

nimi vypoč́ıtáme pomoćı vztahu 3.1.

Na konci početńıho procesu je výstupem zvlášt’ matice vzdálenost́ı mezi jed-

notlivými kraji pro ženy a zvlášt’ matice vzdálenost́ı mezi jednotlivými kraji

pro muže. Tyto dvě matice následně použijeme pro potřeby shlukové analýzy.

3.2. Wassersteinova vzdálenost

Wassersteinova vzdálenost vycháźı z tzv. optimálńı dopravńı teorie. Jej́ım

ćılem je poskytnout zp̊usob, jak porovnávat dvě rozděleńı pravděpodobnosti.

Jde o metriku poč́ıtanou mezi dvěma pravděpodobnostńımi rozděleńımi veličin

X a Y , kde F (x), F (y) jsou jejich distribučńı funkce a F−1(x), F−1(y) jsou kvan-

tilové funkce. Obecný vztah pro tuto vzdálenost vypadá následovně:

dWp(X, Y ) =

(∫ 1

0

|F−1(x)− F−1(y)|p dt
) 1

p

(3.2)

za předpokladu konečného p-tého obecného momentu.
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Ve své práci jsem tuto vzdálenost poč́ıtala s druhým konečným momen-

tem, tedy p = 2. Vztah pak poč́ıtá vzdálenost v prostoru funkćı L2 a vypadá

následovně:

dW2(x, y) =

(∫ 1

0

|F−1(x)− F−1(y)|2 dt
) 1

2

, (3.3)

V tomto př́ıpadě tedy poč́ıtáme plochu rozd́ılu mezi kvantilovými funkcemi.

Na distribučńıch funkćıch (odpov́ıdaj́ıćı zde spojitým veličinám) to můžeme ilu-

strovat na obrázku 3.1.

Obrázek 3.1: Rozd́ıl distribučńıch funkćı

Koncept uvedeńı vzdálenosti představil v roce 1969 ruský matematik Leonid

Vaserštein, byla ale pojmenována až o rok později R.L. Dobrushinem.

Na uvažovaných datech bylo věkové rozděleńı populace považováno za rozděleńı

pravděpodobnosti a jednotlivé četnosti za váhy (pravděpodobnosti) realizaćı náhodné

veličiny.
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Př́ıklad 1. Na následuj́ıćım př́ıkladu nast́ıńıme rozd́ıl mezi Wassersteinovou

a KL vzdálenost́ı. Jedńım z nejd̊uležitěǰśıch fakt̊u je, že na rozd́ıl od KL (a mnoha

daľśıch měr) bere Wassersteinova vzdálenost v úvahu metrický prostor. Význam

v méně abstraktńım slova smyslu vysvětĺıme na př́ıkladu.

Obrázek 3.2: Př́ıklad rozd́ılu KL a Wassersteinovy metriky

Na obrázku 3.2 porovnáváme vždy červený a modrý histogram nad sebou,

které zastupuj́ı určité rozděleńı pravděpodobnosti. KL vzdálenost vycháźı u obou

rozděleńı stejně na rozd́ıl od Wassersteinovy. Ta, jak jsme již uvedli, vycháźı

z transportńıho problému. Dı́ky tomu uvažuje práci potřebnou k přepravě pravdě-

podobnostńıho množstv́ı z červeného stavu do modrého pomoćı osy x jako
”
sil-

nice“. Na našem obrázku si to můžeme představit jako přesunut́ı červeného

nejpočetněǰśıho pole na mı́sto modrého nejpočetněǰśıho. Wassersteinova vzdále-

nost je vyšš́ı v prvńım př́ıpadě, protože zde muśı urazit deľśı cestu než v druhém.
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Rozd́ıl bude vyšš́ı, č́ım vyšš́ı bude ono množstv́ı pravděpodobnosti.

Př́ıklad 2. Srovnejme Wassersteinovu vzdálenost pro normálńı rozděleńı pravdě-

podobnosti s r̊uznými středńımi hodnotami a r̊uznými rozptyly. Vektory x1, x2,

y1, y2 vznikly diskretizaćı normálńıho rozděleńı pomoćı histogramů. Wasserstei-

nova vzdálenost byla poč́ıtána mezi hodnotami odpov́ıdaj́ıćımi střed̊um jednot-

livých sloupc̊u s váhami odpov́ıdaj́ıćım výšce těchto sloupc̊u. Zvolili jsme poměrně

hustou diskretizaci, kterou lze ovšem pro účel uvedeného př́ıkladu považovat

za dostačuj́ıćı.

V souladu s t́ım řekněme, že:

x1 je vektor 5 hodnot odpov́ıdaj́ıćı střed̊um interval̊u v histogramu z dat náhodně

generovaných z N(40, 10) a v1 je vektor vah k němu př́ıslušný, x2 je vektor 5

hodnot odpov́ıdaj́ıćı střed̊um interval̊u v histogramu z dat náhodně generovaných

z N(40, 15) a v2 je vektor vah k němu př́ıslušný. Tato normálńı rozděleńı maj́ı

stejnou středńı hodnotu, ale odlǐsné rozptyly.

Dále, y1 je vektor 5 hodnot odpov́ıdaj́ıćı střed̊um interval̊u v histogramu z

dat náhodně generovaných z N(40, 10) a w1 je vektor vah k němu př́ıslušný, y2

je vektor 5 hodnot odpov́ıdaj́ıćı střed̊um interval̊u v histogramu z dat náhodně

generovaných z N(30, 10) a w2 je vektor vah k němu př́ıslušný. Tato normálńı

rozděleńı maj́ı odlǐsnou středńı hodnotu a stejné rozptyly.

Pro vektory x1 a x2 je vzdálenost rovna 12,3 a pro vektory y1 a y2 je to 17,6.

Wassersteinova vzdálenost poč́ıtá rozd́ıl mezi distribučńımi funkcemi, proto na ni

má větš́ı vliv rozd́ılná středńı hodnota, která distribučńı funkce posune, na rozd́ıl

od odlǐsného rozptylu, ten distribučńı funkce pouze
”
kloṕı“, viz obrázek 3.3.

3.3. Aitchisonova vzdálenost

Aitchisonova vzdálenost je třet́ı a zároveň posledńı, kterou jsem využila při

tvorbě matic vzdálenost́ı. Od předchoźıch dvou se lǐśı svým běžným využit́ım

na kompozičńıch datech.

Kompozičńı data jsou definována jako vektory s kladnými složkami, kde zdro-
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Obrázek 3.3: Hustota, distribučńı funkce x1, x2, y1 a y2

jem relevantńı informace jsou pod́ıly mezi nimi. Hodnoty jednotlivých složek tak

vždy zastupuj́ı části na nějakém celku. To znamená, že nesou pouze relativńı infor-

maci, ta může být reprezentována např́ıklad procentuálńım pod́ılem (konstantńı

součet je roven 100) nebo proporcionálńımi částmi celku (konstantńı součet je

roven 1).

Na data s takovými vlastnostmi nelze použ́ıt standardńı statistické postupy,

protože vyžaduj́ı při statistickém zpracováńı odlǐsný př́ıstup než standardńı mno-

horozměrná data s informaćı absolutńı. Pokud bychom použili běžné metody,

mohli bychom znehodnotit výsledky nebo doj́ıt ke špatné interpretaci.

Těmto dat̊um tedy též odpov́ıdá
”
relativńı metrika“. Tu si můžeme dovolit

použ́ıt, protože máme data zastoupena (relativńı) frekvenćı četnost́ı výskytu oby-

vatelstva po celé ČR. Hodnoty (váhy) věkových interval̊u v každém regionu pro
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každé pohlav́ı maj́ı konstantńı součet 1. Proto na ně můžeme aplikovat nástroje

z analýzy kompozičńıch dat.

Mı́sto euklidovské geometrie, která pracuje s absolutńımi hodnotami proměn-

ných, se v př́ıpadě kompozičńıch dat použ́ıvá tzv. Aitchisonova geometrie na

simplexu. Simplex je výběrovým prostorem reprezentaćı kompozičńıch dat a p-

složkový simplex je definován jako

Sp =

{
x = (x1, . . . , xp) ∈ Rp

+ | xi > 0,

p∑
i=1

xi = k

}
, (3.4)

kde k je konstantńı součet složek vektoru x.

Nyńı uvažujme dvě kompozice x a y ze simplexu Sp. Potom Aitchisonova

vzdálenost je definována jako

dA(x,y) =

√√√√ 1

2p

p∑
i=1

p∑
j=1

(
ln
xi
xj
− ln

yi
yj

)2

. (3.5)

Př́ıklad 3. Srovnejme aplikaci Aitchisonovy a euklidovské vzdálenosti. Uvažujme

vektory: x1 = (10, 70, 20), x2 = (15, 65, 20), y1 = (55, 25, 20) a y2 = (60, 20, 20).

Intuitivně tuš́ıme, že rozd́ıl mezi x1 a x2 neńı stejný jako rozd́ıl mezi y1 a y2.

Euklidovská vzdálenost je mezi nimi stejná (7, 071), protože mezi prvńımi dvěma

př́ıslušnými složkami vektor̊u je rozd́ıl 5 jednotek, třet́ı složka je vždy stejná. Ale

v prvńım př́ıpadě, mezi prvńımi složkami je proporcionálńı rozd́ıl dvě třetiny,

zat́ımco v druhém to je jedenáct dvanáctin.

Tento relativńı rozd́ıl se zdá být vhodněji popsán pomoćı kompozičńı vari-

ability. Aitchisonova vzdálenost aplikovaná na obě dvojice vektor̊u proto stejná

neńı. Pro prvńı rozd́ıl je rovna 0,365, pro druhý 0,226. Vektory y1 a y2 jsou si

uvážeńım jejich relativńıho měř́ıtka bližš́ı.

Př́ıklad 4. Vrat’me se zpět k př́ıkladu 1. Označ́ıme-li P jako proměnnou s rozdě-

leńım relativńıch četnost́ı vektoru (1,1,1,1,1,2,3,4,5) (v grafu 3.2 reprezentováno

červeným histogramem), Q1 jako proměnnou s rozděleńım relativńıch četnost́ı
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vektoru (1,2,3,4,5,5,5,5,5) (levý modrý histogram), Q2 jako proměnnou s rozděle-

ńım relativńıch četnost́ı vektoru (1,2,2,2,2,2,3,4,5) (pravý modrý histogram) a do-

poč́ıtáme-li i Aitchisonovu vzdálenost, můžeme výsledky zapsat do tabulky:

K
L

v
zd

á
le

n
o
st

W
a
ss

e
rs

te
in

o
v
a

v
zd

á
le

n
o
st

A
it

ch
is

o
n
o
v
a

v
zd

á
le

n
o
st

vzdálenost mezi P a Q1 0,7153 2,211 2,276
vzdálenost mezi P a Q2 0,7153 0,667 2,276

Vid́ıme, že jediná Wassersteinova metrika bere v úvahu uspořádáńı reali-

zaćı př́ıslušných proměnných. Kullback-Leiblerova a Aitchisonova vzdálenost tuto

skutečnost v potaz neberou.
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Kapitola 4

Shluková analýza populačńıch
pyramid

Ćılem shlukové analýzy je naj́ıt v množině objekt̊u jej́ı podmnožiny neboli

shluky objekt̊u takovým zp̊usobem, aby si prvky v jednom shluku byly dostatečně

podobné, ale zároveň si nebyly př́ılǐs podobné s prvky jiného shluku. Shlukovat

můžeme objekty i proměnné.

Uplatněńı nacháźı zejména tam, kde se množina objekt̊u reálně rozpadá do tř́ıd

(objekty se seskupuj́ı do přirozených shluk̊u, např. věk, pohlav́ı,. . . ). Př́ıklady

použit́ı shlukové analýzy:

• Marketing: pomáhá k vyv́ıjeńı ćılených marketingových programů pro jed-

notlivé skupiny potencionálńıch nakupuj́ıćıch.

• Pojǐstěńı: identifikace skupin držitel̊u pojistných smluv s vysokými nároky

na pojistné plněńı.

• Plánováńı města: identifikace skupin domů podle jejich typu, hodnoty a

zeměpisné polohy.

V této kapitole jsem čerpala ze zdroj̊u [2], [6], [7].

4.1. Shluková analýza

Uvažujme matici E typu n×p (n = počet objekt̊u (pozorováńı), p = počet

proměnných v tomto př́ıpadě odpov́ıdá věkovým skupinám muž̊u a žen). Dále
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uvažujme r̊uzné rozklady B(k) = {U1,U2, . . . ,Uk} množiny n objekt̊u do k

shluk̊u, kde Ui znač́ı i-tý shluk. Tyto rozklady jsou množiny disjunktńıch podmnožin,

které dohromady tvoř́ı E. To můžeme zapsat následovně:

Ul ∩Um = ∅, U1 ∪U2 ∪ . . . ∪Uk = E.

Úlohu shlukové analýzy klasifikujeme troj́ım zp̊usobem:

1. Úloha má na svém začátku počet shluk̊u již zadaný.

2. Sami muśıme určit vhodný počet shluk̊u.

3. Hierarchické shlukováńı, kde každý následuj́ıćı rozklad je zjemněńım předcho-

źıho. V této práci se budeme věnovat této možnosti.

4.2. Mı́ry vzdálenosti a podobnosti

Po výběru proměnných, které uspokojivě charakterizuj́ı vlastnosti shluko-

vaných objekt̊u a zjǐstěńı jejich hodnot rozhodujeme o zp̊usobu hodnoceńı vzdále-

nost́ı či podobnost́ı objekt̊u.

Výsledkem výpočtu př́ıslušných měr pro všechny páry objekt̊u je matice D,

která se nazývá matice vzdálenost́ı. Je typu n×n a na jej́ı diagonále se nacháźı

nuly. Pokud jsou na diagonále 1, jde o matici podobnost́ı A.

Úlohu můžeme klasifikovat podle podobnosti na podobnost dvou objekt̊u, po-

dobnost objektu a shluku, nebo podobnost dvou shluk̊u. Při značeńı podobnosti

použ́ıváme 0 pro maximálńı rozd́ılnost a 1 pro totožnost.

4.2.1. Měřeńı vzdálenosti

Pro kvantitativńı data xi = (xi1, . . . , xip), i = 1, . . . , n se pro sestaveńı matice

D využ́ıvaj́ı tři základńı vzdálenosti:

• Manhattanská vzdálenost (pojmenovaná podle pravoúhlého systému

ulic na Manhattanu). Je definovaná vztahem

dH(xi,xi′) =

p∑
l=1

|xil − xi′l|.
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• Euklidovská vzdálenost je definovaná vztahem

dE(xi,xi′) =

√√√√ p∑
l=1

(xil − xi′l)2.

• Čebyševova vzdálenost je definovaná vztahem

dC(xi,xi′) = max
l
|xil − xi′l|.

Pro měřeńı podobnosti proměnných můžeme využ́ıt výběrového korelačńıho

koeficientu. Výsledkem bude výběrová korelačńı matice typu p×p a na jej́ı di-

agonále budou 1. Ta se př́ıpadně může upravit na matici nepodobnost́ı. Shlu-

kováńı proměnných se využ́ıvá např́ıklad k redukci dimenze a t́ım následnému

zjednodušeńı analýzy např. v psychologii.

4.3. Hierarchické shlukováńı

Hierarchické shlukováńı je charakterizováno posloupnost́ı vnořených rozklad̊u

B(k), která na jedné straně zač́ıná triviálńım rozkladem, kdy každý shluk zna-

mená jeden prvek (objekt) a konč́ı jedńım shlukem obsahuj́ıćım všechny prvky

(objekty). Použ́ıvá se pro rozpoznáńı datové struktury.

Hierarchické shlukováńı děĺıme podle směru postupu na aglomerativńı a di-

vizivńı. Aglomerativńı metoda popisuje spojováńı nejpodobněǰśıch objekt̊u ze

kterých se tvoř́ı shluky. S těmi nadále pracuje jako se samostatnými objekty.

Takto se postupuje až do chv́ıle, kdy z̊ustane pouze jeden velký shluk.

Divizivńı metoda pracuje naopak. Vycháźı z jednoho shluku, který děĺı nejčas-

těji na dvě části. Každou z nich považuje za samostatný shluk, který nadále děĺı.

Nevýhodou hierarchického typu shlukováńı může být skutečnost, že se v kaž-

dém kroku snaž́ı dosáhnout nejlepš́ıho řešeńı v daném čase a pozici, tud́ıž nebere

ohled na daľśı postup. Aglomerativńı metoda nerozděĺı již vzniklé shluky a divi-

zivńı metoda rozdělené shluky znovu nespoj́ı, což by př́ıpadně mohlo vlastnosti

rozkladu vylepšit.
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Grafickým znázorněńım hierarchického shlukováńı je dendrogram (stromový

graf). Uzly tohoto grafu představuj́ı jednotlivé shluky. Horizontálńı řezy předsta-

vuj́ı rozklady v posloupnosti shluk̊u. Vertikálńı směr představuje vzdálenosti mezi

shluky (mezi jednotlivými rozklady), např. obrázek 5.1.

4.3.1. Aglomerativńı a divizivńı postup

V této podkapitole nast́ıńıme postupy, které se při hierarchickém shlukováńı

použ́ıvaj́ı. Aglomerativńı hierarchický postup vypadá následovně:

1. Vypočteme matici vzdálenost́ı D.

2. Proces začneme od rozkladu B(n), tj. od n shluk̊u, z nichž každý obsahuje

1 prvek.

3. Prohledáme D a najdeme dva shluky (i-tý a j-tý), jejichž vzdálenost dij je

minimálńı.

4. Spoj́ıme i-tý a j-tý shluk do g-tého shluku. V D nahrad́ıme i-tý a j-tý

řádek a sloupec řádkem a sloupcem pro nový shluk.

5. Zaznamenáme pořad́ı cyklu.

6. Znovu pokračujeme krokem 3, dokud proces neskonč́ı spojeńım do B(1).

Divizivńı metoda, na rozd́ıl od aglomerativńı, vytvář́ı systém rozklad̊u po-

stupným rozdělováńım shluk̊u. Při aplikaci divizivńıho př́ıstupu postupujeme tak,

že postupně rozdělujeme každý z existuj́ıćıch shluk̊u na dva nové, aby výsledný

rozklad tohoto shluku byl optimálńı vzhledem k nějakému kritériu.

4.3.2. Přehled vybraných aglomerativńıch postup̊u

Vzdálenosti mezi shluky odvozujeme ze vzdálenost́ı mezi objekty daných shluk̊u.

• Metoda nejbližš́ıho souseda (Simple linkage)

Tato metoda vytvář́ı shluky z jednotlivých objekt̊u (shluk̊u), které maj́ı
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mezi sebou nejkratš́ı vzdálenost v porovnáńı s ostatńımi objekty (shluky).

Nevýhodou je, že při existenci objekt̊u s totožnou vzdálenost́ı od existuj́ıćıch

shluk̊u může doj́ıt k řetězeńı. Daľśı nevýhodou je, že i značně vzdálené

objekty se mohou sej́ıt ve stejném shluku. Může tedy doj́ıt k chybnému

závěru.

• Metoda nejvzdáleněǰśıho souseda (Complete linkage)

Jak už název napov́ıdá, tato metoda shlukuje objekty (shluky), které jsou

v porovnáńı od ostatńıch od sebe nejdále. Vezme tu největš́ı ze vzdálenost́ı

každých dvou objekt̊u ze dvou r̊uzných shluk̊u. Z takto vypoč́ıtané vzdáleno-

sti bere v rámci dané úrovně shlukováńı tu nejmenš́ı a shlukuje př́ıslušné dva

objekty (shluky). Tato metoda má tendenci tvořit nepř́ılǐs velké kompaktńı

shluky.

• Metoda pr̊uměrné vazby (Average linkage)

Metoda pr̊uměrné vazby je podobná metodě nejbližš́ıho souseda s t́ım rozd́ı-

lem, že vzdálenost mezi shluky se vypoč́ıtá jako pr̊uměr vzdálenost́ı mezi

každými dvěma objekty z dvou r̊uzných shluk̊u. Z takto vypoč́ıtaných vzdále-

nost́ı bere tu nejkratš́ı pr̊uměrnou. Protože pr̊uměry vzdálenost́ı mezi ob-

jekty bývaj́ı často unikátńı, k nejednoznačným výsledk̊um docháźı méně

často.

• Wardova metoda

Wardova metoda vycháźı z analýzy rozptylu. Vzdálenosti objekt̊u se měř́ı

čtvercovou euklidovskou vzdálenost́ı a slučuj́ı se takové shluky, kde je mi-

nimálńı součet čtverc̊u. Je velmi použ́ıvaná, protože má tendenci vytvářet

kompaktńı, poměrně malé shluky zhruba stejné velikosti.

V této práci provedeme metody nejvzdáleněǰśıho souseda a Wardovy metody,

které jsou v praxi asi nejuž́ıvaněǰśı.
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Kapitola 5

Aplikace postupu na
demografická data

V této kapitole aplikujeme nast́ıněný postup na demografická data. Podoba

dat je popsána v kapitole 1.4. Data již byla podle nástroj̊u symbolické analýzy

upravena do stavu, ve kterém jsme je źıskali. Tyto úpravy jsme popsali v kapitole

2.1; výsledná data jsou k dispozici v př́ılohách A a B.

Pro takto upravený datový soubor jsme pro zjǐstěńı vzdálenost́ı mezi symbo-

lickými objekty použili dvoufázový postup. V prvńım kroku jsme pro každé po-

hlav́ı napoč́ıtali matice vzdálenost́ı mezi relativńımi četnostmi výskytu objekt̊u

v daných věkových skupinách pomoćı symetrické Kullback-Leiblerovy, Aitchiso-

novy a Wassersteinovy vzdálenosti. T́ımto zp̊usobem můžeme zkoumat podobnost

mezi jednotlivými jednotkami vzhledem k modálńı proměnné. Vznikaj́ı nám dvě

matice vzdálenost́ı DM = (dMij )ni,j=1 a DF = (dFij)
n
i,j=1 pro každou metriku.

V druhém kroku zjist́ıme celkovou podobnost mezi pohlav́ımi pomoćı eukli-

dovské vzdálenosti, tedy vztahem dij =
√

(dMij )2 + (dFij)
2, i, j = 1, . . . , n. Č́ım

nižš́ı hodnota dij, t́ım větš́ı podobnost daného páru jednotek.

Následně jsme pomoćı hierarchického shlukováńı vytvořili dendrogramy po-

pisuj́ıćı strukturu dat pro jednotlivé vzdálenosti. Pro zaj́ımavost jsme, jak již

bylo uvedeno, použili dvě metody shlukováńı - Wardovu metodu a metodu nej-

vzdáleněǰśıho souseda. Obě metody jsou popsány v kapitole 4.3.2.
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Obrázek 5.1: Dendrogram pomoćı Kullback-Leiblerovy vzdálenosti, Wardova me-
toda

Obrázek 5.2: Dendrogram pomoćı Wassersteinovy vzdálenosti, Wardova metoda

Obrázek 5.3: Dendrogram pomoćı Aitchisonovy vzdálenosti, Wardova metoda
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Obrázek 5.4: Dendrogram pomoćı Kullback-Leiblerovy vzdálenosti, complete lin-
kage

Obrázek 5.5: Dendrogram pomoćı Wassersteinovy vzdálenosti, complete linkage

Obrázek 5.6: Dendrogram pomoćı Aitchisonovy vzdálenosti, complete linkage
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Tabulka 5.1: Přǐrazeńı č́ıselného označeńı jednotlivých kraj̊u.

Značeńı Název kraje

1 Hlavńı město Praha
2 Středočeský kraj
3 Jihočeský kraj
4 Plzeňský kraj
5 Karlovarský kraj

6 Ústecký kraj
7 Liberecký kraj
8 Královehradecký kraj
9 Pardubický kraj
10 kraj Vysočina
11 Jihomoravský kraj
12 Olomoucký kraj
13 Moravskoslezský kraj
14 Zĺınský kraj

Dendrogramy vzniklé pomoćı Kullback-Leiblerovy vzdálenosti (obrázky 5.1,

5.4) napov́ıdaj́ı, že pokud bychom graf řezali např. na hodnotě 0,002, kde vid́ıme

stále ještě velké rozd́ıly mezi shluky, potom by se kraje přirozeně dělily do čtyř

shluk̊u. Dva jednoprvkové shluky by byly tvořeny krajem Středočeským a Prahou.

Třet́ı shluk by byl tvořen krajem Karlovarským, Ústeckým, Libereckým a Morav-

skoslezským. Posledńı shluk je tvořen zbylými kraji. Jediný rozd́ıl mezi těmito

dvěma grafy je ve Středočeském kraji. Wardova metoda by ho dř́ıve přǐradila

k třet́ımu shluku, zat́ımco metoda nejvzdáleněǰśıho souseda (MNS) by dř́ıve spo-

jila třet́ı a čtvrtý shluk.

Dendrogramy vzniklé pomoćı Wassersteinovy vzdálenosti (obrázky 5.2, 5.5)

se z trojice použitých vzdálenost́ı na prvńı pohled lǐśı nejv́ıce. Praha, která

v předchoźıch grafech nešla přehlédnout a shlukovala se až v posledńım shluku se

nyńı shlukuje s početnou skupinou všech kraj̊u kromě Středočeského, Ústeckého

a Libereckého. Tyto tři tvoř́ı samostatný shluk a přidávaj́ı se až v posledńım

kroku analýzy. Intuitivně bychom graf řezali přibližně v hodnotě 2,9. Vzniknou

nám tak tři shluky. T́ım prvńım je již zmı́něná trojice - Středočeský, Ústecký
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a Liberecký kraj. Druhým je Praha a třet́ım jsou zbylé kraje. Rozd́ıl mezi grafy

pro Wardovu metodu a MNS je nepatrný.

Dendrogramy vzniklé pomoćı Aitchisonovy vzdálenosti jsou rozd́ılné. Ten, kte-

rý vznikl Wardovou metodou (obrázek 5.3) je podobný oběma graf̊um vzniklým

pomoćı Wassersteinovy vzdálenosti. Přirozeně se rozpadá do tř́ı shluk̊u. Samozřej-

mě Praha jako samostatný shluk. Ke Středočeskému, Ústeckému a Libereckému

kraji se připojily kraje Karlovarský a Moravskoslezský (tak jsme to viděli už

u Kullback-Leiblerovy vzdálenosti, viz obrázky 5.1, 5.4). Třet́ı shluk je tvořen

zbytkem republiky. Dendrogram vzniklý MNS (obrázek 5.6) je v zásadě totožný

s dendrogramem Kullback-Leiblerovy vzdálenosti na obrázku 5.1, lǐśı se pouze

měř́ıtkem.

Obecným závěrem může být děleńı kraj̊u do 3 shluk̊u. Prvńım je Praha jako

jednoprvkový shluk. Druhý obsahuje kraje Středočeský, Ústecký a Liberecký.

Třet́ı je tvořen zbytkem kraj̊u. Pozornost si zaslouž́ı dvojice kraj̊u Karlovarský

a Moravskoslezský. Maj́ı tendenci řadit se do druhého i třet́ıho shluku dle použité

vzdálenosti a metody shlukováńı.
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Závěr

Ćılem bakalářské práce bylo analyzovat relativńı věkovou strukturu popu-

lace vyjádřenou pomoćı populačńıch pyramid ve smyslu symbolické analýzy dat

a porovnat metriky vhodné pro takto zpracovaná data – Kulllback-Leiblerovu

a Wassersteinovu. K tomu jsem připojila i Aitchisonovu vzdálenost, která se

běžně využ́ıvá na datech relativńı povahy, tzv. kompozičńıch datech. Výsledkem

bylo šest dendrogramů prezentuj́ıćıch přirozené shlukováńı kraj̊u na základě frek-

vence výskytu žen a muž̊u v jednotlivých věkových kategoríıch. Dendrogramy

jsem porovnala a interpretovala. Česká republika se dle toho přirozeně rozpadá

na tři shluky.

Práce pro mě byla velmi př́ınosná. Zjistila jsem, že i data z populačńıch py-

ramid (které většina lid́ı zná pouze jako typ grafu) se daj́ı po určité úpravě sta-

tisticky zpracovat. Dále, že existuje mnoho jiných metrik kromě těch základńıch,

běžně vyučovaných a je zaj́ımavé, ale nesnadné, je mezi sebou porovnávat. V ne-

posledńı řadě jsem se naučila sázet text a matematiku v typografickém systému

LATEX.
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Př́ıloha A

Relativńı četnosti výskytu žen dle region̊u a věku v ČR k 1. lednu 2015.
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če

sk
ý
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ň
sk

ý
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j

(0, 5) 0,0293 0,0306 0,0266 0,0257 0,025 0,0266 0,0274
[5, 10) 0,0264 0,0314 0,0279 0,0276 0,0281 0,0292 0,0286

[10, 15) 0,0187 0,0243 0,0235 0,0223 0,0234 0,0249 0,0243
[15, 20) 0,0179 0,0222 0,0233 0,0217 0,0234 0,0237 0,0237
[20, 25) 0,0258 0,0284 0,031 0,0293 0,0311 0,0316 0,0309
[25, 30) 0,0355 0,0314 0,0328 0,0338 0,0345 0,0343 0,0334
[30, 35) 0,0427 0,0362 0,0349 0,0372 0,0341 0,0356 0,0353
[35, 40) 0,0506 0,0475 0,0425 0,0441 0,0419 0,0439 0,0443
[40, 45) 0,0418 0,0436 0,0394 0,041 0,0412 0,0421 0,0415
[45, 50) 0,0326 0,0339 0,033 0,0339 0,0351 0,0341 0,0326
[50, 55) 0,0303 0,0309 0,0324 0,0323 0,0339 0,0322 0,0305
[55, 60) 0,028 0,0304 0,0344 0,033 0,0334 0,0317 0,0303
[60, 65) 0,0302 0,0324 0,035 0,0346 0,0354 0,0342 0,0344
[65, 70) 0,0281 0,0293 0,0307 0,0309 0,0303 0,0315 0,0317
[70, 75) 0,0203 0,0187 0,0199 0,0212 0,0193 0,0191 0,0193
[75, 80) 0,0112 0,0106 0,0118 0,0127 0,012 0,0106 0,0106
[80, 85) 0,0087 0,0074 0,0087 0,0086 0,0075 0,0066 0,0074
[85,∞) 0,0065 0,0045 0,005 0,0051 0,004 0,0036 0,0045
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ý
k
ra

j

P
a
rd

u
b
ic

k
ý
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(0, 5) 0,0259 0,0268 0,026 0,0276 0,0259 0,0249 0,0251
[5, 10) 0,0279 0,0277 0,0271 0,0271 0,0274 0,0267 0,0271

[10, 15) 0,0234 0,0239 0,0238 0,0221 0,0231 0,0232 0,0233
[15, 20) 0,0239 0,0244 0,0247 0,0218 0,0228 0,0232 0,0239
[20, 25) 0,0307 0,0319 0,033 0,0302 0,0314 0,0316 0,0325
[25, 30) 0,0328 0,034 0,0344 0,0342 0,0336 0,0341 0,0352
[30, 35) 0,0339 0,0356 0,0356 0,0384 0,0351 0,0354 0,0349
[35, 40) 0,0426 0,0442 0,0421 0,045 0,044 0,0426 0,0416
[40, 45) 0,0402 0,0402 0,0393 0,04 0,0398 0,04 0,0399
[45, 50) 0,0329 0,0324 0,0337 0,0335 0,0332 0,0337 0,0353
[50, 55) 0,0310 0,0313 0,0336 0,0318 0,0322 0,0338 0,0347
[55, 60) 0,0324 0,0324 0,0345 0,032 0,0326 0,0338 0,0328
[60, 65) 0,0347 0,0339 0,0326 0,0319 0,0335 0,033 0,0329
[65, 70) 0,0311 0,0294 0,0292 0,028 0,0288 0,028 0,0273
[70, 75) 0,0207 0,0197 0,02 0,0205 0,0199 0,0196 0,0203
[75, 80) 0,0124 0,0121 0,0129 0,0119 0,0121 0,0124 0,0119
[80, 85) 0,0093 0,0089 0,0089 0,0082 0,0082 0,0084 0,0071
[85,∞) 0,0057 0,0054 0,0053 0,0054 0,0052 0,005 0,0041
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Př́ıloha B

Relativńı četnosti výskytu muž̊u dle region̊u a věku v ČR k 1. lednu 2015.
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tř

e
d
o
če
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ý

k
ra

j

(0, 5) 0,0278 0,0291 0,0251 0,025 0,0236 0,025 0,0259
[5, 10) 0,0252 0,0297 0,0266 0,0262 0,0265 0,0279 0,0277

[10, 15) 0,0176 0,0228 0,0223 0,0215 0,022 0,0235 0,0228
[15, 20) 0,0174 0,0212 0,0219 0,0205 0,0222 0,0229 0,0226
[20, 25) 0,0264 0,0272 0,0293 0,0278 0,0292 0,0294 0,0292
[25, 30) 0,0353 0,0304 0,0315 0,0322 0,0321 0,0313 0,0318
[30, 35) 0,042 0,0358 0,0331 0,0342 0,0316 0,0323 0,0335
[35, 40) 0,0484 0,0466 0,041 0,0417 0,0405 0,0407 0,0419
[40, 45) 0,0393 0,0405 0,0385 0,0384 0,0391 0,0396 0,0397
[45, 50) 0,0318 0,0317 0,0321 0,0316 0,0335 0,0322 0,0316
[50, 55) 0,0308 0,0295 0,0318 0,0313 0,0324 0,0305 0,0305
[55, 60) 0,0307 0,0307 0,0341 0,0334 0,0342 0,0322 0,0315
[60, 65) 0,0349 0,0346 0,0361 0,0361 0,0378 0,0376 0,038
[65, 70) 0,0352 0,033 0,0341 0,0347 0,0353 0,0363 0,0365
[70, 75) 0,0265 0,0235 0,0251 0,026 0,0254 0,0247 0,0247
[75, 80) 0,0165 0,0159 0,0181 0,018 0,0183 0,0162 0,0162
[80, 85) 0,015 0,0133 0,0147 0,0149 0,0124 0,0121 0,0132
[85,∞) 0,0145 0,0109 0,0118 0,0114 0,0101 0,01 0,012

38
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(0, 5) 0,0246 0,0256 0,0244 0,0263 0,0247 0,0235 0,024
[5, 10) 0,0265 0,0263 0,0255 0,026 0,0264 0,0252 0,0259

[10, 15) 0,0219 0,0221 0,0224 0,0209 0,0219 0,0217 0,022
[15, 20) 0,022 0,0227 0,0233 0,0209 0,0219 0,0222 0,0228
[20, 25) 0,0292 0,0297 0,0311 0,0289 0,03 0,0301 0,0309
[25, 30) 0,0308 0,032 0,0317 0,0327 0,0323 0,0318 0,0331
[30, 35) 0,0314 0,0323 0,0319 0,0362 0,0331 0,0324 0,0318
[35, 40) 0,0401 0,0409 0,0388 0,0425 0,041 0,0402 0,0389
[40, 45) 0,0382 0,038 0,0373 0,0379 0,038 0,0376 0,038
[45, 50) 0,0316 0,0314 0,0319 0,0316 0,0319 0,0323 0,0337
[50, 55) 0,0306 0,0307 0,032 0,0309 0,0316 0,0333 0,0336
[55, 60) 0,0329 0,0329 0,0332 0,0329 0,034 0,034 0,0343
[60, 65) 0,0377 0,0364 0,034 0,035 0,0364 0,0366 0,0366
[65, 70) 0,0363 0,0336 0,0331 0,0338 0,0349 0,0336 0,0339
[70, 75) 0,0272 0,0251 0,0254 0,0265 0,0265 0,0265 0,0279
[75, 80) 0,0183 0,0183 0,0193 0,0183 0,0187 0,0202 0,0177
[80, 85) 0,0156 0,0156 0,0156 0,0152 0,0152 0,0166 0,0136
[85,∞) 0,0134 0,0122 0,0126 0,0139 0,0129 0,013 0,0116
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[7] Kelbel, J., Šilhán, D.: Shluková analýza [online]. [cit. 2018-11-23]. Dostupné
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