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Abstrakt

Tato prace Tesi urcovani sémantické podobnosti slov. K tomu je vyuzita kombinace pre-
diktivniho modelu fastText a metody zalozené na poc¢tu Pointwise Mutual Information. Je
zde popsan systém, ktery s vyuzitim sémantickych modelu je schopen zastoupit hrice ve
slovné-asocia¢ni hie Kryci jména. Systém mé implementovanou herni strategii vyuzivajici
informace z prubéhu hry k prospéchu tymu, za ktery hraje. Systém je schopen plnit funkci
hrace hadajiciho asociovana slova k napovédé, tak i hrace vytvarejictho vlastni napovédy.

Abstract

This thesis solves a determination of semantic similarity between words. For this task
is used a combination of predictive model fastText and count based method Pointwise
Mutual Information. Thesis describes a system which utilizes semantic models for ability
to substitue a player in a word association game Codenames. The system has implemented
game strategy enabling use of context information from the game progression to benefit his
own team. The system is able to substitue a player in both team roles.
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Kapitola 1

Uvod

Vytvoreni umélého hrace ve slovné-asocia¢ni hie Kryci jména nabizi moznost ovérovat funk-
cionalitu technik zpracovani pfirozeného jazyka formou hry. Zpracovani prirozeného jazyka
(natural language processing, NLP) je obor pocitacové védy, ktery se zabyva komunikaci
mezi ¢lovékem a pocitatem pomoci prirozeného jazyka, jimz mluvi lidé. Hlavnim cilem
NLP je umoznit poc¢itacim porozumét lidskému jazyku stejné dobfe, jako mu rozumi lidé.
Vysledky vyzkumu v oblasti NLP lze vyuzit naptiklad pfi strojovém prekladu textu, vyhle-
dévani relevantnich zdroju a prevodu textu na fec¢ (text-to-speech). [6]

Cilem této prace je vytvorit systém, ktery je schopen zastoupit hrace Krycich jmen v roli
hadajiciho hrace i hrace vytvarejictho napovédy. Pomoci implementované herni strategie je
cilem se co nejvice dovednostné vyrovnat zkusenym hractim. Z oblasti NLP jsou v ramci
této prace trénovany sémantické modely, s jejichZz pouzitim lze vyhodnocovat slovni asoci-
ace, které jsou zakladnim principem hry Kryci jména. Vytvoreny systém slouzi nejen jako
aplika¢ni doména NLP, ale také provadi sbér dat, kterd mohou slouzit k vyhodnocovani
nebo pripadné k trénovani sémantickych model.

V ramci uvedené problematiky navazuji na bakaldfskou préaci Shlukovdni slov podle
vyznamu [7], kterd se zabyvd metodami pro urcovani sémantické podobnosti slov. Déle
navazuji na diplomovou praci Pocitac jako inteligentni spoluhrdc ve slovné-asociacni hre
Kryci jména [15], ktera slouzila jako referencni feseni. Tato diplomova préce je dale v textu
oznacovana jako ,predchozi prace“. Obdobné jako v predchozi praci vyuzivim sémanticky
model fastText, ale vytvoril jsem i model zaloZeny na poctu, ktery pii testovani dosahoval
lepsich vysledku (podkapitola 5.3.4).

Jadro predkladané prace kombinuje nejen sémantické modely, ale také implementovanou
herni strategii, kterd napiiklad pfi napovidani ve hfe definuje hodnotici funkci moznych
napovéd, kterd bere v potaz nejen miru asociace se slovy ve hre, ale také predchozi tahy
a pocet zbyvajicich slov kazdého tymu.

Vysledny systém obsahuje i webovou sluzbu', kde je mozno ve webovém prohlizedi tes-
tovat obé role implementovanych hraci. Pavodné byl systém implementovan jen pro Cesky
jazyk, dotatecné vsak byla implementovana i podpora pro angli¢ctinu. Ve spolupraci s Mar-
tinem Hurtou, ktery soubézné pracoval na bakaldiské praci Podpora hry Kryci jména na
mobilnim telefonu s OS Android [8], bylo vytvoreno komunikaéni rozhrani mezi webovou
sluzbou a mobilni aplikaci, které slouzi jako rddce pro aktualni tah ve hie nebo kompletné
zastoupi hrace v mobiln{ aplikaci.

http://athenal3.fit.vutbr.cz:8086/


http://it.vutbr.cz

Kapitola 2 obsahuje obecny tvod do strategie her spolecné s detailnim popisem hry
Kryci jména. Kapitola 3 se zabyva predzpracovanim textu. Kapitola 4 se zabyva technikami,
které vyhodnocuji podobnosti slov na zakladé jejich kontextu v textu ur¢enému k trénovani.
Kapitola 5 popisuje navrh a implementaci systému, spoleéné se zvolenou herni strategii.
V kapitole 6 jsou uvedené dosazené vysledky.



Kapitola 2

Strategie her

V této kapitole je predstaven letmy tivod pojmu teorie her, strategie a uzitkova funkce.
Nejsou zde popsany exaktni definice, pojmy spojené se strategii byly v implementacni ¢asti
pouzivané spise na intuitivni drovni.

Hry a uméla inteligence maji spole¢nou dlouhou historii. Jiz od pocatka vyvoje umélé
inteligence byl vyzkum zaméfen na vytvareni programt schopnych hrat deskové hry. Prede-
vSim se jednalo o hry Sachy a ddma. Casem bylo vyvinuto nékolik zakladnich metod, které
se dnes bézné pouzivaji. Vybér téchto metod je zavisly na principu dané hry. [23]

Teorie her je oblast studia zabyvajici se matematickymi modely, které jsou v interakci
s objekty, jez provadéji racionalni rozhodovani v zavislosti na dané situaci. Tato oblast
se vyuziva nejen u hrani her, ale také napiiklad v ekonomii nebo socidlnich studiich. [14]
Pojem strategie lze vysvétlit jako postup volici provedeni jedné z moznych akci, kterou lze
co nejlépe dosdhnout predem stanoveného cile. U her se jednéd o provedeni takového tahu,
ktery je vyhodnocen, jako nejlepsi volba pro dosazeni vitézstvi. Pro vybér optimalniho tahu
slouzi napriklad uzitkova funkce.

Uzitkovost v teorii her predstavuje miru ohodnoceni daného rozhodnuti. Jedna se o funkci,
kterd ohodnoti dané rozhodnuti na zakladé informaci z aktudlniho stavu hry. Na zdkladé
vyhodnoceni moznych proveditelnych rozhodnuti lze vybrat pravé takové, které bude mit
nejvétsi uzitek pro dosazeni vyhry. [23]

2.1 Kryci jména

Kryci jména je pavodni ceskd hra autora Vlaadi Chvatila, ktera sbird tspéchy po celém
svété. Ziskala ocenéni Spiles des Jahres 2016 a podle celosvétové herni databéze' je nejlepsi
party hra historie [4]. Hra je zaloZena na prostiedi tajnych agentu, kde cilem hry je kontak-
tovat vSechny agenty svého tymu drive nez soupef. Tito agenti jsou reprezentovani slovy
vyloZzenymi ve hie. Princip hry je vytvafeni jednoslovnich asociaci, které by mély spojovat
slova daného tymu a umoznily timto ostatnim ¢lentim tymu kontaktovat své agenty.

"https://www.boardgamegeek.com/
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Obrézek 2.1: Ukéazka hernich karet. Pfevzato z [4] a upraveno.

2.1.1 Priprava hry a pravidla

Na zacatku hry se ndhodné vybere 25 karticek se slovy, které se poskadaji do mtizky
5 x 5. Hraci se rozdéli do dvou tymu, kde z kazdého tymu se vybere jeden hra¢, ktery bude
hlavni $pién. Zbytek tymu bude pfedstavovat ¢leny operativy. Déle se nahodné vybere hraci
planek, ktery urci roziazeni slov. Zac¢inajici tym ma 9 slov (agentt), druhy tym 8, jedno
slovo bude ndjemny vrah a zbytek ndhodni kolemjdouci. Podle planku, na ktery vidi jenom
hlavni Spiéni obou tymu, se snazi spojit co nejvice svych slov do jedné slovni asociace,
kterou feknou cClentim svého tymu spoleéné s poctem spojovanych slov. Ostatni ¢lenové
tymu nasledné po jednom budou oznacovat slova, o kterych si mysli, ze byla cilena. Tym,
ktery jako prvni oznaci vsechny své agenty a zaroven se vyhne najmenému vrahovi, vyhrava.
Zde jsou upresnujici kritéria pro jednotlivé tahy:

Néapovéda musi byt jenom jedno slovo.

Népovéda nesmi obsahovat koten zadného slova ze hry.

Népovéda musi mit pouze sémantickou asociaci se slovy ve hie.”?

Hlavni $pién nesmi kromé jedné asociace za tah pouzivat jiné verbalni i neverbalni
napovedy.

Specialni ¢isla pro ndpovédu mohou byt 0 a nekone¢no. Napovéda typu nekonecno znamena,
ze hraci muzou hadat kolik slov uznaji za vhodné. Napovéda typu nula cili slovo nebo slova,
kterd pravé nemaji nic spoleéného s danou napovédou. Tato napovéda se vétsinou cili na

Znapi: Népovéda ,&tyFi“ 2: nesmi cilit slova, ktera se sklddaji ze éty¥ pismen.



najemného vraha. Oba typy specidlnich napovéd se vyplati pouzivat v pripadé, Ze tymu
zbyva dohadat nékolik slov z predchozich tahu.

e Hrac¢i musi na zadanou napovédu oznacit alespon jedno slovo.

e Celkové se postupné miize oznacit o jedno slovo vice, nez kolik bylo zaddno u napo-
védy.?

e Pokud pfi postupném oznacovani slov narazi na ndhodného kolemjdouciho nebo na
agenta nepratelského tymu, tah konéi a pokracuje ve hie druhy tym.

e Pokud se oznac¢i ndjemny vrah, hra konéi a vyhrava protivnik.

2.1.2 Princip strategie

7 pohledu strategie je hra Kryci jména odlisnid od béznych deskovych her. Pii srovnani
se hrou Sachy maji obé hry herni pole, ale Ssachy funguji na principu valky. Za pouziti
vlastnich zdroji se hra¢ snazi likvidovat zdroje protivnika. U Krycich jmen operuji oba
tymy na stejném poli, ale nijak svymi akcemi nezpusobuji skody nepfiteli, pouze se snazi
zuzitkovat informace k odhaleni vlastnich karet, coz znamend, ze se jedna spise o zavod.

Hlavni princip, ktery ovliviiuje provadény tah, je vytvareni slovnich asociaci. Ptiklady
zékladnich slovnich asociaci jsou:

e synonyma — slova se stejnym vyznamem (dim—budova)
e antonyma - slova s opaénym vyznamem (zima—horko)
e hyperonyma — nadfazeny pojem (ovoce—jablko)

e homonyma — slova se stejnou zvukovou nebo grafickou podobou avsak s odlisSnym
vyznamem (raketa jako tenisova palka nebo létaci stroj)

e analogie — prirovnani dvou slov na zdkladé stejné vlastnosti (ptak—letadlo)

Ze zaznamu her vsak vyplyva, ze asociace nemusi byt jenom ze skupiny téchto za-
kladnich typu. Muze se naptiklad vyuzivat obecnd znalost svéta, vztahy znamych nazva
nebo osobnosti s misty, vlastnostmi a udalostmi. Napiiklad slovo ,,Alexandrovci® miize byt
pouzito jako napovéda pro slova ,Moskva“ a ,hudba“. Asociace se mizou prenaset i pres
ruzné specifické vztahy. Pro slova ,,obr“ a ,hodinky“ muze byt vytvorena asociace se slovem
,Ben“, které vychazi ze zndmého nazvu hodinové véze ,,Big Ben“.

V roli hlavniho Spiéna je vybér optiméalni napovédy takovy, aby napovéda spojovala
co nejvice slov a zaroven je jeji sila asociace s cilenymi slovy dost silna, aby byla velka
pravdépodobnost, ze spoluhra¢ dand slova oznaci. Déle je potieba brat ohled na pocty
zbyvajicich slov obou tymu. V pfipadé ze hra¢ vyraznéji prohrava, vyplati se zariskovat
a vybrat napovédu, kterd cili vice slov, ale jejich asociace s ndpovédou nebude tak silna.
Pro vybér optimalni napovédy se nabizi implementace uzitkové funkce, ktera by v idedlni
mire vahovala silu asociace napovédy se slovy v kombinaci s poctem cilenych slov.

V roli ¢lena operativy je vhodné sledovat i nepratelské napovédy pro pripad, Ze by pro-
tivnik pokazil svij tah a hrac¢ by tak mohl mit podezieni, ktera slova jsou nepratelského
tymu. Vybér slov k napovédé muze také ovlivnit tivaha nad tim, proc¢ byla pouzita prave

3Hra¢ mize zkusit uhddnout néjaké slovo, které nezvladl z predchozich kol.



dand napovéda a ve specifické mluvnické kategorii. Z pohledu obou roli je uzitecné si pama-
tovat predchozi tahy. (len operativy tak miize postupné v dalsich kolech oznadit zbyvajici
slova z predchozich tahil a hlavni $§pién potom s témito slovy bude pocitat a mize se zamérit
na vytvafeni napoveéd pro dalsi slova.



Kapitola 3

Predzpracovani textu

V této kapitole jsou popsany techniky pouzivajici se pro predzpracovani textu, ktery se
pouzije pro trénovani sémantickych modelid. Vhodnou tpravou lze docilit rychlejsitho vy-
tvoreni modelu, ktery zarovén bude méné paméfové naroény a presnéjsi v rameci urcéovani
podobnosti slov. Toto se projevi zvlasté u jazykua, které jsou morfologicky bohaté, jako je
napriklad c¢estina. Pro tento cel slouzi techniky jako lemmatizace, stemming a vytazovani
nepotiebnych slov.

3.1 Korpus

Terminem korpus se nejbéznéji definuje télo textu, které je mozno zpracovat strojem. Pies-
néji korpus oznacuje konec¢nou kolekci textli zpracovatelnou strojem, kterd maximalné re-
prezentuje dany jazyk idedlné ve vSech jeho oblastech, jako je naptiklad véda, kultura,
a politika [5]. Pro hru Kryci jména muze mit volba trénovaciho textu zésadni vliv. Jak jiz
bylo zminéno v podkapitole 2.1.2, je dobré pracovat s co nejrozmanitéjsimi a aktudlnimi
vyznamnymi informacemi ze svéta. Proto by nebylo vhodné pouzit napiiklad jenom kolekci
beletrie, ale také tfeba rizné novinové ¢lanky nebo internetové diskuze.

3.2 Odstranéni nepotrebnych slov

Nejvice frekventovana slova v prirozeném jazyce velice ¢asto nenesou samy o sobé zadny sé-
manticky vyznam. Témito slovy byvaji naptiklad predlozky, spojky a zajmena. Filtrovanim
téchto slov muzeme znacné snizit ¢asovou naroc¢nost vytvareni sémantickych modelt a pa-
métovou narocnost pri jejich vyuzivani. Pfi zpracovani korpusu je mtzeme filtrovat pomoci
takzvaného stoplistu, kde jsou uvedena jednotliva slova, kterd nechceme zpracovavat. [21]

3.3 Lemmatizace

Lemmatizace je technika, ktera se za pouziti slovniku a morfologické analyzy snazi odstranit
sufixy sklonovaného slova [1]. Timto procesem vznikne slovo v zédkladnim tvaru, takzvana
lemma. Napriklad pokud se v korpusu vyskytnou slova ,,délal“ a ,,déla“, lemmatizaci se obé
slova upravi na slovo ,délat®. Diky této technice se snizi pocet unikatnich slov v daném
modelu a zlepsi se presnost vyhodnocovani podobnosti, protoze ruzné derivace stejného
slova porad reprezentuji stejny sémanticky vyznam.



3.4 Stemming

Na rozdil od lemmatizace se stemming snazi pomoci odstranovani prefixii a sufixii najit
kmen slova. Stemming je algoritmicky obtizny u morfologicky bohatych jazykt. Muze zde
dochazet k understemmingu, neboli k nedostatecnému odstranéni prefixi a sufixii nebo
k overstemmingu, coz je opak understemmingu. Stemming lze vyuzit jako zjednodusenou
variantu uplné lemmatizace, hlavné v angli¢tiné.
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Kapitola 4

Distribuc¢ni sémantika

V této kapitole jsou popsany sémantické modely, které slouzi pro vyhodnocovani podob-
nosti slov. Tyto modely se déli na modely zalozené na poctu a prediktivni modely. Princip
sémantickych modelt vychazi z distribu¢ni sémantiky:.

Distribu¢ni sémantika je studie, ktera se zabyvd metodami pro vyhodnocovani podob-
nosti jazykovych tutvart na zdkladé jejich vzajemné distribuce v kontextu. Jejim zakladem
je distribu¢ni hypotéza. Ta 7iké, Zze stupen sémantické podobnosti dvou jazykovych vyrazi
A a B je funkce podobnosti jazykovych kontexti, ve kterych se vyrazy A a B mizou vyskyt-
nout [9]. Z této hypotézy vychazi celd fada sémantickych modeli. Nelze jednoznaéné urcit,
ktery model nebo kategorie modelil prinasi nejlepsi vysledky. Pro riazné tlohy a prirozené
jazyky se muze uspésnost modelu lisit [2].

4.1 Modely zalozené na poctu

Mezi prvnimi sémantickymi modely byly modely zalozené na poctu (count based models) [2].
Jejich zakladem je matice spoluvyskyti, kde jsou ulozeny hodnoty pro dané vyrazy, kolikrat
se vzajemné vyskytly v ur¢eném kontextu. Kontext muze byt véta, odstavec nebo i cely
dokument. Matice vyjadiuje spoluvyskyt typicky [slova : slova]. Muze se také pouzivat
[slova : odstavce] nebo [slova : dokumenty]. S pouzitim matice spoluvyskyti lze vyhodnotit
podobnost danych dvou vyrazi. Obecné lze uplatnit tvrzeni, Ze ¢im Castéji se spolu dvé slova
vyskytnou v kontextu, tim vice si jsou sémanticky podobna.

auto | motor | zed | telefon
auto 0 3 2 2
motor 3 0 1 0
zed 2 1 0 1
telefon 2 0 1 0

Tabulka 4.1: Priklad matice spoluvyskytt slov

U modeli zaloZenych na poctu jsou jednotliva slova reprezentovana jako unikatni in-
dexy matice. Pokud mé matice typu [slova : slova] stejné indexy slov pro fadky i sloupce,
tak je zakonité symetricka. Pii velkém rozsahu korpusu s velkym poc¢tem unikatnich slov
je moznost matici ulozit v fidkém formatu a ,,odseknout® vsechny prvky pod diagonalou.
Potom by se ale musel zaridit spravny pristup k hodnotam matice, kde by se pouzivaly
pouze hodnoty nad diagondlou. Nevyhodou modeld zaloZzenych na poc¢tu oproti predik-
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tivnim modeltim je paméfova narocnost, kdy s pribyvajicim poc¢tem unikatnich slov roste
reprezentace kazdého slova v ramci spoluvyskytu s ostatnimi slovy. U prediktivnich mo-
delti je reprezentace kazdého slova dana N-dimenzionalnim vektorem bez ohledu na celkovy
pocet unikatnich slov.

4.1.1 Mutual Information

Mutual Information (doslovné by se dalo prelozit jako spoleénd informace) je kritérium,
které se bézné pouziva ve statistickém modelovani prirozeného jazyka. Z matematického po-
hledu Mutual Information ohodnocuje vztah mezi dvémi ndhodnymi proménnymi z pravdé-
podobnostniho rozlozeni. Ohodnoti, kolik informaci vyskyt jedné proménné dava o vyskytu
druhé proménné. [16]

Existuje zde rozdil mezi Pointwise Mutual Information (PMI) a Mutual Information
(MI). Pointwise Mutual Information udavé spole¢nou informaci, ale v ramci vyskytu daného
jednoho jevu z kazdé ndhodné proménné. Mutual Information udavd primérnou hodnotu
PMI vsech jevii z obou nahodnych proménnych. I kdyz se jednd o rozdilné véci, nékdy
dochazi k jejich zdméné. Uvazujme, ze X a Y jsou dvé ndhodné proménné, x a y jsou jevy
téchto ndhodnych proménnych. Potom vzorce PMI 4.1 a MI 4.2 jsou nésledujici:

B P(x Avy)
PMI(z,y) = logm (4.1)
MI(X,Y)=>_ > P(zAy) xlog % (4.2)

yeY xeX

V ramci zpracovani prirozeného jazyka pii urc¢ovani podobnosti slov lze uvazovat nahod-
nou proménnou jako slovnik sémantického modelu a jednotlivé jevy potom udévaji vyskyt
danych slov. Podobnost dvou urcitych slov je potom ohodnocena pomoci PMI, kde vy-
slednd hodnota zalezi na vztahu spoleéné pravdépodobnosti vyskytu obou slov v kontextu
v poméru s pravdépodobnosti vyskytu jednotlivych slov nezévisle. Matici s aproximovanymi
hodnotami PMI implicitné faktorizuje i prediktivni model Word2vec (kapitola 4.2.1).

Pointwise Mutual Information lze podle ¢lanku [22] vypocitat za pouziti nasledujiciho
vzorce 4.3. Do pouzité rovnice Ize jednoduse doplnit data z matice spoluvyskyti, kde x a y
jsou dvé danad slova, u kterych se zjistuje podobnost.

AxX N
(A+C)x (A+ B)

PMI(z,y) ~ log (4.3)

A: pocet kolikrat se spolu slova z a y vyskytnou

B: pocet kolikrat se slovo x vyskytne bez slova y

C': pocet kolikrat se slovo y vyskytne bez slova x

Vyskyty pro hodnoty A, B a C jsou vztazeny na dany kontext (véta, odstavec, doku-
ment. .. ). N potom bude pocet vSech kontextu v korpusu.

Rovnice je jiz upravena. V ptvodnim tvaru jsou pravdépodobnosti vyskytt vyjadieny

takto: 4 AL B
Plany) =2 Plo)="2

A+ C

= Py = (1.49)
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Cim vyssi je vypoéitand hodnota pro dva vyrazy, tim vice jsou na sobé zavislé, neboli by
se dalo Tici, Ze je mezi nimi sémantickad asociace. Pro dva vyrazy, které se spolu ani jednou
nevyskytnou v kontextu, bude hodnota pred logaritmizaci 0. Protoze logaritmus neni defi-
novan v nulové hodnoté, nelze vypocet provést. Muzeme ovsem témto dvéma nesouvisejicim
vyrazum priradit vysledek —oo, jelikoz funkce logaritmus, kterd ma asymptotu osu y, se
blizi k —oo. Vysledek se logaritmizuje, aby nékteré hodnoty nebyly prilis vysoké a rozdil
mezi nizsimi hodnotami byl znatelnéjsi.

Positive Pointwise Mutual Information

Positive Pointwise Mutual Information (PPMI) je dprava puvodni PMI, kde se jednoduse
zaporné hodnoty nahradi nulou. Protoze PMI méa obor hodnot od —oo do oo, nemusi byt
vzdy lehké se zapornymi hodnotami dale pracovat. Dojde zde ale ke ztraté informaci o po-
dobnosti vSech slov, které maji mensi pravdépodobnost spoluvyskytu nez kombinace neza-
vislého vyskytu.

_ { PMI(z.y) PMI(a,y)>0
PPMI(z,y) = { 0 PMI(z,y) < 0 (4.5)
Normalized Pointwise Mutual Information
Rovnici pro vypocet PMI 4.1 lze postupnym upravovanim pievést do tvaru:
PMI(z,y) =log P(x Ay) —log P(x) — log P(y) (4.6)

Pokud by se dand dvé slova vyskytla pouze spolu, pravdépodobnost vyskytu (zavislého
nebo nezavislého) jednoho slova by se rovnala pravdépodobnosti vyskytu druhého slova,
coz by se zarovén rovnalo i pravdépodobnosti spoluvyskytu obou slov. To znamena, Ze
P(x Ay) = P(x) = P(y). S pouzitim pro tento pripad by se odvozend rovnice dala zkratit
a upravit na PM I (z,y) = —log P(x Ay). Toto nabizi nékolik zptisobui normalizaci hodnot.
Normalizace by mohla i zredukovat tendenci prili§ vysoké hodnoty PMI pro mélo frekven-
tovana slova, jejichz pravdépodobnost vyskytu je nizka, ¢imz se vyrazné snizuje hodnota
ve jmenovateli. [3]
log (355 iy

NPMI =
(@,9) == log P(x A y)

(4.7)
Rovnice 4.7 normalizuje hodnoty PMI do intervalu [—1, 1]. Dvé slova, ktera se vyskytuji
pouze ve vziajemném kontextu, budou mit hodnotu 1. Slova, kterd se spolu ani jednou
nevyskytnou, budou mit hodnotu —1. Vypoc¢et NPMI s pomoci matice spoluvyskytu lze
provést nasledovneé:
AXN
log ey taT s
—log %

NPMI(z,y) ~ (4.8)

4.1.2 2 statistic

Pti ziskdvani podobnosti slov lze pouzit x? statistic (esky chi kvadrat), coz je metoda,
kterd méf miru nezdvislosti dvou proménnych piirovnavanych k y? pravdépodobnostnimu
rozlozeni o jednom stupni volnosti. [22]
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Vypocet podobnosti dvou slov x a y lze vypoditat timto vzorcem:

N x (Ax D—C x B)?
A+C)x(B+D)x(A+B)x (C+D)

2 —
X ($7y) - (

A: pocet kolikrat se spolu slova z a y vyskytnou

B: pocet kolikrat se slovo x vyskytne bez slova y

C': pocet kolikrat se slovo y vyskytne bez slova x

N: pocet vsech kontextil
e D: pocet kolikrat se ani jedno slovo nevyskytne. D 1ze odvodit: D = N—A—B—C [11]

Kde opét plati, ¢im vyssi hodnota, tim vice si jsou dvé slova podobné. Hlavni rozdil
mezi PMI a x? je, ze pokud se néjaké slovo vyskytuje v korpusu malokrat oproti jinym
sloviim, tak vyskyt slov uz nelze tak dobie pfirovnat k y? pravdépodobnostnimu rozloZeni.
Proto x? statictics neni spolehlivé pro slova s malym poctem vyskyti. [22]

4.2 Prediktivni modely

Prediktivni modely jsou relativné nové. Na rozdil od modelu zaloZenych na poctu, jsou
prediktivni modely zaloZeny na principu trénovani neuronové sité, kde jejich ptivodni icel
je predikovat slovo nebo slova na zakladé ostatnich slov v kontextu. Zjisténi, Ze schopnost
vyhodnoceni podobnosti slov je brano jako vedlejsi efekt. Slova jsou v modelu reprezento-
vana jako N-dimenzionalni husty vektor. Proto se ¢asto pro oznaceni pouziva anglicky nazev
word embeddings, neboli Ze jsou jednotliva slova vkladana jako vektor do N-dimenzionalniho
prostoru.

auto [0,54; 0,2; -1,41; ...]
motorka | [0,67; 0,31; -0,8; ...]
postel | [-0,1; 0,35; 0,71; ...]

Tabulka 4.2: Priklad vektorové reprezentace slov
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Obrazek 4.1: Piiklad vektorové reprezentace slov ve dvou dimenzich

vektor(,King®) — vektor(,man*) + vektor(,woman*) ~ vektor(,Queen*)

vektor(,,Londyn“) — vektor(,,Anglie“) = X

vektor(,,Francie*) + X =~ vektor(,Paiiz“)

15

Jednotlivé dimenze téchto vektort nemaji zadny ¢lovéku rozpoznatelny vyznam. Neplati,
ze by jedna konkrétni dimenze odpovidala samostatné kategorii, jako je jidlo, mésto nebo
pohlavi. Urcovani takovychto vlastnosti 1ze docilit pouzitim vektorové aritmetiky na celé
vektory slov. Preditkivni modely jsou znamé rovnici [12]:

Kdyz se vezme vektor slova ,King“, odeéte se vektor slova ,man“ a pri¢te vektor slova
,2woman“, vysledek by mél byt hodné podobny vektoru slova ,Queen®. Plati zde, Ze rozdil
vektoru slov ,,King“ a ,,man“ je velmi podobny jako rozdil vektora ,,Queen® a ,woman®
Diky této vlastnosti natrénovanych vektori lze vektorové vyjadrit napiiklad vztah mezi
zemi a jejim hlavnim méstem.
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Obrazek 4.2: Priklad vektorové reprezentace slov ve tfech dimenzich

Pro vyhodnoceni podobnosti dvou vektort slov se nejcastéji pouziva kosinova vzdale-
nost. Ta definuje kosinus thlu, ktery sviraji dané dva vektory, z ¢ehoz vyplyva, Ze obor
hodnot podobnosti je interval od —1 do 1. Cim vice jsou si dvé slova podobna, tim vice
budou mit jejich vektory tendenci smérovat stejnym smeérem a jejich kosinovéd vzdalenost
se bude blizit k 1. Naopak vektory dvou naprosto odlisnych slov budou sméfovat opa¢nymi
sméry a jejich kosinova vzdalenost se bude blizit k —1. Pro vektory x a y, kde n je pocet
dimenzi vektoru, je vypocet nasledujici:

- o

xr -y Z?:l TiYi

TN TN

cosf = (4.12)

4.2.1 Word2vec

Word2vec je skupina prediktivnich modelu zaloZena na trénovani neuronové sité. Trénovani
funguje na principu predikce slova nebo slov v daném kontextovém okné. Natrénovana sit
se jiz dale na predikci nepouzivé, pouze se vyuziji natrénované vahy projekéni vrstvy sité.
Tyto vahy dokazi reprezentovat jednotliva slova jako vektory, které nesou sémanticky vy-
znam danych slov. Architektura modeld Word2vec ptvodné vychazi z jazykového modelu
dopfedné neuronové site (NNLM, Feedforward Neural Net Language Model) [12]. Archi-
tektura NNLM se sklada ze vstupni, projekéni, skryté a vystupni vrstvy. Word2vec ale
nepouziva skrytou vrstvu, takze se sklada pouze ze vstupni, projekéni a vystupni vrstvy.

Velmi zjednonusené receno, pri trénovani se prochazi vstupnim textovym korpusem, kde
kazda véta je zpracovana slovo po slové s predem urcéenou velikosti kontextového okna. Stre-
dem okna je zpracovavané slovo, které se oznacuje terminem pivot. Ostatni slova v okné
jsou oznacovana jako kontextova slova. V zavislosti na slovech vyskytujicich se v daném
kontexu, se upravi jejich vektorové vahy, tak aby vystup neuronové sité odpovidal pravdé-
podobnosti s jakou se vsechna slova vyskytnou v kontextu se vstupnim slovem. Pti kazdé
iteraci se kontextové okno posune o jedno slovo. Celym textovym korpusem se prochazi
nékolikrat.
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Rychla | hnéda | liska | pfeskoCila liného psa
Rychla | hneda | liska | pfeskoCila | liného psa
Rychla | hnéda | liska | pfeskocila | liného | psa
Rychla | hnéda | liska | prfeskocila | liného | psa

Obrazek 4.3: Priklad posouvani kontextového okna o velikosti 5 slov

Vstupni vrstva ma velikost slovniku, kde kazny neuron reprezentuje pravé jedno dané
vstupni slovo. Vstup je tedy vektor o velikosti slovniku, kde pro konktrétni vstupni slovo
je jeho index vektoru nastaven na hodnotu 1. Zbytek hodnot je nastaven na 0. Anglicky se
tomuto vektoru rika one-hot encoding [18].

11

19
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Tabulka 4.3: Demonstrace vstupni vrstvy neuronové sité

Projekéni vrstva méa velikost rovnu poc¢tu dimenzi jednotlivych vektort. Tento parametr
se nastavi dopredu pfed vlastnim trénovanim. Méjme vstupni vrstvu o velikosti slovniku
V' a pocet dimenzi D. Potom matice Wi = V x D predstavuje matici vektorovych vah
projekéni vrstvy, kde jednotlivé vektory reprezentuji sémantickou podobnost slov. Pii po-
uziti one-hot encoding vektoru, ktery se vynasobi matici Wi, bude vysledkem vektor v

reprezentujici pravé jedno dané vstupni slovo.
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Obrazek 4.4: Zjednodusené schéma architektury neuronové sité

Vystupni vrstva ma opét velikost slovniku. V matici W5 o velikosti D x V' potom jednot-
livé sloupce predstavuji vektory kontextovych slov. Uvazujme piiklad, kdy se zpracovava
jedno vstupni slovo ¢ a jedno kontextové slovo j. Z matice W7 je vybran i-ty radek, coz je
vektor v. Vektor v potom bude j-ty sloupec z matice Ws. Skaldrnim souéinem v'7v zis-
kamé hodnotu spoluvyskytu v kontextu. Tato hodnota ale neni pravdépodobnosti. Pokud
tedy chceme vypocitat pravdépodobnost, Ze se slovo j vyskytne v kontextu slova i: p(j|i),
je potfeba vyslednou hodnotu prevést do pravdépodobnostniho rozlozeni. K tomu slouzi
funkce softmax. K urceni pravdépodobnosti dané hodnoty je ale potieba znat soubor vSech
ostatnich hodnot. Proto se skaldrni sou¢in musi realizovat se vSemi vektory z matice Ws.

Gl exp (v v;)
1) =
I SO
Vystupem neuronové sité je tedy vektor o velikosti slovniku, kde jednotlivé hodnoty
uvadi pravdépodobnost vyskytu vsech slov ze slovniku v ramci kontextu vstupniho slova.
V poslednim kroku se spocita chyba oproti cili a pomoci zpétné propagace se upravi vihy
matic W7 a Ws. Pred zacatkem trénovani jsou tyto vahy nastavené na malé nahodné hod-
noty. Jak jiz bylo zminéno, vystup neuronové sité se po natrénovani modelu déle nepouziva.
Pro sémantickou reprezentaci slov slouzi vysledné vahy matice Wi. Pouziti matice Wi pro
vstupni slova a matice Wy pro kontextova slova pri trénovani, misto pouziti jedné matice
pro vse, umoznuje lépe urc¢ovat pravdépodobnost spoluvyskytu. V pripadé i = j by pouziti
stejné matice pro vypocet neodpovidalo nalezité pravdépodobnosti. Protoze dané slovo se
zpravidla nevyskytuje v kontextu sebe samotného, tak potom budou vysledné vahy matic
W1 a Wy upraveny tak, aby se pravépodobnost spoluvyskytu stejného slova blizila k 0.

(4.13)
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Continuous Bag-of-Words Model

Continuous Bag-of-Words Model (CBOW) je prvni typ architektury modelu Word2vec.
Princip spociva v tom, ze vSechna kontextova slova jsou brana jako vstupni a predikuje se
zpracovavané slovo. Misto ale pouziti jednotlivych vektort vstupnich slov pro predikci se
vstupni vektory z matice W7 zpraméruji. Vystupem projekéni vrstvy je tedy jeden zprumeé-
rovany vektor.

VSTUPNI PROJEKCNI VYSTUPNI

Y
2

w(i+1)

w(i+2)

Obrazek 4.5: Schéma architektury CBOW

Skip-gram Model

Architektura Skip-gram je presnym opakem CBOW. Zpracovavané slovo je vstupem do neu-
ronové sité a predikuji se vSechna kontextova slova. Vypocet pravépodobnosti spoluvyskytu
se provede pro kazdou dvojici vstupni slovo a kontextové slovo zvlast. Pri nasledném upra-
vovani vah se jako celkova chyba oproti predpokladu pouzije soucet predikénich chyb kazdé
dvojice.
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VSTUPNI PROJEKCNI VYSTUPNI
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Obrazek 4.6: Schéma architektury Skip-gram

Hierarchicky softmax

Vypocet funkce softmax, kde se pri kazdé iteraci provadi skalarni soucin se vSemi vektory
slovniku, je vypocetné velice naro¢ny. Proto je potfeba pouzit metodu, kterd aproximuje
funkci softmax a je vypocetné mnohem méné naro¢na. Model Word2vec ma implementovany
dvé metody: hierarchicky softmax a negativni vzorkovani.

Hierarchicky softmax vyuziva bindrni strom, kde koncové uzly predstavuji jednotliva
slova ze slovniku. Ke kazdému koncovému uzlu existuje unikatni cesta z kofene stromu.
Tato cesta predstavuje pravépodobnost predikce daného slova reprezentovaného koncovym
uzlem. Celkova pravépodobnost je potom souéin pravdépodobnosti kazdého uzlu, ze se vyda
doleva nebo doprava. Matice W5 bude misto vah vSech kontextovych slov predstavovat vahy
vSech vnitinich uzli stormu. SloZitost vypoctu se timto snizi z O(V) na O(log(V)). [18]

Negativni vzorkovani

Pri trénovani neuronové sité se lehce upravuji vSechny vahy matice Ws. Negativni vzorkovani
(negative sampling) je postup, pii kterém se upravuje pouze malé procento vSech vah.
Dvojice vstupni slovo a kontextové slovo se pouziji jako pozitivni vzorky. Déle se vybere N
nahodnych slov ze slovniku. Tato vybrana slova budou pouzita jako negativni vzorky. Pti
upravovani vah se vahy pozitivnich vzorka upravi, aby vysledné pravdépodobnost se blizila
k 1. Vahy negativnich slov ze naopak upravi tak, aby se pravdépodobnost blizila k 0. Timto
zpusobem se tedy upravi pouze vahy pouzitych vzorkit oproti béznému upravovani vsech
vah, coz vyrazné snizi ¢asovou narocnost trénovani.
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Aproximace PMI

Podle ¢lanku [10] model Word2vec s architekturou Skip-gram a pouzitim negativniho vzor-
kovani implicitné aproximuje hodnoty Pointwise Mutual Information (rovnice 4.1). Vyna-
sobenim matic W1 a Wy ziskdme matici M, kterd ma rozméry V x V. Prvky této matice
udavaji hodnotu PMI pro vsechny dvojice slov. Jelikoz jsou reprezentace slov v maticich Wy
a Wy omezené na D dimenzich, tak hodnota PMI nebude piesnd, pouze se ji bude blizit.
7Z toho vyplyva, ze matice Wy a Wy faktorizuji' matici s aproximovanymi hodnotami PMI.

4.2.2 FastText

FastText je upravena verze modelu Word2vec. Lis{ se v tom, Ze nebere slova jako atomické
jednotky, ale vytvari si reprezentace unikatnich podretézci slov. Diky tomuto muze lépe
zachytit vazby mezi riznymi lexikélnimi derivacemi (odvozeni tvaru slova). Proto by mél

Jednotliva slova jsou rozdélend do n-tic (n-grams) pismen, které maji délku 3 az 6 znak.
K nim se néasledné prida i samotné slovo. Kazda n-tice je reprezentovana vlastnim vektorem.
Suma vsech vektoru n-tic potom predstavuje vyslednou reprezentaci daného slova. Diky
této vlastnosti je FastText schopen odhadnout vektorovou reprezentaci slova, které nema
ve slovniku. Vysledné n-tice slova ,,papir“ by vypadaly naslednovné:

< pap, apt, pir, papt, apir >< papir >

!Faktorizace matice znamend rozklad matice na dvé matice s mensim poétem dimenzi. Vynasobenfm
téchto matic potom znovu vznikne puvodni matice.
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Kapitola 5

Navrh a implementace

V této kapitole je popsan navrh a implementace jednotlivych ¢asti vysledného sytému.
Jsou zde popsany sémantické modely, implementovany Clen operativy a hlavni $pién a také
webova sluzba zprostredkujici rozhrani hry. Déle jsou zde uvedeny pouzité knihovny a jejich
ucel.

5.1 Pouzité technologie

Vysledny systém byl vytvoren v jazyce Python. Python je vysokoturoviiovy interpretovany
programovaci jazyk. Python poskytuje dynamické typovani a automatickou spravu paméti.
Podporuje nékolik programovacich paradigmat, véetné objektové orientovaného programo-
vani.! Jeho vyhodou je velké mnozstvi dostupnych knihoven i v rameci zpracovani piiroze-
ného jazyka.

Morfologické analyza ¢eského jazyka je provadéna pomoci knihovny MorphoDiTa”. Tato
knihovna pracuje s morfologickym slovnikem MorfFlex CZ [20]. Konkrétnéji je vyuzita
pro lemmatizaci textového korpusu a pouzitych napovéd v ramci hry. Pii nejednozna¢ném
lemmatu napovédy je dédle knihovna vyuzita pro part-of-speech oznaceni. Toto oznaceni
poskytuje lexikalni informace o vstupnim slové. Predevsim jsou vyuzity informace o slovnim
druhu a jeho mluvnickém padu. Pro podporu anglického jazyka byly pouzity knihovny
NLTK® a spaCy", které poskytuji nastroje pro stemming, lemmatizaci a dalsi.

Pro praci s prediktivnimi modely je pouzita knihovna gensim [17]. Jedna se o komplexni
nastroj umoznujici zpracovavani podobnosti slov a celych dokumenti. Obsahuje implemen-
taci fady modeli, jako word2vec, fastText, latent Dirichlet allocation a dalsi. Mezi jednu
z vyhod patii i schopnost zpracovavat velké kolekce textovych dat. Dalsi pouzitou knihov-
nou je fastText®. Jednd se o rozhrani v pythonu oficidlni implementace modelu fastText
v jazyce C++ vytvoreny skupinou Facebook Research.

Dokumentace zdrojovych kédi byla vygenerovana néstrojem sphinx®.

"https://en.wikipedia.org/wiki/Python_(programming_language)
http://ufal.mff.cuni.cz/morphodita

Shttps://www.nltk.org/

“https://spacy.io/

Shttps://github.com/salestock/fastText.py
Shttp://www.sphinx-doc.org/en/master/
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5.2 Architektura systému

Vysledny systém lze rozdélit na t¥i hlavni ¢asti. V prvni ¢asti se natrénuji sémantické
modely. Ve vysledném systému jsou pouzity dva modely, jeden zaloZeny na poctu a jeden
prediktivni. Kombinace téchto modelt je néasledné vyuzita v implementaci ¢lena operativy
a hlavniho Spidna. Nakonec serverova aplikace propojuje rozhrani mezi umélym hracem
a webovym prohliZzeéem nebo mobilni aplikaci.

trénovani D .
prediktivniho > prﬁ;ﬂgl;t;\llnl < » hlavni Spion V::ﬁ?;gé
modelu p
1 \ /
! v server
-generovani her
pfedzpracovany generovani -propojeni rozhrani
textovy korpus napovéd mezi umélym hra¢em
a prohlize¢em/aplikaci
A -sbér dat
3 \4 / \
vytvofeni model . .
matice » zaloZzeny [€ > o glrz?iv :"I)"Egg;
spoluvyskyt na poctu P y P

Obrazek 5.1: Architektura vytovieného systému

5.3 Sémantické modely

Pred vytvorenim sémantickych modeli bylo potieba predzpracovat textovy korpus. K tomu
je vytvoren skript preprocess.py, ktery pomoci knihovy MorphoDiTa provede lemmatizaci
kazdého slova, odfiltruje interpunkci a nepotfebna slova. Lemmatizované véty jsou postupné
zapsany do souboru, kazda na vlastni radek. Jelikoz je lemmatizace na vétsim korpusu
Casové narocna, pouzil jsem jiz lemmatizované korpusy z predchozich praci.

5.3.1 Pouzité korpusy

V ramci této prace byly pouzity 3 korpusy. Prvnim je CWC-2011 [19]. Jedn4 se o kolekci
zprav, ¢lanku, bloga a dalsich literarnich celki. Dalsim korpusem je seznam2017, ktery je
slozen z velké kolekce webovych stranek. Jeho vyhodou je, ze obsahuje mnohem vétsi mnoz-
stvi informaci, které jsou zaroven aktualnéjsi, nez v korpusu CWC-2011. Naopak nevyhodu
je, ze neni prilis vyvazeny, protoze obsahuje napriklad stranky rtznych e-shopt, kde vy-
tazeny text neudava celé smysluplné véty. Pro dalsi vahovani podobnosti slov je pouzity
Slovnik spisovné Cestiny, ktery obsahuje definice vice jak 28 tisic pojmi.

korpus unikatni slova | pocet vét
CWC(C-2011 957 728 218653 428
seznam2017 8697736 3570553790

Tabulka 5.1: Velikost korpust po predzpracovani
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5.3.2 Model zaloZeny na poctu

Jadrem modelt zalozenych na poctu je matice spoluvyskytl, jejiz vytvotreni je prove-
deno skriptem create__cooccurrence.py. Nejprve se ze vstupniho korpusu pomoci knihovny
gensim vytvori slovnik unikatnich slov, kterda podléhaji pravidlim jako minimélni pocet
vyskytt nebo vyskyt v seznamu nepotifebnych slov. Nasledné se objektem CountVectori-
zer z knihovny scikit-learn’ vytvoii Fidkd matice, kde fadky predstavuji jednotlivé véty
a sloupce unikatni slova z vytvoreného slovniku. Dany prvek matice tedy udava kolikrat
se v dané vété vyskytlo urcité slovo. Necht matice M,xs predstavuje vytvofenou matici
[véty : slova]. Provedenim nésledujici operace

MTM =M., (5.1)

vznikne matice [slova : slova], kde dany prvek uddva, kolikrat se danéd dvé slova vyskytla ve
stejné vété. Diagonalu matice lze nastavit na nulu, jelikoz informace spoluvyskytu stejného
slova je zbytecna. Po vytvoreni matice spoluvyskytu z korpusu CWC-2011 mél nejvétsi
prvek 24 bitovou hodnotu. V ramci pamétové optimalizace byly prvky matice nastaveny
na 32 bitova celd cisla. Vyslednd matice je spolecné s dalsimi podplirnymi informacemi
serializovana do souboru. Velikost tohoto souboru je 13 GB.

Kvuli velkému poctu unikatnich slov a omezeni operacni paméti nebylo mozné vytvorit
timto zpusobem matici spoluvyskytu z korpusu seznam2017. Misto vytvoreni matice [véty :
slova] jsem zkusil rovnou inicializovat prazdnou fidkou matici [slova : slova] a postupné
s prochazenim korupusu inkrementovat jednotlivé hodnoty. Ptesto i tak doslo k nedostatku
operac¢ni paméti. I kdyby se podafilo matici vytvorit, byla by pfilis velkd pro rozumné
pouziti. Navic prediktivni model natrénovany na korpusu seznam2017 mél horsi tispésnost
nez na CWC-2011.

Objekt tridy CountModel, predstavujici model zalozeny na poctu, je instanciovan s pa-
rametry: jméno souboru ulozené matice a vybrana metoda pro vyhodnocovani podobnosti
dvou slov. Vyhodnoceni sémantické podobnosti dvou slov je realizovano zavoldnim metody
similarity().

Prvni implementovanou metodou pro vyhodnoceni podobnosti je jednoduchy zakladni
pristup, ktery vyhodnoti podobnost dvou slov nasledujicim vzorcem.

pocet spoluvyskytu

podobnost = (5.2)

pocet vyskytu jednoho slova

Tento prisup udava, jak moc je jedno slovo podobné druhému v poméru s ostatnimi
slovy. Pro lepsi prehlednost vysledkt je hodnota nasledné logaritmizovana. Ackoliv se jedna
o primitivni postup, jeho vysledky nad testovaci sadou nebyly vibec Spatné, coz ukazalo,
ze pro Kryci jména by mohly dobie fungovat modely zalozené na poctu.

Dalsi dvé implementované metody jsou chi kvadrat (rovnice 4.9) a Normalized Pointwise
Mutual Information (rovnice 4.7), kterd dosahovala lepsi vysledky nez klasickd Pointwise
Mutual Information.

5.3.3 Prediktivni model

U prediktivnich modelu jsem vychézel z prace na téma shlukovani slov podle vyznamu [7],
kde jsem natrénované modely vyhodnotil na testovaci sadé. V tabulce 5.2 jsou uvedeny vy-
sledky, kde vysledek kazdého modelu predstavuje jeho nejispésnéjsi kombinaci parametru.

Thttps:/ /scikit-learn.org/. . . Count Vectorizer.html
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U modelid Word2vec a fastTest se jedna o architekturu Skip-gram s pouzitim negativniho
vzorkovani. Modely byly trénovany na korpusech CWC-2011, All.vert a Wikipedie. VSechny
modely mély nejvyssi uspésnost na korpusu CWC-2011.

model uspésnost
fastText 74,14%
Word2vec 71,87%
GloVe 68,76%

Tabulka 5.2: Vyhodnoceni modelt z referen¢ni préce

vvvvv

Textu jsou vytvoreny dva skripty. Skript trainFasttexrt.py trénuje model pomoci knihovny
Facebook knihovny fastText a skript trainFasttext gensim.py trénuje s vyuzitim knihovny
gensim. Oba zpbtsoby trénovani ulozi natrénovany model jak v bindrnim formétu, tak
i vektory jednotlivych slov v textovém formatu. Oba typy souboru Ize pro vyhodnocovani
podobnosti slov nac¢ist knihovnou gensim. Vyhodou textového formatu je mensi pamétova
narocnost. V textovém formatu ale nejsou ulozeny vektory n-tic jednotlivych slov, proto
similarity(), kterd po¢ita kosinovou vzdalenost dvou vektort slov a vrati jeji normalizovanou
hodnotu v intervalu [0, 1].

5.3.4 Vyhodnoceni modelt

Vyhodnoceni modeli bylo provedeno pomoci skriptu dostupného v repoztéii github®, ktery
vyhodnocuje prediktivni modely. Skript jsem upravil pro moznost vyhodnoceni modela
zalozenych na poctu a pripadné jejich kombinaci. Testovaci sada se sklada ze 680 zazna-
menanych tahti realnych her s pripadnymi zamyslenymi slovy pro napovédu. Pokud model
vyhodnoti, jako nejpodobnéjsi slova ta, ktera byla ve hie haddna, nebo slova, jez byla za-
myslena napovédou, je vyhodnoceni pro dany tah 100%. Uspésnost klesd s tim, jak moc
jsou cilend slova byla daleko v poradi vyhodnoceném danym modelem.

model uspésnost
fastText (Facebook) + aproximace OOV 74,99%
fastText (Facebook) 74,46%
fastText (Facebook) (korpus seznam?2017) 74,00%
fastText (gensim) 72,98%
NPMI 76,79%
PMI modifikace 76,43%
PMI 76,08%
pomér spoluvyskyti 71,69%
vazeny pocet spoluvyskytu 68,70%
chi kvadrat 36,94%
optiméalni vybér z NPMI & fastText 81,33%

Tabulka 5.3: Vyhodnoceni sémantickych modela

Shttps://github.com/MFajcik/NLP-FIT
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V tabulce 5.3 jsou vsechny vysledky, kromé jedné hodnoty, vyhodnoceny z modelta natré-
novanych na korpusu CWC-2011. Aproximace OOV (out-of-vocabulary) znamena pouziti
aproximovaného vektoru slova, které neni ve slovniku modelu. Pokud neni ndpovéda daného
tahu ve slovniku, standardné je dany tah ohodnocen nulovou uspésnosti. U modifikace PMI
je pro celkovy pocet vyskytu daného slova pouzita suma celého radku matice misto skutec-
ného poctu vyskyti. Pri vyhodnoceni tento zpusob dosahl lepsiho vysledku. Pfi normalizaci
tento zpusob uz nefunguje tak dobre, protoze neodpovida primo hodnoté PMI, proto je pro
vypocet NPMI je proto pouzity skuteény pocet vyskytu slova.

Véazeny pocet spoluvyskytt udava celkovy pocet spoluvyskytt danych dvou slov, kde
kazdy spoluvyskyt je vazeny vzdalenosti (pocet slov) mezi témito slovy v kontextu (rov-
nice 5.3). Tato metoda byla v kombinaci v modelem fastText pouzita v predchozi praci [15].

1
vzdalenost(z, y)

vazeny pocet spoluvyskytu(z,y) = Z (5.3)

vvvvv

modelu pro danou niapovédu by teoreticky mohla byt vysledna tspésnost 81,33%. Metoda
NPMI byla Gspésnéjsi ve 40,75% pripadu, fastText ve 29,70% pripadu a u 29,55% pripadu
mély modely stejnou tspésnost. To znamena ze vhodnou kombinaci téchto modelt by se
mohlo docilit celkové lepsiho vysledku. Vyslednd kombinace je popsana v podkapitole 5.4.2

5.4 Clen operativy

Jak u hlavniho spidna, tak i ¢lena operativy, je mozno nastavit, zda ma pouzivat herni
strategii nebo nikoliv. V ptfipadé pouziti herni strategie obé tyto role vyuzivaji kontextovou
informaci z predchozich tahti k ovlivnéni aktuilné hraného tahu. Bezkontextovou variantu
hrace lze vyuzit napriklad k neovlivnénému vyhodnocovani sémantickych modeli nebo jako
poradce pro tah v mobilni aplikaci.

Clen operativy je implementovan t¥idou Operative ve skriptu operative.py. Jeho tikolem
je vyhodnotit podobnost slov ve hie s prichozi napovédou a vybrat slova, kterd se v daném
tahu oznaci. K vyhodnoceni vyuziva kombinaci prediktivniho modelu fastText a modelu
zalozeném na poctu NPMI. Bez pouziti strategie si sefadi slova ve hie podle vyhodnocené
podobnosti s napovédou a vybere k oznaceni N prvnich slov, kde N je ¢islo napovédy.

5.4.1 Lemmatizace napovédy

Pro vyssi tispésnost vyhodnocenti je provadéna lemmatizace napovédy, nebot sémantické mo-
dely jsou natrénované z lemmat slov. Lemmatizace je provadénd pomoci knihovny Morpho-
DiTa, kterd u kazdého lemmatu vraci i Part-of-speech tag vstupniho slova. Part-of-speech
(POS) tagging je forma oznaceni daného slova, kde je uvedeno v jakém je slovnim tvaru.
Jedn4 se o informace jako slovni druh, jednotné/mnozné ¢islo, ¢as, rod, pad a dalsi. Lemma-
tizace ovSsem nemusi byt vzdy jednoznacna. Napiiklad slovo ,,¢isla® muze byt mnozné ¢islo
zakladniho tvaru ,,¢islo“, nebo se muze jednat o sloveso v minulém c¢asu slova ,,¢isnout®. Pro
vyhodnoceni podobnosti se slovy ve he jsou proto pouzity vSsechny vyhodnocend lemmata
kromé nékolika pravidel.

Pokud by napovéda v daném tvaru byla pouzita jak v prvnim padu i v jiném padu, bude
k vyhodnoceni pouzita pouze lemma pripadajici pro prvni pad. Napriklad slovo ,triky“ je
morfologickou analyzou vyhodoceno jako prvni pad mnozného éisla slova ,trik* a také jako
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sedmy pad mnozného ¢isla slova ,,triko*. Po zavedeni tohoto pravidla bude pouzita pouze
lemma ,,trik®

Pokud by se jednalo o sloveso a zarovén by mohlo jit i o jiny slovni druh, musi mit sloveso
pritazeny cas. Naptiklad slovo ,stroj“ mize byt podstatné jméno v zakladnim tvaru, nebo
se muze jednat o sloveso v rozkazovacim zpusobu slova ,strojit“. Takto bude pouzita jenom
lemma ,,stroj*“.

Pokud se jedné o sloveso s prifazenym casem, které opét ma stejny tvar jako vyznamovée
jiné slovo, pouzité pravidlo vyhodnoti, zda se lemma jiného slovniho druhu je stejné jako
vstupni slovo, coz néasledné povede k rozhodnuti, kterd lemma se pouzije. Toto pravidlo
demonstruji nasledujici priklady. Napiiklad slovo ,tece“ mize byt podstatené jméno ,,tec”
nebo sloveso ,,téci®. Protoze ,tec¢e“ neni stejné jako ,te¢“, bude pouzita lemma ,,téci“. Druhy
priklad je slovo ,zahrani¢i“, coz muze byt podstatné jméno nebo sloveso v pritomném case
od slova ,zahrani¢it®. Zde je lemma podstatného jména stejna jako vstupni slovo, takze je
pouzita pouze lemma ,,zahranic¢i®

Jelikoz morfologicka analyza nefunguje se stoprocentni tispésnostni, mize nastat pripad,
ze vyhodnocend lemma nebude mit v ¢eském jazyce vyznamovy smysl.

V pripadé, ze se jedna o vlastnost chrakterizovanou podstatnym jménem zenského rodu
kon¢ici na ,,ost“, dojde k zaméné koncovky ,ost“ na ,y*. Napriklad misto slova ,blizkost*
se pouzije pridavné jméno ,blizky*. Tato teze vsak neplati pro urcitd slova, naptiklad:
,yudalost®, | kost“, ,radost®...Tato slova jsou pevné dana, aby nebyla modifikovana timto
pravidlem.

Jestlize témito pravidly projde vice lemmat jednoho vstupniho slova, jsou pro vyhod-
noceni pouzity vSechny. Kone¢nou podobnost napovédy se slovem bude udéavat jeho skére
s nejpodobnéjsim lemmatem. I kdyZ jsou vSechna slova ve hie podstatnd jména prvniho
padu, je provadénd jejich lemmatizace. Napiiklad herni slovo ,,dinosaurus® ma vyhodno-
cenou lemmu ,dinosaur® Jelikoz jsou sémantické modely natrénované na lemmatech slov,
neznaji slovo ,,dinosaurus®. VSechné uvedend pravidla nezdvazné na sobé zlepsuji celkovou
uspésnost nad testovacimi daty.

5.4.2 Kombinace modela

Cilem pouziti kombinace modeli fastText a NPMI bylo se co nejvice priblizit jejich teore-
ticky maximdlnimu potencidlu s uspésnosti 81,33%. V tabulce 5.4 jsou uvedeny testované
kombinace. Jelikoz model fastText vraci hodnotu v intervalu [0, 1] a NPMI m& obor hodnot
[—1,1], je hodnota NPMI pomoci operace (visledek + 1) /2 jeste v ramci modelu normalizo-
véna na interval [0, 1]. Diky této normalizaci lze pohodInéji pracovat s kombinacemi hodnot
obou modelu.

kombinace uspésnost
aritmeticky prumér nenulovych hodnot 77,31%
aritmeticky prumér hodnot 77,24%
postupny vybér nejlepsiho slova 76,61%
geometricky primér hodnot 76,60%
sefazeni nenulovych hodnot NPMI + zbytek poradi fastText 76,54%
sefazeni podle vyssi hodnoty z obou modeli 76,47%

Tabulka 5.4: Vyhodnoceni kombinace modelu fastText a NPMI

27



V pripadé aritmetického priuméru nenulovych hodnot se provede prumeér pouze tehdy,
pokud je hodnota NPMI nenulova. Nékdy se muze jednat o podobnd slova, kterd ovsem
nemaji zadny spoluvyskyt. Potom by zprameérovani téchto dvou modela vedlo k velkému
poklesu skére podobnosti. U téchto piipadu je jako vysledné skore pouzita hodnota modelu
fastText. Pouziti vysledné kombinace zalezi na tom, zda se lemma napovédy vyskytuje ve
slovnicich obou modelti, nebo pouze v jednom z nich. Pokud je ndpovéda v obou modelech,
pouzije se aritmeticky prumér nenulovych hodnot. Pokud se vyskytuje pouze v modelu
NPMI, nejprve se sefadi nenulové hodnoty. Aby u nulovych hodnot nedochazelo k nahod-
nému poradi, je zbytek slov sefazen podle modelu fastText pomoci aproximovaného vek-
toru neznamého slova. V pripadé vyskytu ndpovédy jenom ve fastTextu, pouziji se ¢ité jeho
hodnoty. Pokud se napovéda nenachédzi ani v jednom z modeli, opét se pouzije fastText
s aproximovanym vektorem. Tento vybér kombinaci dosahuje celkové tuspésnosti 77,81%.

Pro dalsi vahovani podobnosti slov je vyuzit definiéni slovnik, ktery je zpracovany
pomoci skriptu parse__def dictionary.py. Ze vstupniho textu jsou odstranény nepotiebné
znaky a jednotliva slova jsou lemmatizovana. Slovnik je nasledné uloZzen do souboru, kde
kazdému pojmu jsou prifazena unikatni slova, ktera se vyskytuji v jeho definici. Pfi samot-
ném vyhodnocovani podobnosti se zkontroluje, zda se jedno slovo nevyskytuje v definici
druhého slova. V pripadé vyskytu se skore podobnosti zvysi o 0,25. Pouziti defini¢niho
slovniku vedlo k zlepSeni tspésnosti na 77,96%.

5.4.3 Strategie clena operativy

V ramci strategie se ¢len operativy zaméruje na pamatovani svych predchozich netispésnych
tahll a urcovani potencionalnich nepratelskych slov. Déle se také snazi zvazit, zda by misto
obdrzené napovédy nepouzil na cilena slova lepsi ndpovédu. Coz by mohlo znamenat, ze
obdrzena niapovéda mozna cili pripadné jiné slovo.

Vahovani moznych slov nepfritele

V predchozi préci [15] bylo oznacovani potencionélnich neptételskych slov pevné stylem
lépe reprezentovat miru podezieni, ze slovo patii nepratelského tymu. Navic se zabrani
tomu, ze by mohlo byt slovo jednoznacné oznaceno jako nepratelské, byt by patrilo do mého
tymu. Na zac¢atku hry jsou vahy slov nastaveny na nulu. Pti zadani nepratelské ndpovédy se
vyhodnoti podobnost slov stejnym zptsobem, jako pri ndpovédé od mého hlavniho Spidna.
Pokud se jedna o béznou napovédu s ¢islem N, vybere se prvnich NV slov a upravi se jejich
vaha nésledujicim vzorcem:

sim(h, 7)
N -«

Symbol w; predstavuje vahu slova i, sim(h, i) znamend vypocitand hodnota podobnosti
napovédy h se slovem ¢. Parametr o byl nastaven na hodnotu 0,75 pro lepsi korelaci mezi
poc¢tem cilenych slov a jejich vyslednou vahou. Vaha slov klesa s vétSim poc¢tem cilenych
slov, protoze pri snaze spojit vice slov dochazi k sirsi mite abstrakce a je vétsi Sance, ze
néjaké slovo bude sémantickymi modely Spatné vyhodnoceno jako cilené. Navic pii zadani
napovédy s vySsim pocCtem slov mize protivnik, at uz védomé nebo nevédomeé, cilit jedno
ze slov mého tymu, a proto u takovychto nidpovéd neni vhodné moc zvysovat vahu poten-
cionalnich slov. Naopak tfeba u napovédy cilici jedno slovo je velice jednoduché vytvorit
silnou asociaci, a proto se muze s velkou jistotou silné zvahovat dané slovo.

w; = Wi + (5'4)
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Pri hadani slov nepratelskym tymem se sleduje, zda protivnik neoznacil slovo, které
nebylo jejich tymu. Pokud ano, ze seznamu aktudlné vdhovanych slov (sefazeného podle
vypocitané podobnosti) se vybere tolik slov, kolik jich zbyvalo protivnikovi na danou nédpo-
védu jeste oznacit. Pro tato slova se nasledné aplikuji vypocitané vahy. Pfi vyhodnocovani
slov v . mém tahu se od vypocitané podobnosti kazdého slova odecte jeho aktudlni vaha. To
umozni pripadné oznaceni jiz vahovanych slov v mém tahu.

Na konci kazdého herniho kola (oba tymy zahraji sviij tah) se snizi vahy vSech slov,
kterd nebyla pozitivné vahovana v poslednim kole, o hodnotu 0,05. Plati, Ze nejnizsi mozna
hodnota vahy je 0. Pokud se na zacatku hry vahovanim oznaci néjaké slovo, ale protivnikiv
tym se k tomuto slovu uz znova nevraci, je mozné, ze dané slovo neni nepratelského tymu
a doslo k jeho chybnému oznaceni. Timto postupnym snizovanim vah se zvétsi Sance, Ze se
dané slovo vezme do tuvahy jako cilené v zavérecném stadiu hry.

Pamatovani predchozich taha

Pri kazdém vybirani slov pro vlastni napovédu se dany tah ulozi ve formatu: N oznaco-
vanych slov, dalsi 2 v poradi do zalohy a pripadné slovo, které bylo priddno na dokoncéeni
predchozich tahti. Pokud pii oznacovani slov dojde k oznaceni slova, které neni z mého tymu
a to slovo nebylo pfidano jako dokonc¢ovani predchoziho tahu, ulozi se tah jako netspésny
s urcenim poctu zbyvajicich slov. Pi zavolani metody pro vraceni slov z nedokoncéenych
tahti se vyberou slova v néasledujicim poradi:

1. puvodné zamyslend slova ze vSech napoveéd, kterd nejsou vahovana
2. zalozni slova, ktera nejsou vahovana

3. ostatni slova sefazena vzestupné podle vahy

Pri kazdém kroku vybéru se z kazdé nedokoncéené napovédy bere maximéalné tolik slov,
kolik na tuto napovédu zbyva oznacit. Nedokoncéena napovéda se odstrani, pokud v seznamu
uz nejsou zadna ulozend slova, nebo zbyvajici pocet slov k uhadnuti se snizil na 0.

U bézné napovédy se k cilenym sloviim prifadi prvni slovo ze serazenaho seznamu ne-
dokoncenych tahi. Pro dostatecné vyuziti pamatovanych slov dochazi u napoved 0 a ne-
konec¢no. Napovéda typu 0 slouzi k oznaceni slova, kterému by se mél hra¢ vyhnout. Pti
obdrzeni této napovédy se nejpodobnéjsi slovo zvahuje tak, aby nemohlo dojit k jeho moz-
nému oznaceni, a to az do konce hry. Jako vybrana slova se pravé pouzije zminény sefazeny
seznam slov z nedokoncéenych taht. Pokud nejsou ulozend zadné slova z nedokoncéenych tahu
nebo neni nastavené pouziti strategie, pouzije se jedno slovo, které je nejméné podobné dané
napovéde.

Napovéda typu nekonceno také dovoluje neomezeny pocet hadanych slov, ale navic cili
dalsi slovo nebo slova, kterda by méla byt uhadnuta. Opét se pouzije seznam neuhadnutych
slov, plus se navic prida jedno nejpodobnéjsi slovo napovédé (pokud uz neni v seznamu).
Agresivnéjsi piistup nastdva, kdyz protivnikovi zbyva uhddnout uz jenom posledni dvé
slova. V tom pripadé se misto pouze nejpodobnéjsiho slova postupné pridavaji dalsi slova,
u kterych plati, Ze jejich skore podobnosti je blizsi k predchozimu slovu v poradi, nez ke
slovu nasledujicimu. Pokud protivnikovi zbyva uz jenom jedno slovo, je prakticky jasné, ze
dalsim tahem vyhraje hru. Potom se k neuhadnutym sloviim pouzije tolik slov, aby celkovy
pocet odpovidal tomu, kolik jich zbyva uhddnout.
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Uvaha nad vlastni ndpovédou

P1i hrani Krycich jmen ¢asto dochézi k tvaham, pro¢ byla vlastné pouzita danad napovéda
misto néjaké jiné, kterd by vice uprednostnila slova, nad kterymi uvazuji. Méjme priklad,
kdy se ve hfe spoleéné z dalsimi nachézeji slova: ,bunka“, ,organ* a ,pocitac”. Zadana
napovéda je ,mozek 2“ Nejlépe napovéda sedi na slova ,bunka® a ,,organ“. Ale proc¢ byla
pouzita napovéda ,,mozek®, kterd se dost podobé i slovu ,,poc¢itac“? Kdybych chtél vice
objasnit, ze cilim slova ,bunka“ a ,organ“, pouzil bych napriklad napovédu ,,tkan 2“ nebo
»plice 2% Tyto napovédy by hriace nezavadély k oznaceni slova ,pocitac. Takze pokud
obdrzim napovédu ,,mozek*, hlavni Spion mél nejspiSe v iimyslu cilit pravé slovo ,,pocitac®.
Proto se rozhodnu k oznaceni slov ,,organ® a ,,pocitac*

Tato tvaha je implementovana naslednovné. Nejdfive se vyhodnoti podobnost napovédy
ke slovim jiz vyse zminénym postupem. Vybere se N nejpodobnéjsich slov, kde N je ¢islo
napovédy. K témto slovim se vyhodnoti 1000 nejpodobnéjsich slov z modelu fastText po-
moci funkce most_similar(), ktera je implementovana v knihovné gensim. Pokud se lemma
obdrzené napovédy nachazi v téchto vyhodnocenych slovech, nejspise napoveéda cili puvodné
zamyslenych N slov a zadné dalsi ipravy nebudou provedeny. V pripadé, ze se lemma na-
povédy nenachazi v nejpodobnéjsich slovech, prejde se ke generovani nejlepsi napovédy
pomoci téchto nejpodobnéjsich slov, kterd jsou filtrovana seznamem kofent (detailné po-
psané v podkapitole 5.5.1). Dalsim pravidlem je, Ze se slovo pouzije pro vyhodnoceni jako
napovéda, pokud je jeho frekvence alepon 180 vyskytt v celém korpusu. Tento parametr
dosahoval v rdmci experimentovani nejlepsich vysledku na testovaci sadeé.

K vyhodnoceni napovéd se pouzije kombinace obou modeli a za nejlepsi napovédu je
povazovand ta, kde je nejvétsi rozdil hodnot podobnosti mezi poslednim cilenym slovem
a prvnim necilenym. Pro kazdé necilené slovo se spocita rozdil mezi primérnou hodnotu
podobnosti cilenych slov a jeho hodnotou jak pro ptvodni obdrzenou napovédu, tak i pro
vygenerovanou napovédu. U slova, kde dojde k nejvétsimu vzristu rozdilu od cilenych slov,
se uvazuje, ze nejspise byla snaha jej zamérit ptivodni napovédou. U uvedeného prikladu by
pro napovédu ,,tkan*“ podobnost u slova ,,pocitac” zretelné klesla, nez kdyby byla pouzita
napovéda ,mozek“. Tento rozdil mezi puvodni a aktualni vzdalenosti od cilenych slov se
pri¢te ke hodnoté podobnosti vuci ptivodni ndpovédé. Timto zvysenim hodnoty je snaha
dané slovo posunout do popredi, aby bylo pfipadné v ramci tahu oznaceno.

Aby nedochéazelo k uprednostiiovani spatnych slov, dojde ke zvyseni podobnosti pouze
v pripadé, Ze puvodni hodnota podobnosti byla alespon dvoutietinovi oproti priuméru pu-
vodné cilenych slov. Tato podminka by méla pomoci determinovat, ze hlavni Spion mél
snahu cilit dané slovo puvodni napovédou.

Parametr pro ziskani nejpodobnéjsich slov je nastaven relativné vysoko, protoze v ramci
sémantickych modela lze skoro vzdy najit nékolik slov, které jsou vyhodnoceny jako po-
dobnéjsi, nez puvodni napovéda. Pri testovani této strategie dochédzelo pfi niz$im poctu
hledanych nejpodobnéjsich slov velmi ¢asto k rozhodnuti, Ze pouzitd napovéda nebyla op-
timéalni a bylo Spatné uprednostnéno slovo, které by nemélo byt cileno. V téchto pripadech
jiz ptvodni vyhodnoceni podobnosti slov spravné udavalo cilend slova.

Tato tivaha je pouzita pouze pro pripady, kdy je ndpovéda urcend pro dvé nebo tii slova.
Pri vyssich cislech napovédy uz ¢lovek podobné tivahy nemiva a spiSe se snazi oznacit slova,
kterd maji prijatelnou podobnost s napovédou.

Pri vyhodnocovani této tvahy nad testovaci sadou s uvedenymi parametry doslo ke
zvySeni Uspésnosti u napovéd mifenych na dvé slova o 0,63%. U ndpovéd na tii slova se
Uspésnost zvysila o 1,44%. Vyslednd tspésnout nad celou sadou potom vzrostla na 78,68%.

30



Jelikoz se napovéda generuje pouze pro jednu danou N-tici, doba trvani je jenom par sekund,
takze to nijak neovliviiujé plynulost hry.

5.5 Hlavni Spién

Hlavni Spién je implementovan tiidou Spymaster ve skriptu spymaster.py. Jeho tkolem je
vytvaret napovédy pro své spoluhrace. Vysledna napovéda by méla byt ve vhodném poméru
mezi poctem cilenych slov a mirou jednoznacnosti, ktera udava, ze dana napovéda spojuje
praveé zamyslend slova. V ramci strategie hriace je vhodné tyto poméry dynamicky ménit
v zévislosti na prabézném vysledku hry. Pro tym, ktery prohrava, je vyhodnéjsi zariskovat
a pouzit napriklad méné jednoznac¢nou napovédu spojujici vice slov.

5.5.1 Generovani napovédy

Pri vytvoreni napovédy je potfeba vybrat takové vhodné slovo, které se co nejvice podoba
cilenym slovum a zarovén se co nejméné podoba nijemnému vrahovi a sloviim nepratelského
tymu. Idedlné by se nemélo podobat ani slovim, kterd predstavuji nahodné kolemjdouci.
Prvni zvoleny postup pouziva pro generovani napovédy vsechna slova ze slovniku séman-
tického modelu. Tento postup mél ze zacatku velkou ¢asovou naroc¢nost a generovani jedné
napovédy trvalo i nékolik hodin. Postupnou optimalizaci se podafilo snizit generovani na-
povédy na dobu pramérné 150 s pii 25 slovech ve hie. Ke konci hry, kdy je pocet slov ve
hie vyrazné nizsi, pohybuje se doba generovnani kolem 50 s.

Validita napovédy

Pri vybéru slov pro napovédu je nejprve zkontrolovano, zda se jedna o platné ceské slovo.
Toto filtrovani je provedeno kontrolou POS znacky daného slova’. Pfi dalsim kroku je nutné
ovérit, ze moznd napovéda nema stejny koren slova jako kterékoliv slovo, které je aktualné
ve hie. P¥i kontrole kofenu jsem pouzil stejny postup, jako u predchozi préce [15], kde se
nejprve pomoci knihovny sumy'’ provede stemming potencionalni napovédy a slov ve hie.
Jelikoz stemming nefunguje se stoprocentni Uispésnosti, porovna se retézcova vzdéilenost
kofenu slov. Pokud jsou si vysledné koreny podobné na 85% a vySe, u danych slov je
usouzeno, ze maji stejny koten. Dalsim pravidlem je, Zze jedno slovo nesmi byt podietézcem
druhého slova. Diky tomu jsou zachyceny pripady jako ,les“ a ,lesopark®, které nejsou
stemmovanim rozpoznany. Pro vyssi tspésnost byly seznamy kofentl slov nasledné ruc¢né
upraveny.

Pro vyhodnocovani generovanych napovéd je pouzit pouze model fastText. Za prvé
kvili ¢asové narocnosti, a za druhé proto, ze nenulové hodnoty NPMI se obecné pohybuji ve
vyssich hodnotéach, nez hodnoty fastTextu, coz mélo tendenci pii kombinaci modeld vybirat
napovédy s prilis velkymi ¢isly, u kterych bylo dost nejednoznacené urcovani cilenych slov.

Optimalizace generovani

Pro snizeni Casové narocnosti byl trvale vytvoren seznam vsech vhodnych slov ze slov-
niku modelu fastText, kterda podléhaji filtrovanim POS znackou. Hra Kryci jména obsahuje
pevné danych 400 hernich slov, coz umoznuje i predbéznou kontrolu kofent slov. Pro kazdé

9Znacka slovniho druhu nesmi byt z mnoziny {I,J,P,R,T,X,Z}. Seznam viech POS znacek je dostupny
na http://ufal.mff.cuni.cz/pdt/Morphology_and_Tagging/Doc/hmptagqr.html
https://github.com/miso-belica/sumy/blob/dev/sumy/nlp/stemmers/czech.py
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herni slovo je vytvoren seznam obsahujici slova ze slovniku modelu, ktera maji stejny koren.
Vyhodnoceni kofent pro napovédu potom probihé negovanou kontrolou indentity téchto se-
znamu u aktudlnich hernich slov. Toto predzpracovani snizuje ¢asovou niaro¢nost generovani
na tretinu.

Vyhodnocovani vsech vhodnych slov modelu sice vzdy najde napovédu s optimalnim
vysledkem hodnotici funkce, ale je Casové naro¢né. Pro uzsi vybér potencinanich slov pro
napovédu je pouzita funkce most_similar(). Pro vSechny N-tice slov se vyhodnoti 2000
nejpodobnéjsich slov, kde N je ¢islo 1 az 5, s tim Ze slovo predstavujici ndjemného vraha
je pouzito jako parametr, kterému by se vyhodnocené slova neméla podobat. Maximé&lni
¢islo napovédy je nastaveno na 5, prestoze vysledné vyhodnoceni podobnosti by v uréitych
piipadech vychazelo i pro vice slov. Pfi pouziti vétsiho ¢isla ndpovédy vznikaji nesmy-
slné napovédy, u kterych prakticky nelze vibec uréit, ktera slova cili. V redlnych hrach se
napovéda i s ¢islem 5 objevuje ojedinéle.

U vyslednych nejpodobnéjsich slov vSech N-tic je kontrolovan vyskyt v seznamu vhod-
nych slov pro napovédy a negativni vyskyt v seznamech korenti slov. Pfi této kontrole pocet
kandidatnich slov vyrazné klesne, diky ¢emuz je generovani mnohem rychlejsi. Slova, ktera
vyhovuji témto kritériim, jsou nasledné pouzita pro vyhodnoceni, které udava uzitkové skore
napovédy. Pro rychlejsi kontrolu identity jsou zminéné seznamy ulozené také jako mnoziny,
které jsou implementovény hashovaci tabulkou, kterd ma slozitost O(1) v idedlnim ptipadeé.

Hodnota 2000 pro hledani nejpodobnéjsich slov byla nastavena v ramci manudalniho
testovani, kdy se zarovén provadélo generovani se vSemi slovy modelu. S hodnotou 2000 byla
vysledna napovéda stejnd, nebo alespon témér stejné kvalitni, jako u pomalejsiho generovani
pouzivajici vSechna slova modelu. Metoda select__best__hint() pro generovani napovédy ma
parametr force_all, kterym lze vynutit pomalejsi, ale zaruc¢ené optimélni generovani se
vsemi slovy modelu. Rychlejsi metoda trva kolem 25 s pfi prvni generované napovédé. Pri
dalsich tazich uz jsou nejpodobnéjsi slova vsech N-tic ulozend, takze generovani trva pouze
par sekund.

Vyhodnoceni napovédy

Hodnotici funkce v predchozi préci [15] spocivala v secteni vsech modelem vyhodnocenych
podobnosti hernich slov s potencinalni napovédou. Podobnosti slov vlastniho tymu pfispi-
valy pozitivni hodnotou k celkovému skére napovédy, podobnosti ostatni slov prispivaly
negativné podle tymové prislusnosti (ndhodny kolemjdouci, nepratelsky agent a ndjemny
vrah). J4 jsem se rozhodl pro vyhodnoceni rozdilu podobnoti mezi cilenymi slovy a prvnim
nejpodobnéjsSim slovem, které nepatfi k mému tymu. Pri hrani Krycich jmen predevsim
zavisi, jak moc se cilend slova odlisuji od ostatnich. Napiiklad u poslednich 10 nejméné
podobnych slov vibec nezélezi na tymové prislusnosti slova, nebot se o¢ekava, ze nebudou
vibec brand v tivahu.

Vysledné skére napovédy tedy hlavné zavisi na poctu cilenych slov a odlisnosti od dalsiho
slova, které nepatii k mému tymu. Funkce pro vypocet skore je nasledujici:

Uy = N - (sim(h, Wy) — sim(h, Wy,t)) + ¢ (5.5)

N predstavuje pocet cilenych slov. Pokud se jedna o napovédu cilenou na jedno slovo,
pro hodnotu N se pouzije 0,5. Vytvorit silnou asociaci pro jedno slovo, tak aby se vyrazneé
lisila od ostatnich slov, je velmi jednoduché. Davat pouze ndpovédy na jedno slovo je nevy-
hodné, protoze se jednda o velmi pomalou strategii hrani, ktera nema prakticky zadnou Sanci
vitézstvi. Vyraz sim(h, W) je podobnost napovédy s poslednim cilovym slovem v poradi po-
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dobnosti, sim(h, W) je podobnost s prvnim slovem, které nepatii k mému tymu. Hodnota ¢
je 0,1, pokud vyhodnocované slovo mé alespon frekvenci vyskytu 1000 v celém korpusu. Pri
zaclenéni frekvence vyskytu jako vahovaného parametru, nebo rozdéleni slov do kategorii
podle tohoto parametru, byla vysledna napovéda pravé timto zac¢lenénim znacné ovlivnéna.
Rozdil podobnosti slov nemél tak velkou vahu a spiSe byla vybirana co nejfrekventovanéjsi
slova. Bez pouziti hodnoty c ale ¢asto dochéazelo k vybéru slov, ktera jsou vétSinou odvozena
hodnoty 0,1 ma stale hlavni vliv rozdil podobnosti slov, ale vysledné napovédy se uz vice
blizi slovim, kterd by pouzil ¢lovék pri hfe. Muzou nastat pripady, kdy malo frekventované
slovo by bylo velmi vhodnou napovédou. Proto nejsou mélo frekventovana slova natvrdo
odfiltrovana, ale musi tvorit velmi silnou asociaci s cilenymi slovy, aby byla brana v tvahu.

Pri vyhodnocovani uvazované napovédy se spocitd podobnost se vSemi slovy ve hre
a nasledné se vyhodnoti slovo jako napovéda pro 1 az N cilenych slov, kde N je nepferuso-
vana posloupnost od nejpodobnéjsiho po N-té nejpodobnéjsi slovo ve hre, kde kazdé slovo
z téchto slov musi nalezet k mému tymu. Vyjimku tvori napovédy s ¢islem 3 a vyse, kde
je dovoleno, aby v posloupnosti bylo maximélné jedno slovo, které predstavuje ndhodného
kolemjdouciho. V pripadé, Ze by toto slovo spoluhra¢ oznacil, bude mit porad dostatecnou
informaci pro dodate¢né oznaceni slov v dalsich tazich hry. Jak je vidét v tabulce 5.5, slovo
,melounovy“ uvazované pro napovédu ma vyhodnocenou posloupnost se 4 nejpodobnéjsimi
slovy, které nalezi vlastnimu tymu. Posledni dvé tato slova maji ovSem dost blizkou podob-
nost s dalsimi nepratelskymi slovy ve hre. Proto v tomto pripadé by byla tato napovéda
pouzitd pro dveé slova ,,banan“ a ,limondda“.

V piipadé, Ze vyhodnocena napovéda je piidavné jméno a vSechna cilena slova jsou
zenského rodu, zaméni se koncovka slova ,, v na ,,4“, coz by mélo spoluhraci lépe napoveédét,
ktera slova jsou cilena.

napoveda: melounovy
herni slovo | tym podobnost | skére napovédy
banén mtj tym | 0,4752 0,5-0,2703 + 0,1 = 0,2352
limonada muj tym | 0,4697 20,2648 + 0,1 = 0,6296
kino muj tym | 0,218 3-0,0131 4+ 0,1 = 0,1393
Klaun mij tym | 0,2068 4-0,0019 + 0,1 = 0,1076
maso neptitel | 0,2049 N/A
more neptitel | 0,1973 N/A
snézenka muj tym | 0,1883 N/A
dievo neptitel | 0,1787 N/A
ponozka 0,1744 N/A
american vrah 0,0659 N/A

Tabulka 5.5: Vyhodnoceni slova uvazovaného pro napovédu

Hyperonyma

Pouzité sémantické modely nemaji moc tendenci vytvéaret silnou asociaci s nadpojmy (hy-
peronymy) slov. Pfi hran{ Krycich jmen ovSem realni hraci kladou hyperonymum velkou
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vahu. Napriklad pokud ma hlavni $pién ve svych slovech 3 zvifata a jinde se zadné zvire
nevyskytuje, pouzije napovédu ,zvire 3%, coz bude jeho spoluhracovi jasné, jaka slova cili.
P1i vyhodnoceni ndpovédy sémantickymi modely sice zpravidla budou tato slova nejpodob-
néjsi, ale nebyva u nich takovy rozdil podobnosti od ostatnich slov ve hie. K tomuto tcelu
byly ruéné vytvoreny seznamy hernich slov, ktera maji stejné hyperonymum.

Po vygenerovani napovédy se zkontroluje, zda by Slo pouzit jedno z definovanych hy-
peronym, které by spojovalo vice slov, nez kolik spojuje vygenerovana napovéda. Pro pouziti
hyperonyma plati, ze zddné z hyponym (opak hyperonyma) nesmi byt ndjemny vrah nebo
z nepratelského tymu. Pokud by hyperonymum cililo alespon 3 slova, plati opét, ze jedno
dalsi slovo se muze vyskytovat v ndhodnych kolemjdoucich.

5.5.2 Strategie hlavniho Spiéna

Pri pouziti strategie se hlavni $pion zaméruje na aktualni stav, zda jeho tym vyhrava nebo
prohrava, ¢imz se ovliviiuje mira rizika, ktera upfednostni niapovédy s vétSim ¢i mensim
poc¢tem cilenych slov. Déle si hlavni Spién pamatuje nedohddand slova svého spoluhrace
z predchozich tahi, diky ¢emuz uzpusobuje napovédy tak, aby mél spoluhra¢ moznost dana
slova efektivné ,,dohadat®.

Parametr rizika

V ruznych hernich situacich se vyplati uzpusobit herni styl tak, aby napovéda, kterou
hra¢ dava nebyla prilis riskantni. To se déje v pripadé, ze tym pirehledné vyhrava. Naopak
kdyz tym vyraznéji prohrava, vyplati se zariskovat s napovédou, kterda spojuje vice slov,
asvak napovéda nebude tak jednodnacna. Tento parametr rizika je v ptvodni rovnici pro
ohodnoceni napovédy implementovan naslednovné:

U, = NE - (sim(h, Wy) — sim(h, W) + ¢ (5.6)

Parametr M udava pocet zbyvajicich slov ve hie mého tymu, E pocet slov protivnika.
Na zakladé poméru téchto hodnot je potom vahovan parametr N, kdy v piipadé, ze muj
tym prohrava, bude mit pocet cilenych slov vétsi vahu. Naopak ¢im vice midj tym vyhrava,
tim spiSe budou upfednosnény jednoznac¢néjsi napovédy s bezpeénym rozdilem podobnosti
vici necilenym slovim.

Pamatovani predchozich taha

Hlavni Spién si pamatuje své pouzité napovédy, takze béhem hry nepouZije opét stejnou na-
povédu. Daéle si ke kazdé napovédé pamatuje slova, ktera cilil. Pokud pfi dal$im generovani
jsou v jeho tymu aleson 2 slova, ktera jesté necilil, generované napovédy budou soustiedéné
pouze na tato slova. V opacném pripadé budou cilena kterdkoliv slova z mého tymu. Pri
hadani slov svého spoluhare se sleduje, zda sviij tah ukoncil dobrovolné, to znamena, Ze se
nesnazil hadat N + 1 slov na napovédu s ¢islem N. Potom si hlavni Spién smaze seznam
vsech nedohadanych slov a pti dalsich tazich je bude znovu cilit. V piipadé, ze spoluhac
Spatné oznadi slovo, které se vztahovalo k predchozim napovéddm (jednd se o oznaceni
N + pruniho slova), dostane jesté jednu Sanci tato nedohddand slova oznacit v pristich ta-
zich. P1i dalsi chybé jsou vSsechna nedohddand slova opét smazana a budou cilend v dalsich
kolech.

Kdyz nastane situace, ze jsou nedohadand alespon 3 slova z predchozich taht, je vhodné
pouzit napovédu ,nekonecno®. V tomto pripadé je ndpovéda vybrana stejnym zptusobem
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jako pri generovani se standardnim cislem, pouze ¢islo se zaméni za ,nekonec¢no®. U této
napovédy se neulozi cilena slova a ke kazdému otac¢enému slovu se pristupuje tak, ze spolu-
hrac se snazi dand slova dohadat z predchozich tahi. Pro cely tento tah jsou pouzita stejna
pravidla, jako pfi hddani NV + proniho slova u standardni ndpovédy.

Napovéda ,,nekonec¢no” se také pouzije v pripadé, ze nepratelskému tymu zbyva posledni
slovo, takze je viceméné jasné, ze dalsim tahem vyhraje hru. Pokud vygenerovana napovéda
necili vSechna zbyvajici slova mého tymu, zméni se ¢islo v ,,nekone¢no®. I v redlnych hrich
se pouziva tento pristup. Jedna se spiSe o ndhodné tipovani, jako posledni Sance zkusit
zabranit jisté prohte.

Vraceni posledniho tahu

Obé implementované role hrace maji funkci, kterd umozni vratit zpét posledni provedenou
akci tak, aby hrac¢ byl v korektnim stavu se vSemi proménlivymi parametry strategie. Vra-
ceni tahu bylo implementovano predevsim kvuli kompatibilité umélého hrace s funkcemi,
které poskytuje mobilni aplikace.

5.6 Podpora anglictiny

Vysledny systém byl dodateéné upraven tak, aby mohl podporovat i anglicky jazyk ve hie
Kryci jména.

Pouzité modely

Jako prediktivni model je pouzity fast Text, ktery byl uz natrénovany stazen z internetu'' [13].
Byl zvolen vétsi model fastText, ktery obsahuje 2 miliény slov, protoze mensi s 1 miliénem
slov neobsahoval herni slovo ,loch ness“ v zadném tvaru. Pro model zalozeny na poctu
byla pouzitd anglickd wikipedie. Skript parse en_ wiki.py ptrijima na vstup soubor, ktery
byl vystupem nastroje Wikipedia Extractor a provadi tokenizaci, lemmatizaci a odstranéni
nepotrebnych slov. Matice spoluvyskytu byla potom vytoviena stejnym zpusobem jako
u korpusu CWC-2011. Model zaloZeny na poc¢tu obsahuje 1,3 miliénu slov.

Clen operativy

Trida Operative__en dédi vSechny atributy a metody ze tridy Operative s tim, Ze mé rede-
finované metody, které jsou vazané na specificky jazyk. Jednd se o metody, kde je prova-
déna lemmatizace slov. Lemmatizace v kombinaci s POS znackovanim je provadéna pomoci
knihovny NLTK.

Hlavni spién

Trida Spymaster__en také dédi ze tiidy Spymaster a ma redefinované jazykové vazané me-
tody. Pro vytvoreni slovniku vhodného pro napovédy byla pouzita knihovna spaCy, ktera
dokazala POS znackovanim odfiltrovat vice nevhodnych slov, nez knihovna NLTK. Pro

stemmovéani je pouzit LancasterStemmer'” z knihovny NLTK. I kdyz pouziva argresivni
algoritmus, nefunguje stoprocentné. V porovnani se stemmovanim v ¢eském jazyce dochazi

Uhttps://fasttext.cc/
2https://www.nltk.org/_modules/nltk/stem/lancaster.html
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u anglictiny k lepsim vysledktim, protoze angli¢tina neni tak morfologicky slozita jako ces-
tina.

Kvuli tomu, ze POS znackovanim nelze u angli¢tiny moc dobfre odfiltrovat nesmyslna
slova, jako pfi pouziti knihovny MorphoDiTa u cestiny, je pro slova ur¢en minimalni pocet
vyskytt 30 v korpusu, aby mohla byt pouzita pro generovani napovédy. Jelikoz fastText
pouzity pro angli¢tinu ma vétsi slovnik, nez fastText pro ¢estinu, trva generovani prvniho
tahu zhruba dvakrat déle.

5.7 Webova sluzba

Pfi vytvareni webové sluzby jsem vychazel z predchozi prace [15], kde jsem vyuzil zdro-
jovy kéd jako vzorovou kostru programu. Webova sluzba bézi na Skolnim serveru athenad
a je pristupna na adrese http://athena3.fit.vutbr.cz:8086/. Jejim tcelem je testovani
a moznost hrani Krycich jmen v internetovém prohlizeci, kde pocita¢ zastupuje bud roli
hlavniho Spi6na nebo ¢lena operativy. Soucasti webové sluzby je rozhrani pro komunikaci
s mobilni aplikaci, kde pocita¢ slouzi jako poradce redlnym hractim, nebo kompletné za-
stoupi hrice a pouziva implementovanou strategii.

Webova sluzba je implementovana pomoci knihovny Flask'?. Jedné se o mikroframework
zalozeném na Werkzeug' a Jinja2'?. Komunikace na strané webového prohlizece je imple-
mentovana jazykem JavaScript.

Aplikace ma pro webovy prohlize¢ dostupné tyto sluzby:

e /., /index
Rozcestnik zprostiedkujici odkazy na ostatni sluzby

e /hint_debug
Hra, kde pocitac¢ zastupuje roli ¢lena operativy v obou tymech. Pocitac¢ zde nepouziva
implementovanou strategii. Pfi vytvareni napovédy lze oznacit zamyslena slova, to
umozni vytvoreni zaznamu pro zpétné testovani sémantickych model.

e /operative
Ekvivaletni sluzba s /hint_debug. Pocita¢ zde pouziva implementovanou strategii.

e /game__debug
Hra, kde pocita¢ zastupuje hlavniho Spiéna v obou tymech. Zde nepouziva strategii.

e /spymaster
Ekvivaletni s /game__debug, ale pocita¢ vyuziva strategii.

e Vsechna herni rozhrani jsou dostupné i v anglické verzi. Jejich jméno je totozné, pouze

[43

je pridana pripona ,,__en*

Bhttp://flask.pocoo.org/
!Knihovna umoznujici komunikaci webového serveru s Python aplikaci
15 Jazyk pro vytvaieni HTML 8ablon http://jinja.pocoo.org/docs/2.10/
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Napovéda: Pocet |1 v

| Odeslat ” Vyhodnotit podobnost |

Na tahu: Cerveny

Posledni nipovida: hoke] 2 RIDIC MUCHOMURK. BUNKA POPEL
Slovo Fasttext || mutual_info || Kombinace || Pofadi
kanada 03915 0.0472 0.5194 1
kometa 0.3891  0.6133 0.5012 2 = R
02356 0.5342 03799 3 MOSKVA HLINA RADIO DIAMANT  KOSMONAUT
0.2474  0.487 0.3672 4
moskva 0.1833  0.5492 03663 s
01471 0.5121 0.3296 0 POLE CERT SUPERHRDINA KOLO
krokodyl  0.1572  0.4886 0.3229 7
kosmonaut  0.146  0.4909 0.3185 3
plastelina  0.1622  0.4746 03184 9 _ — _
ridio 0.1228  0.50067 0.3148 10 PLASTELINA VUZ PILA KROKODYL MARS
jezero 0.1183  0.4983 0.3083 11
0.1445  0.4701 0.3073 12
hlina 0.1255  0.4809 0.3032 13 - -
mars 01233 04761 0.2997 14 PRACKA BETON HUDBA KOS JEZERO
popel 0.1105  0.4864 0.2984 15
0.1111 04824 0.2967 16
kos 0.1165 04752 0.2958 17
diamant 0.0954  0.4937 0.2945 18
cert 0.0935  0.4903 0.2919 19
pila 0.1051  0.4608 0.2829 20
viiz 0.1163  0.4423 0.2793 21
0.1148 04416 0.2782 22
buitka 0.08 0.4423 0.2612 23
pole 0.0135  0.5006 0.2571 24
0.1326 0 0.1326 25

Obrazek 5.2: Ukazka webové aplikace, kde pocita¢ zaujima roli ¢lena operativy. Snimek
obsahuje i kontrolni tabulku vyhodnoceni podobnosti slov.

Jelikoz je znatelna ¢asova odezva mezi prvnim tahem hlavniho Spiéna a jeho dal$imi tahy,
je nastaven planovac, ktery kazdy den ve 2 rdno doplni do zdsoby 100 predgenerovanych
her s hlavnimi spiény. U hlavnich $piéna v zac¢inajicim tymu je generovana prvni napovéda
a u $piénu z druhého tymu jsou alespon predpocitana nejpodobnéjsi slova.

Pro mobilni aplikaci bylo vytvoreno nasledujici rozhrani:

/check__hint
Server obdrzi pouzitou napovédu a aktudlni slova ve hie. V odpovédi vrati slova, ktera
by umély hra¢ oznacil. Tato funkce slouzi jako upozornéni pro hlavniho Spiéna, zda
nahodou necili nepratelské slovo, nebo muze slouzit pro ¢lena operativy jako rada, co
ma oznagcit.

o /request_hint
Server obdrzi slova s jejich tymovou prislusnosti. V odpovédi vrati nejlepsich 5 na-
povéd cilicich 2 az 5 slov, kde kazda odesland napovéda cili unikatni N-tici. Funkce
slouzi jako rada hlavnimu Spiénovi, jaké napovédy by mohl pouzit.

o /mobile_operative_ + {init|send_hint|send _enemy_ hint|played word|undo}
Rozhrani umoznujici implementovanému ¢lenovi operativy plné vyuzit svoji strategii
v mobilni aplikaci.

o /mobile_spymaster  + {init|request_hint|played word|end__turn|undo}
Rozhrani pro hlavniho $piéna.
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Kapitola 6

Vyhodnoceni

V této kapitole jsou popsané vysledky, které byly ziskdny béhem testovani. Pro testo-
vani byly vyuzity zdznamy realnych her a data nasbirani z webové aplikace. Vyhodnoceni
se vztahuje pouze pro ¢eskou verzi. Podpora angli¢tiny byla implementovana dotatec¢né
a nejsou nasbirana data pro automatické vyhodnoceni.

6.1 Hadani slov

Uspésnost hadéni slov bylo vyhodnoceno na zaznamech realnych her, sklddajicich se z 680 jed-
notlivych tahi. Uspésnosti modelt a jejich kombinaci jsou popsany v podkapitoléch 5.3.4 Vy-

hodnoceni modeli a 5.4.2 Kombinace modeld. Detailni tispésnost vysledné pouzité kombi-

nace je uvedena v tabulce 6.1. V pfipadé napovéd typu ,,nekonecno® jsou pouzita referencni

slova, kterd se skuteéné vztahuji pro danou napovédu, a nikoliv pro slova z minulych taht.

U néapovédy s ¢islem 0 je uvedeno slovo nebo slova, ktera by se neméla oznacit. Tento typ

napovédy je vyhodnocen stejné jako u bézného ¢isla tak, Zze se praveé sleduje pozitivni po-

dobnost s uvedenymi slovy. Ve hie byva dcelem této napovédy oznaceni slov z minulych

taht, ktera v rdmci vyhodnoceni nejsou brana v potaz.

pocet slov | pocCet taht | iispésnost

1 93 91,48%

2 394 76,54%

3 132 75,20%

4 23 77,68%

5 65,91%

6 74,60%

7 80,20%

0 3 61,85%
nekoneéno 25 71,82%
celkem 680 77,96%

Tabulka 6.1: Detailni tispésnost kombinace modela

Vyhodnoceni implementované tvahy nad vlastni napovédou a jeji pripadné ovlivnéni
podobnosti slov je uvedeno v tabulce 6.2. Jedna se o pripady napovéd s ¢islem 2 a 3.
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napovéda 2 | napovéda 3 | agregace napovéd 2 a 3
pocet tahu 394 132 526
Uspésnost bez pouZiti 76,54% 75,20% 76,15%
Gspésnost s pouZitim TT,17% 76,64% 77,09%
% pripadti s vyssi tspésnosti 15,99% 16,67% 16,16%
% pripadt s nizs dspésnosti 12,18% 4,55% 9,89%
% pripadu se stejnou Uspésnosti 71,83% 78,79% 73,95%

Tabulka 6.2: Vyhodnoceni ivahy nad vlastni ndpovédou

Celkova tispésnost ¢lena operativy nad celou testovaci sadou byla 78,68%. Systém z pred-
chozi prace [15] mél tspésnost 71,59% nad stejnou testovaci sadou. Oproti predchozi praci
doslo v ramci strategie k efektivnéjsimu zpracovani nepratelskych napovéd a vyuziti infor-
maci z predchozich nepovedenych taht.

6.2 Generovani napoved

Pro vyhodnoceni generovanych napovéd bylo vytvoreno rozhrani v ramci webové aplikace.
Bylo vybrano 50 rtuznych hernich situaci z testovaci sady a pro kazdou z nich byly predem
vygenerovany napovedy. Napovédy byly generovany systémem implementovaném v této
praci a také systémem z predchozi préce [15] pro porovnéani. Dale byly priddny i ndpovédy,
které byly pouzity ¢lovékem v danych situacich v zadznamu hry. Testovaci rozhrani zobrazi
uzivatelovi ndhodné jednu z 50 predpripravenych situaci a postupné uzivatel oznacuje slova
pro jednotlivé vygenerované napovédy. Zaznam pro danou situaci se ulozi pouze v pripadé,
ze uzivatel oznaci slova pro vSechny urcéené napovédy. Tim je zajisténo, ze jednotlivé metody
generovani napoveéd budou vyhodnoceny na totoznych datech stejnymi uzivateli.

Jelikoz byly napovédy pouzité ¢lovékem pridany az v pribéhu testovani, bylo nasbirano
méneé testovacich dat pro tuto skupinu napovéd. Celkem bylo zaznamenano 148 tahu pro
obé skupiny generované pocitacem a 54 tahil pro napovédy pouzité ¢lovékem.

Vyhodnoceni generovanych napovéd pomoci procentualni tispésnosti hadanych slov by
nebylo prili§ objektivni, nebof postup, ktery by generoval napovédy pouze na jedno cilené
slovo, by sice mél vysokou procentualni ispésnost, avsak nemél by skoro zddnou Sanci vy-
hrat. U kvalitnich ndpovéd, které cili vice slov, se miize stat, ze spoluhrac¢ oznadci slovo, které
neni z jeho tymu. V tomto pripadé miize mit dost dobrou informaci o jeho potencionalnich
slovech do dalsich kol. Pro ohodnoceni ndpovéd jsem zvolil nasledujici kritérium:

e Je ohodnoceno kazdé oznacené slovo bez ohledu na potadi, které by mohlo zpusobit
predcasny konec tahu.

e Kazdé oznacené slovo z mého tymu ma hodnotu +1.
o Kazdé oznacené nepratelské slovo z nepratelského tymu ma hodnotu —1.
e Kazdé slovo predstavujici ndhodného kolemjdouciho ma hodnotu 0.

e Skére napovédy pro dany tah potom predstavuje secteni vsech hodnot oznacenych
slov.

e Pokud byl oznacen najmeny vrah, skére napovédy se automaticky rovné negativnimu
poctu vsech neodkrytych nepratelskych slov pred zacatkem tahu. Odkryti ndjemného
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vraha je ekvivaletni s odkrytim vSech nepratelskych slov. Navic ¢im vice nepiatelskych
slov se nachazi ve hie, tim je vice trestano odkryti ndjemného vraha. Naopak, ¢im

vvvvv

ktera by mohla vést k odkryti ndjemného vraha.

Jelikoz pro kazdou generovanou situaci byl nasbiran rizny pocet zaznamu, bylo nejprve
spoc¢itano prumeérné skore pro kazdou situaci. Nakonec z téchto hodnot byla vypocitana
celkova primérnd hodnota. Po vyhodnoceni nasbiranych dat mél systém implementovany
v této praci prumérné skére 0,989 na tah, systém z predchozi préce [15] 0,653 a ndpovédy
pouzité ¢lovekem 1,061.

P1i vyhodnoceni, kde by oznaceni ndjemného vraha znamenalo automaticky skére tahu 0,
meél systém implementovany v této praci prumérné skoére 1,221 na tah, systém z predchozi
prace 1,063 a napovédy pouzité clovékem 1,3.

Pro vyhodnoceni napovéd byly generovany napovédy bez pouziti definovanych hypero-
nym, které byly pridané az dodatac¢né. Diky tomu, Ze jsou tato hyperonyma definovana
manualné, 1ze ocekavat, ze by generované napovédy dostahovaly lepsiho uzitku.

V ramci vyhodnoceni implementované strategie pro porovnani s redlnymi hraci bylo
zatim odehrdno malo her. Objetivnéjsi vyhodnoceni bude mozné provést, az webova sluzba
nasbira dostatek dat o odehranych hrach z mobilni aplikace.
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Kapitola 7
Zaver

V ramci této prace byl v jazyce Python implementovan systém, ktery je schopny zastoupit
hrace ve hie Kryci jména v roli hadajiciho hrice i hrace zadavajiciho napovédy. Systém
podporuje Cesky a anglicky jazyk. Pro ur¢ovani podobnosti slov byl natrénovan prediktivni
model fastText a vytvorena matice spoluvyskytu vyuzivanid metodou Pointwise Mutual
Information. Byla popsana herni strategie obou implementovanych roli hract, ktera vyuziva
kontextové informace z predchozich tahi.

Vysledny systém obsahuje webovou sluzbu', kterd slouzi pro testovani implementova-
nych hraca a sbér dat. Webova sluzba poskytuje i komunikaéni rozhrani, které poskytuje
vyuziti implementovaného systému v mobilni aplikaci podporujici hru Kryci jména.

Uspésnost hadéni slov implementovaného systému byla 78,68%. Oproti pfedchozi praci
se zvysila uspésnost o 7,09%. Generovani napovéd dosahovalo vysledku, které se priblizily
k tspésnosti ndpoveéd pouzitych clovékem. Systém implementovany v této praci mél pru-
mérné skére efektivity 0,989 na tah, systém z predchozi prace 0,653 a napovédy pouzité
clovékem 1,061. V ramci zpétné vazby sdélovali uzivatelé, ktefi systém testovali, ze dosaho-
vali vyssi uspésnosti provadénych taht poté, co zjistili, jaké typy asociaci pocitac vytvari.
a mate prehled o jejich znalostech a typu uvazovani.

Moznost se prizpusobit schopnostem jednotlivych hract by mohla byt jedna variana
rozsiteni, kdy by si poc¢ita¢ pamatoval, s kym hraje a podle pfedchozich her by prizptisoboval
vytvareni slovnich asociaci. Dalsi moznost vyvoje se naskyta u sémantickych modeli, kde by
se pred vlastnim trénovanim modeli urcily jednotlivé vyznamy homonymnich slov v korpusu
a k témto vyznamim by se pristupovalo jako k unikatnim sloviim. Jelikoz sémantické modely
nemaji prilis tendenci uprednostnovat generalizaci pojmu, mohla by se tato problematika
vyresit vytvorenim modelu pro automatické zpracovani hyperonym.

http://athenal3.fit.vutbr.cz:8086/
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Priloha A

Obsah pamétového média

DVD nosi¢ obsahuje:

e Bakalarskou praci ve formatu pdf

e Zdrojové soubory IATEX — adresar: /bp_src

e Zdrojové soubory implementovanych moduli — adresar: /src
e Dokumentaci zdrojovych kédu — adresér: /src/docs

e Virtudlni prostfedi s Python 3.6.7 a potfebnymi knihovnami
— adresar: /src/xjares00env

e Zdrojové soubory webové sluzby — adresar: /src/web

e Vytvorend statickd data vyuzivana pfi béhu systému — adresar: /src/data
Kvuli pamétové narocnosti nebyly pridany sémantické modely. Ty jsou dostupné v pro-
jektovém adresati na Skolnim serveru vyzkumné skupiny KNOT.

e Skripty a data spojend s vyhodnocenim uspésnosti — adresar: /src/evaluation

e Vytvoreny plakat ve formatu pdf

44



