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Anotace
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na Př́ırodovědecké fakultě Univerzity Hradec Králové. Vedoućı bakalářské práce Mgr. Jitka
Kühnová, Ph.D., 43 s.

Tématem této bakalářské práce je metoda nejmenš́ıch čtverc̊u a jej́ı využit́ı. Metoda nejmen-
š́ıch čtverc̊u je jednou ze základńıch metod aproximace funkćı ve statistice. Tato metoda
je základńı technikou použ́ıvanou k vyrovnáńı naměřených dat, odhadu parametr̊u apro-
ximačńıch funkćı např́ıklad v regresńı analýze. V práci budou popsány základńı matematické
vlastnosti, které jsou využity v definićıch a výpočtech. Ćılem této práce je zaměřeńı na sa-
motnou metodu nejmenš́ıch čtverc̊u a jej́ı použit́ı na konkrétńıch př́ıkladech.
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The theme of this thesis is the least squares method and its application. The least squa-
res method is one of the basic approximation methods in statistics. This method is a basic
technique used to offset the measured data, parameter estimation approximation of functions,
for example, in regression analysis. This thesis will describe the basic mathematical properties
that are used in the definitions and calculations. The aim of this thesis is focused on the least
squares method and its application to concrete examples.
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Závěr 41

Literatura 43



Úvod

Tato bakalářská práce popisuje téma metody nejmenš́ıch čtverc̊u a jej́ı aplikace na současných
ekonomických úlohách. Prvńı kapitola se věnuje zavedeńı souvisej́ıćıch pojmů, které v této
práci budeme dále využ́ıvat, je vypracována na základě zdroj̊u: [1], [2], [3], [4], [5], [6], [7], [8].
Druhá kapitola se podrobněji zabývá užit́ım metody nejmenš́ıch čtverc̊u v regresńı analýze,
tato kapitola je vytvořena na základě zdroj̊u: [1], [9], [10], [11], [12], [13]. Třet́ı kapitola je
věnována metodě nejmenš́ıch čtverc̊u, která využ́ıvá ortogonálńı polynomy k odhadu apro-
ximuj́ıćı funkce, je vypracována na základě zdroj̊u: [1], [6], [7], [10], [12], [14], [15]. Posledńı
čtvrtá kapitola je zaměřena na aplikace metody nejmenš́ıch čtverc̊u na současných ekono-
mických úlohách a dále také na konstrukce aproximuj́ıćıch funkćı pomoćı ortogonálńıch po-
lynomů. K sestaveńı posledńı kapitoly byly využity zdroje: [10], [16], [17]. V této bakalářské
práci jsou využ́ıvány programy: Octave, R a ke konstrukci obrázk̊u pak program Geogebra.

Metoda nejmenš́ıch čtverc̊u je univerzálńı metodou, jak aproximovat naměřená data. T́ım
rozumı́me, jak proložit naměřená data křivkou, nebo jak řešit přeurčené soustavy rovnic. Au-
torstv́ı metody nejmenš́ıch čtverc̊u je sporné. Datuje se k roku 1805 a nejčastěji se přisuzuje
neměckému matematikovi Carlu Fridrichu Gaussovi (1777–1855). Ovšem nezávisle na něm
tuto metodu objevil a následně publikoval jej́ı použit́ı francouzský matematik Adrien Marie
Legendre (1752–1833).

Metodu nejmenš́ıch čtverc̊u využ́ıvá jednoduchá regresńı analýza, což vedlo k výběru sa-
motného tématu této bakalářské práce. Dı́ky regresńı analýze můžeme vyrovnávat vztahy
zejména v oblasti ekonomických, společenských věd. Mnohdy totiž v ekonomických vědách,
které se zabývaj́ı popisováńım vztah̊u poptávkových, produkčńıch funkćı, nejsme schopni za-
jistit dlouhodobou úspěšnost jiných než lineárńıch regresńıch model̊u, které sestavujeme v
souladu s metodou nejmenš́ıch čtverc̊u.
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Kapitola 1

Základńı pojmy

1.1 Vektorový prostor

Definice 1.1. Mějme pole P jehož prvky budeme označovat jako skaláry. Vytvoř́ıme množinu
V s operacemi:

1. sč́ıtáńı V × V → V ; (u,v) 7→ u + v; u,v ∈ V

2. násobeńı skalárem P × V → V ; (p,u) 7→ p · u; p ∈ P,u ∈ V .

Tak, že pro každé u,v,w ∈ V a p, q ∈ P plat́ı:

u + v = v + u ∃ 1 ∈ P, 1 · u = u

u + (v + w) = (u + v) + w p · (q · u) = (p · q) · u
∃0 ∈ V, u + 0 = 0 (p+ q) · u = (p · u) + (q · u)

∃−u ∈ V, u + (−u) = 0 p · (u + v) = (p · u) + (p · v)

Prvek 0 nazýváme nulový vektor a prvek −u nazýváme opačný k prvku u. Množinu s těmito
vlastnostmi nazveme vektorový prostor nad polem P a jej́ı prvky vektory.

Lineárńı závislost

Definice 1.2. Necht’ V je vektorový prostor nad polem P a u1, . . . ,un ∈ V. Pak řekneme,
že vektory u1, . . . ,un jsou lineárně nezávislé, jestliže existuj́ı prvky c1, c2, . . . , cn ∈ P tak, že
pouze pro c1 = c2 = . . . = cn = 0 plat́ı:

c1u1 + c2u2 + . . .+ cnun = 0.

Poznámka 1.1. Pokud nejsou lineárně nezávislé ř́ıkáme, že jsou lineárně závislé.

Podprostor vektorového prostoru V
Řekneme, že M ⊆ V je podprostor vektorového prostoru V, pokud pro ∀u,v ∈ M a
p ∈ P plat́ı:

u + v ∈M a p · u ∈M.

8



KAPITOLA 1. ZÁKLADNÍ POJMY 9

Lineárńı obal množiny
Necht’ V je vektorový prostor nad polem P. Lineárńım obalem podmnožiny M prostoru
V rozumı́me pr̊unik všech podprostor̊u prostoru V, které množinu M obsahuj́ı, znač́ıme
[M ].

Poznámka 1.2. Pro každý vektor v ∈ [M ] plat́ı: ∃u1, . . . ,un ∈M tak, že v = a1u1 +
+ a2u2 + . . .+ anun.

Generátor vektorového prostoru
Systém generátor̊u prostoru V je každá podmnožina M prostoru V, jej́ıž lineárńı obal
je celý prostor V ([M ] = V ). Ř́ıkáme, že M generuje V.

Báze vektorového prostoru
Vektory u1,u2, . . . ,un ∈ V tvoř́ı bázi vektorového prostoru V, pokud jsou lineárně
nezávislé a plat́ı:

[u1,u2, . . . ,un] = V.

Vektory u1,u2, . . . ,un generuj́ı vektorový prostor V.

Dimenze vektorového prostoru
Dimenze je rovna počtu prvk̊u báze vektorového prostoru.

Skalárńı součin

Definice 1.3. Necht’ V je vektorový prostor nad polem P. Skalárńım součinem ro-
zumı́me zobrazeńı (· , ·) : V × V → R, která ke každé dvojici vektor̊u u,v ∈ V přǐrazuje
reálné č́ıslo (skalár) tak, že plat́ı následuj́ıćı vztahy:

(u ,v) = (v ,u),

(u ,v + w) = (u ,v) + (u ,w),

∀ k ∈ P, (k · u ,v) = k · (u ,v),

(u ,v) = 0 ∧ [(u ,u) = 0⇔ u = 0].

Vybrané př́ıklady skalárńıch součin̊u

1. Euklidovský skalárńı součin
Necht’ V = Rn, pak

(u ,v) = u1v1 + u2v2 + . . .+ unvn = uTv,

kde u = (u1, u2, . . . , un)T a v = (v1, v2, . . . , vn)T .

2. Skalárńı součin spojitých funkćı
Necht’ je dán prostor spojitých reálných funkćı na uzavřeném intervalu 〈a, b〉 a
váhová funkce ω(x), pak

(f(x) , g(x)) =

∫ b

a
ω(x) · f(x) · g(x) d(x), (1.1)

je skalárńı součin.
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Poznámka 1.3. Důkazy toho, že se jedná o skalárńı součiny nalezneme v [7].

Euklidovský prostor
Vektorový prostor ve kterém je definovaný skalárńı součin se nazývá Euklidovský pro-
stor.

Ortogonalita
Necht’ je dán Euklidovský prostor V se skalárńım součinem (u ,v). Pak, pokud pro
vektory u, v ∈ V plat́ı:

(u ,v) = 0,

řekneme, že vektory u a v jsou ortogonálńı (kolmé). Znač́ıme u ⊥ v.

Norma vektoru
Necht’ je dán Euklidovský prostor V, pak výraz

‖u‖ =
√

(u ,u),

nazveme normou (velikost́ı) vektoru u.

Poznámka 1.4. Tzv. Euklidovská norma je určená vztahem:

‖u‖ =
√
u21 + u22 + . . .+ u2n.

1.2 Ortogonálńı polynomy

Polynomem stupně n budeme chápat výraz:

Pn = Pn(x) = a0 + a1x+ a2x
2 + a3x

3 + . . .+ anx
n, a0, a1, . . . , an ∈ R.

Množina Πn polynomů stupně nejvýše n se skalárńım součinem na množině bod̊u x1, . . . , xn

(P1(x) , P2(x)) =

n∑
i=1

ω(xi) · P1(xi) · P2(xi), (1.2)

tvoř́ı Euklidovský prostor.

Poznámka 1.5. V této práci uvažujeme jen diskrétńı metodu nejmenš́ıch čtverc̊u. Teorie
ortogonálńıch polynomů je podrobněji popsána v [6]. Ortogonálńı systémy polynomů můžeme
sestrojit pro každou váhovou funkci ω a každou tabulku n bod̊u.

Systém ortogonálńıch polynomů můžeme konstruovat pomoćı Gram-Schmidtova ortogo-
nalizačńıho procesu, nebo pomoćı tř́ıčlenného rekurentńıho vzorce:

Pj+1(x) = (x− βj)Pj(x)− γjPj−1(x), j = 0, 1, . . . ,

kde klademe γ0 = 0, P−1(x) ≡ 0 a P0(x) = 1. Koeficienty jsou dány vztahy:

βj =
(xPj , Pj)

‖Pj‖2
, j = 0, 1, . . . ,

γj =
‖Pj‖2

‖Pj−1‖2
, j = 1, 2, . . . .

Při užit́ı diskrétńı metody nejmenš́ıch čtverc̊u můžeme použ́ıt zejména dva systémy orto-
gonálńıch polynomů: Čebyševovy polynomy a Gramovy polynomy, které maj́ı významné mi-
nimalizačńı vlastnosti.
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1.2.1 Čebyševovy polynomy

Čebyševovy polynomy Tn jsou ortogonálńı polynomy na uzavřeném intervalu 〈−1, 1〉 s váhovou
funkćı ω(x) = 1√

1−x2 . Ortogonalita je určená vztahem:∫ 1

−1

Tn(x)Tm(x)√
1− x2

d(x) = 0, n,m ∈ N0.

Plat́ı zde rekurentńı vztah:

Tn+1(x) = 2xTn(x)− Tn−1(x), n ∈ N0,

tedy

T0(x) = 1, T1(x) = x, T2(x) = 2x2 − 1.

1.2.2 Gramovy polynomy

Tvoř́ı soustavu diskrétně ortogonálńıch polynomů Gj(x), j = 0, 1, . . . ,m na ekvidistantńı
množině bod̊u xj = j− 1

2m, j = 0, 1, . . . ,m s váhovou funkćı ωj ≡ 1. Tyto Gramovy polynomy
jsou dány rekurentńım vztahem:

Gj−1(x) = xGj(x)− j2[(m+ 1)2 − j2]
4(4j2 − 1)

Gj−1(x), j = 1, (1.3)

kde G0(x) ≡ 1, G1(x) = x.

Poznámka 1.6. Gramovy polynomy Gj splňuj́ıćı vztah (1.3) maj́ı u nejvyšš́ı mocniny koe-
ficient 1. Teorie Gramových polynomů je podrobněji popsána v [1].

Metoda nejmenš́ıch čtverc̊u použ́ıvá i daľśı ortogonálńı polynomy mezi nimi jsou např́ıklad
Hermitovy polynomy nebo Legendrovy polynomy, tyto polynomy jsou podrobněji popsány
např. v [1], [7]. V této práci se jimi už nebudeme zabývat, protože tato problematika by
přesahovala rámec této práce.



Kapitola 2

Jednoduchá regrese

2.1 Obecný lineárńı regresńı model

2.1.1 Ćıle regresńı analýzy

Motivaćı pro zaváděńı regresńı analýzy je popsáńı charakteristických vztah̊u mezi veličina-
mi pomoćı konstrukce vhodně zvolených regresńıch model̊u. Vhodný regresńı model chápeme
jako optimálně zvolené matematické vyjádřeńı změn hodnot popisované proměnné pomoćı re-
gresńı analýzy. Snahou při hledáńı optimálńı regresńı funkce, která by co nejlépe zachycovala
vysvětlovanou proměnnou, je dosáhnout maximálńı shody mezi skutečnými a vyrovnanými
hodnotami. Kvalita regresńı funkce se hodnot́ı stupněm shody naměřených hodnot s mode-
lovými odhady. Regresńı model je velmi citlivý na změny dat, často malá změna naměřených
hodnot má velký dopad na změny hodnot odhadnutých. Tyto změny odhadnutých hodnot
mohou vést až k samotné změně zvolené regresńı funkce. Mějme X1, X2, . . . , Xk nezávislé
vysvětluj́ıćı proměnné, Y vysvětlovanou závislou veličinu, pak výše uvedený vztah lze zapsat:

Y = ϕ(X1, X2, . . . , Xk),

kde ϕ je hledaná regresńı funkce.

Poznámka 2.1. Regreśı se rozumı́ jednostranné závislosti, které pozorujeme u konkrétńıch
dat v systematických změnách podmı́něných pr̊uměr̊u (nejjednodušš́ı zp̊usob vyjádřeńı pr̊ubě-
hu závislosti) hodnot popisované závislé proměnné Y při systematických změnách kombinaćı
hodnot vysvětluj́ıćıch, nezávislých proměnných X1, X2, . . . , Xk.

V ideálńım př́ıpadě, by měla regresńı funkce věrně zobrazovat vztahy mezi jednotlivými
veličinami na základě zatimńıho poznáńı. Překážkami přesnosti zobrazováńı se zde stávaj́ı
chyby v měřeńı veličin a samozřejmě i volba př́ıslušné regresńı funkce. V úlohách, kde pra-
cujeme s regresńımi modely, bývaj́ı často použ́ıvané lineárńı regresńı funkce, jako funkce,
kterými popisujeme závislosti mezi veličinami Xi a Y. Důvodem je nejen snazš́ı interpretace
parametr̊u, ale předevš́ım okolnost, že v oblasti nedostatečně zd̊uvodněných teoríı je lineárńı
zobrazeńı často rozumným a užitečným zjednodušeńım.

2.1.2 Klasifikace regresńıch model̊u

Pod pojmem regresńı funkce si tedy představujeme funkci, která zohledňuje systematické
změny jiných náhodných veličin. Odhad typu regresńı funkce, speciálně jej́ıch jednotlivých
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parametr̊u, je základńım úkolem regresńı analýzy. Odhadováńı regresńı funkce je dále zt́ı-
ženo skutečnost́ı, že na veličinu Y p̊usob́ı kromě X1, X2, . . . , Xk i daľśı veličiny, které mů-
žeme označit např. Xk+1, Xk+2, . . . . Teoreticky jich může být až nekonečně mnoho a nejde
zajistit, aby měly tyto hodnoty na veličinu Y jen drobný dopad. Proto všechny ostatńı,
neuvažované, rušivé složky souhrnně označujeme ε. Muśıme si udělat představu o pravděpo-
dobnostńım chováńı rušivé složky, abychom správně odhadli regresńı funkci. Pro jednoduchost
předpokládejme, že středńı hodnota ε je nulová. Takto definovaná středńı hodnota vyjadřuje
požadavek, aby očekávaný dopad p̊usobeńı rušivé složky na regresńı model byl nulový. To
si můžeme dovolit, protože předpokládáme, že celkové (očekávané) p̊usobeńı rušivé složky v
regresńım modelu je zachyceno v parametru posunut́ı regresńı funkce. Odchylky od učiněných
předpoklad̊u rušivé složky maj́ı negativńı dopad na užitečnost regresńıho modelu. Ukažme si
zápis obecného regresńıho modelu:

Y = η + ε, (2.1)

kde η = η(X1, X2, . . . , Xk) a ε = ε(Xk+1, Xk+2, . . . ). Pro jednotlivá pozorováńı plat́ı:

Yi = ηi + εi, i = 1, 2, . . . , n.

Zvláštńı postaveńı mezi regresńımi modely maj́ı modely lineárńı:

Y = β0 + β1f1 + . . .+ βrfr + ε, (2.2)

kde jednotlivé funkce f1 = f1(X1, X2, . . . , Xk), f2 = f2(X1, X2, . . . , Xk), . . . fr(X1, X2, . . . ,
Xk) nazýváme regresory. V lineárńım regresńım modelu předpokládáme, že mezi složkami η a
ε plat́ı součtový vztah plynoućı ze zápisu (2.1). Nespornou výhodou lineárńıho modelu je, že
źıskáváme lepš́ı představu o grafickém pr̊uběhu regresńı funkce a dále snadněǰśı interpretace
výsledk̊u. Vysvětleńı, proč se nejčastěji v praxi setkáme s lineárńım regresńım modelem jsou
následuj́ıćı:

• Zejména v oblasti společenských věd, kde se zabýváme větš́ım počtem vysvětluj́ıćıch
proměnných Xi, použ́ıváme lineárńı regresńı model z d̊uvodu zjednodušeńı. Jeho výho-
dou je, že se s ńım dobře početně pracuje.

• V ekonomických vědách, které se zabývaj́ı popisováńım vztah̊u poptávkových, pro-
dukčńıch funkćı, nejsme schopni zajistit dlouhodobou úspěšnost jiných než lineárńıch
regresńıch model̊u.

• Při předpokladu normálńıho rozděleńı všech proměnných a podmı́něné středńı hodnotě,
která je ke všem kombinaćım náhodných hodnot Xi lineárńı funkćı, je vhodné použ́ıt
lineárńı regresńı model.

• V některých př́ıpadech je vhodné nelineárńı model převést transformaćı na lineárńı
regresńı model. Ovšem toto řešeńı nemuśı vždy vést k požadovaným výsledk̊um. Uspo-
kojivá shoda linearizovaných hodnot, totiž nemuśı znamenat dobrou shodu s hodnotami
p̊uvodńımi.

• Zavedeńı lineárńıho modelu je mnohdy jediným rozumným řešeńım nelineárńıch úloh.

Při konstrukci kvalitńıho regresńıho modelu muśıme zohledňovat vlastnosti vysvětluj́ıćıch
proměnných Xi a pravděpodobnostńı chováńı náhodné složky ε. K odhadu neznámých para-
metr̊u v regresńım modelu lze použ́ıt tzv. metodu nejmenš́ıch čtverc̊u.
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Mezi nejpouž́ıvaněǰśı regresńı modely se zaměřeńım na lineárńı modely patř́ı:

Model lineárńı v parametrech
Jde o základńı model, který je lineárńı z hlediska všech parametr̊u, odpov́ıdaj́ıćı vztahu
(2.2). Parametr β0 je absolutńı člen a parametry β1, β2, . . . , βr jsou d́ılč́ı regresńı koefi-
cienty. Funkce f1, . . . fr představuj́ı libovolné známé funkce p̊uvodńıch proměnných X1,
X2, . . . , Xk, pro které plat́ı, že neobsahuj́ı žádné daľśı neznámé parametry. Předpokládá
se, že každá z k vysvětluj́ıćıch proměnných je v regresńım modelu zastoupená alespoň
jedńım z r regresor̊u fj , j = 1, 2, . . . , r. Pojem regresor už́ıváme z d̊uvodu odlǐseńı sou-
boru p̊uvodńıch hodnot proměnných od nově vytvořených hodnot regresor̊u. Např́ıklad
pro zcela lineárńı model plat́ı r = k a pro racionálńı celistvou nebo lomenou funkci
stupně s, kde k = 1, plat́ı r = s. Zařazeńım absolutńıho členu do rovnice je numericky
výhodné a symbolizuje existenci neuvažovaných vliv̊u.
Ukažme si to na konkrétńım zadáńı

Y = β0 + β1X1 + β2X2 + β3X
2
1 + β4X

2
2 + ε.

Vid́ıme, že předpis rovnice obsahuje k = 2 p̊uvodńıch proměnných X1, X2 a r = 4
regresory f1, . . . , f4. Při znalosti hodnot X1, X2 neńı těžké dopoč́ıtat hodnoty nových
kvadratických proměnných.

Zcela lineárńı model
Ve zcela lineárńım modelu se předpokládá součtový vliv všech činitel̊u, je zcela správné
použ́ıt ho v úlohách s větš́ım počtem vysvětluj́ıćıch proměnných a v př́ıpadech v́ıce-
rozměrného normálńıho rozděleńı uvažovaných náhodných veličin. Regresńı funkce je
tvaru:

Y = β0 + β1X1 + β2X2 + . . .+ βkXk + ε. (2.3)

Tento lineárńı model obsahuje k proměnných, popisovanou proměnnou Y, náhodné
složky chyb ε a neznámé parametry βj . Zařazeńı d́ılč́ıch hodnot βj , j = 1, 2, . . . , k
představuje očekávanou změnu Y při r̊ustu proměnné Xi. Vyjadřuje o kolik se změńı Y,
když hodnota proměnné Xi vzroste o jednotku. Tento vliv na veličinu Y je splněn za
podmı́nky, že jednotlivé proměnné Xi jsou vzájemně nezávislé.
Ukážeme si základńı zcela lineárńı modely.

1. Model konstanty :
Y = β0 + ε,

je takový model, kde neuvažujeme žádnou z proměnných X1, X2, . . . , Xk. Popiso-
vaná veličina Y tedy náhodně koĺısá okolo konstanty β0. Tato situace bývá uváděna
jako výjimečný, limitńı př́ıpad některých složitěǰśıch model̊u. Ovšem v převážné
většině př́ıpad̊u předpokládáme, že regresńı model obsahuje alespoň jednu veličinu.

2. Model regresńı př́ımky :
Model s k = 1 vysvětluj́ıćı proměnnou:

Y = β0 + β1X + ε.
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3. Model regresńı roviny :
Model s k = 2 vysvětluj́ıćımi proměnnými zaṕı̌seme ve tvaru:

Y = β0 + β1X1 + β2X2 + ε.

Zde můžeme interpretovat β1 jako očekávanou změnu proměnnéX1 za předpokladu,
že hodnota X2 z̊ustává nezměněna, můžeme sledovat o kolik se změńı veličina Y
v závislosti na jednotkové změně X1. Kdybychom předpokládali, že nezměněnou
z̊ustane hodnota X1, mohli bychom považovat β2 za očekávanou změnu, která bude
mı́t dopad na veličinu Y .

Modely racionálńı celistvé a lomené
Nejznáměǰśı v této skupině je model regresńıho polynomu s-tého stupně, který je lineárńı
z hlediska parametr̊u, ale nelineárńı z hlediska proměnné X

Y = β0 + β1X + β2X
2 + . . .+ βsX

s + ε.

Častým modelem regresńıho polynomu je tzv. regresńı parabola, která je polynomem
druhého stupně s = 2.

Modely převoditelné transformaćı na lineárńı model
Někdy je výhodné předpokládat součinový typ regresńıho modelu.
Obecný předpis regresńıho modelu pro exponenciálńı, mocninné a daľśı regresńı funkce
je ve tvaru:

Y = ηε,

kde η zastupuje regresńı funkci a ε je složka rušivých hodnot. Časté je použit́ı obecného
lineárně-exponenciálńıho regresńıho modelu s X1, X2, . . . , Xk, který lze zapsat ve tvaru:

η = exp(β0 + β1X1 + . . .+ βkXk + ε).

Modely nelineárńı vzhledem k parametr̊um
Ve skutečnosti vztahy mezi veličinami bývaj́ı většinou nelineárńı, proto muśıme uvažovat
regresńı modely, které jsou nelineárńı z hlediska parametr̊u. V r̊uzných vědńıch oborech
lze tyto modely tř́ıdit podle odlǐsných kritéríı, např́ıklad podle stupně a formy nelinea-
rity. S nelineárńımi modely se nejčastěji setkáváme v oblasti ekonomických proces̊u, kde
uvažujeme pr̊uběh spotřeby, poptávky a nebo investic.

2.1.3 Sestavováńı odhad̊u

V této části se budeme zabývat sestavováńım odhad̊u regresńıch model̊u ve dvou i v́ıcerozměr-
ném prostoru, to znamená, že budeme nahrazovat hodnoty Yi nálež́ıćı náhodnému vektoru
Y = (Y1, Y2, . . . , Yn)T odhadnutými (teoretickými, vypoč́ıtanými) hodnotami Ŷi. Ty źıskáme
využit́ım realizaćı regresor̊u proměnných Xi, i = 1, 2, . . . , n do odhadované regresńı funkce.

Konstrukce odhadu regresńıho modelu vycháźı z podstaty stochastických vztah̊u mezi
veličinami a z existence rušivé složky ε, ale také ze všech ostatńıch chyb, kterých jsme se dopus-
tili. Tud́ıž nejlepš́ım možným odhadem je odhad, při kterém je celková chybovost ta nejmenš́ı.
Obt́ıžnost však spoč́ıvá v určeńı nejmenš́ı chybovosti. Pro názornost poṕı̌seme vztahy na
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funkci regresńı př́ımky. Označme odhad regresńı př́ımky Ŷ = b0 + b1X, kde b0, b1 jsou odhady
parametr̊u β0, β1. Pro jednotlivá měřeńı by předpis vypadal takto: Ŷi = b0 + b1Xi. Chyby od-
hadu, též nazývána jako rezidua (na obrázku 2.1), můžeme vyjádřit jako rozd́ıl ei = Yi − Ŷi.
Rezidua dále považujeme za odhad rušivé složky ε. Naš́ı snahou je sestavit kvalitńı odhad
regresńıho modelu, k tomu nám může pomoci, že jsme schopni zajistit, aby součet rezidúı byl
nulový:

n∑
i=1

ei = 0.

To plat́ı, pokud realizace odhadnuté př́ımky procháźı bodem [X̄, Ȳ ] aritmetických pr̊uměr̊u
X̄, Ȳ , které odpov́ıdaj́ı pr̊uměr̊um veličin Xi a Yi, i = 1, . . . , n. Tento vztah odvodili na
konkrétńıch př́ıkladech v [9, s. 31]. Ovšem nulový součet rezidúı k sestaveńı kvalitńı regresńı
funkce nestač́ı, proto bereme v úvahu i kritérium reziduálńıho součtu čtverc̊u pro určeńı
regresńıch parametr̊u βj , j = 1, . . . , k,

Q(e) =

n∑
i=1

e2i =

n∑
i=1

(Yi − Ŷi)2.

K tomuto se použ́ıvaj́ı r̊uzné postupy založené na metodě nejmenš́ıch čtverc̊u. Metoda nej-
menš́ıch čtverc̊u přǐrazuje všem pozorováńım stejnou váhu. Abychom se vyhli problémům
s rozděleńım náhodné složky ε, je výhodněǰśı dávat větš́ım rezidúım menš́ı váhu, a t́ım
znevýhodňovat výjimečná pozorováńı. Toto vede k použit́ı r̊uzných daľśıch metod použ́ıvaných
k minimalizaci ε, např́ıklad metoda minimálńı hodnoty rezidua, nebo metoda součtu abso-
lutńıch hodnot rezidúı. Tyto metody jsou podrobněji popsány v [11], ale my je zde dále řešit
nebudeme, protože tato problematika je složitá a přesahovala by rámec této práce.

2.1.4 Formulace klasického lineárńıho regresńıho modelu

Pro naměřené hodnoty proměnných X1, X2, . . . , Xk, je veličina Y náhodnou veličinou, kterou
lze popsat lineárńı funkćı k+ 1 neznámých parametr̊u. Náhodnou veličinu Y dále popisujeme
náhodným výběrem Y, kde Y = (Y1, Y2, . . . , Yn)T . Jednotlivé složky Yi maj́ı stejné rozložeńı
jako p̊uvodńı náhodná veličina Y a plat́ı:

E(Yi) = β0 + β1xi1 + · · ·+ βkxik,

kde xij jsou nám známé realizace veličin X1, X2, . . . , Xk. Dále, až na výjimky, předpokládáme
pro každé i rozptyl var(Yi) = σ2, kde σ > 0. Rozepsáńı celého lineárńıho modelu se zapisuje
ve formě lineárńıch rovnic:

Y1 = β0 + β1x11 + β2x12 + · · ·+ βkx1k + ε1

Y2 = β0 + β1x21 + β2x22 + · · ·+ βkx2k + ε2
...

Yn = β0 + β1xn1 + β2xn2 + · · ·+ βkxnk + εn,

nebo v maticovém vyjádřeńı:
Y1
Y2
...
Yn

 =


1 x11 . . . x1k
1 x21 . . . x2k
...

...
. . .

...
1 xn1 . . . xnk




β0
β1
...
βk

+


ε1
ε2
...
εn

 , (2.4)
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Obrázek 2.1: Sestaveńı odhadu pomoćı regresńı př́ımky

Y = Xβββ + εεε,

X je nenáhodná matice o n řádćıch a k+1 sloupćıch (daľśı př́ıpustná označeńı: regresńı matice,
matice plánu, matice modelu), βββ je (k+ 1)členný vektor neznámých parametr̊u modelu a εεε je
vektor o n členech vyjadřuj́ıćı odchylky od modelu. Pro matici plánu:

X =


1 x11 . . . x1k
1 x21 . . . x2k
...

...
. . .

...
1 xn1 . . . xnk


předpokládáme, že n > k a o hodnosti matice X předpokládáme h(X) = k + 1. Bude-li
tento předpoklad splněn, ř́ıkáme, že jde o lineárńı regresńı model plné hodnosti. V této práci
předpokládáme modely plné hodnosti a dále s nimi pracujeme. V takovém př́ıpadě jsou sloupce
matice X nezávislé.

Ze zápisu (2.4) je vidět, že v n lineárńıch rovnićıch je p = k + 1 neznámých regresńıch
parametr̊u a n hodnot vektoru εεε. V př́ıpadě lineárńı regresńı funkce ve tvaru (2.2) dostáváme
obdobnou situaci jen rovnic máme p = r + 1. Jediný rozd́ıl oproti modelu Y = Xβββ + εεε
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je, že matici plánu X o rozměrech n× (k + 1), nahrazuje matice F o rozměrech n× (r + 1),
kde r je počet známých funkćı (regresor̊u) p̊uvodńıch k vysvětluj́ıćıch proměnných. Obecný
tvar modelu Y = Fβββ + εεε obsahuje p = r + 1 neznámých parametr̊u a n hodnot náhodné
rušivé složky. Zcela lineárńı regresńı model Y = Xβββ+εεε, nebo obecný lineárńı regresńı model
Y = Fβββ+εεε můžeme za určitých podmı́nek považovat za klasický lineárńı regresńı model. Pro
jednoduchost uvažujeme dále jen model Y = Xβββ + εεε.

Vlastnosti klasického lineárńıho modelu
Sloupce matice plánu X jsou lineárně nezávislé, h(X) = k + 1 = p ≤ n, kde n představuje
počet pozorováńı, p je počet regresńıch parametr̊u:

h(X) = p.

Matice XTX je čtvercová, symetrická, s hodnost́ı

h(XTX) = k + 1 = p.

Je tedy regulárńı a existuje k ńı inverzńı matice (XTX)−1.

Odvozeńı 1.

• Matice je symetrická, pokud plat́ı AT = A. Pro matici XTX plat́ı:

(XTX)T = XT (XT )T = XTX,

je tedy symetrická.

• Důkaz h(XTX) = h(X) = p je např. v [10, s. 62].

Při odhadováńı hodnot parametr̊u vycháźıme ze zkušenosti, nebo z předpoklad̊u o hod-
notách jednotlivých složek vektoru βββ. Pro zlepšováńı regresńıch model̊u se doporučuje použit́ı
daľśıch doplňkových informaćı. Budeme uvažovat hodnoty rušivé složky εεε :

εεε =


ε1
ε2
...
εn

 ,

které jsou navzájem nezávislé, maj́ı normálńı rozděleńı a jsou rozptýleny okolo nulové středńı
hodnoty:

E(εi) = 0, i = 1, 2, . . . , n.

Protože jsou hodnoty εi a εj navzájem nezávislé (nekorelované), je zajǐstěna nulová kovariance
cov(εi, εj) = 0, pro i 6= j = 1, 2, . . . , n. Pro všechna εi předpokládáme rozptyl D(εi) = σ2.
Obecně má vektor εεε n-rozměrné normálńı rozděleńı Nn(0, σ2I). Tyto předpoklady umožňuj́ı
zápis kovariančńı matice náhodného vektoru εεε ve tvaru:

cov(εεε) =


σ2 0 . . . 0
0 σ2 . . . 0
...

...
. . .

...
0 0 . . . σ2

 = σ2I.
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Náhodné veličiny Yi, i = 1, 2, . . . , n, jsou nezávislé a maj́ı normálńı rozděleńı se středńı hod-
notou ηi a rozptylem σ2. Kovariančńı matice je tedy ve tvaru:

cov(Y) = cov(εεε) = σ2I.

Středńı hodnotu vektoru Y lze jednoduše odvodit:

Odvozeńı 2.
E(Y) = E(Xβββ) + E(εεε) = E(Xβββ) = Xβββ = η.

Kovariančńı matici vektoru Y také jednoduše odvod́ıme:

Odvozeńı 3.
cov(Y) = cov(Xβββ + εεε) = cov(εεε) = σ2I.

Z výše uvedeného plyne, že vektor Y má n-rozměrné normálńı rozděleńı Nn(Xβββ, σ2I).

2.2 Použit́ı metody nejmenš́ıch čtverc̊u k odhadu regresńı fun-
kce

Mějme regresńı model:
Y = Xβββ + εεε.

Vektor b odhad̊u parametr̊u βββ určujeme tak, aby byla co nejmenš́ı délka vektoru rezidúı
e = Y−Xb. Tedy naš́ı snahou je minimalizovat délku všech odchylek εεε = Y−Xβββ. Ukazuje
se jako výhodněǰśı mı́sto určováńı minima normy vektoru εεε, minimalizovat druhou mocninu
normy, tedy výraz:

Q(εεε) =
n∑
i=1

ε2i = εεεTεεε =‖ εεε ‖2=‖ Y−Xβββ ‖2,

minimalizujeme v bodě b = b(Y). Funkce Q(εεε), kterou nazýváme reziduálńı součet čtverc̊u,
nabývá svého minima pro:

‖ Y−Xb ‖2= min
βββ∈Rk+1

‖ Y−Xβββ ‖2 .

Ukázku reziduálńıho součtu čtverc̊u vid́ıme na obrázku (2.2).

Věta 2.1. Naj́ıt minimum funkce Q(εεε) znamená řešit soustavu tzv. normálńıch rovnic

XTY = XTXβββ,

kde
b = (XTX)−1XTY, (2.5)

je odhad (konkrétńı jedno řešeńı) βββ poř́ızený metodou nejmenš́ıch čtverc̊u.

Poznámka 2.2. Pro řešeńı b soustavy normálńıch rovnic:

XTXb = XTY,

plat́ı

XT (Xb−Y) = 0 resp. (Y−Xb)TX = 0. (2.6)

Této vlastnosti využijeme v d̊ukazu věty (2.1).
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Obrázek 2.2: Ukázka reziduálńıho součtu čtverc̊u ve dvourozměrném prostoru

D̊ukaz.

1. Důkaz implikace (b = (XTX)−1XTY) ⇒ (b = arg minQ(εεε)):
”
Pokud źıskáme odhad

b jako řešeńı normálńıch rovnic, pak je minimem metody nejmenš́ıch čtverc̊u.“

Q(εεε) =‖ Y−Xβββ ‖2= (Y−Xβββ)T (Y−Xβββ) = (Y−Xb + Xb−Xβββ)T

(Y−Xb + Xb−Xβββ) = (Y−Xb)T (Y−Xb) + (Y−Xb)T (Xb−Xβββ) +

+ (Xb−Xβββ)T (Y−Xb) + (Xb−Xβββ)T )(Xb−Xβββ).

Je nám známo, že b je řešeńım normálńıch rovnic a splňuje (2.6), pak když výraz:

(Y−Xb)T (Xb−Xβββ)

uprav́ıme na:
(Y−Xb)TX(b− βββ)

vid́ıme, že je roven nule. Stejně pro výraz:

(Xb−Xβββ)T (Y−Xb),

plat́ı:
(b− βββ)TXT (Y−Xb) = 0.

Po upraveńı pro zbylý sč́ıtanec plat́ı:

(b− βββ)TXTX(b− βββ) = zT z =

n∑
i=1

z2i = 0.
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Pro funkci Q(εεε) plat́ı:

Q(εεε) =‖ Y−Xβββ ‖2=
= (Y−XbT )(Y−Xb) + (b− βββ)TXTX(b− βββ) =

= (Y−XbT )(Y−Xb) = Q(e).

A t́ım je tedy dokázáno, že Q(εεε) nabývá svého minima pro odhad b,

Q(εεε) = Q(e).

2. Nyńı muśıme dokázat opačnou implikaci (b = arg minQ(εεε)) ⇒ (b = (XTX)−1XTY):

”
Necht’ Q(εεε) nabývá svého minima v bodě b, pak je b řešeńım normálńıch rovnic.“

Vycháźıme ze skutečnosti, že b je minimem funkce Q(εεε), pak muśı platit:

∂Q(εεε)

∂β0

∣∣∣∣∣
b

= 2
n∑
i=1

(Yi −
k+1∑
j=1

xijbj) · (−xi1) = 0,

...

∂Q(εεε)

∂βk

∣∣∣∣∣
b

= 2
n∑
i=1

(Yi −
k+1∑
j=1

xijbj) · (−xik) = 0,

kde xij znač́ı prvek v i-tém řádku a j-tém sloupci matice X. Výše uvedený systém k+1
rovnic můžeme zapsat maticově:

(Y−Xb)T [X].1 = 0,

...

(Y−Xb)T [X].k+1 = 0,

kde [X].j znač́ı j-tý sloupec matice X. Pak

(Y−Xb)TX = 0,

XTXb = XTY.

Při sestavováńı regresńıch model̊u nás dále zaj́ımá, jak velkou část variability závislé
(vysvětlované) proměnné objasňuje regresńı model.
Označme:

S(Y) =

n∑
i=1

(Yi − Y )2 =

n∑
i=1

Y 2
i − nY

2
celkový součet čtverc̊u,

pak výraz:

R2 = 1− Q(e)

S(Y)
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nazýváme koeficient determinace a udává, kolik procent rozptylu vysvětlované proměnné je
vysvětleno modelem a kolik z̊ustalo nevysvětleno (jak těsná je regresńı závislost). Nabývá
hodnot od nuly do jedné (teoreticky i včetně těchto krajńıch meźı), přičemž č́ım bĺıže je
hodnota R2 rovna jedné, t́ım je regresńı model kvalitněǰśı. Je zřejmé, že při snaze sestavit
kvalitńı regresńı model dbáme na to, aby hodnota S(Y) nabývala větš́ıch hodnot než hodnota
Q(e), kterou se snaž́ıme minimalizovat.

2.3 Odhad regresńı funkce metodou nejmenš́ıch čtverc̊u

2.3.1 Jednoduché ukázky př́ıklad̊u v Octave

1. Použit́ı metody nejmenš́ıch čtverc̊u na poř́ızeńı odhadu lineárńı regresńı
funkce v programu Octave.

Budeme vyšetřovat lineárńı závislost mezi veličinou Y a X, kde yi a xi jsou naměřené
realizace náhodného výběru z těchto dvou náhodných veličin. Snaž́ıme se tedy naměřená
data proložit tak, aby reziduálńı součet čtverc̊u Q(εεε) byl minimálńı. Experimentálńım
měřeńım jsme naměřili data xi = 1, . . . , 5 a jejich funkčńı hodnoty yi = 0, 3, 4, 2,
2, 5. Zač́ınáme př́ıkazem m = 1, který představuje požadavek aproximace dat regresńı
př́ımkou a dále načteme data xi, yi. Pro zjednodušeńı použijeme př́ıkaz: p = polyfit

(x,y,m), který najde koeficienty polynomu p(x) stupně m, který odpov́ıdá naměřeným
hodnotám xi, yi ve smyslu metody nejmenš́ıch čtverc̊u. Vzhledem k naměřeným hod-
notám xi použijeme měř́ıtko pro vykreslováńı grafu př́ıkazem: xi = 0:.1:6, je výhodné
použ́ıt hodnoty 1 až 6 pro samotné vykresleńı grafu, který nebude zalomen za pátou
hodnotou. Pro vykresleńı lineárńı regresńı funkce zadáme př́ıkaz:
plot(xi,polyval(p,xi),x,y,’o’), který vykresĺı graf na základě naměřených hod-

not a vypočteného polynomu p(x).

octave:> m = 1

octave:> x=[1 2 3 4 5]

octave:> y=[0 3 4 2 2.5]

octave:> p=polyfit(x,y,m)

p = 0.40000 1.10000

octave:> xi=0:.1:6

octave:> plot(xi,polyval(p,xi),x,y,’o’)

T́ımto postupem jsme našli předpis regresńı př́ımky y = 0, 4x+1, 1, která je znázorněna
na grafu (2.3).

2. Použit́ı metody nejmenš́ıch čtverc̊u na poř́ızeńı odhadu kvadratické regresńı
funkce v programu Octave.

Budeme vyšetřovat kvadratickou závislost mezi veličinou Y a X z předchoźıho př́ıkladu.
Tentokrát začneme př́ıkazem m = 2, který představuje požadavek aproximace dat re-
gresńı parabolou a dále načteme data xi, yi. Daľśı postup je shodný s postupem vyše-
třováńı výše uvedené lineárńı závislosti.
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Obrázek 2.3: Ukázka lineárńı regrese metodou nejmenš́ıch čtverc̊u v Octave

octave:> m=2

octave:> p=polyfit(x,y,m)

p = -0.57143 3.82857 -2.90000

octave:> plot(xi,polyval(p,xi),x,y,’o’)

Našli jsme předpis kvadratické regresńı funkce y = −0, 57x2 + 3, 83x − 2, 90, která je
znázorněna na grafu (2.4).

Obrázek 2.4: Ukázka kvadratické regrese metodou nejmenš́ıch čtverc̊u v Octave
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2.3.2 Př́ıklad programováńı regresńı analýzy v R

Nyńı si uvedeme př́ıklad lineárńıho regresńıho modelu v ekonomických vědách, kdy je výhodné
předpokládat lineárńı závislost (y = b1x + b0) mezi veličinami X a Y . V tabulce 2.1 jsou
výchoźı data dostupná z [13], která využijeme pro aplikováńı regresńı analýzy v programu
R. Zaj́ımáme se o to, jestli existuje závislost mezi pr̊uměrnou výš́ı úrokových měr a počtem
uzavřených smluv o hypotečńıch úvěrech v České republice v letech 2009–2012. Načteme
si tud́ıž tabulku 2.1 do programu R a zkuśıme vyšetřit závislost uzav́ıraných smluv o hy-
potečńıch úvěrech na změně pr̊uměrné úrokové mı́ry. Předpokládali jsme lineárńı závislost
mezi počtem uzavřených smluv a pr̊uměrnou úrokovou mı́rou v jednotlivých letech. Hodnoty
Intercept a Coefficients vyjadřuj́ı odhady parametr̊ub0, b1. Př́ıkazem summary(model)

dostaneme podrobněǰśı informace o regresńı závislosti. Hodnota Pr(>|t|) představuje po-
rovnáńı s hladinou statistické významnosti b0, b1. Hodnota Multiple R-squared vyjadřuje
koeficient determinace (č́ım bĺıže je č́ıslu 1, t́ım je efektivnost lineárńı regrese větš́ı). Hodnota
Adjusted R-squared je upravená hodnota testového kritéria a hodnota p-value: 0.007258

představuje porovnáńı s hladinou statistické významnosti, v tomto př́ıpadě zamı́táme hy-
potézu, že koeficient determinace je roven nule, tud́ıž koeficient determinace je r̊uzný od nuly
a je tedy dokázána závislost mezi pr̊uměrnou výš́ı úrokových měr a počtem uzavřených smluv
o hypotečńıch úvěrech v České republice za obdob́ı 2009–2012.

Rok Pr̊um. sazba Počet uzav. hypoték Objem h. v mld. Kč

Prosinec 2012 3,17 % 7 637 13,079

Prosinec 2011 3,56 % 7 293 12,847

Prosinec 2010 4,23 % 6 106 10,289

Prosinec 2009 5,61 % 3 575 5,953

Tabulka 2.1: Tabulka vývoje hypotečńıch úvěr̊u v obdob́ı 2009 až 2012

> hypoteky

Prumer.ur.mira Objemhyp.uveruvmld. Pocetuzavrenychhypotek

1 3.17 7637 13.079

2 3.56 7293 12.847

3 4.23 6106 10.289

4 5.61 3575 5.953

> lm(Pocetuzavrenychhypotek ~ Prumer.ur.mira)

Call:

lm(formula = Pocetuzavrenychhypotek ~ Prumer.ur.mira)

Coefficients:

(Intercept) Prumer.ur.mira

23.243 -3.066

> model <-lm(Pocetuzavrenychhypotek ~ Prumer.ur.mira)

> summary(model)

Call:

lm(formula = Pocetuzavrenychhypotek ~ Prumer.ur.mira)

Residuals:

1 2 3 4

-0.44472 0.51904 0.01528 -0.08960
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Coefficients: Estimate Std. Error t value Pr(>|t|)

(Intercept) 23.2430 1.1149 20.85 0.00229 **

Prumer.ur.mira -3.0660 0.2626 -11.67 0.00726 **

---

Signif. codes: 0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1

Residual standard error: 0.4876 on 2 degrees of freedom

Multiple R-squared: 0.9855, Adjusted R-squared: 0.9783

F-statistic: 136.3 on 1 and 2 DF, p-value: 0.007258



Kapitola 3

Obecná metoda nejmenš́ıch čtverc̊u

V návaznosti na předešlou kapitolu budeme uvažovat vztah:

yi = β0ϕ0(xi) + β1ϕ1(xi) + · · ·+ βkϕk(xi), i = 1, . . . , n, (3.1)

kde {ϕj(x)}kj=0 představuj́ı bázové vektory prostoru V . Naš́ım ćılem je určit koeficienty

{βj}kj=0.

3.1 Motivace zaváděńı

Metoda nejmenš́ıch čtverc̊u je statistická (numerická) metoda, která se použ́ıvá v př́ıpadech,
kdy máme naměřeny hodnoty (xi, yi), i = 0, 1, . . . , n, které chceme aproximovat polynomem
stupně nejvýše n.

Obrázek 3.1: Ukázka aproximace dat metodou nejmenš́ıch čtverc̊u

26
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V př́ıpadě, že hledáme polynom:

Pn(x) = a0 + a1x+ a2x
2 + . . .+ anx

n,

který procháźı body (xi, yi), i = 0, 1, . . . , n, plat́ı:

y0 =a0 + a1x0 + a2x
2
0 + . . .+ anx

n
0

y1 =a0 + a1x1 + a2x
2
1 + . . .+ anx

n
1

...

yn =a0 + a1xn + a2x
2
n + . . .+ anx

n
n.

Dostáváme n + 1 lineárńıch rovnic o n + 1 neznámých. Pokud budou jednotlivá měřeńı
nezávislá, pak má tato soustava řešeńı. Jsme tedy schopni určit koeficienty a0, . . . , an. Obecně
ale vždy nepotřebujeme, aby hledaný polynom naměřenými hodnotami procházel, stač́ı nám
pouze aproximace polynomem nižš́ıho stupně (k < n) odpov́ıdaj́ıćı vztahu (3.1), (viz obrázek
3.1). Chceme tedy data pouze přibližně aproximovat (z d̊uvodu zjednodušeńı, v́ıme, že jsou
zat́ıženy chybou, atd.), proto obdrž́ıme soustavu n+1 rovnic o k+1 neznámých. Pak źıskáváme
tzv. přeurčenou soustavu rovnic. Při určováńı koeficient̊u βj muśıme dbát na to, abychom co
nejlépe potlačili chyby v měřeńı, které představuje soubor náhodných, rušivých složek ε, proto
dodržujeme zásadu, že počet měřeńı (xi, yi)

n
i=0 muśı být větš́ı než počet {βj}kj=0 koeficient̊u,

plat́ı:
n ≥ k + 1.

Abychom mohli vztah (3.1) zapsat maticově, zavedeme označeńı:

ϕϕϕj = (ϕ0(x), ϕ1(x), . . . , ϕk(x))T , j = 0, 1, . . . , k,

A = (ϕϕϕ0,ϕϕϕ1, . . . ,ϕϕϕk), βββ = (β0, β1, . . . , βk)
T , y = (y1, y2, . . . , yn)T .

Přibližné splněńı rovnic (3.1) lze zapsat ve tvaru y ≈ Aβββ. Mı́ru nesplněńı rovnic (3.1)
vyjádř́ıme pomoćı rezidua. Definujeme nové označeńı pro vektor rezidúı:

r = r(βββ) := y−Aβββ.

Naš́ım ćılem je minimalizovat délku vektoru rezidua. Tedy minimalizovat normu:

‖y−Aβββ‖,

což je ekvivalentńı s minimalizaćı ‖y−Aβββ‖2.
Výraz ‖y−Aβββ‖2 je minimálńı, pokud je Aβββ ortogonálńı projekćı vektoru y do prostoru
generovaného sloupci matice A, tedy do prostoru [ϕϕϕ0,ϕϕϕ1, . . . ,ϕϕϕk]. Plat́ı (y−Aβββ) ⊥ [A], kde
[A] znač́ı [ϕϕϕ0,ϕϕϕ1, . . . ,ϕϕϕk].

Odvozeńı 4. Označ́ıme yp kolmou projekćı vektoru y do [A] a u libovolnou projekćı y do
prostoru [A]. Pak vektor y− yp je ortogonálńı na libovolný vektor v prostoru [A], speciálně
na vektor yp − u (viz obrázek 3.2), tedy (y− yp ,yp − u) = 0. Pak plat́ı:

‖y− u‖2 = ‖y− yp + yp − u‖2 = ‖y− yp‖2 + ‖yp − u‖2 + 2(y− yp ,yp − u) =

‖y− yp‖2 + ‖yp − u‖2.
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Obrázek 3.2: Projekce vektor̊u do prostoru [A]

Pro libovolné u je výraz ‖y− u‖2 minimálńı, pokud ‖yp − u‖2 = 0:

‖yp − u‖2 = 0

yp − u = 0

u = yp,

tedy v př́ıpadě, že libovolná projekce je kolmou projekćı.
Pokud je tedy Aβββ kolmou projekćı y do [A], pak je vektor (y −Aβββ) ortogonálńı na každý
sloupec matice A, tedy dál postupujeme takto:

(y−Aβββ,ϕϕϕ0) = 0

...

(y−Aβββ,ϕϕϕk) = 0.
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Postupně tento vztah uprav́ıme pro j = 0, 1, . . . , k

(y,ϕϕϕj)− (Aβββ,ϕϕϕj) = 0

(Aβββ,ϕϕϕj) = (y,ϕϕϕj)(
k∑

m=0

ϕϕϕmβm,ϕϕϕj

)
= (y,ϕϕϕj)

k∑
m=0

βm(ϕϕϕm,ϕϕϕj) = (ϕϕϕj ,y).

Z těchto vztah̊u můžeme soustavu rovnic přepsat v maticovém tvaru:

 (ϕϕϕ0,ϕϕϕ0) . . . (ϕϕϕ0,ϕϕϕk)
...

. . .
...

(ϕϕϕk,ϕϕϕ0) . . . (ϕϕϕk,ϕϕϕk)




β0
β1
...
βk

 =


(ϕϕϕ0,y)
(ϕϕϕ1,y)

...
(ϕϕϕk,y)

 , (3.2)

Gβββ = d. (3.3)

Definice 3.1. Maticový zápis (3.2) představuje soustavu normálńıch rovnic. Determinant
matice G se nazývá Gramův determinant (gramián) př́ıslušný k funkćım ϕϕϕj(x), j = 0, . . . , k.

Poznámka 3.1. V př́ıpadě, že je vektorový prostor V = Rn s klasickým euklidovským
skalárńım součinem, pak plat́ı:

G = ATA, d = ATy,

dostáváme stejný systém jako v kapitole o lineárńı regresi.

Odvozeńı 5.

(ϕϕϕm,ϕϕϕj) = ϕϕϕTm ·ϕϕϕj :

G =

 ϕϕϕT0ϕϕϕ0 . . . ϕϕϕT0ϕϕϕk
...

. . .
...

ϕϕϕTkϕϕϕ0 . . . ϕϕϕTkϕϕϕk

 =

 ϕϕϕT0
...
ϕϕϕTk

 · (ϕϕϕ0, . . . ,ϕϕϕk) = AT ·A,

(ϕϕϕj ,y) = ϕϕϕTj · y :

d =

 ϕϕϕT0 y
...

ϕϕϕTk y

 =

 ϕϕϕT0
...
ϕϕϕTk

 · y = AT · y.

Řešeńı soustavy normálńıch rovnic Gβββ = d je b = G−1d, protože matice G je obecně
regulárńı.
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V praxi ale může být tato matice špatně podmı́něná, a tedy téměř singulárńı, což zp̊usobuje
problémy při výpočtu inverze G−1. Pokud ale mı́sto obecné báze prostoru V voĺıme bázi or-
togonálńı, źıskáváme diagonálńı Gramovu matici:

(ϕϕϕ0,ϕϕϕ0) 0 . . . 0
0 (ϕϕϕ1,ϕϕϕ1) . . . 0
...

...
. . .

...
0 0 . . . (ϕϕϕk,ϕϕϕk)

 .

Pokud tedy odhadujeme polynom ve tvaru:

y = Pk(x) = βo + β1x+ β2x
2 + . . .+ βkx

k,

pak mı́sto běžné (kanonické báze) 1, x, x2, . . . , xk, voĺıme jako bázi systém ortogonálńıch po-
lynomů.



Kapitola 4

Aplikace metody nejmenš́ıch
čtverc̊u

4.1 Řešeńı úlohy regresńı analýzy pomoćı matic

1. Metodou nejmenš́ıch čtverc̊u nalezneme polynom prvńıho stupně, který aproximuje
vztah mezi veličinami X a Y daný tabulkou 4.1

i 1 2 3 4

xi 2 4 6 8

yi 2 5 10 14

Tabulka 4.1: Tabulka naměřených hodnot

Řešeńı
Hledáme tedy rovnici vyrovnávaćı př́ımky ve tvaru: y = b1x+b0. Předpokládáme model:
Y = Xβββ + εεε


Y1
Y2
Y3
Y4

 =


X1 1
X2 1
X3 1
X4 1

+

(
β1
β0

)
+


ε1
ε2
ε3
ε4

 ,

X =


2 1
4 1
6 1
8 1

 ,Y =


2
5
10
14



Najdeme řešeńı b =

(
b1
b0

)
, kde

b = (XTX)−1XTY, (4.1)

31
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(XTX) =

(
2 4 6 8
1 1 1 1

)
·


2 1
4 1
6 1
8 1

 =

(
120 20
20 4

)
,

(XTX)−1 =

(
0, 0083 0, 05
0, 05 0, 25

)
,

XTY =

(
2 4 6 8
1 1 1 1

)
·


2
5
10
14

 =

(
198
31

)
,

b = (XTX)−1XTY =

(
0, 0083 0, 05
0, 05 0, 25

)
·
(

198
31

)
=

(
3, 1934
17, 65

)
.

Tud́ıž dostáváme řešeńı, určené zaokrouhleným odhadem:

b =

(
b1
b0

)
=

(
3, 19
17, 65

)
.

Takto určenou př́ımku zapisujeme ve tvaru y = 3, 19x+ 17, 65.

4.2 Řešeńı současných ekonomických úloh

1. Určete vyrovnávaćı funkci popisuj́ıćı dlouhodobý vývoj cen akcíı ČEZu na RM-Systému.
Údaje podle oficiálńıch stránek RM-Systému, české burzy cenných paṕır̊u [16] ve dnech,
kdy se akcie obchodovaly. Tyto údaje jsou zaznamenány v tabulce 4.4. Rozhodněte, jestli
se na toto obdob́ı hod́ı aproximace př́ımkou, nebo kvadratickou funkćı.

Řešeńı

(a) Hledáńı vyrovnávaćı př́ımky: y = b0 + b1x. Najdeme řešeńı b =

(
b0
b1

)
, kde b

splňuje rovnici (4.1). Maticové výpočty provád́ıme pro zjednodušeńı v programu
Octave.
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Datum Cena za jednu akcii v Kč

31. 12. 2015 449,00
4. 1. 2016 431,70
5. 1. 2016 426,80
6. 1. 2016 422,60
7. 1. 2016 410,00
8. 1. 2016 415,30

11. 1 .2016 414,70
12. 1. 2016 409,80
13. 1. 2016 410,90
14. 1. 2016 406,90
15. 1. 2016 392,70
18. 1. 2016 385,90
19. 1. 2016 386,10
21. 1. 2016 375,00
22. 1. 2016 385,90
25. 1. 2016 383,00
26. 1. 2016 382,40
27. 1. 2016 395,00
28. 1. 2016 407,50
29. 1. 2016 416,00
1. 2. 2016 402,60
2. 2. 2016 398,00
3. 2. 2016 390,10
4. 2. 2016 400,00
5. 2. 2016 397,10
8. 2. 2016 386,20
9. 2. 2016 378,60

10. 2. 2016 377,00
11. 2. 2016 375,00
12. 2. 2016 372,00
15. 2. 2016 380,20
17. 2. 2016 372,60
18. 2. 2016 377,00
19. 2. 2016 375,00
22. 2. 2016 378,90
23. 2. 2016 376,00
24. 2. 2016 367,00
25. 2. 2016 366,00
26. 2. 2016 368,60
29. 2. 2016 368,70
1. 3. 2016 365,00

Tabulka 4.2: Tabulka vývoje akcíı ČEZu
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octave:> Y=[449;431.10;426.80; 422.60; 410; 415.30;

414.70; 409.80; 410.90; 406.90; 392.70; 385.90; 386.10;

375; 385.90; 383; 382.40; 395; 407.50; 416; 402.60; 398;

390.10; 400; 397.10; 386.20; 378.60; 377; 375; 372;

380.20; 372.60; 377; 375; 378.90; 376; 367; 366; 368.60;

368.70; 365]

octave:> X= (1:41)’

octave:> X=[ones(41,1) X]

octave:> b=((X’ * X)^-1)*(X’ * Y)

b =

422.2328

-1.4325

Tud́ıž dostáváme řešeńı:

b =

(
422, 2328
−1, 4325

)
.

Předpis vyrovnávaćı př́ımky je tedy: y = 422, 2328− 1, 4325x.
Reziduálńı součet čtverc̊u:

octave:> Y’*Y - Y’ * X * b

ans = 4768.4

rozhoduje o vhodnosti použitého modelu, znač́ıme Q(e) = 4768, 4. Tuto hodnotu
dostáváme pro př́ıpad, kdy popisujeme závislost př́ımkou.

(b) Hledáńı kvadratické vyrovnávaćı funkce y = b2x
2 + b1x+ b0.

Najdeme řešeńı b =

 b2
b1
b0

 , kde b splňuje rovnici (4.1). Maticové výpočty

provád́ıme pro zjednodušeńı v programu Octave.

octave:> X= (1:41)’

octave:> X=[ones(41,1) X X.^2]

octave:> b=((X’ * X)^-1)*(X’ * Y)

b =

2.5750e-02

-2.5140e+00

4.2998e+02

Dostáváme řešeńı:

b =

 0, 02575
−2, 5140
429, 98

 .
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Reziduálńı součet čtverc̊u:

octave:> Y’*Y - Y’ * X * b

ans = 4342.9,

tedy Q(e) = 4342, 9 pro př́ıpad, kdy aproximujeme výchoźı data z tabulky 4.4 kvadra-
tickou funkćı.

K posouzeńı vhodnosti modelu vyrovnávaćı funkce použ́ıváme kritéria metody nejmen-
š́ıch čtverc̊u, která stanovuj́ı kvalitu modelu podle velikosti reziduálńıho součtu čtverc̊u
Q(e). Tud́ıž vhodněǰśım modelem je v naš́ı situaci odhad, že vyrovnávaćı křivkou je
kvadratická funkce. Údaje o akcíıch jsou velmi nestabilńı, měńı se velmi často, proto
nemůžeme dobře odhadovat budoućı vývoj. Přesvědč́ıme se o našem závěru z obrázku
měřeńı vývoje cen akcíı.

Obrázek 4.1: Aproximace vývoje ceny akcíı ČEZu za deľśı obdob́ı

2. Určete křivku, která by vyrovnala r̊ust (pokles) indexu spotřebitelských cen (životńıch
náklad̊u). Data čerpáme z oficiálńıch stránek Českého statistického úřadu [17]. Cenové
indexy poměřuj́ı úroveň cen vybraného spotřebńıho koše reprezentativńıch výrobk̊u a
služeb. Do spotřebńıho koše je zařazeno potravinářské zbož́ı, nepotravinářské zbož́ı
(od́ıváńı, nábytek, potřeby pro domácnost, atd.) a služby (zdravotnictv́ı, sociálńı péče,
vzděláváńı, stravováńı, ubytováńı, atd.). Tyto ukazatele jsou d̊uležité pro výpočet in-
flace, která vycháźı z měřeńı čistých cenových změn pomoćı index̊u spotřebitelských cen.
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V letech Úhrn indexu spotřeb. cen

1994 59,1
1995 64,5
1996 70,2
1997 76,2
1998 84,4
1999 86,2
2000 89,4
2001 93,6
2002 95,4
2003 95,5
2004 98,1
2005 100,0
2006 102,5
2007 105,4
2008 112,1
2009 113,3
2010 114,9
2011 117,1
2012 121,0
2013 122,7
2014 123,2
2015 123,6

Tabulka 4.3: Tabulka vývoje indexu spotřeb. cen v letech 1994 až 2015

Řešeńı

Hledáńı vyrovnávaćı př́ımky: y = b0 + b1x. Najdeme řešeńı b =

(
b0
b1

)
. Maticové

výpočty provád́ıme pro zjednodušeńı v programu Octave.

octave:> X= (1:22)’

octave:> X=[ones(22,1) X]

octave:> Y = [59.1; 64.5; 70.2; 76.2; 84.4; 86.2; 89.4;

93.6; 95.4; 95.5; 98.1; 100.0; 102.5; 105.4; 112.1;

113.3; 114.9; 117.1; 121.0; 122.7; 123.2; 123.6]

octave:> b=((X’ * X)^-1)*(X’ * Y)

b =

64.8455

2.9320

Dostáváme řešeńı:

b =

(
64, 8455
2, 9320

)
.
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Předpis vyrovnávaćı př́ımky je tedy: y = 64, 8455 + 2, 9320x.
Reziduálńı součet čtverc̊u:

octave:> Y’*Y - Y’ * X * b

ans = 286.52

rozhoduje o vhodnosti použitého modelu, tedy Q(e) = 286, 52. Dı́ky této hodnotě
můžeme předpokládat, že budoućı vývoj spotřebitelských cen lze popsat pomoćı ros-
toućı vyrovnávaćı př́ımky.

Obrázek 4.2: Aproximace vývoje indexu spotřebitelských cen

3. Na př́ıkladu 2 z kapitoly
”
Jednoduchá regrese“ si nyńı ukážeme, jak lze zadané hodnoty

(x1, y1), . . . , (xn, yn) aproximovat polynomem druhého stupně za použit́ı vědomost́ı z
předchoźı kapitoly o ortogonálńıch polynomech:

(Pj(x), Pk(x)) =

n∑
i=1

ω(xi)Pj(xi)Pk(xi).

K sestaveńı aproximačńı funkce potřebujeme vytvořit systém ortogonálńıch polynomů
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ve tvaru:

Pj+1(x) =(x− βj)Pj(x)− γjPj−1(x),

βj =
(xPj(x), Pj(x))

(Pj(x), Pj(x))
,

γi =
(Pj(x), Pj(x))

(Pj−1(x), Pj−1(x))
.

Při zadaných:

P−1(x) ≡ 0, P0(x) = 1.

Hledaný předpis aproximuj́ıćı funkce je řešeńım obecného vztahu:

Y =
k∑
j=0

ϕj(x) · βj . (4.2)

Řešeńı
Z tabulky naměřených hodnot sestav́ıme postupně ortogonálńı polynom prvńıho stupně
P1 a následně ortogonálńı polynom druhého stupně P2.

xi 1 2 3 4 5

yi 0 3 4 2 2,5

Tabulka 4.4: Tabulka naměřených hodnot

Voĺıme váhovou funkci:

ω(x) ≡ 1,

P−1(x) a P0(x) je dané, budeme určovat P1(x).

• Konstrukce P1:

P1(x) = (x− β0)P0(x)− γ0P−1(x) = (x− β0)P0(x),

β0 =
(xP0(x) , P0(x))

(P0(x) , P0(x))
=

∑n
i=1 ω(xi) · xiP0(xi) · P0(xi)∑n
i=1 ω(xi) · P0(xi) · P0(xi)

=

=
1 · 1 · 1 · 1 + 1 · 2 · 1 · 1 + 1 · 3 · 1 · 1 + 1 · 4 · 1 · 1 + 1 · 5 · 1 · 1

1 · 1 · 1 + 1 · 1 · 1 + 1 · 1 · 1 + 1 · 1 · 1 + 1 · 1 · 1
=

=
15

5
= 3,

P1(x) = x− 3.
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• Konstrukce P2:

P2(x) =(x− β1)P1(x)− γ1P0(x).

Dopoč́ıtáme koeficienty β1, γ1:

β1 =
(xP1(x) , P1(x))

(P1(x) , P1(x))
=

∑n
i=1 ω(xi) · xiP1(xi) · P1(xi)∑n
i=1 ω(xi) · P1(xi) · P1(xi)

=

=
1 · (−2) · (−2) + 1 · (−2) · (−1) + 1 · 0 · 0 + 1 · 4 · 1 + 1 · 2 · 10

1 · (−2) · (−2) + 1 · (−1)(−1) + 1 · 0 · 0 + 1 · 1 · 1 + 1 · 2 · 2
=

=
4 + 2 + 4 + 20

4 + 1 + 1 + 4
=

30

10
= 3,

γ1 =
(P1(x) , P1(x))

(P0(x) , P0(x))
=

10

5
= 2.

Nyńı můžeme dopoč́ıtat P2 :

P2(x) = (x− β1)P1(x)− γ1P0(x) = (x− 3) · (x− 3)− 2 · 1 =

= x2 − 6x+ 9− 2 = x2 − 6x+ 7.

Daľśım krokem je sestaveńı soustavy normálńıch rovnic a nalezeńı jej́ıho řešeńı b = G−1d.
Abychom mohli určit Gramovu matici:

G =

 (P0(x) , P0(x)) 0 0
0 (P1(x) , P1(x)) 0
0 0 (P2(x) , P2(x))

 ,

muśıme ještě dopoč́ıtat (P2(x), P2(x)) :

(P2(x) , P2(x)) =

n∑
i=1

ω(xi) · P2(xi) · P2(xi) =

= 1 · 22 + 1 · (−1)2 + 1 · (−2)2 + 1 · (−1)2 + 1 · 22 = 14.

Diagonálńı Gramova matice je tedy ve tvaru:

G =

 5 0 0
0 10 0
0 0 14

 .

Dále potřebujeme určit vektor b = G−1d :

G−1 =

 1
5 0 0
0 1

10 0
0 0 1

14

 , d =

 (P0(x) ,y)
(P1(x) ,y)
(P2(x) ,y)

 .
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Pro jednotlivé složky dostáváme:

(P0(x) ,y) =
n∑
i=1

ω(xi) · P0(xi) · yi = 1 · 1 · 0 + 1 · 1 · 3 + 1 · 1 · 4 + 1 · 1 · 2+

+ 1 · 1 · 2, 5 = 3 + 4 + 2 + 2, 5 = 11, 5

(P1(x) ,y) =
n∑
i=1

ω(xi) · P1(xi) · yi = 1 · (−2) · 0 + 1 · (−1) · 3 + 1 · 0 · 4 + 1 · 1 · 2+

+ 1 · 2 · 2, 5 = 0− 3 + 0 + 2 + 5 = 4

(P2(x) ,y) =

n∑
i=1

ω(xi) · P2(xi) · yi = 1 · 2 · 0 + 1 · (−1) · 3 + 1 · (−2) · 4+

+ 1 · (−1) · 2 + 1 · 2 · 2, 5 = −3− 8− 2 + 5 = −8

a výsledný vektor d je tedy:

d =

 11, 5
4
−8

 .

Řešeńı soustavy normálńıch rovnic je tedy:

b =

 1
5 0 0
0 1

10 0
0 0 1

14

 ·
 11, 5

4
−8

 =

 2, 3
0, 4

−0, 57143

 .

Nyńı dosad́ıme do aproximačńı funkce, která je určená vztahem (3):

y = 2, 3 · P0(x) + 0, 4 · P1(x) + (−0, 57143) · P2(x) =

= 2, 3 · 1 + 0, 4 · (x− 3)− 0, 57143 · (x2 − 6x+ 7) =

= −0, 57143x2 + 3, 82857x− 2, 9.

Dostáváme předpis y = −0, 57143x2 + 3, 82857x − 2, 9, který je shodný s odhadem v
př́ıkladu 2 z kapitoly

”
Jednoduchá regrese“. Tentokrát jsme tento předpis určili pomoćı

ortogonálńıch polynomů v souladu s obecnou metodou nejmenš́ıch čtverc̊u.



Závěr

Ve vypracované bakalářské práci jsme se zabývali aproximaćı dat metodou nejmenš́ıch čtverc̊u.
Ukázali jsme použit́ı metody nejmenš́ıch čtverc̊u v regresńı analýze a dále jsme ukázali,
jak tato metoda využ́ıvá ortogonálńıch polynomů k sestaveńı odhadu aproximuj́ıćı funkce.
Věnovali jsme se řešitelnosti soustav ortogonálńıch rovnic a dokázali jsme jejich řešeńı po-
moćı této metody. V posledńı kapitole této bakalářské práce jsme ukázali aplikace metody
nejmenš́ıch čtverc̊u na vybraných př́ıkladech ze současné ekonomické situace. Řešeńı těchto
př́ıklad̊u jsme podrobně popsali a doložili jsme je odpov́ıdaj́ıćımi grafy. Nalezli bychom i daľśı
obory pro aplikace této metody, ale takové úvahy by převyšovaly rámec této bakalářské práce.
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