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ABSTRAKT
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aplikace.
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UVOD

Identifikacia objektov z obrazkov je v dnesnej dobe velmi rozsirena, ¢i uz sa jedna
o detekciu a rozpoznanie ludskej tvare, identifikdciu rucne pisanych znakov alebo
inych objektov priamo z obrazku. Pre realizaciu tychto identifikacii sa v praxi velmi
castou pouziva implementacia pomocou roznych typov neurénovych sieti, ktoré su
vhodné najmé vdaka ich architektire, schopnosti abstrakcie a ucenia sa.

Na zaciatku tejto préace je ¢itatel oboznameny zo zakladnou problematikou ne-
urénov a neurénovych sieti, ich architektiry a principu fungovania. Nasledne sa
praca zaobera roznymi modelmi a typmi neurénovych sieti. V tejto casti st popisané
vlastnosti jednotlivych modelov ako ich architekttra, princip fungovania, pripadne
ich pouzitie.

V dalsej Casti teoretickej ¢ast prace pokracuje popisom konvolucnych neuréno-
vijch sieti, ktoré si v sucastnosti jednym z najvhodnejsich modelov pre identifikaciu
objektov z obrazkov, pretoze pred vstupom obrazka do siete nie st nutné ziadne
predchadzajice tupravy obrazku. V tejto casti prace su taktiez popisané rozne pri-
klady pouzitia tohto typu nuerénovej siete.

Praktickd cast prace sa venuje analyze navrhu a implementécii konvolu¢nych
neurénovych sieti. V ¢asti navrhu st v praci navrhnuté styri modely konvoluénych
sieti, ktoré sa lisia velkostou a zlozitostou struktiry. Cielom tohto navrhu je imple-
mentovat tieto konvolucéné neurénové siete a porovnat tspesnost ucenia a Casovi
narocnost ucenia u jednotlivych modelov konvoluénych neurénovych sieti.

Pred samotnou implementaciu sa prakticka ¢ast venuje porovnaniu roznych fra-
meworkov, ktoré slizia k implementécii neurénovych sieti v prostredi jazyka Java. V
tejto casti je taktiez spomenutd moznost implementacie neurénovych sieti pomocou
grafickych jednotiek a moznosti realizacie v prostredi jazyka Java.

Po analyze jednotlivych imlementacnych moznosti je v praci popisand samotna
implementacia modelov konvolu¢nych neurénovych sieti pomocou frameworku, ktory
bol vybrany z predchadzajucej casti. Tato ¢ast taktiez obsahuje popis implementacie
pomocou grafickych jednotiek pri vypocte jednotlivych vrstiev konvoluénych neurd-
novych sietach

V zavere prace su zhrnuté dosiahnuté a namerané vysledky pre tspesnost a
¢asovu naroc¢nost ucenia u jednotlivych konvolucénych neurénovych sietach. Tieto
vysledky st nasledne porovnané medzi jednotlivymi konvoluénymi neurénovymi sie-
tami a na zaklade toho je v praci zhodnotené, ktory model konvoluénej neurénove;j
siete je najvhodnejsie pre prektické pouzitie siete. Tato cast taktiez obsahuje porov-
nania dizky vipoctov jednotlivych vrstiev konvolénych neurénovych sieti, ktoré boli

ziskané spustanim tychto vypoctov na procesorovych a grafickych jednotkach.
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1 NEURON A NEURONOVE SIETE

Teéria neurénovych sieti vychadza z neurofyzikalnych poznatkov a snazi sa vysvetlit
spravanie sa na principe spracovania informécii v nervovych bunkach. Niekedy sa
umelé neurénové siete oznacuju aj ako modely mozgu bez mysle (angl. brain without
mind ), pretoze sa snazia pochopit nervovy systém, ale nezaoberaju sa psychikou. Za
pociatok vzniku oboru neurénovych sieti sa povazuje praca Warrena McCullocha a
Waltera Pittsa z roku 1943, ktori vytvorili jednoduchy matematicky model neurénu.

V tejto kapitole prace bude postupne objasnené, ¢o je to neurén a aky je jeho
princip. Nasledne bude vysvetlené ako funguji neurénové siete a na zaver sa dosta-

neme k problematike konvoluénych neurénovych sieti.

1.1 Neurdn

Umely neurén vychadza z tedrie biologického neurénu, preto je na zaciatok dolezité

objasnif ako biologicky neurén funguje.

1.1.1 Biologicky neurén

Neurény sa povazuju za stavebné funkéné prvky nervovej sistavy. Su to samostatné
specializované bunky, ktoré si urcené k prenosu, spracovaniu a uchovaniu infor-
macii, ktoré si nevyhnutné pre realizaciu zivotnych funkcii organizmu. Struktira

biologického neurénu je zobrazena na obrazku 1.1.

dendrit

telo bunky

axon

jadro bunky

Obr. 1.1: Biologicky neurén

Typicky biologicky neurén je tvoreny telom (soma), z ktorého vybiehaju de-
siatky az stovky kratsich vybezkov (dendrity) a jeden dlhy vybezok (axon). Velkost
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tela neurénu je rddovo niekolko mikrometrov. U dendritov je velkost niekolko mili-
metrov a velkost axonu je niekolko centimetrov a méze dosahovat az jeden meter.
Axon kazdého neurénu je zakonceny tzv. synapsiou, ktord dosadd na iny neuroén.
Cez synapsie sa prenasajui vzruchy medzi neurénami. Neurdn teda prijima podnety
od inych neurénov cez synapsie, v pripade kedy celkovy membranovy potenciondl
prekro¢i uréity prah, je neurén aktivovany a cez svoju synapsiu zacne posobif na

dalsie neurdny, s ktorymi je spojeny [1].

1.1.2 Model umelého neur6nu

Model umelého neurénu predstavuje zvacsa abstrakciu mechanizmu, ako nervové
bunky spracovavaju informécie. Nie je vsak mozné vytvorit presni analégiu modelu
skutoéného neurénu, pretoze biologické neurény s zlozité objekty a doposial nie
je presne znamy ich mechanizmus spracovania infromacie. Preto modely umelych
neurénov, ktoré sa v sucastnosti najcastejsie pouzivaji, opisuju iba zakladni funkciu
umelého neurénu.

Zékladné funkcia umelého neurénu spociva v zbere elementarnych informacii,
vyhodnotenia ich sithrnného stavu a zodpovedajicej reakcie na vystupe.
Matematicky je formalny neurén chapany ako vztah:

in = f(q) = f(éxiwn (L1)

kde
e n — predstavuje pocet vstupov;
e x; — predstavuje i—ty vstupny signal neurénu;
o w; — predstavuje i—tu vstupnu vahu;
o f — predstavuje aktiva¢ni funkciu neurénu;

e in — predstavuje vstupny signal neurénu;

g — predstavuje potenciondal neurénu.

Forméalny neurén méa obecne n realnych vstupov, ktoré modeluji dendrity urcuju
vstupny vektor = (1, ..., x,). Tieto vstupy si ohodnotené redlnymi synaptickymi
vdhami, ktoré tvoria vektor W= (wy, ..., wy). [2]

Castejsie pouzivany model umelého neurénu obsahuje okrem iného aj prah (bias)

b. Tento typ umelého neurénu je vidiet na obrazku 1.2 a je popisany vztahom:

in = f(iwi$i+b) (1.2)

i=1

13



Dendrid‘f S}fnapsie

Obr. 1.2: Formélny neurén s vyznacenymi castami biologického neurénu

Pre dosiahnutie vystupu umelého neurénu je potrebné aplikovat aktivacni (pre-
nosovi) funkciu f. Existuje niekolko typov aktiva¢nych (prenosovych) funkcii, k naj-
pouzivanejsim patria:

o aktivacné funkcie v tvare silnych nelinearit, prikladom je skokova binarna fun-

keia f(z) = sign(z) zobrazena na obrazku 1.3a

o linedrne aktivacné funkcie, prikladom je linedrna funkcia f(z) = x zobrazena

na obrazku 1.3b

o sigmoidalne aktivaéné funkcie, prikladom je bindrny sigmoid f(z) = —2

14+e—%
zobrazeny na obrazku 1.3c

o aktivacné funkcie v tvare Gaussovej funkcie f(x) = e=** priklad je zobrazeny
na obrazku 1.3d

U skokovej aktivacnej funkcie je urceny fixny prah, na zaklade ktorého sa urc¢i aku
hodnotu bude umely neurén obsahovat (v nasom pripade 0 alebo 1). V pripade
linearnej prenosovej funkcie je vstup prevedeny na vystup bez zmeny. Sigmoiddlne
aktivaéné funkcie maji ohranicenie (v nasom pripade od 0 do 1) v nekonecne a
pouzivaju sa pre malé signaly, kde umoznuju dosiahnut velku citlivost, avsak pre
vacsiu uroven signalu ich citlivost klesa, v tomto pripade sa pouziva posledna zo

spomenutych aktivacnych funkcii — Gaussova aktivacna funkcia.
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1.2 Umela neurdénova siet

Kazda umela neurénova sief sa sklada zo vzajomne prepojenych formalnych neuré-
nov tak, ze vystup jedného neurénu je vstupom do inych neurénov. Poc¢et neurénov
a ich vzajomné prepojenie urcuje topoldgiu umelej neurénovej siete, ktora je urcena
ohodnotenym orientovanym grafom, ktory predstavuje prepojenia medzi jednotli-
vymi neurénmi. V tomto grafe jednotlivé neurény predstavujia vrcholy a prepojenia
medzi nimi hrany.

Matematicky mozme neurénovu siet vyjadrit ako usporiadanu Sesticu M =
(N,C,I,0,w,t), kde:

e N je kone¢na a neprazdna mnozina neurénov;

e C C N x N je neprazdna mnozina orientovanych spojov medzi neurénmi;

e« I C N je neprazdna mnozina vstupnych neurénov;

e O C N je neprazdna mnozina vystupnych neurénov;

e w: C' — R je vahova funkcia;

e t: N — R je prahova funkcia.

Neurénova siet je charakterizovana niekolkymi vlastnostami. Medzi hlavné vlastnosti
neurénovych sieti patri napriklad topoldgia siete, sposob ucenia alebo model siete.
U topoldgie neurdénovej siete rozlisujeme dva zakladné typy:

e neurénové siete s doprednym sirenim signalu

e mneurdénové siete so spatnovazobnym Sirenim signalu

U neurénovych sieti s doprednym sirenim signalu (angl. feedforward neural network)
postupuju vsetky signaly smerom zo vstupnej vrstvy do vrstvy vystupnej bez spét-
nych vézieb. U sieti so spéatnou véizbou (angl. feedback neural network) je vstup
kazdého neurénu zavisly na hodnote vystupu z predchadzajiceho cyklu. Priklad
neurénov s dobrednou a spatnoviazobnou topoldgiou je uvedeny na obrazku 1.4.

Umelé neurdény su z hladiska struktiry organizované do vrstiev, pricom vo vrstve
sa nachadzaji neurény so spolo¢nymi charakteristikami. Umeld neurénova sief po-
zostava minimalne z dvoch vrstiev a to vstupnej a vystupnej, pripadne dalsich vrs-
tiev, ktoré sa nazyvaju aj tzv. skryté.

Cielom vstupnej vrstvy je zabezpecit distribticiu vstupnych signalov siete do
ostatnych vrstiev. Neurény v nej maju jediny vstup, ktory je zaroven aj vstupom do
neurénovej siete a ich prenosova funkcia reprezentuje linearnu funkciu, ¢o znamena,
Ze neuroény vstupnej vrstvy posielaju vstupny signal na svoj vystup bez zmeny.

Vystupna vrstva urcuje vystup neurénovej siete. Vrstvy, ktoré sa nachadzaja
medzi vstupnou a vystupnou vrstvou sa nazyvaju skryté, preotze vstupy ani vystupy,

ktoré sa v nich nachadzaji, nezasahuji priamo do vonkajsieho prostredia. [1]
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Obr. 1.4: Priklad neurénov s dobrednou a spatnoviazobnou topoldgiou

Cinnost umelej neurénovej siete mozno chapat ako transforméciu vstupného sig-
nalu in na vystupny signal out — in = T'(out) a jej chovanie je mozno definovat
tromi zakladnymi prvkami:

o aktivaénymi funkciami neurénov

e mnozinou spojenii medzi neurénmi

e uciacim pravidlom
Aktivacna funkcia je vyberana tak, aby umela neurénova siet bola schopna mapovat,
¢o najsirsi rozsah linedrnych a nelinearnych vstupno-vystupnych vztahov. O umelej
neurénovej sieti hovorime, ze je stabilnd, prave vtedy ked vsetky jej vahy konverguju
do rovnovazneho stavu, v ktorom neurénovy model aproximuje aktudlne spravanie

procesu. V pripade, ze neurénova siet diverguje, hovorime o nej ako o nestabilnej.

1.3 Ucenie neurdénovej siete

Dolezitou vlastnostou umelych neurénov a umelych neurénovych sieti je ich schop-
nost ucit sa. Uc¢enim sa mysli algoritmus nastavenia vah w, tak aby systém, co
najspravnejsie spracovaval aj nezname podklady.

Rozlisujeme 2 typy uciacich algoritmov pre umelé neurénové siete. Ide o tzv.
ucenie s ucitelom a ucenie bez ucitela. Metoda ucenia s ucitelom je charakterizo-
vana tym, ze pozadovany vystup je znamy. Prikladom tejto metddy je situdacia, kedy
sa neuronova siet ucéi pomocou vektora vstupnych hodnot a k nemu prislichajui-
ceho vektora vystupnych hodno6t. Pocas ucenia je hodnota zo vstupného vektora
privedend na vstupnu vrstvu neurénovej siete. Nasledne je tato hodnota spracovana
neurénovou siefou a privedend na vystupnu vrstvu. Hodnota z vystupnej vrstvy je
porovnana s prislusnou hodnotou z vystupného vektora. V pripade odchylky medzi
vystupnou a oc¢akavanou hodnotou sa pocita chybova funkcia, na zédklade ktorej sa

nasledne upravuje hodnota vah.
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U metédy ucenia bez ucitela nie su definované ziadne pozadované vystupy a vahy
sa nastavuju len pomocou vstupnych idajov. Sief sa potom sama rozhodne, ktora

odozva je pre dany vstup najlepsia a podla toho nastavi svoje vahy. [2]

1.4 Modely umelych neurénovych sieti

1.4.1 Perceptron

Jednym z najjednouchsich modelov umelej neurénovej siete je Perceptron, ktorého
autorom bol v roku 1957 Frank Rosenblatt. P6vodne bol navrhnuty ako model zra-
kovej sustavy. Typicky perceptron sa skladd z n vstupov (xy,za,...,2,) a jednym
vystupnym neurénom, ktory je spojeny so vsetkymi svojimi vstupmi. Vstupy ob-
sahuju bindrne hodnoty 0 alebo 1. Kazdé spojenie medzi vstupnym a vystupnym
neurénom mé priradent vadhovi hodnotu (wy, wa, ..., wy,). Vypocet vstupu do vystu-

pého neurénu ma tvar:
in(t) = Y wit)zi(t) — © (1.9

kde n, je pocet vstupov a © je prah vystupného neurénu. Aktivacna funkcia f je

skokova a ma tvar:

1 akin(t) >0
u(z) = . (1.4)
0 akin(t) <0

Pri uceni perceptronu sa pouziva metdda ucenia s ucitelom a algoritmus ucenia je
v tvare:
o Nastavenie vah ndhodnymi hodnotami a nastavenie prahu
o Aktivacia vstupného vektoru do siete
o Vypocet skutoc¢nej hodnoty na vystupe
o Porovnanie hodnoty z vystupu siete s ocakavanou hodnotou
o Adaptacia vah a vypocet chybovej funkcie e, ako rozdielu zistenej a ocakavanej
hodnoty
— Ak je vstupny vektor vyhodnoteny spravne, tak sa vahy neupravuju a
pokracuje sa vo vyhodnocovani dalsieho vstupného vektoru
— Ak je vystup rovny 1, ale ma byt 0, inkrementuju sa vahy na aktivnych
vstupoch
— Ak je vystup rovny 0, ale ma byt 1, dekrementuji sa vahy na aktivnych
vstupoch

« Uprava prahu pri¢itanim hodnoty chybovej funkcie
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Trieda 1

Obr. 1.5: Priklad linedrne separovatelnej mnoziny

Vyuzitie perceptronu je najmé u linedrne separovatelnych obrazkov, napriklad v
pripade priradenia bodu do konkrétnej mnoziny. Uciaci algoritmus u perceptronu je
konecny iba v pripade, Ze rieSenie existuje a uc¢iaca mnozina je linearne separovatelna.
Priklad linedrne separovatelnej mnoziny je na obrazku 1.5. Komplikovanejsie funkcie
ako je napriklad XOR, ktoré nie je mozné riesit pomocou perceptronu, je riesené
rozsirenim zakladného modelu perceptronu do wviacvrstvovej doprednej neuréonovej
siete. [1]

1.4.2 Viacvrstvova dopredna neurénova siet

Viacvrstvova dopredna neurénova siet (angl. multilayer feedforward neural network)
bola uvedend v roku 1986 a jej autormi st G.E. Hinton, E. Rumelhart a R.J. Wil-
liams. Cielom tohto modelu neurénovej siete bolo vyriesit problém s obmedzenou
vypoctovou schopnostou perceptronov. Dopredné neurénové siete sa vyznacuju, tym
ze signaly prechadzaju sietou iba doprednym smerom od vrstvy k vrstve a siet je zlo-
zena minimalne z troch vrstiev neurénov rozdelenych na vstupnt, skryti a vystupni

vrstvu.
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Vstupna vrstva Skryta vrstva
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Obr. 1.6: Viacvrstvova dopredna neurénova siet

Spojenia medzi jednotlivymi neurénmi su realizované tak, ze kazdy neurén i—tej
vrstvy je spojeny s kazdym neurénom i+1-tej vrstvy. Spojenia medzi neurénmi tej
istej vrstvym pripadne vzdialenych vrstiev neexistuji. Priklad viacvrstvovej dopred-
nej neurénovej siete je ukazany na obrazku 1.6.

a) Ucenie doprednej neurdénovej siete a metdda spatného Sirenia chyby

Pre ucenie doprednych viacvrstvovych neurénovych sieti sa najcastejsie pouziva me-
toda spdtného Sirenia chyby tzv. backpropagation Nejde vsak o spétné Sirenie
signalu ako je to u rekurentnych sieti, ale o spatné Sirenie chyby. Tato metdéda bola
publikovana 80—tych rokoch a jej autorom bol E. Rumelhart. Metéda backpropaga-
tion je zalozena na zmenach hodnot synaptickych vah pocitanych na zaklade chyby,
pricom za chybu sa berie rozdiel medzi ocakavanym a skutoénym vystupom neuré-
novej siete. K minimalizacii chybovej funkcie sa pouzivaji gradientné metody.

V praxi pri uc¢eni doprednej neurénovej siete mame dva vektory, kde prvy vektor
charakterizuje hodnoty, ktoré budu tvorit vstup do neurdnovej siete a druhy vek-
tor k nim prislusné pozadované vystupy neurénovej siete. Na zaciatku ucenia je na
vstup neurénovej siete privedeny vektor vstupnych hodnét. Po priechode neuréno-

vou sietou je jej vystup porovnavany s ocakavanym vystupom.. V pripade, Ze tieto
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hodnoty nie su zhodné, dochadza k pocitaniu chyby, ktord sa spatne prepocitava
do predchadzajucich vrstiev, ¢o sposobi, ze jednotlivé vahy sa upravuju. Ide o ite-
rativny proces, pretoze do opravenej siete sa opéf privadza vstupny vektor a cely
proces sa opakuje. Pri zakladnom uceni sa pouziva iba zmena synaptickych vah a

prahov, parametre prenosovych funkcif ostavaji nemenné. [2]

1.4.3 Autoenkdder

Autoenkdder je typ neurdénovej siete, v ktorom je ucenie neurénovej siete zalozené
na metdde ucenia bez ucitela. Tato metdda je zalozena na principe tzv. kdderu —
dekdderu, kde na zaciatku je vstup typicky zmenseny (kédovany)[13]. Tento zmen-
Seny vystup je nasledne opét zvacseny, aby reprodukoval (dekddoval) povodny vstup.
Prvé autoenkddery boli uvedené v osemdesiatych rokoch 20. storocia ako siete, ktoré
miesto ucitela vyuzivaji na ucenie vlastny vstup. Vécsie vyuzitie vSsak nasli az v hl-
bsich architektirach po roku 2006. [14] Priklad autoenkdderu je vidiet na obrazku
1.7.

Obr. 1.7: Autoenkéder

Cielom autoenkdderu je naucit siet aproximovat funkciu identity hy,(x) ~ v,
kde vystup v je podobny vstupu z. Na zaciatku autoenkéder berie vstup = € R,

ktory mapuje do skrytej vrstvy h € R?. Pri tomto mapovani je pouZitd nasledna
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deterministicka funkcia:
h=fo=0cW,+0), (1.5)

kde parameter 6 = {W, b}.
Pri rekonstrukeii vystupu je potom pouzité reverzné mapovanie tejto funkcie, ktoré

ma tvar:

y=fy(h)=oc(Wh+¥) (1.6)

kde parameter ¢’ = {W’ b'} a parameter W' = W7T

V tychto funkciach si pouzité rovnaké vahy pre kédovanie aj dekédovanie.

Spominany enkdéder platri medzi bezné enkodery, ktoré pri mapovani pouzivaji
len bezni funkciu identity a teda nie st schopné pracovat so vstupmi, ktoré su
urc¢itym sposobom porusené. V tychto pripadoch sa pouziva Specidlna stochasticka
verzia autoenkddera, ktory sa oznacuje ako tzv. denoising autoencoders, ktorého
ciefom je trénovat enkdder tak, aby bol schopny rekonstruovat spravny vstup, z jeho
porusenej verzie.

V stcastnosti sa enkdderi uplatnuji najma v zlozitych neurénovych sietach, ktoré
st tvorené zhlukmi enkoderov. V tychto sietiach tvori vstupné vrstva prvého enké-
deru vstup celej siete. Potom nésledujica vrstva, ktora tvori skryta vrstvu vstupného
autoenkoderu, je stcasne vstupnou vrstvou dalsieho autoenkdéderu. Tymto sposobom
je siet zlozena z lubovolného mnozstva autoenkdderov.

Ucenie takejto siete prebieha spdsobom, kedy najprv prebehne ucenie enkdderu,
ktory je na vstupe neurénovej siete. Po uceni tohto enkdderu je odstranena dekddo-
vacia vrstva, ktora je nahradena novym autoenkdéderom, ktorého vstup predstavuje
skryta vrstva predchadzajiceho enkdéderu. Tymto sposobom je mozné nasledne ucit

obrovské siete s velkym mnozstvom skrytych vrstiev.[14]

1.4.4 Obmedzené Bolzmmanové stroje

Obmedzené Bolzmmanové stroje patria medzi stochasticky typ neurénovych sieti,
kde binarna aktivacna funkcia neurénu je zavisld na susedoch, s ktorymi je neurén
spojeny. Povodne boli Obmedzené Bolzmmanové stroje vytvorené v roku 1986 Pau-
lom Smolenskym, ale popularnejsie zacali byt az po roku 2000, kedy nasli uplatnenie
napriklad pri dimenzionédlnej redukeii, klasifikacii, ¢i kolaborativnom filtrovani. V st-
casnosti je siroké pouzitie Obmedzenych Bolzmmanovych strojov najma v hlbokom
uceni sieti a v zlozitych neurénovych sietach.[18]
Obmedzené Bolzmmanové stroje st tvorené jednou viditelnou neurénovou vrstvou,

jednou skrytou neurénovou vrstvou a biasom, ktorého hodnota je vzdy rovna jedne;j.

Navyse kazdy neurdn z viditelnej vrstvy je prepojeny s kazdym neurénom zo skrytej
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vrsty. Vynimocnost tychto spojov je, Ze si neorientované, teda aj kazdy neurdn zo

skrytej vrstvy je prepojeny s kazdym neurénom z vrstvy viditelnej. Bias je prepojeny

s kazdym neurénom zo skrytej aj viditelnej vrstvy. Obmedzené Bolzmmanové stroje

si limitované tak, ze ziadny neurén z viditelnej vrstvy nesmie byt prepojeny s inym

neurénom z viditelnej vrstvy a rovnako aj ziadny neurdn zo skrytej vrstvy nesmie byt

prepojeny s inym neurénom zo skytej vrstvy. Priklad Obmedzeného Bolzmmanovho

stroja je vidiet na obrazku 1.8. [19]

Viditelna
vrstva

Bias

Skryta vrstva

Obr. 1.8: Obmedzeny Bolzmanov stroj

Pri uceni Obmedzenych Bolzmmanovych strojov sa pouziva najcastejSie algo-

ritmus, ktory sa oznacCuje ako kontrastnd divergencia. Tento algoritmus bol vy-

tvoreny G. Hintonom a pdévodne bol urceny pre trénovanie modelov expertnych

produktov.[20] Princip tohto algoritmu sa sklada z niekolkych krokov.

Najprv je vybrand trénovacia vzorka v;

Vypocitaji sa pravdepodobnosti neurénov zo skrytej vrstvy, z tychto hodndt
je nasledne vytvoreny aktivacny vektor h;

7, dosiahnutych hodndt v a h je vypocitany vektorovy sicin, ktory sa v tomto
pripade oznacuje aj ako pozitivny gradient;

Z hodnoty h sa spitne vypocita hodnota v’ pre neurény z viditelnej vrstvy:;
Z vypocitanej hodnoty v sa opat pocitaju pravedepodobnosti neurénov zo
skrytej vrstvy, z ktorych je nasledne vytvoreny aktivacny vektor h';

Opat je pocitany vektorovy stuéin, ale aktudlne pre hodnoty v a h'. Tento
vektrorovy sucin sa oznacuje ako negativny gradient,

Vypocita sa efektivna hodnota ucenia ako

wi+1=w(t)+a(TET =TT (1.7)

23



o Nakoniec je nova hodnota vah vypocitana ako pozitivny gradient minus nega-

tivny gradient krat efektivna hodnota ucenia.

Ako uz bolo v tejto ¢asti spomenuté, princip Obmedzenych Bolzmmanovych strojov
je v sucasnosti rozsireny pri uceni zlozitych neurénovych sieti. V tomto pripade
je pouzitd myslienka, kedy aktivacny vektor h pre neurény skrytej vrstvy moze
byt dalej pouzity ako vektor pre trénovanie inej skrytej vrstvy iného Obmedzeného
Bolzmanového stroja. Tento princip moze byt aplikovany do niekolkych skrytych
vrstiev, ktoré nasledne mozu byt brané ako jeden velky celok. Tento sposob je velmi
vyhodny pre neurénové siete, ktoré sa skladaji z obrovského mnozstva skrytych
vrstiev a milionov vah. Tento typ sieti sa oznacuje ako , Deep Believe Networks “.
19

1.4.5 Hopfieldova siet

Hopfieldova neurénova siet bola vytvorena v roku 1982 Johnom Hopfieldom Tato
siet je tvorena neurénmi, ktorych vystup je tvoreny hodnotami +1 alebo —1, kde
ako je vidiet v rovnici 1.8 je hodnota +1 nastavena na vystup neurénu v pripade,
kedy stcet vah ma hodnotu vacsiu ako 0. [22] V pripde, Ze je hodnota sic¢tu vah

mensia ako 0, je vystup neurénu nastaveny na hodnotu —1

1 ak > wiz; >0
u(z) = ak 2 Wi (1.8)
0 ak >, wiz; <0

Obr. 1.9: Model Hopfieldovej neurénovej siete

Hopfieldova neurénova sief je tvorena neurénmi, ktoré st v tejto sieti plne pre-
pojené. Priklad Hopfieldovej neurénovej siete je vidiet na obrazku 1.9. Hodnoty
vsetkych vah spojeni medzi neurénmi si ulozené vo vahovej matici W, ktora repre-

zentuje stav siete. Pre jednotlivé vahy siete plati, Ze diagonalne vahové koeficienty
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wy; st rovné 0, nediagonalne vahové koeficienty st symetrické, teda pre ne plati, ze
w;; = wj;. Aktualizdcia hodnot vah a teda aj neurénov moéze byt prevedena dvomi
sposobmi:

1. Asynchronne, kedy je vybrany neurén, ktorému je pomocou vah vypocitany
vysledny vstup a nasledné aktualizacia okamzite. Vyber jednotlivych neurénov
moze prebiehat bud v ur¢enom poradi alebo ndhodne. V pripade, Ze neurény
si vyberané nahodne, sa tato metoda nazyva aj ndhodnd asynchronna aktu-
alizdacia.

2. Synchronne, kedy si vstupy vektorov pocitané bez okamzitej aktualizacie hod-
not neuronov, ktora prebieha pre vSetky neurény siicasne.

Hopefieldova sief ma ku kazému stavu siete priradent skalarnu hodnotu, ktora

sa nazyva aj ako ,energia “ siete E, ktorej cielom je dosiahnut stav s ¢o najmensou

energiou [23]. Vypocet tejto hodnoty je zobrazeny na nasledujicom vztahu:

E= —%Zwijsisj +ZHZ$Z (19)
4,j i

Téato hodnota zaistuje, ze po jednotlivych aktualizaciach siete je energia jednotlivych
stavov rovnaka alebo mensia ako pri predchadzajicom stave siete. Potom v pripade
najdenia lokélneho minima je funkcia energie stabilna.

Hopefieldova siet sa pouziva najmé ako autoasociativna paméf, ¢o znamena ze
si dokaze zapamétat informacie, ktoré vie nasledne identifikovat a to aj na zaklade
poskodenej alebo netuplnej predlohy. Hopefieldova siet bola taktiez pouzita pri for-
mulacii postupnej pomalej degradacii schopnostii v mozgu pri vymierani neurénov
a zaniku spojov.

U Hopefieldovej siete sa stretavame s niekolkymi obmedzeniami, kedy sief ne-
funguje podla ocakavani. Jednym z obmedzenim siete je schopnost uchovania iba
obmedzeného poétu vzorov. Dalsim z problémov hopefieldovej neurénovej siete, ze
moze dojst k situdcii, kedy sa v sieti nachddzaji dva stavy s rovnakou hodnotou

energie, ¢o zabranuje konvergencii. Tento jav byva oznacovany aj ako oscildcia siete.
23]

a) Hebbovo ucenie

Jednym zo sposobov ucenia Hopefieldovej siete je tzv. , Hebbovo ucenie”, ktoré je
zalozené na pravidle, ktoré bolo vytvorené v roku 1949 psycholégom Donaldom
Hebbom. Toto ucenie spociva v myslienke, ktora hovori, ze vihové hodnoty na spo-
joch medzi neurénmi sa zvysuju v pripade, ak si oba prepojené neurény aktivované
synchrénne, teda v jeden ¢asovy okamih. A naopak, vahové hodnoty sa snizuju v
pripade, ak st prepojené neurény aktivované asynchronne, teda v roznych c¢asoch.
23
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Nasledujuci algoritmus popisuje jednotlivé kroky Hebbovho ucenia:
1. Najprv prebehne inicializdcia vSetkych vah ako: w; = 0 (pre i= 1 az n)
2. Nasledne prebehne aktivacia neurénov
3. Potom sa aktualizuji vahy podla nasledujiceho pravidla: w;(new) = w;(old)+

x;y (pre i= 1 az n)

1.4.6 Rekurentné neuronové siete

Na rozdiel od doprednych neurénovych sieti, ktorych spojenia medzi neurénmi maja
jeden smer, obsahuju rekurentné neurénové siete minimalne jedno cyklické spojenie.
Rekurentné neurénové siete sa najCastejsie pouzivaji pri modelovani biologickych

procesov alebo implementacii dynamickych systémov.

Obr. 1.10: Model rekurentnej neurénovej siete

Rekurentné neurénové neurénové siete sii podobne ako dopredné neurénové siete
zlozené z neurénov rozdelenych do vstupnych, skrytych (alebo internych) a vystup-
nych vrstiev, kde spojenia medzi neurénmi nie si vedené jednym smerom, ako na-
priklad vystupna vrstva neurénov moéze obsahovat spojenia nie len s neurénmi zo
skrytej vrstvy ale aj zo vstupnej vrstvy, pripadne aj medzi sebou vo vrstve vystupne;j.
Priklad rekurentnej neurénovej siete je vidiet na obrazku 1.10. Aktivacna funkcia

neurénov v skrytej vrstve je potom v tvare:

z(n+1) = fFW"Py(n + 1) + Wa(n) + WPy (n)) (1.10)
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V pripade rekurentnych neurénovych sieti sa najcastejsie ako aktivacna funkcia po-

uziva sigmoid, pripadne linearna funkcia. Vystup siete je nasledne pocitany ako:

y(n+1) = fYUr W (w(n + 1), 2(n + 1)), (1.11)

kde (u(n + 1), z(n + 1)), predstavuje zlozeny vektor zo vstupnych a skrytych akti-
vacnych vektorov.

Ucenie rekurentnych neurénovych sieti prebieha najcastejSie prostrednictvom
ucCenia s ucitelom. Siet je ucend datami tak, aby bola schopna identifikovat na-
ucené data a generalizovat vstupy na zaklade podobnosti a spolo¢nych znakov s
datami pouzitych pri uceni. V sicasnosti existuje niekolko typov algoritmov, ktoré
sa pouzivaju pre ucenie rekurentnych neurénovych sieti ako napriklad algoritmu
rekurentného ucenia v redlnom case, ktory patri medzi najrozsirenejsi algoritmus.
Dalsfmi algoritmami st napriklad algoritmus spétného Sirenia v priebehu ¢asu alebo
Rozsirené Kalmanové filtracné techniky.

Rovnako aj tento typ neurénovych sieti ma isté nevyhody. V tomto pripade moze
nastat stav, ktory sa nazyva ako tzv ,overfitting”, kedy bolo sieti predlozené velké

mnozstvo uciacich dat, ze nedokéaze spolahlivo generalizovat data zo vstupu [24].
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2 KONVOLUCNE NEURONOVE SIETE

Téato cast prace bude venovana specidlnemu druhu neurénovych sieti, ktorym su
konvolu¢né neurénové siete. Postupne bude popisand struktira konvolu¢nych ne-

urénovych sieti, ich ucenie a priklady redlneho pouzitia.

2.1 Zakladna charakteristika

Konvoluéné neurénové siete st Specidlnym druhom viacvrstvovych neurénovych
sieti, ktoré sa pouzivaju pre rozpoznavanie vizualnych vzorov priamo z pixelov
obrazka s pouzitim minimaleho predspracovania. Vychadzaji z principov neocog-
nitronovej siete, ktora bola uvedena v roku 1987 K. Fukushimom. Neocognitron
pozostava z velkéo mmnozstva neurénovych vrstiev a obsahuje variabilné spojenia
medzi bunkami susednych vrstiev. Cielom tejto siete je identifikacia objektov na za-
klade podobnosti vzorov bez ohladu na deformaciu, zmenu velkosti alebo posunutia
pozicie, ¢o sa uplatnilo napriklad pri implementacii rozpoznavania rucne pisanych
znakov. [4]

Typicka konvolucéna siet je ukdzana na obrazku 2.1 a ako je vidief sklada sa z nie-
kolkych vrstiev. K charakteristickym vlastnostiam konvolu¢nych neurénovych sieti
patri ziskavanie priznakov z recepcénych poli, technolégia zdielanych vah a priesto-
rové vzorkovanie.

Prvou vrsvou je tzv. konvolucnd vrstva. Ako uz bolo spominané na zaciatku, na
vstup konvoluc¢nej neurénovej siete je najskor privedeny obrazok, na ktory je apliko-
vany filter, ktorého cielom je ziskavanie priznakov. Tento filter je zlozeny z neurénov,
ktoré medzi sebou zdielajui rovnaki mnozinu vah vektorov, ¢o znizuje pocet para-
metrov siete a teda aj velkost jej kapacity. Pomocou tychto lokdlnych recepénych
poli dokéze siet z obrazkov ziskat priznaky ako st hrany alebo rohy. Dalsou vyhodou
konvoluénych neurénovych sieti je zdielanie vah, ktoré urychluje ucenie siete tym,
ze sa obmedzi celkovy pocet vypoctov siete. Tento filter sa oznacuje ako recepcné
pole. Toto recepcné pole je postupne aplikované na cely vstupny obrazok, teda pocita
jednu operaciu v roznych castiach obrazku. Vo vacsine pripadov sa na jeden vstupny
obrazok aplikuje niekolko recepcnych poli, s tym Ze jednotlivé recepcné polia sa lisia
hodnotamu zdielanych vah vektorov. Vystupom jedného recepcéného pola, ktoré bolo
aplikované na cely vstupny obrazok je tzv. priznakovd mapa a pocet priznakovych
map zodpoveda poctu recepénych poli aplikovanych na obrazok. V pripade naseho
prikladu na obrazku 2.1 vidime, ze prva konvoluénd vrstva je zlozena zo Styroch

priznakovych map a kazda mapa obsahuje 20x20 recepcnych poli.
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Priznakové mapy . . Priznakové mapy Priznakové mapy
Vstug siete 4@20x20 Priznakove mapy B@EE BiE4xd
B 4@10x10

Subsampling

Operada komvolicie Subsampling Operacia konvollcie

Obr. 2.1: Konvoluéné neurénova siet

V pripade, Ze je priznak pomocou recepcného pola identifikovany, stava sa lo-
kacia, v ktorej bol priznak identifikovany menej podstatna. Z tohto dévodu sa za
konvolic¢nou vrstvou nachadza dalsia vrstva, ktora sa oznacuje ako subsamplingova.
Cielom tejto vrstvy je zredukovat velkost vstupu. V praxi je pocas tejto metdédy na
vsetky priznakové mapy, ktoré si vystupom konvoluc¢nej vrstvy aplikovana funkcia,
ktorej cielom je tieto mapy zmensit. Existuje niekolko typov funkcii, ktoré je mozno
pouzit v subsamplingovej vrstve ako napriklad priemerovanie, vyber maxima alebo
linearna kombinacia neurénov v danej priznakovej mape.

V stcastnosti sa najcastejsie v subsamplingovej vrstve pouziva funkcia vyberu
maxima alebo ,maz-pooling“, ktora vezme na vstup oblast s rozmermi k x k, z
predchadzajicej konvolucnej vrstvy a nasledne z tejto oblasti vyberie ako vystup

hodnotu, ktora je maximalna v tejto oblasti. Pre predstavu, ak vstup do subsam-
N
F.
Na zaver, po niekolkych konvolu¢nych a subsamplingovych vrstvach je vystup z

plingovej vrstvy ma rozmery N x N, jej vystup bude mat rozmery % X

priznakovej mapy poslednej konvolucnej alebo subsamplingovej vrstvy transformo-
vany do jednorozmerného vektoru. Tento vektor je nasledne privedeny ako vstup do
neurénovej siete, ktora vypocita konecny vystup.

Nevyhodou u konvoluénych neurénovych sieti je velky pocet parametrov, ktory
sposobuje, ze ucenie siete je komplikovanejsie ako napriklad u neurénovych sietach
s doprednym Sfrenfm. Dalsim problémom u konvoluénjch neurénovych sieti byva
urcenie vhodného poctu filtrov, ktoré st aplikované v konvoluc¢nej vrstve. Pri tvorbe
siete je nutné mysliet na to, ze vypocty vo filtroch st naroc¢nejsie ako vypocty po-
uzivané v skrytych vrstvach doprednych neurénovych sieti, preto aj pocet filtrov v
konvoluc¢nych siefach byva nizsi ako pocet skrytych vrstiev v doprednych neuréno-
vych sietach.

Problémom u konvoluénych neurénovych siefach je taktiez aj vyber vhodného
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rozmeru filtru. Z praxe u databazy MNIST, ktora obsahuje obrazky o rozmere 28x28
rucne pisanych znakov a to 60000 prikladov pre trénovanie siete a 10000 prikladov
pre testovanie [11]. V tomto pripade sa ako vhodna velkost filtru v prvej konvolué¢ne;
vrstve ukazal rozmer 5x5. V sticastnosti vsak velkost obrazkov nadobuda niekolko-
nasobne vicsie rozmery, ¢o znamena, ze aj filtre pouzité v konvolu¢nych vrstvach
musia byt vécsie. Pre obrazky o velkosti niekolko stoviek pixelov v kazdom rozmere

sa pouzivaju filtre v prvej konvolucnej vrstve priblizne o rozmere 15x15.

2.2 Ucenie konvolucnej neurénovej siete

Pri pisani tejto ¢asti som Cerpala z [5]. Ako uz bolo spominané vyssie konvolucné ne-
urénové siete su zlozené z jednej alebo viacerych konvoluénych a subsamplingovych
vrstiev, ktoré su zakonecené plne prepojenou jednorozmernou sietou. Na zaklade
tychto poznatkov sa vsetky vlastnosti z predchadzajicich vrstiev siete spajaju do
jedného vektoru, ktory je nasledne posielany na vstup siete. Tato metdda ucenia
zodpovedd metode spatného sirenia chyby, ktoré bolo spomenuté v Casti a), avsak u
konvolu¢nych neurénovych sieti je tato metdéda upravena pre jednotlivé vrstvy siete.

Predpokladajme, Ze za konvolu¢nou vrstvou [ nasleduje subsamplingova vrstva
[+1, v tomto pripade jeden pixel zo subsamplingovej vrstvy predstavuje blok pixelov
v konvolucnej vrstve, ¢o znamenad, ze niekolko jednotiek z vrstvy [ je spojenych do
jednej vo vrstve [ 4+ 1. Pre pocitanie chyb v konvolucnej vrstve [ je preto vhodné
zvacsit mapu chyb zo subsampligovej vrstvy [ + 1 na velkost mapy z konvolucnej
vrstvy [. Nasledne bude vynasobend zvicsend mapa zo subsamplingovej vrstvy [+ 1
deriviciou aktivacnej funkcie prislusnou mapou z konvolu¢nej vrstvy [. [5] Tento
postup mozeme aplikovat na kazdd mapu konvolucnej vrstvy, podla rovnice chyby

j—tej mapy v [-tej vrstve:

0 = B (wh) o up(65H)) (2.1)
kde B;’Ll predstavuje vahy definované v subsamplingovej vrstve, f (ué) predstavuje
derivaciu aktivacnej funkcie neurénu ué Funckia up() predstavuje operaciu zvacse-
nia subsamplingovej mapy, tym ze kazdy pixel mapy je horizontalne aj vertikdlne

ukladany n—krat. Funkciu up() si moézeme predstavit ako néasledujici vztah:

up(z) == @ lygn (2.2)
V pripade, ze mame vypocitant chybu pre kazdi mapu, mozeme nasledne pocitat

gradient prahu ako sucet jednotlivych chyb map 55»:

g_fj = () (2.3)

uU,v
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Podobne vypocitame gradient vah, ktory prebieha podobne ako u metédy spatného
Sirenia chyby, s tym rozdielom, ze vadhy u konvoluénych neurénovych sieti st zdielané

cez niekolko spojeni.

22 1 1-1
% = Z(‘Sj)uv(pi )i-1 (2.4)

u,v
Kde (pé_l)w predstavuje ¢ast v 27!, ktord bola vynasobend hodnotou kfj pocas

konvoltcie pre vypocet elementu so stradnicami (u, v) na vystupe konvolu¢nej mapy
!
iy

Ako uz bolo spominané u subsamplinkovej vrstvy prebieha operacia, ktroje cie-

x
fom je zmensenie vstupnych map. Tato operaciu moézme matematicky zapisat ako:

:1:5 = f(ﬁ;down(xg_l) + bé) (2.5)

Kde funkcia down() predstavuje operdciu zmensenia map. U subsamplingovej vrstvy
mozme upravovat a aktualizovat hodnoty pre multiplikativny prah [ a aditivny
prah b. V pripade, ze za aktudlnou subsamplingovou vrstvou nachadza plne prepo-
jena jenorozmerna vrstva mozeme chybovi funkciu mapy pocitat pomocou klasickej
metody spatného Sirenia.

V pripade, zZe za aktualnou subsamplingovou vrstvou nasleduje dalsia konvolucna
vrstva, musime zistit, ktoré pixely aktualnej vrstvy zodpovedaju pixelom nasledu-
jucej vrstvy. V tomto pripade vahy, ktoré nasobia spojenia medzi prostredim na
vstupe a pixelom na vystupe, zodpovedaji vdham (oto¢eného) konvolu¢ného jadra,
¢o mozeme popisat nasledujicim vztahom:

8 = f'(u}) o conv2(65, rot180(KLH), full’) (2.6)

Nasledne sme schopny vypocitat gradient pre adaptivny a multiplikativny prah.
Pre aditivny prah b plati opét vzfah, v ktorom sc¢itame vSetky elemnty chybovych
map, ako je popisané v nasledujicom vztahu:

) .
o, = %(5j)uv (2.7)

U multiplikativneho prahu g je nutné pouzit orginalnu mapu, ktora bola vytvo-

rend pocas dopredného prechodu sietou a ma tvar:

ds = down(2i™1) (2.8)

J J

Pomocou tejto mapy moézme vypocitat multiplikativny prah § ako:

OFE
a5 = Z(‘S; © dé’)u,v (2.9)
J u,v
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2.3 Pouzitie konvolu¢nych neurénovych sieti

Praktické pouzitie konvoluénych neurénovych sieti v poslednych rokoch rastie. V
tejto Casti prace bude niekolko ukazanych niekolko pripadov pouzitia konvolu¢nych

neurénovych sieti [6].

2.3.1 LeCunov model konvolucnej siete

Za pociatok konvoluénych neurénovych sieti sa povazuje konvoluéna sief prezento-
vana Yannom LeCun-om v roku 1998, ktora slizila pre rozpoznavanie rukou pisanych
c¢islic. Tato konvolucéna siet sa skladala zo siedmych vrstiev a vstupnda vrstva bola
tvorend obrazkom s rozmermi 32x32 pixelov. Prva konvolucéna vrstva sa skladala zo
6 priznakovych map, kde kazda mapa bola velkosti 28x28 pixelov a obsahovala 156
parametrov a 122 304 spojeni. Za prvou konvolu¢nou vrstvou sa nachadzala subsam-
plingova vrstva, ktora zmensovala priznakové mapy z konvolucnej vrstvy na velkost
14x14 pixelov. Kazda jednotka priznakovej mapy zo subsamplingovej vrstvy bola
spojena s jednotkami prislusnej priznakovej mapy z konvolucnej vrstvy o velkosti
2x2 pixelov. Priznakova mapa zo subsamplingovej vrstvy obsahovala 12 paramet-
rov a 5 880 spojeni. Druha konvolucna vrsva bola zlozend zo 16 priznakovych map a
kazda jednotka kazdej priznakovej mapy bola spojena s mnozinou jednotiek z prizna-
kovych méap predchadzajicej subsamplingovej vrstvy. Druha konvoluéna vrstva ob-
sahovala 1 516 parametrov a 156 000 spojeni. Druha subsamplingova vrstva nasledne
zmensovala vSetkych 16 priznakovych map na velkost 5x5. Tretia konvoluéna vrstva
sa skladala zo 120 priznakovych map o rozmere 1x1 pixel a kazda jednotka bola
spojend so vsetkymi Sestnastimi priznakovymi mapami z predchadzajicej vrstvy,
¢im sa tato vrstva stava plne prepojenou s poctom parametrov 48 120. Za touto
vrstvou sa nachadzala poslednéd plne prepojena vrstva, ktora sa skladala z 84 jed-
notiek. Nasledujica vystupna vrstva sa skladala z 10 neurénov, kde kazdy neurén
identifikoval jedno z 10 ¢isel. Vystupna vrstva sa pocitala na zaklade Euklidovskej
radidlnej funkcii (RBF) v tvare:

yi = > (z; —wy)” (2.10)

j
Pre trénovanie tejto neurénovej siete bol pouzity dataset MNIST, ktory bol spo-
menuty uz v cCasti 2.1. Po trénovani siete tymto datasetom dosahovala chybovost
siete hodnotu priblizne 0,95%. Neskor sa podarilo znizit hodnotu chybovosti siete
na hodnotu mensiu ako 0,3% pomocou upravy obrazkov z datasetu prostrednictvom
linedrnych kombindcii (rotdcia, zmeny meritka, horizontalne zostrihanie) a elastickej

deformacie [16].
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2.3.2 ImageNet a implementacia konvoluc¢nej neurénovej siete

pomocou GPU

Okrem datasetu MNIST existuji v dnesnej dobe aj vécsie datasety ako napriklad
LabelMe, ktory obsahuje statisice plne segmentovanych obrazkov. Dalim typom da-
tasetu je ImageNet, ktory obsahuje 15 miliénov oznacenych obrazkov vo vysokom
rozliseni vo viac ako 22 000 kategériach. Jednotlivé obrazky z datasetu ImageNet
su zozbierané z internetu a oznac¢ené pomocou nastroja Amazon’s Mechanical Turk.
ImageNet vznikol v roku 2010 ako sucast stutaze ImageNet Large-Scale Visual Recog-
nition Challenge alebo aj ILSVRC, v ktorej bola vyuzita podmnozina z ImageNet-u
s priblizne 1,2 miliénmi trénovacich obrazkov, 50 000 valida¢nych obrazkov a 150 000
testovacich obrazkov.

Podla [12], ktorého autori vytvorili konvolu¢ni neurénovi siet, ktora ziskala
najlepsie vysledky v sitazi ILSVRC-2010 a ILSVRC-2012.

Vytvorena konvoluéna neurénova siet sa sklada z 6smych vrstiev, kde pat vrstiev
je konvoluénych a tri vrstvy si plne prepojené. Vystup poslednej plne prepojenej
vrstvy je spojeny s tisic-smernou normalizovanou exponencidlnou funkciou, ktora
poskytuje delenie do viac ako 1 000 tried. Priznakové mapy druhej, stvrtej a pia-
tej konvolucnej vrstvy s spojené iba s tymi mapami predchadzajucej vrstvy, ktoré
sa nachadzaju na rovnakej GPU. Priznakové mapy na tretej konvoluc¢nej vrstve su
spojené so vSetkymi priznakovymi mapami druhej konvolucnej vrstvy. Neurony v
plne prepojenych vrstvach si prepojené zo vSetkymi neurénmi z predchadzajice;j
vrstvy. Vstupom neurénovej siete st obrazky s rozmermi 224x224x3. Prva konvo-
lucna vrstva je tvorena 96 priznakovymi mapami s velkostou 11x11x3 s posunom o
4 pixely. Upraveny vystup z prvej konvoluénej vrstvy pokracuje do druhej konvoluc-
nej vrstvy, ktorda obsahuje 256 priznakovych map s velkostou 5x5x48. Nasledujtica
tretia konvolucné vrstva, ktora je prepojend s predchadzajicou druhou konvoluc-
nou vrstvou obsahuje 384 priznakovych map s velkostou 3x3x256. Stvrt4 konvoluéna
vrstva obsahuje 384 priznakovych mép s velkostou 3x3x192. Piata konvolu¢na vrstva
sa sklada 256 priznakovych méap s velkostou 3x3x192. U plne prepojenych vrstiev ob-
sahuje kazda vrstva 4096 neurénov. Schéma uvedenej konvolucnej neurénovej siete
je zobrazena na obrazku 2.2, ktory je rovnako ¢erpany z [12].

Uvedena neurénova siet obsahuje 60 miliénov parametrov, pri takomto velkom
mnozstve parametrov nastava situacia, kedy sa sice znizuje hodnota chyby pri tréno-
vani siete, ale vzrasta pri testovani, teda sief straca schopnost identifikacie objektu
na zaklade generelizacie. Tato situacia sa nazyva aj ,overfitting“ a nastava v si-
tuacii, kedy pocet parametrov je priliz vysoky oproti trénovacim datam. RieSenim
tejto situacie je zvacsenie dat v trénovacej mnozine. V tomto pripade su pouzité dve

metody pre zvicSenie poctu obrazkov v trénovacom datasete. Prvym spdsobom je
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Obr. 2.2: Tlustracia architektiry konvolu¢nej neurénovej siete

vytvorenie novych obrazkov pomocou transformacie péovodnych a druhou metdédou
je vytvorenie novych obrazkov pomocou zmeny intenzity farieb RGB v pdvodnych
obrazkoch.

7 dovodu redukcie ¢asu, kedy trénovanie velkych neurénovych sieti trvalo nie-
kolko dni bola pri implementéacii tejto konvolucnej neurénovej siete uvedena metdda
wdropout®, ktora nastavuje nulovi hodnotu pre kazdy neurén zo skrytej vrstvy s hod-
notou pravdepodobnosti 0,5, pretoze tieto typy neurénov nemajua vplyv na vypocty
pri priechode neurénov siefou a rovnako nemaji vplyv ani na ucenie siete pomo-
cou spéatného Sirenia chyby. ,Dropout® je pouzity v prvych dvoch plne prepojenyc
vrstvach siete a jeho pouzitie ma velky vplyv pri potlaceni ,overfitting-u*.

Vo vysledku sa implmentovana siet skladala zo 650 000 neurénov, 60 000 000 pa-
rametrov a 630 000 000 spojeni. Tato sief bola implementovana na dvoch grafickych
kartach NVIDIA GTX 580 3GB a trénovanie siete trvalo priblizne jeden tyzden.
V kategorii, kedy siet vyberala jednu moznost pre oznacenie obrazku (Top-1 error)
bola hodnota chybobej funkcie 37,5%. Pre informéaciu druhy najlepsi vysledok v su-
tazi bol 45,7%. V kategérii, kedy siet vyberala pat moznosti pre oznacenie obrazku,
dosiahla chybova funkcia hodnotu 17%, kde druhy najlepsi vysledok bol 25,7%.

2.3.3 Spojenie konvoluénych neurénovych sieti s autoenko-

dermy pre ziskavanie hierarchickych priznakov

Cielom spojenia konvolu¢nych neurénovych sieti a autoenkdderov je vytvorenie novej
architektiry neurdnovej siete, ktora vyuziva vyhody metdédy ucenia bez ucitela,
ktora je vyuzitda u enkodderov a aplikuje tito metédu do oblasti 2D obrazkov, kde
je kombinovana s vlastnostami konvoluénych neurénovych sieti ako je napriklad
zdielanie vah, ktoré umoznuju zdielanie priestorovej lokality alebo pouzia algoritmu
spéatného sirenia chyby.
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Architektura konvolucnych enkéderov vychadza z architektiry enkdéderov, ktora
je popisand v casti 1.4.3, ktora je doplnena o zdielané vahy. Potom je vstup x pre
kazdu k—tu priznakovi mapu dany ako:

hF = o(x « Wk +bF) (2.11)

Kde je bias rozsireny do celej priznakovej mapy. o predstavuje aktivacni funkciu a
predstavuje 2D konvoliciu. Kedze struktira siete je zalozena na principe enkoéderov
je nutné, aby sief bola schopna rekonstrukcie vstupu. Tato funkcia ma v tomto

pripade tvar:

yza(z hE « WF 4 ¢) (2.12)

keH
Kde je opét jeden bias ¢ pre cely vstup. H predstavuje skupinu prislusnych priznako-
vych mép. W predstavuje opacni operdciu pre vipocet vah. Konvoltcia v rovniciach
2.11 a 2.12 je urcena podla kontextu, kde pre maticu o velkosti m x m a konvolucénu
maticu o velkosti n x n v pripade plnej konvolticie plati, Zze vypocet vyslednej matice

ma tvar:

(m+n—1)x (m+n-—1) (2.13)

V pripade vypoctu validnej konvoluc¢nej matice je pouzity vztah v tvare:

(m—n+1)x (m—-n+1) (2.14)

V konvolué¢nom enkdderi je rovnako ako v beznych konvoluénych siefach pocitana
funkcia chyby, ktorda ma v tomto pripade tvar:

1 n

2n

E(9) (@ — :)? (2.15)

Rovnako ako pre vécsinu typov neurénovych sieti, ktoré pre ucenie vyuzivaju al-
goritmus spéatného Sirenia chyby, tak aj v tomto pripade je pocitany gradient pre
chybovt funkciu. Tato funkcia berie ohlad na jednotlivé parametry, v tomto pripade

je jeho hodnota ziskana pomocou operacie konvolicie a tento vypocet ma tvar:

OE(0)
oWk
Ako bolo uz spomenuté v ¢asti 3.1 byva v subsamplingovych vrstvach konvoluénych

= % 0hF + BF x oy (2.16)

neurénovych sieti pouzita funkcia, ktorej cielom je zmensenie vstupu pouzivané naj-
castejsie funkcia vyberu maxima tzv. maz—pooling. Rovnako aj v pripade konvoluc-
nych enkdderov je pouzita funkcia max—pooling, ktora vsak predstavuje preriedenie

vnutornych vrstiev siete na zaklade vymazania hodnot, ktoré nie s maximom v
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suboblastiach, ktoré sa neprekryvaji. Vyhodou tejto funkcie je, Ze pri naslednej re-
konstrukcii je mozné pouzit mensie mnozstvo filtrov pre dekdédovanie kazdého pixelu.

Implementovany konvolucny autoenkdder bol otestovany na datasete MNIST,
ktory bol uz spomenuty v casti fig:kon2 a na datasete CIFAR-10, ktory sa sklada zo
60000 oznacenych farebnych obrazkov, kde 50000 obrazkov tvori trénovaciu mnozinu
a 10000 obrazkov mmnozinu testovaciu. Kazdy obrazok z datasetu CIFAR-10 méa
velkost 32x32 a tieto obrazky su rozdelné do 10 kategorii, kde kazda kategéria
obsahuje 6000 obrazkov [17].

Prvy test je aplikovany na datasete MNIST. V tomto pripade je konvoluény en-
kéder zlozeny zo Siestich skrytych vrstiev. Prva vrstva je konvolucné vrstva, ktora
obsahuje 100 filtrov o velkosti 5x5. Za touto prvou konvolu4nou vrstvou nasleduje
druhé vrstva, ktord sa skladd z maz-pooling-ovej vrstvy o velkosti 2x 2. Dalsia kon-
volucna vrstva obsahuje 150 filtrov s velkostou 5x5. Za touto vrstvou opét nasleduje
vrstva max—pooling o velkosti 2x2. Posledna konvolu¢na vrstva obsahuje 200 filtrov
s velkostou 2x2, po ktorej nasleduje posledné plne prepojena vrstva, ktora sa sklada
z 300 neurénov. V poslednej plne prepojenej vrstve je ako aktivacna funkcia pou-
zitd normalizovand exponencialna funkcia softmax. Vysledné hodnoty st uvedené v
tabulke 2.1, ktora pre porovnanie obsahuje taktiez hodnoty dosiahnuté pri pouziti

rovnakych dat v ,beznej“ konvolucnej neurénovej siete.

Mnozstvo trénovacich dat 1000 10000 50000
Hodnota chybovej funkcie — Konvoluény enkdder|[%)] 723 1.88 0.71
Hodnota chybovej funkcie — Konvoluéna neurénova siet[%] 7.63  2.21 0.79

Tab. 2.1: Porovnanie vyslednych chybovych funkcii pri pouziti datasetu MNIST

V nasledujicom teste je konvoluény enkdder aplikovany na dataset CIFAR-10.
V tomto pripade je aplikdcia konvolu¢ného enkdéderu komplikovanejsia, pretoze je
nutné spracovat obrazky z datasetu CIFAR-10, ktoré maji ine rozmery ako obrazky
z datasetu MNIST. Hodnoty chybovej funkcie ziskané po spracovani obrazkov z data-
setu CIFAR10 a naslednom aplikovani konvolu¢ného enkéderu si uvedené v tabulke
2.2, ktora rovnako ako 2.1 obsauje porovnanie vysledkov s ,beznou“ konvolu¢nou
neurénovou siefou.

Podla ziskanych hodnot je vidiet, Ze konvoluény enkoder dosahuje lepsie vysledky
pri zlozitejsich farebnych obrazkoch, kde dosiahnuté hodnoty chybovej funkcie boli

lepsie ako u konvoluc¢nej neurénovej siete.
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MnozZstvo trénovacich dat 1000 10000 50000

Hodnota chybovej funkcie — Konvoluény enkdder|[%)] 52.30 34.35  21.80
Hodnota chybovej funkcie — Konvoluéna neurénova siet[%] 55.52 35.23  22.50

Tab. 2.2: Porovnanie vyslednych chybovych funkcii pri pouziti datasetu CIFAR-10

2.3.4 Vyuzitie konvoluénych neurénovych sieti pri detakcii

hudobnych priznakov

Na zdklade [21] sa v sicasnosti konvolu¢né neurénové siete nepouzivaju uz len pri
detekcii obrazovych vzorov, ale aktudlne aj pri detekovani priznakov v hudbe, ktoré
patri k zakladnym tloham v hudobnej analyze. Na zaklade identifikacie tychto pri-
znakov su nasledne analyzované dalsie vlastnosti ako je napriklad odhad tempa.
Identifikacia tychto priznakov v hudbe sa d& prirovnat k identifikacii hran v ob-
razkoch, ktoré s kvalitne detekované prostrednictvom operacie konvoltcie, ktora je
stucastou konvoluénych neurénovych sieti.

Ucenie siete prebiehalo pomocou casti spektrogramov s binarnymi, na zéklade
ktorych sa sief naucila rozliSovat, ¢i sa jedna alebo nejednd o priznak. Na rozdiel
od obrazkovych dat, na ktoré sa aplikuju Stvorcové filtre, pri spektogramoch sa
viac osveddili filtre obdlznikové. Tento tvar vychddza zo skuto¢nosti, ze siet hlad4
zmeny v Case, preto §irdia ¢ast obdlZnika predstavuje ¢asovi jednotku a uzsia Cast
predstavuje frekvenciu.

Ucenie tohto typu konvolucnej neurénovej siete prebieha pomocou zhluku spek-
trogramov, ktoré maji roznu velkost ale rovnakud rychlost v poctoch snimkov za
sekundu a st zmensené na rovnaku velkost frekvenéného pasma. Na zaklade tychto
vlastnosti kazdy neurén moze obsahovat informécie o ¢asovej a frekvencnej presnosti
pre danu lokaciu. Pri testovani siete bol testovaci signal najprv prevedeny do podoby
spektrogramu, ktory bol privedeny na vstup sieti v celku, na rozdiel od ucenia siete,
kedy boli na vstup privedené iba casti spektrogramu.

K uceniu siete bol pouzity dataset, ktory sa skladal zo 102 minat hudby, ktora
obsahovala 25927 priznakov. Tato nahravka sa skladala z roznych typov nahravok
ako napriklad monofénnej, polyfénnej inStrumentélnej casti alebo modernej popu-
larnej hudby. Z tohto zaznamu bol vytvoreny spektrograf so skokovou velkostou 10
ms a oknami s velkostami 23 ms, 46 ms a 93 ms. Vysledny vstup siete urceny k uceniu
siete sa skladal z 3 spektrogramov zlozenych z 15 snimkov na 80 pasiem. Na vstupnu
vrstvu bola aplikovana konvolucénda vrstva, ktord sa skladala z filtrov zlozenych zo
7 snimkov na 3 pasma. Vystupom konvolucnej vrstvy bolo 10 priznakovych méap

zlozenych z 9 snimkov na 78 pasiem. DalSou vrstvou bola vrstva ,,maz—pooling “
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ktorej cielom bolo zredukovat velkost map na 26 pasiem. Po ,maz—poolingovej“
vrstve nasledovala dalSia konvoluéna vrstva vrstva s velkostou filtru 3 x 3 a dalsia
,mazr—poolingovd “ vrstva, ktorej vysledkom bolo 20 map zlozenych zo 7 snimok na
8 pasiem. Tieto priznakové mapy boli spracované do jednej plne prepojenej vrstvy,
ktora sa skladala z 256 neurénov, ktoré koncili v poslednej plne prepojenej vrstve,
ktorej vystupom bola jedina jednotka, ktora urcovala hudobny priznak. V sieti bolo
pouzitych niekolko aktivac¢nych funkcii. U konvoluénych vrstiev bola ako aktivacna
funkcia pouzity tangens. U plne prepojenych vrstiev bola zasa ako aktivacné funkcia
pouzity logicky sigmoid.

V zéaverecnom testovani dosiahla konvolucnd neurdénova sief tspesnost okolo
88.5%. Pre zvySenie vykonnosti bolo na konvoluéni neurénovu siet aplikovanych
niekolko dodato¢nych metod. Prvou metdédou pre zvysenie vykonu konvolucnej siete
bol tzv. ,,Dropout“, ktorého princip bol spominany v casti 2.3.2. Pri pouziti dro-
poutu dosiahla tspesnost siete hodnotu 89%. Dalsou metédou pouzitou pre zlepsenie
vykonu siete bolo pouzitie menej jasnych prikladov pre ucenie siete, ¢o znamena, ze
siet nebola ucend presne definovanymi vzormi. Napriklad sa pri uceni siete pouzi-
valo niekolko blizkych spektrografickych snimkov zltc¢enych do jedného. Vysledkom
tohto sposobu ucenia siete dosiahla presnost konvolu¢nej neurénovej siete hodnotu
89.9%. Na zaver bola pre zvysenie vykonu konvoluénej neurénovej siete vymenena
aktivacna funkcia v konvolu¢nych vrstvach, kde bol tangens nahradeny linedrnou

funkciou y(x) = maxz(0, z), ktord zdvihla tspesnost siete na 90.3% [15].

2.3.5 Rozpoznavanie cisel z Google Street View pomocou

konvolu¢nych neurénovych sieti

Vyhody konvoluénych neurénovych sieti sa rozhodla vyuzit taktiez spolocnost Go-
ogle, ktora pomocou konvolu¢nych neurénovych sieti implementovala rozliSovanie
¢isel budov z fotografii, ktoré boli ziskané prostrednictvom Street View. Pouzitie
konvoluc¢nych neurénovych sieti v tomto pripade bolo vhodné, pretoze tento typ ne-
urénovej siete pracuje priamo s pixelmi obrazkov a nie je nutné pouzitie zlozitych
predspracovani obrazkov.

Cielom tohto projektu nebola len identifikacia ¢isel budov, ale aj nasledné ozna-
¢enie budovy prostrednictvom ¢isla na mape, ¢im sa spolocnost Google snazila elimi-
novat nespravne oznacenia budov na mape. Pre ucenie siete bol na zaciatku pouzity
dataset, ktory sa skladal z 200000 obrazkov cisel domov. Okrem tychto obrazkov
dataset navyse obsahoval 600000 c¢iselnych vzorov. Sief je navysSe obmedzena pre
identifikaciu c¢isel, ktoré sa skladaji maximélne z 5 cifier, kde sa vychadza zo sku-

tocnosti, Ze existuje len malo ¢isel domov s viac ako piatimi ciframi [26].
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Vysledné architektira konvolucnej neurdénovej siete, ktora dosahovala najlepsie
vysledky sa skladala z 11 skrytych konvolué¢nych vrstiev, z jednej ciastocne pre-
pojenej vrstvy a 2 plne prepojenych vrstiev. V prvej skrytej vrstve siete bola tzv.
s,mazout* aktivaéna funkcia, ktord vykondva jednu operédciu (najcastejsie vyber ma-
xima) cez niekolko vrstiev podpriestoru, ktory je reprezentovany vystupmi z trans-
formacii vstupu. Tato operéacia je podobnd priestorovej operacii ,,max—pooling“ a

matematicky sa vyjadruje ako:

gi(fi) = max{fi1, ... fix}, kde f; = [fir, ... fix]) € R* (2.17)

V dalsich konvoluénych vrstvach je ako aktivacna funkcia pouzita usmernovacia fun-
kcia, ktora je narozdiel od ,,mazout“ funkcie jednoduchsia, nepracuje s niekolkymi

vrstvami a matematicky ju mozeme zapiat ako:

gi(fi) = max{0, fi}, kde f; € Rak =1 (2.18)

Kazda konvolu¢na vrstva sa skladala z konvoluénych jadier, ktoré mali rovnaky
rozmer 5 X 5. Za kazdou konvolu¢nou vrstvou sa nachadzala ,max—pooling” vrstva,
ktorej velkost bola 2 x 2. Pocas ucenia siete pre dosiahnutie lepsich vysledkom bola
ako v predchadzajucich pripadoch pouzita metdda ., dropout”.

V suicastnosti bola tato konvoluéna neurénova siet aplikovana celosvetovo pri-
blizne na 100 miliénov fyzickych ¢isel domov a tispesnost identifikacie ¢isel aktudlne
dosahuje priblizne 96% [25].
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3 NAVRH A IMPLEMENTACIA PROGRAMU

Cielom prace je najst a vybrat vhodni metédu pre implementaciu konvoluénych
neurénovych sieti a nasledne tito metédu implementovat v programovacom jazyku
Java. V tejto kapitole budu postupne rozobrané navrhy konvolu¢nych neurénovych
sieti, ktoré by bolo vhodné implementovat. Kapitola bude taktiez obsahovat techniky
a rozne moznosti implementacie, ktoré v sucastnosti pontka jazyk Java. Na zaver
kapitoly bude popisana implementacia, ktora bola pouzita v ramci tejto diplomovej

prace.

3.1 Navrh konvolucénej neurdénovej siete

V tejto casti kaitoly sa budem zaoberat navrhmi konvolucénej neurénovej siete, ktoré
bude v ramci tejto diplomovej prace imlementované a ziskané vysledky budi na-

sledne zhodnotené.

3.1.1 Vstupné data

Ako uz bolo spomenuté konvolucné neurénové siete si ucené tzv. metédou s uci-
telom, teda je nutné najprv konvolucnej neurénovej sieti predlozif data na zaklade
ktorych bude siet uc¢ena. V ramci tejto diplomovej prace som sa rozhodla pouzit uz
existujuce data pre ucenie siete. Konkrétne ide o dataset MNIST, ktory bol spomi-
nany uz v predchadzajuicich castiach.

MNIST je databéaza, ktorda vznikla modifikdciou databazy zlozenej zo vzorov
rucne pisanych symbolov, ktoré boli sprostredkované firmou National Institute of
Standards and Technology - NIST. Dataset MNIST sa sklada z dvoch oddelenych
setov, kde prvy slizi pre ucenie neurénovych sieti a je zlozeny z 60000 ¢iernobielych
obrazkov rucne pisanych ¢islic. Druhy set sltzi pre testovanie neurénovej siete a je
zlozeny z 10000 ciernobielych obrazkov rucne pisanych cislic. Set urc¢eny pre ucenie
siete sa sklada zo vzorov, ktoré tvorilo okolo 250 pisatelov.

Dataset MNIST je volne k dispozicii na oficidlnych strankach, ktoré si spome-
nuté tu [11]. K stiahnutiu st k dispozicii styri sibory. Prvym siborom je ,train-
images-idz3-ubyte. gz “, ktory obsahuje vzory pre trénovanie neurénovej siete. Dalsfm
siborom je ,tran-labels-idr1-ubyte.gz “, ktory je zlozeny z tzv. labelov, ktoré zodpove-
daju jednotlivym trénovacim vzorom a urcuju ¢iselnti hodnotu, ktori dany trénovaci
vzor reprezentuje. Tretim suborom je ,,t10k-images-idz3-ubyte.gz“, ktory je zlozeny
z testovacich vzorov. Poslednym stborom je .,t10k-labels-idz1-ubyte.gz“, ktory je
opat zlozeny z labelov, ktoré si v tomto pripade prislusné k testovacim vzorom a

umoznuju urcit, ¢i vystupy neurénovej siete zodpovedaji ocakavanym vysledkom.
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3.1.2 Navrh architektiary konvolu¢nej neurénovej siete

V ramci tejto prace som sa rozhodla vytvorit niekolko réznych architektir konvoluc-
nych neurénovych sieti, na ktoré budu aplikované uvedené vstupné data. Vysledky

vystupov jednotlivych sieti budi uvedené a porovnané v nasledujicej kapitole.

Priznakové mapy Priznakove mapy

10@20x20 10@9x9

Vstup siete

2Bu2E

Operacia konvaoldcie Subsampling

Obr. 3.1: Tlustracny model prvej konvolu¢nej neurénovej siete

Ako prva konvoluéni neurénovi sief som sa rozhodla vytvorit jednoduchi kon-
voluéni neurénovu siet. Ilustracny model siete je vidieft na obrazku 3.1. Ako je
vidiet vstupom siete je obrazok z MNIST databazy o velkosti 28 x 28, ktora pred-
stavuje 784 neurdnov. Nasledujicou vrstvou je vrstva konvolucna, ktora sa sklada
z desiatich recep¢nych poli, ktoré maji rozmer 20 x 20. Vystupom tejto konvoluc-
nej vrstvy je desat priznakovych map o rozmere 9 x 9. Tato vrstva je zlozena z
9 x 9 x 10 = 810 neurdénov, (20 x 20 + 1) x 10 = 4010 zdielanych véh, kde hodnota
+1 predstavuje bias a 810 x (20 x 20 + 1(bias)) = 324810 spojeni s predchadzaji-
cou vstupnou vrstvou. Nasledujicou vrstvou je vrstva subsamplingova, ktora pocita
operaciu ,,max—pooling“ z priznakovych map, ktoré su vystupom predchadzajicej
konvolucnej vrstvy. V tomto pripade je na priznakové mapy konvolucnej vrstvy ap-
likovana subsamplingova vrstva o velkosti 9 x 9, ktora zmensi tieto priznakové mapy
na velkost 1 x 1. Vysledkom aplikacie subsamplingovej vrstvy je opat desat prizna-
kovych méap, tentokrat o rozmere 1 x 1 a si teda zlozené z 10 neurénov. Nasledne je
na siet privedeny jednorozmerny vektor, ktory predstavuje posledni plne prepojenii
vrstvu, velkost tejto vrstvy je 10 a obsahuje 10 x 10 = 100 spojeni. Tato vrstva
predstavuje vystup konvoluc¢nej neurénovej siete, tym ze urcuje jednu z moznych
hodnét, ktoré moze siet nadobudat.

Prehlad jednotlivych vrstiev konvolucnej neurénovej siete je vidief v tabulke 3.1.
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Vstupnd 1/784 - 28 x 28
Konvolu¢na 10 / 810 20 x 20 9x9
Subsamplingova 10 / 10 9x9 1x1
Vystupna 10 neurénov - -

Tab. 3.1: Prehlad rozmerov jednotlivych vrstiev prvej konvolucnej neurénovej siete

[lustracny model architektiri druhej konvolucnej neurénovej siete sa nachadza na
obrazku 3.2. Ako je mozno vidiet, ako druhy model konvolu¢nej neurénovej siete som
zvolila siet, ktora je zlozena z troch konvolu¢nych a dvoch subsamplingovych vrs-

tiev. Vstupna vrstva rovnako ako v predchadzajicom pripade je tvorena obrazkom

Priznakoveé mapy Priznakoveé mapy Priznakove mapy Priznakové mapy Priznakové mapy
Vitup siete  5@5x5 b@2xd 16@5x5 16 2x2 1202 4x4

Operacia konvolicie

Operacia konvolicie Subsampling

Subsampling Operacia konvolicie

Obr. 3.2: Ilustracny model druhej konvolucnej neurénovej siete

velkosti 28 x 28. Za touto vstupnou vrstvou sa nachadza prva konvolucna vrstva,
ktora je tentokrat tvorenda Siestimi recepcnymi polami o rozmere 5 x 5. Vystupom
prvej konvolucénej vrstvy je Sest priznakovych map s rozmerom 24 x 24. 7 hladiska
velkosti je prva konvoluéna vrstva zlozena z 24 x 24 x 6 = 3456 neurénov a obsahuje
(5x 54 1(bias)) x 6 = 156 zdielanych vah a 3456 x (5 x 5+ 1(bias)) = 89856 spojeni
so vstupnou vrstvou.

Za prvou konvolu¢nou vrstvou sa nachadza prva subsamplingova vrstva, ktora opéat
vykonava operaciu ,max-pooling“ na priznakovych mapéach z prvej konvolucnej
vrstvy. Velkost subsamplingovej mapy je v tomto pripade 2 x 2 a jej vysledkom je
Sest, zmensenych priznakovych map, ktorych rozmer je 12 x 12.

Po prvej subsamplingovej vrstve nasleduje dalsia konvoluéna vrstva. Tato druha kon-
volucnd vrstva je zlozena z zo Sestnastich recepcénych poli, ktorych velkost je opéf
5x5. Vystupom druhej konvolucnej vrstvy je Sestnéast priznakovych map, ktoré maju
velkost 8 x 8 a spolu obsahuji 8 x 8 x 16 = 1024 neurénov a (5 x 5+ 1(bias)) x 6 x 16
= 2496 zdielanych vah a 1024 x (5 x 5+ 1(bias)) = 26624 spojeni s predchadzajicou
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vrstvou.

Za druhou konvolucnou vrstvou nasleduje druhé a zaroven posledna subsamplingova
vrstva, ktora rovnako ako prva subsamplingova vrstva zmensuje priznakové mapy
na polovicu pomocou filtru s rozmermi 2 x 2 s operaciou ,max—pooling“. Vysledkom
tejto vrstvy je Sestnéast priznakovych map, ktorych rozmer je 4 x 4.

Na tychto Sestnast priznakovych map je nasledne aplikovana posledna tretia konvo-
lucna vrstva, ktord je v tomto pripade zlozena zo 120 recepcénych poli s rozmerom
4 x 4. Vystupom tejto vrstvy je 120 priznakovych map s rozmerom 1 x 1, a teda
velkost tejto vrstvy je 120 neurénov a obsahuje (4 x 4 + 1(bias)) x 6 x 16 x 120
= 195840 zdielanych vdh a 120 x (4 x 4+ 1(bias)) = 2040 spojeni s predchadzajicou
vrstvou.

Poslednou vrstvou je opét plne prepojena vrstva zlozena z 10 neurénov. V tejto plne
prepojenej vrstve su opéf vSetky neurdny prepojené so vsSetkymi 120 neurénmi z
predchadzajicej vrstvy a teda tato vrstva obsahuje a (120 + 1(bias)) x 10 = 1210
spojeni. Prehlad jednotlivych vrstiev siete je mozné vidiet v tabulke 3.2

Typ vrstvy Pocet priznakovych | Velkost recepéného | Velkost priznakovej
siete mép / neurénov pola mapy
Vstupnd 1/ 784 - 28 x 28
1. Konvolucna 6 / 3456 5x5 24x 24
1. Subsamplingova 6 / 864 2x2 12x 12
2. Konvolu¢na 16 / 1024 5x5 8x8
2. Subsamplingova 16 / 256 2x2 4x4
3. Konvolu¢na 120 / 120 4x4 Ix1
Vystupna 10 neurénov - -

Tab. 3.2: Prehlad rozmerov jednotlivych vrstiev druhej konvolu¢nej neurénovej siete

Ako treti typ architektury konvolu¢nej neurénovej siete som sa rozhodla vytvorit
konvolu¢nii neurénovu sief, ktora sa sklada zo styroch konvolu¢nych a troch sub-
samplingovych vrstiev. [lustracny model tejto konvolucnej neurénovej siete je mozné
vidiet na obrazku 3.3. Vstupom siete je rovnako ako v predchadzajucich pripadoch
obrazok z databaze MNIST s velkostou 28 x 28. Za touto vstupnou vrstvou nasle-
duje prva konvoluéna vrstva, ktord je zlozena zo Siestich recepénych poli, ktorych
velkot je 2 x 2. Vystupom prvej konvolucnej vrstvy je Sest priznakovych map, kto-
rych rozmery st 27 x 27. Pocet neurénov v tejto vrstve je 27 x 27 x 6 = 4374, pocet

zdielanych véh je (2 x 2+ 1(bias)) x 6 = 30 a pocet spojeni tejto vrstvy so vstupnou
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Priznakowé magy Priznakowé magy Priznakowvé mapy
GE@nk 164252 120@2x2
Priznakowé magy Priznakove mapy Priznakowé magy
16@2x2 120 2x2 1500 In2

Vitup siete
28x28  Priznakove rrapy

Operdcia komoldcle
o ) Subsampling Subsampling
Dperacia konwolicie Operacia konvoluce

Subsampling  onerseia konvolGele

Obr. 3.3: Tlustracny model tretej konvolucénej neurénovej siete

vrstvou je 729 x (2 x 2 + 1(bias)) = 3645.

Za prvou konvolu¢nou vrstvou nasleduje prva subsamplingova vrstva, ktora opét
pomocou operacie ,max—pooling“ zmensuje priznakové mapy, ktoré si vystupom
predchadzajicej prvej konvolucnej vrstvy. V tejto vrstve je pouzity filter o velkosti
2 x 2, ktory zmensuje priznakové mapy na velkost 13 x 13.

Za prvou subsamplingovou vrstvou sa nachadza druha konvoluéna vrstva, ktora je
zlozena zo Sestnastich recepénych poli, ktorych velkost je opéf 2 x 2. Vystupom tejto
vrstvy je Sestnast priznakovych map, ktorych rozmer je v tomto pripade 12x12. Tato
vrstva je zlozend z 12 x 12 x 16 = 2304 neurénov a obsahuje (2 x 2+ 1(bias)) x 16 x 6
= 480 zdielanych véh a 2304 x (2 x 2+ 1(bias)) = 11520 spojeni s predchadzajicou
vrstvou.

Nasledujucou vrstvou je druha subsamplingova vrstva, v ktora opaf pomocou filtru
s velkostou 2 x 2 zmensuje priznakové mapy z druhej konvolucnej vrstvy na velkost
6 x 6.

Tretia konvolucna vrstva, ktora sa nachadza za druhou subsamplingovou je opét
zlozena z recepcnych poli s velkostou 2 x 2. Tentokrat je vSsak pocet recepénych poli
roviny hodnote 120. Vystupom tretej konvolucnej vrstvy je teda 120 priznakovych
map, ktorych velkost je 5 x 5. V tomto pripade je potom pocet neurénov v tejto
vrstve rovny 5 x 5 x 120 = 3000, pocet zdielanych vah v tejto vrstve dosahuje hod-
notu (2 x 2 + 1(bias)) x 6 x 16 x 120 = 57600 a pocet spojeni s predchadzajicou
vrstvou je 3000 x (2 x 2 + 1(bias)) = 15000.

Za tretou konvolu¢nou vrstvou sa nachadza posledna tretia subsamplingova vrstva,
ktora opét zmensuje priznakové mapy z predchadzajicej vrstvy filtrom s velkostou
2 x 2 na priznakové mapy s velkostou 2 x 2.

Posledna stvrta konvoluéna vrstva je zlozend zo 150 recepénych poli s velkostou 2 x 2.
Vystupom tejto vrstvy je 150 priznakovych map s velkostou 1 x 1. Tato vrstva je
zlozend zo 1 x 1 x 150 = 150 neurénov a obsahuje (2 x 2+1(bias)) x 6 x 16 x 120 x 150
= 8640000 zdielanych vah a 150 x (2 x 2+ 1(bias)) = 750 spojeni s predchadzajicou
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vrstvou.

Poslednou vrstvou je opét plne prepojena vrstva, ktora sa sklada z 10 neurénov, kde
rovnako ako v predchadzajucich pripadoch kazdy neurdén z tejto vrstvy reprezenuje
jedno ¢islo od 0 do 9. V tejto vrstve je opat kazdy neurén prepojeny s kazdym
neurénom z predchadzajicej vrstvy, preto pocet spojeni v tejto vrstve ma hodnotu
10 x (150 + 1(bias)) = 1510.

Prehlad jednotlivych vrstiev tohto modelu konvolu¢nej neuréneovej siete je uvedeny
v tabulke 3.3.

Typ vrstvy Pocet priznakovych | Velkost recepéného | Velkost priznakovej

siete mép / neurénov pola mapy
Vstupnd 1/ 784 - 28 x 28
1. Konvolucna 6 / 4374 2x2 27 x 27
1. Subsamplingova 6 /1014 2x2 13x 13
2. Konvoluéna 16 / 2304 2x?2 12 x 12
2. Subsamplingova 16 / 576 2x2 6x6
3. Konvolu¢na 120 / 3000 2x2 5x5
3. Subsamplingova 120 / 720 2x2 2x2
4. Konvolu¢na 150 / 150 2x2 Ix1
Vystupna 10 neurénov - -

Tab. 3.3: Prehlad rozmerov jednotlivych vrstiev tretej konvoluénej neurénovej siete

Poslednym typom architektiry konvolucnej siete je konvoluéna neurénova siet, ktora
sa skladd podobne ako konvoluéna siet v druhom pripade z troch konvoluénych a
dvoch subsamplingovych vrstiev. Ilustracny model tejto siete je vidief na obrazku
3.4

Rovnako aj v tomto pripade je ako vstupna vrstva siete pouzity obrazok s velkostou
28 x 28, za touto vrstvou sa nachddza prva konvoluéna vrstva, ktord je zlozena z
50 recepcnych poli, ktorych velkost je 5 x 5. Vystupom prvej konvolucnej vrstvy je
50 priznakovych map, ktorych velkost je 24 x 24. Pocet neurénov v tejto vrstve ma
hodnotu 24 x 24 x 50 = 28800, pocet zdielanych vah v tejto vrstve je rovny hodnote
(5 x5+ 1(bias)) x 50 = 1300 a pocet spojeni s predchddzajicou vstupnou vrstvou je
28800 x (5 x 5 + 1(bias)) = 748800. Dallou vrstvou je prva subsamplingova vrstva,
ktorda pomocou operacie ,max—pooling“a filtrom s velkostou 2 x 2 zmensuje velkost
priznakovych map z prvej konvoluc¢nej vrstvy na hodnotu 12 x 12.

Po prvej subsamplingovej vrstve nasleduje druhé konvoluéné vrstva, ktora sa v tomto
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Obr. 3.4: Ilustracny model stvrtej konvolucnej neurénovej siete

pripade skalda zo 100 recepcnych poli, ktorych velkost je opét 5x5. Vystupom druhej
konvolucnej vrstvy je 100 priznakovych map, ktoré maju velkost 8 x 8. Tato vrstva sa
skladd z 8 x8 x 100 = 6400 neurénov a obsahuje (5x 5+ 1(bias)) x 50 x 100 = 130000
zdielanych vah a 6400 x (5 x 5 + 1(bias)) spojeni s predchadzajicou vrstvou.
Druha subsamplingova vrstva, ktora nasleduje po druhej konvolucnej vrstve zmen-
suje vystup tejto vrstvy opét pomocou filtru s velkostou 2 x 2 na mapy s velkostou
4 x 4.

Posledna tretia konvoluéna vrstva sa sklada z 250 recepénych poli s velkostou 4 x 4.
Vystupom tejto vrsty je 250 priznakovych map s velkostou 1 x 1. Poc¢et neurénov v
tejto vrstve je 1 x 1 x 250 = 250, pocet zdielanych vah v tejto vrstve ma hodnotu
(4 x 4 + 1(bias)) x 50 x 100 x 250 = 21250000 a pocet spojeni s predchadzajicou
vrstvou je 250 x (4 x 4+ 1(bias)) = 4250. Poslednou vystupnou vrstvou je opat plne
prepojend vrstva, ktord sa skladd z 10 neurénov. V tomto pripade je vsetkych 10
neurénov vystupnej vrstvy prepojenych so vsetkymi 250 neurénmi z predchadzaji-
cej vrstvy, ¢o predstavuje 2500 spojeni.

Prehlad jednotlivych vrstiev tohto typu konvoluc¢nej neurdnovej siete je vidiet v
tabulke 3.4

Vstupnd 1/784 - 28 x 28
1. Konvoluéna 50 / 28800 5x5 24x 24
1. Subsamplingova 50 / 7200 2x2 12x 12
2. Konvolu¢na 100 / 6400 5x5 8x 8
2. Subsamplingova 100 / 1600 2x2 4x4
3. Konvolucéna 250 / 250 4x4 1x1
Vystupna 10 neurénov - -

Tab. 3.4: Prehlad rozmerov jednotlivych vrstiev stvrtej konvolu¢nej neurénovej siete
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3.2 Implementacia konvolu¢nej neurénovej siete

V tejto casti prace bude postupne popisana implementacia konvolu¢nyc neurénovych

sieti, ktoré boli popisané v predchadzajicej casti.

3.2.1 Dostupné frameworky pre implementaciu neurénovych

sieti v jazyku Java

Pred samotnou implementaciou som sa rozhodla najprv vybrat vhodny framework,
ktory bude pri implementacii pouzity. Pre jazyk Java bolo vytvorenych niekolko
frameworkov, ktoré si urcené pre implementaciu neurénovych sieti. V tejto casti
prace bude spomenutych niekolko z nich a na zaver bude vybrany jeden, ktory bude

pouzity pri implementacii.

a) Encog

Prvym spomenutym je open source framework Encog, ktory je okrem Javy imple-
mentovany aj pre jazyk C# a je vyvijany od roku 2008. Encog je zamerany na
implementaciu strojového ucenia a okrem podpory implementacie roznych druhov
neurénovych sieti, taktiez podporuje algoritmy pre SVM (Support Vector Machine),
generické programovanie alebo Hidden Markov model. Encog taktiez umoznuje po-
uzitie GPU pri implementéacii pre zrychlenie jednotlivych operacii a procesového
casu. K dispozicii je taktiez graficky workbench, pre pomoc pri tvorbe jednotlivych

modelov a ich trénovania [7].

b) JOONE

JOONE alebo aj Java Object Oriented Neural Engine je rovnako ako Encog open
source framework primarne ur¢eny pre implementaciu neurénovych sieti, ktory je k
dispozicii od roku 2005. Architektira JOONE je zalozend na komponentoch, ktoré je
mozno znovu pouzit, spajat ich s inymi komponentami, pripadne vkladat do réznych
projektov. Rovnako ako u Encog-u je aj u JOONE k dispozicii graficky workbench
pre tvobu jednoducht tvorbu modelov a ich trénovanie. Nevyhodou JOONE oproti
Encog-u je, ze JOONE je viac komplexny a v sucastnosti uz nie je aktivne podpo-

rovany, ¢im sa stava nevhodny pre pouzitie v modernych technolégiach [10].

c) Snipe

Dal$fm spomenutym frameworkom je Snipe, ktory je zdarma iba v pripade neko-
mercnych ucelov. Snipe bol vytvoreny D. Krieselom a jeho povodnym ciefom bolo

vytvorit vysoko vykonné simuldcie s velkym mnozstvom neurénpvych sieti, ktoré by
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boli trénované sucasne. Snipe je urceny pre profesionalnu implementaciu neuréno-
vych sieti a v sucastnosti nepodporuje ziadny typ grafického rozhrania pre tvorbu
modelov neurénovych sieti . Mnozstvo dokumentacie a rozsirenost Snipe nie je ak-

tudlne velkd, preto ani pouzitie tohto frameworku nie je priliz vhodné [8].

d) Neuroph

Poslednym spomenutym frameworkom je Neuroph, ktory vznikol v roku 2008 ako
diplomova praca na univerzite v Belehrade a jeho autorom je Zoran Sevarac. Ne-
uroph sa sklada z kniznic, ktoré zodpovedaju zakladnym konceptom neurénovych
sieti. Prikladom podporovanych architektir neurénovych sieti v Neuroph-e sii na-
priklad Perceptron, Viacvrstvovy perceptron s ucenim spétného sirenia, Hopfieldova
siet, Hebbianova, pripadne Kohonenova siet. Sticastou Neuroph-u je taktiez graficky
nastroj, v ktorom je mozné tieto siete jednoducho vytvorit, trénovat alebo testovat.
Aktudlna verzia Neuoroph 2.9 podporuje ako novinku niekolko funkcii pre pracu s

konvoluénymi neurénovymi sietami, bohuzial zatial nie v ramci grafického nastroja

[9].

3.2.2 Moznosti vyuzitia grafickych jednotiek pri implemen-
tacii v jazyku Java

V stcastnosti mnozstvo programovacich jazykov pomika okrem bezného programo-
vania, kedy program bezi na procesore (CPU), taktiez moznost sptustania programov
alebo Casti programov pomocou grafickych jednotiek (GPU). Samotnd GPU sa ty-
picky sklada z mnozstva procesorov, ktoré samy o sebe nie st extrémne vykonné, ale
uplatnuje sa tu paralelizmus, kedy niekolko réznych operacii méze bezat v rovnakom
case na roznych procesoroch. Vyuzitie GPU ma teda zmysel v pripadoch, kedy prog-
ram stravi mnozstvo ¢asu vypoctom zlozitych operacii, kedy pouzitie GPU umoznuje
zrychlenie tohto procesu pomocou vyuzitia paralelnych operacii.

Era programovatelnych grafickych jednotiek zacala az koncom 90. rokov 20. sto-
rocia, pred tym boli GPU vyuzivané ako grafické akceleratory, ktoré podporovali
vypocty len urcitych Specifickych funkcii. V stcastnosti je mozné pouzit dva spo-

soby programovania s vyuzitim GPU, ktorymi su OpenCL a CUDA.

a) OpenCL

OpenCL alebo Open Computing Language je prvym sposobom vyuzitia GPU pri
implementacii, je to prvy otvoreny standard pre multi—platformové paralelné prog-

ramovanie. OpenCL je vytvorené spolo¢nostou Khronos Group v roku 2008. Ako uz
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bolo spominané OpenCL umoznuje multi-patformové programovanie, ¢o znamena,
ze program napisany v OpenCL moze byt spusteny na procesoroch (CPU), gra-
fickych jednotkdch (GPU), programovatelnych hradlach (FPGA), pripadne inom
hardvéri. OpenCL poskytuje paralelné programovanie a v sticastnosti je dostupny
pre produkty firiem ako AMD, Apple, IBM, Intel, Nvidia alebo Samsung.

OpenCL sa sklada z niekolkych zdielanych objektov, ktoré umoznuji spustanie
vypoctov, pricom instalacny driver musi byt nainstalovany na kazdej platforme, aby
OpenCL bolo mozné tito platformu identifikovat. Vyhodou pouzitia OpenCL je
¢iastocna prenosnost programu pomocou zdielanej paméte, ktora umoznuje progra-
matorovi spustit program na podobnych platformach, ktoré nemusia byt hardvérovo
uplne rovnaké [30].

OpenCL je zlozeny z kniznice implementovanej v jazykoch C a C++ a prekla-
daca, ktory umoznuje spustanie vypoctov na jednotlivych platformach. Primarne
pouzitie OpenCL je teda s jazykom C++. Pre pouzitie v inych programovacich ja-
zykov ako je napriklad Python alebo Java existuju rozne API kniznice tretich stran,

konkrétne pre Javu st to napriklad:

a.l) Aparapi Aparapi je kniznica, ktord umoznuje vyvojarom vyuzivat vyhody
grafickych jednotiek (GPU) a akcelerovanych procesorovych jednotiek (APU) na-
miesto procesorovych jednotiek (CPU) pri sptstani paralelnych operacii v programe.
Aparapi pracuje tak, ze za behu programu konvertuje javovsky bytekéd do OpenCL
a nasledne ho spusta pomocou GPU. V pripade, ze Aparapi nie je schopnd spus-
tif operacie na GPU, su tieto operacie sptustané pomocou pracovnych vldkien tzv.
Java Thread Pool (JTP). Vyhodou Aparapi je, ze nie je zavisla na vyrobcoch gra-
fickych kariet, pretoze pracuje s OpenCL. P6vodne bola vyvinuta firmou AMD, ale
v stcastnosti je licencovana ako open-source [31].

a.2) JOCL Kniznica JOCL rovnako ako Aparapi pracuje s OpenCL principom,
teda umoznuje aplikdciam beziacich na javovskom virtualnom stroji (JVM) vyuzivat
funkcie OpenCL ako paralelizmus, vyssi vykon a sptstanie na réznych platformach
ako st okrem CPU aj GPU, FPGA. Kniznica JOCL je zloZen4 zo statickych metdd,
ktoré sémanticky zodpovedaju funkciam z OpenCL, len st syntakticky prisposobené

jazyku Java [33].

b) CUDA

CUDA alebo Parallel Computing Platform je platforma a programovaci model vy-

tvoreny firmou NVIDIA. CUDA je implementovana pomocou grafickych jednotiek
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(GPU) a umoznuje vyvojarom priamy pristup k vypocetnym jednotkdm ako st na-
priklad virtualne instrukcie alebo pamét priamo v CUDA grafickych jednotkach. Z
pohladu vyvojara je CUDA dostupna ako rozsirenie jazykov C/C++ alebo Fortran,
kde je kompilovand pomocou prikazu ,nvcc“. V pripade jazyka Java je mozné im-
plementovat CUDA grafické jednotky pomocou niekolkych kniznic ako st napriklad
Rootbeer alebo JCUDA.

Vyhodou CUDA je napriklad zdieland paméat medzi jednotlivymi vlaknami alebo
moznost Citania dat z roznych casti paméate. Najvacsou nevyhodou je, ze program
funguje len pre grafické karty, ktoré tuto platformu obsahujui, ¢o su grafické karty
vyvijané firmou NVIDIA. Problémom je taktiez spolupraca s inymi jazykmi ako je
napriklad OpenGL, kde OpenGL ma pristup do registrovanej CUDA paméte, ale
CUDA nema pristup do OpenGL pamate [35].

b.1) Rootbeer Kniznica Rootbeer umoznuje uzivatelovi spustit program im-
plementovany v jazyku Java na grafickej jednotke CUDA spolo¢nosti NVIDIA. Ro-
otbeer funguje tak, ze javovsky bytekod je prevedeny do CUDA programovacieho
jazyka, z ktorého je spustany na grafickej jednotke. Autorom tejto kniznice je Phil
Szeliga zo Syrakuzskej univerzity, ktorého cielom bolo vytvorenie kniznice, ktora
umoznuje vyuzitie vysokovykonnych grafickych jednotiek pri implementacii v ja-
zyku Java s minimalnym zasahom developera do procesov v grafickych jednotkach

a ich operovanim [36].

b.2) JCUDA JCUDA je primarne uréend pre interakciu s inymi CUDA knizni-
cami, respektivne umoznuje uzivatelovi volat v jazyka Java CUDA funkcie napisané
v jazykoch C alebo C++. JCUDA teda uzivatelovi neumoziuje vytvorenie vlastného
CUDA jadra a nasledne jeho spracovanie, v tomto pripade je vhodnejsie pouzitie

spominanej kniznice Rootbeer [34].

b.3) Encog Framework Encog bol spomenuty uz v predchadzajicej sekcii ako
framework urceny k implementécii neurénovych sieti. V sticastnosti sa Encog snazi
rozsirit svoju funkénost tym, Ze zac¢ina umoznovat spuistanie programov pomocou
grafickych jednotiek pomocou modelu CUDA. V sucastnosti Encog podporuje spus-
tanie len niektorych operacii pomocou GPU a je sucastou nastroja Encog for C,

ktory primérne slizi pre implementaciu neurénovych sieti v jazyku C.
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3.2.3 Implementacia navrhnutych modelov konvolu¢nych neu-

réonovych sieti

Na zaklade dostupnych frameworkov pre implementaciu konvoluénych neurénovych
sieti v prostredi programovacieho jazyka Java som sa nakoniec rozhodla implemen-
tovat modely konvolu¢nych sieti, navrhnutych v casti 3.1.2 vo frameworku Neuroph.
Pre pouzitie Neuroph-u som sa rozhodla, pretoze tento framework umoznuje pouzitie
vstavanych funkcii pre implementaciu konvoluénych neurénovych sieti. Nevyhodou
je, ze v aktualnej verzii, ktorou je Neuroph 2.9 nie je mozné pre pracu s konvolucnymi
neurénovymi sietami pouzit prislusny graficky nastroj, ale jednotlivé konvolucné ne-
urénové siete je nutné imlementovat manualne. Framework Neuroph je dostupny tu

[9].

a) Implementicia vstupnych dat

Pred vytvorenim samotnej konvolucnej neurénovej siete je nutné implementovat
dataset, ktory sluzi pre ucenie a nasledné testovanie konvolucnej neurénovej siete.
Ako uz bolo spominané pre ucenie a testovanie siete je pouzity dataset MNIST, ktory
vsak pred samotnym vlozenim do neurénovej siete musi by upraveny na potrebny
tvar.

U frameworku Neuroph sa pre vytvaranie datasetu pouziva trieda DataSet.
Kazdy DataSet je zlozeny z riadkov, kde kazdy riadok reprezentuje jeden vzor,
ktory je aplikovany do konvolucnej neurénovej siete. Tento riadok je definovany
prostrednictvom triedy DataSetRow a sklada sa zo vstupnych dat a pozadovaného
vystupu. V pripade datasetu MNIST je tento dataset ulozeny v Styroch siiboroch,
kde obrazky a k nim prislusné labely sa nachadzaji v rozliénych siboroch, ktorych
struktira je uvedena na webovych strankach datasetu MNIST, ktoré st uvedené tu
[11], preto je nutné tieto sibory upravit pred samotnym vytvorenim datasetu, ktory
bude predlozeny konvolu¢nej neurénovej sieti.

Pre implementéciu vytvorenia datasetu z MNIST stiborov bola vytvorena trieda
MNISTDataSet, ktorej vystupom je upraveny dataset, ktory méze byt nasledne pred-
loZeny konvolucénej neurénovej sieti. Tato trieda sa sklada z niekolkych metod, ktoré
umoznuju vytvorenie tohto datasetu. Prvou metédou je metéda nacitajObrazok,
ktorej vstupnymi parametrami sii cesty k sitborom s obrazkami a k nim prislusnymi
datasetmi. Tato metdda nasledne pomocou metédy getResourceAsStream nacitava
data z tychto siborov, odstranuje prebytocné data a vracia zoznam, ktory sa sklada
z bytovych dat obrazku a k nim prislusného labelu.

Dalsou metédou v triede MNISTDataSet je metéda vytvorDataset, cielom tejto
metody vytvorif vhodne upraveny dataset, ktory bude predlozeny konvolucnej ne-

urénovej sieti. Tato metdda je definovana dvomi parametrami, kde prvy parameter je
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zoznam MNSIT obrazkov, ktory bol vytvoreny v metéde nacitajObrazok a druhym
parametrom je uzivatelom zvoleny pocet obrazkov, ktoré budu z datasetu MNIST
pouzité. Kedze jednotlivé riadky definovaného datasetu maji vstupné aj ocakavané
data v datovom type double, je nutné prekonvertovat uz upravené MNIST obazky,
ktorych data st v datovom type byte. V ramci tejto metddy je teda zobrany uzi-
vatelom zvoleny pocet obrazkov zo zoznamu, nasledne su bytové data obrazku pre-
konvertované na hodnotu double a spolu s labelom st ulozené ako riadok datasetu
do premennej DataSet.

Poslednou metédou v triede MNISTDataSet je trieda nacitajDataSet, ktora
spravuje predoslé dve metddy. Parametrami tejto metody st uzivatelom zadané
cesty k siborom s obrazkami a labelmi, dalsim parametrom je uzivatelom definovany
pocet kolko obrazkov a labelov z MNIST datasetu bude pouzitych pre dataset, ktory

bude predlozeny konvolu¢nej neurénovej sieti.

b) Vytvorenie konvolu¢nej neurénovej siete

Po nacitani potrebnych datasetov pre ucenie a testovanie siete, pokracujem v prog-
rame samotnou implementaciou konvoluénej neurénovej siete. V prostredi Neuroph
je konvoluéna siet definovana prostrednictvom triedy ConvolutionalNetwork. Po
vytvoreni objektu, ktory predstavuje konvolu¢ni neurénovu siet sa postupne prida-
vaju jednotlivé vrstvy konvolu¢nej neurénovej siete. Pre kazdy typ vrstvy neurénovej
siete obsahuje Neuroph Specifické triedy.
Konvoluéna vstva siete je definovand prostrednictvom triedy ConvolutionalLayer.

Pri vytvarani objektu pre konvoluént vrstvu, je nutné definovat niekolko atribttov.
Prvym atributom je vrstva, na ktord bude konvolucéna vrstva aplikovana, dalsim
atributom recepcéné pole, ktoré je definované vramci triedy Kernel a je urceny svo-
jimi rozmermi. Poslednym atribiitom konvolucnej vrstvy je pocet recepcnych poli,
ktory je pouzity v tejto vrstve. Priklad vytvorenia konvolucnej vrstvy je uvedeny na

nasledujicom priklade:

ConvolutionallLayer konvolucnaVrstval = new Convolutionallayer

(vstupnaVrstva, konvolucneJadro, 6);

Dalsou vrstvou, ktord je pouzitd v konvoluénych neurénovych sietach je vrstva
subsamplingova. Tato vrstva je v prostredi frameworku Neuroph definovana pro-
strednictvom triedy PoolinLayer. Rovnako ako u konvoluénej vrstvy aj pri vytva-
rani objektu pre subsamplingovi vrstvu je nutné definovat niekolko atributov. Pr-
vym atributom sa rovanko ako u konvolucnej vrstvy definuje vrstva konvoluénej ne-

urénovej siete, na ktort bude subsamplingova vrstva aplikovand. Druhym atribiitom
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pri vytvareni subsamplingovej vrstvy je jadro, ktoré bude aplikované na definovani
vrstvu. Toto jadro je rovnako ako v predchadzajicom pripade definované pomocou
triedy Kernel a je urc¢ené svojimi rozmermi. Priklad vytvorenia subsamplingovej

vrsvy v prostredi frameworku Neuroph je ukazany na nasledujicom priklade:

Poolinglayer subsamplingVrstval = new Poolinglayer

(konvolucnaVrstval, subsamplingJadro);

Poslednou vrstvou, ktord je pouzitd v navrhnutych konvoluénych neurénovych
sietach je plne prepojend vrstva, ktora sluzi ako vystup konvolucnej neurénovej siete.
Tato vrstva je v prostredi frameworku Neuroph definovana v triede Layer a pri
vytvarani prislusného objektu, uzivatel definuje ako atribity pocet neurénov v tejto
vrstve a vlastnosti tychto neurénov. Priklad vytvorenia tejto vrstvy konvolucnej

neurénovej siete je ukazany na nasledujicom priklade:

Layer vystupnaVrstva = new Layer (10, neuron);

Ako bolo spomenuté, pred vytvorenim samotnej plne prepojenej vrstvy je nutné
vytvorit a definovat neurény pouzité v tejto vrstve. Neurény st v prostredi Neuroph
definované prostrednictvom triedy NeuronProperties a jednotlivé atribity sa de-
finuju prostrednictvom metédy setProperties. V ramci prace som pre jednotlivé
neurény definovala atribity ako useBias, v rdmci ktorého je pre dant konvoluéni
neurénovi siet nastaveny pomocny Bias neurén s hodnotou +1. Dalsim nastavenym
atributom pre neurény je transferFunction, ktory predstavuje aktivacni funkeiu,
ktora je nastavena ako funkcia sigmoid, ktora je graficky zobrazena v casti 1.1.2.
Poslednym atribtitom pri nastaveni neurénov je inputFunction, ktord pocita vnu-
torné hodnoty jednotlivych neurénov na zaklade vah a biasu. Priklad nastavenia

atribitov pre neurény v prostredi Neuroph je ukdzany na nasledujicom priklade:

NeuronProperties neuron = new NeuronProperties();

NeuronProperties neuron = new NeuronProperties();

neuron.setProperty("useBias", true);
neuron.setProperty("transferFunction",TransferFunctionType.SIGMOID) ;

neuron.setProperty("inputFunction",WeightedSum.class);

Po vytvoreni jednotlivych vrstiev je nutné tieto vrstvy pridat do uz vytvore-
nej konvoluénej neurénovej siete. Pridavanie vrstiev je umoznené pomocou metody
addLayer, ktora je sucastou triedy ConvolutionalNetwork. Priklad priddvania vrs-

tiev do konvolucnej neurénovej siete je vidiet na nasledujicom priklade:
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konvolucnaSiet.addLayer (vstupnaVrstva) ;
konvolucnaSiet.addLayer (konvolucnaVrstval) ;

konvolucnaSiet.addLayer (subsamplingVrstval);

Po pridani jednotlivych vrstiev do konvoluénej neurénovej siete je nutné susedné
vrstvy medzi sebou prepojif. Toto prepojenie je zabezpecené prostrednictvom me-
tody fullyConectMapLayers, ktora je sucastou triedy ConvolutionalUtils a ako
parametre metody si dosadené susedné vrstvy konvolucnej siete, ktoré maji byt
spojené. Priklad pouzitia spojenia dvoch vrstiev konvolu¢nej neurénovej siete meto-

dou fullyConectMapLayers je ukazana na nasledujicom priklade:

ConvolutionalUtils.fullConectMapLayers (vstupnaVrstva, konvolucnaVrstval);

Pred zahajenim samotného ucenia konvolucnej neurdénovej siete je nutné na-
stavif vstupné a vystupné neurény siete. Tieto nastavenia sa realizuju prostred-
nictvom metéd setInputNeurons a setOutpuNeurons, ktoré su sicastou triedy
ConvolutionalNetwork. Parametrami tychto metod si neurdény vstupnej a vystup-
nej vrstvy konvoluc¢nej neurénovej siete. Priklad nastavenia vstupnych a vystupnych

neurénov konvoluc¢nej neurénovej siete je vidiet na nasledujicom priklade:

konvolucnaSiet.setInputNeurons(vstupnaVrstva.getNeurons());

konvolucnaSiet.setOutputNeurons (vystupnaVrstva.getNeurons());

Po nastaveni struktiry konvolu¢nej neurénovej siete je v programe nastaveny typ
uciaceho algoritmu, ktory bude v sieti pouzity. V pripade implementovanych kon-
volu¢nych neurénovych sieti je pre ucenie sieti pouzity algoritmus BackPropagation
upraveny pre konvoluéné neurénové siete, ktory v prostredi frameworku Neuroph
zabezpecuje trieda ConvolutionalBackpropagarion, ktora je dosadena ako atribut
do metddy setLearningRule, ktora je sicastou triedy ConvolutionalNetwork. Pri-
klad nastavenia ucenia pre vytvorenu konvolucnu sief je ukdzany na nasledujicom

priklade:

konvolucnaSiet.setLearningRule (new ConvolutionalBackpropagation());

Po nastaveni typu ucenia konvolucénej neurénovej siete nasleduje samotné ucenie
siete. Toto ucenie je realizované prostrednictvom metddy learn, ktora je sucastou
triedy ConvolutionalNetwork. Parametrom tejto metédy je obejkt triedy DataSet,
ktory bol vytvoreny v casti 3.2.3. Priklad spustenia ucenia siete v prostredi Neuroph

je ukazana na nasledujicom priklade:
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konvolucnaSiet.learn(trainSet);

Vystupom implementovanych konvoluénych neurénovych sieti je vysledna chy-

bovost konvolu¢nej neurénovej siete a cas, ktory sief stravila ucenim.

3.2.4 Implementacia vypoctou v konvoluc¢nej neurénovej sieti

pomocou GPU

V stcastnosti sa pri implementacii konvoluénych neurénovych sieti pouziva pre
urychlenie niektorych vypoctov implementacia pomocou grafickych jednotiek. V
tejto praci som sa rozhodla niektoré vypocty v navrhnutych konvoluénych sietach
spustit pomocou grafickych jednotiek a vysledky porovnat s vysledkami, ktoré boli
dosiahnuté v pripade, Ze aplikacia bezala iba pomocou procesorovych jednotiek.

Pre implementaciu, ktora je schopna bezat na grafickych jednotkach som sa
rozhodla pouzit jazyk OpenCL, ktory je schopny bezat na vi¢som mnozstve druhov
grafickych kariet (nielen na grafickych kartdch NVIDIA ako je to u CUDA). Pri
implemntacii som ako framework pouzila kod Ivana Vasileva zalozeny na kniznici
Aparapi, ktory je licencovany pomocou MIT licencie a teda je mozné tento kéd volne
pouzivat, rozsirovat a modifikovat. V tomto koéde je implementacia konvolu¢nych
neurénovych sieti optimalizovana tak, ze niektoré vypocty je mozne spustat pomocou
grafickych jednotiek, tento kod je dostupny na [27].

V ramci tejto diplomovej prace som sa rozhodla implementovat a porovnat rych-
lost vypoctov v jednotlivych vrstvach navrhnutych konvoluénych neurénovych sie-
tach. V prvom rade pri implementécii a najmé spustani programu je nutné mat na
vsetkych jednotkach, ¢i uz grafickych alebo procesorovych nainstalovany OpenCL.
OpenCL je mozné stiahnut individualne ako drivery pre rozne typy podporovanych
zariadeni, napriklad pre NVIDIA grafické jednotky, je OpenCL dostupny na [28],
pri Intel procesory je OpenCL dostupny na [29].

Po instalacii OpenCL na grafické a procesorové jednotky, sa v programe prepina-
nie medzi tymito jednotkami nastavuje pomocou metédy setExecutionMode, ktora

je sucastou triedy Environment. Tento prikaz ma pre CPU v programe tvar:

Environment.getInstance() .setExecutionMode (Kernel .EXECUTION_MODE.CPU) ;

V pripade pouzitia GPU je tento prikaz v tvare:

Environment.getInstance() .setExecutionMode (Kernel .EXECUTION_MODE.GPU) ;
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Nésledne je v programe pre jednotlivé vrstvy siete nastavené meranie kolko ¢asu pre
vypocet konkrétnej vrtvy. Vypocet prebieha pomocou metdédy CurrentTimeMillis,
ktora sa pred samotnym vypoctom ulozi do premennej start aktualny cas prog-

ramu. Tato metdda je sucasfou triedy System.

Na zaciatku programu je najprv vytvoreny model konvoluénej neurénovej siete.
Tento model zodpoveda navrhnutym konvoluénym siefam v ¢asti 3.1.2. Konvolu¢na
neurénova siet je v tomto pripade vytvorena pomocou metdédy convNN, ktord je
stucastou triedy NNFactory. V tomto pripade si parametre konvoluénej neurénovej
siete zadané ako parameter metdédy layers, kde prva vrstva konvoluénej neurénovej
siete musi obsahovat tri parametre, kde prvy parameter predstavuje riadky vstup-
nej vrstvy, druhy parameter predstavuje stipce a treti parameter predstavuje pocet
filtrov, v tomto pripade je tato hodnota rovna vacsinou hodnote 1. V pripade, Ze za
vstupnou vrstvou nasleduje vrstva konvolucnd, musi v tejto metéde obsahovat Styri
parametre, kde prvy parameter predstavuje pocet riadkov recepc¢ného pola, druhy
parameter predstavuje pocet stipcov recepcného pola, treti parameter reprezentuje
pocet recepénych poli a stvrty parameter predstavuje hodnotu o kolko pixelov sa
jednotlivé recepcéné polia posuvat po predchadzajicej vrstve.V pripade, Zze konvo-
lu¢na neurdénova siet obsahuje subsamplingovt vrstvu, je v tejto metdde definovana
prostrednictvom dvoch parametrov, ktorymi st riadky a stipce subsamplingového
pola. V pripade poslednej plne prepojenej vrstvy je tato vrstva v metode definovana
jednym é&slom, ktoré uréuje poéet neurénov. Dalsim parametrom metédy je para-
meter addBias, ktory udava, ¢i v konvolu¢nej neurénovej je pri vypoctoch pouzita
hodnota biasu +1. Prikaz vytvorenia konvolu¢nej neurénovej siete, ktora zodpoveda

konvoluénej sieti 1 z ¢asti 3.1.2 ma nasledujuici tvar:

NeuralNetworkImpl nn = NNFactory.convNN(new int[][] { { 28, 28, 1 },
{20, 20, 10, 1 }, {9, 9 }, {10} }, true);

Nasledne st z konvolucnej neurénovej siete postupne vyberané jednotlivé vrstvy
konvolucnej siete a pocitané ich hodnoty. U konvolucnej vrstvy si hodnoty tejto
vrstvy pocitané pomocou triedy AparapiConv2D, ktora umoznuje, ze tento vypo-
¢et moze byt spusteny ako na procesorovych tak aj na grafickych jednotkach. Pre
vytvorenie objektu tejto triedy je nutné najprv vybrat dant konvolu¢nu vrstvu z
konvoluc¢nej neurénovej siete. Tato konvolucna vrstva sa vytvara ako objekt triedy

Conv2DConnection a prikaz je v tvare:

Conv2DConnection konvolucnaVrstva = (Conv2DConnection) KonvolucnaSietl

.getInputLayer () .getConnections() .get(0);
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Dalsfm parametrom pre vytvorenie objektu, ktorj umozituje vipocet konvolucnej
vrstvy pomocou triedy AparapiConv2D je objekt, ktory obsahuje hodnoty jednot-
livych pixelelov konvolucnej neurénovej vrstvy, tento objekt je vytvoreny z triedy
ValuesProvider a jednotlivé hodnoty z konvolucnej vrstvy si ziskané pomocou ite-
ratora. Poslednym parametrom je nasledujica vrstva. Samotné spustenie vypoctu
je realizované pomocou metdédy calculate, ktorej parametre si rovnaké ako pri

vytvarani objektu a prikaz je v tvare:

conv.calculate(konvolucnaVrstva, vypocet, konvolucnaVrstva

.getOutputLlayer());

Pre vypocet subsamplingovej vrstvy je pouzita trieda AparapiMaxPooling?2D, ktora
obsahuje metodu calculate, ktord sprostredkovava vypocty v tejto vrstve. Tato
metoda obsahuje tri parametre, kde prvym parametrom je zoznam spojeni, ktoré
mé subsamplingova vrstva s predchadzajicou vrstvou. Dal$im parametrom je objekt,
ktory obsahuje hodnoty jednotlivych prvkov subsamplingovej vrstvy, tento objekt
je opat stucastou triedy ValuesProvider. Poslednnym parametrom je rovnako ako
u vypoctu konvolucnej vrstvy vrstva, ktora nasleduje za touto subsamplingovou
vrstvou.

Déta v tomto pripade nie st konvolucnej sieti dodavané prostrednictvom data-
setu, ale manudalne u konvoluc¢nej vrstvy je to prostrednictvom metéd getWeights
a setElements. Do subsamplingovej vrstvy si tieto hodnoty kopirované prostred-

nictvom pomocného pola.

3.3 Struktira a spustenie programu

Program implementovany v ramci tejto diplomovej prace je ako uz bolo spominané
v prostredi jazyka Java a sklada sa z 2 balickov. Prvy balickom je balicek Konvoluc-
naSiet, ktory sa sklada z tried, v ktorych st implementované jednotlivé konvolucné
siete. V triedach MNISTKnnl1 az MNISTKnnj si implementované jednotlivé kon-
volucné siete pomocou frameworku Neuroph, ktoré boli navrhnuté v casti 3.1.2 a
implementacia bola popisana v casti 3.2.3. Metody, ktorymi st jednotlivé triedy
spustané zodpovedaji nazvom tried. Tieto metdédy maju jeden parameter, ktorym
je pocet vzorov, ktoré bude konvoluéna neurénova siet pouzivat pri uceni.
Implementacia vypoctov jednotlivych vrstiev konvolu¢nych neurénovych sieti po-

mocou grafickych jednotiek, ktord je popisana v casti 3.2.4, sa nachadza v triedach
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KnnGPU1 az KnnGPUJ4, kde kazda trieda opéf zodpoveda jednotlivym konvoluc-
nym neurénovym sietam, ktoré boli navrhnuté v casti 3.1.2. Kazda trieda obsahuje
jednu metodu, ktora spusta vypocty jednotlivych vrstiev, tieto metody neobsahuju
ziadne parametre.

Spustacou triedou je trieda KNN, v ktorej je implementované vytvorenie objektov
jednotlivych tried a spustenie prislusnych metéd.

Dalsfm balickom programu je balicek MNIST, ktory obsahuje implementéciu
spracovania vstupnych dat popisant v casti 3.2.3. Tento bali¢ek taktiez obsahuje
subory datasetu MNIST.
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4 DOSIAHNUTE VYSLEDKY

V tejto casti prace budi postupne ukazané a porovnané vystupy jednotlivych imple-
mentovanych konvoluénych neurénovych sieti, ktoré boli popisané v predchadzajicej
kapitole. Pri testovani a spustani jednotlivych konvoluénych neurénovych sieti bol
pouzity procesor Intel Core i7-36320Q0M CPU @ 2.20GHz. Pri testovani spustani
konvoluénych neurénovych sieti prostrednictvom grafickych jednotiek bola pouzita
grafickd karta NVIDIA GeForce GT 635M.

4.1 Vysledky prvého modelu konvolu¢nej neuré-

novej siete

Ako prvy model konvoluénej neurénovej siete bola v casti 3.1.2 navrhnutd mensia
konvolu¢néa neurénova siet, ktord sa sklada z jednej konvolucnej a jednej subsam-
plingovej vrstvy. Prehlad jednotlivych vrstiev tejto siete je mozné vidiet v tabulke
3.1.

Pocas testovania tejto konvolucnej neurénovej siete bolo na tito siet aplikova-
nych niekolko testov, ktorych cielom bolo zistit aki chybovost bude konvoluéna
neurénova siet dosahovat a za aky cas je sief schopna naucit sa predlozené mnozstvo
dat. Pri testovani sieti bol algoritmus Backpropagation pre konvoluéné neurénové
siete nastaveny tak, ze ucenie siete prebiehalo v piatich iteraciach tohto algoritmu.

V prvom teste bolo konvolu¢nej neurénovej sieti predlozenych 1000 vzorov z datastu

100%

90%

BO%

70% A

60% -
50% - B Chybovost v %

40% W Uspeénostv %

30% A

20% A

10% A

0% A T 1
1000 vzorov 10000 vzorov 60000 vzorov

Obr. 4.1: Graf zobrazujtci chybovost v prvej konvolu¢nej neurénovej sieti
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MNIST. V tomto pripade ucenie sieti trvalo 133.124 sektind, ¢o je priblizne 2 minuty
a 13 sekind, po tomto uceni dosahovala tspesnost siete hodnotu 55%.

V druhom teste bolo konvolu¢nej neurénovej sieti predlozenych 10000 vzorov z da-
tabazy MNIST. V tomto teste trvalo ucenie siete priblizne 8 minit a 15 sekind a
uspesnost siete dosahovala hodnotu 57%.

V poslednom tretom teste bolo konvolu¢nej neurénovej sieti predlozend cela data-
bazy MNIST zlozena zo 60000 vzorov. V tomto pripade ucenie siete trvalo priblizne
jednu hodinu a 42 minut a uspesnost siete dosahovala hodnotu 59%. Vysledky do-
siahnuté testovanim siete si zobrazené v grafe 4.1, ktory zobrazuje tispesnost siete
v jednotlivych testoch a v grafe 4.2, ktory zobrazuje casi, ktoré sief stravila ucenim
v jednotlivych testoch.
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Obr. 4.2: Graf zobrazujtci ¢asovy priebeh priebeh konvolu¢nej neurénovej siete

4.2 Vysledky druhého modelu konvolu¢nej neuré-

novej siete

Ako dalsi model konvoluénej neurénovej siete bola navrhnuté konvolu¢na neurénova
siet, ktora sa skladala z troch konvolu¢nych vrstiev, dvoch subsamplingovych vrs-
tiev a jednej plneprepojenej vystupnej vrstvy. Zobrazenie struktiry a jednotlivych
vrstiev tejto konvolucnej siete je mozné vidiet v tabulke 3.2. Rovnako ako u pred-
chadzajiceho modelu konvolu¢nej neurdénovej siete, aj v tomto pripade bolo na siet
aplikované tri série testov, kde v prvom teste bol sieti predlozeny dataset MNIST s

1000 vzormi, v dalsom teste bol sieti predlozeny dataset s 10000 MNIST vzormi a v
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Obr. 4.3: Graf zobrazujtci chybovost v druhej konvolu¢nej neurénove;j sieti

poslednom teste bol sieti predlozeny cely dataset MNIST so 60000 vzormi. Rovnako
ako v predchadzajicom pripade, aj tu bol algoritmus Backpropagation pre konvo-
lucné neurénové siete aplikovany v piatich iteraciach.

V prvom teste bola konvoluéna neurénova siet schopna naucit sa pouzity dataset za
45 sekund a uspesnost siete dosahovala hodnotu 89%.

V druhom teste ucenie konvolucnej neurénovej siete trvalo 4 mintty a 55 sektund a
uspesnost siete dosahovala hodnotu 90%.

V poslednom teste zvladla siet ucenie za hodinu a 6 minit a tspesnost siete bola
94%.

Dosiahnuté vysledky ziskané testovanim tohto modelu konvoluénej neurénovej siete
je vidiet v grafe 4.3, ktory zobrazuje chybovost siete v jednotlivych testoch a v grafe
4.4, v ktorom je zobrazeny cas, ktory konvolucna neurdénova sief stravila ucenim

jednotlivych datasetov.

4.3 Vysledky tretieho modelu konvoluc¢nej neuré-

novej siete

Ako treti model konvolu¢nej neurénovej siete bola vytvorend vacsia konvolucna ne-
urénova siet ktora sa skladala zo Styroch konvoluénych vrstiev, troch subsamplin-
govych vrstie a jednej plneprepojenej vystupnej vrstvy. Struktiru tejto konvolucnej
siete a prehlad jednotlivych vrstiev je mozné vidiet v tabulke 3.3.

Rovnako aj v tomto pripade boli na konvoluént neurénovi sief aplikované tri testy
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Obr. 4.4: Graf zobrazujuici ¢asovy priebeh druhej konvoluénej neurénovej siete

100%

B0%

B0%

T0% -

60% -

50% - B Chybovost v %

40% - W Uspeinostv %

30% -

20% -

10% -

1000 vzorov 10000 vzorov 60000 vzorov

Obr. 4.5: Graf zobrazujtci chybovost v tretej konvolu¢nej neurénovej sieti

s datasetmi obsahujticimi 1000, 10000 a 60000 MNIST vzormi. V prvom teste trvalo
sieti ucenie daného datasetu s 1000 vzormi priblizne jednu minttu a 5 sekind a
uspesnost siete dosahovala hodnotu 54%.

V nasledujicom teste trvalo konvolucnej sieti uc¢enie datasetu o velkosti 10000 vzo-
rov 15 minit a 10 sekind. Uspesnost siete dosahovala v tomto pripade 60% .

V poslednom teste ucenie konvolucnej neurénovej siete datasetom o 60000 vzorov

trvalo tejto sieti priblizne hodinu a 15 minut a tsesnost siete dosahovala hodnotu
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Obr. 4.6: Graf zobrazujuci ¢asovy priebeh tretej konvolu¢nej neurénovej siete
70%.

4.4 Vysledky stvrtého modelu konvolu¢nej neuré-

novej siete

V poslednom stvrtom modely konvolu¢nej neurénovej siete bola navrhnuté konvo-
lu¢na neurénova sief, ktora sa z hladiska poctu a organizacie jednotlivych vrstiev
zhoduje s druhym typom konvolu¢nej neurénovej siete. Rozdiel medzi tymito mo-
delmi je v pouzitom mnozstve filtrov v jednotlivych vrstvach konvolucénej neurénove;j
siete. Prehlad struktiry tejto konvolucnej neurénovej siete a jej vrstiev je mozné vi-
diet v tabulke 3.4.

Rovnako aj v tomto pripade boli na konvoluéni neurénovi siet aplikované tri testy,
ktoré sa medzi sebou lisili vo velkosti pouzitého datasetu a to vo velkostiach 1000,
10000 a 60000 MNIST vzorov. V prvom teste bola siet u¢ena datasetom o velkosti
1000 vzorov a toto ucenie trvalo konvolucnej neurénovej sieti priblizne 40 minut a
15 sekind a tspesnost siete bola 81%

V dalsom teste trvalo konvolucénej neurénovej sieti ucenie datasetu o 10000 vzorov
priblizne 5 hodin a 45 mintt. Uspesnost siete dosahovala v tomto pripade hodnotu
89%.

V poslednom teste s pouzitim datasetu 60000 znakov trvalo konvolu4nej neurénove;j
sieti ucenie priblizne 29 hodin 15 minit a tspesnost siete v tomto pripade dosahovala
hodnotu 95%.
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Obr. 4.7: Graf zobrazujuci chybovost v stvrtej konvolu¢nej neurénovej sieti
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Obr. 4.8: Graf zobrazujuci ¢asovy priebeh stvrtej konvolucnej neurénovej siete

4.5 Porovnanie vysledkov jednotlivych modelov

konvolu¢nych neurénovych sieti

V tejto casti prace som sa rozhodla porovnat vysledky jednotlivych konvoluénych
neurénovych sieti vzajomne medzi sebou, aby bolo jasne a prehladne vidiet, ktora z

vytvorenych konvoluénych neurénovych sieti je najvhodnejsia k pouzitiu vzhladom
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Obr. 4.9: Graf porovnanie tspesnosti konvolu¢nych neurénovych sieti pre 1000 vzo-

rov

k tspesnosti thadnutych vzorov, ale aj k casu, ktory konvoluéna neurénova sief
stravila u¢enim jednotlivych vzorov.

V prvom priklade bolo k uc¢eniu konvoluc¢nych sieti pouzitych 10000 vzorov. Ako

je vidno na grafe 4.12 najvyssiu uspesnost okolo 80% dosiahli konvolu¢éna naurénova
siet 2 a konvoluéna neurénova siet 4, ktoré tvorili v spomenutych architektirach
stredne velké konvolucné siete, ktoré sa skladali z 3 konvoluénych vrstiev (s recepc-
nymi polami vo velkosti 5 x 5 a 4 x 4) a z 2 subsamplingovych vrstiev (s velkostou
filtrov 2 x 2). U mensej konvolucnej siete 1, ktora sa skladala z jedenej konvoluéne;
vrstvy (s velkostou rececného pola 20 x 20) a jednej subsamplingovej vrstvy (s vel-
kostou filtru 9 x 9) bola tspesnost siete podstatne nizsia a to iba 55%.
U najvicsej konvolucnej siete 3, ktora sa skladala zo 4 konvolu¢nych vrstiev (s vel-
kostou recepénych poli 2 x 2) a 3 subsamplingovych vrstiev (s velkostou filtrov 2 x 2)
neboli vysledky z hladiska tispesnosti siete taktiez velmi priaznivé a dosahovali hod-
notu iba 54%.

7 hladiska doby, ktoru jednotlivé konvoluéné neurénové siete stravili ucenim
1000 vzorov z databazy MNIST stravila najviac ¢asu u¢enim konvolu¢na neurénova
siet 4, ktora zo spomenutych konvolué¢nych neurénovych sieti obsahuje najviacsi po-
et recepcnych poli v jednotlivych vrstvach (konkrétne v prvej vrstve-50, v druhej
vrstve—100, v tretej vrstve-250), ¢o je v porovnani s ostanymi sietami viac ako dvoj-
nasobok v kazdej vrstve. Ako je vidiet v grafe 4.13 dosahuje konvol¢na neurénova

siet 4 s ¢asom priblizne 40 minit niekolko nasobne vyssiu hodnotu ako ostatné kon-
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Obr. 4.10: Graf porovnanie tispesnosti konvolu¢nych neurénovych sieti pre 1000 vzo-
rov

volu¢né neurénové siete. V porovnani s konvoluc¢nou neurénovou sietou 2, ktora sa
1i8i len v pocte recepénych poli (konkrétny pocet recepénych poli v prvej vrstve—6,
v druhej vrstve—-16, v tretej vrstve-120), ucenie trvalo iba 45 sekind. Najmensej
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Obr. 4.11: Graf porovnanie ¢asovych priebehov konvolu¢nych neurénovych sieti pre
1000 vzorov

konvoluc¢nej neurénovej sieti 1 s desiatimi vac¢simi recepénymi polami trvalo ucenie
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nieco cez 2 minity. U konvoli¢nej neurénovej sieti 3, ktorej pocet recepénych poli
v jednotlivych vrstvach (konkrétne v prvej vrstve-6, v druhej vrstve-16, v tretej
vrstve—120 a v Stvrtej vrstve—150) je podobny ako u konvolucnej neurénovej siete 2

dosiahol ¢as ucenia siete nie¢o cez 1 minutu.

V druhom pripade bolo jednotlivym konvoluénym siefam poskytnutych 10000

vzorov pre ucenie sieti. Ako je vidief na grafe 4.12 pomer uspesnosti u jednotlivych
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Obr. 4.12: Graf porovnanie tspesnosti konvoluénych neurénovych sieti pre 10000

VZOrov

konoluc¢nych neurénovych sieti sa velmi nezmenil. Najvaciu ispesnost dosiahli opét
konvolu¢néa neurénova sief 2 a konvolucna neurénova siet 4, u ktorych sa v tomto
pripade zvysila tspesnost z 80% na 90%. U mensSej konvolucnej siete sa zvysila
uspesnost z 55% na 59% a u poslednej konvolucnej siete 3 sa tUspeSnost zvysila z
54% na 60%.

Z hladiska doby, ktort konvoluéné neurénové siete stravili uc¢enim a ktord je
zobrazend v grafe 4.13, je opat vidiet, ze pomer medzi dobami jednotlivych kon-
volu¢nych sieti sa velmi nezmenil. Najviac casu ucenim opéat stravila konvolucna
neurénova siet, ktord ucenim stravila 5 hodin a 45 sekind, ¢o je niekolko nasobne
viac ako u ostatnych sieti, kde maximalna doba ucenia dosahovala nieco cez 15 mi-
nit u konvolucnej siete 3.
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Obr. 4.13: Graf porovnanie ¢asovych priebehov konvolu¢nych neurénovych sieti pre
10000 vzorov

V poslednom teste, kedy bolo konvolué¢nym neurénovym sietam predlozenych
60000 vzorov z databidzy MNIST. Podobne ako v predchadzajucich pripadoch sa

pomery vysledkov zobrazenych v grafoch 4.14 a 4.15 velmi nezmenili. Z hladiska
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Obr. 4.14: Graf porovnanie uspesnosti konvoluénych neurénovych sieti pre 60000
VZOrov

uspesnosti dosiahli najlepsie vysledky opéat konvoluc¢na neurénova sief 2 a konvo-
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luénd neurénova siet 4, u ktorych tspesnost vzrastla na hodnotu priblizne 95%. U
mensej konoluénej neurénovej siete 2 dosiahla maxinmaéalna tispesnost hodnotu okolo

60% a u konvoluc¢nej siete 3 dosiahla maximélna tspesnost siete hodnotu 71%. Z
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Obr. 4.15: Graf porovnanie ¢asovych priebehov konvolu¢nych neurénovych sieti pre
60000 vzorov

hladiska casu, ktoré konvolucéné neurénové siete stravili ucenim, opéf jednoznacne
vedie konvolu¢na neurénova sief 4, ktora ucenim stravila viac ako 29 hodin. Pre po-
rovnanie u konvolucnej neurénovej siete 1 dosahoval ¢as ucenia hodnotu 1 hodinu a
42 mimit, u konvolu¢nej neurénovej siete 3 dosahovala doba ucenia 1 hodinu a 15 mi-

nit, u poslednej konvoluénej neurénovej siete 2 bola doba ucenia nieco cez 1 hodinu.

7. dosiahnutych vysledkov je vidiet, Ze pre optimalnu tispesnost konvoluc¢nej ne-
urénovej siete je nutné zvolit vhodnu architektiru siete, ktora nezavisi vyhradne na
velkosti konvolucénej neurénovej siete, ani na mnozstve pouzitych recepénych poli,
ale je nutné pouzit vhodnu kombinéciu tychto faktorov. Na druht stranu z hladiska
casovej narocnosti konvolucénej neurénovej siete je vidiet, Ze s va¢sim mnozstvom po-
uzitych recepénych poli sa zvysSuje ¢asova naroc¢nost konvolucnej neurénovej siete,

pricom tspesnost siete rastie len nepatrne.
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4.6 Porovnanie vypoctov jednotlivych vrstiev me-
dzi GPU a CPU

V tejto casti prace st zobrazené a porovnané dosiahnuté vysledky ziskané z merania
casu, ktory je porebny pre vypocty hodndt jednotlivych vrstiev v konvoluénych
neurénovych sietach. V tabulkach 4.1, 4.2, 4.3 a 4.4 si zobrazené vysledky tychto
merani pre modely konvoluénych neurénovych sieti, ktoré boli navrhnuté v casti
3.1.2. Na zéklade vysledkov, ktoré su zobrazené v uvedenych tabulkach je vidiet, ze

vypocty pomocou grafickych jednotiek trvaju kratsie ako casové vysledky u vypoctov

realizovanych pomocou procesorovych jednotiek.

1.Subsamplingova | 0.15 | 0.096

Konvoluéna 1.846 1.317 —
- - 2.Konvolu¢na 0.236 | 0.088
Subsamplingova | 0.25 0.095 - -
2.Subsamplingova | 0.185 | 0.101
Tab. 4.1: Porovnanie vypoctov CPU a 3.Konvolucna 0.2 0.085

GPU v konvoluc¢nej neurénovej sieti 1 .
Tab. 4.2: Porovnanie vypoctov CPU a

GPU v konvoluc¢nej neurénovej sieti 2

1.Konvolucna 0.774

1.Subsamplingova | 0.165 | 0.095 1.Konvolucna 0.812 | 0.774
2.Konvoluéna 0.154 | 0.087 1.Subsamplingova | 0.136 | 0.098
2.Subsamplingova | 0.132 | 0.09 2.Konvoluéna 0.416 | 0.108
3.Konvoluéna 0.144 | 0.087 2.Subsamplingova | 0.135 | 0.087
3.Subsamplingova | 0.141 0.09 3.Konvoluéna 0.135 | 0.091
4.Konvolu¢na 0.147 | 0.091

Tab. 4.4: Porovnanie vypoctov CPU a
Tab. 4.3: Porovnanie vypoctov CPU a  GPU v konvolu¢nej neurénovej sieti 4

GPU v konvolu¢nej neurénovej sieti 3

Vypocty pouzité v tejto casti neboli prilis ¢asovo narocné a teda casové rozdiely

nie su priliz rozlisné. Z hladiska rozsiritelnosti tejto prace by bolo mozné aplikovat
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grafické jednotky pri vypocte zlozitejsich operacil v konvolu¢nych neurénovych sie-
tach, ako je napriklad ucenie tychto sieti a porovnat tito dobu s dobou, ktort siet

stravila ucenim s pouzitim procesorovych jednotiek.
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5 ZAVER

Tato préaca bola venovana problematike neurénovych sieti a naslednym zameranim
sa na Specialny druh neurénovych sieti, ktorym st konvoluéné neurénové siete. Na
zaciatku prace bola vysvetlend zakladna problematika neurénov a neurénovych sieti,
kde bola objasnend ich strukttra, princip ¢innosti a jednotlivé vlastnosti. Nasledne
sa praca venovala réznym modelom neurénovych sieti a ich odliSnostiach. Praca sa
nasledne zamerala na konvolu¢né neurénové siete, kde bola popisana struktira tejto
siete, jej vlastnosti a typ ucenia. Nasledne boli uvedené konkrétne priklady z praxe,
kedy bola konvoluéna neurénova siet pouzita.

V praktickej casti prace boli najprv navrhnuté styri modely konvolu¢nych ne-
urénovych, na ktorych som chcela ukazat ako zavisi velkost, zlozitost konvolucne;j
neurénovej siete a pocet vzorov pouzitych pre ucenie siete na tispesnost ucenia kon-
volucnej neurénovej siete a jej ¢asovi narocnost.

Pred samotnou implementaciou konvolu¢nych neurénoych sieti sa v praci spo-
mina vyber vhodného frameworku pre implementaciu konvolu¢nych neurénovych
sieti v prostredi programovacieho jazyka Java. V tejto Casti boli taktiez spomenuté
implementacné moznosti pomocou grafickych jednotiek, ktoré st v sicastnosti roz-
Sirené pre urychlenie zlozitych vypoctov.

Po vybere vhodného frameworku je v praci popisand samotnd implementécia
navrhnutych konvoluénych neurénovych sieti. V praci je taktiez spominand imple-
mentéacia vypoctov jednotlivych vrstiev konvolu¢nych neurénovych sieti, ktora bola
implementovana s pouzitim grafickych aj procesorovych jednotiek, aby bolo mozné
porovnat rychlosti tychto vypocov.

V zévere prace si zhodnotené dosiahnuté vysledky u jednotlivych konvolu¢nych
neurénovych sieti a to ich tspesnost ucenia vzhladom na pouzité mnozstvo uciacich
vzorov a taktiez ¢asova narocnost tychto konvoluénych neurénovych sieti rovnako
vzhladom na mnozstvo pouzitych vzorov. Néasledne st vysledky jednotlivych kon-
volu¢énych neurénovych sieti porovnavané medzi sebou a zhodnotené, ktory model
konvoluc¢nej neurénovej siete je najvhodnejsi pre praktické pouzitie. V zavere prace
su taktiez porovnané a zhodnotené doby vypoctov jednotlivych vrstiev konvoluénych
neurénovych sieti medzi vypoctami realizovanymi pomocou procesorovych jednotiek

a vypoctami realizovanymi pomocou grafickych jednotiek.
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A PRIKLADY IMPLEMENTACIE KONVOLUC-
NEJ NEURONOVEJ SIETE POMOCOU FRA-
MEWORKU NEUROPH

public class MNISTKnnl {
public void MNISTKnnl(int pocetVzorov){

// nacitanie hodnot z datasetu MNIST, uzivatel je schopny

zvolit kolko prvkov z daneho datasetu bude vybranych

DataSet trainSet = MNISTDataSet.nacitajDataset

("train-labels.idxl-ubyte","train-images.idx3-ubyte",pocetVzorov) ;

//vytvorenie konvolucnej siete

ConvolutionalNetwork konvolucnaSiet = new ConvolutionalNetwork();

//vytvorenie vstupnej vrstvu konvolucnej neuronovej siete
Layer2D.Dimensions vstupnaMapa = new Layer2D.Dimensions(28,28)
//vytvorenie konvolucneho jadra ktore bude prechadzat vstupom
org.neuroph.nnet.comp.Kernel konvolucneJadro

= new org.neuroph.nnet.comp.Kernel(5,5);
//vytvorenie subsamplingoveho kernelu
org.neuroph.nnet.comp.Kernel subsamplingJadro

= new org.neuroph.nnet.comp.Kernel (2,2);

//vytvorenie prvej vrstvy

InputMapsLayer vstupnaVrstva = new InputMapsLayer (vstupnaMapa,1);

//pridanie prvej konvolucnej vrstvy do KNN
ConvolutionallLayer konvolucnaVrstval
= new Convolutionallayer (vstupnaVrstva, konvolucneJadro, 6);
//pridanie prvej subsampling vrstvy do KNN
Poolinglayer subsamplingVrstval
= new Poolinglayer(konvolucnaVrstval, subsamplingJadro);
//pridanie dalsich konvolucnych a subsamplingovych vrstiev

ConvolutionallLayer konvolucnaVrstva2
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= new ConvolutionalLayer (subsamplingVrstval, konvolucneJadro, 16);
Poolinglayer subsamplingVrstva2

= new Poolinglayer (konvolucnaVrstva2, subsamplingJadro);
ConvolutionallLayer konvolucnaVrstva3

= new ConvolutionalLayer (subsamplingVrstva2,

new org.neuroph.nnet.comp.Kernel(4,4), 120);

//spojenie jednotlivych vrstiev do siete
konvolucnaSiet.addLayer (vstupnaVrstva) ;
konvolucnaSiet.addLayer (konvolucnaVrstval) ;
konvolucnaSiet.addLayer (subsamplingVrstval);
konvolucnaSiet.addLayer (konvolucnaVrstva?2) ;
konvolucnaSiet.addLayer (subsamplingVrstva2) ;

konvolucnaSiet.addLayer (konvolucnaVrstva3) ;

// prepojenie jednotlivych vrstiev
ConvolutionalUtils.fullConectMapLayers
(vstupnaVrstva, konvolucnaVrstval);
ConvolutionalUtils.fullConectMapLayers
(konvolucnaVrstval, subsamplingVrstval);
ConvolutionalUtils.fullConectMapLayers
(subsamplingVrstval, konvolucnaVrstva2);
ConvolutionalUtils.fullConectMapLayers
(konvolucnaVrstva2, subsamplingVrstva?2);
ConvolutionalUtils.fullConectMapLayers

(subsamplingVrstva2, konvolucnaVrstva3);

//nastavenie vlastnosti neuronov

NeuronProperties neuron = new NeuronProperties();
neuron.setProperty("useBias", true);
neuron.setProperty("transferFunction",TransferFunctionType.SIGMOID) ;

neuron.setProperty("inputFunction",WeightedSum.class);

//nastavenie vystupnej vrstvy

Layer vystupnaVrstva = new Layer (10, neuron);
//pridanie vystupnej vrstvy do siete

konvolucnaSiet.addLayer (vystupnaVrstva) ;

fullConnect (konvolucnaVrstva3, vystupnaVrstva, true);
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//nastavenie neuronov siete
konvolucnaSiet.setInputNeurons(vstupnaVrstva.getNeurons());

konvolucnaSiet.setOutputNeurons (vystupnaVrstva.getNeurons());

//nastavenie ucenia siete na algoritmus backpropagation
konvolucnaSiet.setLearningRule(new ConvolutionalBackpropagation());
konvolucnaSiet.getLearningRule() .setLearningRate(0.05);

konvolucnaSiet.getLearningRule() .setMaxIterations(5) ;

//nastavenie learning listenera
KNN.Learninglistener listener = new KNN.Learninglistener();

konvolucnaSiet.getLearningRule() .addListener (listener);

long start = System.currentTimeMillis();

konvolucnaSiet.learn(trainSet);

System.out.println("Doba ucenia siete:"
+(System.currentTimeMillis() - start) / 1000.0);
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B OBSAH PRILOZENEHO CD

o tex — zdrojové stubory textovej Casti prace vytvorené pomocou IXTEX
o KNN - zdrojovy kéd implementacie modelov konvoluénych neurénovych sieti
implementovany v prostredi jazyka Java

« Readme — stubor, ktory popisuje struktiru programu
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