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ABSTRAKT

Cielom diplomovej prace je navrhnlGt metédu hlbokého ucenia na klasifikaciu arytmif
zo zaznamov EKG a porovnat aky ma vplyv kédovanie jej vystupov na celkovi kvalitu
modelu. Vybrana bola 1D konvoluéna neurénova siet a boli na nej vyskasané a porovnané
metddy kédovania labelov pomocou one-hot kédovania, ordindlneho kédovania, metédy
vyuzivajlcej autoenkdder a metédy word embbeding. Dosiahnuté vysledky ukazuju, ze
vyuzitim metdédy word embbeding sa da zvysit klasifikacna schopnost navrhnutej siete.

KLUCOVE SLOVA
EKG, klasifikacia, arytmie, 1D CNN, labeling, word embbeding

ABSTRACT

The aim of the diploma thesis is to propose a method of deep learning for the clas-
sification of arrhythmias from ECG recordings and to compare the effect of coding its
outputs on the overall quality of the model. A 1D convolutional neural network was
selected and methods of label coding using one-hot coding, ordinal coding, the method
using an autoencoder and the word embbeding method were tested and compared on it.
The obtained results show that the use of the word embbeding method can increase the
classification capacity of the proposed network.
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Uvod

Cielom diplomovej prace je navrhnit metédu hlbokého ucenia na klasifikaciu aryt-
mii zo zdznamov EKG a porovnat aky ma vplyv kodovanie jej vystupov na celkovii
kvalitu modelu. Uvodné kapitoly prace popisuju zdklady diagnostickej metédy EKG,
sposob tvorby a Sirenia srdcovych impulzov a rozdiely medzi normalnym srdcovym
rytmom a srdcovymi arytmiami. Dalej st vysvetlené metédy detekeie a klasifikdcie
arytmii so zameranim na metédy hlbokého ucenia, presnejsie na konvoluéné neuré-
nové siete. Koniec teoretickej casti sa zameriava na metody kdédovania kategorického
vystupu. Objasnuje konvencéné metddy a vysvetluje tedriu autoenkdderov a metody
word embbeding. V praktickej casti je navrhnutd architektira 1D konvolucnej ne-
urénovej siete a 4 metdédy koédovania labelov. Konvolucnd siet je natrénovana na
dostupnych EKG zaznamoch a je porovnany vplyv kddovania vystupov kazdého zo

4 predstavenych sposobov na efektivitu klasifikacie.

17






1 Teoreticka cast diplomovej prace

1.1 Elektrokardiograf (EKG)

Nase nervové a svalové bunky spolu komunikujii pomocou elektrickych a chemickych
signalov. Pravidelné elektrické signaly tiez riadia nas srdcovy tep. Tieto signaly su
odosielané skupinou buniek v pravej srdcovej predsieni znamej ako sinoatrialny uzol
(SA uzol) a Siria sa cez tkanivo srdcového svalu ako drobné elektrické impulzy.
To spdsobi stiahnutie predsieni a potom srdcovych komor. Sposob, akym sa tieto
signaly Siria srdcom, sa da meraf aj na povrchu nasej koze. EKG meria tieto zmeny
elektrickych signalov, presnejsie napétia, na roznych miestach koze a zobrazuje ich
ako graf. Vysledny EKG graf sa nazyva elektrokardiogram. (Obr. 1.1) [1]

QRS

Complex

R

ST

Segment T

PR
Segment
PR Interval

‘ QT Interval

Obr. 1.1: EKG krivka.|2]

1.1.1 Normalny srdcovy rytmus

Pokojova sinusova srdcova frekvencia u dospelych je zvycajne 60 az 100 tderov za
minitu. Normélne dochadza k vyraznym dennym zmendm srdcovej frekvencie, s

najnizsou frekvenciou tesne pred skorym rannym prebudenim. Oscilacie rytmu sa
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zmensuju, ale s vekom Uplne nezmizni. Absolitna pravidelnost frekvencie sinuso-
vého rytmu je patologickd. Vacsina srdcovej elektrickej aktivity je zndzornena na
elektrokardiograme, hoci depolarizacia SA uzlu, AV uzlu, Hisovho zviazku a Pur-
kynovych vldken nezahfna dostatok tkaniva na to, aby bola detekovand. Vlna P
predstavuje depolarizaciu predsieni. Komplex QRS predstavuje komorovi depolari-
zaciu a vlna T predstavuje komorovu repolarizaciu. Interval PR (od zaciatku viny P
po zaciatok komplexu QRS) je ¢as od zaciatku aktivacie predsieni do zaciatku akti-
vacie komor. Velka cast tohto intervalu odraza spomalenie prenosu impulzov v AV
uzle. Interval R-R (¢as medzi 2 komplexmi QRS) predstavuje komorovi frekvenciu.
Interval QT (od zaciatku komplexu QRS do konca vilny T') predstavuje dobu trvania

komorovej depolarizacie.[3]

1.1.2 Srdcové arytmie

Poruchy rytmu st vysledkom abnormalit tvorby impulzov, vedenia impulzov alebo
oboch. Bradyarytmie st vysledkom znizenej funkcie pacemakeru alebo blokov vo
vedeni, hlavne v AV uzle alebo v His-Purkynovom systéme. VacSina tachyarytmii je
sposobena reentry, niektoré su vysledkom zvysenej normalnej automatickosti alebo
abnormalnych automatickych mechanizmov. Arytmie a poruchy vedenia moézu byt
asymptomatické alebo mozu spdsobit palpitdcie (pocit vynechanych tderov alebo
rychlych alebo silnych uderov), symptémy hemodynamického kompromisu (napr.
dychavicnost, dyspnoe, presynkopa, synkopa) alebo zdstavu srdca. Prilezitostne je
polytria vysledkom uvolnenia atridlneho natriuretického peptidu podas predizenych
supraventrikularnych tachykardii (SVT). Palpacia pulzu a auskultacia srdca mo6zu
urcit komorovu frekvenciu a jej pravidelnost alebo nepravidelnost. Vysetrenie pul-
zovich vin juguldrnej zily moze pomdct pri diagnostike AV blokad a tachyarytmif.
Napriklad pri kompletnej AV blokade sa predsiene prerusovane stahuji, ked st AV
ventily zatvorené, ¢im vznikajui velké (delové) viny v pulze jugularnej zily. Anam-
néza a fyzikdlne vysSetrenie moézu odhalit arytmiu a navrhntt mozné priciny, ale
na urcenie presnej diagnozy je potrebné 12-zvodové EKG alebo, menej spolahlivy,
rytmicky pasik, najlepsie ziskany pocas symptomov, aby sa zistil vztah medzi symp-
tomami a rytmom. Obr.1.2 zobrazuje ukazku ako mézu vyzerat rozne druhy arytmii
na zazname EKG.[3]

1.2 Detekcia a klasifikacia arytmii

Ako bolo vyssie ukazané zaznam EKG je dblezitym klinickym nastrojom na detekciu

srdcovych porich. Typicky zaznam EKG trva od niekolkych sekind (napr. pocas
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(b} Adrial fibrillation
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R e e e

(e} Third-degrae block

Obr. 1.2: Zobrazenie roznych typov arytmii na zazname EKG.[20]

navstevy kardioléga) az po niekolko dni pomocou Holterovho pristroja. Pocet a po-
loha zvodovych elektrdd sa tiez 1isi od jedného alebo dvoch kanédlov (na nositelnom
zariadeni alebo smartféne) po vac¢si pocet (ak je potrebné podrobnejsie zobrazenie
srdcovej aktivity). Napriek tomu, ze EKG je uz pomerne dlho zavedenou metédou,
klasifikaciu arytmickych alebo ektopickych epizéd vo vseobecnosti vykonavaju kar-
diolégovia manualne alebo poloautomaticky tak, ze kontroluju kazdy signal. Proces
je preto nakladny, nachylny na chyby. Bolo uz navrhnutych mnozstvo pristupov
na automatizovanu klasifikdciu normélnych/abnormélnych signalov EKG. Zvycajne
pouzivaju rézne rucne vytvorené funkcie vratane metrik variability srdcovej frek-
vencie alebo morfologickych charakteristik ,ako napriklad absencia P-viny. Metody

hlbokého ucenia st ¢oraz popularnejsie vdaka svojej schopnosti automaticky sa ucit
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funkcie na viacerych drovniach abstrakcie (t.j. vrstvach). Tieto metédy boli ispesne
aplikované v oblasti pocitacového videnia, avsak v literatire sa zacali objavovat

aplikdcie na 1-rozmerné biomedicinske signdly ako EKG.[§]

1.2.1 Pristup zalozeny na extrakcii charakteristickych vlastnosti
signalu

Pri aplikacii tohto pristupu st obvykle signaly ruc¢ne predspracované vhodnou filtra-
ciou, ktord umozni ¢o najuspesnejsiu extrakciu zvolenych vlastnosti signalu. Medzi
hlavné metody predspracovania patri detekcia QRS komplexov, z ktorych je mozné
extrahovat vlastnosti predsieniovej a ventrikularnej aktivity pomocou HRV metrik
a indexov kvality signalu. Velmi casto sa taktiez vypocitava klasicka casova do-
ména, frekvencéna doména, a nelinearne metriky HRV, ako aj nové metriky zalozené
na zoskupovani srde¢nych tiderov v Poincare mapach. Okrem vlastnosti zaloZenych
na detekcii QRS sa pouzivaji aj morfologické vlastnosti, ako je pritomnost a sila
P-vlny a QT-interval. Na konci sa mézu vSetky extrahované vlastnosti signalu pou-

zit ako vstup do viacvrstvového perceptronu (2-vrstvovy, dopredny), ktory vykond
klasifikaciu.[§]

1.2.2 Pristup zalozeny na metdédach hlbokého ucenia

Metody hlbokého ucenia predstavuji modely a architektiry neurénovych sieti, ktoré
sa skladaju z viacerych procesnych vrstiev neurénov alebo blokov, ktoré st schopné
ucit sa reprezentacie idajov s viacerymi tiroviiami abstrakcie. Tieto metédy vyrazne
zlepsili stic¢asné moznosti v oblasti rozpoznavania reci, vizualneho rozpoznavania ob-
jektov, detekcie objektov a mnohych dalsich oblasti spracovania a analyzy signalu.
V modernej literatire sa Coraz viac vyskytuju ich aplikacie aj na 1-rozmerné bio-
medicinske signaly ako EKG. Hlboké ucenie odhaluje zlozitu struktiru vo velkych
stiboroch tidajov pomocou algoritmu spatného sirenia chyby na oznacenie toho, ako
by mal stroj zmenit svoje vntitorné parametre (vahy), ktoré sa pouzivaji na vypo-
cet reprezentacie v kazdej vrstve z reprezentacie v predchadzajicej vrstve. Hlboké
konvoluc¢né siete (CNN) priniesli prelomy v spracovani obrazov, videa, reci a zvuku,
zatial ¢o rekurentné siete (RNN) dosiahli vyborné vysledky so sekvenénymi iidajmi,
ako je text a rec.[4] [§]

Ucenie viacvrstvovej architektury

Oboje RNN a CNN, ale aj iné druhy viacvrstvovych sieti s ucené spésobom ,,s
ucitelom®. Tento spOsob je charakterizovany tym, Ze pocas ucenia su sieti okrem

vstupov predstavené aj zodpovedajice vystupy na zaklade, ktorych je siet schopna
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ucit sa. Na priblizenie tohto principu je dobré si uviest prakticky priklad. Predstavme
si, ze chceme vytvorit neurénovi siet, ktora dokaze klasifikovat obrazky, ktoré ob-
sahuji napriklad dom, auto, osobu alebo doméce zviera. Najprv si zhromazdime
velky stubor obrazkov domov, aut, ludi a domacich milacikov, pricom kazdy je ozna-
ceny svojou kategoriou. Pocas tréningu sa sieti predstavi obrazok a ona vytvara
vystup vo forme vektora skére, jedno pre kazdu kategériu. Chceme, aby pozado-
vana kategéria mala najvyssie skére zo vSetkych kategorii, ale pred tréningom sa to
pravdepodobne nestane. Vypocitame preto kriterialnu funkciu, ktora meria chybu
(alebo vzdialenost) medzi vystupnymi skére a pozadovanym vzorom skére. Siet po-
tom upravi svoje vnutorné nastavitelné parametre tak, aby tito chybu znizila. Tieto
nastavitelné parametre, ¢asto nazyvané vahy, si redlne ¢isla, ktoré definuju vstupno-
vystupnu funkciu nasej neurénovej siete. V typickom systéme hlbokého uc¢enia mézu
existovat stovky miliénov tychto nastavitelnych vah a stovky miliéonov oznacenych
prikladov, pomocou ktorych je mozné systém trénovat. (4) Aby bolo mozné spréavne
upravit vektor vah, algoritmus ucenia vypocita gradientovy vektor, ktory pre kazdu
vahu udava, o kolko by sa chyba zvysila alebo znizila, ak by sa dana vaha zme-
nila o malé mnozstvo. Vektor vah sa potom upravi v opacnom smere ako vektor
gradientu. Kriteridlnu funkciu, spriemerovani zo vsetkych tréningovych prikladov,
mozno povazovat za akusi kopcovitia krajinu vo vysokorozmernom priestore hodnot
vah. Obr.1.3 znazornuje tento priestor, ako by vyzeral, keby mal 2 rozmery. Vek-
tor zaporného gradientu oznacuje smer najstrmsieho zostupu v tejto krajine, ¢im
sa priblizuje k minimu, kde je vystupna chyba v priemere nizka. [4] Na spravnu
Upravu parametrov je potrebné vediet, ako je chyba v systéme distribuovana. Na
vypocet chyby na jednotlivych neurénoch vo vsetkych vrstvach sa vyuziva uz vyssie
spomenuty algoritmus spéatného sirenia chyby (backpropagation). Procedira spét-
ného sirenia na vypocet gradientu kriterialnej funkcie vzhladom na vahy neurénov
viacvrstvovej siete nie je ni¢im inym ako praktickou aplikaciou refazového pravidla
pre derivacie. KIic¢ovym poznatkom je, Ze derivaciu (derivaciou dostaneme gradient)
ciela vzhladom na vstup siete mozno vypocitat pracou naspét od gradientu vzhladom
na vystup tejto siete (Obr.1.4). Rovnicu spéatného Sirenia mozno pouzit opakovane
na Sirenie gradientov cez vSetky neurdény, poc¢nic vystupom navrchu (kde siet vy-
tvara svoju predpoved) az po spodok (kde je napajany externy vstup). Ked st tieto
gradienty vypocitané, je jednoduché vypocitat gradienty vzhladom na vahy kazdého

z neurénov. [4]

Rekurentné neurdénové siete (RNN)

Rekurentné neurénové siete su typom NN, ktory sa sSiroko pouziva na vykonavanie

procesu sekvencnej analyzy, kedze RNN je navrhnuty na extrahovanie kontextovych
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Obr. 1.3: Chyba algoritmu znazornena ako kriteridlna funkcia C. Zelena sipka zna-

zornuje negativny gradientovy vektor. [5]
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Obr. 1.4: Algoritmus spatného sirenia chyby vo viacvrstvovej neurénovej sieti. [4]

informacii definovanim zavislosti medzi roznymi ¢asovymi znackami. RNN pozostava
z mnohych po sebe nasledujicich rekurentnych vrstiev a tieto vrstvy su postupne
modelované, aby sa zmapovala sekvencia s inymi sekvenciami. Obr.1.5 schématicky
znazornuje architektiru RNN s jednou rekurentnou vrstvou. RNN ma silnt schop-
nost zachytit kontextové tidaje zo sekvencie. Kontextové podnety v struktire siete
su vSak stabilné a efektivne sa vyuzivaji na dosiahnutie procesu klasifikacie tida-
jov. RNN méze previdzkovat sekvencie s Tubovolnou dizkou. [6] RNN je rozsirenie

doprednej neurénovej siete s pritomnostou sluciek v skrytych vrstvach. RNN berie

24



Input layer

Hidden layer

yoeqpaad

Information flow—=

Error flow

Obr. 1.5: Rekurentnd neurénova siet. [7]

vstup obsahujuci sekvenciu vzoriek a identifikuje casovy vztah medzi tymito vzor-
kami. [6] Ked sa spatné slucky RNN rozvini v ¢ase tak mozno tieto siete povazovat

za velmi hlboké dopredné siete, v ktorych vsetky vrstvy zdielaji rovnaké véhy.|[5]

LSTM (Long short-term memory) siete

Aby sa napravil problém s uchovavanim informacie, jednym z napadov bolo rozsirit
siet 0 explicitni pamét. Prvym navrhom tohto druhu su siete LSTM, ktoré vyuzi-
vaju Specialne skryté jednotky, ktorych prirodzenym spravanim je zapamétanie si
vstupov na dlhi dobu. Specidlna jednotka nazyvand pamétova bunka funguje ako
akumulator alebo hradlovy presakujici neurén, ¢o v praxi znamena, Ze ma spoje-
nie so sebou samym v dalSom c¢asovom kroku, ktoré ma vahu jedna, takze kopiruje
svoj vlastny skutocny stav a akumuluje vonkajsi signal. Toto sebaprepojenie je vsak
multiplikativne hradené inou jednotkou, ktord sa uc¢i rozhodovat, kedy vymazat ob-
sah pamaéte. Siete LSTM sa nasledne ukazali byt efektivnejsie ako konvencéné RNN,
najma ked maju niekolko vrstiev pre kazdy casovy krok, ¢o umoznuje zostrojit cely
systém rozpoznavania reci, ktory ide od akustiky az po sekvenciu znakov v prepise.

[5]

Konvolu¢né neurénové siete (CNN)

Napriek tomu, ze RNN dokazu pracovat so sekvenciami lubovolnej dlzky, nedavne
vyskumy ukazujt, ze tieto vyhody v praxi takmer nevyuzivame. Skor sa stretavame
s mnohymi problémami, ktoré im neumoznuju pracovat s prilis dlhymi sekvenciami,

¢o zrovna EKG signaly so vzorkovacou frekvenciou 100 az 500 Hz si. Na druhu
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stranu CNN vykazuju skvely vykon aj s dlhsimi sekvenciami, st rychle, daju sa
paralelne optimalizovat a funguji dobre pri klasifikacii a regresii, pretoze ich defi-
nuje kombinacia vsetkych lokalnych vzorov v ¢asovych radoch. CNN dosahuji velmi
dobré vysledky v pocitacovom videni, pretoze dokazu zachytit najjemnejsie detaily
(miestne vzory) v 1D a 2D signaloch alebo dokonca 3D objemovych tdajoch. [9]
CNN v praxi vyuzivaji viacero druhov vrstiev. Okrem konvoluénych vrstiev su to aj
nelinearne, zdruzovacie alebo plne prepojené vrstvy. Pred vysvetlenim ich vyuzitia
je dobré si najskor objasnit linedrnu matematickil operaciu konvoltcie podla, ktorej

dostali CNN svoje meno.

Konvoluéna vrstva

Kazda konvoluéna vrstva CNN obsahuje filtre vo forme pohybujticeho sa okna (ker-
nelu). Konvoliciou tohto okna so vzorkami vstupného signdlu dostaneme bod vy-
stupu danej vrstvy. Ak by sa jednalo o 2D obraz, konvolicia pre jeden pixel v dalsej

vrstve by bola vypocitana podla vztahu 2.1 .
net(i, j) = (z+ w)[i, j] = > Y z[m,njwli —m, j —n] (1.1)

Kde net je vystup z vrstvy, i a j si suradnice vo vystupe, x je vstupny obraz, m a
n su suradnice vo vstupnom obraze a w je matica filtru. Obr.1.6 ukazuje ako tato

operécia vyzera v praxi.[11] V CNN s tieto filtre inicializované a nésledne trénova-
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Obr. 1.6: Konvoltcia filtru s rozmermi 3x3 s pixelmi vstupného obrazu. [10]
cim postupom tvarované tak, aby boli pre danu ulohu ¢o najvhodnejsie. Aby bola

tato metdda tspesnejsia, je mozné po vstupnej vrstve pridat dalsie vrstvy. Kazda

vrstva moze obsahovat rozne filtre a z daného obrazku teda moéze extrahovat rozne
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crty. Efektivnost a rychlost CNN vychédza z faktu, Ze vyuzitim operacie konvoltcie
sa rapidne znizuje pocet prepojeni medzi neurénmi a taktiez pocet parametrov jed-
notlivych vrstiev.

V skutocnosti ma CNN viac moznosti, ktoré poskytuju dalsie znizovanie paramet-
rov a zaroven znizenie niektorych vedlajsich uc¢inkov. Jednou z tychto moznosti je
velkost kroku (stride) s akym sa filter danej vrstvy posiva. Na Obr.1.7 vidime okno
s rozmerom 3x3 pohybujice sa po obrazku o velkosti 7x7 s posunom 1. V ddsledku
velkého prekryvu dostaneme ako vysledok takejto konvolicie obraz s rozmerom 5x5.
Ak vSak zvysime krok na 2, vystup bude 3x3. Zjednodusene povedané, znizi sa nielen

prekryvanie, ale aj velkost vystupu.[11] Dalsou moznostou je pooling (zdruZovanie).

Obr. 1.7: Velkost kroku 1. Filter sa postva iba raz. [11]

Hlavnou myslienkou je odber vzoriek, aby sa znizila zlozitost pre dalsie vrstvy. V
oblasti spracovania obrazu to mozno povazovat za podobné znizovaniu rozlisenia.
Zdruzovanie neméa vplyv na pocet filtrov. Max-pooling je jednym z najbeznejsich
typov zdruzovania. Rozdeli obrazok na podoblasti a vrati iba maximalnu hodnotu
vnutra tejto podoblasti. Jedna z najbeznejsich velkosti pouzivanych v max-poolingu
je 2x2 s krokom 2. (Obr.1.8). Aby sa zabranilo nadmernému odberu vzoriek nadol,
mozno pouzit krok 1, ¢o vsak nie je bezné. Pri aplikacii poolingu by sa malo vziat
do uvahy, ze odber vzoriek nadol nezachova poziciu niektorych informaécii. Preto by
sa mal uplatnovat len vtedy, ked je dolezitd pritomnost informécie a nie priestorové
informéacie. [11] Jednou z nevyhod vyuzitia konvolicie je strata informécii, ktoré
mozu existovat na hranici obrazka. Velmi jednoduchou, no efektivnou metédou na
vyrieSenie tohto problému je pouzitie nulovej vyplne po okrajoch obrazu. Dalsou
vyhodou nulovej vyplne je spravovanie vystupnej velkosti. Ak by sa na obraz na
Obr.1.9 pouzil filter o velkosti 3x3 vysledok bude mat velkost 5x5. AvSak pridanim

jednej nulovej vyplne bude vystup 7x7, ¢o je presne to isté ako pévodny vstup. [11]

Nelinearna vrstva

DalSou vrstvou po konvoldcii je nelinearna. Nelinearita méze byt pouzitd na tGpravu
alebo odrezanie generovaného vystupu. Tato vrstva sa pouziva za ticelom nasytenia
vystupu alebo obmedzenia generovaného vystupu. Dlho boli sigmoid a tanh najob-

[ibenejsimi nelinedrnymi funkciami. V poslednej dobe sa vSak Rectified Linear Unit
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Obr. 1.8: Max-pooling a priemerujici pooling.[10]
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Obr. 1.9: Nulova vyplil. (Zero-padding). [11]

(ReLlU) pouziva najcastejsie. Dévodom je, ze ReLU mé jednoduchsie definicie vo
funkcii aj gradiente. Nasytena funkcia, ako je sigmoid a tanh, sposobuje problémy
pri spatnom Sireni. Ked je dizajn neurénovej siete hlbsi, gradientovy signal zacina
miznuit, ¢o sa nazyva ,mizntci gradient®. Stava sa to preto, ze gradient tychto fun-
kcii je takmer vSade okrem stredu velmi blizko nule. Avsak ReLU ma konstantny
gradient pre vsetky kladné vstupy. Fakt, Ze funkcia nie je diferencovatelna, moze byt
pri praktickej implementéacii ignorovany. ReLLU vytvara redsiu reprezentaciu pretoze
nula v gradiente vedie k ziskaniu tplnej nuly. Avsak sigmoid a tanh maja vzdy
nenulové vysledky z gradientu, ¢o nemusi byt v prospech tréningu. [11] Obr.1.10

znazornuje bezne vyuzivané typy nelinedrnych funkcii.
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Obr. 1.10: Typy casto vyuzivanych nelinearnych funkecii v CNN.[11]

Plne prepojena vrstva

Plne prepojena vrstva funguje podobne ako klasické dopredné neurénové siete. Kazdy
z jej neurénov je spojeny s kazdym z neurénov predchadzajicej a aj nasledujicej
vrstvy. Plne prepojené vrstvy sa obvykle vyuzivaji na vykonanie koncovej klasifi-
kacie. Hlavnou nevyhodou plne prepojenej vrstvy je, ze obsahuje vela parametrov,
ktoré si vyzadujui komplexné vypocty pri procese ucenia. Z toho déovodu sa snazime
eliminovat isty pocet neurénov a prepojeni. Najcastejsie sa k tomu vyuziva technika
dropout, ktora docasne odstranuje neurény a ich prepojenia zo siete. Nielenze tato
metoda urychluje ucenie, ale zaroven aj zabranuje overfittingu. Obr.1.11 znazornuje
AlexNet ako priklad CNN so vsetkymi jej vrstvami. [11][12]

T 5 B \ N -
7
- \ 384 384 256
256 Max

Max Max pooling
\ Stride\| g¢ poeling pooling

N (Krizhevsky NIPS 2014)

Obr. 1.11: AlexNet predstavena Krizhevskym v 2014. [11]
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1D konvolu¢né neurénové siete

Konvenéné CNN uvedené v predchadzajicej casti st navrhnuté tak, aby fungovali
vyluéne s 2D 1ddajmi, ako si obrazky a videa (séria 2D obrazkov v case). To je
ddévod, preco sa ¢asto oznacuju ako ,2D CNN* Ako alternativa bola vyvinutd upra-
vend verzia 2D CNN nazyvana 1D konvolu¢né neurénové siete (1D CNN) (Obr.1.12).
Jednou z ich hlavnych vyhod je znacne nizsia vypoctova zlozitost, vdaka ktorej nevy-
zaduju Cloudové alebo GPU sluzby a moézu byt kvoli tomu vyuzité na pomerne lacné
a real-time aplikicie. Sttdie preukazali vynikajtci vykon kompaktnjch 1D CNN v
aplikaciach, ktoré maji obmedzeny pocet oznacenych tidajov a velké variacie signalu
ziskané z réznych zdrojov (t.j. EKG, civilné, mechanické alebo letecké struktury, vy-
sokovykonné obvody atd.). Tieto dovody a taktiez schopnost CNN spojit extrakciu
vlastnosti signalu a klasifikaciu do jedného adaptivneho uciaceho sa systému majui

za nasledok ich Coraz rozsirenejsie pouzivanie. [13]

CNN Layer-1 CNN Layer-2 CNN Layer-3
24x960 24x200 24x10

MLP Layer-1 MLP Layer-2
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Obr. 1.12: 1D CNN s tromi konvoluénymi a dvomi plne prepojenymi vrstvami.[13]

1.3 Metédy kdédovania kategorického vystupu

Vykonnost modelu strojového ucenia nezavisi len od architektiry a hyperparamet-
rov, ale aj od toho, ako spracovavame a dodavame do modelu rézne typy premennych.
Modely strojového ucenia a hlbokého ucenia, ako napriklad modely Keras, vyzaduju,
aby vSetky vstupné a vystupné premenné boli ¢iselné. To znamend, ze ak idaje ob-
sahuju kategorické tdaje, musia byt zakdédované do cisel, aby bolo mozné model
prisposobit a vyhodnotit. Kategorickd premennd je premennd, ktorej hodnoty pat-

ria do konecnej mnoziny. Premenna moze byt napriklad ,farba“ a moze nadobidat
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hodnoty ,cervend”, ,zelena* a ,modra“. Niekedy mo6zu mat kategorické iidaje uspo-
riadany vztah medzi kategoriami, ako napriklad ,prva“, ,druha“ a ,tretia“. Tento
typ kategorickych tidajov sa oznacCuje ako ordindlny a dodato¢né informécie o ich
poradi moézu byt uzito¢né. Dve najpopularnejsie techniky kédovania takychto pre-
mennych st celo¢iselné kédovanie a one-hot kdédovanie, hoci sa ukazuje, ze novsia
technika nazyvana ,learned embedding“ zac¢ina byt Coraz viac vyuzivana vdaka jej

schopnosti poskytnit uzitoény stred medzi tymito dvoma metodami.[14]

1.3.1 Ordinalne kdédovanie

Ordinalne koédovanie zahfna mapovanie kazdej kategérie do celociselnej hodnoty.
Ako také sa niekedy oznacuje jednoducho ako celo¢iselné kdédovanie. Tento typ ko-
dovania je vhodny len vtedy, ak existuje znamy vztah medzi kategériami. Tento
vztah moze existovat pre niektoré premenné v stbore tidajov a v idealnom pripade
by sa to malo vyuzit pri priprave idajov. Ako priklad, Obr.1.13 ukazuje vytvorenie
premennej, ktora obsahuje kategérie reprezentujice vysku dosiahnutého vzdelania
danej osoby. [14][15]

Degree Degree
0 High school 0 1
1 Masters 1 4
2 Diploma 2 2
3 Bachelors —) 3 3
4  Bachelors 4 3
5 Masters 5 4
6 Phd 6 5
7 High school 7 1
8 High school 8 1

Obr. 1.13: Ordinalne kédovanie.[15]

1.3.2 One-hot kdédovanie

Thato techniku kategorického kédovania tidajov pouzivame, ked st funkcie nomi-
nalne (nemajui ziadne poradie). V one-hot kédovani pre kazdui troven kategorického
prvku vytvorime novi premennu. Kazda kategoria je mapovana binarnou premen-

nou obsahujicou bud 0 alebo 1. Tu 0 predstavuje nepritomnost a 1 predstavuje
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pritomnost danej kategorie. Tieto novovytvorené binarne prvky si zname ako fik-
tivne premenné. Pocet fiktivnych premennych zavisi na pocte kategoérii. Obr.1.14
ukazuje priklad, ktory mapuje dataset s nazvami miest. Kedze je miest 5, tak bolo

vytvorenych 5 fiktivnych premennych. [15]

City_Delhi City Mumbai City_Hydrabad City_Chennai City_Bangalore

0 1.0 0.0 0.0 0.0 0.0
1 0.0 1.0 0.0 0.0 0.0
2 0.0 0.0 1.0 0.0 0.0
3 0.0 0.0 0.0 1.0 0.0
+ 0.0 0.0 0.0 0.0 1.0
5 1.0 0.0 0.0 0.0 0.0
6 0.0 0.0 1.0 0.0 0.0
7 0.0 0.0 0.0 0.0 1.0
8 1.0 0.0 0.0 0.0 0.0

Obr. 1.14: One-hot kédovanie.[15]

1.3.3 Word embedding

Kedze sa ukazalo, ze vektorova reprezentacia je velmi efektivna, ale strata ordinal-
nej informacie, ktora sa deje pri one-hot kddovani je ¢asto neprehliadnutelny faktor
vnikla nidza o novy pristup, ktory by vedel tieto dve vlastnosti spojit. S touto moz-
nostou prichaddza word embedding. Word embeddings st typom slovnej reprezenta-
cie, ktora umoznuje slovam s podobnym vyznamom mat podobnt reprezentaciu. Ide
o distribuovanu reprezentaciu textu, ktora je mozno jednym z kltic¢ovych objavov pre
zlepsenie vykonu met6d hlbokého ucenia pri naroc¢nych problémoch spracovania pri-
rodzeného jazyka. Jedna z vyhod pouzivania hustych a nizkorozmernych vektorov je
vypoctova jednoduchost. Vacsina siprav neurénovych sieti nepracuje dobre s velmi
vysokorozmernymi, riedkymi vektormi. Hlavnou vyhodou hustych reprezentacii je
schopnost zovseobecnovat. Ak sa domnievame, ze niektoré vlastnosti kategorii alebo
slov m6zu poskytnuf podobné informaécie, stoji za to poskytnut reprezentaciu, ktora
je schopna zachytit tieto podobnosti. Word embedding je v skutocnosti trieda tech-
nik, kde st jednotlivé slova reprezentované ako vektory realnych hodnét vo vopred
definovanom vektorovom priestore. Kazdé slovo je mapované do jedného vektora a
hodnoty vektora sa ucia spésobom, ktory pripomina neurénovi siet, a preto je tato
technika casto zaradovana do oblasti hlbokého ucenia. Kli¢om k tomuto pristupu je

myslienka pouzitia hustej, distribuovanej reprezentacie pre kazdé slovo. Kazdé slovo

32



je reprezentované vektorom s casto desiatkami alebo stovkami rozmerov. To je v
kontraste s tisickami alebo miliénmi rozmerov pozadovanych pre jednotlivé samos-
tatné slova, ako tomu je napriklad v one-hot koédovani. Word embedding spaja kazdé
slovo v slovnej zasobe s distribuovanym vektorom vlastnosti slov. Vektor vlastnosti
predstavuje rozne aspekty slova. Kazdé slovo je spojené s bodom vo vektorovom
priestore. Pocet tychto vlastnosti je ovela mensi ako velkost slovnej zasoby. Distri-
buovand reprezentacia sa uci na zaklade pouzivania slov. To umoznuje, aby slova,
ktoré sa pouzivaju podobnym spdsobom, mali podobné reprezentacie a prirodzene
zachytavali ich vyznam. Existuje viacero metod word embeddingu, ale vsetky sa na-
ucia vektorovu reprezentaciu pre vopred definovanu slovni zasobu pevnej velkosti z

korpusu textu. [14]

Word2Vec

Word2Vec je statistickda metoda na efektivne ucenie sa samostatného kédovania slov
z textového korpusu. Vyvinul ju Tomas Mikolov, ako odpoved na zefektivnenie tré-
ningu embeddingu zaloZzeného na neurénovych siefach a odvtedy sa to stalo de facto
standardom pre vyvoj vopred trénovaného word embeddingu. Bolo zistené, Ze tieto
reprezentacie su prekvapivo dobré pri zachytavani syntaktickych a sémantickych
zakonitosti v jazyku a ze kazdy vztah je charakterizovany vektorovym posunom
Specifickym pre dany vztah. Tento postup umoznuje vektorovo orientované uvazova-
nie zalozené na posunoch medzi slovami. Napriklad vztah muz/Zena je automaticky
nauceny a s indukovanymi vektorovymi reprezentaciami vzfah  kral — muz + Zena“
vedie k vektoru velmi blizkemu , kralovnej“. Boli predstavené dva rézne modely uce-
nia, ktoré mozno pouzit ako stucast pristupu word2vec na ucenie sa word embed-
dingu. (Obr.1.15) Prvy je model CBOW (Continuous Bag-of-Words), ktory sa uci
embedding predpovedanim aktualneho slova na zaklade jeho kontextu. A druhy je
kontinualny Skip-Gram model, ktory sa uc¢i predpovedanim okolitych slov vzhladom
na aktualne slovo. Oba modely st zamerané na ucenie sa o slovach vzhladom na ich
lokalny kontext, kde je kontext definovany oknom susednych slov. Toto okno je konfi-
gurovatelny parameter modelu. Velkost posuvného okna ma silny vplyv na vysledné
vektorové podobnosti. Velké oknd majui tendenciu vytvarat aktudlnejsie podobnosti,
zatial ¢o mensie oknd maju tendenciu vytvarat funkénejsiu a syntaktickejsiu podob-
nost. Klicovym prinosom tohto pristupu je, Ze sa umoznuje naucit embedding do

vacsich vektorov(viac rozmerov) z ovela vacsich korpusov textu (miliardy slov).[16]

Globalne vektory na reprezentaciu slov (GloVe)

Klasické vektorové priestory reprezentacie slov vyvinuté pomocou technik maticovej

faktorizéacie, ako je latentnd sémantickd analyza (LSA), dobre funguju pri pouzi-
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Obr. 1.15: Trénovaci model Word2Vec. [16]

vani globalnej textovej Statistiky, ale nie si také dobré ako naucené metddy, ako
word2vec, pri zachytavani vyznamu a jeho demonstrovani na tlohach (napr. vypoc-
tovy priklad s ,kralom a kralovnou*).

GloVe je pristup, ktory spaja globalnu Statistiku maticovej faktorizacie, ako je LSA,
s lokalnym kontextovym ucenim vo word2vec. Namiesto pouzitia okna na definova-
nie lokalneho kontextu GloVe vytvara explicitny kontext slova alebo maticu spoloc-
ného vyskytu slov (Obr.1.16) pomocou statistik z celého tela textu. [16] Vysledkom
je model ucenia s vo vseobecnosti lepsim word embeddingom. Sémantickd podob-
nost medzi slovami pozorujeme v tomto pripade podla vzdialenosti medzi slovami.
(Obr.1.17)[17]

1.3.4 Autoenkaddery

Poslednou technikou, ktort si v tejto praci spomenieme na vytvorenie novej re-
prezentacie slov su autoenkédery. Autoenkdédery st technikou ucenia bez uditela, v
ktorej si vyuzité neurénové siete na vytvorenie novej reprezentacie. Konkrétne sa
navrhne architektira neurénovej siete tak, ze v sieti bude vytvorené tizke miesto,
ktoré si vynuti komprimovanu reprezentaciu pdévodného vstupu. Ak by vstupné fun-
kcie boli navzajom nezavislé, tato kompresia a nasledna rekonstrukcia by bola velmi

narocnd uloha. Ak vsak v udajoch existuje nejaky druh struktiry (t.j. korelacie me-
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Obr. 1.17: Vektorové vztahy zachytené pomocou GloVe.[18]

dzi vstupnymi znakmi), tito struktiru je mozné naucit a nasledne vyuzit pri pre-

tlacani vstupu cez tzke hrdlo siete. Obr.1.18 ukazuje, ze mozeme vziat neoznaceny
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stubor udajov a pracovat s nim ako s problémom ucenia s ucitelom, ktorého tlohou je

rekonstrukcia povodného vstupu.[19] Tuto siet je mozné trénovat minimalizovanim

Input layer Hidden layer Output layer

“bottleneck”

Obr. 1.18: Architektira autoenkdderu. [19]

chyby rekonstrukcie, ktora meria rozdiely medzi nasim pévodnym vstupom a na-
slednou rekonstrukciou. Uzke miesto je kld¢ovym atribitom tejto siete. Bez tohoto
miesta by si sief mohla lahko zapamétat vstupné hodnoty tym, zZe tieto hodnoty iba
prenesie cez siet. Uzke miesto obmedzuje mnoZstvo informécif, ktoré mozu prejst
celou siefou, ¢o si vynuti kompresiu vstupnych tdajov. Najjednoduchsou architek-
turou na konstrukciu autokddera je obmedzit pocet neurénov pritomnych v skrytej
vrstve (vrstvach) siete, ¢im sa obmedzi mnozstvo informécii, ktoré moézu prechadzat
sietou. Penalizaciou siete podla chyby rekonstrukcie sa nas model moze naucif naj-
dolezitejsie atribtty vstupnych tdajov a ako najlepsie zrekonstruovat poévodny vstup
zo ,,zakdédovaného stavu. V idedlnom pripade sa toto kddovanie siet nauci a opise
latentné atributy vstupnych tidajov. Pretoze neurénové siete st schopné ucit sa neli-
nearne vztahy, mozno ich povazovat za silnejsie zovseobecnenie ako PCA. Zatial co
PCA sa pokusa objavit nadrovinu nizsej dimenzie, ktora opisuje pdévodné data, au-
toenkddery st schopné ucif sa nelinearne rozdelovace tohto priestoru. Rozdiel medzi
tymito dvoma pristupmi je znazorneny na Obr.1.19. Pre tidaje vyssej dimenzie si
autokddery schopné naucit sa komplexnu reprezentaciu tychto idajov, ktora sa moze
pouzit na opis v nizsej dimenzii a zodpovedajicim sposobom moze byt dekdédovana

do p6vodného vstupného priestoru.[19]
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Obr. 1.19: Redukcia rozmerov pomocou autoenkéderu vs PCA.[19]
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2 Prakticka cast diplomovej prace

V praktickej casti tejto prace budu najskor predstavené dostupné EKG data s ich
naslednym predspracovanim. Na rieSenie tejto prace boli navrhnuté styri sposoby
kédovania oznaceni tychto dat. Jedna sa o dva konvencné sposoby, a to one-hot
kédovanie a ordinalne kddovanie a dva nekonvencéné sposoby v podobe autoenkdéderu
a algoritmu Word2Vec. Na porovnanie efektivity tychto styroch druhov kédovania
vystupu bola navrhnutd 1D konvoluéna neurénova siet vykonavajica klasifikdciu
dostupnych EKG dat.

2.1 EKG data

EKG déata pouzité v tejto praci st Cast dat poskytnutych pre PhysioNet/Compu-
ting in Cardiology Challenge 2021. Data v celej stitazi zahfnaji anotované dvanast-
zvodové zaznamy EKG zo Siestich zdrojov v Styroch krajinidch na troch kontinen-
toch. Tieto databazy obsahuju viac ako 100 000 dvanastzvodovych zaznamov EKG.
Kedze v tejto praci nejde o zostrojenie ¢o najvykonnejsieho klasifikatoru, ale o zis-
tenie vplyvu kédovania vystupu na vykon neurénovej siete, do tréningovej mnoziny
nebudu zahrnuté vsetky data poskytnuté pre tito challenge. Namiesto toho bol vy-
brany len jeden zo Siestich dostupnych zdrojov obsahujici vyse 14 000 zaznamov.
Jedna sa o databazu zo Shaoxing People’s Hospital, poskytnuti Chapman Univer-
zitou. Kazdy z jej zéznamov mé dizku desat sekind so vzorkovacou frekvenciou
500 Hz. Vsetky tdaje boli naformatované vo formate WEDB. (Obr. 2.1) Kazdy za-
znam EKG pouziva binarny sibor MATLAB (.mat) pre udaje signidlu EKG a stbor
vo forméate obycajného textu v tvare hlavicky WFDB na popis atribitov pacienta
vratane diagnézy a vzorkovacej frekvencie daného zaznamu. Kazdy zaznam EKG
ma jedno alebo viac oznaceni pomocou kodu SNOMED-CT, ktory popisuje srdcové

abnormality (a/alebo normalny sinusovy rytmus).

2.2 Predspracovanie

Napriek tomu, ze sa v databaze nachadza vyse 14 000 zadznamov, nie vsetky boli v
tejto praci pouzité. Znacna cast bola oznacena dvomi alebo viacerymi oznaceniami,
¢o znemoznovalo vyuzitie klasickych metdd kodovania vystupu. Z tohto dévodu bolo
pre riesenie tejto prace vyuzitych iba 5 druhov arytmii, ktoré boli z datasetu vy-
brané na zaklade ich mnozstva v datasete a ich morfologii. Z Tab.2.1 je vidiet, ze
data obsahuju prilis malo zaznamov sienového flutteru. Na vyrieSenie tohto prob-
lému bol kazdy z tychto zaznamov augmentovany jednoduchym obratenim v casovej

ose a nasledne bol vlozeny do pouzitej mnoziny, ¢o dvojnasobne zvysilo zastipenie
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AGG@1 12 500 7500 85-Feb-2020 11:39:16
ABROLl.mat 16+24 1000/mV 16 @ 28 -1716 @ I

AQ@@1.mat 16+24 10@0@/mV 16 @ 7 2029 @ II
AQ@O1.mat 16+24 1000/mV 16 @ -21 3745 @ III
AQG@A1.mat 16+24 1000/mV 16 @ -17 3680 @ aVR
AQ@O1.mat 16+24 1000/mV 16 @ 24 -2664 @ aVL
AG@@1.mat 16+24 1000/mV 16 @ -7 -1499 @ aVF
AG@O1.mat 16+24 1000/mV 16 @ -290 390 @ V1
AG@A1.mat 16+24 1000/mV 16 @ -204 157 @ V2
AG@A1 .mat 16+24 1000/mV 16 @ -96 -2555 @ V3
AG@OLl.mat 16+24 1000/mV 16 @ -112 49 @ V4
AQ@@1.mat 16+24 1000/mV 16 @ -596 -321 @ V5
AQ@O1.mat 16+24 1000/mV 16 @ -16 -3112 @ V6
#hge: 74

#Sex: Male

#Dx: 426783006
#Rx: Unknown
#Hx: Unknown
#5x: Unknown

Obr. 2.1: Priklad hlavicky nesticej informaciu o danom signéle.

Tab. 2.1: Zastupenie jednotlivych typov arytmii v stiahnutom datasete.

SNOMED-CT kéd | Popis podla stranky BioPortal | MnozZstvo
164889003 ECG: atrial fibrillation 1780
164890007 EKG: atrial flutter 445
426783006 ECG: sinus rhythm 1826
426177001 ECG: sinus bradycardia 3889
427084000 ECG: sinus tachycardia 1568

spolu 9508

tohto druhu arytmie. Pre redukciu neprimerane vysokého poctu zaznamov obsahu-
jucich sinusovi bradykardiu, bol vyuzity iba kazdy druhy zaznam. V neskorsej casti
tejto prace budu vyuzité aj algoritmy, ktoré vyzaduju slovné oznacenia signélov.
Pre zefektivnenie vypoctov bolo z pomenovani strankou Bioportal odobrané prvé
slovo (,ECG:“) a boli pouzité iba holé nazvy arytmii bez velkych pismen. Koncovy
pocet a formu oznacenia zaznamov mozno vidiet v Tab.2.2 KedZze sa jednd o EKG
signal, tak bolo potrebné vziat do ivahy moznu filtraciu, ale po vizualnej prehliadke
nahodnych zdznamov (ako napriklad na Obr.2.2 a Obr.2.3) bolo zistené, ze signaly
st uz pomerne cisté a dalsia filtracia by bola zbytoc¢na.

Pri praci s neurénovymi siefami je vzdy dobré z vypoctovych dovodov data normali-

zovat. Tato forma predspracovania mala za nasledok, ze pouzité data sa pohybuji v
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Tab. 2.2: Zastupenie jednotlivych typov arytmii a ich pomenovanie vo vyuzitom

datasete.
Slovné oznacenie | Mnozstvo
atrial fibrillation 1780
atrial flutter 890
sinus rhythm 1826
sinus bradycardia 1944
sinus tachycardia 1568
spolu 8058
Sinus Rhythm
600
500 4
400 4
= 300 A
g 200
100 A
D | y
~100 - 'v M
0 2 4 B 8 10

time[s]

Obr. 2.2: Ukéazka zaznamu obsahujica sinusovy rytmus.

rozmedzi od 0 do 1. Nasledne uz len bolo potrebné data nahrat do matice o velkosti

8052(pocet zdznamov) x 5000(dlzka zdznamov = 10s x 500Hz) x 12(pocet zvodov),

ktora moze byt pouzita ako vstup do neurénovej siete.

2.3 Architektara 1D konvolu¢nej neurdnovej siete

Tak ako bolo spomenuté v ivode praktickej c¢asti, na riesenie problému klasifikacie

bola zvolena 1D konvoluéna neurénova siet, ktora prechadza signél zo vSetkych 12

zvodov naraz, ale pohybuje sa iba po jednej (¢asovej) dimenzii. Architektira bola

zvolena tak, aby vykonavala dostatocne tispesnu klasifikaciu na to, aby sa dal po-

rovnat vplyv kédovania jej vystupu. Architektira konvolucnej siete, tak isto ako aj

celé prevedenie praktickej casti bolo realizované v programovacom jazyku Python.
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Obr. 2.3: Ukéazka zaznamu obsahujica fibrilaciu sieni.

Zostrojenie a ucenie neurénovych sieti bolo prevedené pomocou kniznice TensorF-
low. Prvotny navrh architektiry bol inSpirovany architekttrou z ¢lanku ,,Detection
of Atrial Fibrillation Using 1D Convolutional Neural Network® [23] a neskér bol
optimalizovany na dataset tejto prace. Prvy spdsob ¢im sa zvysil vykon bolo pri-
danie vrstiev ,BatchNormalization®“, ktoré urobili siet rychlejSou a stabilnejSou. Na
zvysenie generalizacnej schopnosti boli pridané dalsie vrstvy ,,Dropout®. Poslednou
Upravou oproti originalnemu dizajnu bolo odobranie poslednych dvoch konvoluénych
vrstiev na znizenie komplexnosti siete.

Vstup do siete o velkosti 5000 x 12 prechadza najskér dvoma 1D konvolucnymi
vrstvami s po¢tom filtrov 32, kernelom velkosti 5 a aktivacnou funkciou ReLU. Da-
lej nasleduju dalsie tri pary konvolucnych vrstiev s rovnakou velkosfou kernelu a
aktivacnou funkciou. Jediny rozdiel je, ze po kazdych dvoch vrstvach sa pocet fil-
trov zdvojnasobi, takze posledné dve konvoluéné vrstvy obsahuju 256 filtrov. Na
znizenie po¢tu parametrov siete je po kazdej konvolucénej vrstve ,MaxPool“ vrstva
s oknom velkosti 2. Na tiplnom konci siete sa nachadzaji dve plne prepojené vrstvy,
ktoré vykonavaju klasifikaciu. Prva z nich ma aktiva¢ni funkciu ReLLU a druha sig-
moidalnu. Dohromady boli navrhnuté 4 architektiry. Jedna pre kazdy zo 4 druhov
kédovania vystupu. Velkost vystupu, tak isto ako aj kriterialna funkcia sa zakazdym
menili podla sposobu znacenia vystupov (viz dalej). Tab.2.3 znazornuje podrobni

struktiru vyuzitej architektuiry.
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Tab. 2.3: Architektira vyuzitej konvolucnej neurénovej siete.

Vrstva Parametre Aktivacéna funkcia
Conv1D 32 filtrov, kernel=5 ReLU
BatchNormalization

MaxPool okno=2

Conv1D 32 filtrov, kernel=5 ReLU
MaxPool okno=2

Conv1D 64 filtrov, kernel=5 ReLU
BatchNormalization

MaxPool okno=2

Conv1D 64 filtrov, kernel=5 ReLU
MaxPool okno=2

Conv1D 128 filtrov, kernel=>5 ReLU
BatchNormalization

MaxPool okno=2

Dropout 0,2

Conv1D 128 filtrov, kernel=>5 ReLU
MaxPool okno=2

Dropout 0,2

Conv1D 265 filtrov, kernel=>5 ReLU
BatchNormalization

MaxPool okno=2

Dropout 0,2

Conv1D 256 filtrov, kernel=>5 ReLU
MaxPool okno=2

Dropout 0,2

Flatten

Dense 128 ReLLU
Dense (zdlezi na kédovani vystupu) Sigmoid

2.3.1 Ucenie siete a validacia
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Na vyhodnotenie tspesnosti clasifikdcie bola pouzitda 5-nasobna krizova validacia.
To znamena, zZe cely dataset bol rozdeleny na 5 rovnako velkych casti, pricom kazda
obsahuje 1600 zaznamov. Dohromady bolo natrénovanych 5 modelov pre kazdy z
typov znacenia s tym, ze kazdy model sa ucil na inych 4 skupindch zaznamov a
jedna vzdy ostala ako testovacia mnozina. Mnozina urcend na tréning siete bola da-

lej rozdelena na trénovaciu a validacnt v pomere 9 ku 1. ,,Batch size* bol pre vSetky




modely nastaveny na 32 a pocet epéch ucenia na 50, ¢o vsak ziaden z modelov nedo-
siahol. Ucenie bolo nastavené tak, ze ak sa validacna chyba nezlepsila za poslednych
10 epoch, tak sa ucenie samo zastavilo a ulozili sa vahy z najuspesnejsej epochy. Vo
vsetkych architektirach bol pri uceni vyuzity optimalizér ,Adam*, ktory je rozsire-
nim metody gradientového zostupu o adaptaciu kroku ucenia pocas tréningu, vdaka
¢omu nebolo potrebné robit opakované skisky ucenia na najdenie najidealnejsieho
kroku ucenia. Ako valida¢né metriky boli pouzité senzitivita a Specificita. Senzitivita
odzrkadluje schopnost testu zachytit pritomnost sledovaného stavu. (2.1) V tomto
pripade schopnost neurénovej siete tispesne predpovedat spravny vysledok a preto
sa bude v priebehu prace na nu klast najvacsi doraz.

Senzitivita =TP/(TP + FN) (2.1)

Specificita vyjadruje schopnost testu spravne oznacit pripady u ktorych skimany
znak nenastava. Pri klasifikacii neurénovou sietou to znamena schopnost siete spravne

urcit o ktort arytmiu sa nejedna.

Senzitivita = TN/(TN + FP) (2.2)

2.4 One-hot kédovanie

Ako prvy pristup pre kédovanie vystupu bolo zvolené one-hot kédovanie, ktoré sa
v oblasti neurénovych sieti povazuje za zlaty standard. Pri tomto druhu kédovania
bolo kazdej z arytmif priradené oznacenie v podobe vektora s dizkou rovnou poctu
moznych kategorii. Tato vektorova reprezentacia je vypoctovo efektivna, ale nevysti-
huje vztahy medzi jednotlivymi kategériami. Tab.2.5 zobrazuje oznacenie priradené
jednotlivym druhom arytmii pri ucéeni 1D CNN.

Tab. 2.4: One-hot kdédovanie vystupu.

Slovné oznacenie | One-hot
atrial fibrillation [1,0,0,0,0]
atrial flutter [0,1,0,0,0]
sinus rhythm [0,0,1,0,0]
sinus bradycardia | [0,0,0,1,0]
sinus tachycardia [0,0,0,0,1]

2.4.1 Architektara

Pre spravny chod neurdénovej siete musel byt jej vystup nastaveny na velkost 5,

¢o odpovedé dlzke one-hot znacenia.(Tab.2.5) Ako kriteridlna funkcia bola zvolena
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,binary crossentropy“ kedze sa jedna o binarne znacenie.

Tab. 2.5: Architektira vyuzitd na ucenie modelov s one-hot znacenim vystupov.

Vrstva Parametre Aktivaéna funkcia
Conv1D 32 filtrov, kernel=5  ReLU
BatchNormalization

MaxPool okno=2

Conv1D 32 filtrov, kernel=5  ReLU
MaxPool okno=2

Conv1D 64 filtrov, kernel=5  ReLU
BatchNormalization

MaxPool okno=2

Conv1D 64 filtrov, kernel=5  ReLU
MaxPool okno=2

Conv1D 128 filtrov, kernel=5 ReLU
BatchNormalization

MaxPool okno=2

Dropout 0,2

Conv1D 128 filtrov, kernel=5 ReLU
MaxPool okno=2

Dropout 0,2

Conv1D 265 filtrov, kernel=5 ReLU
BatchNormalization

MaxPool okno=2

Dropout 0,2

Conv1D 256 filtrov, kernel=5 ReLU
MaxPool okno=2

Dropout 0,2

Flatten

Dense 128 ReLLU
Dense 5 Sigmoid

2.4.2 \Vyhodnotenie

Priemernd senzitivita pri one-hot kédovani vystupov dosiahla 92% a Specificita 98% .
Pritom najuspesnejsi z piatich natrénovanych modelov dosiahol hodnotu senzitivity
94,7% a Specificity 98,7%. Najispesnejsi model (model 1) bol dalej skiimany aby

bola zistena jeho citlivost na jednotlivé druhy arytmii. Tab.2.7 ukazuje, Ze tento
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Tab. 2.6: 5-nasobna krizova validacia modelov s one-hot znacenim vystupov.

Model | Senzitivita | Specificita

1 0,897 0,974

2 0,947 0,987

3 0,92 0,98

4 0,909 0,977

) 0,929 0,982
priemer 0,92 0,98

o 0,019 0,005

model bol schopny detekovat sinusové bradykardie az so 100% tuspesnostou. Tab.2.7
taktiez ukazuje, ze nizsie zastipenie zdznamov so sienovymi flutterom v tréningove;j

mnozine sa ukazalo aj na nizsej ispesnosti siete detekovat tito arytmiu.

Tab. 2.7: Uspesnost siete s one-hot znadenim vystupov detekovat jednotlivé druhy

arytmii.
Trieda Senzitivita | Specificita
atrial fibrillation 0,96 0,977
atrial flutter 0,851 0,981
sinus rhythm 0,97 0,999
sinus bradycardia 1 0,993
sinus tachycardia 0,946 0,998

2.5 Ordinalne kddovanie

Pri vyuziti ordindlneho kdédovania vystupov bolo prihliadnuté na druh signalu. Naj-
nizsie oznacenie dostal zdravy sinusovy rytmus. Po niom nasledovali stale nepatolo-
gické arytmie vo forme spomaleného alebo zrychleného rytmu. A najvyssie oznacenie
dostali patologické arytmie. (Tab.2.8) Tymto sp6sobom znacenia bol zavedeny aspon

maly vzajomny vztah medzi arytmiami.

2.5.1 Architektara

Vsetky vrstvy architektury siete pre ucenie sa zaznamov s ordinalnym znac¢enim boli
zhodné s sietou, ktora vyuzila one-hot znacenie.(Tab.2.3) To znamend, Ze vystup mal

aj napriek jednomiestnemu znaceniu velkost 5. Kniznica TensorFlow funguje tak, ze
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Tab. 2.8: Ordindlne kédovanie vystupu.

Slovné oznacenie | Ordindlne kédovanie

sinus rhythm
sinus bradycardia
sinus tachycardia

atrial flutter

B oW N R O

atrial fibrillation

v nej vytvorena architektira po prebehnuti ucenia bude aj napriek ordindlnemu zna-
¢eniu produkovat predpovede vo forme vektoru (diéky rovnajicej sa pocte kategorii),
ktory obsahuje pravdepodobnosti s akymi dand predpoved zapada do jednotlivych
kategorii. Zmenena preto bola iba kriteridlna funkcia z ,binary crossentropy“ na

»sparse categorical crossentropy*.

2.5.2 Vyhodnotenie

Vyuzitie ordinalneho koédovanie vystupov neprinieslo vo vysledkoch velkti zmenu
oproti one-hot kédovaniu. Priemerna senzitivita dosiahla 91,9% a Specificita 98% .
(Tab.2.9) Najuspesnejsi model bol v tomto pripade model 5, ktory dosiahol hod-

Tab. 2.9: 5-nasobna krizova validacia modelov s ordindlnym znacenim vystupov.

Model | Senzitivita | Specificita

1 0,91 0,978

2 0,937 0,984

3 0,903 0,976

4 0,895 0,974

) 0,948 0,987
priemer 0,919 0,98

o 0,023 0,005

notu senzitivity 94,8% a Specificity 98,7%. Tab.2.10 ukazuje, Ze aj pri jeho uceni sa

odzrkadlila nerovnomernost v zastipeni dat v trénovacej mnozine.

2.6 Autoenkdder

Vyuzita architektira autoenkdderu bola inSpirovana architektirou Yrona Vazana
5], ktory vyuzil LSTM vrstvy. Upravenému modelu pre tito pracu si podané celé

nazvy v podobe dvojslovnych strings, ktoré sii najskor pomocou funkcie Tokenizer z
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Tab. 2.10: Uspesnost siete s ordindlnym znadenim vystupov detekovat jednotlivé

druhy arytmii.

Trieda Senzitivita | Specificita
atrial fibrillation 0,904 0,979
atrial flutter 0,863 0,972
sinus rhythm 0,985 0,991
sinus bradycardia 0,979 0,997
sinus tachycardia 0,956 0,998

kniznice Tensorflow prevedené na sekvencie celych ¢isel o velkosti 7, ¢o je pocet slov
pouzitych v slovnhom pomenovani arytmii. Tento vektor prejde biderectional LSTM
vrstvou, ktord ma vystup o velkosti B. Tato premenné B, dalej urcuje sirku takzva-
ného ,bottlenecku“ tohto autoenkéderu (Obr.1.18). Cast dekéderu znovu obsahuje
LSTM vrstvu, ktora nakonci preda svoj vystup do plne prepojenej vrstvy, ktora poda
vystup znovu o velkosti 7. (Viz kéd v stbore , Architectures AutoEncoding.ipynb*
v prilohe) Tento vystup je vsak pouzity iba na ucenie autoenkdderu. Vektor, ktory
je pouzity ako nova reprezenticia oznaceni kategérii arytmii je B miestny vektor,
ktory dostaneme vdaka prvej casti architektiry, teda enkdéderu. Tento enkdder ké-
duje kazdé dvojslovné oznacenie arytmie do 18-miestneho vektora ¢isel v rozmedzi
od 0 do 1. (D6vod prec¢o 18 viz v podkapitole ,,Optimalizacia“.) Priklad takéhoto ko-
dovania je mozny vidiet na Obr.2.4. V pripade autoenkoéderu pouzitého v tejto praci
sa teda nejedna o redukciu dat pomocou enkdderu, ako tomu obvykle byva, ale o vy-

tvorenie reprezentacie vo viacrozmernom priestore. Autoenkdder bol u¢eny po dobu

['atrial flutter']

[0. 0.00504137 0. 0.00856645 0.00010146 0.00050301
0. 0.0002954 0.0035008 0.00039415 0.00368489 0.
0.00780227 0.0005284 0.0003341 0. 0.00624551 0.0031944 ]

Obr. 2.4: Zakdédovanie nazvu ,atrial flutter” pomocou nauceného autoenkdderu.

desiatich ep6ch a bola pouzita kriteridlna funkcia ,,sparse categorical crossentropy®,

kedze slovné spojenia boli tokenizované do vektorov celych cisel.

2.6.1 Architektara

V architektire pre tento typ kddovania vystupu bola pozmenend poslednd vrstva tak,

aby mala vystup o velkosti 18, ¢o odpoveda velkosti vystupu enkéderu.(Tab.2.11)
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Ako kriteridlna funkcia bola pouzita ,binary crossentropy®, kedze hodnoty v 18-

dimenzionalnom oznaceni sa pohybuju len od 0 do 1.

Tab. 2.11: Architektira vyuzitd na uc¢enie modelov so znacenim vystupov pomocou

autoenkoderu.
Vrstva Parametre Aktivac¢na funkcia
ConvlD 32 filtrov, kernel=5  ReLU
BatchNormalization
MaxPool okno=2
ConvlD 32 filtrov, kernel=5  ReLU
MaxPool okno=2
Conv1D 64 filtrov, kernel=5  ReLU
BatchNormalization
MaxPool okno=2
ConvlD 64 filtrov, kernel=5  ReLU
MaxPool okno=2
ConvlD 128 filtrov, kernel=5 ReLU
BatchNormalization
MaxPool okno=2
Dropout 0,2
ConvlD 128 filtrov, kernel=5 ReLU
MaxPool okno=2
Dropout 0,2
ConvlD 265 filtrov, kernel=5 ReLU
BatchNormalization
MaxPool okno=2
Dropout 0,2
Conv1D 256 filtrov, kernel=5 ReLU
MaxPool okno=2
Dropout 0,2
Flatten
Dense 128 ReLLU
Dense 18 Sigmoid

2.6.2 Optimalizacia

Pri pouziti autoenkéderu sa vyskytla otazka, do kolkych dimenzii je potrebné zako-

dovat kategérie, tak aby siet podavala o najlepsie vysledky. Z tohto dévodu bolo
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vyskusanych 16 verzii, pre ktoré bola vzdy vypocitana senzitivita a Specificita. Graf
na Obr.2.5 ukazuje, Ze najvyssie hodnoty senzitivity a Specificity sa stretli pri 18-

miestnom kodovani a preto bola tato hodnota zvolena aj pre dalSie vypocty.

—e—Senzitivita —e—3pecificita
1,2

o
o

Hodnota Senzitivity/Specificity

o
>

o
o

2 4 6 8 10 12 14 16 18 20 22 24 26 28
Pocet dimenzii

Obr. 2.5: Graf znazornujuci zavislost senzitivity a Specificity neurénovej siete na

pocte dimenzii, do ktorych bol zakdédovany jej vystup.

2.6.3 Prevod vystupu siete na kategoriu arytmie

Prepocet vystupu tejto neurénovej siete na finalnu kategériu arytmie nie je tak
jednoduchy, ako napriklad pri one-hot kdédovani kedy je vysledok rovny indexu s
najvyssou hodnotou pravdepodobnosti. Kedze vystupom siete je vektor s hodno-
tami od 0 po 1 bez blizsie znamych navéznosti bolo potrebné prist na novy sposob
prevodu. Vieme, Ze oznacenia su zakédované do 18-rozmerného priestoru a ze vy-
stup siete je bod posadeny niekde do tohto priestoru. Za vysledok teda mézme brat
oznacenie, ktoré je v tomto priestore najblizsie k predpovedi nasej siete. Tento vy-
sledok bol dosiahnuty vypoc¢tom Euklidovskej vzdialenosti medzi predikciou siete a

oznaceniami arytmif.
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2.6.4 Vyhodnotenie

S kédovanim vystupu do 18-rozmerného priestoru pomocou autoenkdéderu bola siet

schopnd dosiahnut priemernt senzitivitu 90,8% a Specificitu 97,7%. Tab.2.13 uka-

Tab. 2.12: 5-nasobna krizova validacia modelov so zna¢enim vystupov pomocou au-

toenkoderu.
Model | Senzitivita | Specificita
1 0,874 0,968
2 0,945 0,986
3 0,927 0,982
4 0,893 0,973
5 0,899 0,975
priemer 0,908 0,977
o 0,028 0,007

zuje, Ze najuspesenejsi model (model2) dosiahol priaznivé vysledky pri klasifikdcii
vacSiny arytmii, ale taktiez ukazuje, ze tento dany sposob znacenia vystupov je naj-
viac nachylny na nerovnomernosti v zastupeni jednotlivych kategérii v tréningovej

mnozine.

2.7 Word embedding

Na vytvorenie reprezentiacie pomocou word embeddingu bol vyuzity algoritmus
Word2Vec z kniznice Gensim. Tento algoritmus vie vyuzivat uz dopredu nauceni
slovni zasobu, avsak tieto slovné zasoby nemusia vzdy obsahovat medicinske terminy
a navyse koduju slova do zbytocne prilis vysokorozmerného priestoru. Pre potreby

tejto diplomovej prace stacilo slovni zasobu simplifikovat na pocet slov pouzitych v

Tab. 2.13: Uspesnost siete so znacenim vystupov pomocou autoenkéderu detekovat
jednotlivé druhy arytmii.

Trieda Senzitivita | Specificita
atrial fibrillation 0,948 0,971
atrial flutter 0,694 0,989
sinus rhythm 0,971 0,99
sinus bradycardia 0,982 0,982
sinus tachycardia 0,947 0,996
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slovnych pomenovaniach arytmii. Bol otestovany aj pristup pri ktorom bola sief vy-
konéavajica embbeding naucena na rozsiahlejSom texte opisujicom kazdu z arytmii
v snahe vytvorit algoritmus, ktory by bol schopny zachytif vztahy medzi slovami
este efektivnejsie, avsak tento pristup iba miatol pouzitii neurénovu siet, ktord vy-
tvarala predikcie vo forme slovnych spojeni, ktoré nedavali zmysel.

Algoritmus bol pri u¢eni nastaveny tak, aby kategérie vkladal do 40 miestneho vek-
toru s tym aby bola maximalna dizka medzi jednotlivymi slovami 1 a aj minimalny
pocet slov, ktoré ma brat v tivahu je tiez 1. Toto nastavenie parametrov znamena,
ze bude vkladat aj jednotlivé slova do vektoru, nie iba viac slovné pomenovania.
Obr.2.6 ukazuje priklad vlozenie slova ,atrial® do 40-rozmerného priestoru algo-

ritmom Word2Vec. Ako bolo v teoretickej Casti vysvetlené, algoritmus Word2Vec

['atrial']
[-2.4008876e-02 1.2518233e-02 -2.1898966e-02 -1.0979563e-02
-8.7749955e-05 -7.4045657e-04 -1.9153100e-02 2.4036855e-02
1.2455141e-02 2.3082858e-02 -2.0394797e-02 1.1239493e-02
-1.0342693e-02 2.0613372e-03 2.1246547e-02 -1.1155444e-02
1.1293751e-02 -1.6967405e-02 -8.8712219e-03 2.3496270e-02
-3.9441348e-03 8.0342888e-04 -1.0351574e-02 -1.9206721e-02
-3.7700236e-03 6.1744871e-03 -2.2200705e-03 1.3834154e-02
-6.8574427e-03 5.6501627e-03 1.3639485e-02 2.0864880e-02
-3.6343515e-03 -2.3020357e-02 1.0926378e-02 1.4294625e-03
1.8604767e-02 -2.0332099e-03 -6.5960349e-03 -2.1882523e-02]

Obr. 2.6: Vlozenie slova ,atrial* do 40-rozmerného priestoru pomocou algoritmu
Word2Vec.

umoznuje vektorovo orientované uvazovanie zalozené na posunoch medzi slovami,
¢o v praxi znamena, ze ak chceme slovnému spojeniu ,atrial fibrillation® vytvo-
rit vektorovu reprezentaciu vo vytvorenom 40-dimenziondlnom priestore, tak ndm
staci jednoducho scitat vektory reprezentujice slova ,atrial“ a ,fibrillation® Posled-
nou ulohou pri tvorbe nového znacenia kategérii bolo vysporiadat sa s negativnymi
hodnotami, ktoré word embbeding vytvoril, kedze siet je schopna akceptovat iba
reprezentacie pozitivnymi ¢islami. Prvotnym napadom bolo dat vSetky negativne
hodnoty rovné nule, ¢im sa ale stratilo prilis velké mnozstvo informécie potrebné
pre spravny chod kategorizacie. Pouzitym pristupom bolo nakoniec vytvorenie vek-
torov dvojndsobnej velkosti toho povodného, ¢ize dizky 80, s tym Ze v prvej polovici
vektoru sa nachadzaji hodnoty, ktoré boli pozitivne od zaciatku a v druhej polovici
sa nachddzaji absolitne hodnoty tych negativnych.(Obr.2.7) CiZe ak od prvej po-
lovice tohto novovytvoreného vektoru odc¢itame jeho druht polovicu tak dostaneme

nas povodny 40 miestny vektor.

52



[ 'sinus’, "bradycardia’]

[0.00453037 0. 0.0337302 0. 0. 0.
0.0038151 0.03342794 0 0.00737003 0.04336338 0.

0. 0.00214603 0. 0.00242652 0.02441914 0.01773242
0.0031332 0. 0.03802459 0. 0. 0.00101778
0.00812762 0.01122237 0.01248043 0.01055728 0. 0.
0.00076497 0. 0.02333147 0. 0. 0.01611007
0.04272054 0.00151402 0. 0.00739167 0. 0.01070651
0. 0.00212223 0.00634577 0.01050598 0. 0.
0.01688751 0. 0 0.01473979 0.01283988 0.
0.00252334 0. 0. 0 0. 0.0004385
0. 0.00479811 0.00599543 0. 0. 0.

0. 0. 0.01502669 0.00536516 0. 0.02610058
0. 0.00962493 0.00818186 0 0. 0.
0.00166615 O ]

Obr. 2.7: Vytvorenie vektorovej reprezentacie pre slovné spojenie ,sinus bradycar-

dia“ obsahujtcej iba pozitivne hodnoty.

2.7.1 Optimalizacia

Podobne ako pri metéde kddovania pomocou autoenkéderu bolo potrebné prist na
optimalny pocet dimenzii do ktorych budu slova vkladané, tak aby bola klasifi-
kacia konvoluc¢nou sietou ¢o najefektivnejsia. Narozdiel od autoenkdéderu zvysSenie
dimenzii iba o 2 nemalo zjavny vplyv na vykon siete. NavySovanie preto prebehlo
po desiatkach. Graf na Obr.2.8 znazornuje zavislost hodnot senzitivity a Specificity
konvolucnej siete na pocte dimenzii do ktorych boli jej vystupy kédované. Je vidno,

ze najvyssie hodnoty siet dosiahla pri pocte 40.

2.7.2 Architektara

Podobne ako pri ostatnych druhoch kédovania bola vyuzita rovnaka architektira
siete so zmenou v poslednej vrstve, kde musela byt velkost vystupu siete zmenena
na hodnotu 80, ¢o odpoveda dvojnasobku dimenzionality priestoru do ktorého st
nazvy arytmii vlozené.(Tab.2.14) Kriteridlna funkcia pouzitd v tomto pripade je

,binary crossentropy“.

2.7.3 Prevod vystupu siete na kategoriu arytmie

Predikcie konvolu¢nej siete maji tvar vektoru dizky 80. Aby sme z tohto vektoru
boli schopni dostat interpretovatelni predikciu, tak musime najskér od prvej po-

lovice tohto vektoru odéitat druhd polovicu, ¢im dostaneme zasadenie predpovede
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Obr. 2.8: Zavislost hodndt senzitivity a Specificity konvolucénej neurénovej siete na

pocte dimenzii do ktorych boli jej vystupy vlozené pomocou algoritmu Word2Vec.

do 40-rozmerného priestoru vytvoreného pomocou algoritmu Word2Vec. Tento algo-
ritmus z kniznice Gensim taktiez obsahuje funkciu ,most similar®, ktora vypocita
podobnosti, vo forme kosinovej podobnosti vSetkych slov z naucenej slovnej zasoby
modelu a predikcie vytvorenej konvolu¢nou sietou. Nasledne sme schopny si vy-
brat pocet najblizsich slov ku nasej predpovedi. Logicky mozeme uvazovat, ze nam
staci najst dve najblizsie slova a dostaneme tak vyslednu predikciu. Po zobrazeni
vysledkov predpovede bolo zistené, ze konvolucna siet ¢asto predpoveda dvojslovné
pomenovania v opacnom poradi a taktiez Zze mnoho razi predpovie slovné spojenie
ysinus atrial“. Pre opravu tejto chyby bol navrhnuty algoritmus, ktory si nechd v
pripade takejto chybnej predpovede vypocitat este tretie najblizsie slovo a pokial
sa jedna bud o slovo ,fibrillation“ alebo ,flutter®, tak mu automaticky priradi slovo
yatrial“ a ak sa jednd o slova ,rhythm*, ,bradycardia“ alebo ,tachycardia“, tak im
priradi slovo ,sinus“. Nasledne algoritmus prejde este vSetky ostatné predpovede a

uisti sa, ze dvojslovné pomenovania su v spravnom poradi.
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Tab. 2.14: Architektira vyuzitda na ucenie modelov so znacenim vystupov pomocou
algoritmu Word2Vec.

Vrstva Parametre Aktivaéna funkcia
Conv1D 32 filtrov, kernel=5  ReLU
BatchNormalization

MaxPool okno=2

Conv1D 32 filtrov, kernel=5  ReLU
MaxPool okno=2

Conv1D 64 filtrov, kernel=5  ReLU
BatchNormalization

MaxPool okno=2

Conv1D 64 filtrov, kernel=5  ReLU
MaxPool okno=2

Conv1D 128 filtrov, kernel=5 ReLU
BatchNormalization

MaxPool okno=2

Dropout 0,2

Conv1D 128 filtrov, kernel=5 ReLU
MaxPool okno=2

Dropout 0,2

Conv1D 265 filtrov, kernel=5 ReLU
BatchNormalization

MaxPool okno=2

Dropout 0,2

Conv1D 256 filtrov, kernel=5 ReLU
MaxPool okno=2

Dropout 0,2

Flatten

Dense 128 ReLLU
Dense 80 Sigmoid

2.7.4 Vyhodnotenie

Kédovanim vystupu metédou word embbeding sa podarilo dosiahnut 93% senziti-
vitu konvoluénej neurénovej siete. Jej Specificita dosiahla hodnoty 98,3%. (Tab.2.15)
Hodnoty o efektivnosti najlepsieho modelu (model 1) predpovedat jednotlivé druhy
arytmii st zhrnuté v Tab.2.16. Je z nej zjavné, zZe model bol nachylnejsi na ne-

rovnomerné zastupenie idajov v tréningovej mnozine viac ako modely vyuzivajice
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Tab. 2.15: 5-nasobné krizova validacia modelov so znac¢enim vystupov pomocou al-

goritmu Word2Vec.

Model | Senzitivita | Specificita

1 0,945 0,987

2 0,911 0,978

3 0,942 0,986

4 0,929 0,984

) 0,921 0,981
priemer 0,93 0,983

o 0,014 0,004

konven¢né znacenie kategorii, ale zaroven menej model vyuzivajuci autoenkdderu.

Tab. 2.16: Uspesnost siete so znadenim vystupov pomocou algoritmu Word2Vec de-

tekovat jednotlivé druhy arytmii.

Trieda Senzitivita | Specificita
atrial fibrillation 0,973 0,967
atrial flutter 0,76 0,992
sinus rhythm 0,932 0,996
sinus bradycardia 0,976 0,992
sinus tachycardia 0,993 0,988

2.8 Vysledky a diskusia

Na zaciatku prace bola navrhnuta 1D konvoluéna neurénova sief, vytvorena na kla-
sifikaciu 10-sekundovych zaznamov EKG zo vSetkych dvanastich zvodov. Aby bolo
mozné porovnat vplyv roznych technik kédovania labelov na klasifika¢nii schopnost
siete, architektira sa uz pocas testov nemenila. Pri vyhodnocovani EKG zaznamov
je dolezitejsie zachytif dani arytmiu a spravne ju zaradit, ako schopnost povedat
o aku arytmiu sa nejedna. Z tohto dévodu sa v priebehu préce pri optimalizacii
smerudatnej$im parametrom pri porovnavani vplyvu kédovania labelov na celkovy
vykon konvolucnej siete je priemernd senzitivita kazdého z modelov ziskand z 5-
nasobnej krizovej validacie.

Z Tab.2.17 je zjavné, ze metdéda word embbedingu skutoéné ma pozitivny vplyv
na vykon neurénovej siete. Vdaka pouziti tejto metddy bolo mozné zvysit priemerni

senzitivitu siete o jedno celé percento oproti konvenénym metédam. Jedno percento
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Tab. 2.17: Priemerna senzitivita a Specificita kazdého z modelov ziskana z 5-nasobnej
krizovej validacie.

Druh kédovania labelov | priemerna senzitivita o
one-hot 0,92 0,019
ordinédlne 0,919 0,023
autoenkoder 0,908 0,028
word embbeding 0,93 0,014
priemerna Specificita o
one-hot 0,98 0,005
ordinélne 0,98 0,005
autoenkoder 0,978 0,007
word embbeding 0,983 0,004

nevyzera ako vela pri velkosti datasetu aky bol pouzity v tejto praci, ale pri znacne
vacsich datasetoch, ktoré by sa pouzili v redlnej praxi by sa jednalo o vyrazné zlepse-
nie. Dalsim faktorom na ktory je potrebné poukézat je velkost smerodajnej odchylky,
ktora je tiez najnizsia pri metéde word embbedingu. Tento fakt znaci o najvacsej
robustnosti spomedzi modelov. Tabulka dalej ukazuje, ze vyuzitie navrhnutého au-
toenkoderu nemalo na siet pozitivny vplyv. Ten naopak znizil vykon siete o jedno
percento a dosiahol najvacsiu smerodajnt odchylku spomedzi modelov. Modeli kon-
venéného kédovania dosiahli takmer rovnaké vysledky. Je zaujimavé, Ze pridanie
ordindlnej hodnoty do kdédovania labelov sieti nepomohlo a znizilo to jej vykon o
desatinu percenta. Tieto hodnoty sa vSsak menia ak analyzujeme blizsie najispes-
nejsie modely z krizovej validacie. Prave model s ordindlnym sposobom kddovania
labelov sa deli s modelom vyuzivajucim word embbeding o najvyssSie zastipenie
v Tab.2.18. Tab.2.18 znazornuje, ktoré modely boli najispesnejsie v detekcii jed-
notlivych arytmii. Hodnota, ktord z tabulky vyc¢nieva je 100% senzitivita a 99,3%

Specificita modelu s one-hot znac¢enim vystupov pri detekcii sinusovej bradykardie.

Tab. 2.18: Tabulka modelov, ktoré boli najuspesnejsie pri detekcii jednotlivych dru-

hov arytmii.

Slovné oznacenie | Druh kédovania labelov | Senzitivita | Specificita
sinus rhythm ordinédlne 0,985 0,991
sinus bradycardia one-hot 1 0,993
sinus tachycardia word embbeding 0,993 0,988
atrial flutter ordinédlne 0,863 0,972
atrial fibrillation word embbeding 0,973 0,967
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Skutocnost, ze kategéria ,atrial flutter” bola v pouzitom datasete najmenej za-
stipend, umoznila skimat vplyv nerovnomerného zastipenia kategérii pri procese
ucCenia na modely s roznym sposobom znacenia vystupov. Modely vyuzivajice zna-
¢enie autoenkdéderom nielenze produkuju najslabsie vysledky, ale sa aj javia naj-
nachylnejsie na tito skutocnost. Na druht stranu modely s ordindlnym znacenim
vykazuju, ze im tento fakt zavadza najmensiu chybu do ich klasifika¢ného procesu.
Pri vybere, ktortt moznost znacenia vyuzit pri uceni siete je nutné brat v ivahu via-
cero faktorov. Za prvé je komplexnost rieseného problému. Ak sa jedna o jednoduchu
klasifikdciu na mensom datasete, je zbytoc¢ne komplikované vymyslat, optimalizo-
vat a aplikovat sposob word embbedingu, kedZze komplexnost tohto predspracovania
moze prekrocit komplexnost celého rieseného problému. Tab.2.19 dalej ukazuje, ze

pouzitim réznych metéd kodovania sa moze predlzit aj ¢as ucenia. Ak sa vSak jedna

Tab. 2.19: Rozdiely v diZe udenia sa jednotlivich modelov pri vyuZiti roznych druhov

znacenia labelov.

Druh kédovania labelov | Pocet ep6ch ucenia
ordinalne 10-22
one-hot 8-19
ordinalne 19-29
word embbeding 25-37

o komplexnejsi problém a jednotlivé kategérie, ktoré si v tomto probléme klasi-
fikované maji medzi sebou vztahy, ktoré by sa mohli pri uc¢eni neurénovej siete
odzrkadlit a cas ucenia spolu s pristupom ku vykonnej vypoctovej technike nie je
problém, je vyhodné siahnut po metdéde word embbedingu. Praca ukazala, ze tato
metoda jednoznacne umoznuje zachytit vztahy medzi jednotlivymi slovnymi pome-
novaniami kategérii, ¢o sa aj vo vysledku prejavi v klasifikacnej schopnosti pouzitej

neurénovej siete.
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Zaver

V teoretickej casti diplomovej prace bolo vysvetlené na c¢o sluzi elektrokardiograf,
ako vznikaju elektrické impulzy, ktoré meria a ako su distribuované elektrickym
prevodovym systémom srdca. Praca tiez ukazuje aky je rozdiel medzi normalnym
srdcovym rytmom a srdcovymi arytmiami a ¢o moze tieto arytmie sposobit. Praca
dalej vysvetluje preco je dolezité vcasne detekovat srdcové arytmie a aké sa na to po-
uzivaju v dnesnej dobe metddy. Blizsie sa zameriava na metédu hlbokého ucenia pri
ktorej objasnuje sposob ucenia viacvrstvovych neurénovych sieti a ich rézne druhy.
Detailne st vysvetlené principy konvoluénych neurénovych sieti spolu s moznos-
tami ich optimalizacie. V poslednej casti st vysvetlené moznosti znacenia vystupov
neurénovych sieti pomocou konvencénych metéd a blizSie pomocou metdédy word
embbeding a autoenkdderov.

V praktickej casti su predstavené dostupné EKG data a sposob ich predspracovania.
Dalej je v praci navrhnutd 1D konvoluéné neurénova siet, ktoré je optimalizovana na
klasifikaciu dostupnych EKG zaznamov. Si implementované styri metédy znacenia
labelov v podobe one-hot znacenia, ordindlneho znacenia, autoenkdoderu a metddy
word embbeding, konkrétne algoritmus Word2Vec. Na vyhodnotenie vysledkov bola
pouzita 5-nasobna krizova validacia. Tymto sposobom tak bolo dohromady natré-
novanych 22 neurénovych sieti. 5 modelov pre kazdy z typov kddovania labelov plus
jeden autoenkoder a jeden model Word2Vec. Natrénované modely boli nasledne
porovnané na zaklade ich priemernej senzitivity a Specificity, spolu s ich smero-
dajnymi odchylkami. Dalej na zéklade ich schopnosti klasifikovat kazdd z kategérii
arytmif osobitne a na zdklade dizky ucenia modelov. Diplomovéd praca ukazuje, e
metoda word embbeding jednoznacne zachytava vztahy medzi slovnymi pomenova-
niami jednotlivych arytmii a Zze dokaze tieto vztahy preniest aj u¢ebného procesu
siete. S vyuzitim tejto metddy bolo mozné dosiahnut najvyssiu priemernt senzitivitu
a Specificitu spomedzi modelov a taktiez sa podarilo zvysif robustnost navrhnutej
neurénovej siete. Najvyssia dosiahnuté priemernd hodnota senzitivity je 93% a Spe-
cificity 98,3%. Tato hodnota senzitivity je o celé jedno percento vyssia ako druhd
najlepsia hodnota, ktord bola ziskand modelom vyuzivajicim one-hot kédovanie.
Siet dosahujtca najnizsiu senzitivitu (90,8%) bola siet vyuzivajica kédovanie labe-
lov pomocou autoenkdderu. Diplomova praca dokazala, ze ak sa jedna o klasifikacny
problém pri ktorom sa vyuziva neurénova siet a existuju vztahy medzi jednotlivymi
kategoriami, word embbeding je uzito¢ny sposob akym sa tieto vztahy daju zachytit,
preniest do procesu ucenia siete a zvysit tak celkovi klasifikacni schopnost danej

neurénovej siete.
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