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ABSTRAKT

Tato bakalarska prace se zabyva problematikou algoritmu strojového uceni metody
podptrnych vektorii. Prace se zaméfuje na teoreticky zdklad nutny pro pochopeni
mechanismu fungovani této metody, aplikace této metody v realném Zzivoté
a implementace této metody v raznych softwarech. Jsou vysvétleny pojmy jako jsou
optimalni separacni nadrovina, linearni rozhodovaci hranice a podplirné vektory. Dale
jsou popsany razné varianty této metody pii pouziti riiznych jadrovych funkci. V treti
¢asti prace bylo nejen pouzito metody pro ukézku toho, jak to funguje, ale 1 vyuzito
nekolika postupti pro zlepSeni vysledkl aplikace dané metody.

ABSTRACT

This bachelor thesis deals with the problem of machine learning algorithm called support
vector machine learning method. The thesis focuses on the theoretical basis required to
understand the mechanism of operation of this method, the application of this method in
real life and the implementation of this method in various software. Concepts such as
optimal separation superplane, linear decision boundary and support vectors are
explained. Furthermore, different variants of this method using different kernel functions
are described. In the third part of the paper, the method was not only used to show how it
works, but also several techniques were used to improve the results of the application of
the method.

KLICOVA SLOVA

Metoda podptrnych vektori, separa¢ni nadrovina, strojové uceni, nadrovina s maximalni
Sirkou, hyperparametry, klasifikace, bias-variance tradeoft, overfitting a underfitting.

KEYWORDS

Support vector machines, separating hyperplane, machine learning, maximal margin
hyperplane, hyperparameters, classification, bias-variance tradeoff, overfitting and
underfitting.
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UvVOD

Je té€Zko si predstavit zivot bez um¢lé inteligence (angl. Artificial intelligence, zkr.
Al). Cilem um¢l¢ inteligence je automatizovat intelektualni ¢innost ¢lovéka. Face 1D
v mobilu, online pteklad textu, filtrace spamu — jsou to vSechno ptiklady pouziti umélé
inteligence. Cim dal, tim je ,,po¢ita¢” chyttejsi a dnes dokaZe detekovat oéni onemocnéni
nebo fidit auto.

Soucasti umélé inteligence je strojové uceni (angl. Machine learning, zkr. ML).
Strojové uceni je obecny nazev pro velkou fadu metod, které se pouzivaji pro rizné
aplikace. Rozhodujicim parametrem pro volbu metody strojového uceni je typ ulohy,
o ¢cemz budeme diskutovat dale v této praci. Strojové uCeni se zabyva feSenim uloh
nepfimym zpusobem, tzn. ,,uenim® z velkého mnozstvi vyfesenych podobnych uloh.
Velkou ¢ast uspéchu pii uceni tvoii data. Jejich mnozstvi, kvalita a reprezentativita jsou
zodpovédné za presny a kvalitni vysledek. Teoreticka ¢ast metod strojového uceni je
postavena na zéaklad¢ tfi véd: statistika, teorie pravdépodobnosti a linearni algebra.

Strojové uceni, jakozto véda ne zcela nova, se zacalo rozvijet jesté ve 20. stoleti,
ale zajem o umélou inteligenci roste a v dnesni dob¢ efektivita riznych modelt je otazkou
vykonnosti pocitacl, na kterych ty modely jsou naprogramovany a spoustény.

Tématem prace je metoda podpirnych vektort (angl. Support Vector Machines,
dale jen SVM). Bakalaiska prace je rozdélena na tfi Casti: teoretickou Cast, reSerSe
aplikaci a implementace raznych softwarii na vhodném datasetu (datovd sada nebo
shluk/kolekce dat).

Teoreticka cCast bakalafské prace je veénovana popisu hlavnich typt tloh
strojového uceni, typti metod a obsahuje také matematické a statistické teorie metody
SVM.

V druhé casti prace je struény prehled moznych aplikaci této metody v redlném
Zivoté.

V tieti Casti bakalatfské prace se bude feSit implementace SVM v riznych
softwarech. Cilem této Casti je ukazat realny piiklad pouziti SVM a porovnat vykonnost
riznych softwart.
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1 TEORETICKA CAST

1.1 Zaklady strojového uceni

Clovék jiz od atlého véku déla ,,slozité* logické zavéry, protoze ma ptirozenou schopnost
se ucit. Déti se rychle uci rozeznavat véci a védi, ze pokud date 1zicku cukru do Caje, Caj
bude sladky. Co kdyz ale date ditéti za kol filtrovat spam vaseho e-mailu nebo
predikovat cenu akcii na burze? To sotva dokdze dospély. Strojové uceni (dale jen angl.
zkratka ML) tesi problémy, které clovek bud’ nedokdze vyiesit, nebo mu to zabere vic
¢asu nez pocitaci. ML metody se déli na tii hlavni typy:

e Uceni s uCitelem (angl. Supervised learning) —u tohoto typu metod pocita¢ ma
k dispozici ptipady, ve kterych jsou dany dvojice ,,situace, ptijaté feseni* (vstup
a pozadovany vystup).

e Uceni bez ucitele (angl. Unsupervised learning) — algoritmus ma jenom vstupy
a cilem je shlukovani téchto vstupii a hledani skrytych zavislosti.

e Zpétnovazebné uceni (angl. Reinforcement learning) — pocita¢ interaguje
s dynamicky ménicim se prostfedim, ve kterém musi splnit pozadovany tkol.

Kazdy typ metody je urcen pro rizné situace. Tyto situace lze také rozdélit na tfi hlavni
druhy uloh: klasifikace, regrese, shlukovani. Tato prace bude zaméfena predevSim na
problematiku klasifikace, ale budou tady pfedstaveny i zdkladni mySlenky ohledné
regrese a shlukovani. Klasickym klasifikacnim piikladem je detekovani spamu. Pied
pouzitim ML detekovani spamu probihalo nasledovné:

I. Vprvnim kroku se podivdme na to, jak vypadd obyCejna spam zprava.
Pravdépodobné si vSimneme, Ze takovéto zpravy budou mit néjaké vzorové
vyrazy nebo slova. Je mozné, ze jména odesilateltl pfipadaji podobné a jejich
emailové adresy jsou vytvorené podle urcité Sablony.

2. NapiSeme detekéni algoritmus pro vSechny vzory, kterych jsme si vSimli
a program bude detekovat zpravu jako ,,spam“ podle poctu vyskytujicich se vzoru.

3. Otestujeme program a zopakujeme kroky 1 a 2 az program je spliuje
pozadovanou piesnost detekovani. [1]
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Obr. 1: Detekovani spamu tradi¢nim zptisobem. [1]

Jelikoz problém neni trivialni, pravdépodobné program bude vypadat jako dlouhy seznam
komplexnich pravidel, coz se t¢zko udrzuje.

Na druhou stranu, detekovani spamu zalozené na ML principech, se bude
automaticky ucit detekovat neobvyklé vzory ve slovech a vyrazech. Takovyto program
bude o mnoho fadku kratsi, jednodussi na idrzbu a s nejvétsi pravdépodobnosti presnéjsi.

4 Obnoveni dat [« Spusténi
II
’
... ’/ <——
o
: ¢ Lze
Data ‘\ automatizovat
A}

A - o
N Trénovani

modelu Vyhodnocneni

Obr. 2: Detekovani spamu pomoci ML modelu. [1]

Takovyto model bude potieba ,,naucit” na dostatecné velkém datasetu pro to, aby mohl
nejenom efektivné detekovat co je spam, ale i sestavit seznam slov nebo frazi, které se
nejcasteji pouzivaji zejména ve spamech. Pouziti ML algoritmu na velkém poctu dat pro
hledani skrytych zavislosti se tikd data mining (dolovani z dat).

Jak uz bylo zminéno, existuji 3 hlavni typy metod ML, a sice: uceni s ucitelem,
uceni bez ucitele, zpétnovazebné uceni. Rozebereme kazdou z nich detailnéji. [1]
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1.2 Metoda uceni s ucitelem

Nejpouzivanéj$i metoda, kterd je definovana pouzitim oznacenych (,,0znaceni* angl.
label) datasetli pro uceni algoritmu urCeného pro klasifikaci dat nebo piesny odhad
vystupu.

1.2.1 Klasifikace

Vyse zminéna detekce spamu je typicky priklad klasifikace. Cilem této tilohy je ptiradit
vstup x vystupu y, kde y € {1,...,C}, C je pocet tfid. Pokud C = 2, této tloze se fika
binarni klasifikace (obecné piedpokladame, ze y € {0,1}); Pokud C > 2, mluvime
o vicetridni klasifikaci (angl. Multiclass classification). Existuje taky multi-label
klasifikace, ve které labely tfid nejsou vzajemné se vylu€ujici (napf., n¢kdo je vysoky
nebo silny).

Jeden ze zplsobl definovani tohoto problému je funkcni aproximace. Hledame
y = f(x) pro neznamou funkci f. Cilem je odhadnout funkci f pomoci daného
trénovaciho setu (dataset uréeny pro trénovani modelu) a predikovat 9 = f(x) (symbol
sttechy znamend odhad). Nasim hlavnim cilem je ud¢lat predikce pomoci novych vstupd,
tzn. téch, které nebyly pouzité pii trénovani (tomu se tikd generalizace) [2].

1.2.2 Pravdépodobnostni odhad

Pomoci pravdépodobnostni predikce se feSi nejasné pripady. Oznacime rozdéleni
pravdépodobnosti ptes v§echna mozna oznaceni pro dany vektor vstupt x a trénovaci set
D jako p(y|x, D). Toto reprezentuje vektor o délce C. V piipadé, kdy mame jenom dvé
téidy, je postacujici zavést jenom jedno ¢islo p(y = 1|x, D), jelikoz p(y = 1|x, D)
+p(y = 0|x, D) = 1.Zavadime také podminku pouzitého modelu tim, Ze pfidame do
pravdépodobnosti dalsi ¢len p(y = 1|x, D, M), kde M znamena model.
V nasem ptipad¢ ,,nejlepsi odhad* oznacujeme za ,,pravdivé oznaceni, coz je
vystup s nejvetsi pravdépodobnosti vyskytu, pouzitim
y=f=arg max._;,_ Py = clx,D). (M
Toto odpovida nejpravdépodobnéjSimu oznaceni tiidy a nazyva se to modus rozdéleni
p(y|x, D); je také znamy jako odhad MAP (MAP znamena maximum a posteriori). [2]

1.2.3 Regrese

Regrese je podobnd klasifikaci, s vyjimkou toho, ze vystupni proménna (response
variable) je spojita. Obr. 3 ukazuje jednoduchy piiklad: mame jeden vstup x; € R a jeden
vystup y; € R. Pfes dana data prolozime dvé cary: ptimku a parabolu (této formé regrese
se tikd curve fitting). Pti feSeni této ulohy mohou vzniknout rtizné problémy, jako
naptiklad prace s vicerozmérnymi vstupy, odlehlymi hodnotami (angl. outliers),
nehladkymi vystupy atd.
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Obr. 3: Curve fitting nahodn¢ generovanych dat. (a) Pfimka. (b) Parabola.

Tady je n€kolik ptikladu pouziti této metody v bézném zivote:

e (Odhad ceny akci na burze.
e Odhad véku divaka daného videa na YouTube (online video platforma)

e (Odhad polohy robotického ramena v prostoru pro dané signaly poslané na razné
motory

e (Odhad teploty v jakémkoliv misté¢ uvnitf budovy pomoci dat o pocasi, Casu,
senzoru dvefi, atd. [2]

1.3 Metoda ucéeni bez ucitele

Ted se podivame na metodu uceni bez ucitele, kdy mame pouze vstupy bez oznacenych
vystupt. Cilem je objevit skryté zavislosti v datech. Na rozdil od uceni s ucitelem,
nemame pozadované vystupy, proto ulohu definujeme jako odhad hustoty (angl. Density
estimation). To znamena, ze budeme vytvaret model ve formé p(x;|0) (na rozdil od uceni
s u¢itelem, kde jsme uvazovali p(y|x, D)). Dalsi rozdil je v tom, Ze x; je vektor pfiznaki
(angl. features), ztoho plyne, Ze musime pouzivat pravdépodobnostni modely s vice
proménnymi (angl. multivariate). Toto neplati pro uceni s ucitelem, kde y; je vétSinou
jedind proménnd, jejiz hodnotu se snazime odhadnout. Tyto situace jsou o néco
jednodussi, jelikoz staci pouziti pravdépodobnostnich modeld s jednorozmérnou
proménnou (angl. univariate).

Tento typ uceni se nejvic podoba tomu, jak se uci lidé a zvitata. Je to také vic pouzivané
nez uceni s ucitelem, protoze nevyzaduje lidskou expertizu pro manudlni oznaceni dat,
coz je drahé. Typickou ulohou pro uceni bez ucitele je shlukovani dat. [2]
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Obr. 4: (a) Vyska a vaha lidi. (b) Mozné shlukovani pomoci dvou K = 2 shluki.[2]

Obr. 4 ukazuje 2d (dvou rozmérova) data, kterd reprezentuji vySku a vahu skupiny 210
lidi. Miize se zdat, Ze ta data mohou byt rozdélena do shlukl (podskupin), ale neni jasno
kolik téch podskupin musi byt. Ozna¢ime K za pocet shlukii. Nasim prvnim cilem je urcit
rozd€leni pravdépodobnosti vu¢i poctu shlukt., p(y|x,D). Pro jednoduchost
aproximujeme rozdéleni p(y|x, D) jejim modem K* = arg max p(K|D). V ptipadé uceni
s ucitelem bychom védéli, Ze existuji dvé tfidy, ale v tomto ptikladu presny pocet shlukt
zadan nemame a mizeme si zvolit jakékoliv Cislo.

Druhym cilem bude odhadnout do jakého shluka patfi jednotlivé data pointy
(jednotlivé body na grafu). Rekneme z; € {1, ..., K} reprezentuje shluk do kterého patfi
data point i. (z; je ptiklad hidden nebo latent proménné, protoze se nevyskytuje
v trénovacim setu.) Muzeme piifadit jednotlivé data pointy do patficnych shluka
spotenim z; = argmaxp(z; = k|x;, D). Toto je ilustrovano na Obr. 4 (b), kde autor
znazornil odlisné shluky rGznymi barvami. Shlukovani se pouzivd v riznych
disciplinéch:

e V astrofyzice systém autoclass objevil novy druh hvézd pomoci shlukovani

e V e-komereci (internetové obchody) pomoci shlukovani se vytvaii skupiny lidi
se shodnym chovanim na internetu a shodnymi ndkupy. DéEl4 se to pro to, aby
internetové obchody mohly zasilat reklamu svych produktd pouze jejich cilové
skupiné

e V biologii se shlukovani pouzivéa v analyze dat z pritokové cytometrie pro
objeveni raznych subpopulaci bunék. [2]
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1.4 Metoda zpétnovazebného uceni

Zakladni myslenkou zpétnovazebného uceni je agent (pocita¢, program), ktery se uci
pomoci interagovani s jeho prostredim. Tento agent umi ,,citit” stav jeho prostiedi a mit
na tento stav vliv. Agent také musi mit zadany cil, jakého stavu prostfedi musi dosahnout.
Miize se zdat, ze tato metoda je velice podobna metodé uceni bez ucitele, ale neni tomu
tak. Pomoci metod uceni bez ucitele se hledaji skryté zavislosti a struktury v datech,
kdezto metody zpétnovazebného uceni fesi problém maximizace odmeény.

Dalsim problémem, ktery se nevyskytuje u jinych metod nez u zpétnovazebného
uceni, je trade-off (Cesky kompromis) mezi prizkumem (exploration) a exploataci Agent
musi aplikovat kroky, které mu pfedtim zarucily velkou odménu, ale, na druhou stranu,
musi prozkoumat nové, které mu mohou zajistit vétsi odménu. Dilema spociva v tom, Ze
tato metoda bude mit zaruc¢eny neuspéch pfi prvnich pokusech.

Tato prace je zamétena predevsim na problematiku klasifikace, proto se detailnim
rozborem metody uceni bez ucitele a zpétnovazebné metody nebudeme zabyvat. AvSak
pro lepsi ptedstavu jsou nize uvedené ptiklady pouziti metody zpétnovazebného uceni:

e Umély Sachovy hra¢. Volba tahu je zdivodnéna planovanim — uvazovani riiznych
tahli a protitahti — a pomoci tohoto pocita¢ mize usoudit, ktery tah je nejvic
efektivni.

e Mobilni robot uvazuje, zda musi zacit uklizet dal$i mistnost nebo se vratit
k nabijeci stanici. Robot rozhoduje podle aktudlniho stavu baterie a jak rychle
dokdzal najit nabijeci stanici v minulosti. [2]

1.5 Maximal Margin Classifier

V této sekce definujeme nadrovinu (angl. hyperplane) a tekneme si co je optimal
separating hyperplane. Toto je zédkladni mySlenka, kterou pak pouZzijeme pfi definovani
metody podpiirnych vektort.

V p-rozmérném prostoru, nadrovina je afinni podprostor o rozméru p — 1.
Naprtiklad, ve dvourozmérném prostoru (plocha) nadrovinou bude jednorozmérny
podprostor, jinymi slovy pfimka. Matematicka definice nadroviny je docela jednoducha.
Ve dvourozmérném prostoru je nadrovina definovana nésledujici rovnici [3]:

Bo + B1X1 + B2X, =0, 2

kde Bo, B a B, jsou parametry, a X = (X;,X;)T je bodem nadroviny. MiZeme si
v§imnout, Ze rovnice (2) neni nic jin¢ho nez rovnice pfimky, protoZze nadrovina
dvourozmérného prostoru je piimka. Obecny tvar této rovnice vypada nasledovné, [3]

Bo + BiXy + BXot ...+ BpX, = 0, 3)

22



Ustav automatizace a informatiky, FSI VUT v Brné&, 2023

T _y i, . ,
kde X = (Xl, X5,.. .,Xp) v p-rozmérném prostoru (jinymi slovy vektor o délce p) musi
leZet na nadroving.

Rekneme, zZe X je vEtsi nebo mensi nez nula.

Bo + B1X1 + B2Xo+ ...+ BpXp, >0 @)

V tomto piipadé (4) a (5) lezi na opacnych stranach nadroviny, coz znamena, Ze tato
nadrovina déli p-rozmérny prostor na dvé ¢asti. Dvourozmérny piiklad této situace je
znazornén na Obr. 5. [3]

T T T T T T
-1.5 -1.0 -0.5 0.0 0.5 1.0 15

Xi

Obr. 5: Rozdéleni dvourozmérného prostoru nadrovinou 1 + 2X; + 3X, = 0. Pro modrou
oblast plati 1 + 2X; + 3X, > 0, pro fialovou oblast tedy plati 1 + 2X; + 3X, < 0.[3]

1.5.1 Klasifikace pomoci nadroviny

Mame n X p datovou matici X = (x4, ..., Xp,), kde n je pocet trénovacich pozorovani a p

X11 Xn1
X, = ( : ),...,xn= ( : ) (6)
X1p Xnp

Tato pozorovani spadaji do dvou tiid, a sice yj, ..., yn € {—1,1}, kde —1 reprezentuje

je dimenze a

jednu tfidu a 1 druhou. Mame také testovaci pozorovani, p-vektor pozorovanych ptiznakt
x* = (x5 xp).T

Nasim cilem je vyvoj klasifikacniho algoritmu, ktery pomoci trénovacich dat
dokaze spravné klasifikovat testovaci pozorovani. Tento algoritmus bude zalozen na
konceptu separacni nadroviny (angl. separating hyperplane). [3, 4]
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Predpokladame, ze existuje takova nadrovina, kterd bude separovat trénovaci
pozorovani piesné¢ do particnich tfid. Priklad tii takovychto separacnich nadrovin je
znazornén na Obr. 6 (a).

X,
:

(a) (b)

Obr. 6: (a) Jsou zobrazeny dvé tiidy pozorovani (modra a fialova). Na obrazku jsou zobrazeny
tfi, z mnoha moznych, separacni nadroviny. (b) Separacni nadrovina rozdéluje pozorovani do
dvou tfid (modra miizka a fialova miizka). [3]

Oznacime pozorovani z modré tfidy jako y; = 1 a pozorovani z fialové y; = —1. Pak ma
separacni nadrovina nasledujici vlastnosti:

ﬂ0+,31X1+ﬁ2X2++ﬁpo>Olfyl - 1 (7)
a
ﬁo+ﬁ1X1+ﬁzX2+...+ﬁpo <Olfyl == _1 (8)
nebo
Yi( Bo + B1X1 + B X+ ...+ BpXp) >0 )

pro vSechnai =1, ...,n.

Pokud takovato nadrovina existuje, miizeme pomoci ni vytvofit velice pfirozeny
klasifika¢ni model: testovaci pozorovani je pfifazeno do tiidy podle toho na jaké strané
nadroviny je rozmisténo. Obr. 6 (b) ukazuje ptiklad podobného klasifika¢niho modelu.
Tzn., Ze klasifikujeme testovaci pozorovani x* v zavislosti na znaménku f(x*) = B, +
p1x* + Bax; + -+ + Bpxy. Pokud f(x*) je kladné, hovofime o tiidé 1 (modra tiida). Na
druhou stranu, pokud f(x*) je zaporné, pfifazujeme pozorovani do tiidy —1 (fialova
tiida). Mazeme také vyuzit magnitudy f(x*) (angl. magnitude). V ptipadé, ze je f(x*)
daleko od nuly, f(x*) je daleko od nadroviny, coZ ma za nasledek to, Ze volba modelu je
ptesna. V opaéném piipadé, kdy f(x*) je blizko nuly, si nemtZzeme byt naprosto jisti, ze
volba modelu je pfesna. Je dobré zminit, Ze klasifikacni model zalozeny na separacni
nadroviné vede k linear desicion boundary (Cesky linedarni rozhodovaci hranice). [3]
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1.5.2 Maximal Margin Classifier

Takze, pokud nase data jsou dokonale separovatelnd pomoci nadroviny, v tom piipadé
bude existovat nekonecné mnoho vhodnych nadrovin. To je déno tim, Ze nadroviny
obecné mizeme posouvat a rotovat, aniz by prestaly separovat data. Pro to, abychom
vytvorili klasifikatni model, méli bychom mit zdivodnény postup pro volbu jedné
nadroviny.

Ptirozenou volbou je maximal margin hyperplane (nadrovina s maximalnim
odstupem, dale maximal margin nadrovina), coz je separatni nadrovina, kterd je
rozmisténa nejdale od trénovacich pozorovani. Margin je vzdalenost nadroviny od
trénovacich pozorovani. Cim je tato vzdalenost mensi, tim je mensi margin. Mizeme tedy
klasifikovat jednotlivd pozorovani v zavislosti na tom, na jaké stran¢ maximal margin
nadroviny jsou. Rika se tomu maximal margin classifier. Nasi snahou je vytvofit model
tak, aby m¢l velky margin jak u trénovacich dat, tak u testovacich dat. Piestoze ve vétSiné
piipadil je maximal margin classifier je ispéSna volba, muze to také vést k overfittingu
(angl. overfitting) kdyz p je velké. O problematice overfittingu a underfittingu budeme
hovofit dale v této praci.

Rekneme, Ze By, S, ..., Bp jsou koeficienty maximal margin nadroviny, tehdy

maximal margin classifier klasifikuje testovaci pozorovani x* v zavislosti na znaménku
f(x) = Bo+ f1x" + Boxz + -+ Bpxp.

Obr. 7: 7 ukazuje maximal margin nadrovinu na datasetu z Obr. 6. Po porovnani
Obr. 6 (b) a Obr. 7: vidime, Ze maximal margin nadrovina z Obr. 7 ma vétsi vzdalenost
mezi dvéma tiidami a nadrovinou, ma tedy vétsi margin. JednoduSe feCeno, maximal
margin nadrovina ptredstavuje stiedovou pfimku nejsirsi ,,desky*, kterou mizeme vlozit
mezi dvéma tfidami.

Po zkoumani Obr. 7 vidime, Ze tfi trénovaci pozorovani, které lezi na ¢arkované
piimce, jsou ekvidistantni od nadroviny a reprezentu;ji Sitku marginu. Tyto tfi pozorovani
jsou zname jako podpurné vektory (angl. support vectors), jelikoz jsou vektory v p-
rozmérném prostoru a ,,podpiraji“ maximal margin nadrovinu ve smyslu, ze kdyz si
dovolime trochu posunout tyto body, posune se i celd nadrovina. Zajimavé je to, Ze
maximal margin nadrovina zavisi pfimo na podplrnych vektorech, ale ne na ostatnich
pozorovanich [3].
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Obr. 7: Jsou zobrazeny dvé tfidy (modra a fialova). Maximal margin nadrovina je plna pfimka.
Margin je vzdalenost od nadroviny k jedné z ¢arkovanych ptfimek. Dva modré body a jeden
fialovy bod jsou podptirné vektory, vzdalenost mezi nimi a nadrovinou je vyznacena Sipkami.[3]

To, Ze maximal margin nadrovina zalezi pfimo pouze na nékolika pozorovanich je
dilezita vlastnost, kterd se vyskytne u metody podpiirnych vektort.

1.5.3 Konstrukce maximal margin klasifikatoru

Podivame se na  konstrukci  separacni  nadroviny. Mame N  para
(x1, 1), (x2,V2), oo, (X, Y0), kde x; € Ra y; € {—1,1}. Nadefinujeme si nadrovinu

fe:f(x) =x"B + o = 0} (10)
kde B je jednotkovy vektor: ||8]| = 1. Klasifika¢ni pravidlo je
G(x) = sign[xT B + Bol. (11)

Nasim cilem je maximalizovat margin.

max M
B.BoliBlI=1 (12)
subject to y;(x7 B + Bo) = M,i =1, ..., N.
MiiZzeme se zbavit omezeni ||f|| = 1 a dostaneme nasledujici vyraz:
1
myi(x?ﬁwo) > M (13)
Nebo
yi(x{ B+ Bo) = MIBII (14)
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Jelikoz pro kazdou S a B, spliyjici tyto nerovnosti, jakykoliv kladny ndsobek je spliiuje
také, mizeme bez Ujmy na obecnosti zavést ||[B]| =1/ M. Tim padem (15) je
ekvivalentni [3]
R
min - [|1A]

(15)

subject to y;(x] B+ Bo) = 1,i =1, ..., N.
Vyraz (15) je obvykly zplisob zapisovani support vector machine pro separovatelna data.
Toto je konvexni optimalizacni problém (kvadraticka kriteridlni funkce, linearni
omezeni). Lagrangeova funkce (primarni), kterd ma byt minimalizovana vzhledem k S
a [, vypada nasledovné: [5]

N

1
Ly =5 1817 = ) a8 + 6 — 1] (16)

=1

Dosazenim nuly do derivaci obdrzime

N
B = Z a; YiXi, (17)
i=1
N
0= Z a; Vi, (18)
i=1

Dosazenim tohoto do (16) dostaneme tzv. Wolfeho dualni problém
N N
z ayix] Z Ak VX (19)
i=1 k=1
kde a; = 0.

Resenim je maximalizace Lp v kladném orthantu!. Mimo jiné, feSeni musi spliiovat
Karush-Kuhn-Tucker omezeni, které¢ zahrnuje (17), (18), (19) a

N

LD:Zai_

i=1

N| =

a;[yi(xi B+ Bo) —1] = 0 Vi. (20)
Z toho plyne, Ze
e pokud a; > 0, y;(xT B + B) = 1, jinymi slovy x; je na hranici marginu;

e pokud y;(x7 B + Bo) > 1, x; na hranici marginu neni a a; = 0. [5]

Kladny orthant je jedna ze Ctyf Casti libovolného prostoru, kterd obsahuje body, jejichz vSechny
soufadnice jsou kladné (tj. x >0, y > 0 a z > 0). Tuto oblast lze také oznacit jako prvni kvadrant nebo
jednoduse jako kladna polovina prostoru.[6]
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1.6 The Support Vector Classifier

1.6.1 Neseparovatelny pripad

Maximal margin je velmi pfirozenym zpusobem jak provadét klasifikace, pokud
separacni nadrovina existuje. Ne vzdy vSak tomu tak je, a tudiz ne vzdycky jde pouzit
maximal margin classifier. V tomto pfipad¢ optimaliza¢ni problém (10) — (12) nema
zadné teSeni pfi M > 0. Takovy pfipad je ukdzadn na Obr. 8 (b), kde nemizeme
jednoznaéné rozdé€lit dana data na dvé tiidy. Jak uvidime dale, mizeme rozsitit koncept
separa¢ni nadroviny pro vyvoj nadroviny, kterd témer separuje dané ttidy pomoci tzv.
soft margin (dovoluje nékterym pozorovanim lezet uvnitf marginu nebo na Spatné strané
nadroviny). Generalizace maximal margin klasifikatoru pro neseparovatelny ptipad je
znama jako support vector classifier (nebo soft margin classifier). [3]

2B+ 6,=0 . 2B+ Bo=0

(a) (b)

Obr. 8: Jsou zobrazeny dva ptipady. (a) Separovatelny piipad. Nadrovina je plnd modra ¢ara,
¢arkované pfimky omezuji margin o Sitce 2M = 2 / || 8]]. (b) Neseparovatelny piipad. Body
oznacené ; jsou na $patné strané marginu o ¢astku & = M¢;; body na spravné strané maji &; =
0. Margin je maximizovan za podminky na celkovy ,,rozpocet™ X¢; < const. Z toho plyne, Ze
2¢&! je celkova vzdalenost vSech bodii na $patné strané marginu. [5]

Mame situaci jako na Obr. 8 (b). Vtomto piipadée, tiidy se piekryvaji a nejdou
jednoznaéné rozdelit pomoci separacni nadroviny. MoZznym feSenim by v tomto ptipadé
bylo pokraovat v maximalizaci marginu a povolit nékolika bodim zlistat na Spatné
strané marginu. Nadefinujeme slack proménné & = (&;,&,,...,¢y). Jsou dva mozné
zpusoby modifikace omezeni v (12):

yilx{ B+ Bo) =M —§ (22)
nebo

yi(x{ B+ Bo) =M1 - &), (23)
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Vi, & = 0,YN . & = const. Oba zpiisoby vedou k riiznym fesenim. Prvni zpiisob vypada
piirozenégji, ponévadz vzdalenost je méfena piimo od marginu; v druhém zpiisobu je
meétena relativni vzdalenost, kterd se méni se zmeénou sitky marginu M. Hlavni rozdil je
v tom, ze prvni zpisob vede k nekonvexni optimaliza¢ni tloze, kdezto druhy zptsob vede
ke konvexni optimaliza¢ni uloze, coz znamena, Ze (23) vede k ,,standardnimu* SVM.

Myslenka je nasledujici — hodnota &; v omezeni (23) je proporcionélni tomu, jak
moc odhad f(x;) = x] B + B, lezi na $patné strané marginu. Misklasifikace (chybné
zafazeni) vznikaji, kdyz ¢&; > 1, takZe omezeni X'¢; na hodnoté¢ K omezuje vSechny
trénovaci klasifikace na K. Stejné jako v (15) v Kapitole 2.2.3, mliZeme se zbavit
normovaného omezeni na S, nadefinovat M =1 / 8 a zapsat optimaliza¢ni problém
v ekvivalentnim formétu

yi(x{ B+ Bo) =1—¢ Vi

i bject t {
minf|Bll subjectto 175 6 Se < const. (24)

Toto je tradicni zptisob definovani support vector classifier pro neseparovatelny ptipad.
Z rovnice (24) vidime, ze body daleko uvnitt hranice tfidy nehraji velkou roli
v budovani této hranice. [5]

1.6.2 Vypocet support vector classifier

Problém (24) je kvadraticky problém s linearnimi omezenimi, tudiz je to konvexni
problém. Vypocetné je vhodné piepsat vyraz (24) do nasledujiciho tvaru

minz 1811 +czsﬂ

(25)
subjectto & = 0,y;(xTB + o) =1 — &, Vi,
kde parametr ,,ceny* C nahrazuje konstantu v (24); separacni ptipad vede k C = oo.
Lagrangeova funkce (primarni) vypada nasledovné:
= ZlBIE + cz § - Z &y (B + Bo) = (1= )] - Z it 06)

kterou minimalizujeme vzhledem k f3, B, a &;. Polozime pfisluSné derivace rovny nule

N
B = Z a;yiXi, (27)
=1
N

= Z aiyi (28)

i=1

a dostaneme
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a; = C — uq, Vi. (29)
Dosazenim (27) — (29) do (26) obdrzime Wolfeho dualni problém
N N N
1 T
Lp = ai — Ez ap &' yiyi'xi Xi’ (30)
i=1 i=1i'=1

ktery uddva spodni hranici kriteridlni funkce (25) pro kazdy ptipustny bod.
Maximalizujeme Lj s ohledem na 0 < a; < C a Y~ , a;y; = 0. Navic Karush-Kuhn-
Tucker podminky dopliuji (27) — (29)

a;[yi(x{ B+ Bo) — (1 — &)1 =0, (31)
piéi =0, (32)
yilx{B+Bo) —(1—&)=0, (33)

proi =1,...,N. Spolu rovnice (27) — (33) popisuji feSeni primarni a dualni ulohy. Z (27)
vidime, ze feSeni pro f vypada nésledovné:
N
B = Z a;yixi, (34)
i=1
pro nenulové koeficienty pouze pro takové pozorovani i, které spliiuji omezeni (33).
Takovym pozorovanim fikdme podpirné vektory. Nekteré body lezi na hranici marginu
(éi = 0) a jsou charakterizovany 0 < &; < C.
Maximalizace dudlniho problému (30) je vypocetné jednodussi nez u primarniho

problému (26). Vzhledem k fesenim pro f, a 8, funkce rozhodnuti ma nasledujici tvar

G (x) = sign[f (x)]
= sign[xT B + f,].

V této formulaci mame volnost pro volbu jednoho parametru (ceny C). Identifikaci

(35)

vhodné volby takového parametru se fika tuning [5].

1.7 Metoda podpiirnych vektori

Support vector classifier, ktery jsme si vysvétlili v predchozi kapitole, hleda linearni
hranice ve vstupnim prostoru pfiznakl. Pro lepsi vysledky mizeme rozsifit prostor
ptiznakl pomoci tzv. bazovych funkci (angl. basis functions) (o téchto funkcich budeme
hovotit dale v této praci). Obecné linearni hranice v rozsifeném prostoru dosahuji lepsich
vysledkt. Jakmile vybereme bazové funkce je procedura stejna jako v ptedchozim
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ptipadé. Uréime SV klasifikator pomoci vstuptl h(x;) =
(hl(xi), h,(x;), ...,hm(xl-)),n =1,..,N, a tim vytvofime nelinearni funkci f(x) =
h(x)TB + B,. Klasifikator je stejny jako predtim G (x) = sign ( f (x)).

SVM je rozsifeni této myslenky, kde rozmérnost prostoru piiznaku muize
v nékterych ptipadech dosahovat nekonecna. Muze se zdat, Ze v tomto piipadé vypocty
budou nepfistupné. Také se miize zdat, Ze pouzitim vhodné basis funkce data budou
separovatelna a vznikne overfitting. Nejdiiv si ukazeme, jak SVM zachdzi s problémy

vypocetni naro¢nosti. Potom uvidime, ze SVM Kklasifikator opravdu fesi function-fitting
problém pomoci konkrétniho kritéria a tvaru regularizace. [5]

1.7.1 Vypocet SVM pro Kklasifikaci

Muizeme reprezentovat optimalizani problém (26) a jeho feSeni specidlnim zpiisobem,
ktery pouze zahrnuje vstupni pfiznaky pies skalarni soucin. Délame to piimo pro
transformované vektory piiznakt h(x;). Potom muzeme vidét, Ze pro néktera zvolena h,
tyto skaldrni souciny mtizou byt vypocetné levna.

Lagrangeova dualni funkce (30) vypada nasledovné:

Lp = z a; — —Z z a; ayyyi(h(x), h(xy)). (36)

i=11i'=1

7 (29) vidime, Ze funkce feseni f(x) mize byt zapsana jako
N
FG) = hGITB+ By = ) ayidh(), h(x)) + o, G7)
i=1
Jako ptedtim, a;, B, mizou byt uréena pomoci vyteSeni y; f(x;) = 1 v (37) pro vSechna
x;, pro ktera plati 0 < a; < C.
Takze, h(x) je zapojeno do (36) a (37) pouze pres skalarni souciny. Vlastng€, nemusime
specifikovat transformaci h(x) vibec, sta¢i jenom znat jadrovou funkci (angl. kernel
function).
K(x,x") = (h(x), h(x")), (38)
ktera spocita inner products v transformovaném prostoru. K ma byt symetricka pozitivni
(semi-) definitni funkce. Tti bézné volby pro K v literatufe jsou

K(x,x") =1+ (x,x")?, (39)
K(x,x") = exp(=yllx — x'[[), (40)
K(x,x") = tanh(x{(x, x") + k). (41)

(39) — Polynom stupné d.; (40) — Gaussova (Radial basis); (41) — Hyperbolicky tangens
Naptiklad, mame prostor pfiznakl se dvéma vstupy X; a X, a pouzijeme polynom 2.
stupné jako jadro funkei.
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KXXD) =+ X XN = (1+ XX + XpX; )
= 142X, X; + 2X,X; + (X1X1)* + (X,X3)? 0
b O2X, XX, X (42)

Tehdy M = 6 a pokud zvolime hy(X) = 1, h,(X) = V2X1, hs(X) = V2X,, hy(X) =
X2, hs(X) = X3, he(X) = V2X,X,, pak K(x,x") = (h(x),h(x")). Z (37) vidime, Ze
feSeni miiZze byt zapsano jako [5]
N
FO) = @ik (e x) + fo #3)
i=1
Role parametru C je jasnéjsi v rozsifeném prostoru piiznakii, ponévadz v ném je Casto
dosazitelnd uplna separace. Velkd hodnota C odradi jakékoliv pozitivni ¢; a vede
k overfittingu v ptivodnim prostoru ptiznakli; mald hodnota C prospiva k malé hodnoté
81|, coz vede k vyhlazeni hranice. Obr. 9 ukazuje dva nelinearni ptipady pouziti SVM.

Regulariza¢ni parametr byl zvolen v obou ptipadech pro dosazeni dobrych vysledki pro
testovaci chybu.
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Obr. 9: Dva nelinearni ptipady SVM. (a) Pouzit polynom 4. stupné jako jadrové funkce. (b)
Ptipad s pouzitim radial basis jadrové funkce. V obou pfipadech parametr C byl navrzen tak,
aby zajistil nejlepsi vysledky, coz pro tyto ptipady je C = 1. Radial basis jadrova funkce
v tomto piipad¢ bude nejlepsi volbou. [5]
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1.8 Bias-Variance tradeoff

Nyni rozebereme klasickou situaci ve statistické inferenci. NaSim cilem ve statické
inferenci je vytvofit odhad pro neznamy parametr 8" pro dany dataset S.

Ozna¢ime nas estimator jako ,,, kde n je rozmér (velikost) datasetu pouzitého
pro model. V§imneme si, Ze 8,, je ndhodna proménna, piestoze 0* neni. Za nic nestoji, Ze
néhodnost v 8,, tedy nepiimo zavisi na 6*, a to diky tomuto Sumu. Rozdéleni 8,, se &asto
nazyva Vybérové rozdéleni. Bias (odchylka) a Variance (rozptyl) estimatoru 8,, jsou prvni
a druhy moment jeho sampling rozdéleni.

Nazyvame Bias(én) = E[@n - 0*] Bias estimatoru 8,,. Estimator 8,, se nazyva
Unbiased (nevychyleny), pokud E[@n — 0*] = 0, jinymi slovy E [9n] = @” pro vSechny
hodnoty 6*.

Obdobn¢ nazyvame Var(én) = Cov[@n] varian¢né-kovarian¢ni matice odhadu.
Vsimnéte si, Ze na rozdil od Biasu, Variance estimatoru nezalezi pfimo na parametru 6*.
V ramci kvadratické chyby, the Odchylka a Rozptyl odhadi jsou vztazeny jako:

(6:) = E[16, — 6°°] = tr[var(8,)] + |[Bias(8,)]’ (44)

, kde tr je stopa matice.
Pouziti technik pro snizeni rozptylu ma cCasto za nasledek zvyseni odchylky.
Tomuto fenoménu se fika bias-variance tradeoff. [7]

1.9 Overfitting a Underfitting nebo Bias a Variance v praxi

Pro pochopeni pro¢ pojmy Bias a Variance jsou diilezité, rozebereme si co je overfitting
a underfitting:

e Opverfitting znamen4, Ze model m4 high variance. Abychom se zbavili
overfittingu, musime zmensSit variance estimatoru, coz je: zvetsit zobecnéni,
pouzit vétsi dataset, zmensSit pocet piiznaku, atd.

e Underfitting vyjadiuje high bias modelu. Underfitting Celime zmensSenim biasu
estimatoru, takze musime: zmensit regularization, zvétSit pocet ptiznaki, atd. [7]
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2 APLIKACE SVM V REALNEM SVETE

V této Casti bakalaiské prace se podivame na né€kolik aplikaci SVM v redlném svéte.
Hlavné se zam¢time na kategorizaci textu, bioinformatiku a rozpoznani obrazkl (image
recognition). Také si néco povime o piikladu ze zacatku prace (detekce spamu).
(jednotlivé vysledky mohou byt zastaralé, nicméné tyto piiklady jsou krasnou ukazkou
pouziti SVM).

2.1 Kategorizace textu

Kategorizace textu spoc¢iva v klasifikaci dokumentt do pfedem nadefinovanych kategorii.
Naptiklad, rozebereme si sbirku dokumentii slozenou z Usenet News zprav. Jsou
organizovany do nadefinovanych skupin, jakou jsou informatika, ndboZenstvi, statistika
atd. Cilem je automaticky pfifadit kazdy novy dokument do spravné skupiny. DalSim
béznym piikladem je velkd fada internetovych vyhledavaci, které ukazuji webové
stranky souvisejici s dotazem uzivatele. Dokumenty jsou reprezentovany vektorovym
prostorem, jehoz rozmérnost je rovna poctu slov ve slovniku. To znamena, Ze problém
kategorizace textu je problém ve vysoké dimenzi. Efektivita SVM v této tloze bude
ilustrovana na databazi Reuters [8] Toto je soubor textli obsahujici 21576 dokumentt
a 9947 kategorii. Rozmérnost datového prostoru v tomto piipadé je 9947, coz je velikost
slovniku. Vysledky dosazené pti pouziti klasického SVM s linedrni jadrovou funkei jsou
lepSi nez pii pouziti jinych velice pouzivanych klasifikaCnich metod: naive Bayes,
Bayesian networks, classification trees, k-nearest neighbors. Priimérna uspésnost pro
SVM je 87%, kdezto pro vyse zminéné metody vysledky jsou 72%, 80%, 79% a 82%.
Neni to ale jediny diivod pro¢ SVM je lepsi nez ostatni metody. SVM je 4-krat rychlejsi
nez naive Bayes klasifikator (nejrychlejsi ze vSech Ctyi metod) a 35-krat rychlejsi nez
classification trees. [9]

2.2 Pouziti v bioinformatice

Dalsim velice pouzivanym oborem SVM je bioinformatika. Dnes je velky zijem
o analyzu microarray dat, coz je analyza biologickych vzorkti pomoci vyuziti profili
expresi genll. SVM se hlavné pouzival pii klasifikaci tkani, predikci funkce geni, predikci
subcelularni lokalizace proteinti, predikci sekundarni struktury proteinii a predikci
proteinovych zahybl. Ve vétsin€ ptipada SVM dosahl lepsich vysledki jiné klasifikacni
metody a v nejhorSim ptipadé vykon SVM byl podobny vykonu nejlepsi metody bez
pouziti SVM. Naptiklad, v predikci subcelularni polohy proteint se snazime odhadnout
subcelularni polohy proteinti z prokaryotickych sekvenci. Jsou tii mozné polohy:
cytoplazmatickd, periplazmatickd a extracelularni. Z hlediska klasifikace problém se
meéni z klasifikace dvacetirozmérného vektoru do tii (velice nevyvazenych) ttid.
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Ptesnost odhadu pro SVM (s pouzitim Gaussova jadra) dosahuje 91,4%, zatimco
neuronové sité a Markovské fetézce maji presnost 81% a 89,1%. Pii porovnani téchto
metod na jinych ptikladech bylo dosazeno stejnych vysledka. Je dilezit¢ zminit, ze
v tomto oboru je jeste prostor pro zlepseni. [9]

2.3 Rozpoznavani obrazki

V této sekei si rozebereme problém rozpoznavani obrazkd. Podivame se na dvé znamé
ulohy: psané rukou ¢islice a rozpozndvani oblic¢eje. Data pro prvni problém byla ziskana
z U.S. Postal Service databaze obsahujici 9298 vzorki ¢&islic obdrzené z realnych PSC
(rozdélené do 7291 trénovacich vzorkii a 2007 vzorka pro testovani). Kazda cislice je
reprezentovana Cernobilou matici 16 X 16, tudiz kazdy datapoint je reprezentovan
vektorem R2?°¢. Lidské oko dokaze klasifikovat s nejvys§i presnosti 97.5%. Nejvyssi
dosazena ptesnost SVM s jadrem polynomem 3.stupné je 96%. Dnes se na to ale pouziva
zvlastni typ neuronovych siti, tzv. konvolucni neuronové site (angl. convolutional neural
network, zkr. CNN), ktery dosahuje piesnosti vic nez 99.9%. Pouzitim specialniho typu
SVM s jadroem polynomem 3.stupné¢ se da dosdhnout ptesnosti 96.8%. Princip
specializace v tomto piipad¢ se sklada ze tii fazi: v prvni fazi se model ur¢i podptrné
vektory; v druhé fazi se generuji nové datapointy pomoci riiznych uprav podpirnych
vektorl (translace, rotace, transformace). Ve finalni fazi se vytvari separac¢ni nadrovina
na zéklad€ nové vytvotrenych datapointi.

Takze, ted’ se podivame na problém rozpoznéavani obliceje, a sice klasifikace
pohlavi ¢lovéka. Data obsahuji 1755 obrazkl obliceji (1044 muza a 711 zen). Celkova
presnost dosazena pouzitim SVM s Gaussovym jadrem je 96.8% (97.9% pro muze
a 95.2% pro zeny). Jako u ptedchoziho problému, dnes se dospé€lo k modelim s vétsi
piesnosti, ale tento vysledek mliizeme stalé povazovat za velice presny. SVM také ukazuje
dobré vysledky pti detekci lidského obliceje v cernobilém formatu. Hlavnim problémem
je zjistit ptfipadnou polohu lidského obli¢eje na obrazku, a pokud néjaky clovek na
obrazku je, algoritmus vraci koédovanou hodnotu jeho polohy. Pfesnost dosazena pouzitim
SVM s polynomialnim jadrem 2.stupné je 97.1%. [9]

2.4 Detekce spamu

Jak uz jsem zminoval na zacatku prace, detekce spamu je klasicky ptiklad klasifikace a je
to 1 dodnes velice Casty problém, se kterym bojuji nejvétsi firmy po celém svété.
Popularni klasifika¢ni algoritmus Decision Tree Classifier se v tomto pfipad€ neda pouzit,
protoze potiebuje hodné paméti, coz neni ptipustné pro systémy filtrace spamu. SVM je
v tomto ptipadé také vhodnou volbou i proto, Ze pocet ptiznakt/atributl pro filtraci spamu
je zhruba 7000, coz je velké Cislo. Dataset pro danou tlohu obsahuje 1897 spam zprav,
250 tézce rozlisitelnych dobrych zprav, a 3900 jednoduchych dobrych zprav.
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Na tento problém byl pouzit SVM s dvéma riznymi jadrovymi funkcemi: linedrni
a Gaussovo. Po kontrole vysledka vyslo [10]

Tab. 1: Vysledky pouziti riznych jadrovych funkei [10]

Typ funkce Trénovaci Testovacti Trénovaci Cas | Testovaci Cas
presnost (%) presnost (%) (sekundy) (sekundy)

Linearni 99.8 98.5 134 1.5

Gaussova 99.9 97.1 190 1.5
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3 IMPLEMENTACE SVM

Tato Cast bakalafské prace bude vénovana implementaci algoritmu SVM v rtiznych
softwarech na vhodném datasetu. Hlavnim cilem bude porovnat vykonnost jednotlivych
softwarti z hlediska rychlosti a piesnosti.

Volba vhodného softwaru v sobé zahrnuje nékolik casti: volbu vhodného
programovaciho jazyka a volbu knihovny (kolekce moduld pro konkrétni ti¢ely, v naSem
pfipadé SVM knihovna nebo obecné knihovna s algoritmy strojového uceni). Je také
moznost napsat algoritmus SVM vlastnoru¢né bez pouziti knihoven, ale bez pokrocilych
znalosti programovani takovyto algoritmus nebude dobfe optimalizovan, a tudiz bude
pomaly. Po reSer§i moznych implementaci mnou bylo zvoleno tfi programovacich
jazyka: Python, Matlab, R. Vyhody pouziti téchto jazykt spocivaji v tom, Ze tyto jazyky
maji podobnou syntaxi, maji velice optimalizované knihovny pro implementaci SVM
a jsou celosvétove pouzitelné pro tyto ucely.

Velkou roli v dosaZeni dobrych vysledkl také hraje vhodny dataset. V nasem
ptipadé byla potieba vyhledat dataset ureny pro klasifikacni Gcely, tzn. musi mit atribut,
ktery jasn¢ udava klasifikaci do dvou nebo vice skupin. Kazdy dataset predstavuje shluk
dat, roztfidénych do atributi a hodnot téchto atributti. Data 1ze dale rozdé€lit do n€kolika
hlavnich typi: [11]

1. Nomindlni data — typ dat, ktery reprezentuje jistou kvalitativni charakteristiku
objektu z kone€né mnoziny moznosti, proto se n€kdy hovoii o kvalitativnich
datech. Napf. barva auta, kde mnozina moznosti je (,,modra®, ,,erna®, ,,zelena*).

2. Ordinalni data — typ dat, ktery jako nominalni data reprezentuje kvalitativni
charakteristiku z kone¢né mnoziny moznosti, s tou vyjimkou, ze ordinalni data
maji hierarchické uspotadani (tj. 1ze fict, ktera hodnota je vétsi nebo mensi). Napt.
akademicky titul.

3. Intervalova data — jsou typem dat, které jsou popsany jako intervaly mezi dvéma
hodnotami. Tyto hodnoty oznacuji meze, uvnitt kterych se miize skute¢na hodnota
nachazet. Napf. rozdil teplot je vZdy stejny bez ohledu na vychozi hodnotu.

4. Pomeérova data — jsou typem dat, které piedstavuji pomér mezi dvéma hodnotami.
Tyto hodnoty mohou byt jakymkoliv mnoZzstvim, napiiklad poctem, vyskou,
hmotnosti atd. Rozdilem od intervalovych dat je, Ze pomérova data umoznuji
porovnavani mezi riznymi hodnotami v ramci stejné jednotky. Ptikladem
pomérovych dat mize byt pomér mezi vySkou a hmotnosti ¢lovéka, kde lze
snadno porovnavat poméry mezi riznymi lidmi.

Intervalova a pomérova data jsou obvykle spojita, kdezto ordinalni a pomérova data jsou
obvykle diskrétni, proto se zavadi obecnéjsi rozd€leni na continuous data (Cesky spojita)
a categorical data (Cesky kategorialni).
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3.1 Stroke dataset

V této ¢asti prace bude implementace SVM na stroke (Cesky mrtvice) datasetu [12]. Podle
WHO (Svétova zdravotnicka organizace) mrtvice je druhou nejastéjsi pfi¢inou smrti
(cca 11%). Tato data jsou pouzita k predikci toho, zda pacient dostane mrtvici v zavislosti
na vstupnich parametrech. Rozebereme si podrobnéji atributy a jejich mozné vstupy:

1. Id — identifikaéni ¢islo pacienta

Gender — pohlavi pacienta (muz/zena)

. Age — v¢k pacienta

Heart disease — onemocnéni srdce (0 nema, 1 ma)

2
3
4. Hypertension — vysoky krevni tlak (0 nemad, 1 méa)
5
6. Ever married — byl/a Zenaty/vdana (ano/ne)

7

Work type — povolani pacienta (dité/prace pro stat/nikdy nepracoval/privatni
info/self-employed)

8. Residence type — méstsky nebo vesnicky typ pobytu
9. Avg glucose level — primérnd troven glukozy v krve
10. BMI — index télesné vahy

11. Smoking status — kurdk/nekutrak/byvaly kurdk/nevime

12. Stroke — pacient mél nebo nemél mrtvici (0 nebo 1)

Uloha klasifikace spo¢iva v tom, aby pomoci prvnich jedenacti atributil se uréila vysledna
hodnota dvanactého atributu, tj. zda doslo k mrtvici nebo ne. Kazdy atribut pfidava dalsi
dimenzi a tim vypocetni sloZitost. V nasem ptipad¢ je dano 12 atributu, lze tedy fici, Ze
hovotime o tloze ve jedenacti rozmérovém prostoru.

3.1.1 Hyperparametry

Toto je bindrni klasifikacni tloha, ktera je dobfe pouzitelnd pro SVM. Maximal
margin classifier, jadra a dalsi vlastnosti SVM pomahaji fesit binarni klasifika¢ni tillohy
s velkou presnosti a stabilitou. AvSak pro dosazeni dobrych vysledki nestaci jenom dobry
dataset a pouziti vhodné metody. Jako vétSina metod, SVM ma tzv. hyperparametry
(parametry nastaveni modelu), které¢ urcuji jeho chovani. Mezi hlavni hyperparametry
SVM patii:

1. Typ jadrové funkce: SVM maé schopnost pouzivat riizné typy jadrovych funkci
k transformaci dat do vyssich dimenzi, coz umoziuje lepsi oddéleni dat v ptipadé,
ze nejsou linearn¢é oddélitelna. Tyto funkce mohou byt linedrni, polynomialni,
radidlni atd.
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2. Parametr C: Tento hyperparametr kontroluje miru penalizace chybnych
klasifikaci. Vysoké hodnoty C vedou k modelu s vét§im mnozstvim podptrnych
vektord, coz ma za nésledek vyssi presnost, ale také vétsi riziko overfittingu.
Tento parametr byl podrobné rozebran v kapitole 2.3.2.

3. Gamma (n¢kdy sigma): Tento hyperparametr urcuje, jak siln¢ se budou body
blizko rozd€lovaciho hyperplanu brat v avahu pii trénovani modelu. Vysoké
hodnoty Gamma vedou k modeliim s vysokou variabilitou, kde malé¢ zmény
v datech mohou mit velky vliv na vysledky.

Na Obr. 10: je videt, jak se méni chovani SVM pii volbé riznych hyperparametra.

R2 score=0.70. C=0.005 R2 score=0.97. C=0.01 R2 score=0.97. C=0.1, gamma=0.1 R2 score=0.97. C=0.1, gamma=1
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R2 score=0.97. C=0.1 R2 score=0.97. C=0.5 R2 score=0.97. C=1, gamma=0.1 R2 score=0.97. C=1, gamma=1
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Obr. 10: Vliv zmény hyperparametrii na chovani modelu. (a) Linearni jadro funkce. (b)
Radialni jadro funkce. R2-score reprezentuje piesnost modelu. [13]

3.2 Implementace v Pythonu

Jazyk Python je dnes jednim z nejpouzivanéjSich programovacim jazykem a to z divodu,
ze ma jednoduchou syntaxi a obrovské mnozstvi optimalizovanych moduld. Pfi tvorbé
modelu mnou byla pouzita knihovna SciKit Learn. Realizace SVM v Pythonu probéhla
nasledovné:

3.2.1 Priprava a oc€iSténi dat

Pted dosazenim do modelu data musi byt pfedem pfipravena. Na zacatku stoji za zminku
to, Ze atribut Id (¢islo pacienta) nema zadny vliv na jeho zdravotni stav, proto tento atribut
z datasetu bude vyhozen.

Po nahravani dat do Pythonu a kratkému vysetieni bylo zjisténo, ze data maji dva
podstatné problémy:

1. Dataset ma prazdné hodnoty v nékterych fadcich (NULL hodnoty)

2. Dataset ma nesymetrické rozlozeni (pocet pacienti bez mrtvice je skoro 20krat
vEtsi, nez pocet pacientll s mrtvici)
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Prvni problém muze byt vyieSen nasledujicimi zpiisoby:
e Smazat fadky, které obsahuji NULL hodnoty.

e Nahradit NULL hodnoty aritmetickym primérem pro tento atribut (v ptipadé
spojitych dat) anebo odhadnout hodnotu atributu pomoci regresnich metod.

e V pfipad¢ kategorialnich dat, 1ze odhadnout chybéjici hodnotu pomoci néjaké
klasifika¢ni metody.

Pro dosazeni nejlep§iho vysledku mnou byla pouzita metoda rozhodovacich stromu
(teoreticky rozbor této metody je mimo rozsah prace). Na Obr 11. je ukdzka implementace
koédu v Pythonu.

DT_nan_pipe = make_pipeline(Standa er(), DecisionTreeRegressor(random_state=42))
X = dataset[['age’', ;

X.gender = X.gender.replace ale': 0, 'Female': 1, 'Other': -1}).: e(np.uint8)
nan_values

X = X[~X.bmi.isna()]
Y = X.pop('bmi')
DT_nan_pipe.fit(X, Y)

predicted_bmi = pd ;(DT_nan_pipe.predict(nan_values[[ , 'gen 11), index=nan_values.index)
dataset.loc[nan_values.index, ' ] = predicted_bmi

Obr. 11: Implementace nahrazeni NULL hodnot v Pythonu pomoci metody Decision Tree.

Problém nesymetrického rozloZeni datasetu se da vyfeSit pomoci algoritmu
oversamplingu (Cesky prevzorkovani). Ndhodné prevzorkovéani (Random oversampling)
zahrnuje ndhodné duplikovani ptikladii z menSinové tfidy a jejich ptidani do trénovaciho
datasetu. Ptiklady z trénovaciho datasetu jsou vybirany ndhodné s opakovanim. To
znamena, ze piiklady z mensSinové tiidy mohou byt vybrany a ptidany do nového "vice
vyvazeného" trénovaciho datasetu vicekrat; jsou vybrany z plvodniho trénovaciho
datasetu, pfidany do nového trénovaciho datasetu a poté vraceny nebo "nahrazeny"
v puvodnim datasetu, coz umoziuje jejich opakované vybéry. Tato technika miize byt
ucinnd pro strojové uceni algoritmu, které jsou ovlivnény nesymetrickym rozlozenim
a kde vice duplicitnich ptikladii pro danou tfidu mtize ovlivnit pfizpiisobeni modelu. To
muze zahrnovat algoritmy, které iterativné uci koeficienty, jako jsou umélé neuronové
sité, které pouzivaji stochastickou gradientni metodu. Muze to také ovlivnit modely, které
hledaji dobré rozdéleni dat, jako jsou podptirné vektorové stroje a rozhodovaci stromy.
Muze byt uzite¢né ladit cilové rozdé€leni tiid. V nékterych ptipadech hledani vyvazeného
rozdéleni pro silné nesymetricky dataset miize zpisobit, Ze ovlivnéné algoritmy preuci
mensinovou tiidu, coZ vede k zvy3ené obecné chybé generalizace. U¢inek mize byt lepsi
vykon na trénovacim datasetu, ale horSi vykon na testovacim datasetu. Na Obr. 12 je
ukazka implementace kodu v Pythonu. [14]
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oversample = OverSampler(sampling_strate

X_oversampled, y_oversampled = oversample.fit_resample(dataset.drop(columns='stroke'), dataset[

oversampled_dataset = X_oversampled
oversampled_dataset['st 2 = y_oversampled

Obr. 12: Implementace oversamplingu v Pythonu.

Parametr sampling_strategy funkce RandomOverSampler urCuje to, co se ma
pievzorkovat. Po pievzorkovani vyslo, Ze pocet pacientii s mrtvici je roven poctu pacientl
bez mrtvice. Ted’, kdyz data jsou pfipravena a ocCisténd, nastava rozdéleni datasetu na
trénovaci a testovaci ¢asti.

3.2.2 Train test split a standardizace

Train test split je funkce, kterd rozdé€luje dataset na trénovaci a testovaci ¢asti. DEla se
to hlavné pro to, abychom mohli zjistit pfesnost modelu na nezndmych pro ten model
datech.

X_train, X_test, y_train, y_test rain_test_split(X_oversampled.drop(columns='stroke'), y_oversampled,

test_size=0.3, random_state=42)

Obr. 13: Train test split. X train a X_test je vstup (atributy, podle kterych se urcuje vysledna
tiiday trainay test)

Standardizace pomaha modelu efektivnéji zpracovavat data tim, Ze se méni rozsah, ale
nemeéni se rozlozeni. Podivame se na piiklad rozlozeni spojitych atributi pied a po
standardizaci na Obr. 14. Standard scaler funguje nasledovné: funkce upravi kazdy atribut
tak, aby mél smérodatnou odchylku rovnou 1 a stfedni hodnotu rovnou nule.

_x—u
z=—"0, (45)
1 N
=_ - 46
u N;m (46)
1 N
o= Nzlm—u)z @7

kde o je smérodatné odchylka a u je stfedni hodnota.

Ted’, kdyz méme ocisténa, piipravend a rozdélend data, nastava krok vytvoreni
modelu. Pro zajisténi nemeénnosti dat, upraveny dataset mnou byl ulozen pro nasledujici
poziti v jazycich R a Matlab.
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Rozlozeni pred standardizaci
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Obr. 14: RozloZeni stejného datasetu pfed a po standardizaci. Z obrazku je vidét, Ze se neméni
rozloZeni, ale pouze jeho rozsah.

3.2.3 Tvorba modelu

Samotna tvorba modelu se skldda z nckolika casti v zavislosti na tom, co vSechno je
potifeba u modelu nadefinovat. Kazdy modul ma pifedem nastavené hyperparametry a typ
jadrové funkce, a proto vychozi vysledek nemusi byt nejlepsi. Pro dosazeni nejlepSich
vysledki se zkouSi rGzné hyperparametry a jadrové funkce, ale jelikoz manualni
nastaveni vSech parametrii je ¢asové narocné, veédci byly vymyslené algoritmy pro
vyhledavani nejlepSich hyperparametrt. Pii tvorbé modelu mnou byl pouzit algoritmus
RandomSearchCV, ktery nahodné dosazuje hyperparametry do modelu a vyhledava
nejvic optimalni feSeni. Funkce RandomSearchCV vyzaduje rozsah hyperparametrii, do
modelu mnou byly dosazeny nasledujici hyperparametry: Ce
(0,1;1;10; 100; 1000); y € (1;0,1;0,01;0,001;0,0001). Jako jadrové funkce mnou
byly zvolené radialni, linearni a polynomidlni funkce.

param_grid : [0.2, 1, 16, 100, 1000],

,': [1, 0.1, 6.01, 0.001, 0.0001],
: ['rbf', 'linear', 'poly'l}

grid = Randomiz rchC /C(random_state=42), param_grid, refit=True, verbose=3, n_iter=150)

Obr. 15: Tvorba modelu v Pythonu.
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Argument SVC funkce RandomizedSearchCV urcuje pouzity klasifikacni algoritmus,
argument refit ma hodnotu True, tzn. Ze po dosazeni nejlepsiho vysledkt funkce dosadi
do modelu pfislusné hyperparametry. Argument verbose stanovi pocet informacnich
zprav o stavu modelu a jeho vysledcich. Posledni argument n_iter ur€uje maximalni
mozny pocet iteraci.

3.2.4  Vysledky

Pro lepsi pochopeni dosazenych vysledkl je potfeba definovat metriky, podle kterych
bylo posouzeno o vykonnosti modelu. Hlavni metrikou je pfesnost, kterd je spocitana
z confusion matrix (Cesky matice zamén). Matice zdmén je tabulka pouZivana k popisu
vykonnosti klasifikacnich model strojového uceni. Matice zobrazuje poCty spravné
anespravné klasifikovanych ptikladii v jednotlivych tfidach. V Tab. 2 je zobrazena
matice zdmen, kterd reprezentuje piesnost vytvoiené¢ho modelu.

Tab. 2: Matice zamén

Odhad «0» Odhad «1»
Skuteénost «0» 1367 90
Skutecnost «1» 0 1460

Matice zamén je tvoiena Ctyfmi hodnotami, které¢ popisuji pocty ptiklada patiicich do
ruznych kategorii. Tyto hodnoty jsou:

e True Positive (TP) - pocet spravné klasifikovanych ptiklada jako pozitiva (1367)
e False Positive (FP) - pocet nespravné klasifikovanych ptikladi jako pozitiva (90)

e True Negative (TN) - pocet spravné klasifikovanych ptikladi jako negativa
(1460)

e False Negative (FN) - pocet nespravné klasifikovanych ptiklada jako negativa (0)

Z téchto hodnot se vypocitaji rizné metriky, v nasem piipadé pouzijeme piresnost.

Accuracy = — Y 0.97=97% (48)
TP+FP+FN+TN

Dalsim velice reprezentativim zpisobem ukazat vykonnost modelu je ROC-kiivka. Dale
v této praci bude pouzita jenom piesnost a ROC kiivka. ROC kiivka zobrazuje vztah mezi
citlivosti a specifi¢nosti klasifikatoru pii riznych prahovych hodnotach pro rozhodovani.
Citlivost (t€Z true positive rate) udava podil spravné klasifikovanych pozitivnich ptipada
na celkovy pocet pozitivnich ptipadi, zatimco specificnost (t€z true negative rate) udava
podil spravné klasifikovanych negativnich ptipada na celkovy pocet negativnich ptipadi.
Idealni klasifikator by mél mit ROC kiivku, ktera prochazi levym hornim rohem grafu,
coz by znamenalo maximalni citlivost a specifi¢nost. Na Obr. 16 je zobrazena ROC
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kiivka pro model vytvotfeny v Pythonu. Déle v této praci bude pouzita jenom presnost

a ROC ktivka. [15]
ROC krivka
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Obr. 16: ROC kiivka pro Python model.

Tab. 3: Vysledky modelu v Pythonu

Rychlost Gamma C Jadrovéa funkce
10 Radial basis

Presnost
96.8% 52.5s 1

Je dllezité zminit, Ze vysoka rychlost v Pythonu je dana funkci RandomSearchCV, ktera
nedosazuje vSechny mozné hyperparametry, ale vybird nahodné, tim padem probiha
mensi pocet iteraci a program je rychlejsi. Pro dosazeni ale dobrého vysledku mnou bylo

vyzkouSeno ne€kolik random seedii.

3.3 Implementace v R

Z hlediska programovani implementace v R byla jednodussi nez v Pythonu, protoze
vSechny potiebné tipravy dat byly provedeny v Pythonu. Vykonnost modelu vytvoteného

v R je uvedena na Obr. 17 a vysledky jsou vypsany do Tab. 4.

0

True positive rate

0.0

0.0 0.2 0.4 0.6 0.8 1.0

False positive rate

Obr. 17: ROC ktivka pro R model.
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Tab. 4: Vysledky modelu v R

Piesnost Rychlost Gamma C Jadrova funkce
99.2% 1028s 10 1 Radial basis

Jak mzeme vidét, model v R dosahuje velice vysoké presnosti, ale je vyrazné pomale;jsi
nez Python. Je to dano tim, Ze model pouziva jinou metodu validace riznych
hyperparametri. Napiiklad, kdyby mnou byla pouZzita podobnd metoda validace
v Pythonu, spousténi programu by trvalo fadové déle nez v R.

Pfi porovnani téchto dvou vysledki je dulezité se zamyslit nad tim, co v dané tloze
ma veétsi vyznam — rychlost nebo presnost? V nasem piipad¢ piesnost hraje vétsi roli,
ponévadz tcelem naseho modelu je odhadnout zda dojde k mrtvici nebo nedojde.

3.4 Implementace v Matlab

Po porovnani tfi riznych softwarti lze stanovit, ze implementace v Matlabu je
programatorsky nejméné narocnd. V R a v Pythonu neexistuji zddné nativni knihovny,
kdezto Matlab obsahuje velkou fadu knihoven, jedna ze kterych je nacilené na vytvoreni
metod strojového uceni. Podivame se na vysledky implementace v Matlabu:

True positive rate
o o = o o =] o =
(g~ [ g i (=] -~ =] L=}

=)
et

=

01 02 03 04 05 06 07 08 09 1
False positive rate

(=1

Obr. 18: ROC krivka pro Matlab model.

Tab. 5: Vysledky modelu v Matlab

Piesnost Rychlost Gamma C Jadrova funkce
100% 434s 0.0307 59.7168 Radial basis
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Na prvni pohled model ddva pochybny vysledek 100%, coz znamena, Ze klasifikoval
vSechna testovaci pozorovani bez chyb. Pro lepsi pochopeni takového wvysledku,
podivame se na varianty, kdy je ten vysledek chybny:

1. Overfitting — model se dokonale naucil na trénovacim datasetu, ale nedokaze
zpracovat nova data, coz neni zrovna naSim ptfipadem, protoze piesnost
kontrolujeme na datasetu, na kterém model nebyl postaven.

2. Struktura dat—pokud data v datasetu jsou uspotadana podle ptiznaku, ktery mame
odhadnout (prvni polovina mé& mrtvici, druha polovina nema) pak model se
nebude ucit tvofit nadrovinu, ale bude hledat pravé ten piechodny datapoint, po
kterém dochézi ke zméné hodnoty ptiznaku. V nasem ptipad¢ jsme tomu piedesli
tak, Ze dataset byl ndhodné zamichan pted pouzitim ve vSech softwarech.

3. Maly pocet pozorovani vici poctu ptiznakt (taky dochazi k overfittingu)
Je zfejmé, ze zadny z téchto divodu nemohl zplsobit ptesnost 100%, proto mizeme

predpokladat, ze vysledek je legitimni. Je to dano vhodnym rozlozenim dat, velkym
poctem pozorovani a dalSimi faktory, které ovliviiuji pfesnost modelu.
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4 ZAVER

Metoda SVM je dulezitou ¢asti strojového uceni a umélé inteligence jako takové. SVM
je velice flexibilni metoda diky moznosti pouziti riznych jadrovych funkci pro préci
s riznymi typy dat a Gi¢innost této metody umoznuje rychle a piesné trénovat klasifikacni
modely 1 na malém poctu dat.

Na zacatku teoretické Casti byly vysvétleny rozdily mezi jednotlivymi typy tloh
strojového uceni a jaké existuji typy metod. Dale jsme se podivali na to, jakym zptisobem
je tvoten primitivni klasifikator pomoci separa¢ni nadroviny. Vysvétlili jsme si, ze Sitka
marginu nezavisi na vSech bodech, ale pouze na bodech, které lezi na hranici toho
marginu, coZ jsou podptrné vektory. K tvorbé obecnéjsiho klasifikatoru bylo vyuzito tzv.
soft marginu, ktery dovoluje nékterym pozorovanim lezet na Spatné stran¢ nadroviny.
Nakonec, ukazali jsme si, jak jaddrové funkce fesi problém neseparovatelnosti dat.

Prakticka cast se skladala zimplementace SVM ve tii rlznych softwarech
a porovnani vysledki téchto implementaci na tloze klasifikace. Implementace v Pythonu
krokt. Pro praci s daty zaprvé je bylo potieba prozkoumat a zjistit ptipadné problémy. Po
kontrole dat se zjistilo, Ze data méla dva zasadni problémy: nevyvazenost jednotlivych
tfid a chybéjici hodnoty. Tyto problémy mohly zna¢né pilisobit na piesnost vysledk,
proto je vzdycky potieba mit ,,o¢iStény” dataset. Nevyvazenost datasetu mnou byla
vyfeSena tzv. ndhodnym pievzorkovanim, kde jsme do datasetu ptidali ta sama data
nekolikrat, abychom vyrovnali jednotlivé tiidy. Problém chybéjicich fadkt Slo vyftesit
nekolika zptisoby, ale nakonec mnou bylo rozhodnuto, ze nahradit chybé&jici hodnoty
odhadem pomoci metody rozhodovacich stromil je nejefektivnéj$i feSeni. Tim jsme
zachovali ptivodni velikost datasetu. Po ocisténi dat bylo potfeba data pfipravit pro
pouziti v modelu. Ptiprava dat se skladala ze standardizace a rozdéleni dat na testovaci
a trénovaci datasety. Standardizaci jsme zajistili to, Ze vSechny pfiznaky maji stejné
méfitko a rozptyl. Bylo to potteba provést proto, ze SVM se piizpisobuje vzdalenosti
mezi jednotlivymi body v prostoru piiznakii. Rozdélenim dat na dva datasety jsme
zajistili, Ze vysledna presnost modelu byla kontrolovdna na odliSném datasetu nez na
kterém dataset byl naucen. Dale nasledovalo samotné budovani modelu a jeho spusténi.

Ptedem pfipraveny v Pythonu dataset mnou byl nasledovné nahrén do R a do
Matlabu. Budovani modelu v R a v Matlabu je velice podobné budovani modelu
v Pythonu, proto v praci byla jenom ukédzka kédu v Pythonu. Implementace jako takova
nebyla obtiznd, ponévadz piredem pfipraveny dataset je kompatibilni s jakymkoliv
programem, ktery umoziuje zpracovavat data.

Po porovnani vysledki z tabulek Tab. 3, Tab. 4 a Tab. 5 bylo patrné, Ze model
v Matlabu dosahuje nejvétsi presnosti. Je zajimavé, ze vSechny modely pouzily stejnou
jadrovou funkci, ale rizné hodnoty hyperparametri gamma a C. Model v Matlabu je sice
pomalejsi nez Python, ale je to dano typem pouzité valida¢ni funkce nikoliv $patnou
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optimalizaci algoritmu v Matlabu. Z hlediska pfesnosti je R na druhém misté a je také
vyrazné presnéjsi nez Python.

Na prvni pohled se mtize zdat, Ze dosazena ptesnost 100% v Matlabu je pochybna,
ale je to vysvétlitelné. Na zacatku prace jsme ukazovali primitivni klasifikator pomoci
nadroviny a idealn¢ separovatelny piipad. Kdyz se nad tim zamyslime, tak z velké ¢asti
separovatelnost je ddna rozloZzenim dat v prostoru. Pro ukézku toho, jaky vliv maji data
na vyslednou efektivitu modelu mnou byl schvalné vyhledan dataset, ktery ma natolik
vhodné rozloZeni v prostoru. Velkou roli v dosazeném vysledku také hrala uprava
a ocisténi dat.

Na vysledek mély vliv dva hlavni faktory: vykonnost zafizeni, na kterém model byl
spoustén a kvalita datasetu. VSechny implementace mnou byly provedeny na stejném
pocitaci, pfi stejnych podminkach, coz ale znamena, Ze na silngj$im zatizeni by spousténi
modelu mohlo trvat fadové méné Casu. Praci bychom mohli také obohatit o implementaci
jiné¢ho datasetu ve stejnych softwarech. Je taky dilezité zminit, Ze ponévadz vysledek se
muze liSit v zavislosti na tpravé a ocisténi dat, je mozné dosahnout lepsich vysledki pii
detailnéjSich Upravach, napiiklad pouzitim metod jako Feature Engineering (Cesky
inZenyrstvi priznakit) a Feature Selection (Cesky vyber priznakit).
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