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Abstrakt

Tvar je dlhodobo jedna z najatraktivnejsich dostupnych biometrii ¢loveka pre jej l'ahké a po-
hodlné nasnimanie. Vyuzitie je Siroké — od bezpecCnosti, cez monitorovanie az po zabavny
priemysel. Tato praca predstavuje doménu biometrie tvare a analyzuje 3 extrakéné metody
charakteristickych rysov tvare — PCA, LBP a HOG. Suicastou prace je tieZ efektivna im-
plementdcia tychto algoritmov spolu s navrhnutym grafickym pouzivatelskym rozhranim
vyuzitym na experimentovanie s touto implementéaciou a na vyhodnotenie jej iispesnosti na
sade snimok zachytdvajucich osoby v roznych podmienkach.

Abstract

The face has been one of the most attractive available human biometries for a long time due
to it’s easy and convenient way to obtain it. Possibilities of it’s utilization are broad — from
security, through monitoring up to enternainment industry. This work presents the domain
of face biometry and analyses 3 extraction methods of facial features — PCA, LBP and
HOG. A part of this work is also an efficient implementation of these algorithms including
GUI designed to experiment with this implementation and to evaluate its performance on
a set of images capturing people in various conditions.
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Uvod

Tvar je idedlna biometrika vo viacerych aspektoch — na rozdiel od inych biometrik zhotove-
nie jej snimky nevyZaduje nadbytoéni aktivitu zo strany pouzivatela, je ju v dnesnej dobe
mozné nasnimaf za pomoci beZznych cenovo dostupnych technolégii a bez potencidlnych
zdravotnych rizik spojenych s pouZivanim inych rozpoznivacich systémov, ako moze byt
napriklad prenos nec¢istot pri dotyku kontaktnych snimacov. Jej vyuzitie v oblasti bezpec-
nosti alebo interakcie s technol6giami je preto mimoriadne ziadané. AvSak, analyza snimok
tvare o standardne vysokej dimenzionalite prinasa urcité komplikacie.

Pre Tudské oko a mozog jednoduché a beZnd tloha rozpoznat osobu z pohladu na fo-
tografiu sa pri snahe o automatizované spracovanie modernymi technolégiami ukazuje ako
rieSenie naozaj netrividlneho problému, ku ktorému hladalo pristup v uplynulych niekolkych
dekadach mnoho odbornikov a vedeckych timov.

Tato bakalarska praca predstavuje v kapitole 1 doménu biometrie tvire a detailne po-
pisuje princip fungovania a vlastnosti troch extrakénych metdéd charakteristickych rysov
tvare — analyza hlavnych komponent, lokdlne bindrne vzory a histogramy orientovanych
gradientov. f)alej su v tejto kapitole popisané metriky pouzivané na vyhodnocovanie roz-
poznavacich systémov.

Predmetom kapitoly 2 je ndvrh realizacie jednotlivych extrakénych metéd. Okrem uve-
denych ich vyvojovych diagramov a navrhu spésobu porovnavania vektorov charakteris-
tickych rysov je jej sucastou tiez analyza vybranych podiloh, ktorym je pri implementécii
nutné elit, a ku kazdej podilohe je navrhnuté efektivne rieSenie problému.

Na obsah predchadzajicej kapitoly nadvéazuje kapitola 3, v ktorej je popisand archi-
tektura implementovanej aplikicie, pouzité technoldgie na jej realizaciu a predstavené gra-
fické a konzolové rozhranie.

Kapitola 4 prezentuje experimenty prevedené na troch roéznych zvolenjch datovych
sadach, ktorych cielom bolo odmerat tspeSnost a rychlost rozpoznidvania implementécie
z tejto prace na identifika¢nych a verifikacnych tilohéach a blizsie skiimat zavislost tspesnosti
identifikacie na pouzitej konfiguracii jednotlivych metdd. Na jej zaver je zhodnotené riesenie
zrealizované v ramci tejto prace a si tu tiez navrhnuté moznosti dalsieho napredovania
v oblasti vyskumu metdéd zameranych na extrakciu charakteristickych rysov tvare.

Zaverecna kapitola sumarizuje vysledky tejto prace.



Kapitola 1

Rozpoznavanie tvare

Rozpoznavanie tvare je iloha vypoctového systému, ktorej cielom je po zanalyzovani pred-
loZenej digitdlnej snimky tvare urcit, ¢éi je na nej osoba, ktord sa océakava, pripadne o aku
osobu z databizy ide. Na vykonanie tejto pre ludsky mozog trividlnej tlohy sa musi
v pripade vyhodnocovania technolégiou vykonat zna¢né mnoZstvo vypoctov vo fazach od
pripravy snimky do vhodného formatu v ramci fazy predspracovania, cez extrakciu vyz-
na¢nych éft tvare, ktoréd umoznia dand osobu spolahlivo odlisit od inych osob, aZ po po-
rovnavanie reprezentacie tychto vyextrahovanych ¢t so zdznamami ulozenymi v databéaze.

Obsahom tejto kapitoly je uvedenie do problematiky rozpoznavania tvari. Na zaciatku
je predstavend zakladna terminoldgia z domény biometrie a dovody, ktoré motivuji vyskum
v tejto oblasti. f)alej je predstavena tvar ako jeden z vyznamnych biometrickych reprezen-
tantov a ulohy z kazdodenného zivota, pri ktorych je bezne uplatnované rozpoznavanie
tvare.

Druh4 c¢ast tejto kapitoly je venovand popisu Standardného procesu rozpoznivania
ludskej tvare a konkrétne kroku extrakcie charakteristickych rysov, ktory je predmetom
tejto bakalarskej prace. Nasledne si podrobne predstavené tri vyznamné metédy sluziace
na extrakciu charakteristickych rysov.

Na zaver kapitoly si uvedené metriky uzitoéné pri vyhodnocovani tspesnosti imple-
mentacii réznych pristupov k problematike rozpoznavania tvari.

1.1 Zakladna terminolégia

Charakteristicky rys alebo priznak je meratelné vlastnost pozorovaného objektu. MnoZina
takychto priznakov je potom oznacovana ako vektor charakteristickych rysov a je vyuzivany
na popis pozorovanych objektov [13].

Biometrika je fyzicka alebo psychologicka érta, ktord moZe byt odmerané, zaznamenan4,
a kvantifikovand, a je mozné ju vyuzit na vytvorenie biometrického zdznamu. Takyto zdznam
potom umoziuje s istou mierou pravdepodobnosti urcit, ¢i osoba zaznamenand v budtcnosti
je ta isté, ktorej patri povodny zdznam [20].

Technolégie zalozené na biometrii zahfnaji rozpoznavanie zalozené na fyziologickych
alebo behavioralnych ¢rtach. Prikladom prvej kategorie su otlacky prstov, tvar prstov alebo
ruky, rozlozenie zil v ruke alebo oku, alebo struktura dithovky ¢i sietnice. Reprezentantmi
druhej kategorie je zasa ch6dza alebo podpis osoby.

Na rozdiel od réznych hesiel, kIi¢ov alebo ¢ipov, ktoré sii v dnesnej dobe beZne vyuzivané
na zabezpecenie informdcii alebo overenie identity a moézu byt relativne lahko ukradnuté,



skopirované alebo st nepraktické na zapamétanie, ma biometricky zdznam niekolko vyhod.
Dand osoba ho nemdZe zabudntt ani stratit, a ak je vhodne zvoleny je unikdtny, stdly
a nepodvrhnutelny [10].

1.2 Biometria tvare

Ako je uvedené v [16], tvar je z hladiska dovodov popisanych v sekcii 1.1 idedlna biometrika
vo viacerych aspektoch — na rozdiel od inych biometrik jej nasnimanie nevyzaduje nad-
bytoénii aktivitu zo strany pouZivatela (v porovnani s napriklad snimanim otlacku prsta),
¢o je vyhodné najmé pri bezpecnostnych a monitorovacich t¢eloch. Nasnimanie tvare je
v dnesnej dobe mozné za pomoci beznych cenovo dostupnych kamier alebo fotoaparatov, na
rozdiel od $pecidlnych technoldgii na snimanie, napriklad, sietnice oka. A ked'Ze zaznamena-
nie snimky tvare je bezkontaktné, nehrozi napriklad prenos necistot od inych pouzivatelov
snimacieho zariadenia a s tym spojené zdravotné rizika.
Existuja 2 zakladné tlohy, na ktoré je rozpoznavanie tvari pouzivané:

e verifikdcia (1:1) — k dispozicii je nasnimand tvar nezndmej osoby a predlozend
identita; systém overuje, ¢i zachytena osoba je tou, za ktord sa vydava,

e identifikdcia (1:IN) — nasnimand tvar osoby je porovnanid s mnohymi identitami
v databdze s cielom urcit osobu, ktorej tato tvar patri.

Téato funkcionalita nachadza uplatnenie v mnohych oblastiach, medzi ktoré patri najmé
bezpecnost (kontrola vstupov do budov, letisk, pouZzivanie bankomatov), monitorovanie
(bezpecnostné kamery upozornia na pritomnost hladanych zlo¢incov, kontrola bdelosti
vodita v aute), kontrola identity obc¢anov a vyhladdvanie podozrivych v policajnych da-
tabazach. Najnovsie je rozpoznavanie tvari tiez populdrne v zdbavnom priemysle, ¢i uz
ako sucast hernych systémov (napr. konzola Xbox One umoziiuje snimat tvar pomocou
zariadenia Kinect a projektovat vyrazy tvare v sietovych hrach [20]), robotov schopnych
komunikovat s Tudmi, alebo u socidlnych siet{ umoznujucich identifikovat zndme osoby
v nahranych fotografiach [38].

1.3 Proces rozpoznavania tvare

Pri rozpoznavani lubovolného objektu v oblasti spracovania obrazu sa vo vécsine pristupov
opakuji vel'mi podobné kroky, ktoré je vzdy potrebné vykonat. Podla zjednodusenej schémy
prevzatej z [10] a uvedenej na obrazku 1.1 ma vSeobecny systém uréeny na rozpoznivanie
tvari niekol’ko Casti:

e vstupny obrazok — vstupna fotografia alebo snimka z videozaznamu urcena na
rozpoznavanie,

e predspracovanie — upravenie vstupného obrazka do pozadovaného formatu pre ex-
trakéné metédy,

e extrakcia charakteristickych rysov — identifikicia a extrakcia priznakov s naj-
vécsou informac¢nou hodnotou do wvektora priznakov,

e databaza tvari — obsahuje ulozené vektory priznakov znamych tvari,



e klasifikdcia — porovnava vyextrahovany vektor priznakov z rozpoznavanej tvare
s priznakmi ulozenymi v databaze tvari a

e vystup — je vystupom klasifikicie informujicim o tom, ¢i ide o neznamu tvar alebo
tvar znamej osoby z databazy.

Databéza tvari

— Extrakcia y
stupny Predspracovanie » charakteristickych » Klasifikicia »  Vystup
obréazok rysov

Obr. 1.1: Zakladné kroky vSseobecného systému na rozpoznavanie tvari.

Vstupny obrazok je mozné vyhotovit za pouzitia fotoaparatu alebo videokamery, pricom
v druhom pripade je potrebné identifikovat snimok obsahujtci tvar na rozpoznavanie.

V studii [39] publikovanej v roku 1969 bolo zistené, Ze Tudia maji ovela vacsi problém
s rozpoznavanim prevratenych tvari ako s rozpoznavanim akychkolvek inych prevratenych
objektov. Rovnako aj metdédy urcené na rozpoznavanie tvari funguji najefektivnejsie ak
su im predkladané snimky tvari v normalizovanom tvare. Medzi zdkladné operacie kroku
predspracovania preto patri detekcia tvare, orezanie a natocenie vstupného obrazka do
normalizovaného tvaru. f)alej je to Casto tprava velkosti sliZiaca prevazne na zrychlenie
spracovania a znizenie pamétovej ndrocnosti analyzy, normalizdcia jasu, odstranenie Sumu,
prevedenie do odtienov Sedej farby a iné.

Predspracovana snimka tvare sluzi ako vstup do kroku extrakcie charakteristickych
priznakov, ktory vytvori vektor priznakov $pecificky pre pouziti metédu. V pripade vyt-
varania databazy znamych tvari pocas extrakcie charakteristickych rysov je nésledne tento
identifikator tvare ulozeny do databdzy s informéaciou, ktorej osobe dana tvar patri. Ak uz
prebieha faza rozpoznavania, je vektor priznakov urceny na klasifikdciu.

V kroku klasifikdcie je vektor priznakov rozpoznavanej tvare porovnany so zdznamami
v databéze tvari a hlad4 sa zdznam tvare, ktory je ¢o najpodobnejsi rozpoznavanej tvari.
V pripade, Ze je takyto zdznam identifikovany, ide o zndmu tvar konkrétnej osoby z da-
tabéazy, v opacnom pripade ide o neznamu tvar. Tato informacia je vystupom jadra roz-
poznavacieho systému, na zaklade ktorej sa moéze systém vyuzivajiuci toto rozpoznavanie
rozhodnut, ¢ podla jeho ticelu pouzivatelovi napriklad povoli alebo zamietne vstup, zobrazi
udaje o osobe, poziada o d’alsf snimok tvare a podobne.

1.4 Metody extrakcie charakteristickych rysov

Jedna z veci, ktord rozpoznavanie aj znamej tvare mimoriadne komplikuje, je to, ze snimka
tvare pri rozpoznavani nikdy nie je rovnaka ako snimka tvare, z ktorej boli extrahované
charakteristické rysy osoby pridavanej do databazy.

Vicsina metdéd mé vysokt tspesnost rozpoznévania, ak si snimky zachytené v kontro-
lovanych podmienkach. Avsak, v pripade, Ze nastane zmena osvetlenia, p6zy alebo vyrazu
tvare snimanej osoby, schopnost rozpozndvania mnohych metéd vyrazne klesi. Medzi d'alsie
komplikacie tiez patri starnutie, kozmetické licenie, médne doplnky ako st napr. okuliare,
alebo premenlivé ochlpenie tvére.



Idedlna metdda pracuje s takymi vyextrahovanymi rysmi tvare, ktoré su odolné voci
vSetkym vysSie spominanym problémom. Prikladom aparitu s nadstandardnymi rozliSova-
cimi schopnostami s ohladom na tieto komplikdcie je ludsky zrak a vnimanie [1].

Jedna z moznych klasifikicii rozdeluje metédy na extrakciu charakteristickych rysov do
3 zékladnych kategoérii, a to podla toho, aké typy priznakov vyuzivaju [31]:

1. holistické — na rozpoznavanie je ako vstup vyuzivand tvar ako celok,
2. lokalne — na rozpoznéavanie su vyuzivané lokalne priznaky v roznych oblastiach tvare,

3. hybridné — vyuzivaji kombindciu globalnych a lokdlnych priznakov na docielenie
uspesnejsieho rozpoznavania.

Ako uz bolo uvedené v predchadzajicom rozdeleni, holistické metdédy su vyznacné
tym, ze na rozdiel od ostatnych metéd tvar nesegmentuji na mensie casti, ale povazuja
ju celt za vstup do svojich algoritmov. Snimka tvare je standardne transformovana spo-
jenim Sedych hodno6t vsetkych pixelov na jediny viacrozmerny vektor, ¢o umozni zacho-
vat celostné informécie o rozloZeni a texture zachytenej tvare na rozdiel od lokélnych
metod. V stvislosti s tymto pristupom vsSak vznika problém uchovavania potencidlne re-
dundantnych dat a spracovavania vektorov o vysokej dimenzionalite, ¢o modZe navysovat
poziadavky na pamitovy a vypoétovy vykon systémov. Medzi vyznamnyjch predstavitelov
tejto kategdrie patri analyza hlavnjch komponent popisand d’alej v podsekeii 1.4.1 a analjza
linedrnych diskriminantov (zndma aj pod pojmom Fisherove tvdre) [11].

Pristupy z kategérie lokalnych metéd vyuzivaji namiesto jedného vstupu pozostavaja-
ceho z celej tvare len jej vhodne vybrané ¢asti. Vdaka tomu je zredukovany zakladny
problém holistickych metéd tykajici sa vysokej dimenzionality. Prinasaji vécsie moznosti
rozpoznavania ak je na snimke zachytena len Cast tvare a v pripade zvolenych dostatotne
roznorodych rysov napomahaju lepsej segmentacii priestoru, s ktorym pracuje klasifikator.
Pre ich dispesné fungovanie je vSak mimoriadne dolezité zakomponovanie informécie o vzta-
hoch spracovanych ¢asti k tvari ako celku. V tejto praci si popisany dvaja predstavitelia
tejto kategorie — metdda lokalnych bindarnych vzorov v podsekcii 1.4.2 a histogramov orien-
tovanych gradientov v podsekcii 1.4.3.

Hybridné metédy vyuzivaji kombindciu globdlnych (holistickych) a lokalnych rysov,
pricom dolezity je najmé spravny vyber sposobu nakombinovania tychto priznakov. Spolie-
haji sa na myslienku, Ze tieto dve rozliéné typy vlastnosti st nositelmi komplementirnych
informaécii pre klasifikator. Zastupcov tejto kategorie je v siiCasnosti najmenej a patri medzi
ne napriklad metéda lokalnych pravdepodobnostnych podpriestorov [18]. AvSak, z uréitého
hladiska je za hybridné metédy (resp. ich Specificki podmnozinu) mozné povazovat aj
lokalne metédy pre ich zakomponovavanie globalnej informéacie medzi lokalne deskriptory.

1.4.1 Analyza hlavnych komponent

V roku 1987 bola v [29] po prvykrat publikovand myslienka reprezentovat ludskd tvar
s vyuzitim analyzy hlavnych komponent, a neskér v roku 1991 bola aplikovana na de-
tekciu a rozpoznavanie tvari [32]. ISlo o jednu z prvych fungujicich technolégii v oblasti
rozpoznavania, ktora slazila ako vychodisko pre mnoho komerénych rieseni na automatizo-
vané rozpoznavanie ludskych tvari a dodnes je povazovand za metédu urcujicu minimalnu
oc¢akdvant tspesnost fungovania systémov v tejto problematike [17].

Analgyza hlavngch komponent, po anglicky oznacovand ako Principal Component
Analysis (PCA), je holistickd metdda z oblasti Statistiky, ktora aplikuje principy z tedrie vek-
torov na zredukovanie vysokodimenzionalneho vstupu pri zachovavani vacsiny informacnej



hodnoty. Na extrakciu relevantnych informaécii z tvare vyuziva zachytenie Statistickych
odchylok medzi snimkami porovndvanych tvari. Pretoze tato technika pracuje tvarami re-
prezentovanymi vektormi o nizkej dimenzionalite, riesi sa tiez zdkladny problém na paméito-
vii a vypoctovii ndrocnost spominany v stivislosti holistickymi metédami v sekeii 1.4. Medzi
jej silné stranky patria scendre, ked je dostupny mal§ pocet trénovacich snimkov niektorej
z 0s0b, alebo v pripade, Ze st trénovacie data nerovnomerne rozlozené v podpriestore osoby,
ktord reprezentuju [19].

Proces rozpoznavania sa v tejto metdde skladé z dvoch faz — inicializdcie a rozpozndvania
[32].

Inicializacia metédy
Féza inicializacie sa sklada z 3 krokov:
1. Ziskanie pociatoénej mnoziny tvari (tzv. trénovacia mnozina).

2. Vypocet vlastngch tvdri (vid obr. 1.2) z trénovacej mnoziny definujicich priestor
tvdri, pricom je ponechanych len M vlastnych tvari podla najvyssich viastnijch cisel.
Pri objaveni novych tvari su tieto hodnoty aktualizované.

3. Vypocet vah povodnej tvare vzhladom k jednotlivym vlastnym tvdram vo vzniknu-
tom M-dimenzionalnom priestore projekciou pévodnej tvare na tento tzv. priestor
vlastngch tvari.

Obr. 1.2: Ukézka dekompozicie fotografie tvare na mnozinu tzv. vlastnych tvari [11].

Nech T'y, Ty .. 'y je trénovacia mnozina snimok tvari, pricom tvar I',, € N2, kde
N je sirka, resp. vyska obrazka. Kazdy z tychto obrazkov potom predstavuje bod v N2-
dimenziondlnom priestore tvari. Priemerni tvdr ¥ v trénovacej mnozine je mozné vypocitat
podla nasledujiceho vzorca 1.1 a kazda tvar I'; v tejto mnozZine sa od priemernej tvare lisi
o vektor ®; podla 1.2.

U= %Zrn (1.1)



o, =T;— U (1.2)

Vyuzitim analyzy hlavnych komponent (tiez nazyvanej aj Karhunen-Loeveovd trans-
formdcia) je potom mozné najst vektory, ktoré najviac prispievaju k variacii jednotlivych
tvari v celkovom priestore tvari — viastné vektory (resp. vlastné tvare kedze po zvizualizo-
vani pripominaji Iudské tvére). Tieto vektory uy, kde |ug,| = N2, st anglicky oznacované ako
eigenvectors (resp. eigenfaces). Ide o ortonormélne vektory, ktoré vznikni linedrnou kom-
binaciou tvari I'1 .. I'ys a st vlastnymi vektormi kovariancnej matice C' korespondujtcich
s obrazkami povodnych tvari. Kovariantnd matica C znaliaca zavislost medzi jednotlivymi
prvkami ®,, vektora A normalizovanych tvari, kde A = [®@1, ®5..® /], je zadefinovana podla
rovnice 1.3, pricom X7 ozna¢uje transponovany vektor X.

M
1
CZAAT:MZ%@Z (1.3)
n=1

Bohuzial mé tidto matica N2 x N2 prvkov, a preto nie je vypoctovo prijatelné zistovat N2
vlastnych vektorov a vlastnych hodnot. Avak, ked Ze pre potreby tejto metédy je uZitoénych
vlastnych vektorov len M, ¢o je mnohondsobne nizsi pocet ako velkost priestoru tvéari,
mézeme riesit namiesto pévodnej matice maticu L = AT A len o rozmeroch M x M. Maticu
L zostavime podla rovnice 1.4 a v nej najdeme M vlastnych vektorov v;. Z tychto vlastnych
vektorov v; matice L a normalizovanych tvari ®,, vypoéitame d’alsou rovnicou 1.5 hladané
vlastné tvare u;.

Lon = L &, (1.4)

M
ul:Z’Ulk'CI)k s kdel=1..M (1.5)
k=1

Vlastné ¢islo A\, vlastného vektora uy uréujice vyznamnost, ktorou dand vlastni tvar
prispieva k varidcii tvari z trénovacej mnoziny je nakoniec mozné vypocitat podla vzorca
1.6.

M
No=7 > (] ) (1.6)
n=1
Po zoradeni vlastnych tvari u; podla pridruzenych vlastnych ¢isel \; méZzeme povodny
priestor tvar{ zredukovat na taky pocet dimenzii, kolko tvari s najvacsim vlastnym &islom
si zvolime zachovat. Tieto budu sluzit ako baza M’ pre rozpozndvanie.
Vypocet vah, ktorymi vlastné tvare prispievaju k variacii pévodnych tvari z trénovacej
mnoziny, je potom analogicky ako vypocet vah pre lubovolnii novopredlozent tvar na roz-
poznavanie a je uvedeny v nasledujicej Casti.

Rozpoznavanie tvare

Po dokonceni faze inicializacie je mozné rozpoznat predlozenu tvar v nasledujtcich 3 kro-
koch:

1. Vypocet mnoziny véh predloZenej tvare vzhladom na M vlastnych tvari postupnym
projektovanim rozpoznavanej tvare na kazdu z vlastnych tvari v priestore tvari.



2. Kontrola, ¢i je predlozend snimka skuto¢nou tvarou — overenie dostatocnej blizkosti
k ¢asti priestoru vlastnych tvari, v ktorom sa ulozené vlastné tvare nachadzaju.

3. Ak ide o tvar, klasifikuj mnozinu vypocitanych vah ako mnozinu patriacu zndmej
alebo nezndmej osobe.

Nech I je obrazok predkladany na rozpoznanie. Na jeho projekciu do priestoru vlastnych
tvari, a teda na urcenie vah wy, ktorymi tieto zlozky wu, prispievaju k variacii predkladane;j
tvare vzhladom na priemernt tvar ¥, je mozné pouzit vzorec 1.7.

wp=ul (T =®), kdek=1. M (1.7)

Vysledkom je potom vektor vah Q7 = [wi,wy..wyp], ktory je mozny pouzit na kla-
sifikdciu vzhladom na vektory vah tvari z trénovacej mnoziny. Ako potrebnt metriku je
mozné vyuzif Euklidovski vzdialenost ei uvedend v 1.8, kde € predstavuje vektor véah
rozpoznavanej tvare. Vahovy vektor €, vznikne spriemerovanim vahovych vektorov tvari
trénovacej mnoziny patriacej do k-tej triedy, kde kazda trieda predstavuje jednu znamu
osobu.

er = [1(Q — )l (1.8)

Ak je pre rozpoznavant tvar vzdialenost od najblizSej triedy mensia ako zvoleny prah 6,
je povaZovand za zndmu tvar a je mozné prepocitat vahovy vektor tejto triedy, v opa¢nom
pripade za neznamu.

Je vSak potrebné zaviest eSte metriku €, uvedeni na 1.9, ktord v pripade nezndmych
tvarf dokdZe podla prahu . o danej rozpoznavanej snimke aspon prehlésit, ze ide skutoéne
o snimku tvére. Jej tlohou je urcit velkost odchylky pdvodnej normalizovanej tvare ® od
jej spétnej projekcie ® y vypocitanej z vektora vah ) rozpoznévanej snimky, nachddzajicom
sa v podpriestoru vlastnych tvari, do p6vodného priestoru tvari.

a=(2—2p)|*,  kde
O=T-V

M/
CI)f = Z Wi Ug
=1

1.4.2 Lokalne binarne vzory

Metéda lokdlnych bindrnych vzorov, oznatovand skratkou LBP (angl. Local Binary
Patterns), je metdda na extrakciu charakteristickych rysov predstavena v roku 1996 v [21]
uréend na analyzu textary. Jednoduchost tejto metédy umoziuje velmi rychlu extrak-
ciu priznakov a vdaka modifikdcidm predstavenym v tejto podsekcii si nasla uplatnenie
v mnohych dalgich oblastiach analyzy obrazu.

LBP operator je definovany ako popisnd miera textiry, ktord je invariantna voc¢i mo-
noténnym transformaciam v odtienoch sedej farby. Kvoli svojej rozliSovacej sile a vypoctovej
nenaroc¢nosti bol tento operator pouzity v mnohych oblastiach vratane vizudlnej kontroly,
vyhladévan{ obrézkov, analyze snimok v biomedicine, analyze pohybu a d’alsich [15].

Vyuzitie LBP na reprezenticiu rysov tvéare vychddza z mySlienky, Ze tvar moze byt vi-
dené ako kompozicia mikrovzorov (plochy, body, ¢iary alebo hrany) invariantnych voéi mo-
noténnym transformacidm v odtiefioch Sedej farby, ktoré s velmi dobre opisatelné takymto
operatorom.
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V oblasti biometrie tvare priniesla tato metéda nadstandardné vysledky pri detekcii
tvare alebo rozpozndvani emocii [2]. Pri rozpoznavani tvari je zasa vcelku odolnd vodi
roznym svetelnym podmienkam, starnutiu subjektov a samotnym vyrazom tvare [25].

Princip fungovania

Ked'Ze deskriptor textiry zvykne priemerovat nad analyzovanymi oblastami, na rozdiel

od popisu napr. tkaniny, kde je vhodny holisticky pristup, je pri popise tvare dolezité

zachovanie priestorovych vztahov medzi informaciami. Preto je zvoleny sposob, pri ktorom

je vstupny obréazok rozdeleny na malé oblasti, z ktorych st nezavisle na sebe ziskané lokalne

deskriptory textury. Z nich je potom spojenim vytvoreny globalny deskriptor tvare [2].
Takéto deskriptory potom zachytavajui popis tvare na troch urovniach:

e binarne vzory obsahuju informécie o vzoroch na trovni pixelov,

e vzory agregované na malej ploche opisuji lokalnymi deskriptormi jednotlivé oblasti
tvare a

e spojené lokalne deskriptory charakterizuji tvar na globalnej tirovni.

Lokalny bindrny vzor je definovany ako zoradend mnozina bindrnych porovnani intenzit
pixelov medzi stredovym a susediacimi pixelmi. Prave vd'aka zohladniovaniu len znamienok
rozdielov v odtienoch pixelov sa dosahuje invariancia voc¢i monoténnym transformaciam
v odtienoch Sedej farby.

Ulohou LBP operatora je vypocitat bindrny refazec reprezentujici zadany pixel vzhla-
dom na zvolené okolie. Pri analjze tkaniny bolo v [22] vyuzivané Moorove okolie, avsak
v d'algich studidch bolo rozsirené na Tubovolné kruhové okolie o P bodoch vo vzdialenosti
R od stredového pixelu a takyto operator nesie oznacenie LB Pp g.

Pozicia p—teho pixelu v kruhovom okoli pixelu ¢ sa d& vypoéitat podla vzorcov 1.10

[25]:
2
Tp = T.+ R-cos (%) ,
2
yp:yc+R'Sin (%)
Na kazdy bod (x;,y;) obrazka o rozmeroch M x N, kde xz; € {R + 1..N — R}, resp.

yi € {R+1..M — R}, sa d4 aplikovat operdtor LBPp  podla vzorca 1.11, pricom g; udéva
hodnotu intenzity daného pixelu v odtienoch Sedej farby [25]:

(1.10)

P-1
LBPP,R($07 yc) = Z 2P5(gp - gc) s kde
=0 (1.11)
1, prev>0
s(v) =
0, prev <0

Vysledny retazec bitov je povazovany za cyklicky. Ak takyto vzor obsahuje najviac dva
bitové prechody medzi znakmi 0 a 1, je oznacovany ako uniformny. Ukéazalo sa, Ze uniformné
vzory st nositelmi ovela vysSej informaénej hodnoty ako ostatné typy vzorov a pri operatore
LBPg 5 predstavuji 90% vyskytujuicich sa vzorov.

Pouzitie uniformnych vzorov na popis obrazka tiez prinidsa dve zasadné vyhody:
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1. Setri paméit — pri uniformnom operatore LBPI%QR, predstavenom dalej v texte, je
moznych len P(P — 1) 4+ 2 vzorov, pricom vSetkych moznych vzorov pri beznom
operatore je az 2F,

2. deteguje len dolezité lokalne textiry ako body, konce ¢iar, hrany alebo rohy (vid
obrazok 1.3).

Bod Bod/plocha Koniec
ciary

Obr. 1.3: Priklady uniformnych lokalnych vzorov detegovanych operatorom LBPI%?R [25].

Deskriptory lokalnej trovne si reprezentované vo forme histogramov. VsSetky neuni-
formné vzory sa v histograme zaradené pod spoloé¢nym oznacenim a pre kazdy uniformny
vzor je vytvorené samostatné oznacenie. Pocet vzorov s dvoma prechodmi je P(P — 1),
pricom s dvoma homogénnymi vzormi a jednym spoloénym oznac¢enim pre neuniformné
vzory ¢ini celkovy pocet réznych moznych oznaceni histogramu P(P — 1) + 3 [22]. LBP
operator, ktory dokdzZe takto priradovat oznaéenia pixelov sa nazyva uniformni a je v texte
znaceny ako LBPIE?R

V kazdej oblasti obrazka je mozné agregovat vysledky operdtora do lokdlneho histo-
gramu podla vzorca 1.12, kde i = 0..(|H| — 1) a |H| je pocet moznych oznaceni operdtora
LBPEY:

H; = ZI{LBPR:ry—z’}, kde

(1.12)

[{A} = 1, ak A je pravda
0, ak A je nepravda

Porovnavanie globalnych deskriptorov

Aj ked sa pri analyze tkanin pomocou LBP operitora standardne vyuZiva logaritmicka
miera vzdialenosti, podla [1] je jej vykonnost pri malych oblastiach vyuZzivanych pri analyze
tvare slaba. Ovela lepsie vysledky prinasa y>2-rozdelenie pravdepodobnosti, ktoré je defino-
vané podla vzorca 1.13, kde S oznac¢uje obrazok uréeny na rozpoznanie, M tvar v databéze,
H je vektor lokdlneho histogramu, K pocet oblasti a S;; (resp. M; ;) st pocty vyskytov
i—teho vzoru v oblasti j rozpoznavaného (resp. ulozeného) obrazka. PretoZe oblasti okolo o¢i
alebo st mézu mat VyznamneJ81u popisnii hodnotu ako napr. oblasti Cela, wJ znacia vahy
jednotlivych regiénov. Cim je vysledné vzdialenost menSia, tym st porovnavané obrazky
podobnejsie [25].

| H|

- )2
ij Z% (1.13)

=1
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1.4.3 Histogramy orientovanych gradientov

Histogramy orientovanych gradientov, skratene HOG, je lokdlna metdda sluziaca
na extrakciu charakteristickych rysov rozpoznavaného objektu podobna predchadzajicej
metode lokalnych bindrnych vzorov. Bola predstavena v roku 2005 N. Dalalom a B. Trigg-
som za ucelom detekcie chodcov na statickych fotografidch [8] a neskor rozsirend aj na
dalsie typy objektov. Vlastnosti tejto metédy st podobné ako u metédy LBP, takze rov-
nako prindsa nadstandardné vysledky pri rozpoznavani tvari osdb v roéznych svetelnych
podmienkach, pri ich postupnom starnuti, alebo pri premenlivych vyrazoch tvére [9].

HOG deskriptor je lokdna popisna jednotka orientacii gradientov v Casti obrazku inva-
riantnd vo¢i pootoceniu a zmendm v osvetleni. Jeho funkcénost je zaloZend na myslienke,
7e vzhlad a tvar Casti objektu moze byt charakterizovany smerovanim hran a intenzitami
gradientov rozlozenymi v danej oblasti [27].

Ako je uvedené v [34], gradient je vektor, ktorého zlozky meraji prudkost zmeny in-
tenzity pixelov v dimenzii x a y. Po vypocitani gradientov G, a G, v horizontadlnom, resp.
vertikalnom smere, je nasledne mozné z vektora gradientov G uréit pre kazdy bod obrazka
velkost |VI| a uhol 0 gradientu v danom bode podla vzorcov 1.14 a 1.15:

VI (z,y)] = /G2 + G2 (1.14)

0(x,y) = arctan (%) (1.15)

T

Podobne ako v pripade lokdlnych binarnych vzorov z podsekcie 1.4.2 pouzivame aj
v pripade tejto metédy na reprezentdciu deskriptora lokalnej oblasti histogram. V tomto
pripade je histogram 1.16 zlozeny z |H| koSov predstavujtcich intervaly uhlov rovnomerne
rozdeleného rozsahu (—m..7), pricom do kazdého kosa H; pre i = 0..(|H| — 1) zarad'ujeme
velkosti gradientov tych pixelov, ktoré majt uhol v o¢akdvanom rozsahu. Na to, aby bol
histogram invariantny k osvetleniu a kontrastu, je na zdver potrebné normalizovat vektor
daného histogramu H na o podla 1.17, kde € je mald kladnd hodnota.

T,y
o1 (1.17)

VIHIP + €

Nakoniec st histogramy lokalnych oblasti spojené do globalneho deskriptora tvare. Cely
proces je zosumarizovany v obrazku 1.4 [27].

Jednym z moznych pristupov na porovnanie podobnosti globalnych deskriptorov roz-
poznévanej tvare a znamej tvare z databazy je napriklad x?—rozdelenie pravdepodobnosti
uvedené vo vzorci 1.13 predchadzajicej podsekcie.

1.5 Metriky vyhodnocovania rozpoznavacich systémov

Ako uz bolo spominané na zaciatku tejto kapitoly, rozpoznavanie tvari zahina dve odlisné
tlohy, a to verifikdciu a identifikdciu subjektov. Aj ked systémy sltiZiace na rozpoznévanie
mozu implementovat rovnaky algoritmus na extrakciu charakteristickych rysov rozpozné-
vanej osoby a nasledné porovnavanie so zaznamami v databaze, kvoli rozlicnym pripustnym
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Obr. 1.4: Jednotlivé kroky procesu extrakcie charakteristickych rysov pomocou metédy
HOG [27].

hodnotédm na vystupe je potrebné zadefinovat samostatné formy na reprezentaciu tispesnosti
systémov sluziacich na dané ilohy.

1.5.1 Vyhodnocovanie verifikacie

Vo verifikdcii moéze systém odpovedat jednou z dvoch moznosti — dno, ak je systém pre-
svedéeny, Ze predkladand identita patri danej osobe, alebo nie v opa¢nom pripade. KedZe
ide o binarnu klasifikdciu, moZeme na zapis vysledkov pozorovania pouzit tzv. kontin-
genéni tabulku znizornent na obrazku 1.5, v ktorej vyznam jednotlivych poli je nasle-
dovny:

e Skutocne pozitivne (angl. True positive, TP) — ak predkladand identita patri osobe
a systém spravne odpoveda dno

e Skutoéne negativne (angl. True negative, TN) — ak predkladand identita nepatri
osobe a systém spravne odpoveda nie

e Falosne pozitivne (angl. False positive, FP) — tzv. Chyba I. typu, ak predkladand
identita nepatri osobe a systém nespravne odpoveda dano

e Falosne negativne (angl. False negativne, FN) —tzv. Chyba II. typu, ak predkladand
identita patri osobe a systém nespravne odpoveda nie

Z tychto empiricky ziskanych hodnoét je mozné podla vzfahov 1.18 vypocitat dalie
metriky, z ktorych pre nase experimenty budt prinosné nasledujice:
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Obr. 1.5: Kontingen¢nd tabulka a vztah jej hodnot k nastaveniu prahu.

e Miera skutoc¢ne pozitivnych detekcii (angl. True positive rate, TPR) — oznacuje
podiel nameranych skutoéne pozitivnych odpovedi z celkového mozného poctu veri-
fikacif, ktoré mali byt oznacené ako dno

e Miera falosSne pozitivnych detekcii (angl. False positive rate, FPR) — oznacuje
podiel merani nespravne oznacenych ako dno spomedzi vSetkych moznych verifikacif,
ktoré mali byt oznacené ako nie

e Presnost (angl. Accuracy) — podiel spravnych odpovedi z celkového poc¢tu merani

TP FP
TPR——-*  FPR—_1"
R=T7p 1PN R=FpiTN
(1.18)
i TP +TN
Presnost = o p U EN + FP+ TN

Ziskavanie odpovede v procese verifikacie je zalozené na vypocitani skére, ktoré je pra-
hovanim klasifikované do jednej z dvoch moznych odpovedi. Je zrejmé, Ze posuvanim prahu
sa menia pocty hodnot nameranych v kontingenc¢nej tabulke. Tieto zmeny je mozné zvi-
zualizovat pomocou tzv. ROC krivky (angl. Receiver Operating Characteristic), ktora
zachytdva vztah medzi TPR a FPR pri vSetkych pripustnych hodnotéch prahu. Krivka
presne odpovedajticeho systému potom inklinuje k lavému hornému rohu priestoru grafu,
takZe vyhodnocovanie je mozné vykonavat na zaklade obsahu plochy pod grafom (tzv. AUC
— Area Under Curve).

1.5.2 Vyhodnocovanie identifikdcie na uzavrenej mnozine subjektov

V pripade identifikicie, na rozdiel od verifikicie klasifikujeme do 'ubovolného poc¢tu tried.
Konkrétne, v pripade systému s trénovacou mnozinou o poc¢te N roznych oséb je mozné
klasifikovat bud do N tried, ak predpokladdme, Ze na vstupe sa objavia len zndme osoby
z trénovacej mnoziny, alebo do N + 1 tried, kde nadbyto¢nd trieda zastresuje potencidlne
nezname osoby. Prvy pripad sa oznacuje aj ako identifikdcia na uzavrenej mmnoZine
a druhy pripad na otvorenej mnozine subjektov.

Ako je uvedené v [23], na vyhodnotenie systému identifikujiceho na uzavrenej mnozine
subjektov je najvhodnejsie zodpovedanie otdzky ,Nachddza sa sprdvna odpoved medzi k-
najlepsimi porovnaniami?” Na identifikdciu osoby musi totiZ systém porovnat vstupni
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snimku so vsetkymi osobami v databdze, pricom vyberie ti najpodobnejsiu vzhladom na
jeho implementéaciu.

Ak zoradime vSetky osoby b € B v databdze podla skére podobnosti od najlepsej zhody
po najhorsiu, na prvej pozicii pos(1) je umiestnend identita osoby uvedenej vo vysledku
identifikicie, po nej na pozicii pos(2) nasleduje druhé najpravdepodobnejsia identita, atd.
Identifikaéni miera pre stupen k (angl. Identification Rank) je potom mozné vypocitat
podla 1.19 ako podiel po¢tu spravne identifikovanych osdéb umiestnenych na pozicii k alebo
lepsej vzhladom na celkovy pocet identifikdcii |U]:

(0 Ve : pos(k) < k)|
U]

IR(k) = (1.19)

Zaznacenie identifikanej miery IR(k) do grafu vzhladom na k potom vytvori nekle-
sajicu kumulativnu funkciu s ndzvom CMC krivka (angl. Cumulative Match Characte-
ristic). Je zrejmé, ze rovnako ako v pripade ROC krivky mé dspesnejsi systém vacsiu plochu
pod grafom.
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Kapitola 2
Navrh riesenia

T4to kapitola vyuZiva teoretické poznatky prezentované v predchidzajticej kapitole s cielom
dekomponovania jednotlivich metéd na konkrétne postupy, ktoré bude mozné pouzit pri
implementéacii aplikicie zameranej na experimentovanie s identifika¢nymi dlohami na uzav-
renej mnozine osdb. Tento obsah je uvedeny v prvych dvoch sekcidch 2.1 a 2.2. V druhej
Casti 2.3 je analyza problémov, ktoré prinasa realizacia jednotlivych krokov, a navrh ich
efektivnych rieseni.

2.1 Porovnavanie vektorov charakteristickych rysov

Kli¢ovym prvkom v procese rozpoznivania je spdsob porovnania uz vyextrahovanych cha-
rakteristickych rysov, resp. ich vektorov. Od jeho vhodného vyberu zavisi nasledne v iden-
tifika¢nej tlohe schopnost vybrat najpodobnejsiu ablénu z databizy alebo v pripade veri-
fikacnej dlohy zasa to, ¢i je verifikovana snimka dostato¢ne podobna zvolenej Sabléne.

Naskyt4 sa teda otézka, akym sposobom je vhodné vyjadrit podobnost dvoch vektorov
charakteristickych rysov. Pri hladani odpovede sa moézeme inSpirovat tedriou metrickych
priestorov a za sposob vyjadrenia podobnosti mdéZeme povazovat vzdialenost tychto ma-
tematickych objektov v nejakom priestore. Len v pripade, Ze st dva porovnavané objekty
identické, mé4 ich vzdialenost hodnotu rovni ¢islu 0 a s narastajtcimi rozdielmi medzi nimi
sa zvacsuje aj hodnota vzdialenosti medzi tymito objektami.

Princip identifikacie je teda zrejmy — na uréenie najpodobnejsej Sablény je potrebné
porovnat vyextrahovany vektor charakteristickych rysov rozpoznévanej snimky s kazdou
Sablénou v databdze a zvolit Ssabléonu s najmensou vzdialenostou od vyextrahovaného vek-
tora. V pripade verifikicie je potrebné zasa vypoéitat vzdialenost vyextrahovaného vektora
k uréenej Sabléne reprezentujticej konkrétnu identitu a zistit, ¢i je tdto vzdialenost mensia
ako hodnota stanovend nejakym prahom.

V pripade analyzy hlavnych komponent je reprezentantom vektora charakteristickych
rysov jednorozmerny vektor vah. Je tvoreny redlnymi ¢islami, ktorych pocet je zavisly na
pouzitom pocte vlastnych tvari uréenych na rozpoznavanie. Ako uz bolo uvedené v podsek-
cii 1.4.1 predchadzajicej kapitoly, analyza hlavnych komponent pracuje s ideou priestoru
definovaného detegovanymi vlastnymi tvarami, pricom vahovy vektor oznac¢uje umiestne-
nie bodu v tomto priestore. Na vypocet vzdialenosti medzi dvoma vahovymi vektormi
vlastnych tvari sa preto pontika ako najvhodnejsia Euklidovskda metrika, ktord pomocou
Pytagorovského teorému uréuje priamu vzdialenost medzi dvoma bodmi v n—rozmernom
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priestore s ortogondlnou bazou. Vypocet tejto vzdialenosti je vyjadreny vzorcom 2.1, kde
wik & wjr st k—te prvky dvoch vahovych vektorov €2; a €; o dlzke n prvkov.

n

A9, Q) = | Y (wir — wjk)? (2.1)
k=1

Pri metédach LBP a HOG je vektor charakteristickych rysov reprezentovany histogra-
mom. Ten uz nepredstavuje konkrétny bod v multidimenziondlnom priestore, ale distribiiciu
dat, konkrétne vzorov identifikovanych v konkrétnom regione analyzovaného obrazka. Je
preto vhodné zvolit metriku na pravdepodobnostnej baze, akou je napriklad vzdialenost
x? popisovand na konci podsekcie 1.4.2 [6] a pouzivat ju v kombinécii s normalizovanymi
histogramami.

2.2 Realizacia extrakénych metod

V tejto sekcii su zachytené konkrétne kroky potrebné pre realiziciu vsetkych 3 metdd,
ktoré boli predstavené v predchadzajicej kapitole, vo forme vyvojovych diagramov spolu
so strué¢nym slovnym popisom. Pre kazdd metédu je prezentovand faza extrakcie charak-
teristickych rysov pomocou danej metédy a aj samotny proces rozpoznavania predlozenej
snimky.

2.2.1 Analyza hlavnych komponent

Problém rozpoznavania tvari metédou analyzy hlavnych komponent bol predstaveny v pod-
sekcii 1.4.1 predchédzajtcej kapitoly 1. Obe jeho fazy je mozné previest do postupov jed-
noznacne vyjadrenych vyvojovymi diagramami.

Faza extrakcie charakteristickych rysov, ktorej vysledkom je vytvorenie Sablén zndmych
0s0b v databaze, je zobrazend vo vyvojovom diagrame na obrazku 2.1. Na vstupe oc¢akava
M dvojic (osoba, tvar), kde osoba je oznacenie osoby, ktorej patri uz predspracovand snimka
tvéare tvar. Pre kazdd osobu moze existovat na vstupe Tubovolny pocet snimok tvAri.

Trénovanie [ . : 3 Vypocitaj
Eigenfaces Normalizuj tvare NaJdI,M stlpcovych véhggy vethor
O =Ty -¥ vlastnych vektorov u; Q=UT D,

a &isel A

|

Vytvor maticu
D = [D1..Dn]

1

Spocitaj maticu

‘M-prvkové pole

(osoba, tvar)

Vytvor maticu
U= [Ml..ur]
pre R<M

Existuje o
v databaze?

Transformuj tvire na
stipcové vektory I

(k, llk)

Pre kazdu tvar k

Spriemeruj Qk s
vahovym vektorom
patriacim oy

skalarnych suginov
L=0T]

N Hotovo

a jej oznacenie osoby o

Uloz Qx do databazy
pod oznacenim ox

Vypocitaj priemernt
tvar ¥

Trénovanie
ukoncené

Obr. 2.1: Vyvojovy diagram algoritmu na vytvorenie Sablén v databaze metédou analyzy
hlavnych komponent zo vstupnej mnoziny tvari a koreSpondujtcich oznaceni os6b.
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Kazda tvar je zo vstupnej matice transformovand na jeden stipcovy vektor I'y, z ktorych
je nasledne vypoéitand priemernd tvar W. Tvare st d’alej normalizované na ®; odpoéitanim
priemernej tvare, spojené do matice ®, nad ktorou je spocitand matica skalarnych sicinov
L. KedZe vzniknutd matica je symetrickd, je mozné pouzit napriklad Jacobiho iteraént
metodu na vypotet M vlastnych vektorov w; a vlastnych ¢isel A;. Prvych R vlastnych
vektorov s najvyssimi vlastnymi ¢islami sa ulozi do matice U. Nasledne je pre kazdu tvar k
vypocitany jej vahovy vektor 0 a ten je bud vloZeny do databdzy ako novy zdznam osoby
s oznaCenim «y,, alebo spriemerovany s uz existujicim vahovym vektorom danej osoby
v databéze.

Pri rozpoznavani je potom predloZend nezndma snimka a podla algoritmu na vyvojovom
diagrame 2.2 sa spésobom obdobnym ako v pripade fazy extrakcie charakteristickych ry-
sov vypocita vahovy vektor €2, predlozenej snimky s vyuzitim uz predpocitaného vektora
vlastnych tvari U. Tento vektor vah je d’alej mozné opitovne aplikovat na vektory vlastnych
tvari za tcelom ziskania spatnej projekcie tvare ®,. Ak sa normalizovand tvar ®, lisi od
jej spétnej projekcie pomocou vlastnych tvari o viac ako je heuristicky zvoleny prah ©, na
vstupnej snimke nie je tvar a rozpoznavanie koné&i. V pripade, Ze podobnost je dostatoéna,
hl'ad4 sa vahovy vektor €, ktory je najblizsie vdhovému vektoru rozpoznavanej osoby a po
jeho identifikovani je na vstupnej snimke rozpoznand osoba s oznacenim ay.

Rozpoznavanie
Eigenfaces

— —l
‘ Vypoditaj vahovy ’

vektor Q;=UT @, Najdi z databazy
l oznacenie osoby ox a jej
Tvar 7 na vahovy vektor Q aby
Vypocitaj projekciu platilo min ||Q: - Qul|
tvare @, ako sumu
vSetkych o ux

Transformuj tvar na
stlpcovy vektor I';

Rozpoznana
osoba o
Rozpoznavanie
ukoncené

Obr. 2.2: Vyvojovy diagram algoritmu na rozpoznavanie zadanej tvare metédou analyzy
hlavngch komponent.

Ano

[®: - Dyl <©

O, =T,-¥
L

Normalizuj tvar ’

2.2.2 Metdédy lokalnych binarnych vzorov a histogramov orientovanych
gradientov

Zvysné dve metédy predstavené v podsekcidch 1.4.2 a 1.4.3 teoretickej kapitole 1 zdielaji
spolo¢ny postup znazorneny na obrazku 2.3 na extrakciu charakteristickych rysov aj pouzitie
na rozpoznavanie zadanej tvare. Jediny krok, v ktorom sa odlisuju, je sposob, akym vytva-
raju lokalne histogramy zo spracovavanej snimky, ktoré potom slizia ako zlozky globalneho
histogramu danej snimky.

Féza rozpoznavania zac¢ina rovnako ako v pripade analyzy hlavnych komponent predlo-
Zenim pola snimkov tvari a k nim priradenym oznaceniam osdb. Pre kazdd snimku tvére je
vytvoreny globélny histogram popisujiici ttito snimku a ten je bud vloZeny do databdzy ako
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P’

Vypoditaj globalny
histogram tvare Hy

Tvér r na
rozpoznanie

¥

Rozpoznavanie
LBP/HOG

Trénovanie
LBP/HOG

Vypoéitaj globalny
histogram tvéare H;

Existuje ox

M-prvkové pole v databéze? 1
(osoba,tvér) Néjdi z databézy
Ano oznacenie 0soby ax a jej
Pre kaZd tvir £ (ko) histogram Hy aby
re kazdi tvar >

platilo min ||H; - Hy|

a jej oznacenie osoby o Spriemeruj Hi s Uloz Hi do databézy
histogramom .
Hotovo patriacim o pod oznacenim ti Rozpoznani
osoba o

Trénovanie
ukonéené
Rozpoznavanie
ukoncené

Obr. 2.3: Vyvojové diagramy algoritmov na vytvorenie Sablén v databdze pomocou metdd
lokélnych bindrnych vzorov a histogramov orientovanych gradientov a ich nésledné pouzitie

na rozpoznanie zadanej tvére.

novy zaznam pod oznac¢enim korespondujtcej osoby, alebo spriemerovany s uz existujucim
zaznamom v databéze.

Pri aplikécii tychto metdd na rozpoznanie predlozenej tvére je z tvare vytvoreny globalny
histogram H,, ktory je porovnavany s histogramami v databdze a hlad4d sa histogram
Hp., ktory je najblizsie histogramu rozpoznavanej osoby. Oznacenie osoby «y, ktorej patri
najdeny histogram, je potom identifikovanou osobou k na rozpoznavanom snimku.

Vytvorenie globalneho histogramu je v pripade oboch metdéd zrealizované spojenim
lokalnych histogramov Li n postupne ziskanych z N regionov obrazka. Sp6sob ziskania
lokdlnych histogramov jednotlivymi metédami je zosumarizovany v nadchadzajicej casti
prace.

Pri metode lokalnych bindrnych vzorov ziskame lokalny histogram daného regiénu v tych-
to 3 krokoch:

1. Vytvorime lokalny histogram L; s |L| koSmi inicializovanymi na hodnotu 0, kde podla
1.4.2:
e Jeden kos reprezentuje vsetky neuniformné bindrne retfazce,

e zvysnych |L| — 1 koSov reprezentuje jednotlivé uniformné retazce.
2. Pre kazdy bod (z,y) regiénu i:

(a) Ziskame vzor bodu reprezentovany bindrnym retfazcom postupnym porovnavanim
hodnoty intenzity stredového bodu s hodnotami intenzit v jednotlivych bodoch
kruhového okolia, kde 1 reprezentuje stredovi intenzitu mensiu ako intenzita
suseda a 0 opa¢ny vysledok.

(b) Ziskany retazec povazujeme za cyklicky a k hodnote zodpovedajiiceho kosu his-
togramu L; pripo¢itame 1.

3. Histogram L; normalizujeme.
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V pripade histogramov orientovanych gradientov mozeme pre kazdy regién zrealizovat
ziskavanie lokalneho histogramu v nasledujicich 3 krokoch:

1. Vytvorime lokélny histogram L; s |L| ko$mi inicializovanymi na hodnotu 0, kde kazdy
kos reprezentuje rozsah:

(a) 2m/|L| radidnov v pripade zatried ovania nezmenenych hodnét uhlov,

(b) alebo 7/|L| radidnov v pripade zatried ovania len absolitnych hodndt uhlov.
2. Pre kazdy bod (z,y) regiénu i:

a) Uréime horizontalnu zlozku G, a vertikalnu zlozku G, gradientu intenzity G,,.
y Y
(b) Vypocitame velkost |VI, ,| a smer O, , gradientu intenzity Gy, .

(c) Identifikujeme kos histogramu L;, do ktorého patri uhol O, a k jeho aktudlnej
hodnote pripocitame hodnotu |VI, .

3. Histogram L; normalizujeme.

2.3 Analyza vybranych podiloh

Aj ked’ po dekomponovani jednotlivych metéd do krokov vo vyvojovych diagramoch moze
realizécia tjchto metéd podsobit priamociaro, existuje niekolko problémov, ktoré sa objavia
az pri podrobnejsej analyze. V tejto sekcii si preto analyzované niektoré podulohy nevy-
hnutné pre fungovanie tychto metdd a s k nim navrhované ¢o najefektivnejsie riesenia.

2.3.1 Detekcia tvare

Pre tspesné fungovanie jednotlivych metéd na rozpoznavanie tvari predstavenych v pred-
chadzajicej kapitole 1 je potrebné, aby tvare zaberali na predkladanych obrazkoch co
najvacsiu plochu a v idedlnom pripade boli zarovnané tak, aby vyznacéné casti tvari (odi,
nos, dsta, ...) boli umiestnené vzdy priblizne na rovnakych poziciach.

Jednou z moznosti je samozrejme manualne orezavanie vstupnych fotografii, ¢o vsak je
v pripade velkého mnoZstva trénovacich dat nepraktické a vdbec to neumoziiuje nasadenie
takto zrealizovaného systému do ostrej prevadzky.

Existuju rozne algoritmy na detekciu tvari v obraze na zdklade rozlicnych pristupov,
ako napriklad geometrického ¢i farebného popisu tvare, analyzy pohybu vo videu a mnohé
iné. KedZe tato problematika nie je predmetom tejto prace, bude pribliZeny len princip
fungovania pravdepodobne najbeznejsie pouzivanej metédy — Haarovych priznakowv.

Haarove priznaky

Metdda predstavena v roku 1997 Paulom Violom a Michaelom Jonesom v [35] vyuziva masky
tvarom podobnym Haarovym vlnkam na natrénovanie viacerych slabych klasifikdtorov po-
mocou algoritmu AdaBoost, ktoré su pri rozpoznavani zapojené do kaskady.

Principom fungovania jednotlivych klasifikdtorov je analyza obrazu réznymi typmi Ha-
arovych priznakov, ktoré v analyzovanej Casti obrazu vypocitavaju rozdiel medzi sumami
intenzit pixelov nachadzajicich sa v bielej a ¢iernej oblasti aktualne aplikovanej masky.
Ukéazka prikladov Haarovych priznakov je na obrazku 2.4.

Ako je schematicky zndzornené na obrazku 2.5, aktudlne analyzovand oblast obriazku
je najprv vyhodnotena prvym klasifikdtorom, ktory rozhodne ¢i s splnené kritéria tvare,
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I = & 1

Hranové priznaky Ciarové priznaky

Obr. 2.4: Priklady Haarovych priznakov [35].

nasledne druhym, atd’. V pripade, Ze postupne vSetky klasifikdtory prehlasia, Ze ide o oblast
tvéare, je tato oblast povaZzovani za oblast obsahujtcu tvar. Ak ktorykolvek klasifikdtor
prehlasi, ze v oblasti tvar nie je, analyza kon¢i a za¢ina odznova v inej oblasti.

Analyzovana _|Klasifikator J _|Klasifikator J _|Klasifikator J olegsﬁ
oblast el ¢ 2 ¢ 3

X X X

A4 Y

y

tvare

A4

Nie je oblast tvare

Obr. 2.5: Schematické znazornenie kaskadového vyhodnocovania detekcie tvare v analyzo-
vanej oblasti [35].

2.3.2 Interpolacia intenzity pixelov

Pri aplikécii operatora L BPp r v metéde lokdlnych binarnych vzorov je bezné, Ze koordinaty
niektorého z P bodov kruhového okolia vo vzdialenosti R od stredového bodu budi ukazovat
na rozhranie viacerych pixelov. Na Co najpresnejSie zistenie intenzity v takomto bode je
vhodné pouzit interpoldciu medzi intenzitami okolitych pixelov.

Najjednoduchsim rieSenim problému interpolécie v dvoch rozmeroch Kartézskej mriezky
je tzv. bilinedrna interpoldcia [24], ktora ziskava vysledn intenzitu vazenym zloZenim in-
tenzit susediacich pixelov podla vztahov uvedenych v 2.2. Funkcia f(z,y) oznacuje intenzitu
v bode (z,y), funkcia || a [x] znadi zaokruhlenie ¢isla x na najblizsie celé nizSie, resp.
vyssie ¢islo:

fl—f(L$J7LyJ)v f2:f([$—|7tyj)7
f3:f([$—|v[y—|)v f4:f(L$J7[y—|)v (2'2)
P A L) y - Y=yl

Na schematickom znazorneni bilinearnej interpolacie 2.6 st vahy reprezentované zna-
zornenymi plochami.

2.3.3 Efektivne pocitanie zmien bitovych trovni

Jednym z dalsich potrebnych tikonov v metdde lokdlnych binarnych vzorov je tiez klasi-
fikdcia cyklickych binarnych refazcov na uniformné, prip. neuniformné. Ako bolo vysvetlené
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Obr. 2.6: Schematické znazornenie bilinearnej interpolacie [21].

v podsekeii 1.4.2, uniformné retazce obsahuji najviac dve zmeny hodnoty v postupnosti bi-
tov. Pri naivnom pristupe je na analjyzu retazca o dizke N bitov potrebny presne rovnaky
pocet krokov na postupny prechod jeho jednotlivymi prvkami.

Po zakomponovani dvoch bindrnych opericii je tento problém moZné znizit na najviac
N + 2 krokov. Vztahom x & ROT(z), teda aplikdciou nonekvivalencie (bindrna operacia
XOR) na povodny refazec a produkt jeho rotcie o jedno miesto v Tubovolnom smere,
dostaneme retazec oznacujuci jednotkovymi bitmi miesta prechodov medzi dvomi logickymi
arovnami. Ako je nazorne zobrazené na priklade 2.7, pocet tychto logickych jednotiek teda
udéva hladany pocet zmien v postupnosti bitov.

Zmeny bitovej tirovne

’_k H !
cyklické ¢islo N 111(0/1[0 00]

LROT(N) 0[1/1 1]0[1]0 001
XOR 00[T11]00[T]

Obr. 2.7: Priklad pocitania zmien bitovych trovni.

Na rychle spoéitanie jednotovych bitov je nisledne mozné pouZif metédu prezyvani ako
Kernighanovd metdda, ktord bola spopularizovana v ucebnici jazyka C Brianom Kernigha-
nom, avsSak prvykrat publikovand uz o 28 rokov skér v americkom mesacniku Communi-
cations of the ACM [37]. Jej principom je postupné nulovanie jednotlivych bitov zadaného
bitového vektora a pocitanie poc¢tu potrebnych iterdcii na jeho tplné vynulovanie. Tento
kratky ale mimoriadne efektivny algoritmus je uvedeny v kode 2.1.

unsigned long bitvector; //analyzovany bitovy vektor
int count = 0; //vysledny pocet jednotkovych bitowv
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for(; bitvector; bitvector &= bitvector - 1)
count++;

Kéd 2.1: Algoritmus efektivneho spoc¢itania jednotkovych bitov v bitovom vektore.

2.3.4 Aproximacia vypoctu gradientov

Ako uz jej ndzov napovedd, metdda histogramov orientovanych gradientov pracuje vo svo-
jom algoritme s orientovanymi zmenami intenzity v obraze. Presny vypocet gradientov
mozny nie je, pretoze funkcia intenzity nie je spojita, ale je znama iba v urc¢itych bodoch.
Na ich vypocitanie je preto potrebné predpokladat, Ze body v obrazku su diskretizovanou
realizaciou spojitej funkcie intenzity.

V pocitacovej grafike je bezne pouzivanym spdsobom na aproximovanie gradientov in-
tenzity v jednotlivych bodoch snimky konvoltacia so specidlne navrhnutym operdtorom.
Jednym z najznédmejsich je tzv. Sobelov operdtor [30], ktory je realizovany ako dvojica
matic o velkostiach 3 x 3 prvkov na aproximéciu horizontalneho gradientu s, a vertikdlneho
gradientu s, ako je uvedené v 2.3. Vztah 2.4 potom oznaluje operdciu konvolicie * nie-
ktorého operatora s aplikovaného na obrazok I. Vypocet prebieha pre kazdy bod obrazku
tak, ze po zarovnani stredového prvku operitora s na analyzovany bod obrazku I sa
operacia konvolicie x pocita ako sucet hodndt prvkov operatora vynasobenych s inten-
tizatmi korespondujucich bodov obrazku I. Chybajice intenzity po okrajoch obrazka su
zvycajne nahradené hodnotou 0 alebo najblizsie susediacou intenzitou.

Ukazka aplikovania Sobelovho filtra na fotografiu je zachytend na obrazku 2.8.

~1 0 1 1 2 1
Spe= -2 0 2 sy,=10 0 0 (2.3)
~1 0 1 -1 2 -1

Obr. 2.8: Ukéazka aplikédcie Sobelovho filtra na fotografiu [7].
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Kapitola 3

Implementacia

Na zaciatku tejto kapitoly st v sekcii 3.1 predstavené technoldgie zvolené na implementaciu
troch metéd, ktoré si predmetom tejto préace, spolu s uvedenim dévodov, pre ktoré boli
vybrané. Dalej nasleduje popis architektiry implementovanej aplikdcie a predstavenie fun-
kcif vytvoreného grafického pouzivatelského rozhrania, ako aj dodatoéne naprogramovanej
konzolovej alternativy pre potreby vyhodnocovania experimentov.

3.1 Pouzité technolégie

Na implementaciu rieSenia som zvolil imperativny programovaci jazyk C++ v Standarde
z roku 2011 z dévodu predchadzajicich skusenosti s programovanim v tomto jazyku ale
aj z viacerych dalsich dovodov. KedZe rychlost implementovanych metéd je jednym z vy-
znamnych kritérii pri problematike identifikdcie 0s6b z fotografii, pouzitie staticky kompilo-
vaného jazyka povazujem za mimoriadne vhodné. Taktiez podpora objektovo orientovaného
paradigma prispieva k prehladnejSiemu kédu implementédcie a vdaka podpore $tandardu
C++11, ktorého implementacia je uz dostatocne rozsirena a stabilna na vsetkych hlavnych
podporovanych platforméach, je mozné pouzivat v niektorych vhodnych pripadoch elegant-
nejsie konstrukcie.

Na organizéciu siborov, prehladné sledovanie zmien a zdlohovanie prace som vyuZival
verzovaci systém Git, ktory v prostredi cloudovej sluzby BitBucket [3] od spoloénosti At-
lassian poskytoval bezpecnu zalohu pocas celého pisania textu prace a vyvoja aplikacie.

Samotna implementacia tiez vyuziva 2 kniznice, ktoré si popisané v nasledujucich pod-
sekcidch. Tie boli okrem rychlej krivky ucenia na zacatie ich pouzivania a univerzalnosti
volené aj s prihliadanim na podporu jazyka C++.

3.1.1 Kniznica OpenCV

OpenCV (skratka pre Open Source Computer Vision) je populdrna multiplatformna ot-
vorend kniznica poskytujica funkcie prevazne zamerané na spracovanie obrazu v realnom
¢ase. Je Sirend pod licenciou BSD umoziiujicou volné pouZitie na akademické aj komeréné
ucely. Tato praca vyuziva verziu 2.4.9 skompilovanu pre 64-bitova architektaru.

Implementécia realizovani ako stdéast tejto prace primdrne vyuziva jeden z elemen-
tarnych objektov, ktoré OpenCV poskytuje, a to univerzalny objekt N-rozmerného pola
cv: :Mat na reprezenticiu matematickych vektorov, obrazkovych matic a histogramov, a nad
nim pracujice efektivne implementované matematické operacie.
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3.1.2 Qt framework

Na vytvorenie grafického pouzivatelského rozhrania bola zvolend multiplatformné kniZnica
Qt vo verzii 5.8.0 sirend mimo iného aj pod vyuzitou licenciou GNU LGPL verzie 3. Posky-
tuje velké mnoZstvo lahko prisposobitelnych kompoment a mechanizmov, ktoré sprehladnili
a zjednodusili vyvoj aplikacie a tiez vyrazne urychlili prototypovanie a experimentovanie
pri jej ndvrhu. Znamym problémom tejto

Samotné aplikacia, ktora je predmetom tejto prace, bola vyvijand a ladena v prostredi
pridruzenej aplikacie Qt Creator.

3.2 Architektira aplikacie

Od zaciatku vyvoja bol kladeny doraz na minimalizovanie mnozstva externych zavislosti
jadra implementovaného systému — rozpoznavacich algoritmov. Preto bola aplikicia dekom-
ponovani na dva hlavné celky, a to jej pouzivatelské rozhranie a samotni implementéciu
algoritmov rozpoznavacich metod.

Pouzivatel'ské rozhranie (Qt a OpenCV)

A

Y

N e
Grafické Vlakno s inStanciou
rozhranie rozpoznavacieho algoritmu
.

Pomocné konverzné funkcie
' medzi Qt a OpenCV

e

Pomocné Algoritmus Algoritmus Algoritmus
funkcie Eigenfaces LBP HOG

Zdielanad kniznica s implementaciou algoritmov (OpenCYV)

Obr. 3.1: Architektira implementovanej aplikacie.

Ako je ukdzané na obrazku 3.1, algoritmy a d’alSie pomocné funkcie na pracu s kniznicou
OpenCV boli implementované v samostatne skompilovatelnom projekte nezdvislom na Qt
a umoznujicom vytvorenie zdielanych alebo staticky linkovanych kniznic. Tento pristup
umoziiuje v budiicnosti vyuZzitie nami implementovanej kniznice v d’al$ich projektoch nezavis-
Iych nielen na programovacom jazyku, ked'Ze vicSina jazykov podporuje volania z ex-
ternych kniZnic, ale aj na samotnej platforme vd'aka multiplatformnej podpore zabezpecenej
zavislostou len na projekte OpenCV.

Na realizdciu grafického rozhrania aplikécie a podporu spustania metéd v samostatnych
vlaknach boli vyuzité funkcie, ktoré poskytuje kniznica Qt.
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3.3 Pouzivatelské rozhranie implementovanej aplikacie

Na pohodIné experimentovanie s implementovanymi algoritmami bolo vytvorené pouzivatel-
ské rozhranie, ktoré umoziiuje spustat jednotlivé metédy nad 'ubovolnymi sadami obrazkov.
Pri jeho ndvrhu bol kladeny doraz na univerzalnost konfigurovania rozpoznévacich metéd
a zaroven prehladnost. Aj ked nami implementovand kniZnica s metédami pontika rozsireni
funkcionalitu, vytvorené pouzivatelské rozhranie bolo navrhnuté na experimentovanie s iden-
tifikacnymi tlohami na uzavrenej mnoZine osob, takZe neobsahuje moznost nastavenia
prahu pre detekciu neznamej osoby ani funkcionalitu suvisiacu s verifika¢nymi tlohami.

Vysledok realizicie je zachyteny na snimkach 3.2 a 3.3. Mozeme vidiet, Ze aplikdcia
je ¢lenend do dvoch hlavnych ¢asti: na Tavej strane je komponenta, ktord zdruzuje karty
s nastaveniami, a na pravej strane su panely s vystupmi aplikacie.

Na prvej snimke 3.2 st zobrazené moznosti prvej karty s konfiguraciou spolo¢nych na-
staven{ pre rozpoznévanie:

e povolenie predspracovania obrazkov pri ich nac¢itani a vlastnosti predspracovania:
— orezanie obrazka na detegovanu tvar pomocou Haarovych priznakov s vyuzitim

funkcionality kniznice OpenCV,

— povolenie zmeny velkosti obrdzka na Stvorcovy tvar o zadanej velkosti hrany v pi-
xeloch — bud’ orezanim dlhsieho rozmeru alebo roztiahnutim kratsieho rozmeru,
a nasledne zvicsenie alebo zmensenie na pozadovanu velkost,

e vyber ,trénovacieho prie¢inka”, z ktorého snimkov st vytvorené sablony do databazy,
a ,vyhodnocovacieho priecinka” so snimkami pouzitymi pri vyhodnocovani.

IBP: Face features extraction methods -+ x

Configuration | Eigenfaces LBP HOG About Console

v| Preprocess images on load Training images (60 images in 15 labels)

Preprocessing options Database visualization

Crop to detected face Recognition images (105 images in 15 labels)

¥| Resize image to square N
Label #1 Label #2 Label #3
Resizing options

" & 1 r
® Crop to square and resize Stretch to square and resize A - ?
v e
Square resize image dimensions: 128 — ‘ h i ‘
o e DEE o
PP 0 N
Training directory - 4 1
s i
/home/ladamcek/workspace/fibp/experiments/yale/4to11/training = ‘ - ‘
Evaluation directory
/home/ladamcek/workspace/ibp/experiments/yale/4to11/evaluation = a i -
(
- la'l
orard

Load i

Loading done.

Results

Obr. 3.2: Vzhlad konfiguraéného panelu implementovanej aplikidcie a vysledkov roz-
poznavania.

Uplne dole sa nachadza indikdtor priebehu naéitavania a tlacidlo sptstajtice, resp.
prerusujice proces nacitavania obrazkov. Nacitané obrazky sa zobrazia v zodpovedajicich
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paneloch napravo, kde st zoskupené podla oznacenia osoby ku ktorej patria. V pripade
vyhodnocovacej mnoziny obrazkov si pod kazdou snimkou zobrazené tri indikatory vizu-
alizujice (ne)uspesnost identifikdcie jednej z troch implementovanych metéd (po ukdzani
kurzorom mysi zobrazia ndzov svojej metddy), pricom v pripade netspesnej identifikécie
zobrazia chybne priradené oznacenie.

Kazd4 z metéd md svoju vlastnt kartu s konfigurovatelnymi parametrami. Na snimke
3.3 st zachytené mozné nastavenia metédy analyza hlavnych komponent. Ked'Ze metéda na
snimke uz vyextrahovala charakteristické rysy z trénovacej mnoziny obrazkov, zobrazuje sa
tiez vypocitand priemerna tvar a detegované vlastné tvare. Po spusteni rozpoznavania st
postupne identifikované vSetky snimky z ,,vyhodnocovacej mnoziny” nacitanych obrizkov
a nastavené zodpovedajice indikatory informujice o spravnom alebo nespravnom identifi-
kovani kazdého obrizka v tejto mnozine.

IBP: Face features extraction methods -+ %

Configuration | Eigenfaces LBP HOG About Console

| Enable algorithm Training images (60 images in 15 labels)

Properties Database visualization
. . . . 40 Recognition images (105 images in 15 labels)
Maximum amount of eigenfaces to use in recognition: | _ 500
5 Results
Is Face threshold: 1% 100% )
Eigenfaces
Actions Total training time: 400ms  Average training time: 6ms
Extract features Recognize Total recognition time: 427ms  Average recognition time: 4ms
. Trained faces 60 Recognized faces: 105
Detected average face & eigenfaces Correctly classified: 87 Incorrectly classified: 18

LBP

' Y | Total training time: 155ms  Average training time: 2ms
T > . Total recognition time: 367ms  Average recognition time: 3ms
L Trained faces 60 Recognized faces: 105

" Correctly classified: 102 Incorrectly classified: 3

HOG

(’ ~
‘ ( Total training time: 106ms  Average training time: 1ms
Total recognition time: 293ms  Average recognition time: 2ms
Trained faces 60 Recognized Faces: 105
Correctly classified: 86 Incorrectly classified: 19

Obr. 3.3: Ukazka konfiguracie metddy pripravenej na rozpoznavanie a sumarizacie vysledkov
identifikacie.

Na pravej strane mozeme vidief obsah panelu s nameranymi vysledkami, ktory zobrazuje
Statistiky savisiace s jednotlivymi metédami. Medzi ne patri pocet obrazkov trénovacej a vy-
hodnocovacej mnoziny, pri ktorom bola dand metéda spustend, celkovy cas fazy pripravy
Sablén a rozpoznavania, priemerny ¢as pripadajici na spracovanie jednej snimky a pocet
spravne a nespravne identifikovanych snimok.

Jednou zo zaujimavych funkcii implementovaného rozhrania je moznost zobrazit vizudlnu
reprezentaciu Sablén jednotlivych osdb, ktoré st ulozené v databaze. Ukazka tychto vystupov
je zachytend na obrazku 3.4. V pripade met6dy analyza hlavnych komponent (oznacend ako
»Eigenfaces”) je vizualizacia vytvorena projekciou tvare ® zo vzorca 1.9. V pripade metédy
LBP ide o namapovanie normalizovanych hodn6t lokalnych bindrnych vzorov do rozsahu 0
az 255, a v pripade HOG je zasa na rovnaky rozsah namapovany vysledok VI 4 2 x 8, kde
VI je velkost gradientu intenzity v bode obrazka a 6 je jeho uhol. Treti menovany vztah
bol objaveny experimentilne a zvoleny z doévodu, Ze prinasal najatraktivnejSie vizualne
reprezentacie spomedzi vsetkych pokusov o zvizualizovanie HOG sablén. Zo sekcie 2.1 dru-
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hej kapitoly vSsak vieme, ze sa pri porovnavani vyuzivajui pévodné reprezenticie vektorov
charakteristickych rysov, ktorymi st vektory vah a globdlne histogramy.

Vstupné
fotografie

Eigenfaces

LBP

HOG

Obr. 3.4: Vizualizacia Sablén 5 roznych osdb vytvorenych pomocou implementovanych
metod na extrakciu charakteristickych rysov.

3.4 Konzolova aplikacia

Vo faze ndvrhu a merania experimentov bola dodato¢ne naprogramovana aj konzolova verzia
aplikécie, ktorej ti¢elom je podpora automatizovaného vyhodnocovania experimentov vd aka
parametrizovatenému spustaniu z prikazovej riadky a vystupu nameranych hodnét v CSV
formate.

Pre identifika¢né tlohy predstavuje vystup s nameranymi hodnotami tispesnosti identi-
fikacie pre jednotlivé pozicie CMC krivky a tiez hodnotu minimélnej, priemernej a ma-
ximalnej vzdialenosti medzi rozpozndvanymi snimkami a Sablonami z databazy. Medzi
dalsiu funkcionalitu tejto verzie patri, na rozdiel od grafického rozhrania, tiez vyhodno-
covanie verifikdcie obmedzené na vystup obsahujici TPR a FPR hodnoty v jednotlivych
arovniach nastavenia prahu, ktoré je v nasledujticej kapitole pouzivané pre vykreslenie ROC
krivky.

Parametre, ktoré si podporované pri spustani tejto aplikdcie, si popisané v prilohe A.
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Kapitola 4

Experimenty

Tato kapitola popisuje experimenty vykonané na nami implementovanych metédach, ktoré
boli prevedené za tcelom nielen vyhodnotenia ich tspesnosti pri rozpoznavani na réznych
sadéach fotografii, ale aj s cielom pochopit, akym spésobom ich vysledky ovplyviiuje zmena
pouzitej konfiguracie. Na zaciatku kapitoly st preto predstavené zvolené datové sady, nad
ktorymi boli jednotlivé experimenty sptustané, a tieZ popisand metodika experimentovania.
f)alej nasleduje prezentovanie vysledkov merani pomocou CMC a ROC kriviek na iden-
tifika¢nej a verifikacnej tlohe, avsak samotné sledovanie zavislosti zmeny parametrov na
uspesnosti rozpoznavania bolo vykonané len na identifikacnych experimentoch.

V zévere kapitoly je analyzovana rychlost a pamitova naro¢nost implementdcie, strucéne
zhodnotené vysledky experimentov a rieSenia ako celku spolu s navrhnutymi moznostami
d’alsieho napredovania v oblasti, ktorou sa zaobera tito praca.

4.1 Pouzité datové sady

Experimentovanie na uzavrenej mnozine osob bolo vykonané na troch rozli¢nych volne do-
stupnych datovych sadach, ktoré boli vybrané tak, aby reprezentovali Specifické pozorované
vlastnosti metdd.

Ako prva datova sada bola vybrand datova sada vytvorend Markusom Weberom na
Kalifornskom technologickom institiite (Caltech) obsahujica 450 farebnych fotografii pria-
meho pohladu do objektivu priblizne 27 osob [36]. Tieto fotografie boli nafotené v beznych
situdciach, ¢o sposobilo, ze niektoré fotografie obsahuju priliS tmavé, preexponované alebo
inym spdsobom nevhodné fotografie pre nase experimenty. Taktiez obsahuje vyrazné roz-
diely v poctoch snimok jednej osoby. Preto bola tato datova sada manudlne precistena
a vybralo sa z nej 17 subjektov, ktoré obsahovali dostato¢ny pocet snimok — konkrétne
16. Na normalizaciu boli vyuzité koordinaty pozicie tvare z Matlab siboru prilozeného
k datovej sade, a d’alej boli pri vyhodnocovani v rdamci predspracovania orezané jednotlivé
snimky na stvorcovy tvar a skonvertované do odtienov sedej farby. Ukazka fotografii z tejto
datovej sady je k dispozicii na predchadzajicej vizualizacii 3.4.

Druhou mnozinou bola ORL databdza tvdri [1] zachytavajica 40 rozlicnych osob z pro-
stredia Laboratérii AT&T Univerzity v Cambridgi. Kazda osoba je zachytena vzdy na 10-
tich ¢iernobielych fotografiich v nemennych svetelnych podmienkach s prevazne rozlicnym
natocenim pozicie hlavy a s obc¢asnou malou variabilitou vyrazu tvare. Ukazka fotografii
tejto datovej sady je na obrazku 4.1.
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Obr. 4.1: Ukézka snimok jednej osoby z datovej sady ORL databdza tvari [].

Poslednou vybranou mnozinou bola Databdza tvdri Yalovej univerzity [33, 5], ktora
obsahuje 165 Ciernobielych fotografii 15-tich roznych osob. Kazda osoba je zachytend na 11-
tich snimkoch v kontrolovanych variabilnych svetelnych podmienkach, s rozli¢cnymi vyrazmi
tvéare a ¢iastoénym prekrytim tvare okuliarmi. Ako je moZné vidiet na obrazku 4.2, konkrétne
ide o neutrdlny vyraz tvare nasvieteny priamo, z lavej a pravej strany a d’alej fotografie za-
chytavajtice zmurkanie, ospalost, smtitok alebo prekvapenie. Tato ddtova sada bola norma-
lizovana pouzitim detekcie tvare implementovanej v nasej aplikacii a upravena na Stvorcovy
tvar orezanim casti Cela a brady z fotografie.

Obr. 4.2: Ukazka normalizovanych snimok jednej osoby z déatovej sady Databaza tvari
Yalovej univerzity [33].

4.2 Metodika experimentovania

Na prevedenie experimentov bolo po zvoleni vhodnych datovych sid tiez potrebné vy-
brat vychodzie nastavenia, ktoré boli pouZivané a postupne modifikované v jednotlivych
meraniach. T4ato sekcia sa preto zaoberd ich volbou, popisuje vSeobecny proces merania
experimentov a ndasledne aj spésob ich vyhodnocovania.

4.2.1 Nastavenie vychodzich parametrov pri experimentovani

Hodnoty jednotlivych parametrov pri experimentoch boli zvolené s cielom zachovat ¢o
najvyssiu tspesnost rozpozndvania avsak s ohladom na rychlost vyhodnocovania. Preto
v experimentoch tejto sekcie bolo pouzité rozliSenie snimok tvari 128 na 128 pixelov. Na-
stavenie parametrov, ktoré neboli predmetom pozorovania daného experimentu, boli zvolené
odhadmi ziskanymi v priebehu implementécie a testovania nasej aplikacie na hodnoty, ktoré
prinasali subjektivne najispesnejsie vysledky:

e analyza hlavnych komponent (d’alej oznac¢ovana aj ako Eigenfaces):
— maximalny pocet pouzitych vlastnych tvari: 40,
e lokalne bindrne vzory (LBP):

— horizontalny pocet regiénov: 6,
— vertikalny pocet regionov: 6,

— pocet bodov operatora: 6,

31



— polomer operatora: 6,

e histogramy orientovanych gradientov (HOG):

horizontalny pocet regiénov: 6,

— vertikalny pocet regionov: 6,

pocet kosov: 70,

samostatné kose pre cely podporovany uhlovy rozsah.

KedZe sa jednalo o rozpozndvanie na uzavrenej mnoZine osob, nastavenie prahu analyzy
hlavnich komponent uréujtcej ¢i ide o I'udski tvar bolo vZdy zvolené na maximdlnu pripust-
nd hodnotu. Vahy regiénov v metédach LBP a HOG boli vo vSetkjch experimentoch na-
stavené na hodnotu 1, 0.

4.2.2 Proces experimentovania a vyhodnocovania

Na ziskavanie vysledkov experimentov bola pouzitd konzolova verzia implementovanej ap-
likdcie parametrizovane spistand prostrednictvom pripravenych shellovych skriptov v ja-
zyku Bash. Namerané hodnoty boli nasledne vyhodnotené pomocou pomocnych skriptov
v jazyku Python za pouzitia kniznice Scikit-learn [28] na vypocitanie metriky AUC li-
chobeznikovou metdédou a zvizualizované vo forme grafov pomocou nastroja Gnuplot [12].

Kazdy experiment bol namerany a vyhodnoteny na kazdej datovej sade, a to v nie-
kolkych variantdch podla dostupného poétu snimok na jednu osobu. Dostupny podet N
snimok danej osoby bol vzdy rozdeleny na ,,trénovaciu” mnozinu obsahujicu prvych T fo-
tografii, ktora bola pouzita pri extrakcii charakteristickych rysov, a zvysny pocet R = N—-T
bolo pouzitych na vyhodnocovanie experimentu. Experimentovanie prebehlo pre dané sady
s nasledujicimi po¢tami snimok v trénovacej mnozine:

e pre 17 osdb datovej sady ,Caltech” s N =16: T' = [1, 2, 3,4, 6, 8]
e pre 40 osdb datovej sady ,ORL” s N =10: T =[1, 2, 3,4]
e pre 15 osdb datovej sady ,YALE” s N = 15: T' =1, 2, 3,4, 5]

Mierou tspesnosti identifikacie v identifika¢nych experimentoch bola zvolend percentu-
alna hodnota pravdepodobnosti, ktortt nadobtida CMC krivka na prvej pozicii, teda pocet
spravne oznacenych identit nasim systémom z celkového poc¢tu snimok danej datovej sady
pouzitych na vyhodnocovanie.

Vsetky vysledky experimentov st dostupné na médiu priloZzenom k tejto praci. Ukazka
grafu vyhodnocujiiceho jeden z experimentov je na obrazku 4.3. Vysledok tohoto aj d’alsich
experimentov vo vSeobecnosti ukazuje o zhruba tretinu az polovicu horsie vysledky, ak
v trénovacej mnozine je len jedna snimka osoby, ako v pripade ostatnych variant. V tych
st vysledky velmi podobné a liSia sa len na trovni par percent, pricom najlepsie vysledky
dosahuju krivky 4-6 snimok pouzitych v trénovacej mnozine.

V nasledujtcich sekciach tejto prace st porovnané krivky experimentov vo variante
T=4.
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Ex 3: HOG (Caltech, 17 identit)
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Obr. 4.3: Ukazka vysledkov experimentu so sledovanim zavislosti poctu regiénov na
Uspesnosti identifikdcie vykonand v rdznych variantdch velkosti trénovacej mmnoziny na
datovej sade Caltech.

4.3 Vyhodnotenie rozpoznavania pri odhadnutych paramet-
roch

Ako uz bolo spominané v podsekcii 4.2.2, v tejto sekcii st porovnavané vysledky experimen-
tov vykonané na jednotlivych datovych sadach pri pouziti prvych 4 snimok kazdej osoby
na vytvorenie Sablén v databéze, ktoré si vyuzité na rozpoznavanie 12 (Caltech), 6 (ORL)
resp. 11 (YALE) o0s6b vo faze vyhodnocovania.

V experimente tejto sekcie je sledovand vykonnost jednotlivych metdéd pri verifikdcii
a rozpoznavani vo vychodzej konfiguracii uvedenej v podsekcii 4.2.1.

Grafy na obrazku 4.4 porovnavaji ROC krivky jednotlivych metdd, pricom na ziskanie
dat bolo vykonanych 100 merani s postupne postivanym prahom verifikacie. Hodnoty AUC
vysli pre metédy uvedené v poradi Eigenfaces, LBP a HOG nasledovné:

e Caltech: 0,912; 0,964 a 0, 968;
e ORL: 0,980; 0,954 a 0,964;
e YALE: 0,895; 0,965 a 0, 868.

Vidime, ze metoda Eigenfaces je najefektivnejsia pri datovej sade ORL a HOG ma
najhorsie vysledky na sade YALE. Celkovo najuspesnejsi priemerny AUC 0,961 verifikacie
prinasa v tejto konfiguracii metéda LBP.

Vyhodnotenie uspesnosti identifikacie jednotlivych metdéd na rovnakej konfiguricii je
znazornené na grafe 4.5. Vysledky AUC uvedené v rovnakom poradi ako v pripade veri-
fika¢ného experimentu vysli nasledujice:

e Caltech: 0,937; 0,992 a 0,996;
e ORL: 0,986; 0,982 a 0,990;
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Obr. 4.4: Porovnanie ROC kriviek jednotlivych implementovanych metéd pri verifikicii na
troch roznych datovych sadach.

e YALE: 0,950; 0,994 a 0, 945.

Mozeme vidiet, zZe z pohladu metriky AUC metéda HOG prindsa najhorsie vysledky
s priemernym AUC 0,963 a naopak najlepsie ma opat metéda LBP s priemernym AUC
0,986, pred Eigenfaces s vysledkom 0, 975. AvSak pri hodnoteni podla priemernej tispesnosti
identifikacie len na zaklade hodnoty prvej pozicie na CMC krivke dosahuje najlepsSie vysledky
LBP s hodnotou 90,242% a najhorsie vysledky dosahuje metéda Eigenfaces s hodnotou
86, 771%.

4.4 Zavislost konfiguracie jednotlivych metéd na tispeSnosti
rozpoznavania

Cielom experimentov uvedenych v tejto sekcii je sledovanie, ako sa vyvija tspesnost roz-
poznavania pri zmendch nastavenia konkrétneho parametra v jednotlivych metdédach, ¢o
zaroven ovplyviiuje proces vytvarania vektora charakteristickych rysov pri analyzovani
snimky. Vychodzia konfiguracia bola popisand a namerana v predchddzajicej sekcii 4.2.1.
Tieto experimenty boli merané na identifika¢nej tlohe procesom popisanym v podsekcii

4.2.2 a ako uz bolo spominané, za metriku tispesnosti je preto povazovana hodnota 1. pozicie
na CMC krivke.
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Obr. 4.5: Porovnanie prvych 10 pozicii CMC kriviek jednotlivych implementovanych metéd
pri identifikacii na uzavrenej mnozine os6b na troch datovych sadéch.

4.4.1 Pocet vlastnych tvari

Cielom tohoto experimentu bolo zistit, ako ovplyvituje pouZity pocet vlastnych tvari dspes-
nost identifikicie subjektov. Pri experimentovani boli vlastné tvare ziskané vo faze extrakcie
charakteristickych rysov analyzy hlavnych komponent, ktord bola znazornend na obrazku
2.1, postupne limitované od pouzitia 1 — tej s najvyssim vlastnym ¢islom, az po ich ma-
ximalny dostpny pocet, ktory bol obmedzeny po¢tom snimkov pouzitej trénovacej mnoziny.

7 vysledkov merania zaznacenych do grafu na obrazku 4.6 je zrejmé, Ze na pouzitych
datovych sadich je dostatoéné pouZivat najviac 40 vlastnych tvari, a akykolvek vyssi pocet
pouzity pri identifikicii prindsa len zanedbatelné zlepSenie za cenu za cenu dlhsieho vypoétu.
V nagom pripade bola priemern4 tispesnost identifikdcie pri pouziti maximalne 40 vlastnych
tvari na irovni 76, 818%, pricom priemerné zlepSenie pri pouziti maximalneho detegovaného
poctu vlastnych tvari bolo len o 0, 58%.

4.4.2 Mnozstvo regiénov u metéd LBP a HOG

V d’alsom experimente bolo pozorované ako v metédach LBP a HOG vplyva sposob rozde-
lenia spracovavaného obrazka na tspesnost identifikacie.

Na grafoch 4.7 vidime, ze horizontdlne rozdelenie obrizka na dve polovice prinasa pri-
blizne rovnako slabé vysledky ako pouzitie len jedného lokalneho regiénu pokryvajiceho
cely obrazok. Na porovnani regiénov 2 x 3 a 3 x 2, resp. 1 x 2 a 2 x 1 je zasa mozné vidiet,
7e dobra tspesnost identifikdcie viac zavisi na vertikdlnom deleni obrazka.

Avsak zavislost na vertikdlnom deleni nemaximalizuje moZnt dosiahnutelnt tispesnost.
Pri porovnani hodn6t rozdelenia 1 x 2 a 2 x 2 alebo1x3,2x3a3 x3alebo2x4a4dx4
mozeme vidiet, Ze pre rozdelenie w x h mé priemernd tispesnost stipajtci trend pre w < h,
a teda je aspon na nami skiimanych datovych sadach najlepsia pri rozdeleni w = h.
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Obr. 4.6: Zavislost pouzitého poctu vlastnych tvari vzhladom na tuspesnost identifikacie
analyzou hlavnych komponent na uzavrenej mnozine os6b troch réznych datovych sad.

Vyraznejsie stipajica tendencia uspesnosti identifikdie plati priblizne do rozdelenia
regiénov na 5 x 5 v pripade HOG, resp. 6 x 6 pre LBP, za hranicou 8 x 8, resp. 10 x 10
prichddza naopak uz ku klesaniu.

4.4.3 Pocet bodov a polomer LBP operatora

Pri nezdvislom sktimani vplyvu velkosti a polomeru LBP operitora, ktory sa vyuziva na
vytvaranie deskriptorov pixelov analyzovaného obrizka v rovnomennej metdéde, na dispes-
nost identifikdcie sme namerali hodnoty zaznacené v grafoch na obrazku 4.8.

S poc¢tom bodov operatora vzrastd pocet kosov lokalnych histogramov tejto metddy.
Z prvého grafu je zrejmé, ze vyrazné zlepsSenie nastava, ak je pocet pouzitych bodov
aspon 3. V pripade pouzitia operdtora v tvare pravidelného pentagonu dochadza v dvoch
z troch datovych sdd k niekolkopercentnému poklesu, avsak pri priddvani bodov dochddza
k d’alsiemu sttpaniu priemernej hodnoty tspesnosti priblizne az do po¢tu 10. Celkovo je
zlepSenie priemernej tspesnosti medzi pouzitim 3 a 10 bodov len o 3,193% 2z hodnoty
88, 715%, pricom pocet vypocCtov na ziskanie hodnoty deskriptora jedného pixelu vzras-
tie vySe 3-ndsobne. Na interpolovanie intenzity jedného bodu je pritom potrebnych podla
rovnic bilinedrnej interpolacie 2.2 az 25 matematickych operacii.

Aj ked velkost poromeru LBP operdtora nemé vplyv na ¢asovi naroénost metddy,
mozeme vidiet, Ze najlepSie vysledky dosahuje identifikdcia na vSetkych datovych sadach
pri pouziti polomeru o velkosti 8 pixelov. Pri pouZiti polomeru pod 5 alebo nad 12 pixelov
dochadza k vyraznému zhorseniu tspesnosti identifikacie.

4.4.4 Pocet a rozsah kosov HOG histogramu

Stvrty experiment bol zamerany na zistenie, do akej miery vplyva poet a rozsah koSov
pouzitych v metéde HOG na vytvorenie lokdlneho histogramu kazdého regionu. Experiment
bol namerany v dvoch variantach — pre koSe reprezentujice cely rozsah < —m, 7w > alebo
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Obr. 4.7: Zavislost poétu regiénov vzhladom na tspesnost identifikdcie metédami LBP
a HOG na uzavrenej mnozine osdb troch réznych datovych sad.
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Obr. 4.8: Zavislost velkosti a polomeru LBP operatora vzhladom na tispesnost identifikacie
na uzavrenej mnozine osob troch réznych datovych sad.
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poloviény rozsah < 0,7 >, pricom v druhej variante boli zdporné hodnoty invertované
prostrednitvom funkcie absolitnej hodnoty na kladné.

Vidime, Ze v oboch pripadoch je na obrazku 4.9 vyvoj priblizne podobny a priemerna
tspesnost sa v jednotlivych miestach grafu 1iSi priblizne len o 1% v prospech varianty repre-
zentujucej cely rozsah < —m,m >. T4 je tiez v jej najlepSom mieste 50 kosov s priemernou
uspesnostou identifikicie 87,514% lepSia len o 0,483% v porovnani s najlepSim miestom
druhej varianty na 40 koSoch.

Experiment 5: HOG (kose pre cely thlovy rozsah) Experiment 5: HOG (kose pre polovi¢ny thlovy rozsah)
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Obr. 4.9: Zavislost poé¢tu kosov metédy HOG vzhladom na tispesnost identifikdcie na uzav-
renej mnozine os6b troch réznych datovych sad.

4.4.5 RozliSenie analyzovanych snimok

Posledny experiment zamerany na hladanie optimdlneho nastavenia parametru sa tykal
velkosti snimky, ktord vstupuje do anal§zy metédou. V rdmci predspracovania sa tvar
na snimke oreze na Stvorcovy tvar (kvoli moznosti pouzitia s metédou Eigenfaces, ked'ze
zvy$né met6dy nevyzaduju takito podmienku) a zvacsi, resp. zmensi, sa na pozadovanu
velkost hrany. Na obrazku 4.10 st zaznacené hrany, pre ktoré bola tispesnost na jednotlivych
datovych sadach merand. Najmensia namerand hodnota hrany 20 pixelov, je miniméalna
pripustnd hodnota metédy LBP pri nastaveni popisanom v podsekcii 4.2.1.

Z vysledkov vyplyva, Ze metédy LBP a HOG zéavisia na velkosti pouZitej snimky, pricom
v zévislosti od déatovej sady moZeme vidiet najlepSie vysledky v oblasti merania 96 az
192 pixelov. I/Jspeénost7 metéd vyrazne klesd pri pouziti rozliSenia 64 pixelov a nizSom,
a v pripade datovej sady Caltech aj nad 128 pixelov. Pri zvysnych dvoch datovych sadach
k vyraznému poklesu do 256 pixelov nedochadza.

Zaujimava je tieZ vypozorovand vlastnost metédy analyza hlavnych komponent, a tou
je (az na drobné vykyvy) invariantnost tspesnosti voci pouzitému rozliSeniu vstupného
obrazka.

180

4.5 Vyhodnotenie rozpoznavania pri pouziti optimalnych hodné6t

parametrov
V poslednom experimente tejto sekcie sme pouzili sa inSpirovali hodnotami nameranymi

v predchadzajicich podsekciach, ktoré prindsali v jednotlivych metédach najlepsie vysledky.
V porovnani s konfiguraciou popisanou v podsekcii 4.2.1 to znamend nasledujice zmeny:
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Experiment 6: Velkost predspracovaného obrazka
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Obr. 4.10: Zavislost pouzitej velkosti strany $tvorcovej snimky na tspesnosti identifikacie
jednotlivych metéd na uzavrenej mnozine os6b troch roznych datovych sad.

e v metdde analyza hlavnych komponent to znamena pouzitie maximéalneho dostupného
poctu vlastnych tvari,

e v pripade metédy LBP pouzitie 7 x 7 regionov, 8 bodov operatora s polomerom 8
pixelov (empiricky bolo zistené, ze v kombinécii s ostatnymi nastaveniami prinisa 8
bodov lepsie vysledky ako 10),

e v metéde HOG pouzitie 8 x 8 regionov a 50 koSov reprezentujucich rozsah < —m,m >.

Krivky jednotlivych datovych sad v grafoch na obrazkoch 4.4 a 4.5 sme spriemerovali
tak, aby kazdd metdédu reprezentovala jedind krivka vyjadrujica jej priemernt tspesnost
vypocitani zo vsetkych pouzitych siad. Rovnakym postupom sme vypocitali krivky pri
pouziti novych nastaveni, a tieto krivky sme porovnali.

V grafe na obrazku 4.13 moézeme vidief zmeny v tspesnosti identifikdcie vyjadrenej pro-
strednictvom CMC kriviek. Na prvy pohlad je zrejmé, Ze vo vSetkych troch pripadoch doglo
k zlepseniu tspesnosti miniméalne na prvych troch poziciach. V pripade metédy analyza
hlavnych komponent bolo pévodné obmedzenie na pouzitie maximalne 40 vlastnych tvari
posunuté na dostatoéne vysoké ¢islo, aby mohli byt pouzité vsetky, ktoré metdda dete-
govala. Ako uZ bolo konstatované v podsekcii 4.4.1, zanedbatelné zlepsenie o 0,58% na
prvej pozicii na priemernt tspesnost 77,40%, ku ktorému doslo, nie je vo vicsine aplikdcii
vhodné za cenu niekolkonasobného zvysenia poc¢tu potrebnych vypoétov na jeho dosiahnu-
tie. ZlepSenie metéd LBP a HOG je na prvych poziciach uz vyraznejsie — o 1,15% na
91,39% a o 2,17% na 88,94%. Aktudlne hodnoty AUC pre tento experiment st 0,949,
0,977 a 0,977 vymenované postupne pre metédy Eigenfaces, LBP a HOG.

Na obrazku 4.14 st zasa zaznac¢ené predchiadzajuce priemerné a aktuilne ROC krivky.
V pripade metéd Eigenfaces a HOG ide o prakticky nepatrné zmeny, pricom v pripade prvej
menovanej metddy prindsa zmena konfiguracie horsie vysledky verifikidcie ako v pdvodnej
konfiguracii o 0,003 na 0,924. Metéda HOG si zmenou konfiguricie polepsila v hodnote
AUC o0 0,008 na 0,931. NajvyraznejSiu zmenu zaznamenala metéda LBP, ktora pri pouziti
novych parametrov zvysila hodnotu oblasti pod ROC krivkou o 0,0107 na 0, 934.
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4.6 Analyza vzdialenosti sabléon a rozpoznavanej snimky

Grafy na obrazkoch 4.11 a 4.12 zachytévaji namerané hodnoty vzdialenosti rozpoznivanej
tvare od sablon v databaze pocas procesu identifikdcie. Na grafe st zaznaCené rozpétia,
ktoré sa v priebehu rozpozndvania danej datovej sady ziskali, pricom je vzdy zaznacena
minimalna a maximdlna vzdialenost, ktora bola v danej datovej sade pri vyhodnocovani
namerand a priemernd vzdialenost zo vsetkych nameranych vzdialenosti. Datova sada ,,Nez-
ndme” bola zamerana na ziskanie hodn6t pri porovnavani neznamych tvari so Sablénami
v databaze. Ako trénovacia mnozina bola pouzita trénovacia mnozina datovej sady Caltech,
a ako vyhodnocovacia mnozina boli pouzité snimky vyhodnocovacej mnoziny datovej sady
ORL. Jednotlivé zhluky zaznacCeni boli namerané s totoznou konfiguraciou, avsak kvoli
prehladnosti boli vykreslené s drobnymi horizontdlnymi odchylkami.

MbZeme vidiet, %e merania v oblasti rovnakej konfigurdcie vykazuji podobné vlast-
nosti. NajdolezitejSou pre identifikdciu je minimélna vzdialenost, ktora sa vyrazne vychyluje
z priemernej nameranej vzdialenosti a umoziiuje dostatoc¢ne odligit spravnu Sablénu v da-
tabdze. Z obrazku tiez vyplyva, Ze minimalna vzdialenost neznamych tvéri je dostatoéné
vzdialend tej pre zndme tvare, aviak maximélna vzdialenost je typicky na priblizne rovnakej
arovni ako v pripade zndmych tvari.

TaktieZ si moZzeme vSimnut zaujimavi zavislost. V pripade metédy analyza hlavnych
komponent sa so vzrastajicim rozliSenim analyzovanych snimok mimoriadne predvidatelne
posuva aj rozpitie hodnot vzdialenosti, s ktorymi metéda pracuje. Vidime, ze s kazdym
zdvojnasobenim velkosti snimky sa posunie rozsah o priblizne pol radu nahor. To vysvetluje
vypozorovant invariantnost voéi velkosti obrazka popisant v podsekcii 4.4.5. V pripade
zvysnych dvoch met6d uz takato pravidelnost zrejmé nie je. MoZeme si vsak vSimnut, Ze
so vzrastajticou velkostou snimky dochddza k rozostupu medzi minimalnou a maximalnou
hodnotou vzdialenosti nameranej na danej ditovej sade, avsak k predvidatelnému posunu
rozpéatia nedochidza. Je tiez zaujimavé, ze na rozdiel od Euklidovskej vzdialenosti, ktora sa
postupne zvysuje, v pripade y2-vzdalenosti dochadza so zvicsujicim sa rozliSenim snimky
k zmensovaniu hodnot vzdialenosti.

4.7 Rychlost a pamitové naroky implementacie

Vysledky prezentované v nasledujiicej sekcii boli merané notebooku Asus® X555LN s 2-
jadrovym procesorom Intel® Core "5 1,6GHz na opera¢nom systéme Ubuntu 15.04 v kon-
figuracii s vypnutymi ladiacimi symbolmi a kontrolami funkcie assert ().

Samotné grafické rozhranie aplikacie zaberalo po spusteni v paméati RAM 83 MB, 100,3
MB po nacitani 272 obrazkov datovej sady Caltech, 101,6 MB pri 400 obrazkoch sady ORL
a 91,9 MB pri 165 obrazkoch sady YALE. To ¢ini priblizne 50 kB paméti na kazdy nacitany
obrazok velkosti 128 x 128 pixelov. Detegovanie 40 vlastnych tvar{ a extrakcia charakteris-
tickych rysov metédou analyzy hlavnych komponent si vyziadala priblizne d’alsich 10 MB,
extrakcia metédou LBP priblizne 2,5 MB a extrakcia metédou HOG zhruba 3MB. Tieto
Cisla st vyssie ako nutné minimum potrebné pre vypocet z dovodu alokovania miesta aj pre
komponenty vizualizujtice vlastné tvare a Sablony v databéze.

Rychlost spracovania jednotlivych metdd je zndzornend v grafoch na obrazku 4.15. St
na nej porovnané priemerné ¢asy potrebné na spracovanie jednej snimky vo fize extrakcie
a rozpoznavania pre jednotlivé metddy v konfiguracii popisanej v podsekcii 4.2.1 pri pouziti
stvorcovej snimky o rozliseni 128 a 512 pixelov.
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Experiment 7: Vzdialenost rozpozndvanej tvire od Sablén (LBP a HOG)
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Obr. 4.11: Zavislost vzdialenosti medzi rozpozndvanou snimkou a Sablénou z databazy na
pouzitom rozliseni snimky pri metédach LBP a HOG.
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Obr. 4.12: Zavislost vzdialenosti medzi roz-
poznavanou snimkou a Sablénou z databdazy Obr. 4.13: Porovnanie priemernej CMC
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Obr. 4.14: Porovnanie priemernej ROC krivky z experimentu ¢.1 a experimentu ¢.8 pre
kazdt metodu.
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Mozeme vidiet, Ze Casy spracovania su naprie¢ roznymi rozliSeniami vo svojich po-
mernych velkostiach priblizne rovnaké, aj ked v pripade vicSieho rozliSenia ide o zhruba
20-nasobny narast casu potrebného na spracovanie kazdej snimky. Pripomenme, Ze datova
sada Caltech obsahuje spolu 272 snimok 17-tich osdb, datova sada ORL 400 snimok, na
ktorych je 40 réznych osdb, a datova sada YALE 165 snimok s 15-timi osobami, pricom vo
faze extrakcie boli pouzité prvé 4 snimky kazdej osoby.

Je zrejmé, Ze suverénne najrychlejSie spracovanie vykazuje metéda HOG a za 1iou na-
sleduje LBP, ktoré si drzia svoju rychlost priblizne rovnaki na vsetkych datovych sadach.
Analyza hlavnych komponent je nielen najpomalsia, ale jej ¢as spracovania vzhladom na
velkost trénovacej mnoziny narastd do nepriatelnjch hodnoét pri préaci s velkymi datovymi

sadami.
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Obr. 4.15: Porovnanie priemerného ¢asu spracovania jednej snimky pomocou jednotlivych
metdd pri pouzivani §tvorcovych obrazkov o velkosti 128 a 512px.

4.8 Vyhodnotenie vysledkov experimentovania

Jednotlivé metédy vykazuji rozdielne kvalitativne vlastnosti pri rozpoznavani vzhladom
na rozdielne charakteristiky pouzitych datovych sid ale napriklad aj réznu rychlost vyhod-
nocovania, a preto je fazké oznaéit niektort metédu za najlepsiu.

Vo vSeobecnosti priniesla najlepSiu priemernt tspesnost metdda lokdlnych bindrnych
vzorov, kde v experimente ¢. 8 dosiahla tspesnost identifikdcie 91, 39%, za ktorou nasle-
dovala metdda histogramov orientovanych gradientov s o 2,45% horsim vysledkom a az
o dalsich vyse 10% niZsie sa umiestnila metéda analyzy hlavnych komponent. Metéda LBP
tiez dokézala ako jedina identifikovat ddtovi sadu YALE (ktorej Specifickymi komplikéciami
boli zmeny osvetlenia, expresivita alebo prekrytie tvare okuliarmi) vo vhodnej konfiguracii
aZ so 100%-nou uspesnostou. Najvacsi vplyv na dspesnost identifikicie metédy LBP aj
HOG mé vhodne zvoleny pocet regiénov, pricom v pripade LBP prinasa najoptimalnejsie
vysledky rozdelenie 7 x 7. Taktiez prilis nizky ¢i vysoky pocet bodov operatora LBP alebo
jeho polomer moze vyrazne znizovat tspesnost vyhodnocovania, a preto je najlepsie pouzit
pocet bodov priblizne 8 az 10 o polomere 8 pixelov.

Najmenej ispesnd analyza hlavnych komponent vSak oplyva vlastnostou, ktora ju v is-
tych situdcidch moZe vyznamne zvyhodnif — jej tispesnost je invariantnd voéi velkosti
pouzitej snimky na rozpoznavanie. Takze, na rozdiel od zvysnych dvoch metdd, si dokaze
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spolahlivo poradit aj so vstupom o velkosti len 20 x 20 pixelov. Najvyznamnejsi vplyv
na vysledky tejto metédy méa vhodné nastavenie poc¢tu vlastnych tvari pouzitych na roz-
poznavanie, pricom aj ked vacs pouZity pocet prindsa vyssiu tspesnost, nad limitom poctu
priblizne 40 vlastnych tvéari ide o zanedbatelné zlepSenie.

Metdéda HOG je zasa dostatocne obstojny konkurent metody LBP, pricom jej bezsporne
najvicsou vyhodou je jej rychlost. Taktiez jej uspesnost na datovej sade ORL simulujtcej
rozlicné nato¢enie hlavy dosahovala ovela lepsie vysledky ako v pripade LBP. Okrem na-
stavenia poctu regiénov, ktoré je podla vysledkov nasich merani najvhodnejsie nastavit na
rozdelenie 8 x 8, je tiez vyhodné pouzitie nizsieho poc¢tu koSov lokalnych histogramov na
drovni obmedzenej priblizne na 50.

V oboch metédach LBP aj HOG, v ktorych je region popisany histogramom a globalny
deskriptor sa sklada z tychto lokalnych histogramov, ovplyviiuje pouzity pocet regionov
velkost vektora priznakov, a tym rychlost aj tspesnost rozpozndvania. Pouzitim nizkeho
poctu regionov sa sice skrati dizka globalneho deskriptora a okrem nizsej spotreby paméte
sa zvysi aj rychlost rozpozndvania, dam za tieto vyhody je viak v podobe straty detailnejsej
informaécie o struktire tvare na analyzovanom obrazku. Naopak, pri pouziti prili§ vysokého
mnozstva regiénov posobi velmi detailnd informécia o Strukture kontraproduktivne, takze
okrem zvySovania doby spracovania a spotreby paméte kvoli extrémne dlhému globalnemu
deskriptoru tieZ za¢ne klesat tspesnost rozpoznavania.

4.9 Zhodnotenie rieSenia a moZnosti d'alSieho napredovania

Vysledky experimentov prevedenych v tejto kapitole ukazali, Ze nasa implementacia prinasa
rieSenie, ktoré je po vhodnom nakonfigurovani mozné pouzit v redlnych aplikacidch vyza-
dujticich rozpoznavanie udskej tvéare za uc¢elom nielen identifikdcie ale aj verifikdcie osob.
Experimentami sme zistili, Ze kazd4 metéda vykazuje iné vlastnosti, a vdaka tomu moZe
najst svoje Specifické uplatnenie. Taktiez je prijatelnd aj rychlost rozpoznivania, ktord
konkrétne v pripade metédy histogramov orientovanych gradientov moéze spomedzi vSetkych
troch analyzovanych metdd najlahsie dosahovat na obmedzenej mnoZine osdéb a vhodnom
zariadeni vyhodnocovanie v redlnom case.

Ked'Ze naSa implementdcia bola naprogramovans tak, aby bola skompilovatelna ako
zdieland kniZnica so zdvislostou len na funkcidch multiplatformnej kniZnice OpenCV, je
jednoduché vyuzit jej funkénost v aplikdcidch cielenych na po&itac¢e, mobilné zariadenia
alebo napriklad aj herné konzoly.

Jednym z moznych napredovani vyvoja tejto implementicie je napriklad dplne od-
stranenie zavislosti na spominanej kniznici OpenCV vlastnou implementaciou zakladnych
vektorovych operacii nad obrazkovymi reprezentaciami. V pripade zdujmu o napredovanie
vo vyskumnom smere sa zasa pontka prileZitost analyzovat chovanie implementéacie a sa-
motnych metdéd aj na datovych sadach otvorenej mnoziny osob, teda zahrniut vo vyhodno-
covani aj tvare nezndmych osob. Existuje tiez velké mnoZstvo dalsich metdéd od vyuZivania
3-rozmernej reprezentacie tvare na jej rozpoznivanie az po najnovsie poznatky v aplikovani
konvoluénych neurénovych sieti, ktorych vlastnosti by mohli byt podrobnejsie preskiimané
v roznych podmienkach pouzitia.
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Zaver

V tejto bakalarskej praci som sa zaoberal popisom, navrhom a implementaciou troch me-
téd zameranych na extrakciu charakteristickych rysov tvare v tlohe rozpoznivania osdb
z fotografif a aplikdciou, ktord umoziuje jednoduché experimentovanie s moZnostami kon-
figuracie, ktort pontkaji. Na jej vypracovanie sa bolo potrebné oboznamit s informéciami
problematiky biometrie tvare a postupne vyrieSit rozne problémy, ktoré sa pri ndvrhu a sa-
motnej realizacii objavili.

Medzi prvé potrebné kroky patrilo ziskanie prehladu o aktudlnej situécii v tejto doméne,
jej vyvoji a principoch, na ktorych je zalozend. Po identifikicii vhodnych reprezentan-
tov, ktori sa stali predmetom tejto prace, bolo potrebné dohladat a nastudovat vhodné
publikdcie, z ktorych bolo mozné pochopit fungovanie jednotlivych metéd, matematické
zéklady, na ktorych stoja, a ¢erpat informdcie pre vytvorenie uceleného a pre Citatela tejto
prace pochopitelného prehladu ich principu fungovania.

N4sledne som sa mohol zac¢at zamyslat nad moznostami realizcie jednotliviych metéd
a navrhnit algoritmy ich fungovania. Pri vytvarani tychto navrhov sa objavili d’alsie problé-
my komplikujiice realizaciu, pre ktoré bolo potrebné hladat riesenia a nakoniec aj navrhnit
efektivne spdsoby zakomponovania tychto rieseni do vysledného produktu.

Vysledkom tejto prace je vlastna implementacia multiplatformnej kniznice obsahujtcej
3 rozne metdédy uréené na rozpoznavanie ludskej tvare a tieZ grafické rozhranie umozniujice
konfigurovanie jednotlivych Specifickych parametrov tychto metdd a testovanie tispesnosti
identifikdcie na uzavrenej mnozine os6b na zvolenych datovych sadach. Dodatoéne bolo
naprogramované aj konzolové rozhranie umoziiujice parametrizovatelné spustanie a vy-
hodnocovanie nielen identifika¢nych ale aj verifikacnych tloh pre tcely experimentov.

Na naimplementovanych metédach boli prevedené experimenty, ktorych cielom bolo
vyhodnotit ich dspe$nost na identifika¢nych aj verifikaénych tlohdch pri rozliénych vlast-
nostiach pouzitych snimok tvare. Na tento ti¢el boli zvolené tri volne dostupné datové sady
nafotenych snimok tvari, z ktorych sa kazda vyznacuje inymi charakteristickymi znakmi.
V experimentoch bola dalej merand rychlost rozpoznidvania a pamifové naroky nasej
implementacie a tiez sledované, ako ovplyviiuje zmena réznych parametrov jednotlivych
metdd tspesnost identifikdcie na uzavrenej mnoZine osob. Nakoniec boli ndjdené parametre
prinasajice vo vSeobecnosti najlepsie vysledky na nami pouzivanych datovych sadach.

7 experimentovania vyplynulo, ze najlepsie vysledky identifikdcie aj verifikicie vyka-
zuje metdda lokdlnych bindrnych vzorov, ktorej priemernd tspesnost identifikdcie dosiahla
az 91, 39%. Ide o metddu prindSajicu prijatelny kompromis medzi iispesnostou a rychlostou
rozpozndvania. Metdda histogramov orientovanych gradientov, ktord sa umiestnila s o 2, 45%
nizSou priemernou tuspesnostou na druhej pozicii, je zasa najrychlejSou spomedzi vSetkych
metdd a je najvhodnejSou na zakomponovanie do aplikacii vyzadujicich rozpoznavanie
v redlnom ¢ase. V experimentoch najhorsie obstala jedna z historicky prvych metod uréenych
na rozpoznavanie tvari analyza hlavnych komponent s priemernou tspesnostou identifikdcie
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77,40%. Aj ked je tiez suverénne najpomalSia pri rozpoznavani, jej vyhodou v porovnani
s ostatnymi metédami je jej nezavislost na pouZitej velkosti snimky tvare, a tak uZ od
rozmerov 20 x 20 pixelov dokdzala udrzat tispesnost identifikicie na prakticky nezmenenej
hodnote.

Pri hladani odpovede na najlepsie nastavenie parametrov sme zistili, Ze metédu lokdlnych
bindrnych vzorov, rovnako ako aj metédu histogramov orientovanych gradientov, vyrazne
ovplyvriuje pocet pouzitych regionov, z ktorych st vytvarané lokalne histogramy. Toto na-
stavenie totiz vplyva na dizku vyextrahovaného vektora charakteristickych rysov, ktorym
je globélny deskriptor zloZeny z lokdlnych histogramov, a tym piadom aj na detailnost
uchovania informécie o Struktiure tvare. NajlepSie vysledky prinieslo pravidelné rozdelenie
0 pocte 7 X 7, resp. 8 x 8 regionov. V pripade prvej menovanej metody je tiez dolezité
spravne nastavenie poc¢tu pouzitych bodov a polomer LBP operatora, a to na priblizne 8
az 10 bodov a polomer 8 pixelov. ZvysSujuci sa pocet pouzitych kosov v druhej metdéde zasa
nepriamo merne vplyva na jej tispesnost a najlepgie je ich pouzit priblizne 50. V pripade
analyzy hlavnych komponent je jedinym, a zaroven parametrom vyznamne ovplyviujicim
vysledky, pocet vlastnych tvari pouzitych na rozpoznavanie, pricom najlepsi kompromis
medzi rychlostou a dspesnostou prinisa obmedzenie tohoto po¢tu na 40.
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Zoznam priloh

Priloha A: Popis pouzitia konzolovej aplikacie

Obsah CD

Zdrojové kody implementécie tejto prace v adresari /src/

Zdrojové kody experimentov, pouzité datové sady a vysledky experimentov v adresari
/experiments/

Tato praca vo formate PDF v adresari /thesis/

Zdrojové kédy tejto prace vo forméate systému IWTEX v adresari /thesis/latex/
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Priloha A: Popis pouzitia
konzolovej aplikacie

e -h , —-help — zobrazenie nidpovedy

e -v , —-version — zobrazenie verzie programu

e —-eigenfaces — pouzije pri vyhodnocovani metédu analyzy hlavnych komponent
e —-1bp — pouzije pri vyhodnocovani metddu lokalnych bindrnych vzorov

e —-hog — pouzije pri vyhodnocovani metédu histogramov orientovanych gradientov

e -t <cesta>, --training-directory <cesta> — cesta k prie¢inku s ,trénovacou”
mnozinou snimok

e -e <cesta>, ——evaluation-directory <cesta> — cesta k prie¢inku s ,,vyhodnoco-
vacou” mnozinou snimok

e -0 <sibor>, -—output-file <sibor> — CSV subor s vysledkami vyhodnocovania
e ——img-preprocess — povoli predspracovanie obrazkov pri ich nacitavani
e ——img-detectface — zapne orezanie na detekovani tvar v obrazku

e —-img-dimension <int> - zmen{ velkost obrazku na Stvorcovy tvar o velkosti pixelov
Specifikovanej nastavenim

e --img-crop — zapne orezanie na Stvorcovy tvar namiesto vychodzieho roztiahnutia
obrazku

e ——ef-count <int>— obmedzi pouzitie vlastnych tvari na maximalne pocet Specifikovany
nastavenim

e ——ef-isfacethreshold <float> —nastavenie prahu pre urcenie ¢iide o tvar v metode
analyzy vlastnych komponent

e —-XXX-wregions <int> — Specifikicia poc¢tu regiénov pouzitych na Sirku v metdde
1bp alebo hog

e —-XXX-hregions <int> — Specifikicia poctu regiénov pouzitych na vysku v metdde
1bp alebo hog

e —-XXX-weights <string> — pole vah jednotlivych regiénov v metdde 1bp alebo hog
oddelenych ¢iarkou
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--lbp-points <int> — Specifikdcia pouzitého poctu bodov LBP operatora
--1bp-radius <int> — Specifikdcia pouzitého polomeru LBP operatora v pixeloch
--hog-bins <int> — Specifikicia pouzitého poctu kosov v metéde HOG

--hog-twoangled — pouzitie poloviéného rozsahu a mapovanie zapornych thlov do
kladného rozsahu v metéde HOG

--verification-steps <int> — pouzitie verifikdcie vyhodnotenej so Specifikovanym
poctom posunuti prahu namiesto identifikacie
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