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Úvod

Pro diplomovou práci jsem si vybrala téma imputace chyběj́ıćıch hodnot pro

kompozičńı data. V prvé řadě mě zaj́ımalo, č́ım jsou kompozičńı data tak speci-

fická, jelikož se jedná o relativně nový obor statistiky, který se neustále vyv́ıj́ı. Na

druhou stranu jsem se chtěla v́ıce dozvědet o imputačńıch metodách pro chyběj́ıćı

údaje v datových souborech. V běžném životě se při r̊uzných pr̊uzkumech a an-

ketách mohou chyběj́ıćı hodnoty vyskytovat. Zaj́ımalo mě, z jakých d̊uvod̊u jsou

data nepř́ıtomna a také, jak je co nejefektivněji nahradit, abychom datový sou-

bor mohli použ́ıt k daľśı např́ıklad statistické analýze, kterou je možno aplikovat

vždy pouze pro úplný datový soubor.

Problematice imputace chyběj́ıćıch hodnot je věnováno velké množstv́ı praćı,

jež se věnuj́ı i r̊uzným specifickým problemům chyběj́ıćıch hodnot. Např́ıklad

můžeme pro missings, jak jsou někdy chyběj́ıćı data označována podle anglického

názvu, rozlǐsovat r̊uzné modely jejich výskytu. Zkoumáme mechanismy jejich

vzniku a také rozhodujeme, jestli jsme je schopni nějakým zp̊usobem nahradit

právě pomoćı imputačńıch metod.

Diplomová práce je rozdělena do pěti kapitol. Prvńı kapitola pojednává o te-

oretických poznatćıch, o které se kompozičńı data oṕıraj́ı. Jsou zde zmı́něny

základńı definice, principy práce s kompozicemi, Aitchisonova geometrie nebo

vyjádřeńı kompozic v reálném prostoru. Druhá kapitola s názvem Imputace

chyběj́ıćıch hodnot nejprve stručně pojednává právě o mechanismech vzniku

chyběj́ıćıch hodnot. Předevš́ım jsem rozlǐsila mechanismy podle náhodnosti vzniku

missings a jejich závislosti na naměřených hodnotách v datovém souboru. Aby

čtenář danou problematiku lépe pochopil, vše je vysvětleno na př́ıkladech z běžného

života. Také jsem se zmı́nila o regresńı imputaci, jako zřejmě nejuž́ıvaněǰśı metodě

náhrady chyběj́ıćıch hodnot, zejména o teoretickém aparátu regresńı analýzy.

Třet́ı kapitola zahrnuje popis metod použ́ıvaných k imputaci složek kompo-

zic. V rozsahu textu jsem popsala dvě už́ıvané imputačńı metody: algoritmus

k nejbližš́ıch soused̊u a iterativńı regresńı imputaci, a provedla jejich kvalita-
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tivńı ohodnoceńı. Obě dvě metody jsou vvysvětleny podrobně na ilustrativńım

př́ıkladu.

Čtvrtá kapitola stručně popisuje práci s kompozice ve statistickém softwaru

R. Uvedla jsem př́ıkazy pro imputaci pomoćı iterativńı regrese. Kapitola je do-

plněna krátkým sledem př́ıkaz̊u, týkaj́ıćıch se iterativńı regrese pro ilustrativńı

př́ıklad ze třet́ı kapitoly. V posledńı, páté kapitole, jsem zpracovávala reálná data

źıskaná př́ımo z Českého statistického úřadu. Potřebné výpočty byly provedeny

v softwaru R.

Závěrem bych chtěla poznamenat, že ćılem práce je obě metody pro imputaci

chyběj́ıćıch hodnot popsat na př́ıkladu a provést jejich zhodnoceńı v souvislosti

s kvalitou imputace.
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1 Kompozičńı data

Datové soubory jsou obvykle uvedeny jako v́ıcerozměrná pozorováńı s kvanti-

tativńım charakterem složek. Složky mohou být vyjádřeny jako pod́ıly na celku,

např́ıklad v procentech nebo proporćıch. Např́ıklad procentuálńı vyjádřeńı za-

stoupeńı politických stran v Parlamentu České republiky, procentuálńı pod́ıl sku-

pin prodaných výrobk̊u na celkovém zisku nebo věkové zastoupeńı obyvatel státu

v procentech. Tento charakter vede k jejich speciálńı interpretaci, protože pod́ıly

složek na celku nám dávaj́ı jedinou relevantńı informaci. Uvedené úvahy vedly

v 80. letech 20. stolet́ı Johna Aitchisona k zavedeńı pojmu kompozičńı data

neboli kompozice [1].

Naneštěst́ı standardńı statistické metody vytvořené na základě vlastnost́ı eu-

klidovské geometrie, vedou při aplikaci na kompozice často k nerozumným

výsledk̊um. Př́ıklad takto problematické chováńı můžeme źıskat i při použit́ı

obyčejného korelačńıho koeficientu [16]. Pro kompozičńı data totiž uvažujeme

simplex jako jejich výběrový prostor, na kterém lze při zavedeńı operaćı moc-

ninná transformace, perturbace a Aitchisonova skalárńıho součinu definovat tzv.

Aitchisonovu geometrii.

Kompozičńı data se vyskytuj́ı ve velkém množstv́ı rozd́ılných praktických úloh

z mnoha oblast́ı aplikaćı. Např́ıklad se využ́ıvaj́ı v archeologii, geologii, medićıně,

ekonomii a v daľśıch oblastech.

1.1 Základńı definice

Definice 1: Řádkový vektor x= (x1, . . . , xD)T je definován jako D-složková kom-

pozice, pokud jsou všechny jej́ı složky ryze kladná reálná č́ısla a nesou pouze

relativńı informaci [15].

Relativńı informace je obsažena v pod́ılech mezi složkami kompozice, tyto

vždy představuj́ı části nějakého celku, jako je např́ıklad jejich hmotnost nebo

procentuálńı pod́ıl na určitém vzorku. Ve většině př́ıklad̊u maj́ı kompozice kon-
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stantńı součet k. Často k voĺıme rovno 1 (proporce) nebo 100 (procenta) podle

charakteru úlohy. V některých př́ıpadech nelze konstantńı součet určit, protože

složky kompozice uvažujeme v jednotkách koncentrace (např. mg/L).

Definice 2: Výběrový prostor kompozičńıch dat nazýváme simplex a definujeme

jej jako

SD =

{
x = (x1, . . . , xD)T |xi > 0, i = 1, . . . , D;

D∑
i=1

xi = k

}
.

Simplex je (D−1)-rozměrný podprostor RD. Tuto definici však nelze aplikovat

na data měřená v jednotkách koncentrace, a proto definujeme následuj́ıćı operaci.

Definice 3: Pro každý vektor s D kladnými reálnými složkami z= (z1, . . . , zD)T

∈ RD
+ , zi > 0 pro každé i = 1, . . . , D, lze definovat uzávěr kompozice vzhledem ke

konstantńımu součtu k,

C(z) =

(
k · z1∑D
i=1 zi

, . . . ,
k · zD∑D
i=1 xi

)
.

Operace uzávěr kompozice transformuje součet složek kompozice na zvolenou

konstantu k bez ztráty informace. Výsledný vektor je tak vyjádřený v jednotkách,

které můžeme snáze interpretovat (např́ıklad %).

Definice 4: Nechť je dána kompozice x. Subkompozice xs o s složkách při

použit́ı operace uzávěr kompozice je subvektor (xi1 , . . . , xis)
T vzniklý z kompozice

x. Subindexy i1, . . . , is, 1 ≤ i1 < . . . < is ≤ D, označuj́ı složky zahrnuté do

subkompozice, nemuśı to být nutně prvńıch s složek.

1.2 Principy práce s kompozičńımi daty

Principy statistické analýzy kompozičńıch dat zavedl John Aitchinson v knize

[1]. Byly definovány sṕı̌se na základě zkušenost́ı v mnoha oblastech vědy (např.
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geologie), než na základě nějakých statistických výpočt̊u. Můžeme je shrnout do

tř́ı základńıch princip̊u, které popisuj́ı jejich podstatu.

1.2.1 Invariance v̊uči poměru

Nejd̊uležitěǰśı vlastnost́ı kompozičńıch dat je, že nesou pouze relativńı infor-

maci. Informace v kompozici tak nezáviśı na jednotkách, ve kterých je kompozice

vyjádřena. S t́ım souviśı i následuj́ıćı definice [15].

Definice 5: Dva vektory x, y ∈ RD
+ , xi, yi > 0 pro každé i = 1, . . . , D, s D

kladnými reálnými složkami jsou kompozičně ekvivalentńı, pokud existuje skalár

λ ∈ R+ takový, že

x = λ · y

a ekvivalentně

C(x) = C(y).

Této vlastnosti kompozic můžeme využ́ıt, pokud analýzy vedou na stejné

výsledky nezávislé na hodnotách λ. Podle [1] ji nazýváme invariance v̊uči poměru.

Definice 6: Funkce f(·) je poměrově invariantńı, jestliže pro každé reálné

λ ∈ R+ a pro každou kompozici x ∈ SD funkce splňuje vztah

f(λx) = f(x),

tj. poskytuje stejný výsledek pro všechny kompozičně ekvivalentńı vektory.

Tohoto může být dosaženo pouze tehdy, je-li funkce logaritmickou funkćı

složek kompozice x.

1.2.2 Invariance v̊uči změně pořad́ı

Funkce je invariantńı v̊uči změně pořad́ı, jestliže poskytuje stejné výsledky,

i když změńıme uspořádáńı složek v kompozici. Permutace složek kompozice tak

nezměńı informaci zprostředkovanou pomoćı vektoru kompozice [3].
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1.2.3 Soudržnost subkompozice

Budeme-li uvažovat subkompozice, tak vzdálenost měřená mezi dvěmi plno-

hodnotnými kompozicemi muśı být větš́ı (nebo přinejmenš́ım stejná) než vzdálenost

mezi jejich subkompozicemi. To znamená, je-li ∆n(·, ·) libovolná vzdálenost mezi

kompozicemi, potom

∆D(x,y) ≥ ∆d(xd,yd),

kde x, y jsou D-složkové kompozice a xd, yd jsou subkompozice o d složkách,

d ≤ D, vytvořené z předešlých kompozic x a y [3].

Toto specifické chováńı vzdálenosti se nazývá subkompozičńı dominance. Na

př́ıkladu 2.4 uvedeném v [15] lze ukázat, že euklidovská vzdálenost mezi dvěma

vektory tuto vlastnost nesplňuje, a tud́ıž neńı vhodná pro poč́ıtáńı vzdálenost́ı

mezi kompozicemi.

1.3 Aitchisonova geometrie

V reálném euklidovském prostoru jsme zvykĺı sč́ıtat vektory, násobit je skalá-

rem, analyzovat vlastnosti jako ortogonalita nebo poč́ıtat vzdálenosti mezi prvky

prostoru. Standardńı euklidovskou geometrii však nelze použ́ıt pro kompozičńı

data. Proto je pro potřeby analýzy kompozičńıch dat požadována rozumná ge-

ometrie, kterou budeme dále nazývat Aitchisonovou geometríı. Nejprve budeme

definovat dvě operace, které simplexu dodávaj́ı strukturu vektorového prostoru.

Prvńı z nich je perturbace a je analogická ke sč́ıtáńı vektor̊u v euklidovské geome-

trii. Druhá se nazývá mocninná transformace a je obdobou násobeńı skalárem.

Obě tyto operace požaduj́ı v definici operaci uzávěr uvedenou v Definici 3, protože

uzávěr je projekce vektoru s kladnými složkami na simplex [15].

Definice 7: Perturbace kompozice x ∈ SD kompozićı y ∈ SD je definována jako

x⊕ y = C(x1y1, . . . , xDyD).
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Definice 8: Mocninná transformace kompozice x ∈ SD konstantou α ∈ R je

α� x = C(xα1 , . . . , x
α
D).

Trojice simplex, perturbace a mocninná transformace (SD,⊕,�) tvoř́ı vekto-

rový prostor. Abychom dostali euklidovský vektorový prostor, uvažujeme následu-

j́ıćı skalárńı součin se souvisej́ıćı normou a vzdálenost́ı.

Definice 9: Skalárńı součin kompozic x, y ∈ SD je definován

〈x,y〉A =
1

2D

D∑
i=1

D∑
j=1

ln
xi
xj

ln
yi
yj
.

Definice 10: Norma kompozice x ∈ SD je

‖x‖A =

√√√√ 1

2D

D∑
i=1

D∑
j=1

(
ln
xi
xj

)2

.

Definice 11: Vzdálenost kompozic x, y ∈ SD se definuje

dA(x, y) =

√√√√ 1

2D

D∑
i=1

D∑
j=1

(
ln
xi
xj
− ln

yi
yj

)2

.

Aitchisonova vzdálenost nahrazuje u kompozic euklidovskou vzdálenost, proto-

že simplex má jinou geometrickou strukturu než standardńı euklidovský prostor.

S odvoláńım se na vlastnosti prostoru (SD,⊕,�, 〈·, ·〉A) jako na euklidovský

vektorový prostor, můžeme hovořit celkově o Aitchisonově geometrii na simplexu

a speciálně o Aitchisonově vzdálenosti, normě a skalárńım součinu [15].

Algebraicko-geometrická struktura simplexu SD splňuje základńı vlastnosti

jako zaměnitelnost vzdálenosti s perturbaćı a mocninnou transformaćı, tj.

dA(p⊕ x,p⊕ y) = dA(x,y),

dA(α� x, α� y) = |α|dA(x,y),
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pro každou kompozici x, y, p ∈ SD a α ∈ R.

Kompozičńı data jsou charakterizována konstantńım součtem k. Kompozice

x = (x1, . . . , xD)T s naměřenými hodnotami je definována jako prvek tř́ıdy ekvi-

valence

x =
{
cx, c ∈ R+

}
odpov́ıdaj́ıćı kompozici x. Jinými slovy, dvě kompozice, které jsou prvky stejné

tř́ıdy ekvivalence x, obsahuj́ı stejnou informaci a můžeme je nazývat kompozičně

ekvivalentńı [8].

Budeme např́ıklad uvažovat kompozici se dvěma složkami. Dále stanov́ıme

konstantńı součet k = 1, v grafu je označen čerchovanou čarou. Součet složek

je pro každou kompozici menš́ı než k. Každý prvek tř́ıdy ekvivalence můžeme

posunout libovolně po př́ımce jdoućı od počátku k čerchované čáře, aniž bychom

změnili pod́ıl mezi dvěma složkami kompozice. Popsanou situaci ukazuje následu-

j́ıćı obrázek [8].

Obr. 1
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1.4 Kompozice v reálném prostoru

Standardńı observace (s euklidovskou metrikou) lze obvykle vyjádřit v souřadni-

ćıch vzhledem ke kanonické bázi {~e1, . . . , ~eD} ∈ RD, tedy při souřadnićıch (x1, . . . , xD)

obdrž́ıme

x = x1(1, 0 . . . , 0) + x2(0, 1, . . . , 0) + . . .+ xD(0, 0, . . . , 1) =
D∑
i=1

xi · ~ei.

Problémem je, že vektory {~e1, . . . , ~eD} nejsou báźı s ohledem na vektorovou

strukturu simplexu SD, protože ne každá kombinace koeficient̊u dává prvek sim-

plexu.

1.4.1 Generuj́ıćı systém

Abychom mohli správně definovat ortonormálńı bázi na simplexu, muśıme

naj́ıt generuj́ıćı systém vzhledem k Aitchisonově geometrii. Ten se následně už́ıvá

k vytvořeńı báze. Obvyklý zp̊usob nalezeńı takového systému je, že vezmeme

v úvahu množinu kompozic {w1, . . . ,wD} takovou, že

wi = C(exp(~ei)) = C(1, 1, . . . , e, . . . , 1),

kde pro každou kompozici wi je č́ıslo e na i-té pozici, i = 1, . . . , D. Tuto rovnici

můžeme zapsat také ve tvaru

x =
D⊕
i=1

ln(xi)�wi = ln(x1)� (e, 1, . . . , 1)⊕ . . .⊕ ln(xD)� (1, 1, . . . , e).

Uvedený generuj́ıćı systém lze využ́ıt při definici tzv. centred logratio (clr)

transformace.

Definice 12: Pro kompozici x ∈ SD jsou koeficienty clr transformace složky

jediného vektoru ξ = (ξ1, . . . , ξD) = clr(x), splňuj́ıćı

x = clr−1(ξ) = C(exp(ξ1), . . . , exp(ξD)),
D∑
i=1

ξi = 0,
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pro i-tý koeficient clr transformace [15] plat́ı

ξi =
ln(xi)

g(x)
,

kde g(x) je geometrický pr̊uměr složek kompozice x.

Centrálńı logratio transformace je pro složky kompozice symetrická, ale na

druhou stranu muśı být součet složek roven nule.

1.4.2 Ortonormálńı souřadnice

Ortonormálńı báze muśı být v souladu s geometrickou strukturou, ve které

pracujeme. V našem př́ıpadě ji můžeme źıskat z výše uvedeného generuj́ıćıcho

systému např́ıklad použit́ım Gram-Schmidtovy procedury. Takto źıskaná báze

je jen jednou z nekonečně mnoha ortonormálńıch báźı, které můžeme na sim-

plexu vzhledem k Aitchisonově geometrii definovat. Literatura [15] se podrobněji

zabývá jejich obecnými vlastnostmi. Vybrali jsme jednu ortonormálńı bázi

e1, . . . , eD−1. Kompozice x ∈ SD je tedy vyjádřena ve tvaru

x =
D−1⊕
i=1

x∗i � ei,

x∗i = 〈x, ei〉A ,

kde x∗ = (x∗1, . . . , x
∗
D−1)

T je vektor souřadnic kompozice x s ohledem na vybranou

bázi.

Funkce ilr : SD → RD−1 přǐrazuj́ıćı kompozici x souřadnice x∗, se nazývá ilr

transformace, v angličtině označovaná isometric log-ratio transformation. Někdy

se pro zjednodušeńı označuje ilr transformace jako h, tj. ilr ≡ h. Tato trans-

formace se jev́ı jako nejvhodněǰśı pro vytvořeńı ortonormálńı báze na simplexu.

Představuje totiž dobré teoretické i praktické vlastnosti. Mezi nimi je tou kĺıčovou

zejména izomerie, neboli, např́ıklad Aitchisonova vzdálenost dvou kompozic

x, y∈ SD je stejná jako euklidovská vzdálenost odpov́ıdaj́ıćı jejich ilr obraz̊um x∗

a y∗. Tedy ilr transformace umožňuje reprezentovat kompozičńı data v podmı́nkách
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standardńıho euklidovského prostoru, a tud́ıž mohou být následně použity stan-

dardńı statistické metody.

Pro určeńı ortonormálńı báze na simplexu existuje několik zp̊usob̊u. Jedńım

z nich je postupné (sekvenčńı) binárńı děleńı. Umožňuje interpretaci ve smyslu

skupin složek kompozice. Souřadnice zde nazýváme bilance nebo také rovnováhy.

Při konstrukci souřadnic postupujeme následuj́ıćım zp̊usobem. V prvńım kroku

jsou všechny složky rozděleny do dvou skupin označených +1 a -1. Dosta-

neme souřadnici, která vyjadřuje rovnováhu mezi těmito dvěma skupinami. Tato

souřadnice zastupuje pod́ıly mezi jednotlivými složkami uvedených dvou sku-

pin. V daľśıch kroćıch je každá předešlá skupina rozdělena opět do dvou skupin,

označených +1 a -1. Źıskané souřadnice v každém kroku opět vyjadřuj́ı pod́ıly

mezi jednotlivými složkami podle rozděleńı do skupin. Proces se opakuje, dokud

všechny skupiny neobsahuj́ı jedinou složku. K tomu je potřeba právě D−1 krok̊u,

což je rovno dimenzi simplexu [6].

Pro každý krok děleńı můžeme určit bilanci mezi dvěmi podskupinami. Označ-

me +1 r složek prvńı podskupiny, tj. i1, . . . , ir, a -1 s složek druhé podskupiny,

tj. j1, . . . , js. Bilance je definována

b =

√
rs

r + s
ln

(xi1xi2 · · ·xir)1/r

(xj1xj2 · · · xjs)1/s
= ln

(xi1xi2 · · ·xir)a+

(xj1xj2 · · ·xjs)a−
,

kde

a+ = +
1

r

√
rs

r + s
, a− = −1

s

√
rs

r + s
.

Celý proces výpočtu báze se zapisuje do tabulky, jej́ıž názornou ukázku můžete

vidět v následuj́ıćım př́ıkladu.

Př́ıklad 1: Uvažujeme kompozici x= (x1, x2, x3, x4, x5)
T , která představuje za-

stoupeńı pěti politických stran v Poslanecké sněmovně Parlamentu České re-

publiky. Pro tuto kompozici chceme nalézt ortonormálńı bázi použit́ım metody

postupného binárńıho děleńı.

Řešeńı:
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V prvńım kroku politické strany rozděĺıme na strany pravicové (ODS, TOP09,

VV) a strany levicové (ČSSD, KSČM). Dále budeme dělit pravicové strany na

strany ryze pravicové (ODS, TOP09) a strany umı́stěné sṕı̌se ve středu politického

spektra (VV). T́ım dostaneme jednu jednoprvkovou skupinu stran. V daľśım

kroku odděĺıme dvě levicové strany do samostatných skupin a tud́ıž źıskáme dvě

jednoprvkové skupiny. V posledńım kroku od sebe odděĺıme dvě ryze pravicové

strany a opět źıskáme dvě jednoprvkové skupiny politických stran. Následuje

tabulka, která názorně ukazuje výše uvedené děleńı.

x1 = ODS x2 = ČSSD x3 = KSČM x4=VV x5 = TOP09
z1 + − − + +
z2 + − +
z3 + −
z4 + −

Bilance po dosazeńı do výše uvedeného vztahu jsou tavru

z1 =

√
3 · 2
3 + 2

ln
(x1x4x5)

1
3

(x2x3)
1
2

=

√
6

5
ln

(x1x4x5)
1
3

(x2x3)
1
2

,

z2 =

√
2

3
ln

(x1x5)
1
2

(x4)
,

z3 = ln
(x2)

(x3)
,

z4 = ln
(x1)

(x5)
.

Poznamenejme, že postupné binárńı děleńı lze provést i jiným zp̊usobem při

zachováńı smysluplné interpretace výsledných souřadnic. Různé ilr transformace

téže kompozice jsou totiž vzájemně převoditelné pomoćı ortogonálńı transfor-

mace.

Ilr transformace pomoćı postupného binárńıho děleńı se může použ́ıt v souvis-

losti s odhady chyběj́ıćıch hodnot. Bude-li např́ıklad nejv́ıce chyběj́ıćıch hodnot

obsaženo v prvńı složce kompozice, můžeme vyjádřit jej́ı ilr transformaci jako

z = ilr(x) = (z1, . . . , zD−1)
T ,
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kde

zj =

√
D − j

D − j + 1
ln

D−j
√∏D

i=j+1 xi

xj

pro j = 1, . . . , D − 1. Potom tato volba bilanćı odděluje v z1 veškerou rela-

tivńı informaci složky x1 od zbývaj́ıćıch složek x2, . . . , xD. Jinak řečeno, bilance

z1 obsahuje veškerou relativńı informaci o x1 vzhledem k ostatńım hodnotám

x2, . . . , xD, tj. obsahuje veškerou informaci o pod́ılech x1 vzhledem ke zbylým

složkám kompozice x. Princip je naznačen v následuj́ıćı tabulce.

x1 x2 x3 . . . xD−1 xD
z1 + − − − −
z2 + − − −
... + − −

zD−1 + −

Pro bilance z1, . . . , zD−1 můžeme určit jejich rozptyly [4], vyjádřené pomoćı

rozptyl̊u logaritmů pod́ıl̊u jednotlivých složek kompozice,

var(zi) =
1

D − i+ 1

D∑
p=i+1

var

(
ln
xi
xp

)
− 1

2(D − i)(D − i+ 1)

D∑
p=i+1

D∑
q=i+1

var

(
ln
xp
xq

)
.

Výše uvedený vztah je podrobně odvozen v [4], odkud jsme ho pro potřeby

práce převzali. Skládá se ze dvou část́ı. Prvńı část tvoř́ı rozptyly pro logaritmy

pod́ıl̊u složek xi, . . . , xD, k nimž se vztahuje bilance zi. Protože se tyto rozptyly

ve var(zi) vyskytuj́ı v kladném tvaru, potvrzuj́ı výše zmı́něnou interpretaci bi-

lanćı se smyslu vysvětleńı daných pod́ıl̊u mezi složkami kompozice. Druhá část

vyjadřuje rozptyly pro logaritmy pod́ıl̊u mezi ostatńımi složkami navzájem a je

dána zp̊usobem konstrukce bilanćı.
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Vrát́ıme-li se k př́ıkladu 1, dostaneme po dosazeńı rozptyly složek zi ve tvaru

var(z1) =
1

5− 1 + 1

5∑
p=1+1

var

(
ln
x1
xp

)
− 1

2(5− 1)(5− 1 + 1)

5∑
p=1+1

5∑
q=1+1

var

(
ln
xp
xq

)
=

=
1

5

[
var

(
ln
x1
x2

)
+ var

(
ln
x1
x3

)
+ var

(
ln
x1
x4

)
+ var

(
ln
x1
x5

)]
−

− 1

2 · 4 · 5

5∑
p=2

[
var

(
ln
xp
x2

)
+ var

(
ln
xp
x3

)
+ var

(
ln
xp
x4

)
+ var

(
ln
xp
x5

)]
=

=
1

5

[
var

(
ln
x1
x2

)
+ var

(
ln
x1
x3

)
+ var

(
ln
x1
x4

)
+ var

(
ln
x1
x5

)]
−

− 1

20

[
var

(
ln
x3
x2

)
+ var

(
ln
x4
x2

)
+ var

(
ln
x5
x2

)
+ var

(
ln
x4
x3

)
+

+var

(
ln
x5
x3

)
+ var

(
ln
x5
x4

)]
,

var(z2) =
1

5− 2 + 1

5∑
p=3

var

(
ln
x2
xp

)
− 1

2(5− 2)(5− 2 + 1)

5∑
p=3

5∑
q=3

var

(
ln
xp
xq

)
=

=
1

4

[
var

(
ln
x2
x3

)
+ var

(
ln
x2
x4

)
+ var

(
ln
x2
x5

)]
−

− 1

12

[
var

(
ln
x4
x3

)
+ var

(
ln
x5
x3

)
+ var

(
ln
x5
x4

)]
,

var(z3) =
1

5− 3 + 1

5∑
p=4

var

(
ln
x3
xp

)
− 1

2(5− 3)(5− 3 + 1)

5∑
p=4

5∑
q=4

var

(
ln
xp
xq

)
=

=
1

3

[
var

(
ln
x3
x4

)
+ var

(
ln
x3
x5

)]
− 1

6
var

(
ln
x5
x4

)
,

var(z4) =
1

5− 4 + 1
var

(
ln
x4
x5

)
− 1

2(5− 4)(5− 4 + 1)
var

(
ln
x5
x5

)
=

1

2
var

(
ln
x4
x5

)
.
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Ve smyslu výše uvedeného by potom postupné binárńı děleńı v př́ıkladu 1

představovala tabulka

x1 =ODS x2 =ČSSD x3 =KSČM x4 =VV x5 =TOP09
z1 + − − − −
z2 + − − −
z3 + − −
z4 + −
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2 Imputace chyběj́ıćıch hodnot

2.1 Mechanismy vzniku chyběj́ıćıch hodnot

Tak jako nás zaj́ımaj́ı modely chyběj́ıćıch hodnot, chceme se bĺıže zaměřit

na mechanismy vedoućı k jejich vzniku. Předevš́ım nás zaj́ımá, jestli chyběj́ıćı

hodnoty nějakým zp̊usobem souviśı s hodnotami daných proměnných v datovém

souboru. Vlastnosti metod použitých pro imputaci chyběj́ıćıch hodnot totiž záviśı

na charakteru závislosti proměnných v mechanismu.

Můžeme vyjmenovat několik př́ıklad̊u mechanismů vzniku chyběj́ıćıch hodnot.

Prvńım př́ıkladem může být situace v dotazńıku o výši platu dotazovaných. Tady

plat́ı, že šance, že bude otázka o výši platu nezodpovězena, záviśı právě na výši

platu dotazovaného. Daľśı možnost́ı je př́ıpad, kdy jsou položky dotazńıku nezod-

povězeny kv̊uli nepř́ıtomnosti samotného účastńıka v mı́stě bydlǐstě, protože je

např́ıklad v zaměstnáńı. Daľśı dva př́ıklady můžeme spojit s pokusy. Prvńı z nich

nastává, když šance, že subjekt opust́ı klinický pokus, záviśı na jeho reakci na

ošetřeńı. Druhý př́ıpad nastane, když subjekt může být vyřazen z experimentu,

jestliže je jeho stav nedostatečně kontrolován [14].

Mějme kompletńı datovou matici Y= (yij) a matici indikuj́ıćı chyběj́ıćı hod-

noty M= (mij), kde

mij =

{
1 yij chyb́ı
0 yij je př́ıtomna

.

Mechanismus vzniku chyběj́ıćıch hodnot je charakterizován podmı́něným rozděle-

ńım pravděpodobnosti matice M za podmı́nky Y, tj.

f (M|Y, φ) ,

kde φ označuje neznámé parametry [11].

2.1.1 MCAR - Missing Completely At Random

Česky můžeme ř́ıci, že pozorováńı v tomto mechanismu chyběj́ı zcela náhodně.

Tento př́ıpad nastává, jestliže chyběj́ıćı hodnoty nezáviśı na hodnotách proměnných
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v Y, ať pozorovaných nebo chyběj́ıćıch. Vyjádřeno pomoćı podmı́něného rozděleńı

pravděpodobnosti

f (M|Y, φ) = f (M|φ)

pro každou složku Y a φ [11]. Neboli, pravěpodobnost, že pozorováńı Yij je

chyběj́ıćı, nesouviśı se samotnou hodnotou Yij ani s ostatńımi hodnotami proměn-

ných. Neznamená to však, že by byl náhodný model chyběj́ıćıch hodnot jako

takový. Náhodný je pouze charakter chyběj́ıćıch hodnot v závislosti na datovém

souboru.

Důvodem vzniku MCAR dat může být podle povahy problému např́ıklad, že

dané zař́ızeńı selhalo, bylo škaredé počaśı nebo data nebyla správně zaznamenána.

Podle toho můžeme př́ıklad̊u takto vzniklých dat nalézt hned několik. Data

MCAR mohou vzniknout, jestliže účastńık neńı schopen se vrátit k pokračuj́ıćımu

dotazováńı z d̊uvodu nesouvisej́ıćım s danou studíı jako je nepř́ıznivé počaśı,

nemoc nebo smrt v rodině. Nebo jako daľśı uveďme př́ıpad, kdy porucha poč́ıtače

zabráńı znovuźıskáńı jen určitých hodnot dat účastńık̊u a ne ostatńıch. Znamená

to tak, že ony okolnosti vznikly zcela náhodně, tj. nelze nalézt jakýkoli vztah

mezi předmětem, modelem nebo měřeńımi studie [2].

Na druhou stranu [5] vysvětluje podrobněji situaci, kdy se o MCAR ne-

jedná. Např́ıklad chyběj́ıćı data o rodinném př́ıjmu nebudou považována za

MCAR, pokud osoby s ńızkými př́ıjmy budou méně pravděpodobněji odpov́ıdat

na otázky ohledně rodinného př́ıjmu než osoby s př́ıjmy vyšš́ımi. Nebo podobně,

jestliže běloši pravděpodobněji vynechaj́ı otázku o př́ıjmu než afroameričané,

opět nemůžeme považovat chyběj́ıćı data za zcela náhodná. V tomto př́ıpadě

je nepř́ıtomnost dat ve vzájemném vztahu s etnickým p̊uvodem dotazovaného.

2.1.2 MAR - Missing At Random

Mechanismus MAR představuje situaci, která stoj́ı uprostřed mezi dvěmi

krajńımi mechanismy. Nyńı označme Yobs jako napozorované složky datové

matice Y a Ymis jako složky chyběj́ıćı. O mechanismu MAR hovoř́ıme, jsou-

li chyběj́ıćı hodnoty závislé pouze na pozorovaných složkách Yobs matice Y a ne
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na složkách, které v matici Y chyb́ı, tj.

f (M|Y, φ) = f (M|Yobs, φ)

pro každou složku Ymis, φ [11]. Tento mechanismus vzniku chyběj́ıćıch hodnot ge-

neruje data chyběj́ıćı náhodně. Vı́me, že při MAR pravděpodobnost chyběj́ıćıch

hodnot záviśı na pozorovaných hodnotách. Toto však nekoresponduje s intui-

tivńım chápáńım náhodnosti. Důležitou myšlenkou tedy je, že MAR může být

vyjádřen výhradně z hlediska měřeńı, která jsou napozorována [14].

Př́ıkladem může být situace popsaná v [2]. Uvažujme, že členové jednoho

pohlav́ı (P1) prozrad́ı svou hmotnost (H) v dotazńıku méně pravděpodobněji než

druźı. Pravděpodobnost, že hodnota H je chyběj́ıćı, záviśı na těch hodnotách P1,

pro která jsou data k dispozici. V tomto př́ıpadě jsou hodnoty H považovány

za MAR, protože nepř́ıtomnost hodnoty H určuje, jestli se jedná o muže nebo

ženu a ne to kolik skutečně jednotliv́ı dotazovańı váž́ı. Uvažujme podle [5], že by

deprimovańı lidé mohli mı́t větš́ı sklon k nezodpovězeńı otázky o jejich př́ıjmu.

Tud́ıž nahlášený př́ıjem bude ve vztahu s depresemi. Deprimovańı lidé by také

mohli mı́t obecně nižš́ı př́ıjmy, čili máme-li velký výskyt chyběj́ıćıch hodnot mezi

deprimovanými jedinci, stávaj́ıćı pr̊uměrný př́ıjem by měl být nižš́ı než by tomu

bylo bez chyběj́ıćıch hodnot. Nicméně, jestliže mezi deprimovanými pacienty

pravděpodobnost nenahlášeného př́ıjmu nebyla ve vztahu s úrovńı př́ıjmu, potom

bychom data považovali za MAR.

2.1.3 NMAR - Not Missing At Random

Pokud neplat́ı ani MCAR ani MAR, nastává třet́ı varianta mechanismu vzniku

chyběj́ıćıch hodnot, a to NMAR. Znamená to tedy, že rozděleńı M záviśı na

chyběj́ıćıch hodnotách v matici Y. Tento mechanismus je v mnoha situaćıch t́ım

správným a nejpravděpodobněǰśım. Bohužel představuje nejv́ıce problematický

model. Jinými slovy NMAR nastává, jestliže je pravděpodobnost chyběj́ıćıch

hodnot ve vztahu s hodnotami, které jsou samy o sobě nepř́ıtomny [2], [14].

Např́ıklad lidé s vyšš́ı hmotnost́ı, mohou méně pravděpodobněji odhalit svou

hmotnost v pr̊uzkumu. Tedy je-li nezveřejněńı váhy účastńıka výzkumu spojeno
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s jeho hmotnost́ı a neńı v souvislosti s žádnou jinou pozorovanou proměnnou

v analýze, potom pravděpodobnost, že informace o hmotnosti dotazovaného je

chyběj́ıćı, záviśı výhradně právě na jeho vyšš́ı hmotnosti. Údaj o hmotnosti však

neńı k dispozici, protože je onou chyběj́ıćı hodnotou [2]. Na tomto mı́stě uvažujme

opět př́ıklad s osobami s pokleslou náladou. Studujeme duševńı zdrav́ı osob.

Právě jedinci, jimž byly diagnostikovány depresivńı nálady, méně pravděpodobněji

nahláśı sv̊uj duševńı stav než ostatńı lidé. Tud́ıž data jsou NMAR [5].

2.2 Regresńı imputace chyběj́ıćıch hodnot

Než čtenáři v následuj́ıćım představ́ıme jednu z neujž́ıvaněǰśıch imputačńıch

metod, zmı́ńıme se stručně o podstatě regresńı analýzy, o kterou se daná metoda

oṕırá. Teoretické poznatky jsou převzaty z [7].

Při regresi uvažujeme dva typy proměnných. Prvńı z nich je závisle proměnná

neboli vysvětlovaná, která je určena nezávisle proměnnou neboli vysvětluj́ıćı.

Závisle proměnnou můžeme uvažovat jako náhodnou veličinu Y , která má při

dané hodnotě vysvětluj́ıćı veličiny x určité rozděleńı pravděpodobnosti. V prak-

tických úlohách je nutné ověřit nenáhodnost vysvětluj́ıćı veličiny v souladu s da-

ným problémem, aby bylo dosaženo předpoklad̊u metody.

Z mnoha úloh z praxe vyplývá, že změny závisle proměnné nemůžeme vysvětlit

pouze jedinou vysvětluj́ıćı proměnnou. Zvyšujeme tedy počet nenáhodných

vysvětluj́ıćıch proměnných a t́ım pádem můžeme hovořit o v́ıcenásobné regresi.

Vytvoř́ıme regresńı funkci, která určuje podmı́něnou středńı hodnotu veličiny

Y za podmı́nky x1, . . . , xp. Toutu funkćı je lineárńı funkce proměnných x1, . . . , xp,

E(Y |(x1, x2, . . . , xp)) = β0 + β1x1 + β2x2 + . . .+ βpxp.

Potom pro výsledek i-tého pozorováńı plat́ı

Yi = β0 + β1x1i + β2x2i + . . .+ βpxpi + εi, i = 1, . . . , n,

kde β0, . . . , βp jsou neznámé parametry, x1, . . . , xp jsou vysvětluj́ıćı proměnné,

x1i, . . . , xpi i-tá pozorováńı celkem p proměnných a εi je náhodná chyba při i-tém
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pozorováńı. Uvedenou situaci můžeme přepsat do regresńıho modelu

Y = Xβ + ε,

kde

Y =

 Y1
...
Yn

 , X =

 1 x11 . . . xp1
...

...
...

1 x1n . . . xpn

 , β =


β0
β1
...
βp

 , ε =

 ε1
...
εn

 ,

za předpokladu

E(ε) = o, var(ε) = σ2In,

kde o označuje sloupcový nulový vektor a In je jednotková matice řádu n.

Odhad vektorového parametru β vypoč́ıtáme za předpokladu plné sloupcové

hodnosti matice X podle známého vztahu

β̂ = (XTX)−1XTY = (β̂0, β̂1, . . . , β̂p)
T .

Regresńı imputace se obyčejně použ́ıvá k nahrazeńı nezodpovězených položek,

máme-li k dispozici pomocná data. V běžné praxi pak poč́ıtáme odhady chyběj́ı-

ćıch hodnot tak, že s dř́ıve imputovanými hodnotami zacháźıme jako s napo-

zorovanými daty (hraj́ı roli vysvětluj́ıćıch proměnných) a využ́ıváme výše uve-

deného vztahu pro odhady neznámých parametr̊u (a následné imputaci) metodou

nejmenš́ıch čtverc̊u. O dané problematice pojednává [11] a [13].

Pro vysvětleńı principu této metody uvažujeme nejprve jednorozměrnou neúpl-

nou proměnnou s plně napozorovanými Y1, . . . , Yk−1 a Yk pozorovanou pro prvńıch

r př́ıpad̊u a chyběj́ıćı pro posledńıch n− r pozorováńı. Regresńı imputace poč́ıtá

regresi proměnné Yk na Y1, . . . , Yk−1 založenou na r kompletńıch př́ıpadech a ná-

sledně chyběj́ıćı hodnoty vyplňuje předpovědmi z regrese [11].

Při regresńı imputaci ve v́ıcerozměrném modelu můžeme aplikovat metody

imputace iterativně na proměnné s chyběj́ıćımi hodnotami v datovém souboru.

Uvažujeme chyběj́ıćı hodnoty uspořádané do matice Y se sloupci odpov́ıdaj́ıćımi
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proměnným Y1, . . . ,Yk a dále uvažujeme plně napozorované prediktory X. Nej-

prve budeme imputovat všechny chyběj́ıćı hodnoty v Y vyžit́ım nějakého ro-

bustněǰśıho př́ıstupu, např́ıklad jednotlivé proměnné zvlášť s použit́ım predikot̊u

uspořádaných do matice X. Źıskané odhady chyběj́ıćıch hodnot pak budou sloužit

jako iniciačńı pro daľśı pr̊uběh imputace. V něm budeme nejprve imputovat Y1

danými Y2, . . . , Yk a X, potom Y2 pomoćı Y1, Y3 . . . , Yk a X, kde využijeme

nově imputovaných hodnot pro Y1; Y3 pomoćı Y1, Y2, Y4,. . . a X s imputacemi

v Y1 a Y2, atd. Tak pokračujeme dále ve vytvářeńı každé proměnné, dokud neńı

aproximativně dosaženo konvergence [13].

Iterativńı regresńı imputace má oproti jiným metodám výhodu, že soubor

jednotlivých regresńıch model̊u (jeden pro každou proměnnou matice Y) je lépe

prezentovatelný. Tedy dovoluje sestavit možný a rozumný model v každém kroku.
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3 Imputace pro kompozičńı data

Vzhledem ke specifickému charakteru kompozičńıch dat, popsaném v kapitole

1, muśıme uvažovat jisté odlǐsnosti i při metodách imputace chyběj́ıćıch hodnot

v kompozićıch.

Existuj́ı dva př́ıstupy, jak odhadovat chyběj́ıćı hodnoty v kompozićıch. Určitý

postup byl např́ıklad navržen v [12], tento je ovšem silně vázán na konkrétńı

součet složek kompozice, představuj́ıćı pouze zvolenou reprezentaci observace.

V [11] je navržen jiný postup v návaznosti na definici kompozice s úvahou pouze

o pod́ılech mezi složkami. Kompozice obsahuj́ı informace právě v pod́ılech a v mno-

ha praktických úlohách neńı součet složek konstantńı. Pokud je omezeńı kon-

stantńım součtem požadováno, můžeme provést operaci uzávěr kompozice.

Nejjednodušš́ı možnost imputace chyběj́ıćıch hodnot v kompozici je nahradit

je geometrickým pr̊uměrem ze všech dostupných hodnot v dané složce. Následně

můžeme př́ıslušnou hodnotu geometrického pr̊uměru přenásobit pod́ılem součtu

známých složek z nekompletńıho pozorováńı a součtem hodnot odpov́ıdaj́ıćıch

složkám vektoru geometrických pr̊uměr̊u. Takto provedená imputace je ovšem

velmi nekvalitńı a zcela ignoruje mnohorozměrnou strukturu dat. Dále vás proto

podrobněji seznámı́me se dvěma metodami, které využ́ıvaj́ı v́ıcerozměrné infor-

mace dat pro imputaci. Čerpaly jsme z [8].

3.1 Algoritmus k nejbližš́ıch soused̊u

Algoritmus k-nn neboli k-nearest neighbor algoritmus je jedńım z jednodušš́ıch

metod imputace chyběj́ıćıch hodnot [18]. Počátky algoritmu můžeme naj́ıt v 50.

letech 20. stolet́ı ve Spojených státech. V 70. letech byly některé formálńı

vlastnosti přepracovány a to dalo vznik algoritmu v češtině označovaném jako

k-nejblǐzš́ıch soused̊u [9].

Algoritmus k-nn je uč́ıćı se algoritmus, kterého se využ́ıvá v mnoha aplikaćıch

při r̊uzných vyznamech dat jako rozpoznáńı statistického modelu, zpracováńı

obrazu a jiných. Mezi úspěšné praktické aplikace zahrnujeme rozpoznáváńı ru-
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kopisu, rozpoznáńı satelitńıch sńımk̊u nebo EKG obrazu. Algoritmus je velmi

jednoduchý a patř́ı mezi nejjednodušš́ı mechanické výukové algoritmy. Použ́ıvá

se ke klasifikaci objekt̊u, ale také právě k imputaci chyběj́ıćıch hodnot za užit́ı

k ”nejbližš́ıch” pozorováńı v datovém souboru. V praktických úlohách je k ty-

picky malé kladné přirozené č́ıslo, udávané v jednotkách nebo deśıtkách sṕı̌s než

ve stovkách nebo tiśıćıch (v podmı́nkách klasifikace). Je zřejmé, že náročnost

výpočt̊u roste s rostoućım k. Avšak výhodou je, že vyšš́ı hodnoty k obvykle

poskytuj́ı lepš́ı výsledky imputace [10].

Obecně pro standardńı mnohorozměrná data plat́ı, že nejprve urč́ıme k jako

parametr tohoto algoritmu. Daľśı krok představuje nalezeńı k nejbližš́ıch sou-

sed̊u. Jako nejbližš́ı sousedy uvažujeme všechna pozorováńı, je-li jejich vzdálenost

(např́ıklad euklidovská v př́ıpadě standardńıch dat) k požadovanému objektu

menš́ı nebo rovna k-té nejmenš́ı vzdálenosti.

I u kompozičńıch dat princip algoritmu spoč́ıvá ve využit́ı mı́ry vzdálenosti

k nalezeńı k nejv́ıce podobných pozorováńı v datovém souboru ke konkrétńı kom-

pozici s chyběj́ıćımi složkami. Chceme takto nahradit chyběj́ıćı hodnoty pomoćı

dostupných informaćı o hodnotách složek k nejbližš́ıch sousedńıch pozorováńı.

Protože pracujeme s kompozicemi, muśıme k tomuto účelu použ́ıt př́ıslušnou

Aitchisonovu vzdálenost. Následuj́ıćı odstavce jsou převzaty z [8].

Uvažujme situaci, kdy kompozice obsahuje chyběj́ıćı hodnoty v několika slož-

kách. Potom může být imputace prováděna dvěma zp̊usoby:

1. Nejprve můžeme imputovat hodnoty současně pro všechny složky tak,

a) že hledáme k nejbližš́ıch soused̊u mezi všemi kompletńımi pozorováńımi,

b) že hledáme k nejbližš́ıch soused̊u mezi pozorováńımi, která mohou být

nekompletńı, ale kde je informace ve složkách na mı́stě imputace a kde

jsou k dispozici informace i v některých daľśıch složkách.

2. Hodnoty imputujeme postupně, přičemž

a) budeme hledat k nejbližš́ıch soused̊u mezi pozorováńımi, která sice

nemuśı být kompletńı, ale kde je k dispozici informace souvisej́ıćı s ne-
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chyběj́ıćımi složkami a nav́ıc je obsažena informace v proměnné určené

k imputaci,

b) hledáme sousedy mezi pozorováńımi, kde vedle proměnné k imputaci

nechyb́ı i některé daľśı složky.

V prvńım zp̊usobu odhadu chyběj́ıćıch složek kompozice je využito infor-

maćı o stejných k pozorováńıch, zat́ımco u druhého zp̊usobu se k pozorováńı

může měnit během sekvenčńı imputace. Je to z d̊uvodu, že obecně v́ıce sou-

sed̊u uvažovaných pro imputaci povede na jistěǰśı výsledky imputace. Jednodušš́ı

a obĺıbenou možnost́ı je hledat k nejbližš́ıch soused̊u mezi všemi kompletńımi

kompozicemi, což odpov́ıdá metodě 1a.

Pro imputaci chyběj́ıćıch složek kompozice využ́ıváme mediánu z odpov́ıdaj́ı-

ćıch složek k nejbližš́ıch soused̊u. Nicméně muśıme nejprve přizp̊usobit složky

shodně s celkovým součtem složek kompozice. Toto nebylo nutné pro nalezeńı

k nejbližš́ıch soused̊u, protože Aitchisonova vzdálenost je stejná pro každou kom-

pozici x a y patř́ıćı do ekvivalentńı tř́ıdy x a y, viz kapitola 1.

Uvažujme kompozici xi = (xi1, . . . , xiD)T , i = 1, . . . , n, o n pozorováńıch

a nechť Mi ⊂ {1, . . . , D} označuje množinu index̊u odkazuj́ıćı na chyběj́ıćı složky

kompozice xi. Potom Oi = {1, . . . , D} \Mi odkazuje na pozorovanou část xi.

Pro imputováńı chyběj́ıćıch složek xij, pro každé j ∈ Mi, uvažujeme mezi všemi

zbývaj́ıćımi kompozicemi ty, které maj́ı nechyběj́ıćı složku na pozici j a Oi,

a poč́ıtáme k nejbližš́ıch soused̊u xi1, . . . , xik ke kompozici xi s využit́ım Ait-

chisonovy vzdálenosti (metoda 1b). Tedy pro imputaci nás zaj́ımaj́ı j-té složky

všech k nejbližš́ıch soused̊u.

Nejprve muśıme upravit tyto složky pomoćı koeficientu srovnávaj́ıćı velikost

složek v Oi. Upravuj́ıćı koeficient můžeme uvažovat ve tvaru

fiil =

∑
o∈Oi

xio∑
o∈Oi

xilo
, pro l = 1, . . . , k. (1)

Použit́ım těchto koeficient̊u jako vah pozorováńı učińıme k nejbližš́ı sousedy po-
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rovnavatelnými. Imputovaná hodnota nahrazuj́ıćı chyběj́ıćı buňku xij je pak

x∗ij = med{fii1xi1j, . . . , fiikxikj}, (2)

kde med znač́ı medián př́ıslušných hodnot v argumentu funkce. Použit́ım právě

mediánu źıskáme určitou robustnost v̊uči odlehlým hodnotám v j-té složce nej-

bližš́ıch soused̊u. I když je volba upravovaćıho koeficientu v souladu s definićı

kompozice, můžeme preferovat jeho robustněǰśı verzi. Jednou z možnost́ı posky-

tuj́ıćı stabilněǰśı výsledky je

f ∗iil =
med

o∈Oi
xi

med
o∈Oi

xilo
, pro l = 1, . . . , k. (3)

Imputace pomoćı k-nn je numericky stabilńı metoda, ale má svá omezeńı.

Prvńım z nich je, že muśı být určen optimálńı počet k nejbližš́ıch soused̊u. Ideálně

může být toto č́ıslo k nalezeno v rámci simulace náhodného nastaveńı pozoro-

vaných hodnot za chyběj́ıćı, odhadnut́ım těchto chyběj́ıćıch hodnot založených na

r̊uzných volbách k a pozorováńım chyb mezi imputovanými a prvotně naměřenými

hodnotami. Za optimálńı považujeme ta k, která zp̊usobuj́ı nejmenš́ı chybu mezi

imputovanými a naměřenými hodnotami. Daľśı omezeńı se týká malého rozsahu

výběru. Může se stát, že pomoćı Aitchisonovy vzdálenosti dostaneme nejbližš́ı

sousedy obsahuj́ıćı horš́ı informaci pro odhadováńı chyběj́ıćıch hodnot než data,

která lež́ı dále od nich. Nastěst́ı má v praxi většina datových soubor̊u rozumnou

velikost. Nakonec imputace pomoćı k nejbližš́ıch soused̊u nezohledňuje mnoho-

rozměrné vztahy mezi složkami kompozice. Ty jsou uvažovány pouze nepř́ımo,

když nejbližš́ı sousedy hledáme. Z tohoto pohledu může být kvalita imputace

zlepšena, použijeme-li upravenou metodu regresńı imputace, popsanou v daľśı

kapitole.

Přesný princip výpočtu pomoćı metody k-nn ukážeme na následuj́ıćım př́ıkladu.

Při výpočtu budeme postupovat podle výše uvedného postupu.

Př́ıklad 2: Mějme k dispozici data z [1], str. 395, v originále nazývaj́ıćı se

Household expenditures data. Datový soubor popisuje výdaje domácnost́ı na pět
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r̊uzných skupin komodit u 20 samostatně žij́ıćıch muž̊u. Hodnoty jsou uváděny

v bývalých hong-kongských dolarech. Prvńı sloupec v tabulce dále označený jako

”housing” zahrnuje náklady na bydleńı včetně tepla a elektřiny. Druhá složka

”foodstuff” reprezentuje výdaje na potraviny, třet́ı ”alcohol&tobacco” výdaje za

alkohol a tabákové výrobky. Čtvrtá složka pojmenovaná ”others” označuje výdaje

za jiné zbož́ı jako oblečeńı, obuv a daľśı dlouhodobé zbož́ı. Posledńı složka ”ser-

vices” představuje výdaje na služby a zahrnuje náklady na přepravu a dopravńı

prostředky.

Z p̊uvodńıho datového souboru jsme vynechali třet́ı řádek, protože tyto hod-

noty se značně lǐśı od ostatńıch v datovém souboru a tyto odlehlé hodnoty by

mohly výrazně ovlivnit výsledky imputace. Abychom mohli imputovat chyběj́ıćı

hodnoty, muśıme některé hodnoty uměle odstranit. T́ım v datovém souboru do-

staneme požadované chyběj́ıćı hodnoty; vybrali jsme x72, x75 a x14,2. V závěru

pak porovnáme námi imputované hodnoty pomoćı algoritmu k-nn s p̊uvodńımi

hodnotami, které jsme odstranili. Původńı hodnoty v datovém souboru jsou

rovny x72 = 305, x75 = 112 a x14,2 = 386. Ty jsme pro naše účely označili NA

(Not Available). Následuje tabulka hodnot s již chyběj́ıćımi hodnotami.
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i housing foodstuff alcohol & others services
tobacco

1 640 328 147 169 196
2 1800 484 515 2291 912
3 616 331 126 117 149
4 875 368 191 290 275
5 770 364 196 242 236
6 990 415 284 588 420
7 414 NA 94 68 NA
8 1394 440 393 1161 636
9 1285 374 363 785 487
10 1102 469 243 496 388
11 1717 452 452 1977 832
12 1549 454 424 1345 676
13 838 386 155 208 222
14 845 NA 211 317 280
15 1130 394 271 490 386
16 1765 466 524 2133 822
17 1195 443 329 974 523
18 2180 521 553 2781 1010
19 1017 410 225 419 345

Řešeńı:

1. Podle výše popsaného postupu urč́ıme množiny Mi a Oi podle výskytu

chyběj́ıćıch hodnot v jednotlivých kompozićıch rozdělených do řádk̊u ta-

bulky. Hodnoty NA se nacháźı v sedmé a čtrnácté kompozici, tj. M7={2,5}

a O7={1,3,4}, M14={2} a O14={1,3,4,5}.

2. V závislosti na tom, v jaké kompozici se nacháźı chyběj́ıćı hodnota, budeme

poč́ıtat Aitchisonovu vzdálenost mezi subkompozićı odpov́ıdaj́ıćı kompozici

s hodnotou NA a ostatńımi subkompozicemi se složkami př́ıtomnými na

mı́stech jako v řádku s NA (metoda 1b).

Nejprve budeme poč́ıtat imputaci pro kompozici s menš́ım počtem chyběj́ıćıch

hodnot, tj. pro kompozici ve čtrnáctém řádku datového souboru. Abychom

mohli imputovat hodnotu x14,2, poč́ıtáme Aitchisonovy vzdálenosti mezi

subkompozićı složek ze čtrnáctého řádku (x14,1, x14,3, x14,4, x14,5) a všemi

ostatńımi subkompozicemi, které maj́ı hodnoty př́ıtomny na stejných mı́stech
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jako čtrnáctá kompozice. Při výpočtu vzdálenost́ı vynecháme sedmý řádek,

protože zde v pátém sloupci hodnota chyb́ı a tud́ıž by nebyly subkompo-

zice určeny stejnými složkami. Pro lepš́ı orientaci vyznač́ıme uvažovanou

subkompozici v tabulce tučně a vynecháme druhou složku všech kompozic.

Vypoč́ıtané vzdálenosti doplńıme do tabulky do sedmého sloupce s označe-

ńım dA(xi, x14), kde i = 1, . . . , 19, i 6= 7, 14.

i housing foodstuff alcohol & others services dA = (xi, x14)
tobacco

1 640 147 169 196 0.2657
2 1800 515 2291 912 0.9471
3 616 126 117 149 0.4952
4 875 191 290 275 0.1096
5 770 196 242 236 0.1546
6 990 284 588 420 0.3358
7 414 NA 94 68 NA -
8 1394 393 1161 636 0.6079
9 1285 363 785 487 0.3635
10 1102 243 496 388 0.2209
11 1717 452 1977 832 0.8949
12 1549 424 1345 676 0.6517
13 838 155 208 222 0.3021
14 845 NA 211 317 280 -
15 1130 271 490 386 0.1378
16 1765 524 2133 822 0.8977
17 1195 329 974 523 0.5978
18 2180 553 2781 1010 0.9953
19 1017 225 419 345 0.1548

Pro lepš́ı vysvětleńı postupu čtenáři ukážeme výpočet prvńı Aitchisonovy

vzdálenosti v tabulce označené dA = (x1, x14).

Nejprve vyjádř́ıme subkompozice obecně s označeńım a poté konkrétně se

složkami s vynecháńım právě druhé složky,

x1 = (x11, x13, x14, x15) = (640, 147, 169, 196),

x14 = (x14,1, x14,3, x14,4, x14,5) = (845, 211, 317, 280).

Nyńı dosad́ıme do vzorce pro výpočet Aitchisonovy vzdálenosti a dostaneme

vzdálenost pro prvńı subkompozici v datovém souboru.
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dA (x1,x14) =

{
1

2 · 4

4∑
i=1

4∑
j=1

(
ln
x1i
x1j
− ln

x14,i
x14,j

)2
} 1

2

=

{
1

8

4∑
i=1

[(
ln
x1i
x11
− ln

x14,i
x14,1

)2

+

+

(
ln
x1i
x13
− ln

x14,i
x14,3

)2

+

(
ln
x1i
x14
− ln

x14,i
x14,4

)2

+

(
ln
x1i
x15
− ln

x14,i
x14,5

)2
]} 1

2

=

=

{
1

8

4∑
i=1

[(
ln
x1i
640
− ln

x14,i
845

)2
+
(

ln
x1i
147
− ln

x14,i
211

)2
+
(

ln
x1i
169
− ln

x14,i
317

)2
+

+
(

ln
x1i
196
− ln

x14,i
280

)2]} 1
2

=

{
1

8

[(
ln

640

640
− ln

845

845

)2

+

(
ln
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− ln

211

845

)2

+

+

(
ln
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− ln

317

845

)2

+

(
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845

)2

+

(
ln
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− ln

845
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)2

+

+

(
ln
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− ln

211

211

)2

+

(
ln
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)2

+

(
ln
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− ln
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211

)2

+

+

(
ln
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− ln

845

317

)2

+

(
ln
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− ln

211

317

)2

+

(
ln

169

169
− ln

317

317

)2

+

+

(
ln

196

169
− ln

280

317

)2

+

(
ln
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− ln

845

280

)2

+

(
ln
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− ln

211

280

)2

+

+

(
ln

169

196
− ln

317

280

)2

+

(
ln

196

196
− ln

280

280

)2
]} 1

2

= 0.2657

3. Nyńı podle volby k = 1, 2, 3, 4, 5 budeme rozlǐsovat kolik nejbližš́ıch soused̊u

zahrneme do výpočtu imputované hodnoty. V závislosti na tomto č́ısle se

budou měnit výsledky imputace. Můžeme proto rozhodnout o nejvhodněǰśı

volbě č́ısla k. Odpov́ıdaj́ıćı hodnoty poté zahrneme do upravuj́ıćıho ko-

eficientu, jež poč́ıtáme podle vzorce (1). Následuje tabulka k nejbližš́ıch

soused̊u podle volby k.
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pořad́ı k = 1 k = 2 k = 3 k = 4 k = 5
1. 0.1096 0.1096 0.1096 0.1096 0.1096
2. 0.1378 0.1378 0.1378 0.1378
3. 0.1546 0.1546 0.1546
4. 0.1548 0.1548
5. 0.2209

4. Na tomto mı́stě provedeme výpočet upravuj́ıćıch koeficient̊u pro chyběj́ıćı

hodnotu ve čtrnácté kompozici podle vzorce

fiil =

∑
o∈Oi

xio∑
o∈Oi

xilo
, pro l = 1, . . . , k.

Do tabulky můžeme shrnout hodnoty složek subkompozic pro jednotlivé

nejbližš́ı sousedy podle zvoleného k, které poté dosad́ıme do vzorce pro

výpočet upravuj́ıćıho koeficientu.

k-tý soused i dA = (xi, x14) xi1 xi3 xi4 xi5
1. 4 0.1096 875 191 290 275
2. 15 0.1378 1130 271 490 386
3. 5 0.1546 770 196 242 236
4. 19 0.1548 1017 225 419 345
5. 10 0.2209 1102 243 496 388

Výpočet se měńı v závislosti na č́ısle k následovně.

Pro k = 1,

f14,141 =
x14,1 + x14,3 + x14,4 + x14,5

x141,1 + x141,3 + x141,4 + x141,5
=

845 + 211 + 317 + 280

875 + 191 + 290 + 275
= 1.0135,

pro k = 2,

f14,142 =
x14,1 + x14,3 + x14,4 + x14,5

x142,1 + x142,3 + x142,4 + x142,5
=

845 + 211 + 317 + 280

1130 + 271 + 490 + 386
= 0.7259,

pro k = 3,

f14,143 =
x14,1 + x14,3 + x14,4 + x14,5

x143,1 + x143,3 + x143,4 + x143,5
=

845 + 211 + 317 + 280

770 + 196 + 242 + 236
= 1.1447,
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pro k = 4,

f14,144 =
x14,1 + x14,3 + x14,4 + x14,5

x144,1 + x144,3 + x144,4 + x144,5
=

845 + 211 + 317 + 280

1017 + 225 + 419 + 345
= 0.8240,

pro k = 5,

f14,145 =
x14,1 + x14,3 + x14,4 + x14,5

x145,1 + x145,3 + x145,4 + x145,5
=

845 + 211 + 317 + 280

1102 + 243 + 496 + 388
= 0.7416.

5. Na základě těchto upravuj́ıćıch koeficient̊u můžeme vypoč́ıtat imputaci chyběj́ıćı

hodnoty x14,2 podle vztahu

x∗ij = med{fii1xi1j, . . . , fiikxikj}.

Imputované hodnoty dostaneme následuj́ıćım postupem podle zvoleného k.

Pro k = 1,

x∗14,2 = med {f14,141x141,2} = med {1.0135 · 368} = med {372.968} = 372.968,

pro k = 2,

x∗14,2 = med {f14,141x141,2, f14,142x142,2} = med {1.0135 · 368, 0.7259 · 394} =

= med {372.968, 286.0046} = 372.968,

pro k = 3,

x∗14,2 = med {f14,141x141,2, f14,142x142,2, f14,143x143,2} = med {1.0135 · 368,

0.7259 · 394, 1.1447 · 364} = med {372.968, 286.0046, 416.6708} =

= 372.968.

pro k = 4,

x∗14,2 = med{f14,141x141,2, f14,142x142,2, f14,143x143,2, f14,144x144,2} =

= med{1.0135 · 368, 0.7259 · 3941.1447 · 364, 0.8240 · 410} =

= med{372.968, 286.0046, 416.6708, 337.84} = 355.404,
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pro k = 5,

x∗14,2 = med{f14,141x141,2, f14,142x142,2, f14,143x143,2, f14,144x144,2, f14,145x145,2} =

= med{1.0135 · 368, 0.7259 · 394, 1.1447 · 364, 0.8240 · 410, 0.7416 · 469} =

= med{372.968, 286.0046, 416.6708, 337.84, 347.8104} = 347.8104.

Původńı hodnota z datového souboru je rovna 386. Z výsledk̊u imputace je

patrné, že nejlepš́ı imputace této chyběj́ıćı hodnoty jsme dosáhli pro prvńı tř́ı

nejbližš́ı sousedy, tj. pro k = 1, 2, 3 a imputovaná hodnota je po zaokrouhleńı

rovna 373.

Nyńı následuje výpočet imputace zbývaj́ıćıch chyběj́ıćıch hodnot x72 a x75.

Budeme imputovat obě hodnoty naráz. To tedy znamená, že uvažujeme trojsložko-

vé subkompozice, ze kterých budeme poč́ıtat Aitchisonovy vzdálenosti. Upra-

vuj́ıćı faktory budou taktéž pro obě chyběj́ıćı hodnoty stejné, rozd́ıl nastane při

výpočtu mediánu. Ten budeme poč́ıtat pomoćı upravuj́ıćıch faktor̊u a hodnot

na pozićıch v řádku podle k-tého nejbližš́ıho souseda a ve sloupci s chyběj́ıćı

hodnotou. Následuje tabulka se subkompozicemi, pro které budeme poč́ıtat Ait-

chisonovy vzdálenosti. Ty jsou uvedeny opět v sedmém sloupci datové tabulky.
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i housing foodstuff alcohol & others services dA = (xi, x7)
tobacco

1 640 147 169 0.3830
2 1800 515 2291 1.5859
3 616 126 117 0.1773
4 875 191 290 0.5899
5 770 196 242 0.4899
6 990 284 588 0.9683
7 414 NA 94 68 NA -
8 1394 393 1161 1.2466
9 1285 363 785 0.9954
10 1102 243 496 0.8353
11 1717 452 1977 1.5332
12 1549 424 1345 1.2901
13 838 155 208 0.4451
14 845 211 317 0.6391
15 1130 271 490 0.7713
16 1765 524 2133 1.5318
17 1195 329 974 1.2368
18 2180 553 2781 1.6303
19 1017 225 419 0.7618

V daľśım kroku vybereme na základě výpočtených vzdálenost́ı k nejbližš́ıch

soused̊u. Tyto spolu s hodnotami složek subkompozice odpov́ıdaj́ıćı k-tému nej-

bližš́ımu sousedu vyṕı̌seme do tabulky uvedené ńıže. Právě tyto hodnoty nám

poslouž́ı k výpočtu upravuj́ıćıch koeficientu pro zvolené k.

k-tý soused i dA = (xi, x7) xi1 xi3 xi4
1. 3 0.1773 616 126 117
2. 1 0.3830 640 147 169
3. 13 0.4451 838 155 208
4. 5 0.4899 770 196 242
5. 4 0.5899 875 191 290

Nyńı dopoč́ıtáme upravuj́ıćı koeficienty, které jsou pro obě chyběj́ıćı hodnoty

totožné. Hodnoty podvektoru x7o = (414, 94, 68), o ∈ {1, 3, 4} budeme dosazo-

vat do čitatele, do jmenovatele budeme postupně dosazovat složky subkompozic

jednotlivých nejbližš́ıch soused̊u v závislosti na volbě k. Upravuj́ıćı koeficienty

vypadaj́ı pro imputaci hodnot x72 a x75 takto
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f771 =
(414 + 94 + 68)

(616 + 126 + 117)
= 0.6706,

f772 =
(414 + 94 + 68)

(640 + 147 + 169)
= 0.6025,

f773 =
(414 + 94 + 68)

(838 + 155 + 208)
= 0.4796,

f774 =
(414 + 94 + 68)

(770 + 196 + 242)
= 0.4768,

f775 =
(414 + 94 + 68)

(875 + 191 + 290)
= 0.4248,

Posledńım krokem algoritmu je výpočet mediánu z hodnot násobených upra-

vuj́ıćım koeficientem. Použijeme stejné upravuj́ıćı koeficienty, ale ty budeme

násobit hodnotami složek ve sloupci, ve kterém byla hodnota NA, tj. hodno-

tami odpov́ıdaj́ıćımi druhé a páté složce podle k-tého nejbližš́ıho souseda. Opět

uvažujeme r̊uzné volby k.

Pro k = 1,

x∗72 = med {0.6706 · 331} = 221.9686,

x∗75 = med {0.6706 · 149} = 99.9194,

pro k = 2,

x∗72 = med {0.6706 · 331, 0.6025 · 328} = med {221.9686, 197.62} = 209.7943,

x∗75 = med {0.6706 · 149, 0.6025 · 196} = med {99.9194, 118.09} = 109.0047,

pro k = 3,

x∗72 = med {0.6706 · 331, 0.6025 · 328, 0.4796 · 386} = med {221.9686, 197.62,

185.1256} = 197.62,

x∗75 = med {0.6706 · 149, 0.6025 · 196, 0.4796 · 222} = med {99.9194, 118.09,

106.4712} = 106.4712,
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pro k = 4,

x∗72 = med {0.6706 · 331, 0.6025 · 328, 0.4796 · 386, 0.4768 · 364} =

= med {221.9686, 197.62, 185.1256, 173.5552} = 191.3728,

x∗75 = med {0.6706 · 149, 0.6025 · 196, 0.4796 · 222, 0.4768 · 236} =

= med {99.9194, 118.09, 106.4712, 112.5248} = 109.498,

k = 5

x∗72 = med {0.6706 · 331, 0.6025 · 328, 0.4796 · 386, 0.4768 · 364, 0.4248 · 368} =

= med {221.9686, 197.62, 185.1256, 173.5552, 156.3264} = 185.1256,

x∗75 = med {0.6706 · 149, 0.6025 · 196, 0.4796 · 222, 0.4768 · 236, 0.4248 · 275} =

= med {99.9194, 118.09, 106.4712, 112.5248, 116.82} = 112.5248

Z výsledk̊u je patrné, že se nám povedla naimputovat hodnota x75. Původńı

hodnota byla 112 a hodnota źıskaná imputaćı pro k = 5 je rovna po zaokrouhleńı

113. Na druhou stranu jsme s imputaćı nedosáhli dobrých výsledk̊u pro hodnotu

x72, protože p̊uvodńı hodnota byla 305. Nám se nepodařilo ani pro jedno zvolené

k dostatečně přibĺıžit k této hodnotě. Nejbližš́ı hodnoty jsme dosáhli pro k = 1,

avšak po zaokrouhleńı je hodnota 222 na č́ıselné ose od 305 ještě docela hodně

vzdálená. Př́ıčinou tohoto poněkud paradoxńıho výsledku je zřejmě malý rozsah

datového souboru a atypičnost kompozice, ve které imputujeme.

Závěrem tedy shrňme, že se nám povedlo naimputovat hodnoty x75 a x14,2

kvalitńım zp̊usobem, tj. p̊uvodńı hodnoty jsou bĺızké těm imputovaným. Pro

chyběj́ıćı hodnotu x72 jsme ve srovnáńı s p̊uvodńı z datového souboru nedosáhli

uspokojivých výsledk̊u.
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3.2 Iterativńı regresńı imputace

V této metodě se využ́ıvá principu regresńı imputace, o které jsme se zmı́nili již

dř́ıve. V každém kroku iterace se jedna proměnná použ́ıvá jako závislá a zbývaj́ıćı

proměnné využijeme jako regresory. Tedy pro imputaci závisle proměnné je

využito v́ıcerozměrné informace. Protože pracujeme s kompozicemi, tak nemůže-

me př́ımo použ́ıt p̊uvodńı data v regresi, ale muśıme pracovat v transformavaném

prostoru. Pro tento účel si vybereme ilr transformaci a využijeme výhodných

interpretačńıch vlastnost́ı bilanćı. Avšak pro sestaveńı bilanćı potřebujeme kom-

pletńı datovou matici, narozd́ıl od popsané situace se standardńımi daty. Daľśım

problémem může být fakt, že pro sestaveńı bilanćı potřebujeme některé nebo do-

konce všechny proměnné. Čili muśıme bilance vybrat obezřetně. Poznatky této

problematiky jsou převzaty z [8].

Uvažujme datovou matici s n pozorováńımi a D složkami. Složky uvažované

ilr transformace, můžeme pro i-tou kompozici xi = (xi1, . . . .xiD)T , i = 1, . . . , n

přepsat jako ilr(xi) = zi = (zi1, . . . , zi,D−1)
T , kde

zij =

√
D − j

D − j + 1
ln

D−j

√∏D
l=j+1 xil

xij
, pro j = 1, . . . , D − 1. (4)

Povšimněme si, se tyto bilance shoduj́ı s uvedenými na konci kapitoly 1.4.2. Od-

pov́ıdaj́ıćı inverzńı transformace je ilr−1(zi) = xi = (xi1, . . . , xiD)T s prvky

xi1 = exp

(
−
√
D − 1

D
zi1

)
, (5)

xij = exp

(
j−1∑
l=1

1√
(D − l + 1)(D − l)

zil −

√
D − j

D − j + 1
zij

)
, pro j = 2, . . . , D−1,

(6)

xiD = exp

(
D−1∑
l=1

1√
(D − l + 1)(D − l)

zil

)
. (7)
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Iterativńı algoritmus můžeme shrnout do následuj́ıćıch krok̊u:

1. Nejprve nalezneme chyběj́ıćı hodnoty pomoćı algoritmu k-nn, který je zalo-

žen na Aitchisonově vzdálenosti.

2. Uspořádáme proměnné podle počtu chyběj́ıćıch hodnot. Abychom se vyva-

rovali komplikovanému zápisu, budeme předpokládat, že proměnné už jsou

uspořádány, tj. M(x1) ≥M(x2) ≥ . . . ≥M(xD), kde Mj označuje počet

chyběj́ıćıch složek proměnné xj. Všimněme si, že xj nyńı označuje j-tý

sloupec datové matice.

3. Nechť l = 1.

4. Použijeme ilr transformaci na datový soubor kompozice.

5. Označ́ıme ml ⊂ {1, . . . , n} indexy těch pozorováńı, které byly prvotně

u proměnné xl chyběj́ıćı. Dále označ́ıme ol = {1, . . . , n} \ml indexy od-

pov́ıdaj́ıćı pozorovaným složkám proměnné xl. Kromě toho zoll a zml
l označuje

l-tou bilanci s napozorovanými a chyběj́ıćımi hodnotami. Nechť Zol
l a Zml

l ,

v tomto pořad́ı, označuje matice se zbývaj́ıćımi bilancemi koresponduj́ıćımi

s pozorovanými a chyběj́ıćıcmi buňkami xl. Nav́ıc, prvńı sloupec matic Zol
l

a Zml
l obsahuje jedničky, abychom v následuj́ıćım regresńım modelu

zoll = Zol
l β + ε, (8)

s neznámým regresńım parametrem β a chybou ε zachytili též absolutńı

člen regresńı funkce.

6. Odhadneme regresńı koeficienty β z regrese uvedené výše a použijeme od-

hadnuté regresńı koeficienty β̂, abychom nahradili chyběj́ıćı složky zml
l

ẑml
l = Zml

l β̂. (9)

7. Použijeme přepoč́ıtané bilance pro zpětnou transformaci na simplex podle

výše uvedených vzorc̊u (5), (6), (7). V d̊usledku toho jsou hodnoty, které

byly p̊uvodně chyběj́ıćı v buňkách ml proměnné xl, aktualizovány.
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8. Kroky 4.-7. provedeme postupně pro každé l = 2, . . . , D.

9. Opakujeme kroky 3.-8., dokud neńı euklidovská vzdálenost mezi výběrovými

variančńımi maticemi, poč́ıtanými z ilr-transformovaných dat podle vztahu

(4) z předešlé a následuj́ıćı iterace menš́ı než stanovená hranice.

Ačkoli nebyl proveden d̊ukaz konvergence této metody (který je ostatně obt́ıžně

proveditelný i u jej́ı ”standardńı” podoby), výpočty s reálnými a simulovanými

daty (provedeno v [8]) ukázaly, že algoritmus obvykle konverguje po pár iteraćıch

a že po druhé iteraci již neńı dosaženo zvlášť významného zlepšeńı.

Následuje př́ıklad popisuj́ıćı krok za krokem regresńı imputaci podle výše uve-

deného postupu. Pro výpočet použijeme data z př́ıkladu 2, protože pro ně máme

k dispozci již naimputované hodnoty pomoćı k-nn. Nav́ıc je našim záměrem pro

obě provést shrnut́ı kvality imputace.

Př́ıklad 3: Máme k dispozici datovou matici sestávaj́ıćı se z 19 kompozic o 5

složkách, tj. n = 19, D = 5. V závislosti na přǐrazeńı proměnných jednot-

livým sloupc̊um datové matice, budeme rozlǐsovat prvńı a druhou iteraci. Nejprve

poṕı̌seme postup imputace v prvńı iteraci, tzn. chceme imputovat dvě složky x72

a x14,2.

1. Chyběj́ıćı hodnoty, které jsme z p̊uvodńıho datového souboru uměle odstra-

nili, jsme naimputovali pomoćı algoritmu k-nn (postup popsán v př́ıkladu

2). Jedná se o hodnoty s označeńım x72 = 222, x75 = 113 a x14,2 = 373.

2. Nyńı uspořádáme proměnné podle počtu chyběj́ıćıch hodnot. Pro daľśı

výpočty muśıme podotknout, že xj, j = 1, . . . , 5, dále označuje sloupec

odpov́ıdaj́ıćı j-té složce kompozice.

Nejv́ıce chyběj́ıćıch hodnot se před imputaćı pomoćı k-nn vyskytovalo ve

druhém sloupci p̊uvodńı datové matice, tud́ıž za x1 voĺıme sloupec na-

zvaný foodstuff. V pátém sloupci p̊uvodńı matice se vyskytovala pouze

jediná chyběj́ıćı hodnota, tzn. x2 bude dále označovat sloupec services.
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Protože v datové matici již žádné chyběj́ıćı hodnoty nenalezneme, přǐrad́ıme

proměnné x3, x4 a x5 zbývaj́ıćım sloupc̊um po řadě zleva. Pro lepš́ı orien-

taci přǐrazeńı zapǐsme přehledněji: foodstuff → x1 , services → x2, housing

→ x3, alcohol & tobacco → x4, others → x5. Následuje tabulka hodnot již

s uspořádanými sloupci, kde zvýrazněné hodnoty představuj́ı imputované

hodnoty pomoćı k-nn.

i x1 x2 x3 x4 x5

1 328 196 640 147 169
2 484 912 1800 515 2291
3 331 149 616 126 117
4 368 275 875 191 290
5 364 236 770 196 242
6 415 420 990 284 588
7 222 113 414 94 68
8 440 636 1394 393 1161
9 374 487 1285 363 785
10 469 388 1102 243 496
11 452 832 1717 452 1977
12 454 676 1549 424 1345
13 386 222 838 155 208
14 373 280 845 211 317
15 394 386 1130 271 490
16 466 822 1765 524 2133
17 443 523 1195 329 974
18 521 1010 2180 553 2781
19 410 345 1017 225 419

3. Nechť l = 1.

4. Ilr transformace pro p̊uvodńı hodnoty složek vypoč́ıtáme podle vzorce (4).

Pro názornost vyjádř́ıme prvńı čtyři ilr-transformované složky i s dosazeńım
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do př́ıslušného vzorce,

z11 =

√
5− 1

5− 1 + 1
ln

5−1
√
x12 · x13 · x14 · x15

x11
=

√
4

5
ln

4
√

196 · 640 · 147 · 169

328
=

= −0.2934,

z12 =

√
5− 2

5− 2 + 1
ln

5−2
√
x13 · x14 · x15
x12

=

√
3

4
ln

3
√

640 · 147 · 169

196
= 0.2158,

z13 =

√
5− 3

5− 3 + 1
ln

5−3
√
x14 · x15
x13

=

√
2

3
ln

√
147 · 169

640
= −1.1442,

z14 =

√
5− 4

5− 4 + 1
ln
x15
x14

=

√
1

2
ln

169

147
= 0.0986.

Nyńı uvád́ıme tabulku zobrazuj́ıćı všechna transformovaná data.

i z1 z2 z3 z4

1 -0.2934 0.2158 -1.1442 0.0986
2 0.7969 0.2972 -0.4124 1.0554
3 -0.4881 0.2915 -1.3260 -0.0524
4 -0.0714 0.2442 -1.0722 0.2953
5 -0.1591 0.2950 -1.0311 0.1491
6 0.1902 0.2317 -0.7225 0.5146
7 -0.4684 0.1751 -1.3427 -0.2290
8 0.5319 0.2613 -0.5916 0.7660
9 0.4941 0.3331 -0.7173 0.5454
10 0.0141 0.2371 -0.9431 0.5045
11 0.7648 0.2829 -0.4873 1.0434
12 0.5910 0.3033 -0.5866 0.8163
13 -0.2926 0.2609 -1.2578 0.2080
14 -0.0450 0.2730 -0.9667 0.2878
15 0.1961 0.2768 -0.9240 0.4188
16 0.7910 0.3659 -0.4185 0.9926
17 0.3687 0.2842 -0.6101 0.7675
18 0.8559 0.3406 -0.4606 1.1421
19 0.0352 0.2448 -0.9779 0.4397

5. Označme množiny index̊u odkazuj́ıćı na chyběj́ıćı a pozorované složky, v tomto

pořad́ı, m1 = {7, 14} , o1 = {1, . . . , 6, 8, . . . , 13, 15, . . . , 19} .
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Dále označme vektory a matice bilanćı odpov́ıdaj́ıćı množinám m1 a o1,

zm1
1 =

(
−0.4684
−0.0450

)
, Zm1

1 =

(
1 0.1751 −1.3427 −0.2290
1 0.2730 −0.9667 0.2878

)
,

zo11 =



−0.2934
0.7969
−0.4881
−0.0714
−0.1591

0.1902
0.5319
0.4941
0.0141
0.7648
0.5910
−0.2926

0.1961
0.7910
0.3687
0.8559
0.0352



, Zo1
1 =



1 0.2158 −1.1442 0.0986
1 0.2972 −0.4124 1.0554
1 0.2915 −1.3260 −0.0524
1 0.2442 −1.0722 0.2953
1 0.2950 −1.0311 0.1491
1 0.2317 −0.7225 0.5146
1 0.2613 −0.5916 0.7660
1 0.3331 −0.7173 0.5454
1 0.2371 −0.9431 0.5045
1 0.2829 −0.4873 1.0434
1 0.3033 −0.5866 0.8163
1 0.2609 −1.2578 0.2080
1 0.2768 −0.9240 0.4188
1 0.3659 −0.4185 0.9926
1 0.2842 −0.6101 0.7675
1 0.3406 −0.4606 1.1421
1 0.2448 −0.9779 0.4397



.

Regresńı model

zo11 = Zo1
1 β + ε

je po dosazeńı tvaru
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−0.2934
0.7969
−0.4881
−0.0714
−0.1591

0.1902
0.5319
0.4941
0.0141
0.7648
0.5910
−0.2926

0.1961
0.7910
0.3687
0.8559
0.0352



=



1 0.2158 −1.1442 0.0986
1 0.2972 −0.4124 1.0554
1 0.2915 −1.3260 −0.0524
1 0.2442 −1.0722 0.2953
1 0.2950 −1.0311 0.1491
1 0.2317 −0.7225 0.5146
1 0.2613 −0.5916 0.7660
1 0.3331 −0.7173 0.5454
1 0.2371 −0.9431 0.5045
1 0.2829 −0.4873 1.0434
1 0.3033 −0.5866 0.8163
1 0.2609 −1.2578 0.2080
1 0.2768 −0.9240 0.4188
1 0.3659 −0.4185 0.9926
1 0.2842 −0.6101 0.7675
1 0.3406 −0.4606 1.1421
1 0.2448 −0.9779 0.4397




β0
β1
β2
β3

+



ε1
ε2
ε3
ε4
ε5
ε6
ε8
ε9
ε10
ε11
ε12
ε13
ε15
ε16
ε17
ε18
ε19



.

6. Pro odhad regresńıho parametru β dosad́ıme do známého vztahu a obdrž́ıme

výsledek

β̂ =
(
Zo1

1
TZo1

1

)−1
Zo1

1
Tzo11 =


0.2587
1.1473
0.7519
0.4891

 .

Abychom nahradili chyběj́ıćı složky zm1
1 , dosad́ıme odhadnuté regresńı pa-

rametry do rovnice

ẑm1
1 = Zm1

1 β̂ =

(
1 0.1751 −1.3427 −0.2290
1 0.2730 −0.9667 0.2878

)
0.2587
1.1473
0.7519
0.4891

 =

(
−0.6619
−0.0141

)
.

7. Inverzńı transformaci provedeme v několika kroćıch. Nejprve odhadnuté

hodnoty ẑm1
1 dosad́ıme mı́sto těch před odhadem v matici ilr-transformova-

ných dat na pozice z71 a z14,1. Pak provedeme inverzńı transformaci pomoćı

vzorc̊u (5), (6) a (7). Abychom nakonec dostali imputovanou hodnotu
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v p̊uvodńıch jednotkách datového souboru, muśıme hodnotu po inverzńı

transformaci v prvńım sloupci v sedmém a čtrnáctém řádku (nyněǰśı pozice

hodnot NA při prohozených sloupćıch) vynásobit pořadě součtem složek

sedmé a čtrnácté kompozice z datového souboru po k-nn imputaci bez NA

(tabulka na straně 41). Vše ukážeme i s dosazeńım.

Data z inverzńı ilr transformace označme pro daľśı použit́ı xilrij , vypadaj́ı

takto:

i xilr1 xilr2 xilr3 xilr4 xilr5
1 0.2216 0.1324 0.4324 0.0993 0.1142
2 0.0806 0.1520 0.2999 0.0858 0.3817
3 0.2472 0.1113 0.4600 0.0941 0.0874
4 0.1841 0.1376 0.4377 0.0955 0.1451
5 0.2013 0.1305 0.4259 0.1084 0.1339
6 0.1539 0.1557 0.3671 0.1053 0.2180
7 0.2857 0.1171 0.4292 0.0975 0.0705
8 0.1093 0.1580 0.3464 0.0977 0.2885
9 0.1135 0.1478 0.3901 0.1102 0.2383
10 0.1738 0.1438 0.4084 0.0901 0.1838
11 0.0832 0.1532 0.3162 0.0832 0.3641
12 0.1021 0.1520 0.3482 0.0953 0.3024
13 0.2134 0.1227 0.4632 0.0857 0.1150
14 0.1790 0.1391 0.4197 0.1048 0.1574
15 0.1475 0.1445 0.4231 0.1015 0.1835
16 0.0816 0.1440 0.3091 0.0918 0.3735
17 0.1279 0.1510 0.3450 0.0950 0.2812
18 0.0740 0.1434 0.3094 0.0785 0.3947
19 0.1697 0.1428 0.4210 0.0931 0.1734

Abychom dostali imputované hodnoty x∗72 a x∗75 na p̊uvodńıch pozićıch v da-

tovém souboru, budeme násobit hodnoty inverzně ilr-transformovaných dat

na pozićıch x17 a x14,1 z předešlé tabulky součtem složek kompozic v od-

pov́ıdaj́ıćıch řádćıch p̊uvodńı matice ze strany 41, tedy
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x∗72 = xilr71

5∑
j=1

x7j = 0.2857 · (414 + 222 + 94 + 68 + 113) = 260,

x∗14,2 = xilr14,1

5∑
j=1

x14,j = 0.1790 · (845 + 373 + 211 + 317 + 280) = 363.

Závěrem můžeme ř́ıci, že se nám povedlo pomoćı iterativńı regrese naim-

putovat hodnotu x72 kvalitněji než tomu bylo u k-nn, poněvadž pro k-nn

je hodnota rovna 222 oproti 260 z iterativńı regrese. Na druhou stranu

se imputovanou hodnotu pomoćı iterativńı regrese 363 ve srovnáńı s hod-

notou v k-nn 373 nepodařilo vylepšit. Ale vzhledem k tomu, že rozd́ıl je

pouze o deset jednotek, můžeme usuzovat, že regresńı imputace byla celkově

úspěšněǰśı než metoda k nejbližš́ıch soused̊u.

Jelikož se v pátém sloupci p̊uvodńıho datového souboru z př́ıkladu 2 nacháźı

ještě jedna chyběj́ıćı hodnota, budeme postup regresńı imputace opakovat. Pro-

vedeme t́ım pádem druhou iteraci této metody pro imputováńı hodnoty x75

v p̊uvodńım datovém souboru s využit́ım již naimputovaných hodnot v proměnné

x1 z prvńı iterace. Pro lepš́ı názornost přehod́ıme pořad́ı prvńı a druhé proměnné,

protože je chyběj́ıćı hodnota nyńı již jen u x2, ostatńı proměnné ponecháme stejně.

T́ımto vznikne nová tabulka hodnot, ve druhém sloupci jsou zvýrazněny již im-

putované hodnoty z prvńı iterace a hodnota určená k imputaci ve sloupci prvńım.

47



i x2 x1 x3 x4 x5

1 196 328 640 147 169
2 912 484 1800 515 2291
3 149 331 616 126 117
4 275 368 875 191 290
5 236 364 770 196 242
6 420 415 990 284 588
7 113 260 414 94 68
8 636 440 1394 393 1161
9 487 374 1285 363 785
10 388 469 1102 243 496
11 832 452 1717 452 1977
12 676 454 1549 424 1345
13 222 386 838 155 208
14 280 363 845 211 317
15 386 394 1130 271 490
16 822 466 1765 524 2133
17 523 443 1195 329 974
18 1010 521 2180 553 2781
19 345 410 1017 225 419

Poněvadž jsme změnili pořad́ı proměnných x1 a x2, označme l = 2. V po-

stupu budeme pokračovat krokem 4, tzn. ilr transformaćı dat. Pro prvńı čtyři

pozorováńı v datové tabulce vypoč́ıtáme hodnoty ilr-transformace i s dosazeńım,

z11 =

√
4

5
ln

4
√

328 · 640 · 147 · 169

196
= 0.2823,

z12 =

√
3

4
ln

3
√

640 · 147 · 169

328
= −0.2301,

z13 =

√
2

3
ln

√
147 · 169

640
= −1.1442,

z14 =

√
1

2
ln

169

147
= 0.0986.

Všimněme si, že v porovnáńı s hodnotami v tabulce na straně 42, se prvńı dvě

nové proměnné lǐśı z d̊uvodu jejich výměny. Hodnoty zbylých dvou složek jsou

totožné s hodnotami z předcházej́ıćı iterace.

K množinám m2 = {7} a o2 = {1, . . . , 6, 8, . . . , 19} vytvořme př́ıslušné vektory
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a matice bilanćı,

zm2
2 = 0.3219, Zm2

2 =
(

1− 0.5466− 1.3427− 0.2290
)
,

zo22 =



0.2823
0.0885
0.4043
0.2543
0.3254
0.1768
0.1200
0.1990
0.2261
0.0827
0.1459
0.3258
0.2695
0.2190
0.1565
0.1830
0.1158
0.2282



, Zo2
2 =



1 −0.2301 −1.1442 0.0986
1 0.8459 −0.4124 1.0554
1 −0.3997 −1.3260 −0.0524
1 −0.0080 −1.0722 0.2953
1 −0.0803 −1.0311 0.1491
1 0.2421 −0.7225 0.5146
1 0.5804 −0.5916 0.7660
1 0.5617 −0.7173 0.5454
1 0.0730 −0.9431 0.5045
1 0.8113 −0.4873 1.0434
1 0.6481 −0.5866 0.8163
1 −0.2181 −1.2578 0.2080
1 0.0482 −0.9667 0.2878
1 0.2591 −0.9240 0.4188
1 0.8574 −0.4185 0.9926
1 0.4280 −0.6101 0.7675
1 0.9139 −0.4606 1.1421
1 0.0953 −0.9779 0.4397



.

Regresńı model

zo22 = Zo2
2 β + ε
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je po dosazeńı tvaru



0.2823
0.0885
0.4043
0.2543
0.3254
0.1768
0.1200
0.1990
0.2261
0.0827
0.1459
0.3258
0.2695
0.2190
0.1565
0.1830
0.1158
0.2282



=



1 −0.2301 −1.1442 0.0986
1 0.8459 −0.4124 1.0554
1 −0.3997 −1.3260 −0.0524
1 −0.0080 −1.0722 0.2953
1 −0.0803 −1.0311 0.1491
1 0.2421 −0.7225 0.5146
1 0.5804 −0.5916 0.7660
1 0.5617 −0.7173 0.5454
1 0.0730 −0.9431 0.5045
1 0.8113 −0.4873 1.0434
1 0.6481 −0.5866 0.8163
1 −0.2181 −1.2578 0.2080
1 0.0482 −0.9667 0.2878
1 0.2591 −0.9240 0.4188
1 0.8574 −0.4185 0.9926
1 0.4280 −0.6101 0.7675
1 0.9139 −0.4606 1.1421
1 0.0953 −0.9779 0.4397




β0
β1
β2
β3

+



ε1
ε2
ε3
ε4
ε5
ε6
ε8
ε9
ε10
ε11
ε12
ε13
ε14
ε15
ε16
ε17
ε18
ε19



.

Výpočet odhadu regresńıho parametru je

β̂ =
(
Zo2

2
TZo2

2

)−1
Zo2

2
Tzo22 =


0.1597
0.0105
−0.1465
−0.1275

 ,

výpočet odhadu chyběj́ıćı složky zm2
2 pomoćı odhadnutého regresńıho parametru

je

ẑm2
2 = Zm2

2 β̂ =
(

1− 0.5466− 1.3427− 0.2290
)

0.1597
0.0105
−0.1465
−0.1275

 = 0.3799.

Tuto odhadnutou hodnotu dosad́ıme do matice ilr-transformovaných dat na

pozici p̊uvodńı hodnoty z71 = 0.3219. Spoč́ıtáme inverzńı ilr transformaci složek

a t́ım dostaneme hodnoty vypsané tabulkou
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i xilr1 xilr2 xilr3 xilr4 xilr5
1 0.1324 0.2216 0.4324 0.0993 0.1142
2 0.1520 0.0806 0.2999 0.0858 0.3817
3 0.1113 0.2472 0.4600 0.0941 0.0874
4 0.1376 0.1841 0.4377 0.0955 0.1451
5 0.1305 0.2013 0.4259 0.1084 0.1339
6 0.1557 0.1539 0.3671 0.1053 0.2180
7 0.1124 0.2760 0.4395 0.0998 0.0722
8 0.1581 0.1093 0.3464 0.0977 0.2885
9 0.1478 0.1135 0.3901 0.1102 0.2383
10 0.1438 0.1738 0.4085 0.0901 0.1838
11 0.1532 0.0832 0.3162 0.0832 0.3641
12 0.1520 0.1021 0.3482 0.0953 0.3024
13 0.1227 0.2134 0.4632 0.0857 0.1150
14 0.1389 0.1801 0.4191 0.1047 0.1572
15 0.1445 0.1475 0.4231 0.1015 0.1835
16 0.1440 0.0816 0.3091 0.0918 0.3735
17 0.1510 0.1279 0.3450 0.0950 0.2812
18 0.1434 0.0740 0.3094 0.0785 0.3947
19 0.1428 0.1697 0.4210 0.0931 0.1734

Imputaci chyběj́ıćı hodnoty x75 z p̊uvodńıho datového souboru dostaneme po

dosazeńı do vztahu

x∗75 = xilr71

5∑
j=1

x7j = 0.1124 · (414 + 260 + 94 + 68 + 113) = 106.

Chyběj́ıćı hodnota se nám povedla naimputovat pomoćı iterativńıho regresńıho

př́ıstupu v podstatě shodně s metodou k-nn, protože obě imputované hodnoty se

od p̊uvodńı 112 lǐśı pouze v jednotkách.

Závěrem podotkněme, že iterativńı regresńı imputaćı jsme pouze jednu ze

tř́ı chyběj́ıćıch hodnot doplnili kvalitněǰśım zp̊usobem než u metody k-nn, zato

v tomto př́ıpadě došlo k viditelnému zkvalitněńı imputované hodnoty. Uvedené

chováńı ovšem mohl zp̊usobit fakt, že rozsah výběru neńı př́ılǐs velký a tud́ıž jsou

metody méně přesné. Nemohou se proto plně projevit jejich vlastnosti.
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Původńı a imputovaná data můžeme v daľśım postupu porovnat pomoćı dvou

kritéríı [8]. Prvńım z nich je kompozičńı rozptyl chyb. Nechť M⊂ {1, . . . , n}

označuje množinu index̊u označuj́ıćı pozorováńı zahrnuj́ıćı nejméně jednu chyběj́ıćı

složku, a nM = |M| označuje počet těchto pozorováńı (kompozic v datovém sou-

boru s alespoň jednou chyběj́ıćı hodnotou). Potom je kompozičńı rozptyl chyb

definován jako

1

nM

∑
i∈M

d2
A(xi, x̂i),

kde xi označuje p̊uvodńı kompozici (ve smyslu před nastaveńım některých buněk

chyběj́ıćımi) a x̂i představuje kompozici s imputovanými chyběj́ıćımi složkami.

Druhým kritériem k posouzeńı kvality imputace je rozd́ıl v kovariačńı struktuře.

Označme S= (sij) jako výběrovou variančńı matici ilr-transformovaných pozo-

rováńı zij. Můžeme využ́ıt např́ıklad transformaci podle vztahu (4), použit́ı jiné

ilr báze by ovšem toto kritérium stejně nezměnilo. Dále označme Ŝ = (ŝij) jako

výběrovou variačńı matici poč́ıtanou pro stejná ilr-transformovaná data, kde jsou

však všechny chyběj́ıćı složky datové matice imputovány. Potom toto kritérium

je založeno na euklidovské vzdálenosti mezi oběma odhady variančńıch matic, tj.

1

D − 1

√√√√D−1∑
i=1

D−1∑
j=1

(sij − ŝij)2 =
1

D − 1

∥∥∥S− Ŝ
∥∥∥ .

Poznamenejme přitom, že kompozičńı rozptyl chyb měř́ı bĺızkost/přesnost

imputovaných hodnot v Aitchisonově geometrii, zat́ımco rozd́ıl v kovariančńı

struktuře vyjadřuje vliv imputace na mnohorozměrnou kompozičńı datovou struk-

turu.

Vrát́ıme-li se k př́ıkladu 2 a 3, můžeme dopoč́ıtat kompozičńı rozptyl chyb

a následně zhodnotit kvalitativńı charakter metod. U obou metod je množina
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M = {7, 14} a nM = 2. Hodnota kritéria je pro k-nn rovna

1

2

[
d2A (x7, x̂7) + d2A (x14, x̂14)

]
=

=
1

2

{
d2A [(414, 305, 94, 68, 112) ; (414, 222, 94, 68, 113)] +

+ d2A [(845, 386, 211, 317, 280) ; (845, 373, 211, 317, 280)]
}

= 0.0414,

a pro iterativńı regresńı imputaci

1

2

[
d2A (x7, x̂7) + d2A (x14, x̂14)

]
=

=
1

2

{
d2A [(414, 305, 94, 68, 112) ; (414, 260, 94, 68, 106)] +

+ d2A [(845, 386, 211, 317, 280) ; (845, 363, 211, 317, 280)]
}

= 0.0112.

Na základě těchto výsledk̊u můžeme tvrdit, že proces imputace pomoćı ite-

rativńıho př́ıstupu je kvalitněǰśı, protože kompozičńı rozptyl chyb je menš́ı než

kompozičńı rozptyl chyb u algoritmu k nejbližš́ıch soused̊u.
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4 Imputace pro kompozičńı data v R

Software R je volně dostupný statistický program pro výpočty r̊uzných sta-

tistických ukazatel̊u a charakteristik. Také se běžně použ́ıvá ke grafickému zob-

razeńı dat ve statistice. Tento program je volně dostupný na http://cran.r-

project.org. Uživatel si program může ”vylepšit” doinstalováńım knihoven

podle jeho potřeby. Tyto knihovny obsahuj́ı argumenty input̊u i output̊u a vysvě-

tleńı jednotlivých funkćı i s př́ıklady.

Pro kompozičńı data existuj́ı v rámci R dvě speciálńı knihovny compositions

a robCompositions. Druhý z nich obsahuje nástroje k výpočt̊um v rámci sta-

tistické analýzy kompozic a jejich vizualizaci pomoćı grafických zobrazeńı. Mi-

moto uživateli poskytuje dvě metody pro imputaci chyběj́ıćıch hodnot. Jedna je

založena na metodě k-nn, druhá na iterativńım modelu odhadu aplikovaném na

ilr-transformované kompozice [17].

Knihovny lze jednoduchým zp̊usobem ke stávaj́ıćım doinstalovat v menu pro-

gramu R pod záložkou Packages volbou položky seznamu Install package(s).

Nejprve je nutné zvolit zemi a poté již stač́ı vybrat danou knihovnu (v našem

př́ıpadě compositions a robCompositions). Instalace je dokončena zobrazeńım

stavového hlášeńı do konzoly programu. Pokud chceme knihovny dále použ́ıvat

k výpočt̊um, muśıme je nač́ıst. Toho dosáhneme, když v menu programu zvoĺıme

Packages a dále Load packages. V konzole se ukáže taktéž protokol o načteńı

knihovny. Po tomto úkonu můžeme již zadávat funkce v nich nadefinované.

Konkrétně úplný přehled funkćı knihovny robCompositions můžeme dostat, po-

kud do programu R zadáme př́ıkaz

> help(package=’robCompositions’).

V rámci této knihovny jsou uživateli k dispozici datové soubory, které je možné

použ́ıt pro daľśı výpočty statistických metod. Jejich přehled nalezneme v R po

zadáńı př́ıkaz̊u

> require (robCompostions),

> data (package =‘ robCompositions’),
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kde prvńı př́ıkaz znamená načteńı knihovny, druhý představuje samotný seznam

datových soubor̊u. Zadáme-li př́ıkaz

> help(expenditures)

zobraźı se soubor s popisem datového souboru Household expenditures, který

jsme použili pro demonstraci použit́ı imputačńıch metod v předchoźı kapitole.

Knihovna robCompositions současně záviśı na pěti jiných knihovnách, speciál-

ně na utils, robustbase, rrcov, car a MASS, ze kterých je importováno něko-

lik funkćı.

V př́ıslušné knihovně existuj́ı tři možnosti, jak vyjádřit kompozice pomoćı

souřadnic: alr transformace, clr transformace a ilr transformace. Pro ilr trans-

formaci dat stač́ı zadat do př́ıkazové řádky

> z=ilr(expenditures).

Samozřejmě je implementována i inverzńı transformace. Provede se př́ıkazem

> invilr(z).

Oba př́ıkazy pro výpočet transformaćı ve svých parametrech připouštěj́ı nastaveńı

specifických parametr̊u.

4.1 Imputace chyběj́ıćıch hodnot

Ve třet́ı kapitole byly podrobně popsány dvě metody pro imputaci kompozic,

na kterou nyńı navážeme aplikaćı výpočtu v softwaru R. Prvńı metoda využ́ıvá

princip̊u k nejbližš́ıch soused̊u. Druhá metoda se označuje jako iterativńı re-

gresńı imputace. Ve svém výpočtu využ́ıvá vypoč́ıtané hodnoty z algoritmu k-

nn a dále postupuje podle výše vysvětleného postupu. V této podkapitole na

př́ıkladu ukážeme výpočet iterativńı regresńı imputace v programu R. K tomuto

účelu jsme využili nadefinovaných funkćı knihovny robCompositions. Celá pro-

cedura přitom, pokračuje dokud se imputované hodnoty neustáĺı nebo dokud neńı

dosaženo maximálńıho počtu iteraćı.
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Ilustrativńı imputaci pomoćı softwaru R jsme provedli pro data z př́ıkladu 2

uvedeném ve třet́ı kapitole. Jedná se p̊uvodně o soubor z knihovny robCompositi-

ons s názvem Household expenditures. Protože jsme z datového souboru odstra-

nili třet́ı řádek, načteme do programu R již takto upravený datový soubor s

názvem ”expPriklad2.txt” pomoćı př́ıkazu read.table. Nově vzniklou tabulku

hodnot jsme pojmenovali jednoduše ”vydaje”. Protože jsme chtěli imputovat

chyběj́ıćı hodnoty, museli jsme je v tomto souboru vytvořit. To jsme provedli po-

moćı př́ıkaz̊u v R k tomu určených. Poté jsme již naimputovali hodnoty pomoćı

př́ıkaz̊u pro iterativńı regresńı imputaci. Nyńı následuje sled př́ıkaz̊u definovaných

pro iterativńı regresńı imputaci.

> vydaje=read.table("expPriklad2.txt")

> vydaje[7,2]<- vydaje[7,5]<- vydaje[14,2]<- NA

# imputace pomocı́ iterativnı́ regrese bez transformace dat

> imp2=impCoda(vydaje, method="lm", closed=TRUE, k=5)

> imp2

---------------------------------------

[1] "3 missing vales were imputed"

[1] "1 iteration was needed"

[1] "the last change was 0.1078"

---------------------------------------

> imp2$xImp[7,2] # zobrazenı́ imputované hodnoty na dané pozici

[1] 246.4926

> imp2$xImp[7,5]

[1] 89.52897

> imp2$xImp[14,2]

[1] 351.3506

Je vidět, že rozd́ıly mezi imputovanými hodnotami pomoćı softwaru R a p̊uvod-

ńımi jsou značné. K tomuto jevu zřejmě došlo právě v d̊usledku malého rozsahu
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datového souboru. Nav́ıc, typické vlastnosti metod se proto nemohou plně proje-

vit; také poznamenejme, že při konvergenci iteračńıho algoritmu může (např́ıklad

vlivem odlehlých hodnot či nekvalitně stanovené startovaćı imputace metodou

k nejbližš́ıch soused̊u) docházet k nabalováńı chyb.

57



5 Praktický př́ıklad

Tato kapitola pojednává o imputaci chyběj́ıćıch hodnot pro reálná data, jež

jsme źıskali od Českého statistického úřadu; z d̊uvodu jejich rozsahu jsou umı́stěna

na přiloženém CD. Nutno dodat, že data pocházej́ı z fiktivńı populace. Soubor

představuje náklady na bydleńı a obsahuje vybrané údaje za domácnosti, které

bydĺı v bytových domech a plat́ı za př́ıslušné složky náklad̊u na bydleńı v Kč.

Rozsah výběru o 3970 pozorováńıch neńı ještě dost velký, nicméně musel být

brán ohled na určitou homogenitu vzorku. Optimálně by měl datový soubor

č́ıtat alespoň přibližně deset tiśıc pozorováńı.

Soubor na přiloženém CD je zpracován v MS Excelu. Kromě datových tabu-

lek obsahuje prvńı list souboru stručný popis dat. Na druhém listu může čtenář

nalézt kompletńı datový soubor se všemi hodnotami plně napozorovanými a da-

tové tabulky modifikované v závislosti na procentu položkové non-response, tj.

kdy data považujeme za nezodpovězená. Nejprve uvažujeme př́ıpad, kdy u každé

složky je nasimulováno 10 % non-response, druhou možnost́ı je, že v každé položce

je př́ıtomno právě 20 % chyběj́ıćıch hodnot a posledńı je situace se složkovou

non-response u jednotlivých složek od 5% do 25%. Pro každou variantu pro-

centuálńıho zastoupeńı chyběj́ıćıch hodnot jsou určeny dva listy. Prvńı z nich

vždy obsahuje imputované chyběj́ıćı hodnoty v kompletńıch datových tabulkách,

tzn. obsahuje kompletńı tabulky s imputovanými hodnotami pro jednotlivé me-

tody. Druhý list čtenáři poskytuje porovnáńı pouze imputovaných hodnot pro

jednotlivé metody rozdělených podle složek kompozice. Předevš́ım nás zaj́ımalo,

jak bude imputace úspěšná v závislosti na zvoleném procentu nezodpovězených

položek datového souboru a hlavně na zvolené metodě.

Jak již bylo poznamenáno, jedná se o náklady na bydleńı celkem uváděné v Kč.

Protože nás zaj́ımaj́ı pod́ıly mezi složkami kompozice, nemuśıme v daľśım údaje

o celkových nákladech uvažovat. V datovém souboru jsou složky reprezentovány

označeńım
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najem nájemné, úhrada za už́ıváńı bytu,
elektr elektřina,
plyn plyn,
vodne vodné a stočné,
ost sluz ostatńı služby spojené s už́ıváńım bytu.

Pro představu čtenáři na tomto mı́stě poskytneme datové tabulky, se kterými

jsme v Excelu pracovali. Nejprve uvád́ıme tabulku s kompletně napozorovanými

hodnotami

najem elektr plyn vodne ost sluz
800 600 200 250 298
3800 900 570 140 627
2000 600 1300 200 457
549 748 807 150 72
4002 850 1750 1316 782
1998 2720 2931 723 328
3705 1200 1500 1452 843
6111 1500 1500 1500 1389
4872 1000 1500 1641 487
1400 1400 1200 1000 242

...
...

...
...

...

a tabulku s 20% položkovou non-response

najem elektr plyn vodne ost sluz
800 600 200 250 298
0 900 570 140 627
0 600 1300 200 0
0 748 807 0 72

4002 850 1750 1316 0
0 2720 0 723 0
0 1200 0 1452 843

6111 1500 1500 1500 1389
4872 1000 0 1641 487
1400 1400 0 1000 242

...
...

...
...

...

Na každém listu popisuj́ıćım srovnáńı imputace chyběj́ıćıch hodnot (vždy

druhý list pro každou variantou non-response) jsme provedli porovnáńı celkového
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počtu chyběj́ıćıch hodnot a počtu imputovaných hodnot, které byly lépe nahra-

zeny pomoćı iterativńı regrese pro jednotlivé složky náklad̊u na bydleńı. Výpočty

byly provedeny pomoćı př́ıkaz̊u softwaru R popsaných v kapitole 4.1. Jejich

zněńı je taktéž zkoṕırováno na přiloženém CD ve formě skriptu softwaru R. Pro

přehlednost vše shrnuje následuj́ıćı tabulka.

data s % složky celkový počet imputace it. regresńı
nonresponse náklad̊u non-response k-nn imputace

d
at

a
10

najem 398 176 222
elektr 385 176 209
plyn 397 232 165

vodne 405 190 215
ost sluzby 378 176 202

d
at

a
20

najem 767 526 241
elektr 797 303 494
plyn 792 390 402

vodne 777 348 429
ost sluzby 797 305 492

d
at

a
5

25

najem 191 83 108
elektr 374 154 220
plyn 594 312 282

vodne 985 457 528
ost sluzby 1199 538 661

Z tabulky je patrné, že iterativńı regresńı imputace byla pouze ve třech

př́ıpadech neúspěšná, když hovoř́ıme o lepš́ım nahrazeńı chyběj́ıćıch hodnot oproti

metodě k-nn. Výhodou zde bylo, že jsme měli p̊uvodńı data k dispozici a tud́ıž

jsme mohli srovnáńı provést. Na základě výsledk̊u lze ř́ıci, že se potvrdila naše

domněnka, že iterativńı regresńı imputace provád́ı nahrazeńı chyběj́ıćıch hod-

not kvalitněji, i když zřejmě většinou nedocháźı k zásadńımu vylepšeńı imputace

oproti metodě k nejlepš́ıch soused̊u.
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Závěr

V této diplomové jsem nejprve shrnula teoretické poznatky týkaj́ıćı se kom-

pozičńıch dat. Ty jsou d̊uležité pro pochopeńı speciálńıch vlstnost́ı kompo-

zic a také pro daľśı práci s kompozičńımi daty. Po představeńı mechanismů

a stručném seznámeńı s regresńı imputaćı jsem popsala detailně dvě nejuž́ıvaněǰśı

metody imputace chyběj́ıćıch hodnot u kompozičńıch dat. Obě dvě metody jsou

vysvětleny na ilustrativńım př́ıkladu. Ten může čtenáři poskytnout návod, jak

pomoćı těchto metody chyběj́ıćı hodnoty imputovat, protože obsahuje jednot-

livé mezivýpočty i s vysvětleńım. Protože jsem chtěla v práci ukázat použit́ı

obou metod na reálných datech, popsané metody jsem aplikovala na data źıskaná

z Českého statistického úřadu. Jedná se o datový soubor popisuj́ıćı náklady na

bydleńı v Kč u fiktivńı populace o rozsahu 3970 pozorovávńı. Na základě pro-

vedených výpočt̊u lze ř́ıci, že iterativńı regresńı imputace poskytuje kvalitněǰśı

imputaci chyběj́ıćıch hodnot než metoda k nejbližš́ıch soused̊u.

Ke zpracováńı dat jsem použ́ıvala statistický software R a jeho knihovny

compositions a robCompositions, určené pro práci s kompozicemi. Po prvńıch

neúspěš́ıch jsem si software obĺıbila a mohu ř́ıci, že je pro specifickou práci s kom-

pozičńımi daty velmi dobře vybavený, zejména pokud uživatel potřebuje spoč́ıtat

specifické operace v oboru kompozic.

Závěrem bych chtěla podotknout, že tato práce mi poskytla možnost se dozvědět

nové poznatky o oblastech statistiky, které nejsou běžnou náplńı studijńıch plán̊u.

Zárověň jsem měla př́ıležitost se zdokonalit v práci se softwarem R a konečně

i Microsoft Excel, ve kterém mi byly poskytnuty datové soubory od ČSÚ.
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