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Abstrakt

Tato praca je zamerand na segmentéciu vozovky v laserovych skenoch, pomocou konvoluénej
neurénovej siete. Pre rieSenie uvedeného problému, ktory néjde uplatnenia v oblastiach
udrzby vozovky, boli pouzité konvolucéné neurénové siete pre ich flexibilitu a rychlost. Praca
prinasa implementaciu a modifikacie existujicej metddy, ktord dany problém riesi pomocou
plne prepojenej konvolucej neurénovej siete. Tymito modifikdciami st napriklad pouzitie
roznych parametrov pre chybovi funkciu, pouzitie iného poc¢tu tried v modeli a datasete.
Vplyv modifikacii bol experimentalne overeny a bola dosiahnuté presnost 96.12%, a hodnota
F-measure 95.02%.

Abstract

This work is focused on road segmentation in laser scans, using a convolutional neural
network. To achieve this goal, which will find application in the field of road maintenance,
convolutional neural networks have been used for their flexibility and speed. The work
brings implementation and modifications of the existing method, which solves the problem
by using a fully connected convolutional neural network. Used modifications include, for
example using of various parameters for the loss function, the use of a different number of
classes in the network model and dataset. The effect of the modification was experimentally
verified and the accuracy of 96.12%, and the value for F-measure 95.02% were achieved.
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Kapitola 1

Uvod

Teéria strojového ucenia predbehla technolégiu svojej doby, a preto nebolo mozné tieto
poznatky aplikovat. V dnesnej dobe je koneéne mozné zacat uplatnovat tieto znalosti, na-
kolko v poslednych desiatkach rokov dosiahol technologicky pokrok v oblasti vypocetnej sily
obrovsky posun. V tejto praci je pouzitd cast teodrie strojového ucenia, a to konkrétne po-
znatky o konvolu¢nych neurénovych sietach, ktoré sa v poslednej dobe stali akymsi médnym
trendom v oblasti spracovania dat.

Tato praca sa zaobera detekciou objektov v laserovych skenoch pomocou konvolué¢nych
neurénovych sieti. Jednou zo zdkladnych entit v mestskom prostredi a doprave je vozovka,
ktorej segmentacia nachadza siroké moznosti pouzitia v réznych oblastiach. Prave preto bola
tato praca zamerand konkrétne na segmentaciu vozovky. Samotna segmentacia vozovky je
narocnd uloha, nakolko tato ¢innost vyzaduje velmi zlozity algoritmus. Jednoduchsi pristup
k tejto ulohe, je pouzitie konvolucnej neurénovej siete, s ktorej pouzitim odpadé vela prob-
lémov s vytvorenim algoritmu, ktory by dokazal rozpoznat vozovku, no na druht stranu je
potrebné vyriesit problémy s implementaciou a natrénovanim tejto neurénovej siete.

Problém segmentacie vozovky je neustéle rieseny velkym mnozstvom odbornikov, pri-
¢om niektoré z dostupnych rieseni si popisané v kapitole 4. Pouzité riesenie v praci bolo
inSpirované prave existujucimi rieseniami. Praca prinasa modifikacie povodnej metody Cal-
tagirone et al. [7], ako napriklad zmena parametrov uéenia, zmena parametrov chybovej
funkcie, ¢i rézne zmeny pouzitych tried v datasete a modeli neurénovej siete.

Pouzitie vysledku prace je mozné najst pri réznych pracach na vozovke, akymi st na-
priklad malovanie dopravného znacenia na vozovku, ¢i drzba vozovky a jej okolia alebo
rozne aplikacie merani ploch vozovky a jej okolia.

V kapitole 2 sa nachadza teoreticky uvod k laserovym datam, ktoré si pouzivané ako
vstup konvoluénej neurénovej siete. Struénym sposobom je tu popisany spdsob ziskavania
laserovych dat a ich ukladania. Nasledujica kapitola 3 popisuje tedriu potrebni pre riese-
nie problému segmentdcie vozovky pomocou konvoluénej neurdénovej siete. Su tu popisané
vybrané parametre neurénovych sieti a principy ich trénovania. Kapitola 5 predstavuje po-
uzité principy pre riesenie problému. Nachddzaju sa tu informéacie o pouzitej neurénovej
sieti, ako aj teoretické poznatky na pripravu dat vhodnych na trénovanie neurénovej siete.
V kapitole 6 sa nachddzaju informécie k priprave datasetu pouzitého pre trénovanie neuré-
novej siete, ako aj informacie o samotnom prevedeni trénovania neurénovej siete. Kapitola 7
popisuje vysledky dosiahnuté pri zmenéch urcitych parametrov pre pripravu vstupnych dat,
parametrov trénovaného modelu neurénovej siete alebo parametrov samotného trénovania.
V poslednej kapitole 8 sa nachddza zhrnutie dosiahnutych vysledkov v praci a informacie
ohladom moznosti, ktoré by mohli zlepsit dosiahnuté vysledky.



Kapitola 2

Technol6gia laserového mapovania

Laserové mapovanie je technologia pre snimanie svojho prostredia alebo konkrétneho ob-
jektu. Tato technoldgia poskytuje presné a detailné informécie o snimanom prostredi. Pri
mobilnych systémoch LiDAR byva ich sti¢astou aj GPS a INS jednotka. Casté st taktiez
systémy pre laserové mapovanie bez systémov GPS a INS, v ktorych st mapované body po-
pisané v lokalnych sturadniciach. V poslednych rokoch bol zaznamenany zvySeny rast poc¢tu
vedeckych prispevkov s témou laserového mapovania, ¢o ukazuje, ze laserové mapovanie sa
stéava oblibenou technolégiou [31]. Obrovskou vyhodou laserového mapovania oproti foto-
grafovaniu je schopnost presne reprezentovat priestor v troch dimenzidch. Dalsou vyhodou
laserového mapovania je schopnost snimat svoje prostredie aj za zlych podmienok [21].

Vysledkom laserového mapovania je mnozina bodov, ktorti nazyvame mrac¢no bodov.
Priklad vizualizacie naskenovaného mrac¢na je mozné vidiet na obrazku 2.1.

Obr. 2.1: Vizualizdcia mra¢na bodov
Medzi najznamejsie triedy pouzitia technolégie laserového mapovania patri:
e Pouzitie pocas letu (snimanie so systémom LiDAR pripevnenym napr. k lietadlu)

e Pouzitie v stacionarnej pozicii



e Pouzitie v pohybujicom sa vozidle alebo inom pozemnom nosi¢i (napr. batohové
rieSenie)

2.1 Technolégia LiDAR

LiDAR je technolégia pre meranie vzdialenosti k meranému objektu, pricom tato techno-
logia funguje podobne ako radar. Hlavny rozdiel medzi systémom LiDAR a radarom je
v pouzivan{ kratsich vlnovych dizok. Systémy LiDAR najcastejdie vyuzivaji infracervené
svetlo, kdezto radar pouziva radiové viny. V zavislosti od metodiky pouzitej na zachytenie
udajov mo6zu mat zachytené udaje réznu hustotu [31].

Pouzitie technolégie LiDAR

Technolégia LiDAR je dnes bezne pouzivana v oblastiach ako astronémia, geoldgia, biologia,
geodézia, archeoldgia [31, 27], a taktiez v systémoch ADAS (Advanced Driver Assistance
Systems).

Princip fungovania

Existuja dva druhy merania vzdialenosti medzi snimanym bodom a systémom LiDAR.
Prvy pristup pouziva ¢as letu a druhy pristup pouziva vypocet fazového posunu. Zariade-
nia pouzivajtce pre vypocet vzdialenosti ¢as letu dokazu zachytit stovky az tisicky bodov
za sekundu, kdezto zariadenia pouzivajice pre vypocet vzdialenosti fazovy posun dokazu
zachytit stovky tisic bodov za sekundu, ¢o je ich nesmiernou vyhodou. Na druhej strane za-
riadenia pouzivajuce ¢as letu maja ovela vacsi rozsah priestoru, ktory dokazu snimaft, ¢o ich
robi vybornymi kandidatmi na skenovanie velmi vzdialenych objektov. Oba typy zariadeni
narazajui na technologické limity, pre ktoré nemo6zu tplne porazit druhy typ zariadenia. Pre
prvy typ zariadeni pouzivajuci cas letu, je limitom pulzova frekvencia, pretoze laser musi
cakat, kym sa kazdy 14¢ vrati, a az potom moze vyslat dalsi. Pre druhy typ zariadeni pou-
zivajuci fazovy posun je technickym limitom vzdialenost, nakolko vysielany signéal na dlhsie
vzdialenosti by musel byt ovela silnejsi, a taktiez snimané priebehy vin by boli privelmi
dlhé, ¢im by trpela presnost [1].

Pri metodike vypoctu casu letu luca laser vytvori opticky impulz, ktory sa prenesie,
odrazi od objektu a vrati k prijimacu. Prijimac¢ presne odmeria c¢as, ktory uplynie medzi
vyslanim a prijatim impulzu. Kedze rychlost cestovania pulzu je rovnaka ako rychlost svetla
v danom prostredi (tato rychlost je zndma), je mozné previest ¢as cesty lGc¢a na vzdialenost.
Na zdklade udajov o rozsahu lasera, uhle laserového skenu, pozicii lasera (z GPS), laserovej
orientacie (z INS), kalibra¢nych dat, je mozné vypocitat presné siradnice pre kazdy jeden
prijaty impulz [24]. Prijima¢ zaznamend ¢as ndvratu a intenzitu lica, ktory sa vratil, a
nasledne je vypocitany cas letu lica. Vzfah medzi ¢asom, rychlostou a vzdialenostou k
cielu (odrazova plocha) moéze byt vyjadreny nasledovne:

11— ta
= —— "%
2

kde d je vzdialenost k cielu, t; je ¢as vyslania laca, t9 je ¢as navratu lica a c je rychlost
Sirenia svetla v danom prostredi. Rozdiel medzi vyslanim a prijatim lica (¢as, kedy lac
cestoval) je este predeleny na polovicu (1G¢ cestoval vzdialenost k cielu dvakrat) [25].

Priklad fungovania tejto metédy je mozné vidief na obrazku 2.2, kde laser pri vyslani
lica generuje impulz pre ¢asova¢ (ten si poznadi ¢as, kedy bol impulz prijaty). Po odrazeni

d c (2.1)



lac¢a od objektu a jeho zachyteni systémom LiDAR je opédt generovany impulz pre ¢asovac.
Casova¢ moze v tomto momente vypoéitat ¢as cesty lica. Nésledne systém LiDAR dokaze
dopocitat vzdialenost podla vyssie uvedeného vzorca.

laser systém pre riadenie lGca
l- """ ‘. """"" \ snimany objekt

IU¢ svetla

pulz pre zaciatok ¢asovaca
-

C Casovad

pulz pre koniec ¢asovaca

gﬂ]

fotodetektor

Obr. 2.2: Znézornenie metodiky pouzivajicej ¢as letu luca [39]

Pri tejto metodike merania vzdialenosti bodu je délezité spravne nastavif periédu opa-
kovania vysielania signalu, ktori nastavuje uzivatel. Pre jej vypocet, je potrebna znalost
najvzdialenejSieho snimaného objektu, ¢ize najdlhsia snimana vzdialenost. Vypocet tejto
periddy je odvodeny z nasledného vzorca:

cxT

Rmam = 2

(2.2)

kde Ryqz je najviacsia snimand vzdialenost, ¢ je rychlost Sirenia svetla v danom prostredi
a T je hodnota periédy vysielania signalu. Z toho vyplyva, Ze periéda vysielania signdlu
priamo ovplyviuje maximéalnu snimatelnti vzdialenost. Naopak miniméalna vzdialenost pre
snimanie touto metédou je obmedzend saturaciou fotodetektora, optickym zarovnanim a
elektronickym oneskorenim [39]. Pri tychto systémoch je ddlezity ¢asova¢ daného zariadenia
[27].

Druhé pouzivand metodika, pouzivajica vypocet fazového posunu (fizovy posun je
posun krivky, v tomto pripade sinus, po osi x), potrebuje pre vypocet vzdialenosti kom-
plikovanejsi systém. Priklad systému pouzivajiceho tito metodiku je uvedeny na obrazku
2.3. Pre tato metodiku je potrebnych viac komponentov. Namiesto pouzitia impulzného
laserového zdroja, je pouzivany kontinualny zdroj, kde je vykon modulovany konstantnou
frekvenciou (na obrazku zjednoduSene oznacené ako laser). Vystup lasera je teda funkcia
f = sin(z), kde os x znadi ¢as a os y vykon lasera (na obrazku vrchna krivka v modrej plo-
che). Nakolko fotodetektory dokdzu okrem pritomnosti svetla, zistit aj jeho silu, je mozné
vytvorit sinusovi krivku névratového signédlu (na obrazku spodné krivka v zelenej ploche).
Dopplerov jav sposobi, ze 1G¢, ktory presiel dlhsiu vzdialenost (objekt je vzdialeny viac), ma
vacsi fazovy posun frekvencie (na obrézku spodnd ¢ast Sedej plochy) ako 14¢, ktory presiel
kratsiu vzdialenost.
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Obr. 2.3: Znézornenie metodiky pouzivajicej fazovy posun [39]

Pomocou fazového posunu, ziskaného z rozdielu medzi vrcholmi vin v radidanoch, je
mozné zistit vzdialenost k objektu s nasledujicou rovnicou,

_cxAg
2wk f

(2.3)

kde d je vzdialenost, ¢ je rychlost svetla v danom prostredi, A¢ je fazovy rozdiel a f je
frekvencia s ktorou bol vykon lasera modulovany [39].

Obe pouzivané metodiky generuju trojrozmerné informécie o prostredi a jeho povrchu.
Bezne su ukladané informécie o polohe, vyske a lesklosti povrchu bodu [12].



Kapitola 3

Neuronova siet

Neurénova siet je forma algoritmu strojového ucenia. [34]. Primarna schopnost neurénovych
sieti je rozpoznavat vzorce vo svete okolo nas. Neurdnova sief pozostava z malych jednotiek,
pripominajicich neurény nachadzajice sa v mozgu. Tieto jednotky st nazyvané neurény a
su zoskupené do vrstiev. Vrstva je mnozina neurénov [22, 3].

3.0.1 Umely neurén

Umely neurén je zdkladny prvok neurénovej siete [4]. Skupina tychto prvkov v neurénovej
sieti sa nazyva vrstva neurénovej siete. Neurén mé vstupy a vystup (na obrazku 3.1 st
vstupmi neurénu x1, x2, ,). Na vstupy neurénov je pripojeny vstup pre dandi neurénovi
siet, ak sa jednd o prva vrstvu, inak st na vstupy neurénov pripojené vystupy inych vrstiev
(vo vacsine pripadov). Na vystup (na obrazku 3.1 je vystup neurénu y) je privedend hod-
nota, ktori neurén vypocita pre dané vstupy. Kazdy vstup ma svoju vdhu (vaha spojenia,
na obrazku 3.1 wi, we, ws). Neurén vezme hodnotu z pripojeného vstupu a vynésobi ju
vahou pre dany vstup. Stucet vsetkych pripojenych vstupov vynasobenych ich vahami a bias
hodnoty je vstup pre aktiva¢ni funkciu (na obrdzku 3.1 f(x)). Aktivacnd funkcia jej vstup
matematicky transformuje a vysledok priradi na vystup neurénu.

Posun
Xl H Wi Aktlvaéné
funkcia
Vystup
Vstupy X, O—— Wy ————> f(x) y
X, O—> W, /
Vahy

Obr. 3.1: Umely neurén [4]

Previadzka neurdonovej siete je nasledovnd, do prvej vrstvy neurénov sa nacitajui vstupy,
vystupy z prvej vrstvy pokracuju ako vstupy do dalSej vrstvy neurénov, ktord opéat pro-
dukuje vystupy. Vystup, ktory vracia posledné vrstva, je samotny vystup neurénovej siete
(napr. zviera na obrazku).



Vrstva L,

Vrstva L;

Obr. 3.2: Priklad neurénovej siete [35]

Na Obr.3.2 je napriklad vrstva L1 vstupnou vrstvou, potom nasleduju dve vnutorné
vrstvy L2 a L3 (nazyvané tiez skryté). Posledna vrstva L4 je vrstva, ktord obsahuje vSetky
mozné vystupy siete (kazdy neurdén reprezentuje jeden mozny vystup) [4]. Matematicky je
mozné vystup neurénu vyjadrit nasledne:

y=fO anxwy+Db) (3.1)
n=1

kde z, je n-ty vstup neurénu, w, je n-td vdha neurénu, b je posunutie (bias) a f() je
aktivacna funkcia.

3.0.2 Vstup neurdénovej siete

Vstupy pre neurénové siete, mézu nadobudat rézne tvary (zavisi od rieSeného problém,u
a tiez architektiry neurdénovej siete). Najcastejsie st vstupy znézornené na obriazku 3.3
(Gervend farba znézornuje jeden element vstupu - jedna hodnota). V Tavej ¢asti obrazka sa
nachadza vstup, ktory ma tvar vektora. V strednej ¢asti sa nachadza vstup, ktory méa tvar
pola. V pravej c¢asti obrazka sa nachadza mnozina poli, pricom modra farba znaci jeden
prvok tejto mnoziny - vrstvu vstupu (v angl. feature map). TAto mnozina poli sa nazyva
tenzor.

Obr. 3.3: Priklad vstupov pre neurénové siete



Ro6zne vlastnosti vstupnych dat st rozdelené do kandlov, pricom kazdy kanal predstavuje
jednu vrstvu vstupu (vrstva vstupu méa tvar matice), napriklad rgh obrdzok mé 3 kandly.
Kazdy kanal m4 svoju filtraénii maticu. [15].

3.0.3 Pouzivanie neurdénovych sieti

Neuréonové siete maji obrovské mnozstvo moznosti pouzitia pre velmi siroké ticely. Popisané
budu niektoré z pristupov, postupne podla zlozitosti tilohy.

Macka Kacka Pes Macky Kacka Pes

Obr. 3.4: Typy vystupov neurénovych sieti [14]

Neurdénové siete, ktoré prevadzaju klasifikdciu vstupu, tento vstup spracuji vo svojej
vnutornej Struktire a na vystup siete si privedené hodnoty prislusnosti dat zo vstupu ku
klasifikovanym vystupnym triedam (napr. lavi hornt ¢ast obrazka 3.3 by siet zamerana na
klasifikdciu, zaradila k triede obrazkov, na ktorych sa nachddza macka). [11].

Pri zlozitejSom pouziti neurénovych sieti, kedy je vyzadovana lokalizdcia klasifikovaného
objektu, je ulohou siete urcit prislusnost dat k vystupnej triede, no zaroven musi tento objekt
v datach presne lokalizovat. Na obrazku 3.3 v pravej hornej ¢asti obrazku je mozné vidiet
lokalizovani a klasifikovanti macku (popis Macka a ¢erveny ram) [11].

Neurdénové siete, kde tlohou je detekcia viacerych objektov vo vstupnych datach pred-
stavuju dalsi stupen zlozitosti neurénovych sieti. Tieto siete vykondvaju lokalizaciu pre
viacero objektov v datach. Na obrazku 3.3 v lavej spodnej casti je vidiet priklad, ako by
mohol vyzerat vystup popisovanej siete.

Nasledujicim stupnom je segmentdcia objektov, ktorej tloha je zaradif vsetky data
k zodpovedajicim triedam [11]. Na obrézku 3.3 v spodnej pravej Casti, je mozné vidiet,
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ako priblizne segmentécia objektov vyzera. Pouzivaju sa dva typy segmentacie, sémanticka
a instancénd. Instancnd segmentéacia dokaze klasifikovat niekolko objektov rovnakej triedy.
Naopak sémantickd segmentacia dokaze kazdy pixel zaradit ku triede, no nerozlisi viac
objektov rovnakej triedy [14]. Na obrézku 3.3 v pravej spodnej ¢asti sa nachddza instan¢na
segmentacia. V pripade sémantickej segmentacie by obe macky na obrazku 3.3 v pravej
spodnej casti boli klasifikované ako jeden objekt. V praci bola implementovana sémanticka
segmentacia vozovky.

3.0.4 Aktivacné funkcie neurénovych sieti

Aktivaénd funkcia [36], ¢asto nazyvana aj prenosova funkcia, je matematicka funkcia, ktora
transformuje vystup neurénov. Pouziva sa v umelych neurénovych sietach, pre transfor-
maciu vystupnych signalov neurénov, ktoré si po tejto transformacii privedené na vstupy
neurénov dalsich vrstiev. V neurénovych sietach nachadzaju aktivacné funkcie miesto po
spocitani sumy vdhami vynasobenych vstupov a posunu, tak ako je to znazornené na ob-
razku 3.1. Ak by nebola pouzita aktivaéna funkcia, vystup siete by bola linedrna funkcia
(polyném prvého stupna). Vdaka aktivaénym funkcidm, je mozné ziskat nelinedrne mapo-
vanie vstupov na vystupy. Dolezitd vlastnost aktivacnej funkcie je moznost jej derivovania,
aby mohla byt vypocitana chyba s ohladom na vahy, a tiez optimalizované vahy pomocou
gradientu alebo akejkolvek inej optimalizacne]j techniky pre znizenie chyby [36]. Pouzitie
aktivacnej funkcie umoznuje riesit zlozitejsi problém pomocou mensej siete. Existuje vela
druhov aktivaénych funkeii. [41].

Jednou z najpouzivanejsich funkcii pri doprednych neurénovych sietach je ReLU (Rec-
tified linear unit). Je ¢astokrat prvou volbou pri tvorbe modelu siete. M4 velmi efektivny
vypocet [32]. Relu aktiva¢na funkcia mé nasledovny tvar:

z ifr>0

0 ifr<0 (32)

ReLU(zx) = {

Taktiez ¢asto pouzivand aktivacnd funkcia ELU (exponential linear unit), mé na rozdiel
od ostatnych aktivacnych funkcii, parameter naviac «, ktorého hodnota by mala byt kladna.
Hodnota tohto parametra je bezne medzi 0.1 a 0.3. Taktiez rovnako ako ReLU sa pouziva
pri konvoluénych neurénovych sietach.

T ifr >0

ale* —1) ifx <0 (8:3)

ELU(z) = {

Funkcia je kvoli vyrazu e®, vypoctovo drahsia, ako napriklad jej podobné funkcia ReLU,
a taktiez na rozdiel od ReLU moze produkovat zaporné hodnoty [33].

V praci bola taktiez pouzita aktiva¢na funkcia typu softmaz. Ide o funkciu, ktora trans-
formuje vektor zlozeny z n realnych hodnét na vektor zlozeny z n realnych hodndét, pricom
suma tohto transformovaného vektora méa hodnotu 1 a jednotlivé hodnoty sa nachadzaju v
intervale < 0;1 >. Toto umoznuje nahliadat na hodnoty vystupného vektora ako na hod-
noty pravdepodobnosti. Vstupny vektor moze obsahovat zaporné, pozitivne alebo aj vysoké
¢isla. Funkcia softmax malé a zaporné hodnoty transformuje na mali pravdepodobnost a
vysoké hodnoty transformuje na vysoku pravdepodobnost [38].
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3.1 Trénovanie neurénovej siete

Trénovanie neurénovej siete je proces, pri ktorom sa menia parametre neurénovej siete za
ucelom zlepSenia presnosti vysledkov, ktoré dana sief produkuje. Pocas trénovania neuré-
novej siete sa pouzivaju hlavne dva pristupy, trénovanie s uéitelom a trénovanie bez ucitela
[22].

Pri trénovani bez ucitela ma sief k dispozicii vstupy pre trénovanie, no nema zodpo-
vedajuce vystupy. Jej cielom je odhalit vzory vo vstupnych datach bez toho, aby jej bolo
ukdzané, ¢o ma hladat [22].

Pri trénovani s uc¢itelom maju vSetky trénovacie data dvojicu vstupnych dat a pozado-
vanych vystupov. Akondhle je siet schopné dostatocne presne urcif vystupy pre testovacie
data, moze byt tato neurénova siet pouzitd na realne data (data, ktoré neboli pouzité pri
trénovani siete) [22]. Pri trénovani siet urcuje vystupy pre vstupné data a porovnédva ich s
pozadovanymi vystupmi. Cim je rozdiel vacsi, tym viac sa menia parametre siete (konkrétne
sa menia napr. vahy pre vstupy neurénov). Pre urcenie véh, ktoré maji byt modifikované,
sa pouziva algoritmus spétnej propagacie. Tento algoritmus spociva v prejdeni neurénovej
siete odzadu (od vystupu k vstupu) a preskiimania kazdého spojenia, aby sa zistilo, ako sa
bude spravat vystup v zdvislosti od zmeny vah pre tieto spojenia [4].

Pri uceni je jednym z najdolezitejsich parametrov rychlost ucenia neurénovej siete. Tento
parameter urcuje, ako rychlo sa neurénova sief uc¢i. UrcCuje, ako rychlo sa budt menit jed-
notlivé vdhy neurénovej siete pocas ucenia (aky velky podiel kazdej vahy neurénovej siete,
je mozné zmenit v jednom kroku trénovania). Ide o jeden z najdélezitejsich parametrov pri
trénovani neurénovej siete.

3.1.1 Algoritmus spétnej propagacie chyby

Algoritmus spéatnej propagacie chyby (backpropagation) spoé¢iva v porovnani vysledku,
ktory vznikol pouzitim neurénovej siete, a ocakavanym vysledkom a v naslednom vypocte
gradientu chyby. Tento algoritmus pre svoje spravne fungovanie potrebuje, aby mu pred-
chadzali dva procesy. Prvym procesom je prechod vstupu vnitornou struktirou neurénovej
siete a druhym procesom je vypocet hodnoty stratovej funkcie. Nasledne st prevedené dva
kroky algoritmu spéatnej propagécie chyby - spatny prechod neurénovou sietou a tprava jej
vah.

Spiatny prechod neurénovou sietou

Spétny prechod neurénovou sietou je ¢innost, kedy sa rozhoduje, ktoré vahy najviac ovplyv-
nili hodnotu stratovej funkcie, a hlad4 sa sp6sob, ako upravit tieto vahy tak, aby bola hod-
nota stratovej funkcie nizsia ako aktudlna hodnota [10]. Pouziva sa gradient chyby, ktory
sa vypocita ako derivacia funkcie, ktord je tvorend jednotlivymi vahami na vstupe kazdého
neurénu. Tento vypocet je vykonany pre kazdu vrstvu siete. Gradient chyby je mozné si
predstavit ako smer, ktorym sa vahy menia [29].

Uprava vah

V tomto kroku sa upravuji vahy filtrov. St upravované v opa¢nom smere gradientu chyby.
Pre vypocet novej vahy sa nasledujici vzorec.

dL
—w; — a 3.4
w=w; — oy (3.4)
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V rovnici 3.4 w je nova vypocitand vaha, w; je aktudlna vaha (doteraz pouzivand), a je
parameter, ako rychlo sa siet uéi (ako velmi sa zmeni s jednym cyklom ucenia vdha - ide o
parameter rychlosti uc¢enia), dL a dW je pomer, ktory vyjadruje hodnotu gradientu [10].

3.1.2 Chybova funkcia

Chybova funkcia [16] (v angl. Loss function) je funkcia uréujica, ako presny je Specificky
algoritmus. Téato funkcia pri uceni s ucitelom udéva hodnotu rozdielu medzi vystupom
algoritmu a jeho o¢akivanym vystupom (oc¢akavané vystupy sa nazyvaju aj ground truth).
Existuje vela typov stratovych funkcii, no vsetky v zasade hodnotia riesenie podla toho,
ako st vzdialené predpokladané hodnoty od hodndt, ktoré by algoritmus mal produkovat v
idedlnom stave [16].

Hodnota
chybovej
funkcie

A

Hodnota dosiahnuté stratovou funkciou

Trénovacia sada vzorkov

Pocet
trénovacich krokov

Obr. 3.5: Priklad grafu hodndt stratovej funkcie pocas trénovania

Na obréazku 3.5 je mozné vidiet priklad, ako sa hodnoty stratovej funkcie vyvijaja po-
¢as trénovania neurénovej siete. Cerveny bod ukazuje jednu z dosiahnutjch hodnét poéas
trénovania. Pre vypocet chybovej funkcie sa pouziva euklidovskd vzdialenost. Vseobecne je
mozné vzorec pre vypocet chybovej funkcie zapisat nasledovne:

fXY)=>" %(X —Y)? (3.5)

kde X znadi ocakavany vystup algoritmu a Y znaci obdrzany vystup algoritmu. Vysledok
f(X,Y) sa snazime pomocou uc¢enia dostat na ¢o najnizsiu hodnotu [10].

Chybova funkcia typu CrossEntropyLoss

V praci bola pouzitd chybova funkcia typu CrossEntropyLoss, ktora je vhodna pre po-
uzitie pri klasifika¢nom probléme s n triedami. Tato chybovi funkciu je mozné vyjadrit
nasledovnym spdsobom:

flz,0) = —a.+ log(Z g(x5)) (3.6)

J
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kde f(x,c) zna¢i hodnotu chybovej funkcie pre dani triedu, z. znac¢i ocakavani hodnotu
pravdepodobnosti pre dani triedu a x; zna¢i obdrzané hodnoty pravdepodobnosti pre danti
triedu.

V pripade pouzitia vazeného typu funkcie typu CrossEntropyLoss, matematicky zapis
(s pouzitim predchadzajiceho vzorca) vyzerd nasledovne:

Zi\il f(Za Ci)

| =
Yiljwke

(3.7)
kde w znac¢i vahy pre jednotlivé triedy c;.

3.1.3 Pretrénovanie neurénovej siete

Pretrénovanie neurénovej siete je stav, kedy sa dana siet prili§ prisposobi trénovacim datam.
Neurénova siet pri pretrénovani produkuje skvelé vysledky pre trénovacie data, no zlé vy-
sledky pre testovacie data (data, ktoré neboli pouzivané pri trénovani). Pretrénovaniu sa da
vyhnit napriklad rozsirenim datovej sady ur¢enej na trénovanie, zjednodusenim neurénovej
siete, pridanim rusiacich vrstiev (v angl. dropout) alebo pomocou rozdelenia trénovacieho
datasetu na dve skupiny (jedna na trénovanie a druhé na testovanie). Pri poslednom spé-
sobe je neurdnova siet trénovand pomocou trénovacieho datasetu, no presnost danej siete
je urcend testovacim datasetom. Testovaci dataset jednoducho zastavi ucenie, ked sa dana
siet zacne prili§ prisposobovat datam, na ktorych sa vyvija [16].

Hodnota
stratovej
funkcie Moment
A vhodny pre zastavenie trénovania

Testovacia sada vzorkov

Trénovacia sada vzorkov

1 N
Pocet
trénovacich krokov

Obr. 3.6: Znazornenie stavu pretrénovania neurénovej siete

Ako je mozné vidiet na obrazku 3.6, neurénova siet sa v urc¢itom bode zacne prisposo-
bovat trénovacim datam. Na obrazku 3.6 je mozné vidiet stipajici rozdiel v presnostiach
medzi testovacimi a trénovacimi datami. Neurénové siete byvaji vytvorené pre pouzitie
na vseobecnych (redlnych) datach, preto je nutné ndjst vhodny moment, kedy je potrebné
ucenie zastavit, v pripade ak nastdva pretrénovanie neurénove;j siete.
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3.2 Typy vrstiev v neurénovych sietach

Vrstvy v neurénovych sietach majua rézne typy, podla toho aké neurény su pouzité, a ako sa
prepojené. Medzi najznamejsie typy patria vstupné vrstvy, plne prepojené dopredné vrstvy,
konvolu¢né vrstvy, prevzorkovacie vrstvy (v angl. pooling), rusiace vrstvy (v angl. dropout)
a rekurentné vrstvy [22].

Rusiaca vrstva

Rusiaca vrstva ndhodne vyberad vstupy, ktoré nastavuje na nulu, pricom zalezi od nasta-
venej pravdepodobnosti vyberu. Tato operacia uc¢inne meni zakladni architektiru medzi
iterdciami a pomdha tym zabranif pretrénovaniu siete [5]. Priklad toho ako pracuje rusiaca
vrstva je mozné vidiet na obrazku 3.7, kde ¢ast vstupov vrstvy L3 (vystup vrstvy L2) bola
nastavend na nulu (zndzornené ¢ervenou farbou).

Rusiaca vrstva

Vrstva L,

Vrstva Ls

Vrstva L,

Vrstva L,

Obr. 3.7: Nazorny priklad prace rusiacej vrstvy
Pri pouziti priestorovej rusiacej vrstvy, si ndhodne vybrané celé vrstvy vstupov, ktoré

si nastavené na nulu [40]. Rozdiel medzi rusiacou vrstvou a priestorovou rusiacou vrstvou
je znazorneny na obrazku 3.8.
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Rusiaca vrstva . PR
Priestorova rusiaca vrstva

Obr. 3.8: Znéazorneny rozdiel vstupov pre siet po aplikaciach rusiacej vrstvy a priestorovej
rusiacej vrstvy

Prevzorkovacia vrstva

Prevzorkovacia vrstva slizi pre zmenu rozmerov vystupov vrstiev, pricom zachovava naj-
délezitejsie informacie [15]. Pouzivaji sa rozne typy (napr. max pooling, avg pooling, max
unpooling, ...). Priklad pouzitia prevzorkovacej vrstvy typu maximum pooling a nasledného
pouzitia prevzorkovacej vrstvy typu maximum unpooling je mozné vidiet na obrazku 3.9.

Pre pouzitie prevzorkovacej vrstvy typu mazimum pooling je potrebné definovat velkost
priestoru, z ktorého je vybrany prvok s najvyssou hodnotou z vrstvy vstupu, (na obrdzku
3.9 mé tento priestor rozmer 2 x 2, vybera sa teda zo Styroch prvkov). Postupne je tento
priestor postvany po celom poli vstupu [15]. Pouzitie tejto vrstvy je sprevadzané stratou
informéacii. Na obrazku 3.9 je vidno v Tavej casti vstup pre popisovanu vrstvu. V strednej
Casti obrazka 3.9 sa nachadza ocakavany vystup, pri pouziti 2 x 2 priestoru, z ktorého
vrstva vyberd maximum. Pozicie maximalnych hodnot (strednd vrchnd cast obrazka 3.9)
je volitelny vystup popisovanej vrstvy.

Prevzorkovacia vrstva typu mazimum unpooling sa pouziva pre priblizné obnovenie p6-
vodnych hodnét vystupnych vrstiev. Pre pouzitie popisovanej vrstvy je potrebné pri pouziti
vrstvy typu maximum pooling, zachovat pozicie, z ktorych sa vzali maximélne hodnoty (na
obrazku 3.9 znézornené v strednej vrchnej casti). Na tieto pozicie sa nasledne pri aplikacii
vrstvy typu maximum unpooling vratia vybrané maximalne hodnoty [26]. Na obrazku 3.9
je mozné vidiet aplikdciu popisovanej vrstvy, kde v strednej Casti obrazka je vstup pre tuto
sief a v pravej ¢asti obrazka pridruzeny vystup.
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X
X
X
X
12 Pozicie maximalnych hodnot 0,0
0|4 0|4

3(6 4 | 06
53 6 | 00

Vstup Zodpovedajuci vystup Zodpovedajuci vystup
pre prevzorkovaciu vrstvu  pre prevzorkovaciu vrstvu pre prevzorkovaciu vrstvu
max pooling max pooling max unpooling

Obr. 3.9: Znazornena ¢innost prevzorkovacich funkcii typov max pooling a max unpooling

Konvoluéna vrstva

Meno tejto vrstvy vychadza z operacie konvolicie. Tato operacia potrebuje dve matice -
vstupnd maticu pre vrstvu a filtraéni maticu, nazyvana tiez jadro (z angl. kernel). Pri
konvolucii je filtracnd matica (obrazok 3.10, stredna cast) posivana po vstupnej matici
(obrézok 3.10, Tava cast), pricom na kazdej pozicii (prva + kazdd dalsia pozicia vytvorend
posunom), je prevedené maticové nasobenie. Vysledok maticového nasobenia je s¢itany a
nasledne ulozeny do vystupnej matice (obrdzok 3.10, prava ¢ast) na prislusni poziciu.

1 5
0 1|4 2|0
3|6 1|3
53
Vstup Zodpovedajuca filtracna matica Zodpovedajuci vystup
pre konvolu¢nu vrstvu konvolu¢nej vrstvy

Obr. 3.10: Priklad znézornenia pouzitia konvolucénej vrstvy [15]

Pri tomto type vrstvy je najvyznamnejsie pouzitie filtracnych matic. Pocet filtraénych
matic moze byt v jednej konvolucnej vrstve fTubovolny. Na obrazku 3.11 je mozné vidiet zjed-
noduseny priklad konvoltcie s pouzitim troch réznych filtra¢nych matic. Pouzitie vyssieho
poctu filtracnych matic spésobuje navysenie poc¢tu vrstiev vystupu konvoluénej vrstvy.
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Filtra¢né matice

Vstup konvolucnej vrstvy Vystup konvolu¢nej vrstvy
Obr. 3.11: Priklad pouzitia vysSieho poctu filtraénych matic [15]

Zvycajné hodnoty pre velkost filtra¢nej matice sa 1 x 1,3 x 3,5 x 5, 7 x 7. NajCastejsie
sa pouzivaju neparne hodnoty.

Pri konvolu¢nych vrstvach sa Castokrat pouziva metdda zvacsenia vstupnej matice. Ide
o sposob konvolicie, pri ktorom sa ku okrajom pévodnej matice pridaju dalsie riadky alebo
stipce [15]. Toto rozsirenie sa pouziva hlavne pre zaistenie jednotnych rozmerov na vstupe
a vystupe vrstvy. Priklad tohto rozsirenia je mozné vidiet na obrazku 3.12. Na obrazku 3.12
povodny vstup vrstvy znadci Sedé farba v prvej (lavej) casti obrazka. Tento vstup je zvacseny
pridanim modrych stipcov a Eervengch riadkov. Nésledne je vykonand operdcia konvoltcie
pomocou filtra¢nej matice zobrazenej v strednej casti obrazka 3.12. Vysledok tejto operacie
je mozné vidiet v pravej Casti obrazka 3.12. V pripade vyobrazenom na obrézku 3.12 bol
pridany na kazda stranu len 1 stipec alebo 1 riadok, no je mozné pridat Iubovolné mnozstvo
stipcov a riadkov.

o/oo o8l
4198

1]2 3|5 SToTa [5]
0414 1170 7 |10(16| 5

15|16 9
5/5 36 StoTs 15]
56(5|3 10(14/17| 8
000 O

Rozsirena vstupnd matica Zodpovedajuca filtra¢nd matica Zodpovedajlci vystup

konvolu¢nej vrstvy

Obr. 3.12: Priklad znézornenia ohranicenia vstupu
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Ak st na vstupe data s dimenziami n X n a nasledne je pouzitd konvolucia s filtrom s
dimenziami f x f, vystup konvolicie mé dimenzie (n+2p; — f+1) X (n+2ps — f + 1), kde
parameter py znac¢i pocet pridanych riadkov na jednu stranu vstupnej matice a parameter poy
znaéf pocet pridangch stipcov rovnako na jednu stranu vstupnej matice. Sirokd konvoltcia
(valid convolution) znamend, Ze nie st pouzité pridané hodnoty (vstupnd matica nie je
rozsirend). V tomto pripade p = 0, ¢o sposobi, Ze vystup vrstvy ma mensie rozmery ako
vstup. V pripade, kedy je pouzivand tizka konvolicia (same convolution), st pouzité pridané
hodnoty okolo okrajov. Rozmery vstupu a vystupu st rovnaké ak je pouzity dostatocne
velky parameter p [23].

Dalsim parametrom konvolicie je krok. Krok je dvojica hodnot, o kolko poli¢ok sa postiva
filtraéné matica po x-ovej a y-ovej osi v kazdom kroku konvolicie [30]. Cim je vicsi krok,
tym st mensie vystupné vrstvy [15]. Priklad, konvolicie s hodnotami kroku nastavenymi
na (3,3) je mozné vidiet na obrazku 3.13.

Rozmery vstupu Rozmery Rozmery vystupu
konvolucnej vrstvy filtra¢nej matice konvoluénej vrstvy

Obr. 3.13: Priklad znézornenia kroku [11]

Poslednym casto pouzivanym parametrom v konvoluénych vrstvach je hodnota pre roz-
Sfrenie filtra¢nej matice pouzivanej pri konvoltcii. Na obrazku 3.14 je znizorneny spdsob
rozsirenia tejto matice s pouzitim hodnét 2,2 (prva hodnota pre rozsirenie po zvislej osi,
druhé pre rozsirenie po vodorovnej osi). Tento parameter sa ¢asto pouziva v konvoluénych
vrstvach, ktoré maji za tlohu segmentaciu vstupnych dat [18].

Rozmery

filtra¢nej matice s pouzitim
parametra pre rozsirenie

ENENE
ENENE

ENENE

Rozmery vstupu Rozmery vystupu
konvolucne;j vrstvy 7 konvolu¢nej vrstvy

Rozmery
filtra¢nej matice

Obr. 3.14: Priklad znazornenia pouzitia konvolu¢nej vrstvy s rozsirenou filtracnou maticou
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Kapitola 4

State of the art

Uloha sémantickej segmentécie vozovky je oblast, v ktorej existuje mnozstvo pristupov pre
riesenie tohto problému. Tato oblast ¢oraz va¢Smi narasta spolu s prichodom autonémneho
riadenia. R6zne pristupy pouzivaju rézne typy dat. Vo vic¢sine metdd sa primarne pouzivaja
konvoluéné neurénové siete, ktoré vyhodnocuji kamerové snimky, laserové skeny alebo kom-
bindcie laserovych snimok a kamerovych skenov. Snimky vytvorené kamerami st vyhodné
pre ich jednoduchost a rychlost tvorby, a taktiez hustotu informacii. Obrovskou nevyhodou
kamerovych snimok je ich réznorodost zalozenad na aktualnom pocasi a aktudlnom case.
Laserové skeny st naopak pomalé na vyhotovenie, ich samotné vyhotovenie vyzaduje drah-
Sie komponenty, ako je tomu v pripade kamier, no nesmiernou vyhodou laserovych skenov
je ich ovela vicsia nezavislost od aktudlnych svetelnych podmienok a aktualneho pocasia.
Taktiez velmi dolezitou vlastnostou, ktora robi laserové skeny zaujimavejsimi ako kamerové
snimky, je schopnost reprezentédcie 3D priestoru [17, 2, 21].

4.1 Priklad metéd pouzivajicich kombinaciu kamerovych sni-
mok a laserovych skenov

Hlavnou ideou tejto triedy metdd je kombinacia vyhod snimok z kamery a laserovych ske-
nov. Rozdiely v metédach tohto typu su predovSetkym v spdsobe, akym st snimky z kamier
a laserové skeny pouzité pre dané konvolu¢né neurénové siete.

Jedna z najkomplexnejsich metod, ktoré pouzivaju kamerové snimky spolu s laserovymi
skenmi, bola navrhnutéd Caltagironem et al. [6]. Tato konkrétna metdéda premieta mracno
bodov z laserového skenu do obrazku vytvoreného z kamery. Pouziva tri druhy konvoluc-
nych neurénovych sieti, a zaroven tri pristupy k spajaniu laserovych skenov a obrazkov z
kamery. V prvom pouzitom pristupe si laserové skeny a obrazky z kamier spojené v jeden
tenzor, ktory je pouzity ako vstup pre konvoluént neurénova sief. Druhy pouzity pristup
pouziva v konvolu¢nej neurénovej sieti dve paralelné vetvy, ktoré sa nésledne spoja. Pre
prva vetvu je pouzity vstup vytvoreny z obrazkov z kamery. Pre druht vetvu je pouzity
vstup vytvoreny z laserovych skenov. Obe vetvy obsahuju 20 vrstiev, ktoré pracuju para-
lelne. Po prechode dat tymito dvoma paralelnymi vrstvami si ich vystupy spojené. Tieto
spojené data nasledne pokracujui zvyskom architektiry konvolucnej neurénovej siete. Po-
sledny treti pristup pouziva taktiez neurénovu siet obsahujicu dve paralelné vetvy, ktoré
st spolu previazané trénovatelnymi skalarnymi spojeniami na viacerych miestach.
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Pri prvych dvoch metédach je potrebné rozhodnif, kde budu data spojené, kdezto
posledny treti typ konvoluc¢nej siete sa nauci data spajat sdm. Najlepsie vysledky boli do-
siahnuté pouzitim tretieho typu (F-measure 96.25%).

Metéda navrhnutd Chenom et al. [9] pouziva podobny princip ako je pouzity v trefom
pristupe predchiadzajicej metédy. Hlavnym rozdielom je rozmer a forma dat z laserovych
skenov, pricom tato metéda pouziva laserové data transformované pomocou priloZzenych
kalibra¢nych matic.

Vynimkou v metdédach pouzivajicich laserové skeny a zaroven obrazky z kamier je me-
téda od autorov Chen et al. [8], ktord pouziva laserové skeny transformované pomocou
filtra¢nych matic pre jednu vetvu architektiry konvolu¢nej neurénovej siete, laserové skeny
s pohladom zvrchu pre druhi vetvu a obrazky z kamier pre tretiu vetvu. Tieto tri vetvy sa
na ur¢itom mieste architektiry neurénovej siete spojené do jednej vetvy, ktord produkuje
vysledky v 3D priestore (vysledky je mozné premietnut do 2D priestoru).

4.2 Priklad metéd pouzivajicej iba kamerové snimky

Drviva vacsina metdd v tejto skupine pouziva pre segmenticiu vozovky konvoluéné neuré-
nové siete. Tieto metdédy tvoria najvacsi podiel medzi vSetkymi rieSeniami. Nakolko ide o
segmentaciu snimok z kamier, pre tito oblast existuje mnozstvo modelov neurénovych sieti
a nastrojov pre vytvaranie ground truth dat. Pri tejto triede metdd si najvicsie rozdiely
v spracovani vstupov pre pouzitie konvolu¢nymi neurénovymi sietami. Napriklad v metode
popisanej Alvarezom et al. [2] je obrazok konvertovany sposobom, ktory odstrani z obrédzku
tiene, a taktiez znizi rozdiely medzi osvetlenim jednotlivych obrazkov (zdlezi od ¢asti dna,
v ktorej je snimka vyhotovend). Takto upravené obrézky st nésledne spracované neuréno-
vou sietou. Hlavni tlohu v tejto metéde hraji informécie o farbach na snimke. Naopak v
met6de popisanej Rasmussenom [28] hraji hlavni tlohu textiry povrchov na snimke. Této
metdda je zalozend na skutocnosti, ze vozovka mé relativne jednotliva textiaru.

4.3 Priklad metédy pouzivajicej laserové skeny

Momentalne najuspesnejsi priklad metody pouzivajicej iba laserové skeny je metdéda na-
vrhnuta Caltagironem et al. [7]. Tato metdda taktiez pouziva konvoluéni neurénovu siet.
7 neusporiadanych laserovych skenov si vytvorené 2D obrazky priestoru pred vozidlom
(pouzity je pohlad zhora). Kazdy vytvoreny obrazok kéduje jednu z pouzitych Statistik
(napriklad priemernd vyska). Autori povazuji za vyhody tejto metédy prave tvar priestoru
(pohlad zhora), s ktorym neurénova siet pracuje, nakolko prave tento priestor je vhodnejsi a
presnejsi pre autonémne riadenie ako pohlad zachyteny pomocou kamier. Taktiez obrovska
vyhoda tejto metdédy je moznost vyhodnotit 360° svojho okolia pri pouziti otac¢ajiceho sa
systému LiDAR. Tato metdda roztriedi mra¢no bodov do 2D pola, kde jedna bunka repre-
zentuje priestor 0.1cm x0.1cm. Tento vstup je nasledne spracovany konvolu¢nou neurénovou
siefou, ktorej vystup urcuje prislusnost kazdej bunky ku vozovke.

Nakolko v mojej praci ide o pouzitie pre ticely drzby vozovky, pre rieSenie bola vybrana
met6da navrhnutd Caltagironem et al. [7]. Vyhody kombindacie tejto metédy a daného pou-
Zitia st rovnomerna a zaroven relativne vysoka presnost v celom vyhodnocovanom priestore,
ako aj moznost Tahko a presne spocitat plochu vozovky alebo jej okolia.
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Kapitola 5

Navrh systému

Pre detekciu vozovky v LIDAR déatach bola zvolena metdda zalozena na plne konvoluénych
sietach, ktortd navrhli Caltagirone et al. [7]".

5.1 Pouzité data

Na tcel trénovania neurdénovej siete bol pouzity dataset, ktory je sucastou benchmarku
KITTI Road/Lane Detection Evaluation [13]. Ide o dataset zlozeny z 289 vzoriek, obsahujici
tri typy vzoriek: mestska oblast bez vodorovného dopravného znacenia, mestska oblast s
vodorovnym dopravnym znacenim a mestska oblast so zlozitym vodorovnym dopravnym
znac¢enim. Snimky jedného typu su vytvorené ako sekvencia snimand pocas jazdy, pricom
medzi niektorymi snimkami je mozné vidief spolo¢né ¢rty snimaného priestoru. Ak by
tieto spolo¢né ¢rty snimok boli prili§ vyrazné, mohlo by to ovplyvnif trénovanie neurénovej
siete, nakolko by sa v datasete nachadzala urcitd forma duplicit. Medzi laserovymi skenmi,
ktoré st zobrazené na obrazku 5.1, je mozné vidiet spolo¢né ¢rty dvoch laserovych snimok.
Medzi danymi skenmi je dostato¢ny rozdiel nato, aby nebol obmedzeny proces trénovania
neurdénove;j siete.

1 2

Obr. 5.1: Priklad dvoch po sebe nasledujtcich snimok mracien
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5.2 Pretvorenie mracna bodov na tvar vhodny pre vstupnu
vrstvu plne prepojenej konvolucnej neurénovej siete

Pouzitd neurénova siet pouziva 6 kandlovy vstup. Jeden kandl tohto vstupu ma tvar 2D
matice. Tieto matice obsahuju Statistické informécie o urcitej ¢asti laserového skenu. Body,
z ktorych st tieto informaécie ziskavané, si zobrazené na obrazku 5.2 modrou farbou. Tato
oblast ma tvar 40 x 20 metrov. Jej zaciatok sa nachiadza 6 metrov pred systémom LiDAR
a rozprestiera sa 10 metrov do oboch stran.
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Obr. 5.2: Znazornenie oblasti, z ktorej st vytvorené vstupy pre neurénovu siet

Body na obrazku 5.2 oznacené modrou farbou st dalej roztriedené do pola s rozmermi
400 x 200, kde plocha 10cm x 10cm predstavuje jeden prvok pola.

Po tomto kroku je v kazdom prvku pola jeden, niekolko alebo ziadny bod. Z vytvore-
ného pola je vygenerovanych 6 Statistik (priemernd vyska bodov, maximélna vyska bodov,
miniméalna vyska bodov, standardna odchylka vysky bodov a priemerné odrazivost snima-
nych bodov). Je vytvorenych 6 poli s rozmermi 400 x 200, pricom kazdy kanal neurénovej
siete prijima jedno z vygenerovanych poli.

5.3 Zviacsenie datasetu pouzitého pre neurénovu siet

Nakolko dataset o velkosti 289 vzoriek nie je vhodny pre efektivne a kvalitné trénovanie
neurénovej siete, bolo potrebné tento dataset zvicsit. Pre toto zvic¢senie st pouzité rotacie
povodnych 289 vzoriek datasetu, ako je vidno na obrazku 5.3, kde sa v lavej ¢asti obrazka
nachadza vizualizicia mra¢na bodov pred roticiou a v pravej ¢asti obrazka je vizualizované
mra¢no po rotacii o 6° vzhladom na plochu, ktort pretinaji priamky x a y (horizontalna a
vertikalna priamka prechddzajica stredom obrézka).
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Obr. 5.3: Priklad rotacie jednej vzorky datasetu o 6°

5.3.1 Projekcia ground truth obrazkov do mracien bodov

Aby bolo mozné novovzniknuté vzorky pouzit pre trénovanie neurénovej siete, je potrebné,
aby kazda nova vzorka mala svoj zodpovedajici ground truth obrazok. Pre dosiahnutie
tohto ciela bol kazdému bodu nachédzajicemu sa v oblasti zdujmu (oznac¢ené modrou far-
bou na obrézku 5.2) uréeny zodpovedajici pixel v ground truth obrdzku, a nasledne bola
informécia o triede tohto pixelu priradena danému bodu. Po rotacii tychto mracien st vy-
generované vstupy pre sief a ich prislusné ground truth obrazky. Pri pokusoch o vytvorenie
ground truth obrazkov bol objaveny problém tykajici sa hustoty mracna bodov. Mracno
totizto nie je také husté, aby bolo mozné projektovat kazdy pixel z p6vodného ground truth
obrazka. V Tavej Casti obrazka 5.4 je mozné vidiet hustotu novo vytvoreného ground truth
obrazka, zlt4 farba znadi absenciu hodnoty.

0 25 50 75 100 125 150 175

Obrazok Obréazok
vytvoreny z rotovaného mracna vytvoreny z rotovaného mracna
bez faloSnych bodov s pouzitim faloSnych bodov

Obr. 5.4: Znazorneny problém s hustotou ground truth obrazkov
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Tento problém bol vyrieSeny pridanim falosnych bodov do mra¢na (prava ¢ast obrazka
5.4). Z kazdého elementu z povodného ground truth obrazka bolo pomocou vytvorenych
mapovacich funkcii, premietnutych niekolko falosnych bodov do nového mracéna. Nakolko
by tieto body sp6sobovali problém pri vytvarani vstupov pre siet, kedze by mohli narasat
hodnoty jednotlivych Statistik (napriklad hustota bodov v danej oblasti), bolo potrebné ku
kazdému novému bodu pridat informéciu o tom, ze tento bod sa nesmie brat do tvahy pri
vypoctoch statistik.

Obrazok 5.5 popisuje premietanie jednotlivych elementov v poli ground truth obraz-
kov do laserového skenu. Prva siradnica pola je namapovand pomocou mapovacej funkcie

fz) =

Druh4 stradnica pola je rovnako namapovand pomocou mapovacej funkcie f(x)

na druhy parameter falosného bodu (stradnica na osi y).

x=50,y=50 x=50,y=51 x=50,y=52
x=51,y=50 x=51,y=51 x=51,y=52
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—0.1 * x + 49.95 na prvy parameter budiiceho falosného bodu (stiradnica na osi x).

—0.1%j+9.95

Obr. 5.5: Priklad mapovania jednotlivych elementov pola do priestoru laserového skenu

Nakolko st mrac¢nd bodov rotované, pri mapovani boli pévodné body rozptylené do
svojho okolia rovnakym spésobom, aky je znézorneny na obrazku 5.6, kde kazdy element
pola je premietnuty do laserového skenu spolu 5-krat (na obrazku 5.6 jeden modry bod a 4
¢ervené v jeho okoli).
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Obr. 5.6: Priklad mapovania jednotlivych elementov pola do priestoru laserového skenu s
rozptylenim bodov

Vysledok tohto pristupu je mozné vidiet na obrazku 5.4 v pravej casti obrazka.
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5.3.2 Rotacia mracien bodov

Pre zvécsenie datasetu bola kazda vzorka z pévodného datasetu rotovana 20 krat. Uhol pre
rotacie bol vyberany z intervalu < —30°; 30° > s krokom 3°. V tomto okamihu existovalo 21
verzii kazdého mracna (rotované verzie + povodné mrac¢no). Priklad rotdcie mra¢na bodov
je mozné vidiet na obrazku 5.3. Priklad rotacie ground truth obrizka je mozné vidiet na
obrazku 5.7.

V nasledujiicom kroku boli z rotovanych mracien extrahované vstupy pre siet, a taktiez
danym vstupom zodpovedajice ground truth obrazky.

V pravej Casti obrazka 5.4 je mozné vidief ground truth obrazok, vytvoreny z mracna
bodov, ktoré nebolo rotované (resp. bolo rotované o 0°). Na obrazku sa nachadzaju tri
hodnoty (tri triedy): hodnota pre vozovku (tmavo-fialovd, trieda A), hodnota pre priestor
mimo vozovky (zeleno-modré, trieda B) a tretia hodnota (zlta, trieda C) znaéi triedu, pri
ktorej nebolo mozné premietnut hodnoty z ground truth obrazkov priradenych k obraz-
kom z kamery (pretoze LiDAR zachyti 360° svojho okolia, kym kamera zachyti len zlomok
tohto okolia). Obrézok 5.7 znazornuje ground truth obrézok vytvoreny z rotéciou trans-
formovaného mra¢na bodov. Z1ta farba v tomto pripade znaéi elementy, ku ktorym nebola
pridruzend hodnota prislusnej triedy (v mracne sa nenachadzal v tychto miestach dostatok
bodov). Miesta, kde pre rotaciu mracna nebolo mozné ur¢it hodnotu prislichajicej triedy,
su nastavené na rovnaki hodnotu ako je hodnota triedy C.

0 25 50 75 100 125 150 175

Obr. 5.7: Ground truth obrazok pouzity pre trénovanie, vytvoreny z transformovaného
mracéna bodov
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Preklopenie vzoriek cez os y

7 21 dvojic laserovych skenov a ground truth obrazkov bolo vytvorenych dalsich 21 dvojic.
Jednd sa o cez vertikalnu os (os y) preklopené verzie laserovych skenov a im prislichajucich
ground truth obrazkov. Tato operacia zdvojnasobi velkost datasetu, ktory je v kone¢nom
dosledku 42-krat vacsi ako jeho pévodna verzia. Priklad vizualizacie preklopenia ground
truth obrazkov je mozné vidiet na obrazku 5.8.
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Obr. 5.8: Ground truth obrazok a jeho cez os y preklopena verzia

5.3.3 Vytvorenie vstupu z transformovanych mracien

7 kazdého transformovaného mracna bolo nutné okrem ground truth obrazkov, extrahovat
tiez vstup pre trénovanie siete. Vstup pre sief je tvoreny sSiestimi Statistikami o bodoch
nachédzajucich sa v oblasti, kde siradnica x patri intervalu < 6;46 > a siradnica y patri
intervalu < —10; 10 >. Tato oblast je rozdelena pomyselnou mriezkou do 2D pola s velkostou
400 x 200. Mracno je teda rozdelené na 80 000 malych Stvorcov o velkosti 0.1cm x 0.1em
pri pohlade zhora. Body st roztriedené do jednotlivych buniek v poli. Kazdému bodu v
definovanom intervale pripada urcité miesto v poli. Nasledne st o kazdom elemente pola
(jeden element bezne obsahuje nula az stovky bodov) vypoéitané nasledovné Statistiky.
Pocet bodov, priemerna vyska bodov, maximélna vyska bodov, minimélna vyska bodov
, priemernd reflektivita bodov a Standardna odchylka vysky bodov. Tieto Statistiky st
ukladané do rovnako velkych poli 400 x 200, pricom kazdému elementarnemu priestoru v
mracne bodov prislicha 6 vytvorenych sStatistik. Pri pocitani Statistik je potrebné brat
ohlad na pridané body pocas projekcie ground truth obrizkov do mra¢na bodov - tieto
body nesmu ovplyvnit vysledné Statistiky. Priklad generovania Statistik je mozné vidiet
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na obrazku 5.9. Na tomto obrazku boli Casti zobrazujice hustotu mracna a Standardnu
odchylku vysky upravené pomocou filtrov pre lepsiu viditelnost.
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Obr. 5.9: Zobrazenie generovanych statistik z mrac¢na bodov

5.4 Pouzity model neurdénovej siete

Model neurénovej siete bol autormi metdédy Specidlne navrhnuty prave pre tlohu pixelovej
sémantickej segmentacie. Na obrazku 5.10 je zobrazena siet pouzita v tejto praci. Vstupnd
vrstva siete mé Sest kandlov, pricom kazdy kanal prislicha kazdej pouzitej Statistike (bod
5.1.1). Enkodér prijima 6 kandlovy vstup o velkosti 400 x 200, s t¢elom podvzorkovania
vrstiev vstupov, aby sa redukovali poziadavky na pamat plne prepojenej konvolucnej siete.
Podvzorkovanie je vykondvané pomocou prevzorkovacej vrstvy typu max pooling. Jeho
vystupy pokracuju ku kontertovému modulu, ktorého tlohou je agregécia viaciroviiového
kontextu, pomocou rozsirenej konvolicie. Nasleduje dekodér, sliziaci pre nadvzorkovanie
vrstiev vstupov na velkost, ktord bola pritomna na vstupe. Nadvzorkovanie je vykondvané
pomocou prevzorkovacej vrstvy typu max unpooling nasledovanou dvomi konvolu¢nymi
vrstvami. Poslednym dielom siete (na obrazku 5.10 je poslednd vrstva siete sucastou de-
kodéra - Sedd farba) je softmax vrstva, vracajuca mapy ddéveryhodnosti tried, kde hodnota
kazdého elementu predstavuje pravdepodobnost, ze dany vstup patri k danej triede.
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Krok vo vsetkych konvoluénych vrstvach nastaveny na hodnotu 1. Krok v prevzorkova-
cich vrstvach bol nastaveny na hodnotu 2. Pravdepodobnost rusiacich vrstiev bola nasta-
vend na hodnotu 0.25. Vystup kazdej konvolucnej vrstvy je predany aktivacnej funkcii typu
ELU. Pri popise architektiry je uvazovany vstup pre neurénovi siet s velkostou 400 x 200.

Ve vV Ve
Enkdder Kontextovy modul Dekodder
w w
100 w w w w w w w 200
100 100 100 100 100 100 100 [
H
200 H H H H H H H
200 200 200 200 200 200 200
D b
32 D D D D D D D 2
32 32 32 32 32 32 32 L
. Konvolu¢nd vrstva s jadrom 3x3, posunom 1, +ELU ‘ Nadvzorkovacia vrstva
O Podvzorkovacia vrstva s jadrom 2x2, hodnota posunu je 2 O Softmax vrstva

O Rozsirend konvolu¢nd vrstva s jadrom 3x3, + Alpha Dropout, + ELU

. Konvolu¢nd vrstva s jadrom 1x1, + ELU,
Obr. 5.10: Model plne prepojenej konvolucnej neurénovej siete pouzitej v praci

Prva konvoluéna vrstva enkodéru kéduje 6 kanalovy vstup neurénovej siete na 32 ka-
nalovy vystup. Tato, a rovnako aj dalsia konvolu¢na vrstva pouzivaju filtracné matice s
velkostou 3 x 3 a pre zvicSenie vstupnych matic pouzivaju parameter 1 x 1 (jeden pridany
riadok na kazdu stranu vstupnej matice). Vystup druhej konvoluénej vrstvy je nasledne
pomocou prevzorkovacej vrstvy typu maximum pooling prevzorkovany na rozmer 200 x 100
(toto je zéroven vystup enkodéra). Popisovana prevzorkovacia vrstva pouziva filtraéni ma-
ticu s velkostou 2 x 2, pricom tato vrstva uklada pozicie maximélnych hodnoét.

Kontextovy modul tvori 8 konvolu¢nych vrstiev. Prvych 7 vrstiev pouziva filtracné ma-
tice s velkostou 3 x 3 a poslednd vrstva pouziva filtracnd maticu s velkostou 1 x 1. Za
kazdou touto konvoluénou vrstvou (na obrazku 5.10 hneda farba) nasleduje rusiaca vrstva.
Prva konvolu¢na vrstva pouziva pre zvicsenie vstupnej matice parameter 1 x 1. Tato vrstva
kéduje 32 kanalovy vstup na 128 kanalovy vystup. Druhé az siedma konvoluénd vrstva kon-
textového modulu pouzivaju pre zvacsenie vstupnej matice a pre rozsirenie filtra¢nej matice
rovnaké parametre a to: 272 x 27! kde n znaéi poradie vrstvy v kontextovom module.
Siedma vrstva kontextového modulu teda pouziva parametre 32 x 64. Posledné 6sma vrstva
pouziva filtra¢né matice s velkostou 1 x 1. Tato vrstva kéduje 128 kanalovy vstup na 32
kanalovy vystup. Vystup tejto vrstvy je vystupom kontextového modulu.

Prvou vrstvou dekodéra je prevzorkovacia vrstva typu maximum unpooling, pricom tato
vrstva meni{ rozmery vstupnych matic z 200 x 100 na 400 x 200. Nasledujica konvolu¢na
vrstva pouziva filtracnii maticu s rozmermi 3 x 3 a parameter vstupu pre ohranicenie je 1 x 1.
Posledna konvolucéna vrstva pouziva rovnaké filtracné matice, a taktiez rovnaky parameter
pre ohranicenie vstupu, no jej hlavnou tilohou je dekdédovat 32 kanédlovy vstup na 3 kanalovy
vystup.
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Kapitola 6

Implementacia

Tato kapitola popisuje tvorbu datasetu a jeho pouzitie na trénovanie konvoluénej neuro6-
novej siete. Na trénovanie neurdnovej siete, bol pouzity projekt uverejneny na strankach
vast.ai, kde je mozné prenajat si server s grafickou kartou podla vyberu. Pre vytvore-
nie zakladnej struktury priec¢inkov a insStalaciu potrebnych modulov bol vytvoreny skript
installPackages.sh. Tento skript bol pouzity vzdy ako prvy pri praci na prenajatom ser-
veri. Zaroven bol vytvoreny skript experiment.sh, ktory sa staral o vytvorenie datasetu
na prenajatom serveri a nasledné trénovanie neurénovej siete.

Pre tvorbu neurdnovej siete bol zvoleny modul jazyka Python s nidzvom Pytorch. Z
tohto modulu boli vyuzité baliky torch a torch.nn. Model konvoluénej neurénove;j siete je
podtriedou triedy Module z pouzitého balika torch.nn.

6.1 Priprava a spracovanie datasetu

Povodné vzorky datasetu vo formate .bin, st prevedené na format .pcd pomocou skriptu
binToPCL.sh, ktory postupne nacita vSetky sibory zo zlozky binFiles a pomocou c++
programu kitti2pcd od autora Yani Ioannou ' ich previdza na format .pcd.

Pre transformaéciu informacii z ground truth obrazkov do laserovych skenov bol pouzity
program createRotatedPcl.py. Tento program ziska obsah prie¢inka s ndzvom pclFiles
a pre kazdy laserovy sken, ktory sa vo vnitri tohto prie¢inka nachadza, prevedie popisované
priradenie informéacii z ground truth obrazkov do laserovych skenov. Laserové skeny obsa-
hujice informéacie o ground truth obrazkoch uklada tento program do priecinka s nazvom
pclFiles/pclFilesWithClasses.

Nésledne je pocCas vykonavania programu createRotatedPcl.py pouzity c++ prog-
ram pclRotator pre transforméciu mrac¢na bodov pomocou kniznice Point Cloud Library
(PCL), ktory nacita uloZeny stibor z prie¢inka pclFiles/pclFilesWithClasses a vytvori
jeho 21 transformovanych verzii, ktoré si ulozené do priecinka pclFiles/rotatedPCL. Po
skonéeni behu programu createRotatedPcl.py je pre generovanie tenzorov spusteny prog-
ram s nazvom createNetworkInputAndGT.py, ktory z kazdého stiboru nachadzajiceho sa
v priec¢inku pclFiles/rotatedPCL vytvori vstupny tenzor pre sief a jemu zodpovedajici
vystupny tenzor. Pri ukladani tychto vstupnych a vystupnych tenzorov st vykonané pre-
klopenia cez os y danych tenzorov a tieto preklopené verzie tenzorov su taktiez ulozené.

'www.github.com /yanii/kitti-pcl
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Proces trénovania na prenajatom serveri

Dataset bol vzdy znova vytvoreny z povodnych 289 vzoriek, nakolko ide o jednoduchsiu
a lacnejsiu moznost, ako dataset vzdy stiahnuf na server. Na konci vykonavania kazdého
programu, som vyuzil projekt dostupny na strankach notify.run, pomocou ktorého boli do
osobného smartfénu posielané push-notifikdcie o aktualnom diani na serveri. Priklad tohto
upozornenia je mozné vidief v lavej Casti obrazka 6.1. Po otvoreni tohto upozornenia st
zobrazené data uvedené v pravej Casti obrazka 6.1.

n64ﬁ@

@ Dnes: 0B  Tento mesiac: 36,6MB

& Chrome - notify.run - teraz ~ Epoch:15 TRAIN Loss Value:0.7695

N TRAIN Accuracy:97.52 TRAIN F-
Epoch:15 TRAIN Loss Value:0.7695.. O

Measure: 95.05 TEST Loss
Value:0.8002 TEST Accuracy:95.99
PERSTAVEIEE e TEST F-Measure:92.35

Mon, 27 Jul 2020 12:45:57 GMT

Obr. 6.1: Priklad prijatej notifikacie

6.2 Trénovanie neurénovej siete

Samotny model neurénovej siete bol pocas zaciatku prace, teda pocas hladania logickych
chyb, trénovany na malom datasete, ¢o umoznovalo pouzitie priemernej grafickej karty
(Geforce GTX 960M). Opéat pocas hladania logickych chyb (nastavenia serveru, problémy s
datasetom a pod.), bol zvoleny menej vykonny variant (a teda aj lacnejsi) GTX 1070Ti. Pre
potreby skuto¢ného trénovania bola zvolena graficka karta RTX 2080Ti. Pocas trénovania
bolo taktiez vyuzivané posielanie push-notifikacii do osobného smartfénu. Tieto informacie
poskytovali prehlad o aktuilnej presnosti danej neurdnovej siete. Pre vypocet presnosti
neurénovej siete bol pouzivany postup implementovany v programe accuracyCalc.py. Bol
pouzity Adam optimaliza¢ny algoritmus. V modeli neurénovej siete boli pouzité rusiace
vrstvy z balika torch typu AlphaDropout.

Po pouziti n — 2 (n znaéi pocet jadier dostupného procesora) jadier procesora na ser-
veri bolo zaznamenané obrovské zrychlenie v oblasti pripravy datasetu. Taktiez markantné
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zrychlenie bolo dosiahnuté néastrojom CUDA, pomocou ktorého bola na vypocty medzi
tenzormi vyuzitd grafickd karta namiesto procesora.

Na trénovanie neurdénovej siete bol vytvoreny program baseCNN.py, ktorého vykona-
vanie je mozné prerusit prikazom touch stop v zédkladnom adresari projektu (dosiahnuty
stav je po zastaveni mozné znova nacitat z ulozeného stiboru). Program pri nijdeni stiboru
s ndzvom stop zastavi trénovanie a ulozi natrénovani neurénovu siet do stiboru Model. tar.
Taktiez ulozi data o priebehu trénovania neurénovej siete do siboru results.txt. Pre zalo-
hovanie siiborov Model. tar a results.txt boli pouzité skripty s ndzvami sendResults.sh
a sendModel.sh (data boli zdlohované na skolsky server).

6.3 Pouzitie natrénovanej neurénovej siete

Pre pouzitie neurénovej siete je vytvoreny program useModel.py, ktory dokaze spracovat
mracnd bodov vo forméate .pcd, ale aj .bin. Vystup neurdénovej siete je nasledne spracovany
a uloZeny vo formate zafarbeného mra¢na bodov do stboru result.pcd (zelend farba znaéi
vozovku, modra priestor mimo vozovky a ¢ierna priestor, ktory nebol vyhodnocovany).
Tento vysledok je mozné néasledne zobrazit pomocou c++ programu pclResultView. Priklad
zobrazeného vysledku je mozné vidiet na obrazku 6.2.

Obr. 6.2: Znazornenie vysledku segmentacie vozovky
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Kapitola 7

Experimenty

Implementacia neurénovej siete bola otestovana na rézne modifikacie. Experimenty s im-
plementaciou neurénovej siete mali za ciel zvysit vysledky neurénovej siete. Experimenty
s neurénovou siefou boli vykonané s datasetom, ktory je sucastou benchmarku KITTI
Road/Lane Detection Evaluation [13]. Ground truth obrazky pre zakladnych 289 vzoriek
poskytol po kratkej e-mailovej komunikécii jeden z autorov pouzitej metédy - Luca Cal-
tagirone. Pre lepsie moznosti vyhodnotenia jednotlivych modifikacii, boli takmer vsetky
experimenty prevedené v troch behoch. Jeden beh experimentu predstavuje jedno trénova-
nie neurénovej siete od tplného zaciatku. Experimenty, ktoré uz po prvom behu ukazovali
oCividne negativny vysledok, boli prevedené iba jedenkrat. Neurénovéa sief bola trénovana
pomocou dvadsiatich trénovacich cyklov, ¢o na prenajatom serveri trvalo priemerne 3.5
hodiny. Vsetky behy trénovania neurénovych sieti zacali s parametrom rychlosti ucenia na-
stavenym na hodnotu 0.0001. Pre dotrénovanie neurénovej siete bol kontrolovany pokrok
neurénovej siete, ktory po zastaveni spdsobil znizenie parametra rychlosti u¢enia na jednu
patinu jeho pévodnej hodnoty.

7.1 Rozdelenie datasetu pre trénovanie a testovanie

V skorom Stadiu prace bol dataset rozdeleny spésobom, kedy kazda desiata vzorka bola po-
uzitd pre testovanie a zvysné vzorky pre trénovanie. Nakolko sa ale v datasete nachddza ista
forma duplicit (kapitola 5.1), bolo nutné dataset systematickejsie usporiadat. Pre ukdzku
rozdelenia datasetu je uvazovany dataset bez transformécii, teda 289 vzoriek, obsahujuici
tri typy vzoriek: mestska oblast bez vodorovného dopravného znacenia, mestska oblast s
vodorovnym dopravnym znacenim a mestska oblast so zlozitym vodorovnym dopravnym
znacenim. 7 kazdej triedy vzoriek bolo prvych 20 vzoriek urcenych na testovanie a zvysSok
triedy bol pouzity na trénovanie. V pouzitom datasete (s transformovanymi snimkami) na
trénovanie siete, boli vzorky do skupiny na trénovanie alebo testovanie rozdelené spdésobom,
kedy mracno bolo pridelené skupine spolu so vsetkymi svojimi rotovanymi alebo prevra-
tenymi (cez vertikdlnu os) verziami. Celkova velkost datasetu je teda 12180 vzoriek. 2520
vzoriek je pouzitych na testovanie vysledkov, ktoré neurénova siet dosahuje, a tiez na de-
tekciu pretrénovania neurénovej siete. Zvysné vzorky si pouzité na trénovanie neurénovej
siete. Pocas trénovania ani raz nenastala situdcia, kedy by doslo k pretrénovaniu.
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7.2 Urcenie presnosti neurénovej siete

Pocas trénovania neurénovej siete je potrebné urcit jej aktudlny stav. Pre tato ¢innost sa
pouziva chybova matica, nachadzajica sa na obrazku 7.1.

Spravne hodnoty
Trieda true | Trieda false
Trieda true TP FP
Trieda false FN TN

Klasifikované hodnoty

Tabulka 7.1: Znazornenie chybovej matice

Chybovi maticu poéitame pre triedu vstupu (napriklad na obrazku 3.4 v Tavej spodnej casti
sa nachédzali 3 triedy). V zndzornenej tabulke 7.1 si spominané parametre pomenované
TP, TN, FP, FN. Parameter TP (z angl. true positive) znaci pocet dat, ktoré boli spravne
klasifikované ako dana trieda. Parameter TN (z angl. true negative) znac¢i pocet dat, ktoré
boli spravne uréené ako data neprislichajice ku danej triede. Parameter FP (z angl. false
positive) zna¢i pocet dat, ktoré boli nespravne klasifikované ako dana trieda (castokrat sa
pouziva v angl. false alarm). Posledny parameter FN (z angl. false negative) znaci pocet
dat, pre ktoré bola nespravne urcend neprislusnost ku danej triede (v angl. sa pouziva aj
miss) [37].

V préaci boli pre hodnotenie neurénovej siete pouzité dva parametre, uspesnost a F-
measure, vypoéitané zo spominanej chybovej matice. Uspesnost, ktord uréuje, ako asto
dana sief spravne klasifikuje data sa pocita nasledovnym sposobom.

_ TP +TN
 TP+TN+FP+FN

U (7.1)
F-measure pouziva pre svoj vypocet parametre presnost a senzitivitu. Hodnota pres-
nosti urcuje tspesnost klasifikovania hodnot ako danud triedu. Pre jej vypocet sa pouziva

nasledovny vzorec [20].
TP

P=_———
TP+ FP

Hodnota senzitivity urcuje, aka velka cast hodnot klasifikovanych ako dana trieda prislicha
ku danej triede [20].

(7.2)

B TP

~ TP+FN
Parameter F-measure (nazyvany aj fl score) vyjadruje harmonicky priemer predchidzaji-
cich dvoch parametrov. Jeho vypocet je nasledovny [19].

S (7.3)

_2xP xS

= A4
="pys (74)

Pocas vyhodnocovania tuspesnosti neurénovej siete boli primérne pouzivané tdaje o
uspesnosti a F-measure idaje. Vysledky neurdénovej siete nie je mozné tplne porovnavat s
vysledkami metdd dostupnymi na strankach KITTI, nakolko neurénova siet nebola testo-
vané na datasete pouzivanom pre porovngvanie vysledkov jednotlivych metéd. Uspesnost
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a F-measure hodnota boli merané priméarne na pévodnej ¢asti datasetu urcenej na testova-
nie (60 netransformovanych vzoriek, s ktorymi neurénova siet nebola trénovand), no hod-
noty tychto parametrov boli sledované taktiez pre celi testovaciu cast datasetu. Nakolko
priméarne vzorky datasetu a ich ground truth obrazky si najpresnejSie, pre porovnéavanie
modifikacii su pouzivané prave hodnoty pre pévodnu cast testovacieho datasetu.

7.3 Vytvorenie primitivneho klasifikatora

Analyzou vzoriek povodného datasetu (bez transformécii a preklopeni) bola zistend uréita
podobnost naprie¢ celym datasetom. Konkrétne ide o skuto¢nost, ze vozovka sa vzdy na-
chadza pred vozidlom, a ¢astokrat pokracuje rovno. Bol preto vykonany pokus pre zistenie
miniméalnych hodno6t tspesnosti a hodnét F-measure, ktoré by mala trénovana neurénova
siet bez tazkosti dosiahnuf.

Pre tieto ucely bol vytvoreny primitivny klasifikdtor, pomocou urcenia pocetnosti tried
v jednotlivych bunkach ground truth obrazkov urcenych na trénovanie neurénovej siete.
Nasledne bol vytvoreny univerzalny vystup, kde kazdej vystupnej bunke bola priradena
hodnota triedy s najvyssou pocetnostou v danom mieste. Primitivny klasifikdtor potom
pre akykolvek vstup vrati spominany univerzalny vystup. Tento vystup sa nachadza na
obrazku 7.1. Najlepsie hodnoty dosiahol primitivny klasifikdtor pri trénovani a testovani na
povodnom datasete.

50 4
100 1
150 A
200 -
250 4
300

350

0 2‘5 SIO 7‘5 160 12‘5 15‘0 17‘5
Univerzalny vystup

vytvoreny z 229 origindlnych
vzoriek

Obr. 7.1: Zndzornenie univerzalneho vystupu
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Pouzitim tohto primitivneho klasifikdtora boli dosiahnuté hodnoty 83.36% pre tispesnost
a 76.87% hodnota F-measure.

Pri zobrazeni filtra¢nych matic vyplynulo, ze tento primitivny klasifikitor pomerne
spravne urcuje priestor mimo vozovku, no samotnd vozovku neurcuje nepresne. Tento jav
mal za nasledok vysokt hodnotu tispesnosti no nizku hodnotu F-measure. Cielom pocas tré-
novania neuronovej siete bolo dosiahnut lepsie vysledky ako najlepsi dosiahnuty vysledok
primitivneho klasifikatora.

7.4 Vysledok prvého behu

Natrénovanim prvej neurénovej siete boli dosiahnuté hodnoty 92.58% pre F-measure a
94.71% pre uspesnost. Na obrazku 7.2 je vidiet priklad pouzitia tejto natrénovanej ne-
urénovej siete.

Obr. 7.2: Segmentacia mracna pomocou natrénovanej neurénovej siete, zelend farba znaci
spravne klasifikovani vozovku, Seda farba spravne klasifikovany priestor nepatriaci k vo-
zovke, modra farba znaci zle uréeny priestor nepatriaci vozovke a ¢ervend farba znaci pries-
tor zle klasifikovany ako c¢ast vozovky

7.5 Experimenty s parametrami weight a reduction chybovej
funkcie typu CrossEntropyLoss

Nakolko dataset obsahuje vzorky, v ktorych sa nachadzaju miesta, pre ktoré nebolo mozné
z r6znych dovodov jednoznacne urcit ich prislusnost k vozovke, boli prevedené experimenty
s ciefom minimalizovat negativny vplyv tychto neurcitych miest v datasete. Toto je mozné
dosiahnut pomocou zmeny sposobu vypoc¢tu chybovej funkcie. Tato zmena spociva vo vy-
nechani chyb na miestach, pre ktoré nevieme urcit ich prislusnost k vozovke. Pre tento tcel
existuje nastroj v Pytorch implementécii chybovej funkcie typu CrossEntropyLoss, ktory
umoznuje pouzitie parametru weight, ktory nastavuje vplyv jednotlivych tried pre vyslednt
hodnotu chybovej funkcie. Nasledne je potrebné vyhodnotif chybu naprie¢ prvkami, pricom
najcCastejsie st dve riesenia: vyhodnotenie priemernej chyby naprie¢ prvkami a suma tychto
chyb. V Pytorch implementacii je pre tento uicel dostupny parameter reduction, ktory ur-
Cuje sposob vypoctu vyslednej hodnoty naprie¢ prvkami, pricom boli pouzité dva varianty:
mean a sum. Variant mean sposobi, Zze hodnota chybovej funkcie je tvorena priemerom chyb
vo vystupe neurénovej siete vzhladom ku ground truth obrazkom, kdezto variant sum sp6-
sobi, ze vysledna hodnota chybovej funkcie je suma tychto chyb.
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Param(?ter Prvy beh | Druhy beh | Treti beh | Priemer
reduction
Bez par. mean 92.58 93.23 93.36 93.057
weight sum 93.66 92.70 91.33 92.56
S par. mean 94.26 94.25 94.48 94.33
weight sum 94.19 94.07 94.40 94.22

Tabulka 7.2: Hodnoty F-measure dosiahnuté neurénovymi siefami s pouzitim modifikacii
chybovej funkcie, vidno pozitivny vplyv pouzitia parametra weight a taktiez vidno pozi-
tivny vplyv parametra reduction s hodnotou mean

Z tabulky 7.2 je zrejmé, ze pouzitie parametra weight ma vyznam pre vyslednt tspes-
nost neurénovej siete, nakolko viac¢sina hodnot dosiahnutych v jednotlivych behov s pouzitim
parametra weight mé znacne vyssiu tspesnost ako kazdy z behov bez pouzitia parametra
weight. Taktiez z uvedenej tabulky vyplyva pozitivny vplyv na kvalitu neurénovej siete
pouzitie parametra reduction s hodnotou mean.

7.6 Experimenty s poctom pouzitych tried

Bol vykonany experiment, kedy o¢akdvany vystup neurénovej siete (ground truth obrazky)
nebol pre 3 triedy ako je to zndzornené na obrazku 5.7. Tieto tri pévodné triedy predstavuja
priestor prislachajici vozovke, priestor mimo vozovku a priestor, pre ktory nebolo mozné
urcit jeho prislusnost k vozovke, ¢i uz kvoli rotacidm datasetu alebo absencii priestoru v
kamerovych snimkach prislichajicemu danému priestoru v laserovom skene. V popisovanej
modifikacii riesenia bola poslednd trieda rozdelena na dve triedy: priestor vzniknuty rota-
ciou mrac¢na (zlta farba na obrazku 7.3) a priestor vzniknuty kvoli rozdielnej reprezentacii
priestoru medzi kamerovymi snimkami a laserovymi skenmi (zelend farba na obrazku 7.3).
Dévod na toto rozdelenie pouzivanych tried bola skutoc¢nost, ze spodné rohy snimky sa
vzdy vyhodnotené ako priestor mimo vozovky, a teda pri pouziti parametra weight chy-
bovej funkcie typu CrossEntropyLoss, je mozné vynechat iba miesta vzniknuté rotaciou a
spodné rohy obrazka sa moze siet naucit klasifikovat ako priestor mimo vozovku. Oc¢akavany
vystup je znazorneny na obrazku 7.3.

S pouzitim parametra reduction nastavenym na hodnotu mean a s pouzitim para-
metra weight, boli dosiahnuté vysledky uvedené v poslednych dvoch riadkoch tabulky
7.3. Tento parameter bol otestovany pre dva spdsoby jeho pouzitia. Prvym spdsobom bolo
pouzitie tohto parametra, pre zniZzenie hodnoty chybovej funkcie vzhladom na priestory
vzniknuté rotaciou (zltd farba na obrézku 7.3). Tento spdsob je v tabulke 7.3 uvedeny
ako weight=(1,1,1,0). Druhym sp6sobom bolo pouzitie tohto parametra, pre zniZenie
hodnoty chybovej funkcie, vzhladom na obe triedy, pri ktorych nebolo mozné urcit ich pri-
slusnost k vozovke. Tento sposob je v tabulke 7.3 uvedeny ako weight=(1,1,0,0). Riadok
weight=(1,1,1,1) znizornuje vysledok neurénovej siete bez pouzitia parametra weight.
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Prvy beh | Druhy beh | Treti beh | Priemer

weight=(1,1,1,1) 93.66% 94.18% 93.12% 93.65%
weight=(1,1,0,0) 93.95% 93.96% 93.73% 93.88%
weight=(1,1,1,0) 95.02% 94.95% 94.21% 94.73%
Porovnanie s tromi triedami | 94.26% 94.25% 94.48% 94.33%

Tabulka 7.3: Prvé tri riadky obsahuji hodnoty F-measure pre neurénové siete pouzivajice
4 triedy s roéznymi modifikdciami parametra weight, v poslednom riadku je pre porovna-
nie najlepSia verzia z predchadzajuceho experimentu, ako vidno v stipci priemer, nastalo
zlepSenie priblizne o 0.4%
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Obr. 7.3: Znazorneny ocakavany vystup s pouzitim neurénovej siete predikujicej 4 triedy,
fialova farba znac¢i vozovku, modra priestor mimo vozovky, zelend farba znadci priestor,
ktorému nebola priradend hodnota kvoli rozlicnosti dat kamerovych snimok a laserovych
skenov a zlta farba znaci priestor vzniknuty rotaciou mracna

7.7 Najlepsie dosiahnuté vysledky trénovania neurénovej siete

Pocas vsetkych trénovani neurénovych sieti sa podarilo dosiahnuf najlepsie vysledky s
neurénovou siefou pouzivajicou chybovi funkciu typu CrossEntropyLoss s parametrom
reduction nastavenym na hodnotu mean a parametrom weight pouzitym pre posledni zo
styroch tried vystupu danej siete. Pre testovaci dataset bola vysledna hodnota tispesnosti
96.12% a F-measure hodnota 95.02%. Tieto dosiahnuté vysledky st velmi uspokojivé pre
dany tucel prace. Z analyzy roznych vysledkov bolo zistené, ze vyssia hodnota tspesnosti
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oproti hodnote F-measure je spésobend vysledkami, kedy bol priestor zle klasifikovany ako
vozovka. Vyvoj parametra F-measure, je zobrazeny na obrazku 7.4. Na obrazku 7.5 je mozné
vidiet priebeh hodndt presnosti pocas trénovania.
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Obr. 7.4: Znazornenie hodn6t metriky F-measure, zelena krivka predstavuje dosiahnuté
hodnoty pre trénovaciu sadu, modra krivka zobrazuje hodnoty pre testovaciu sadu
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Obr. 7.5: Uspesnost pocas trénovania, zelend krivka predstavuje dosiahnuté hodnoty pre
trénovaciu sadu, modra krivka zobrazuje hodnoty pre testovaciu sadu

Neurénova siet dosahuje na celom testovacom datasete, teda aj s transformovanymi
vzorkami tspesnost 96.25% a F-measure hodnotu 92.84%.

Najlepsie segmentované mrac¢no bodov

Najlepsi vysledok z testovacej ¢asti datasetu je znazorneny na obrazku 7.6. Jeho projekcia
do pdévodného mracna bodov (segmentécia laserového skenu) je vidno na obrazku 7.7. Na
obrazku 7.6 v pravej Casti znaci zlta farba priestor mimo vozovky a fialova farba priestor,
kde sa nachadza vozovka. V lavej Casti obrazka 7.6 znaci zelena farba priestor, ktory ma
byt spravne klasifikovany ako vozovka, no neurénova siet toto neurcila spravne. Naopak zlta
farba v lavej Casti obrazku 7.6 znaci priestor, ktory bol klasifikovany nespravne ako cast
vozovky. Nakolko sa v tychto priestoroch nachadzala trieda pre miesta, kde nie je mozné
urc¢it prislusnost priestoru k vozovke, je mozné povazovat tuto zltt farbu v Tavom rohu za
chybu datasetu.

39



100

150

200

250

350

¥ T T T T T T
0 25 50 75 100 125 150 175

Segmentovana vozovka
pomocou trénovanej neurénovej siete

Obr. 7.6: Zobrazeny najlepsi vysledok segmentéacie vozovky pomocou natrénovanej neuréno-
vej siete, fialova farba oznacuje priestor ktory bol nespravne oznaceny ako vozovka, modra
farba oznacuje priestor, ktory bol oznaceny nespravne ako priestor mimo vozovky, zelena
farba oznacuje spravne urceny priestor, kde sa nachddza vozovka a zltd farba oznacuje
spravne urceny priestor, kde sa nenachddza vozovka

Na obrazku 7.7 je mozné vidiet samotni segmentéciu laserového skenu, ktord bola pre-

vedenda projekciou vysledku uvedeného na obrazku 7.6 do laserového skenu, z ktorého bol
vytvoreny vstup pre neurénovi sieft.
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Obr. 7.7: Znazornena segmentacia laserového skenu pre najlepsiu vzorku, zelena farba znaci
spravne predikovanu vozovku, fialova farba znaci nespravne predikovanti vozovku, ¢ervena
farba znadci nespravne predikovany priestor mimo vozovky a Sedd farba znaci spravne pre-
dikovany priestor mimo vozovky

Zodpovedajica kamerova snimka sa nachadza na obrazku 7.8.

Obr. 7.8: Snimka z kamery patriaca k najlepsie vyhodnotenému laserovému skenu

Dosiahnuty vysledok je mozné pripisat jednoduchosti danej snimky a ¢astému vyskytu
elementov vzorky v datasete. Tymito elementami si napriklad rovna vozovka, Zelezni¢na
alebo elektriéna traf.

Najhorsie segmentované mra¢no bodov

Najhorsi vysledok z testovacej Casti datasetu je zndzorneny na obrizku 7.10. Jeho projekcia
do pdévodného mracna bodov (segmentécia laserového skenu) je vidno na obrézku 7.11.
Farebné oznacenia st rovnaké ako pri najlepsom vysledku.
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Obr. 7.10: Zobrazeny je najhorsi vysledok segmentacie vozovky testovacej Casti datasetu
vyhodnoteny pomocou natrénovanej neurénovej siete, fialova farba oznacuje priestor ktory
bol nespravne oznaceny ako vozovka, modra farba oznacuje priestor, ktory bol oznaceny
nespravne ako priestor mimo vozovky, zelena farba oznacuje spravne urcéeny priestor, kde sa
nachadza vozovka a zlta farba oznacuje spravne uréeny priestor, kde sa nenachadza vozovka
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Obr. 7.11: Znéazornend segmentacia laserového skenu pre najhorsiu vzorku, zelena farba
zna¢i spravne predikovanu vozovku, fialova farba znaci nespravne predikovani vozovku,
Cervena farba znaci nespravne predikovany priestor mimo vozovky a Sedd farba znadi spravne
predikovany priestor mimo vozovky

Ako je vidno na obrazku 7.9 ide o komplikovant krizovatku. Segmentaciu laserového
skenu nepriaznivo ovplyviiuje nakladné vozidlo zakryvajice velki ¢ast snimaného prostre-
dia. Z pozorovani vysledkov viacerych snimok bolo zistené, ze travnaté plochy v strede
vozovky maji nepriaznivy vplyv na vysledni segmentaciu, ako je tomu aj v tomto pripade.
Na obrazku 7.10 sa nachadza zobrazeny vystup neurénovej siete a jemu pridruzeny ground
truth obrazok. Vysledok segmentécie vozovky je mozné vidief na obrazku 7.11, farebné
oznacenia st opaf rovnaké ako pri najlepsom vysledku. Taktiez je oCividné, Ze oblast, ktora
bola anotovana ako priestor mimo vozovku, je z ¢asti vozovka v protismere. Tento problém
sa v datasete nachadza viackrat.

7.8 Zhodnotenie vysledkov dosiahnutych experimentmi

Pomocou ladenia viacerych parametrov bol dosiahnuty velmi dobry vysledok tspesnosti
neurénovej siete. Najlepsie dosiahnuté hodnoty st 96.12% pre tUspesnost neurénovej siete
a 95.02% hodnota F-measure. Tato najlepsia neurénova siet pouziva parameter reduction
nastaveny na hodnotu mean a parameter weight nastaveny na hodnotu (1,1,1,0), ¢o
znamenad, ze vysledok chybovej funkcie nie je ovplyvneny miestami vo vzorkach, kde sa
nachadzaju rotacie. Za druhy najlepsi vysledok trénovania neurénovej siete je povazovana
neurénova siet s hodnotou presnosti 96.22% a hodnotou 94.95% pre parameter F-measure.
Tato neurénova siet pouziva rovnaké parametre ako predchadzajica. Z porovnania najlep-
sieho a najhorsieho segmentovaného mrac¢na je mozné posudif, ze natrénovana neurénova
sief je velmi presnd pre rovné cesty alebo jednoduché prostredia, no jej presnost je mensia
pri segmentéacii laserovych skenov nasnimanych v blizkosti komplikovanych krizovatiek s
menej ¢asto vyskytujicim sa tvarom.

Z tabulky 7.4 vyplyva priemerné zlepSenie F-measure hodnoty o 2.17%. Rozdiel medzi
najlepSou a najhorsou neurénovou sietou je 3.69%.
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Reduction | weight Prvy beh | Druhy beh | Treti beh | Priemer
(1,1,1,1) | 93.66% 94.18% 93.12% 93.65%
4 Triedy | mean (1,1,0,0) | 93.95% 93.96% 93.73% 93.88%
(1,1,1,0) | 95.02% 94.95% 94.21% 94.73%
mean (1,1,1) 92.58% 93.23 93.36 93.06
3 Triedy mean (1,1,0) 94.26% 94.25% 94.48% 94.33%
sum (1,1,1) 93.66 92.70 91.33 92.56
sum (1,1,0) 94.19 94.07 94.40 94.22

Tabulka 7.5: Tabulka obsahujica vysledky kazdej natrénovanej neurénovej siete, vysledok
findlnej neurdénovej siete je zvyrazneny Cervenou farbou
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Kapitola 8

Zaver

Cielom tejto bakalarskej prace bola segmentacia objektov v laserovych skenoch pomocou
konvolu¢nej neurénovej siete. Zvolenym objektom pre segmentaciu bola vozovka, nakolko sa
jedna o jeden z najdolezitejsich prvkov v skiimanych laserovych skenoch. Na tento tcel bola
vybrand a implementovand jedna z existujucich metéd. Ground truth obrazky pre zakladny
dataset (bez rotacii a preklopeni) bol ziskany od jedného z tvorcov metédy. Informécie z
danych obrazkov boli premietnuté do mra¢na bodov a tie boli nisledne transformované. Z
tychto transformovanych mracien boli vytvorené dvojice laserovych skenov a im prislicha-
jucich ground truth obrazkov. Pouzity bol dataset o celkovej velkosti 12180 vzoriek. Tato
velkost bola dosiahnutéd pomocou rotacii a preklopeni cez os y. Po vytvoreni datasetu sa
podarilo Gspesne implementovat neurénovi siet a najst vhodné parametre pre chybovi fun-
kciu, ako aj vhodny pocet pouzitych tried. Vyslednd neurénova siet dokaze s tspesnostou
96.12% previest segmentéciu vozovky v laserovom skene (F-measure hodnota 95.02%).
Neurénova sief poskytuje najhorsie vysledky v oblastiach s komplikovanymi krizovat-
kami menej casto vyskytujicich sa tvarov, naopak jednoduché krizovatky zvlada vyhodnotit
velmi dobre. Zaujimavym zistenim bolo, Ze pre neurénovu siet nepredstavuje problém re-
lativne hustd preméavka. Celkovo si neurénova siet pri segmentacii vozovky pocina velmi
dobre, az na zopar vynimocnych alebo zvlastnych pripadov. Zlepsenie tispesnosti neuréno-
vej siete je mozné dosiahnut vac$im a presnejSim datasetom, hlavne pridanim menej ¢asto
vyskytujucich sa typov krizovatiek. Presnosti by mohlo poméct pouzitie datasetu, ktory by
obsahoval iba dve triedy - priestor patriaci vozovke a priestor nepatriaci vozovke.
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Priloha A

Obsah prilozeného pamétového
média

Na prilozenom paméatovou médiu sa nachadzaju tieto sibory:
e /src/- zlozka obsahujtca zdrojové subory

— /binFiles/ - Zlozka s bindrnymi verziami mracien bodov
— /pclResultView/ - Cmake program pre zobrazovanie vysledkov

— /pclRotator/ - Cmake program pre rotaciu mracna bodov
e /doc/ - zlozka obsahujtca zdrojové siubory textovej ¢asti prace

e /xzelen24_Bakalarska_Praca.pdf - vysledny text bakalarskej prace
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Priloha B

Manual

Pokyny pre pouzitie na opera¢nom systéme Linux:
1. Vstipte do adresara /src/
2. Spustite skript installPackages.sh

3. Pouzite program ./useModel.py, s argumentom nazvu suboru s laserovym skenom
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