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znamu literatury.

V Olomouci dne . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .

podpis

4



Poděkováńı
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2.4 Hodnoceńı modelu . . . . . . . . . . . . . . . . . . . . . . . . . . 22
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Úvod

Tématem diplomové práce je Porovnáńı dekompozičńıho a ARMA př́ıstupu

při analýze časové řady, kde práce se předevš́ım zaměřuje na zpracováńı sezónńıch

časových řad.

V praxi se často setkáváme s daty vypozorovanými za určité obdob́ı v čase,

které je potřeba nadále zpracovat a vyhodnotit. Nejrozš́ı̌reněǰśım př́ıstupem, který

se voĺı pro zpracováńı těchto dat, je dekompozičńı a Box̊uv-Jenkins̊uv př́ıstup.

Ćılem mé práce je tedy naj́ıt vhodná data a na nich porovnat oba tyto př́ıstupy

a posoudit, který př́ıstup je vhodněǰśı. S nar̊ustaj́ıćım množstv́ım dat a sofistiko-

vaněǰśımi výpočty při analýze dat, zvláště u př́ıstupu Boxe-Jenkinse, se jen stěž́ı

obejdeme bez výpočetńı techniky. Proto jsem ve své práci pro zpracováńı dat

volila statistického softwaru R.

Práce je rozdělena do 7 kapitol. Prvńı tři kapitoly se věnuj́ı teoretické části,

kde jsou popsány základńı principy fungováńı obou výše zmı́něných př́ıstup̊u. V

těchto kapitolách jsou uvedeny také postupy výpočt̊u a vzorečky nezbytné pro

praktické zpracováńı dat.

Čtvrtá kapitola se věnuje praktickému využ́ıváńı výpočetńıho statistického

softwaru. Důraz je zde kladen na zpracováńı dat v Boxově-Jenkinsově př́ıstupu

pomoćı softwaru R.

V následuj́ıćıch třech kapitolách jsou postupně zpracovány zvolené datové

sady. Prvńı zvolená datová sada - Vývoj teploty v ČR, je popsána a analyzována

v kapitole 5. Daľśı zvolenou datovou sadou je vývoj tržeb maloobchod̊u (kapitola

6) a vývoj počtu nakažených virem HIV v Jihoafrické republice za posledńıch 20
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let (kapitola 7). Všechny tyto datové sady jsou modelovány pomoćı př́ıstupu Boxe

a Jenkinse i dekompozičńıho. Na konci každé kapitoly následuje shrnut́ı výsledk̊u

z obou př́ıstup̊u.
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Kapitola 1

Úvod do teorie časových řad

V úvodńı kapitole nejprve poṕı̌si základńı myšlenky časových řad, které

jsem čerpala předevš́ım z literatury [1], [2] uvedené na konci mé práce. Teprve v

následuj́ıćıch dvou kapitolách se budu věnovat zpracováńım časových řad pomoćı

dvou konkrétńıch př́ıstup̊u - dekompozičńıho a Boxově-Jenkinsově př́ıstupu.

Časové řady jsou posloupnosti srovnatelných pozorováńı (věcně i prosto-

rově) uspořádaných chronologicky od minulosti k př́ıtomnosti. Tyto posloupnosti

můžeme hojně naj́ıt v ekonomii, ve fyzikálńıch, biologických a společenských

vědách a v neposledńı řadě také v meteorologii.

Analýzou těchto pozorováńı můžeme zkonstruovat odpov́ıdaj́ıćı matema-

tický model. To umožňuje porozumět procesu, jak se posloupnost jednotlivých

pozorováńı vyv́ıj́ı, a následně můžeme odhadnout s určitou pravděpodobnost́ı,

jak se bude vyv́ıjet.

Tato posloupnost pozorováńı (dále jen časová řada) čeĺı r̊uzným specifickým

problémům. Prvńım významným specifickým problémem časové řady je výběr

okamžik̊u pozorováńı. Některé diskrétńı časové řady mohou vznikat diskretizaćı

spojitých časových řad, anebo akumulaćı hodnot za dané časové obdob́ı (někdy se

provád́ı též pr̊uměrováńı). Druhý problém časových řad se týká délky. U dlouhých

časových řad může doj́ıt ke změně pr̊uběhu modelu. To může vést k nesnadno po-

psatelné časové řadě. Na druhou stranu, některé metody vyžaduj́ı minimálńı délku
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časové řady. Muśıme tedy hledat kompromis mezi dlouhou a krátkou časovou

řadou. Významným problémem časových řad je také kalendář. Nestejný počet

dńı v měśıci nám může posloupnosti zkreslovat. Tento problém můžeme řešit

přepočteńım časových řad na měśıce se stejnou délkou dńı v měśıci, a to bud’

budeme uvažovat

1) měśıce se standardńı délkou 30 dn̊u, nebo

2) měśıce s délkou 365
12

.

Na podobný problém můžeme narazit i při změně času nebo v přestupném roce.

Existuj́ı tři základńı metody a postupy pro analýzu časových řad. Prvńım z

nich je dekompozice časové řady. Tato metoda rozkládá časovou řadu do jednot-

livých složek. Druhým nověǰśım př́ıstupem, který se začal objevovat ve 20.sto-

let́ı, je Boxova-Jenkinsova metoda. Základńım prvkem modelováńı je náhodná

složka, která může být tvořena závislými náhodnými veličinami. A třet́ı meto-

dou je modelováńı časových řad pomoćı lineárńıch dynamických model̊u. Tyto

modely dokážou pracovat s hodnotami časových řad, které jsou vysvětlovány po-

moćı vysvětluj́ıćıch hodnot časové řady. Nadále se ve své práci budu podrobněji

zabývat dekompozičńı a Boxovou-Jenkinsovou metodou.
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Kapitola 2

Dekompozičńı př́ıstup v časových
řadách

Hlavńı myšlenkou dekompozičńıho př́ıstupu je rozložit časovou řadu do jed-

notlivých složek tak, abychom jednotlivá pozorováńı časové řady mohli popsat

následuj́ıćı rovnićı

yt = Trt + Szt + Ct + εt, (2.1)

kde yt je pozorovaná hodnota v čase t, Trt znač́ı trendovou složku, Szt sezónńı

složku, Ct cyklickou složku, εt reziduálńı složku a t čas, kde t = 1, ..n a n je počet

pozorováńı. Modelováńı a vznik všech těchto složek bude podrobně rozepsán dále.

2.1. Analýza trendové složky

Trendová složka nám popisuje dlouhodobou tendenci vývoje. Uvažujme

časovou řadu ve tvaru

yt = Trt + εt. (2.2)

Trendovou složku můžeme popsat matematickými křivkami. Typ nejvhodněǰśı

matematické křivky usuzujeme na základě grafického zobrazeńı napozorovaných

hodnot, anebo dle výpočt̊u, které nám ukazuj́ı mı́ru vhodnosti zvolené křivky.

Mı́ry vhodnosti modelu jsou rozebrány na konci v této kapitole. Nyńı ńıže uvedu

vybrané př́ıklady funkćı, které dále využiji při praktické analýze.
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2.1.1. Konstantńı trend

Nejjednoduš́ım modelem trendové složky je konstantńı trend tvaru

Trt = β0, t = 1, ...n. (2.3)

Naš́ım ćılem je odhadnout hodnotu β0 tak, aby byla minimalizována rezidua.

Tuto hodnotu odhadujeme metodou nejmenš́ıch čtverc̊u. Minimalizujeme výraz

min
n∑
t=1

(yt − β0)2. (2.4)

Výraz zderivujeme podle β0 a polož́ıme rovno nule

−2
n∑
t=1

(yt − β0) = 0. (2.5)

Jednoduchou úpravou dostaneme odhad parametru β̂0

∑
yt − nβ̂0 = 0, (2.6)

β̂0 =
1

n

n∑
t=1

yt, (2.7)

β̂0 = ȳ. (2.8)

Bodový odhad pozorovaných hodnot yt źıskáme jako

ŷt = β̂0 = ȳ. (2.9)

Analogický źıskáme i bodovou předpověd’ pro budoućı hodnoty pro čas T > n

ŷPT = β̂0 = ȳ. (2.10)

Interval spolehlivosti pro budoućı bodové odhady vypočteme následovně

ŷT ± tn−1,(1−α/2)S
√

1 +
1

n
, (2.11)
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kde S vycháźı z rezidúı a spoč́ıtá se podle vzorce

S =

√√√√ 1

n− 1

n∑
t=1

(yt − ŷt2). (2.12)

Č́ıslo tn−1 je (1 − α/2) kvantil Studentova rozděleńı o n − 1 stupńıch volnosti.

U intervalového odhadu hledáme interval, ve kterém se bude budoućı skutečná

hodnota yT vyskytovat s předem danou pravděpodobnost́ı.

2.1.2. Lineárńı trend

U lineárńıho trendu budeme mı́t trendovou složku tvaru

Trt = β0 + β1t, (2.13)

kde t je čas a β0, β1 jsou neznámé parametry modelu. Parametry opět odhadneme

metodou nejmenš́ıch čtverc̊u, tj. budeme minimalizovat rezidua výrazu

min
n∑
t=1

[yt − (β0 + β1t)]
2. (2.14)

Odhadnuté parametry β0 a β1 źıskáme ve tvaru

β̂0 = ȳ − t̄β̂1, (2.15)

β̂1 =

∑n
t=1 tyt − nȳt̄∑n
t=1 t

2 − nt̄2
, (2.16)

kde t̄ = 1
n

∑n
t=1 yt. Lineárńı trend použijeme v př́ıpadě, jsou-li prvńı diference dat

přibližně konstantńı. Bodovou předpověd’ pro čas t a budoućı bodovou předpověd’

pro čas T > n vypočteme následovně

ŷt = β̂0 + β̂1t, ŷPT = β̂0 + β̂1T. (2.17)

Intervalový odhad budoućı hodnoty vypočteme pomoćı vzorce

ŷT
P ± tn−2,(1−α/2)S

√√√√1 +
1

n
+

(T − t̄)2∑n
t=1 t

2 − nt̄2
, (2.18)
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kde S spoč́ıtáme

S =

√√√√ 1

n− 2

n∑
t=1

(yt − ŷt)2. (2.19)

2.1.3. Kvadratický trend

U kvadratického trendu bude trendová složka ve tvaru

Trt = β0 + β1t+ β2t
2, (2.20)

kde t je čas a β0, β1, β2 jsou neznámé parametry modelu. Parametry stejně jako v

předchoźıch dvou př́ıpadech odhadneme metodou nejmenš́ıch čtverc̊u, tj. budeme

minimalizovat výraz

min
n∑
t=1

[yt − (β0 + β1t+ β2t
2)]2. (2.21)

Odhadnuté parametry ve zjednodušeném maticovém zápisu budou následuj́ıćı

β̂ = (X′X)−1X′Y, (2.22)

kde

X =


1 t1 t

2
1

...
...

...
1 tn t

2
n

 ,
X′ pak znač́ı matici transponovanou k matici X a

Y =


y1
...
yn

 .

Kvadratický trend použijeme v př́ıpadě, jsou-li druhé diference dat přibližně kon-

stantńı. Bodovou předpověd’ pro čas t a budoućı bodovou předpověd’ pro čas

T > n využiji vzorec

ŷt = β̂0 + β̂1t+ β̂2t
2, ŷPT = β̂0 + β̂1T + β̂2T

2. (2.23)
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Intervalovou předpověd’ vypoč́ıtám dle vzorce

ŷPT ± tn−3,(1−α/2)S

√√√√√√1 + (1, T, T 2)(X′X)−1

 1
T
T 2

 , (2.24)

kde

S =

√√√√ 1

n− 3

n∑
t=1

(yt − ŷt)2.

2.1.4. Logistický trend

Logistický trend má tvar S-křivky vyjádřený následuj́ıćı rovnićı

yt =
k

1 + β0βt1
, t = 1, ...n β1 > 0, k > 0, (2.25)

kde k, β0, β1 jsou neznámé parametry logistického trendu. Logistický trend je

asymptoticky omezen parametrem k a má inflexi (tj. pr̊uběh křivky konkávńı se

měńı na konvexńı a naopak) v bodě t = − lnβ0
lnβ1

. Trend je vykreslen na obrázku

2.1.

Abychom mohli vypoč́ıtat neznámé parametry, převedeme si nejprve meto-

dou inverzńı transformace logistický trend do lineárńı podoby

1

yt
=

1 + β0β
t
1

k
=

1

k
+
β0
k
βt1. (2.26)

Nahrad́ıme-li 1
yt

= y∗t ,
1
k

= k∗ a β0
k

= β∗0 , źıskáme následuj́ıćı tvar

y∗t = k∗ + β∗0β
t
1. (2.27)

Z výše upraveného tvaru odhadneme neznámé parametry k∗, β∗0 , β1 pomoćı me-

tody částečných součt̊u. U této metody si nejprve rozděĺıme celkový počet pozo-

rováńı n na tři stejně velké třetiny o délce m a sečteme pozorováńı v jednotlivých
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Obrázek 2.1: Tvar logistického trendu

třetinách. Pro celkový počet pozorováńı plat́ı, že n = 3m. Obdrž́ıme následuj́ıćı

tři součty

V1 =
m∑
t=1

yt, V2 =
2m∑

t=m+1

yt, V3 =
3m∑

t=2m+1

yt. (2.28)

Řešeńım následuj́ıćıch soustav obdrž́ıme odhady parametr̊u k∗, β∗0 , β1

β̂1 = m

√
V3 − V2
V2 − V1

, (2.29)

β̂∗0 = (V2 − V1)
β̂1 − 1

β̂1(β̂m1 − 1)2
, (2.30)

k̂∗ =
V1 − β̂∗

0 β̂1(β̂1−1)
(β̂1−1)

m
. (2.31)

Odhady p̊uvodńıch parametr̊u β̂0 a k̂ źıskáme následovně

k̂ =
1

k̂∗
, β̂0 = β̂∗0 k̂. (2.32)
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Odhadované hodnoty jednotlivých pozorováńıch ŷt pro čas t = 1, . . . , n źıskáme

pomoćı následuj́ıćıho vzorce

ŷt =
k̂

1 + β̂0β̂t1
. (2.33)

Logistický trend použijeme v př́ıpadě, maj́ı-li data tvar S-křivky a křivka prvńıch

diferenćı je tvarem podobná křivce hustoty normálńıho rozděleńı. Teorii logis-

tického trendu jsem čerpala z literatury [8].

2.2. Analýza periodické složky

Periodická složka obsahuje sezónńı a cyklickou složku. Do sezónńı složky

zahrnujeme nepravidelnosti v rámci roku, tzn. sezónńı složka má periodu 1 rok

anebo menš́ı než 1 rok. Naopak do cyklické složky nálež́ı koĺısáńı kolem trendu,

které nelze popsat pouhou sezónnost́ı. Délka cyklu může být nepravidelná a v

ekonomických pozorováńıch je spojena s hospodářským cyklem. Ve své práci se

zaměř́ım na modelováńı sezónńı složky. Pro modelováńı sezónnosti budu využ́ıvat

model s konstantńı sezónnost́ı

yt = Trt + Szt + εt, (2.34)

kde sezónńı složku Szt budu uvažovat ve tvaru

Szt = α2x2t + . . .+ αvxvt, (2.35)

kde v znač́ı počet sezón v roce a xkt je umělá proměnná pro k-tou sezónu, kde

k = 2, . . . , v. Jestliže xkt = 1, pak čas t odpov́ıdá k-tému obdob́ı v roce. Jinak

xkt = 0. α2, . . . , αv jsou neznámé parametry sezónńı složky, které odhadneme

metodou nejmenš́ıch čtverc̊u. Z odhadnutých parametr̊u α̂2, . . . , α̂v se již snadno

urč́ı sezónńı efekty szj, kde j = 1, . . . , v a j znač́ı danou sezónu. Sezónńı efekt v

j-té sezóně vypočteme

ŝzj = αj − ᾱ, (2.36)
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kde pr̊uměr sezónńıch parametr̊u ᾱ vypočteme

ᾱ =
α̂1 + α̂2 + . . .+ α̂v

v
. (2.37)

Odhadované hodnoty ŷt v př́ıpadě konstantńıho trendu dostaneme dle vzorce

ŷt = β̂0 + ᾱ + szj (2.38)

a pro př́ıpad lineárńıho trendu

ŷt = β̂0 + β̂1t+ ᾱ + szj. (2.39)

Předpovědi pro čas T > n v př́ıpadě lineárńıho trendu źıskáme následuj́ıćım

výpočtem

ŷT = β̂0 + β̂1T + ᾱ + szj. (2.40)

V př́ıpadě konstantńıho trendu budou předpovědi pro čas T > n rovny ŷt.

Jak bylo zmı́něno výše neznámé parametry trendové a sezónńı složky od-

hadneme MNČ. Konkrétně budeme-li uvažovat model s konstantńım trendem a

s měśıčńı sezónnost́ı, budeme minimalizovat rezidua modelu tvaru

yt = β0 + α2x2t + . . .+ α12x12t + εt, (2.41)

kde x2t, . . . , x12t jsou umělé proměnné pro 12 sezón v roce. Maticově bychom

mohli psát

y = Xγ + ε, (2.42)

kde

X =



1 0 0 0 . . . 0
1 1 0 0 . . . 0
1 0 1 0 . . . 0
...

...
...

. . .

1 0 0 0 . . . 1
...

...
...

...
...

...
...

...
...

...
...

...
1 0 0 0 . . . 0
1 1 0 0 . . . 0
1 0 1 0 . . . 0
...

...
...

. . .

1 0 0 0 . . . 1



,
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γ znač́ı vektor parametr̊u

γ =


β0
α2
...
α12

 .

Neznámé parametry β0, α2, . . . , α12 odhadneme z následuj́ıćı rovnice

γ̂ = (X′X)−1X′y, (2.43)

kde X′ je transponovaná matice X. Do modelu nezahrnujeme 1 sezónu z d̊uvodu

kolinearity. Kolinearita vzniká právě tehdy, jsou-li sloupce matice X závislé nebo

pokud je matice X singulárńı, tj. det(X′X)−1 = 0. Matice X′X by poté nešla

invertovat. Proto jsme nuceni obětovat prvńı sezónu. Odhad parametru pro prvńı

sezónu voĺıme α̂1 := 0. Výpočet sezónńıch efekt̊u dopoč́ıtáme následovně. Vypočteme

si pr̊uměr sezónńıch parametr̊u

ᾱ =
α̂1 + α̂2 + . . .+ α̂12

12
. (2.44)

Sezónńı efekt v j-té sezóně vypoč́ıtáme

ŝzj = α̂j − ᾱ, (2.45)

kde j = 1, 2, . . . 12. Přitom součet sezónńıch efekt̊u nám muśı dát 0. Touto

úpravou dostaneme nový absolutńı člen β0+ᾱ. Odhadované hodnoty ŷt vypočteme

pomoćı následuj́ıćıho vzorce

ŷt = β̂0 + ᾱ + (α̂1 − ᾱ)x1t + (α̂2 − ᾱ)x2t + . . .+ (α̂v − ᾱ)x12t, (2.46)

nebo také můžeme napsat

ŷt = β̂0 + ᾱ + ŝzj + εt, (2.47)

kde j = 1, . . . , 12. Pro budoućı bodovou předpověd’ pro čas T > n bude platit

ŷPT = ŷt = β̂0 + ᾱ + ŝzj + εt. (2.48)
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Obdobně budeme-li uvažovat model s lineárńım trendem a s 12 sezónami v

roce, budeme minimalizovat rezidua modelu tvaru

yt = β0 + β1t+ α2x2t + . . .+ α12x12t + εt. (2.49)

Maticově bychom mohli psát

y = Xγ + ε, (2.50)

kde

X =



1 1 0 0 0 . . . 0
1 2 1 0 0 . . . 0
1 3 0 1 0 . . . 0
1 4 0 0 1 . . . 0
...

...
...

...
. . .

1 12 0 0 0 . . . 1
...

...
...

...
...

...
...

...
...

...
...

...

1
... 0 0 0 . . . 0

1
... 1 0 0 . . . 0

1
... 0 1 0 . . . 0

1
... 0 0 1 . . . 0

...
...

...
...

. . .

1 n 0 0 0 . . . 1



,

γ znač́ı vektor parametr̊u

γ =



β0
β1
α2
...
α12

 .

Neznámé parametry γ odhadneme opět MNČ

γ̂ = (X′X)−1X′y. (2.51)

Stejně jako v předchoźım př́ıpadě spoč́ıtáme efekty sezón. Odhadnuté hodnoty ŷt

vypočteme podle vzorce

ŷt = β̂0 + ᾱ + β̂1t+ (α̂1 − ᾱ)x2t + (α̂2 − ᾱ)x2t + . . .+ (α̂12 − ᾱ)x12t, (2.52)
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nebo

ŷt = β̂0 + ᾱ + β̂1t+ ŝzt. (2.53)

Bodová předpověd’ se vypočte analogicky dle bodového odhadu trendové

složky dle vzorce 2.23, tj.

ŷPt = β̂0 + β̂1tt + ᾱ + ˆszj, (2.54)

a budoućı bodová předpověd’

ŷPT = β̂0 + β̂1T + ᾱ + ˆszj, (2.55)

kde T > n je budoućı čas.

2.3. Reziduálńı složka

Reziduálńı složka je náhodná složka, která z̊ustane v modelu po odstraněńı

trendové a periodické složky. Předpokládá se, že náhodné veličiny εt jsou mezi se-

bou nekorelované a maj́ı stejný rozptyl. Tvoř́ı tzv. b́ılý šum (WN). Nejznáměǰśımi

testy pro otestováńı předpoklad̊u náhodné veličiny je znaménkový test, test založený

na bodech zvratu, test založený na Spearmanově korelačńım koeficientu a test

založený na Kendallově koeficientu.

2.4. Hodnoceńı modelu

Jedńım z ukazatel̊u pro posouzeńı vhodnosti zvoleného modelu (podle zdroje

citehron) je reziduálńı součet čtverc̊u (RSČ). RSČ je založen na porovnáváńı

skutečných hodnot s odhadovanými. RSČ vypočteme následuj́ıćım vzorcem

RSČ =
n∑
t=1

(yt − ŷt)2, (2.56)

kde t znač́ı čas, n je počet pozorováńı, yt je skutečně pozorovaná hodnota v čase

t a ŷt je odhadnutá hodnota v čase t podle námi zvoleného modelu. RSČ nám

udává, jak velké čtvercové chyby jsme se dopustili při odhadováńı hodnot.
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Daľśım hojně použ́ıvaným ukazatel pro posouzeńı vhodnosti modelu je koe-

ficient determinace (R2), který vypočteme jako jedna mı́nus pod́ıl RSČ a celkové

variability v pozorováńıch (St). Tedy

R2 = 1− RSČ

St
, (2.57)

kde celkovou variabilitu modelu vypočteme

St =
n∑
t=1

(yt − ȳ)2, (2.58)

kde ȳ znač́ı pr̊uměrnou pozorovanou hodnotu za čas t.

Koeficient determinace nabývá hodnot z intervalu [0,1]. Č́ım je hodnota

větš́ı, t́ım je model vhodněǰśı. RSČ ani R2 nám ale nezohledňuje počet parametr̊u

v modelu. Proto byl navržen upravený koeficient determinace

R2
adj = 1− (1−R2)

n− 1

n− p
, (2.59)

kde n je celkový počet pozorováńı a p je počet parametr̊u. Upravený koeficient

determinace se použ́ıvá pro menš́ı počet pozorováńı. Pomoćı R2 mohu testovat

hypotézu, zda jsou všechny parametry nevýznamné, oproti alternativě, že alespoň

jeden parametr je nevýznamný, tj.

H0 : β1 = β2 = . . . = βp = 0 HA : alespoň jeden parametr je nenulový.

Testová statistika

F =
R2

(1−R2)

n− p− 1

p
(2.60)

má Fisherovo rozděleńı o p a n − p − 1 stupńıch volnosti. Nulovou hypotézu

zamı́táme na hladině α, je-li F > Fp,n−p−1,1−α.

Významnost jednotlivých parametr̊u v modelu můžeme testovat také po-

moćı t- testu, kde

H0 : βi = 0 oproti alternativě Ha : βi 6= 0.
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Testová statistika je tvaru

T =
β̂i

S
√

(X′X)−1jj
, (2.61)

kde (X′X)−1jj je prvek na j-tém řádku v j-tém sloupci matice (X′X)−1. Např́ıklad

pro testováńı parametru β1 budeme brát prvek ve 2. řádku v 2. sloupci matice

(X′X)−1, pro testováńı parametru kvadratického členu β2 budeme brát prvek

ve 3. řádku v 3. sloupci matice (X′X)−1 apod. Za platnosti H0 bude testová

statistika T tn−p.

Odhadnuté předpovědi budu posuzovat podle středńı čtvercové chyby a

středńı absolutńı chyby. Středńı čtvercová chyba předpovědi (MSEP ) se vypoč́ıtá

pomoćı následuj́ıćıho vzorce

MSEP =

√∑n
t=1(yt − ŷtP )2

n
. (2.62)

Středńı absolutńı chyby (MAEP ) vypočteme pomoćı vzorce

MAEP =

∑n
t=1 |yt − ŷtP |

n
. (2.63)
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Kapitola 3

Modelováńı pomoćı př́ıstupu
Boxe a Jenkinse

Box̊uv a Jenkins̊uv př́ıstup modeluje časovou řadu pomoćı reziduálńı složky,

která je tvořena vzájemně závislými veličinami. Důležitým předpokladem pro tyto

modely je stacionarita daného procesu. Požadujeme tedy, aby se daný náhodný

proces v čase ustálil. Stacionaritu rozlǐsujeme striktńı a slabou. Striktńı staciona-

rita znamená, že pravděpodobnostńı chováńı procesu je invariantńı v̊uči posun̊um

v čase. To je v praxi ale obt́ıžné ověřit. V praxi si naštěst́ı vystač́ıme se slabou sta-

cionaritou. Slabě stacionárńı proces je taková časová řada, která má konstantńı

středńı hodnotu, konstantńı rozptyl a jej́ı kovariance mezi dvěma libovolně zvo-

lenými pozorováńımi zaviśı jen na časovém rozestupu, a ne na jejich skutečném

časovém umı́stěńı v řadě. V praxi se ovšem můžeme poměrně často setkat s ne-

stacionárńımi časovými řadami. V těchto př́ıpadech můžeme stacionarity obvykle

dosáhnout diferencováńım daného procesu anebo pomoćı r̊uzných transformaćı.

Vykresleńım dat můžeme subjektivně odhalit některé typy porušeńı stacionarity.

Analýzu časových řad podle Boxe a Jenkinse můžeme rozdělit do tř́ı fáźı.

V prvńı fáźı identifikujeme model, poté odhadneme parametry a nakonec je za-

potřeb́ı posoudit vhodnost modelu. Nejprve si ale zavedeme základńı pojmy a

vlastnosti, které jsou nezbytné pro analýzu, zvlášt’ pro identifikaci modelu.

25



3.1. Základńı pojmy a vlastnosti

V této podkapitole se zaměř́ım předevš́ım na základńı pojmy a charakte-

ristiky použivané v rámci Boxovy a Jenkinsovy metody, které jsou nezbytné k

praktickým výpočt̊um.

Budeme-li mı́t stochastický proces stacionárńı, pak můžeme středńı hodnotu

procesu odhadnout jako výběrový pr̊uměr, tj.

µ̂ =
1

n

n∑
t=1

yt = ȳ, (3.1)

a rozptyl daného procesu odhadnout jako výběrový rozptyl

C0 = S2 =

∑n
t=1(yt − ȳ)2

n
. (3.2)

Daľśı d̊uležitou charakteristikou stacionárńıho procesu, která se v modelováńı

podle Boxe a Jenkinse využ́ıvá, je odhad autokovarianćı procesu v čase t a t− k

Ck =
1

n

n∑
t=k+1

(yt − ȳ)(yt−k − ȳ), (3.3)

kde k = 1, ..., n− 1. Pomoćı odhadnutého rozptylu daného procesu a autokovari-

anćı odhadneme autokorelačńı funkci (ACF)

rk =
Ck
C0

=

∑n
t=k+1(yt − ȳ)(yt−k − ȳ)∑n

t=1(yt − ȳ)2
. (3.4)

Grafem těchto korelaćı je korelogram. Existuje-li takový bod, od kterého jsou

všechny korelace nulové, pak můžeme tvrdit, že vymiźı závislost mezi pozo-

rováńımi. Tento bod nazýváme identifikačńım bodem a testujeme ho pomoćı

korelaćı následuj́ıćı testovou statistikou

|rk| ∼

√√√√√ 1

n
(1 + 2

k0∑
j=1

r2j ), (3.5)
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která testuje H0 : rk = 0 vs. HA : rk 6= 0 pro k > k0. Daľśım d̊uležitým ukazate-

lem jsou odhady parciálńıch autokorelaćı (PACF), které se vypoč́ıtaj́ı rekurentně

pomoćı vzorce

r11 = r1, (3.6)

rkk =
rk −

∑k−1
j=1 rk−1,jrk−j

1−∑k−1
j=1 rk−1,jrj

, (3.7)

rkj = rk−1,j − rkkrk−1,k−j, (3.8)

kde k > 1 a j = 1, 2, . . . , k − 1. Nulovost odhadovaných hodnot PACF rkk testu-

jeme pomoćı statistiky

|rkk| ∼
√

1

n
. (3.9)

Aby výše uvedené odhadované charakteristiky byly spolehlivé, požaduje se

dle zdroje [1], aby počet pozorováńı n > 50 a k < n/4. Tyto uvedené vlastnosti

jsou nezbytné pro identifikaci modelu. Dle ACF, PACF stanovujeme, zda se jedná

o proces MA, AR, ARMA, dle identifikačńıho bodu určujeme řád procesu.

3.2. Identifikace modelu

Box̊uv a Jenkins̊uv př́ıstup pracuje se speciálńımi př́ıpady lineárńıho sta-

cionárńıho procesu, jako je proces klouzavých součt̊u MA, autoregresńı proces

AR a smı́̌sený proces ARMA.

Autoregresńı proces AR

Autoregresivńı proces AR řádu p je model tvaru

yt = ϕ1yt−1 + . . .+ ϕpyt−p + εt, (3.10)

kde ϕ1, . . . , ϕp jsou neznámé parametry modelu. V literatuře se často můžeme

setkat se zápisem pomoćı operátoru zpětného posunut́ı, který se definuje jako

Byt = yt−1, (3.11)
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a lze jej aplikovat několinásobně pro j = 1, ..., p

Bjyt = yt−j. (3.12)

Pomoćı operátoru zpětného posunut́ı můžeme model zapsat ve zkrácené formě

(1− (ϕ1B + . . .+ ϕpB
p))yt = εt, (3.13)

neboli

ϕ(B)yt = εt, (3.14)

kde ϕ(B) = 1 − (ϕ1B + . . . + ϕpB
p) je tzv. autoregresńı operátor. Model bude

stacionárńı, pokud bude platit, že kořeny polynomu ϕ(B) budou ležet mimo

jednotkovou kružnici v rovině komplexńıch č́ısel. Autoregresńı proces je vždy

invertibilńı. V praxi se nejčastěji setkáváme s autoregresńım procesem AR(1)

nebo AR(2).

Autoregresńı proces AR(1) je model tvaru

yt = ϕ1yt−1 + εt (3.15)

s podmı́nkou stacionarity

|ϕ1| < 1 (3.16)

Př́ıslušná ACF procesu AR(1) má tvar

rk = ϕk1 pro k ≥ 0 (3.17)

a PACF je tvaru

r11 = ϕ1, rkk = 0 pro k > 1, (3.18)

identifikačńım bodem je k0 = 1. Na Obrázkách 3.1 a 3.2 jsou ukázany odhady

ACF a PACF simulovaného procesu s kladným parametrem ϕ1 yt = 0, 8yt−1 + εt

a se záporným parametrem yt = −0, 8yt−1 + εt.

Autoregresńı proces AR(2) je model tvaru

yt = ϕ1yt−1 + ϕ2yt−2 + εt (3.19)
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Obrázek 3.1: ACF a PACF procesu AR(1) s parametrem 0,8

Obrázek 3.2: ACF a PACF procesu AR(1) s parametrem -0,8
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s podmı́nkami stacionarity

ϕ2 + ϕ1 < 1, ϕ2 − ϕ1 < 1,−1 < ϕ2 < 1 (3.20)

PACF má identifikačńı bod k0 = 2. Na Obrázku 3.3 je ukázana odhadovaná ACF

a PACF simulovaného procesu ϕ1 yt = 0, 8yt−1 − 0, 6yt−2εt.

Obrázek 3.3: ACF a PACF procesu AR(2) s parametrem 0,8 a -0,6

Proces klouzavých součt̊u MA

Proces klouzavých součt̊u řádu q (MA(q)) má tvar

yt = εt + φ1εt−1 + . . .+ φqεt−q, (3.21)

kde εt je b́ılý šum a φj, j = 1, . . . , q, jsou neznámé parametry. Model můžeme

opět zapsat ve zkráceném tvaru pomoćı operátoru zpětného posunut́ı. Zkrácený

tvar bude

yt = (1 + φ1B + . . .+ φqB
q)εt, (3.22)

yt = φ(B)εt, (3.23)

kde

φ(B) = 1 +
q∑
j=1

φjB
j (3.24)
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je operátor klouzavých součt̊u. Oproti autoregresńımu procesu je proces klouzavých

součt̊u vždy stacionárńı, ale ne vždy invertibilńı.

V praxi se nejčastěji můžeme setkat s procesem MA(1). Tento proces je

tvaru

yt = εt + φ1εt−1 (3.25)

s podmı́nkou invertibility

|φ1| < 1. (3.26)

ACF procesu MA(1) má tvar

r1 =
φ1

1 + φ2
1

, rk = 0 pro k > 1. (3.27)

Identifikačńım bodem této funkce je k0 = 1. Dle podmı́nky invertibility (3.26)

pro libovolný proces MA(2) muśı platit

|r1| <
1

2
. (3.28)

PACF je funkce omezená geometricky klesaj́ıćı posloupnost́ı

|rkk| < |φ1|k. (3.29)

Na Obrázćıch 3.4 a 3.5 jsou ukázany odhadované ACF a PACF simulovaného

procesu s kladným parametrem φ1 yt = εt + 0, 8εt−1 a se záporným parametrem

yt = εt − 0, 8εt−1.

Druhým často využ́ıvaným procesem je MA(2) tvaru

yt = εt + φ1εt−1 + φ2εt−2 (3.30)

s podmı́nky invertibility

φ2 + φ1 > 1, φ2 − φ1 > 1,−1 < φ2 < 1 (3.31)

ACF procesu MA(2) má tvar

r1 =
φ1(1 + φ2)

1 + φ2
1 + φ2

2

, r2 =
φ2

1 + φ2
1 + φ2

2

, rk = 0 pro k > 2. (3.32)
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Obrázek 3.4: ACF a PACF procesu MA(1) s parametrem 0,8

Obrázek 3.5: ACF a PACF procesu MA(1) s parametrem -0,8
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Identifikačńım bodem této funkce je k0 = 2. Pro libovolný proces MA(2) plat́ı

|r1| ≤
1√
2
, |r2| ≤

1

2
(3.33)

PACF je funkce omezená geometricky klesaj́ıćı posloupnost́ı a nebo sinusoidou

s geometricky klesaj́ıćı amplitudou. Na Obrázku 3.6 je vyobrazena odhadovaná

ACF a PACF simulovaného procesu yt = εt + 0, 6εt−1 − 0, 4εt−2.

Obrázek 3.6: ACF a PACF procesu MA(2) s parametrem 0,6 a -0,4

Smı́̌sený proces ARMA

Smı́̌sený proces ARMA(p, q) je kombinaćı autoregresńıho procesu řádu p a

procesu klouzavých součt̊u řádu q. Tvar tohoto modelu je

yt = ϕ1yt−1 + . . .+ ϕpyt−p + εt + φ1εt−1 + . . .+ φqεt−q. (3.34)

Ve zkrácené podobě pomoćı operátoru zpětného posunut́ı B můžeme zapsat mo-

del ARMA(p, q)

ϕ(B)yt = φ(B)εt. (3.35)

Nejčastěji se můžeme setkat s modelem ARMA(1, 1) tvaru

yt = ϕ1yt−1 + εt + φ1εt−1 (3.36)
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s podmı́nkou stacionarity |ϕ1| < 1 a podmı́nkou invertibility |φ1| < 1. ACF

procesu ARMA(1, 1) má tvar

r1 =
(1 + ϕ1φ1)(ϕ1 + φ1)

1 + φ2
1 + 2ϕ1φ1

, rk = ϕ1rk−1, k > 1. (3.37)

PACF procesu ARMA(1, 1) je stejně jako u procesu MA(1) omezena geometricky

klesaj́ıćı posloupnost́ı. Identifikačńı bod pro ACF a pro PACF neexistuje.

Jak již bylo zmı́něno identifikaci výše popsaných model̊u provád́ıme na

základě tvaru autokorelačńı a parciálńı autokorelačńı funkce. V tabulce 3.1 je

dodatečně shrnut tvar ACF a PACF pro model AR(p), MA(q) a ARMA(p, q).

Model ACF PACF

AR(p) exponenciálńı nebo expo-
nenciálně sinusoidńı pokles

rkk = 0 pro k > p

MA(q) rk = 0 pro k > q omezená exponenciálńım
a/nebo exponenciálně
sinusoidńım poklesem

ARMA(p, q) od zpožděńı (q− p) pro q >
p exponenciálńı nebo expo-
nenciálně sinusoidńı pokles

od zpožděńı (p− q) pro p >
q omezená exponenciálńım
nebo exponenciálně sinuso-
idńım poklesem

Tabulka 3.1: Tvar ACF a PACF pro dané modely (převzato z [1])

V praxi se snaž́ıme naj́ıt vždy co nejjednodušš́ı model, proto se nejčastěji

setkáváme z výše podrobněji rozepsanými modely AR(1), AR(2), MA(1) a MA(2),

popř́ıpadě se smı́̌seným procesem ARMA(1,1).

V následuj́ıćıch dvou odstavćıch jsou uvedeny daľśı dva zobecněné př́ıpady

model̊u a jejich využit́ı.

Prvńı často použ́ıvanou tř́ıdou model̊u je model ARIMA(p, d, q) tvaru

ϕp(B)(1−B)dyt = φq(B)εt, (3.38)

kde d znač́ı řád diference. Tento model se hojně použ́ıvá v př́ıpadě porušeńı

předpokladu stacionarity procesu. Diferencováńım můžeme převést nestacionárńı
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proces na stacionárńı. ARIMA model je tedy integrovaný systém. Nejčastěji

použ́ıváme diferencováńı 1. nebo 2. řádu. Řád diferencováńı voĺıme na základě

porovnáńı odhadovaných rozptyl̊u. Pokud nám rozptyl oproti p̊uvodńım pozo-

rováńı klesne, bylo diferencováńı vhodné. Nejmenš́ı odhadovaný rozptyl nám urč́ı

řád diferencováńı.

Druhou zobecněnou tř́ıdou model̊u jsou modely SARMA a SARIMA. Tyto

modely využijeme pro sezónńı časové řady. Sezónńı časové řady maj́ı periodu o

délce s, po které se cyklus opakuje. Např́ıklad pro měśıčńı časové řady s = 12,

pro čtvrtletńı s = 4. Sezónńı časovou řadu můžeme posoudit dle grafu, anebo

také vypozorovat pomoćı korelogramu. Model SARMA(p, q)(P,Q) má tvar

ΦP (Bs)ϕ(B)yt = ΦQ(Bs)φ(B)εt, (3.39)

kde p je řád procesu AR, q řád procesu MA, P řád sezónńıho procesu AR, Q

je řád sezónńıho procesu MA Jsou-li data stacionárńı, neznamená to ještě, že

budou stacionárńı i v sezóně. Nestacionaritu v sezóně odstrańıme sezónńım dife-

rencováńım. V tomto př́ıpadě použijeme model SARIMA(p, d, q)(P,D,Q) tvaru

ΦP (Bs)ϕp(B)(1−B)d(1−Bs)Dyt = ΦQ(Bs)φq(B)εt, (3.40)

kde D znač́ı řád sezónńı diference.

3.3. Ověřeńı modelu

Kontrolu zvoleného modelu provedeme pomoćı posouzeńı rezidúı a významnosti

paramatr̊u v modelu. Ćılem je dosáhnout, aby rezidua v modelu εt tvořila b́ılý

šum a zároveň abychom měli co nejjednodušš́ı model. Proto je vhodné se zabývat

i testováńım významnosti parametr̊u, aby se zjistila nenadbytečnost parametr̊u.

Významnost parametr̊u otestujeme dle směrodatné odchylky odhadnutých

parametr̊u. Směrodatnou odchylku parametr̊u v modelu AR(1) vypoč́ıtáme

σ̂(ϕ1)
.
=

√√√√1− ϕ̂2
1

n
. (3.41)
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Pro model MA(1) bude výpočet analogický, tj.

σ̂(φ1)
.
=

√√√√1− φ̂2
1

n
. (3.42)

Sestaveńım t-testu

tϕ1 =
ϕ̂1

σ̂(ϕ1)
, tφ1 =

φ̂1

σ̂(φ1)
, (3.43)

budeme testovat H0 : ϕ1 = 0 vs. HA : ϕ1 6= 0 a analogicky pro φ1 H0 : φ1 = 0 vs.

HA : φ1 6= 0 významnost a nenadbytečnost parametr̊u.

K prověřeńı náhodnosti rezidúı v modelu využijeme ACF rezidúı (dle zdroje [2]),

Ljung̊uv-Box̊uv test a Q-Q plot. Q-Q plot nám graficky zobrazuje, zda rezidua

jsou normálně rozdělená. U ACF rezidúı požadujeme, aby žádná korelace nebyla

významná. Chceme, aby rezidua byla nezávislá. Autokorelaci rezidúı testujeme

pomoćı výběrové autokorelačńı funkce

rk(ε̂) =

∑n
t=k+1 ε̂t ˆεt−k∑n

t=1 ε̂
2
t

. (3.44)

V př́ıpadě neautokorelovanosti rezidúı budou hodnoty výběrové autokorelačńı

funkce ležet uvnitř intervalu |rk(ε̂)| < 2√
n
.

Ljung̊uv-Box̊uv test dle zdroje [6] i [2] testuje autokorelace rezidúı (ρk)

modelu pro zpožděńı k, kde k = 1 . . . K, tj.

H0 : ρ1 = ρ2 = . . . = ρK = 0 Ha : alespoň jedno ρ 6= 0

Testová statistika je

Q = n(n+ 2)
K∑
k=1

r̂2k(ε̂)

n− k
, (3.45)

kde K je počet zpožděńı pro které budeme testovat. Nulovou hypotézu zamı́táme,

jestliže Q > χ2
K,1−α, kde χ2

K,1−α je (1−α)-kvantil χ2 rozděleńı s K stupni volnosti.
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Kapitola 4

Zpracováńı časových řad v
softwaru R

Modelováńı časových řad dat je časově a početně náročné. Proto je vhodné

ke zpracováváńı dat zapojit i výpočetńı techniku. Pro modely dekompozičńıho

př́ıstupu si vystač́ıme s Excelem, modely Boxe a Jenkinse vyžaduj́ı již v́ıce sofisti-

kovaněǰśı software. Na trhu existuje celá řada statistických softwar̊u. K jednomu

z nejpopulárněǰśıch a nejdostupněǰśıch softwar̊u patř́ı bezesporu software R.

Základńı knihovnou v softwaru R pro modelováńı časových řad pomoćı

př́ıstupu Boxe a Jenkinse je knihovna astsa a tseries. Ke knihovně astsa

byla vydána publikace [3], z které jsem čerpala pro tuto kapitolu. Autokorelačńı

a parciálńı autokorelačńı funkce vypočtena dle vzorce 3.4 a 3.8 se pomoćı této

knihovny spočte jednoduchým př́ıkazem

> acf(x),

> pacf(x),

kde x znač́ı vektor jednotlivých časově uspořádaných pozorováńı. Výstupem př́ıkaz̊u

je př́ımo grafické vyobrazeńı korelaćı, tzv. korelogram. PACF poč́ıtá a vyobrazuje

hodnoty od prvńı parciálńı korelace, zat́ımco ACF od nulté korelace. Naprogra-

mováńım si vlastńıho výpočtu hodnot autokorelaćı a poté jejim vykresleńım do

grafu, se můžeme vyvarovat předchoźımu korelogramu. Následuj́ıćı navrženým
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kódem se můžeme zaváděj́ıćı prvńı hodnotě v korelogramu vyvarovat

> c0=sum((x-mean(x))*(x-mean(x)))/length(x) # rozptyl

>

> acf=NULL

> for (i in 1:(length(x)-1)){

+ c=(sum((x-mean(x))[1:length(x[-(1:i)])] *(x[-(1:i)]-mean(x)))/length(x))/c0

+ acf=c(acf,c)

+ }

> round(acf,2),

kde v prvńı řádku v proměnné c0 je výpočten rozptyl dané časové řady a př́ıkazem

mean(x) se napočte středńı hodnota. Do proměnné acf se postupně poč́ıtaj́ı a

ukládaj́ı korelace vypočtené dle vzorce 3.4 pro i = 1, . . . , n − 1, kde n je délka

časové řady x. Výstupem této funkce jsou hodnoty ACF zaokrouhlené na dvě

desetiná mı́sta. Př́ıkazem plot si můžeme poté tyto hodnoty ACF vykreslit do

grafu.

Výpočet neznámých parametr̊u prob́ıhá na základě př́ıkazu

> sarima(x,p,d,q,P,D,Q,Sz),

kde za prvńı parametr x vyplńıme název časové řady, parametr p určuje řád

procesu AR, parametr d diferencováńı, za čtvrtý parametr q vyplńıme řád procesu

MA. Posledńı 4 parametry slouž́ı k vypočt̊um pro sezónńı modely. Za parametr

P vyplňujeme řád sezónńıho procesu AR, parametr D znač́ı sezónńı diferencováńı

a parametr Q znač́ı sezónńı proces MA. Za posledńı parametr vyplňujeme počet

sezón v roce.

Pro předpovědi lze využ́ıt př́ıkazu

> sarima.for(k,x,p,d,q,P,D,Q,Sz),

kde přidaný parametr k znač́ı počet předpověd́ı.
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Kapitola 5

Analýza vývoje teploty v ČR

Naměřené teploty v ◦C v ČR jsou zveřejňovány na internetových stránkách

Českého hydrometeorologického ústavu a jsou źıskávány jako pr̊uměr z jednot-

livých měř́ıćıch stanic rozmı́stěných na územı́ ČR. Pro modelováńı teploty využiji

měśıčńı pozorováńı od roku 1961 do roku 2015.

K dispozici budu mı́t tedy časovou řadu o délce N = 660 pozorováńı. Po-

zorováńı jsou vykreslena na obrázku 5. Pro modelováńı využiji pozorováńı z let

1961-2014, tj. n = 648 pozorováńı. Posledńıch 12 pozorováńı za rok 2015 využiji

ke kontrole a zhodnoceńı predikćı.

Naměřenou teplotu budu nejprve analyzovat pomoćı dekompozičńıho př́ıstupu

a poté pomoćı metod Boxe a Jenkinse, kde budu vycházet ze zdroje [4], [7], [4] a

Obrázek 5.1: Měśıčńı pozorováńı vývoje teploty na územı́ ČR v letech 1961-2015
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z teoretických poznatk̊u a vzorc̊u uvedených v kapitole 1-3. Na konci porovnám

výsledky z obou př́ıstup̊u a vyhodnot́ım, který př́ıstup je vhodněǰśı.

5.1. Modelováńı vývoje teploty pomoćı dekom-

pozičńıho př́ıstupu

Z grafu na obrázku 5 je vidět, že d̊uležitou roli bude hrát sezónńı složka.

Jsou zde vidět určité opakuj́ıćı se pravidelné výkyvy s periodou 12. Dlouhodobý

vývoj se zdá být konstantńı, pro upřesněńı si vykresĺım data dle jednotlivých

měśıc̊u (obrázek 5.2).

Z vývoje teploty v jednotlivých měśıćı můžeme pozorovat koĺısáńı kolem

konstantńı úrovně. V př́ıpadě letńıch měśıćıch můžeme pozorovat od roku 1990

mı́rný r̊ust. Zvláště v 7. a 8. měśıci, popř́ıpadě i 5. a 6. měśıci. V datech budu proto

modelovat sezónnost spolu s konstatńım trendem, ale pod́ıvám se na modelováńı

sezónnosti i s lineárńım trendem. Poté oba modely srovnám a vyhodnot́ım, který

je lepš́ı.

5.1.1. Modelováńı sezónnosti s konstantńım trendem

Využit́ım vzorce 2.41 pro model s konstatńım trendem a s umělými sezónńımi

proměnnými vypoč́ıtám MNČ odhady parametr̊u uvedené v tabulce 5.1.

Parametr β̂0 mi popisuje trendovou složku, zat́ımco parametry α̂ jsou sezónńı

parametry. Úpravou odhadnutých parametr̊u dle vzorce 2.44 a 2.45 dopočteme

efekty jednotlivých sezón szj, tj. vliv jednotlivých měśıčńıch pozorováńı. Výsledek

je uveden v tabulce ??. Pro ověřeńı správnosti výpočtu sečtu jednotlivé efekty

sezón. Součtem dostávám 0. Efekty sezón jsou správně nanormovány. Po výpočtu

neznámých parametr̊u a nanormováńı efektu jednotlivých sezón mohu odhadnout

jednotlivá pozorováńı ŷt dle vzorce 2.46. Srovnáńı skutečných naměřených hod-

not a odhadnutých hodnot ukazuje následuj́ıćı graf na obrázku 5.3. Z d̊uvodu

přehlednosti je vykresleno na obrázku 5.3 jen 72 měsćıc̊u za posledńıch 6 let.
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Obrázek 5.2: Teplotńı pr̊uměry v jednotlivých měsićıch od roku 1961-2014
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Parametr Odhad Upraveny odhad

β̂0 −2, 21 7,72
α̂1 − -9,92
α̂2 1, 24 -8,68
α̂3 4, 90 -5,02
α̂4 9, 89 -0,03
α̂5 14, 80 4,88
α̂6 17, 95 8,03
α̂7 19, 63 9,71
α̂8 19, 06 9,14
α̂9 15, 02 5,1
α̂10 10, 18 0,25
α̂11 5, 16 -4,77
α̂12 1, 23 -8,69

Tabulka 5.1: Odhadnuté parametry modelu proporcionálńı sezónnosti s kon-
stantńım trendem a normované efekty sezón

Vhodnost zvoleného modelu prověř́ım výpočtem reziduálńıho součtu čtverc̊u

(vzorec 2.56) a koeficientem determinace (dle vzorce 2.57) Hodnota RSČ je 2256,71.

Hodnota celkové variability (dle vzorce 2.58) je 34089,13 a hodnota koeficientu

determinace je 0,93, což svědč́ı ve prospěch zvoleného modelu.

Nyńı, když jsem zjistila, že model je správně zvolen, zkonstruuji předpovědi.

Předpovědi budu konstruovat pro rok 2015, které budu poté zpětně srovnávat se

skutečnost́ı.

Budoućı předpověd’ pro rok 2015 sestav́ım na základě dř́ıve odhadnutých

koeficient̊u, tedy dosazeńım do vzorce 2.48. Bodová předpověd’ pro rok 2015 v

jednotlivých měśıćıch je uvedena v tabulce 5.2 a př́ıslušný graf s předpovědmi je

uveden na obrázku 5.4.

Středńı čtvercová chyba předpovědi dle vzorce 2.62 je MSEP= 5, 81. Středńı

absolutńı chyba předpovědi dle vzorce 2.63 je MAEP= 1, 75. Obě chyby nám

ř́ıkaj́ı, jaké chyby jsme se dopustili v pr̊uměru na každé předpovědi.
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Obrázek 5.3: Odhadnuté hodnoty teplot (obdob́ı 2008-2014

Obrázek 5.4: Naměřené hodnoty do roku 2014 společně s předpověd’mi na rok
2015
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Měśıc Odhad Skutečnost

leden −2, 21 0, 9
únor −0, 96 −0, 1

březen 2, 69 4
duben 7, 68 7, 8
květen 12, 59 12, 4
červen 15, 75 16, 1

červenec 17, 43 20, 2
srpen 16, 86 21, 3
zář́ı 12, 81 13, 1
ř́ıjen 7, 97 7,9

listopad 2, 95 5, 8
prosinec −0, 98 3, 7

Tabulka 5.2: Měśıčńı předpovědi na rok 2015 a jejich posouzeńı

5.1.2. Modelováńı sezónnosti s lineárńım trendem

Pro modelováńı sezónnosti s lineárńım trendem budu uvažovat model tvaru

2.49. Neznámé parametry (β0, β1, αj, j = 1, . . . 12) vypočtu obdobně jako u

sezónńıho modelu s konstantńım trendem, tj. pomoćı MNČ. Odhadnuté parame-

try jsou uvedené v tabulce 5.3.

Parametry α dále nanormuji, nanormované parametry jednotlivých efekt̊u

v j-té sezónně jsou uvedeny v tabulce 5.3. Opět součtem normovaných efekt̊u

sezón dostávám 0. Efekty sezón jsou správně nanormovány. Graf odhadnutých

hodnot a skutečných hodnot za posledńıch 7 let je uveden na obrázku 5.5.

Vhodnost zvoleného modelu prověř́ım opět výpočtem reziduálńıho součtu

čtverc̊u a koeficientem determinace, RSČ= 2124, 3, R2 = 0, 938. Odhadnuté hod-

noty jsou bĺızké skutečným hodnotám.

Pro bodovou budoućı předpověd’ využiji vzorce 2.55. Bodová předpověd’

pro rok 2015 je uvedena v tabulce 5.4, předpovědi jsou vykresleny na obrázku

5.6. Hodnota MSEP (dle vzorce 2.62) je 3, 71 a MAEP (2.63) vycháźı na 1, 49.
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Obrázek 5.5: Srovnáńı skutečných hodnot a odhadnutých

Obrázek 5.6: Předpovědi na rok 2015
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Parametr Odhad Normováńı

β̂0 −2, 98 -

β̂1 0, 002 -
α̂1 0 -9,91
α̂2 1, 24 -8,67
α̂3 4, 90 -5,01
α̂4 9, 88 -0,03
α̂5 14, 79 4,88
α̂6 17, 94 8,03
α̂7 19, 62 9,71
α̂8 19, 05 9,14
α̂9 15, 00 5,1
α̂10 10, 15 0,25
α̂11 5, 13 -4,78
α̂12 1, 20 -8,71

Tabulka 5.3: Odhadnuté parametry modelu a př́ıslušné normované parametry

5.1.3. Srovnáńı sezónńıho modelu s konstantńım trendem
a s lineárńım trendem

Oba modely d̊uvěryhodně popisuj́ı a předpov́ıdaj́ı napozorované hodnoty.

Pro srovnáńı, který model je ale lepš́ı, využiji statistické ukazatele pro posouzeńı

vhodnosti zvoleného modelu popsané v kapitole 2. Nejprve oba modely srovnám

pomoćı RSČ dle vzorce 2.56 a koeficientu determinace. Hodnoty RSČ a koefici-

entu determinace obou model̊u jsou uvedeny v následuj́ıćı tabulce 5.1.3.

RSČ i R2 svědč́ı ve prospěch sezónńıho modelu s lineárńım trendem. U to-

hoto modelu se dopoušt́ıme menš́ıch chyb v jednotlivých odhadnutých pozorováńı

od skutečnost́ı (RSČ je nižš́ı). A naopak R2 je u tohoto modelu vyšš́ı. Vyšš́ı hod-

nota R2 vypov́ıdá o menš́ı variabilitě pozorováńıch v modelu a tedy i o přesněǰśım

popisu skutečných naměřených dat. To může být ale d̊usledek složitěǰśıho mo-

delu. Č́ım složitěǰśı model máme, t́ım menš́ı reziduálńı chyby se zpravidla do-

pust́ıme. Pro objektivněǰśı posouzeńı provedu statistický t-test (dle vzorce 2.61)

na významnost parametru β1, hodnota t-testu je 6,35. Srovnáńım s kvantilem

t-rozděleńı o 635 stupńıch volnosti na hladině α = 0, 05, tj. t635,(0,05)
.
= 1, 96,
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měśıc odhad Skutečnost

leden −1, 41 0, 9
únor −0, 17 −0, 1

březen 3, 49 4
duben 8, 48 7, 8
květen 13, 39 12, 4
červen 16, 54 16, 1

červenec 18, 23 20, 2
srpen 17, 66 21, 3
zář́ı 13, 61 13, 1
ř́ıjen 8, 77 7, 9

listopad 3, 75 5, 8
prosinec −0, 15 3, 7

Tabulka 5.4: Měśıčńı předpovědi na rok 2015 a jejich posouzeńı

Model RSČ R2 R2
adj MSEP MAEP

Sezonńı+lineárńı trend 2124, 31 0, 938 0, 937 3, 71 1, 49
Sezonńı+konstantńı trend 2256, 71 0, 934 0, 933 5, 81 1, 75

Tabulka 5.5: Porovnáńı sezónńıho modelu s konstantńım trendem se sezónńım
modelem s lineárńım trendem

nulovou hypotézu o nulovosti parametru β1 zamı́táme. Parametr β1 je v modelu

významný. Výpočtem upraveného koeficientu determinace, který také zohledňuje

parametry v modelu, nepatrně lepš́ıho výsledku dosáhnu pomoćı lineárńıho sezónńıho

modelu. Veškeré výsledky jsou shrnuty v tabulce 5.1.3.

Chyby v odhadech předpověd́ı obou model̊u jsou nepatrné. Přesněǰśı odhady

předpověd́ı nám ale dle ukazatel̊u MSEP a MAEP uvedené také v tabulce dává

sezónńı model s lineárńım trendem. MAEP a i MSEP je pro tento model nižš́ı

než u sezónńıho modelu s konstantńım trendem.

Budeme-li modelovat vývoj teploty pomoćı dekompozičńıho př́ıstupu, upřednostńıme

sṕı̌se sezónńı model s lineárńım trendem. Tento model nám dává nepatrně lepš́ı

výsledky. Nicméně budeme-li cht́ıt jednodušš́ı model, můžeme použ́ıt i sezónńı

model s konstatńım trendem.
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5.2. Modelováńı vývoje teploty pomoćı př́ıstupu

Boxe a Jenkinse

Boxovy-Jenkinsovy modely jsou početně náročněǰśı, proto se v praxi často

pro výpočet využ́ıvá nástroj výpočetńı techniky. Já pro svoji práci zvolila k

výpočt̊um software R. Základńı knihovnou pro modelováńı ARMA model̊u je

knihovna astsa a tseries.

Jak už bylo zmı́něno v teoretické části, Boxovy a Jenkinsovy modely se

zaměřuj́ı na modelováńı náhodné složky. Důležitým předpokladem je staciona-

rita. Na základě obrázku 5 uvedeného v úvodu této části můžeme tvrdit, že řada

je stacionárńı. Data teploty nevykazuj́ı v čase žádný velký nárust a ani pokles.

Pouze opakuj́ıćı se pravidelný cyklus koĺısáńı kolem přibližně konstantńı úrovně.

Pravidelný cyklus koĺısáńı identifikuje sezónńı data. Sezónnost v datech nám

identifikuje také autokorelačńı funkce (obrázek 5.7), kde můžeme pozorovat opa-

kuj́ıćı se periodu s délkou 12. Perioda v datech je tedy ročńı. Podle obrázku 5.7

jsou dále hodnoty autokorelačńı funkce významné a klesaj́ı v sezóně velice po-

malu, přičemž prvńı autokorelace je bĺızká 1. To znač́ı neustálenost procesu a

tedy nestacionaritu v sezóně.

Hodnoty autokorelačńı a parciálńı autokorelačńı funkce vyobrazené na obrázku

5.7 vypočtu pomoćı softwaru R dle vzorce 3.4 a 3.8.

V prvńı řadě potřebuji nyńı dosáhnout stacionarity v sezóně. Stacionarity

dosáhneme diferencováńım. Protože ACF znač́ı nestacionaritu v sezóně, provedu

sezónńı diferencováńı 1. řádu.

Podle zdroje [1] vyzkouš́ım ještě klasické diferencováńı 1. řádu a kombinaci

obou diferenćı, které porovnám podle odhadovaných rozptyl̊u. Odhady rozptyl̊u

p̊uvodńı řady yt, klasicky diferencované řady yt− yt−1, sezóně diferencované řady

yt − yt−12 a kombinaćı klasicky a sezóně diferencované řady ykomb jsou

σ̂2
yt = 52, 61, σ̂2

yt−yt−1
= 18, 86, σ̂2

yt−yt−12
= 6, 36, σ̂2

ykomb
= 11, 13.

Nejmenš́ı odhadovaný rozptyl dostanu pomoćı sezónńıho diferencovańı. Sezónńı
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Obrázek 5.7: ACF a PACF

49



diferencovańı je nejvhodněǰśı. Graf sezónně diferencovaných dat je uveden na

obrázku 5.8.

Obrázek 5.8: Sezónně diferencované data

K identifikaci vhodného modelu si opět vykresĺım ACF a PACF. Tentokrát

pro sezónně diferencované data (obrázek 5.9).

ACF na obrázku 5.9 má významnou autokorelaci v 12. hodnotě. PACF

má významnou každou dvanáctou hodnotu, která postupně klesá. To identifikuje

sezónńı model MA(1). ACF i PACF (obrázek 5.10) modelu SARIMA(0, 0, 0)(0, 1, 1)12

stále vykazuje významné hodnoty. Budu-li model testovat pomoćı Ljungovy-

Boxovy statistiky dle vzorce 3.45, hypotézu o náhodnosti rezidúı zamı́tnu. To

poukazuje na nedostatečně zvolený model.

ACF modelu SARIMA(0, 0, 0)(0, 1, 1)12 má klesaj́ıćı charakter s mı́rně významnou

1. hodnotou. PACF má prvńı hodnotu významnou a daľśı mı́rně významnou.

To může odpov́ıdat modelu MA(1), popř́ıpadě MA(2) nebo AR(1). Při zvoleńı

sezónńıho modelu MA(1) se dle zdroje [1] nedoporučuje dále kombinovat s para-

metrem AR(1) a ani ARMA(1,1). Proto dále budou rozebrány pouze varianty s

přidaným parametrem MA(1) a MA(2).

Model SARIMA(0, 0, 1)(0, 1, 1)12

Odhadnuté parametry modelu SARIMA(0, 0, 1)(0, 1, 1)12 jsou:
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Obrázek 5.9: ACF a PACF pro sezóně diferencované data

Obrázek 5.10: ACF a PACF pro model SARIMA(0, 0, 0)(0, 1, 1)12
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Coefficients:

ma1 sma1 constant

0.1329 -1.0000 0.0024

s.e. 0.0375 0.0413 0.0004

sigma^2 estimated as 3.337

S pomoćı směrodatných odchylek odhadnutých parametr̊u (druhý řádek,

kde s.e.=standard deviation), otestujeme významnost parametr̊u podle vzorce

3.43. Na hladině α = 0, 05 z parametr̊u nezamı́táme. V modelu nemáme žádný

nadbytečný parametr. ACF a PACF tohoto modelu je uvedena na obrázku 5.11.

Obrázek 5.11: ACF a PACF pro model SARIMA(0, 0, 1)(0, 1, 1)12

Diagnostiku vhodnosti daného modelu provedu na základě ACF rezidúı a

pomoćı Ljungova-Boxova testu (??). ACF rezidúı nevykazuje žádnou významnou

hodnotu, rezidua maj́ı nahodný charakter. Ve prospěch náhodilosti rezidúı svědč́ı

i vysoké hodnoty p-value pro testovou statistiku Ljunga-Boxe. Hodnota Ljunova-

Boxova testovaćıho kritéria je 13,16. Na hladině významnosti 0,05 s kvantilem
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Obrázek 5.12: Diagnostika modelu SARIMA(0, 0, 1)(0, 1, 1)12

χ2 rozděleńı(28,8693) nulovou hypotézu nezamı́táme, rezidua jsou tedy náhodně

rozdělená.

Model SARIMA(0, 0, 2)(0, 1, 1)12

Odhadnuté parametry modelu SARIMA(0, 0, 2)(0, 1, 1)12 jsou:

Coefficients:

ma1 ma2 sma1 constant

0.1348 0.0687 -1.0000 0.0024

s.e. 0.0399 0.0401 0.0448 0.0005

sigma^2 estimated as 3.322

T-testem 3.43 nezamı́tám hypotézu o nulovosti sezónńıho parametruMA(2).

Tento parametr je v modelu nadbytečný.

Diagnostiku modelu (na Obrázku 5.13) provedu stejným zp̊usobem jako u

předchoźıho modelu. ACF rezidúı nevykazuje žádnou závislost, podle Q-Q grafu

jsou rezidua normálně rozdělená. P-value pro Ljung-Boxovu statistiku svědč́ı ve
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Obrázek 5.13: Diagnostika modelu SARIMA(0, 0, 2)(0, 1, 1)12

prospěch nezávislosti rezidúı. Vyč́ısleńım si hodnoty pro LJung-Boxovu statistiku

(11.988) a srovnáńım s 0,05 kvantilem χ2 rozděleńı, nulovou hypotézu o nulové

korelaci rezidúı nezamı́táme. Přesto, že u modelu jsme dosáhli nezávislé, normálně

rozdělené náhodné složky, model z d̊uvodu nadbytečnosti parametru MA(2) neńı

vhodný pro modelováńı dat vývoje teploty. Vždy se snaž́ıme naj́ıt co nejjed-

nodušš́ı model. Vhodněǰśı model pro modelováńı vývoje teploty je SARIMA(0, 0, 1)(0, 1, 1)12.

Po identifikováńı vhodného modelu a odhadnut́ı parametr̊u mohu přej́ıt

k předpověd́ım. Měśıčńı předpovědi pro rok 2015 jsem konstruovala pro mo-

del SARIMA(0, 0, 1)(0, 1, 1)12, ale také jsem se pod́ıvala na předpovědi modelu

SARIMA(0, 0, 2)(0, 1, 1)12. Odhady předpověd́ı obou model̊u pro rok 2015 a jejich

měśıčńı absolutńı chyba je shrnuta v tabulce 5.6.

Celkové nejmenš́ı chyby při předpov́ıdáńı jsme se dopustili s modelem SARIMA(0, 0, 2)(0, 1, 1)12

s absolutńı chybou 17, 55. Vzhledem k tomu, že rozd́ıl oproti druhému modelu

je nepatrný, volili bychom pro modelováńı předpovědi nejjednoduš́ı model, tj.

SARIMA(0, 0, 1)(0, 1, 1)12. Tento model měl i dle t-testu na hladině α = 0, 05

všechny parametry významné. Předpovědi tohoto modelu jsou vykresleny na

54



SARIMA(0,0,2)(0,1,1)12 SARIMA(0,0,1)(0,1,1)12skutečnost roku 2015
odhad abs. rozd́ıl odhad abs. rozd́ıl

0, 9 −1, 06 1, 96 −1, 20 2, 10
−0, 1 −0, 06 0, 04 −0, 16 0, 06

4 3, 49 0, 51 3, 49 0, 51
7, 8 8, 48 0, 68 8, 48 0, 68
12, 4 13, 39 0, 99 13, 39 0, 99
16, 1 16, 55 0, 45 16, 55 0, 45
20, 2 18, 23 1, 97 18, 23 1, 97
21, 3 17, 66 3, 64 17, 66 3, 64
13, 1 13, 61 0, 51 13, 61 0, 51
7, 9 8, 77 0, 87 8, 77 0, 87
5, 8 3, 75 2, 05 3, 75 2, 05
3, 7 −0, 17 3, 87 −0, 18 3, 88

17, 55 17, 72

Tabulka 5.6: Předpovědi model̊u a jejich zhodnoceńı

obrázku 5.7, kde modrou přerušovanou čárou je vyznačen i interval spolehlivosti.

Obrázek 5.14: Předpovědi pro model SARIMA(0, 0, 1)(0, 1, 1)12

5.3. Srovnáńı a Závěr

Model dekompozičńıho př́ıstupu a SARIMA modely budu srovnávat pomoćı

vybraných charakteristik pro model a pro předpovědi.

Chyb, kterých jsem se dopustila odhadováńım p̊uvodńıch dat, maj́ı menš́ı
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Model MSEP MAEP RSČ R2

Sezonńı+konstatńı trend 943, 33 21, 04 2256, 71 0, 934
Sezónńı+lineárńı trend 907, 54 17, 90 2124, 31 0, 938

SARIMA(0, 0, 2)(0, 1, 1)12 893, 60 17, 55 2070, 38 0, 939
SARIMA(0, 0, 1)(0, 1, 1)12 895, 74 17, 72 2078, 18 0, 939

Tabulka 5.7: Předpovědi model̊u a jejich zhodnoceńı

modely SARIMA. Boxovy-Jenkinsovy modely nám lépe popisuj́ı p̊uvodńı data.

Nejlépe nám popisuje p̊uvodńı data model SARIMA(0, 0, 2)(0, 1, 1)12, kde abso-

lutńı chyba odhadu je 893,6. Také RSČ má tento model nejmenš́ı. Tento model

nám vycháźı nejlépe, protože má v́ıce parametr̊u než model SARIMA(0, 0, 1)(0, 1, 1)12.

Podle grafu na obrázku 5.15 jsou předpovědi model̊u vyrovnané, téměř

totožné. Pro podrobněǰśı pohled na předpovědi se pod́ıvám do tabulky 5.7, kde

druhý sloupec udává absolutńı chybu předpovědi. Srovnáńım absolutńı chyby

Obrázek 5.15: Srovnáńı předpověd́ı

předpověd́ı jsem nejpřesněǰśı budoućı odhady pro rok 2015 źıskala pomoćı mo-

delu SARIMA(0, 0, 1)(0, 1, 1)12.

Závěrem lze poznamenat, že Boxovy-Jenkinsovy modely nám lépe popi-

suj́ı vývoj teploty a udávaj́ı přesněǰśı předpovědi pr̊uměrných měśıčńıch tep-

lot. Rozd́ıly jsou ale oproti dekompozičńımu př́ıstupu nepatrné. Pro modelováńı

vývoje teploty bychom mohli použ́ıt oba zp̊usoby.
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Kapitola 6

Analýza vývoje tržeb
maloobchod̊u s nepotravinovým
zbož́ım

Druhým př́ıkladem, kterým se budu zabývat, je čtvrtletńı vývoj tržeb malo-

obchod̊u s nepotravinovým zbož́ım. Celkem mám k dispozici čtvrtletńı pozorováńı

od roku 2000-2015, tj. n = 64 pozorováńı. Tato data jsem źıskala ze stránek České

národńı banky. Pro modelováńı využiji pozorováńı od roku 2000-2014, tj prvńıch

n = 60 pozorováńı. Grafické znázorněńı tržeb od roku 2000-2014 je uvedeno na

obrázku 6.1. Pozorováńı za rok 2015 využiji ke kontrole a zhodnoceńı predikćı.

Tržby maloobchodńıch prodejen zaměřených na nepotravinové zbož́ı v pr̊uběhu

14 let se stále zvyšovaly. Stagnaci tržeb v letech 2008-2010 je zp̊usobena ekonomic-

kou kriźı a jej́ımi následky. V pr̊uběhu roku můžeme pozorovat výkyvy. Zvláště

vždy ke konci roku tržby zaznamenávaj́ı prudký r̊ust. Naproti tomu začátkem

každého roku můžeme pozorovat prudký pokles. Mı́rný r̊ust tržeb nastává opět

až během obdob́ı léta.
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Obrázek 6.1: Vývoj tržeb maloobchodu s nepotravinovým zbož́ım v letech 2000-
2014

6.1. Analýza vývoje tržeb maloobchod̊u pomoćı

dekompozičńı př́ıstup

Vzhledem k dlouhodobému r̊ustu tržeb v pr̊uběhu 14 let, budu na data apli-

kovat lineárńı trend. Bude také potřeba vyřešit koĺısáńı během roku (namodelovat

sezonńı složku). Čtvrtletńı pozorováńı mi budou charakterizovat tržby na jaře,

v létě, na podzim a v zimě, tj. 4 sezóny za rok. Budu tedy modelovat lineárńım

trend s konstantńı sezónnost́ı. Tvar modelu je uveden v teoretické části 2.34.

Metodou nejmenš́ıch čtverc̊u źıskám odhady parametr̊u uvedené v tabulce

6.1. V posledńım sloupci tabulky jsou uvedeny normované odhadnuté parametry

vypočtené dle vzorce 2.36, hodnota normovaného parametru v prvńı řádku byla

źıskána součtem odhadnutého parametru β̂0 a ᾱ vypočtené dle vzorce 2.37.

Mám-li odhadnuty neznámé parametry, mohu vypoč́ıtat vyrovnané hodnoty

dle vzorce 2.39. Graf srovnávaj́ıćı skutečné a odhadnuté hodnoty je uveden na

Obrázku 6.2.
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Parametr Odhad Normováńı

β0 51, 62 61,51
β1 1, 08 1,08
α1 0 −9, 89
α2 2, 86 −7, 02
α3 3, 40 −6, 49
α4 33, 29 23, 40

Tabulka 6.1: Odhady parametr̊u a normované parametry modelu pro vývoj tržeb
maloobchod̊u

Obrázek 6.2: Srovnáńı skutečných tržeb a odhadnutých tržeb dle modelu

Na základě koeficientu determinace (dle vzorce 2.57 je R2 = 0, 925) mohu

tvrdit, že model je vhodně zvolen. Mám-li odhadnuté parametry modelu a vhodně

zvolený model, mohu přej́ıt k předpověd́ım na rok 2015. Předpovědi na rok 2015

obdrž́ım dle vzorce 2.40.

odhad skutečnost

1.čtvrtlet́ı 117, 37 112, 5
2.čtvrtlet́ı 121, 31 116, 8
3.čtvrtlet́ı 122, 92 120, 1
4.čtvrtlet́ı 153, 89 162, 6

Tabulka 6.2: Skutečné tržby vs. předpov́ıdané tržby na rok 2015

Srovnáńı skutečných tržeb za rok 2015 s odhadnutými tržby mohu své

předpovědi zhodnotit. Skutečné tržby za rok 2015 a odhadnuté tržby jsou uvedeny

v tabulce 6.2. Středńı čtvercová chyba předpovědi (MSEP) je 31, 973, MAEP je
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5, 23. Předpovědi s intervaly spolehlivosti jsou vykresleny na obrázku 6.3.

Obrázek 6.3: Předpověd́ı tržeb na rok 2015

6.2. Analýza vývoje tržeb maloobchod̊u pomoćı

př́ıstupu Boxe a Jenkinse

Podle obrázku 6.1 je zřejmé, že řada bude sezónńı. To dokazuje i ACF

vykreslena na obrázku 6.4, kde můžeme pozorovat opakuj́ıćı se periodu s délkou

4.

Obrázek 6.4: ACF a PACF p̊uvodńıch dat

ACF nav́ıc pomalu klesá, v daľśım kroku budu tedy potřeba časovou řadu

tržeb diferencovat. Provedu-li klasické diferencováńı 1. řádu dat, rozptyl p̊uvodńıch
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dat 605 klesne na 510,4. Rozptyl sezónně diferencované řady klesne na 21,99

a kombinaćı klasického a sezónńıho diferencováńı rozptyl řady klesne na 15,72.

Porovnám-li výše uvedené odhadované rozptyly, nejmenš́ı odhadovaný rozptyl do-

stanu pomoćı kombinace klasického a sezónńıho diferencováńı. Kombinace sezónńıho

a klasického diferencováńı je nejvhodněǰśı. ACF a PACF po kombinovaném di-

ferencováńı je uvedena na obrázku 6.5. ACF i PACF maj́ı značně významnou 4

hodnotu. To svědč́ı bud’ ve prospěch sezónńıho parametru modelu AR(1) nebo

MA(1).

Obrázek 6.5: ACF a PACF po sezónńım diferencováńım

SARIMA(0, 1, 0)(1, 1, 0)4

S přidáńım sezónńıho parametru AR(1) do modelu je ACF a PACF vykres-

lena na obrázku 6.6. Odhadovaná hodnota sezónńıho parametru AR(1) je -0,44.

Hodnoty ACF a PACF nemaj́ı již žádné významné hodnoty. Diagnostika modelu

SARIMA(0, 1, 0)(1, 1, 0)4 uvedená na obrázku 6.9 poukazuje na náhodnost re-

zidúı. Dle autokorelačńı funkce rezidúı, Q-Q plotu a Ljungova-Boxova testu tvoř́ı

rezidua v modelu b́ılý šum.

SARIMA(0, 1, 0)(0, 1, 1)4
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Obrázek 6.6: ACF a PACF modelu SARIMA(0, 1, 0)(1, 1, 0)4

S přidáńım sezónńıho parametru MA(1) do modelu je ACF a PACF vykres-

lena na obrázku 6.8. Odhadovaná hodnota sezónńıho parametru MA(1) je -0,39.

Hodnoty ACF a PACF nemaj́ı již žádné významné hodnoty. Rezidua v modelu

dle autokorelačńı funkce rezidúı (2.8), Q-Q plotu a Ljungova-Boxova testu (2.8)

tvoř́ı b́ılý šum. Celková diagnostika modelu dle výše uvedených test̊u je vykres-

lena na obrázku 6.9. Model SARIMA(0, 1, 0)(1, 1, 0)4 můžu tedy považovat za

vhodně zvolený.

Graf s předpověd’mi na rok 2015 je uveden na obrázku 6.10. Předpovědi pro

rok 2015 dle modelu SARIMA(0, 1, 0)(1, 1, 0)4 a modelu SARIMA(0, 1, 0)(0, 1, 1)4

jsou dle obrázku 6.10 téměř totožné. Hodnoty předpověd́ı společně se skutečnými

hodnotami jsou uvedeny v tabulce ??. Pro modelováńı předpověd́ı pro rok 2015

se hod́ı oba modely.
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Obrázek 6.7: Diagnostika odhadnutého modelu SARIMA(0, 1, 0)(1, 1, 0)4
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Obrázek 6.8: ACF a PACF pro model SARIMA(0, 1, 0)(0, 1, 1)4

Skutečnost SARIMA(0, 1, 0)(1, 1, 0)4 SARIMA(0, 1, 0)(0, 1, 1)4

1.čtvrtlet́ı 112, 5 115, 2 115,2
2.čtvrtlet́ı 116, 8 116 116,3
3.čtvrtlet́ı 120, 1 124, 1 123
4.čtvrtlet́ı 162, 6 161 160

Tabulka 6.3: Skutečné tržby vs. předpov́ıdané tržby modelem
SARIMA(0, 1, 0)(1, 1, 0)4 a modelem SARIMA(0, 1, 0)(0, 1, 1)4 na rok 2015

6.3. Srovnáńı a Závěr

Model dekompozičńıho př́ıstupu a SARIMA modely budu srovnávat po-

moćı vybraných charakteristik pro model a pro předpovědi. Srovnáńı model̊u je

uvedeno v tabulce 6.3.

SARIMA modely si pomoćı diferencováńı velmi dobře poradili s rostoućım

trendem tržeb. Podle RSČ i R2 nám lépe popisuj́ı p̊uvodńı data než dekompozičńı

př́ıstup. Pomoćı model̊u SARIMA jsem také źıskala přesněǰśı odhady předpovědi

pro rok 2015 (dle MSEP (2.62) a MAEP (2.63)). Pro modelováńı vývoje tržeb

maloobchod̊u a pro předpovědi tržeb se lépe hod́ı SARIMA modely.
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Obrázek 6.9: Diagnostika odhadnutého modelu SARIMA(0, 1, 0)(0, 1, 1)4
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Obrázek 6.10: Předpovědi modelu SARIMA(0, 1, 0)(1, 1, 0)4 (nahoře) a modelu
SARIMA(0, 1, 0)(0, 1, 1)4 (dole) pro rok 2015
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Kapitola 7

Analýza vývoje počtu
nakažených lid́ı virem HIV v
Jihoafrické republice

Pro modelováńı vývoje počtu nakažených lid́ı s HIV v Jihoafrické republice

jsem ze zdroje [?] źıskala ročńı počty nakažených lid́ı virem HIV v obdob́ı 1981-

2009. Z d̊uvodu nedostupnosti dat v roce 1982-1989 budu mı́t k dispozici pouze

21 pozorováńı. Data jsou vykreslena na obrázku 7.1

Pro modelováńı pomoćı př́ıstupu Boxe a Jenkinse je tento počet pozorováńı

nedostačuj́ıćı. Proto p̊uvodńı data rozš́ı̌ŕım pomoćı lineárńı interpolace a následně

je mı́rně ”rozšumı́m”přičteńım vygenerováných náhodných č́ısel pocházej́ıćıch s

normálńıho rozděleńı s nulovou středńı hodnotou a vhodně zvoleným rozptylem

σ2. Rozš́ı̌rená data jsou vykreslena na obrázku 7.1. Pro modelováńı budu využ́ıvat

uměle rozš́ı̌rená data.

7.1. Modelováńı vývoje počtu nakažených lid́ı vi-

rem HIV pomoćı dekompozičńıho př́ıstupu

Tvar vývoje počtu nakažených lid́ı virem HIV (dle obrázku 7.1 má tvar

S-křivky. To je charakteristické pro logistický trend.
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Obrázek 7.1: Vývoj počtu nakažených lid́ı virem HIV v letech 1981-2009

Dle vzorce 2.31 a 2.30 źıskám modifikované odhadované hodnoty parametr̊u

k̂∗ a β̂∗0 modelu 2.27. Následnou úpravou dle vzorce 2.32 a 2.29 źıskám odhado-

vané hodnoty parametr̊u k, β0 a β1 uvedené společně s modifikovanými odhady v

tabulce 7.1. Dosazeńım odhadnutých parametr̊u do vzorce 2.33 vypočtu odhado-

vané hodnoty ŷt. Srovnáńı p̊uvodńıch dat a odhadovaných hodnot ukazuje obrázek

Parametr Modifikovaný odhad Odhad

β0 0, 0007 3992, 1
β1 0, 4007 0, 4
k 1, 8569E −O7 5385226

Tabulka 7.1: Odhady parametr̊u logistického trendu

7.2. Odhadované hodnoty jsou shora omezené hodnotou parametru k = 5385226.

Koeficientem dereminace (2.57) prověř́ım vhodnost zvoleného modelu. Hodnota

koeficientu determinace je

R2 = 1− 4062495898607

2232107798690180
= 0, 99,
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kde ve zlomku v čitateli je uvedena hodnota RSČ vypočtena dle vzorce 2.56 a

v jmenovateli hodnota celkové variability daného modelu vypočtena dle vzorce

2.58.

Obrázek 7.2: Srovnáńı p̊uvodńıch dat a odhadnutých hodnot modelu s logistickým
trendem

7.2. Modelováńı vývoje počtu nakažených lid́ı vi-

rem HIV pomoćı př́ıstupu Boxe a Jenkinse

Podle obrázku 7.1je vidět, že data nemaj́ı ustálené chováńı v čase. To znač́ı

porušeńı stacionarity. ACF vykreslena na obrázku 7.3 pomalu klesá. Pomoćı di-

ferencováńı se budu snažit data stacionarizovat. Nejmenš́ı odhadovaný rozptyl

źıskám pomoćı klasického diferencováńı 1. řádu. Rozptyl p̊uvodńıch dat (4.3e+12)

pomoćı diferencováńı 1. řádu klesl na 5.44e+10.

Př́ıslušná ACF a PACF pro diferencovaná data je vykreslena na obrázku

7.4. ACF má významou prvńı hodnotu, to napov́ıdá o modelu MA(1). PACF

má významné prvńı dvě hodnoty, to napov́ıdá o modelu AR(2). Popř́ıpadě o

smı́̌seném modelu ARMA(1,1). Nicméně vykresĺım-li si diferencovaná data, zjist́ım,

že diferencováńı 1. řádu neodstranilo nestacionaritu. Diferencovaná data dle obrázku

7.5 nemaj́ı stále ustálené chováńı v čase. Ani opětovným diferencováńım ne-

dosáhnu stacionarity. Z d̊uvodu porušeńı stacionarity nemohu data modelovat

pomoćı př́ıstupu Boxe a Jenkinse.
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Obrázek 7.3: ACF a PACF uměle rozš́ı̌rených dat

Obrázek 7.4: ACF a PACF pro diferencovaná data
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Obrázek 7.5: Vývoj počtu nakažených (diferencovaná data)
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Závěr

Ćılem mé práce bylo nastudovat danou problematiku, naj́ıt vhodná data

a složitěǰśı výpočty zpracovat v softwaru R. Teorie časových řad je rozebrána v

prvńıch třech kapitolách, teoretické poznatky jsou poté demonstrovány na třech

zvolených datových sadách uvedených v kapitole 5-7. Čtvrtá kapitola se věnuje

zpracováńım dat v softwaru R, kde byla naprogramována ACF, která by lépe

vyhovovala mým požadavk̊um.

Prvńı časová řada popsaná v kapitole 5 popisuje časový vývoj teploty v

ČR od roku 1961. Tato časová řada má lineárně sezónńı vývoj. V modelováńı

se ukazuje, že Box̊uv a Jenkins̊uv př́ıstup nám dává srovnatelné výsledky jako

dekompozičńı př́ıstup.

Druhá časová řada je rozebrána v kapitole 6 Vývoj tržeb maloobchod̊u. Zde

se ukazuje, že Boxovy a Jenkinsovy modely si umı́ poradit v některých př́ıpadech

pomoćı diferencováńı s rostoućımi časovými řady. V tomto konkrétńım př́ıpadě

jsme dokonce lepš́ı výsledky obdrželi právě pomoćı této metody.

V kapitole 7 je analyzována posledńı zvolená časová řada popisuj́ıćı vývoj

počtu nakažených virem HIV v Jihoafrické republice. Tato časová řada má tvar

S-křivky. Taková časová řada je vhodná pro modelováńı logistického trendu po-

moćı dekompozičńıho př́ıstupu. Zde se ukazuje, že pro modelováńı časových řad

s logistickým trendem, nelze použ́ıt z d̊uvodu porušeńı předpokladu stacionarity

Box̊uv a Jenkins̊uv př́ıstup. Stacionarity nedosáhneme ani diferencováńım časové

řady.

Závěrem mohu ř́ıct, že nebylo jednoduché naj́ıt data, v kterých by dekom-
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pozičńı př́ıstup vycházel lépe. V drtivé většině př́ıpad̊u modelováńı dat jedno-

značně lépe vycházel Box̊uv a Jenkins̊uv model.
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2002 http://nb.vse.cz/ arltova/vyuka/crsbir02.pdf

[5] HRON, Karel a Pavla KUNDEROVÁ. Základy počtu pravděpodobnosti a
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