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Abstrakt

Cilem této prace bylo vyuzit pro navrh kvantovych operatori v podobé unitarnich matic
v primé reprezentaci ruzné evolu¢ni algoritmy. Byly zvoleny algoritmy evoluc¢ni strategie,
diferencidlni evoluce, optimalizace hejnem c¢astic a optimalizace umélym vcelstvem. Treti a
¢tvrty zminény algoritmus byl pro navrh kvantovych operatori pouzit v této praci poprvé.
Na experimentech bylo ukdzano, ze pouziti pifimé reprezentace dosahuje vysledku prijatelné
kvality.

Abstract

The goal of this thesis is to utilize various evolutionary algorithms for quantum operator
design in the form of unitary matrices in direct representation. Evolution strategy, diffe-
rential evolution, Particle Swarm Optimization and artificial bee colony algorithms were
chosen. In this thesis, the third and fourth algorithms were used for the first time in re-
lation to quantum operator design. The experiments have shown that the utilization of
direct representation gives results of acceptable quality.
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Kapitola 1

Uvod

Principy kvantové mechaniky vnéseji do oblasti provadéni vypocti novy vitr. Nové zptusoby
se ndm nabizi jiz od pocatku tohoto oboru. Principy superpozice a kvantového provazani
mohou tvorit zédklad velmi vykonného vypocetniho aparatu. [13]

Jeden z prvnich védci, ktery se vyuziti kvantovych jevii pro vypocty zabyval, byl Paul
Beniof. Ten ve své préaci z roku 1979 popsal teoreticky zaklad kvantové pocitani a navrhl,
ze by takovy pocitat mohl byt zkonstruovan. [1, 13] Za hlavniho prikopnika je ovSem
povazovan Richard Feynman, ktery v roce 1981 popsal, ze klasicky vypocetni systém nemiize
adekvatné reprezentovat jevy kvantové mechaniky a navrhl, Zze by bylo vyhodné tyto jevy
v poditacich vyuzit. [13, 10]

Jako priklad demonstrace velkého vyznamu kvantového pocitani nam muze slouzit al-
goritmus navrzeny védcem Peterem Shorem v roce 1994 urceny pro kvantovy pocitac, ktery
provadi faktorizaci velkych ¢isel velice rychle. Faktorizace je na klasickych pocitacich obecné
tézko vyftesitelny problém s exponecidlni slozitosti. [10] Na této skutecnosti zaklada prin-
cip asymetrické kryptografie implementovany v algoritmu RSA. [19] Pokud bychom byli
schopni faktorizovat velka ¢isla v rozumném cCase, prestava davat smysl prouzivat algoritmy
zalozené na tomto principu pro Sifrovani dat.

7 dosavadniho popisu kvantovych jevi se muze zdat, ze mame k dispozici aparat, ktery
soucasné klasické pocitace stréi do kapsy, kvantové pocitace maji ovSem spoustu problému,
se kterymi se potykame.

Soucasné konstrukce kvantovych pocitacii jsou ovSsem pouze prototypy, které jsou pred-
métem vyzkumu a vypadaji spise jako ENIAC (jeden z historicky prvnich poéitacii) nez jako
notebook nebo tablet. Casto zabiraji prostory celé laboratofe a pro jejich provoz je potieba
spoustu dalsich nastrojua a zarizeni, které se staraji napiiklad o odstninéni od elektromag-
netického Sumu, mechanickych vibraci, tepla (kvantové ¢ipy casto operuji v teplotdch na
trovni mili Kelvini) a dalsich vnéjsich zdroju, které zpusobuji zhorseni vykonu. [2]

Cilem této prace je navrhnout systém, ktery bude pomoci evoluc¢nich algoritmii hledat
kvantové operatory. Prace navazuje na pfedchozi publikace Ing. Petra Zufana a Ing. Michala
Bidla, Ph.D., které zkoumaly navrh kvantovych operatoru s pouzitim rtuznych komplexnéj-
sich reprezentaci. [24, 22] Tato prace se bude snazit zjistit, zda pouziti pfimé reprezentace
kandidatnich feseni povede k navrhu kvantovych operatort ptijatelné kvality. V navrzeném
systému jsou implementovany ¢tyti algoritmy: Evolu¢ni strategie, Diferencidlni evoluce, Op-
timalizace hejnem castic a Optimalizace umélym vcelstvem. Prvni dva jiz byly pouzity ve
zminénych publikacich, u nich se budu zabyvat nastavenim parametrt, kterymi se publi-
kace nezabyvaly. Posledni dva algoritmy jsou v této praci pouzity pro navrh kvantovych



operatoru poprvé. Algoritmy budou s pouzitim ruaznych nastaveni otestovany na névrhu
dvou kvantovych operatori: MAX3 a CNOT.

Druhé kapitola se vénuje zakladnim principtim kvantového pocitani a kvantovych algo-
ritmu. Ve treti kapitole jsou dopodrobna popsany principy pouzitnych evoluc¢nich algoritmii.
Ctvrta kapitola detailné popisuje pouzitou reprezentaci, nastaveni algoritmt a zptisob vy-
hodnoceni kandidatnich feseni. V pate kapitole jsou popsany jednotlivé experimenty a zhod-
noceny jejich vysledky. Posledni kapitola pak shrnuje ¢eho bylo v praci dosazeno a nabizi
moznosti, kterymi se vydat pri dalsim badani.



Kapitola 2

Kvantové pocitani

2.1 Zakladni principy

2.1.1 Qubit

Qubit je kvantovy bit. Qubit je podobny klasickému bitu v tom, Ze muze nabyvat stava 0
a 1. Od klasického qubitu se ale lisi tim, ze miize nabyvat spojitych hodnot predstavujici
superpozici stavi. [12]

Klasicky bit mtzeme fyzicky reprezentovat napriklad elektrickym napétim. Pro repre-
zentaci qubitu musime pozit jiné fyzikalni jevy. Jednim takovym jevem mulze byt spin
elektronu. [17] Déale budeme ovsem pristupovat ke qubitu jako k abstraktni matematické
entité.

Pro popis kvantovych stavi se zpravidla pouziva Bra-ket notace (téz Dirackova). [17]
Pro potieby této prace neni potieba znat cely matematicky aparat, ktery vedl k zavedeni
této notace. Staci nam védét, ze jde o zpusob, jak oznadit vektor stavu qubitu. Typické je
pouziti ”|>” znaku. Napriklad |a) = (...) je ket popisujici stav qubitu.

Prvni dva stavy qubitu (spolecné s bitem) zobrazime s vyuzitim bra-ket notace nésle-

dovné pomoci vektoru [12]:
1 0
0=(5) W=} (2.)

Tyto dva vektory jsou znamé jako standardni vypocetni baze. Tvori ortonormalni
bazi tohoto vektorového prostoru. Analogicky ke klasickému bitu, vektor |0) vyjadiuje lo-
gickou 0 a vektor |1) vyjadiuje logickou 1. [17]

Qubity ale mohou nabyvat nekone¢né mnoho jinych stavii. Ostatni stavy mizeme popsat
jako linedrni kombinaci standardnich vypocetnich bazi, téze zndma jako superpozice:[17]

) = al0) + B1) (2.2)

kde a a 8 jsou komplexni ¢isla.

2.1.2 Superpozice a méreni

Pro shrnuti superpozice a méfeni v této podsekei bylo vychézeno z [17].
Bit mtzeme prozkoumat a jednoznac¢né urcit, zda je ve stavu 0 nebo 1. Klasické pocitace
toto délaji neustale, naptiklad pri ¢teni dat z paméti. U qubitu nemtzeme jednoznacéné urcit



v jakém stavu se nachazi. Kvantové mechanika nam rikd, ze mizeme o qubitu ziskat pouze
velice omezené informace.

Pokud zméfime qubit, dostaneme vzdy bud hodnotu 0 nebo 1. Nikdy dopfedu nevime,
jakou hodnotu zmérime. Supermozice nam ale popisuje, s jakou pravdépodobnosti namé-
ifme hodnotu 0 nebo 1. Z definice superpozice 2.2 |a|? znaéi, jaka je pravdépodobnost, Ze
po zméieni qubitu dostaneme hodnotu 0. Analogicky |3|? pro hodnotu 1. Soucet pravdépo-
dobnosti musi byt 1, musi tedy platit:

o>+ |82 =1 (2.3)

Geometricky to miizeme interpretovat tak, ze stav qubitu musi byt normalizovan na délku
1. Obecné tedy muzeme Tict, ze stav qubitu je jednotkovy vektor ve dvourozmeérném
komplexnim vektorovém prostoru.

Napriklad, qubit mtze byt ve stavu:
) =——%10) + —=[1) (2.4)

coz muzeme napsat také jako:

-1
) = (“P) (2.5)
V2
Pokud budeme méfit stav tohoto qubitu, s pravdépodobnosti 50% ( | — %|2 =0.5)
namérime hodnotu 0. Analogicky hodnotu 1 s pravdépodobnosti 50%.

2.1.3 Systémy s vice qubity

V predchozich kapitolach jsme se vénovali reprezentaci jednoho qubitu. Kvantové systémy

vvvvv

vvvvv

Méjme vektory |a) a |b), kazdy reprezentujici stav jednoho qubitu. Tenzorovy soucin
téchto dvou vektortu bude potom vypdat takto [6]:

o <50) 0o
o Bo b o1
a)® |b) = ® = = 2.6
) ® o) <Oé1> <51) - <50) a1fo (2:6)
A o B
Stav systému kombinujici qubity |a) a |b) muzeme zkrdcené zapsat jako |ab).
Tenzorovy soucin neni komutativni operace: [23]

0) @ 1) = 0,1) = [01) # [10) = [1,0) = [1) ®|0) (2.7)

Prvni ket rika, ze prvni qubit je ve stavu 0 a druhé ve stavu 1. Druhy ket tika, ze prvni
qubit je ve stavu 1 druhy ve stavu 0.



Kombinaci dvou qubitii dostavame vektorovy prostor, ktery méa 4 standardni vypocetni
béze: [12]

1 0 0 0
0 1 0 0

00y =[] ton=1{,| no=[;| nm=|, (2.8)
0 0 0 1

Obdobnym zptisobem mtzeme vyjadrit napr. stav systému, ktery pracuje s kvantovym
bytem (tedy systém, ktery obsahuje 8 qubiti): [23]

1) = lao) ® |g1) ® |g2) ® |g3) ® |qa) ® |g5) ® |g6) @ |ar) (2.9)
Vysledny stav bude vektor, ktery je podmnozinou vektorového prostoru: [23]
CCeCeC?eC’eC?eC?eC?®C? (2.10)

Tento vektorovy prostor lze zapsat jako: (C?)®®. Jedna se o komplexni vektorovy prostor
o rozméru 28 = 256. Jelikoz je jen jeden vektorovy prostor tohoto rozméru, je tento prostor
izomorfni k C2°6. [23]

Vysledny vektor potom bude vypadat takto:

)y =1 : (2.11)
254
255

kde |cp|? udévéa pravdépodobnost, ze po zméieni stavu dostaneme vysledek 00000000,
|c1]? pravdépodobnost, Ze dostaneme vysledek 00000001, |c255| pravdépodobnost, ze dosta-
neme vysledek 11111111 apod. [23]

JelikoZ jednotliva éisla udévaji pravdépodobnost, musi i zde platit: [23]

255

D el =1 (2.12)
n=0

Ve svété klasickych pocitaci ndm staci pro zapis stavu 1 bytu pouze 8 hodnot - 8 biti. V
kvantovém svété je potieba pro zapis stavu 8 qubiti celkem 256 komplexnich ¢isel. Tento ex-
ponencialni rist byl jednim z diavodi, pro¢ védci zacali premyslet nad vyuzitim kvantovych
jevu pro vypocty. Pokud bychom chtéli emulovat kvantovy pocita¢ na klasickém pocitaci
s regisrem 64 qubitfi, museli bychom byt schopni uklddat 264 = 18446 744073709 551 616
komplexnich ¢isel. Toho v soucasné chvili nejsme schopni. [23]

Na zaveér této sekce si ukazeme, jak lze zapsat stav vice qubitd pomoci standardnich
vypocetnich bazi a ket notace. Méjme stav dvou qubitu popsany vektorem:

1
1 V3
1 0 0
— | = 2.13
1
1 V3

muzeme jej zapsat jako:

1
;Z§\00>'—

1 1 ~]00) — [10) + [11)
7 110) + 7 11) = N (2.14)

7




2.2 Reprezentace kvantovych operaci

V predchozi kapitole jsme si popsali, jak mtzeme reprezentovat stavy jednotlivych qubiti.
Kvantové systémy ovsemn jsou statické a jen jejich jejich popis nam pro kvantové vypocty
nestaci. Stavy systému se v prubéhu ¢asu méni. [23]

2.2.1 Obecny kvantovy operator a jeho aplikace na stav

Zménu stavu kvantového systému v Case popisujeme kvantovym operatorem. Operator re-
prezentujeme pomoci unitarni matice. Pro n rozmérny vektor stavu bude mit matice
velikost n x n. [23]

Pro nésledujici popis operaci s unitdrni matici bylo vychéazeno z [6].

Pro unitarni matici U musi platit:

UUt=UU =1 (2.15)

kde Ut je hermitovsky sdruzend matice U a I je jednotkova matice.
Aplikaci operatoru na stav provedeme jednoduse tak, ze vektor stavu vynasobime matici:

Uly) = [¢") (2.16)

kde |¢) je stav systému v ¢ase t a [¢)') je stav systému v Casu t + 1.

Diky vlastnostem unitarni matice je operator reverzibilni - jednoduse se mizeme vratit
k ptivodnimu stavu pred aplikaci operatoru. Vétsinu operaci provedenych v kvantovém svéte
(kromé napriklad méreni) muzeme vratit zpét. Jednoduse timto zptsobem:

) = UT|y) (2.17)
Aplikaci opratoru na stav vicekrat za sebou mizeme provést timto zpusobem:
U y) = [¢") (2.18)

kde [¢)) je stav systému v Case t a |¢)”) je stav systému v Case t + n.

vvvvvv

Covat i operdtory. Pokud U operuje nad prostorem C" a U’ operuje nad prostorem C™,
potom U ® U’ bude operovat nad C" @ C™ nésledujicim zptusobem:

U)Wy [v) =Ulp) U [¢) (2.19)

Priklad aplikace operatoru na stav:
méjme unitarni matici U (kterd odpovidd Hadamardovu hradlu):

U— \2 G _11> (2.20)

v =4 1) (1) - (Q o)

kterou aplikuje na |0):



2.2.2 Klasicka hradla

Pro popis klasickych hradel bylo v této subsekci vychdzeno z [6].

Klasicka logicka hradla jsou urcena pro manipulaci s bity. Tak jako muzeme pomoci
vektoru stavu qubitu reprezentovat klasické bity, mizeme pomoci matice reprezentovat
klasické logické operace. Pokud mé hradlo na vstupu n bitl a na vystupu m bitt, bude mit
matice reprezentujici logickou operaci velikost 2" x 2.

Nejjednodussim piikladem je hradno NOT. Na vstupu hradla je jeden bit a na vystupu
je taky jeden bit, hradlo tedy bude reprezentované matici 2 x 2:

NOT = (? é) (2.22)

Aplikaci NOT na |0) dostaneme |1) a naopak aplikaci na |1) dostaneme |0).
Dalsi znamé hradla jsou reprezentovana nésledujicimi maticemi:

1110 0001

AND_<O - 1) NAND_<1 L 0> (2.23)
1000 0111

on= (100 ) won- (01 1) 221

Jelikoz tato hradla maji 2 bity na vstupu a jedn na vystupu, jsou reprezentoviany maticemi
2 x 4. Tato hradla nejsou reversibilni. (Jelikoz maji hradla na vystupu jeden bit, nelze vzdy
z vystupu ur¢it, jaké hodoty byly na dvou vstupech.)

Aplikace muze vypadat nasledovné:

0
Bl o
1
muzeme také zapsat jako:
AND|11) = |1) (2.26)
Klasicka hradla muzeme aplikovat pouze na standardni vypocetni baze.

2.2.3 Kvantova hradla

Kvantové hradlo je jednoduse operator, ktery operuje s qubity. Takovy operator je repre-
zentovan unitarni matici. [6] V této sekci si uvedeme nékolik priklada kvantovych hradel:

Hadamardovo hradlo ' Tohle hradlo je jedno z nejvyznaméjsich v kvantovém pocitani.
Dovoluje nam vzit standardni vypocetni bazi a prevést ji do stavu superpozice dvou stavi.

Diagram vypada nésledovné: [12]
—H—

!Tohle hradlo sice navrhl matematik John Sylvester, bylo ale pojmenoviné po matematikovy jménem
Jacques Hadamard [12]




a pomoci matice:

H_%(ii> (2.27)

Priklad aplikace Hadamardova hradla na |0):

o= Q-5 -HO-5 e

Obdobné aplikaci na |1) dostaneme:

0) = 1)
V2
Hadamardovo hradlo tedy vezme standardni vypocetni baze a udéla jeji projekci do
stavu superpozice (|0) 4 [1))/v/2 nebo (|0) — [1))/v/2.

HI1) = (2.29)

Vv,

pro rotaci stavu okolo os x, y a z. (Osy v reprezantaci bitu pomoci Blochovy sféry). Zobrazit
je v diagramu muzeme takto: [12]

Pomoci matic:
0 1 0 —i 1 0
() v ) 2=t 0 20
Vsimnéme si, ze X je stejné jako NOT.

SWAP Funkce tohoto operatoru je jednoduchd - prohazuje stavy dvou qubiti mezi sebou.
Znaceni v diagramu: [17]

a pomoci matice:

SWAP = (2.31)

o O o=
o= OO
o O = O
— o O O

Swap je také mozné realizovat pomoci aplikace hradla CNOT na stav 3x za sebou. [17]
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Controlled-NOT Téz znamé jako CNOT nebo CX. [6]

z) —— o)

ly) —b— [z Dy)

Toto hradlo ma 2 qubity na vstupu a 2 na vystupu. Horni vstup (|z)) je kontrolni bit.
Ovlada, co bude na vystupu. Pokud |z) = |0), potom na spodnim vystupu bude to stejné
co na vstupu (|y)). Pokud |z) = |1), potom na vystupu bude opak. Pokud napiseme horni
qubit jako prvni a spodni jako druhy, CNOT udéla z |z,y) vektor |x,z @ y), kde @ znadi
bindrné exklusivni operaci OR. [6]

Matice reprezentujici toto hradlo vypadé nasledovné:

1000
0100

CNOT= |0 o o | (2.32)
0010

Toto hradlo muze byt revertoviano samo sebou. Jak bylo zminéno, po aplikaci to-
hoto hradla se stav |z,y) zméni na stav |z,x @ y). Po opétovné aplikace hradla na tento
stav dostaneme |zr,z @ (z @ y)). Jelikoz je @ asociativni, muzeme vysledek upravit na
|z, (x & x) ® y). Protoze z @ x je vzdy rovno 0, muzeme vysledny stav dale upravit na
|z, y), ¢imz ziskdvame puvodni stav. [6]

Toffoliho hradlo Téz zndme jako CCNOT nebo CCX [6]

2) —— [z®(zAy))

Toto hradlo je podobné CNOT, méa ale dva kontrolni bity misto jednoho. Pokud jsou
oba dva horni bity (|z) a |y)) ve stavu |1). Mtzeme také fict, ze CCNOT vezme stav |z, y, z)
a transformuje jej do stavu |y, y,z @ (z A y)) [6]

Matice reprezentujici toto hradlo vypada nasledovné:

1 0

CCNOT = (2.33)

SO OO oo
O O OO oo
_ o OO oo oo
O R O OO o oo

(= eleloBoNol e
(= el eloNal =N

[esRien B e B en B e BN e i @]
oo oo~ OOo

0 0

Klasické hradlo NOT nem4 zadny kontrolni bit, CNOT ma4 jeden kontrolni bit a CCNOT
2. Pokud bychom chtéli obdobné pouzit vice kontrolnich bitti, mizeme toho jednoduse
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dosdahnout pomoci vice CCNOT hradel. Napiiklad pro 3 kontrolni bity bychom potfebovali
3 hradla CCNOT. [6]

Dalsim dtivodem, pro¢ je CCNOT zajimavé, je jeho univerzdlnost. Jinymi slovy, s po-
moci hradel CCNOT jsme schopni vytvorit jakékoliv logické hradlo. Z tohov vyplyva, ze za
pomoci pouze tohoto hradla bychom byli schopni zkonstruovat reverzibilni pocitac. Podle
teorie by takovy pocita¢ nespotrebovaval zadnou energii a ani by neprodukoval zadné teplo.

]
Jako ukazka univerzalnosti nam poslouzi priklad, jak pomoci tohoto hradla vytvorit
hradlo AND: [6]

0) —— [zAy)

Jedind tprava oproti obecnému CCNOT je ta, ze spodni vstupni bit mé vzdy hodnotu |0).

Fredkinovo hradlo

Toto hradlo funguje podobné jako SW AP, navic ale disponuje kontrolnim bitem, ktery
ridi, zda bude probihat prehozeni stavu nebo se na vystupu nebude nic ménit. Pokud je
|z) ve stavu |0), potom |y) = |y) a |z) = |z/). Pokud je |z) ve stavu |1), potom |y') = |z) a
|2) = [y)- [6]

Matice tohoto hradla:

CSWAP = (2.34)

(elielalalalalall
OO OO OO+ O
OO OO o+ OO
OO OO = O OO
OO O+ OO oo
O O OO O oo
OO OO O oo
— O O O O o oo

Fredkinovo hradlo je také jako Toffoliho univerzalni. [6]

2.3 Kvantové algoritmy

Algoritmy byvaji ¢asto navrzeny dlouho pfed tim, nez jsme schopni zkonstruovat stroje, na
kterych bychom je mohli spustit. Neni tomu jinak ani u kvantovych algoritmi, pro které se
stale nemame stroje, které by je byli schopné vykonavat. [6]
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V predchozich sekcich jsme si definovali, jak mizeme popisovat stavy qubith a jak s
nimi manipulovat pomoci unitarnich matic. Nyni muzeme s vyuzitim téchto znalosti zacit
tvorit kvanové algoritmy.

Kvantové algoritmy nésleduji tento zékladni ramec: [6]
1. Systém zacind s qubity, které jsou ve jednom z klasickych stavi (tedy |0) nebo 1))

2. Qubity v systému jsou uvedeny do superpozice nékolika stavi (napfiklad pomoci
Hadamardova hradla)

3. Nasleduje aplikace operatort qubiti, které méni jeho stav, porad v rdémci superpozice.
4. Nakonec probéhne métreni qubitt.

Jisté bychom nasli rizné modifikace tohoto ramce, nicméné pro jednoduchost nam toto
zobecnéni postaci.

V nasledujich sekcich budou predstaveny dva algoritmy, na kterych si ukazeme, jakym
zpusobem muze byt kvantové pocitani efektivnéjsi nez to klasické.

2.3.1 Deutschiiv algoritmus

Myslenky tohoto algoritmu byly ptivodné publikovany v [7]. Pro shrnuti algoritmu v této
podsekei bylo vychézeno z [6, 17].

Jedna se o velice jednoduchy algoritmus, ktery resi spise vykonstruovany problém. Di-
vodem, pro¢ tento algoritmus exsituje, je na jednoduchém ptikladu ukézat, ze kvantové
vypocty mohou byt efektivnéjsi nez klasické.

Méjme funkci f(z), jejiz defini¢ni obor i obor hodnot je mnozina {0,1} (f : {0,1} —
{0,1}). Takové funkce existuji ¢tyfi:

1. £(0) =0, £(1) = 0
2. f(0)=0,f(1) = 1
3. £(0)=1,£(1) =0
4. F(0)=1,£(1) = 1

O funkci muzeme Fict, Ze je vyvazend, pokud f(0) # f(1) (2. a 3. varianta) nebo kon-
stantni, pokud f(0) = f(1) (1. a 4. varianta). Deutschuv algoritmus fesi nasledujici problém:
Mame zadanou funkei f : {0,1} — {0,1} jako black box. Miuze funkci vyhodnotit, ale ne-
muzeme se "podivat dovniti'a zjistit, jak je definovana (resp. o jakou ze ¢ty vyse uvedenych
variant se jednd). Nasim tkolem je zjistit, jestli je funkce vyvaZzena nebo konstantni.

S pouzitim klasického pocitace bychom nejdiiv vyhodnotili funkci pro oba mozné vstupy,
f(0) a f(1) a nésledné vystupy porovnali. V takovém pripadé bychom funkci f museli vy-
hodnotit dvakrat. Superpocita¢ mize byt v superpozici dvou zdkladnich stavi ve stejném
case. Vyuzijeme superpozice stavi k vyhodnoceni obou vystupi najednou.

Diagram algoritmu vypada néasledovné:
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l¢0) 1) lp2)  lis)

0y +—{a L H]

Uy

)

!
[ [
! !
! !
| |
[ [
Algoritmus muzeme téz zapsat v podobé operaci s maticemi a vektory nasledovné:

(H® Uy (H® H)|0,1) (2.35)

Aplikace hradla Uy na stav znaci vyhodnoceni funkce f. Hradlo mé& podobu nésledujici
unitarni matice:

0100
1 0 00
00 1 0 (2.36)
0 0 01

|¢;) nad diagramem budeme pouzivat pro popis stavu v kazdém c¢asovém okamziku
vypoctu:

|po) Zacatek algoritmu, qubity jsou zatim v jednom z klasickych stavi, tedy |0, 1).

|¢p1) Aplikace Hadamardova hradla na pocate¢ni stavy.

41

0+ )Y (10— 1Y _ +10.0) — 0.1+ [1,0) Ly _ [ -]
|$1) = ( = = 3 (2.37)

2 +5

V2 V2 3

2

|¢2) Aplikace hradla Uy:
V2 V2
podivejme se zblizka na ¢ast, kde se odehrava vyhodnoceni funkce f:

(=1 @10) + (=1)/W 1) (2.39)

Pokud je f konstatnni, bude tahle ¢ast vypadat nasledovné: (zalezi, jestli je konstatné
1 nebo 0)

+1(]0) + |1)) nebo — 1(|0) + |1)) (2.40)
A pokud je f vyvazena:
+1(|0) —|1)) nebo — 1(|0) — 1)) (2.41)
Po upravé tedy dostaneme, ze:
|p2), = (£1) <|0>\}L§|1>> <|O>\/§|1>> pokud je f konstanti (2.42)
|p2)y = (£1) <|O>\é’1>> <|O>\;§’1>> pokud je f vyvazena (2.43)
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|p3)  Opétovné aplikace Hadamardova hradla:

|pa); = (£1)|0) (!0>¢—§Il>) pokud je f konstanti (2.44)

)y = (F1)|1) ('0>\/§|1>> pokud je f vyvdzend (2.45)

Ted uz ndm zbyva jen zméfit horni bajt. Pokud je ve stavu |0), tak s jistotou vime,
ze funkce f je konstantni a pokud je ve stavu 1), je funkce vyvazena. KyZzeného vysledku
jsme doséhli volanim funkce f pouze jednou oproti algoritmu pro klasicky pocitac, kde jsme
museli funkci f volat dvakrat, abychom zadany problém vytesili.

Uvedeny popis algoritmu mutzeme zobecnit na Deutschiiv-Jozsiv algoritmus. Funkci
f:{0,1} — {0, 1} mizeme rozsifit na vétsi mnozinu: f : {0,1}"™ — {0, 1}. Funkci nazyvame
vyvazenou, pokud pfesné polovinu vstupnich hodnot vyhodnoti funkce f jako 0 a druhou
polovinu jako 1. Pokud jsou vsSechny vstupni hodnoty vyhodnoceny jako 1 nebo jako 0,
funkce je konstatni. Deutschiiv-Josztiv algoritmus pro tohle zobecnéni fesi, jestli je funkci
konstantni nebo vyvazena.

Pri pouziti klasickych pocitaci je pro vyreseni problému potfebny pocet volani funkei v
nejhorsim piipadé 2"~ + 1. Diky kvantovému poc¢itani jsme schopni problém vyfesit pouze
jednim voldnim. Jde tedy o exponencidlni zrychleni.

2.3.2 Kvantova teleportace

Pro shrnuti algoritmu v této podsekci bylo vychézeno z [15].

Nejedna se o teleportaci ¢ehokoliv fyzického, ale o prenos stavu jednoho qubitu na druhy
qubit zpusobem, ktery je naprosto bezpecny. Diky tomu bychom byli schopni vytvorit novy
bezpecny zpusob komunikace.

Princip komunikace si ukdzeme na modelovém prikladu, kde Alice je odesilatel, ktery
chce chce odeslat stav qubitu @ Bobovi.

1. Zac¢neme nastavenim tii qubitt.

(a) Alice ma qubit ve stavu |®), jehoz stav chce bezpeéné poslat Bobovi.

(b) K dosazeni tohohle cilu, Alice za¢ind s dalsimi dvémi qubity - R a S. S bude
posldn bobovi a R ztustane u Alice.

2. Alice pripravi EPR par s qubity R a S aplikaci Hadamardova hradla na qubit R a
potom CNOT mezi R a S (kontrolni qubit je R). V tento okamzik muze Alice poslat
qubit S Bobovi. (Pokud by byl qubit realizovan napr. fotonem, muze byt poslan pres
opticky kabel.)

3. Alice provede Bellovo méreni na qubit Q a jeji ¢ast EPR par - R. Toto se realizuje
aplikaci CNOT na tyto dva qubity, pricemz Q je kontrolni bit, nasledné aplikaci
Hadamardova hradla na Q a nakonec klasické méreni obou qubity - tim dostaneme
standardni vypocetni béze.

4. Po zméreni posle Alice obé dvé hodnoty Bobovi klasickym komunika¢nim kandlem.
Vysledkem méteni mizou byt 4 hodnoty: 00, 01, 10 nebo 11.
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5. Podle toho, jaké hodnoty Bob dostane, provede operace nad svym qubitem S. Po
provedeni bude qubit S ve stejném stavu jako originalni Q:
e 00 - Zadna operace - qubit S je jiz ve stejném stavu jako Q
e 01 - Aplikace hradla Z
e 10 - Aplikace hradla X
e 11 - Aplikace nejdiiv hradla Z, potom X

Obvod kvantové teleportace vypada nasledovné:

Y
)

[m\]
®

nn
=
S~
D
A\

Kvantova teleportace ma jisté vyuziti v kvantové komunikaci, muzeme ji ovsem vyuzit i v
jinych ¢astech kvantové pocitani. Napiiklad pri konstrukei kvantové modularni architektury
mize byt vyuzivana pro posilani qubiti mezi moduly kvantového pocitace. [4]

2.4 Simulator kvantovych vypocta

Se zadjmem o kvantové pocitani roste pocet knihoven a nastrojua pro tohle prostredi s vyuzi-
tim vSech nejpouzivanéjsich jazyku, jako jen napt. Python, C/C++, Java a dalsi. Nékolik
prednich vyzkumnych center voli jazyk Python jako néastroj pro tvorbu kvantovych obvodu.
Mezi duvody patii napriklad jeho flexibilita nebo high-level pristup k programovani, diky
¢emuz se programator muze soustiedit hlavné na kvantové pocitani a mize vypustit for-
mality programovani jako takového. Diky tomu je mozné se Python naucit relativné rychle.
14]

Vétsina dnesnich kvantovych pocitach neni dostateéné velka, abychom na nich mohli
provadét univerzalni kvantové vypocty, jejich plné nasazeni je tedy stale limitovano. Schop-
nost simulovat kvantové pocitace malych rozméru je nesmirné dulezita, protoze umoznuje
védcum a inzenyrum lépe pochopit vysledky, které by ocekavali od kvantového stroje stejné
velikosti. Simulace také umoznuje lepsi pochopeni kvantovych pocitacu jako takovych. [11]

Existuje nékolik technik, jak simulovat univerzalni kvantové pocitac, vsechny ale trpi
“exponencialni explozi” klasické paméti. Abychom do paméti ulozili cely stav systému s
n qubity, musime byt schopni ulozit 2" komplexnich ¢isel. Jako piiklad si pfedstavme, ze
kazdé komplexni ¢islo vyzaduje jeden byte a systém, ktery chceme simulovat, ma 30 qubiti.
Pro takovou simulaci bychom potfebovali minimalné 230 byti, tedy gigabyte. Pro systém
s 50 qubity je to uz ale 2°0, tedy petabyte. Naroky na tak velkou pamét jsou za hranicemi
dnesnich nejlepsich superpocitaci. [14]

Nejjednodussi metoda simulace kvantového pocitace je vyjadreni kvantového obvodu
jako transformaci stavu [¢) pomoci unitarni matice U. Simulator potom jednoduse provede
maticové ndsobeni pro ziskdni nového stavu |¢). [14]

) = U ) (2.46)
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Vsiméme si, ze tato metoda vyzaduje ukladat v paméti celou unitarni matici, ktera ma
velikost 2™ x 2™. Ukladani stavu qubitu se ndm tolik nedaii redukovat, nicméné existuje
metoda, diky které nemusime mit v paméti celou unitarni matici. Mizeme mit ulozené
matice pro operaci s jednim nebo dvémi qubity a ty aplikovat postupné. [14]

Existuji i simuldtory, které dokazi efektivné pracovat s velkym mnozstvim qubiti, jako
napriklad simulator Cliffordova obvodu. Tyto obvody nicméné nejsou univerzalni. [14]

Pro tucely této bakalaiské prace byl zvolen simulator Quantum++, ktery nabizi simu-
laci univerzélniho kvantového pocitace. Na bézném stroji (Intel i5 8Gb RAM) je simuldtor
schopny v rozumném case simulovat az 12 qubitil ve stavu superpozice. Implementace si-
muldtoru je v jazyce C++, navic existuje wrapper pro Python 3, ktery byl v této praci
vyuzivan. Na ném si ukdzeme i piiklady pouziti simuldtoru: [11]

Uvedeni qubitu do superpozice Zdikladni nastaveni a pouziti si ukdzeme na simulaci
tohohle jednoduchého kvantového obvodu:

0) )

Implementace simulace bude vypadat nasledovné:

from pygpp import *

#Vytvoreni objektu kvantoveho obvodu. Parametr znaci, kolik ma obvod qubitu.
#0bvod s jednim qubitem, ktery je na zacatku ve stavu |0>
gc = QCircuit(1)

#aplikace Hadamardova hradla na qubit s indexem O
qgc.gate(gates.H, 0)

#spusteni simulace obvodu
engine = QEngine(qc)
engine.execute()

#vypis stavu systemu po provedni simulace obvodu
print(engine.get_psi())

Vypis programu:
[0.70710678+0.j 0.70710678+0. 3]

coz odpovida ocekdvanému vysledku

0) +11)
V2

Aplikace hradla CNOT Jako druhy priklad si uvedeme jednoduchou operaci na sys-
tému s dvémi qubity. Pro jednoduchost bude uvedena jen definice obvodu. Import knihovny
a funkce pro spusténi simulace a vypis stavu po provedeni obvodu budou vynechéany.

H|0) = (2.47)




#vytvori obvod s jednim qubitem, pocatecni stav |00>
qc = QCircuit(2)

#nejdriv prvni qubit nastavime na hodnotu [1>
#s vyuzitim hradla NOT nebo tez zname jako Pauliho hradlo X
qc.gate(gates.X, 0)

#aplikace hradlca CNOT. Druhy parametr udava kontrolni bit
qc.gate(gates.CNOT, 0, 1)

Vypis programu:
[0.4+0. 0.40.j 0.+0.j 1.+0.7]

coz odpovidéd ocekdvanému vysledku

1) = (2.48)

— o O O
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Kapitola 3

Prirodou inspirované optimalizacni
algoritmy

Evoluéni algoritmy se inspiruji konceptem prirozeného vybéru, ktery je nam znam pre-
devsim diky védci Charlesovi Darwinovi. Vyuziva skutecnosti, ze znaky definuciji jedince
(organismus) jsou zakédovany v DNA a v pribéhu ¢asu se méni diky kfizeni (vznik po-
tomk, ktefi zdédi vlastnosti svych roditi) a mutacemi (ndhodnd zména v DNA). Diky
prirozenému vybéru mohou prezit pouze ti jedinci, ktef{ se 1épe prizpusobi prostiedi (maji
lepsi vlastnosti), ve kterém existuji. Jedinci s horsimi vlastnostmi maji mensi Ssanci na preziti
a tedy i mensi Sanci na predani DNA do dalsi generace. [3]

V ramci evolu¢nich elgoritmt rozumime populaci jako mnozinu jedinct, kde kazdy je-
dinec predstavuje kandidatni feseni problému. Kvalitu kazdého jedince vyhodnocuje fitness
funkce. Ta kazdému jedinci priradi ¢islo, diky kterému mizeme porovnat, ktefi jedinci jsou
lepsi. Typicky se snazime najit jedince s co nejmensi hodnotou fintess funkce. Jedinec, kte-
rému fitneess funkce pritadi hodnotu 0, predstavuje idedlni feseni. Na jedince z populace
jsou v priubéhu evoluce aplikovany genetické operatory (mutace), které mohou, ale také ne-
musi vygenerovat potomka, ktery ma lepsi fitness funkci. Tlak pfirozeného vybéru potom
zapricini zlepsovani populace - do dalsich generaci se budou dostavat obecné jedinci s lepsi
fitness funkei. [3]

Obecné evolu¢ni algoritmy muizeme popsat nasledovné:

1 Inicializace populace kandidatnich reseni
2 while Neni splnéna ukoncovaci podminka do

3 Vybér jednotlivet ze soucasné populace (rodici)

4 Vygenerovani novych jednotliveu (potomkii) z vybranych rodic¢a

5 Nahrazeni nékterych ¢lenii stavajici populace nové vygenerovanymi jedinci
6 end

Algoritmus 1: Obecny popis evolu¢nich algoritmu [3]

Hlavnimi predstaviteli evolu¢nich algoritmt jsou Geneticky algoritmus, Evoluéni stra-
tegie, Diferencialni evoluce, Genetické programovéani a Evoluéni programovani. [3]

Tato prace se zabyva ndvrhem kvantovych operdtoru pouzitim dvou algoritmu z hlavnich
predstaviteli: Evolucéni strategie a Diferencialni evoluce a dvéma méné zndmymi algoritmy:
Optimamlizace hejnem c¢astic a Optimalizace umélym vcelstvem. V nasledujich podkapito-
lach budou blize popsany principy téchto algoritmi.
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3.1 Evoluéni strategie

Popis algoritmu v této sekci vychézi z [20].
Algoritmus evolué¢ni strategie byl ptivodé poblikovan jiz v roce 1964, té dobé vSak nenasel
velké uplatnéni, protoze jsme neméli dostupné pocitace s velkym vypocetnim vykonem.

3.1.1 Zakladni (1+1) varianta

Jednd se o nejprimitivnéjsi variantu algorimu. V takové podobé byl ptivodné navrzen. (1+1)
oznaceni znamena, ze populace ma vzdy pouze jednoho jedince a v kazdé generaci se ge-
neruje pouze jeden potomek. Jediny ladici parametr je zde rozptyl normalniho rozdéleni
o2

Parametr o2 by mél byt dostatecné velky, aby evoluce mohla za rozumny pocet generaci
prohledat cely vyhledavaci prostor a zaroven dostatecné maly, aby mohlo byt efektivné

nalezeno optimalni feseni.

)

= rozptyl mutace, o2 € RT
o = nadhodné vygenerovany jedinec

8 q
|

1
2
3
4 while neni spinéna ukoncovaci podminka do
5 Vygenerovani ndhodného vektoru 7, r; ~ N(0,02) pro i € [1,n)]
6 Ty =X+ T
7 if f(z1) je lepsi nez f(zp) then
8 ‘ To = I1
9 end

Algoritmus 2: (1+1) Evolu¢ni strategie

3.1.2 (p, 1) varianta

Parametr p zde uvadi, kolik rodi¢u je pouzito v kazdé generaci (tzn. velikost populace.
Kazdy jedinec ma také prirazeny vektor o, ktery kontroluje velikost mutace. Mezi vybra-
nymi jedinci dojde ke kiizeni a nasledné je provedena mutace, ¢imz je vygenerovino nové
kandidatni feseni. Do dalsi generace potom postoupi p nejlepsich jedincu (resp. jeden nej-
horsi je zahozen). Nejlepsi jedinci se v prubéhu evoluce nezhorsuji. Tomuto principu se fika
elitismus.

Nahodny vektor r, ktery se stard o mutaci, je vygenerovan tak, aby respektoval vektor
v, ktery kontroluje velikost mutace jednotlivych prvka kazdého jedince.
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Inicializace populace ndhodnych jedincu {zg, o}, kde k € [1, y]

1
2
3 while neni spinéna ukoncovaci podminka do

4 Néhodny vybér dvou rodi¢u z populace {z, o}

5 Kfizeni rodict pomoci zvolené metody, vysledkem je vektor (z,41,0,+41)
6 St = diag(or g1, -+ 0o n)

7 Vygenerovani ndhodného vektoru r, r; ~ N(0,%,41) pro i € [1,n]

8 Typtl = Tpt1 + 7

9 Pfidani x,,41 do populace jedinct

10 Odstranéni nejhorsiho jedince z populace

11 end
Algoritmus 3: (i, 1) Evoluéni strategie

3.1.3 Metody krizeni

Metod existuje vice, nize si popiseme 2 z nich.
Diskrétni kiizeni Kazdy prvek potomka je ndhodné vybrat z jednoho z rodict.
parent 1 = (Y11, Y12, Y13, Y14)(011, 012,013, 0 14)

parent 2 = (Y21, Y22, Y23, Y24) (021, 022, 023, 024)

potomek = (Y11, Y22, Y13, Y14) (021, 022, 013, 014)
Intermediarni kiizeni Kazdy prvek potomka je primérem prvka obou rodici.

parent 1 = (y11, Y12, Y13, Y14)(011, 012,013, 014)

parent 2 = (y21, Y22, Y23, Y24) (021, 022, 023, 024)
_ (Y11+Y21 yi2+y22 Yi13+Y23 Y14a+y24\ 011+021 0o12+022
potomek = (#H5H2L 2722 AT JUTUR) (ZUT0L 2120

013+023 0144024 )
) 2 ) 2

3.1.4 (p, A\) a (¢ + A) varianty

Dalsim zobecnénim je priddni A parametru. Dosud jsme do kazdého generace generovali

pouze jednoho potomka, ted budeme generovat A potomk.

Velikost populace je vzdy p, vegenerovanim A\ novych jedinct tedy musime vzdy A
nejhorsich odstranit. Mizeme vybirat z mnoziny rodici i potomkii. Do dalsich generaci se

tedy budou dostévat jak rodice, tak potomci. To se oznacuje jako varianta (u + \)

Dalsim zpiisobem je vybirat do dalsi generace pouze z nové vygenerovanych jedinct.
Jinak TeCeno, rodice se nedostavaji do dalsi generace. Zadny jedinec tedy neexistuje ve vice
nez jedné generaci. Tenhle zptsob se oznacuje (u, A). Je zfejmé, ze musi plati A > u, tedy

vzdy musime vygenerovat vice jedincu nez je velikost populace.

(1, A) obecné funguje 1épe, pokud je fitness funkce ¢asové promeénliva. V (u + \) muze
mit jedinec dobrou fitness, ale nevhodné o. Takovy jedinci budou zustavat v populaci a tim

znesnadnovat zlepsovani.
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3.1.5 Samoadaptace

Doted jsme neméli zadny zptsob, jak v priibéhu evoluce adaptovat vektor rozptylu o. Tak
jako mutujeme vektory jedinci predstavujici kandidatni feSeni, muzeme mutovat vektor o.
Jakmile je vytvofen potomek kiizenim, zmutujeme vektor rozptylu nasledujicim zptisobem:

o; = aiexp(T'po + ;) (3.7)

x; =2 + oy (3.8

pro i € [1,n], kde pg, p1 a r; jsou ndhodnd ¢isla z N(0,1). 7" a 7 jsou ladici parametry.
Doporucené hodnoty:

-1
T=P ( 2\/5) (3.9)
-1
7 = P, (\/271) (3.10)
kde P; a P, jsou proporc¢ni konstanty. Typicky maji hodnotu 1.

3.1.6 Vice rodic¢u

V popisu algoritmu jsme zatim vzdy uvadeéli, ze pro vygenerovani potomka se pouziji vzdy
pouze dva rodice. Tento zplisob muzeme rozsitit a pouzit obecné vice rodict a to jak u
intermedidrniho, tak diskrétniho kiizeni.

U diskrétniho se prvky potomka jednoduse vybiraji nahodné ze vSech rodi¢i, kdy na
kazdého rodice pripada stejnd pravdépodobnost. U intermedidarniho se vypocita prameér
vsech rodica.

3.2 Diferencialni evoluce

Popis algoritmu v této sekci vychézi z [20].

Puvodni myslenky tohohle algoritmu byli publikoviny v roce 1997 v [21]. Je unikétni v
tom, zZe sice patfi mezi evoluéni, nebyl ale inspirovan biologii. Jedna se o popula¢né zalozeny
algoritmus navrzeny pro optimalizaci funkci v n-rozmérném spojitém prostoru. Jedince
v populaci reprezentuji n-rozmérné vektory. Hlavni myslenkou je vypocitat rozdil dvou
vektortl z populace a ten posléze pricist k tretimu vektoru, ¢imz ziskdme nové kandidatni
feseni. Tento princip mizeme vidét na obrazku nize.

¥Kia 7\
J N XX
X, T -
[ XA r/l .__F(sz Xr3)
/ / Y
/ / >l
g A
/ / o =
[ Iw.f_)"!rl-'-'F(er Xr]]
1/
/

.
rd

Obrazek 3.1: Princip diferencialni evoluce ilustrovana na dvourozmérném problému
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Ty1, Tr2 & T3 jsou kandidatni feSeni. Zmensend verze rozdilti mezi x,9 a x,3 je prictena
k x,1, ¢imz ziskdvame novy mutacéni vektor v;.

Mutacni vektor je dale zkombinovan (je provedeno kiizeni) s xz;, kde i ¢ {z1,z2, 23},
¢imz je vytvoren vektor nového kandidatniho feSeni u;. KiiZzeni je provadéno nasledovneé:

gy = { vi; pokud (r¢; < ¢) nebo (j = J,) (3.11)

x;j v opacném piipadé

pro j € [1,n] kde n je rozmér prohleddvaného prostoru, ¢ je konstantni koeficient kii-
zeni a J, ndhodné celé ¢islo z intervalu [1, n]. Koeficient kiizeni udéva, jak moc bude pro
kandidatni feseni pouzit mutacéni vektor. Zékladni algoritmus vypada néasledovné:
1 F = skdlovaci koeficient, F' € [0.4,0.9]
2 ¢ = koeficient kiiZeni, ¢ € [0.1,1]
3 Inicializace populace kandidatnich feseni {z;},7 € [1, N]

4

5 while neni splnéna ukoncovaci podminka do

6 foreach jedinec z;,i € [1, N] do

7 r1 = ndhodné celé ¢islo € [1,N], 7 #1

8 ro = ndhodné celé ¢islo € [1, N], 7o ¢ {i,71}
9 rs = nahodné celé ¢islo € [1,N], 73 ¢ {i,r1,r2}
10 v; = xp1 + F(xp9 — xp3) // Mutaéni vektor
11 Jr = nédhodné celé ¢islo € [1,n]]

12

13 foreach rozmer j € [1,n] do

14 Tej = U(O, 1)

15 if (r¢; < c¢) nebo (j = J,) then

16 ‘ Ujj = Vij

17 else

18 ‘ Ui = Tij

19 end

20 end
21 end
22
23 foreach indez jedice populace i € [1,N] do

24 if f(uz) < f(iL‘Z) then

25 ‘ T; = U;

26 end
27 end

Tato podoba algoritmu diferencidlni evoluce se nazyva klasickd, nebo také DE /rand/1/bin.
To znamend, Ze vektor x,1 je volen ndhodné (rand), pracuje se jen s jednim rozdilem vek-
toru (1) a pocet prvku mutacéniho vektoru, ktery prispiva ke kandidatnimu feseni, odpovida
binomickéhu rozdéleni.

Existuje mnoho tprav a rozsiteni diferencidlni evoluce. V této praci se jimi ale zabyvat
nebudeme.

3.3 Optimalizace hejnem castic

Popis algoritmu v této sekci vychazi z [20].
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Déle jen PSO (z anglického Particle Swarm Optimization). Stdda zvifat jsou casto
schopnd se vyhnout utoku predatoru lépe nez jedinci. Napiiklad lev dokaze 1épe rozeznat
jedinou zebru diky kontrastu cernobilych s okolnim prostredi, ale jedinci ve stadu zeber
v hledani potravy nez jedinci samotni. Také se ve stddech pohybuji rychleji nez sami. Jisté
bychom v prirodé nasli dalsi priklady, kdy je pro jedince vyhodnéjsi fungovat ve skupinach.

Algoritmus PSO je inspirovany pozorovanim pravé téchto skupin jedincu, kteri spolu-
pracuji, aby dosahli vétsiho tspéchu, nez kdyby ke spolupraci nedochazelo. Nemusime ale
spoléhat jen na risi zvitat, PSO je zalozeny na téchto zakladnich principech, které mizeme
vidét i na lidech:

Setrvacnost Mame tendenci drzet se starych zptsobt, které se v minulosti osvédcily.

Vliv spoleénosti SlysSime o tspéchu téch nejlepsich v nasi spolecnosti a snazime se na-
podobit jejich pristup.

Vliv okoli Nejvic véci se u¢ime od lidi, ktefi jsou nam nejbliz. Nasi pratelé nas ovliviuji
vice nez spolec¢nost jako takova.

3.3.1 Zakladni algoritmus

Méjme mnozinu jedincu predstavujici kandidétni feSeni {x;} a pro kazdého jedince rychlost
v;, kterou se pohybuje po prohleddavaném prostoru. Tento pohyb je zdklad PSO a hlavni
aspekt, kterym se PSO lisi od ostatnich evoluénich algoritmi.

Jedinec se pohybuje vyhleddvacim prostorem s urcitou setrvacnosti, proto ma tendenci
udrzovat svoji rychlost, ta se ovsem muZe z ruznych divodi ménit. Algoritmus si pamatuje
nejlepsi pozici v minulosti, ke které ma tendenci se vracet. Druhym divodem je nejlepsi
pozice jedince v nejblizsim okoli, ke které méa jedinec také tendenci smérovat. Tyto dva
faktory ndhodné ovliviuji rychlost kazdého jedince.

Zakladni algoritmus je popsany nize:
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1 Inicializace populace ndhodnych jedincu {z;},7 € [1, N]

2 Inicializace vektoru rychlosti pro kazdého jedince v;,i € [1, N]
3 Inicializace nejlepsiho jedince za celou dobu evoluce b;

4 o = velikost okoli, o < N

5 @1, maxs P2,max = koeficienty maximélniho vlivu

6 Umar = maximalni rychlost

7

8 while neni splnéna ukoncovaci podminka do

9 foreach jedinec x;,i € [1, N] do

10 H,; = {0 nejblizsich sousedu x;}

11 h; = jedinec s nejlepsi fitness z okoli H;

// U zna€i rovnomérné pravdépodobnostni rozdéleni

12 Vygenerovani ndhodného vektoru ¢1, ¢1(k) ~ U(0, ¢1,maz) Pro k € [1,n]
13 Vygenerovani ndhodného vektoru ¢z, ¢2(k) ~ U(0, 2 maz) pro k € [1,n]
14 v; = v; + ¢1(bi — x;) + Pa(hi — x4)

15

16 if |v;| > Umas then

17 ‘ Vi = ViUmaz/|Vi]

18

19 T, = T; + v;

20 b; = argmin{ f(z;), f(b;)}
21 end
22 end

Algoritmus 4: Optimalizace hejnem ¢éstic
Algoritmus méa v zakladni podobé nékolik parametrii, kterymi mtzeme evoluci ladit:

1. velikost okoli ¢ - ¢ < N. Malé okoli se 1épe vyhyba lokdlnim minimim, s pouzitim
velkého okoli evoluce rychleji konverguje.

2. maximalni mira kongnitivniho uceni ¢; a maximalni mira socialniho uceni

b2

3. maximalni rychlost v, - doporucuje se parametr nastavit na 10% az 20% rozsahu
vyhledévaciho prostoru. [§]

3.3.2 Mozna jednoducha prizpiisobeni algoritmu

Algoritmus nabizi spoustu moznosti, jak si vypocet prizpusobit. Incializaci vektort rychlosti
miuzeme napriklad provést ndhodné nebo vSechny nastavit na nulu.
Uprava rychlosti mize byt zjednodusena nésledovné:

Vi = V; + (I)l(bi — 1’1) + (I)Q(hl — .%'1) (3.12)

kde ®; a P9 nejsou vektory, ale skaldrni hodnoty (desetinna ¢isla). Tato modifikace se
nazyva linearni PSO. [18] PSO s takovou upravou ma ovSem vétsinou horsi vysledky nez
puvodni verze.

Provedeni pohybu z; = x; + v; mize vést k presunuti jedince mimo hranice prohledava-
ného prostoru. Tomu muizeme zamezit naptiklad definici hranic prostoru a ovérenim, zda
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se jedinec nedostal za hranice.

x; = min(Ti, Tmaz) (3.13)

x; = max (T, Toin) (3.14)

Zakladni algoritmus 1iké, ze kazdého jedince ovliviiuje jeho nejblizsi okoli. Usporadani
okoli se nazyvé topologie hejna. Okoli se mize ménit s kazdou generaci (dynamické okoli)
nebo zustava stejné po celou dobu evoluce (statické okoli). Vyzkumnici experimentovali
s mnoha topologiemi. V 77 muzeme vidét piiklady nékterych topologii. (a) predstavuje
prstencovou topologii, (b) je celd topologie, (c) koleckové topologie a (d) ¢tvercova.

(a) (b) (c) (d)

Obréazek 3.2: Ukazky topologii

3.3.3 Vahovani setrvacnosti

Abychom se vyhnuli limitovani rychlosti pomoci parametru v.,q,, miuzeme udélat upravy
v rovnici, kterd modifikuje rychlost jedinct, diky kterym se nebude rychlost zvysovat za
prijatelné hranice. Jednim ze zpusobu je pouzit vahovani setrvacnosti.

Jak muzeme vidét v algoritmus 4, jedinci maji tendenci si zachovavat svoji rychlost v
prubéhu evoluce, nicméné jisté zmény jsou mozné vzhledem ke kognitivnimu a socidlnimu
uceni.

vi(k) = vi(k) + ¢1(k)(bi(k) — zi(k)) + d2(k)(hi(k) — zi(k)), Kk € [1,n] (3.15)

kde n je dimeze Tesenéh problému. Bylo empiricky zjiSténo, ze snizovani setrvacnosti v
prubéhu evoluce muze vést k lepSim vysledkim. Rovnice 3.15 mize byt upravena na:

vi(k) = woi(k) + 1(k)(bi(k) — zi(k)) + ¢2(k)(hi(k) — 2i(K)) (3.16)

kde w je vaha setrvacnosti, ktera bézné zacind priblizné na 0.9 v prvni generaci a kon¢i na
cca 0.4 v posledni generaci. [9]

PSO muze byt dale modifikovdan napt. pridanim koeficientu zizeni [5] nebo dalsimi
Upravami, které ovsem pro tcely této prace nebyly implemenetovany.

3.4 Optimalizace umélym vcelstvem

Popis algoritmu v této sekci vychézi z [20].

Déle jen ABC (z anglického nazvu Artificial Bee Colony). Jednd se o algoritmus in-
spirovan chovanim vcel. Pivodné byl publikovan v [16]. Je zaloZen na hledani optimalniho
zroje potravy. Umisténi zdroje potravy je analogické k lokaci v prohleddvaném prostoru
optimaliza¢niho problému. Mnozsti nektaru zdroje potravy je analogické k hodnoté fitness
funkce. ABC simuluje tfi rtizné typy vcel:
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Prvnim typem jsou vceli sbéraci, kteri cestuji mezi tlem a zdrojem potravy. Kazdy
sbérac se spjat s jednim zdrojem potravy, ze kterého nosi med do tulu. Kromé toho také
provadi lokalni prohledavani okolo svého zdroje potravy. Pokud najde lepsi zdroj, stary
opusti a zaCne nosit nektar z nového.

Druhy typ vcel, pozorovatelé, nemaji pritazeny zadny zdroj jidla, ale pozoruji chovani
sbéraci po priletu do tlu s nektarem. Vyhodnocuji, kolik sbéraci nosi nektaru (pocet nek-
taru je reprezentovany hodnotou fitness funkce) a na zakladé toho se (s pomoci pravdépo-
dobnosti) rozhoduji, kde se budou hledat nové zdroje jidla.

Treti typ vcel jsou priuzkumnici. Ani tyhle véeli, stejné jako pozorovatelé, nejsou pri-
razeny k zadnému zdroji jidla. Prizkumnici pozoruji jednotlivé sbérace, jak dobfe se jim
dafi nachézet nové a lepsi zdroje potravy (resp. jestli mnozstvi nektaru, které nosi do lu,
se zvétsuje). Pokud sbéraci stagnuji a po dlouhou dobu nosi do ilu porad stejné mnoz-
stvi nektaru, pruzkumnik uréi ndhodné novy zdroj v prohleddvaném prostoru a priradi ho
sbéradi.

Jak muzeme vidét v popisu algoritmu nize, kazdy sbéra¢ ndhodné méni svoji pozici v
prohleddvaném prostoru. Pokud tahle zména vede k lepsimu vysledku (lepsi hodnota fit-
ness), shérac¢ se presouva na novou pozici. Pozorovatelé také ndhodné méni pozici sbéracu,
kde sbérac¢ je ndhodné vybran. I zde nasleduje rozhodnuti, zda modifikace vedla k lepsimu
vysledku. Pokud ano, shérac¢ se presouva. Nakonec prizkumnik nahradi zdroje, které po ur-
¢itém poctu ndhodnych modifikaci nevedli k zadnému zlepseni, ndahodnym novym zdrojem.
Timto zpusobem je algoritmus schopny eliminovat lokalni optima. Hodnota T'(x;) udava,
kolik ndhodnych tprav bez zlepseni probéhlo.

Algoritmus m4 2 parametry:

1. Py - velikost populace sbéracii. Timto parametrem je zaroven urcena velikost populace
pozorovateli. Obvykle se voli hodnota N/2.

2. L - limit stagnace. Obvykle se voli L = Nn/2.

Alogoritmus lze modifikovat riiznymi zpusoby. V této préaci byl vsak pouzit algoritmus
v zakladni podobé - tak, jak je popsany nize.
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1 N = velikost populace

2 L = limit stagnace (kladné celé ¢islo)

3 Py = velikost populace sbéract (Py < N)

4 P, = velikost populace pozorovateli, P, = N — Py

5 Inicializace ndhodné populace sbéract {z;},7 € [1, Py

6 Inicializace pocitadla pokust sbéraca T'(z;) = 0,7 € [1, Py]

7
8 while neni spinéna ukoncujici podminka do
9
10 Veéeli sbéradci:
11 foreach sbérac x;,i € [1, Pf] do
12 k = ndhodné ¢islo z intervalu [1, N]. k # i
13 s = ndhodné ¢islo z intervalu [1,n|
14 r=U(-1,1); // U zna&i rovnomérné pravdépodobnostni rozd&leni
15 vi(8) = mi(s) + r(x;(s) — zk(s))
16 if f(v;) je lepsi nez f(x;) then
17 ‘ T; = Vg T(ﬂfl) =0
18 else
19 | T(x;) =T(x;) +1
20 end
21 end
22
23 Vceli pozorovatelé:
24 foreach pozorovatel v;,i € [1, P,] do
25 Vybér sbérace x;, kde Pr(x;) o fitness(x;), pro j € [1, Py]
26 k = nédhodné ¢islo z intervalu [1, Pf|. k # j
27 s = ndhodné ¢islo z intervalu [1,n)
28 r=U(-1,1)
20 || wils) = a;(s) + rlay () — au(s))
30 if f(vi) je lepsi nez f(z;) then
31 ‘ Tj=; T(l‘j) =0
32 else
33 ‘ T(z;) =T(x;)+1
34 end
35 end
36
37 Vceli prazkumnici:
38 foreach sbérac x;,i € [1, Pf| do
39 if T'(z;) > L then
40 x; = ndhodné vygenerovany novy jedinec
41 T(z;) =0
42 end
43 end

Algoritmus 5: Optimalizace umélym vcelstvem
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Kapitola 4

Evoluc¢ni navrh kvantového
operatoru

4.1 Reprezentace kvantového operatoru

Pro evolu¢ni navrh kvantovych operatora bylo jiz diive pouzito vice slozitéjsich reprezentaci,
napriklad reprezentace Hutsell & Greenwood, McKinnon nebo pomoci QR dekompozice.
Tyto metody vyuzivaji ruzné principy pro konstukeci unitdrnich matic. [24]

Napriklad QR dekompozice vyuziva toho, ze matice N x N s komplexnimi ¢isly muze
byt rozlozena na A = QR, kde @ je unitarni matice. Timto zpiisobem je jedinec v evo-
luci reprezentovan matici A, ze které jsme schopni ziskat unitadrni matici ¢ pomoci QR
dekompozice, kterd reprezentuje kvantovy operator, ktery chceme ziskat. [24]
tickych aparati. Unitarni matice jsou v evoluci reprezentovany primo vektorem komplexnich
¢isel:

€11 ci2 €13
c21 ca2 c23 | — (€11, €12, €13, €21, C22, €23, €31, €32, €33) (4.1)
C31 (€32 (33

Napiiklad Hadamardovo hradlo (viz 2.2.3):

1 (1 1 7 7
V2 V2
bude ve zvolené reprezentaci vypadat néasledovneé:
(0.70710678 + 0.7,0.70710678 + 0.7,0.70710678 + 0.5, —0.70710678 + 0.5) (4.3)

V navrzené reprezentaci jsou prvky vektoru komplexni ¢isla. Pro jejich reprezentaci
byla implementovana tfida zapouzdiujici redlnou a imagindrni hodnotu a také operace
nad komplexnimi ¢isly. Na veskeré operace nad prvky se tedy pohlizi jako na komplexni
matematické operace.
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4.2 Nastaveni algoritmi

4.2.1 Evolucni strategie

Algoritmus byl implementovan ve vsech variantach, které jsou popsané v 3.1. Algoritmus
méa mnoho varianta a parametri, kterymi mtzeme evoluci ladit. Tenhle algoritmus byl jiz
pouzit pro konstrukei kvantovych operatoru [24, 22], proto bylo pfi nastavovani parametri
prihlizeno k dosazenym vysledktim v téchto publikacich.

Bylo zjisténo, ze lepsi vysledky davé plus strategie (vybér jedinct do dalsi generace
probiha z rodi¢u i potomkt). V publikaci [24] vychédzelo velice dobfe nastaveni (154100),
tedy velikost populace je 15 a kazdou generaci se vytvari 100 potomku, s implementovanou
samoadaptaci. Rozptyl normalniho rozlozeni, kterym se kontroluje velikost mutace, zde byl
nastaven na 0.3.

V této praci bylo pouzito vyse popsané nastaveni jako vychozi. V experimentech budeme
zkoumat, jaky vliv ma na evoluci riizné typy kiizeni - intermediarni a diskrétni a jak evoluci
ovlivni pouziti vice rodi¢t pro kiizeni. Konkrétné budeme sledovat dva a Sest rodict.

4.2.2 Diferencialni evoluce

Implementace algoritmu byla provedena podle popisu v predchozi kapitole 3.2, tedy v za-
kladni varianté DE/rand/1/bin. Algoritmus v této podobé byl jiz pouzit pro néavrh kvan-
tovych operatoru v [24]. V této publikaci se ukézalo, ze si algoritmus vede velice dobfe pri
nastaveni velikosti populace na 20.

V této praci bude algoritmus nastaven na velikost populace 20. Skalovaci faktor evoluce
bude nastaven na hodnotu 0.7. Experimentalné bylo zjisténo, ze kolem této hodnoty vede
evoluce k nejlepsim vysledkim. V experimentech budeme zkoumat, jaky ma na vysledek
vliv koeficient krizeni. Ten budeme nastavovat na ¢tyri hodnoty: 0.1, 0.3, 0.6 a 0.9.

4.2.3 Optimalizace hejnem castic

Implementace algoritmu byla provedena podle popisu v predchozi kapitole 3.3 s vyuzitim
vahovani setrvacnosti. Vahovani setrvacnosti je definovano jako konstantni parametr.

Pro definici okoli byla pouzita celd topologie. Vybér nejblizsiho okoli jedince je imple-
mentovano tak, ze se pro daného jedince vypocitd vzdalenost ke vsem ostatnim jedinctim v
populaci. Jedinci vy populaci jsou posléze sefazeni vzestupné podle vzdalenosti od vybra-
ného jedince a je vybrano prvnich z jedinct, kde z je velikost okoli.

Rychlost jedincii na zacatku evoluce je generovana stejné jako hodnoty jedincti, tedy
pomoci rovnomérného rozdéleni na intervalu [—1, 1].

Literatura udava doporucené hodnoty vahy setrvacnosti, maximéalni miru kongnitivniho
uceni a maximalni miru socidlniho uceni a velikosti populace pro danou velikost problému
[20]. BohuZel se experimentélné ukézalo, Ze pro problém konstrukce kvantovych operédtori
tyto doporucené hodnoty nevedou k dobrym vysledkum. Experimentalné byly proto tyto
hodnoty vyladény tak, aby evoluce konvergovala k rozumného feseni:

Parametr | Hodnota
Umaz 0.4
w -0.2
o 30

30



V experimentech budeme sledovat, jakych vysledki bude algoritmus dosahovat s témito
hodnotami a riznym pomérem mezi maximalni mirou kognitivniho ¢; uceni a maximalni
mirou socidlniho uceni ¢o. Budeme konkrétné sledovat hodnoty (0.9, 1.3), (0.3, 2), (1.3,
0.9), (2, 0.3), kde prvni hodnota v zévorce je ¢1 a druhd ¢s.

4.2.4 Optimalizace umélym vcelstvem

Implementace algoritmu byla provedena podle popisu v predchozi kapitole 3.4. Nastaveni
parametri algorimu bylo provedeno podle doporuceni, tedy:

1. Py (velikost populace sbéracti) bylo nastaveno podle N/2
2. L (limit stagnace) bylo nastaveno podle Nn/2

V popisu algoritmu 3.4 je uvedeno, ze véeli pozorovatelé si vybiraji sbérace na zédkladé
pravdépodobnosti, kterd je nepfimo tmérnd hodnoté fitness funkce sbérace (¢im mensi
fitness, tim vétsi pravdépodobnost, Ze bude vybrén). Pravdépodobnost kazdého sbérace je
vypocitana nasledujicim zptsobem:

fitness(x;)
Z;-V:O fitness(x;)

Pro kazdého pozorovatele potom vygenerovino ndhodné ¢islo z norméalniho rozdéleni
or = N(p,0?) s parametry:

(4.4)

Pr(z;) =

1
= 4.5
h= (4.5)

0.15

2
= 4.6
= (16)
kde Py je velikost populace sbéraci.
7 populace sbéracu je posléze vybran takovy jedinec, pro kterého plati

o < Pr(z;) (4.7)

Experimentalné bylo ovéreno, ze evoluce s timto nastavenim vede k dobrym vysledkim.
V experimentech nize bude porovnan algorimus porovnan s pouzitim rtzné velikosti popu-
lace (mysleno celé populace, sbéraci i pozorovatelé), pfitom populace sbérac¢iu bude vzdy
stejné velkd - 10. Budou porovnéany tyto velikosti populace: 10, 20, 30, 50.

JelikoZ tento algorimus funguje na podobnych principech jako diferencidlni evoluce [20]
a evoluéni ndvrh kvantovych operatori byl jiz diive na tomto algoritmu ukazan [24], velikost
populace byla inspirovana nejlepsim dosazenym vysledkem timto algoritmem.

4.3 Vyhodnoceni kandidatniho reseni

Vyhodnoceni kandidatnich feseni bylo implementovano podle praci, které se jiz v minulosti
zabyvaly vyuziti evoluénich algoritmu pro nédvrh kvantového operdtoru. [24, 22]

Jak bylo jiz dfive popséno (viz 2.2.1), aplikace kvantového operdtoru na stav muzeme
popsat jako vynasobeni vektoru (reprezentujici stav) unitarni matici (reprezentujici opera-
tor):

o) = Uli) (4.8)
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Cilem je najit takovy kvantovy operator U, pro ktery tento vztah plati. Obecné méjme
trénovaci mnozinu M = (Ji1),]o1)),...(|i;),]0;)), hledame tedy takovou unitarni matici,
ktera splnuje 4.8 pro kazdou dvojici zp € M.

Pro vyhodnoceni kvality kandidatniho feseni je implementovana nasledujici fitness funkce:

|M]

fitness(U) = 2v=0 gzo [lov) (w) = U iv) (w)]

|M|N

(4.9)

kde N je velikost stavového vektoru, v oznacuje index dvojice v trénovaci mnoziné M a w
index prvku stavového vektoru. Pro kazdou dvojici (|oy) , |iy)) z trénvaci mnoziny se na |i,)
aplikuje kandidatni feSeni v podobé matice U a provede se rozdil prvki vysledného stavu a
pozadovaného stavu |o,). Rozdily se sectou a nakonec se vysledek vydéli souc¢inem velikosti
trénovaci mnoziny a velikosti stavového vektoru. Diky tomu se hodnota fitness nezvétsuje
s vétsi trénovaci mnozinou nebo s vétsim poctem qubitil, se kterymi operator pracuje.

Trénovaci mnozina je vygenerovana pomoci simuldtoru kvantového poéitace (viz 2.4).
Pro samotnou aplikaci operatoru na vstupni stav v ramci vyhodnocovani fitness funkce
nebyl vyuzit simulator. Jde o jednoduchou matematickou operaci mezi mezi vektorem a
matici, kterd byla pfimo implementovano.

Nalezené nejlepsi feseni je posléze ovéreno pomoci simuldtoru kvantového pocitace.

Trénovaci mnozina pro navrh hradla NOT (viz 2.2.2) muze vypadat takto:

= {6010 ())
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Kapitola 5

Experimentalni vysledky

Evolué¢ni algoritmy s riznymi nastavenimi (viz 4.2) byly otestovany na ndvrhnu dvou hradel.
Kazdy algoritmus byl ve vsech nastavenich spustén celkem 48 krat. Jelikoz se jednd o
naroc¢néjsi vypocetni tulohy, byl pro experimenty vyuzit superpocita¢ Karolina.

U kazdého experimentu sledujeme nejlepsi fitnes funkci kandidatniho feseni ziskaného
v prubéhu evoluce ze vsech 48 béhi. Déle sledujeme primér nejlepsich dosazenych hodnot
fitness ze 48 béhu.

Pribéh evoluce sledujeme na grafech, kde kazda krivka predstavuje jeden béh. Zde
sledujeme nejlepsi fitness v populaci v zavislosti na generaci.

Dale sledujeme statistické zhodnoceni dosazenych vysledkt ze vSsech 48 béhti na krabi-
covych grafech.

Nejlepsi dosazené hodnoty fitness a algoritmus s nastavenim, ktery tohoto vysledku
doséahl, jsou v tabulce oznaceny tuc¢né.

Nakonec je pro kazdou tlohu uvedena unitarni matice, kterd dosahla ze vSech experi-
mentt nejlepsi hodnotu fitness a je ukazano, jak tato matice funguje v simulatoru kvanto-
vého pocitace na jednom z prvki trénovaci mnoziny.

5.1 Znaceni experimentu

Experimenty se v tabulkéach a grafech pro prehlednost oznacuji zkratkami algoritmu a jejich
nastaveni. Forméat kazdého oznaceni muzeme zjednodusit na:
<evolucni algoritmus>-<pouzité nastaveni evolucniho algoritmu>

Evoluéni algoritmy jsou oznaceny zkratkami, které byly jiz drive v této praci pouzity,
pro uplnost si je zde ovsem uvedeme.

o ES - Evolu¢ni strategie

e DE - Diferencidlni evoluce

e PSO - Optimalizace hejnem ¢astic

« ABC - Optimalizace umélym vcelstvem

Nastaveni evolucnich algoritmi ma rtizné formaty, proto si je popiseme kazdy zvlast:

Evoluéni strategie <metoda k¥iZeni>-<polet rodild vyuZitjch pro k¥iZeni>
kde metoda kiizeni muze byt bud D - diskrétni nebo I - intermediarni. naptiklad ES-D-6
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znamena evolucni strategie s disktrétnim kiizenim a Sesti rodic¢i pro vygenerovani nového
potomka.

Diferencialni evoluce C<hodnota koeficientu k¥iZeni>
naptiklad DE-CO0.9 znamend diferencidlni evoluci, kde koeficient kiizeni ma hodnotu 0.9.

Optimalizace hejnem cCastic (<maximdlni mira kognitivniho uéeni>-<maximédlni
mira socidlniho udeni>)

napfiklad PS0-(0.3-0.9) znamené optimalizace hejnem ¢astis s hodnotou maximalni miry
kognitivniho uceni 0.3 a hodnotou maximélni miry socidlniho uceni 0.9.

Optimalizace umélym vcéelstvem P<velikost celkové populace> napiiklad ABC-P30
znamend optimalizaci umélym vcelstvem s celkovou velikosti populace 30.

5.2 CNOT

Prvnim experimentem je pokus o ndvrh hradla CNOT (viz 2.2.3). Vime, ze hradlo CNOT
muzeme popsat nasledujici unitarni matici:

1 0 0 O
0100

CNOT = {0 o o 1 (5.1)
00 10

Tuhle matici se budeme pokouset najit. Trénovaci mnozina byla sestavena ze ¢ty standard-
nich vypocetnich bézi, vypada nasledovné:

1 1 0 0 0 0 0 0
0 0 1 1 0 0 0 0

=30 oo Lo S Lo bt a - L3 (52)
0 0 0 0 0 1 1 0

Kazdy z experimentii byl ukonc¢en po vyhodnoceni fitness funkce 40 000x .

5.2.1 Vysledky

Nejlepsi vysledek se podaftilo ziskat pomoci experimentu DE-CO.3. Unitarni matice vypada

nasledovné:
1 0 -0 0
-0 1 -0 -0
U= —0 -0 -0 1—01 (5-3)

0-0 —-0—-0¢: 1—-0¢ —0-0:

Po aplikaci ziskané matice na |00) (prvni prvek z trénovaci mnoziny) dostaneme presné
ocekavany vysledek:

) = (5-4)

o O O
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Tabulka 5.1: Vysledky navrhu hradla CNOT

Algoritmus | Nastaveni algoritmu | Nejlepsi fitness | Primérna fitness

D-2 1.12424e-05 0.00561542
ES D-6 4.93169e-07 0.00095630
1-2 0.000442112 0.01173110
I-6 0.00079083 0.00912911

C0.1 1.12064e-14 2.85301958e-14

DE Co0.3 5.59138e-16 2.14408222e-15

C0.6 5.79808e-16 1.29016833e-13
C0.9 1.30346e-05 0.00574697
(0.9-1.3) 0.00289556 0.00523018
PSO (1.3-0.9) 0.00283067 0.00520601
(0.3-2) 0.00565104 0.00884034
(2-0.3) 0.0073226 0.01421913
P10 6.48525e-13 0.00065602
ABC P20 1.14432¢-11 0.00022435
P30 7.3576e-13 0.00021201
P50 2.28632e-11 0.00024555

Evolucni strategie si v této loze vedla daleko 1épe ve varianté s diskrétnim krizenim.
U diskrétniho kiizeni se nejlépe osvéddila varianta s pouzitim 6 rodi¢a pro kiizeni.

Diferencialni evoluce si v této tloze vedla nejlépe. Pii nastaveni koeficientu kiizeni
na hodnotu blizkou 1 se nejlepsi dosazené vysledky oproti jinym nastavenim algoritmu
diferencidlni evoluce vyrazné zhorsuji, i tak ale dosahuje dobrych vysledk.

Optimalizace hejnem c¢astic si v této tloze vedla nejhiure. O néco lepsi nastaveni se
ukazala ta, kde mezi maximalni mirou kognitivniho uceni a maximalni mirou socidlniho
uceni je maly rozdil. Celkové ale mezi jednotlivymi vysledky nebyly velké rozdily.

Posledni algoritmus, optimalizace umélym véelstvem, si vedl velice dobfe. Ve vsech
variantach byl schopny dosdhnout nejlepsich vysledkt s fitness hodnotou velmi blizkou
nule. Celkovou uspésnosti se blizi k vysledkim diferencialni evoluce. Nejlepsich vysledki
dosahoval pri velikosti populace 10 a 20, velky rozdil mezi nastavenim ale neni.

Grafy konvergencnich kiivek jednotlivych experimentu lze vidét na obrazcich 5.1, 5.2,
5.3 a 5.4. Statistické zhodnoceni béhu v podobé krabicovych grafi lze vidét v 5.5. V kazdém
grafu porovnanam pouze béhy jednoho konkrétniho algoritmu, protoze vysledky algoritmu
se hodné lisi. I v rdmci nékterych algoritmu jsou vysledky velice odlisené, proto na grafech
5.6 je vétsi detail nékterych béhi algoritmti ABC a DE.
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Obrézek 5.2: Pribéh evoluce algoritmu DE pfi navrhu hradla CNOT
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Obrazek 5.3: Prubéh evoluce algoritmu PSO pii ndvrhu hradla CNOT
ABC-10 ABC-20
084 0.8 q
0.6 a 0.6
[
&
2
0.4 4 g 0.4 4
g
f:
027 02
0.01 0.0 1 =
1500 2000 2500 3000 3500 4000 0 250 500 750 1000 1250 1500 1750 2000
generace generace
ABC-30 ABC-50
0.8 | 084
0.7 1 0.7
0.6 1 0.6
g
0.5 g 0.5
g
0.4 4 = 041
2
0.3 4 E 0.3 4
0.24 0.2 4
0.14 0.14
0.01 — 0.0 1 ——
200 400 600 800 1000 1200 0 100 200 300 400 500 600 700 800
generace generace

Obrazek 5.4: Pribéh evoluce algoritmu ABC pri navrhu hradla CNOT
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Obrazek 5.5: Statistické zhodnoceni béhu navrhu hradla CNOT
Optimalizace umélym vcelstvem le—13 Diferencialni evoluce
0.00010 L0
0.00008 - 0.8 4
@ &
2 0.00006 2 0.6 4 ©
= =
5 =
] o T
] ]
5 0.00004 5 0.4
=] o =]
2 o 2
0.00002 ’_—r_‘ 02 T
0.00000 . T . T 0.0 , ¢ —= ,
ABC-P10 ABC-P20 ABC-P30 ABC-P50 DE-C0.1 DE-C0.3 DE-C0.6 DE-C0.9

Obréazek 5.6: Detailni statistické zhodnoceni béht algoritmi ABC a DE pti ndvrhu hradla

CNOT

5.3

Max3

V této tloze se budem snazit najit takové hradlo, které detekuje amplitudu vstupniho stavu.

Amplitudou se rozumi takovy prvek vektoru, jehoz absolutni hodnota je nejvétsi. Je tedy

nejpravdépodobnéjsi, ze se qubit pri méfeni zhrouti do tohohle stavu.
Naprtiklad pro vstupni vektor popisujici superpozici jednoho qubitu

0.7
0.3
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je ocekavany vystup

10)

(o)

(5.6)

Budeme pracovat se stavem celkem 3 qubiti. Trénovaci mnozina tentokrat obsahuje
pouze jeden prvek. Vstupnim vektor je superpozice

0.02570142522942053 — 0.050713214103136244

0.10520139821724234 — 0.466552297125747861
—0.38681941848462975 — 0.080056987406137761
—0.1405785862248986 — 0.23330925418262133¢
—0.24991868534155023 — 0.00950341931189315:
0.2915219939642506 — 0.13895525502455086¢
—0.41826900705091574 + 0.2636579871195689¢

—0.231494698211255 + 0.2699957479632534 31

a vystupni vektor

O O O O O oo

Jelikoz tentokrat pracujeme se tfemi qubity, velikost hledané matice se ndm zveétsi.
V prvni tloze méla hledand matice 16 prvki, v této jich ma 64. Z tohoto divodu bude
podminkou pro ukonceni experimenti dosazeni 120 000 vyhodnoceni funkce fitness (3x

vice nez v predchozi tloze).

5.3.1 Vysledky

I v této tloze si nejlépe vedla diferencidlni evoluce. Nejlepsi vysledek se podarilo ziskat

pomoci nastaveni DE-C0.9:

0.315213 + 0.3944377
—0.663483 — 0.030603%
0.045186 — 0.2789174
0.818698 — 1.0200257
—1.078711 — 1.303117%
0.598795 — 0.812902%
—1.677946 — 1.1799041
—0.290977 — 0.2853771

—0.446582 — 0.42868017
0.372860 — 0.6494207
0.115669 — 0.2007427
0.191399 + 0.8825537
—1.121206 — 0.5258021
—0.314843 — 0.3661681
0.670581 — 0.6514474
—1.096143 — 0.1056121

U =

0.847145 + 0.7716957
—0.060518 4 0.1008031%
0.091881 — 0.6363657
—0.554396 4+ 0.0733017%
—0.481105 — 0.049793¢
0.757050 + 0.1534251%
0.511456 + 0.1782301%
—0.825303 + 0.5015361

1.031731 — 0.602958%
0.162207 — 0.4045641
—0.031122 4 0.3313141
0.277144 — 0.8416174
—0.572361 — 0.0788641
0.099887 — 0.2277714
0.415347 — 0.151526%
—0.451344 — 0.5671321

1.185845 — 0.8073821%
—0.790230 — 0.317202¢
—0.149604 4 0.2406027
—0.278453 4 0.3275711%
0.907532 — 0.3385471

0.855689 + 0.0267214
—0.573825 + 0.42999314

0.788098 + 1.0088341

0.136749 — 0.4136341
—0.315289 — 0.079612¢
0.421187 4 0.210865%
0.018678 — 0.3375014
—0.343881 + 0.4697681
0.334296 — 0.3294244
—0.652321 — 1.0083441
—0.381072 — 0.1273873

0.395462 — 0.4469707
1.112954 — 0.1300127%
0.339172 — 0.8455457
1.134536 — 0.3915891
0.566453 — 0.0119084
—0.007674 + 0.4310531
—0.155266 — 0.1796671
0.312963 — 1.3575084

0.590792 + 0.1246674
0.325664 + 0.3138607
—1.295548 — 1.4583241%
0.711084 — 1.2250904
—1.105059 — 0.9445574
0.459804 — 0.6983827
—0.655966 — 0.4181581
—0.366455 — 0.4415401

(5.9)

(5.10)

Mizeme Tict, Ze se jednd o optimdalni feseni, protoze fitness hodnota tohoto feseni je rovna
0 s presnosti, kterou nabizi implementace datového typu double v c++. Po aplikaci matice
na vstupni stav z trénovaci mnoziny ziskame nasledujici vektor:
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—5.37824666 x 10~ 7
—3.27944263 x 10~ 7

—4.53370191 x 108 i
i
—3.42433668 x 10~ 74
i
i

2.52200785 x 10~7
3.90920540 x 107
—8.26158533 x 1078
2.97290029 x 10~7
2.27477752 x 1077
9.99999768 x 10~!
1.47583020 x 1077

+1.53016845 x 107
+1.98834203 x 10~
—1.96679380e x 10~ 7i
+1.66394255¢ x 10774
+6.32832004 x 10~%;

output = (5.11)

ktery je velice blizko pozadovanému vystupu popsaném v 5.8.

Tabulka 5.2: Vysledky navrhu hradla Max3

Algoritmus | Nastaveni algoritmus | Nejlepsi fitness | Primérna fitness
D-2 3.67522¢-05 0.02059090
ES D-6 0.251812 0.39214402
I-2 3.32008e-07 0.00030114
I-6 0.00206451 0.01543733
C0.1 0.055149 0.07770562
DE C0.3 0.102368 0.14270371
C0.6 4.23774e-06 0.00177163
Co0.9 0.0 8.12806758e-18
(0.9-1.3) 2.48685e-05 7.55785917e-05
PSO (1.3-0.9) 3.19701e-05 6.672051875e-05
(0.3-2) 0.000188512 0.00035234
(2-0.3) 0.00258133 0.000207105
P10 2.42372e-05 5.41256523e-05
ABC P20 3.7392e-05 6.57254020e-05
P30 2.52095e-05 6.25101729e-05
P50 2.92587e-05 6.71039145e-05

V této uloze si evoluéni strategie oproti 5.8 vedla lépe s pouzitim intermediarniho kiizeni
a vyuzitim pouze 2 rodi¢d pro generovani potomkiu. S pouzitim nastaveni ES-D-60 dochézelo
v prubchu evoluce jen k velmi malému zlepseni. V predchozi tloze tohle nastaveni naopak
vedlo k nejlepsim vysledktm.

Diferencialni evoluce si opét vedla nejlépe. Ve varianté DE-C0.9 se dokonce podafilo
najit optimalani feseni tlohy. S hodnotou koeficientu krizeni blizici se nule ovSem tispésnost
algorimu rychle klesi. Spravné nastaveni tohoto parametru je pro tuto tlohu dtlezité.

I u této tlohy si algoritmus optimalizace hejnem castic vedl 1épe s nastavenim, kde rozdil
mezi maximalni mirou kognitivniho uceni a maximalni mirou socidlniho uc¢eni byl mensi.

Algoritmus optimalizace umeélym vcelstvem opét ve vSech nastavenich dosdhl dobrého
vysledku. Tentokrat se ovSem tolik nepriblizil diferencialni evoluci jako v prvni tloze. Kon-
vergencni kiivky se velice brzy priblizili nule, zde se nicméné zlepSovani vyrazné zpomalilo.

Grafy konvergencnich krivek jednotlivych experimentt lze vidét na obrazcich 5.7, 5.8,
5.9 a 5.10. Statistické zhodnoceni béhti v podobé krabicovych grafa lze vidét v 5.11. I v
této tloze jsou v ramci nékterych algoritmu vysledky velice odlisené, proto na grafech 5.12
je vetsi detail nékterych béht algoritmi ES, DE a PSO.
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5.4 Shrnuti vysledka experimentt

V obou ulohéch se podarilo najit feSeni s hodnotou fitness funkce blizké nule. V druhé loze
se dokonce podarilo najit feseni, jehoz fitness je rovna nule.

Béhy algoritmi ES, DE a ABC trvaly rozumné mnozstvi ¢asu, oproti tomu PSO potte-
boval k nalezeni reseni nékolikrat vétsi mnozstvi casu nez ostatni algoritmy, rddoveé nizsi
desitky minut. Domnivam se, ze tohle je zpusobeno hlavné velkou rezii pti hledani, kteri
jedinci spadaji do okoli jiného jedince.

7 duvodu velké ¢asové narocnosti a né prilis dobrych vysledkt v prvni tiloze shledavam
algoritmus PSO jako nejméné vhodny. Navic pii poc¢atecnich pokusech na algoritmu trvalo
dlouhou dobu najit takové nastaveni, které by alespon konvergovalo k lepSimu feseni. Pri
pouziti doporucenych parametru z literatury se fitness funkce naopak zhorsovala.

Naopak nejlepsich vysledkii dosahovaly algoritmy DE a ABC. Vyhodou téchto algoritmi
je navic malé mnozsti ladicich parametrt. Jasnym favoritem je ovsem DE.
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Kapitola 6
Zaver

V ramci této prace byl implementovan systém pro navrh kvantovych operatoru s vyuzitim
¢tyT ruznych evoluc¢nich algoritm.

Na navrhu dvou rtznych kvantovych operatori s vyuzitim evolucnich algoritmt bylo
ukazéano, ze pouziti primé reprezentace kandidatnich feseni muze vést ke konstrukei kvan-
tovych operatoru prijatelné kvality. Zde je tfeba zminit, Ze se pfi ndvrhnu operatoru MAX3
povedlo dosdhnout feseni s hodnotou fitness funkce rovnou nule.

Sice bylo ukazano, ze pomoci pfime reprezentace je mozné navrhovat kvantové opera-
tory, soucasti prace ale neni porovnani, zda je tato reprezentace horsi nez ostatni kom-
plexnéjsi reprezentace, které byly driv pro tento tcel pouzity. Abychom provedli prukazné
srovnani, museli bychom implementovat vSechny tyto reprezentace v jednom systému a
provést experimenty se stejnym nastavenim. Takové porovnani by mohlo byt pokracovanim
této prace.

V experimentech vychézel nejlépe algoritmus diferencialni evoluce, prestoze byl v této
praci implementovan pouze v zakladni podobé. Dalsim zkoumanim by mohlo byt pouziti
tohoto algoritmu v ruznych pokrocilejsich modifikaci na ndvrh operdtoru pro vice nez tii
qubity.

Algoritmus optimalizace umélym véelstvem také nazbizi dalsi moznosti modifkace, které
by mohli vést ke zlepseni vysledkt. Bylo by zajimavé tyto moznosti prozkoumat.

Pfi navrhnu implementace systému bylo mysleno na snadnou rozsititelnost. Provadét
experimenty na riaznych operatorech je snadné, staci prilozit soubor s trénovaci mnozinou.
Rozsiteni systému o nové algoritmy lze provadét bez vétsich problému.
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Priloha A

Obsah prilozeného pamétového
média

e build - slozka se spustitelnymi programy vytvorenymi v této praci
e trainingSet - slozka s trénovacimi mnozinami pro navrh hradel
e result - slozka, kam se zapisuji vystupy béhu programu

o scripts - slozka se scripty v jazyce Python (zpracovani dat, simuldtor kvantovych
vypocti)

e src - zdrojové soubory systému v jazyce C++
e tex - zdrojové soubory pro vysazeni technické zpravy

e run.local.sh - script, ktery obsahuje demostra¢ni spusténi kazdého algoritmu na
navrh hradla CNOT

o Makefile - Makefile obsahujici prikazy pro preklad apod.

e bp.pdf - PDF soubor s technickou zpravou bakalarské prace
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Priloha B

Manual k systému

Hlavni ¢ast prace byla implementovani v jazyce C++ a spousténa v systému Linux.

B.1 Pozadavky pro preklad

e gcc ve verzi alesponl 10.3

e GNU make ve verzi alespon 4.3

B.2 Preklad

$ make build
Prelozené spustitelné soubory budou dostupné ve slozce build.

B.3 Spusténi ukazkového béhu

$ ./run.local.sh

B.4 Spusténi béhti jednotlivych algoritmu

Pro kazdy algoritmus se po prekladu aplikace vytvori jeden spustitelny soubor ve slozce
build. Nastaveni béhu evoluce se provadi pres parametry programu. Vsechny algoritmy
maji tyto spole¢né parametry:

e —env - prostredi, ve kterém se béh spousti. Hodnota je bud sc - superpocita¢ nebo
local - lokalni pocitac.

e -operator - udéava, jaky soubor s trénovaci mnozinou ze slozky trainingData
e -steps - pocet generaci béhu

e -popSize - velikost celkové populace jedincii

e -vectorSize - velikost vektoru kandidatnich reseni

e -valueMin, -valueMax - udédvaji interval, ze kterého se budou generovat ndhodné
hodnoty kandiddtnich jedinct na zacatku evoluce

kazdy algoritmu ma také svoje specifické parametry:
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B.4.1 Parametry algoritmu ES

-variance - rozptyl normalniho rozlozeni, kterym se kontroluje velikost mutace
-generateChildren - pocet vygenerovanych potomkut v kazdé generaci
-selectionStrategy - zpusob vybéru jedincu (hodnoty plus nebo comma)
-crossingStrategy - zpusob kiizeni (hodnoty intermediary nebo discrete)
-parents - pocet rodi¢d pouzitych pro generovani potomki

-adaptation - pouziti samoadaptace (hodnoty yes nebo no)

B.4.2 Parametry algoritmu DE

-multiplier - skdlovaci faktor

-crossoverRate - koeficient kiiZeni

B.4.3 Parametry algoritmu PSO

-maxVelocity - maximalni velikost vektoru rychlost
-influenceMax1l - maximalni mira kognitivniho uceni
-influenceMax?2 - maximalni mira socidlntho uceni
-neighborhoodSize - velikost okoli

-inertiaWeight - viha setrvac¢nosti

B.4.4 Parametry algoritmu ABC

-stagnationLimit - limit stagnace

-foragerPopulation - velikost populace sbéract
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