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Abstrakt

Tato diplomova prace se zabyva dolovanim z dat v prostfedi socidlnich siti. Predstavuje
dolovani z dat jako takové a jeho mozné vyuziti pfi dolovani ze socidlnich siti. Dale se za-
byva analyzou aplika¢nich rozhrani socialnich siti Facebook, Twitter, Google+, LinkedIn a
GitHub z pohledu dolovani z dat. Predstavuje implementaci aplikace, ktera slouzi pro sta-
zeni datasetu ze serveru GitHub, zabyva se experimenty se ziskanym datasetem a nédvrhem
a implementaci aplikace, kterd provadi datovou analyzu miry budouci aktivity projektu.

Abstract

This thesis deals with data mining on social networks. It introduces data mining itself and
its utilization on data analysis on social networking services. It analyses APIs of Facebook,
Twitter, Google+, LinkedIn and GitHub with respect to data mining. It presents implemen-
tation of application for downloading dataset from GitHub and it deals with experiments
with obtained dataset. Finally, it introduces design and implementation of application that
analyses future project activity.
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Kapitola 1
Uvod

Dle dobovych statistik obsahoval Internet v roce 2010 1,2 Zettabytt dat [27]. Dle dalsich
statistik stouplo mnozstvi dat na Internetu do roku 2013 na 1 Yottabyte, z toho 672 Exa-
byttt bylo vefejné dostupnych na vice nez 14,3 trilionech webovych strankach® [15]. Ctyti
z nejvétsich internetovych firem, Google, Amazon, Microsoft a Facebook souhrnné vlast-
nili 1200 Petabytt dat [22]. Z infografiky firmy Domo z roku 2012 vyplyvé, Ze kazdou
minutu kazdého dne nahraji uzivatelé Internetu na server Youtube dohromady 48 hodin
videi, poslou dohromady 204 166 667 e-mailti, sdili dohromady 684 478 piispévkli na serveru
Facebook a napisi dohromady 100000 tweetii na serveru Twitter [18].

7 téchto statistik je zfejmé, Ze v priibéhu poslednich nékolika let se hlavni kol téch,
kteri s daty pracuji, pfesunul od jejich ziskdvani k jejich t¥idéni, ¢isténi a zpracovani. Tyto
tkoly daly vzniknout novym datovym disciplindm. Zatimco praci s velkym objemem dat se
zabyva obor big data, ziskavani znalosti z téchto dat se zabyva data mining, dolovani dat,
spravnéji dolovani z dat.

Nejprve je dillezité pochopit, jaky je rozdil mezi daty a informacemi. Data jsou reprezen-
taci informace. Bez dalsich znalosti, meta-informaci, je nékdy tézké tyto data interpretovat
a ziskat tim zpét informaci, kterd je pro nas uziteéna. Retézec 37.205.11.119 je piiklad
takovychto dat. Pokud ¢tenar téchto dat nebude pokrocilym uzivatelem pocitacovych siti,
budou mu tyto data pripadat pouze jako zmét ¢isel. Jakmile ale tyto data interpretujeme,
ziskdme tim informaci, jako naptiklad ze 37.205.11.119 je IP adresa, Ze je nékomu aloko-
vani, Ze se o ni stara organizace RIPE a Ze je piifazena subjektu, ktery pochéazi z Ceské
Republiky.

Data mining je disciplina, kterd pouziva strojové uceni, umeélou inteligenci a statistiku
pro automatizované rozpoznavani vzoru v datech a vytvareni novych dat, kterad jsou ¢lo-
vékem snéze interpretovatelnd a ktera urcitym zptisobem popisuji data piivodni. Casté je
pouziti dolovéani z dat pro ziskani hlubsiho vhledu do dat, hleddni asociaci mezi d€ji, které
data popisuji a hledani zavislosti mezi daty.

Sociélni sit je platforma, nejcast&ji webovy portal, ktery umozinuje socidlni interakci
mezi lidmi. Mize spojovat uzivatele na zakladé jejich zadjmu ¢i jejich zazemi. V poslednich
letech, diky portalim jako je Facebook ¢i Twitter, nabyvaji socidlni sité na duleZitosti - jiz
nejsou vysadou pouze technicky pokrocilejsich uzivatelt.

Tato prace se zabyva analyzou dat ze socialnich siti za pomoci dolovani z dat. Ve druhé
kapitole tohoto dokumentu je blize predstaveno dolovani z dat jako takové - jednotlivé faze,

1 webové stranka“ zde oznacuje soubor s pfiponou .html. Celkovy pocet webovych stranek ve smyslu
jednoznaénych doménovych jmen je lehce pod jednu miliardu [17]



principy a podobné. Ve tfeti kapitole jsou pfedstaveny rtizné socidlni sité, které mohou
slouzit jako zdroje dat pro datovou analyzu. Jsou hodnoceny jejich vlastnosti z pohledu zis-
kavani dat a vysledného datasetu. Ctvrta kapitola se zabyva navrhem aplikace, ktera bude
provadét datovou analyzu z jednoho takového zdroje. Pata kapitola predstavuje strukturu
aplikace, ktera slouzi pro ziskani datasetu, spole¢né s vlastnostmi ziskaného datasetu. Sesté
kapitola se zabyva experimentovanim s riznymi metodami v nastroji Weka a nasledné za
pomoci knihovny scikit-learn. Sedma kapitola obsahuje popis implementované webové apli-
kace, popis pouziti metod strojového uceni v této aplikaci a dale predstavuje dalsi knihovny
a nastroje, které byly pfi implementaci pouzity. V zavérecné osmé kapitole se nachazi zhod-
noceni celé prace a navrhy na rozsifeni této prace.

Této diplomové praci predchézel semestralni projekt na stejné téma. Z tohoto semest-
ralniho projektu byly prevzaty kapitoly 1 az 4, pficemz v kapitolach 1, 2 a 4 doslo k nej-
riznéjsim zménam.



Kapitola 2

Dolovani z dat

Dolovani z dat, anglicky data mining, je definovano jako proces objevovani vzoru v da-
tech [28]. Tento proces musi byt plné nebo aspon ¢asteéné automatizovany. Vzory musi byt
vyznamné, coz znamena ze jejich znalost musi uzivateli pfinést urc¢itou vyhodu, nejcastéji
ekonomickou. Data mining zahrnuje pouziti nejriznéjsich technik, jakymi jsou napiiklad
statistika, strojové uceni, pouziti datovych skladt a ziskavani informaci (v originale infor-
mation retrieval) [14]. Nékteré publikace zatazuji data mining jako jednu z fazi procesu,
nazyvaného ziskavani znalosti. Témito fazemi se zabyva zbytek této kapitoly. Pri jejich
popisu budeme vychazet z publikaci Data Mining: Concepts and Techniques [14] a Data
Mining: Practical Machine Learning Tools and Techniques [28].

2.1 Jednotlivé faze ziskavani znalosti

Dle publikace Data Mining: Concepts and Techniques se proces ziskavani znalosti déli na
tyto faze: ¢isténi dat, integrace dat, vybér dat, transformace dat, dolovani z dat, vyhodno-
covani vzoru a prezentace znalosti.

2.1.1 Predzpracovani dat a integrace

Faze predzpracovani dat, kterd zahrnuje jejich C¢isténi, vybér a transformaci, je dilezitou
soucasti procesu ziskadvani znalosti. Jelikoz se jednd o data z redlného svéta, jsou ziskana
data témér vzdy nepfesnd, zasuména. Mohou obsahovat nekonzistentni informace, chyby
vytvorené pii zanaSeni informaci do databaze, problémy s rozdilnymi forméaty dat, netiplna
data. Kvalita dat silné ovliviiuje tispésnost dolovani, je tedy uzitecné zdrojova data pied
jejich pouzitim predzpracovat. Pfedzpracovani muze byt ruéni nebo automatizované.

Mezi tlohy ptredzpracovani patii odstranéni nedefinovanych hodnot, analyza (a pfipadné
odstranéni) odlehlych hodnot, analyza rozsaht atributi, normalizace dat a dile muze byt
vhodné atributy pfed samotnou aplikaci strojového uceni pfevést na jiné datové typy, prikla-
dem je diskretizace dat. Pro redukci dimenze dat se pouziva analyza hlavnich komponent,
PCA, pfipadné vybér podmnoziny atributt na zakladé informacniho zisku.

Pro acely blizsiho vhledu do zdrojovych dat je pouzita statistika. Muzeme napriklad
zkoumat vlastnosti hodnot atributu pomoci priiméru, medianu, ziskat modus dat. Mizeme
redukovat mnozstvi atributd pomoci analyzy hlavnich komponent. Tyto informace nam
Casto poskytnou napovédu, jak k datim pristupovat ve fazi dolovani.

Integraci dat myslime spojeni nékolika zdroji dohromady. Integrace pfinasi dalsi pro-
blémy, které musime vytesSit ve fazi predzpracovani, jako napiiklad redundanci. Hlavnim
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Obrazek 2.1: Faze procesu ziskdvani znalosti [14]

divodem predzpracovani je zjednoduseni dalsi faze, dolovani z dat.

2.1.2 Dolovani z dat

Dolovéani z dat jakozto soucést ziskavani znalosti zastituje nékolik strategii, pficemz dulezi-
tym ukolem datového analytika je vybér strategie. Mezi tyto strategie patii pouziti sta-
tistickych metod, vytvareni komplexnich dotazt na databézi, pouziti prvka vizualizace ¢i
pouziti strojového uceni.

V odborné literatufe se definice strojového uceni prekryva s definici dolovani z dat. Pro
ucely této prace je strojové uceni postupem vytvoreni modelu ze znamych dat, ktery je
nasledné pouzit pro ziskdvani informaci o jinych datech s nezndmymi vlastnostmi, predikci.

Clenéni jednotlivych metod strojového uéeni je zavislé na charakteru dolované infor-
mace. Obvyklé déleni metod je nasledujici:

klasifikace je pouzita v situaci, kdy se snazime z dostupnych dat ziskat hodnotu atributu,
ten pfitom muze nabyvat jedné hodnoty z vyctu. U dat, které jsou pouzity pro uceni,
je nutné, aby hodnota tohoto atributu byla pfedem zndméa (tzv. uceni s ucitelem).
Mezi metody pro klasifikaci patii vytvareni rozhodovacich stromt, naivni bayestuv
klasifikitor (v origindle naive Bayes classifier), neuronové sité ¢i SVM.

shlukovani je pouzito, pokud pfedem neznédme t¥idu, podle které bychom chtéli data roz-
délit. Algoritmy, provadéjici shlukovani, se snazi rozdélit data do skupin tak, aby
variabilita dat v ramci skupiny byla co nejnizsi, zatimco rozdily dat mezi skupinami
co nejvyssi. Diky tomuto postupu mutzeme zjistit, ktera data maji néco spolec¢ného,



aniz bychom predem védéli, do jakych skupin chceme vzorek délit. Mezi algoritmy
pro shlukovéani patfi algoritmu DBSCAN ¢i k-means.

asociace slouzi pro vytvéafeni asociacnich pravidel. V zadaném vzorku hleda data, ktera se
Casto vyskytuji spoleéné, tak zvané frekventované mnoziny. Kromé analyzy ndkupniho
kosiku se dolovani asociaci pouziva také v bioinformatice nebo v riznych metodikach
méfeni oblibenosti (napfiklad oblibenost webovych stranek). Mezi ¢asté metody pro
dolovani asociaci patt¥i napfiklad algoritmus Apriori ¢i FP-strom.

regrese neboli regresni analyza je podobné klasifikaci tim zptisobem, ze se pomoci strojo-
vého uceni snazime odhadnout hodnotu atributu. Na rozdil od klasifikace vSak odha-
dujeme hodnotu spojitou. Lze Fici, ze tikolem regresni analyzy je najit funkci, ktera
popisuje vztah mezi nezavislymi proménnymi (to jsou hodnoty atributt dat) a za-
vislou proménnou (to je hodnota, kterou se snazime pfedpovédét). Existuje mnoho
riuznych metod regresni analyzy, napfiklad linearni regrese, Lasso, SVR ¢i aditivni
regrese.

detekce odlehlych hodnot byla zminéna jiz v kapitole o pfedzpracovani dat. Mnohdy
v8ak odlehlé hodnoty nejsou chybou v datech, ale naopak cennou informaci, kte-
rou chceme ziskat. Detekci anomaélii v pocitaCovych sitich jsme schopni v¢as odhalit
hrozbu. Analyza odlehlych hodnot v bankovnich pfevodech mize ukazat na rozsihlé
danové uniky. Pro vSechny tyto tlohy jsou vhodné metody, které se pouzivaji pro
detekci odlehlych hodnot, jako jsou SVM ¢ metoda k-nejblizsich sousedt (v originale
k-nearest neighbours).

Specidlnim pripadem strojového uceni je NLP, zpracovani pfirozeného jazyka. Piikla-
dem takovéto tlohy je pochopeni tématu z textu ¢i sentiment analysis, analyza emocni
nalady textu.

Dolovani dat ze socialnich siti

Pii dolovani z dat, které byly ziskany ze socialnich siti, pouzivame podobné algoritmy jako
pri dolovani z jakychkoliv jingch dat. Kniha Mining the Social Web: Data Mining Facebook,
Twitter, LinkedIn, Google+, GitHub, and More [23] uvadi ptiklady rtiznych druht dolovani
v raznych socialnich sitich - frekvencni analyzu tweetti na Twitteru, prozkouméavani soci-
alntho grafu na Facebooku, shlukovani spojeni na LinkedIn, aplikace NLP na prispévky
Google+ a prozkoumavani grafu zajma na serveru GitHub. Jelikoz je graf zajmu velmi po-
dobny socidlnimu grafu a samotny socialni graf popisuje datovou strukturu socidlnich siti
v oboru dolovani z dat, prozkoumame pojem socidlni sité z pohledu dolovani z dat trochu
blize.

socialni sit z pohledu dolovani z dat je socidlni struktura, reprezentovana socidlnim
grafem:

G = (V.E) (2.1)

kde V oznacuje mnozinu vrchold, které reprezentuji jedince, a £ C V X V je mnozina
spojeni vrcholli, pricemZ spojeni reprezentuje pratelstvi, spoleény zajem, spolupraci
atp. V urcitych pripadech mohou hrany téZ nést urcitou vahu, kterda muize urcovat
napiiklad pocet spoleéné vypracovanych praci.



Obrazek 2.2: Piiklad socialniho grafu

Nad socialnim grafem lze provadét shlukovani, ¢imz ziskdme skupiny lidi s podobnjmi
z4jmy a miizeme napf. lépe cilit reklamu. Castou operaci je také méfeni podobnosti vrcholf
v socidlnim grafu pomoci algoritmu SimRank.

Algoritmus SimRank

Algoritmus SimRank slouzi pro méfeni podobnosti mezi vrcholy v sociadlnim grafu. SimRank
vraci pro zadané dva vrcholy hodnotu od 0 do 1, pficemz 1 znamend identitu (oba vrcholy
jsou jeden a ten samy), 0 znamena Ze jsou vrcholy naprosto rozdilné. Je zalozen na myslence,
ze dva vrcholy v grafu jsou podobné, pokud maji stejné okoli. Méjme graf z definice 2.1,
déle definujme:

I(v) = {ul(u,v) € E} (2.2)

jako mnozinu vstupniho sousedstvi jedince (v originéle individual in-neighborhood) vr-
cholu v a

O(v) =A{w|(v,w) € E} (2.3)

jako mnozinu vystupniho sousedstvi jedince (v origindle individual out-neighborhood)
vrcholu v. Hodnota funkce SimRank pro vrcholy u, v je pak definovana jako:

= L S\T
)= i 2o 22 ) 24

kde C je konstanta od 0 do 1. Dale specifikujeme, Ze pokud je mnozina I vstupniho
sousedstvi jedince jednoho z vrcholi prazdnd mnozina (vrchol nemd zédnou vstupni hranu),
je hodnota s algoritmu SimRank pro tyto dva vrcholy nulova. Parametr C' oznac¢uje miru

vvvvv



Jednd se o iterativni algoritmus. Hodnoty podobnosti vrcholid jsou piepocitavany, do-
kud neni nalezen pevny bod funkce, dokud se vystupni hodnota funkce méni. Na pocatku
algoritmu je hodnota s podobnosti nastavena na 0 (pokud se jedné o rtizné vrcholy), nebo
1 (pokud se jedna o stejné vrcholy).

2.1.3 Interpretace vysledki a jejich prezentace

Posledni, avSak neméné dilezitou Casti procesu ziskdvani znalosti je interpretace a pre-
zentace vysledku dolovani. V této fazi je duleZité vyhodnotit spésnost pouzité metody,
pricemz toto hodnoceni je ¢asto jiz soucasti samotného dolovani. Hodnoceni ispésnosti se
1isi podle pouzitych metod. Pro metodu regresni analyzy pouzivame hodnotu mean squared
error, MSE. Pokud hodnotime tuspésnost klasifikace a pokud mame omezeny soubor vstup-
nich dat pro uéeni, provedeme tak zvanou kiizovou validaci (v origindle cross-validation),
kdy rozdélime vstupni data do k skupin a nasledné kkrat provedeme ,,zadrzeni® ¢asti dat
a nauceni vytvoreného modelu na zbylych k£ — 1 skupindch dat. Po té pouZijeme zadrze-
nou skupinu pro vyhodnoceni jednoho kroku tispésnosti - pozorujeme, pro kolik hodnot byl
odhad spravny a pro kolik byl chybny.

Nejcastéji pouzivanou hodnotou, kterd udava velikost chyby pfi predikci spojité hodnoty,

je mean-squared error, MSE [28]. MSE, udévajici rozptyl hodnot, se spo¢ita jako:
1 n
MSE ==Y (¥; - Y;)? (2.5)
n
i=1

kde n je pocet vzork, Y; je hodnota predikce vystupni hodnoty pro vzorek i a Y; je
opravdova vystupni hodnota pro vzorek i. ZjednoduSené fe¢eno, MSE vraci primér moc-
nin vSech chyb. Hodnota MSE se ¢asto prevadi na root-mean-squared error, RMSE, které
predstavuje odchylku hodnot a které se spocita jako v M SE. RMSE méa tu vyhodu, Ze je
ve stejnych jednotkach, jako ptivodni data.

MSE a RMSE maji tu nevyhodu, ze jejich hodnota je zavisla na rozmezi predikovanych
hodnot. Napfiklad pokud nas model predikuje hodnoty od 0 do 100, znamenid RMSE 13
vyrazné lepsi vysledek, nez stejné RMSE pfi predikci hodnot od 0 do 1. Z tohoto dvodu
byly zavedeny relativni chyby, jako je naptiklad root relative-squared error, RRSE. RRSE
se spocita jako:

NE

<.
Il
—

RRSE =

-
=
|
5

kde Y; je definovano jako priimér v§stupnich hodnot testovactho vektoru. Jedna se
vlastné o odmocninu podilu MSE naseho modelu a MSE modelu, ktery pro kazdou hodnotu
predpovi jako vystupni hodnotu primér naucenych hodnot. Casto se tato hodnota nasobi
éislem 100 a pak je udavana v procentech. Napiiklad RRSE = 100% znamend, Ze je nas
prediktor stejné uspésny, jak kdybychom pro kazdy vstupni vektor vratili primeér vystupnich
hodnot, které byly pouzity pro nauceni. Hodnotu RRSE se budeme snazit dostat pod 100
% (aby nadmi pouzity model viibec daval smysl) a obecné plati, ze mensi RRSE znamena
vyssi presnost.

Posledni metodou, kterou budeme pouzivat pro odhad chyb je Pearsoniiv korelac¢ni
koeficient p. Korelacni koeficient se pocita pro dva stejné dlouhé vektory hodnot a udava
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Obrazek 2.3: Vizualizace Gspésnosti regresni analyzy pomoci rozptylového grafu

miru linearni zavislosti hodnot prvniho vektoru na hodnotach druhého vektoru. p = —1
znamend, ze jsou data silné zdporné korelované (s rostoucimi hodnotami prvniho vektoru
klesaji hodnoty druhého vektoru), p = 0 znamend, Zze data nejsou viubec korelovani a
nakonec p = 1 znamend, Ze jsou data silné pozitivné korelovana (s rostouci hodnotou
v prvnim vektoru roste hodnota v druhém vektoru).

Jednotlivé metody se také 1isi mirou, do které jsme schopni z vytvoreného nauceného
modelu ziskat pravidla pro predikci ¢itelnad uzivateli. Zatimco po vytvoreni rozhodovacich
stromu jsou pravidla jednoduSe prezentovatelna, pfi pouziti neuronovych siti je vytvoreni
Citelnych a jednoduchych pravidel témér nemozné.

Posledni ¢asti ziskavani znalosti je prezentace vysledku uzivateli. Pro tento ucel je
vhodné pouzit prvky vizualizace - barevné oznacit vyznamné hodnoty, zvyraznit odchylky.
Existuje mnoho raznych zptisobu vizualizace dat, vybér vhodného grafu je dtleZitou sou-
Casti prezentace dat. Priklad pouziti rozptylového grafu pro vizualizaci Gspésnosti je na
obrazku 2.3.
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Kapitola 3
Socialni sité

E-mail (1971), bulletin board systémy (1978), chat (1980), MUD (1980), internetova féra
(1984), IRC (1988), rozmach on-line her (devadesata léta), WEB 2.0 (od 1999) a obsah
generovany uzivatelem, virtudlni reality (napfiklad Second Life, 2003), posledni dobou so-
cialni sité jako je Myspace (2003), Facebook (2004) a Twitter (2006). Jiz od prvopocatku
se lidé snazi najit dalsi a dalsi zpusoby, jak z Internetu vytvorit socidlni platformu, kam
by mohli zaznamenavat vSechny své zivotni udalosti, vkladat svij vlastni obsah a ten pak
sdilet se svymi prateli i celym svétem. Tento fakt déla ze socialnich siti, fenoménu posled-
nich let, jeden z nejplodnéjsich zdroju dat pro datovou analyzu. Typické je také vytvareni
socialnich siti pro specializovan€jsi zajmové skupiny jako je napiiklad Pinterest, Instagram,
Last.fm ¢i GitHub.

V této kapitole je predstaveno pét socialnich siti, které poskytuji vhodna data pro dolo-
vani spolu se zhodnocenim téchto siti jako zdroju dat. Pro analyzu programového rozhrani
socialnich siti byla pouzita kniha Mining the Social Web: Data Mining Facebook, Twitter,
LinkedIn, Google+, GitHub, and More [23].

3.1 Facebook

Facebook je, spolu s 1,35 miliardou aktivnich uzivatela [11], jednou z nejpopularnéjsich a
nejznaméjsich socialnich siti. Jedné se o univerzalni socilni sit, ktera uzivatelim umoznuje
spojit se se svymi prateli a se svou rodinou, navzajem sdilet pfrispévky, fotografie, videa,
psat si privatni zpravy (IM), planovat udalosti ¢i sledovat vefejné pfispévky znamgych osob-
nosti. Pomoci systému ,, Like“ (Gesky ,,Libi se mi“) uzivatelé sdili svoje zajmy s ostatnimi.
Facebook také umoznuje sdruzovani do zajmovych skupin.

Z pohledu mnozstvi dat je Facebook idedlnim zdrojem pro data mining. Jedna se o sit,
kterou aktivné vyuziva vice nez jedna sedmina svétové populace. Facebook muzZe byt zdro-
jem multimedialni dat jako jsou fotky ¢i videa, textovych dat pro zpracovani pfirozeného
jazyka a sentiment analysis ¢i pro vytvareni socidlniho grafu. Diky Facebook platform mé
témér kazda internetova stranka svij profil na Facebooku spolu s informacemi o poctu
sdileni ¢i komentait k této strance. Velké mnozstvi pozic, které Facebook nabizi v oblasti
datové analytiky [10, 19] prozrazuje, ze Facebook klade na dolovani z dat velky duraz.

Hlavnim programovym rozhranim je Graph API Jedné se o REST API, které umoznuje
prochéazet socialnim grafem uctu. Vyhodou je jeho jednoduchéa pouZitelnost, vysoka granu-
larita nastaveni opravnéni ¢i nastroj Graph API Explorer, na obrazku 3.1, ktery umoznuje
jednoduse prozkoumavat API Facebooku.
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Graph API Explorer Application: Graph APl Explorer » | Locale: English (US) » | APl Version: V22 -

Access Token:  CAACEdEose0cBAAIMNgiisSpZBZCalxC2pdaovhgnizxZ AnWudtMXkqH4fJsJNSC Debug = Get Access Token

[EETLWLN  FQL Query
GET « + w2 2/melfields=id,name,hometown, friendlists W

Learn more about the Graph API syntax.

Node: me “id*: "1479975428949562",
™ id “name”: “"Jan Sedlak",
*hometown": {
gnamc "id": "107645375935528",
[ghnrr‘ctnwn “name": "Brno, Czech Republic"
¥
[gfricncls:s b “friendlists": {
"data": [
{
"id": "1480196212260817",
“name": "Brno, Czech Republic Area®,
"list type": "current ecity"

vidts "1
"name" :

i technické v Brné",

"list_type': "

, Videfiski 47,

“name" : vky Kraj, Czech Republic Area®,
"list type": "current ecity"
Te
{
"id": "14B0025115611260",
name" : Czech",
list type work"

Response received in 281 ms

Obrazek 3.1: Facebook Graph API Explorer

MozZnosti pro dolovani je nékolik. Socidlni graf, vytvoreni nad daty z Facebooku, by
umoznoval vytvareni navrhid hudebnich skupin, webovych stranek ¢i novych pratel na za-
kladé dat ziskanych od pratel uzivatele. Podobné informace by §ly ziskat pomoci shlukové
analyzy. Zpracovani pfirozeného jazyka z textovych prispévki by poslouzilo naptiklad pro
automatickou detekci socialnich vztahti. Nakonec, z fotografii a videi by na zakladé datové
analyzy mohlo byt uzite¢né ziskat polohu pofizeni ¢i pocet a identitu osob. Je vSak také
nutno Fici, ze vétsinou této funkcionality jiz Facebook disponuje.

Nevyhody

Hlavni nevyhodou a také divodem, pro¢ ve skutecnosti neni témérf mozné Facebook pro
dolovani dat pouzit, jsou zmény v bezpe¢nosti v API verze 2.0 [20]. Ve strucnosti, uzivatel
Facebooku musi ruéné odsouhlasit Zze dané aplikace mize ziskat jeho informace a to véetné
jména a piijmeni. V praxi to pak znamend, ze aplikace tfetich stran nemtize ziskat ani
seznam pratel uzivatele, pod kterym je spusténa. Kazdy uZivatel, ktery by se mél objevit
v tomto seznamu, by totiz musel ru¢né tuto aplikaci autorizovat. To stejné by potom platilo
u seznamu pratel tohoto uzivatele. Je proto témér nemozné vytvaret socialni graf, jelikoz
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by kazdy ucastnik, ktery by se v tomto grafu objevil, musel nejprve odsouhlasit pristup
aplikaci, ktera by socialni graf vytvarela. Tato zména mé sice pozitivni dopad na soukromi
uzivateli, ale silné znevyhodnuje aplikace tfetich stran z pohledu dolovani z dat.

3.2 Twitter

Twitter je socidlni sit pro zvefejiiovani kratsich zprav o délce maximalné 140 znakt. Zpravy
jsou verejné, coz Twitter déld vhodnym zdrojem dat pro data mining. UZivatel muze ,,sle-
dovat“ jiné uzivatele - na rozdil od Facebooku byva tato socialni interakce jednostranné.
Omezeni na délku zpravy ma za nasledek strucnost prispévki a také relativni jednoduchost
jejich vytvareni. D4 se proto ocekévat, ze uzivatel Twitteru bude psat prispévky na Twitter
Castéji, nez by psal podobné piispévky na jiné druhy webovych stranek (na blog apod.). Dle
vyroéni zpravy tweetuje 284 milioni uzivateltl [26], mezi nimi i vyznamné osobnosti jako
je Barack Obama ¢i papez FrantiSek. DalSim rysem prispévka na Twitteru jsou tzv. ha-
shtagy. Hashtag je slovo ve formatu #slovo, kde slovo je jednoslovné vyjadieni tématu,
kterym se prispévek zabyva. Jedna se de facto o druh meta-informace o pfrispévku. Autor
pomoci hashtagu miize vyjadrit téma prispévku, jeho naladu ¢i udalost, ke které se prispé-
vek vztahuje. Ctenaf pak miize vyhledat vsechny piispévky se stejnym hashtagem a zjistit
tak nazory lidi na dané téma.

Mezi problémy, fesené pomoci dolovani dat nad daty z Twitteru patfi napiiklad auto-
matické navrhovani hashtagi k prispévku ¢i analyza tzv. influenceri, Cili uzivatell, ktefi
svymi prispévky ovliviiuji velké mnozstvi lidi. Analyza sledovanych uzivateltt Twitter 1¢tu
je zobrazena na obrazku 3.2.

Nevyhody

Nevyhodou dolovani z Twitteru oproti dolovani ze sité Facebook je mensi pocet uzivateli.
Zv1asté v Ceské Republice se jedna o nepfili§ rozsifenou socialni sif, kterou pouzivaji vétsi-
nou technicky vzdélanéjsi uzivatelé. Lokalni pfispévky maji tedy malo rozmanitou zdrojovou
i cilovou skupinu. Pfi vybéru zdroje dat musime také zohlednit, ze byl Twitter zvolen jako
zdroj dat jiz ve dvou predchozich diplomovych pracich.

3.3 LinkedIn

LinkedIn je tizce zaméfenou socialni siti. Jedna se o interaktivni Zivotopis doplnény o soci-
alni interakce ve formé pracovnich spojeni. Uzivatel sité miiZe na sviij profil umistit pracovni
zkuSenosti, informace o Gc¢asti na riznych projektech, svych dovednostech a svém vzdélani.
Jini uZzivatelé pak mohou tyto informace potvrzovat. Jednd se tedy o socialni sit pro za-
méstnance a zaméstnavatele, pro profesni networking. Profil na LinkedIn ma p¥iblizné 300
miliond uzivatela [21].

Uzké zaméfeni této socialni sité také specifikuje moznosti dolovani z dat. Nabizi se
vytvareni socidlniho grafu a pak analyza influencerti, hledani vhodnych zaméstnanct na
zadanou pozici, hledani vhodné nédhrady za konkrétniho zaméstnance.

Nevyhody

Hlavni nevyhodou datové analyzy pomoci programového rozhrani na LinkedIn jsou omezeni,
ktera jsou na API kladena. LinkedIn povoli aplikacim tfeti stran pristup pouze ke spojenim
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yf Analytics Tweets Followers Twitter Cards Tools v Jan Sedlak v .,:6:\‘ Pl sign up for Twitter Ads

Followers

18 followers as of 1/2/2015 (days shown in Pacific time)

21

15.8
105
oo r_’\_/—/—-,
/]
14 Sep 4 Jan 26 Apr 18 Aug 6 Dec 28 Mar 18 Jul 7 Nov
Interests Location Gender
Most unique interests (?) Top countries and states

83% M 17%F
28% Space and astronomy

22% Open source Your followers also follow

17% Web design 1% w starhaj - Profile

11% Linux 11% n IvaSasinkova - Profile

6% Insurance 1% - 93Suchy - Profile

Top interests (7) 11% % BrnoGooners - Profile

50% Tech news 1% - green_kamil - Profile

33% Music 11% n abilango - Profile
33% Technology Top cities 11% w srandykopec - Profile
28% Comedy (Movies and television) 28% Prague, GZ 1% ’ mikimachr - Profile
o .
22% Bmo, CZ -

28% Space and astronom
e Y 11% (g nodevel - Profile

28% Computer programming 6% Ahmadabad, IN

Obrazek 3.2: Statistiky z Twitter Gctu
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prvniho stupné. To znamené, Ze program mize pomoci API ziskat seznam pfimych spojeni
uzivatele ale uz ne spojeni téchto uzivatell, coz znacné komplikuje vytvareni socidlniho
grafu.

Dal$im omezenim je omezeni hledani. Pouzivat API pro vyhledavani na LinkedIn mohou
pouze autorizované aplikace. Autorizace vyzaduje podani oficidlni Zadost, kontrolu autori-
zované aplikace a zakazuje vyuzivat API pro ucely dolovani z dat.

3.4 Google+

Google+ je, jak je z ndzvu ziejmé, socidlni sit od firmy Google. Jednéa se o univerzalni
socialni sit, ve které uzivatel sdili piispévky, fotky, videa ¢i odkazy se svymi prateli. Pra-
tele miize prifazovat do kruhti a pfispévky pak sdilet s konkrétnim kruhem, coz zvysSuje
soukromi. Charakteristika sité Google+ je podobna charakteristice sité Facebook. Urcitou
vyhodou by mohlo byt propojeni Google+ s ostatnimi sluzbami firmy Google jako je Google
Picasa, Google Hangouts nebo Youtube. Stejné tak moznosti dolovani z dat jsou obdobné
moznostem u sité Facebook.

Nevyhody

Jednou z hlavnich nevyhod sité Google+ je omezeni poctu dotazli na programové rozhrani.
Urcité omezeni maji i vSechny ostatni sité, ale Google+ je nejptisnéjsi - povoluje pouze
10000 dotazt za den, pficemz oficidlni dokumentace upozortuje, ze neni garantovana ani
tato kvdta. Dalsi nevyhodou je nemoznost pomoci API zjistit ktery uzivatel patii do kterého
kruhu - pouze zda-li ho osoba mé nebo nemé v pratelich. Tyto vlastnosti odsuzuji pouziti
API pouze pro ucely pristupu k siti Google+ ale ne pro ucely dolovani z dat.

Kontroverzni otazkou je také pocet uzivatelt této sité. Oficialni zdroje uvadi 540 milionu
aktivnich uzivateld v roce 2013 [13], ale do tohoto poé¢tu jsou zahrnuti také uzivatelé, ktefi
napiiklad komentuji na serveru Youtube. Objevuji se nazory, ze skuteény pocet uzivatela
této sité muze byt nizsi [7].

3.5 GitHub

GitHub, jenz nepatfi mezi typické socialni sité, poskytuje svym uzivateltim repozitafe pro
systém spravy zdrojového kédu Git. Git umoziuje spravu zdrojovych kéda projekti, jejich
jednoduchou revizi, feseni konflikt pfi soubézné praci na stejném kdédu a uchovava veskeré
zmény, které byly vytvoreny v prubéhu vyvoje. Sluzba GitHub pak nad tento systém ptidava
socialni vrstvu - komentafe nad zménami zdrojového kédu, moznost diskuze nad chybami,
Wiki stranky, oznacovani populdrnich repozitdii hvézdou (obdoba ,Like* z Facebooku),
moznost ,, vétveni“ (v origindle fork) projektu (vytvoreni kopie repozitare, ke kterému ma
pristup ten uzivatel, ktery vétveni provedl) a nésledné vytvareni zadosti o zavedeni zmén
zpét do ptvodniho projektu.

GitHub se za posledni roky stal jednou z nejvyznamnéjsich platforem pro sdileni zdro-
jového kédu. Zdrojové kédy svych projektid na ném zverejnily velké firmy jako napriklad
Google [1], Facebook [3], Microsoft [5] ¢i statni organizace Spojenych stati americkych [6].
O tom, Ze uzivatelé pfistupuji ke GitHubu jako k socialni siti, svéd¢i jeho zafazeni do pub-
likace Mining the Social Web nakladatelstvi O’Reilly [23]. Dolovanim z dat z GitHubu jako
socialni sité se také zabyva nékolik védeckych praci, ze kterych tato prace vychazi [29, 25, 9].
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@Octoboard Global activity ~Repository Public Fork Pull Request Issue GHPages Gist Watch

GitHub activity dashboard.

Octoboard is based on GitHub Archive : each day, it scans new GitHub events archives and computes a few stats, with a 15 days history. You can see some general

data on this page, or use menu for more information about language and history.

Since march 11th, 2012 :

179,166,302 8,836,893 169,272 6,734,200

+ (EERED) / day +EEER / day + {3/ day + D / day

It was a day, they It was a day, they ltwas a day, they ltwas a day, they were

were up 42% above average. were up 66% above average. were up 64% above average. down 100% below average.

501,755 6,174,633 355,669 2,374,309
+ B / day + R / day + 08/ day +EX0R / day

Yesterday Yesterday Yesterday Yesterday

It was a day, they were It was a day, they were ltwas a day, they It was a [ day, they were up
down 26% below average. down 100% below average. were up 63% above average. 24% above average.

Obrazek 3.3: Octoboard, sluzba dolujici data z GitHubu

Programové rozhrani sluzby GitHub je pristupnéjsi dolovani nez API jinych sluzeb. Slu-
zba povoluje 5000 dotazt za hodinu a samotny GitHub pak od zvefejnéni API kazdoro¢né
porada soutéz v data miningu z dat GitHubu [!1]. Dva z vitéznych projekti jsou zobrazeny
na obrazcich 3.3 a 3.4. Dolovani dat ze sluzby GitHub bylo také tématem soutéze, ktera
probéhla na konferenci The 11th Working Conference on Mining Software Repositories
v Hyderabadu v Indii [2].

Existuje nékolik moznych témat pii dolovani dat z GitHubu. Mezi tato témata patii
napiiklad analyza vlivu zptisobu fizeni projektu na tspéch projektu [29, 9, 24] & vytvafeni
socialniho grafu [25].

Nevyhody

Mezi nevyhody pouziti sité GitHub pro dolovani z dat patii velké mnozstvi ,mrtvych“
repozitafu (takovych, které uzivatel vytvoril, nahral do nich zdrojové kédy a nasledné je
opustil) a také moznost ziskat informace pouze o vefejnych repozitéfich (pocet neverejnych
repozitafi na siti GitHub je neznamy). GitHub je také s 8 miliony uzivatelii a 18 miliony
repozitafu [16] nejmensi z diskutovanych socidlnich siti.

3.6 Spolecné rysy
Prekvapujicim zjisténim byla mira, s jakou vétsina socidlnich siti stfezi data svych uzivateli.

Staré verze API vSak napovidaji, ze k tomuto uzavieni doslo aZz v poslednich letech, ziejmé
zaroven se stoupajici mirou negativni publicity, kterou socidlni sité ziskavaji ve spojeni
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GitHut OICIOIG

A SMALL PLACE TO DISCOVER LANGUAGES IN GITHUB

QN2 QI3 QIN3  QaN3 Qa3 Qe QN qana
< Q314 >
REPOSITORY ACTvE TOTAL PUSHES OPENED ISSUES NEW WATCHERS APPEARED
LANGUAGE REPOSITORIES PUSHES PER REPOSITORY PER REPOSITORY PER REPOSITORY PER REPOSITORY INYEAR
Javascript . N

Java

shell
i
Objective-C
R

vimL

Go

Perl
Coffeescript
Tex

Scala
Emacs Lisp
Haskell
Swift

Lua

Cojure
Groovy
Puppet
Matlab
Arduino
Erlang

Obrazek 3.4: Sluzba GitHut pro své statistiky pouziva dataset projektu GitHub Archive

s ochranou osobnich udaji. Vyjimku tvori pouze sluzby GitHub a Twitter, protoZe pro obé
sluzby je verejnd dostupnost dat klicova.

Vsechny zkoumané sluzby vyuzivaji REST API, coz je princip navrhu API, podle kte-
rého klient pro komunikaci pouzivda HTTP ¢i HTTPS, pricemz pro vybér dat se pouziva
URL. Odpovéd serveru je nejcastéji ve formatu JSON (JavaScript Object Notation). Pro
zabezpeceni vyuzivaly zkoumané socialni sité systém OAuth verze 1.0 ¢i 2.0.
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Kapitola 4

Navrh aplikace pro dolovani z dat
ze socialni sité GitHub

Na zékladé vysledku z predchazejici kapitoly bylo vybrano, ze vysledné aplikace bude pro-
vadét datovou analyzu na datech, ziskangch ze socialni sité GitHub. Castym problémem
pri vybéru programu ¢i vhodné knihovny programovaciho jazyka je otazka budouci aktivity
tohoto projektu. Pokud je v projektu pouzita knihovna, kterd jiz nebude nadéle vyvijena,
mohou ¢asem nastat problémy. Nové nalezené chyby v projektu uz ptivodni autor neopravi.
Prfi zméné API sluzeb ¢i jinych knihoven, které ten dany projekt pouziva nedojde k ak-
tualizaci jejich pouziti, coz muze mit za nasledek znefunkcénéni celého projektu. Analyza
projektu z pohledu aktivity je pak logickym pozadavkem.

Pro datovou analyzu aktivity projektu je mozné pouzit nékolik rtznych zdroji pro
dolovéani. JelikoZ soucéasti stranky projektu na serveru GitHub je také repozitar zdrojovych
kédi, je mozné analyzovat Cetnost zmeén kédu, dale pomér vyresenych chyb ku nevyresenym
chybam, sledovat stiedni dobu, ktera uplyne od nahlaseni chyby k jejimu opraveni, sledovat
aktivitu autorti projektu také v jinych projektech, sledovat popularitu repozitare a podobné.

4.1 Princip fungovani a pouzité technologie

Vysledna aplikace bude webovy portal, ktery po sparovani s projektem na serveru GitHub
zobrazi rizné statistiky tykajici se aktivit v jednotlivych rysech vyvoje projektu (zmény
zdrojového kédu, Feseni nahlédSenych chyb) a také sumérni hodnotu budouci aktivity pro-
jektu. Jednou ze sluzeb, kterou bude portal poskytovat, bude odznak, vyjadiujici aktivitu
projektu. Priklad takovych odznaki je na obrazku 4.1.

Aplikace bude implementovana v programovacim jazyce Python, pro vytvoreni webové
sluzby bude pouzit framework Django. Déle bude pouzita knihovna scikit-learn®, obsahujici
funkce pro praci s daty a strojové uc¢eni. Pro prvotni vytvoreni modelu bude potfeba vyuzit
rozsahlého predpripraveného datasetu, v prubéhu zivota pak bude aplikace pouzivat API
serveru GitHub.

"http://scikit-learn.org/
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Obrazek 4.1: Priklad stranky projektu spolu s riaznymi ,,odznaky

4.2 Zdroje dat pro dolovani

Zdroju pro vytvoreni datasetu je nékolik. Kromé samotného API GitHubu existuje také pro-
jekt GitHub Archive?, ktery kazdou hodinu stahuje souhrnné data z GitHubu a poskytuje
je pres jednoduché API ve formé komprimovaného JSON. Stahnuti vsech dat z konkrétni
hodiny konkrétniho dne lze pak jednoduchym dotazem na URL, naptiklad http://data.
githubarchive.org/2015-01-01-15. json.gz. Podobna data, avSak pomoci torrenti, po-
skytuje projekt GHTorrent®. Vyhodou téchto projektt je jednoduché ziskani velkého ob-
jemu dat. Nevyhodou je pak fakt, Ze tyto datasety neobsahuji obraz kompletni databaze
GitHubu, pouze jeho Timeline. Timeline obsahuje sled udalosti, které se déji na serverech
GitHubu spolu s inkrementalnimi informacemi o repozitarich. Jingymi slovy, pokud bychom
chtéli zjistit stav konkrétniho projektu, musime najit chvili, kdy v tomto projektu doslo
k posledni udalosti (posledni commit ¢i komentar) a soucasti této udalosti jsou pak nejno-
véj$i idaje o nasem repozitari. Dalsi nevyhodou je objem dat - JSON popisujici timeline
z jedné hodiny jednoho dne mé zhruba 30 MB. Z tohoto divodu by bylo urcité nutné vybrat
pouze mensi vzorek dat z tohoto datasetu.

Dalsim problémem je zména pouziti API GitHubu, ktera probéhla k 1. 1. 2015. Timeline
API bylo nahrazeno Events API, které je sice strucnéjsi, ale jednotlivé udalosti neobsahuji
tolik uziteénych dat. Priklad reprezentace jedné udalosti z Events API je v ptiloze A.2. Pii-
klad reprezentace jiné udalosti z Timeline API je v pfiloze A.1. Pro vytvoreni modelu vsak
budou potieba kompletni data jednoho repozitafe. K témto datiim bude zfejmé potieba
pouzit jak data z GitHub Archive, tak pfimo API GitHubu. Pro ziskdni dat bude ziejmé
nutné pouzit crawler, ktery rekurzivné stadhne veskera data ke konkrétnimu repozitari.

Alternativnim feSenim by bylo pouziti sluzby Google BigQuery, ktera jiz data z GitHub
Archive poskytuje [12]. Tato sluzba umoziuje nahréni velkého objemu dat a poskytuje jazyk
(podobny jazyku SQL), kterym je mozné se na tato data dotazovat. Piiklad pouziti je na
obrazku 4.2. Problémem vsak je, Ze se jedna o placenou sluzbu, pricem? ¢astka neni fixni,
ale méni se od poctu dotazi a mnozstvi zpracovanych dat. Nevhodnou formulaci dotazt by
pak mohla cena za BigQuery dosdhnout astronomickych ¢astek.

http://www.githubarchive.org/
Shttp://ghtorrent.org/
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New Query

SELECT repository name, repository_url FROM [githubarchive:github.timeline]

where payload commit name == "The Gitter Badger" and repository_name in (
select repository name from [githubarchive:github.timeline]
where payload commit_name == "Sebastian Sastre"

group by repository name)
group by repository name, repository url;

RUN QUERY Save Query Save View Show Optiens Query complete (3.3s elapsed, 16.3 GB processed)

Query Results &:30pm, 4 jan 2015

Row repository_name repository_url
1 helios https://github.com/gitter-badger/helios
2 flow https://github.com/gitter-badger/flow
3  amber https://github.com/gitter-badger/amber

Obrazek 4.2: Pouziti Google BigQuery

4.3 API sité GitHub

Sit GitHub poskytuje, kromé samotnych webovych stranek, také REST API, které vraci
hodnoty ve formatu JSON. Omezeni na pocty pozadavki nejsou nijak p¥isné, anonymni
uzivatel muze zaslat 60 pozadavka za hodinu, ale prihlaseny uzivatel muze zaslat az 5000
pozadavki za hodinu. Ackoliv poskytuje API po prihlaseni také moznosti pro vytvareni
projektt pomoci HTTP metody POST, v této praci toho nebude potfeba vyuzit. Takova
¢ast API, ktera vraci seznam polozek (napfiklad zaslanych zmén, nahldsenych chyb apod.)
tento seznam strankuje, a to po 30 polozkach na stranku. To znamenad, Ze pokud repozitafr
obsahuje 90 zaslanych zmén, jsou k jejich stahnuti potfeba tfi pozadavky GET. Néasleduje
priklad dotazu, na ktery API vrati seznam prvnich tficeti zmén repozitare:

GET /repos/octocat/Hello-World/commits
7 dat, kterd poskytuje GitHub pres své API, mohou byt uZite¢né nasledujici:

events poskytuji seznam obecnych, verejnych udalosti - zaloZeni projektu, vytvoreni poza-
davku o zaslani zmén apod. Jedna se o sumarizaci vSech ostatnich, vefejné dostupnych
informaci. Dataset projektu GitHub Archive obsahuje souhrn téchto dat.

starring and watching obsahuje informace o tom, kteri uZivatelé oznacili jaky projekt
hvézdou.

commits obsahuji informace o jednotlivych zaslanych zménach. Nevyhodou je, Ze se jed-
noduchym zptsobem nedé zjistit, kolik zmén repozitaf obsahuje.

issues obsahuji seznam nahlaSenych chyb véetné komentaia k témto chybam.

pull requests obsahuji seznam pozadavkd o zaclenéni zmén vcéetné komentait k témto
pozadavkim.

collaborators obsahuje seznam lidi, ktefi maji préavo pro zapis do repozitare.
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comments obsahuje seznam komentard ke zménam.
forks obsahuje seznam a data vétveni daného repozitare.

statistics obsahuje seznam statistik o repozitaii. Protoze vytvareni statistik trva dlouhou
dobu, GitHub je neposkytuje okamzité ke vSem svym repozitafum. Pouziti téchto
statistik ale ziejmé nebude nutné, protoze je mizeme zjistit z ostatnich dat sami.

Pouziti REST API je jednoduché (sta¢i libovolnd knihovna pro HTTP), pro vyuziti
GitHub API vsak pro programovaci jazyk Python existuji také pomocné knihovny. Do
vysledného projektu byla vybrana knihovna githubpy, kterd jednotlivé moznosti URL API
poskytuje jako metody objektu a vysledky automaticky preklada z JSONu do objekta
v Pythonu. VySe zminény dotaz pak v kédu Pythonu vypadéa jako:

commits = gh.repos("octocat") ("Hello-World") .commits() .get()
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Kapitola 5

Charakteristika datasetu

Pro spravny odhad miry budouci aktivity potfebujeme dataset - soubor pfikladd projekti
spolu s jejich odpovidajicimi hodnotami budoucich aktivit. Pro ticely ziskani datasetu bylo
nakonec vybrano pfimo API GitHubu. Zajimaji nas kompletni historie konkrétnich repo-
zitafl, coz znesnadnuje pouzit sluzby, které poskytuji agregovana data z GitHub Archive.
Dalsi nevyhodou je, Ze se v téchto datech nevyskytuji informace o repozitafrich, které byly
nejprve neverejné a které byly otevieny az pozdé&ji. Nastésti jsou limity API natolik vysoké,
7e nas nebude primé pouziti tohoto API prfi stahovani dat omezovat.

Nejprve je nutné vytvorit program, ktery tento dataset vytvori. Tento program bude
komunikovat s API GitHubu, ze kterého bude ziskavat statistiky o nahodné zvolenych
repozitarich - frekvenci zasilani zmén, frekvenci oprav chyb apod. Nakonec spocita budouci
aktivitu takového projektu. Pro vytvoreni pfesného modelu potfebujeme velké mnozstvi
zaznamu. Jejich ziskdvani bude trvat pravdépodobné velice dlouhou dobu (v fadech jednotek
dni), je proto nutné vénovat zvysenou pozornost navrhu této ¢asti programu.

Kvalita datasetu vyrazné ovliviiuje ispésnost modelu, ktery se z tohoto datasetu naudi.
V pripadé, ze si vytvafime dataset sami, je uzitecné pouzit nastroj na jednoduché a rychlé
experimentovani s datasetem. K tomuto tcelu byl zvolen nastroj Weka'. Dle vysledkii ex-
perimentovani s programem Weka pak vybereme metody, které budou pouzity v knihovné
scikit-learn ve vysledném projektu. Tento pristup nam zajisti flexibilitu pii ziskavani data-
setu jako i robustnost pifi implementaci projektu.

5.1 Ziskani a popis poloZek datasetu

Za ucelem ziskani datasetu byl vytvoren program ghaminer. Jedna se o crawler, ¢ili program,
ktery automatizované a systematicky prozkoumava web (v tomto ptipadé vSak prozkouméava
JSON API). Program ghaminer generuje ndhodna ID, ziskédvé informace o repozitafich
s danymi ID a vysledek zapisuje do souboru ve formatu CSV, ktery bude slouzit jako
dataset. Seznam atributi, které program ziskava o jednotlivych repozitafich, je v priloze B.

Informace, zda dany repozitaf vznikl rozvétvenim jiného repozitare, muze byt velice
cennd - vétsina vétveni totiz vznikd za tcelem vytvoreni pozadavku o zaclenéni a jakmile
jsou tyto zaclenény, autor jiz dale zadné zmény do repozitaie nezasila. Také rozdil ¢i po-
meér poctu dni od vzniku repozitaie a od posledniho zaslani zmény by mohl ukazovat na
budouci aktivitu. Nevyhodou by vSak mohly byt rtuzné zvyklosti frekvence zasilani zmén
do repozitaie - pokud existuje projekt, kam autori zasilaji zménu jednou za pil roku uz

"http://www.cs.waikato.ac.nz/ml/weka/
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poslednich nékolik let, mize informace, Ze od posledniho zaslani zmény ubéhly tii mésice,
ukazovat na aktivni projekt. Pokud vSak existuje projekt, kam autori zasilali desitky zmén
denné, muze stejnd informace znamenat, ze autori jiz projekt opustili.

Kvuli témto pripadim muze byt dilezité zahrnout do ziskanych dat informace o prumeér-
nych frekvencich, pfi¢emz tyto frekvence se poc¢itaji na nejruznéjsich atributech za posledni
tyden, mésic, pulrok, rok a celkovou dobu zivota repozitare. Jedna se o denormalizaci, ktera
je provedena za ucelem vystihnuti dynamicnosti vyvoje aktivity projektu. Zatimco v pu-
vodni databazi na serveru GitHub jsou tyto informace uloZeny naptiklad jako relace mezi
zaslanim zmeény a repozitadfem, pro nase ucely je nutné vytvorit z téchto relaci dalsi atri-
buty zdznamu. Abychom redukovali pocet téchto atributt, program ghaminer uklada prave
pouze charakteristiky (pocet, frekvence). Frekvence zasilani zmén je definovana jako:

Ccomm (t)
(t—to)
kde Ceomm(t) je pocet zaslanych zmén od data prvniho zasldni zmény do data t a g je
datum prvniho zasldni zmény. Jednotka této veli¢iny je zmény/den.

Sluzba GitHub nabizi projekttim systém pro hlaseni chyb uzivateli. Kdokoliv, kdo objevi
chybu v daném projektu, muze chybu v tomto systému nahlasit. Autofi pak mohou nad
touto chybou vést diskuze a jakmile je chyba opravena, oznadi ji za vyftizenou. Frekvence
nahlasenych chyb mize ukazovat na zajem uzivateltl o tento projekt - ¢im vic uzivatelq,
tim vétsi Sance je, ze budou chyby v kédu nalezeny a opraveny. Dulezitou informaci je také
procento nahlasenych chyb, které se povedlo opravit. Primérnd doba od nahlaSeni chyby
po jeji opraveni ukazuje na zajem autort starat se o tento projekt.

Pozadavky o zaclenéni jsou zpisob, jak mohou jini uzivatelé, kteii nejsou majitelé pro-
jektu, do tohoto projektu prispivat. Uzivatel, ktery chce zaslat svoji zménu do néjakého
repozitate, nejdrive vytvori vétveni tohoto repozitare, v tomto vétveni vytvori svoje zmény
a nasledné pozadda o zaclenéni jeho zmén zpét do plivodniho repozitdie. Tim se vytvoii
tzv. pull request, cesky , pozadavek o zaclenéni“. Pivodni autofi pak mohou tento pozada-
vek zkontrolovat, diskutovat o ném s autorem tohoto pozadavku a pripadné tento pozada-
vek zaclenit. Aktivni a oblibené projekty budou mit velky pocet pozadavki o zacClenéni -
uzivatelé budou chtit rozsifit funkcionalitu, popripadé opravit chyby projektu, ktery pouzi-
vaji. Aktivita autor pak bude zfejma z poctu vyFizenych pozadavki, frekvence komentara
k témto pozadavkim a primérné doby nutné k vyiizeni pozadavku.

API sluzby GitHub také poskytuje informace o vSech udalostech projektu. Souhrn téchto
udalosti je zdrojem dat pro GitHub Archive. Do datasetu miizeme tato data zahrnout, maji
v8ak dvé nevyhody. Prvni je, Ze se v tomto prehledu zobrazuji udalosti, které se staly az
v dobé, kdy byl projekt otevien verejnosti. Druhou nevyhodou je, Ze dle dokumentace API
poskytuje GitHub pouze nejnovéjsich 300 udélosti.

Dalsi cennou informaci, kterd nam muze pomoci v odhadnuti budouci aktivity projektu,
je charakter tymu autort, ktery na projektu pracuje. Tyto informace se ghaminer snazi
zachytit atributy contrib. Tyto atributy udavaji pocet lidi, ktefi sefazeni sestupné podle
poctu celkovych zmén zaslali 75 %, 50 % a 25 % vSech zmén a to opét za posledni tyden,
meésic, pllrok, rok a celkovou dobu. Napiiklad hodnota 1 téchto atributii znamena, ze je
u tohoto projektu jeden ¢lovék, ktery je autorem drtivé vétSiny vsSech zaslanych zmén.

vvvvv

fcomm(t) = (51)

rovnomeérné deéli. Zména této hodnoty pak miize napovidat, zda projekt neopousti jeho
autori, pripadné zda nepribyli né€jaci autori novi. Soucasti skupiny téchto atributd jsou
také dva pocty autord, jednak téch, ktefi u svych zmén maji spravné nastavené informace
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o GitHub Gétu (a jsou tak jednozna¢né identifikovatelni) a také téch, ktefi toto nastavené
nemaji (jejich pocet je pak méné presny). Dalsi velice uziteénou informaci by byly frekvence
udalosti autort tohoto projektu, avsak na tyto data klade API GitHubu takové omezeni,
ze jejich vyuziti neni mozné.

Posledni skupinou dat jsou informace o vétveni repozitare. Vétsi pocet vétveni miize
ukazovat na oblibenéjsi projekt, mize vSak také znamenat, Ze se projekt jiz nevyviji a ze
je lidmi vétven, aby mohli pokracovat na jeho vyvoji.

5.1.1 Definice budouci aktivity projektu

Protoze implementovand metoda bude odhadovat budouci aktivitu projektu, musime pro
vytvoreni tohoto modelu pouzit uceni s ucitelem. Pro tento zptisob strojového uceni vsak
potiebujeme, aby vstupni dataset obsahoval jiz oznacena data. Metoda strojového uceni se
pak podle tohoto oznaceni naudi, jaké hodnoty atributi vedou k jakym hodnotdm budouci
aktivity.

Oznaceni zdznamu v datasetu vyzaduje, abychom presné definovali pojem ,,budouci ak-
tivita projektu“ v kontextu této prace. K vypoctu této hodnoty pak pouzijeme repozitare,
do kterych jiz dalsi dobu nebyla zasldna zadna zména. Tyto repozitare prohlasime za ne-
aktivni. Nésledné vygenerujeme ndhodné datum mezi prvni zaslanou zmeénou a posledni
zaslanou zménou repozitare, spoc¢itdme popsané atributy pouze do této chvile (budeme
ignorovat vSechny zaslani zmén, hlaseni chyb atd. s novéjsim datem) a pak pouzijeme hod-
noty atributi od tohoto data do konce pro spocitani budouci aktivity. Timto zpisobem je
simulovano to, ze odhadujeme budouci aktivitu v ¢ase Zivota repozitaie a zaroven mame
moznost zjistit, jaky bude skuteény vyvoj od této chvile.

Presnych definic budouci aktivity mtze byt nékolik. Prvni zptisob, ktery bychom mohli
pouzit, je definovat projekt jako aktivni pravé tehdy, kdyz do néj v budoucnu bude zaslana
alespon jedna zména. Tato definice budouci aktivity je intuitivni - pokud autofi nezaslou do
projektu uz ani jednu zménu, mtzeme prohlésit projekt za neaktivni. Pokud do néj budou
autori zasilat zmény i v budoucnu, prohlasime projekt za aktivni.

Tato definice aktivniho projektu méa z pohledu strojového uceni jednu nevyhodu. Po-
kud budeme zjistovat aktivitu projektu v posledni den jeho existence (pokud do néj bude
naptiklad zitra zasldna posledni zména), je takovyto repozitar dle nasi definice aktivni. Po-
kud budeme zjistovat aktivitu projektu o jeden den pozdéji, je dle nasi definice projektem
neaktivnim. Je predpoklad, Zze metoda, ktera se bude ucit dle daného datasetu, bude mit
problém projekty spravné klasifikovat, protoze hodnoty atributt (frekvence zasildni zmén
atp.) budou u obou pfipadii témét totozné. Z toho vyplyva, ze ,,budouci aktivita“ projektu
musi byt definovéna jako spojitd hodnota (napf. ¢islo od 0 do 100). V tomto ptipadé bude
znamenat drobné zména atributt také drobnou zménu odhadované budouci aktivity. V ta-
kové situaci, ktera byla popsana vyse, bude rozdil jednoho dne znamenat zménu aktivity
napriklad 0,25 — 0 misto ptivodni zmény aktivni — neaktivni. Z toho dile vyplyva, ze
bude nutné pouzit metody pro regresi misto metod pro klasifikaci.

Pro potieby této prace nakonec vzniklo téchto definic nékolik a na zakladé jejich vlast-
nosti z nich bude jedna vybrana. Miru budouci aktivity projektu miuzeme definovat jako
procento zmén, které do repozitafe jesté zbyva zaslat. V tomto pfipadé znaci hod-
nota 100 projekt, ktery pravé vznikl, hodnota 0 znad¢i projekt, ktery jiz nebude dale vyvijen
a hodnota 50 znaci projekt, ktery je pfesné v poloviné doby jeho zivota. Takova definice
ma tu vyhodu, Ze vyslednd hodnota patfi do intervalu < 0, 100 >.

Dalsi moznosti je definovat budouci aktivitu jako frekvenci zmén v pf¥istim tydnu,
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mésici, pul roce ¢éi roce. Takto definovand mira budouci aktivity méa tu vyhodu, Ze
eliminuje problém s repozitafi s celkovym malym poctem zmén. Nevyhodou vSak je, Ze
vysledek muZe nabyvat hodnot z polouzavieného intervalu. Pokud ndm tedy model sdéli,
ze frekvence zmén v budoucim roce je 0,5, nevime, zda se v kontextu daného projektu jedna
o velkou ¢i malou aktivitu.

Tento problém se snazi vytesit posledni definice miry budouci aktivity. Ta je podle ni
definovana jako pomér budouci frekvence zasilani zmén ku dosavadni frekvenci
zasilani zmén. Pokud definujeme miru budouci aktivity takto, bude hodnota 1 znamenat,
ze projekt zistane stejné aktivni jako doposud, hodnota > 1 bude znamenat, ze se aktivita
zvysi, hodnota < 1 bude znamenat, Ze se aktivita sniZzi a hodnota 0 bude znamenat, Ze pro-
jekt jiz nebude nadéale vyvijen. Problém s touto metodou je vSak ten, Ze frekvenci musime
pocitat za urcité ¢asové obdobi. Zatimco pro vypocet dosavadni frekvence zmén jsou obé
hranice intervalu definovany, pro vypocet budouci frekvence mame interval pouze polouza-
vieny. Druhou hranici intervalu uréime tedy jako délku intervalu od pocatku projektu do
Casu, ve kterém aktivitu pocitame. Takovyto vypocet ma nasledujici vlastnosti:

1. pokud je misto vypoctu blize po¢atku projektu nez jeho konci, nelezi misto konce pro-
jektu ve vypoctu budouci frekvence a vysledna frekvence je pak opravdova frekvence
zmén v tomto obdobi,

2. pokud je misto vypoctu blize konci projektu nez jeho pocatku, lezi misto konce pro-
jektu ve vypoctu budouci frekvence a proto se frekvence zmén snizuje s blizicim se
koncem projektu.

V ramci této prace byly analyzovany tfi typy z projekti, které se na serveru GitHub
vyskytuji. Jsou to:

e Skolni projekt, do kterého bylo zaslano pouze nékolik zmén, frekvence zasilani zmén
vyvrcholila tésné pred odevzdanim a po datu odevzdani na ném jiz autor nepracoval,

e v historii velmi aktivni (av§ak nyni jiz dale nevyvijeny) komunitni projekt, do kterého
bylo zaslana spousta zmén v ¢asovém rozpéti ne€kolika let a nakonec

e komunitni projekt, ktery po nékolika letech nizké aktivity zacal byt opét aktivni a je
aktivni az doposud.

Grafy zmén a budoucich aktivit prvniho projektu? jsou na obrazku 5.1. Cervenou barvou
je zde zobrazen denni pocet zmén (de facto frekvence zmén), modrou barvou odpovidajici
mira budouci aktivity (jedné se pouze o ilustra¢ni grafy - nezélezi na absolutnich hodnotéch
funkei, ale na tvaru jejich graft). Grafy funkci miry budouci aktivity dle poméru frekvence a
frekvence budouciho tydne jsou podobné a oba dobie vystihuji budouci aktivitu - frekvence
budouciho tydne je v tomto pripadé zfejmé presnéjsi, protoZze na jeji hodnotu nema vliv
par zaslanych zmén na zacatku projektu. Grafy budoucich frekvenci zbyvajicich ¢asovych
intervali jsou podobné grafu funkce zbyvajicich procent. Ackoliv z nich neni pfimo patrné,
jak presné se bude aktivita vyvijet, dd se podle téchto grafia stale vycist, kolik prace na
projektu jesté zbyva.

Grafy téchto funkei projektu®, ktery byl diive velice aktivni, jsou na obrazku 5.2. Akti-
vita dle poméru frekvenci zde neni tolik pfesna. Sice ukaze narust aktivity béhem druhého

*https://github.com/garretraziel/icp
Shttps://github.com/sgala/gajim
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Obrazek 5.1: Grafy zmén a aktivit skolniho projektu

roku trvani projektu, nahle v8ak klesne k nizkym c¢islim. Je to z toho divodu, Ze zatimco
na zacatku vzroste aktivita témér Sestnactkrat, dale se aktivita nezméni, ¢imz klesne graf
funkce na hodnotu 1. Grafy funkci dle frekvence v budoucim tydnu a mésici jsou velmi po-
dobné a jejich zména kopiruje zménu poctu zaslani. V tomto pifipadé miru budouci aktivity
vyjadfuji nejpresnéji frekvence budouciho pulroku a roku.

Jako posledni jsou na obrazku 5.3 grafy funkci budoucich aktivit v pripadé stale vyvi-
jeného projektu?. V tomto p¥ipadé je ziejméa nevyhoda uréovani budouci aktivity pomoci
poméru frekvenci zmén. Cim déle je totiz projekt vyvijen, tim delsi doba musi uplynout
od jeho konce. Napriklad, pokud byl projekt vyvijen deset let, miizeme podle charakteru
funkce pocitat miru budouci aktivity az deset let od jeho posledniho zaslani zmény. V tomto
pripadé je vSak projekt stale vyvijen a pro to vratila funkce hodnotu -1. V praxi by to zkom-
plikovalo ziskavani hodnot pro dataset a sniZilo pocet projektii, které mizeme do datasetu
zaradit - dobu, kterd uplynula od posledni zmény v repozitaii totiz mizeme zjistit az po
naro¢ném ziskani zmén repozitare. Tento problém nastavé i u vSech ostatnich funkci - tam
je ale stari, jaké projekt musi mit, pevné dané. Tento problém se vyskytuje i u funkce,
kterd urcuje aktivitu podle zbyvajiciho procenta zmén, ackoliv to neni z tohoto grafu zcela
ziejmé. Pro projekt, ktery mize byt stale velmi aktivni, vrati hodnotu 0, protoze zbyvajici
zmény budou do projektu zaslany v budoucnosti. I v tomto pripadé je tedy nutné urcit
minimélni dobu, kterd musi uplynout od posledni zmény v repozitari.

5.2 Vlastnosti ziskaného datasetu

Pii prvnim spusténi ziskal program ghaminer 10 981 zdznamt za tfi dny. Tento dataset byl
nasledné analyzovan v programu Weka a v prostiedi IPython za pomoci nastroji ze sady
SciPy. Jednotlivé vlastnosti jsou popsany nize. Z atributid, které maji slouzit jako mira
budouci aktivity, je v tomto seznamu (aZ na jednu vyjimku) zahrnut pouze atribut zbyvaji-
cich procent zmén percentage _remains. Toto zjednoduseni bude zdivodnéno v nésledujici

‘https://github.com/os-autoinst/os-autoinst
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Obrazek 5.2: Grafy zmén a aktivit v minulosti aktivniho projektu

Aktivita dle miry frekvence

Aktivita dle zbyvajici casti zmen

-0.94 160 100
140
-0.96 80
120
-0.98
100 6 \
-1
40
-1.02 €0
40 20
-1.04 20
-1 it " skl 0 0 s skl
21 Nov 15 Dec 08 Jan 31 Jan 24 Feb 21 Nov 15 Dec 08 Jan 31Jan 24 Feb
o Aktivita dle frekvence budouciho tydne 160 10 Aktivita dle frekvence budouciho mesice
25 110 s
20 120 o
100
15
80 4
10 €0 ‘\‘
; : g
“ W
M ot A A
OpF— 20 0
5 ot e ks 0 Dy adat " skl
21 Nov 15 Dec 08 Jan 31Jan 24 Feb 21 Nov 15 Dec 08 Jan 31Jan 24 Feb
3 Aktivita dle frekvence budouciho pul roku 160 25 Aktivita dle frekvence budouciho roku
30 140 2.0
25
2 \\ 120 15
100 ‘/\
15 10
&0
10 ﬂ 05
5 [ '/\/"\_,,
0BT 0.0 h
0.0 I —— 40 -
05 20 -0.5
1 s v s 0 1 et " bkl
21 Nov 15 Dec 08 Jan 31 Jan 24 Fcb 21 Nov 15 Dec 08 Jan 31 Jan 24 Feb

Obrazek 5.3: Grafy zmén a aktivit stale aktivniho projektu
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kapitole.
Analyzou byly zjistény nasledujici vlastnosti:

e Zhruba 47 % repozitait tvoii repozitéare, které vznikly rozvétvenim. To znamené, ze
53 % repozitart je ptivodnich.
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Obrazek 5.4: Pocet repozitaria podle pfiznaku vétveni

e Jak bylo predpokladano, pokud je repozitar oznaceny jako vétveni, mé projekt vyrazné
mensi pravdépodobnost, ze bude v budoucnu vyvijen, jak je zfejmé z histogramu na
nasledujicim obrazku. Median zbyvajicich procent u repozitara, které nejsou rozvét-
venimi, je 5 %, priamér 21 %. Median zbyvajicich procent u repozitait, které vznikly
vétvenim, je 0 %, pramér 1,5 %.
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Obréazek 5.5: Procento zbyvajicich zmén k zaslani podle pfiznaku vétveni

e Nejstarsi projekty z datasetu byly staré az 45 let. Jedna o repozitaie projekti, které
vznikly dlouho pfed vznikem samotného GitHubu. Prekvapivé, starsi projekty jsou
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vétsinou pivodné vétvenimi jinych projekti, jak je vidét na nasledujicim histogramu.
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Obrazek 5.6: Stari repozitaia v rocich podle pfiznaku vétveni

Vysvétleni mtze byt jednoduché - stari projektu je udavané dle data prvniho zaslani
zmény a ne data vytvofeni vétveni. Pokud nékdo vytvori vétveni starého repozitare,
ghaminer toto vétveni oznadci za stejné staré, jako ptivodni repozitar. Projekty, které
jsou po nékolika letech stale aktivni, maji vyssi pravdépodobnost, Ze je lidé budou
vétvit. Tim vznikd velkd spousta starych repozitara, které jsou vétvenimi - vétsim
mnozstvim rozvétveni jednoho ptivodniho repozitare.

Po tomto zjisténi bylo potieba udélat tpravu v programu ghaminer. Je jisté logické,

aby byla aktivita repozitait, které vznikly vétvenim, posuzovana az od tohoto vétveni.

e Nasledujici graf ukazuje zavislost poctu vétveni repozitafe na stafi projektl a na
priznaku, zda samotny repozitaf je vétvenim.
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Obrazek 5.7: Zavislost poCtu vétveni na stari repozitare a priznaku vétveni
7Z grafu vyplyva, Ze nejcastéji jsou vétveny repozitare staré od jednoho roku do péti let,

29



pri¢emz samy nebyly vytvorené vétvenim. Duvod vétsiho stafi vétvenych repozitait
byl jiz diskutovan.

e Na nasledujicim krabicovém grafu je zfejmé, Ze u repozitait, které vznikly vétve-
nim, ubéhla delsi doba od posledniho zaslani zmény (median 47 dni oproti medidnu
196 dni), coz potvrzuje domnénku, ze vétsina vétvenych repozitdit vznika za ucelem
jednorazového pozadavku o zaclenéni zmén.
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Obrazek 5.8: Krabicovy graf poc¢tu let od posledniho zaslani zmény

e Nasledujici krabicovy graf ukazuje zavislost poc¢tu zmén v repozitdfi na priznaku
vétveni. Ukazuje, Zze medidn poc¢tu zmén v repozitarich, které nevznikly vétvenim je
mensi, nez ten stejny udaj u repozitaii, které vétvenim vznikly (4 zmény oproti 59
zménam). Vysledny graf je na ose y zdmérné ofiznut hodnotou 800.
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Obrazek 5.9: Krabicovy graf poctu zmén v repozitafi

e Procento zbyvajicich zmén je slabé zaporné korelované k poc¢tu dnti, které uplynuly od
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posledni zaslani zmény s hodnotou Pearsonova korela¢niho koeficientu p = —0,2677.

e Dle ocekavani, frekvence zasilani zmén je mezi sebou silné korelovand, pficemz ¢im
blize si jsou intervaly délkou, tim vyssi je korelace. Napriklad korelace mezi frekvenci
zasilani zmén v poslednim tydnu a poslednim mésici je p = 0,94, v poslednim tydnu
a poslednim pil roce je p = 0,882, v poslednim tydnu a poslednim roce je p = 0,85 a
v poslednim tydnu a za celou dobu existence je p = 0,779.

e Mezi frekvenci zmén v poslednim tydnu a frekvenci zmén v pfistim pil roce je nej-
vyssi korelace ze vsech korelaci mezi minulymi a budoucimi frekvencemi zmén a to
s hodnotou p = 0,3.

e V celém datasetu je pouze 226 projekti, které maji nenulovy pocet nahlasenych chyb,
147 repozitard, které maji nenulovy pocet komentait, 189 repozitaru, do kterych
byla zaslana aspoin jedna zadost o zaclenéni a jen 419 repozitait bylo aspon jednou
rozvétveno. V celém datasetu se také nachézi pouze tfi zdznamy, které nemaji ani
jednu chybéjici polozku.

e Na naésledujicim grafu jsou zobrazeny pocty lidi, ktefi zaslali zménu do jednoho re-
pozitare. Do vice jak poloviny projektti v ziskaném datasetu prispiva pouze jeden
clovek.
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Obrazek 5.10: Pocty lidi, ktefi pfispivaji do jednoho repozitare

e Zatimco v mnoha tlohdch pro dolovani z dat je dataset soucasti zadani ulohy (a
hodnoty pro predikei jsou jiz k datiim spravné pfifazeny), program na ziskani datasetu
je zde soucasti projektu a jako takovy muze také obsahovat chyby. Vytvoreni Spatného
datasetu bude mit za nasledek vytvoreni nekvalitniho modelu pro predikci, ackoliv
metody pro ohodnoceni modelu budou vracet vysoké hodnoty pfesnosti. Dtivodem je,
7e vytvoreny model sice bude spravné popisovat vstupni dataset, ale ten bude Spatné
popisovat data redlného svéta.
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Kapitola 6

Experimenty se ziskanym
datasetem

Pro experimentovani se ziskanym datasetem byl pouzit nastroj Weka, uspésné metody
byly nasledné vyzkouSeny v interaktivnim interpretru IPython jazyka Python za pomoci
knihoven scikit-learn pro strojové uceni, SciPy pro védeckotechnické vypocty, NumPy a
pandas pro praci s maticemi a matplotlib pro vytvareni grafi.

Jak bude popsano dale, pro ucely této prace musely byt nakonec ziskany datasety tii.
V pribéhu experimentovani s datasetem byly totiz zjiStény chyby v programu, které za-
metodami dosaZeno vysoké presnosti, predikce na piikladech z redlného svéta byly casto
nelogické.

Prvnim problémem byl fakt, Zze nahodné datum, které bylo pouZito pro spocitani statis-
tik a budouci aktivity, bylo u repozitait, které vznikly jako vétveni, vygenerovano v libo-
volném bodé doby Zivota repozitafe a ne az po vytvofeni vétveni. Z toho diivodu se metody
strojového uceni nenaucily pravidla, které byly spojeny s vlastnostmi vétvenych repozitai.
Spocitané budouci aktivity totiz neodpovidaly aktivité po vytvoreni vétveni.

Dale bylo zjisténo, ze v pivodnim datasetu schéazi atribut days_since_ last_commit.
Nahodné datum, které bylo pouzito pro spocitani statistiky a budouci aktivity, bylo vzdy
vygenerovano mezi zacatkem a koncem prace na kédu v repozitari. V pribéhu uceni tedy
schazely ptiklady repozitarti, do kterych uz nékolik let nebyla zasldna zadna zména a které
by z naseho pohledu byly jiz mrtvé. Ackoliv bylo s timto datasetem dosazeno vysoké pres-
nosti v ramci kiizové validace, kdyZz pak mél na tomto datasetu nauceny model strojového
uceni predikovat budouci aktivitu repozitare, do kterého byla pfed péti lety zaslana pouze
jedna zména a od té doby byl projekt neaktivni, predikoval tento model budouci aktivitu
97 %, coz je s nejvyssi pravdépodobnosti chybny odhad. Divod byl ten, Ze se tento mo-
del v rdmci uceni nesetkal s pfikladem repozitare, ktery byl jiz dlouhou dobu neaktivni a
nevédél proto, jak se bude aktivita vyvijet v tomto pripadé.

V pribéhu experimentovani se také ukazalo, ze metody strojového uceni jsou s vel-
zmén. Z toho duvodu byly zbyvajici zpusoby pro definici budouci aktivity zanedbany. Na
obrazku 6.1 je porovnani presnosti predikce jednotlivych atributt pomoci metody random
forest! (rozlozeni tispésnosti ostatnich metod bylo podobné). Pro porovnani piesnosti byl

'Hodnota korela¢niho koeficientu p neodpovidé piesné hodnoté prezentované dale v tomto textu, protoze
tyto hodnoty byly naméfeny na starsim datasetu.
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Obrazek 6.1: Porovnani presnosti predpovédi jednotlivych zptsobt uréeni budouci aktivity:
ratio - na zakladé poméru minulé a budouci frekvence, perc - na zakladé procent zbyvajicich
zmén, f 1w - na zdkladé frekvence zmén budouciho tydne, f_1m - na zakladé frekvence zmén
budouciho mésice, f-6m - na zakladé frekvence zmén budouciho ptlroku, f 1y - na zakladé
frekvence zmén budouciho roku

pouzit korela¢ni koeficient p mezi pfedpovézenymi a opravdovymi hodnotami (vyssi hod-
nota p znamend lepsi vysledek).

6.1 Experimenty v prostiedi Weka

Nastroj Weka, jmenovité jeho ¢ast nazvana Explorer, slouZi pro jednoduché a rychlé experi-
mentovani. Z tohoto diivodu provadi spoustu operaci (jako napiiklad nahrazeni chybéjicich
hodnot) automaticky. Uzivatel ma nad touto funkcionalitou mensi kontrolu, ale ziskané vy-
sledky nam staci pro ziskani pfiblizného pfehledu o tspésnosti. Uzivatel mize vizualizovat
vzajemné vztahy jednotlivych velic¢in ¢i provést predikci. Weka automaticky provadi kiizo-
vou validaci a vraci miru chyby pfi pouziti dané metody. Nasleduje seznam metod, které

byly na datasetu vyzkouSeny. Teoreticka ¢ast k této kapitole byla Cerpana z knihy Data
Mining: Practical machine learning tools and techniques [28].

6.1.1 Linearni regrese

Linearni regrese je zakladni metodou, pouzivanou pro predikci numerické hodnoty. Pred-
pokladéa, ze vystupni hodnota je linedrni kombinaci vstupnich hodnot a vahy jednotlivych
atributi hledd pomoci metody nejmensich ¢tverct. Zjednodusené feceno, metoda linearni
regrese predpoklada, ze hodnoty vstupniho vektoru tvofi pfimku (rovinu, hyperrovinu. .. )
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Obrazek 6.2: Vizualizace chyb modelu linearni regrese
a hleda koeficienty této primky tak, aby minimalizovala chybu. Pokud jsou vSak ve vstup-

nich datech nelinearity, lineadrni regrese je nedokaze popsat. Linearni regrese ma nasledujici
aspésnost:

korelacni koeficient p | 0,057
RMSE | 40,5416
RRSE | 237,9393 %

Jak vyplyva z tabulky, neni linedrni regrese v tomto pripadé pfili§ spésna. Na ob-
razku 6.2 je vizualizace chyb. Na ose x je opravdova hodnota budouci aktivity, na ose y je
predpovézena. Kiizek v grafu znac¢i chybny odhad hodnoty a jeho velikost udava velikost
chyby. V grafu je vidét, ze pro urcité hodnoty vraci linedrni regrese naprosto nesmyslné
hodnoty. Pro projekt, u kterého je zbyvajici pocet procent 0, vrati linedrni regrese hod-
notu 3008. Pokud tyto hodnoty povazujeme za hodnoty odlehlé a z datasetu je odstranime,
ziskame ve skutecnosti vyrazné horsi vysledky, nez v predeslém pripadé:

korelac¢ni koeficient p | 0,03
RMSE | 138,5941
RRSE | 812,8241 %

Tento fakt nam dokazuje, Ze lineadrni regrese neni pro nas dataset vhodnd, protoze
vykazuje znamky chaotického chovani.
6.1.2 Neuronova sit

Nésledné vyzkousime neuronovou sif, kterd je dostupnd v néstroji Weka. Jednd se o do-
prednou neuronovou sit, jejiz uceni probihd metodou backpropagation. Jelikoz by uceni sité
na tolika vstupech a tolika vzorcich trvalo netinosné dlouhou dobu, byla nejprve provedena
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Obrazek 6.3: Vizualizace chyb modelu SVM

redukce dimenzionality pomoci PCA. Z nezndmého divodu vsak PCA v prostiedi Weka vy-
tvorila dataset, ktery mél o 27 atributi vice. Dataset byl proto pouze redukovan na prvnich
1000 polozek. Vysledky kfizové validace neuronové sité jsou nasledujici:

korelac¢ni koeficient p | 0,0348
RMSE | 65,9388
RRSE | 357,8486 %

Neuronova sit je tedy na naSem datasetu podobné neispésné, jako byla linearni regrese.

6.1.3 SVM

Pfi pouziti metody support vector machines (pro regresi v prostiedi Weka nazvané SMO-
reg) muzeme déle zvolit, jaky kernel se méa pouzit - linearni, polynomialni, radialni. SVM
s polynomialnim kernelem, které je ze vSech tii moznosti nejispésnéjsi, vraci tyto hodnoty
chyb:

korelac¢ni koeficient p | 0,044
RMSE | 19,4285
RRSE | 105,4382 %

Ac¢ jsou tyto hodnoty lepsi nez v predeslych dvou pripadech, z grafu chyb zjistime,
ze predpovédi linedrni regrese nejsou z naseho pohledu nijak uzitecné. Jak je vidét na
obrazku 6.3, model vytvoreny metodou SVM predikuje pro vSechny hodnoty ¢islo mensi
jak 15,7, ptficemz pro vétsinu hodnot predikuje budouci aktivitu 0, nezavisle na opravdové
hodnoté budouci aktivity.
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Obrazek 6.4: Vizualizace chyb modelu kNN

6.1.4 Metoda k-nejblizsich sousedu

Metoda k-nejblizsich sousedit (v origindle k-nearest neighbours, kNN) patil mezi velmi
jednoduché metody. V néstroji Weka je zarazen do skupiny tzv. lingch klasifikdtori, coz
znamenad, ze ve fazi uceni neprovadi zadné vypocty - veskeré vypocty se provadi az pfi
samotné predikci. Nize jsou uvedeny hodnoty chyb pii k = 5:

korela¢ni koeficient p | 0,5282
RMSE | 14,693
RRSE | 86,1911 %

vvvvvv

vvvvvv

zobrazen graf chyb. Ackoliv se na prvni pohled muze zdat, Ze tento graf obsahuje vice chyb
nez grafy predchozi, opak je pravdou. Obor hodnot metody kNN je totiZz roven vystupnim
hodnotam datasetu, tudiz nedostavame zadné extrémni hodnoty a tak muze byt graf chyb
zobrazen cely, ve spravném méritku.

6.1.5 Aditivni regrese

Aditivni regrese patii mezi meta-algoritmy strojového uceni. Predikuje na vstupnim data-
setu opakované algoritmem decision stump tak, Ze hodnoty, které byly v pfedchozi iteraci
predikované Spatné, jsou nasledné pouzity jako vstup uceni pro dalsi iteraci. Znaméjsim
meta-algoritmem strojového uceni je AdaBoost, ten vSak dokéze v prostiedi Weka pouze
klasifikovat. Stejné jak kNN pfinasi aditivni regrese lepsi vysledky, nez linearni regrese ¢i
neuronovd sit. Velikost chyb aditivni regrese je nasledujici:

36



a6 P X E i
P How ® ®
PO e S B el wed % W
/,X;;.qx SRR R : % +
I < R e T g « P PG S
HRIRRE ¥ X B
_\( g
3 SR ¥ X
E - / <
5 :
@ £ x
o !,x‘ 3 b
i
@ 3
£
g .38 >< 208 % b . 4 . § S #
[ ! &
~ B, v " ox o s >€ ) W NN s 47 PN,
) i L FTK X ; SRS AT ) e Qs
o Tag, mes Do T monne o BB e o BOK \é«,s_‘ : X\ o SR, ;
:g P N e R MR R PO TR \\\
8 tw # - [CTON P % G NEA St
E’, L " s 7 L&
F& wx : < S
: w x X 4 3
Fisg e ¢ % ot K "
'l a .

percentage_remains

Obrazek 6.5: Vizualizace chyb aditivni regrese

korela¢ni koeficient p | 0,4825
RMSE | 14,9332
RRSE | 87,5998 %

Problém této metody se vSak ukaze vzapéti v grafu chyb na obrazku 6.5. Linedrni regrese
ma totiz, podobné jak SVM, tendenci predikovat nizké hodnoty.

6.1.6 Diskretizace a J48

Nastroj Weka obsahuje mnozstvi metod, které slouzi pro klasifikaci. Abychom téchto metod
mohli vyuzit, nabizi Weka meta-algoritmus , regrese diskretizaci®, ktera na daném datasetu
nejprve provede diskretizaci (pfevede spojité hodnoty na diskrétni) a nasledné pouzije néja-
kou z metod klasifikace. Jako klasifika¢ni algoritmus pouzijeme algoritmus J48. Algoritmus
J48 je mirnou upravou znaméjsiho algoritmu C4.5. Velikosti chyb této metody jsou nésle-
dujici:

korelac¢ni koeficient p | 0,5241
RMSE | 14,6382
RRSE | 85,8697 %

vvvvvv

korela¢ni koeficient pouze 0,0632).

6.1.7 Mb5Rules

Metoda M5Rules patfi mezi metody, které na zakladé vstupniho datasetu vytvareji seznam
pravidel pro vystupni hodnotu. Pfiklad jednoho takového pravidla, které v prubéhu uceni
vytvorila metoda MbRules, je néasledujici:
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Rule: 6

IF

commits_count > 1.5
commits_f_6m > 0.04
THEN

percentage_remains =
-0.5066 * commits_count
+ 10.8349 * commits_f_1m
- 21.6487 * commits_f_6m
9.8374 * commits_f_all
0.001 * days_active
51.0854 [201/99.291%]

+ + +

Velikosti chyb metody M5Rules jsou tyto:

korela¢ni koeficient p | 0,5592
RMSE | 14,1598
RRSE | 83,0634 %

7 vizualizace jejich chyb na obrazku 6.6 zjistime, Zze kromé par odlehlych hodnot je
hlavni problém s touto metodou mnozstvi projektt, pro které M5Rules predpovédéla nu-
lovou budouci aktivitu. Toto je zfejmé zplisobeno mnozstvim repozitaia v datasetu, které
skutecné nulovou budouci aktivitu maji. Pokud tento dataset redukujeme na repozitate
s nenulovou budouci aktivitou (kterych je 1624), vypadé tspésnost této metody takto:

korela¢ni koeficient p | 0,5698
RMSE | 18,1949
RRSE | 82,3508 %

Zajimavé je, Ze ackoliv mé RMSE vys$si hodnotu neZ v predchozim priipadé, hodnota
chyby RRSE nepatrné klesla. Pokud blize prozkouméme dataset zjistime, Ze v predcho-
zim pripadé byl primér vystupni hodnoty percentage _remains 5,78, zatimco v reduko-
vaném datasetu je jeji prameér 35,597. Protoze ptivodni dataset obsahoval velkou spoustu
repozitadftt s nulovou budouci aktivitou, byl odhad hodnoty 5,78 c¢asto blizko opravdové
hodnoté. V piipadé redukovaného datasetu je primér castéji nepatrné dale od opravdové
hodnoty. Znamena to, ze redukovany dataset ma rovnomérnéjsi rozdéleni. Ve vysledné apli-
kaci muZzeme pouzit tento redukovany dataset. Musime ale dat pozor na to, Ze bude mozna
nepiesné reprezentovat rozlozeni budouci aktivity projektd z redlného svéta.

6.1.8 Random forest

Do dalsi skupiny klasifikatort patii metody, které pro reprezentaci pravidel pouzivaji rozho-
dovaci strom. Ackoliv metoda random forest patii mezi meta-algoritmy, v prostfedi Weka
je fazena do skupiny rozhodovacich stromu, protoZze vysledny model je z rozhodovacich
stromu sestaven. Velikosti chyb metody random forest je néasledujici:

korela¢ni koeficient p | 0,5198
RMSE | 14,6891
RRSE | 86,1682 %
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Obrazek 6.6: Vizualizace chyb metody M5Rules

Vizualizace chyb metody random forest na obrazku 6.7 neukazuje na zadny zasadni
problém s pouzitim této metody. Z grafu pouze vyplyva, Ze méa metoda random forest
tendenci podcenovat budouci aktivitu projekta.

6.2 Experimenty v prostiedi IPython

Experimenty v prostiedi Weka slouzily pro vytvoreni predstavy o teoretickych moznostech
nejriznéjsich metod strojového uceni na nasem datasetu, ve vysledné aplikaci bude pouzita
knihovna scikit-learn. Scikit-learn je rozsifenim oblibené knihovny SciPy, k védeckotech-
nickym vypoc¢tim pridavéd metody strojového uceni. Diky jednoduchému API je pouzita
v mnoha aplikacich, jako naptiklad Evernote ¢i Spotify [8]. V této ¢asti ji, spole¢né s knihov-
nami pandas a matplotlib, pouZijeme pro vybér metody, ktera bude nakonec pfitomna ve
vysledné aplikaci.

6.2.1 Predzpracovani dat a pomocné metody

Dataset je potfeba piedzpracovat ze dvou divodl. Knihovna scikit-learn:

1. neumi pracovat s chybéjicimi hodnotami a

2. neumi pracovat s nenumerickym typem atributu.

Chybéjici hodnoty jsou v nasem datasetu reprezentovany znakem ,,7“ a obsahuji ho
ty zdznamy, u kterych nebylo mozné urcit konkrétni hodnotu a zaroven by zde hodnota
0 méla jiny vyznam. Prikladem je primérna doba pro vyfizeni zadosti o zaclenéni, po-
kud v zadaném casovém obdobi nebyla vytvorena Zadna zadost o zaclenéni. Pro vyfeseni
problému chybéjicich hodnot pouzijeme objekt sklearn.preprocessing.Imputer, ktery
dokéze nahradit chybéjici hodnotu primérem, medidnem ¢i modem.
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Obrazek 6.7: Vizualizace chyb metody random forest

Kategoricky atribut obsahuje nas dataset nastésti pouze jeden, priznak vétveni. Pou-
zijeme objekt sklearn.feature_extraction.DictVectorizer, ktery funguje tak, ze kaz-
dou polozku vyctu (kategorii) umisti jako samostatny atribut a polozkam, u kterych patfil
atribut do této kategorie, jej nastavi na hodnotu 1. V nasem ptipadé pouze transformuje
hodnoty True na hodnoty 1 a hodnoty False na hodnoty 0.

Abychom mohli rychle experimentovat s metodami strojového uceni, které scikit-learn
poskytuje, pouzijeme sklearn.pipeline.Pipeline. Ta ndm umozni zfetézit nékolik funkci
za sebe (doplnéni chybéjicich hodnot, pfevod na numerické argumenty, poptipadé PCA,
regresi) a na datasetu je spoustét pouze jednim piikazem.

Pro hodnoceni tispésnosti metod pouzijeme metodu pro kiizovou validaci sklearn.
cross_validation.cross_val_score. Tato metoda nabizi nékolik moznosti hodnoceni chy-
by, pro regresi nas bude zajimat MSE. Na RMSE jej nasledné prevedeme pomoci:

numpy . sqrt (scores*-1) .mean ()

Zvlastnosti je, ze MSE, které vraci funkce cross_val_score, ma zapornou hodnotu. Je
to z toho duvodu, Ze se scikit-learn snazi mit jednotné API pro vSechny metody a proto jsou
napriklad hodnotici funkce psany tak, ze vySsi hodnota znamené lepsi skére. Pro vypocet
Pearsonova korelac¢niho koeficientu bude pouzita funkce scipy.stats.pearsonr. Knihovna
scikit-learn bohuZel nenabizi hodnotici funkci RRSE. Dle vysledkt z prostfedi Weka vsak
miuzeme odhadnout, ze RMSE prediktoru primérem je pfiblizné 17,04 a toho pak vyuzit
pri pfiblizném odhadu RRSE.

Kromé metod predstavenych v nastroji Weka nabizi knihovna scikit-learn také dalsi
metody. Obecné se zamérfime na metody, doporucené pro regresi dokumentaci knihovny
scikit-learn. Scikit-learn také nabizi uzite¢ny vyvojovy diagram pro urceni, které metody
bychom meéli vyzkouset. Tento diagram je na obrazku 6.8.

Poslednim objektem, ktery budeme vyuzivat p¥i experimentovani s knihovnou scikit-
learn, je sklearn.grid_search.GridSearchCV. Mnoho metod pfebird pfi inicializaci dalsi
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Obrazek 6.8: Vyvojovy diagram metod knihovny scikit-learn

argumenty, vztahujici se k vlastnostem téchto metod. GridSearchCV nabizi zpisob, jak
automaticky dojit k nejlepSim hodnotdm téchto argumentii pomoci prohledavani prostoru
pripustnych hodnot téchto metod.

6.2.2 Lasso

Lasso je jeden z jednodussich linearnich modeld, doporucenych knihovnou scikit-learn.
Jedna se o upraveny algoritmus metody nejmensich ¢tvercd, k némuz pridava hodnotu
L regularizace pro zabranéni preuceni. Regularizatory Li a Lo jsou funkce, pfi uceni prici-
tané jako chyby predikce, které zamérné penalizuji extrémni hodnoty. Lo na rozdil od L,
vice penalizuje Fidké modely.

Metoda Lasso pridava k metodé nejmensich ¢tvercd regularizator L. Vaha regulariza-
toru L1, «, je parametrem metody Lasso. Pro a = 0 je tedy metoda ekvivalentni metodé
nejmensich ¢tvercid. Jelikoz uceni pomoci vsech atributt trva velice dlouho, pouzijeme nej-
prve PCA s procentem rozptylu 95 %. ProtoZe nezname vhodnou hodnotu proménné «,
muzeme pouzit metodu LassoLarsCV, kterd provede nalezeni nejvhodnéjsi hodnoty o za
nas. PTi pouziti této metody ziskdme nésledujici pfesnost:

korelac¢ni koeficient p | 0,195
RMSE | 16,68
RRSE | 97,88 %

Zajimavé je, ze acCkoliv mé& metoda celkem nizkou chybu RMSE, mé zaroven celkem
nizkou hodnotu korela¢niho koeficientu.
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6.2.3 Elastic net a ridge regression

Metoda elastic net je podobna metodé Lasso tim, ze jako zaklad pouziva regularizovanou
metodu nejmensich ¢tverci. Rozdil je v tom, Ze k hodnoté chyby v metodé nejmensich
¢tvercll nepfi¢itd pouze regularizator L, ale také Ls. Pro spravné nastaveni vah obou
regularizatorti pouzijeme metodu ElasticNetCV. Chyba metody elastic net je nésledujici:

korelac¢ni koeficient p | 0,195
RMSE | 16,675
RRSE | 97,85 %

Metoda elastic net se presnosti od metody Lasso nijak vjrazné nelisi.

Ridge regression je posledni z metod linearni regrese, kterd byla testovana. Podobné
jako predchozi dvé metody, i ridge regression je zalozena na upravené metodé nejmensich
¢tverctt. Neni pro to pfekvapenim, ze velmi podobné je také jeji piesnost.

6.2.4 Gradient tree boosting

Meta-algoritmus gradient tree boosting provadi gradientni sestup nad rozhodovacimi stro-
my. Protoze si metody vytvarejici pravidla a rozhodovaci stromy vedly dobfe pii testovani
v prostredi Weka, mtzeme predpokladat podobnou tispésnost i u této metody. Miry chyb
této metody jsou nésledujici:

korela¢ni koeficient p | 0,5775
RMSE | 13,88
RRSE | 81,4 %

vvvvvv

pri implementaci vysledné aplikace. P¥i pouziti PCA stoupne RMSE na hodnotu 14,944.
Vysledny nauc¢eny model bude v aplikaci serializovan, tudiz bude k procesu uceni dochézet
velmi ziidka. Z toho diivodu necini delsi doba uceni takovy problém a PCA nebude pouZito.

6.3 Dalsi upravy datasetu

Dale miizeme experimentovat s ipravami samotného datasetu.

Po testovani metody gradient tree boosting na piikladech z redlného svéta bylo zjisténo,
7e problémem pro presnost mohou byt takové repozitare, do kterych bude za dobu jejich
zivota zaslano malo zmén. Pokud napiiklad bude existovat repozitar, do kterého byly za-
slany dohromady €Gtyfi zmény v rozmezi ¢étyt dni s frekvenci jedné zmény denné (a od té
chvile byl jiz projekt neaktivni), po prvnim dni je mira budouci aktivity 75 %, po druhém
dni 50 %, po tfetim dni 25 % a po poslednim dni 0%. Jedn4 se o skokové zmény, pri¢emz
ostatni sledované atributy (denni frekvence zmén atp.) zistaly témér stejné.

Diky knihovné NumPy miizeme dataset jednoduse upravit tak, aby budouci aktivitu
vSech projektt, do kterych bude dohromady zaslano méné jak 10 zmén, nastavil na 0 na-
sledujicim kédem:

csv[100*csv[’commits_count’] / (100 - csv[’percentage_remains’]) < 10] = 0
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Obrazek 6.9: Histogram, porovnévajici opravdovou a predpovézenou budouci aktivitu na
ptvodnim datasetu

Gradient tree boosting mé na takto upraveném datasetu RMSE 7,76. Zlepseni RMSE
se vSak dalo ocekavat. Dataset totiz obsahuje vice polozek, jejichz budouci aktivita je 0.
V takovém piipadé by si lépe vedl i prediktor dle priméru.

Ve vysledném datasetu tato Gprava neni zahrnuta. PTi testovani na nékolika znamych
projektech vracel na tomto datasetu nauceny prediktor prekvapivé nizké miry budouci
aktivity. Napiiklad pro znamy webovy framework Flask” vracel miru budouci aktivity 10
%, zatimco na ptvodnim datasetu nauceny prediktor vracel 30 %. Ackoliv nemiZeme védét,
ktery z téchto tdaji je doopravdy spravny, 10 % budouci aktivity se po prezkouméni
repozitare zda byt malo. Stejné pesimisticky byl i u ostatnich projekt s na prvni pohled
stale fungujici a aktivni komunitou.

Dalsi moznost ipravy datasetu je jiz zminéné odstranéni repozitari s nulovou budouci
aktivitou. Jak vsak vyplyva z porovnani histogramu predikce na obrazku 6.9 a 6.10, neni
pomoci tohoto datasetu nauceny prediktor prilis uspésny.

https://github.com/mitsuhiko/flask
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Obrazek 6.10: Histogram, porovnavajici opravdovou a predpovézenou budouci aktivitu na
datasetu bez polozek s nulovou budouci aktivitou
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Kapitola 7

Popis fungovani implementované
aplikace

V dalsi fazi této prace byla za pomoci webového frameworku Django implementovéana
webova aplikace, kterd pouzivad metodu gradient tree boosting a dataset, popsany v kapi-
tole 5, pro predpovéd budouci aktivity projektt. Soucasti je také vizualizace nejriznéjsich
statistik o zadaném repozitafi pomoci JavaScriptové knihovny D3.js. Detaily webové apli-
kace, nazvané GitHub Activity Mining Project, zkracené GHAM Project, se zabyva tato
kapitola. V priloze C je struény postup instalace této aplikace. Webovy server s instanci
této aplikace je spustén na adrese https://ghamproject.com.

7.1 Princip fungovani

Ziskévani znalosti je zakonceno prezentaci vysledkt uzivateli. V prubéhu této prace byl
ziskan dataset a také byla vybrana metoda strojového uceni, kterd odhaduje miru budouci
aktivity s co nejmensi chybou. Nechceme vSak, aby vysledkem préace byla pouze uzivateli
nic nefikajici hodnota RMSE. Z pohledu vysledkt je nejdilezitéjsi ¢asti aplikace, ktera pou-
ziva vybranou metodu strojového uceni jako soucast vétsiho celku. Tato aplikace uzivateli
umoziuje rozhodnout, zda je vhodné pouzit urcity projekt, umistény na serveru GitHub,
s ohledem na budouci vyvoj tohoto projektu.

Po prihlaseni se uzivateli zobrazi seznam vSech repozitara, o kterych si vyzadal statis-
tiky, pfi¢emz uzivatel mize za pomoci jednoduchého formulafe ziskat statistiky o dalsich
repozitarich. Kvili nutnosti strankovani API GitHubu je ziskavani statistik velice pomalé
a musi probihat asynchronné. Jakmile uzivatel zada pozadavek o stahnuti statistik, je pte-
smérovan zpét na seznam svych repozitait a zaroven se vytvori vlakno, které stahovani
provadi. Jakmile dojde ke stahnuti vSech potiebnych dat, klientska ¢ast aplikace tuto in-
formaci ziskd pomoci periodicky zasilaného AJAX dotazu.

Protoze stahovani statistik trva opravdu velice dlouhou dobu ( 3000 pozadavk u stfed-
né velkého projektu'), ve vysledné aplikaci je zahrnuto nékolik optimalizaci. Jednou z nich
je takovy navrh ulozeni dat, Ze pokud si jiny uZivatel vyzada statistiky o repozitafi, o kterém
si jiz jiny uzivatel statistky vyzadal, nestahuji se statistiky znovu - uzivateli se pouze povoli
pristup k jiz ulozenym datam.

Pokud by tato aplikace méla byt spolehliva v produkénim nasazeni, bylo by nutné pouzit

https://github.com/strongloop/express
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néjakou z forem distribuované fronty tloh, jako je napiiklad Celery?. Kromé ochrany proti
zahlceni systému vldkny (ke kterému by v navrzeném systému mohlo jednodusSe dojit) by
také umoznioval periodické aktualizovani dat (pouzity webovy framework tuto funkcionalitu
neposkytuje).

Po stahnuti statistik mtze uzivatel pristoupit na detail projektu. Zde jsou zobrazeny,
kromé zakladnich informaci, také grafy zmén, pozadavkl o zaslani zmén, chyb a vétveni,
déle grafy poctu uzavienych chyb a pozadavki o zaclenéni zmén, primérné doby pro jejich
vyfizeni a také predikce hodnoty budouci aktivity. Pro snazsi orientaci ve vyznamu je mira
budouci aktivity rozdélena do ¢tyt skupin:

1. pokud je mira budouci aktivity 100 % az 66 %, zobrazi se modry odznak , At the
Beginning“,

2. pokud je mira budouci aktivity 34 % az 65 %, zobrazi se zeleny znak , Active,
3. pokud je mira budouci aktivity 6% az 33 %, zobrazi se Sedy znak ,,Declining*,

4. pokud je mira budouci aktivity pod 6 %, zobrazi se ¢erveny znak ,, Probably dead.

Tento odznak je také dostupny bez pfihlaseni, dany projekt ho pak muze pouZit na své
domovské strance nebo ve svém README na GitHub strance.

Jednim z problémt, které bylo nutné vytesit v pribéhu implementace, bylo pfihlasovani
a pristup k API GitHubu. Protoze by bylo krajné nepraktické, aby se k dotazovani na
API pouzival pouze jeden ucet, je prihlasovani na GHAM Project fizeno pomoci OAuth
autentizace skrze GitHub. To znamenad, Ze uzivatel musi pouze povolit aplikaci pfistup na
jeho Gcet na GitHubu a tim se mu automaticky vytvori icet na GHAM Project. Nasledné se
jeho OAuth token ulozi do databaze a je pouzit pfi vSech tikkonech, které uzivatel s GHAM
Project provadi.

Z principu fungovani aplikace metody strojového uéeni probihé faze uceni jednou (pfi
spusténi aplikace), zatimco faze predikce vicekrat (pfi kazdém dotazu na detail projektu).
Aby se vSak zkratil potfebny ¢as pro spusténi aplikace (hlavné kvili vyvoji), je naudeny
model serializovan do souboru a pii pristim spusténi je z tohoto souboru znovu nacten.

Priklad stranky detailu projektu Ezpress je na obrazku 7.1.

7.2 Navrh databaze

Framework Django je zaloZen na architektufe MVC. Data aplikace jsou reprezentovana po-
moci objektd v Pythonu, aby je pak mohl ORM transformovat do tabulek rela¢ni databéze.
Problém nastal ve chvili, kdy nastala potfeba ulozit surova data o zménéch atp. Resenim
je vytvorit tabulku, ktera jako svoje atributy obsahuje datum, ke kterému se hodnota vzta-
huje, samotnou hodnotu a cizi kli¢ jako odkaz na projekt. ER diagram tohoto modelu je
na obrazku 7.2.

Tato reprezentace neni idealni - u vétsich projektd narastd cas, potfebny pro ulozeni
hodnot do databaze a jejich ziskani. Alternativou by byla serializace hodnot do atributu
typu text ¢i pouziti vhodnéjsiho typu databaze, naptiklad tzv. time series database, TSDB.

http://www.celeryproject.org/
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Obrazek 7.1: Priklad stranky detailu projektu Express
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Kapitola 8
Zaver

V této praci byla predstavena disciplina dolovani z dat véetné metod zkouméani tispésnosti
predikce, déale bylo prozkoumano nékolik socidlnich siti z pohledu pouziti téchto siti jako
zdroji dat pro datovou analyzu. Jako nejvhodnéjsi byla vybrana sit GitHub, kterd pridava
socialni vrstvu nad vyvoj projekti a hostovani repozitarta. Byla navrhnuta aplikace, ktera za
pomoci dolovani z dat provadi analyzu budouci aktivity projektu. Také byly prozkoumany
varianty dat dostupnych z GitHubu a ve stru¢nosti bylo pfiblizeno API sluzby GitHub.

Nasledné byl ziskan dataset pro metody strojového uceni s ucitelem, pfedstaven néa-
stroj, ktery slouzil k samotnému stazeni datasetu, a byly diskutovany rtzné zpusoby urceni
aktivity projektu. Vlastnosti téchto definic aktivity byly pfedstaveny na tfech ruznych pri-
kladech s rtznym charakterem vyvoje. Bylo vysloven duvod, pro¢ je vhodné, aby mira
aktivity byla vyjadfena spojitou veli¢inou.

Vlastnosti datasetu byly analyzovany v programu Weka a za pomoci knihoven z projektu
SciPy. Tyto vlastnosti byly dale vizualizovany a byl diskutovan predpokladany dopad téchto
vlastnosti na vysledny model pro predikci.

Dalsi dulezitou ¢asti byly experimenty se ziskanym datasetem. Ty probihaly nejdiive
v prostfedi Weka a néasledné za pomoci knihovny scikit-learn v prostfedi IPython. Dle cha-
rakteristik byla vybrana jako nejvhodnéjsi metoda gradient tree boosting. U vSech ostatnich
metod byly feSeny vlastnosti jejich predikci. Také byly pfedstaveny riizné moznosti tpravy
datasetu spolu s vlastnostmi, které by mél na takto upravenych datasetech nauceny model.

Metoda gradient tree boosting byla pouZita jako nastroj strojového uceni ve vysledné
webové aplikaci. Tato aplikace, kromé samotné hodnoty predikce budouci aktivity zadaného
projektu, zobrazuje statistiky zaslanych zmén, vytvorenych zadosti o zac¢lenéni, nahlaSenych
chyb a vétveni daného repozitare. Hodnota aktivity je dale rozdélena do ¢tyt kategorii pro
snazsi orientaci. Aplikace také ke kazdému projektu poskytuje vefejné dostupny odznak,
ktery je grafickou reprezentaci této kategorie. Byl predstaven zptisob prihlasovani uzivatela
do této aplikace pres servery sluzby GitHub.

Prvni mozZnosti rozsifeni této prace je vyuziti i jinych sluzeb, jako je Bitbucket, Code-
Plex, GitLab, Launchpad ¢i SourceForge a to jak pro kontrolu aktivity, tak pro zdrojovy
dataset. V ramci dalsiho rozsifeni by bylo vhodné zvolit jiné zpusoby definice budouci
aktivity a zamérit se vice na to, jak takova definice popisuje realitu a jak jednoduse inter-
pretovatelné jsou jeji hodnoty.

Dalsi moznosti rozsifeni této prace by bylo vytvareni socidlniho grafu a vyuziti popsa-
ného algoritmu SimRank, popripadé jiného algoritmu pro socidlni graf.

Pokud by byl zvolen jiny zpusob definice budouci aktivity projektu, bylo by vhodné
blize se zamérit na metody pro klasifikaci.

48



Dale by bylo vhodné nahradit tvofeni vlaken programem pro distribuovanou frontou
uloh.

Mezi projekty, které maji navaznost na obsah této prace, patii napriklad projekt GitHut,
ktery se soustfedi na méreni poctu aktivnich repozitaft v jednotlivych jazycich v prubéhu
Casu, nebo projekt issuestats.com, ktery pro vybrané projekty sbira statistiky o nahlaSenych
chybach.
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Priloha A

Priklad dat z timeline Githubu

A.1 Priklad dat z Timeline API

{
"created_at":"2014-05-09T15:05:24-07:00",
"payload":{
"shas": [
L

"d2e27915f£6964058bd27dc99£55a40759769a35",
"rwatsondc@users.noreply.github.com",
"Create DemoBranchSet.py",
"rwatsondc",
true

1,
"size":1,
"ref":"refs/heads/master",
"head":"d2e27915ff6964058bd27dc99£55a40759769a35"
1,
"public":true,
"type":"PushEvent",
"url":"https://github.com/rwatsondc/GIS/compare/31f4eb6dcl...916£f£f",
"actor":"rwatsondc",
"actor_attributes":{
"login":"rwatsondc",
"type":"User",
"gravatar_id":"151c1£dbc49af4019093df3fabdad9d5"
},
"repository":{
"id":19626813,
"name" :"GIS",
"url":"https://github.com/rwatsondc/GIS",
"description":"Geometry, GIS, and related tools",
"watchers":0,
"stargazers":0,
"forks":0,
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"fork":false,

"size":0,

"owner" :"rwatsondc",

"private":false,

"open_issues":0,

"has_issues":true,

"has_downloads":true,

"has_wiki":true,

"language" :"Python",
"created_at":"2014-05-09T14:52:34-07:00",
"pushed_at":"2014-05-09T15:05:24-07:00",
"master_branch":"master"

A.2 Priklad dat z Events API

{

"id": "2489651063",
"type":"PushEvent",
"actor": {
"id": 4319954,
"login": "hermanwahyudi",
"gravatar_id": "",
"url": "https://api.github.com/users/hermanwahyudi",
"avatar_url": "https://avatars.githubusercontent.com/u/43199547"},

"repo": {

"id": 27826205,

"name": "hermanwahyudi/selenium",

"url": "https://api.github.com/repos/hermanwahyudi/selenium"},
"payload": {

"push_id": 536863976,

"size": 1,

"distinct_size": O,

"ref": "refs/heads/master",

"head": "1b58dd4c4el14ea9cf5212b981774bd448a266c3c",
"before": "20b10e3a605bd177eff£62£1130943774ac07b£f3",
"commits": [{

"sha": "1b58dd4c4el14ea9cf5212b981774bd448a266c3c",

"author": {
"email": "herman.wahyudi02@gmail.com",
"name": "Herman"},

"message": "Update README.md",

"distinct": false,

"url": "https://api.github.com/repos/..."}1},
"public": true,
"created_at": "2015-01-01T15:00:032"
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Priloha B

Seznam polozek ziskaného datasetu
a jejich popis

fork je informace, zda se jedna o fork néjakého jiného repozitafe, pripadné jméno tohoto
repozitafte,

days_since_begin udava pocet dnti, které uplynuly od data prvniho zaslani zmény,

days_since_last_commit udéva pocet dnti, které uplynuly od data posledniho zaslani zmé-
ny,

commits_count udava celkovy pocet zmén v tomto repozitari,

varianty commits_f udéavaji denni frekvenci zmén za posledni tyden, mésic, pulrok, rok a
celou dobu od zacatku vzniku repozitafte,

issues_count udava celkovy pocet nahlaSenych chyb v tomto repozitaii,

varianty issues_f udéavaji denni frekvenci hlaSenjch chyb za posledni tyden, mésic, pul-
rok, rok a celou dobu od zacatku vzniku repozitare,

closed_issues_count udava celkovy pocet zavienych (vyfesenych) chyb,

varianty closed_issues_f udavaji denni frekvenci zavienych (vyfeSenych) chyb za po-
sledni tyden, mésic, pulrok, rok a celou dobu od zac¢atku vzniku repozitarte,

varianty closed_issues_time udévaji primérnou dobu od nahléSeni chyby do zavieni
chyby v dnech za posledni tyden, mésic, pulrok, rok a celou dobu od zac¢atku vzniku
repozitafte,

comments_count udava celkovy pocet komentard k nahlasenym chybam,

varianty comments_f udavaji denni frekvenci komentari k chybam za posledni tyden, mé-
sic, pulrok, rok a celou dobu od zacatku vzniku repozitafte,

pulls_count udava celkovy pocet pozadavkii o zaclenéni (zadosti o zaclenéni kédu),

varianty pulls_f udavaji denni frekvenci pozadavkl o zaclenéni za posledni tyden, mésic,
ptlrok, rok a celou dobu od zacatku vzniku repozitare,

closed pulls_count udava celkovy pocet zaclenénych pozadavkl o zaclenéni,

54



varianty closed_pulls_f udévaji denni frekvenci zaclenénych pozadavkd o zaclenéni za
posledni tyden, mésic, pulrok, rok a celou dobu od zac¢atku vzniku repozitafe,

varianty closed pulls_time udévaji primérnou dobu od vytvoreni pozadavku o zacle-
néni do jeho zaclenéni v dnech za posledni tyden, mésic, ptlrok, rok a celou dobu od
zacatku vzniku repozitare,

pulls_comments_count udéava celkovy pocet komentait k pozadavkiim o zaclenéni,

varianty pulls_comments_f udéavaji denni frekvenci komentait k pozadavkim o zaclenéni
za posledni tyden, mésic, pulrok, rok a celou dobu od zac¢atku vzniku repozitafe,

events_count udava celkovy pocet udalosti, které se udaly u zadaného repozitare,

varianty events_f udavaji denni frekvence vSech udalosti repozitafe za posledni tyden,
meésic, pilrok, rok a celou dobu od zacatku vzniku repozitare,

contrib_count udava celkovy pocet autort - lidi, kteri maji alespon jednu zménu v historii
tohoto repozitédfe a ktefl jsou zaroven jednoznacné identifikovatelni (maji spravné
nastavené informace o GitHub tétu),

contrib_others udéava celkovy pocet ostatnich autort (téch, ktefi maji nespréavné nasta-
vené informace o GitHub u¢tu v jimi zaslanych zménéch),

varianty contrib_p udavaji pocet lidi, ktefi jsou autory alespon 25 %, 50 % a 75 % zmén
a to za posledni tyden, mésic, pulrok, rok a celou dobu od zac¢atku vzniku repozitare,

ccoments_count udava celkovy pocet komentari k zaslanym zménam,

varianty ccomments_f udévaji denni frekvenci komentait k zaslanym zménam za posledni
tyden, mésic, pilrok, rok a celou dobu od zacatku vzniku repozitare,

forks_count udava celkovy pocet forka repozitafe a

varianty forks_f udavaji denni frekvenci vzniku forku repozitare za posledni tyden, mésic,
ptlrok, rok a celou dobu od zacatku vzniku repozitare.
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Priloha C

Postup zprovoznéni
implementované webové aplikace

Pro zprovoznéni vysledné webové aplikace je vhodné pouzit operac¢ni systém unixového
typu (napfiklad Linux). Hlavnim pozadavkem je interpreter jazyka Python (dostupny pfti
pouziti balickovaciho systému ¢i na strankach https://www.python.org/). Aplikace je
psana pro Python verze 2. Volitelnym, avsak vhodnym néstrojem je program virtualenv
(https://virtualenv.pypa.io/en/latest/) pro lokalni spravu knihoven jazyka Python.
Postup zprovoznéni je nésledujici:

1. Vytvotte slozku se soubory pro virtualenv:
virtualenv ~/gham_venv

2. Aktivujte virtualenv:
source ~/gham_venv/bin/activate

3. Nainstalujte zévislosti programu GHAM Project. Ze slozky s projektem spustte:
pip install -r requirements.txt

4. Vytvoite databazi:

python manage.py makemigrations
python manage.py migrate

5. Na serveru GitHub na adrese https://github.com/settings/developers pridejte
novou aplikaci. Hodnotu Client ID zkopirujte do souboru gham/settings.py do
proménné SOCIAL_AUTH_GITHUB KEY a Client Secret do proménné
SOCIAL_AUTH_GITHUB_SECRET.

6. Spustte program pomoci:
python manage.py runserver

7. Server bude bézet na adrese http://localhost:8000.

56


https://www.python.org/
http://virtualenv.pypa.io/en/latest/
https://github.com/settings/developers
http://localhost:8000

