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Abstrakt:

Diplomova prace se zabyva optimalizaci vybraného investi¢niho portfolia. Resitel
navrhne automatizovany investi¢ni model, ktery bude vyuzivat pokrocilych algoritmu
na bazi umélé inteligence a principti technické analyzy. Optimalizace parametra a
oveéfeni vykonnost investicniho modelu je realizovano na historickych datech.
Vysledkem diplomové prace je optimalizovany investicni model s dirazem na
maximalizaci zisku a stability. Diplomova prace je realizovana v prostiedi

programovaciho jazyka Python a volné dostupnych analytickych knihoven.

Klicova slova:

optimalizace portfolia, investi¢ni model, technicka analyza, ume¢la inteligence, strojové

uceni, Python

Abstrakt - anglicky:

The thesis deals with the optimization of the selected investment portfolio. Solver
suggests automated investment model that will use advanced algorithms based on
artificial intelligence and principles of technical analysis. Optimization of parameters
and verifying the performance of the investment model is realized on historical market
data.The result of this thesis is optimized investment model with an emphasis on
maximizing profits and stability. The thesis is realized in an environment Python

programming language and freely available analytical libraries.

Klicova slova - anglicky:

portfolio optimization, investment model, technical analysis, artificial intelligence,

machine learning, Python
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UvoD

Moznost participace na finan¢nich trzich se z podhledu drobného investora v poslednich

deseti letech dramaticky zménila.

Rozvoj a dostupnost internetu a vypocetni techniky umoznil vznik mnoha on line
zprostiedkovatelim - makléiim, ktefi za prfijatelné poplatky umoziiuji pfistup na

financ¢ni trhy milionim individualnich obchodniku a malym podnikim. (1)

Drobny obchodnik, investor (rader) tak muze z pohodli domova nebo kancelafe pfi
relativné malém investicnim rozpoCtu smysluplné obchodovat s rliznymi cennymi

papiry a derivaty na vSech vyznamnych svétovych burzach. (3)

Jesté v ranych 90tych letech bylo obchodovani na burze doménou institucionalnich
investort jako jsou banky, hedgeové a penzijni fondy, fondy kvalifikovanych investort
nebo individualni  moviti obchodnici. Samotné uzavirani kontrakti, neboli
obchodovani na zakladé nabidky a poptavky ostatnich ucastnikti trhu, probihalo tak, ze
investor pres svého placeného prostrednika - brokera umistoval obchodni ptikazy na
burzu a oCekaval jejich tispésné plnéni, tedy nakup nebo prodej zdjmového investicniho

instrumentu. (5)

Broker musel byt registrovan u konkretni burzy a musel mit licenci pro uzavirani
kontraktl pro tfeti osoby. Broker také musel byt fyzicky pfitomen v obchodnich
prostorach burzy na tzv. prodejnim misté - patfe, kde byl v telefonickém kontaktu se
zakaznikem a provadél jeho jménem obchodni piikazy. Broker zakaznikovi zajiSt'oval
informacni a poradni servis, informoval jej o stavu provadénych transakcich,

nestandardnich situacich a stavu trhu. (7)

Tento zakaznicky servis si samoziejmé nechal zaplatit formou fixnich a procentnich
provizi z ceny transakce, takze 1 malé obchody staly zakaznika na poplatcich
minimalné vyssi desitky az stovky dolart. Pokud si zakaznik chtél vytvorit vlastni
investi¢ni portfolio s nékolika desitkami tituld a toto portfolio pravidelné optimalizovat,
musel do né investovat minimalni Castku ve stovkach tisicich dolar, ktera byla

schopna absorbovat vysoké poplatky a umoznila tak dosahovat Cistého zisku.
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DalSim kritériem ur€ujicim minimalni pozadavky na kapital investora byl minimalni
objem investi¢niho instrumentu obchodované v ramci jedné transakce, tzv. lotu.
Velikost lotu byla stanovovana burzou nebo jinym statnim ufadem, a naptiklad pro

akcie byl neymensi obchodovatelny objem od 100 akcii na transakci. (3)

V dnesni dobé je situace diky on line brokerim naprosto jina. Napiiklad u bézného
nizko nakladového brokera si muze zajemce pies internet zalozit testovaci obchodni
ucet, stahnout zdarma softwarovou obchodni platformu a vyzkouSet obchodovani
nanecisto. V obchodni platformé ma pfistup na vyznamnéjsi burzy svéta, k dispozici
nabidku tisict investi¢nich instrument vCetné realtime cen a zakladnich sad nastroji
technické analyzy. Pres obchodni platformu lze testovat vykonnost vlastnich
obchodnich strategii na historickych datech a samoziejmé realizovat obchodni piikazy

k nakupu ¢i prodeji investi¢nich instrumentt.

Prikladem nizko nakladového brokera je Interactive Brokers, ktery je jeden z
nejznaméjSich internetovych brokert se sidle v USA Chicago, nabizi svym zakaznikim
demo tucet, nezpozdeéna trzni cenova data, zdarma obchodni on line platformu Trade
Workstation a nizké poplatky za uzavieny kontrakt. Pro skute¢né obchodovani broker
vyzaduje vlozit na ucet minimalni ¢astku 10 000 dolarti, ze které jsou hrazeny jak
samotné obchody tak i transak¢ni poplatky, které k unoru 2017 byly jeden dolar za
obchod. Broker také zdarma na svij ucet zajistuje sluzbu transparentniho rozdéleni

lotu mezi vice zakaznikq, takze 1ze nakupovat akcie i po jedné. (7)
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1. CILE PRACE, METODY A POSTUPY

Cilem diplomové prace je navrh a realizace investiCnich modeld, které s vyuzitim
principi technické analyzy a algoritma strojového uceni budou predikovat vyvoj
akciového trhu a generovat investicni doporuceni. Vysledkem bude optimalizované
akciové portfolio vybrané (selektované) z titula zastoupenych v akciovém indexu S&P

500, respektive S&P 100.

V prvni kapitole se seznamime s teoretickymi predpoklady a dilezitymi pojmy, které
vyuzijeme pii navrhu a tvorbé investinich modeld. Projdeme si zakladni pojmy a
principy technické analyzy vcetné oblibenych technickych indikatort, ukazatel miry
rizika a stability investi¢nich instrumentd. Seznamime se ze zaklady strojového uceni,
kde si pfedstavime vhodné klasifikacni algoritmy pro finanni a ekonomické ulohy.
Zhodnotime jejich vykonost, chybovost a presnost. Také si demonstrujeme ukéazkovy
postup vyuziti vybranych algoritmi pro predikci trendu trhu na zakladé Casovych

burzovnich tfad .

V praktické Casti prace provedeme syntézu vyse uvedenych teoretickych predpokladu ,
ze kterych vyjdeme pii navrhu vlastniho feSeni. Pomoci programovaciho jazyka

Python , analytickych a statistickym knihoven Pandas, Numpy, Scipy a knihovny

strojového uceni Scikit-learn vytvofime dva investicni modely TECH a ML, které
budou sledovat rizné strategie. Vstupem obou investicnich modeli je seznam
akciovych titult v indexu S&P 100 nebo S&P 500 , formule pro vypocet technickych
identifikatora a aktualni burzovni cenova data. Vystupem je pak sada signala pro nakup
konkrétnich akciovych tituld. Prvni model je zalozen na sadé technickych indikatort,
podpurnych statistickych vypocCti a long hold investiéni strategii RSI 2. Druhy
investicni model vychazi s prvniho, ke kterému navic pfidava prediktivni slozku
vychazejici z algoritma strojového uceni naucenych na historickych burzovnich
datech. Oba modely projdou procesem optimalizace konfiguranich parametrt,

hyperparametrii a Casovych oken. Optimalizace pomoci softwarovych smycek prohleda

stavovy prostor vSech moznosti a na zakladé nejlepsich hodnot metrik vynosnosti a
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stability vybere nejlepsi nastaveni algoritmi a technickych identifikatord. Dal§im
krokem je aplikace metody backtesting, ktera spociva v provedeni simulovaného
obchodovani na denni bazi. Znamena to, zZe Automaticky obchodni systém (AOS)
projde historickd burzovni data den po dni, kdy realizuje fiktivni ndkupy ¢i prodeje
jednotlivych akciovych tituld a vysledky transakci pribézné zapisuje do logu. Vlastné

tak vytvaii a optimalizuje akciové portfolio.

Vysledné portfolio porovname s benchmarkem, ktery je predstavovan fiktivni investici
do investi¢niho instrumentu, které kopiruje znamy akciovy index S&P 500, respektive
S&P 100, které jsou ve finan¢nich odbornych kruzich uznavany a pouzivany jako
akciovy benchmark. Zajimavé bude sledovat vykonost obou modeld v krizovych

letech 2007 az 2011, kdy akciové trhy zazily propady v desitkach procent.

V zavérecné kapitole bude zhodnocena tspésnost obou modeld a piinos diplomové

prace.
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2. TEORETICKE VYCHODISKO PRACE

Kazda diplomova prace musi byt vystavena na fadném teoretickém zakladu. V této Casti

se seznamime s problematikou financnich trha, technické analyzy a strojového uceni.

2.1. Finan¢ni trhy

Nejprve st musime definovat, co je to financni systém.

Finan¢ni systém je soubor trhu, instituci, zakond, regulaci a technik, s jejichz pomoci
jsou obchodovany akcie, obligace a jiné cenné papiry. Financni systém tak zajistuje
soustifed’'ovani docasné volnych penéznich prostiedkii a jejich naslednou alokaci
procesem premény uspor v investice. Financni systém plni svou funkci prostfednictvim

finan¢niho trhu.(1)

Finan¢ni trh je systém instituci a instrumentt, zabezpecujici pohyb penéz a kapitalu ve
vSech jeho formach mezi riznymi ekonomickymi subjekty na zakladé poptavky a

nabidky. (1)

Finan¢ni trh je Sirokym pojmem popisujicim jakykoli trh, kde se kupujici a prodejci
ucastni obchodu s aktivy, jako jsou akcie, dluhopisy, mény a derivaty. Financni trhy jsou
typicky definovany transparentnim stanovenim cen, zakladnimi obchodnimi pravidly,

naklady a poplatky a trznimi silami urcujicimi ceny obchodovanych cennych aktiv.(3)

Finan¢ni trhy se nachézeji téméf v zemi na svéte. Nékteré jsou velmi malé a jen s mélo
ucastniky, naopak naptiklad burza New York Stock Exchange (NYSE) a forexové trhy
obchoduji s biliony dolari denné.(3)

V Ceské republice se obchodovani na finan&nich trzich v réizné formé objevuje uz od
roku 1861 a v soucasné dobé je spojovano s nejvyznamnéjsi burzou v zemi - Burzou
cennych papird Praha a. s. (BCPP), ktera  byla zalozena v Praze v roce 1991 a
provozuje hlavni trh s akciemi. Burzovni index spravovany prazskou burzou ma nazev
PX a zahrnuje nejlikvidné§i akcie obchodované na prazském trhu a k 1.1.2017

zahrnoval 13 akcii. (2)
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Klasifikace finanénich trhu

* Akciovy trh - je financni trh, ktery umoziiuje investorim nakupovat a prodavat
akcie vefejné obchodovanych spolecnosti. Na primarnim akciovém trhu se
poprvé nabizi nova emise akcii. Jakékoliv nasledné obchodovani s cennymi
papiry se uskutec¢iiuje na sekundarnim trhu. Akciovy trh obsahuje primarni i

sekundarni trh. (3)

* Trh ,,Over-The-Counter* (OTC) - je piikladem sekundarniho trhu. OTC trh
zajistuje vymeénu verejnych akcii, které nejsou kotovany na burze v New Yorku
nebo na americké burze cennych papird. Spolecnosti, jejichz akcie jsou
obchodovany na OTC trhu, jsou obvykle mensi organizace, nebot tento finan¢ni

trh je méné regulovany. (3)

* Trh dluhopisu - dluhopis je investi¢ni instrument, kdy investor ptjcuje penize
dluznikovi na urcitou dobu s pfedem stanovenou urokovou sazbou. Dluhopisy
jsou vydavany nejen spoleCnostmi, ale mohou byt také emitovany

municipalitami nebo vladou. (6)

* Penézni trh - je soucasti finan¢niho trhu, ktery obchoduje s vysoce likvidnimi a
kratkodobymi aktivy. Zamérem penézniho trhu je kratkodobé pjcovani a nakup
cennych papirt se splatnosti obvykle méné€ nez jeden rok. Trh kratkodobych
uvérl je ovladan zejména bankami a jinymi finanCnimi institucemi, které
podléhaji licenci, ale nalezneme zde i jiné podnikatelské subjekty (napiiklad
podnikatelé poskytujici si zbozi vzajemné na faktury). Patii zde 1 kratkodobé

vklady u bank, sménky, depozitni certifikaty ¢i pokladni¢ni poukazky. (1)

* Trh s derivaty - je finan¢ni trh, ktery obchoduje s cennymi papiry, které
odvozuji svou hodnotu od svého podkladového aktiva. Hodnota derivata je
urcena trzni cenou podkladové aktiva. Tento financni trh obchoduje s derivaty

vcetné forwardovych kontrakta, futures, opci, swapt a smluv o rozdilu. (1)

*  Forexovy (ménovy) trh - je mezibankovni trh, na kterém jsou obchodovany

mény formou valut nebo deviz. Tento finan¢ni trh je nejlikvidn€j$im trhem na
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sveété, protoze hotovost je nejvice likvidni aktivum. Mezibankovni trh je financni

systém, kde se obchoduje s ménou mezi bankami. (3)

* Trh drahych kovii — ma dopliikové postaveni a za nejdilezitéjsi trh drahych
kovl je povazovan trh zlata, dale jiz méné vyznamny trh stiibra, platiny nebo

paladia. Ve vSech piipadech se jedna o komoditni trhy. (3)

Oba investi¢ni modely TECH a ML jsou urCeny obchodovani na akciovém trhu, kde
budou v ramci metody backtesting provadét simulované transakce za ucelem vytvareni

portfolia a jeho nasledné optimalizace v dlouhodobém investi¢nim horizontu.
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2.2. Technicka analyza

Technicka analyza je soubor grafickych a matematickych metod uréeny pro predikci
cenového vyvoje investiéniho instrumentu na zéakladé historickych a soucasnych

cenovych pohybu na finan¢nim trhu.(10)

Zakladem technické analyzy je ohodnoceni zkoumaného cenného papiru na zakladé
trznich informaci jako je cena nebo objem obchodd. Vysledky technické analyzy

mohou byt pouzity jako podklady pro investicni rozhodnuti.(6)

Metody technické analyzy délime do dvou hlavnich skupin dle zpisobu interpretace

cenovych dat (11):

* Grafické metody — vysledkem jsou grafy, ve kterych uzivatelé hledaji vzory a

formace s danym vyznamem. Grafy jsou zadkladnim kamenem vizualni analyzy.

* Technické indikatory - piedstavuji vypocitané hodnoty na zaklade

tematickych vzorct a doporu¢enych zplsobu interpretace vysledku.

$SPX S2P 500 Large Cap Index INDX @ StockChartscom
30-Dec-2016 Open 225161 High 225353 Low 223362 Last 2233.53 Volume 1.68 Chg -10.43 (0.46%) v
™ 58P 500 Large Cap Index (Daily) 2238.83 (30 Dec) Frrek
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Obrazek 1: Svickovy graf indexu S&P 500
(Zdroj: StockCharts.com)
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Na obrazku 1 je zobrazen analyticky svickovy graf zachycujici cenovy vyvoj pro Index
S&P 500 v ¢asovém rozmezi 1.1.2015 az 31.12.2016, graf je doplnén o dva technické
indikatory, klouzavy primér SMA 50 (Cervena cara) a klouzavy prumér SMA 200

(modré cara).

Diky moderni vypocetni technice je zcela bézné vyuzivani obou metod soucasné, takze

na do zobrazovaného grafu jsou online dopliiovany hodnoty technickych indikatort.

(overlapping)

V diplomové praci nebudeme popisovat a vyuzivat grafickou metodou, protoze neni

vhodna pro strojové zpracovani a tim padem 1 pro feSeni nasi hlavni ulohy.

Prvni stopy o vyuziti technické analyzy mizeme vystopovat do Japonska 18ho stoleti ,
kdy tehdejsi obchodnici s komoditami vyuzivaly jednoduché svickové grafy pro urceni
budoucich cenovych trendd. Svickové grafy patfi v soucasné dobé mezi nejvice

oblibené grafické metody. (19)

Na prelomu 19ho a 20ho stoleti se objevuje Dowova teorie, coz je prace pana Charlese
Dowa - soubor spisi, matematickych vzoreckii a pozorovani trhi, ktery dnesni

obchodnici povazuji za zaklad soucasné technické analyzy. (10)

Diky rozvoji vypocetnich prostiedkll je moderni technicka analyza Siroce pouzivana pro
odhad zacatku a konce cenového trendu nebo zmény trendu samotného u zkoumaného
finan¢niho aktiva. Technickou analyzu muZeme uplatnit na akcie, komodity, indexy,
futures a dalsi obchodovatelné instrumenty, bez znalosti fundamentalniho zakladu a

pouze na zakladé historického cenového vyvoje a aktualniho stavu trhu. (11)

Vysledkem technické analyzy neni presna budouci cena, ale  informace o
predpokladaném cenovém pohybu s ur¢itou mirou jistoty. Je na obchodnikovi, aby na
zakladé svych zkuSenosti tuto informaci posoudil a zapracoval do obchodniho planu.
Je zcela bézné, ze dva obchodnici, vychazejici ze stejnych vysledkt technické analyzy,

budou mit zcela opacny ndzor na budouci vyvoj trhu. (10)
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2.2.1. Princip technické analyzy

Technicka analyza vyuziva data z financnich trha, zajimaji ji historické a soucasné

cenové pohyby a ukazatel Volatility. Fundamentalni informace o zkoumaném aktivu

nebere v potaz a napiiklad zprava o netrodé v dusledku Spatného pocasi neni

zohlediiovana pti predikci cenového vyvoje pSenice. (10) Cena aktiva jednoduse

odpovida nejvyssi hodnote, kterou je ochoten zaplatit jakykoliv ucastnik trhu.

Uzivatelé technické analyzy véri ve tii predpoklady:

Trh obsahuje vSechny cenotvorné informace - cena aktiva je vysledek
nabidky a poptavky jednotlivych Gc€astnika trhu po investi¢nich instrumentech,
ktefi do potencionalnich kontraktd vstupuji pod vlivem Sirokych ekonomickych
faktorti, fundamentalnich informaci, psychologickou naladou trhu a dalSimi
faktory. Dle zastanct technické analyzy je plné dostateCné analyzovat cenovy
pohyb, protoze vSechny dilezité informace jsou jiz v cené obsazeny. Tento bod
je Casto terCem kritiky odpurct technické analyzy , protoze ti na zakladé Teorie

efektivnich trhi fundamentalni faktory v analyze postradaji. (9)

Ceny se pohybuji v trendech — uzivatelé¢ technické analyzy véii, ze 1 pies
kratkodobé cenové fluktuace se vytvareji takzvané cenové trendy a predpoklada
se, ze kdyz se cena aktiva do trendu dostane, ma tendenci v ném urcitou dobu
setrvat. Cena aktiva muze nasledovat trend vzestupny nebo sestupny, pripadné
jit do takzvané do boku. Pti urCitych matematicky vyjadritelnych podminkam
lze urCit tzv. pruraz, kdy se trend z velkou pravdépodobnosti otoci. Této

skuteCnosti obchodnici vyuZzivaji pfi vytvafeni obchodnich plana. (9)

Historie se opakuje - na zakladé dlouhodobého pozorovani az 100letych graft
bylo zjisténo, ze vyvoj financnich trhii ma tendenci se opakovat. V grafech na
raznych Casovych Skalach jsou Casto nalézany stejné grafické vzory, coz tento
predpoklad do jisté miry potvrzuje. Zastanci technické analyzy si to vysvétluji
tak, ze lide pfi stejnych trznich udalostech maji tendenci se chovat podobné jako
v minulosti. Ukolem technické analyzy je pak tyto formace v&asné odhalit a

vyuzit naptiklad pro generovani vstupnich a vystupnich trznich signall. (9)
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2.2.2. Trendy

Trend v pojeti technické analyzy predstavuje prevladaji smeér, ve kterém se pohybuje
cena investicniho instrumentu nebo celého trhu. Pro obchodnika je  vyhodné
obchodovat v souladu s trendem a nejit proti nému a proto je zasadni urcit jak silny

trend je, zda je zacinajici, koncici nebo ma tendenci k obratu. (10)
Trendy rozliSujeme dle sméru na (19):

* vzestupné - aktudlni vrchy a dna jsou vyssi nez predchazejici vrchy a dna,
* sestupné — aktualni vrchy a dna jsou nizsi nez pfedchézejici vrchy a dna,

* do strany - trend pojmenovany do strany nebo ,bez trendu” se vyznacuje tim,
ze nelze urcit jasny trend, vrchy a dna jsou rozlozeny nahodng.

AVASN

Vezestupny trend Sestupny trend Trend do boku

Obrazek 2: Ukazka trendu vzestupného, sestupného a do boku

(Zdroj: vlastni zpracovani)

Trendy muzeme klasifikovat i podle délky trvani (19):

* dlouhodobé - sem spadaji trendy na Skale od mnoha let az po 3 mésice,
* strednédobé - zde fadime trendy o délce 1 az 3 mésice,

* kratké — trendy trvajici maximalné 1 meésic.

Dlouhé trendy byvaji slozeny z nékolika stfednédobych trendl, které jsou

charakteristické opozi¢nim smérem, tzv. korekcemi a Casto tvofi lokalni minima a
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maxima neboli ,,zuby“. Kratké trendy nejrychleji reaguji na aktualni trzni situaci a

jsou predmétem zajmu intradennich a swingovych obchodniku.

2.2.3. Podpora a rezistence

Koncept podpory a rezistence je uzivateli technické analyzy pfirovnavan k souboji
nabidky a poptavky neboli nakupnich a prodejnich piikazech obchodnikd. O urovni
rezistence mluvime v piipadé, kdy cena instrumentu neni schopna ptekonat urcitou
cenovou uroveil a u podpory kdy cena neni schopna klesnout pod niz§i cenovou
urovenl. Je témér jisté, ze na jakémkoliv Casovém ramci je pfitomna alespori jedna

cenova urovei, ale spiSe obé&. (19)

Vznik podpory a rezistence uzce souvisi s psychologii trhu, pro uroven podpory plati,
ze je na trhu dostatek obchodniki, ktefi jsou za tuto cenu ochotni nakupovat a pfi
rezistenci prodavat. Svoji roli také hraji tzv. ,,magickd pékna“ ¢isla 10, 25, 50, 100,
1000 [3] a dalsi..., pokud se cena Cislim pfiblizi, obchodnici maji sklon k vétsi aktivité

a vice nakupuji nebo prodavaji. (8)

V piipadé prilomu podpory nebo rezistence trh zacne hledat novy rovnovazny stav a
nastane tzv. prohozeni role (swifching) - prorazeni cenové hladiny, z rezistence je

podpora a z podpory rezistence. (10)

Z pohledu technické analyzy je zajimavé zjisténi, ze pokud cena aktiva nékolikrat
otestuje urovenl podpory a rezistence tak v takto cenové vymezeném rozpéti setrva i
blizké budoucnosti. Urovn& podpory a rezistence diky aktivité obchodnik® predstavuiji
oblasti zvySené Volatility a s tim je tfeba pfi obchodnim rozhodnuti pocitat. Naptiklad
planovat vstup do pozice (order entry) a umistit stop-loss order je vhodné az pod

uroveri rezistence, tzn. mimo oblast zvysené Volatility. (8)

Stop-loss order je obchodni ptikaz, kterym obchodnik limituje riziko obchodovani.
Ptikaz stop-loss order obchodnik umistuje pro urcitou cenovou uroverni a pokud cena
investicniho aktiva béhem obchodni seance klesne na tuto uroven, tak se obchodni

pozice automaticky uzavte. (5)
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Prohozeni drovni - z rezistence na podporu

Obrazek 3: Prohozeni cenovych trovni z rezistence na podporu

(Zdroj: vlastni zpracovani)

Obrazek 3 zachycuje situaci prohozeni cenovych trovni, trend v bodech 1 a 2 stanovuje

uroven rezistence, nasledn¢ ji prorazi ata se méni v uroven nové podpory, bod 3 a 4.
Teorie efektivnich trhu

Je teorie, ktera se pokousi popsat chovani kurzt akcii. Predpoklada se, ze kurzy akcii
jsou ovlivnény pouze informacemi o o¢ekavanych ziscich a dividend. Trzni cena pak
predstavuje  hodnotu, ktera akcie spravné ocenuje. Na trhu pak nelze najit

podhodnocené nebo nadhodnocené akcie. (19)

2.2.4. Casové ramce

Koncept ¢asového ramce' v technické analyze chapeme jako Casovy interval, pro ktery
pocitame z cenovych dat aktiva vybrany technicky indikéator nebo provadime vizualni
analyzu na grafu o vhodné Sifce, tzn. vétsi nez je Sitka ramce. Naptiklad pfi vypoctu
jednoduchého klouzavého priméru SMA 100 zvolime pro vizualizaci rocni graf,
protoze vzorec pro SMA 100 pocita z 100 po sobé jdoucich dennich cenovych dat a

vyslednou kiivku uvidime nejlépe na rocnim grafu. (8)

1 'V praktické casti diplomové prace ve strategii AOS pouzijeme dvé zakladni velikosti ¢asovych ramcu
- short a long o velikosti 200 a 5 ¢asovych jednotek.
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AAPL Apple,Inc. Masdag 65 ®StockCharts.com
30-Dec-2016 Open 116.15 High 11650 Low 11492 Close 115.32 Volume 20.7M Chg -0.91 (0.78%) ~
= sApple, Inc (Daily] 115,32 (30 Dec) 117.14 112
—MAC100) 111,19 11675

0,99 Qo

Obréazek 4: Carovy graf akcie firmy Apple s aplikaci indikatoru SMA 100
(Zdroj: StockCharts.com)

Na obrazku ¢islo 4. je zobrazen Carovy graf zachycujici cenovy vyvoj pro akcii AAPL
(Apple, Inc.) v casovém rozmezi 1.1.2016 az 31.12.2016., graf je doplnén o ukazatel
SMA 100 (modra linka).

2.2.5. Cenové rozpéti

Cenové rozpéti (price range) odpovida rozsahu vymezeném nejvyssi a nejnizs§i cené
aktiva za urCity ¢asovy ramec, napfiklad za 5 sekund, 60 minut, den, meésic nebo rok.
Cenové rozpéti muzeme interpretovat jako Volatilitu, tzn. ¢im vétsi Volatilita tim vetsi
cenove rozpéti. Dale plati, ze pii zvétSovani Casového ramce se zvétSuje 1 cenové
rozpéti, tzn. cenové rozpeti na dennim ramci bude men$i nez rozpéti na mesiCnim

ramci. (11)

2.2.6. Cenovy tick

Pojem cenovy tick nebo jen tick je mefitkem minimalni zmény ceny za urcité obdobi
nebo mezi dvéma po sobé jdoucimi obchodnimi kontrakty (akciovymi obchody).
Napriklad pokud je obchodovan akciovy kontrakt za cenu 500 a nasledujici kontrakt za

cenu 502, tak hovotime o vzestupném ticku o velikosti 2 dolart. (6)
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2.2.7. Volume

Indikator volume predstavuje mnozstvi uzavienych kontraktl be&hem urcité Casové
doby, nejcastéji béhem jednoho dne. Hodnota volume je soucasti burzovnich dat a
mimo cenu aktiva je to druhy nejcastéjsi vstup pro technickou analyzu. volume mizeme
v daném kontextu interpretovat jako potvrzeni trendu nebo jeho blizici se zménu.
Naptiklad pokud pii zméné trendu pozorujeme nadprumérné volume, Ize otoceni trendu
vice diveéfovat nez pokud je volume primérny nebo podprumémy. U vzestupném nebo
sestupného trendu nadprimérny volume indikuje jeho pravdépodobnéjsi zesilovani a

pokraCovani a pii podprimémém volume jeho budouci oslabeni.(8)

Z pohledu psychologie trhu ukazatel volume odrazi stadovité chovani davu. Napriklad
pii obraceni trendu ze sestupného na vzestupny chce fada obchodniki této situace
vyuzit a sazi na cenovy vzestup a uzavira kontrakty do dlouhé pozice (long position) , to
vede k dal§imu nardstu volume, to pfilaka dalsi obchodniky, ktefi svymi noveé

uzavienymi kontrakty volume dale navysuji a tak stale dokola. (3)

IBM Irternational Business Machines NvSE @StockCharts.com
20-Dec-2016 Open 155.13 High 165.39 Low 164.20 Close 164569 Volume 3.0M Chg -0.61 (-0.37 %)«
= International Business Machines ([aily) 164,69 (30 Dec) 167,19
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Obréazek 5: Carovy graf akcie IBM doplnény o indikator Volume
(Zdroj: StockCharts.com)
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Na obrazku 5 je zobrazen Carovy graf zachycujici cenovy vyvoj pro akcii IBM
(International Business Machines Co.) v ¢asovém rozmezi 1.1.2016 az 31.12.2016., graf
je doplnén o indikator Volume (spodni zeleny sloupcovy graf). Oba grafy sdileji stejnou
Casovou osu. Za povSimnuti stoji skuteCnost, ze kdyz se klesajici trend obraci na

stoupajici, tak je volume nadprimérné.

2.2.8. Technické indikatory

Technické indikatory predstavuji soubor statistickych metod, které na zakladé cenovych
trznich dat pomahaji hledat trendy, trzni sentiment, cenové fluktuace, zmény Volatility a
trzni momentum u zkoumaného investi¢niho instrumentu, nejcastéji u akcii. Technické
identifikatory obchodnici vyuzivaji k potvrzeni hledaného vzoru v grafu nebo ke
generovani nakupnich a prodejnich signalt, k predpovidani trend nebo k upozornéni na

mimoradné situace na trhu. (11)

Z matematického hlediska technické identifikatory predstavuji sérii datovych bodu
vypocitanych pomoci vzorce z cenovych dat (price data) a ptipadné 1 hodnoty objemu

obchodl (volume). (16)

Cenova data predstavuji pro dané Casové obdobi ¢tyfi hodnoty - open, high, low, close.
Nekteré identifikatory mohou byt pocitany pouze z close hodnoty, zatimco jiné zahrnuji

v§echny Ctyfi a navici objem obchodi (volume). (16)

Technické indikatory délime podle Casového zaméteni na (8):

* Dopredné (pretend)- dopredné indikatory se snazi predchazet cenovy vyvoj
aktiva a predpovidat jeho budouci vyvoj. Nejvice jsou uzitecné v obdobi kdy trh
netrenduje, tzn. jde do boku, protoze mohou predikovat vzestupny nebo

sestupny trendovy pruraz.
*  Zpozdéné (lagging) — zpozdéné indikatory kopiruji cenové pohyby a slouzi jako
potvrzovaci signal, napfiklad pro potvrzeni sily nebo sméru trendu. Tyto

indikatory se uplatni v obdobi kdy trh trenduje, protoZze mohou signalizovat jeho

oslabeni nebo zesileni v daném sméru.
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Technické indikatory dale délime dle typu a interpretace vysledku (8):

* Oscilatory (oscilators) - oscilatory jsou nejbéznéjsi typ indikatort a jejich
vysledek nabyva hodnot z urCitého rozsahu. Napiiklad indikator RSI muze
nabyvat hodnot od 0 do 100, kde hodnoty blizké 0 signalizuji pieprodané al00

prekoupené aktivum, hodnoty blizké 50 neutralni aktivum.

* Neomezené indikatory (non-oscilators)- neomezené indikatory jsou meéné
Cast¢ a jejich vysledna hodnota neni omezena hranicemi. Typickym
predstavitelem je klouzavy pramér MA, ktery je ¢asto pouzivan jako doplikovy
indikator . Neohrani¢ené indikatory v kombinaci s dal§im indikatory generuji
signaly pro vstupy nebo vystupy z pozic nebo potvrzuji silu trendu na zaklade
konvergence nebo divergence. Pokud se trend aktiva od hodnot indikatoru
vzdaluje, tak trend oslabuje a naopak pokud se piiblizuje, tak trend aktiva

posiluje.

V nasledujicich odstavcich si predstavime nejbéznéjsi technické indikatory a nékteré z
nich vyuzijeme v naSem vlastnim feSeni. Témer kazdy indikator vychazi z urcité
hypotézy kterou zkoumal jeho tviirce a ten stanovil i vzorec pro vypocet indikatoru a
doporuceny zpusob interpretace vysledkt. Uzivatelé technické analyzy si Casto
indikatory parametrizuji a upravuji dle svych potieb a vznikaji tak nové odvozené

indikatory nebo zpusob vyuziti indikatoru je jiny nez byl ptivodné tviircem zamyslen.

2.2.9. Moving Average indikator (MA)

Moving Average indikator, neboli klouzavy pramér, je typicky predstavitel zpozdéného
neomezeného indikatoru. Jeho aplikaci dosdhneme vyhlazeni cenovych dat diky
eliminaci drobnych cenovych fluktuaci. Velikost zpozdéni indikatoru je dana poctem
cenovych bodd, na kterych je pramér pocitan. Naptiklad klouzavy pramér 10 ma mensi
zpozdéni nez klouzavy prameér 200. (10)

Pii technické analyze se setkavame nejCastéji se tfemi typy klouzavého priméru a
jednoduchy klouzavy pramér (SMA), exponencialni klouzavy pramér (EMA) a vazeny
klouzavy pramér (WMA). Zakladni rozdil mezi nimi je ten, Ze vazeny a exponencialni

klouzavy prumér klade pfi vypoctu vétsi diraz na nejmladsi cenové body a tim padem
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rychleji reaguje na cenové zmény, zatimco jednoduchy klouzavy pramér pfifazuje vSem
cenovym boduim stejnou vahu a proto ma pomalejsi reakce na zmény trendu. Nelze fici,
ktery z klouzavych primért je lepsi, zalezi na zkuSenostech uzivatele technické

analyzy, aby pro svij obchodni plan spravné zvolil vhodny typ. (10)

Délka klouzavého prameéru, tzn. pocet kalkulovanych cenovych bodi, by méla
odpovidat délce trendu nebo velikosti obchodniho okna. Pro kratkodobé trendy volime
velikost mezi 5 az 20, pro stfednédobé trendy 20 az 70 a pro dlouhé trendy 100 a vice.

Mezi uzivateli jsou oblibené hodnoty 5, 10, 20, 50, 100 a 200. (25)

2.2.10. Vzorec pro jednoduchy klouzavy prumér (SMA)

suma cenovych bodii

SMA =
pocet cenovych bodti

Naptiklad pro SMA 50 secteme 50 po sob€ jdoucich cenovych bodi a podélime 50 a
ziskame jednoduchy klouzavy primér pro Casovy ramec o Sifce 50 cenovych bodu.
Okno pak dale posouvame po jedno Casovém bodd smérem k aktualnimu datu a cely

vypocet opakujeme. (25)

2.2.11. Vzorec pro exponencialni klouzavy prumér (EMA)

2
1+casovy ramec

EMA = aktudini cena X R + predchdzejici EMAX(1—R),R=
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Date Volume Close SMAS5 | EMAS

2016-12-01 | 4635700 | 158.566 NA NA
2016-12-02 | 2740900 | 158.765 NA NA
2016-12-05 | 3447100 | 158.586 NA NA
2016-12-06 | 2859000 | 159.092 NA NA

2016-12-07 | 4435100 | 163.497 | 159.701 | 160.62
2016-12-08 | 3266400 | 164.063 | 160.801 | 161.878
2016-12-09 | 3146900 | 165.214 | 162.09 | 163.059
2016-12-12 | 3392300 | 164.202 | 163.213 | 163.455
2016-12-13 ] 5932300 | 166.97 | 164.789 | 164.658
2016-12-14 14124200 | 167.188 | 165.527 | 165.516
2016-12-15] 3388600 | 166.702 | 166.055 | 165.916
2016-12-16 | 7120600 | 165.422 | 166.097 | 165.75
2016-12-19 | 2955900 | 165.372 | 166.331 | 165.624
2016-12-20] 2174600 | 166.285 | 166.194 | 165.845
2016-12-21] 3575700 | 166.017 | 165.96 | 165.902
2016-12-22 | 2802600 | 165.749 | 165.769 | 165.851
2016-12-23] 1701200 | 165.402 | 165.765 | 165.702
2016-12-27 | 1397500 | 165.829 | 165.857 | 165.744
2016-12-28 | 1757500 | 164.886 | 165.577 | 165.458
2016-12-29 ] 1663500 | 165.293 | 165.432 | 165.403
2016-12-30 | 2952800 | 164.688 | 165.22 | 165.165

Tabulka 1: Ukézka hodnot indikdtoru SMA 5 a EMA 5 na 21 dennich periodach
(Zdroj: vlastni zpracovani)
V tabulce 1 lze vidét jak exponencialni klouzavy primeér rychleji nez jednoduchy

klouzavy primér na zménu ceny close.
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Obrazek 6: Carovy graf akcie GE a indikatord SMA20, SMA200
(Zdroj: StockCharts.com)

Na obrazku 6 je zobrazen ¢arovy graf zachycujici cenovy vyvoj pro akcii GE (General

Motors Co.) v Casovém rozmezi 1.1.2016 az 31.12.2016., graf je doplnén o dva
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indikatory jednoduchy klouzavy primér 50 (modra ¢ara) a 200 (Cervena Cara). Za
povsimnuti stoji skutecnost, ze kdyz je SMA 50 nad SMA 200, tak je trend vzdy
stoupajici a naopak.
Aplikace klouzavého priméru potvrzuje trend a urCuje jeho silu, definuje mozné body
prulomu a urovné podpory a rezistence, generuje obchodni signaly, které odpovidaji
kiizenim kratkého a dlouhého klouzavého priméru (moving average crossover) nebo

prekfizenim klouzavého priméru a ceny (price crossover). (8)

Klouzavy primér Casto najdeme v kombinaci s oscilatorem RSI nebo jako vstupni
parametr pii kalkulaci slozitéjSich indikatort, naptiklad u Bollinger Bands nebo

MACD . (8)

2.2.12. Relative Strength index Indikator (RSI)

Relative Strength Index (RSI) je popularni doptfedny oscilator, vyvinuty J. Welles
Wilderem, ktery slouzi k méfeni rychlost zmény a sily cenovych pohybu aktiva. V
kombinaci s dal§imi nastroji (napi. prekiiZzeni s klouzavym prameérem) je schopen

predikovat zménu trendu nebo zménu urovné podpory a rezistence. (10)

IBM Internationsl Business Machines NYSE @ StockCharts.com
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Obrazek 7: Carovy graf akcie IBM s indikatorem RSI
(Zdroj: StockCharts.com)
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Na obrazku 7 je zobrazen ¢arovy graf zachycujici cenovy vyvoj pro akcii IBM v
Casovém rozmezi 1.1.2016 az 31.12.2016., graf je doplnén o oscilator RSI 14 (spodni

graf). Oba grafy sdileji stejnou Casovou osu.

Vystupu Relative Strength Index indikatoru osciluje na Skéale 0 az 100 s centrovanim na

50. Podle tviirce rozeznavame dvé pasma zajmu (11):

* 0 az 30, pasmo preprodani (oversold) — odpovida situaci, kdy je pozitivni
momentu aktiva tak vysoké, ze dlouhodobé neni udrzitelné a bude korigovano

zménou do vzestupného trendu, tzn. cena investi¢niho instrumentu poroste.

* 70 az 100, pasmo prekoupeni (overbought) - odpovida situaci, kdy je pozitivni
momentu aktiva tak nizké, ze dlouhodobé neni udrzitelné a bude korigovano

zménou do sestupného trendu, tzn. cena investi¢niho instrumentu bude klesat.

Uzivatelé technické analyzy pocitaji RSI indikator nejCastéji pro cCasovy ramec 7,14
nebo 21, s niz§im Casovym ramcem stoupa u indikatoru citlivost, ale i nachylnost na
ovlivnéni nahodilymi cenovymi fluktuacemi. Naptiklad RSI 7 dfive zaznamena troven

prekoupeni, ale s vétsi mirou faleSného signalu nez RSI 14. (8)

Dal$i moznost jak zvysit citlivost indikatoru je zizeni pasem pieprodani a prekoupeni.
Ovérené hodnoty z trhu jsou 0 az 20, respektive 80 az 100. (8)

Je vSak na uzivateli, aby si zvolit vhodny kompromis ¢asového ramce nebo Sitky pasma
dle svych zkusSenosti a ucelu pouziti indikatoru. Kazdy obchodni plan je individualni a

proto je zadouci provéfit vice hodnot indikatort RSI.
2.2.13. Vzorec pro vypocet Relative Strength Index indikatoru (RSI)

RSI=100— 100 , RS= priimér ziskil/ priimér ztrat
(1+RS)

Napriklad pro RSI(14) pocitame na 14 po sobé jdoucich cenovych bodech podil

pruméru ziski a praméru ztrat, vysledek doplnime zbytku do vzorce a ziskame RSI
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indikator pro ¢asovy ramec o §ifce 14 cenovych bodi. Vysledek RSI osciluje v rozmezi

0 az 100 a krajnich hodnot 0 a 100 nikdy nenabude.

Date Volume | Close |RSISMAS5|RSIEMAS

2016-12-01 | 4635700 | 158.566 NA NA
2016-12-02 | 2740900 | 158.765 NA NA
2016-12-05 | 3447100 | 158.586 NA NA
2016-12-06 | 2859000 | 159.092 NA NA
2016-12-07 | 4435100 | 163.497 NA NA

2016-12-08 | 3266400 | 164.063 | 96.949 98.614
2016-12-09 | 3146900 | 165.214 | 97.376 99.046
2016-12-12 | 3392300 | 164.202 | 86.753 70.216
2016-12-13 | 5932300 | 166.97 89.78 86.426
2016-12-14 | 4124200 | 167.188 | 82.292 87.247
2016-12-15| 3388600 | 166.702 | 73.416 72.581
2016-12-16 | 7120600 | 165.422 | 51.807 43.623
2016-12-19 | 2955900 | 165.372 62.19 42.634
2016-12-20 | 2174600 | 166.285| 38.384 64.713
2016-12-21 | 3575700 | 166.017 | 30.464 55.337
2016-12-22 | 2802600 | 165.749 | 32.857 45.458
2016-12-23| 1701200 | 165.402 | 49.463 33.745
2016-12-27| 1397500 | 165.829 | 60.268 55.077
2016-12-28 | 1757500 | 164.886 | 18.943 26.646
2016-12-29 | 1663500 | 165.293 | 34.855 45.019
2016-12-30 | 2952800 | 164.688 | 30.545 28.877

Tabulka 2: Ukazka hodnot indikatoru RSI 5 pro SMA a EMA na 21 dennich periodach

(Zdroj: vlastni zpracovani)

Relative Strength Index indikator je Casto uzivan pfi vizualni analyze na svickovych
grafech pfi potvrzovani hledané grafické formace ( pattern matching) a v kombinaci s
ostatnimi indikatory jako generator obchodnich signal(i, urCeni zmény nebo potvrzeni

cenového trendu. (11)

2.2.14. Moving Average Convergence Divergence indikator (MACD)

Moving Average Convergence Divergence (MACD) je predstavitelem slozeného
zpozdéného oscilatoru, ktery sleduje cenovy trend aktiva a zachycuje vztah mezi
kratkodobym a dlouhodobym exponencialnim klouzavym pramérem. MACD se

vypocita odectenim dlouhodobého EMA od kratkodobého EMA. Pro generovani
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obchodnich signaltl je vyuzivano kfizeni MACD se signalni kfivkou reprezentovanou
exponencialnim klouzavym primérem vypocitanym z datovych bodi MACD. Obvyklé
hodnoty pro kalkulaci MACD jsou 26 pro dlouhodoby EMA, 12 pro kratkodoby EMA a
9 pro EMA signalni kiivky. Kalkulovany rozdil EMA 12 — EMA 26 je do grafu
vynasen jako kiivka MACD, doplitkkovy sloupcovy histogram jako rozdil mezi MACD
a signalni kfivkou. Soucasti grafu je i pomocna nulova pfimka, ktera je definovana

stavem EMA 12 = EMA 26. (10)
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Obrazek 8: Carovy graf akcie IBM s indikatorem MACD
(Zdroj: StockCharts.com)

Na obrazku 8 je zobrazen carovy graf zachycujici cenovy vyvoj pro akcii FA
(Facebook, Inc) v ¢asovém rozmezi 1.1.2016 az 31.12.2016., graf je doplnén o indikator
MACD 12,26,9 (spodni graf). Cerna kiivka predstavuje MACD a &ervena signalni
kiivku EMA 9 pocitanou z MACD. Modry sloupcovy histogram zachycuje rozdil mezi

MACD kfivkou a signalni kiivkou. Oba grafy sdileji stejnou casovou osu.
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2.2.15. Vzorec pro vypocet Moving Average Convergence Divergence indikatoru

(MACD), signalni krivky a sloupcového histogramu:

MACD(12,26,9)= EMA 12— EMA 26
MACD, signdlni krfivka=EMA 9 pocitany z MACD
MACD, histogram= MACD — Signdlni linka
MACD, nulova primka: EMA 12=EMA 26

Date Volume | Close |MACD|EMA 26| EMA 12
2016-12-01 | 4635700 | 158.566 | 0.0 | 158.566 | 158.566
2016-12-02 | 2740900 | 158.765 | 0.004 | 158.669 | 158.674
2016-12-05 | 3447100 | 158.586 | 0.0 | 158.639| 158.64
2016-12-06 | 2859000 | 159.092 | 0.016 | 158.766 | 158.782
2016-12-07 | 4435100 | 163.497 | 0.2 | 159.863 | 160.063
2016-12-08 | 3266400 | 164.063 | 0.331 | 160.704 | 161.035
2016-12-09 | 3146900 | 165.214 | 0.462 | 161.506 | 161.968
2016-12-12 | 3392300 | 164.202 | 0.493 | 161.941 | 162.434
2016-12-13 | 5932300 | 166.97 | 0.645| 162.686 | 163.331
2016-12-14 | 4124200 | 167.188 | 0.755 | 163.307 | 164.062
2016-12-15 | 3388600 | 166.702 | 0.798 | 163.748 | 164.545
2016-12-16 | 7120600 | 165.422 | 0.748 | 163.953 | 164.701
2016-12-19 | 2955900 | 165.372 | 0.698 | 164.12 | 164.818
2016-12-20 | 2174600 | 166.285 | 0.705 | 164.363 | 165.068
2016-12-21 | 3575700 | 166.017 | 0.685 | 164.542 | 165.227
2016-12-22 | 2802600 | 165.749 | 0.645 | 164.668 | 165.313
2016-12-23 | 1701200 | 165.402 | 0.585 | 164.743 | 165.328
2016-12-27 | 1397500 | 165.829 | 0.559 | 164.85 | 165.409
2016-12-28 | 1757500 | 164.886 | 0.471 | 164.853 | 165.325
2016-12-29 | 1663500 | 165.293 | 0.425 | 164.895 | 165.32
2016-12-30 | 2952800 | 164.688 | 0.344 | 164.876 | 165.22

Tabulka 3: Ukazka hodnot indikatoru MACD a EMA 12,26 na 21 dennich periodach

(Zdroj: vlastni zpracovani)

Vyuziti MACD indikatoru je Siroké. Obchodnici jej vyuzivaji pro indikovani

nakupnich a prodejnich signala, prekoupenosti a pieprodanosti trhu a pro potvrzovani

sméru a silu trendu. (11)
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2.2.16. Stochastic Oscillator indikator (SO)

Stochastic Oscillator indikator  (SO) je predstavitelem dopfedného oscilatort

vyvinutého v 50tych letech finanénikem George C. Lane. (10)

Stochastic oscilator pracuje se vzdalenosti aktualni close ceny investi¢niho instrumentu
vzhledem cenovému rozsahu Jow a high cen za urCity Casovy ramec. Stochastic
Oscilator pocita rychlost trhu neboli rychlost cenovych zmén, které interpretuje na skale
0 az 100. Indikator pod hranici 20 signalizuje preprodanost trhu a naopak hodnota

indikatoru nad hranici 80 signalizuje piekoupeny trh. (11)

Stochastic oscillator se sklada se ze dvou kiivek. Prvni %K je hlavni kiivka a druha
kiivka se nazyva %D a vypocita se jako klouzavy prumér x predchozich bodi kiivky
%K. Ktivka %D slouzi jako signalni linka. Vychozi nastaveni pro Stochastic Oscillator

je Casovy ramec o velikosti 14 a kiivka %D je jednoduchy klouzavy primér 3. (25)
2.2.17. Vzorec pro vypocet Stochastic Oscillator indikatoru (SA)

Stochastic oscillator , kFivka %K = aktudlni close —min.low)/(max . high—min.low)* 100

Stochastic oscillator , kfivka %D = n predchozich %K /n

Nutno podotknout, ze existuji tii varianty indikatoru: full, slow a fast, které se odlisuji v

hodnoté SMA a ¢asovém ramci. (11)
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Obréazek 9: Carovy graf akcie GOOGL s indikatorem Stochastic oscillator
(Zdroj: StockCharts.com)

Na obrazku 9 je zobrazen carovy graf zachycujici cenovy vyvoj pro akcii GOOGL
(Alphabetic Inc) v Casovém rozmezi 1.1.2016 az 31.12.2016., graf je doplnén o
indikator Stochastic Oscillator 14,3,3 varianta full (spodni graf). Cerna kiivka
predstavuje %K a Cervend signalni kiivku %D pocitanou jako SMA 3 z %K . Oba grafy

sdileji stejnou ¢asovou osu.

Hlavnim pfinosem indikatoru je predikce bodu obratu v blizkosti urovné podpory a
rezistence. Pokud indikator prorazi hodnotu 20, signalizuje tim mozna vzestupny trend a
uspésné otestovani urovné podpory a naopak priraz hodnoty 80 znamena nadchazejici
sestupny trend a uspeS$né otestovani urovné rezistence. K signalizaci zvratu dochazi,
pokud hodnota indikatoru roste z hodnot niz§ich nez 20 (bull turnover ) nebo klesa z

hodnot vyssich nez 80 (bear turnover). (8)

Stochastic Oscillator, jako vSechny technické indikatory, podava nejlepsi vysledky ve
spolupraci s ostatnimi technickymi indikatory. Volume a prialomy mohou potvrdit nebo

vyvratit obchodni signaly generované Stochastic Oscillator indikéatorem. (25)
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2.2.18. Bollinger Band indikator (BB)

Indikator Bollinger band (BB) byl vyvinut finanénim matematikem John Bollinger v
80tych létech. Bollinger band indikator je slozen ze dvou pasem vychazejicich z
Volatility investicniho instrumentu. Pasma jsou umisténa pod a nad kfivkou
jednoduchého klouzavého prameéru (nejcastéji SMA 20) pocitaného z close ceny aktiva.
Volatilita odpovida standardni odchylce close ceny a je chapana jako cenové pasmo
( aktudlni cena +/- standardni odchylka), ve kterém se bude cena aktiva nachazet v
nadchazejici period€. Pokud se standardni odchylka zvétsi, tak se zvetsi 1 Volatilita a
obracené. Siika pasem odpovida nasobkdm Volatility, nejGastéji 2 nebo 3 nasobek a

zména Volatility se automaticky proporcionalné propaguje do §itky pasem. (11)

2.2.19. Vzorec pro vypocet Bollinger Band indikatoru (BB)

Bollinger band , stfedni kfivka=SMA 20 z close ceny
Bollinger band , horni pdsmo=(SMA 20 z close ceny ) +2 x(standardni odchylka z 20 datovychbodi)
Bollinger band , spodni pdsmo=(SMA 20z close ceny)—2 x ( standardni odchylka z 20 datovychbodii)

Date Volume | Close BB BB UP | BB DOWN
2016-12-01 | 4635700 | 158.566 | 157.994 | 165.954 | 150.034
2016-12-02 | 2740900 | 158.765 | 158.441 | 165.41 151.472
2016-12-05| 3447100 | 158.586 | 158.877 | 164.562 | 153.192
2016-12-06 | 2859000 | 159.092 | 159.176 | 164.171 | 154.181
2016-12-07 | 4435100 | 163.497 | 159.653 | 164.363 | 154.944
2016-12-08 | 3266400 | 164.063 | 160.177 | 164.347 | 156.006
2016-12-09 | 3146900 | 165.214 | 160.489 | 165.181 | 155.797
2016-12-12 | 3392300 | 164.202 | 160.699 | 165.667 | 155.731
2016-12-13 | 5932300 | 166.97 | 161.199 | 166.582 | 155.816
2016-12-14 | 4124200 | 167.188 | 161.687 | 167.391 | 155.984
2016-12-15| 3388600 | 166.702 | 162.12 | 167.971 | 156.269
2016-12-16 | 7120600 | 165.422 | 162.464 | 168.238 | 156.689
2016-12-19 | 2955900 | 165.372 | 162.776 | 168.466 | 157.086
2016-12-20| 2174600 | 166.285 | 163.016 | 168.879 | 157.152
2016-12-21 | 3575700 | 166.017 | 163.247 | 169.205 | 157.288
2016-12-22 | 2802600 | 165.749 | 163.499 | 169.431 | 157.566
2016-12-23| 1701200 | 165.402 | 163.676 | 169.614 | 157.738
2016-12-27 | 1397500 | 165.829 | 163.806 | 169.816 | 157.795
2016-12-28 | 1757500 | 164.886 | 163.938 | 169.92 157.956
2016-12-29 | 1663500 | 165.293 | 164.155 | 169.994 | 158.316
2016-12-30 | 2952800 | 164.688 | 164.461 | 169.675 | 159.248

Tabulka 4: Ukazka hodnot indikatoru Bollinger Band na 21 dennich periodach

(Zdroj: vlastni zpracovani)
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Obrazek 10: Carovy graf akcie XRX s indikatorem Bollinger Band
(Zdroj: StockCharts.com)

Na obrazku 10 je zobrazen ¢arovy graf zachycujici cenovy vyvoj pro akcii XRX (Xerox
corp.) v ¢asovém rozmezi 1.1.2016 az 31.12.2016., graf je doplnén o indikator Bollinger
Band. Centralni teckovana modra kiivka predstavuje SMA 20 a plna modra ¢ara nad a
pod teckovanou ¢arou vymezuje horni resp. dolni pasmo o vzdalenosti 2 x Volatilita od

centralni kiivky.

Bollinger Band indikator reflektuje smér trendu aktiva s 20 periodou a Volatilitou v
hornich a spodnich pasmech. Tyto pasma mohou byt pouzity pro indikaci nadhodnocené
nebo podhodnocené ceny a tim padem i brzké korekce . Podle tviirce Bollingera muze
indikator signalizovat az 80% téchto stavi. Samoziejmé plati, Ze prodejni signaly
generované Bollinger Band indikadtorem by mély byt potvrzovany v kombinaci s

ostatnimi trend indikatory. (10)

2.2.20. On-Balance Volume indikator (OBV)

On-balance Volume indikator (OBV) byl na pocatku 60tych let vyvinut matematikem

Joe Granville a je predstavitelem doptfedného oscilatoru. (11)

On-balance Volume indikator primarné€ zkouma volume aktiva pfed cenou a snazi se

indikovat jeho pozitivni nebo negativni volume flow slozku. Tvirce indikatoru
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predpoklada, ze zména volume predchazi zméné ceny z divodu, Ze institucionalni
investofi maji lepsi informacni zakladu a do pozic vstupuji dfive nez §iroka investorska
verejnost. Svymi nakupy zvedaji objemy uskuteCnénych obchodu, zvedaji cenu aktiva a

tim motivuji ostatni investory k nakupu, coz se posléze odrazi v cené. (10)

On-balance Volume indikator rozliSuje 3 typy trendu a to up, down a doubtful neboli
rostouci, klesajici a nejasny. Vzestupny trend nastava, kdyz je vrchol a dno aktualniho
OBV trendu nad pfedchazejicim vrcholem a dnem OBV trendu a sestupny trend
nastava, kdyz je vrchol a dno aktualniho OBV trendu pod predchazejicim vrcholem.

Indikator tak zohledriuje, zda volume roste z nakupti nebo prodeje aktiva. (11)

UZivatelé technické analyzy On-balance Volume indikator pouzivaji zptisobem, kdy
sleduji konvergenci nebo divergenci indikatoru k cenové kiivce a odhaduji tak trendovy
zvrat nebo potvrzeni trendu. (25)

2.2.21. Vzorec pro vypocet On-balance Volume indikatoru (OBYV)

OBV =minuly OBV +aktudlni Volume , pokud je soucasnd cenanad minulou cenou

OBV =minuly OBV —aktudlni Volume , pokud je soucasnd cena pod minulou cenou

OBV =minuly OBV , pokud je soucasnd cena shodnd s minulou cenou

39



IBM Internstional Business Machines NYSE @ StockCharts.com
20-Dec-2016 Open 165.13 High 165.39 Low 164.20 Close 164.69 Volume 3.00 Chg -0.61 (-0.37 %)+

— Intarnational Business Machines (Daily) 164,63 (20 Dac) 167,19
1675

16285
160.0
16T .8
155.0
16285
160.0
147 .5
145.0
1425
140.0
129.29 137 5
135.0
1325
130.0
1278
125.0
1228
1200

141.23

139,03 139,16

11561

113,72
2016 Feb hdar Apr hlay Jun Jul Fug Sep Ot Mo Dec
= on Balance Vol

2016 Feb har Apr b ay Jun Jul Aug Sep et Mo Dec
Obrazek 11: Carovy graf akcie IBM s On-balance Volume indikatorem
(Zdroj: StockCharts.com)

Na obrazku 11 je zobrazen carovy graf zachycujici cenovy vyvoj pro akcii IBM
(International Business Machines Co.) v ¢asovém rozmezi 1.1.2016 az 31.12.2016., graf
je doplnén o On-balance Volume indikator (spodni zeleny sloupcovy graf). Oba grafy

sdileji stejnou ¢asovou osu.

Stejné jako ostatni indikatory, 1 On-balance Volume je doporuceno pouzivat v
kombinaci s ostatnimi nastroji technické analyzy, naptiklad s oscilatory nebo

potvrzovaci trendu. (10)

Kratce jsme si predstavili nekolik nejbéznéjsich technicky indikatoru a nékteré z nich
vyuzijeme v nasem feSeni jako filtr vhodnych akciovych tituld z indexu S&P 100,
respektive S&P 500 pro dalsi zpracovani nebo jako generator signald pro vstup do a

vystup z pozic.

Pti praci s technickymi indikatory je tfeba mit na mysli, Ze nejsou 100% spolehlivé a ze
jejich predikce mohou naprosto selhavat v turbulentnich dobach jako byla financni

krize 2007 az 2011. V takovych situacich je lepSi zvazit uzavieni vSech pozic a
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stahnout se z trhu. Nékdy je vyhodnéjsi se vzdat potencionalnich menSich ziski nez

utrpét velké ztraty.

Mit dostate¢né mnozstvi kapitalu na konci krize je velka vyhoda. Na trhu stale pretrvava
nejistota z minulych let a vétSina investiCnich aktiv je k dispozici za podhodnocené
ceny. Dodatecny zisk tak Ize realizovat nakupem investi¢nich instrumenti za vyhodné

ceny. (19)
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2.3. Strojové uceni

Definice: strojové uceni je podoblast pocitacové védy, ktera podle Arthura Samuela
dava pocitacovym systémum schopnost ucit se, aniz by byly explicitné
naprogramovany. Strojové uceni zkouma konstrukci algoritmt, které se mohou naucit

a predpovidat ze vstupnich dat. (31)

V dnes$ni doba modernich technologii je charakteristicka tim, ze nas obklopuje velké
mnozstvi dat, strukturovanych a nestrukturovanych. V druhé poloviné 20tych let
minulého stoleti se na scéné objevuje strojové uceni jako podobor pocitacovych veéd
umélé inteligence. Strojové ucCeni se zabyvd navrhem a realizaci samoucicich
algoritmt, které dokazi z ohromného mnozstvi obecnych nestrukturovanych dat (big

data) vyextrahovat védomost do formy modelu. (21)

Tento model Ize ulozit do souboru, znovu nacist a aplikovat na nova data a z nich
predikovat pozadovanou velicinu. To v se d€je bez nutnosti explicitni analyzy dat a
programovani algoritmi Clovékem. S aplikacemi strojového ucCeni se jiz bézné
potkdvame v kazdodennim zivoté, napiiklad v pii analyze sentimentu textovych
dokument;, v rozpoznavani obrazu, v bankovnich aplikacich pfi hodnoceni bonity
klienta, pfi detekci anomalii, ve webovych vyhledavacich, v samofiditelnych autech, ve

zdravotnictvi atd. (24)

m:
(w]]

VSTUPNi S
UZIVATEL SKA |:> e I:> ODPOV
DATA

Obrazek 12: Proces fungovani algoritmu strojového uceni
(Zdroj: vlastni zpracovani)
Na obrazku 12 vidime proces fungovani algoritmt strojového uceni. Z obecnych dat

pomoci algoritmil strojového uceni a procesem uceni vytvoiime nauceny model, tzn. Ze

42



model ma znalost o datech. Do tohoto modelu vlozime nova neznama data (obrazek,
zvuk, textovy dokument, video) a oCekavame ze systému kvalifikovanou odpovéd’,
napiiklad rozpoznani objektu na obrazku, tfidu vstupnich dat vyjadienou cCislem,

onalepkovani dokumentu atd. ..
Prakticka aplikace algoritmu strojového uceni ma dvé zakladni faze (13):

* uceni - extrakce védomosti ze znamych dat a vytvareni prediktivniho modelu
na zakladé algoritmi strojového uceni. VSe probéhne bez programovani

Clovékem,

* predikce — pouziti nauc¢eného modelu na neznama data a ziskani kvalifikované

odpoveédi. Odpoved je zatizena urcitou mirou chybovosti.

Uéeni bez uéitelem
(unsupervised
leaming)

Uceni s ucitelem
{supervised learning)

Zpétnovazebné uceni
(reinforcement
leaming)

Obrazek 13: Typy algoritma strojového uceni

(Zdroj: vlastni zpracovani)

2.3.1. Algoritmy strojového uceni

Algoritmy jsou zakladni esenci investi¢niho modelu ML. Regitel Glohy musi vybrat
vhodny algoritmus a optimalné nastavit jeho konfiguraéni parametry

(hyperparameters). (13)
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Algoritmy délime podle informaci o vstupnich datech do trid (21):

* Uceni s ulitelem (supervised learning) — algoritmus je instruovan spravnych
vystupem, vstupni trénovaci data jsou vybavena i1 pozadovanou odpovédi,
ptikladem je oznaCovani spamu, algoritmus dostane na vstupu mnozstvi

testovacich emaild spolu s védomosti zda dany email je nebo neni spam.

* Uceni bez ucitele (unsupervised learning) — vstupni trénovaci data jsou
algoritmu predlozena bez znalosti spravného vystupu, algoritmus si musi sam
zjistit vazby mezi daty a data spravné roztfidit podle nezndmého spolecného

znaku. Typickou tlohou je roz¢lenéni zakaznik do segmenta.

* Zpétnovazebné uceni (reinforcement learning) — algoritmus v dynamickém
prostiedi provede akci a ziska zpétnou (odménu nebo trest), na zakladé této
vazby provede dalsi krok a znova ziska zpétnou vazbu a tak stale dokola, tim
meéni své chovani na pozadované a po kazdé iteraci se zlepSuje. Vyuziti
nalezneme napiiklad v samofiditelnych autech, samoucicich robotech a v hrani

her proti lidskému soupefi.

Resime typy tloh (24):

» Klasifikace (classification) - vstupni data jsou délena do jedné nebo nekolika
trid, napfiklad jsou rozpoznany a oznaCeny objekty na fotce (zvirata, lidé,
stroje, kvétiny, atd..).

* Regrese (regression) - na zakladé fady vstupnich dat odhadujeme budouci

hodnotu, napfiiklad predikujeme vyvoj kurzu mény v blizké budoucnosti.

* Shlukovani (clustering) - vstupni objekty rozfazujeme do nékolika pfedem

neznamych tfid, napfiklad segmentace zakazniku.
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Nejpouzivanéjsi algoritmy strojového uceni :

* linedrni regrese (/inear regression) - je velmi rychly algoritmus (ma
konstantni rychlost), jehoz prednosti je jednoduchost, vhodnost prace s
numerickymi daty s mnoha atributy a odolnost proti preuceni (overfitting).
Nehodi se pro modelaci pfili§ komplexnich vazeb a je schopen zpracovat jen
linedrni vazby. V piipadé€ nelinearnich vazeb je nutné provést matematickou
transformaci na vazby linearni. Jeho podstatou je interpolace naméfenych
hodnot linearnim vyrazem, naptiklad v pfipadé dvojrozmérného prostoru je

vysledkem funkce ptimky. Linearni regrese je typu uceni bez ucitele. (24)

* rozhodovaci stromy (decision trees) — je rychly, pfesny, multiklasifika¢ni
algoritmus, ktery je odolny proti chybgjicim atributim a Sumu. Je vhodny pro
zachyceni nelinearnich vazeb s vysokou komplexitou dat a pracuje na
principu rozhodovaci stromové struktury. Kazdy uzel stromu vyhodnocuje
pravé jednu vlastnost (atribut). Kofenovy ¢i vySe polozeny uzel musi
rozhodovat vlastnost s co nejvetsi mirou odlisSnost nez uzly jemu podiizené.
Rozhodovaci stromy neumi zpracovat spojitd data a proto je nutné pouzit

transformaci na diskrétni hodnoty. Algoritmus je typu uceni s ucitelem. (24)

* neuronové sité (neutral networks) — reprezentuji rodinu vykonnych
rozhodovacich algoritmi, které jsou vhodné pro zpracovani dat s velmi
komplexnimi vazbami. Princip neuronovych siti je inspirovan biologii a je
tvofen soustavou propojenych rozhodovacich prvki tzv. neuront. Neurony
charakterizuje mnoho vstupti a prave jeden vystup s moznou hodnotou 0 nebo
1. Evaluace neuronu funguje tak, ze vSechny vstupy jsou seCteny, je
vypocitana prenosnou funkce a pokud jeji vysledek presdhne prahovou
hodnotu, tak dojde k aktivaci neuronu a vystup je nastaven na 1. Pfi uceni
neuronovych siti vyhledavame optimalni hodnotu vahovych koeficientt
kazdému vstupu tak, aby vysledny predikéni model fungoval dle o¢ekavaného
vysledku nasi ulohy. Neuronové sit€¢ jsou odolné proti pfeuceni a velkou
vyhodou je, ze nepotiebuji znat strukturu vstupnich dat. Jako nevyhodu

muzeme chapat vysokou vypocetni narocnost a nemoznost interpretace vnitini
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konfigurace modelu, tzn. funguji jako black box. Neuronové sit€ mizeme ucit

s 1 bez ucitele. (21)

podpurné vektory (SVM, support vector machines) — je metoda strojového
uceni, kterd rozd€luje vstupni data na dva prostory vektorem tak, aby
minimalni vzdalenost boda (reprezentantl dat) od déliciho vektoru byla co
nejvetsi. Metoda je vhodna pro klasifikaci datovych linearnich vazeb a ze své
podstaty ma binarni charakter. Na vstupni data je tfeba aplikovat podptrny
vypocet, tzv. jadrovou transformaci, ktera zajisti feSitelnost pomoci SVM -
tedy moznost rozdélit data do dvou prostort. Vysledny predikéni model je
presny, odolny proti Sumu, ale naro¢ny na vypocetni kapacitu. Metoda

podpurnych vektord je typu uceni bez ucitele. (21)

metoda k-nejblizSich sousedu (k-nearest neighbors) — je jednoduchy a
vykonny algoritmus strojového uceni, ktery na zakladé nastaveného
parametru K vyhleda pro zkoumany bod X nejblizsi sousedy o poctu K. Bod
X je pak pfifazen do klasifika¢ni skupiny, kterd je Cetnéj§i u vyhledanych
sousedi. Vstupni data je nutné transformovat do prohledavaného prostoru
tak, aby mély stfedni hodnotu O a rozptyl 1. Algoritmus je ze své piirozené
podstaty multiklasifikacni a neni pfili§ vhodny pro vysoce dimenzionalni data.

Metoda k-nejblizsich sousedu je typu uceni s ucitelem. (24)

2.3.2. Optimalizace hyperparametriu modela

U vétsiny algoritmt strojového uceni je nutné nastavit tzv. hyperparametry

(hyperparameters) — pocatecni konfiguracni parametry, které ovliviiuji chovani modelt

béhem procesu uceni a pii predikci. Optimalni hodnota hyperparametrti se lisi podle

feSené ulohy, dostupnosti vstupnich dat a pozadovaného chovani modelu (napfiklad

ptresnost predikce, rychlost predikce, miru faleSnych predpovédi atd...). (24) V tabulce

5. vidime seznam hyperparametrii pro modely vCetné€ nejbéznéjsich hodnot. Pro ucely

diplomové prace vyuzijeme nékteré z volné dostupnych optimalizacnich aplikaci, které

dokazi krome hyperparametrii doporucit i vhodny algoritmus.
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Model Parameters to optimize Good range of values
Linear e fit_intercept True / False
Regression e normalize True / False
Ridge * alpha ¢ 0.01,01, 10, 10,100
o Fit_intercept True/False
» Normalize True/False
k-neighbors * N_neighbors 2,4,8,16 ....
e p 2,3
SVM e C e 0.001, 0.01.....10...100...1000
e Gamma ‘Auto’, RS*
» class_weight ‘Balanced’ , None
Logistic e Penalty Llorl2
Regression  C 0.001, 0.01.....10...100
Naive Bayes (all | NONE NONE
variations)
Lasso e Alpha ¢ 01,10 10
* Normalize s True/False
Random Forest e N_estimators e 120, 300, 500, 800, 1200
e Max_depth e 5,8, 15, 25, 30, None
e Min_samples_split e 1,25 10,15, 100
e Min_samples leaf e 12510
o Max features e Log2, sqgrt, None
Xghoost e Eta e 0.01,0.015,0.025, 0.05, 0.1
e Gamma ¢ 0.05-0.1,0.3,05,0.7,09,1.0
e Max depth e 357,912 15,17, 25
e Min_child_weight e 1357
e Subsample e 06,07,08,09,10
e Colsample_bytree e 06,07,08,09,10
e Lambda e 001-0.1,10,RS*
e alpha e 0,01, 05 1.0RS*

Tabulka 5: Algoritmy a hyperparametry k optimalizaci
(Zdroj: (24))

2.3.3. Priprava dat

Pro natrénovani a predikci modelu jsou vhodné vybrana a upravend vstupni data
rozhodujici faktor prenosnosti predikce. Vstupni data bez dodate¢né tpravy obvykle
nejsou vhodna pro pfimé uceni, protoze Casto obsahuji redundance, chybéjici nebo

chybné atributy, maji nevhodny datovy typ, nevhodnou skalu, maly rozsah nebo nejsou
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normalizovana. Proto musime data upravit do spravného tvaru (data preprocessing).
(13)

Porozuméni a vybér vstupnich dat

Z povahy feSeného ulohy bychom méli mit pfedstavu, jakd data a v jakém rozsahu
potiebujeme. Casto setkame s tim, e  jsme zahlceni velkym mnoZstvim
nestrukturovanych a Spatné€ popsanych dat. Nasim tkolem je data rozradit, popsat, snizit

jejich komplexitu a vybrat jen ta, které maji vztah ke zkoumané uloze.

Spravny vybér dat (data selection) méa zasadni vliv na rychlost a presnost predikéniho

modelu a v neposledni fadé Setii vypocetni a ulozni kapacitu. (13)

V praxi je bézné, ze je vyuzito cca 10 az 20% dodanych dat a ze datovy specialista

stravi az 80% Casu prace jen na priprave dat (13).

Klasifikace vstupnich dat dle typu (24):
* numericka - 20, 1950, 11.25,...

» kategoricka - nefazend - Cervena, zelena, modra,...
- fazena (ordinalni) — maly, vetsi, nejvetsi,. ..

- binarni — 0/ 1, pravda / nepravda,...

Cisténi dat (data cleaning)

Pii Cisténi dat nahradime chybéjici nebo poskozené hodnoty atributti novou hodnotou
( napf. klouzavym prumérem, medianem nebo konstantou) nebo smazeme cely zaznam

méfeni (fadek). (24)
Transformace dat (data transformation)

Transformace dat je proces, pii kterém ménime reprezentaci dat na novou skutecnost,
kterd se hodi pro strojové zpracovani. Vhodna transformace dat dokéaze zvysit presnost

predikéniho modelu. (24)
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Metody transformace dat (13):
* Normalizace dat - je prepocet hodnot numerickych atributu na skalu (-1, 0, 1).

* Standardizace dat - predstavuje posunuti rozlozeni hodnot numerickych
atributd na Skale tak, aby jejich primér byl 0 a standardni odchylka 1. Pii

aplikaci standardizace je vhodné brat v potaz pouzity klasifikacni algoritmus.

* Konverze datovych typu - znamena pfevod nenumerickych atributi na

numerické, napt: hodnoty ANO/NE pievedeme na 1/0 .

* Agregace atributu a sniZovani dimenzi — data se snazime upravit tak, aby
neztratila potfebnou informacni hodnotu a pfitom obsahovala co nejméné
atributl (dimenzi). Jedna z moznosti je vytvoreni nového atributu, ktery nahradi
korelujici a zaroven kauzalné propojené atributy. Spravnost rozhodnuti je nutné

ovefit experimentem.
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3. ANALYZA SOUCASNEHO STAVU

V teoretické Casti prace jsme si predstavili dulezité koncepty a pojmy, které pouzijeme
jako vychodisko pro nase vlastni feSeni. Popsali jsme si zakladni princip technické
analyzy, Casto pouzivané technické indikatory: Simple Moving Average, Bollinger
Band, On-balance Volume, Stochastic Oscillator, MACD, Relative Strength Index

vcetné jejich kalkulacnich vzorcl, ukazkovych grafti a zpasobu interpretace vysledka.

Algoritmy strojového ueni pouzijeme jako dodatecnou predikci hodnoty Casové rady

ceny akcie a pro klasifikaci ristu nebo poklesu ceny akcie.

V praktické casti budeme realizovat zadani diplomové prace. Navrhneme a
implementujeme finanéni modely TECH a ML pro tvorbu a optimalizaci akciového
investi¢niho portfolia, otestujete je na historickych burzovnich datech a porovname s

odborniky uznavanym benchmarkem.

Pro vypocCet a optimalizaci modeld pouzijeme open source softwarové nastroje -
programovaci jazyk Python, ktery ma bohaty ekosystém pro finanéné ekonomické
vypoCty, ma strmou kiivku uceni a je zdarma. Jadro vypoctu budou mit na starosti
knithovny Pandas a Numpy, strojové uceni (ML) pak knihovna Scikit-learn, coz je
vlastné kolekce softwarovych nastroji, kterymi jsme schopni kompletné pokryt cely
proces tvorby ML prediktoru - od vybéru a pfipravy vstupnich dat az po vybér a
optimalizaci vhodného modelu klasifikatoru. Pro ulozeni burzovnich historickych dat a
koneCnych vypocti zvolime osvédCenou databazi PostgreSQL, ktera ma dostateCny
vykon, je zdarma ke stazeni a bezproblémové spolupracuje s jazykem Python. Pro
nazornou prezentaci vysledkii pouzijeme knihovnu pro tvorbu grafi Matplotlib, ktera
nabizi Sirokou paletu grafti a grafickych vizualizaci a je uzce provazana s knihovnou

Pandas.

Vsechny funkcionality investi¢nich modeli budou vyjadieny ve formé softwarovych
tfid a prisluSnych metod, pres které budou tyto tfidy, resp. jejich instance vzajemné
interagovat ve smyc¢ce hlavni programu. Nas hlavni program nazveme Automaticky

obchodni systém (AOS), ktery vykonava strategii AOS.
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Dulezitou roli v nasem AOS hraji prediktory, které z historickych dat predvidaji s
uréitou urovni jistoty budouci vyvoj trendu datové tfady, v nasem piipadé cenového
vyvoje, na zakladé kterého budou generovany obchodni signaly pro nakup nebo prode;
akciového titulu. Prediktory pro srovnani vytvofime dva, prvni bude navrZzen na
principu technické analyzy (Predictor TECH) a druhy bude vychézet z prvniho,
kterého doplni o klasifikator na bazi algoritmi strojového uceni (Predictor ML).
Ocekava se, ze by mél dosahovat lepSich vysledki v predpovédi a tim zvysit

profitabilitu a/nebo stabilitu portfolia.

Vykonnost AOS vyhodnotime metodou backtesting, ktera je zalozena na simulovaném
obchodovani na historickych burzovnich datech. Princip je nésledujici, automaticky
obchodni systém prochazi burzovni data vybranych akcii od nejstar§iho zaznamu
smérem do budoucna, pro kazdy obchodni den predikuje cenovy vyvoj vSech
zkoumanych akcii a na zékladé podminek maximalizujicich zisk a stabilitu provede
nakup nebo prodej na fiktivni obchodni ucet. Pro co nejvice realisticky prubéh
backtestingu zapocitame do naklada fiktivni poplatky za provedené transakce (#rade
fee) a dodrzime princip dopiedného testovani (forward testing), tzn. ze prediktor
kalkuluje sviyj vypocet z cenovych dat, ktera jsou starSi nez aktualné obchodovany
den, bere v potaz Casovou souslednost jednotlivych cenovych bodi a predikce tak neni

ovlivnéna informacemi z budoucnosti (bias problem).

Pro fungovani AOS je podminkou dostupnost konzistentnich historickych burzovnich
dat dostupnych z rychlého lokalniho ulozisté. V nasem piipadé vyuzijeme poskytovateld
Yahoo a Quandl, ktefi burzovni data vystavuji zdarma ptes http protokol. Data nacteme
pomoci knihovny Pandas, provedeme jejich validaci, zbavime je duplicit a chybéjicich

polozek a ulozime do databaze PostgreSQL.

Automaticky obchodni systém (AOS) je slozen ze 7 zakladnich komponent:
» Databaze PostgreSQL — ulozisté historickych burzovnich OHLC dat,
* Data provider — pfipravuje OHLC data pro ostatni komponenty systému,
» Strategy — generuje hodnoty indikatort a obchodni signaly,

* Predictor ML — predikuje trend datové fady na zaklade strojového ucent,
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* Predictor TECH - predikuje trend datové fady na zakladé technické analyzy,
* Portfolio — spravuje investovany kapital a nasi trzni pozici,
» Statistics — generuje statistiku pro backtesting a benchmarking.

Jednotlivé softwarové komponenty vCetn€ vstupnych parametrti popiSeme detailnéji
nize v praktické ¢asti.

Prediktory ML a TECH obsahuji konfiguracnich volby, které je nutné pted spusténim
nastavit. Chceme, aby automaticky obchodni systém dosahoval nejlepsich vysledku, a

proto musime pro konfigura¢ni volby nalézt optimalni hodnoty. Toho dosdhneme

pomoci optimalizaci konfiguraénim ptedvoleb.

Optimalizace prestavuje naroc¢nou ulohu, protoze se prohledava obrovsky stavovy
prostor v§ech moznych kombinaci konfiguracnich ptedvoleb, se kterymi se spusti AOS
a vypocita fitness funkce. Fitness funkce odpovida maximalnimu zhodnoceni vstupniho
kapitalu (maximize equity curve with minimal risk) za ptijatelného rizika. Optimalizace
hleda jeji maximum a dodrzuje se zasada, Ze optimalizaci provadime na jinych
burzovnich datech, nez ktera nepouzijeme pro backtesting. Tim zvyS§ime objektivitu
backtestingu, protoze AOS bude optimalizovany pro obecna data a nikoliv specialné pro

vzorek urCeny pro backtesting.

Samotny backtesting AOS spustime pro bézné obdobi od 1.1.2006 do 31.12.2016 a
obdobi finan¢ni krize od 1.1.2007 do 31.12.2011., na fiktivnim obchodnim ucté
budeme mit 100 000 dolari. Backtesting provedeme s obéma typy prediktorti, ML a
TECH. Jako benchmark nam poslouzi fixni investice 100 000 dolari do akciového
indexu S&P 500, respektive S&P100, které nechame zhodnocovat po stejné Casové
obdobi a bez jakékoliv dodate¢né manipulace obchodnikem. Ocekavame, ze vysledky
naseho AOS prekonaji fixni investici do akciovych indexii ve zhodnoceni vstupniho
kapitalu, ve stabilit¢ a s menSimi kapitdlovymi propady. Vyhodnoceni zobrazime

formou tabulek a grafii.

Vysledkem diplomové prace bude software Automaticky obchodni systém, ktery

vyuzije navrzené investicni modely realizované pomoci moduli prediktor ML a
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prediktor TECH. Software zajisti optimalni nastaveni v§ech konfigura¢nich ptedvoleb a

vyhodnoti vykonnost na historickych burzovnich datech pomoci metody backtesting.
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4. NAVRH VLASTNIHO RESENI

V této kapitole bude popsan navrh a realizace cile diplomové prace - Ndvrh
investicniho modelu. Na zakladé teoretickych predpokladt v predchazejicich kapitolach
budou navrzeny a otestovany dva investicni modely TECH a ML. Model TECH pro
predpoveéd’ obchodnich signalu vyuziva poznatkd technické analyzy a model ML je
podstaté modifikovany model TECH s pfidanim predikéni slozky na zakladé algoritma
strojového uceni. Mira stability vynost pro kazdy akciovy titul je hodnocena na

historické datové fadé hodnot ukazatel Sortino ratio, Sharpe ratio a Volatility.

Oba modely budou spustény v podpurném prostiedi  softwarové aplikace
Automaticky obchodni systém (AOS), kterda byla pro tyto ucely vytvofena v

programovacim jazyku Python.
Aplikace AOS provede nasledujici kroky:

* spusti se komponenta Strategie s optimalizovanymi pfedvolbami. Tato

komponenta predstavuje zaklad systému AOS a sekvencné spusti nize uvedené

kroky,

» pro kazdy akciovy titul zindexu S&P 500, respektive S&P 100 budou nactena z
databaze historicka burzovni OHLC data z ¢asového intervalu od 1.1.2001 do

31.12.2016 do datové struktury Pandas Dataframe,

* spusti se komponenta Portfolio, ktera uchovava oteviené pozice (nakoupené
akciové tituly), sleduje profitabilitu uzavienych kontrakti a nakonec vypocita
finalni statistiky. PocateCni fixni kapital bude nastaven na fiktivnich 100 000
dolarti a pro zvySeni realistiCnosti simulace bude zapocitan poplatek 1 dolar za

kazdy uzavteny kontrakt (nakup nebo prodej),

» vyfiltruji se neperspektivni akciové tituly - vytadi se ty, jejich praimémy denni

volume za posledni dva roky byl méné nez 1000 000 kontrakti,
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* pro kazdy akciovy titul se vypocitaji hodnoty indikatora SMA, RSI a ukazatelti
Volatility , Sortino ratio, Sharpe ratio, které jsou vstupnimi parametry pro

modely TECH a ML,

* investicni model TECH nebo ML, respektive komponenta Prediktor ML nebo
TECH spocita obchodni signaly (doporuceni pro nakup nebo prodej) pro

kazdou akcii den po dni a ulozi je do datové struktury Dataframe,

* spusti se backtesting, na zaklad€ vypocitanych obchodnich signalt a den po dni
(od nejstarsiho dne po nejmladsi) se zobchoduji nakupy a prodeje akcii na

fiktivni obchodni ucet kalkulovany pies komponentu Portfolio,

* komponenta Statistics vyhodnoti zobchodované uzaviené kontrakty ulozené v
komponenté Portfolio, vypocitd konecnou statistiku a porovna s benchmarkem
S&P 500 respektive S&P 100. Vysledky se ulozi do csv tabulek a zobrazi do

grafi.

Vysledna aplikace nema ambici byt plnohodnotnou obchodni platformou, ale ma
demonstrovat vykonost investi¢nich modelit TECH a ML ve srovnani s benchmarkem.
V piipade zaymu lze aplikaci upravit tak, aby 1 zakladné pouceny uzivatel byl schopen

aplikaci pouzivat a na zékladé jejich doporuceni online obchodovat na burze.
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4.1. Pouzité technologie

4.1.1. Hardware
Pro béh aplikace AOS byl zaptjcen vykonny server Dell 720r o konfiguraci:
* 2 x procesor Xeon, 2,6 GHz, 8 jader, (celkem 16 jader)
* 64 GBram
* 2x2TB SATA disk
* operacni systém Linux Centos 7

Vysoky vykon serveru bude vyuzit pii optimalizac¢nich tlohach vyhledavajici vhodné
nastaveni investicnich modeld TECH a ML nebo pfi hledani vhodného algoritmu

strojového uceni.
Pro naprogramovani aplikace dostacuje bézny notebook o konfiguraci:

» procesor Core 15, 2,4 GHz, 2 jadra

4 GB ram

120 SSD disk

* operacni systém Windows 10, vyvojové prostiedi Pycharms

4.1.2. Python

Url programu: https://www.python.org/

Python je dynamicky interpretovany skriptovaci jazyk navrzeny v roce 1991 Guido van
Rossumem. (22) Python byl vytvoren tak, aby umoziioval tvorbu od jednoduchych
skriptd az po plnohodnotné aplikace. Nabizi dynamickou kontrolu datovych typu a
podporuje objektové orientovany, proceduralni nebo funkcionalni programatorsky
ptistup. Python je zdarma (open source projekt) a k dispozici pro vSechny bézné
platforem (Linux ,Unix, Windows, Mac OS). Python ma strmou kfivku uceni a tak

prumérné technicky zdatny ¢lovék si zaklady osvoji v fadech dni. S pohledu vykonosti
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je na tom Python ve srovnani s ostatnimi jazyky velmi dobfe, protoze vypocletné

naroc¢né rutiny jsou napsané v jazyku C a tedy velmi rychlé.

Hlavnim divodem vybéru jazyka Python je bohaty ekosystém knihoven a moduld

ur¢enych pro financné ekonomické vypocty.

4.1.3. Pandas
Url knihovny: http://pandas.pydata.org/

Knihovna Pandas je urena pro analyzu a zpracovani dat v tabulkovém formatu a pro
praci s ¢asovymi fadami. Knihovna je vybavena velkym mnozstvim funkci, které jsou

navrzeny pro finan¢né ekonomické vypocty. (17)

Dataframes a Series jsou zakladnimi objekty knihovny a odpovidaji indexované tabulce

nebo datové fadé. Knihovna podporuje mimo jiné tyto zakladni operace (17):

* nacteni a ulozeni dat do csv soubort

» ulozeni celého objektu na disk pomoci metody pickle

* Siroka podpora datovych typu: Cisla, fetézce, kategorie, datumy a dalsi

* oSetfeni chybéjicich dat, trasformace dat mezi typy a formaty

* resharping tvaru tabulky (zména poctu fadku a sloupci, T trasformace)

* selekce a pozi¢ni, znackovy slicing dat

* up ,down resampling Casovych fad a aplikace agregacnich funkci (napt. sum,
min, max, last, count atd..)

* provadéni vypoctu nad posuvnym oknem (moving windows)
Knihovna Pandas je pro nasi aplikace AOS klicova, protoze objekt Dataframe
predstavuje zakladni datovou strukturu, do které se budou nahravat data a nad kterou se
budou spoustét jednotlivé matematické vypocty a datové transformace.

4.1.4. Numpy

Url knihovny: http://www.numpy.org/

NumPy obsahuje rozsahlou knihovnu pokrocilych matematickych funkci pro zpracovani

a analyzu velkych vicerozmérnych poli a matic.
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4.1.5. Scipy
Url knihovny: https://scipy.org/

SciPy je knihovna pro védecké vypocty a analyzu dat obsahujicich fadu pokrocilych

matematickych funkci a metod.

4.1.6. Scikit-learn
Url knihovny: http://scikit-learn.org/

Knihovna Scikit-learn byla vytvofena vyvojafem David Cournapeau v roce 2007 v
ramci iniciativy Google summer code of project a je povazovana jako zakladni
knihovna pro praci v oblasti strojového uceni a je Gzce provazana s knithovnami Scipy a
Numpy. Knihovna podporuje celou rodinu algoritmti  strojového uceni, napiiklad
classification, regression and clustering algorithms including support vector machines,

random forests a gradient boosting, k-means. (24)

scikit-learn

algorithm cheat-sheet

classification

o
B won

a io :
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Ensemble |
Clascifiers NoT SGD
WORKING friaishbony Classifier
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Tes -5
ata — \
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e =]
~ SGD -
- TlasticNet |
@J o SVR(kernel=rbf')
s || category
A t., EnsembleRegressors
4 e,
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et vorane W
Clustering = o S daty

clustering

spectral
hedding

Nor
woRIING

b or SSELLE
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. dimensionality
ey reitin approximation .
tuck '@ reduction

Obrazek 14: Algoritmy strojového uceni podporované knihovnou Scikit-learn

(Zdroj: (32))
4.1.7. Tpot

Url programu: http://rhiever.github.io/tpot/
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Program Tpot slouzi k vybéru vhodného algoritmu strojového uceni a pro optimalizaci
hyper parametri modelu strojového uceni. Prohledani stavového prostoru vsech
moznych kombinaci parametrt je zajisténo genetickymi algoritmy. (35) Tpot je vydavan

pod licenci open source a je tedy zdarma.
Program Tpot funguje nasledovné:
* pomoci skriptu jsou programu piedany vstupni trénovaci a testovaci data

* provede zarovnani, oCistu a transformaci data pokud je to nutné (normalizaci,

centrovani, Skalovani)
* postupné vyzkousi v§echny algoritmy s riznymi hodnotami hyperparametrti

* nejlepsi kombinaci transformaci dat, algoritmu, hyperparametra zapiSe do

vystupniho souboru

* soubor obsahuje optimalizovany kod s rutinami knihovny Scikit-learn

Automated by TPOT

Feature
Selection

Raw Data

Model
Selection

Feature
Preprocessing

Model
Validation

Parameter
Optimization

Data Cleaning

Feature
Construction

Obrazek 15: Schéma optimalizace algoritmu strojového uceni pomoci programu Tpot

(Zdroj: (33))
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from tpot import TPOTClassifier
from sklearn.datasets import load iris
from sklearn.model selection import train_test split

import numpy as np

iris = load_iris()
X _train, X test, y train, y test = train_test split(iris.data.astype(np.float6d),
iris.target.astype(np.fleoatfd), train size=8.75, test size=0.25)

tpot = TPOTClassifier(generations=5, populagtion_size=58, verbosity=2)
tpot.fit(X_train, y_train)

print(tpot.score(X_test, y test))

tpot.export( 'tpot_iris _pipeline.py’)

Obrazek 16: Spoustéci skript programu Tpot

(Zdroj: vlastni zpracovani)

import numpy as np

from sklearn.model_selection import train_test_split
from sklearn.naive_bayes import GaussianMB
from sklearn.pipeline import make_pipeline

from sklearn.preprocessing import MNormalizer

# NOTE: Make sure that the class is Llabeled 'class” in the data file
tpot_data = np.recfromcsv( PATH/TO/DATA/FILE", delimiter="COLUMN_SEPARATOR', dtype=np.float64)
features = np.delete(tpot_data.view(np.float64).reshape(tpot_data.size, -1),
tpot_data.dtype.names.index( class’'), axis=1)
training_features, testing_ features, training_classes, testing_classes =
train_test_split(features, tpot_data[ class’'], random_state=42)

exported_pipeline = make_pipeline(

Mormalizer(),
GaussianhB()

exported_pipeline.fit(training_features, training classes)

results = exported pipeline.predict(testing features)

Obrazek 17: Obsah vystupniho souboru programu Tpot

(Zdroj: vlastni zpracovani)

Na obrazku 16. a 17. vidime ukazkovy kod optimalizaéni ulohy pro Tpot. Obrazek 16.
ukazuje kod pro optimalizaci klasifikatoru vcetn€ vstupnich testovaci a trénovacich
dat. Obrazek 17. je vystupni optimalizovany koéd pro knihovnu Scikit-learn. Vysledny

kod 1ze s minimalnimi upravami pouzit ve vlastni aplikaci.
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Program Tpot bude pouzit pro optimalizaci investicniho modelu ML, respektive

softwarové komponenty Predictor ML.

4.1.8. PostgreSQL

Url programu: https://www.postgresql.org/

PostgreSQL je objektové-relacni databaze, kterd je vydavana pod licenci open source a
je tedy zdarma. PostgreSQL se vyznaCuje vybornym vykonem a bezproblémovym
pfistupem z jazyka Python

Databaze PostgreSQL bude vyuzita v komponenté¢ Data provider jako ulozisté
historickych burzovnich dat. Predpokladanych nékolik milioni zaznamt databaze

bezproblémove zvladne.

61


https://www.postgresql.org/

4.2. Implementace indikatori a ukazateli v jazyku Python

Pro potfeby Automatického obchodniho systému byly implementovany vybrané

indikatory a ukazatele do Python funkeci.

4.2.1. Jednoduchy klouzavy prumér (SMA) a exponencialni klouzavy pramér

(EMA)

def

def

(sr_column, window):
" Return simple moving average """
sr_sma = sr_column.rolling(window=window) .mean()

return sr_sma

(sr_column, window):
" Return exponencial moving average """
sr_sma = sr_column.ewn(span=window).mean()

return sr_sma

Obrazek 18: Zdrojovy kod indikatoru SMA a EMA v jazyku Python

(Zdroj: vlastni zpracovani)

Funkce calc sma a calc ema maji dva parametry. Datovou strukturu Pandas Series,

obsahujici denni close cenu (sr column) a ¢asové okno (window) ve dnech, pro které se

klouzavy pramér pocita.
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Relative Strength index z jednoduchého klouzavého pruméru (RSI SMA)

def

(sr_column, window):
""" Return RSI SMA """

delta = sr_column.diff()
delta = delta[l:]

up, down = delta.copy(), delta.copy()
upfup < 8] = @
down[down > @] = @

roll up = up.rolling(window=window).mean()

roll_down = down.abs().rolling(window=window).mean()

RS = roll up / roll down
sr_rsi = 180.28 - (188.@ / (1.8 + RS))

return sr_rsi

Obrazek 19: Zdrojovy kdd indikatoru RSI SMA v jazyku Python

(Zdroj: vlastni zpracovani)

Funkce calc rsi_ sma ma dva parametry. Datovou strukturu Pandas Series, obsahujici

denni close cenu investicniho instrumentu (s column) a ¢asové okno (window) ve

dnech, pro které se jednoduchy klouzavy prumér pocita.
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4.2.2. Relative Strength index z exponencialniho klouzavého pruméru (RSI EMA)

def (sr_column, window):
""" Return RSI EMA™™™

delta = sr_column
delta = delta[l:]

up, down = delta.copy(), delta.copy()
up[up < 8] = @
down[down > 8] = @

roll up = up.ewm{span=window).mean()

roll_down = down.abs().ewn(span=window).mean()

RS = roll up / roll down
sr_rsi = 180.8 - (180.8 / (1.8 + RS))

return sr_rsi

Obrazek 20: Zdrojovy kod indikatoru RSI EMA v jazyku Python

(Zdroj: vlastni zpracovani)

Funkce calc rsi ema ma dva parametry. Datovou strukturu Pandas Series, obsahujici
denni close cenu (sr _column) a Casové okno (window) ve dnech, pro které se

exponencialni klouzavy primér pocita.
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4.2.3. Sortino ratio

def (sr_returns, days, benchmark=8.8):

" Return sortine ratio """

def (returns, days, benchmark):
mean = np.mean(returns)
negative_returns = returns[returns < benchmark]
downside_risk = np.sgrt(np.mean((negative_returns ** 2)))
sortine = mean * np.sqrt(days) / downside_risk
return sortino

sr_sortino = sr_returns.rolling(window=days).apply(lambda x: sortino(x, days=days, benchmark=benchmark))
return sr_sortino

Obrazek 21: Zdrojovy kod ukazatele Sortino ratio v jazyku Python

(Zdroj: vlastni zpracovani)

Funkce calc sortino ma tii parametry. Datovou strukturu Pandas Series, obsahujici
zmeénu close ceny na denni bazi v procentech (sr returns), pocet dni pro které se

Sortino ratio pocita (days) a vynosovou miru, se kterou se Sortino ratio srovnava

(benchmark).

4.2.4. Volatilita

def (sr_returns, days):
" Return volatility """

def (returns, days):
volatility = np.std(returns) * np.sgrt(days)

return volatility

sr_volatility = sr_returns.rolling(window=days).apply(lambda x: volatility(x, days=days))
return sr_volatility

Obrazek 22: Zdrojovy kod ukazatele Volatility v jazyku Python

(Zdroj: vlastni zpracovani)

Funkce calc volatility ma dva parametry. Datovou strukturu Pandas Series, obsahujici
zménu close ceny na denni bazi v procentech (sr refurns ,a pocet dni (days), pro které

se Volatilita pocita.
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4.2.5. Maximal Drawdown

def (sr_returns, days):

" Return maximal drawdown """

def {returns):
r = pd.Series{returns).add(1).cumprod()
dd = r.div(r.cummax()}).sub(1)
max_dd = dd.min()

return max_dd * 18@

sr_max_dd = sr_returns.rolling(window=days).apply(lambda x: max_dd(x))

return sr_max_dd

Obrazek 23: Zdrojovy kod ukazatele Maximal Drawdown v jazyku Python

(Zdroj: vlastni zpracovani)

Funkce calc max dd ma dva parametry. Datovou strukturu Pandas Series, obsahujici
zmeénu close ceny na denni bazi v procentech (sr returns), a pocet dni (days), pro které

se Maximal Drawdown pocita.

4.2.6. Sharpe ratio

def (sr_returns, days, benchmark=08.9):

" Return sharpe ratioc """

def (returns, days, benchmark):
volatility = np.std(returns)
sharpe = (np.mean(returns) - benchmark) / volatility

return sharpe

sr_sharpe = sr_returns.rolling(window=days).apply(lambda x: sharpe(x, days=days, benchmark=benchmark))

return sr_sharpe

Obrazek 24: Zdrojovy kod ukazatele Sharpe ratio v jazyku Python
(Zdroj: vlastni zpracovani)
Funkce calc sortino ma tfi parametry. Datovou strukturu Pandas Series, obsahujici
zmeénu close ceny na denni bazi v procentech (sr returns), pocet dni pro které se

Sortino ratio pocitd (days) a vynosovou miru, se kterou se Sharpe ratio srovnava
(benchmark).
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4.3. Investi¢ni modely TECH a ML

4.3.1. Obchodni strategie Larry Connors RSI 2

Oba investicni modely TECH a ML vychazeji z obchodni RSI 2 strategie vyvinutou
obchodnikem Larry Connors.(34) Strategie je typu mean-reversion, coz znamena, ze se
vyhledavaji obchodni pfilezitosti v Case, kdy se cena aktiva provadi korekci a hleda
rovnovazny stav - nabidka aktiva odpovida poptavce. Strategie je pomérne jednoducha,
Conners navrhuje hledat nakupni pfilezitosti, kdyz se hodnota ukazatele RSI 2 dostane
pod 10, coz znamena, Ze je akcie silné pfeprodana a cena bude stoupat. Naopak,
prilezitosti k prodeji Ize hledat, kdyz se hodnota ukazatele RSI 2 dostane nad 90, coz

znamena, Ze je akcie siln€ prekoupend a cena bude klesat.

Strategie se aplikuje na close cenu aktiva a postup je nasledujici:

urd¢i se hlavni trend indikatorem SMA 200 a minoritni trend indikatorem SMA 5

* vstupujeme do dlouhé pozice pfi vzestupném hlavnim trendu, akcii nakupujeme

za podminek:

close cena>SMA 200, close cena>SMA 5, RSI 2<20

* vstupuyjeme do kratké pozice pii sestupném hlavnim trendu, tzn. akcii

,,Sortujeme*? za podminek:

close cena<SMA 200, close cena<SMA 5, RSI 2>80

* vystupyjeme z dlouhé pozice, tzn. akcii prodavame za podminek:
close cena>SMA 5, RSI>70

* vystupyjeme z kratké pozice, tzn. akcii ,,nakupujeme” za podminek:

close cena<SMA5, RSI<30

2 Short selling, ,Sortovani“, prodej na kratko — investor spekuluje na poklesu ceny investicniho
instrumentu. Technicky je FeSeno tak, Ze si investor od svého brokera vypujci akcie, které okamzité
proda na trhu a ¢eka na pokles ceny, za kterou akcie nakoupi zpét a vrati brokerovi. Rozdil ceny
prodeje a ndkupu je realizovany zisk v piipadé klesajici ceny nebo ztrata pokud cena akcie roste.
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Obrazek 25: Carovy graf akcie AAPL s indikatory SMA 5, SMA 200 a RSI 2
(Zdroj: StockCharts.com)

Na obrazku 25. je zobrazen ¢arovy graf zachycujici cenovy vyvoj pro akcii AAPL v
Casovém rozmezi 1.1.2016 az 31.12.2016., graf je doplnén o oscilator SMA 5, SMA 200
a RSI 2 (spodni graf). Oba grafy sdileji stejnou ¢asovou osu. Ve grafu jsou obsazené
vSechny potiebné indikatory pro zjisténi obchodnich signali dle strategie Larry Connors

RSI 2.

Dle tvirce Larry Connors neni doporuceno pouZzivat stop-lost, protoze strategie je typu
kup a drz (buy and hold) a stop-loss order pfinasi pouze zhorSeni vykonnosti. Stop-loss
order najde opodstatnéni v pripad€é pouziti paky, ale to uz je na zvazeni kazdého
obchodnika. (34)

Strategie kup a drz (buy and hold) - je to dlouhodoba strategie v fadech meésict az let,
ktera je vhodna pro dlouhodobé investory. Obchodnik nakoupi investi¢ni instrument
vétsinou bez pouziti paky a spoléha na dlouhodoby vzestupny trend celého trhu.
Vyhodou strategie je vysoka stabilita a ,bezpeCnost® vynosu a skuteCnost, ze
obchodnik nemusi svému portfoliu vénovat kazdodenni péci. Nevyhodou je mensi

vynosnost ve srovnani s kratkodobymi strategiemi. (5)
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4.3.2. Obchodni strategie AOS

Nase obchodni strategie AOS vychazi ze vySe zminéné strategie Larry Connors RSI 2
(34), zjednoduSuje podminky pfi generovani prodejniho signalu a rozSifuje ji o
podpurnou predikci strojovym ucenim, slozku stability vyjadienou ukazatelem Sortino
ratio a podminkou minimalniho primémého denniho objemu obchodd (volume).Pro
zvazovani miry stability a budoucich vynosa byl vybran ukazatel Sortino ratio, protoze
jeho hodnota neni ovlivnéna negativnimi vynosy na rozdil od Sharpe ratio. Podminka
minimalniho pramémého denniho objemu obchodd (volume) omezuje riziko
obchodovani s akciovymi tituly, jejichz cena je sndze manipulovatelnd velkymi
institucionalnimi investory. Dlouhodoby nizky denni volume signalizuje investorskou
nedavéru nebo nezajem o akcii a tim padem jeji problematickou cenovou predikci a

potencionalné vyssi volatilitu.

Strategie AOS je dlouhodoba strategie typu kup a drz (buy and hold) a predpoklada
obchodovani na denni bazi a investicni horizont v fadech mésica az let. Obchodovany
jsou pouze dlouhé pozice (long positions). Je povolen nakup pouze jedné akcie v

ramci jednoho obchodniho dne a maximalni pocet akcii v portfoliu je omezen na 10.

Strategie nepouziva stop-loss order protoze:

* neobchodujeme na kratko (,,neSortujeme*) a tedy nejsme technicky ani ¢asoveé

limitovani brokerem

* nepouzivame paku, takze nam nehrozi nasilné uzavieni pozice brokerem z

divodu nedostatecného marginu.

* vychazime z hypotézy, ze z dlouhodobého hlediska akcie rostou

Predikci cenového vyvoje konkrétni akcie pro piisti obchodni periodu (den + 1)

zajistuje investicni model TECH a ML.
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4.3.3. Investicni model TECH

Investicni model TECH je zalozen na principu technické analyzy a obchodni signaly

generuje podle pravidel:

Pro nakupni signal musi byt splnény soucasné tyto podminky:

close cena > SMA 208
RSI 2 < 18

rocni Sortino ratic > 1

[l =

- N |

primé&rné rofni Volume > 1800 000

Obrazek 26: Pseudokod nakupniho signélu pro investiéni model TECH

(Zdroj: vlastni zpracovani)
ad 1) akcie prekonava trh

ad 2) akcie je preprodana

ad 3 a4 ) vétsi pravdépodobnost, ze akcie ma stabilnéj§i budouci vynosy

Pro prodejni signal musi byt splnéna podminka:

1. close cena > SMA &

Obrazek 27: Pseudokod prodejniho signalu pro investicni model TECH

(Zdroj: vlastni zpracovani)

ad 1) akcie prekonava trh a je nad 5 dennim maximem, mazeme realizovat zisk
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4.3.4. Investi¢ni model ML

Investiéni model ML je zalozen na algoritmech strojového ueni a rozsifuje model

TECH o dopliikovou podminku pro nakupni signal bod 5).

Model strojového uceni je trénovan pro kazdou akcii zvlast a na vzorku burzovnich
OHLC dat, ktera jsou star$i nez data pro backtesting, vyhneme se tak bias problému a

overfittingu. (25)

Algoritmus pro sestaveni modelu strojového uceni a nastaveni hyperparametr bude

nalezeno optimalizaCnim programem Tpot.

Pro nakupni signal musi byt splnény soucasné tyto podminky:

1. close cena > S5MA 288

2. R5I 2 < 18

3. roéni Sortino ratic > 1

4. primé&rné rofni Volume > 18806 486
5. ML model predikuje rast

Obrazek 28: Pseudokod nakupniho signélu pro investicni model ML

(Zdroj: vlastni zpracovani)

ad 1) akcie prekonava trh
ad 2) akcie je preprodana
ad 3 a 4) vétsi pravdépodobnost, ze akcie ma stabilnéj§i budouci vynosy

ad 5) podle modelu strojového uceni ma akcie ristovy potencial

Pro prodejni signal musi byt splnéna podminka:

1. close cena > SMA S

Obrazek 29: Pseudokod prodejniho signalu pro investi¢ni model ML
(Zdroj: vlastni zpracovani)

ad 1) akcie prekonava trh a je nad 5 dennim maximem, mazeme realizovat zisk
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4.3.5.

Selektovani portfolia

Strategie AOS je spusténa s parametry:

obchodovany seznam akcii nastaven na akciovy kos$ z indexu S&P 100 nebo

S&P 500,

je zvolen investicni model TECH (technicka analyza) nebo ML (technicka

analyza a strojové uceni), podle kterého se generuji obchodni signaly,
maximalni pocet akcii v portfoliu nastaven na 10,
povolen nakup pouze jedné akcie za obchodni den,

investovany kapital nastaven na 100 000 dolara.

Smycka selektovani portfolia na denni bazi (kroky):

1.

2.

je nahran seznam akcii z indexu S&P 100 nebo S&P 500,

pro kazdou akcii ze seznamu jsou nahrana burzovni OHLC data,

. vyrazeni akcii, které nespliiuji podminku minimalniho Volume,

vytazeni akcii, které nespliiuji podminku minimalniho Sortino ratio,

pro kazdou akcii jsou modulem Predictor TECH (investi¢cni model TECH)
nebo Predictor ML (investi¢ni model ML) vypocitany indikatory SMA, RSI
predikovan cenovy vyvoj a pii splnéni podminek nastaven obchodni signal

Koupit nebo Prodat (Buy or Sell),
jsou prodany vSechny akcie z portfolia, pro které je nastaven signal Prodat,

seznam akcii s obchodnim signalem Koupit je sefazen podle hodnoty indikatoru

RSI 2 (nejmensi prvni) a Sortino ratio (nejvétsi prvni),

. je nakoupena pouze jedna (prvni) akcie ze seznamu vytvoifeného v bodu 8.,

pokud byla tato akcie prodana v bodu 7., je preskoCena a nakoupena druha ze

seznamu a tak dale,

prechod na nasledujici obchodni den.
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Strategie AOS - denni proces selekce portfolia

Akciovy kos
S&P 500

nebo
S&P 100

¥
Filtr
minimalni
volume
1
I
Y
Sortine ratic
Kritérium
1
I
¥
vh:::: - Predikce dle Predikce dle
PRGDI;J - —| technické |¢- > strojového
- analyzy uéeni
(sell signal)
1
I
I
v
Razeni akcii Akcie
podie [ _ vhodné pro
Sortine ratic a NAKUP
RSI (buy signal)

Obrazek 30: Proces denni selekce portfolia dle strategie AOS

(Zdroj: vlastni zpracovani)
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4.3.6. Komponenty AOS

Automaticky obchodni systém je slozen ze 7 zékladnich komponent:

Databaze PostgreSQL — slouzi jako uloziste historickych burzovnich OHLC dat.

Data provider — poskytuje OHLC data pro ostatni komponenty formou objektu
Dataframe a aktualizuje data z internetovych zdroju. (class DataProvider v

souboru core.py).

Predictor TECH - pro kazdou akcii pocita indikatory SMA, RSI a ukazatele
Sortio ratio, predikuje cenovy vyvoj na zakladé principu technické analyzy a
nasi obchodni strategie a generuje obchodni signaly. (class PredictorTECH v

souboru core.py).

Predictor ML — rozsifuje komponentu (tfidu) Predictor TECH o predikci vyvoje

trendu modelu strojového uceni. (class PredictorML v souboru core.py).

Strategy — je hlavni vykonnou komponentou AOS pro vykonavani backtestingu.
Vyuziva komponent Predictor ML a TECH pro predikci cenového vyvoje akcii a
generovani obchodnich signald. Pro money management a ukladani trznich

pozic vyuziva komponentu Portfolio. (class Strategy v souboru core.py).

Portfolio — spravuje investovany kapital a trzni pozici (class Portfolio v souboru

core.py).

Statistics — generuje statistiku backtestingu do textovych vystupt, grafti a csv

tabulek. (class Portfolio v souboru core.py).
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Automaticky obchodni systém

. Quandl: Yahoo:
Databaze: intemetowvy intemetowvy
lekalni uloziste posk}ttnvata posk}ttnvata
OHLC data OHLC data OHLC data

5

------------- > Modul: e
data provider

T
1
1
i
. i '
i
Modul : Modul:
odul: | | | predictor TECH
predictor ML [X ! (technicka analyza)
(strojové uceni)
7 i
! . i
1 1
1 1
1 1
1 1
S I Modul: e i
strategy

Modul: k- ———————— I Modul:
statistics portfolio

Obrazek 31: Schéma modulti Automatického obchodniho systému (AOS)

(Zdroj: vlastni zpracovani)
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4.3.7. Spusténi a konfigurace systému AOS

AOS se spousti skriptem: aos.py a vypocet pro S&P 100 od 2.1. 2001 do 31.12. 2016 s
prediktorem TECH na bézném notebooku trva piiblizné 3 minuty. Vysledek je dle

nastaveni zobrazen v textové tabulce, zobrazen do grafu nebo ulozen do csv souboru na

disk.

[krnavek@dp]# fopt/python3/bin/python3 /aos/aocs.py

Strategy name: AQOS TECH vs S&P 180
Trade period: 16 years, (2081-81-82 - 2016-12-38)
Initial equity: 18@088@

Trades: bid/ask/all: 3181/3181/6362
Fee per trade: 1
Total fee expense: 6362.00

Max annual drawdown: -11.49(%) (2002)
Mean annual max drawdown: -5.43(%)
Max annual sortino: 4.37 (2813)

Mean annual sortino: 3.28

Max annual sharpe: 2.22 (2813)

Mean annual sharpe: 8.17

Max annual volatility: @.11 (2082)

Mean annual volatility: ©.88

Mean annual return: 11.14(%)

Max annual return: 28.12(%) (2001)
Min annual return: 1.62(%) (2016)
Total equity:

o }
Total equity: 534374

Obrazek 32: Spusténi strategie AOS na opera¢nim systému Linux Centos 7

(Zdroj: vlastni zpracovani)

Vystupni statistika AOS obsahuje ukazatele:
* pocet uskutecnénych transakci (nakupt a prodeju akcii),
* vysi poplatku za jednu transakci (fee) a celkovou vyse poplatka,
* maximalni a primérny ro¢ni Drawdown (procentni propad celkového kapitalu),

* maximalni a primérny rocni Sortino ratio (indikuje miru stability),
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* maximalni a primérny rocni Sharpe ratio (indikuje miru stability),
* maximalni a primérna rocni Volatilita (indikuje miru stability),
* maximalni, primérnou a minimalni ro¢ni vynosovou miru v procentech,

* celkovy vynos absolutni hodnoté a v procentech.

Konfigurace jednotlivych komponent AOS se nastavuje ve spustitelném skriptu aos.py

formou nastaveni proménnych.

Kli¢ové proménné nastaveni AOS:

ML START DATE - datum zacatku tréningu modelu strojové uceni,

ML _END DATE - datum ukonceni tréningu modelu strojové ucent,
« TRADE START DATE — datum zacatku backtestingu,
* TRADE END DATE - datum ukonceni backtestingu,

* STOCK INDEX - akciovy kos (akciovy index), ze kterého je portfolio
selektovano, S&P 100 nebo S&P 500,

* PREDICTOR - typ prediktoru pouzitého béhem backtestingu, Predictor TECH
nebo Predictor ML.
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# time period of training machine learning model

ML_START DATE = arrow.get(2801, 1, 1).datetime
ML_END DATE = arrow.get(2865, 1, 1).datetime

# time perilod of backtesting

TRADE_START_DATE = arrow.get(2005, 1, 1).datetime
TRADE_EMND DATE = arrow.get(2015, 12, 31).datetime

# selecting portfolio from stock index

STOCK_IMNDEX_TICKER = TICKER_SP18@
STOCK_TIMNDEX = STOCK_INDEX_ CHOICE_SPlé@

# set type of predictor
PREDICTOR = PREDICTOR_ML
# setting for predictor

window _sma_long = 208
window_sma_short = 6
windows rsi = 2
rsi limit = 1@
min_wvolume = 1280 000
windows_sortino = 252

sortino_limit = 1
# setting for money management

initial_money = 108_goee
count_money_parts = 18
fee_per_trade = 1
max_trades per _day = 1
max_positions_per_ticker = 4
max_positions_total = 1@

money_reinvest = True
# output settings
generate _cvs = False
show_graph = False

save_dfs = False

console = False

Obrazek 33: Konfigurace strategie AOS v souboru aos.py

(Zdroj: vlastni zpracovani)
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4.3.8. Historicka burzovni data

Historicka burzovni data na denni bazi lze bezplatné stahnout z internetu naptiklad od
spoleCnosti  Yahoo nebo Quandl. V. AOS pouzijeme pro zvyseni spolehlivosti oba
zdroje, protoze data z jednoho zdroje nemusi byt vzdy 100% kvalitni a mohou
obsahovat chyby nebo chybé&jici polozky. Kiizovou kontrolou, primérovanim a

doplnénim chybé¢jicich polozek z jiného zdroje vyfeSime vétSinu datovych chyb.

Data pro aktudlni obchodni den jsou k dispozici az po uzavieni burzy a s uritym
zpozdénim, tedy po 22:00 stfedoevropského Casu. V piipadé potieby lze realtime data
ziskat formou placené sluzby. Pro ucely backtestingu nam plné dostacuji neplacena

data.

Denni burzovni OHLC? data pro kazdy akciovy titul obsahuji 7 poloZek.
1. trade date — datum obchodniho dne,
2. volume — objem uzavienych obchodu, soucet nakupt a prodeja,
3. open - oteviraci denni cenu,
4. high —nejvyssi denni cenu,
5. low —nejnizsi denni cenu,
6. close - uzaviraci denni cenu,

7. adj close -uzaviraci denni cenu ocisténou o dividendy a akciovy split.

3 Podle nazvi poloZek 4 az 6 se data nazyvaji zkracené OHLC data
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Trade date

Volume

Open

High

Low

Close

Adj close

2016-12-01

4635700

161.949997

162.199997

158.300003

159.820007

158.566241

2016-12-02

2740900

159.0

160.289993

158.410004

160.020004

158.764669

2016-12-05

3447100

160.850006

161.149994

159.589996

159.839996

158.586073

2016-12-06

2859000

160.130005

160.789993

158.929993

160.350006

159.092082

2016-12-07

4435100

160.600006

165.179993

160.389999

164.789993

163.497238

2016-12-08

3266400

164.869995

166.0

164.220001

165.360001

164.062774

2016-12-09

3146900

165.179993

166.720001

164.600006

166.520004

165.213677

2016-12-12

3392300

166.720001

166.789993

165.070007

165.5

164.201675

2016-12-13

5932300

165.679993

169.949997

165.679993

168.289993

166.969781

2016-12-14

4124200

168.369995

169.889999

167.449997

168.509995

167.188056

2016-12-15

3388600

168.009995

169.850006

167.779999

168.020004

166.70191

2016-12-16

7120600

168.970001

169.110001

166.059998

166.729996

165.422021

2016-12-19

2955900

166.830002

167.259995

166.0

166.679993

165.372411

2016-12-20

2174600

167.490005

168.25

166.449997

167.600006

166.285207

2016-12-21

3575700

166.25

167.940002

165.25

167.330002

166.017321

2016-12-22

2802600

167.360001

168.229996

166.580002

167.059998

165.749434

2016-12-23

1701200

167.0

167.490005

166.449997

166.710007

165.402189

2016-12-27

1397500

166.979996

167.979996

166.850006

167.139999

165.828809

2016-12-28

1757500

167.289993

167.740005

166.0

166.190002

164.886264

2016-12-29

1663500

166.020004

166.990005

166.0

166.600006

165.293051

2016-12-30

2952800

166.440002

166.699997

165.5

165.990005

164.687836

Tabulka 6: Burzovni OHLC data pro akcii IBM ze zdroje Yahoo

def

(Zdroj: vlastni zpracovani)

(obrazek 35) pro dalsi zpracovani.

{(ticker, provider, start date, end date):
""" pet OHLC data for ticker in Dataframe """

if provider == PROVIDER_CHOICE_YAHOO:

df =

if provider == PROVIDER_CHOICE_QUANDL:
df = quandl.get(f WIKI/{ticker}', start_date, end date)

return df

(Zdroj: vlastni zpracovani)
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V tabulce 6 vidime ukazku dennich dat pro akcii IBM za mésic prosinec 2016

Burzovni OHLC data stdhneme kdédem (obrazek 34) a ulozime do databazové struktury

data.DataReader(ticker, ‘'yzhoo’, start_date, end date)

Obrazek 34: Zdrojovy kod pro stazeni burzovnich dat OHLC ze zdroje Yahoo a Quandl




class StockIndex(AbstractModel):

relation ticker - index

STOCK_INDEX_ CHOICE_SPl1ge ‘splee’
STOCK_INDEX_CHOICE_SP58@ = "sp5@@°
STOCK_INDEX_CHOICE_WORLD_INDICES = 'indices’

STOCK_INDEX_CHOICES = (
(STOCK_INDEX_CHOICE_SP1@@, 'S&P168'),
(STOCK_INDEX_CHOICE SP5@@, 'S&P508'),
(STOCK_INDEX_CHOICE WORLD INDICES, 'Indices®)

name = models.CharField(choices=STOCK_IMNDEX_CHOICES, max_length=18)
ticker = models.CharField(max_length=18)

class Stock(AbstractModel):
" stock metadata

ticker = models.CharField(max_length=18, unique=True)

company = models.CharField(max_length=128, blank=True, null=True)
sector = models.CharField(max_length=128, blank=True, null=True)
industry = models.CharField(max_length=128, blank=True, null=True)
listing_day = models.DateTimeField(null=True, blank=True)
listing_day_txt = models.CharField(max_length=128, blank=True)
delisting_day = models.DateTimeField(null=True, blank=True)

class OHLC(AbstractModel):
" DHLC data for stock

PROVIDER_CHOICE_YAHOO = "yahoo"
PROVIDER_CHOICE_QUANDL = "gquandl™

PROVIDER_CHOICES = (
(PROVIDER_CHOICE YAHOO, "Yahoo"),
(PROVIDER_CHOICE QUANDL, "Quandl"),

stock = models.ForeignKey(Stock, on_delete=models.CASCADE)

provider = models.CharField(choices=PROVIDER_CHOICES, max_length=18)
day = models.DateTimeField()

open = models.FloatField()

high = models.FloatField()

low = models.FloatField()

close = models.FloatField()

adj_close = models.FloatField()

volume = models.IntegerField()

Obrazek 35: Zdrojovy kod databazové struktury pro uchovani burzovnich OHLC dat

(Zdroj: vlastni zpracovani)
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4.4. Optimalizace investi¢nich modelu

Strategie AOS se musi byt spusténa se spravnymi parametry, aby podavala dobré
vysledky. Proces hledani optimalnich parametrii se nazyva optimalizace investi¢niho
modelu. V piipadé investicniho modelu TECH budeme hledat hodnoty pro parametry
window sma long, window sma short, windows rsi, rsi limit, windows sortino a
sortino limit a pro investi¢cni model ML hledame vhodny algoritmus strojového uceni.
Aby vysledky nasledného backtestingu nebyly poznamenané bias problémem, tak

rozdé€lime data na tréningova a testovaci dle metody dopiedné optimalizace a testovani.

4.4.1. Metoda dopredné optimalizace a testovani

Burzovni OHLC data 2001 - 2016
2001 - 2005 2005 - 2016

BACKTESTING

TRENINKOVA DATA PRO
STROJOVE UCENI

OPTIMALIZACE
PARAMETRU AOS

Obrazek 36: Vizualizace metody dopfedné optimalizace a testovani

(Zdroj: vlastni zpracovani)

Pii optimalizaci parametri AOS a hledani optimalniho algoritmu strojového uceni
pouzijeme princip metody dopiedné optimalizace a testovani (forward performance
optimization and testing). Aplikaci metody zabranime nezaddoucimu jevu tzv.
,optimalizace na miru® (bias problem), ktery je dusledkem optimalizaci provadénou na
celém rozsahu dat, protoze vystup optimalizace je prili§ specializovan pro konkretni
vzorek dat. Nasledny backtesting je pak zkreslen a nerealisticky dosahuje lepsSich

vysledki. (26)
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Optimalizaci investi¢nich modelt budeme provadét podle kroka:

* burzovni data rozd€lime na dva dily- trénovaci dil o velikosti %4 a testovaci dil

o velikosti %4,

* trénovaci dil musi byt Casové starSi nez dil pro backtesting, protoze chceme

zachovat Casovou kauzalitu a posloupnost v burzovnich datech,

* na trénovacich datech provedeme optimalizaci parametrd AOS a optimalizaci

algoritmus strojového ucent,

* investicni modely TECH a ML nastavime dle optimalizaci a provedeme

backtesting na testovacim dilu dat.

4.4.2. Genetické algoritmy

Pfi hledani optimalniho algoritmu strojového uceni pouzijeme genetické algoritmy.
Genetické algoritmy vyuZzivaji heuristické postupy, které se snazi aplikaci principa
evolucni biologie nalézt feSeni slozitych problémi. Princip fungovani je takovy, ze je
vypocitana generace jedinct, kdy kazdy jedinec predstavuje jedno konkrétni feSeni
problému. Hodnotu feSeni reprezentuje kazdy jedinec vysledkem tzv. fitness funkce.
Populace jedinci postupné prechazi mezi generacemi, jeji jedinci jsou ovliviiovany
evoluénimi procesy (kfizeni, mutace, selekce,...) a generuji nové vysledky fitness
funkci. Cely proces je iterovan do doby, kdy je feseni nejlep§iho jedince pro nas
uspokojivé nebo kdyz dojde Cas urCeny pro vypocet. Genetické algoritmy najdou

uplatnéni pfi feSeni optimalizacnich uloh a jsou vyuzivany programem Tpot. ()

4.4.3. Optimalizace investicniho modelu TECH

Pii optimalizaci investicniho modelu TECH hledame vhodné parametry pro strategie
AOS pomoci softwarové smycky, ktera prochazi vsSechny kombinace nami
definovaného prohledavaného prostoru parametri (v naSem piipadé€ 18900 kombinaci) a

vyhodnocuje vysledky metody fitness().
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Vystupem metody fitness() je:
* pramérna ro¢ni procentni vynosova mira (mean annual percentage return),
* pramérna ro¢ni hodnota Volatility (mean annual volatility),
* maximalni ro¢ni hodnota Volatility (max annual volatility),
* pramérna ro¢ni hodnota Sortino ratio (mean annual sortino ratio),
* maximalni ro¢ni hodnota Sortino ratio (max annual sortino ratio),
* pramérna ro¢ni hodnota Max Drawdown (mean annual max drawdown),

* maximalni ro¢ni hodnota Max Drawdown (max annual drawdown).

space_of_params = {
"window_sma_long’: [195, 197, 200, 283, 205],
"window_sma_short': [4, 5, 6],
"windows rsi’: [2, 3, 4],
"rsi limit’: [8, 9, 18, 11],
"windows_sortino': [64, 88, 168, 218, 252],
"sortino limit': np.linspace(@.@, 3.8, 21)

].
Obrazek 37: Prohledavany prostor parametru strategie AOS

(Zdroj: vlastni zpracovani)

Na obrazku 37 vidime prohledavany prostor parametrt, jehoz velikost byla zvolena tak,
aby byla spocitatelnd v rozumném case a obsahovala pas krajnich hodnot vychozich

parametru.

Konfigurace a spusténi optimalizace:
Prostor parametra nastavime v souboru /aos/optimize _aos parameters.py a stejnym

souborem pak optimalizaci spustime.
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MEAN ANNUAL RETURN P 1 MEAN ANNUAL VOLATILITY 2 MEAN ANNUAL DD MEAN ANNUAL SORTINO MAX ANNUAL SORTINO MAX ANNUAL DD MAX ANNUAL VOLATILITY

40,2152 0,0635 -3988 33493 37170 -43008 0,0689
39,9032 0,0635 -39871 33266 3,701 -43086 0,0689
39,7855 0,0631 -39875 33651 3919 -43003 0,0684
39,5662 0,0759 1237 3,769 4908 -84169 0,0859
30,5447 0,0758 1,2248 37693 49082 -84185 0,0859
39,5045 0,0761 -1,2249 36861 47626 -84181 0,0859
39,4905 0,0631 -3987 33482 38577 -43089 0,0684
39,4758 0,0761 -1,2254 36853 4762 -84187 0,0859
39,2378 0,0631 -39875 32874 33 -43008 0,0685
38,9542 0,0632 -39878 32613 36189 -43099 0,0685
38,9108 0,071 -38611 34nT 40315 -4,509 00774
38762 00776 -1,2267 37628 49059 -84214 0,0884
38,7267 0,0649 4307 32494 3867 -46768 0,0698
3872 0,071 -3858 amr 39309 -4.506 00774
38,7032 00778 -1,2267 36792 47616 -8,4204 0,0884
38,6305 0,0762 -1,2256 37701 4908 -8,4203 0,0858
38,6305 0,0762 -1,2256 37701 4908 -8,4203 0,0858
38,5918 00715 -3,8602 34104 4022 -4,5086 00777

Obrazek 38: Seznam nejlepSich méfeni metody fitness()

(Zdroj: vlastni zpracovani)

Na obrazku 38 vidime seznam nejlepsich vysledki  fitness() metody z 18900
provedenych meéfeni. Optimalizované parametry pouzijeme logicky z nejlepsiho
vysledku (mean annual return je 40,2152%) za podminky, Ze ostatni ukazatele
predstavujici miru stability (Sortino ratio, Max Drawdown, Volatility) nevybocuji o vice
nez dvojnasobek smeérodatné odchylky v negativnim sméru ukazatele oproti
prumérim z 95% percentilu nejlepSich meéfeni daného ukazatele - chceme
minimalizovat nestabilitu vynost. Pokud by tato podminka nebyla splnéna, pouzijeme

druhy nejlepsi vysledek a pfipadné iterujeme dale.
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Total return:

Mean annual volatility:

Mean annual dd:

Mean annual sortino:

Mean annual sharpe:

Params:

260861,0  Total return p: 260,861
0,0635 Max annual volatility: 0,0689
-3,988 Max annual dd: -4,3098
33493 Max annual sortino: 37771
0,1806 Max annual sharpe: 0,1977

Test params:
window_sma_long: 203
window_sma_short: 6
windows_rsi: 3
rsi_limit: 11
windows_sortino: 64
sortino_limit: 0.3
money_reinvest: True
sortino_limit: 0.3
windows_sortino: 64
min_volume: 1000000
rsi_limit: 11
windows_rsi: 3
window_sma_short: 6
window_sma_long: 203
max_positions_total: 10
max_positions_per_ticker: 1
max_trades_per_day: 1
fee_per_trade: 1
count_money_parts: 10
initial_money: 100000

Mean annual return p:

Obrazek 39: Optimalizované parametry z nejlepsiho méfeni

(Zdroj: vlastni zpracovani)
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Vychozi parametry pro strategii AOS:

* window sma long: 200
* window sma short: 5

*  windows_rsi: 2

* rsi_limit: 10

* windows_sortino: 252

e sortino limit: 1

Optimalizované parametry pro strategii AOS:

* window sma long: 203
* window sma short: 6

* windows_rsi: 3

e rsi limit: 11

* windows_sortino: 64

* sortino_limit: 0.3

Pro ovéfeni vysledku optimalizace provedeme backtesting s vychozimi parametry a
optimalizovanymi parametry pro bézné obdobi od 1.3.2005 do 30.12.2016 pro akciovy
ko$ z indexu S&P 100 a porovname klicové ukazatele Equity, Sortino ratio a Maximal

Drawdown.
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Strategy name: AOS TECH vs S&P 160

Trade period: 12 years, (2005-01-83 - 2016-12-38)

Initial equity: 100000

Trades: bid/ask/all: 2441/2441/4882
Fee per trade: 1
Total fee expense: 4882.00

Max annual drawdown: -7.12(%) (2008)
Mean annual max drawdown: -4.79(%)
Max annual sortino: 3.41 (2013)
Mean annual sortino: 2.5@

Max annual sharpe: 0.17 (2013)

Mean annual sharpe: 9.13

Max annual volatility: ©.09 (2008)
Mean annual volatility: ©.07

Mean annual return: 7.97(%)

Max annual return: 16.18(%) (2005)
Min annual return: 2.11(%) (2016)
Total equity: 250.65(%)

Total equity: 250650.00

Obrazek 40: Vystup strategie AOS TECH s neoptimalizovanymi parametry

(Zdroj: vlastni zpracovani)

Strategy name: AQS TECH vs S&P 10@

Trade period: 12 years, (2005-01-83 - 2016-12-30)

Initial equity: 18@eoe

Trades: bid/ask/all: 2360/2360/4720
Fee per trade: 1
Total fee expense: 4720.00

Max annual drawdown: -6.56(%) (2008)
Mean annual max drawdown: -4.77(%)
Max annual sortino: 4.35 (2013)
Mean annual sortino: 3.10

Max annual sharpe: ©.22 (2813)

Mean annual sharpe: 9.16

Max annual volatility: ©.1@ (2008)
Mean annual volatility: ©.08

Mean annual return: 10.23(%)

Max annual return: 17.92(%) (2009)
Min annual return: 1.56(%) (2016)
Total equity: 320.56(%)

Total equity: 320564.00

Obrazek 41: Vystup strategie AOS TECH s optimalizovanymi parametry

(Zdroj: vlastni zpracovani)
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Optimalizované parametry zlepsily vykonnost strategie AOS TECH nasledovné:
* investovany kapital se zhodnotil 0 28 %, z 250260 dolarti na 320564 dolart,
*  24% narast praimérné rocni Sortino ratio, z 2,50 na 3,10,
* prumérny Maximal Drawdown se snizil z - 4,79% na - 4,77 %,
* maximalni Maximal Drawdown se snizil z —7,12% na -6,56%,

* snizil se pocet transakci 0 162, z 4882 na 4720 obchodu.

4.4.4. Optimalizace investicniho modelu ML

Uspé&snost predikce investiéniho modelu ML stoji na pouziti vhodného algoritmu
strojového uCeni a na spravné konfiguraci hyperparametrii. Pro jejich nalezeni

pouzijeme program Tpot.
Kli¢ové parametry programu Tpot:

« ML _START DATE - datum zacatku burzovnich dat pro optimalizaci - 1.1.2001,

ML _END DATE - datum ukonc¢eni burzovnich dat pro optimalizaci - 1.1.2005,
* POPULATION_SIZE - pocet jedinctu hledajicich optimalni feseni - 600,

« NUMBER GENERATION - pocet generaci, respektive kolikrat dojde k mutaci

nebo kfizeni jedinct - 10,

» klasifikacni softwarovou tfidu pouzijeme 7POTClassifier, protoze predikujeme

tfidu - vzestupny nebo sestupny trend.

Konfigurace Tpot a spuSténi optimalizace:
Pocatecni konfiguraci programu Tpot nastavime v souboru
/aos/optimize_machine learning.py a stejnym souborem pak spustime hledani

algoritmu a hyperparametru.
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[krnavek@dpl# /Jopt/python3/bin/python3 /aos/optimize machine_learning.py

Generation 1 - Current best internal CV score: ©.5135485416223122
Generation 2 - Current best internal CV score: ©.5135485416223122
Generation 3 - Current best internal CV score: 8.52934808929671421
Generation 4 - Current best internal CV score: 8.52934008929671421
Generation 5 - Current best internal CV score: 8.52934808929671421
Generation & - Current best internal CV score: 8.52934808929671421
Generation 7 - Current best internal CV score: ©.5293480929671421
Generation 8 - Current best internal CV score: 8.5329146263572493
Generation 9 - Current best internal CV score: 8.5329146263572493

Generation 1@ - Current best internal CV score: @.5329146263572493

# Selected model

Best pipeline:

DecisionTreeClassifier(

REFSampler(input matrix,

REFSampler gamma=@.35),
DecisionTreeClassifier_criterion=gini,
DecisionTreeClassifier__max_depth=6,
DecisionTreeClassifier_ min_samples_leaf=3,
DecisionTreeClassitier__min_samples_split=15

)

# Classification report

B o e
precision recall fl-score support
8.52 8.32 8.48 247
g.52 0.71 8.60 257
avg / total 8.52 8.52 8.58 584

Obrazek 42: Vybér modelu strojového uceni a optimalizace hyperparametru
(Zdroj: vlastni zpracovani)
Programem Tpot byl nalezen algoritmus DecisionTree. Dle klasifikatniho reportu
(obrazek 42) je uspésnosti predikce 52 %, coz neni na prvni pohled mnoho. Algoritmus
strojového uceni je vSak pouze dopliikova slozka predikce, takze jeho pfitomnost bude
zlepSovat vyslednou predikci. Investicni model ML tak bude mit stabilngjsi vynosy a

pravdépodobné zobchoduje méné transakci nez model TECH za stejni ¢asovy horizont.
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4.5. Vyhodnoceni vykonnosti investi¢nich modelu

4.5.1. Metodika metody backtesting

Vykonnost a stabilitu finan¢nich modelt TECH a ML ovétime programem AOS. Pro
kazdy model provedeme backtesting pro bézné obdobi od 2005 do 2016 a pro obdobi
finan¢ni krize od 2007 do 2011 a selektovat portfolio budeme z akciového indexu S&P
100 a S&P 500.

Vysledky backtestingu pro obdobi od 2005 do 2016 ukazi charakteristiku vynosu a
miry stability, kterou mizeme oCekavat od investicnich modelti v bézném, klidovém
obdobi na financ¢nich trzich. Naopak backtesting pro obdobi krize od 2007 do 2011
napovi, jak si modely povedou v nestandardnim, turbulentnim obdobi, kdy vétSina

investoru preferuje vétsi miru stability pfed maximalizaci vynosu.

Backtesting na akciovém koSi S&P 100 nebo S&P 500 ukaze, jak si dany investicni
model povede pii selektovani portfolia z koSe akcii technologického sektoru (S&P

100) nebo koSe obecnych akcii (S&P 500).

Jeden z vystupt backtestingu je graf porovnavajici kapitalové kiivky portfolia AOS
(equity curve) a kapitalové kiivky fiktivni investice do indexu S&P 100, respektive
S&P 500, které povazujeme jako benchmark.

Backtesting pro obdobi 2005 - 2016
2001 - 2005 2005 - 2007 | 2007- 2011 1 2011 - 2016

Hospodarska krize
|

Treninl-_cové data pro Backtesting S&P 100
strojove uceni )
(predictor ML) Backtesting S&P 500

Backtesting S&P 100
Backtesting S&P 500

Obrazek 43: Plan backtestingu pro finanéni model TECH a ML

(Zdroj: vlastni zpracovani)
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Vysledky kazdého backtestingu obsahuji:

textovy vystup programu AOS s ukazateli Equity a Sortino ratio, Sharpe ratio,
Maximal Drawdown a Volatility
» graf kapitalové kiivky AOS a kapitalové kiivky benchmarku (fiktivni investice
do akciového indexu S&P 100 nebo S&P 500)
» piiloZeny csv soubor se statistikou ukazatel Equity, Equity diff a Sortino ratio,

Sharpe ratio, Maximal Drawdown a Volatility pro kapitalovou kiivku AOS a

kapitalovou kiivku benchmarku na ro¢ni bazi

* piiloZzeny csv soubor se seznamem vSech provedenych obchodi (akciovych

transakci) a stavu portfolia na denni bazi
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4.5.2. Investi¢ni model TECH selektuje portfolio z S&P 100 v obdobi 2005 - 2016

Pro bézné obdobi od 1.3.2005 do 30.12.2016 bylo investicnim modelem TECH
selektovano portfolio z akciového kose S&P 100.

Strategy name: AQS TECH ws S&P 186
Trade period: 12 years, (2805-81-83 - 2816-12-38)
Initial equity: 1880288

Trades: bid/ask/all: 2360/2368/4720
Fee per trade: 1

Total fee expense: 4728.00

Max annual drawdown: -6.56(%) (2808)
Mean annual max drawdown: -4.77(%)
Max annual sortino: 4.35 (2813)
Mean annual sortino: 3.1@

Max annual sharpe: ©.22 (2813)

Mean annual sharpe: 8.16

Max annual volatility: ©8.18 (2088)
Mean annual wolatility: ©.83

Mean annual return: 18.23(%)

Max annual return: 17.92(%) (2089)
Min annual return: 1.56(%) (2818)
Total equity: 328.56(%)

Total equity: 3208564.00

Obrazek 44: Vystup AOS z backtestingu investi¢niho modelu TECH
pro S&P 100 v obdobi 2005 - 2016

(Zdroj: vlastni zpracovani)
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AOS TECH vs S&P 100 (2005-01-03 - 2016-12-30)

Pocateéni kapital

—— AOS kapitalova kfivka
—— S&P 100 kapitalova kiivka

2006 2007 2008 2009 2010 2011 2012 2013 2014 2015 2016
Obchedni obdoebi

Graf 1: AOS z backtestingu investi¢niho modelu TECH
pro S&P 100 v obdobi 2005 - 2016

(Zdroj: vlastni zpracovani)

Rocni statistika ukazatel Equity, Equity diff a Sortino ratio, Sharpe ratio, Volatility je
k dispozici v souboru vysledky AOS TECH SP100 2005-2016.csv.

Seznam vsech provedenych obchoda (akciovych transakci) a stavu portfolia na denni

bazi je k dispozici v souboru backtesting AOS TECH SP100 2005-2016.csv.
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4.5.3. Investi¢ni model TECH selektuje portfolio z S&P 100 v obdobi krize 2007 —
2011

Pro obdobi finanéni krize od 1.4.2007 do 30.12.2011 bylo investi¢nim modelem TECH
selektovano portfolio z akciového koSe S&P 100.

Strategy name: AOS TECH ws S&P 180 krize
Trade period: 5 years, (2087-81-84 - 2011-12-3@
Initial equity: 188888

Trades: bid/fask/all: 891/891/1782
Fee per trade: 1
Total fee expense: 1782.00

Max annual drawdown: -7.17(%) (2009)
Mean annual max drawdown: -6.23(%)
Max annual sortino: 3.32 (20811)
Mean annual sortino: 2.31

Max annual sharpe: 8.18 (2811)

Mean annual sharpe: 8.15

Max annual volatility: 8.12 (2808)
Mean annual wvelatility: ©.18

Mean annual return: 18.38(%)

Max annual return: 19.16(%) (2009)
Min annual return: 5.91(%) (2867)
Total equity: 162.85(%)

Total equity: 162852.8@

Obrazek 45: Vystup AOS z backtestingu investi¢niho modelu TECH
pro S&P 100 v obdobi krize 2007 - 2011

(Zdroj: vlastni zpracovani)
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AQS TECH vs S&P 100 krize (2007-01-04 - 2011-12-30)
- Pocateéni kapital
—— AOS kapitalova kiivka

—— S&P 100 kapitalova kiivka 160000

140000
120000
.‘M A « 3l
. ...... P Sl PP, b S i | PR PR 100000
80000
60000

40000

20000

2008 2009 2010 2011
Obchedni obdobi

Graf 2: AOS z backtestingu investicniho modelu TECH
pro S&P 100 v obdobi krize 2007 - 2011

(Zdroj: vlastni zpracovani)

Rocni statistika ukazatel Equity, Equity diff a Sortino ratio, Sharpe ratio, Volatility je
k dispozici v souboru vysledky AOS TECH SP100 krize 2007-2011.csv.

Seznam vsech provedenych obchoda (akciovych transakci) a stavu portfolia na denni

bazi je k dispozici v souboru backtesting AOS TECH SP100 krize 2007-2011.csv.
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4.5.4. Investicni model TECH selektuje portfolio z S&P 500 v obdobi 2005 — 2016

Pro bézné obdobi od 1.3.2005 do 30.12.2016 bylo investicnim modelem TECH
selektovano portfolio z akciového kose S&P 500.

Strategy name: AOS TECH wvs S&FP 580
Trade peried: 12 years, (2005-81-83 - 2816-12-38)
Initial equity: 10@@8@

Trades: bid/ask/all: 2881/2881/5602
Fee per trade: 1
Total fee expense: 56082.080

Max annual drawdown: -18.82(%) (2003)
Mean annual max drawdown: -7.13(%)
Max annual sortino: 5.14 (2006)

Mean annual sortino: 2.83

Max annual sharpe: 8.22 (2814)

Mean annual sharpe: 8.14

Max annual volatility: 8.16 (2809)
Mean annual weolatility: ©.16@

Mean annual return: 9.79(%)

Max annual return: 22.18(%) (2005)
Min annual return: 1.65(%) (20@9)
Total equity: 389.77(%)

Total equity: 389775.80@

Obrazek 46: Vystup AOS z backtestingu investi¢niho modelu TECH
pro S&P 500 v obdobi 2005 - 2016

(Zdroj: vlastni zpracovani)
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AOS TECH vs S&P 500 (2005-01-03 - 2016-12-30)

- Potategni kapital 320000
—— AOS kapitalova kfivka
—— S&P 500 kapitalova kfivka 300000
280000
260000
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Obchodni obdobi

Graf 3: AOS z backtestingu investi¢niho modelu TECH
pro S&P 500 v obdobi 2005 - 2016

(Zdroj: vlastni zpracovani)

Rocni statistika ukazatel Equity, Equity diff a Sortino ratio, Sharpe ratio, Volatility je
k dispozici v souboru vysledky AOS TECH SP500 2005-2016.csv.

Seznam vsech provedenych obchoda (akciovych transakci) a stavu portfolia na denni

bazi je k dispozici v souboru backtesting AOS TECH SP500 2005-2016 .csv.
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4.5.5. Investi¢ni model TECH selektuje portfolio z S&P 500 v obdobi krize 2007 —
2011

Pro obdobi finanéni krize od 1.4.2007 do 30.12.2011 bylo investi¢nim modelem TECH
selektovano portfolio z akciového koSe S&P 500.

Strategy name: AOS TECH vs S&P 58@ krize
Trade peried: 5 years, (20887-81-84 - 2811-12-38)
Initial equity: 1006080

Trades: bid/ask/all: 1187/11087/2214
Fee per trade: 1
Total fee expense: 2214.080

Max annual drawdown: -16.76(%) (20889)
Mean annual max drawdown: -13.22(%)
Max annual sortino: 4.85 (20811)

Mean annual sortino: 2.25

Max annual sharpe: 8.18 (2811)

Mean annual sharpe: 8.12

Max annual volatility: 9.18 (2003)
Mean annual velatility: 8.14

Mean annual return: 7.88(%)

Max annual return: 16.17(%) (2018)
Min annual return: -1.59(%) (2083)
Total equity: 147.21(%)

Total equity: 147211.6@

Obrazek 47: Vystup AOS z backtestingu investi¢niho modelu TECH
pro S&P 500 v obdobi krize 2007 - 2011

(Zdroj: vlastni zpracovani)
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AOS TECH vs S&P 500 krize (2007-01-04 - 2011-12-30)
-------- Pocateéni kapital

—— AOS kapitalova kfivka
—— S&P 500 kapitalova kfivka
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Graf 4. AOS z backtestingu investicniho modelu TECH
pro S&P 500 v obdobi krize 2007 - 2011

(Zdroj: vlastni zpracovani)

Rocni statistika ukazatel Equity, Equity diff a Sortino ratio, Sharpe ratio, Volatility je
k dispozici v souboru vysledky AOS TECH SP500 krize 2007-2011.csv.

Seznam vsech provedenych obchoda (akciovych transakci) a stavu portfolia na denni

bazi je k dispozici v souboru backtesting AOS TECH SP500 krize 2007-2011.csv.

100

Kapital ($)



4.5.6. Investicni model ML selektuje portfolio z S&P 100 v obdobi 2005 — 2016

Pro bézné obdobi od 1.3.2005 do 30.12.2016 bylo

selektovano portfolio z akciového kose S&P 100.

investicnim modelem ML

Strategy name: AQOS ML vs S&P 188

Trade periecd: 12 years, (2805-01-83 - 2016-12-38)

Initial equity: 1@@@ea

Trades: bid/ask/all: 2875/2875/4158
Fee per trade: 1
Total fee expense: 4158.88

Max annual drawdown: -5.95(%) (2008)
Mean annual max drawdown: -4.41(%)
Max annual sortino: 4.94 (2813)
Mean annual sortineo: 2.384

Max annual sharpe: 8.23 (20811)

Mean annual sharpe: .15

Max annual volatility: ©.89 (20808)
Mean annual volatility: 8.87

Mean annual return: 8.52(%)

6.94(%) (2009)
Min annual return: 1.46(%) (2016)
Total equity: 266.48(%)

Max annual return: 1

Obrazek 48: Vystup AOS z backtestingu investicniho modelu ML
pro S&P 100 v obdobi 2005 - 2016

(Zdroj: vlastni zpracovani)
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AOS ML vs S&P 100 (2005-01-03 - 2016-12-30)

-------- Paocatecni kapital
—— AOS kapitalova kfivka
—— S&P 100 kapitalova kfivka

2006

2007 2008 2009 2010 2011 2012 2013 2014 2015
Obchodni obdobf

Graf 5: AOS z backtestingu investi¢niho modelu ML
pro S&P 100 v obdobi 2005 - 2016

(Zdroj: vlastni zpracovani)
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Rocni statistika ukazatel Equity, Equity diff a Sortino ratio, Sharpe ratio, Volatility je
k dispozici v souboru vysledky AOS ML SP100 2005-2016.csv.

Seznam vsech provedenych obchoda (akciovych transakci) a stavu portfolia na denni

bazi je k dispozici v souboru backtesting AOS ML SP100 2005-2016.csv.
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4.5.7. Investi¢ni model ML selektuje portfolio z S&P 100 v obdobi krize 2007 —
2011

Pro obdobi finan¢ni krize od 1.4.2007 do 30.12.2011 bylo investicnim modelem ML
selektovano portfolio z akciového koSe S&P 100.

Strategy name: AOS ML vs S&P 188 krize
Trade period: 5 years, (20807-81-84 - 2011-12-38)
Initial equity: leaaéee

Trades: bid/askfall: 755/755/1518
Fee per trade: 1
Total fee expense: 1518.88

Max annual drawdown: -7.62(%) (2008)
Mean annual max drawdown: -6.22(%)
Max annual sortine: 3.58 (2811)
Mean annual sortino: 2.55

Max annual sharpe: @.19 (20811)

Mean annual sharpe: 2.14

Max annual wvolatility: ©.18 (2883)

Mean annual wolatility: 8.89

Mean annual return: 7.15(%)

Max annual return: 14.89(%) (20889)
Min annual return: 2.54(%) (2087)
Total equity: 141.16(%)

Total equity: 141168.00

Obrazek 49: Vystup AOS z backtestingu investicniho modelu ML
pro S&P 100 v obdobi krize 2007 - 2011

(Zdroj: vlastni zpracovani)
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AOS ML vs S&P 100 krize (2007-01-04 - 2011-12-30)

-------- Pocatecni kapital
—— AOS kapitalova kiivka
—— S&P 100 kapitalova kfivka

2008 2009 2010 2011
Obchodni obdobi

Graf 6: AOS z backtestingu investi¢niho modelu ML
pro S&P 100 v obdobi krize 2007 - 2011

(Zdroj: vlastni zpracovani)

Rocni statistika ukazatelt Equity, Equity diff a Sortino ratio, Sharpe ratio, Volatility je
k dispozici v souboru vysledky AOS ML SP100 krize 2007-2011.csv.

Seznam vSech provedenych obchodii (akciovych transakci) a stavu portfolia na denni

bazi je k dispozici v souboru backtesting AOS ML SP100 krize 2007-2011.csv.
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4.5.8. Investicni model ML selektuje portfolio z S&P 500 v obdobi 2005 — 2016

Pro bézné obdobi od 1.3.2005 do 30.12.2016 bylo investicnim modelem ML

selektovano portfolio z akciového kose S&P 500.

Strategy name: AQS ML ws S&P 528

Trade period: 12 years, (2005-01-83 - 2016-12-32@8)

Initial equity: leoaee

Trades: bid/ask/all: 2666/2666/5332
Fee per trade: 1
Total fee expense: 5332.00

Max annual drawdown: -12.88(%) (20889)
Mean annual max drawdown: -5£.92(%)
Max annual sortine: £.89 (2814)

Mean annual sortino: 3.82

Max annual sharpe: @.28 (2014)

Mean annual sharpe: @.16

Max annual wvolatility: ©.14 (2889)

Mean annual wvolatility: ©.@9

Mean annual return: 29.88(%)

Max annual return: 28.15(%) (2813)
Min annual return: 3.12(%) (2812)
Total equity: 314.22(%)

Total equity: 314228.00

Obrazek 50: Vystup AOS z backtestingu investicniho modelu ML
pro S&P 500 v obdobi 2005 - 2016

(Zdroj: vlastni zpracovani)
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AOS ML vs S&P 500 (2005-01-03 - 2016-12-30)

-------- Pocateéni kapital
—— AOS kapitalova kiivka
—— S&P 500 kapitalova krivka
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Graf 7: AOS z backtestingu investi¢niho modelu ML
pro S&P 500 v obdobi 2005 - 2016

(Zdroj: vlastni zpracovani)

Rocni statistika ukazatel Equity, Equity diff a Sortino ratio, Sharpe ratio, Volatility je
k dispozici v souboru vysledky AOS ML SP500 2005-2016.csv.

Seznam vsech provedenych obchoda (akciovych transakci) a stavu portfolia na denni

bazi je k dispozici v souboru backtesting AOS ML SP500 2005-2016.csv.
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4.5.9. Investi¢ni model ML selektuje portfolio z S&P 500 v obdobi krize 2007 —
2011

Pro obdobi finan¢ni krize od 1.4.2007 do 30.12.2011 bylo investicnim modelem ML
selektovano portfolio z akciového koSe S&P 500.

Strategy nams: AODS ML vs S&P 588 krize
Trade period: 5 years, (2007-81-84 - 2011-12-38)
Initial equity: leaeéee

Trades: bid/ask/all: 1832/1832/2064
Fee per trade: 1
Total fee expense: 2264.00

Max annual drawdown: -11.41(%) (20889)
Mean annual max drawdown: -18.83(%)
Max annual sortino: 5.13 (2811)

Mean annual sortinc: 2.92

Max annual sharpe: @.21 (2811)

Mean annual sharpe: @.15

Max annual wvolatility: @.15 (2889)

Mean annual wolatility: ©.13

Mean annual return: 18.75(%)

Max annual return: 22.85(%) (29818)
Min annual return: 5.26(%) (2011)
Total equity: 166.81(%)

Total equity: 166811.08@

Obrazek 51: Vystup AOS z backtestingu investicniho modelu ML
pro S&P 500 v obdobi krize 2007 — 2011

(Zdroj: vlastni zpracovani)
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AOS ML vs S&P 500 krize (2007-01-04 - 2011-12-30)

-------- Pocateéni kapital
—— AOS kapitalova kfivka
—— S&P 500 kapitalova kfivka
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Graf 8: AOS z backtestingu investi¢niho modelu ML
pro S&P 500 v obdobi krize 2007 - 2011

(Zdroj: vlastni zpracovani)

Rocni statistika ukazatelt Equity, Equity diff a Sortino ratio, Sharpe ratio, Volatility je
k dispozici v souboru vysledky AOS ML SP500 krize 2007-2011.csv.

Seznam vSech provedenych obchodii (akciovych transakci) a stavu portfolia na denni

bazi je k dispozici v souboru backtesting AOS ML SP500 krize 2007-2011.csv
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4.5.10. Vyhodnoceni

. . i . N . | Celkové o oo o | Primémy roéni | Maximalni
Strategie AOS v béznem obdobi Pocete Pocatggm Koneg:r,1y shodnoceni Prunjerny rocni | Prumerné rocni maximalni propad propad
(3.1.2005 - 30.12.2016) obchodu | Kapital kapital (%) vynos (%) Sortino ratio (%) %)
AOS TECH na S&P 100 4720 | 100000 = 320564 | 320,56 10,23 31 477 -6,56
AOS ML na S&P 100 4150 | 100000 | 266477 | 266,47 8,52 2,84 -4,41 -5,95
AOS TECH na S&P 500 5602 | 100000 | 309775 | 309,77 9,79 2,83 -71,13 -10,82
AOS ML na S&P 500 5332 | 100000 | 314220 | 314,22 9,88 3,02 -6,92 -12,08
Tabulka 7: Souhrnné vysledky backtestingu pro bézné obdobi 2005 - 2016
(Zdroj: vlastni zpracovani)
Strategie AOS v dobé Podet | PoGatedni | Konetny Celkove Prlmérny rocni | Prlmeérné rocni Primemy rocni | Maximalni
financni krize obchodti | Kapital Kapital zhodnoceni vynos (%) Sortino ratio maximalni propad | propad
(4.1.2007 - 30.12.2011) (%) (%) (%)
AOS TECH na S&P 100 1782 | 100000 | 162852 | 162,85 10,3 2,81 -6,23 1,17
AOS ML na S&P 100 1510 | 100000 | 141160 | 14116 7,15 2,55 -6,22 -7,62
AOS TECH na S&P 500 2214 | 100000 | 147211 | 14721 7,88 2,25 -13,22 -16,76
AOS ML na S&P 500 2064 | 100000 | 166811 | 166,81 10,75 2,92 -10,03 1141

Tabulka 8: Souhrnné vysledky backtestingu pro obdobi krize 2007 — 2011

Z vysledki backtestingi, grafii a pftilozenych

(Zdroj: vlastni zpracovani)

statistik v csv souborech vysledky*

vyplyva, ze investicni modely TECH a ML piekonadvaji benchmark (tzn. fiktivni
investici do investi¢niho instrumentu kopirujiciho index S&P 100, respektive S&P 500)

vice nez 1,8 krat.

Napriklad pokud bychom na zacatku roku 2005 investovali 100 000 dolart do strategie
AOS TECH S&P 100 na dobu 12 let, tak se investovany kapital zhodnoti 0 320,5 % na
320 564 dolart pfi pramérné rocni vynosnosti 10,23 % a pfi maximalnim kapitalovém
propadu 6,56 %. Kapitalova kiivka se béhem celého investi¢niho horizontu nepropadla
pod hladinu pocatecniho kapitalt (graf 1) a benchmark se zhodnotil jen o 170,3% na
173 227 dolari pti primé€mém rocni vynosnosti 8,69 %. Strategie tak piekonala
benchmark 1,85 krat o 147 337 dolari. Pfi hodnoceni primérném rocni vynosnosti

bereme v potaz faktor reinvestice kapitalu.
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V dobé finan¢ni krize mezi lety 2007 — 2011 dosahl AOS ML S&P 100 nejhorsiho

vysledku ze vSech backtestingti. Investovany kapital byl zhodnocen za dobu 5 let jen o

141,16% na 141 160 dolar( pii primérné rocni vynosnosti 8,52 % a pii maximalnim

kapitalovém propadu 5,95 %. Kapitalova kiivka sice v druhé ¢asti roku 2008 klesla pod

kapitalovou kfivku benchmarku a prvni tfetiné roku 2009 dokonce i pod hladinu

pocatecniho kapitalt (graf 6), ale i tak prekonala benchmark 1,63 krat o 54 808 dolara.

Zjisténé skutecnosti z benchmarku:

Investi¢ni model ML dosahuje stabilngjsich vysledka v dobé financni krize nez

investi¢ni model TECH .

Investiéni model ML uzavira za stejné obdobi pfi podobné vynosnosti méné
akciovych transakci nez model TECH, coz muze hrat roli skute¢nosti vysokych

poplatki za transakci .

Investi¢ni model ML podava lepsi vysledky na akciovém kosi indexu S&P 500 a

investi¢ni model TECH funguje 1épe na akciovém kosi indexu S&P 100.

Investi¢ni model ML oproti modelu TECH ma nizs§i primérné maximalni rocni

propady, coz muze byt s psychologického hlediska pro investora vyhodnéjsi.

V dobé krize, kdy obchodnik preferuje vétsi miru stability pfed vynosem, je
vyhodnéjsi investiéni modely TECH a ML obchodovat na akciovém ko$i indexu

S&P 100 spise nez na S&P 500.

Nejvétsiho kladny rozdil ve zhodnoceni kapitalu oproti benchmarku zaznamenal
investi¢ni model ML v dobé& krize na akciovém kosi indexu S&P 500. Kapital

byl modelem zhodnocen o 89 % lépe nez investice do benchmarku.

Nejvétsi maximalni rocni propad kapitdlu zaznamenal v dobé finan¢ni krize

investicni model TECH na akciovém ko$i S&P 500 a to 16,76 % v roce 2009.

Nejvétsi meziroCni zhodnoceni kapitdlu zaznamenal v bézné, klidné dobé

investicni model TECH na akciovém ko$i S&P 500 a to 22,10 % v roce 2005.

Vypocet investicniho modelu ML trva zhruba 3 krat déle nez pro investi¢ni

model TECH.
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Prinos investi¢nich modeli TECH, ML pro investora do strategie AOS :

* Oba investicni modely porazeji ve vynosnosti trh v klidovém obdobi 1 dobé
krize v priméru o 66% , coz je nezanedbatelna konkuren¢ni vyhoda i proti

bankovnim investicnim produkti.

* V dobé financni krize 2007 az 2011 drtiva vétSina pasivnich investi¢nich
instrumentd a akciovych tituli zaznamenala cenové propady az v desitkach
procent a strategie AOS pode backtestingu (graf 2) az na nékolik mésicti v roce
2009 dotazala udrzet kapitalovou kiivku nad pocatecni investici a investicni

horizont skoncit s kladnym vynosem.

* Strategie AOS nepouziva k obchodovani paku ani stop-loss order, takze v
piipadé globalnich pada akciovych trhit nedojde k nasilnému uzavieni
otevienych pozic, prodeji akcii za nizké ceny a tim padem ke ztraté kapitalu.
Investorovi zustanou akcie, které sice mohou docCasné ztratit na hodnoté, ale na
zakladé historickych zkusSenosti a hypotézy rasti akcii [5] se opét ve vétSiné
pfipadd do 1 roku po krizi dostanou na své pivodni cenové pozice a Casto je i
prekonaji. Investor z krize vyjde s nekracenym kapitale, ktery muze nasledné
reinvestovat do nakupu ostatnich investi¢nich instrumentt, které jsou po krizi

podhodnocené.

» Strategie AOS s investicnimi modely TECH a ML je uzivatelsky privétiva,
protoZze je obchodovana na denni bazi a nevyzaduje prubéznou celodenni
kontrolu obchodnikem. Vygenerované obchodni ptikazy lze zadat az po uzavieni
US burz, tedy po 22:00 stfedoevropského ¢asu (americkd burza NYSE m4a bézné
oteviraci hodiny 15:30 —22:00 stfedoevropského Casu).

* Ve vsech uskuteCnénych meéfenich kapitdlovy vynos na konci investi€niho

horizontu skoncil v kladnych Cislech.

» Strategie AOS by v realném obchodovani dosahovala jesté lepsich vysledk,
protoze do celkového vynosu nebyly zapocitany dividendové vynosy

jednotlivych akciovych titult.
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Za zakladé principa technické analyzy a algoritma strojového uceni byly vytvoreny
investi¢ni modely TECH a ML. Pro otestovani vynosnosti obou modelt byla v jazyku
Python naprogramovana aplikace Automaticky obchodni systém (AOS), ktera slouzila

ke dvou primarnim uceld. K optimalizaci parametrt investi¢nich modeld a k provedeni

série mefeni metodou backtesting na historickych burzovnich datech.

Metodou dopiedné optimalizace na historickych burzovnich datech od 1.1.2001 do
30.12.2016 a pomoci softwarové smycky byl prohledan stavovy prostor potencialné
vhodnych parametra a nalezeno optimalni feSeni pro kliCové parametry
window sma long, window sma short, windows rsi, rsi limit, windows sortino a
sortino_limit. Pro vyhledani vhodného algoritmu strojového uceni pro investi¢ni model
ML byl pouzit voln€ dostupny program Tpot, ktery s vyuzitim genetickych algoritmt

doporucil algoritmus DecisionTree vetn€ vhodné kombinace hyperparametrt.

Metodou backtesting byla provedena série 8 méfeni, které provéfili investiéni modely
TECH a ML v podminkach klidné trzni situace v obdobi od 3.1.2005 do 30.12.2016 a v
obdobi finan¢ni krize od 4.1.2007 do 30.12.2011. Pro objektivitu porovnani byly
vysledky srovnany s benchmarkem - fiktivni nespravovanou investici do investi¢niho
instrumentu kopirujiciho akciovy index S&P 100, respektive S&P 500 a pouzivanou

odborniky ve finan¢nim primyslu.

Vystup kazdého meéteni byl hodnocen ze dvou hledisek, s pohledu vynosnosti a
stability. Vynosnost byla hodnocena celkovym zhodnoceni investovaného kapitalu a
prameérnou ru¢ni vynosovou mirou. Faktor stability byl méfen ukazatelem Sortino ratio,
Maximal Drawdown a Volatility. Pro vizualni hodnoceni byly pomoci softwarového
modulu Matplotlib vygenerovany grafy kapitalovych kfivek pro celkové obchodni
obdobi, kde je mozné prubézné€ porovnavat stav investice v Case (strategie AOS) a

benchmarku.

Z vysledku méfeni je patrné, ze se investicni modely TECH a ML osvédcily a v
pruméru o 66% piekonavaly investici do benchmarku a vSech méfeni skoncily kladnym

zhodnocenim kapitalu. Pozitivné je hodnocena skutecnost, ze se kapitalova kfivka az na
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par mésici v dobé hospodarské krize nedostala pod hranici pocate¢niho investovaného
kapitalu. Investi¢ni model ML, pouzivajici algoritmy strojového uceni jako dopliikovy
faktor predikce, ve srovnani s modelem TECH dosahuje nepatrné horsich vysledka ve
vynosnosti, ale o to stabiln€jSich vynosi. To muze byt nékterymi konzervativnimi

investory chéapano jako vyhoda.

Realizace strategie AOS na standardnim hardware, za pouziti bézné¢ dostupnych
softwarovych nastroji a internetu dokazuje, ze i jedinec je schopen vytvorit solidni
zaklady pro investicni produkt, ktery je schopen konkurovat produktim velkych
investiCnich instituci. Oba investicni modely maji znacny potencial vylepSeni.
Investicni model ML lze vylepsit za pouziti vhodné&jsi formy a skladby vstupnich
tréningovych dat a investi¢ni model TECH je mozné optimalizovat vice matematickymi

metodami.

Strategii AOS lze za rozumného usili upravit tak, aby i pouCeny uzivatel, znaly
ekonomickych skuteCnosti a burzovnich termint, byl schopen program obsluhovat a
manualné on line obchodovat na burze. Autor diplomové prace si diky praktické Casti
osvojil zaklady obchodovani na burze a naucil se aplikovat softwarova feSeni na
nekteré financné ekonomické problémy za pomoci analytickych knihoven Pandas,
Numpy a Scikit-learn. Ptipadny zajemce o problematiku algoritmického obchodovani
muze z této prace ziskat uzite¢né poznatky nebo vyuzit seznam pouzité literatury jako

zdroj kvalitnich informaci.
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DODATEK A - CD ROM

* zdrojovy kod programu Automaticky obchodni systém (AOS),
» vysledky 8 méfeni backtesting,
e ukazkové data indikatoru,

* popisny soubor readme.txt.
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