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Abstrakt 
Táto práca je zameraná na kontrastívny prístup self-supervised učenia k tvorbe modelu hl
bokého strojového učenia, na rozpoznanie osôb podľa fotografie ruky. Práca popisuje základy 
strojového učenia, použité nástroje a dataset. Metóda bola vypracovaná s použitím kniž
nice PyTorch. Návrh modelu čerpá inšpiráciu z architektúry metódy S imCLR a jej využitia 
princípov kontrastívneho učenia reprezentácií. Navrhnutý prístup využíva na optimalizáciu 
stratovú funkciu triplet loss. Následne je opísaný proces optimalizácie a je porovnaný vplyv 
jednotlivých hyperparametrov na presnosť modelu. Výsledný model bol trénovaný na 1696 
fotografiách rúk a dosahuje presnosť 98% na validačnej sade. Presnosť dosiahnutá použitím 
self-supervised metódy je vyššia ako presnosť dosiahnutá použitím supervised metódy. 

Abstract 
This work focuses on using contrastive self-supervised learning method for creating model 
of deep learning intended for person recognition based on hand photographs. The paper 
outlines fundamentals of machine learning, utilized tools and dataset. The method was de
veloped using PyTorch library. The proposed model draws inspiration from the S imCLR 
architecture and its use of contrastive representation learning. The proposed approach uti
lizes the triplet loss function for optimization. Then the optimization process is described 
and impact of individual hyperparameters on the model's accuracy is compared. The resul
ting model was trained on 1696 hand photos and achieves 98% accuracy on validation set. 
The accuracy achieved using self-supervised methods is higher than the accuracy achieved 
using supervised methods. 
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Kapitola 1 

Úvod 

V poslednej dobe je veľmi populárna téma umelej inteligencie. Neustály pokrok v oblasti 
využitia techník umelej inteligencie nám umožnil zjednodušenie riešenia problémov, ktoré 
boli kedysi zložité, ale aj jednoduchých každodenných činností. Vďaka rýchlemu vývoju 
počítačového hardwaru sa podarilo efektívne spojazdniť neurónové siete a hlboké strojové 
učenie. Teoretické základy hlbokého strojového učenia objavili už v minulom storočí, ale ich 
efektívne využívanie na riešenie reálnych problémov sa začalo iba nedávno. Na vývoj apliká
cií využívajúcich strojové učenie sa momentálne používajú hlavne dve populárne knižnice. 
Prvou z nich je knižnica Tensorflow, ktorá bola vyvinutá v roku 2015 spoločnosťou Google 
a druhá knižnica Pytorch, ktorá bola vyvinutá v roku 2016 spoločnosťou Meta. 

Pr i trénovaní modelov strojového učenia býva jedným z hlavných problémov zaobsta
ranie kvalitného datasetu. Pre efektívne trénovanie modelov strojového učenia je potrebné 
relatívne veľké množstvo dát, ktoré sa nám nie vždy podarí nazbierať. V takomto prí
pade je možné dataset umelo zväčšiť pomocou výberu vhodných dátových augmentácií. 
Samostatné zozbieranie dát však väčšinou nestačí a dáta treba pracne anotovať, čo zabe
rie veľa času. Existuje viac metód, vďaka ktorým je možné vyhnúť sa anotácii dát. Táto 
práca sa zameriava na self-supervised metódu hlbokého strojového učenia, ktorá je jednou z 
metód nevyžadujúcich anotované dáta. Mnohé techniky self-supervised učenia si sami gene
rujú pseudo anotácie, vďaka ktorým sa následne učia dobré reprezentácie a charakteristiky 
vstupných dát. 

Cieľom tejto práce je navrhnúť a natrénovať model hlbokého strojového učenia, ktorý 
bude s využitím techník self-supervised učenia vedieť na základe štvoríc fotografií rúk tieto 
ruky porovnať a bez informácie komu ruky patria zistiť, či sa jedná o tú istú osobu. Natré
novaný model je následne vyhodnotený a jeho výsledky sú porovnané s modelom natréno
vaným v supervised režime. Výsledný model je trénovaný na datasete štvoríc fotografií rúk, 
ktoré sú fotené pri rôznych svetelných podmienkach a každá fotografia z jednej štvorice je 
fotená pod iným uhlom. 

V tejto práci sú okrem základných techník a nástrojov potrebných na trénovanie mo
delov hlbokého strojového učenia popísané aj zložitejšie metódy ako napríklad transfer 
learning, self-supervised learning a niektoré pokrokové práce využívajúce tieto techniky. 
Ďalej sú popísané niektoré existujúce riešenia a podobná práca v tejto oblasti. Následuje 
podrobný popis použitého datasetu vrátane jeho zbierania, návrh riešenia a jeho implemen
tácia. Následne pokračuje zhodnotenie výsledkov dosiahnutých počas trénovania modelov 
a ich porovnanie. Na záver práce sú zhrnnuté získané poznatky a postrehy vrátane návrhu 
možností nadviazania na prácu a jej praktických využití. 
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Kapitola 2 

Nástroje pre trénovanie modelu 
hlbokého strojového učenia 

V tejto kapitole sú popísané a vysvetlené dôležité techniky a nástroje, ktorých znalosť je po
trebná na trénovanie modelov hlbokého učenia. Okrem základov sa tá to kapitola zameriava 
aj na self-supervised učenie a podrobnejšie rozoberá niektoré pokrokové metódy založené 
na self-supervised učení. 

2.1 Strojové učenie 

Strojové učenie je oblasť umelej inteligencie využívajúca algoritmov a techník, ktoré umož
ňujú počítačom učiť sa zo skúseností a dát bez nutnosti explicitného programovania. Cieľom 
je tvorba modelov, ktoré dokážu automaticky získavať poznatky z dát a na ich základe robiť 
predikcie. Strojové učenie možno rozdeliť do viacero kategórií [7]: 

• Učenie s učiteľom (supervised learning) - modely sú trénované na základe párov vstup
ných dát a príslušných výstupov. Bližšie popísané v podkapitole 2.8. 

• Učenie bez učiteľa (unsupervised learning) - modely sú trénované na základe neozna
čených dát . Cieľom je identifikovať vzory a charakteristiky vstupných dát bez znalosti 
výstupov. 

• Posilované učenie (reinforcement learning) - agent sa učí dosiahnuť určené ciele v 
dynamickom prostredí. Využíva odmeny a tresty. Často používané pre učenie hrania 
hier. 

2.2 Hlboké strojové učenie 

Hlboké strojové učenie je oblasť strojového učenia zameraná na trénovanie neurónových 
sietí s viacerými vrstvami za účelom extrakcie zložitejších charakteristík a reprezentácií z 
veľkého množstva vstupných dát . Je využívané na prácu s obrázkami, videom, zvukovými 
súborami a nestrukturovaným textom [13]. 
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Obr. 2.1: Obrázok znázorňujúci členenie rôznych prístupov umelej inteligencie. Táto práca 
je zameraná na deep learning. Obrázok prevzatý z [12] 

2.3 Neurónové siete 

Neurónové siete sú základom moderných techník trénovania modelov hlbokého strojového 
učenia. Hlboké neurónové siete ako také sú ale výpočetně náročné. Práve z tohoto dôvodu 
sa často používajú konvolučné neurónové siete, ktoré využívajú operáciu konvolúcie na dete-
kovanie vzorov v menších oblastiach dát a sú menej výpočetně náročné ako plne prepojené 
vrstvy. Príklad konvolúcie je zobrazený na obrázku 2.2. Neurónová sieť je zložená z viacero 
úrovní neurónov, ktoré sú medzi sebou poprepájané. Príklady niektorých vrstiev sú bližšie 
popísané v kapitole 2.4. Typická neurónová sieť začína vstupnou vrstvou, ktorá ako vstup 
berie dáta v podobe tensoru. Príkladom vstupných dát môže byť napríklad farebný obrázok 
o rozmeroch 224 x 224, ktorý bude uložený ako tensor o veľkosti 224 x 224 x 3. Takýto tensor 
je zložený z 150 528 čísel, ktoré reprezentujú vstupný obrázok. Po prechode cez vstupnú 
vrstvu nasledujú skryté vrstvy. Všetky vrstvy sú medzi sebou poprepájané a každý jeden 
neurón má vlastné váhy pre všetky prepojenia s ostatnými neurónmi a taktiež bias. P r i 
trénovaní neurónových sietí sú tieto váhy a bias upravované a ich úpravou sa trénovaný mo
del učí detekovat rôzne vzory a charakteristiky vstupných dát. Na konci siete po skrytých 
vrstvách sa nachádza vrstva klasifikačná. Väčšinou sa jedná o plne prepojenú vrstvu a je 
špecifická pre konkrétny problém, pre ktorý sa snažíme sieť trénovať [2]. 

2.3.1 T r é n o v a n i e n e u r ó n o v ý c h s i e t í 

Pre trénovanie neurónových sietí treba najskôr pripraviť vstupné dáta do vhodného formátu. 
Pripravené dáta sú najskôr transformované na tensor. Ak je dostupná grafická karta, tensor 
je premiestnený na ňu. Trénovanie neurónových sietí pozostáva z niekoľkých krokov: 

• Forward pass - vstupný tensor prechádza postupne cez všetky vrstvy siete. 
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Obr. 2.2: Príklad konvolúcie 7 x 7 x 1 vstupu a 3 x 3 x 1 filtru s krokom velkosti 1. Obrázok 
prevzatý z knihy [2]. 

• Výpočet chyby - vypočíta sa chyba, ktorá je porovnávaná s očakávaným výstupom 
pomocou vhodnej stratovej funkcie. Viac informácií o stratových funkciách sa nachá
dza v podkapitole 2.5. 

• Backpropagation - vypočíta gradient stratovej funkcie smerom od výstupnej vrstvy 
ku vstupnej podľa váh a biasu jednotlivých vrstiev siete [2]. 

• Stochastic gradient descent - je jedným s najpoužívanejších optimalizačných algorit
mov pre trénovanie neurónových sietí. Jeho úlohou je minimalizácia chyby predikcie. 
Po spočítaní gradientov aktualizuje váhy a biasy jednotlivých vrstiev siete [13]. 

2.3.2 H y p e r p a r a m e t r e 

Hyper parametr e neurónových sietí sú nastavenia a parametre, ktoré ovplyvňujú výkon 
siete [13]. 

• Veľkosť skrytých vrstiev - určuje koľko neurónov alebo skrytých jednotiek sa nachádza 
v skrytej vrstve. 

• Počet skrytých vrstiev 

• Počet epoch - definuje koľkokrát prejdú vstupné dáta cez neurónovú sieť počas tré
novania. 

• Veľkosť dávky (batch size) - udáva koľko vstupných dát sa spracováva naraz pri 
jednom trénovaciom alebo validačnom kroku. Väčšie dávky môžu pomôcť stabilizovať 
trénovanie ale taktiež využívajú viac zdrojov pri trénovaní [10]. 
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• Rýchlosť učenia - určuje veľkosť kroku, ktorým sa aktualizujú váhy siete po každej 
iterácii trénovania. Dobrou praktikou je mať na začiatku trénovania rýchlosť učenia 
relatívne velkú a postupne ju znižovať. Pre postupné znižovanie rýchlosti učenia sa 
využíva technika plánovania rýchlosti učenia. 

— Krokový plánovač - znižuje rýchlosť učenia o určitý faktor po špecifikovanom 
počte krokov alebo epoch. 

— Exponenciálny plánovač - znižuje rýchlosť učenia exponenciálne po špecifikova
nom počte krokov alebo epoch. 

Experimentovanie s rôznymi hodnotami hyper parametrov je dôležitá súčasť trénovania ne
urónových sietí. Optimálne hodnoty hyperparametrov môžu byť pre rozdielne úlohy odlišné, 
preto je dôležité s nimi experimenovať a nájsť ich vhodné hodnoty pre konkrétnu úlohu. 
Porozumenie vplyvu hyperparametrov na trénovanie modelu je kľúčové pre efektívnejšie 
ladenie a optimalizáciu. 

2.4 P y torch 

Pytorch je open-source framework pre hlboké strojové učenie. Vyznačuje sa hlavne svojou 
flexibilitou a jednoduchosťou používania. Je kompatibilný so skriptovacím jazykom Python 
a je známy jednoduchým využitím grafických kariet pre trénovanie modelov strojového 
učenia, čo značne zrýchli ich trénovanie. Pytorch taktiež umožňuje jednoduchú konverziu 
medzi numpy poľami a tensormi [25, 23]. Veľmi dôležitou dátovou štruktúrou, ktorá sa 
používa na reprezentáciu dát a operácie s nimi je tensor. Jedná sa o multi dimenzionálnu 
maticu obsahujúcu elementy jedného datového typu. Tensory sú používané ako vstupy aj 
výstupy jednotlivých vrstiev neurónových sietí. V rámci neurónových sietí sa využívajú 
rôzne typy vrstiev, ako napríklad: 

• Lineárna vrstva - tiež známa aj ako plne prepojená vrstva. Každý neurón tejto vrstvy 
je prepojený so všetkými neurónmi predchádzajúcej vrstvy. 

• Konvolučná vrstva - tá to vrstva aplikuje filtre na vstupné dáta pomocou konvolúcie. 
Po konvolučnej vrstve zvykne nasledovať aktivačná funkcia. 

• Zhlukovacia vrstva - redukuje počet parametrov a zhlukuje informácie z určitých 
oblastí vstupu. 

— Max-pooling - vyberie maximálnu hodnotu z malého okna vstupnej mapy 
— Average-pooling - vypočíta priemer hodnôt z malého okna vstupnej mapy 

• Dropout vrstva - náhodne vypúšťa niektoré neuróny pri trénovaní, čo pomáha zame
dziť pretrénovaniu 

• Batch norm vrstva - normalizuje výstupy každej vrstvy podľa štatistík z celej dávky. 

Každý neurón má svoje váhy a biasy, ktoré ovplyvňujú, či bude neurón aktivovaný alebo 
nie. Ďalej medzi vrstvami môžu byť aktivačně funkcie [29] ako napríklad: 

• ReLu - ak je vstup kladný aj výstup bude kladný, ak je vstup záporný výstup bude 
0. 

• Sigmoid - ohraničuje výstup na interval (0,1) 

Aktivačně funkcie sigmoid a R e L U sú zobrazené na obrázku 2.3. 
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Obr. 2.3: Aktivačně funkcie sigmoid a R e L U . Prevzaté zo stránky [28]. 

2.4.1 T r é n o v a n i e m o d e l u v P y T o r c h i 

Sekvenčný model je jednoduchý typ modelu neurónovej siete tvorený postupnosťou vrstiev. 
Výstupy jednej vrstvy sú použité ako vstupy nasledujúcej vrstvy. Tu je príklad jednodu
chého sekvenčného modelu tvoreného z dvoch lineárnych vrstiev, dvoch aktivačných funkcií 
ReLU a jednej konvolučnej vrstvy: 

model = nn.Sequential( 

nn.Linear(in_features=224, out_features=112), 

nn.ReLUO , 

nn.Conv2d(in_channels=l, out_channels=32, kernel_size=3, stride=l, 

padding=l), 

nn.ReLUO , 

nn.Linear(in_features=l12, out_features=10) 

) 

Trénovanie modelu pozostáva z dvoch fáz: trénovania a validácie. Model je najskôr nastavený 
do trénovacieho módu pomocou príkazu mode l . t r a inQ. Vykoná sa prechod vstupných dát 
cez model (forward pass) p red ikc ia = m o d e l ( v s t u p n é d á t a ) . Vypočíta sa hodnota straty 
medzi predikciou a skutočnou hodnotou pomocou loss funkcie loss = loss fn( predikcia , 
s k u t o č n á hodnota) . Následuje vynulovanie gradientov, aby sa zabránilo v akumulácii 
gradientov z predchádzajúcich iterácií pomocou funkcie opt imizer .zero grad(). V ďal
šom kroku sa vykoná backpropagation, ktorá spustí spätné šírenie chyby a vypočíta nové 
gradienty pre jednotlivé parametre modelu loss .backwardQ. Posledná časť trénovacieho 
kroku pomocou optimalizačného algoritmu aktualizuje váhy modelu na základe vypočíta
ných gradientov opt imizer . s tepQ. 

Validačný krok začína nastavením modelu do evaluačného módu model.eval() , ktorý 
ovplyvňuje funkciu niektorých vrstiev. Ďalej je použité w i t h torch.inference mode() , 
čo zabráni výpočtu gradientov. Následuje forward pass cez model a kalkukácia stratovej 
funkcie. 

Model sa trénuje v cykloch (epoch). Spraví sa jeden trénovací krok, ktorý spracuje celú 
trénovaciu sadu a jeden validačný krok, ktorý spracuje celú validačnú sadu. Po vykonaní 
krokov sa vypočítajú metriky loss a presnosť a model pokračuje v trénovaciom cykle. Na
trénovaný model je následovne možné použiť na riešenie očakávanej úlohy. 
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2.5 Stra tová funkcia 

Stratové funkcie sú v strojovom učení veľmi dôležité. Ich úlohou je meranie rozdielov medzi 
predikovanou hodnotou trénovaného modelu a skutočnou hodnotou v trénovacích dátach. 
Trénovaný model sa snaží stratovú funkciu minimalizovať, vďaka čomu sa model naučí lepšie 
generalizovať vstupné dáta a na ich základe predikovať výstupy [29]. Stratové funkcie sú 
podľa použitia delené na niekoľko typov. Tu sú príklady niektorých: 

• Regresně - ich cieľom je predikovať kontinuálne hodnoty [18]. Príkladom regresných 
funkcií sú Mean squared error a Huber loss. 

• Klasifikačné - ich cieľom je klasifikovať vstupné dáta do rôznych tried alebo kategó
rií. Klasifikačné stratové funkcie merajú rozdiel medzi predikovanými a skutočnými 
triedami a snažia sa tento rozdiel minimalizovať. Príkladom klasifikačných funkcií sú 
Binary cross-entropy loss a Hinge loss. 

• Hodnotiace - predikujú relatívne vzdialenosti medzi hodnotami. Príkladom hodno
tiacich funkcií sú Contrastive loss a triplet loss. 

Na minimalizáciu stratových funkcií sa využíva optimalizátor. Príkladom veľmi populárneho 
optimalizačného algoritmu je napríklad optimalizátor Adam [19]. Optimalizátor Adam do
káže adaptivně upravovať rýchlosť učenia pre každý parameter zvlášť podľa jeho gradientov. 

2.6 Triplet loss 

Triplet loss je hodnotiaca stratová funkcia, ktorá sa často používa pri kontrastívnom učení. 
Pre jej fungovanie potrebujeme vytvoriť trojice fotografií, ktoré sú označované ako bázová, 
pozitívna a negatívna. Bázová a pozitívna fotografia sa podobajú, napríklad fotografia toho 
istého človeka alebo v tejto práci fotografie z rovnakej štvorice rúk. Štvorice sú ďalej popí
sané v kapitole 4.1. Negatívna fotografia by mala byť od bázovej rozlišná, teda je vybraná fo
tografia iného človeka/štvorice ruky. Cieľom triplet loss je minimalizovať vzdialenosť medzi 
bázovou a pozitívnou fotografiou a maximalizovať vzdialenosť medzi bázovou a negatívnou 
fotografiou čo môžeme dosiahnuť minimalizovaním nasledujúceho výrazu: 

L(A, P, N) = max — / ( -P) | | | — | \f(A) - f (N) | | | + a, 0) 

Kde A je bázová fotografia, P je pozitívna fotografia, N je negatívna fotografia a a je 
posunutie, ktoré zabezpečuje aby funkcia nevrátila triviálny výstup [17]. Na obrázku 2.4 
vidíme ako triplet loss funkcia po natrénovaní modelu minimalizuje vzdialenosť bázového 
a pozitívneho obrázku a maximalizuje vzdialenosť bázového a negatívneho obrázku. 

2.7 ResNet 

ResNet je typ hlbokých neurónových sietí využívajúci reziduálnych blokov. Reziduálne bloky 
umožňujú používanie neurónových sietí s väčším množstvom vrstiev bez toho, aby dochá
dzalo k problému miznúcich alebo explodujúcich gradientov. Reziduálne bloky obsahujú 
preskočenia spojení, vďaka ktorým je možné preskočiť jednu alebo viacero vrstiev siete. 
Preskočenia sieti umožňujú pridanie vstupu bloku k jeho výstupu [16]. Znázornenie archi
tektúry sietí ResNetl8 a ResNet34 aj s vyznačením preskočení je na obrázku 2.5. 
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Positive Positive 

Obr. 2.4: Obrázok znázorňujúci vzdialenosti embeddingov bázového, pozitívneho a negatív
neho obrázku pred trénovaním siete a po trénovaní siete. Prevzaté zo stránky [26]. 

Obr. 2.5: Obrázok znázorňuje architektúru sietí ResNetl8 a ResNet34 využívajúcich techno
lógie reziduálnych blokov a rovnaké architektúry bez použitia reziduálnych blokov. Prevzaté 
z [5]. 

Sieť ResNet vyhrala súťaž I L S V R C v klasifikácii obrázkov v roku 2015 [16], kde do
siahla výrazné zlepšenie v porovnaní s predchádzajúcimi modelmi. ResNet je dodnes veľmi 
populárny a naväzuje na neho množstvo prác. ResNet je často používaný pri technike trans
fer learning, ktorá spočíva v tom, že sa zoberie predtrénovaný model, z ktorého sa odreže 
posledná vrstva a vloží sa namiesto nej nová klasifikačná vrstva. 

Výhoda tohoto prístupu je ušetrenie zdrojov a času, kedže na trénovanie modelov „from 
scratch" sú potrebné veľké datasety a ich trénovanie trvá dlho. Z tohoto dôvodu sa oplatí 
použiť už natrénovaný model, ktorý stačí dotrénovať na menšom množstve dát a netreba 
ho nechať trénovať na dobu mnohých epoch. 

2.8 Supervised učenie 

Supervised učenie je jedným z najpoužívanejších prístupov strojového učenia. Tento prístup 
využíva na učenie modelov označené dáta. Cieľom tohoto prístupu je naučiť model repre
zentovať vzťahy a vzory medzi vstupnými dátami a ich označeniami. Supervised učenie sa 
využíva na mnohé typy úloh ako napríklad regresně alebo klasifikačné. Nevýhodou super-
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vised učenia je ale fakt, že úspešnosť trénovania závisí od množstva a kvality označených 
dát [13]. 

2.9 Self-supervised učenie 

Self-supervised učenie je prístup v oblasti strojového učenia, ktorého cieľom je naučiť modely 
dobré reprezentácie vstupných dát a ich charakteristiky bez využitia manuálne označených 
dát. Self-supervised učenie je veľmi výhodné z dôvodu, že manuálne označovanie dát je pre 
ľudí pracné a zaberie veľa času [11]. Self-supervised učenie využíva náhradnú úlohu (pretext 
task) na ktorej naučí model vzory a charakteristiky vstupných dát a následovne je model 
dotrénovaný na cieľovej úlohe (downstream task) pre ktorú bol model pôvodne určený. 

2.9.1 N á h r a d n á ú l o h a 

Náhradné úlohy majú dve hlavné charakteristiky. Prvou charakteristikou je využívanie me
tódy hlbokého učenia pre naučenie vlastností užitočných pre riešenie náhradnej úlohy. Dru
hou charakteristikou je generovanie označených dát z dostupných neoznačených dát . Tento 
proces sa označuje ako self-supervision [15]. Na obrázku 2.6 je zobrazených niekoľko často 
používaných nahraných úloh. Po dotrénovaní modelu na veľkom množstve neoznačených 
dát je využitá technika transfer learning a predtrénovaný model je ďalej dotrénovaný na 
cieľovej úlohe. 

2.9.2 C i e ľ o v á ú l o h a 

Po naučení charakteristík a reprezentácií vstupných dát na náhradnej úlohe je model do
trénovaný na cieľovej úlohe. Dotrénované sú buď všetky vrstvy modelu, alebo sa zamrazia 
váhy a biasy jednotlivých vrstiev a posledná vrstva sa nahradí novou lineárnou vrstvou, 
ktorá je dotrénovaná na malom množstve označených dát. 

2.10 M e t ó d y založené na self-supervised učení 

V tejto podkapitole sú bližšie popísané niektoré moderné prístupy k self-supervised le-
arningu. Tieto prístupy sú pokrokové v oblasti strojového učenia a umožňujú efektívne 
trénovanie modelov na neoznačených dátach. 

2.10.1 S i m C L R 

SimCLR je framework, ktorý využíva kontrastívne self-supervised učenie na získanie vizu
álnych reprezentácií obrázkov. Architektúra S imCLR je zobrazená na obrázku 2.7. S imCLR 
je citlivý na veľkosť dávok (batch size), čo si vyžaduje významné výpočtové zdroje. Avšak, 
počas dlhého trénovania sa tá to citlivosť postupne znižuje. Dátové augmentácie sú kľúčo
vým prvkom pri trénovaní S imCLR a správne zvolené kombinácie môžu výrazne ovplyvniť 
robustnosť a presnosť modelu. Autori metódy S imCLR na základe experimentov zistili, 
že najlepšia kombinácia dátových augmentácií za účelom zvýšenia presnosti modelu je fa
rebná deformácia a orezanie. Príklady dátových augmentácií, ktoré S imCLR používa sú 
na obrázku 2.8. Vstupom je nejaká fotografia x. Z tejto fotografie sú následovne vyrobené 
pomocou dvoch rôznych augmentácií upravená fotografia Xi a fotografia Xj, ktorá je upra
vená iným spôsobom. Po vytvorení augmentácií obidve fotografie prejdú cez backbone /(•)• 
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a) Color iz ing an image b) Inpainting 

3 (270°) 

d) Predicting relative position e) Estimating the rotation angle 

Obr. 2.6: Obrázok znázorňujúci často používané náhradné úlohy, a) Obrázok je prevedený z 
farebného na čiernobiely a trénovaný model má následne predikovať ako vyzeral originálny 
obrázok na základe čiernobieleho, b) Časť originálneho obrázku je prekrytá alebo vyrezaná 
a model má na jeho základe predikovať ako vyzeral originálny obrázok, c) Originálny ob
rázok je rozdelený na niekoľko menších obrázkov, ktorých pozície sú následne zaměněné. 
Model má na základe zaměněných menších obrázkov predikovať ako vyzeral originálny [15]. 
d) Z originálneho obrázku sú spravené 2 výrezy a model má predikovať relatívnu pozíciu 
týchto 2 výrezov, e) Originálny obrázok je otočený o niekoľko stupňov a model má na zá
klade otočeného obrázku predikovať o koľko stupňov bol otočený oproti originálu. Prevzaté 
z [3]. 

Backbone je predtrénovaný model ResNetu bez poslednej vrstvy. Po prechode cez backbone 
vzniknú embeddingy upravených obrázkov h j a h j. Výsledné embeddingy ďalej prejdú cez 
projekciu g(-), ktorá má za úlohu naučiť sa dobré reprezentácie vstupných dát . Výsledkom 
sú dva embeddingy zi a z j. Cieľom algoritmu je maximalizovať zhodu podobných fotografií 
a minimalizovať zhodu fotografií, ktoré nie sú podobné [9]. 

2.10.2 B Y O L 

Bootstrap Your Own Latent (BYOL) [14] je nekontrastívna metóda self-supervised učenia, 
ktorá eliminuje potrebu generovania negatívnych príkladov pre porovnanie. Výhoda tejto 
metódy je fakt, že nepotrebuje príliš veľký batch size ako S imCLR a jej presnosť je me
nej závislá na dátových augmentáciách. Porovnanie závislosti na augmentáciách a batch 
size metód B Y O L a S imCLR je znázornené na obrázku 2.9. B Y O L využíva prístup dvoch 
sietí online a target, kde target je kópia online, ale jej váhy sú aktualizované na základe 
exponencionálneho klzavého priemeru online siete. Vďaka pridaniu prediktora do online 
siete je architektúra asymetrická. Táto asymetria spoločne s exponeniálnym klzavým prie
merom zabraňujú kolapsu siete. Kolapsom siete rozumieme stavu, v ktorom sú výsledné 
reprezentácie dát rovnaké pre všetky vstupy, čo vedie k strate informácií [27]. 
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Maximize agreement 
Zi ^ z j 

Obr. 2.7: Architektúra SimCLR. Prevzaté z [9] 

2.10.3 D I N O 

DINO [8] je metóda self-supervised učenia využívajúca transformátory obrazu (Vision 
Transformers) a architektúru učiteľ-študent pre naučenie globálnych reprezentácií obráz
kov z lokálnych pohľadov. DINO trénuje dve siete učiteľ a študent s rovnakou architek
túrou. Počas trénovania sú vstupné obrázky špecificky orezané. Lokálne pohľady sú malé 
výrezy obsahujúce menej ako 50% celého obrázku a globálne pohľady sú väčšie výrezy ob
sahujúce viac ako 50% obrázku. Sieť študent používa aj lokálne aj globálne pohľady zatiaľ 
čo sieť učiteľ používa iba globálne pohľady. Váhy v sieti učiteľ sa aktualizujú s použitím 
exponenciálneho klzavého priemeru váh siete študenta. Cieľom trénovania je aby učiteľ ve
del predpovedať vysokoúrovňové charakteristiky a predikcia študenta musí zosúladiť svoje 
predpovedi s učiteľom pomocou využitia cross-entropy [8, 21]. Zobrazenie máp pozornosti 
identifikujúce dôležité časti obrazu je na obrázku 2.11. 

2.11 Wandb 

Wandb 1 je skratka pre weights & biases a jedná sa o nástroj určený na monitorovanie, vi-
zualizáciu a porovnávanie experimentov. Okrem logovania klasických parametrov ako loss 
a úspešnosť modelu dokáže monitorovať aj vyťaženie výpočetnej techniky a váhy jednot
livých vrstiev modelu. Wandb umožňuje aj vizualizáciu konvolučných filtrov a jednoduché 
porovnávanie metrík natrénovaných modelov. Tento nástroj taktiež umožňuje ľahkú integ
ráciu do existujúcich projektov a umožňuje spoluprácu s ostatnými členmi tímu. Wandb je 
okrem iného kompatibilný aj s knižnicami PyTorch a TensorFlow. 

1 Weights & Biases Documentation. Dos tupné online: h t tps : / /docs .wandb.a i / . [Návšteva 1. apríla 2024]. 
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(a) Original (b) Crop and resize (c) Crop, resize (and flip) (d) Color distort, (drop) (e) Color distort, (jitter) 

(f) Rotate {90°, 180°, 270°} (g) Cutout (h) Gaussian noise (i) Gaussian blur (j) Sobel filtering 

Obr. 2.8: Obrázok znázorňuje rôzne dátové augmentácie používané v SimCLR. Prevzaté 
z [9]. 

Baseline Remove Remove Crop + Crop q L , . . , ._ 
grayscale color blur only only 4096 2048 1024 512 256 128 

Transformations set Batch size 

Obr. 2.9: Obrázok porovnávajúci citlivosť S imCLR a B Y O L na batch size a rôzne dátové 
augmentácie. Prevzaté z [14]. 
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representation projection prediction 

image Á*e) online 

loss ! 

/ / > s g ( ^ ) * target 

Obr. 2.10: Obrázok znázorňujúci architektúru metódy B Y O L . B Y O L minimalizuje simi
larity loss medzi qo(zo) a sg(z'^). Online sieť je voči cieľovej sieti asymetrická z dôvodu 
pridania prediktoru qe(zo) čím sa snaží zabrániť kolapsu. Prevzaté z [14]. 
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Obr. 2.11: Tento obrázok znázorňuje ako DINO využíva mechanizmus pozornosti na identi
fikovanie dôležitých častí obrazu. Výstupy rôznych hláv pozornosti sú znázornené rôznymi 
farbami. Prevzaté z [8]. 
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Kapitola 3 

Existujúce riešenia identifikácie 
človeka podľa rúk 

V tejto kapitole je opísaných niekolko metód identifikácie človeka podľa fotografií rúk. 
Rôzne metódy môžu byť zamerané na iné aspekty identifikácie napríklad: 

• Identifikácia podľa odtlačkov prstov - odtlačky prstov sú jedinečné pre každého jed
notlivca a často sú používanie na identifikovanie osôb. Analýza odtlačkov prstov z fo
tografie môže poskytnúť dôležité informácie pre identifikáciu človeka. 

• Analýza žíl na rukách - vzory žíl na rukách sú tiež jedinečné pre každého jednotlivca 
a môže slúžiť ako další spôsob identifikácie. 

• Analýza dĺžky a tvaru prstov 

• Identifikácia podľa jaziev a iných charakteristík - rôzne kombinácie jaziev znamienok, 
vrások a iných charakteristík ruky môžu taktiež prispieť k identifikácii človeka. 

3.1 Identifikácia osôb na základe fotografie ruky podľa nech-
tov a klbov 

Person Identification from Fingernails and Knuckles Images using Deep Learning Features 
and the Bray-Curtis Similarity Measure [4] je práca zameraná na využitie a aplikáciu tech
ník hlbokého učenia pre identifiáciu osôb na základe fotografií rúk s použitím Bray-Curtis 
podobnosti. Ako identifikačné body sú použité nechtové platničky a klby. Je využívaných 
niekoľko datasetov vrátane l l k H a n d s a PolyU, ktoré obsahujú fotografie rúk z rôznych 
zdrojov. Taktiež sú využívané 3 rôzne predtrénované modely pre extrakciu charakteristík 
z nechtových platničiek. 

3.2 Biometr ický sys tém zameraný na fotografie rúk 

Autori práce prezentujú prístup k biometrickej identifikácii pomocou fotografií rúk založený 
na konvolučných neurónových sietiach. Navrhnutý systém využíva dataset 570 fotografií rúk, 
ktoré boli rozdelené na trénovaciu a testovaciu sadu v pomere 80:20. Jednotlivé obrázky 
transformované do rozmerov 227 x 227 x 3 pre prácu s modelom AlexNet a 224 x 224 x 3 
pre prácu s modelmi GoogLeNet a ResNet. Na trénovanie bola využitá metóda Mini-batch. 
Dosiahnutá testovacia presnosť bola výrazne lepšia ako dovtedy existujúce systémy [24]. 
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Obr. 3.1: Obrázok popisujúci fungovanie modelu. Na vstupnom obrázku sú najskôr loka
lizované dôležité časti (klby a nechty). Tieto časti sú potom segmentované a spracované 
pomocou doladeného extraktora charakteristík. Výsledný vektor charakteristík je násle
dovne porovnaný pomocou Bray-Curtis distance podľa ktorej je možné osobu identifikovať. 
Prevzaté z [4] 

3.3 Identifikácia osôb podľa žíl na chrbte ruky 

Dorsal Hand Veins Based Biometric Identification System Using Deep Learning je práca 
využívajúca techník hlbokého učenia pre biometrickú identifikáciu podľa žíl na chrbte ruky. 
Podobne ako odtlačok prsta tvar žíl na rukách je jedinečný aj pre identické dvojičky [31]. 
Pre detekciu žíl na ruke je využité infračervené svetlo. Zozbieraný dataset je upravený 
s cieľom zlepšiť jeho kvalitu a odstrániť šum. Na upravenom datasete je následne trénovaná 
konvolučná neurónová sieť, ktorej úlohou je naučiť sa dobré reprezentácie a charakteristiky 
vstupných obrázkov. Následne je natrénovaná sieť použitá pre klasifikáciu nových obrázkov. 
Identifikácia podľa žíl na chrbte ruky s využitím konvolučnej neurónovej siete dosahuje 
úspešnosť vyššiu ako 99% [31]. 

3.4 Identifikácia osoby na základe fotografie chrbtu ruky 

Global and Part-Aware Network (GPA-Net) [6] je model, ktorý slúži na identifikáciu osôb 
na základe unikátnych charakteristík ich rúk ako napríklad tvar a veľkosť prstov alebo vzory 
žíl na chrbte ruky. Jedná sa o jedinečné charakteristiky každej osoby, ktoré by mohli byť 
použité pre účely biometrickej identifikácie s veľkou presnosťou. Model využíva ako back-
bone sieť ResNet50 predtrénovanú na datasete ImageNet. Originálny ResNet je využívaný 
iba po globál average pooling a potom sa sieť delí na 2 vetvy. Globálna vetva sumarizuje 
vstupný vektor celý. Lokálna vetva vstupný vektor rozdelí rovnako vertikálne a horizontálne 
na viacero tensorov, z ktorých sa učí čiastočné reprezentácie. Model bol trénovaný na data-
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Obr. 3.2: Obrázok znázorňuje architektúru navrhnutého modelu GPA-Net. Prevzaté z 

setoch PolyU a l l k H a n d s . GPA-Net je implementovaný pomocou knižnice PyTorch a pri 
trénovaní využíva Cross-Entropy loss funkciu a mini-batch Stochastic Gradient Descent. 
Velkost vstupných obrázkov je zmenená na 384 x 384 a taktiež sú použité dátové augmen-
tácie random horizontal flip, normalizácia a color jitter. Presnosť natrénovaného modelu je 
približne 95%. 

3.5 Existujúce datasety fotografií rúk 

Medzi existujúce datasety fotografií rúk patria napríklad datasety l l k H a n d s [1] a Hong 
Kong Polytechnic University Hand Dorsal dataset [20]. Tieto datasety obsahujú snímky 
dlaní aj zadných častí rúk. Existujúce datasety fotografií rúk však neboli vhodné pre potreby 
trénovania modelu strojového učenia v self-supervised režime s využitím štvoríc obrázkov. 
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Kapitola 4 

Návrh modelu hlbokého strojového 
učenia pre rozpoznanie rúk 

Strojové učenie bola pre mňa zaujímavá, ale nová téma. Začal som preštudovaním základov 
a nástrojov strojového učenia potrebných k implementácii neurónových sietí. Po preštudo
vaní základov som premýšľal nad výberom vhodného frameworku. Medzi najpoužívanejšie 
frameworky patria TensorFlow a PyTorch. Obidva frameworky majú svoje výhody a nevý
hody, ale nakoniec som sa rozhodol pre použitie PyTorchu. Našiel som množstov tutoriálov, 
vďaka ktorým som sa rýchlo naučil princípom strojového učenia a používaniu PyTorchu. 
Väčšinu základov som sa naučil vďaka stránke Learn PyTorch 1 . Popri študovaní základov 
strojového učenia som začal so zbieraním datasetu, ktorý som postupne rozširoval posledné 
dva semestre. Po pochopení základov som vytvoril prvý model určený na rozpoznávanie 
fotografií rúk, ktorý bol založený na supervised učení. Jednalo sa o jednoduchý klasifikačný 
model, ktorý používal ako backbone ResNet50 a dokázal s úspešnosťou 80% klasifikovať 
fotografie rúk 11-tich ľudí. 

4.1 Dataset fotografií rúk 

Dataset použitý na trénovanie modelu je zložený zo štvoríc fotografií rúk. Fotografie sú 
fotené vždy pod iným uhlom. Na obrázku 4.1 sa nachádza ilustračná štvorica fotiek rúk, 
ktorá znázorňuje akým spôsobom bola väčšina štvoríc fotená. 

So zberom fotografií mi pomohla rodina, priatelia aj spolužiaci, ktorí mi dovolili odfotiť 
svoje ruky. Niektorí ľudia mi taktiež nafotili fotografie sami a poslali mi ich. Celkovo sa mi 
podarilo zozbierať 1696 fotografií rúk, čo predstavuje 424 štvoríc. Na obrázku 4.2 je vidieť 
kolko fotografií rúk jednotlivých osôb sa nachádza v použitom datasete. 

Fotografie boli fotené v rôznych svetelných podmienkach a na rôznych pozadiach. Data
set je ďalej rozdelený na dve sady, trénovaciu a validačnú. Trénovacia sada je zložená z 80% 
fotografií a model ju využíva pre naučenie charatkeristík vstupných dát . Validačnú sadu 
tvorí zvyšných 20% fotografií, ktoré model pri trénovaní nevidel a je využitá na vyhodno
tenie úspešnosti trénovaného modelu. 
Na obrázku 4.3 vidíme ako môže vyzerať časť batchu použitého pri trénovaní modelu. 
V každom stĺpci sa nachádzajú fotografie ruky patriace inej osobe a v každom riadku je 
fotografia rovnakej ruky fotená z iného uhlu. Na tento obrázok ďalej odkazuje kapitola 4.4, 
ktorá obrázok používa na vysvetlenie tvorby trojíc. 

x

https: //www.learnpytorch.io/ 
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Obr. 4.1: Štyri fotografie rovnakej ruky z definovaných uhlov, ú p l n e vľavo: fotografia 
z vrchu, vľavo: fotografia z ľavej strany, vpravo: fotografia z pravej strany, ú p l n e vpravo: 
fotografia z vrchu fotená pod vyšším uhlom. 

4.2 Datové augmentácie 

Datové augmentácie bývajú zvyčajne použité za účelom umelého zväčšenia datasetu v prípa
doch, že použitý dataset nie je dostatočne veľký alebo pre zlepšenie robustnosti modelu [30]. 
Pr i nedostatočnej veľkosti datasetu zvykne dochádzať k pretrénovaniu, model sa veľmi dobre 
naučí trénovacie dáta , ale nedokáže generalizovať charakteristiky vstupných dát, ktoré by 
mal neskôr použiť na predikciu dát, ktoré ešte nevidel. Množsto príkladov často používaných 
dátových augmentácií je zobrazených na obrázku 2.8. Dátové augmentácie som sa rozhodol 
použiť z dôvodu, že bez ich použitia už v piatej epoche dochádzalo k pretrénovaniu modelu. 
Po viacerých testoch som sa rozhodol konkrétne pre použitie TrivialAugmentWide [22], 
ktorý je dostupný v knižnici Pytorch. Moje testy ukázali, že TrivialAugment bol najefektív
nejší proti pretrénovaniu a nespôsobil výrazné zníženie presnosti natrénovaných modelov. 
Nastavenie agresívnejších augmentácií malo lepší efekt proti pretrénovaniu, ale taktiež za
príčinilo väčšiu variabilitu pri trénovaní. Pre dosiahnutie najlepších výsledkov som každý 
experiment spustil minimálne 3-krát a vybral najlepší z nich. 

4.3 Návrh modelu pre rozpoznanie rúk 

Po preštudovaní rôznych techník a metód self-supervised učenia som sa rozhodol pri návrhu 
inšpirovať metódou SimCLR. S imCLR využíva datové augmentácie na generovanie dvojíc 
podobných obrázkov. Môj dataset obsahuje štvorice rúk, ktoré využívam namiesto gene
rovania dvojíc. Augmentácie som v mojom riešení použil pre zväčenie datasetu za účelom 
prevencie pretrénovania. Architektúra modelu, ktorý som navrhol využíva ako backbone 
predtrénovaný model ResNet50, za ktorým nasleduje projekčná hlava zložená z dvoch l i 
neárnych vrstiev a R e L U aktivačnej funkcie. Pre vypočítanie straty využívam triplet loss 
funkciu, ktorá je dostupná vo frameworku PyTorch. Architektúra aj s použitím triplet loss 
funkcie je znázornená na obrázku 4.4. 

4.4 Využitie triplet loss pre t rénovanie modelu 

Pre výpočet triplet loss funkcie potrebujeme najskôr vybrať trojice fotografií. Jedna troj
ica je tvorená z bázovej fotografie, pozitívnej fotografie a negatívnej fotografie. Pre lepšiu 
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250 
Početnosť vyzbieraných fotografií 

ilustráciu výberu trojíc použijeme ilustračný minibatch 4.3. Jednotlivé fotografie budem 
odkazovať v poradí riadok, stĺpec, [1,5] bude fotografia z prvého riadku a piateho stĺpca. 
Pre vytvorenie prvej trojice zoberieme ako bázovú fotografiu [1,1]. Ako pozitívnu fotografiu 
vyberieme rovnakú ruku fotenú z iného uhlu [2,1]. Negatívna bude fotografia inej ruky, na
príklad [1,2]. Takýmto spôsobom vytvoríme všetky možné trojice, pre ktoré sa následovne 
spočíta výsledok stratovej funkcie a zistíme či danú trojicu náš model odhadol správne. 
Ak je vzdialenosť bázovej a pozitívnej dvojice menšia ako vzdialenosť bázovej a negatívnej 
dvojice, model ruky porovnal správne. Pre výpočet metrík straty a presnosti spočítame 
zvlášť sumu pre stratu a sumu pre presnosť. Výslednú sumu delím celkovým počtom trojíc. 
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Obr. 4.3: Na obrázku je znázornené, akým spôsobom môže vyzerať časť batch pri trénovaní 
modelu. V datasete sú fotografie ľavej aj pravej ruky fotené pri rôznych svetelných pod
mienkach, na rôznych pozadiach a z iných uhlov. 
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Obr. 4.4: Obrázok znázorňuje architektúru navrhnutého modelu a použitie tripletloss stra
tovej funkcie. Anchor a Positive sú fotografie rovnakej ruky fotené z iných uhlov. Fotografia 
Negative je fotografia z inej štvorice fotografií ruk. Anchor a positive znázorňujú rovnakú 
ruku, takže by sa mali na seba podobať viac ako dvojice anchor negative alebo positive 
negative. 
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Kapitola 5 

Implementácia a vyhodnotenie 
natrénovaného modelu 

Výsledné modely sú implementované v jazyku Python pomocou frameworku pre trénovanie 
modelov hlbokého strojového učenia, PyTorch. Rozhodol som sa použiť PyTorch predov
šetkým pre jeho flexibilitu a jednoduchosť použitia. Ďalším dôležitým aspektom, ktorý 
ovplyvnil moje rozhodnutie, je široká akceptácia a popularita PyTorchu v odbornej a prie
myselnej komunite zameranej na strojové učenie. Na trénovanie vytvorených modelov som 
používal grafickú kartu Nvidia GeForce R T X 4060TÍ s 16GB pamäte. Na monitorovanie 
priebehu, logovanie, vizualizáciu a porovnanie výsledkov rôznych experimentov som použí
val nástroj Wandb. Grafy použité v tejto kapitole som vykreslil pomocou nástroja Pyplot, 
ktorý je súčasťou knižnice Matplotlib. 

5.1 Nahrávanie datasetu 

Načítanie datasetu sa v PyTorchi robí s použitím triedy ImageDataset, ktorá ale vie načítať 
dáta iba po jednom. Z tohoto dôvodu som sa rozhodol implementovat vlastnú triedu Custo-
mlmageDataset použitú na načítanie trénovacej sady a CustomlmageDatasetValidation na 
načítanie validačnej sady. Implementované triedy majú podobnú funkcionalitu ako trieda 
ImageDataset, ale narozdiel od nej načítajú celú štvoricu fotografií. Tieto triedy sú rovnako 
kompatibilné aj s triedou DataLoader dostupnou v PyTorchi, ktorá slúži na načítanie dát 
počas trénovania a validácie modelu. 

5.2 Porovnanie parametrov 

Táto podkapitola je venovaná porovnaniu vplyvu rôznych hodnôt hyperparametrov na va-
lidačnú presnosť trénovaného modelu. Ako som spomínal už v podkapitole 4.2, ktorá sa 
zaoberá použitím dátových augmentácií, nazbieraný dataset nie je dostatočne veľký na 
to, aby pri trénovaní modelu nedošlo k jeho pretrénovaniu. Dátové augmentácie použité 
v mojich experimentoch sú dosť agresívne, preto som každý experiment spúšťal minimálne 
3-krát, aby som zaistil lepšie výsledky. 
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Obr. 5.1: Na grafe je porovnanie vplyvu velkosti batch na validačnú presnosť modelu. 

5.2.1 P o r o v n a n i e v e ľ k o s t í b a t c h 

Pr i experimentovaní z veľkosťou batch boli pre každý beh experimentu použité rovnaké 
hyper parametre na trénovanie modelu. Použité parametre: 

• Počet epoch - 20 

• Learning rate - 0.001 

• Veľkosť kroku pre plánovač rýchlosti učenia - 3 

• Parameter vynásobenia rýchlosti učenia - 0.25 

• Triplet loss margin - 1 

• Veľkosť vstupného obrázku - 224 x 224 

• Veľkosť výstupu projekcie - 128 

Na grafe 5.1 vidíme, že podobne ako pri metóde S imCLR je výhodnejšie používať väčší 
batch. P r i použití nižších hodnôt veľkosti batch vidíme velkú stratu validačnej presnosti 
výsledného modelu. Zväčšenie použitej velkosti batch pri trénovaní modelu pomáha sta
bilizovať proces trénovania. Spracovávanie väčšieho množstva dát naraz počas trénovania 
modelu pomáha minimalizovať pravdepodobnosť výberu horších vzoriek. Avšak spracovanie 
veľkého objemu dát naraz spôsobuje vyššie využitie zdrojov. Z tohoto dôvodu som nebol 
schopný otestovať väčšie hodnoty batch. 
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Vplyv veľkosti margin na validačnú presnosť 

margin 0.125 
margin 0.25 
margin 0.5 
margin 1 
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20 

Obr. 5.2: Graf znázorňuje vplyv triplet loss margin na validačnú presnosť modelu 

5.2.2 P o r o v n a n i e t r i p l e t loss m a r g i n 

Parametre použité pre experimentovanie s triplet loss margin: 

• Počet epoch - 20 

• Veľkosť batch - 32 

• Learning rate - 0.001 

• Veľkosť kroku pre plánovač rýchlosti učenia - 2 

• Parameter vynásobenia rýchlosti učenia - 0.25 

• Veľkosť vstupného obrázku - 224 x 224 

• Veľkosť výstupu projekcie - 128 

Margin je veľmi dôležitý parameter pre triplet loss funkciu. V základe býva väčšinou nasta
vený na hodnotu 1. Zníženie margin môže viesť k zložitejšiemu trénovaniu a spomaliť proces 
trénovania. P r i nižšom margin je model citlivejší na malé rozdiely medzi pozitívnymi a ne
gatívnymi pármi. Ako vidíme na grafe 5.2 nižšia hodnota margin zlepší presnosť modelu. 
Pr i nižších hodnotách margin je však vyššie riziko pretrénovania a preto treba tú to hodnotu 
dobre nastaviť pre optimálny výkon modelu. Vyššie hodnoty margin umožňujú lepšiu sepa
ráciu medzi podobnými a nepodobnými dátami. Model je v takomto prípade menej citlivý 
na malé rozdiely medzi dátami. Po vykonaní viacerých experimentov som usúdil, že pre 
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Obr. 5.3: Obrázok znázorňuje vplyv velkosti vstupného obrázku na validačnú presnosť mo
delu 

potreby trénovania modelu na rozpoznávanie fotografií rúk je výhodnejšie použitie menšej 
hodnoty margin. 

5.2.3 V p l y v v e ľ k o s t i v s t u p n é h o o b r á z k u n a v a l i d a č n ú p r e s n o s ť 

Parametre použité pre experimentovanie s veľkosťou vstupného obrázku: 

• Počet epoch - 20 

• Veľkosť batch - 32 

• Learning rate - 0.001 

• Veľkosť kroku pre plánovač rýchlosti učenia - 2 

• Parameter vynásobenia rýchlosti učenia - 0.25 

• Triplet loss margin - 0.25 

• Veľkosť výstupu projekcie - 128 

Velkost vstupného obrázku je jedným z dôležitých hyperparametrov pre trénovanie modelov 
hlbokého učenia. Na obrázku 5.3 vidíme, žr pri nižších rozmeroch ako napríklad 64 x 64 
model nemá dostatok parametrov podľa ktorých by vedel od seba jednotlivé ruky odlíšiť 
a z toho dôvodu klesá výsledná presnosť. Rozdiely medzi vyššími rozmermi vstupného 
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Vplyv veľkosti výstupu projekčnej vrstvy na presnosť modelu 

projection output 128 
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Obr. 5.4: Obrázok znázorňuje vplyv velkosti výstupu projekcie na validačnú presnosť modelu 

obrázku ako sú 224 x 224 a 256 x 256 sú minimálne. Používanie väčších vstupných obrázkov 
je výpočetně náročné a zlepšenie presnosti výsledného modelu nie je výrazne lepšie. Z tohoto 
dôvodu je bežne používaná veľkosť 224 x 224 postačujúca pre veľké množstvo úloh riešených 
pomocou neurónových sietí. 

5.2.4 V p l y v v e ľ k o s t i v ý s t u p u p ro j ekc i e n a v a l i d a č n ú p r e s n o s ť 

Parametre použité pre experimentovanie s veľkosťou výstupu projekcie: 

• Počet epoch - 20 

• Veľkosť batch - 32 

• Learning rate - 0.001 

• Veľkosť kroku pre plánovač rýchlosti učenia - 2 

• Parameter vynásobenia rýchlosti učenia - 0.25 

• Triplet loss margin - 0.25 

• Veľkosť vstupného obrázku - 224 x 224 

Príliš nízke veľkosti výstupu projekčnej vrstvy môžu viesť k strate informácií a zníženiu 
presnosti. Použitie vyšších hodnôt výstupu projekčnej vrstvy umožňuje modelu naučiť sa 
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Obr. 5.5: Graf zobrazujúci porovnanie supervised a self-supervised metódy. 

viac charakteristík vstupných dát, čo nie vždy musí mať pozitívny vplyv na validačnú pres
nosť. Ako vidíme na grafe 5.4 nastavenie projekčnej vrstvy na hodnotu 32 vyzerá byť naje
fektívnejšie, avšak z výsledného grafu je ťažké povedať či vyššie hodnoty v tomto prípade 
škodia. Hodnoty vyzerajú byť výrazne rozkmitané z dôvodu použitia agresívnych dátových 
augmentácií. Predpokladám, že v prípade použitia výrazne väčšieho datasetu by sa dalo pre
dísť pretrénovaniu a lepšie porovnať vplyv veľkosti výstupu projekčnej vrstvy na výslednú 
presnosť. 

5.3 Porovnanie supervised a self-supervised me tódy 

V tejto podkapitole porovnávam výsledky metód supervised a self-supervised prístupov 
k trénovaní neurónových sietí. Ako vidíme na grafe 5.5 výsledná validačná presnosť mo
delu trénovaného s použitím self-supervised metódy, približne 98% je výrazne lepšia ako 
testovacia presnosť modelu trénovaného s využitím supervised metódy cca 80%. Supervised 
model som trénoval na klasifikácii fotografií rúk 19-tich ľudí. Ako backbone modelu som 
použil predtrénovaný ResNet50, z ktorého som odstránil poslednú vrstvu a nahradil ju plne 
prepojenou vrstvou. Model trénovaný pomocou self-supervised metódy sa už v prvej epo
che po trénovaciom kroku naučí veľmi dobré reprezentácie vstupných dát. Predpokladám, 
že toto je spôsobené veľkou podobnosťou, ktorú majú jednotlivé fotografie rúk rovnakej 
štvorice. Trénovanie modelu pomocou supervised metódy má ale výrazne nižšie nároky na 
výpočetně zdroje a trénovanie jednej epochy je oproti použitému self-supervised prístupu 
3-krát rýchlejšie. 
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Obr. 5.6: Grafy znázorňujúce validačnú a trénovaciu stratu a presnosť 

5.4 Najúspešnejší model 

V tejto podkapitole je predstavený najúspešnejšie natrénovaný model. Výsledkom tejto 
práce je model natrénovaný pomocou kontrastívneho self-supervised učenia. Validačná pres
nosť natrénovaného modelu je približne 98%. Model bol natrénovaný s použitím nasledov
ných hyper parametrov: 

• Počet epoch - 20 

. Veľkosť batch - 32 

• Learning rate - 0.001 

• Veľkosť kroku pre plánovač rýchlosti učenia - 2 

• Parameter vynásobenia rýchlosti učenia - 0.25 

• Triplet loss margin - 0.25 

• Veľkosť vstupného obrázku - 224 x 224 

• Veľkosť výstupu projekcie - 128 

5.5 Zhodnotenie výsledkov a možné nadviazanie na prácu 

S využitím moderných techník self-supervised učenia sa mi podarilo natrénovať model, ktorý 
dosahuje až 98% úspešnosť rozpoznania rúk na validačnej sade. 98 ale samozrejme nie je 100 
a je tu ešte priestor na zlepšenie. Ako možné pokračovanie práce by som navrhoval rozšírenie 
datasetu a preskúmanie vplyvu rôznych projekčných hláv, napríklad aj nelineárnych na 
presnosť modelu. Zaujímavou témou by mohol byť aj rozbor vplyvu rôznych dočasných 
alebo trvalých faktorov na presnosť rozpoznania. Mohlo by sa jednať napríklad o rôzne 
malé rany alebo odreniny, prítomnosť náplastí, tetovaní, prsteňov alebo hodiniek na ruke. 

Doladený model by mohol byť využitý v rámci bezpečnosti napríklad pre dvojkrokovú 
biometrickú autentizáciu, ktorá by brala v úvahu chrbtovú časť ruky aj dlaň alebo prípadne 
odtlačok prsta a chrbtovú časť ruky. Ďalším z možných využití by mohol byť systém, ktorý 
by zbieral vo väčších firmách štatistiky, ktorý zamestnanec ako často prechádza cez kon
krétne dvere, kde by boli nainštalované kamery smerujúce na kľučku. Taktiež by sa takýto 
model mohol dať využiť aj v systéme inteligentnej domácnosti. 
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Kapitola 6 

Záver 

Cieľom tejto práce bolo navrhnúť a implementovat model hlbokého strojového učenia na 
identifikáciu človeka pomocou fotografií rúk. 

V rámci mojej bakalárskej práce som si preštudoval problematiku počítačového videnia 
a hlbokého strojového učenia. Oboznámenie s rôznymi technikami a metódami trénovania 
modelov mi umožnilo porozumieť ich fungovaniu a možnostiam aplikácie v praxi. 

Počas posledných dvoch semestrov som s pomocou rodiny a priateľov aktívne zbieral 
dátovú sadu štvoríc fotografií rúk fotených z iných uhlov. Celkovo sa mi podarilo vyzbierať 
1696 fotografií. 

Na vyzbieranej dátovej sade som sa učil technikám a prístupom k trénovaniu mode
lov hlbokého strojového učenia. Začal som trénovaním modelu pre klasifikáciu fotografií 
rúk pomocou supervised učenia. S využitím techniky transfer learning a použitím siete 
ResNet50 sa mi podarilo natrénovať model s 80% úspešnosťou na validačnej sade. Naučil 
som sa o základných prístupoch optimalizácie, ale aj o pokročilých technikách ako je a 
self-supervised learning a metódach na ňom založených. Pokračoval som návrhom modelu 
založeného na kontrastívnom self-supervised učení, inšpirovaným architektúrou SimCLR. 
Výsledný model bol trénovaný na nazbieranom datasete s použitím triplet loss stratovej 
funkcie. Trénovanie modelu som postupne optimalizoval a porovnával vplyv hodnôt jednot
livých hyperparametrov na výslednú validačnú presnosť. Podarilo sa mi natrénovať model 
s výrazne lepšou validačnou presnosťou (98%) ako bola presnosť, ktorú dosahoval model 
trénovaný supervised metódou. 

Práca by ďalej mohla pokračovať rozšírením datasetu rúk. Použitie väčšieho datasetu 
by mohlo zlepšiť presnosť aj robustnosť trénovanej siete. Odporúčal by som ďalej vyskúšať 
experimenty s rôznymi projekčnými hlavami. Výsledná práca by mohla mať rôzne praktické 
využitia, napríklad pri dvojkrokovej biometrickej autentizácii v kombinácii s modelom, ktorý 
by identifikoval dlaň alebo čítačkou odtlačkov prsta. 
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