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Abstrakt

Tato prace se vénuje problematice automaticke tvorby tezauru z Wikipedie. Obsahuje popis struktury
Wikipedie jako vhodné datové sady pro tvorbu tezauru a popisuje nékteré metody vypoctu
sémantické blizkosti termint, které budou vyuzity pfi tvorbé tezauru. Dale obsahuje popis navrhu a
implementace syst¢tmu pro automatickou tvorbu tezauru z Wikipedie. Na zavér je provedeno
vyhodnoceni vysledkt systému.

Abstract

This thesis deals with automatic acquiring thesauri from Wikipedia. It describes Wikipedia as a
suitable data set for thesauri acquiring and also methods for computing semantic similarity of terms
are described. The thesis also contains a description of concepts and implementation of the system for
automatic thesauri acquiring. Finally, the implemented system is evaluated by the standard metrics,
such as precision or recall.
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1 Uvod

Tezaurus je mnozina prvkov a vztahov medzi tymito prvkami. Prvky tezauru st slova alebo frazy
[12]. Medzi vztahy patria synonyma, antonyma, hypernyma, hyponyma a iné. Jedno z hlavnych
vyuziti tezauru v ziskavani informacii je pri rieSeni problémov so slovnou zasobou, ktoré¢ sa tykaji
rozdielov medzi terminmi pouzitymi v kolekcii dokumentov a terminmi, ktoré pouziva zadavatel pri
popise informacii, ktoré chce ztejto kolekcie ziskat’ [16]. Existuje vela tezaurov, ktoré vytvorili
I'udia, ako napriklad Rogetov alebo Macqurie.

Tvorba tezauru je velmi casovo narocna uloha. Rovnako nie je I'ahké udrzovat ich aktualne.
Preto existuje snaha oich automatickil tvorbu. Pri automatickej tvorbe tezauru sa na ziskavanie
vztahov medzi terminmi ¢asto pouzivaji metody vypoctu sémantickej blizkosti terminov. Hodnotenie
blizkosti terminov je vel'mi subjektivna tiloha. Ako podobné su si slova ,auto™ a , liectadlo”? Obidve
slova reprezentuju dopravné prostriedky. Je tato skutocnost” dostato¢na na to, aby sme ich oznacili
ako podobné? Pri tvorbe tezauru sa mézu pouzit slovniky, ontologie ainé lexikalne Struktury
vytvorené Clovekom. Vytvaranie takychto Struktur je vSak velmi naroc¢né, obzvlast pri si¢asnom
prudkom rozvoji vedy atechniky astym suvisiacim rozSirovanim slovnej zasoby. Preto je ovela
vyhodnejsie, ked’ su pocitaée schopné extrahovat’ tieto informacie samostatne, bez zasahu cloveka.
V takomto pripade sa vel'mi Casto vyuzivaju Statistické metody, napriklad vektorové priestorové
modely.

Automatické pocitanie blizkosti terminov so sebou prinasa cely rad problémov. Ludska rec je
vo svojej podstate vel'mi nejednoznacna. Slova maji viac vyznamov, ktoré Casto reprezentuju uplne
rozdielne veci. Konstrukcie, ako je napriklad metafora, je Clovek schopny intuitivne rozliSovat.
Pocita¢ vsSak tato schopnost’ nema. Aby schopny spracovavat’ prirodzeny l'udsky jazyk potrebuje
analyzovat velké mnoZstva textu.

Jednym zo zdrojov, ktoré obsahuju velké mnozstvo textu je aj Wikipédia. Wikipédia je
mnohojazyéna slobodna webova encyklopédia, na ktorej pracuju dobrovolni prispievatelia z celého
sveta [28]. Velkost Wikipédie audaje vnej ulozené sa vyuzivaju aj v oblasti spracovania
prirodzeného jazyka, kam patri aj automaticka tvorba tezauru.

Tato praca je zalozena na [9], kde je uvedena metdoda na automatickd tvorbu tezauru
z Wikipédie pomocou lexikalnej substitucie. Prva kapitola uvadza popis nicktorych metod vypoctu
sémantickej podobnosti terminov. V d’alSej kapitole je rozobrana Struktura Wikipédie a je uvedeny aj
priklad, ako je mozné tuto Strukturu vyuzit' v oblasti spracovania prirodzené¢ho jazyka. Nasledujice
kapitoly obsahuju popis navrhu a implementacie systému pre automaticka tvorbu tezauru z Wikipédie
a navrh testov, na ktorych sa bude vyhodnocovat kvalita systému. Posledna kapitola obsahuje

vyhodnotenie vysledkov systému v uvedenych testoch.



2 Metody vypoctu sémantickej blizkosti
terminov

V tejto kapitole budu prebrané niektoré metody vypoctu sémantickej blizkosti terminov. Konkrétne sa
bude jednat’ o latentnu sémantickt analyzu, Random Indexing a lexikalnu substitaciu. Vsetky tieto
metoédy su zalozené na distribucnej hypotéze. Distribuéna hypotéza tvrdi, ze podobné slova sa
vyskytuju v podobnych kontextoch [26]. Latentna sémanticka analyza a Random Indexing su metody
zalozen¢ na slovnom priestorovom modeli. V tomto modele st terminy reprezentovana kontextovymi
vektormi, ktorych relativne smernice urcuju podobnost’ terminov [27]. Na porovnanie kontextovych
vektorov sa méze pouzit’ nieckolko metod. NajpouzivanejSie su kosinova vzdialenost, Euklidovska
vzdialenost, Manhattanska vzdialenost’.

Kosinova vzdialenost’ urcuje podobnost’ vektorov na zaklade uhlu, ktory zvieraju. Pocita sa zo

skalarneho stuc¢inu podla vzorca:

cos @ = x.7) 2.1)

MR PTNTY]
kde (x, y) znamena skalarny sucin vektorov x, y a || x||, resp. ||y|l, znamena vel'kost  vektoru x, resp. y
[5]. Kosinova vzdialenost” sa nickedy oznacuje aj ako normalizovany skalamy sucin. Pred pocitanim
kosinovej vzdialenosti sa vektory Casto normalizuju (kazdy prvok vektoru sa vydeli velkostou
vektoru). Tento krok zrychl'uje vypocet, pretoze potom je mozné kosinovu vzdialenost vypoditat” ako
jednoduchy skalarny sucin.

Euklidovska vzdialenost sa po¢ita podl'a vzorca:

lx =yl = V1 =12 + . + (o — )2 (2.2)

kde n je pocet prvkov vektorov a x,,, resp. vy, je m-ty prvok vektoru x, resp. y [5].
Manhattanska vzdialenost” sa tiez oznacCuje ako taxicab vzdialenost. Pocita sa podla

jednoduchého vzorca:

”x_y” = |x1 _yll + ..t |xn _ynl (2.3)

kde n je pocet prvkov vektorov a x,,, resp. ym, je m-ty prvok vektoru x, resp. y [5]. Manhattanska
vzdialenost je v podstate stucet absolutnych rozdielov jednotlivych prvkov vektoru.

Metody zalozené na slovnom priestorovom modeli sa ukazali ako vel'mi uspesne. V teste
TOEFL (Test of English as a Foreign Language) dosiahla LSA uspesnost’ 64,4% a Random Indexing
64,5 — 67 %. Po pouziti lematizacie, teda uréeni zakladnych tvarov slov, ¢o znizilo pocet najdenych
jedineénych slov, stipla uspesnost’ Random Indexingu na 72%. Pre porovnanie zahrani¢ny uchadzaci

na americké univerzity dosiahli priemernej uspesnosti 64,.5% [27]. TOEFL je synonymicky test,



v ktorom su ku kazdému slovu poniknuté Styri moznosti a uchadza¢ ma vybrat’ to, ktoré najviac
zodpoveda synonymu slova votazke [13]. Pri nahodnom vybere odpovedi je teda ocakavani
uspesnost’ 25% [13]. Vyhodnocovanie metod prebichalo tak, Ze kontextovy vektor slova v otazke bol
porovnany s kontextovymi vektormi ponukanych slov a ako spravna moznost” bol vybrané to slovo,

ktorého vektor bol najpodobnejsi vektoru slova v otazke [13].

2.1 Latentna sémanticka analyza

Latentna sémanticka analyza je tedria a metdda na extrakciu a reprezentaciu vyznamu slov v zmysle
ich pouzitia v kontexte, pricom k tomu vyuziva Statistické vypocty aplikované na velké textové
korpusy [15]. Pri aplikacii tejto metoddy v oblasti vyhl'adavania informacii sa pouziva nazov latentna
sémanticka indexacia.

Prvym krokom je vytvorenie matice vyskytu terminov v kontextoch. Riadky matice
reprezentuji terminy a stipce reprezentuju kontexty. Kontexty mézu byt napriklad dokumenty,
odstavce alebo vety. Jednotlivé bunky matice obsahujii pocet vyskytov daného terminu v danom
kontexte. Nasledne je tato matica transformovana tak, ze kazda bunka je vahovana funkciou. Tato
funkcia by mala zabezpecit, aby prili§ Casto sa vyskytujuce terminy nemali prili§ velka vahu.
Rovnako je vhodné znizit" vplyv dlhych dokumentov na vysledok. Jednou z moznosti je funkcia,
ktora vyjadruje dolezitost” slova v danom kontexte a mieru informacie, ktoru toto slovo nesie
v skumanej doméne. Tato transformacia vyzera tak, ze ku kazdému prvku matice sa pripocCita
hodnota 1. Nasledne sa spocita entropia kazdého slova podla vzorca - p log p nad vSetkymi prvkami
v danom riadku. Kazda hodnota v riadku je vydelena hodnotou entropie pre dany riadok [15]. Riadky
matice potom vytvoria vektory v mnohodimenzionalnom priestore tak, ze prvky vektorov su
vahované frekvencie vyskytu slov v jednotlivych kontextoch a dimenzionalita tohto vektorového
priestoru je rovna poétu stipcov, teda po&tu kontextov. Vektory nazyvame kontextové vektory, lebo
vyjadruju kontext, v ktorom sa dané slovo vyskytuje. Kedze kontextové vektory reprezentuju
distribu¢né profily slov, m6zeme vyjadrit’ distribu¢nu podobnost’ slov pomocou metdd vektorovej
podobnosti. Ked’ze realne korpusy mozu obsahovat’ vel'’ké mnozstvo dokumentov, vektory budi mat’
vel'ky pocet dimenzii. Potom by bol vypocet podobnosti vektorov prili§ ¢asovo naro¢ny. Matica
vyskytu terminov v kontextoch je obvykle riedka (vacsina hodnét je nulova). Je to spdsobené tym, Zze
len vel'mi mala Cast’ slov v jazyku sa vyskytuje vo vel'kom pocte kontextov. Ostatné sa vyskytuju len
v malom pocte. V beznej matici vyskytov je az 99 % prvkov nulovych. Suvisi to so Zipfovym
rozlozenim frekvencii vyskytu slov v texte [27]. Zipfov zakon tvrdi, Ze frekvencia vyskytu udalosti E,

P(E), v zavislosti na jej ranku r je mocninna funkcia, ktora sa da vyjadrit’ vztahom [29]:

1
PE) ~— (2.4)



Podl'a tohto rozloZenia sa najCastejSie vyskytujice slovo objavuje v texte priblizne dvakrat
CastejSie ako druhé najfrekventovanejsie slovo, a to sa objavuje priblizne dvakrat CastejSie ako Stvrté
a tak d’alej [18]. Napriklad v Brown Corpuse tvori 135 slov polovicu obsahu. Na zaklade toho, Ze
matica vyskytov je riedka, redukuje sa pocéet dimenzii pomocou metody singularneho rozkladu
(Singular Value Decomposition — SVD).

SVD ma aj inu ulohu. S pouzitim pévodnych vektorov, ktoré mali dimenziu 30000, bola v teste
TOEFL dosiahnuta taspesnost’ 36%. S pouzitim redukovanych vektorov, ktoré boli ziskané¢ metédou
SVD a mali dimenziu 300, bola v tomto teste dosiahnuta uspesnost’ 64%. Z toho bolo usudené, Zze
transformacia vektorov pomocou metddy SVD nejakym spdsobom koresponduje s I'udskou
psychikou [13].

LSA je schopna zistit’ blizkost™ slov, aj ked” sa spolu v texte vobec neobjavia. Podla tejto
vlastnosti dostala tato metoda nazov, pretoze dokaze v texte odhalit’ latentné vztahy medzi termami a
kontextami, teda vztahy, ktoré nie su viditeI'né na prvy pohlad.

Hlavnou nevyhodou LSA je velka naro¢nost. Aj s pouzitim SVD trva vypocet podobnosti
terminov dlho, pretoze samotné SVD je naro&na operacia. Dalou nevyhodou je nemoznost’ pridavat
d’alsie kontexty. Pri pridani d’alSich kontextov je potrebné opét’ pocitat’ SVD. V poslednej dobe bolo
vyvinutych niekol’ko metdd, ktoré umoziuju pridavat’ nové dokumenty bez toho, aby bolo nutné
opéatovne pocitat’ singularny rozklad pre uz spracovanu mnozinu kontextov. Medzi tieto metody patri
SVD-updating a Folding-in [14].

Folding-in je pomeme jednoducha metéda. Nové dokumenty si pred pridanim do matic
U a V premietnut¢ do priestoru redukovanych dokumentov respektive terminov, ¢im sa premietne
stav existujucej databazy do tychto novych stipcovych a riadkovych vektorov. Stav existujucej
databazy sa vSak nepremictne do novych vektorov. Tymto vznika vo vysledku chyba. Vyuzitie
metddy zavisi najmé na pocéte zmien voci existujucej databaze [14].

Na SVD-updating sa pouziva nickol’ko metdd, ktoré¢ su zaloZené na rotaciach. Pouzivaji sa
napriklad ortonormalne p-rotacie [10]. Dalsou metddou je pouzitie QR-updatingu, ktory vyuziva

Givensove rotacie a nasledne aplikuje re-ortogonalizac¢nu metodu Jacobiho typu [22].

21.1 SVD

Singulamy rozklad je matematicka metoda na rozklad matic, ktora je podobna faktorovej analyze.
Jeho definicia je: ,Nech A je I'ubovolna Stvorcova matica. Potom existuju ortogonalne matice U a
V a diagonalna matica X, na ktorej diagonale su vlastné cisla matice VATA tak, ze A=UZVT,
Rozklad matice A na matice U, V a X sa nazyva singularny rozklad matice A.* [14]. Existuje dokaz,
ktory tvrdi, ze kazdu maticu je mozné rozlozit’ s vyuzitim najviac tol’ko faktorov, aka je najmenSia

dimenzia originalnej matice [15].



Ked’Zze matica terminov v dokumentoch obvykle nebyva Stvorcova, ale byva radu mxn, kde
plati m#n, matica U bude mat’ rozmery m>xm, matica ¥ mxn a matica V nxn. Rozklad pre m<n bude

vyzerat’ nasledovne:

o0 0 .. 0 .. 0
* ces * * ces * * ces *
[: . :] _ [: ) :] 0 o5 .. 0 .. 0 [: ) :]
T I B L @)
A = U ) v’
mxn mXxm mxn nxn

Pri rozklade matice vyskytu terminov v dokumentoch reprezentuje matica U kontextové
vektory terminov, matica V reprezentuje maticu dokumentov. X je diagonalna matica mxn, ktora
obsahuje singulare Cisla 0y 0y, ... Omin mn). Tieto Cisla si usporiadané zostupne na hlavnej
diagonale tak, Ze plati 03 = 03 = *** = Omin (mn). Toto zostupné usporiadanic znamena, ze pre
dostatoéne presné vysledky nam staci vypocitat’ prvych knajvysSich singularych cisel. Takto
dostaneme k-aproximaciu hodnosti matice A. Vhodnu velkost” Cisla ktreba urcit’ na zaklade
experimentov. Pre vel'ké kolekcie dokumentov sa uvadza hodnota medzi 200 a 300 [14]. Takto sa
redukuje mnohodimenzionalny priestor na priestor s dimenziou k a zaroven sa zachovavaju zhluky

podobnych dokumentov a terminov. K-aproximacia SVD je ukazana na obrazku 2.1.

Vektory
termu
k L
B 7] - 7 [ T (F T Vektory
kel * . k dokumer
A k - Uk X VII
mxn mxk kxk kxn

Obrizok 2.1 Znazornenie k-aproximicie singulirneho rozkladu
Vypocet SVD je vel'mi narocny. Pri pouZiti naivného algoritmu ma faktorialovu zlozitost’ [14].
V praxi sa vSak pouzivaju numerické metody, ktoré vypocet zrychluju. Rozklad matice mxn ma
zlozitost O(min(mn?,m?n)) [11]. Pri LSA sa singularny rozklad poéita iba pri indexacii
a vyhl'adavanie prebicha uz vo vypocitanom rozklade. Boli vyvinuté techniky, ktoré zrychl'uju SVD.
Niektoré vyuzivaji aproximacie, napriklad pomocou metdédy Monte Carlo [11]. V roku 2006 bola

vypracovana rychla prirastkova metdda, ktora ma pre r-aproximaciu matice velkosti pxq ¢asovi

naro¢nost’ O(pqr) , kde r < \/min(p,q) [3].
SVD je implementované napriklad v kniznici SVDLIBC, ktora je zaloZzena na kniZnici

SVDPACKC [35]. Tato kniznica pouziva Lanczosovu a podpriestorovi metédu na urcenie



singularnych tripletov (singularne hodnoty a zodpovedajuce pravé alavé vektory) [36]. Obdive

metody patria medzi iterativne metody.

2.2 Random Indexing

Random Indexing je slovny priestorovy model, ktory bol vytvoreny ako alternativa k LSA. Je
zalozeny na praci Pentti Kanevru o riedkych distribuénych reprezentaciach [27]. Motivovany je aj
pozorovanim R. Hecht-Nielsena. Ten demonstroval, Ze v priestore s velkym poétom dimenzii sa
ovela viac vyskytuju priblizne ortogonalne smery nez tie skutocne ortogonalne. Z toho vyplyva, ze
moézeme pouzit nahodné smery, aby sme vhodne aproximovali ortogonalitu [27]. Na zaklade tohto
poznatku vzniklo niekol’ko technik na redukciu poctu dimenzii. Najznamejsie st Random Projection,
Random Mapping aRandom Indexing. VSetky tieto metédy su zalozené na Johnson-
Lindenstraussovej lemme. Ta hovori, Ze ked’ premietneme body vektorového priestoru na nahodne
vybrany podpriestor s dostatocne vel'kym poctom dimenzii, vzdialenosti medzi bodmi budu priblizne
zachované [27]. Preto mézeme pocet dimenzii matice F redukovat’ jej nasobenim nahodnou maticou
R:
FuxaRaxk = F'wxk (2.6)

Délezitym rozhodnutim je vyber matice R. Pokial’ by bola ortogonalna, bude platit' F = F '. Ak
by bola priblizne ortogonalna, bude platit F =~ F’. NajcastejSie sa pouziva Gaussovo rozloZenie
elementov nahodnych vektorov v matici R. Avsak existuje aj jednoduchsia metoda. Skoro vsetky
elementy v tychto vektoroch budil nulové, co znamena rozloZenie s jednotkovou variaciou [27].

Hlavnou myslienkou Random Indexing je akumulacia kontextovych vektorov zaloZenych na
vyskyte slov v kontextoch. Kazdému kontextu je priradena unikatna reprezentacia, ktora sa nazyva
indexvektor. Indexvektor ma dimenziu obvykle radovo v tisicoch [27]. Je tvoreny malym mnozstvom
nahodne rozloZenych +1 a -1. Ostatné prvky su 0. Vzdy, ked’ sa slovo vyskytne v kontexte, je k jeho
kontextovému vektoru pripocitany indexvektor dan¢ho kontextu. To znamena, ze slova su
reprezentované kontextovymi vektormi, ktoré si v podstate suctom indexvektorov tych kontextov,
v ktorych sa vyskytuji. Kontextami su obvykle dokumenty alebo slova, m6zu sa vSak vyuzit’ aj iné
druhy kontextov.

Tento pristup je opaény nez u LSA, kde najprv vytvorime maticu spoluvyskytu a potom z nej
extrahujeme kontextové vektory. Pri Random Indexingu najprv vytvorime kontextové vektory
a potom z nich mézeme zostavit’ maticu spoluvyskytov tak, ze pouzijeme kontextové vektory ako
riadky matice. Takto vytvorena matica spoluvyskytov bude aproximaciou matice vytvorenej pomocou
metédy LSA [27]. Metédou Random Indexingu vSak vznikne matica, ktorej dimenzionalita bude

radovo v tisickach. Dosiahne sa teda to isté, na o v LSA treba pouzit’ SVD.



Metddou Random Indexing je mozné vytvorit' aj klasicku maticu spoluvyskytov ako pri
metéde LSA. Ak bude dimenzia indexvektorov rovna pocétu kontextov a kazdy indexvektor bude
obsahovat prave jednu 1 a ostatné hodnoty budi 0 a tieto vektory budu ortogonalne. Tymto postupom
by sa vsak stracali vyhody Random Indexingu.

Hlavnou vyhodou Random Indexing je mensia naro¢nost’ metddy. Nie je potrebné najprv tvorit’
maticu spoluvyskytu, ale sta¢i hned’ vytvorit’ kontextové vektory. Odpada potreba pouzivat SVD na
redukciu poctu dimenzii, ¢im sa Setri pamét aj Cas.

Dalsou vyhodou je jednoduché pridavanie d’alich kontextov. Staéi vytvorit novy indexvektor
pre dany kontext a pripocitat ho ku kontextovym vektorom slov, ktoré sa vyskytuju v danom
kontexte. NavySe pridanie kontextu nezvysi pocéet dimenzii. Ten sa pevne nastavi na zaciatku ako

parameter a neskor sa uz nemeni.

2.3 Lexikalna substitucia

Lexikalna substitucia je textova nasledna poduloha, v ktorej systém poskytne niekol’ko kandidatnych
terminov e pre termin w, ktoré mozu byt dosadené do uréitého kontextu H,, = H'wHT. pri om sa
vygeneruje kontext H, = H'eH" , kde H' oznaduje l'avy kontext a H” oznaluje pravy kontext,
z povodnej vety obsahujucej slovo w [9]. Lexikalna substitucia teda zoberie kontexty, v ktorych sa
nachadza termin w, toto slovo v danom kontexte nahradi za termin e, o ktorom sa predpoklada, ze sa
jedna o podobny termin, a nasledne sa snazi vyhodnotit’ kvalitu takto vzniknutej vety alebo jej Casti.

Kvalita kontextu sa mo6ze urcit’ podl'a korpusu Web 1T 5-gram, ktory obsahuje 1- az 5- slovné
vyrazy spolu s frekvenciou vyskytov na Internete zistenou pomocou vyhl'adavada Google [41]. Udaje
boli ziskané z priblizne jedného biliona slov na verejne pristupnych webovych strankach. Kvoli
vel'kému mnoZstvu réznych n-gramov bolo potrebné ignorovat’” malo pocetné n-gramy. Preto su
v korpuse len n-gramy, ktorych frekvencia vyskytu bola vicsia ako 40 [6]. Na vyhladavanie
kandidatnych terminov, ktoré budu do kontextov dosadzané, je mozné pouzit' predpripravené
slovniky alebo automatické metoddy ako napriklad LSA alebo Random Indexing.

Pre vypocet podobnosti terminov je potrebné spravit’ niekolko krokov. Algoritmus na zaciatku
na vstupe ocakava pre kazdy termin mnozinu kontextov a mnozinu kandidatnych terminov. Nasledne
sa vytvoria hypotetické frazy, v ktorych je dany termin nahradeny kandidatnym terminom. Napriklad
ak mame ako termin ,book™ akandidatny termin ,novel®, tak z vety ,,The most printed book in
history” vygenerujeme hypoteticki frazu ,,The most printed novel in history*. Z tychto fraz sa
vygeneruju n-gramy (1 < n <= 5) a ohodnotenie kazdého n-gramu sa ziska ako hodnota pointwise
mutual information (PMI) dan¢ho n-gramu vydelena hodnotou self-information (SI) l'avého a pravého

kontextu. Tieto parametre sa rataju podla vzorcov:



p(ty, ty ... ty)
p(t)p(tz) . p(tn)

PMI = log Q2.7)

SI = —log p(ty,t, ... t;) (2.8)

kde p(t,,) je frekvencia vyskytu terminu t,, a p(tq,¢,, ...t,,) je fickvencia vyskytu fraze zloZenej
z terminov t; az t, [9]. Na urCovanie frekvencie vyskytu kontextov a fraz sa pouziva Web 1T 5-gram
korpus, ktory obsahuje pocet vyskytov daného n-gramu na Internete. Frekvencia vyskytu n-gramu sa
ziska ako podiel poétu vyskytu tohto n-gramu a celkového poétu n-gramov rovnakej dizky vo Web
1T korpuse.

Delenie hodnotou self-information zaistuje, ze kontexty s nizkou informa¢nou hodnotou
nebuda mat’ vel’ka vahu [9]. Kontext s nizkou informacnou hodnotou je napriklad postupnost’
stopslov (Cleny, zamena, spojky, ...).

Pre kazdy kandidatny termin bude celkové skore rovné suctu ohodnoteni vsetkych fraz, do
ktorych bol tento kandidatny termin dosadeny. NajlepSie kandidatne terminy budi mat’ najlepSie

ohodnotenie.
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3 Struktira Wikipédie

Wikipédia je na webe zalozena encyklopédia s otvorenym obsahom, ktorua mozno vol'ne upravovat a
slobodne c¢itat’. Jednotlivé ¢lanky su upravované dobrovolnikmi, takze ¢lanky méze menit’ hocikto.
S tym suvisia problémy s nepresnostou a vandalizmom.

Wikipédia ma Strukturu hypertextového grafu, kde kazdy clanok je prepojeny s velkym
mnozstvom ostatnych ¢lankov pomocou hyperlinkov umiestnenych priamo na terminy, ktoré
vysvetluju [20]. Tento graf je tak husto poprepajany, ze z ¢lanku sa da dostat’ na hocijaky iny ¢lanok
len pomocou priemerne 4,5 kliku [21]. Toto poskytuje vela moznosti pre metody vyhladavania
informacii. Velkou prekazkou pre ticto metddy viacznacnost terminov. V takomto pripade je
odporucany postup za nazov ¢lanku pridat’ do zatvoriek dopliiujucu informaciu o vyzname terminu.
Nie vzdy sa vSak prispievatelia drzia tejto zasady. Niekedy st vytvarane pseudoclanky, ktoré len
presmeruju uzivatela na ini stranku. Na Wikipédii tiez existuju stranky, ktoré su urcené pre
vyrieSenie viacznacnosti terminov a obsahuju odkazy na ¢lanky, ktoré sa zaoberaji r6znymi

vyznamami toho istého terminu.

3.1 Wikipedia Link Vector Model

Wikipedia Link Vector Model je technika, ktora vyuziva hyperlinky medzi ¢lankami Wikipédie na
vypocet sémantickej blizkosti terminov [20]. Nevyuziva texty ¢lankov, ale len ich nazvy a odkazy.
Podobnost” dvoch terminov sa vypocita ako uhol medzi vektormi, ktoré¢ reprezentuji dany ¢lanok.
Tento vektor bude pozostavat” zo vsetkych odkazov v danom ¢lanku. Pre ¢lanok x, ktory obsahuje

odkazy na ¢lanky 4 ...1,, bude vektor vyzerat’ nasledovne:

x=Wwkx->0L),wkx-=10L),..,wkx-L1)) 3.1

kde w(x - [,;) znamena vaha odkazu z¢lanku x na ¢lanok [, [20]. Vaha odkazu z ¢lanku

a na ¢lanok b sa vypocita podl'a nasledujuceho vzorca:

w(a - b) = |a~ b|log (Z 3.2)

(-]
kde |a - b| znamena pocet odkazov v ¢lanku a, ktoré odkazuju na ¢lanok b a ¢ reprezentuje celkovy

pocet Clankov vo Wikipédii [20]. Pocet vyskytov daného odkazu v ¢lanku je teda nasobeny

prevratenou hodnotou pravdepodobnosti, Ze nejaky c¢lanok obsahuje odkaz na c¢lanok b. To

zabezpecuje, ze odkazy na ¢lanky, na ktoré smeruje vel'a odkazov, budu mat’ mensiu vahu.
Podobnost’ ¢lankov je dana uhlom, ktory zvieraji vektory, ktoré ich reprezentuja. Velkost uhla

sa pohybuje od 0° , o znamena, ze Clanky obsahuji rovnaké linky, po 90°, Co znaéi, ze linky
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v ¢lankoch su tuplne rozdielne. Ak je termin viacznaény a popisuje ho viac ¢lankov, podobnost
terminov je rovna najmensiemu uhlu medzi ¢lankami.
Pri spracovavani odkazov sa s viacznacnostou naraba nasledovne:
o Clanky sa spracuji priamo.
e Pokial’ odkaz mieri na pseudoclanok, ktory len presmerovava na iny ¢lanok,
pouzije sa tento ¢lanok namiesto pseudoclanku.
e Stranky pre rieSenie viacznacnosti terminov su spracovavané tak, Ze sa

pouziju vsetky ¢lanky, na ktoré odkazuju.

3.2 SWI Kkorpus

SW1 korpus' je sémanticky anotovana snimka anglickej Wikipédie z diia 4.11.2006. Obsahuje
1 490 688 clankov. Obsahuje texty ¢lankov a sémantické znacky. Je rozdeleny do 3 000 suborov,
pricom kazdy obsahuje asi 500 ¢lankov. Kazdy subor zacina niekol’kymi riadkami komentarov, ktoré
zadinaju znakom ‘#, nasledovanymi nazvom suboru a nazvami jednotlivych stipcov. Kazdy &lanok
zaCina znackou %%#DOC <documentID> a kazda wveta konéi znaCkou %%#SEN
<sentence number>. Ostatné riadky obsahuju texty ¢lankov rozdelené na slova. Kazdé slovo je na
samostatnom riadku, ktory je rozdeleny na stipce, ktoré obsahujii dané slovo, jeho slovny druh,
zakladny tvar a znacky pre jednotlivé zdroje terminov. Zdroje terminov su: CONL, WordNet, Wall
Street Journal, odhad anafor a hyperlinky. Znacky pre zdroje terminov sa delia na:

e B-znacka — oznacuje zaciatok terminu

e I-znacka — oznacuje pokracovanie terminu

e (-znacka — ziadna znacka
Terminy teda pozostavaju zo slova, ktoré ma B-znacku, pokracuju 0 az N slovami, ktoré maja I-
znacku a koncia slovom, ktor¢ ma B-znacku, 0-znacku alebo koncom vety. Nickedy sa modze
vyskytnut’ aj termin, ktory nezaéina B-znackou ale I-znackou [34].

Tento korpus posluzi ako prostriedok pre vyhl'adavanie terminov vo Wikipédii, pretoze su

viom oznacen¢ terminy, zakladné tvary slov a slovné druhy. VSetky tieto udaje st pri extrakcii
terminov potrebné, atym, ze su vtomto Kkorpuse, sa uSetri Cas, ktory by bol potrebny na

predspracovanie Wikipédie.

! http://barcelona.research.yahoo.net/dokuwiki/doku.php?id=semantically_annotated_snapshot_of_wikipedia
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4 Navrh systému

Tato kapitola sa zaobera navrhom a architekturou vyvijaného systému. Vlastna implementacia je
rozobrana v nasledujicej kapitole. V nasledujucom texte st slovnym spojenim skimané terminy
oznacené terminy, ktoré su systému zadané a pre ktoré¢ ma systém najst’ podobné terminy. Slovnym
spojenim kandidatne terminy alebo slovom kandidati st oznacené terminy, ktoré systém vybral
v prvej fazy ako najpodobnejSie pre jednotlivé skiimané terminy. Spojenim potencialne kandidatne
terminy su oznaCované terminy, ktoré systém dostal na vstupe a z ktorych sa vyberaju jednotlivy
kandidati pre skamané terminy. Pokial’ by takyto zoznam nebol zadany, su za potencialne kandidatne
terminy povazovan¢ vSetky terminy v indexe. Rovnako pokial’ by nebol zadany zoznam skiimanych
terminov, su za skiiman¢ terminy povazované vSetky terminy v indexe.

V tejto kapitole je najprv predstavena architektira systému a prepojenie jednotlivych jeho Casti.

Kazda cast’ je potom popisana v samostatnej podkapitole.

4.1  Architektura systému

Celé spracovaniec ma tri faze. Kazda faza je tvorena nickolkymi modulmi, ktoré zabezpecuju
funkcionalitu systému. Cely systém ma na vstupe SWI1 korpus. Volitelne méze mat’ na vstupe
zoznam skimanych a potencidlnych kandidatnych terminov.

Prvou fazou je tvorba indexu, ktora pozostava z extrakcie terminov, tvorby vlastného indexu
a vytvorenia kontextovych vektorov pre terminy.

Druhou fazou je vyhladavanie kandidatnych terminov pomocou metédy Random Indexing.
Tato faza ma dve varianty. Prvou je porovnavanie kontextovych vektorov pre jednotlivé terminy.
V tomto pripade sa porovnavaju terminy s terminmi. Druhym variantom je porovnavanie konceptov
s terminmi. V tomto pripade je nutné najprv vytvorit’ kontextové vektory pre koncepty a tie nasledne
porovnat’ s kontextovymi vektormi pre terminy. Vystupy z obidvoch variantov st zhodné, takze vyber
variantu neovplyvni d’alsi beh systému.

Tretou a poslednou fazou je lexikalna substitucia, kde sa kandidatne terminy preusporiadaju
pomocou lexikalnej substitucie. Vystup tejto faze je zaroven vystupom celého systému a obsahuje
zoznam podobnych terminov pre kazdy skumany termin. Tieto terminy st usporiadané podla
podobnosti od najpodobnejsicho k najmenej podobnému.

Diagram 4.1 ukazuje jednotlivé moduly systému, vratane ich naslednosti. Zobrazuje tieZ vstupy
a vystupy jednotlivych modulov. Moduly su d’alej v texte detailne popisané v takom poradi, v akom

su zobrazené v diagrame.
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4.2 Filtrovanie terminov

V indexe je potrebné mat’ len kvalitné terminy, ktoré spliiaju isté predpoklady. Ako terminy mézu byt
totiz oznacené aj slova alebo slovné spojenia, ktoré v skutocnosti nie su terminmi a do systému by
mohli zanasat’ nepresnosti. Typickym prikladom su cisla a Cislice, ktoré su aj v SW1 korpuse
oznacené ako terminy, ale v skuto¢nosti terminmi nie su. Nenest ani ziadnu uZzito¢na informaciu
o kontexte.

Na filtrovanie sa pouziva nickol’ko metdd. Prvou metoddou je filtrovanie pomocou stoplistu.
Slova, ktoré sa nachadzaju v stopliste, si zamietnuté. PouZil sa bezny stoplist pre anglické texty”,
ktory je doplneny o Specifické slova a frazy, ktoré sa vyskytuju na Wikipédii prili§ Casto, ako
napriklad ,.citation needed®, ,,reference®, article” a podobne. Rovnako st do stoplistu pridané prilis
vSeobecné slova, ako napriklad prislovky, ktoré boli oznacené ako terminy a pocas testovania sa
objavili vo vysledkoch prili§ ¢asto vybrané ako kandidatne terminy k nesuvisiacim skimanym
terminom. Medzi tieto slova a fraze patria napriklad ,for the most part”, ,as well®, , possibly*
a podobne.

Dalsou metodou je filtrovanie na zaklade dizky slova a znakov v slove. Terminy musia mat
aspon tri znaky. KratSie zmysluplné terminy sa prakticky nevyskytuju, okrem skratiek, ktoré mézeme
zanedbat’. Dalej termin musi obsahovat’ viac pismen ako ostatnych znakov. Pokial' ma termin len tri
znaky, musia to byt vSetko pismena. Tymto sa odstrania napriklad anglické radové Cislovky, ktoré
maju sice tri znaky, ale jeden z nich je cislica. Pri radovych cislach vécsich ako 9 zas nie je splnena
podmienka, Ze obsahuju viac pismen ako ostatnych znakov (skladaju sa z dvoch cislic a dvoch
pismen). Odstraiiuju sa aj terminy, ktoré obsahuju iné ako povolené znaky. Povolené znaky su
pismena, Cislice, a znaky pomlcka (-), bodka (.), apostrof () a podtrznik ().

Tento filter sa vyuziva v celom systéme, predovsSetkym pri extrakeii terminov. Okrem toho sa
pouziva napriklad pri extrakcii kontextov pre skumané terminy alebo filtrovanie zadanych zoznamov

skamanych a potencialnych kandidatnych terminov.

4.3 Extrakcia terminov

Terminy sa vyhladavaju v SW1 korpuse. Pouzité¢ su terminy zo vSetkych zdrojov SW1 korpusu
anavySe su extrahované aj slovesa, podstatné a pridavné mena. Vsetky terminy su extrahované
v jednom prechode korpusom za pomoci znaciek, ktoré SW1 korpus obsahuje. Vystup zo systému ma
dve casti.

Prvou Castou je zoznam terminov v jednotlivych ¢lankoch Wikipédie. Pre kazdy clanok su

uvedené vsetky terminy. Kazdy termin bude uvedeny tolkokrat, kolkokrat sa vyskytol v ¢lanku.

? http://www.thebananatree.org/stoplist.html
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Zachovan¢ je aj poradie vyskytov jednotlivych vyskytov terminov. Vystup teda vyzera ako ¢lanok
Wikipédie, v ktorom boli odstranen¢ ignorované slova a zostali iba terminy.

Dalsou &astou vystupu je zoznam terminov, ktoré presli filtrom. Vo Wikipédii sa totiz mozu
vyskytnut’ aj terminy, ktoré nespifiaji podmienky na to, aby boli indexované. Ignorované su vietky

malo pocetné terminy a tiez terminy, ktoré nepresli filtrom uvedenym v kapitole 4.2.

4.4 Tvorba indexu

Index sa tvori pomocou kniZnice Apache Lucene’. Tato kniZnica sa vyuZiva preto, lebo sa jedna
o vysokovykonnu open-sourcovu kniznicu pre indexaciu a vyhl'adavanie, takze v pripade potreby je
mozn¢ ju jednoducho upravit. Vstup indexeru je zhodny s vystupom z extrakcie terminov. Na vstupe
je teda zoznam terminov v jednotlivych ¢lankoch a zoznam skutoénych terminov, ktoré presli filtrom.
Indexer postupne prechadza subor, ktory obsahuje terminy pre jednotlivé ¢lanky, pricom sa ignoruju
tie terminy, ktoré nie su uvedené v zozname. Do indexu sa ulozi nazov ¢lanku a terminy z ¢lanku,
ktoré¢ su uvedené v zozname terminov. Pri tychto terminoch zostane zachovany pocet aj poradie ich

vyskytov.

4.5  Ziskanie kontextovych vektorov

Kontextové vektory sa ziskavaji metddou Random Indexing. Na ich vypocet je pouzitd kniznica
semanticvectors’. Je to open-sourcova kniZnica Sirena pod BSD licenciou. Obsahuje implementaciu
algoritmov Random Projecting a Random Indexing. Pracuje nad Apache Lucene indexom.

Pre kazdy termin v indexe je vytvoreny vlastny kontextovy vektor. Ulozia sa dve verzie
kontextovych vektorov, ato nenormalizovana a normalizovana. Rovnako sa ulozia aj nahodné
vektory pre vsetky terminy. V dalSom priebehu sa podita snormalizovanymi vektormi.
Nenormalizované kontextové a nahodné vektory sa ukladaji najmé kvoli moznosti roz§irenia indexu.
V takom pripade je mozn¢ vyuzit’ uz vypocitané Casti a iba k nim pridat’ nové dokumenty. Odpada tak
potreba znovu spracovavat’ uz spracovan¢ dokumenty. Nahodné vektory sa ukladaju aj kvoli vypoctu
kontextovych vektorov pre koncepty, ked” su dve moznosti vypoctu. Jedna moznost” pocita
s normalizovanymi kontextovymi vektormi a druha s nahodnymi vektormi.

Normalizacia prebieha podla vzorca:
Vi
v =
vl

kde v; je i-ty prvok vektoru a ||v|| je velkost vektoru, ktora sa vypocita podla vzorca:

4.1

? http://lucene.apache.org/java/docs/
* http://code.google.com/p/semanticvectors/
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4.2)

kde n je pocet prvkov vektoru. Pocet prvkov vektoru sa tiez nazyva dimenzia vektoru. Vdaka tejto
uprave je mozn¢ kosinovu podobnost’ (vzorec 2.1) nahradit’ skalarnym sucinom, pri¢om zostane
zachovana vysledna hodnota. Toto vyrazne zvysi rychlost’” vypoctu podobnosti vektorov, pretoze
vel'kost” vektoru sa bude pocitat’ iba jedenkrat, a to pri normalizacii. Pri kosinovej vzdialenosti by sa

velkost’ vektoru pocitala pri kazdom porovnavani vektorov.

4.6 Tvorba kontextovych vektorov pre koncepty

Pod pojmom koncepty su chapané jednotlivé clanky na Wikipédii. Jednotlivé terminy mézu mat viac
vyznamov. Clanky na Wikipédii viak suvisia iba s jednou témou. Preto su idealnymi kandidatmi na
koncepty. Koncepty su reprezentované terminmi, ktoré sa nachadzaji v prisluSnom ¢lanku na
Wikipédii. Do ivahy sa bert len tie terminy, ktoré si v indexe. Neberu sa teda do tvahy terminy,
ktor¢ nepresli filtrom pri vyhl'adavani. Terminy m6zu byt reprezentované bud’ svojim kontextovym
vektorom alebo svojim nahodnym vektorom. Pri kontextovych vektoroch sa pouziva normalizovana
forma, pretoze v nenormalizovanej forme maju kontextové vektory pre velmi pocetné terminy vysoke
hodnoty atieto vysoké hodnoty by ovplyviiovali vysledky. Tvorba kontextovych vektorov pre
koncepty ma dve varianty podla toho, aké vektory pre terminy sa pouZziju.

Kontextovy vektor pre koncept bude suctom vektorov terminov konceptu. Kazdy termin bude
pre kazdy koncept vahovany podla toho, ako Specificky je pre tento koncept a zaroven podla toho,
ako vel'mi je dany termin vyznamny pre tento koncept v porovnani s ostatnymi terminmi konceptu.
Vypocita sa vaha terminu atouto vahou sa vynasobi jeho vektor predtym, ako sa pripocita ku
kontextovému vektoru konceptu. Vahovanie prebieha pomocou metody tf-idf. Vaha terminu

i v dokumente j sa vypocita podla vzorca:

. D]
tfldfi_j = tﬂ_j * logd—f_ 4.3)
l

kde |D| je celkovy pocet dokumentov, #f;; je frekvencia vyskytu termin i v dokumente j v dokumente

a df; je pocet dokumentov, v ktorych sa vyskytol termin i [24]. Hodnota #f;; sa pocita podl'a vzorca:
t, = —2 (4.4)
KDY ’

kde n;; je pocet vyskytov terminu i v dokumente j [24]. Je to vlastne pocet vyskytov terminu

v dokumente vydeleny poctom vSetkych terminov v tomto dokumente.
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4.7 VyhlPadavanie kandidatnych terminov pre

terminy a koncepty

Na vstupe su zadané¢ skimané terminy, ku ktorym sa vyhl'adavaji kandidatne terminy. Tie je mozné
vyhladavat’ zo vsetkych terminov v indexe alebo zo zadanej mnoziny terminov. Vyhladavanie
prebieha tak, Ze sa kontextovy vektor kazdého skiimaného terminu porovna s kontextovymi vektormi
vsetkych ostatnych terminov. Porovnanie vektorov prebieha tak, Ze sa vypocita skalarny sucin tychto
vektorov a vysledna hodnota udava podobnost” vektorov ateda aj terminov. Nasledne sa vybera
najlepsie kandidatne terminy. Je mozné vybrat’ zadané mnoZstvo najlepsich terminov alebo terminy,
ktoré su podobnejSiec ako zadany prah. Na vystupe st pre skimané terminy vypisané kandidatne
terminy, ktoré su zoradené od najpodobnejsicho k najmenej podobnému. Volitelne je mozné vypisat’
aj hodnotu podobnosti kazdého kandidatneho terminu. Pokial sa pre skumany termin nenasiel ziadny
kandidatny termin (kvoli zadanému prahu), nie je tento skamany termin uvedeny vo vysledkoch.
Vyhladavanie kandidatnych terminov pre koncepty prebicha rovnako, ako vyhladavanie
kandidatnych terminov pre skiimané terminy, pretoZze koncepty su reprezentované kontextovymi

vektormi rovnako ako terminy.

4.8 Vyhladavanie kontextov pre skimané

terminy

Pre vSetky zadané skimané terminy su kontexty vyhladavané v SW1 korpuse. Vyhladavaja sa
v SW1 korpuse preto, lebo obsahuje ¢lanky z Wikipédie, u ktorych je pravdepodobné, Ze sa terminy
objavuju v zmysluplnych vetach, ateda kontexty nesi uzito¢né informacie. Nevyberaju sa teda
kontexty, ktoré nenesu zZiadnu uzitoénu informaciu. Takéto kontexty, ktoré nenesu ziadnu uzitocni
informaciu, sa vSak nachadzaju vo Web 1T korpuse, ktory bol d’al§im potencialnym zdrojom pre
vyhl'adavanie kontextov. Ten obsahuje aj také n-gramy, ktoré su tvorené len terminom a jednym
znakom, napriklad Gvodzovkami, Cislicou a podobne. Pracovat’ s takymito kontextami je zbytocné
a navyse to spomal’uje systém.

Korpus je postupne prechadzany po vetach. Ked’ sa vo vete vyskytne nejaky hl'adany termin,
vyberu sa z tejto vety vietky useky, ktoré obsahuju tento termin a jeho kontext, ktory ma dizku jedno,
dve, tri alebo Styri slova. V tychto usekoch je potom skumany termin nahradeny za Zolikovy znak
a takto vzniknuty retazec je priradeny ako kontext k danému terminu. Vybrané useky vety mézu byt
dlhsie ako pét slov, pretoze aj viacslovny termin sa povazuje za jedno slovo. Vo vzniknutom retazci
je potom aj viacslovny termin nahradeny len jednym Zolikovym znakom, takze vzniknuté retazce

maji minimalnu dizku dve slova a maximalnu dizku pit slov. Toto je obmedzenie Web 1T korpusu,
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ktory obsahuje n-gramy, kde 1 <= n <= 5. Unigramy (1-gramy) vSak nema zmysel skamat’, lebo by
obsahovali iba termin a Ziadny kontext. Nepridavaji sa také kontexty, ktoré oproti uz vybranym

kontextom obsahujii naviac len slova, ktor¢ nepresli filtrovanim, ktoré je popisané v kapitole 4.2.

4.9 Vyhladavanie kontextov pre kandidatne

terminy

Kontexty pre kandidatne terminy sa vyhl'adavaju tak, ze pred a za termin sa pridaju zolikové znaky
tak, aby vzniknuty retazec mal dizku dva, tri, $tyri alebo pat slov. Takyto kontext sa vytvori pre
kazdu poziciu terminu v n-grame. Takto vzniknuté n-gramy sa vyhladavaji vo Web 1T korpuse.
Vsetky najdené n-gramy sa potom porovnaju s kontextami, ktoré sa nasli v SW1 korpuse pre
skimané terminy. Odfiltruju sa tie n-gramy, ktoré¢ sa medzi kontextami skumanych terminov
nenachadzaji. Pre tie, ktoré sa tam nachadzaju, sa vypocCita ohodnotenic a nasledne sa priradia

k prislusnym kandidatnym terminom.

4.10 Ohodnotenie kandidatnych terminov

Ohodnotenie kandidatnych terminov prebicha pomocou porovnavania kontextov skumanych
terminov a kontextov ich kandidatnych terminov. Prejda sa vsetky kontexty a scitaju sa ohodnotenia
kontextov kandidatnych terminov, ktoré sa zaroven nachadzaju aj medzi kontextami skimaného
terminu. Kandidatne terminy su nasledne usporiadané od najpodobnejSicho po najmenej podobny,
pricom hodnotu podobnosti urcuje sucet ohodnoteni tych kontextov kandidatnych terminov, ktoré si

spolo¢né s danym skumanym terminom.
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S Implementacia

V tejto kapitole je rozobrana implementacia jednotlivych modulov systému. Jednotlivé Casti systému
su implementované v jazyku Java SE. Tieto programy su pospajané¢ pomocou skriptu v jazyku bash.
Na vyhl'adavanic vo Web 1T korpuse sluzi nastroj GetlT, napisany vjazyku C. Ako hlavny
implementaény jazyk bola zvolena Java SE najmi preto, lebo v nej su napisané kniZnice Apache
Lucene a semanticvectors, ktoré sa v systéme vyuzivaju. Pouzité su 64-bitové verzie Java Virtual
Machine a prekladaca gecc pre preklad jazyka C. To je spdsobené tym, Ze kvoli velkosti vstupu
vznikaju ako medzivysledky subory vicsie ako 4GB, ktoré 32-bitové verzie nie su schopné
spracovat’. 64-bitové programy modzu tiez vyuzit' viac operacnej pamiéte, o umozni spracovavat

vacs§ie mnozstvo dat naraz a zrychlit tak ¢innost’ celé¢ho systému.

5.1 Extrakcia terminov

Terminy st extrahované z SW1 korpusu. Cely korpus sa spracovava v jednom prechode. Kazdy
najdeny termin sa zapisuje do vystupného suboru. Terminy sa hladaju pre vSetky zdroje v SW1
korpuse sucasne. Zdroje terminov v SW1 korpuse su popisané v kapitole 3.2. Kazdy zdroj ma vlastny
stavovy automat. VSetky ticto automaty st zhodné. Stavové automaty su dvojstavové. Prvy stav

znamena, Z¢ sa spracovava termin a druhy, Ze sa nespracovava.

TERM ) (" NO_TERM

Obrizok 5.1 Stavovy automat pre extrakciu terminov
Znaky B, I, 0 oznacuju terminy a ich vyznam je popisany v kapitole 3.2. Pomocou tychto znakov je
mozné extrahovat aj viacslovné terminy.

V pripade, Ze je automat v stave TERM a pride znak B, aktudlny termin pre dany zdroj sa
zapiSe do vystupného suboru, zvysi sa frekvencia jeho vyskytu o jedna a za¢ne sa spracovavat’ dalsi
termin. Okrem tychto zdrojov terminov sa budu za terminy povazovat aj vSetky podstatné mena,
pridavné mena a slovesa. Nie vSetky sa sice povazuju za terminy, ale mézu pomoéct’ pri vypocte
podobnosti terminov. Napriklad sloveso ,.drive® sa Casto viaze s dopravnymi prostriedkami. Takze ak
sa toto sloveso bude vyskytovat’ pri dvoch réznych terminoch, je mozné usudzovat, Zze obidva

terminy su dopravné prostriedky a su si teda vyznamovo blizke. Slovesa, podstatné a pridavné mena
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sa extrahuju na zaklade tagov, ktoré¢ oznacuju ich slovny druh. Pokial’ sa termin vyskytne vo
viacerych zdrojoch suCasne, zapiSe sa iba jeden vyskyt terminu. VSetky pismena v termine s
prevedené¢ na malé. Keby neboli, mohol by sa termin vyskytnat' nickedy s velkymi pismenami
a niekedy s malymi. To by sposobilo, ze by bol tento termin spracovany ako nieckol'ko rozdielnych
terminov, ¢o by mohlo skreslit’ vysledky.

Terminy sa skladaju zo zakladnych tvarov slov, ktoré su v SW1 korpuse v trefom stipci.
Zakladné tvary su pouzité najmé preto, lebo v texte sa termin moéze vyskytnut’ vo viacerych formach
(v anglictine napriklad mnozné Cislo). Keby sa pouzili povodné tvary slov, tak by napriklad mohli byt
najden¢ terminy ,.car accident™ a ,.car accidents®, ktoré by boli povazované za dva rozdielne terminy.
Toto by sposobovalo nepresnosti pri vypocte podobnosti terminov. Na druha stranu nickedy moézu
terminy obsahovat aj slova, ktoré nie su v zakladnom tvare. Napriklad termin , Three Gorges Dam*
(prichrada Tri rokliny v Cine) obsahuje slovo ,.gorges™, ktoré je v mnoznom &isle. Pri pouZiti
zakladnych tvarov slov sa potom zmeni nazov. Pripady, ked’ sa v termine vyskytuju slova, ktoré nie
su v zakladnom tvare, sa objavuju najmd medzi vlastnymi pomenovaniami (prichrady, mesta, ...).
Neocakava sa teda, ze by sa Casto vyhladavali. A ked’ sa budu vyhladavat, daju sa jednoduchym
sposobom previest’ do pozadovaného tvaru este pred vyhladavanim. Preto a aj pre zjednodusenie
vyhladavania terminov apre presnejSi vypocet ich podobnosti sa pouziju zakladné tvary, aby
nedochadzalo k tomu, Ze jeden termin bude mat’ medzi najdenymi terminmi viac tvarov.

Pre kazdy termin sa zaroven pocita pocet vyskytov v texte. Pretoze terminov sa vyskytuje
vel'ké mnozstvo, po spracovani kazdych 600 suborov SW1 korpusu pride k odstraneniu tych
terminov, ktoré sa vyskytli menej ako péatkrat. Tymto sa odstrani vel'a zbyto¢nych terminov, Co Setri
pamét a zrychl'uje vyhl'adavanie, pretoze zoznam terminov, ktory je uloZeny a v ktorom je potrebné
vyhladavat, je mensi. Tie terminy, ktoré prejda tymto frekvenénym filtrom st na konci spracovania
SW1 korpusu filtrované filtrom, ktory je popisany v kapitole 4.2. Filtruje sa az na konci, lebo
filtrovanie kazdého nacitaného vyskytu terminu by mohlo cely proces spomalit’ (v korpuse su
desiatky az stovky milionov vyskytov terminov). Takto kazdy termin prejde filtrom maximalne
jedenkrat.

Vystupom z extrakcie terminov su dva subory. Jeden obsahuje zoznam vyfiltrovanych
terminov. Kazdy termin je na samostatnom riadku. Druhy subor obsahuje terminy v jednotlivych
¢lankoch. Kazdy termin je na samostatnom riadku. Zaznamenany je kazdy vyskyt terminu. To
znamena, ze pokial’ sa termin v ¢lanku vyskytol desatkrat, bude desatkrat uvedeny aj vo vystupnom
subore pri prislusnom ¢lanku. Zachovava sa aj poradie vyskytov, pretoze terminy st zapisované
v takom poradi, v akom sa nasli v SW1 korpuse. Zaciatok ¢lanku v stibore oznacuje tag <DOC
nazov_suboru>. V pripade, Ze nazov ¢lanku nebolo mozné ziskat,, bude mat tag tvar <DOC>. Koniec
suboru bude oznaceny tagom </DOC>. Subor vSak nebude mat’ format suboru XML. Jeho velkost

mdbze dosiahnut’ nickol’ko GB a parsovanie takto dlhého XML suboru by trvalo vel'mi dlho. Navyse
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subor bude pri indexacii spracovany jednym sekvencnym priechodom, takze pouzitie formatu XML

nema zmysel.

5.2 Tvorba indexu

Indexacia je implementovana pomocou kniznice Apache Lucene. Na vstupe su obidva subory, ktoré
vznikli pri extrakcii terminov. Indexer prechadza subor, ktory obsahuje terminy pre jednotlivé clanky
a uklada z neho do indexu len tie terminy, ktoré sa nachadzaju v druhom subore. Na konci vznikne
index v binarnom formate pouzivanom kniznicou Apache Lucene. Spracovanie vstupného suboru
prebehne v jednom prechode. V indexe je kazdy clanok v samostatnom dokumente. Dokument
obsahuje pole s nazvom ¢lanku a pole s terminmi z ¢lanku v rovnakom poradi a pocte, v akom boli
na vstupe. Vynechané su len tie terminy, ktoré nie su v zozname v druhom vstupnom subore.

V pripade, Ze na vstupe nie je uvedeny nazov ¢lanku, zostane pole s nazvom prazdne.

5.3  Tvorba kontextovych vektorov pre terminy

Kontextové vektory sa tvoria zindexu. Najprv sa pre kazdy termin v indexe vytvori jedineCny
nahodny vektor, ktory bude pozostavat’ z nickol’kych hodnét +1 a -1 a vSetky ostatné hodnoty st
nulové. Pocet +1 a -1, rovnako ako aj dimenziu vektoru, je mozné nastavit’ parametrami. Jedine¢nost
vektorov sa overuje pomocou hasovacej funkcie. Takze nie su povolené dva vektory s rovnakou
hodnotu hasovacej funkcie, aj ked” nie su zhodné. Takéto porovnavanie je rychlejSie ako
porovnavanie celych vektorov. NavysSe v paméti nie je pri generovani nahodnych vektorov potrebné
udrzovat’ celé vektory, ale len hodnoty hasovacich funkcii, ¢o Setri pamit. Prvky vektorov budu
usporiadan¢ vzostupne predtym, nez bude vypocitana hasovacia funkcia. Keby neboli usporiadané,
nebolo by mozné porovnavat vektory pomocou hasovacej funkcie, pretoze poradie prvkov vo vektore
ovplyviuje jej vysledok.

Nasledne sa zacéne pocitanie kontextovych vektorov. Prechadza sa cely index. Pre kazdy vyskyt
terminu sa zoberie jeho okolie, ktorého velkost” je mozné nastavit’ parametrom a ku kontextovému
vektoru toho terminu sa pripocitaju nadhodné vektory terminov v tomto okoli. V tomto okoli sa
ignoruju tie terminy, ktoré¢ st obsiahnuté v skimanom termine a tie, ktoré¢ obsahuji skiimany termin.
Napriklad pre terminy , hercule®, ,,poirot™ a ,,hercule poirot™, sa pri termine , hercule® preskoci termin
,hercule poirot™ a naopak pre termin ,hercule poirot™ sa preskoCia terminy ,hercule® aj ,,poirot™.
Takto sa zabraiuje tomu, aby boli viacslovné terminy ovplyvnené tym, ze sa vyskytuja spolu
s terminmi, ktoré su sucast'ou tohto viacslovného terminu.

Ked’ze Wikipédia obsahuje velké mnozstvo terminov, ich spracovanie v jednom prechode
indexu by si vyzadovalo velké mnoZstvo pamite na uchovanie vsetkych kontextovych vektorov.

Preto sa kontextové vektory pocitaju vo viacerych prechodoch. V jednom priechode sa spocitaju vzdy
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kontextové vektory pre urcité mnozstvo terminov. Toto mnozstvo je mozné nastavit’. Pri vyuziti 4GB
RAM sa v jednom priechode da spracovat priblizne 200 000 terminov.

Nahodné vektory nie je potrebné udrziavat’ v pamiéti vSetky. Do paméte sa nacitaju len nahodné
vektory z nasledujucich tisic dokumentov, ktoré sa maju prave spracovat. To umoziuje mat’ vysoku
rychlost” spracovania pri mensich narokoch na pamat’.

Vystupom ztoho programu su normalizované kontextové vektory, ulozené¢ v binarnom
formate. Rovnako v binamom formate zostant uloZené aj nahodné vektory pre vsetky terminy
a nenormalizované kontextové vektory. Binarny format je zvoleny preto, lebo na disku zabera mengj

miesta ako textovy format a jeho spracovanie je rychlejsie.

5.4  Tvorba kontextovych vektorov pre koncepty

Za koncept je povazovany jeden ¢lanok z Wikipédie, ktory je v indexe uloZeny ako jeden dokument.
Koncept je reprezentovany nazvom prislusného ¢lanku vo Wikipédii. V nazve konceptu su, na rozdiel
od terminov, ponechané velké pismena, aby sa takto koncepty odliSili od terminov. Kontextové
vektory pre koncepty je mozné tvorit’ dvoma sposobmi. Bud’ sa pouzijii normalizované kontextové
vektory pre terminy, alebo nahodné vektory pre terminy. Vypocet prebieha v obidvoch pripadoch
rovnako, rozdiel je teda iba v pouzitych vektoroch. Kontextové vektory pre koncepty st vypocitané
z vektorov (normalizovanych kontextovych alebo nahodnych) pre terminy, ktoré sa vyskytli v tomto
koncepte a su pritomné v indexe. VoliteI'ne je mozné na vstup zadat’ zoznam terminov, ktor¢ sa maju
brat’ do uvahy. Ak takyto zoznam nebude zadany, pouziju sa vSetky terminy v indexe. Vektory si
pred pripocitanim ku kontextovému vektoru pre koncept vahované metodou tf-idf, ktora je popisana
v kapitole 4.6 (vzorce 4.3 a4.4). Po vypocitani vektoru pre dany koncept bude tento vektor
normalizovany.

Pocitanie kontextovych vektorov pre koncepty prebieha v jednom priechode indexom. Toto je
mozn¢, pretoze Apache Lucene index obsahuje pocet vyskytov terminov v jednotlivych
dokumentoch, rovnako ako pocet dokumentov, v ktorych sa dany termin vyskytol. To ulahcuje
vypocet hodnoty tf-idf. Vektory pre jednotlivé terminy sa nacitavaji podl'a potreby dopredu, vzdy pre
urcity pocet dokumentov. Dokumenty sa spracovavajui po jednom.

Vysledné kontextové vektory sl ulozené v binarnom formate s rovnakou Struktirou, akii ma
subor s kontextovymi vektormi pre terminy. V tomto pripade sa neukladaju nenormalizované

kontextové vektory, pretoze su zbytoéneé.
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5.5 Vyhladavanie kandidatnych terminov pre

terminy a koncepty

Kandidatne terminy je mozn¢ vyhladavat spomedzi zadanych terminov alebo medzi vsSetkymi
terminmi v indexe. Pri zadani terminov existuju dve moznosti. Bud’ bude zadany jeden zoznam
terminov a v ramci toho zoznamu sa porovna kazdy termin s kazdym. Zoznam skamanych terminov
a potencialnych kandidatnych terminov je teda rovnaky. Alebo je mozné zadat’ dva zoznamy. Jeden
obsahuje skimané terminy a druhy potencialne kandidatne terminy. Nasledne sa porovnavaju kazdy
termin zo skumaného zoznamu s kazdym terminom zo zoznamu potencialnych kandidatov.

Terminy sa porovnavaju pomocou skalarneho sti¢inu ich kontextovych vektorov. KedZe sa
nasobia normalizované vektory, vysledok bude rovnaky ako pri kosinovej vzdialenosti. Vysledok
méze nadobudnut’ hodnoty od -1,0 do 1,0, vratane okrajovych hodnét. Vysledok 1,0 nastane
v pripade, Zze sa vektor nasobi so zhodnym vektorom. Tato hodnota sa vyskytne, ked’ sa termin
porovnava sam so sebou. Hodnota -1,0 by vysla v pripade, Ze by sa vektor nasobil s vektorom,
ktor¢ho prvky by mali rovnaku vel'kost” ale opacné znamienka ako p6vodny vektor.

Pre kazdy termin sa vytvori zoznam kandidatnych terminov, ktory je usporiadany
od najpodobnejSicho po najmenej podobny. Z toho zoznamu je mozné vybrat’ prvych N kandidatov
alebo kandidatov, ktorych podobnost” je vicSia ako zadany prah. Tieto moznosti je mozné aj
skombinovat’. V tomto zozname nie je uvedeny skiimany termin, pre ktory je tento zoznam
vytvoreny, pretoze by to nemalo zmysel, nakol’ko by vzdy prvym prvkom v zozname bol tento
skumany termin.

Ked’Ze skumanych aj kandidatnych terminov méze byt potencidlne velké mnozstvo, nie su
vSetky skiimané terminy spracovavané sucasne. Vzdy sa spracovava urcité mnozstvo skiimanych
terminov sucasne. Toto mnoZstvo je mozné nastavit’ parametrom. TieZ je mozné nastavit’ parametrom
to, aby sa pre kazdy skumany termin udrzovalo maximalne tol’ko kandidatov, kol’ko najviac sa ma
vypisat’. Toto pomaha Setrit’ pamit’, ale mo6ze to spomalit’ vyhl'adavanie kandidatov. Pamét to Setri
tym, ze sa vnej neudrzuju kandidatne terminy, ktoré sa aj tak nakoniec nevypiSu na vystup.
Spomalenie vyhladavania bude sposobené dodatoénou réziou, ktora je spojend s vyhladanim
a odstranenim posledného prvku v zozname kandidatov. V pripade, Ze je zadana minimalna hodnota
podobnosti, nebuda sa kandidati s mensou hodnotu pravdepodobnosti do zoznamu ukladat” vobec,
¢im sa opat’ usetri pamét. Tento krat neddjde k spomaleniu systému, pretoze takyto kandidat nie je
vobec do zoznamu pridany a nie je ho teda potrebngé odstraiovat’.

Vyhladavanie kandidatov pre koncepty prebieha rovnako ako pri vyhl'adavani kandidatov pre
terminy. Mo6zu byt zadané dva zoznamy. Jeden obsahuje skiimané koncepty a druhy potencialne
kandidatne terminy. V pripade, Ze nie je niektory z nich zadany, pripadne nie je zadany ani jeden,

bera do uvahy vsetky koncepty, respektive terminy, v indexe.
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Vystupom z toho modulu su kandidatne terminy pre jednotlivé skimané terminy, respektive
koncepty. UloZen¢ su v jednoduchom textovom subore, ktory bude mat’ na zaciatku kazdého riadku
skamany termin alebo koncept. Za nim su tabulatormi oddeleni jednotlivi kandidati. Je mozné
vypisat’ aj ¢iselnu hodnotu podobnosti pre jednotlivych kandidatov. V takom pripade je tato hodnota

vypisané za kazdym kandidatom a oddelena od neho tabulatorom.

5.6 Vyhladavanie kontextov pre skumané

terminy

Kontexty sa vyhladavajui v SW1 korpuse. V kontextoch sa, na rozdiel od extrakcie terminov,
pouzivaju pévodné tvary slov, ktoré st uvedené v prvom stipci. Je to z toho dévodu, ze Web 1T
korpus obsahuje slova v pévodnom tvare, v akom sa vyskytli na webovych strankach.

Spracovanie prebieha po vetach. Vety, ktoré¢ neobsahuju ziadny zaindexovany termin, su
preskocené. Vyberu sa Styri slova pred terminom a Styri slova za nim, pokial ich je tol'ko vo vete.
Inak sa zoberu len slova po koniec, respektive od zaciatku, vety. Z tychto slov su potom tvorené
kontexty. Celkova dizka kontextu je jedno, dve, tri alebo $tyri slova plus sa prida jeden Zolikovy
znak pre termin. Poradie slov zostane rovnaké ako v povodnej vete. Vyskyt terminu v kontexte sa
oznaCi Zolikovym znakom “<*>”  Takto upravené kontexty potom umoziuji ich jednoduché
porovnavanie, ked’ staci porovnavat’ zhodu retazcov, pretoze ten isty kontext pre dva rozdielne
terminy vyzera rovnako. Kazdy novy kontext musi pridat’ nejaka uzitocnt informaciu. Nevyberaju sa
preto kontexty, ktoré oproti uz existujucim pridavaju len neuzitocné slova, ako napriklad urcité a
neur€ité ¢leny, spojky a podobne. Za neuZitoné slova sa buda povazovat tie, ktoré neprejdu filtrom
popisanym v kapitole 4.2. Tieto slova sa vSak neignoruji uplne. V pripade, Ze sa ku kontextu maji
pridat’ dve alebo viac slov a aspon prvé (ak sa pridavaju na zaciatok) alebo posledné (ak sa pridavaju
na koniec) z nich preslo filtrom, pridaji sa vSetky tieto slova.

Vsetky takto vzniknuté kontexty su priradené k prisluSnym terminom a uloZené do suborov.
Kontexty sa ukladaju do urCeného adresaru, ktory obsahuje podadresare. Kazdy podadresar je
pomenovany prvymi dvoma znakmi terminov, ktoré obsahuje. Toto je mozné, pretoze vSetky terminy
v indexe su aspon tri znaky dlhé. V kazdom tomto podadresari su subory. Nazvy suborov st rovnaké
ako terminy. Kazdy subor obsahuje kontexty, ktoré boli najdené pre dany termin.

Okrem kontextov pre kazdy termin sa ukladaju aj vSetky najdené pravé a l'avé kontexty. Lavy
kontext je Cast’ kontextu, ktora sa nachadza pred terminom a pravy kontext je Cast’, ktora sa nachadza
za terminom. Pravé a l'avé kontexty su uloZené do suborov podla ich dizky. Ukladaju sa len pravé
alavé kontexty, bez Zolikovych znakov namiesto terminu. Pravé alavé kontexty buda sluzit' na

filtrovanie kontextov pre kandidatne terminy.
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5.7 VyhlPadavanie kontextov pre kandidatne

terminy

Kontexty pre kandidatne terminy sa vyhladavaju pomocou nastroja GetlT’ vo Web 1T korpuse.
Jedna sa o program, ktory je uréeny na predspracovanie a dopytovanic Web 1T korpusu. Je Sireny
pod GPL licenciou. Get1T o¢akava na vstupe subor, ktory obsahuje n-gramy zhodnej dizky. Kazdy n-
gram je na samostatnom riadku. Parametrom sa zadava dizka n-gramov. Méze byt v rozmedzi od dva
do pat. V n-gramoch mé6zu byt slova alebo zolikové znaky *“<*>”, Kazdy takyto znak zastupuje
jedno l'ubovolné slovo. Vystupom z GetlT je subor, v ktorom budu vSetky najdené n-gramy spolu
s poctom ich vyskytov. V tomto subore st Zolikové znaky nahradené za skutocné slova. Na vystupe
sa tiez nachadza subor, ktory obsahuje celkovy pocet n-gramov vo Web 1T korpuse pre danu dizku n.
GetlT vyhl'adava n-gramy v jednom prechode Web 1T korpusom, preto je potrebné nacitat’” vsetky
zadan¢ n-gramy do operacnej pamite. GetlT nevie vyhladavat’ v unigramoch, pretoze stubor, ktory
obsahuje unigramy je v nekomprimovanom formate, s ktorym GetlT nedokaze pracovat. To vSak
nevadi, pretoze tento format je rovnaky, ako vystupny format z GetlT, takze nepotrebuje Ziadne
predspracovanie a je mozn¢ vyhl'adavat’ unigramy priamo v tomto subore.

Na vstup GetlT sa zada subor, ktory obsahuje n-gramy. Tieto n-gramy vzdy pozostavaju
z kandidatneho terminu doplneného olikovymi znakmi tak, aby mal dany n-gram spravnu dizku. Pre
kazdy termin sa vytvori tol’ko n-gramov, aby bol termin na kazdej moznej pozicii v n-grame. Toto sa
zopakuje pre vSetky kandidatne terminy. Vytvoria sa Styri subory pre 2-gramy, 3-gramy, 4-gramy a 5-
gramy. Pre kazdy ztychto suborov sa spusti program GetlT a vysledkom st Styri subory, priCom
kazdy obsahuje kontexty kandidatnych terminov réznej dizky spolu s frekvenciou ich vyskytu.

Tieto kontexty bude treba priradit’ k spravnym kandidatnym terminom. Je potrebné ich aj
vyfiltrovat,, pretoze vel'ké mnozstvo kontextov by spomal'ovalo vypocet podobnosti. Ponechaju sa iba
tie kontexty pre skuman¢ terminy, ktor¢ sa nasli v SW1 korpuse. K tomuto filtrovaniu poslizia pravé
a l'avé kontexty, ktoré boli najdené v predchadzajiicom module. Tie sa budu tiez vyhl'adavat’ vo Web
1T korpuse pomocou programu GetlT. Avsak subory s tymito kontextami sa prili§ vel'ké a Get1T by
na ich spracovanie potreboval vela pamite, ktora nemusi byt dostupna. Preto si tieto kontexty
rozdelené do viacerych suborov, ktoré sa spracuju samostatne. Nasledne st vysledky pospajané tak,
aby vznikli tri subory, kde kazdy obsahuje kontexty dizky dva, tri a $tyri. Kontexty dizky jedna budu
vyhladané samostatne, priamo vo Web 1T korpuse, kde su uloZzené v rovnakom formate, v akom je
vystup z programu Get1T. Kontexty nemozu byt dlhsie ako $tyri slova, pretoze maximalna dizka n-
gramov je pat slov a okrem kontextu je potrebné mat’ v n-grame aj termin.

Ked’Zze v najdenych n-gramoch nie je informacia o tom, pre ktory termin je dany n-gram, je

potrebné ho najprv priradit’ ku spravnemu kandidatnemu terminu. Zoberu sa vSetky podfrazy

> http://getlt.sourceforge.net/
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z najdeného n-gramu s dizkou 1 aZ n-1, kde n predstavuje pocet slov v n-grame, pretoze termin moze
byt v n-grame na 'ubovolnej pozicii a méze ho tvorit” jedno az n-1 slov (n je pocet slov v n-grame).
Vsetky tieto podfrazy sa vyhladaju v zozname kandidatnych terminov. Ak sa podfraza najde
v zozname kandidatov, n-gram sa rozdeli na tri Casti, ato termin, lavy apravy kontext. Je
zaznamenany kandidatny termin, T'avy a pravy kontext, dizka I'avého a pravého kontextu, dizka n-
gramu a frekvencia vyskytu n-gramu. Zjedné¢ho n-gramu moézu vzniknut kontexty k viacerym
terminom, pokial’ n-gram obsahuje viac terminov.

Ked’ st kontexty takto spracované pristupi sa k druhej fazy, v ktorej su filtrované a je pocitané
ohodnotenie kontextov. Filtracia prebieha tak, Ze sa jednotlivé I'avé a pravé kontexty kandidatnych
terminov st vyhladavané medzi I'avymi a pravymi kontextami skumanych terminov. Pravé a lavé
kontexty tvoria jeden zoznam, takze sa nerozliSuje, ¢i sa jedna o pravy alebo l'avy kontext. Tie
kontexty, pri ktorych nie je najdeny pravy alebo I'avy kontext, sa odstrania. Pre tie kontexty, ktoré
zostanu je vypocitané ohodnotenie, ktoré¢ vznikne podielom hodnoty pointwise mutual information
(PMI) pre n-gram a hodnoty self-information (SI) pre pravy a l'avy kontext. Vzorce, podl'a ktorych sa
vypocitaju hodnoty PMI a SI st vzorce 2.7, respektive 2.8. Pravdepodobnost” vyskytu sa vypocita ako
podiel frekvencie vyskytu daného n-gramu podeleny celkovym poétom n-gramov, priCom n oznacuje
dizku n-gramu. Self-information sa vypogita ako suéet self-information pravého a lavého kontextu.
Sucet je zvoleny preto, lebo hodnota SI je pocitana pomocou logaritmu.

Na vystupe je pre kazdy kandidatny termin uvedeny zoznam kontextov, ktoré sa nasli vo Web
1T korpuse apresli popisanym filtrom. Pri kazdom kontexte bude uvedené aj jeho ohodnotenie.

Format vystupu bude rovnaky, ako format popisany v kapitole 5.6.

5.8 Ohodnotenie kandidatnych terminov

Ohodnotenie kandidatnych terminov prebieha pomocou porovnavania kontextov. Na vstupe sa
nachadzaju kontexty pre skumané terminy a kontexty pre kandidatne terminy. Na vstupe je tiez
zoznam, ktory obsahuje kandidatne terminy priradené k jednotlivym skiimanym terminom.

Postupne sa prechadzaju skimané terminy. Neprechadzaja sa po jednom, ale spracuje sa ich
viac zaroven. Tento pocet je mozné zadat’ parametrom. Vytvori sa zoznam kandidatnych terminov
vSetkych tychto spracovavanych skumanych terminov. Tento zoznam sa prechadza po jednom
termine a kazdy kandidatny termin sa porovnava s tymi spracovavanymi skimanymi terminmi, ku
ktorym patri. Takéto spracovavanie po skupinach je kompromisom medzi spotrebou pamite
arychlostou spracovavania. Uchovavanie kontextov pre vsetky skimané terminy by bolo velmi
pamétovo naro¢né a ich spracovavanie po jednom by bolo zas prili§ pomalé. Ked’ sa spracovava viac
skimanych terminov sucasne, zmensSuje sa pocet nacitavanych terminov, pretoze niektoré kandidatne

terminy sa mézu vyskytnut’ pri viacerych skiimanych terminoch. Takto staci nacitat’ tento kandidatny
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termin iba raz (pripadne viackrat, ak sa nachadza pri skamanych terminoch, ktoré sa spracovavaji
v rozdielnych prechodoch) .

Porovnavanie kontextov prebicha tak, Ze sa porovnava zhodnost' retazcov. Toto umoziuje
struktura kontextov, v ktorych je vyskyt terminu nahradeny Zolikovym znakom. Rovnaké kontexty
pre rozne terminy teda vyzeraju rovnako. Ak sa nejaky kontext kandidatneho terminu nachadza aj
medzi kontextami skimaného terminu, pripocita sa ohodnotenie tohto kontextu pre kandidatny termin
k ohodnotenie kandidatneho terminu. Kandidatne terminy pre kazdy skimany termin st potom
usporiadan¢ podl'a ich ohodnotenia od najvyssej hodnoty po najmensiu. Vysledky su vypisané do
suboru, kde je na kazdom riadku jeden skumany termin a za nim kandidatne terminy, pripadne aj

s ohodnotenim. Jednotlivé terminy, pripadne ohodnotenia, su od seba oddelené tabulatormi.
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6 Metody vyhodnotenia vysledkov

Vysledné blizke terminy ziskané metodou lexikalnej substitucie aj medzivysledky ziskané metodou
Random Indexing sa porovnaju s nickolkymi existujucimi datovymi sadami. Vsetky tieto sady boli
vytvorené rucne, takze reprezentuju l'udské chapanie podobnosti terminov, ku ktorému sa systém
snazi priblizit’.

Na vyhodnotenie podobnosti sa pouziji Standardné metriky. Prvou metrikou bude korelacia.
Korelacia sa pocita ako Pearsonov korelacny koeficient podl'a vzorca:
B E(XY) —EX)E(Y)
~ JE(XD) — E2(0)JE(YD)EZ(Y) (6.1)

Pxy

kde X st hodnoty z prvého suboru, Y st hodnoty z druhého suboru, E(N) je priemerna hodnota
suboru N, E*(N) je druha mocnina priemernej hodnoty suboru N, E(N?) je priemerna hodnota
z druhych mocnin prvkov zo sady N [25].

Dalsou metrikou je presnost’ a pokrytie. Presnost’ a pokrytie sa poitaju podl'a vzorcov:

tp
resnost =
P to + fp (6.2)
krytie = ‘ 6.3
poryle_tp+fn (6.3)

kde #p znamena pocet terminov, ktoré systém spravne oznacil ako podobné, fp znamena pocet
terminov, ktoré systém nespravne oznadil ako podobné a fn znaci pocet terminov, ktoré systém

chybne neoznacil ako podobné [19].

tn

/ N

selected target

Obrazok 6.1 Vyznam hodnét tp, fp, fn pri vypocte presnosti a pokrytia
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Obrazok 6.1 zobrazuje vyznam hodndt p, tf, fp. Prevzaty je z [19]. MnoZina selected oznaCuje
terminy, ktoré vybral systém ako podobné a mnoZina target oznacuje terminy, ktoré boli vybran¢ ako
podobné v porovnavanych sadach.

Presnost’ pocita pomer spravne ozna¢enych podobnych terminov ku vSetkym terminom, ktoré
boli oznacené¢ ako podobné. Pokrytie pocita pomer spravne oznacenych podobnych terminov ku
vSetkym podobnym terminom z porovnavanej sady.

Pri vypoéte sa pouZije metdoda micro-averaging. To znamend, Zze sa hodnoty fp, tp afn

vypocitaju globalne z celého suboru [19]. Pouzit¢ budi vzorce:

i=1|tpil
presnost = o——
i=1(tpi| + Ifpi) (6.4)
m
o tp:
pokrytie = =117 (6.5)

L Utpil + 1fnil)

kde m je pocet skimanych terminov, pre ktoré systém hladal podobné terminy, p; , fp; a fn; st

hodnoty ?p, fp a fn pre i-ty skiimany termin [1].

6.1 WordNet

WordNet je rozsiahla lexikalna databaza anglického jazyka, ktora bola vytvorena pod vedenim
Georga A. Millera. Terminy st uchovavané v skupinach synonym, ktoré¢ vyjadruja urcité¢ koncepty.
Tieto skupiny sa volaju synsety. WordNet napriklad obsahuje synset, ktory obsahuje slova ,,world®,
Earth®, _globe”, a dalsi synset, ktory obsahuje slova ,,world®, ,universe®, ,existence®, ,,cosmos™ a
,,macrocosm®. Obidva sysnety obsahuju slovo ,, world* a jeho synonyma, ale kazdy synset predstavuje
iny koncept.

Synsety su poprepajané na zaklade konceptovo-sémantickych a lexikalnych vztahov. WordNet
rozliSuje medzi podstatnymi a pridavnymi menami, slovesami a prislovkami, pretoze sa spravaju
podla rozdielnych gramatickych pravidiel. Pokial’ ma termin viac vyznamov, je pritomny v kazdom
synsete, ktory reprezentuje nicktory vyznam tohto terminu [7]. Synsety pre podstatné mena su
usporiadan¢ v hierarchickej stromovej Strukture, ktora je zaloZzena na vztahoch hyperonymum-
hyponymum. Jedna sa o vztahy medzi nadradenymi a podradenymi slovami. Napriklad slovo
,Jablko je hyponymom slova ,,ovocie® (kazdé jablko je ovocie, ale nie kazdé ovocie je jablko).
Naopak slovo ,,ovocie™ je hyperonymom slova ,jabko™. Okrem tohto zakladného usporiadania st
v Struktare aj d’alSie odkazy medzi synsetmi, ktoré vyjadruja d’alSie vztahy medzi konceptmi, ako
napriklad antonyma.

Spocita sa presnost” a pokrytie vysledkov vo¢i WordNetu. Z WordNetu sa vyberti pre kazdy
skiimany termin ako synonyma tie slova, ktor¢ sa spolu s danym skimanym terminom vyskytli aspon

v jednom synsete. Presnost’ a pokrytia sa pocitaju podl'a vzorcov 6.4 a 6.5.
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6.2  AsociaCny test

Asociacny test je test, pri ktorom je ¢loveku povedané slovo a on ma odpovedat’ slovom, ktoré¢ ho
prvé napadne. Na testovanie systému sa vyuziva Edinburgh Associative Thesaurus (EAT)®. Obsahuje
priblizne 8400 podnetov [37]. Podnet je slovo, pre ktoré¢ mal testovaci subjekt najst’ najblizsie slovo.
Kazdy podnet bol dany 100 réznym l'udom. Kazdy ¢lovek, ktory sa zucastnil testu dostal 100
roznych podnetov. Nakazdy podnet mal napisat’ prvé slovo, ktoré ho napadlo. Vicsina l'udi
dokoncila ulohu za 5 az 10 mint. Odpovede o0s6b, ktoré nevyplnili viac ako 25% odpovedi, neboli
brané¢ do uvahy. Zo zvySnych bol vytvoreny EAT [37]. EAT obsahuje zoznam podnetov a ku
kazdému podnetu uvadza zoznam slov, ktoré testovacie subjekty uviedli ako odpovede na dany
podnet.

Hodnoti sa presnost’ a pokrytie vysledkov systému voci asociatnému testu. Na vypocet

presnosti a pokrytia su pouzité vzorce 6.4 a 6.5.

6.3 WordSimilarity-353 Test Collection

WordSimilarity-353 Test Collection’ obsahuje dve mnoziny parov anglickych slov spolu s hodnotou
ich podobnosti, ktort im priradili T'udia [39]. Tato sada sa Casto pouziva trénovanic a testovanie
algoritmov na vypocet sémantickej blizkosti.

Prva mnozina obsahuje 153 parov, ktoré hodnotilo 13 T'udi. Druha mnozina obsahuje 200
parov, ktoré hodnotilo 16 lI'udi. Celkovo teda kolekcia obsahuje 353 parov, z ¢oho vznikol aj nazov.
Testovacie osoby mali uré¢it’ podobnost’ slov na stupnici od 0 po 10, kde 0 znamena Gplne rozdielne
slova a 10 znamena velmi podobné alebo identické slova. Hodnota nemusela byt celé dislo.
V pripade, ze boli zadané slova antonyma, l'udia dostali pokyn, aby tieto slova brali skor ako
podobné. To znamena, Zze antonyma maju v tejto sade vyssie hodnoty podobnosti. Pre kazdy par slov
sa nasledne urila priemernd hodnota podobnosti [39]. Aj napriek subjektivnej povahe takto
ziskanych dat, dosahovala korelacia medzi hodnotami jednotlivych testovacich subjektov
a priemerom 0.79 [20].

Pocita sa korelacia vysledkov systému s touto datovou sadou podla vzorca 6.1. Prehlad
korelacie vysledkov niektorych algoritmov pre vypolet sémantickej blizkosti terminov

s WordSimilarity-353 Test Collection prevzaty z [20] je uvedeny v tabulke 6.1.

® http://www.eat.rl.ac.uk/
7 http://www.cs.technion.ac.il/~gabr/resources/data/wordsim353/
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6.4 Metody vyhodnotenia podobnosti konceptov

Algoritmus Korelacia s WordSimilarity-353
WordNet 0,33-0.,35
Roget’s Thezaurus 0,55
LSA 0.56
WikiRelate! 0,19 -0,48
ESA 0,75

Tabulka 6.1 Korelicia vysledkov niektorych algoritmov s WordSimilarity-353

Podobnost” konceptov s terminmi sa vyhodnoti na péatdesiatich konceptoch, ktoré¢ su uvedené v [9].

Tieto koncepty su uvedené v tabulke 6.2.

Sex Pornography Love Politics Book

Earth Map Computer Cat Game
Dictionary Ejaculation Lesbian Sport Cancer

God Virus Animal Heroin Horse

Film Human Condom Snake Flower
Evolution Beer Statistics Religion Communication
Management Insomnia Erection Death Earthquake
People Insurance Graffiti Research Puberty
Cannabis Marriage Gun Socialism Narcissism
Twilight Sleep Architecture Stroke Leaf

Tabul’ka 6.2 Koncepty, na ktorych sa bude vyhodnocovat’ systém

Podobn¢ terminy pre tieto koncepty sa porovnaju so synonymami, ktoré budu ziskané z volne

dostupného on-line tezauru®, v ktorom sa ticto koncepty namapuju na spravne vyznamy slov. Zo

synonym sa pre zjednodusenie vyberu len podstatné mena.

Koncepty boli vyberané tak, aby sa jednalo o jednoslovné terminy. Zaroven pre tieto koncepty

musi existovat’ ¢lanok na Wikipédii, aby v indexe existoval pre dany termin koncept.

Presnost’ a pokrytie sa pocitaju podl'a vzorcov 6.4 a 6.5.

¥ http://thesaurus.com/
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7 Vyhodnotenie vysledkov

V tejto kapitole st uvedené vysledky jednotlivych experimentov spolu s ich zhodnotenim. Rovnako je
uvedena aj Casova naro¢nost” jednotlivych Casti systému. Vysledky, ked’ sa brali do uvahy vsetky
najden¢ podobné terminy, pre Random Indexing a lexikalnu substitiiciu sa mézu mierne lisit’, pretoze
pri lexikalnej substiticii sa ignoruju tie terminy, pre ktoré sa nenasli ziadne kontexty a neda sa pre ne
urcit’ podobnost’ metodou lexikalnej substitucie. Tieto pripady sa vSak tykaju menej ako 1%
skiamanych terminov, takze vysledky nie st tymto vel'mi ovplyvneng.

Pri experimentoch, ked’ sa pocitala presnost’ a pokrytie sa ziskalo nickol’ko tychto hodnot.
Tieto hodnoty sa ziskali tak, ze sa bral do uvahy iba prvy najpodobnejsi termin, ktory vybral systém,
potom prvé dva najpodobnejSie terminy, atak d'alej az prvych desat’ najpodobnejSich terminov.
Pre vSetky tieto hodnoty sa brali do uvahy vsetky podobné terminy z porovnavanej sady.
Zo ziskanych hodnét presnosti a pokrytia sa zostavila tabul’ka a graf zavislosti presnosti od pokrytia.
Grafy zavislosti presnosti od pokrytia budu uvedené v rovnakom tvare, v akom su zobrazené v [9].

Zisten¢ hodnoty presnosti a pokrytia budu porovnavané s hodnotami z [9]. Tieto hodnoty su
uvedené v grafe 7.1. V [9] boli ako skiimané terminy zvolené koncepty z tabulky 6.2. Vsetky tieto
terminy predstavovali jeden ¢lanok vo Wikipédii. Ako kandidatne terminy k tymto konceptom boli
zvolené tie terminy, ktoré boli obsiahnuté v hypertextovych odkazoch, ktoré ukazovali na dany
¢lanok. Vsetky takto ziskané kandidatne terminy boli zoradené podla frekvencie ich vyskytov
v odkazoch na dany ¢lanok. Z takto zoradenych terminov sa vypocitalo pokrytie a presnost’, ktor¢ su
v grafe 7.1 uvedené ako krivka Baseline. Nasledne boli kandidatne terminy preusporiadané metédou
lexikalnej analyzy a pre vysledky bolo opét’ spocitanych niekol’ko hodnét pokrytia a presnosti, ktoré

su v grafe 7.1 uvedené ako krivka System.
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Obrizok 7.1 Zavislost’ presnosti od pokrytia prevzaty z [9]
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V grafoch v tejto kapitole je skratkou RI oznaceny Random Indexing, LS znamena lexikalna

substitacia a cw je velkost” kontextového okna.

7.1 WordNet

Celkovo sa vybralo 92 072 terminov, ktoré sa nachadzaji vo WordNete a boli zaindexované
systémom. Nasledne sa tieto terminy porovnavali kazdy s kazdym. Systém vybral ako kandidatne
terminy tie, ktoré¢ mali so skiimanym terminom pri metéde Random Indexing podobnost’ aspori 0,5.
Nasledne sa skiimala hodnota presnosti a pokrytia vo¢i synonymam, ktoré su pritomné vo WordNete.
Vhodné by bolo okrem synonym skimat’ aj nickol’ko d’alSich najpodobnejSich terminov. K tomu by
bolo potrebné spocitat” podobnost” kazdého terminu s kazdym, pretoze inak sa okrem synonym dalSie
najpodobnejsie terminy vyhl'adat’ nedaju. Tento vypocet by vsak bolo velmi casovo narocny. Preto sa
spodita presnost’ a pokrytie iba voci synonymam. Tabul'ka 7.1 obsahuje hodnoty presnosti a pokrytia,
ked’ sa bral do ivahy iba jeden najpodobnejsi termin, az pokial sa bralo do uvahy 10 najpodobnejsich
terminov. Na konci su uvedené hodnoty pre vsetky najdené podobné terminy. WordNet obsahuje pre
terminy menej synonym, obvykle asi Styri az pat’ synonym, pre nickolko malo terminov vSak

obsahuje aj viac ako 10 synonym.

Podobné Random Indexing Lexikalna substitticia
terminy pokrytie presnost pokrytie presnost
1 0,059278 0,169382 0,053544 0,153521
2 0,076918 0,121275 0,072123 0,114116
3 0,085530 0,096757 0,082747 0,093959
4 0,091231 0,082179 0,089948 0,081327
5 0,09562¢é 0,072507 0,094956 0,072283
6 0,099187 0,065521 0,098712 0,065466
7 0,101748 0,059952 0,101681 0,060149
8 0,104057 0,055597 0,104450 0,056034
9 0,105972 0,051989 0,106810 0,052618
10 0,107799 0,049044 0,108893 0,049751
Vsetky 0,141284 0,015023 0,140368 0,015072

Tabul’ka 7.1 Hodnoty pokrytia a presnosti pri zadanom prahu 0,5
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Obrizok 7.2 Graf zavislosti presnosti od pokrytia vysledkov systému vo¢i WordNetu

Z grafu 7.2 je vidiet, ze vysledky systému dosahuju priblizne polovi¢né az tretinové hodnoty
presnosti a pokrytia oproti vysledkom uvedenym v [9], ktoré su uvedené na grafe 7.1. Hodnoty pre
Random Indexing st mierne lepsie, ale tento rozdiel sa postupne straca, ked’ sa berie do uvahy viac
najpodobne;jsich terminov.

Hodnoty presnosti a pokrytia by mohli byt lepSie, keby sa okrem synonym brali do tvahy aj
in¢ podobn¢ terminy, ktor¢ patria do rovnakej domény. Systém ma totiz tendenciu vyberat’ ako
najpodobnejsie terminy tie, ktoré nie su synonyma, ale patria do rovnakej domény. Napriklad pre
termin _harpoon” sa nasli ako najpodobnejsic terminy ,.exocet”, ,.tomahawk", respektive ..stinger.
Takze pre pomenovanie riadenej strely sa nasli ako najpodobnejSie terminy pomenovania inych
riadenych streiel. Tieto terminy su si blizke, ale nejedna sa o synonyma. Pre viac Specifické terminy
(nazvy miest, ...) su vysledky vécSinou lepSie ako pre vSeobecnejSie terminy (napriklad ,man®,
,wind®, ..)). Pre termin ,wind“ sa nasli ako podobné terminy ,.drop®, ,turn®, respektive ,,winds®,
,light™, ktoré sa nedaju povazovat’ za vel'mi podobné (okrem mnozného ¢Cisla terminu ,,wind*). To je
spOsobené najmi tym, ze vSeobecnejsie terminy sa vyskytuju v kontextoch, ktoré su casto vS§eobecné
alebo sa vyskytujii vo vi¢Som mnozstve kontextov, ktoré sa tykaju réznych domén. Specifickejsie

terminy sa obvykle vyskytuju v kontextoch, ktoré sa viac tykaju dan¢ho terminu.

? tu vo vyzname riadena strela
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7.2  Asociacny test

Pri asociaCnom teste sa pocitala presnost’ a pokrytie vysledkov voci zadanému asociacnému testu.
Asociaény test EAT obsahuje 8211 skumanych terminov, ku ktorym su vybrané asociacie. V teste je
celkovo 22 764 terminov, ktoré¢ su priradené ako asociacie k asponi jednému skumanému terminu.
Experiment s asociaénym testom prebiehal tak, Ze pre kazdy skiimany termin z asocia¢ného testu sa
vybert podobné terminy spomedzi vSetkych terminov, ktoré boli priradené ako asociacie k nejakému
terminu. Pre kazdy termin sa teda vyberaju podobné terminy spomedzi 22 764 terminov.

Nasledujuce tabulky ukazuji hodnoty pokrytia a presnosti pre prvy az prvych desat’
najpodobnejsich terminov. V tomto experimente sa ako kandidatne terminy brali do uvahy vsetky
terminy, ktorych podobnost’ so skiimanym terminom pri metéde Random Indexing bola vacsia ako
hodnota 0,5. Pri metéde Random Indexing bola velkost” kontextového okna 4, 6 a 10 terminov. To
znamena, ze pre kazdy termin sa pri pocitani kontextovych vektorov brali do uvahy 4, 6 alebo 10
najbliz§ich terminov. V poslednom riadku tabulky su uvedené hodnoty presnosti a pokrytia pre
vSetky najdené podobné terminy.

Pri tomto experimente sa pocitalo iba s tymi skimanymi terminmi, pre ktoré sa nasiel aspon
jeden kandidatny termin, ktorého podobnost’ s danym skumanym terminom bola viac ako 0,5. Pre
vacsie velkosti kontextového okna bolo vybranych viac skimanych terminov (4 339, resp. 4 906,
resp. 5696), ¢o je pravdepodobne spdsobené tym, ze zvidcSenie uvazovancho kontextu terminu
zvySuje pravdepodobnost’, Zze v tomto kontexte sa nachadzaju rovnaké terminy ako pri inych

terminoch. Toto nasledne sposobuje vyssSie hodnoty podobnosti medzi terminmi.

Podobné Random Indexing Lexikalna substitticia
terminy pokrytie presnost pokrytie presnost
1 0,004317 0,173437 0,005487 0,220327
2 0,006606 0,146032 0,008685 0,191932
3 0,008316 0,132249 0,010826 0,172096
4 0,009736 0,124077 0,012525 0,159561
5 0,010901 0,11773 0,013719 0,148144
6 0,011884 0,112515 0,014672 0,138913
7 0,012679 0,107790 0,015561 0,132308
8 0,013417 0,104232 0,016307 0,126712
9 0,014093 0,101294 0,016927 0,121694
10 0,01469 0,098650 0,017524 0,117713
Vsetky 0,03131 0,035410 0,031312 0,035358

Tabul’ka 7.2 Hodnoty pokrytia a presnosti pri zadanom prahu 0,5 a vel’kosti kontextového okna 4
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Podobné

Random Indexing

Lexikalna substittcia

terminy pokrytie presnost pokrytie presnost
1 0,004597 0,184864 0,006456 0,259682
2 0,007412 0,158903 0,010424 0,223514
3 0,009605 0,144475 0,013439 0,202165
4 0,011342 0,133475 0,015856 0,186617
5 0,012993 0,127018 0,017781 0,173808
6 0,014328 0,120749 0,019489 0,164212
7 0,015532 0,115749 0,021030 0,156663
8 0,016671 0,111754 0,022408 0,150132
9 0,017765 0,108609 0,023472 0,143406
10 0,018674 0,105172 0,024562 0,138229

Vsetky 0,069074 0,021862 0,069084 0,021846

Tabul’ka 7.3 Hodnoty pokrytia a presnosti pri zadanom prahu 0,5 a vel’kosti kontextového okna 6

Podobné Random Indexing Lexikalna substitticia
terminy pokrytie presnost pokrytie presnost
1 0,004641 0,185899 0,007224 0,289309
2 0,007721 0,160550 0,011818 0,245760
3 0,010262 0,146271 0,015442 0,220140
4 0,012472 0,136353 0,018481 0,202105
5 0,014387 0,128310 0,020968 0,187078
6 0,016037 0,121292 0,023026 0,174243
7 0,017422 0,114760 0,025041 0,165027
8 0,018874 0,110429 0,026792 0,156840
9 0,020232 0,106696 0,028388 0,149784
10 0,021507 0,103389 0,029925 0,143938
Vsetky 0,061116 0,042049 0,061049 0,042070

Tabul’ka 7.4 Hodnoty pokrytia a presnosti pri zadanom prahu 0,5 a vel’kosti kontextového okna 10
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Obrizok 7.3 Graf zavislosti presnosti od pokrytia vysledkov systému voc¢i asociatnému testu pre experiment
s terminmi podobnejsimi nez 0,5

V grafe 7.3 su zaznamenané hodnoty z tabuliek 7.2 a 7.3. Z tabul’ky 7.4 je v grafe zobrazena
iba Cast’ pre lexikalnu substituciu. Hodnoty pre Random Indexing su pri velkosti kontextového okna
10 skoro rovnaké ako pri vel'kosti 6, takze ich zobrazenie by mohlo znizit’ CitateInost’ grafu. Vsetky
krivky v grafe zaznamenavaju zavislost presnosti od pokrytia pre metody Random Indexing
a lexikalna substitucia pre vel'kosti kontextového okna 4 a 6 a v pripade lexikalnej substitucie aj pre
velkost” kontextového okna 10.

Je vidiet, Zze vysledky pre lexikalnu substituciu su vzdy lepSie ako vysledky pre Random
Indexing, takze lexikalna substitucia dokaze usporiadat’ kandidatne terminy ziskané pomocou metody
Random Indexing tak, Ze podobné terminy da viac dopredu. Takze aj vysledky v asociacnom teste su
lepsie. Dalej je vidiet, e pri velkosti kontextového okna 6 dava metoda Random Indexing lepsie
vysledky ako pri velkosti 4, aj ked tieto vysledky nie st vyrazne lepSie. Pri zvac¢seni okna hodnotu 10
su vysledky prakticky rovnaké ako pri velkosti 6. Pri lexikalnej substitiucii je rozdiel medzi
vysledkami pre velkost” kontextového okna 4, 6 a 10 viac vyrazny, pricom najlepsie su vysledky pre
velkost” 10 a najhorsie pre vel'kost” 4. Pri vel'kosti 10 sa hodnota presnosti blizi maximalnej hodnote
presnosti ziskanej v [9], ktora dosahovala hodnoty 0,35, ako je mozné vidiet v grafe 7.1. Hodnoty
pokrytia su vSak vyrazne nizSie (v [9] bolo pokrytie pri porovnatelnej presnosti 0,05, ¢ize 10krat
vacsie).

Z vysledkov systému sa da usudzovat’, ze ked’ sa pri metdde Random Indexing berie do uvahy
vacsi kontext terminov, tak systém je schopny lepsie urcit’ kandidatne terminy a aj pri malom zlepsSeni

kandidatnych terminov metoda lexikalnej substiticie vyraznejSie zlepsi vysledky. Na tomto zlepSeni
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sa mo6ze podielat’ aj to, Ze pri viacSom kontextovom okne sa skuma viac terminov. TakZe sa skimaju
aj terminy, pre ktor¢ sa nasli podobné terminy, ale pri mensej vel'kosti kontextového okna podobnost’
tychto kandidatov so skimanym terminom neprekrocila hodnotu 0,5, a teda ticto terminy sa nasledne
nebrali do uvahy.

Pri porovnani vysledkov s vysledkami ziskanymi porovnavanim s WordNetom je vidiet, Ze pri
WordNete vysli vysSie hodnoty pokrytia ale nizSie hodnoty presnosti. NizSie hodnoty pokrytia su
spOsobené tym, Ze asociacny test obsahuje viac podobnych terminov k jednotlivym skimanym
terminom ako WordNet (nickol’ko desiatok v asociaCnom teste oproti menej ako 10 vo WordNete).
Takze pri pocitani pokrytia, ked’ sa beric do uvahy maximalne 10 najpodobnejSich terminov, je
hodnota fn (vysvetlené¢ vo vzorci 6.3) ovela vySSia pri asociaénom teste ako pri WordNete, takze
pokrytie vyjde nizSie. Naopak presnost’ vysla lepSie pri asociatnom teste. Rolu tu hra opét aj to, Ze
asociacny test obsahuje viac podobnych termin ku kazdému skumanému terminu, takze pri
porovnavani je vicSia pravdepodobnost’ zhody. Asociacny test vSak obsahuje aj iné slova ako
synonyma. A ako bolo ukazané v kapitole 7.1, systém vybera Casto ako podobné terminy nie
synonyma, ale slova, ktoré patria do rovnakej domény.

Nasledujuce tabulky a graf zobrazuju hodnoty presnosti a pokrytia pre experiment, kedy sa
bralo pre kazdy skimany termin do uvahy prvych 100 najpodobnejSich terminov, ktoré boli ur¢ené
metddou Random Indexing, bez ohl'adu na to, ako podobné boli s danym skiimanym terminom.
Velkost kontextového okna bola opit™ 4, 6 a 10. 100 najpodobnejsich terminov tvori menej ako 0,5%
vSetkych moznych terminov, ktoré sa vyskytli ako asociacie v asociaCnom teste. Pri tomto

experimente bolo pouzitych 7 142 terminov z asociaéného testu, ktoré mal systém ulozené v indexe.

Podobné Random Indexing Lexikalna substitticia
terminy pokrytie presnost pokrytie presnost
1 0,003498 0,139012 0,005905 0,249627
2 0,005868 0,116582 0,010845 0,226410
3 0,007861 0,104148 0,015096 0,208400
4 0,009750 0,096892 0,018431 0,189778
5 0,011394 0,090601 0,021188 0,173720
6 0,013010 0,086213 0,023702 0,161335
7 0,014420 0,081906 0,026103 0,151861
8 0,015740 0,078230 0,028292 0,143724
9 0,017112 0,075603 0,030415 0,137076
10 0,018424 0,073273 0,032308 0,130871
Vsetky 0,076680 0,030531 0,076679 0,030527

Tabul’ka 7.5 Hodnoty pokrytia a presnosti pri prvych 100 terminoch pre vel’kost’ kontextového okna 4
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Podobné Random Indexing Lexikalna substitticia
terminy pokrytie presnost pokrytie presnost
1 0,003953 0,156939 0,00663 0,263232
2 0,006659 0,132192 0,011744 0,233128
3 0,008932 0,118212 0,015905 0,210492
4 0,010982 0,109005 0,019551 0,194063
5 0,013035 0,103508 0,022598 0,179446
6 0,014788 0,097856 0,025310 0,167483
7 0,016391 0,092967 0,027927 0,158399
8 0,018015 0,089405 0,030233 0,150046
9 0,019561 0,086295 0,032395 0,142910
10 0,021004 0,083391 0,034384 0,136516
Vsetky 0,083864 0,033297 0,083908 0,033317

Tabul’ka 7.6 Hodnoty pokrytia a presnosti pri prvych 100 terminoch pre vel’kost’ kontextového okna 6

Podobné Random Indexing Lexikalna substitucia
terminy pokrytie presnost pokrytie presnost
1 0,004113 0,163316 0,006633 0,263372
2 0,007089 0,140718 0,011807 0,234388
3 0,009641 0,127594 0,016014 0,211939
4 0,011946 0,118571 0,019774 0,196269
5 0,013988 0,111077 0,022764 0,180762
6 0,015871 0,105019 0,025356 0,167787
7 0,017498 0,099245 0,027969 0,158639
8 0,019177 0,095175 0,030311 0,150431
9 0,020808 0,091794 0,032519 0,143455
10 0,022289 0,088493 0,034575 0,137272
Vsetky 0,085307 0,033869 0,085364 0,033895

Tabul’ka 7.7 Hodnoty pokrytia a presnosti pri prvych 100 terminoch pre vel’kost’ kontextového okna 10
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Obrazok 7.4 Graf zavislosti presnosti od pokrytia vysledkov systému voci asociaénému testu pre experiment
s najpodobnejsimi 100 terminmi

V grafe 7.4 si zaznamenané hodnoty z tabuliek 7.5 a 7.6. Nie st v iom hodnoty z tabulky 7.7,
pretoze tieto hodnoty st skoro rovnaké ako v tabulke 7.6, Co by znizilo Citatelnost” grafu. Vsetky
krivky v grafe zaznamenavaju zavislost presnosti od pokrytia pre metody Random Indexing
a lexikalna substitucia pre velkosti kontextového okna 4 a 6.

Z vysledkov je opat vidiet, ze vysledky pre lexikalnu substitiiciu su lepSie ako vysledky pre
Random Indexing. Rovnako vysledky pre vel'kost” kontextového okna 6 su lepSie ako pre velkost 4
a skoro rovnaké ako pre velkost 10. Vtomto pripade metdda lexikalnej substiticie vylepsila
vysledky Random Indexingu vyraznejSie ako v pripade, Ze sa ako kandidatne terminy brali tie, ktoré
mali so skimanym terminom podobnost” asponi 0,5. To je pravdepodobne sposobené tym, Ze Random
Indexing poskytol vtomto pripade ako kandidatne terminy aj tie, ktor¢ mali niz§iu hodnotu
podobnosti. Bolo teda poskytnutych viac kandidatnych terminov, takze lexikalna substiticia mala
vacsiu moznost’ vyberu medzi kandidatnymi terminmi, a teda bola aj vacSia pravdepodobnost, Ze
medzi kandidatnymi terminmi su aj skutocne podobné terminy. ZvicSenie velkosti kontextového
okna z hodnoty 4 na hodnotu 6 uz prilisné zlepsenie vysledkov neprinieslo a zva¢Senie zo 6 na 10
neprinieslo takmer Zziadne zlepSenie. Pravdepodobne je to preto, lebo medzi prvymi 100
najpodobnejsimi terminy neprislo az k tolkym zmenam. Pri experimente, ked” sa pouzila prahova
hodnota podobnosti 0,5 doslo k via¢sim zmenam vo vysledkoch aj preto, lebo pri rozdielnych
velkostiach kontextového okna dochadzalo k pridavaniu alebo odoberaniu kandidatnych terminov.

Pri experimente, ked” sa bralo do uvahy 100 najpodobnejSich terminov k takymto zmenam uz
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nedochadzalo, pretoze vSetky terminy, ktoré sa mohli pridat’ alebo odobrat” kvoli prekroceniu alebo
neprekro¢eniu prahu su obsiahnuté v tychto 100 terminoch, a teda zmeny nastavaju skor v poradi
kandidatnych terminov, ¢o nema pri metdde lexikalnej substitucie ziadny vplyv na vysledky.

Celkovo je na vysledkov vidiet’, Zze pokrytie je vel'mi malé. Toto je sposobené tym, ze sa skaima
len nickol’ko malo najpodobnejSich terminov. Je vidiet, Ze so vzrastajicim poctom skumanych
podobnych terminov rastie pokrytie, vyrazne viak klesa presnost. Cim menej najpodobnejsich
terminov sa skuma, tym su vysledky presnejsie. Aj napriek narastu pokrytia so stupajucim poctom
najpodobnejsich terminov, nepresahuje hodnota pokrytia 0,1, takze systém nedokaze najst’ velké
mnozstvo terminov, ktoré su povazované ako podobné v asociatnom teste. Pri porovnani
s vysledkami z [9] dosahuje systém porovnatelnu presnost’ (0,25 — 0,28 oproti 0,35), ale pokrytie je
vyrazne nizsie (0,005 oproti 0,05).

Presnost” systému dosahuje maximalne 0,25, Co nie je vela. Vplyva na to viacero faktorov.
Prvym je ten, Zze systém moéze v niektorych pripadoch vyhladavat’ podobné terminy inym spésobom
ako l'udia. Napriklad systém vybral pre termin ,injection” ako najpodobnejsi termin ,.inject™. Slova
spolu suvisia, av§ak jedna sa o r6zne slovné druhy. V asociacnom teste su ako podobné terminy pre
injection® uvedené napriklad ,,needle®, , pain* alebo ,,jab prick™.

Dalsim faktorom je, 7e systém nickedy priradi ako najpodobnejsie slovo k terminu mnozné
¢islo tohto terminu, pripadne jednotné ¢islo, pokial” bol pévodny termin v mnoznom disle. Takéto
pripady tiez nie su zahrnuté v asociacnom teste. V systéme by sa nemali vyskytovat terminy
v mnoznych ¢islach, pretoZze sa pouzivaju zakladné tvary slov. Ich vyskyt je vSak sposobeny tym, Ze
v SW1 korpuse mozu byt nickedy zle uréené zakladné tvary slov a tak sa méze stat’, ze sa v systéme
vyskytne termin v jednotnom aj v mnoznom ¢isle. Tento pripad vSak vo vysledkoch nie je prili§ Casty.

Dalsim faktorom, ktory ma vplyv na vysledky je viacznaénost terminov. Napriklad pre termin
,jam® st v asociatnom teste uvedené ako podobné terminy ,strawberry®, ,bread”, ,marmalade®.
Systém urcil ako podobné terminy , music®, ,,bob dylan®, rock®. Takze je vidiet, ze systém vybral
podobné terminy pre iny vyznam terminu ,jam* ako je v asociacnom teste. Vo Wikipédii sa totiz
slovo ,jam* objavuje v nazvoch hudobnych skupin (,,The Jam*, ,Pearl Jam®). ZlepSit’ vysledky pre
viacvyznamové slova by malo porovnavanie konceptov s terminmi, av§ak pre asociaény test by bolo
tazké najst” koncepty pre terminy. Napriklad pre termin ,jam* vo vyzname ,.zelé”, o je vyznam
pouzity v asociacnom teste, je na Wikipédii ¢lanok snazvom , Fruit preserves®. TakZze by bolo
potrebné vSetky terminy mapovat na koncepty rucne, Co je vzhladom na pocet terminov
v asocia¢nom teste (viac ako 8000) ¢asovo extrémne narocné. Navyse by sa pre vel’ky pocet terminov
pravdepodobne nenasiel zodpovedajuci koncept.

Pri experimentoch s asociatnym testom vysli vysSSie hodnoty presnosti oproti experimentom
s WordNetom, pokrytie vSak vyslo niz§ie. Je to tym, Ze v asociacnom teste je pre kazdy skumany
termin viac asociacii, ako je synonym vo WordNete. NavySe v asociaCnom teste nie si len synonyma,

ale aj iné podobné terminy.
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7.3  WordSimilarity-353

Pri tomto experimente sa vybrali vSetky terminy, ktoré su v sade WordSimilarity-353 a porovnali sa
kazdy s kazdym. Celkovo je v sade 437 terminov (353 parov, niektoré terminy sa opakuja). Pre kazdy
termin boli ako kandidatne terminy vybrané vSetky ostatné terminy z tejto sady a boli usporiadané
metédou Random Indexing. Nasledne bolo toto poradie este preusporiadané a hodnoty podobnosti
boli spocitané metodou lexikalnej substitucie. Pocitanie podobnosti kazdého terminu s kazdym inym
pri metode Random Indexing je pouzité preto, lebo systém je navrhnuty pre tvorbu tezauru, takze pre
kazdy termin vybera zo zadaného zoznamu nickol’ko najpodobnejSich terminov a bolo by pomerne
komplikované porovnavat’ iba konkrétne dvojice terminov. Na vysledkov vSak tento postup nema
vplyv, pretoze vo vysledkoch je porovnany kazdy termin s kazdym, takze si porovnané vsetky
dvojice terminov zo sady WordSimilarity-353.

Korelacia koneénych vysledkov systému so sadou WordSimilarity-353 vysla 0,19279.
Korelacia vysledkov Random Indexingu s touto sadou bola 0,26809. Pre porovnanie sa ako
ohodnotenie podobnych terminov nepouzili hodnoty, ktoré urcil systém, ale hodnoty odvodené od
poradia terminov, takze najpodobnej$i termin bude mat’ ohodnotenie 437, kazdym d’al§im terminom
sa toto ohodnotenie znizi o 1 aZ posledny (437.) bude mat” ohodnotenie 1. V takomto pripade vysla
korelacia konecnych vysledkov 0,28399 a korelacia vysledkov Ranom Indexingu 0,27161.

Ako je vidiet, korelacia nebola prili§ vel'ka. Existuju metody, ktoré dosahuju vyssiu korelaciu,
ako je mozn¢ vidiet’ v tabulke 6.1. Ohodnotenie, ktoré terminom priradila lexikalna substitiicia, ma
vel'mi nizku korelaciu. Je to sposobené najmi tym, ze ticto hodnoty maju velky rozptyl, ked’ sa
ohodnotenie najpodobnejSich terminov pohybuje od hodnét menSich ako 1 po hodnoty radovo
v tisicoch. Ked’” sa pouzili namiesto tychto hodnét, hodnoty ziskané z usporiadania terminov,
korelacia bola vyssia. Korelacia vysledkov systému sice nie je vysoka, ale priblizuje sa vysledkom

ziskanym pomocou WordNetu, ktory bol tiez vytvoreny rucne.

7.4  Vyhodnotenie vysledkov pre koncepty

Experiment pre vyhl'adavanie podobnych terminov pre koncepty prebichal tak, Ze sa pre koncepty
naslo 1 000 najpodobnejSich terminov pomocou metody Random Indexing atie sa nasledne
preusporiadali metddou lexikalnej substitucie. 1 000 terminov je menej ako 0,1% zaindexovanych
terminov. Na vytvorenie kontextovych vektorov pre koncepty boli pouzité dve metody, ato
vytvorenie vektorov z kontextovych vektorov terminov, ktoré¢ dany koncept obsahoval, a vytvorenie
vektorov z nahodnych vektorov pre tieto terminy. V dalSom experimente sa metdédou Random
Indexing naslo 100 najpodobnejsich konceptov k zadanym konceptom (porovnavali sa teda v podstate
¢lanky Wikipédie metodou Random Indexing). V pripade, Ze sa vyberali najpodobnejsie terminy boli
hodnoty presnosti aj pokrytia pre vysledky ziskané metodou Random Indexingu vzdy rovné O.
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Random Indexing teda nedokazal ako najpodobnejSie vybrat’ zodpovedajuce terminy. Lexikalna
substitucia nasledne dokazala kandidatne terminy usporiadat’ tak, ze ako najpodobnejsie vybrala
aspon nejaké skutocne podobné terminy. V pripade, Ze sa porovnavali koncepty s konceptmi, sa
nedala pouzit’ lexikalna substitucia, pretoze vela najdenych konceptov bolo dlhSich ako pét slov
alebo obsahovali v zatvorke dopliiujice informacie. Na takéto pripady nie je mozné pouzit’ lexikalnu
substiticiu, lebo pre takéto terminy by sa nenasli Zziadne kontexty vo Web IT korpuse. Random
Indexing vSak dokazal zo vSetkych konceptov v indexe vybrat’ ako najpodobnejSie aj také koncepty,
ktoré su so zadanymi konceptmi podobné aj v skutoc¢nosti.

Vysledky systému sa porovnavali s terminmi, ktoré boli uvedené v tezaure'’, pri¢om sa brali do
uvahy iba synonyma k tym vyznamom konceptu, ktory najlepSie zodpovedal obsahu ¢lanku na
Wikipédii, ktory tento koncept popisoval.

V tabul'ke 7.8 a grafe 7.5 su hodnoty presnosti a pokrytia pre lexikalnu substituciu, ked’ sa na
vypocet kontextovych vektorov pre koncepty pouzili kontextové vektory pre terminy (LS
kontextové), ked” sa pouzili nahodné vektory pre terminy (LS nahodné) a ked” sa metodou Random
Indexing porovnavali koncepty s konceptmi (RI koncepty). Nie su uvedené hodnoty pre Random

Indexing pri porovnavani konceptov s terminmi, pretoze vsetky hodnoty boli nulové.

Podobné LS kontextové LS nahodné Rl koncepty
terminy pokrytie presnost pokrytie presnost pokrytie presnost
1 0,002205 0,040816 0,001103 0,020408 0,002157 0,040000
2 0,003308 0,030612 0,001103 0,010204 0,003236 0,030000
3 0,003308 0,020408 0,001103 0,006803 0,004315 0,026667
4 0,003308 0,015306 0,001103 0,005102 0,007551 0,035000
5 0,003308 0,012245 0,002205 0,008163 0,009709 0,036000
6 0,004410 0,013605 0,002205 0,006803 0,009709 0,030000
7 0,005513 0,014577 0,003308 0,008746 0,009709 0,025714
8 0,005513 0,012755 0,003308 0,007653 0,011866 0,027500
9 0,006615 0,013605 0,003308 0,006803 0,012945 0,026667
10 0,006615 0,012245 0,003308 0,006122 0,014024 0,026000
Vsetky 0,054024 0,001047 0,000671 0,012128 0,025890 0,004800

Tabul’ka 7.8 Hodnoty presnosti a pokrytia pre experiment s koncpetmi

10 tezaurus.com
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Pokrytie
Obrazok 7.5 Zavislost’ presnosti od pokrytia vysledkov systému vo¢i tezauru pre experiment s konceptmi

V grafe 7.5 je vidiet, ze zavislost’ presnosti od pokrytia nie je klesajica. To je sposobené tym,
ze bolo skiimanych iba 50 konceptov. Tiez bolo najdenych malo terminov zhodnych so zadanou
sadou, ktora bola vytvorena z existujuceho tezauru. Ked’ sa nasiel nejaky zhodny podobny termin,
sposobilo to skokové zvySenie presnosti. Nickedy sa pri zvySeni poctu najpodobnejSich terminov,
ktoré¢ sa brali do tivahy nenasla Ziadna d’alSia zhoda. V takom pripade ostala hodnota pokrytia
rovnaka, ale hodnota presnosti klesla.

Z vysledkov je vidiet, Ze pri experimentoch s konceptmi boli hodnoty presnosti a pokrytia
vel'mi nizke. Najlepsie dopadli experimenty, ked’ sa porovnavali koncepty s konceptmi. Sposobené je
to najmi tym, ze kontextové vektory pre koncepty sa nedaju dobre porovnat’ s kontextovymi vektormi
pre terminy. Systém potom nedokaze vhodne vybrat” kandidatne terminy. Pri porovnavani konceptov
s konceptmi dochadza k zlepseniu vysledkov. Problémom je, Ze v systéme nie je dost” konceptov,
ktoré¢ by sa dali povaZovat za podobné k zadanym konceptom, pretoze Wikipédia takéto clanky
neobsahuje.

V grafe 7.1 st pre porovnanie uvedené¢ vysledky z [9], kde sa vyhodnocovala presnost
a pokrytie rovnakych konceptov voci synonymam ziskanym z Oxford American Writer’s Thesaurus.
Ako je vidiet' vysledky tohto systému su lepSie. V tomto pripade vSak boli lexikalnej substiticii
predan¢ kvalitnejSie kandidatne terminy (krivka Baseline). Systém popisany v tejto praci nedokazal
poskytnut” také kvalitné kandidatne terminy pre koncepty a preto su aj celkové vysledky ovel'a horsie.

V tabulke 7.9 je prvych 5 najpodobngjSich terminov, respektive konceptov, k niektorym

konceptom z tabul’ky 6.2. Velkym zaiatoCnym pismenom st oznac¢ené koncepty a malym terminy.
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Koncept LS kontextové LS nahodné Rl koncepty
at least medical equipment Narcolepsy
loss wireless Sleep deprivation
communication
Insomnia poor establishment Major depressive
episode
difficulty abilities Anxiety
at least two theatre company M¢niere's disease
at least software Computer/Temp
system hardware Personal computer
business video game Timeline of computing
Computer 1950-1979
small websites IBM System/360
program data management Reconfigurable
computing
earth atmosphere Space colonization
at least establishment Venus
Earth life orbit Titan (moon)
body geology List of misconceptions
system data management Mercury (planet)
god human Monotheism
at least faith Pantheism
God man word God and gender
life divine Predestination
christian satan Abrahamic religion

Tabul’ka 7.9 NajpodobnejSich 5 terminov a konceptov pre vybrané koncepty

Z tabulky je vidiet, Ze najlepSie podobné terminy boli vybrané, ked” sa porovnavali koncepty
s konceptmi. Nejedna sa sice priamo o synonyma, vybrané koncepty vSak patria do rovnakej domény,
ako zadany koncept alebo so zadanym konceptom priamo suvisia (God - Monotheism). Pri
porovnavani konceptov s terminmi st vysledky horsie. Casto sa tu vyskytuju vieobecné slova, ktoré
nemaju so zadanym konceptom ni¢ spolo¢né (,.at least™).

Pri niektorych konceptoch sa ako najpodobnejsie terminy vybrali tie ist¢ slova (napriklad pre
koncept ,,God* sa vybral ako najpodobnejsi termin ,,god*). To je preto, lebo sa porovnava koncept
s terminom, ateda sa nejedna oto isté. Pri porovnavani terminov sterminmi alebo konceptov
s konceptmi sa termin alebo koncept neporovnava sam so sebou. Ak sa pre koncept ako
najpodobnejsi termin vybralo rovnaké slovo, tento termin sa ignoruje. Keby sa bral do uvahy ako
podobny termin, tak by presnost” a pokrytie dosahovali hodndt uvedenych v tabulke 7.10. Takyto
postup sa vSak v praxi nepouziva, pretoze pri tvorbe tezauru je neziaduce mat’ medzi podobnymi

terminmi to isté slovo, ku ktorému sa hl'adaji podobné slova.
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Podobné LS kontextové LS nahodné

terminy pokrytie presnost pokrytie presnost
1 0,017641 0,326531 0,004410 0,081633
2 0,020948 0,193878 0,004410 0,040816
3 0,020948 0,129252 0,004410 0,027211
4 0,020948 0,096939 0,004410 0,020408
5 0,020948 0,077551 0,005513 0,020408
6 0,022051 0,068027 0,005513 0,017007
7 0,023153 0,061224 0,006615 0,017493
8 0,023153 0,053571 0,006615 0,015306
9 0,024256 0,049887 0,006615 0,013605
10 0,024256 0,044898 0,006615 0,012245

Vsetky 0,071665 0,001389 0,015436 0,000855

Tabul’ka 7.10 Presnost’ a pokrytie vysledkov systému pre koncepty voci existujicemu tezauru, ak sa brali do avahy
aj zhodné terminy

7.5 Casova narocnost’ systému

Na ziskanie doby behu sa pouZil nastroj time''. Hodnotila sa ¢asova naroénost jednotlivych Gasti
systému. Doba trvania extrakcie terminov je vzdy rovnaka. Aj doba indexacie je pri kazdom behu
systému rovnaka. Ich trvanie sice zavisi na velkosti vstupu, systém vSak pouziva SWI1 korpus,
ktorého velkost sa nemeni. Vytvaranie kontextovych vektorov zavisi od dimenzie vektorov
a vel'kosti kontextového okna. V systéme sa pre dimenziu vektorov pouziva hodnota 1 000, ktora sa
ukazala ako dostacujica pre fungovanie systému. Zavislost’ ¢asu vytvorenia vektorov od velkosti
kontextového okna nie je prili§ vel'ka, pretoze ovplyviiuje iba pocet pripocitani nahodného vektoru ku
kontextovému, Co zabera malo ¢asu v porovnani sinymi operaciami, ako je napriklad nacitanie
dokumentov zindexu. Vyhladavanie kandidatnych terminov zavisi od poétu skamanych
a potencialnych kandidatnych vektorov. PresnejSie je priamo umerna sucinu tychto velkosti.
Extrakcia kontextov pre skimané terminy je zavisla od poctu skumanych terminov, nie vSak prili§
vyrazne. Kontexty sa totiz vyhladavaju pri jednom sekvenénom prechode SW1 korpusu a pocet
skimanych terminov nema az taka vahu. Vyhladavanie pravych a I'avych kontextov zavisi od poctu
tychto kontextov. Presnejsie zavisi od poctu suborov, v ktorych su tieto kontexty ulozené. Kazdy
subor bude predstavovat’ jeden sekvenény priechod &astou (podla dizky kontextov) Web 1T korpusu.
Vyhladavanie kontextov pre kandidatne terminy zavisi od poctu tychto terminov. Vzdy vzniknu 4

subory pre n-gramy (2<=n<=5) a pre kazdy z tychto suborov sa vykona jeden sekvenény priechod

" http://unixhelp.ed.ac.uk/CGI/man-cgi?time
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prislusnou ¢astou (podla dizky kontextov) Web 1T korpusu. Poget terminov ovplyviiuje velkost

tychto suborov ata ovplyviiuje rychlost porovnavania kazdého zaznamu z Web 1T korpusu

s obsahom tohto suboru. Filtrovanie a ohodnotenie kontextov pre kandidatne terminy je zavislé od

poctu najdenych kontextov, ktory je zavisli od poc¢tu kandidatnych terminov. Hl'adanie podobnych

terminov metddou lexikalnej substiticie je zavisle od poctu skamanych a kandidatnych terminov.

Presnejsie je zavislé od pocétu porovnani skaimanych a kandidatnych terminov.

Cast’ systému

Doba trvania

Extrakcia terminov 1h30m
Indexacia 1h30m
Vytvaranie kontextovych velkost kontextového okna 4 6h30m
vektorov velkost kontextového okna 10 6h40 m
Pocitanie podobnosti terminov 8 477 253 184 porovnani 11h20m
metddou Random Indexing 177 241 porovnani 0h25m
275 292 064 porovnani 2h20m
Extrakcia kontextov pre 92 072 terminov 3h0m
skiimané terminy 353 terminov 2h0m
Vyhladavanie pravych 92 072 terminov'” 9h20m
a lavych kontextov vo Web 1T -
353 terminov 4h30m
korpuse
Vyhladavanie kontextov pre 92 072 terminov 4h30m
kandidatne terminy vo Web 1T
353 terminov 1h30m
korpuse
Filtrovanie a ohodnotenie 92 072 terminov 19h45m
kontextov pre kandidatne
353 terminov 1hOm
terminy
Hradanie podobnych terminov 1 136 748 porovnani 49h 40 m
metddou lexikalnej substitucie 177 241 porovnani 3h20 m
325 627 porovnani 11h30m

Tabul’ka 7.11 Casova naroc¢nost’ jednotlivych casti systému

12 celkovo bolo vytvorenych 6 stiborov s pravymi a I'avymi kontextami (2 pre dizku 2 slova, 2 pre dizku 3 a 2

pre dizku 4)

13 celkovo bolo vytvorenych 5 siiborov s pravymi a I'avymi kontextami (1 pre dizku 2 slova, 2 pre dizku 3 a 2

pre dizku 4)

48



S Z.aver

Cielom tejto prace bolo vytvorit’ systém, ktory je schopny vytvorit’ tezaurus s pouzitim Wikipédie.
K tomu bola pouzita metoda Random Indexing na generovanie kandidatnych terminov a metoda
lexikalnej substitucie na preusporiadanie kandidatnych terminov. Pre implementaciu systému sa
pouzili kniznice Apache Lucene, semanticvectors a nastroj GetlT. Pri vypocte podobnosti terminov
Cerpal systém zdrojové udaje zo SW1 korpusu a Web 1T korpusu.

Narocnou ulohou bolo vyhodnotenie vysledkov, ktoré systém poskytol. Pocitala sa korelacia so
sadou WordSimilarity-353. Tato hodnota nevysla prili§ velka. Blizila sa vSak hodnote korelacie
podobnosti ziskanej z WordNetu, ktory bol tiez vytvoreny ruc¢ne, s touto sadou, takze tato metrika sa
neda povazovat’ za velmi dolezita. NavySe v tezauroch nebyvaju hodnoty podobnosti jednotlivych
terminov.

Pri tvorbe tezauru je ovela dolezitejSie usporiadanie podobnych terminov tak, aby sa medzi
najpodobnejsimi terminy vyskytlo ¢o najviac terminov, ktoré su so zadanym terminom podobné aj
v skuto¢nosti. Systém je schopny usporiadat’ terminy takymto sposobom. Toto sa ukazalo aj pri
porovnavani s asocianym testom a WordNetom, ked’ najlepsia presnost” vysledkov bola dosiahnuta,
ked’ sa bral do tvahy iba jeden najpodobnejsi termin pre kazdy skamany termin. Hodnoty presnosti
potom postupne klesali pre prvé dva, tri az desat’ najpodobnejSich terminov, takze systém usporiadal
terminy tak, Zze sa snazil dat” dopredu tie terminy, ktoré st podobné aj v skutocnosti. Systém vsak
nenasiel vel'ké mnozstvo podobnych terminov uvedenych v asociatnom teste, ¢o dokazuje aj nizka
hodnota pokrytia. Nasiel vSak iné terminy, ktoré by sa dali povazovat’ za podobné, pripadne podobné
terminy pre iny vyznam terminu, nez sa pouzil v asociatnom teste. V pripade porovnavania
s WordNetom bolo pokrytie vyssie ako pri asociacnom teste, nizSia vSak bola presnost’. Sposobené je
to najmi tym, Ze asociacny test obsahuje viac podobnych terminov pre jednotlivé skimané terminy.
Tieto podobné terminy Casto nie si synonyma, ale slova z rovnakej domény. Pri porovnani zistenych
hodn6t presnosti a pokrytia s vysledkami z [9] bolo zistené, Ze hodnoty presnosti boli porovnateIné
(maximalne hodnoty boli 0,28 oproti 0,35), ale hodnoty pokrytia boli ovel'a niz§ie (0,005 az 0,18
oproti 0,05 az 0,35). Porovnatel'na presnost’ bola dosiahnuta aj naprick tomu, ze v [9] porovnavali
koncepty s terminmi na rozdiel od systému prezentovanému v tejto praci, ktory pocital podobnost’
terminov s terminmi. Mnohé z tychto terminov maju viac vyznamov, ¢o ma vplyv na vysledky.

Z vysledkov je vidiet, Ze lexikalna substitucia je velmi zavisla od kandidatnych terminov
poskytnutych metodou Random Indexing. Ich kvalita veI'mi ovplyviiuje aj kvalitu celkového vystupu
systému, ¢o je mozné vidiet” pri experimentoch s konceptmi. Ich pocet zas ovplyviiuje dobu behu
systému, pretoze lexikalna substitucia je ¢asovo narocna metoda a systém by sa mal snaZzit” o to, aby

neposkytoval prili§ vel'ky pocet kandidatnych terminov.
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Uspesnost’ systému pri vyhl'adavani synonym a inych podobnych terminov je obmedzena aj
nedeterminizmom prirodzen¢ho jazyka, ktory sposobuji napriklad viacvyznamové slova. S tymto
malo pomdct’ porovnavanie konceptov s terminmi. Tymto spésobom boli dosiahnuté vel'mi dobré
vysledky v [9]. Kvoli tazkostiam so spdsobom reprezentacie konceptov vSak systém nedosahoval
v tomto pripade dobré vysledky. Bolo to sposobené najmi tym, ze pri metode Random Indexing
nebolo mozné vhodnym spdsobom porovnat’ koncepty sterminmi a vygenerované kandidatne
terminy sa ukazali ako nevhodné. Pri porovnavani konceptov s konceptmi sa ukazalo, ze najdené
podobné koncepty skutoéne suvisia so zadanym konceptom. Nastal vSak problém s tym, Ze v indexe
nebolo dost’” vhodnych konceptov. Kazdy koncept totiz predstavoval ¢lanok vo Wikipédii a medzi
¢lankami sa obvykle nenachadzaju dva take, ktoré by popisovali terminy, ktoré si synonyma. Navyse
nie vzdy sa musi vo Wikipédii nachadzat’ ¢lanok popisujici koncept, ku ktorému chceme najst’
podobné terminy. V takom pripade sa s konceptmi neda pracovat’ a je potrebné pocitat” podobnost’
terminov s terminmi.

Uspesnost” systému v testoch zniZovalo aj to, Ze podobnost’ terminov nie je jasne definovana
a systém vybral ako najpodobnejsie také terminy, ktoré sa daju povazovat za blizke ku skimanému
terminu, ale porovnavané sady ich neobsahovali. Systém nevyberal vzdy ako najpodobnejsie terminy
synonyma, ale vi¢S§inou vybral terminy, ktoré patrili do rovnakej domény. Napriklad k dopravnym
prostriedkom vybral in¢ dopravné prostriedky, k chorobam iné choroby a podobne. Horsie vysledky
boli dosahované pri v§eobecnych terminoch (,,wind®, ...) ako pri viac Specifickych (nazvy dopravnych
prostriedkov, mena zvierat, rastlin, ...).

Systém je mozné vylepSit' nickol’kymi smermi. Prvym je zlepSenie prace s konceptmi.
Konkrétne zlepSenie reprezentacie konceptov aich porovnavanie sterminmi. V tomto pripade je
moznost’ zvolit' ini formu generovania kandidatnych terminov pre kontexty. Ako priklad moze
posluzit [9], kde sa ku konceptom vyberali ako kandidatne terminy tie, ktoré¢ sa vyskytli
v hypertextovych odkazoch na ¢lanky, ktoré popisovali dany koncept. Je mozné zvolit” aj inu formu
oddelovania r6znych vyznamov slov, napriklad pre kazdy vyznam slova zvolit' inu textova
reprezentaciu. Automaticky rozligovat vyznamy slov je vSak velmi naroéné. DalSou moznostou
vylepSenia je zlepSenie extrakcie terminov, pretoze aj kvalita vybranych terminov ma vplyv na

vysledky systému.
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Priloha A. Priklady vygenerovanych

podobnych terminov pre terminy z

WordNetu

V tabul’kach je najpodobnejsich 5 terminov pre dany skimany termin, ktoré su podobnejsie ako 0,5.

Pokial’ systém nenasiel 5 podobnych terminov, je ich menej a ostatné polia su prazdne. V prvej

tabul’ke st podobn¢ terminy ziskané metédou Random Indexing a v druhej lexikalnou substiticiou.

Termin 1 2 3 4 5
cannonballs volleys cannon ball projectile chariots bullet
apollo apollo mercury gemini skylab nasa
program program program
harpoon exocet tomahawk scud abm sea wolf
water cannons | water cannon | rubber bullet batons tear gas
paperback book comic book volume pamphlet paper
book
album concept album Ips demo single tribute album
novgorod novosibirsk leningrad omsk murmansk rostov
wind drop turn winds expose drift
iron old call come rich stand
Termin 1 2 3 4 5
cannonballs shot bullet projectile volleys chariots
apollo apollo nasa spacecraft exploration | space program
program
harpoon stinger tomahawk nuclear icbm scud
warhead
water cannons tear gas batons water cannon | rubber bullet
paperback comic book book magazine paperbacks paper
book
album music song band dvd artist
novgorod leningrad novosibirsk rostov murmansk omsk
wind winds light fire sea rain
iron copper steel old wood small
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Priloha B. Uzivatel’sky manual s popisom
¢innosti systému

Cely systém na tvorbu tezauru sa spusta pomocou skriptu system.sh. V tomto skripte su spustané
jednotlivé programy, ktor¢ tvoria systém. Pred kazdym prikazom na spustenie programu su
v tomto skripte v komentari uveden¢ vSetky povinné aj nepovinné parametre konkrétneho programu.

V nasledujucom texte sa ako skimané terminy chapu tie, ktoré¢ boli systému zadan¢ a pre ktoré ma
najst’ podobné terminy. Ako kandidatne terminy oznacuju tie, ktoré¢ boli systému zadané a z ktorych
sa vyberaju podobné terminy pre skimané terminy.

Extrakcia terminov

Najprv sa vykona extrakcia terminov. Pri nej vzniknu 2 subory. Jeden bude obsahovat’ terminy z
kazdého ¢lanku Wikipédie a druhy bude obsahovat’ zoznam terminov.

Priklad prvého suboru:

<DOC Hercule Poirot>
hercule

poirot

hercule poirot

article

</DOC>
<DOC Eiffel>
eiffel

eiffel

eiffel

refer

</DOC>

Druhy subor obsahuje zoznam terminov z Wikipédie. Kazdy termin bude na samostatnom riadku.
Tento zoznam bude nasledne filtrovany.

Indexacia a tvorba kontextovych vektorov

Dalej sa vykona extrakcia terminov. Pri nej sa pouZije na vstupe subor s terminmi z Wikipédie a
filtrovany zoznam terminov. Vznikne index vo formate Apache Lucene a kontextové vektory
ulozené¢ v binarnom formate. VoliteIne je mozné spustit’ program na vytvaranie kontextovych
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vektorov pre dokumenty (koncepty), ktory vytvori kontextové vektory pre dokumenty a ulozi ich do
rovnakého binarneho formatu ak kontextové vektory pre terminy.

Vyhladavanie kandidatnych terminov pre skimané terminy

Kandidatne terminy budu vyhladavané pomocou porovnavania kontextovych vektorov, ked pre
kazdy skimany termin sa vyberu najpodobnejsie terminy. Rovnakym sposobom je mozné vyhladat’ aj
kandidatne terminy pre koncepty. Vystupom je subor, ktory obsahuje na jednom riadku skumany
termin atabulatormi oddeleny zoznam kandidatnych terminov. VoliteI'ne je mozné vypisat aj
hodnotu podobnosti, ktora bude tiezZ oddelena tabulatorom. Slova vo viacslovnych terminoch st
oddelené medzerou.

Priklad siboru (s vypisanou hodnotou podobnosti):

loosestrife purple loosestrife  0.5683233
admission fee entrance fee  0.57309544  admission charge 0.54373866
television monitor television set  0.5087565

Priklad bez hodnoty podobnosti:

loosestrife purple loosestrife
admission fee entrance fee = admission charge
television monitor television set

Stubor s kandidatnymi terminmi pre koncepty ma rovnakd Strukturu. Pri d’alSom spracovani sa
pouziva subor bez vypisanych hodndt. Systém je vSak schopny korektne spracovat’ aj subor s
vypisanymi hodnotami, ale ¢iseln¢ hodnoty podobnosti bude brat” ako d’alSie terminy. Pre ne sa vSak
nendjdu zodpovedajiice subory s kontextami, takZze budu mat’ nulovii podobnost’ a budu zaradené na
koniec zoznamu podobnych terminov.

Vyhladavanie kontextov pre skimané terminy

Vyhladavanie prebicha v SW1 korpuse. Najdené kontexty su najprv ulozené do nickol’kych suborov
(mena su cisla) do uréeného adresara. Kazdy subor obsahuje vSetky kontexty pre nickolko terminov.
Na jednom riadku je vzdy termin a kontext oddeleny tabulatorom. Vyskyt terminu v kontexte je
nahradeny za zolikovy znak "<*>"

Priklad obsahu suboru (0.tmp):
hallmark <*> of the gangster
hallmark <*> of the gangster period
impress <*> some people

impress <*> by nash 's vocal

Do samostatnych suborov st ulozené aj I'avé a pravé kontexty (ktoré su pred a za terminom). UloZené
su podla poctu slov v takomto kontexte. Kazdy subor obsahuje maximalne mnoZstvo pravych a
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lavych kontextov, ktoré je zadané parametrom. Tieto I'avé a pravé kontexty sa potom vyhladavaju vo
Web 1T korpuse pomocou nastroja GetlT.

Stbory s najdenymi kontextami pre skumané terminy st nasledne prevedené z tohto medzikroku
do konecného formatu. Ten vyzera tak, ze pre kazdy skimany termin je jeden subor, ktory obsahuje
kontexty pre tento termin. Nazov stboru je zhodny s terminom. Subory su ulozené v zadanom
adresari v podzlozkach, ktoré¢ su nazvané podl'a prvych dvoch znakoch terminov, ktoré su ulozené
v danom podadresari.

Priklad obsahu stuborov (subor affair, uloZeny v podzloze af):

<*> gpecialty

<*> analysis

foreign <*>

klos airs a public <*>
public <*>

airs a public <*>

Vyhladavanie kontextov pre kandidatne terminy

Zo zoznamu zadanych kandidatnych terminov sa vytvoria vSetky ich vSetky mozné kontexty
pomocou zolikovych znakov "<*>". Tieto kontexty sa nasledne vyhl'adaju pomocou nastroja Get1T.
Kontexty budi rozdelené podla dizky

Priklad siiboru s kontextami dizky 5:

product line <*> <*> <*>
<*> product line <*> <*>
<*> <*> product line <*>
<E>S <E> RS> product line
hadrosaurus <*> <#> <#> <*F>
<*> hadrosaurus <*> <*> <*>
<*> <*> hadrosaurus <*> <*>
<E> S <> hadrosaurus <>
<ES KES K>S <*> hadrosaurus

Filtrovanie a ohodnotenie kontextov pre kandidatne terminy

Najdené kontexty pre kandidatne terminy budu filtrované pomocou pravych a lavych kontextov
najdenych pre skumané terminy. Najprv sa prevedu zo suboru, ktory obsahuje len zoznam n-gramov
do medzikroku. To sa spravi tak, ze uréi ktory najdeny n-gram obsahuje aky termin (alebo terminy).
Nasledne sa n-gram rozdeli na termin, avy a pravy kontext a frekvenciu vyskytu. Takto ziskané
kontexty sa zapiSu do stiboru do zadan¢ho adresara. Kazdy stibor obsahuje kontexty pre niekolko
terminov. Na kazdom riadku je termin, lavy a pravy kontext, dizka Favého a pravého kontextu,
celkova dizka n-gramu (avy + pravy kontext + termin) a frekvencia vyskytu n-gramu. Za dizku
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sa povazuje pocet slov. Jednotlivé stipce sii oddelené tabulatorom. Pokial je diZka nicktorej &asti
nulova, v subore su za sebou na tomto mieste 2 tabulatory.

Priklad obsahu suboru (0.tmp):

times 4°spanyol mastiff visited 53 4 0 5 1037
manufacturing 1 edexcel gese in 4 0 5 79
times Ifall seven , stand 2 2 5 104

potter Iharry and the goblet 1 3 5 80

times 1" june 7 : 4 0 5 46

times 1" sept 10 : 4 0 5 46

Nasledne st tieto kontexty filtrované. Vyhadzuju sa tie, ktoré¢ nemaju pravy alebo I'avy kontext medzi
pravymi a l'avymi kontextami, ktoré boli najdené pri vyhl'adavani kontextov pre skumané terminy.
Tie kontexty, ktor¢ prejdu filtrom sa ohodnotia ako podiel ich PMI a SI a su uloZené do vysledného
formatu. Ten vyzera tak, Ze pre kazdy skumany termin je jeden stubor, ktory obsahuje kontexty pre
tento termin. Tento sibor obsahuje na kazdom riadku kontext a jeho ohodnotenie oddelené
tabulatorom. Nazov suboru je zhodny s terminom. Subory st uloZené v zadanom adresari v
podzlozkach, ktoré¢ st nazvané podla prvych dvoch znakoch terminov, ktoré st ulozené v danom
podadresari.

Priklad obsahu stiboru (sibor buena vista z podzlozky bu):

back by <*> home 1.2616660028849802
balboa park , <*> 1.7598967857408516
baptist church in <*>  1.8489106045694177
bar at <*> international 1.3205885272202154
battle of <*> battle 1.3253716455907325
bay <*> buena vista  1.6026377769699345
beach , <*> beach 1.3517663888063185
beach , <*> county 1.3895509037623313

Ohodnotenie terminov pomocou lexikalnej substitucie

Ohodnotenie kandidatov pomocou lexikalnej substiticie prebicha porovnavanim ich kontextov. Na
vstupe je pre kazdy skimany termin zoznam kandidatnych terminov a kontexty pre skiimané a
kandidatne terminy. Tento zoznam vznikol v kroku vyhladavania kandidatnych terminov pre
jednotlivé skimané terminy. V kroku lexikalnej substitiicie je tento zoznam pre kazdy termin
preusporiadany na zaklade vysledkov lexikalnej substiticie. Format vystupu zostava rovnaky ako
vstupny.
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Priloha C. CD so zdrojovymi textami,
programovou dokumentaciou a ukazkami

vysledkov

Na prilozenom CD sa nachadzaji nasledujice adresare:

e System - obsahuje funk¢énu verziu systému na automaticku tvorbu tezauru z Wikipédie. Obsah
toho adresara je:
= getlt-0.2.2 — adresar, ktory obsahuje zdrojové kody nastroja Get1T
= src — adresar, ktory obsahuje zdrojové kody Casti systému napisanych v Jave
»  Thesaurus.jar — jar subor s Castami systému napisanymi v jave
»  semanticvectors-1.26.jar — kniznica semanticvectors
»  lucene-core-2.3.2.jar — kniznica Apache Lucene
= system.sh — skript, ktory spust’a jednotlivé sti¢asti systému v spravnom
poradi
=  README - subor, ktory obsahuje popis ¢innosti systému
= stoplist.txt — subor, ktory obsahuje stoplist pre filtrovanie terminov
e Dokumentacia — programova dokumentacia vygenerovana nastrojom javadoc
e Vysledky — ukazky vygenerovanych vysledkov
e technicka_sprava.pdf — technicka sprava vo formate PDF
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