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Abstrakt

Diplomova praca sa zaobera regresnou analyzou experimentalne nameranych dat tavenych
syrov. Vyuzita je polynomialna regresia a vyber regresorov je zalozeny na Krokovej re-
gresii a Mallowsovej statistike. Nasledny odhad strednej hodnoty je vyuzity k nédjdeniu
najlepsej zmesi taviacich soli, z hladiska sledovaného parametra taveného syra. Analyza
experimentu aj vysledky su dobre graficky zdokumentované.

Summary

This thesis deals with regression analysis of experimentally measured data of processed
cheese. There is a polynomial regression used. The choice of regressors is based on Stepwise
Regression and Mallows’s Statistics. The estimation of the mean value is used to find
the best mixture of the emulsifying salts with regards to the observed characteristic of
the processed cheese. Analysis of the experiment and its results are well documented
graphically.
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1. UVOD

1. Uvod

Cielom tejto prace je pomocou regresnej analyzy vyhodnotif namerané data v nizsie
uvedenom experimente. Préaca je rozdelena do Siestich kapitol.

V prvej uvodnej kapitole je odstavec 1.1 venovany problematike tavenych syrov a
uskutoénenému experimentu. Text bol vytvoreny s pouzitim ¢lankov [L1], [7] a [5]. Druhy
odstavec 1.2 je venovany zavedeniu matematického aparatu. V tomto odstavci bol vyklad
usporiadany s pouzitim literatur [2], [I] a [9].

Druha kapitola pojednava o jednoduchsom pripade, kedy matica modelu nemd plni
stfpcovfl hodnost. Vyklad pre model tiplnej hodnosti je usporiadany s pouzitim zdrojov
3] & [13]. ,

Tretia kapitola hovori o linearnom regresnom modeli, kedy nie je splnena tiplné stlpcova
hodnost matice modelu. V tejto kapitole sa obéas porovnava model s tiplnou stipcovou
hodnostou s modelom netiplnou stipcovou hodnostou. Vyklad je vytvoreny s pouzitim
zdrojov [9] a [2].

Stvrtd kapitola pojednava o dvoch metédach, ktoré sa vyuzivaji pri vybere regresorov
v linedrnom modeli. Dalej hovori o diagnostike linedrneho regresného modelu. Vyklad o
vybere modelu vychadza z literattar [13], [1] a [0]. Vyklad o diagnostike je usporiadany s
pouzitim [10] a [13].

V piatej kapitole sa nachddza aplikaénd ¢ast prace. Je tu popisané vyhodnocovanie
experimentu a dolozené grafickou dokumentaciou. St porovnavané obe metdédy na vyber
regresorov. Kapitolu uzaviera odhad zmesi taviacich soli, ktora najlepsie spfﬁa zadané
kritérium.

1.1. Charakteristika problematiky

Tavené syry

Taveny syr (v angl. processed cheese) je mlie¢ny vyrobok, ktorého hlavnou zlozkou je
tvrdy alebo mékky syr (alebo ich kombindcia) a prip. tvaroh, susené mlieko alebo maslo.
Vyroba taveného syra spociva v zmiesani syrov (aj roznej doby zrenia alebo skladovania)
s tavnymi solami (v angl. emulsifying salts) a pripadne inymi zlozkami a za neustaleho
mieSania a ohrievania privedené na vhodnu konzistenciu. Povodnou myslienkou vyroby
syra s kombindciou taviacej soli (povodne citratu sodného), bolo predfienie trvanlivosti
kvoli moznosti lepsieho predaja tohto vyrobku. Neskorsie zacali byt pouzivané tiez taviace
soli tvorené fosfatmi alebo ich kombinaciami.

Taveny syr bol objaveny v roku 1911, vo Svajéiarsku, Walterom Gerberom a Fritzom
Stettlerom z Gerber and Co., ktory rozpustali Svajéiarsky syr! pouzitim citratu sodného
ako taviacej soli na vyrobu jemného a homogénneho vyrobku ([7], str. 194).

Hlavna tloha taviacich soli spoc¢iva v procese v ktorom vapnik, ktory viaze kazeinové
bielkoviny (alebo iné hydrolyzované frakcie kazeinu?) vytvérajic trojdimenziondlnu struk-
turu syra, je odliceny (z kazeinového matrixu) a nahradeny sodikovymi iénmi. Pro-
strednictvom vymeny vapnikovych iénov za sodikové iény, nerozpustny vapnikovy para-
kazein sa zmeni na viac rozpustitelny sodikovy para-kazein, ktory moze posobitf ako

ISvajciarsky syr (v angl. Swiss cheese) je znamejsf pod ndzvom Ementél.
2Kasein je hlavny protefn v cicavéom mlieku.
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emulgator ([11], str. 979).

Z predchadzajiiceho citovaného odseku teda vyplyva, Ze taviace soli mozu mat vplyv
na vlastnosti vysledného produktu - taveného syra. Toto potvrdzuji aj studie, ktoré su
uvedené vo vyssie uvedenych ¢lankoch. Vysledné vlastnosti taveného syru st ovplyvnené
ako vyrobnym procesom (napr. vlastnostami miesania, dobou ohrievania, teplotou ohrie-
vania a nasledného ochladenia), tak i skladovanim (napr. teplotou a dobou skladovania).
Preto je mozné modelovaf pomocou regresnej analyzy vybrané parametre tavenych syrov
(obzvlast tvrdosti) ziskanych experimentalne v zavislosti na pridanych taviacich soliach.

Experiment

Experiment bol uskutoéneny na Fakulte technologickej Univerzity Tomase Bati v Zline.
Zmes taviacej soli bola zlozena z troch zloziek fosforecnanovych taviacich soli:

- NaHPO, - hydrogenfosfore¢nan sodny (v angl. disodium hydrogen phosphate)
- NayP,05 - difosforecnan sodny (v angl. tetrasodium diphosphate)

- (NaPO3),, - polyfosfore¢nan sodny (v angl. sodium salt of polyphosphate)

Kazda zlozka zmesi bola davkovand po 10 % zo zmesi. Vytvorenim vsetkych takychto
kombinécii vynikne 66 roznych zmesi <Gg> = 66) . Pre kazdé meranie boli ziskané dve

hodnoty, preto celkovy pocet merani je 132 pre jednu sledovant vlastnost, dobu zrenia a
dobu skladovania.

Boli sledované tri vlastnosti tavenych syrov: tvrdost, kohezivita a relativna lepivost.
Pre kazdu vlastnost bolo nameranych 132 hodnot po uplynuti diviatich réznych dob.
Najpr sa tavené syry nechali zriet 2, 4 alebo 8 tyzdiiov a po tejto dobe boli skladované 2,
9 alebo 30 dni. Potom sa uskutocnili jednotlivé merania troch vlastnosti (kazdd vlastnost
vzdy na osobitnom prvku).

Na vyrobu taveného syra pre tento experiment boli pouzité suroviny: Eidamska tehla,
maslo, voda a hore uvedend zmes taviacich soli (3 % z celkovej hmotnosti). Pre po-
lyfosforeénan sodny v zmesi bolo m v rozsahu 15 — 20. Eidamsky syr s maslom boli
nakrijané na mensie kusky a zohrievané a rozmielané pocas doby 1 min priblizne na
otackach 4000 ot /min. Zmes taviacich soli a voda boli pridané pri otédckach 2000 ot /min.
Ohrev trval 10-12 min a pocas jednej minuty bola teplota udrziavana na 90°C. Nasledne
bola tavenina zabalena do malych foriem a ochladzovana na teplotu 6°C' pocas 2 hodin.
Dalej sa vyrobok nechal zrief v miestnosti na to uréenej pri teplote 9-10°C' (po dobu 2, 4
alebo 8 tyzdnov). Néasledné skladovanie prebiehalo pri teplote 6°C' po dobu 2, 9 alebo 30
dni.

Ulohou tejto prace je statisticky rozbor na tvrdosti taveného syru. Preto bude uvedena
definicia tvrdosti a technické prevedenie. Valcova ty¢ s priemerom 20mm bola pri rychlosti
2 mm/s vtlacovanad do taveného syra do hibky 10 mm. Mierou tvrdosti je tu maximalna
sila, ktora bola potrebna pri prieniku do syra.

Podrobnejsie informécie o uvedenom experimetne st uvedené v ¢lanku [5].

1.2. Zakladné pojmy a oznacenia

V tejto praci budeme pri vyklade matematickej tedrie predpokladat zakladné znalosti z
kurzov pravdepodovnosti a Statistiky. V tomto odstavci budi uvedené niektoré matema-

4
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tické pojmy, ktoré budi pouzité v nislednom teoretickom vyklade. Dalej odstavec bude
doplneny matematickymi vetami z tedrie matic a vektorov. Okrem miernych zmien, ktoré
budi detailne uvedené, sa autor drzi oznacenia zavedeného Andélom v literature [3].

Priestor vsetkych elementarnych javov bude oznaceny symbolom 2. Nech je na pries-
tore  nejaka o-algebra A podmnozin Q2. Ak P je nejakda pravdepodobnostna miera na
o-algebre A, potom trojica (2, A, P) bude oznacovat pravdepodobnostny priestor. Z teérie
pravdepodobnosti bude uvedend zniama Bonferroniho nerovnost, ktord znie nasledovne:
Pre ndhodné javy A,..., A, plati vztah

n

PUL A) <D P(A). (1.1)

i=1
Zobrazenie X : {2 — R bude nazyvané ndhodnou velicinou v (2, A, P) ak plati
{weQ| X(w)<a} €A pre VaeR.

Nshodné veliciny a vektory budt oznacené velkymi pismenami z konca latinky. Hustota
rozdelenia ndhodnej veliciny bude oznacena f a distribu¢na funkcia bude oznacena F.
Nahodny vektor oproti ndhodnej velicine bude oznaceny tucne. Stredni hodnota ndhodne;j
veliciny X bude oznacend EX a rozptyl DX. Strednd hodnota ndhodného vektora X
bude oznacend EX a variancna matica VarX. Varian¢na matica je symetricka a pozitivne
semidefinitna. Kovariancia dvoch nahodnych vektorov alebo velicin X a Y bude oznacena
Cov(X,Y). Nésledne budi uvedené vzfahy, ktoré platia pre varianéni a kovarianénu
maticu

VarX =EX X' — (EX)(EX), Cov(X,Y)=EXY'— (EX)(EY).

Dalej budi uvedené zékladné pravdepodobnostné rozdelenia, ktoré budi pouzité.
Normélne rozdelenie so strednou hodnotou p a rozptylom o2 bude oznacené N(u,o?).
Formélne sem patri aj singularne normélne rozdelenie N(u,0). n-rozmerné normélne roz-
delenie so strednou hodnotou g a varianénou maticou 2V bude oznacené N, (u, 0?V).
Dalej bude uvedené oznacovanie pre odvodené rozdelenia z normélneho rozdelenia ako
Studentovo rozdelenie s n stupiiami volnosti t(n), Chi-kvadrat rozdelenie s n stupnami
volnosti x2(n) a Fisherovo-Snedecorovo rozdelenie s n a k stupnami volnosti F(n, k).
Nésledne budi zavedené oznacenia jednotlivych kvantilovych funkcii. Ked'ze vSetky tieto
rozdelenia maji rasticu (pre x?(n) a F(n,k) uvazované na intervale (0,00)) a spojiti
distribuénu funkciu F, bude postacovat definicia kvantilovej funkcie ako inverznej funkcie
F~! k distribuénej funkcii. Napriklad hodnota kvantilovej funkcie £~ (a) (pre 0 < o < 1)
a pripadne prislugné stupne volnosti budid oznacené nasledovne: u, kvantil normovaného
normélneho rozdelenia, t,(n) kvantil studentovho rozdelenia, y?(n) kvantil chi-kvadrat
rozdelenia, F,(n, k) kvantil Fisherovho-Snedecorovho rozdelenia.

Skutoc¢nost, Ze ndhodna velicina X m4 normalne rozdelenie N(u, 0?) bude jednoducho
oznacend zapisom X ~ N(pu, 0?). Nech X = (X1,...,X,,)" je ndhodny vektor, V pozitivne
semidefinitnd matica a p je dany vektor. Ak pre lubovolny vektor ¢ € R" plati

cX ~N(dp,o*cVe), (1.2)

potom sa povie, ze X ma n-rozmerné normdlne rozdelenie N, (m,0*V') (zdpisom X ~
N, (i, 0*V)). V pripade, ze matica V je singuldrna, sa priddva privlastok singuldrne

3
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rozdelenie. Pre vektor a € R”, maticu B typu n x m a ndhodny vektor X ~ N,,(u, 0?V)
plati
a+ BX ~N,(a+ Bu,c?BVB'), (1.3)

ako ukdazal napriklad Andél v literatire ([2], str. 75).

Nech je uvazované X ~ N, (u,0%V), kde h(X) = r > 1. Dalej nech B,,,, je matica
splitajica BB’ = V. Potom pre ndhodny vektor Z ~ N,.(0, I') plati, Ze rozdelenie vektora
p+oBZ je rovnaké ako ndhodného vektora X (ako ukézal napriklad Andél v literatire
([2], str. 76)).

Nasledne budi zavedené vyberové charakteristiky pre nahodny vyber X1, ..., X, roz
sahu n. Vyberovy priemer oznaceny X a vyberovy rozptyl oznaceny S% budi definované
vztahmi

! i(Xi—X)Qz ! (Zn:Xf—nXQ).

n—173

Nech je uvazovany ndhodny vyber (X1, Y1), ..., (X,,Y,) rozsahu n z dvojrozmerného
rozdelenia. Budi uvazované charakteristiky vyberovy priemer X a vyberovy rozptyl S%
nahodného vyberu X1, ..., X,,. Obdobne st uvazované charakteristiky Y a S% pre ndhodny
vyber Y, ...,Y,. Potom je charakteristika vyberova kovariancia oznacena Sxy a defino-
vans vztahom

1 L 1

Sxy = ﬁ;(XZ - X)(Y;-Y) =

X,Y; —nXY).
(O X - nXY)

A vyberovy korelacny koeficient oznaceny ryy je definovany vzfahom rxy = Sxy /y/S%SZ,
ak S%S2 # 0.

Nech je uvazovans postupnost nahodnych velicin X, X,,... a ndhodna velic¢ina X.
Nech su tieto veli¢iny uvazované na rovnakom pravdepodobnostnom priestore (€2, .4, P).
Dalej nech X,, mé distribuéni funkciu F,(z) a X mé distribuéni funkciu F(z). Povie
sa, ze X, konverguje k X v distribucii, ak F,(z) konverguje k F(z) v kazdom bode z,
v ktorom je F(x) spojitd. Rovnako je mozné povedat, X, md asymptoticky rozdelenie
nahodnej veliciny X.

Niekedy stiéet nezavislych a rovnako rozdelenych nahodnych velicin moze mat rozde-
lenie asymptoticky normalne. O tom pojednava nasledujica centralna limitna veta.

Veta 1.1. (Lévyho-Lindebergova) Nech Xi, X, ... si nezdvislé ndhodné veliciny s
rovnakym rozdelenim, ktoré md strednii hodnotu p a koneényj rozptyl 0. Potom

1 n
Vvn (— > X — u) konverguje v distribicii k rozdeleniu N(0, 0?). (1.4)
[t
Doékaz. Vid Andél ([2], str. 184).

Delta metoda

Nech 6, je statistika, ktora je zavisla na rozsahu vyberu n a ma asymptoticky normalne
rozdelenie N(0, 0% /n). Ako bolo uvedené vyssie, plati

vn <én — 9) konverguje v distribticii k N(0, o?).
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Nech je uvazovana funkcia g, ktord je v bode # najmenej dvakrat diferencovatelna. Otézka
je, aké rozdelenie bude mat g(6,,). Ako ukazuje Agresti ([1], str. 578), plati

Vn <g(én) - 9(9)> konverguje v distribiicii k N(0, o?[¢'(6)]%).
Tento vysledok je nazyvany delta metddou pre uréenie asymptotického rozdelenia. Vacsinou

o? aj g'(0) je zavislé na 6, asymptoticky rozptyl je nezndmy. Vyuzije sa teda vyberovy od-

~ ~

had 6 parametra 6. A za predpokladu spojitosti ¢’ i o v bode 8, je o(0)g'(#) konzistentnym
odhadom o(0)g’(f). A toto mé vyznamny dosledok pri testovani, ze plati

Vi (9(6.) = 9(0)) /o(0) |4/ (6)

Pre velky vyber je mozné vytvorit nasledujici interval spolahlivosti pre g(f) na hladine
vyznamnosti «

(9(0) + ua20(6) |'(6)

konverguje v distribucii k N(0, 1).

IV, g(0) + urap o(0) |g'(9)

VR

Dalej Agresti zovieobecnuje delta metédu pre funkciu ndhodného vektora. Nech vek-
tor Statistik 6, = (én71,...,én7m)’ méa asymptoticky m-rozmerné normalne rozdelenie
N,,(0,X/n). Nech d'alej funkcia g(ti,...,t,) ma nenulovy diferencial ¢ = (41, ..., dm)
v bode 0, kde

O = S—Zt_e pre i=1,2,...,m.
Potom A
vn <g(0n) - g(@)) konverguje v distribticii k N(0, ¢'X¢). (1.5)

Teda pre velky viber n je rozdelenie g(8,,) blizke norméalnemu so strednou hodnotou g()
a rozptylom ¢’ /n.

1.2.1. Prehlad vysledkov z tedrie matic

V praci bude predpokladand znalost zékladnych pojmov z linedrnej algebry, prevazne
teérie matic a vektorov. Dalej budd uvedené potrebné vysledky z tejto teérie. Mate-
matickd tedria v celej praci bude uvazovand na poli redlnach ¢isiel R. Matice budu
vzdy oznacované velkymi pismenami latinky tuéne. Potom realne vektory budi oznacené
malymi pismenami latinky tucne. Matica bude oznacovana s prislusnym typom matice
takto Apxn = (@ij) i=1,..m, j=1,..n, kde m vyjadruje pocet riadkov a n pocet stfpcov matice
A, . Vektory budi vzdy uvazované v stfpcovom tvare a budu oznacené a = (a;) i=1,.m
bez typu, ktory bude vopred uvedeny. Avsak ak bude zo zadania zrejmé o aky typ ma-
tice/vektora sa jednd alebo tento typ nebude dolezity, matica bude pre jednoduchost
oznacené bez typu A a pri vektore a uz nebude uvadzany typ. Pre j-ty stipec matice A
bude oznaceny a.;. V pripade stvorcovej matice A bude v indexe uvedeny rad tejto matice
takto A,. Jednotkova matica bude oznacena I a nulova matica bude oznacend O. Vektor
nul bude oznaceny 0. Hodnost matice A bude oznacend h(A). Determinant Stvorcovej
matice A bude oznaceny det(A). Transponovand matica k matici A bude oznacend A’.
Inverznd matica k matici A bude oznaéena A~'. Stopa matice A bude oznacens Tr(A).
Pre nejaki §tvorcovii maticu A a Iubovolny vektor ¢ prislusného typu plati uzitoény vztah

cAc = Tr(Acc), (1.6)
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1.2. ZAKLADNE POJMY A OZNACENIA

ktory je mozné jednoduchym rozpisanim pravej a lavej strany potvrdit. Dalej bude zave-
dené oznacenie M(A,xn) = M(@s1, .. ., @4y), ktoré bude vyjadrovat vektorovy priestor
vytvoreny linearnou kombindciou stipcov matice A (resp. generovany Qey, - .. , Gep). Vek-
torovy priestor bude oznacovany V. Bude uvazovana euklidovskd norma oznacena ||-||.
Matica A splitajiica AA’ = A’A = I, bude nazyvand ortogondlnou maticou. Nasledujtca
veta bude uzitocna pri dokazovani mnohych matematickych viet v tejto praci.

Veta 1.2. Nech je uvazovand matica A s n stl})cami. Potom plati pre vektorové priestory
M(A") a M(A'A) v n-rozmernom vektorovom priestore V nasledujiice

M(A) = M(A'A). (1.7)

Dékaz. Zrejme priestory M(A'), M(A’A) st podpriestormi V. Ak st oba podpriestory
identické v V, maju identické aj svoje komplementy. A plati to aj opacne. Nech v € V a
zaroven platia obe naledujice tvrdenia:
1. pre Vo ¢ M(A’) plati v’A’ = 0 a tipravou vyplyva platnost v'A’A = 0, a teda
zéver v ¢ M(A'A)
2.pre Vo ¢ M(A'A) plati v’ A’ A = 0 a tipravou vyplyva platnost taktiez v' A’ Av = 0,
z ¢oho jasne vyplyva v’ A’ = 0 a teda zdver v ¢ M(A)
Potom st ich komplementy totozné a taktiez oba podpriestory M(A’), M(A'A). O

Nepriamym dosledkom predchadzajicej vety je platnost vzfahu h(A') = h(A'A).

Veta 1.3. (o skeletnom rozklade) Nech h(A,,xn,) = r > 1. Potom existuji matice
B a Cy, také, Ze plati

A=BC ah(B)=hnC)=r. (1.8)

Dékaz. Dokaz existencie matic B a C bude zalozeny na ich konstrukcii. Z h(A) = r
vyplyva, ze matica A ma r nezavislych stfpcov. Nech matica B je tvorena z r nezavislych
stfpcov matice A, v takom poradi ako boli v matici A. Zrejme h(B) = r. Nech symbol
7 zna¢i mnozinu ¢isiel, ktoré vyjadrujia poradie stfpcov v matici A vybratych do matice
B. Potom matica C' ma stfpce C,; Na pozicii ¢ € Z tvorené jednou jednickou a r — 1 nu-
lami, tak aby platil su¢in Bce; = G;. Stfpce c.; na poziciach j € {1,...,n} —Z st dané
koeficientami linearnej kombinécie stfpcov matice B, tak aby platil sucin Be,; = a.j. A
plati h(C) = r, pretoze matica C' obsahuje r nezavislych stipcov na vietkych r poziciach
z mnoziny Z. A kedZe bol zavedeny sicin Be,; = ao; pre Vi € {1,...,n}, plati taktiez
sucin A = BC. O

Predchddzajtici dokaz odpovedal taktiez na jednoznacénost. Matice B,y a C\xy, nie st
jednoznacne maticou A,,x, urcené, ale v pripade vyberu matice B resp. C' je jednoznacne
dana matica C resp. B.

Nech je teraz uvazovand matica A Stvorcovd. Rovnica det(A — AI) = 0 pre nezndme
¢islo A, je nazyvana charakteristickou rovnicou matice A. Korene charakteristickej rovnice
matice A si nazyvané vlastngmi ¢islami matice A. Nenulovy vektor v, spliujici rovnicu
(A — M)v = 0 pre nejaké vlastné ¢islo A matice A, je nazyvany vlastnym vektorom
prislusného vlastného éfsla A\ matice A. Bez tjmy na vseobecnosti bude dalsom texte
vzdy uvazovany vlastny vektor jednotkovy (teda ||v|| = 1).



1. UVOD

Ak je matica A realna, Stvorcova a symetrickd a pre kazdy realny nenulovy vektor ¢
prislusného typu plati nerovnost
cAc >0, (1.9)

potom matica A je nazyvana pozitivne semidefinitnou maticou. Ak vyssie definovana
matica A spliia pre kazdy nenulovy vektor ¢ ostri nerovnost vo vztahu 1.9, potom je
matica A nazyvana pozitivne definitnou maticou.

Veta 1.4. Nech A,, je redlna symetrickd matica. Potom existuje ortogondlna matica B
s vlastnostou A = BDB' resp. D = B'AB, kde D je diagondlna matica.

Dékaz. Vid Rao ([9], str. 62). O

Nésledne bude ukdzany takyto rozklad A = BDB' pre maticu A,,, uvedeny vo veta
1.4. Nech \q,..., A\, st vlastné ¢isla matice A,,, uvedené tolko krat ako je ich ndsobnost
(ako korena charakteristickej rovnice). Vlastné ¢isla A1, ..., A, sa po poradi priradia na
diagonalu matice D. Potom do kazdého stfpca bei, i = 1,...,m matice B sa priradi
vlastny vektor v; prislusny vlastnému ¢islu A;. V pripade k-nasobnosti (k < m) vlastného
¢isla A;, bude v matici B uvedenych vsetkych n roznych vlastnych vektorov prislusnych
k vlastnému ¢cislu A;. Vyssie uvedenému rozkladu symetrickej matice

A=BDB' = Z djjbojb/.j = Z )\j’l)j’l);', (110)
j=1 Jj=1
sa hovori spektrdlny rozklad. Je zrejmé, ze kazda matica v;v, j =1,...,m je symetrickd

matica a preto aj ich linedrna kombindcia (uréend vlastnymi ¢islami) bude opat tvorit
symetricki maticu A. Ked'ze v spektralnom rozklade 1.10 je vzdy uvazovana matica B
reguldrna, hodnost matice A je rovnd po¢tu nenulovych prvkov na diagonéle matice D.

Bez dokazu bude uvedené nasledujtice tvrdenie. Redlna symetricka matica mé realné
vlastné ¢isla a vlastné vektory. Pozitivne semidefinitnd matica A,, ma vzdy nezaporné
vlastné ¢isla, pretoze v definicii zo vztahu 1.9 a vety 1.4. vyplyva

dAc=cdBDB'c=¢€De=73 )¢} >0, (1.11)
j=1

kde e = B'c. V posledné vyjadrenie vo vztahu 1.11 plati pre lubovolny vektor ¢ resp.
e, len ak vSetky vlastné cisla \; si nezdporné. Pozitivne definitnd matica A,, ma vsetky
vlastné cisla kladné. A to sa ukaze rovnako.

Dalej bude tento odstavec venovany $pecidlnym maticiam, ktoré maji vyznamné
uplatnenie v tedrii linearnych regresnych modelov. Dobrym prikladom je idempotentna
alebo pseudoinverznd matica.

Idempotentna matica

Stvrcovd matica A bude nazyvand idempotentnou maticou, ak plati AA = A.
Veta 1.5. Ak A je matica idempotentnd, potom plati h(A) = Tr(A).
Dékaz. Dokaz je technického charakteru. Vid Andél ([2], str. 66). O
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Pseudoinverzna matica

Nech je dana matica A,,x,. Potom kazda matica B, xm spfﬁajﬁca rovnost
ABA = A, (1.12)

bude nazyvana pseudoinverznou maticou k matici A. Pseudoinverzna matica k matici
A bude v dalSom texte vyznacena hornym indexom nasledovne A~. Len v pripade re-
guldrnosti matice A je pseudoinverzna matica uréend jednoznacne. Pre reguldarnu maticu
A, plati rovnica ABA = A ekvivalentne s rovnicami AB = I = BA. A tieto rovnice
platia stcasne len pre maticu B = A~! inverzni k matici A.

Nech je dana sustava linearnych rovnic

Ab=1y, kde y e M(A). (1.13)

Dalej nech je uvazovany vzfah AA~Ab = Ab, z ¢oho vyplyva AA y = y pri platnosti
1.13. Je zrejmé, ze sustavy AA y = y a 1.13 stcasne platia, ak b = A~ y. Zaver je nasle-
dovny, pre lubovolni stistavu linedrnych rovnic 1.13 je riesenim b = A~y (matica ststavy
A moze byt singuldarna i nestvorcovd). Pseudoinverznd matica je teda zovSeobecnenim
pojmu inverznej matice pri rieseni sistavy linedrnych rovnic.

Operator ortogonalnej projekcie

Nech je uvazovany vektorovy priestor V koneénej dimenzie na R. Nech je d'alej uvazovany
podpriestor V; vo V a jeho ortogonalny komplement Vi~ vo V (plati V;NV{ = {0}). Potom
kazdy vektor & € V je mozné jednozna¢ne vyjadrit dvomi vektormi @, x> nasledovne
T = T + Xy, kde ©; € V| a x5 € Vi. Zobrazenie P : V — V), definované vztahom
Px = x, sa nazyva ortogondlnym operdtorom projekcie na priestor V. Dalej zrejme plati
P(ax + by) = aPx + bPy pre a, b € R a teda P je linedrnou transformdaciou, ktoru
je mozné vyjadrif maticou. Dalej bude oznacend takéto matica symbolom P a bude
nazyvana projekcénou maticou.

Veta 1.6. Projekéna matica P je idempotentnd matica.

Dékaz. Zrejme plati vyssie uvedeny vztah Px = x; a vztah Px; = x;. Dosadenim vyja-
drenia x; z prvého vztahu do druhého je mozné dostat vzfah PPz = Pz, z ¢oho vyplyva
PP =P. ]

Veta 1.7. Ak P je projekcnd matica na podpriestor Vi, potom I — P je projekénd matica
na podpriestor Vi-.

Dékaz. Nech je uvazovany Iubovolny vektor & € V a prislusny vektor £; = Pz, kde
zrejme 1 € V;. V pripade nenulovosti vektora & — &1 = x5, plati x> ¢ V) ale z, € Vit
Potom ¢y = @ —xy = Ix — Px = (I — P)x a teda I — P je projekénou maticou z
priestoru V na podpriestor Vi-. O

Nech je uvazovany n-rozmerny vektorovy priestor V so skalarnym stcinom zadefino-
vanym pozitivne definitnou maticou W, nasledovne (-,-)y, : V x V — R, kde dvom
vektorom x, y € V priradi toto zobrazenie (x, y)y;, hodnotu &’Wwy. V pripade, uve-
denia skaldrneho sicinu bez maticového indexu takto (-, ), bude uvazovand matica W
jednotkova I.
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Veta 1.8. Nech je dany vektorovy priestor V, kde je definovany skaldrny siucin pozitivne
definitnou maticou 3. Potom matica P je operdtorom ortogondlnej projekcie, prave vtedy,
ked matica P je idempotentnd a zdroveri B P je symetrickd matica.

Dékaz. Z vety 1.7. vyplyva, Ze kazda projekénd matica musi mat vlastnost idempotentne;j
matice. Nech st uvazované dva lubovolné vektory &, y € V, potom Pz € Vi, (I-P)y €
Vi a aby boli na seba ortogonalne, musf pre ne vzdy platit

0= (Pzx, (I - P)y)s,= «'P'Y(I — P)y.

Predchadzajiici vztah ekvivalentne plati, pre lubovolné vektory x a y, len ak plat{ P'3(I—
P) = O a teda PSP = P'S. 7 tejto druhej rovnice a jej transponovanej verzie
P'SP = X P vyplyva platnost P'Y = (X P) = X P a teda symetrickost matice X P. [J

V pripade skalarneho stcinu definovaného jednotkovou maticou I je matica P opera-
torom ortogondlnej projekcie prave vtedy, ked P je idempotentns a symetrickd matica.
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2. Linearny regresny model tplnej
hodnosti

Nech Y = (Yi,...,Y,)" je ndhodny vektor a X, . je matica danych redlnych ¢isiel,
kde zéroven plati h(X) = k a k < n. Dalej nech pre ndhodny vektor Y plati

Y = XB+e, (2.1)

kde B8 = (64,...,0k)" je vektor nezndmych parametrov a e = (ey,...,e,) je ndhodny
vektor spliajuci podmienky
Ee =0, Var(e) =0T

s neznamym parametrom o2 > 0. V takomto pripade sa tiez povie, Zze Y sa riadi linedrnym
modelom a bude nazyvany regresngm. Pretoze vektor Y zavisi linearne na prvkoch vektora
B, bude model 2.1 nazyvany linedarnym regresnym modelom. Matica X bude nazyvana
regresnou, maticou a jej stfpce o1, ..., Ler budl nazyvané regresormi. Vektor B bude
nazyvany vektorom regresnijch koeficientov. Ked'Ze regresnd matica ma rovnaky pocet
stfpcov ako je jej hodnost, bude model 2.1 nazyvany model s tiplnou stl}acovou hodnostou
alebo skratene model iplnej hodnosti.

Podmienka h(X) = k£ matice X, «, v modeli 2.1 urcuje, ze sa jednd o model tplne;
hodnosti a teda stipce regresnej matice su linearne nezavislé. Zaroven ak matica X je
uplnej hodnosti, potom matica X’X je regularna. Predchadzajice tvrdenie je tiez nepri-
amym désledkom vety 1.2. Priestor M(X) bude nazyvany regresngm priestorom. Dalej
nech je zavedeny pojem rezidudlneho priestoru, ktory bude vyjadrovat priestor kolmy na
regresny priestor a bude oznaceny M(X )t (resp. M(X)* je komplementarnym podpries-
torom M(X) v R").

Dalej nech je uvazovany vseobecnejsi model tplnej hodnosti pre ndhodny vektor Z
tvaru

Z=Xp+e, (2.2)

s neznamym vektorom 3 a neznamym nahodnym vektorom e
Ee =0, Var(e) = 0*G,

kde G je znama pozitivne definitnd matica. V pripade ze matica G nie je diagondlna,
budi medzi pozorovaniami koreldcie. Hodnoty Z je mozné linedrne transformovat nasle-
dovne Y = G;'Z a ziskaf povodny model 2.1 pre Y s Var(e) = oI, kde matica G je
zavedend vzfahom G = G1G)). PretoZe matica G odpovedd varianénej matici, ma vietky
vlastné ¢éisla kladné a plati, Ze existuje rozklad podla vety 1.4, potom existuje aj vyssie
zadefinovand matica G,. Takto je mozné previest vseobecnejsi model Z, s lubovolnou
znamou pozitivne definitnou maticou G, na povodny pripad modelu 2.1.

Regresné koeficienty [, ..., Bk sa odhaduji metédou najmensich $tvorcov, tj. minima-
lizaciou funkcie S(B) = (Y — XB) (Y — X3). Tieto odhady budu spolocne oznacené
vektorom b = (by, ..., b;)". Tlustrativny moze byt obrdzok 3a, v 3. kapitole, kde je pripad
uvazovany na R2.

Veta 2.1. Ak md matica X uplni stlbcomi hodnost, potom odhady metédou najmensich
§tvorcov st b= (X'X)1X'Y.
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Dékaz. Nech je uvazovany taky vektor b pre ktory bud plati Y — Xb ¢ M(X) alebo
Y — Xb = 0. Potom samozrejme plati vztah

X'(Y — Xb) =0, (2.3)
ktory bude vyuzity v nasledujicom odvodzovani.

(Y -XB)(Y -XB) = [(Y - Xb)+(Xb-XB)'[(Y - Xb) + (Xb— X0)]
— (Y - Xb)(Y — Xb)+(b—BYX'X(b— )
> (Y — Xb)(Y — Xb)

Pretoze matica X'X je regularna, tak je i pozitivne definitnd. A prave pre tito vlastnost,
v pripade (b — 3) = 0, nadobuda sucet stvorcov (Y — X3) (Y — X3) svoje minimum
(Y — Xb) (Y — Xb). Ststavu linedrnych rovnic 2.3 je mozné prepisaf na X' Xb= X'Y
a kvoli tiplnej hodnosti X, priamo dostat vysledok pre odhady b. O

Je vhodné si uvedomit, Ze suéin 2.3 vyjadruje podmienku: vektor Y — Xb je or-
togonalny na kazdy stipec matice X a teda zdroven na M(X). Tu moéze byt vhodnd
geometricks predstava vid obrazok 1.

Je mozné ziskat aj iny pohlad na metédu najmensich §tvorcov (minimalizéciu funkcie
S(B) = (Y — XB)(Y — X)) s ekvivalentnym zaverom, ako v dokaze vety 2.1. Kedze
funkcia S(3) je konvexnd na R¥, pre neobmedzené odhady b musf platit

a(z(Y—Xb)’(Y—Xb):O, 1=1,2,...,k,
a zjednodusene plati
a(?) (Y — a:.,b,)’(Y — m.,b,) = O, 1= 1, 2, e k s (24)

kde x,; znaci i-ty stipec matice X. Kazdu z parcialnych derivécii zo vztahu 2.4 je mozné
rozpisat nasledovne

a(?) (Y — a:.,b,)’(Y — m.,b,) = —a:’,Z(Y — m.,b,) — (Y — m.ibi)’m.i = —2$£Z(Y — a:.,b,)

Potom zo vzfahu 2.4 vyplyva platnost ststavy linedrnych rovnic @,,(Y — x4b;) = 0, pre
i=1,2,...,k, ktord je mozné zapisat maticovo

X'(Y — Xb)=0 resp. X'Xb=X'Y. (2.5)

Ststava rovnic X'Xb = X'Y, vyplyvajica taktiez z dokazu vety 2.1., urcuje teda
rieSenia pre odhady b regresnych koeficientov 3 ziskanych metédou najmensich stvorcov.
Je uré¢ite dobré si polozit otézku existencie rieSenia, ¢i vobec pre taktto sdstavu rovnic
musi existovat riesenie. Z platnosti vztahu X'Y € M(X’) a vety 1.7. vyplyva platnost
X'Y € M(X'X). Kedze pravd strana ststavy X' Xb = X'Y je podla vety 1.2. taktiez
z priestoru M(X'X), m4 tdto sustava vzdy riesenie. V pripade tplnej hodnosti matice
X je rieSenie tejto linearnej sustavy vzdy jednoznacné. Sustava linearnych rovnic

X'Xb=X'Y (2.6)
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bude nazyvana siustava normdlnych rovnic alebo skratene normdlne rovnice (normdina
rovnica). Vektor
Y = Xb=X(X'X)'XY (2.7)

je najlepSou aproximdciou vektora Y, aki je mozné vytvorit v priestore M(X). Z ge-
ometrickej predstavy riesenia normalnych rovnic vyplyva, ze sa jedna o kolmy priemet
vektora Y na Y € M(X) a ten je uréeny jednoznacne. Této situcia je zobrazend na
obrazku 1.

Obrazok 1: Zobrazeny je kolmy priemet vektora Y na vektor Y = Xb = bz + boxs do
regresného priestoru M(X) = M(x1, x2). Vektor b je odhadom vektora B metédou najmensich
Stvorcov.

Vektor Y je linedrne transformovany do priestoru M (X ) na vektor ¥ pomocou vzfahu
2.7. V d'alsom texte bude H oznacovat maticu tejto linedrnej transforméacie

H=XXX)'X"

Je zrejmé, Ze platf vztah HX = X, totiz X (X'X) ' X'X = X. Preto vektor z priestoru
M(X) sa uz touto ortogonédlnou projekciou H nezmeni, a teda kazdy stipec matice X
sa transformuje na seba HX = X z ¢oho vyplyva, ze matica H je projekénou maticou
na priestor M(X). Zrejme dalej plati tiez (I — X (X'X)"1 X)X = O, teda ze stipce
projekénej matice (I — X (X' X) 1 X’) (z vety 1.7.) st ortogonalne na regresny priestor
M(X). Dalej nech M vyjadruje M =T — X(X'X)"'X' =1 H.

Zhrnutim platia vztahy

HX =X, M=I-H a MX =0. (2.8)

D4 sa lahko ukézat, Ze matice H a M st okrem symetrickosti aj idempotentné, ked'ze
plati
HH=X(X'X)'X'X(X'X)'X' =X(X'X)'X'=H,
MM=(I-H)(I-H)=I-H-H+HH-=1—-H-=M.
Alebo inak, kazdy stfpec z projekcnej matice H resp. M sa transformuje na seba do

priestoru M(H) resp. M(M), teda plati HH = H a MM = M. A tym sa ukdzalo, ze
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matice H a M st symetrické a idempotentné. Podla vety 1.8. sti obe matice operatormi
ortogonalnej projektcie (na regresny a reziduélny priestor) a tym boli potvrdené doterajsie
intuitivne predstavy.

Pre idempotentné matice, podla vety 1.5., platia vztahy

W(H) = Te(H) =k, h(M)=Te(M)=n— k.

Matica H je symetrickd a preto moze byt uvazovany spektralny rozklad 1.10. Ked'ze
h(H) = k plati, Ze matica H m4 prave k nenulovych vlastnych ¢isiel (i s ndsobnostami)
s prislusnymi vlastnymi vektormi. Nech v je nejaky vlastny vektor matice H prislusny
k nenulovému vlastnému ¢islu A. Potom plati Hv = \v. Kedze v € M(H) a H je
projekénd matica na M(H) mus{ platit A = 1. Preto nech pre H st oznacené vlastné
¢islanasledovne \; =1, i =1,...,ka ) =0, i = k+1,...,n. Potom podla spektralneho
rozkladu 1.10 plati pre maticu H

m k
H =) M\vjv;=> vjv;=QQ, (2.9)
=1 j=1
kde matica @, ma stipce vyplnené vlastnymi vektormi takto Q = (v1,...,v%). Vektory
v1,. ..,V st ortonorméalne bazové vektory priestoru M(H) (a teda i regresného priestoru

M(X)) a preto plati Q'Q = I. Obdobne pre maticu M existuje n—k vlastnych vektorov
matice M generujticich priestor M(M) (a teda i rezidudlneho priestoru M(X)*1). Ked'ze
su priestory M(H') a M(M ) na seba ortogonélne, ortonormalnou bézou si préave vektory
Vgid, - - -, Uy 20 spektralneho rozkladu 2.9 matice H. Nech je teda, rovnako ako matica
Q, vytvorend matica N,xn & = (Ugy1,...,v,). Potom plati okrem vztahu M = NN’
aj vztah N'N = I,_;. Pomocou platnosti H + M = I (zo vztahu 2.8) je mozné ukézat

k n
I=H+M=> vjv,+ > wvv;=(Q,N)Q,N). (2.10)
j=1 j=k+1

A teda, ze matica (Q, N) (v blokovom tvare) je skutoéne ortogonalna, a splita podmienky
vety 1.4. Totiz len rovnost (Q, N)(Q, N) = I je hned zrejma.

Néhodny vektor by, s k-zlozkami bude nazyvany linedrnym odhadom parametra 3 (v
linedrnom regresnom modeli 2.1), ak existuje matica By, ze

b, = BY. (2.11)

Linearny odhad b; bude nazyvany nestranngym odhadom, ak plati vztah E(by) = B
pre kazdé B € R* Nestranny linedrny odhad b; bude nazyvany najlepsim nestrannym
odhadom, ak plat{ pre lubovolny iny nestranny linedrny odhad b}, Ze matica

(Var(b%) — Var(by)) (2.12)

je pozitivne semidefinitnd. Vysvetlenie tejto definicie moze byt nasledujice. Odhad by, je
najlepsi, pretoze sa rozptyl D(c’by) Tubovolnej linedrnej kombindcie odhadov ¢'by, zmeni
oproti rozptylu D(¢/b}) o hodnotu ¢'(Var(b}) — Var(byr))c, ktord je nezaporné (pretoze
matica 2.12 je pozitivne semidefinitnou). Teda odhad by, je najlepsi, pretoze pre lubovolny
vektor ¢ minimalizuje rozptyl na D(c’br) oproti ostatnym nestrannym linearnym odha-
dom.
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Veta 2.2. Pre odhad b metdédou nagmensich stvorcov plati E(b) = 3, Var(b) = o?(X'X )L,

Dékaz.
E(b) = E(X'X)'X'Y =(X'X)'X'EY = (X'X)'X'XB=0,
Var(b) = Var[(X/X>—1X/Y] _ (X'X)_IX’(VarY)X(X’X)_l (2.13)
= (X/X)_lX/(JQI)X(X’X)_1 = aQ(X’X)—l_
O

Teda bolo ukdzané, ze odhad metédou najmensich stvorcov b = (X’ X )~ X'Y uvedeny
vo vete 2.1. je nestrannym linearnym odhadom vektora (3.

Veta 2.3. (Gaussova-Markovova) V modeli Y, pre ktory plati EY = X3 a VarY =
azI,Aje Y = HY najlepsim nestrannym linearnym odhadom vektora X (3. Zdroven plati
VarY = o’H.

Dékaz Odhad Y je linedrny, pretoze Y je linearnou funkciou Y (Y = HY). Ked'ze plati
EY =EHY = HX(3 = X33,

je odhad l:f nestranny. Dalej nech je uvazovany Tubovolny iny linearny odhad, teda
napriklad Y = a + BY . Aby bol linedrny odhad Y nestranny mus{ platit

EY =E(a+BY)=a+BX3=X8 prekazdé 8 cR".

Z toho vyplyva @ = 0 a BX = X. Matica B teda transformuje stipce matice X na
samé seba. Preto matica B taktiez linedrne transformuje linedrnu kombinéciu stipcov X
na seba. Preto BX (X'X)'X’ = X(X'X) ' X’ z ¢oho vyplyva rovnost BH = H.
Posledn4 rovnost sa dd prepisat na vztah (B — H)H = O, vyuzitim idemotentnosti
matice H. Tento vzfah bude vyuzity nizsie. Pre varianént maticu odhadu Y plat

Var(Y) = Var(HY) = HVar(Y)H' = ¢°H.
Pre varianénd maticu linedrneho nestranného odhadu Y plati

Var(Y) = Bo’IB'=0*(B— H)+ H|(B - H)+ HJ =
— ¢*(B—H)(B— H) +0*HH' =¢* B — H)(B — H) + Var(Y),

pretoze (B — H)H = O. Aby vektor Y bol najlepsf nestranny odhad, musi platit, ze
matica (Var(Y') — Var(Y)) je pozitivne semidefinitnd matica podla vzfahu 2.12. Podla
tvaru matice (B — H)(B — H)', sa jedné o pozitivne semidefinitni maticu, pretoze je
symetricka a ma nezaporné vlastné ¢isla. Plati totiz ekvivalentne (B — H)I(B — H)',
kde matica I urc¢uje nezédpornost vlastnych éisiel. O

Dolezitym dosledkom predchadzajicej Gauss-Markovovej vety je pre odhad b vektora
3, ze tento odhad je dokonca najlepsim nestrannym linearnym odhadom vektora 3. Totiz
odhad b je linedrnou funkciou Y a preto je tiez najlepsim nestrannym linedrnym odhadom
svojej strednej hodnoty, teda (3.

Minimalna hodnota funkcie S(3) bude oznacend

RSS = S(b) = (Y —Y) (Y - Y),

a nazyvana rezidudlnym sictom Stvorcov (z angl. Residual sum of squares). Iné vyjdarenie
pre Statistiku RSS popisuje nasledujica veta.
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2. LINEARNY REGRESNY MODEL UPLNEJ HODNOSTI

Veta 2.4. Pre rezidudlny sucet Stvorcov plati RSS =Y'MY a RSS=Y'Y — b X'Y.
Dokaz.

RSS = (Y-Y)(Y-Y)=(Y -HY)(Y - HY) =

= (MY)Y(MY)=Y'M'MY =Y'MY =
Y'(I-H)Y =YY —Y'HY =Y'Y — (H'Y)Y =
Y'Y -Y'Y =YY —vX'Y.

0
Veta 2.5. Ndhodnd velicina s* = RSS/(n — k) je nestranngm odhadom parametra o?.
Dékaz. Pretoze plati RSS = Y' MY | je mozné vyvodit
E(RSS)=E(Y'MY)=E[Tr(MYY')] =Tr[ME (YY')], (2.14)
pouzitim vztahu 1.6. Pre varianénd maticu plati vztah
Var(Y)=E(YY') — (EY)(EY) =E(YY') — X3(X03). (2.15)

Zo vzfahu 2.15 je mozné vyjadrif E(Y'Y") = Var(Y)+X 8(X B)’. Pouzitim predchadzajiceho
vztahu E(Y'Y”) v odvodzovan{ E(RSS) vo vztahu 2.14 sa pokracuje nasledovne

Tr[ME(YY')] = Tr[M(Var(Y) + XB(XB))] = Tr[M(Io* + XB3(XB)")]
- ?zTr (])\/I) +Tr[MXB(XPB)] = (n—k)o? + Tr O]
= (n—k)o?,
kde bol vyuzity vytah MX = O. O

Bude zavedené nové oznacenie pre vektor odhadov u = Y - Y = MY = Me
nahodnych zloziek e, ktory bude nazyvany wvektorom rezidui. Potom plati tiez iné vyja-
drenia pre rezidudlny sicet stvorcov, napriklad RSS = w'u = |Jul|>.

Veta 2.6. Pre vektor rezidui platia vztahy E(u) =0 a Var(u) = o?M.
Dékaz. Na platnost tejto vety sa d4 lahko nahliadnut podla nasledujtcich odvodeni

E(u) = E(MY)=MEY = MX8 =0,
Var(u) = Var(MY)= MVar(Y)M' =o>M,

kde bol pouzity vytah M X = O. O

V regresnej matici je v prvom stipei €asto uvazovany vektor jednotiek. Potom sa
formuluje matica X = (1, X ), kde matica X3 je typu n x r (r = k — 1.) Potom si
preformulované koeficienty 8 = (5o, f1,. .-, 5)" a odhady b = (bg,b1,...,b.)".

V pripade, ze bude uvazovany vektor 1 € M(X), zo vztahu 2.3 z ktorého boli odvo-
dené normalne rovnice (teda metédu najmensich stvorcov) vyplyva

5 1 -1 A
(Y —Xb)=1(Y -Y)=0 aztohovyplyva —» V=Y =->Y;.
n n
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Potom bude vyberovy korelactny koeficient ry,y medzi vektormi Y a Y zavedeny nasle-

dovne -
S LY -Y)Vi—Y)/(n—1)

TY,}?_\/SQSQ_\/ 2 = 2 y

oy Vi =Y (n = 1) (Y = Y)?/(n 1)
kde Sy y je vyberovd kovariancia a S§, S3 st vyberové rozptyly, podla zavedenia v tdvode.
Korelacny koeficient je dobrym ukazovatelom linedrnej zavislosti. Preto pri ”dob-
rej”aproximacii vektora Y vektorom Y by bol ocakavany koeficient korelacie blizky 1. K
vyhodnoteniu kvality prelozenia linearnym modelom sa najcastejsie pouziva druhd moc-

nina tohto korela¢ného koeficientu. Tiito statistiku je mozné vyjadrif pomocou vektorov
nasledovne

N _ o \2
b Sy (EM-NEE-Y) (YT -Y)) 2.16)
y - o > Ny ETORTIN _ 2 :

TOSESy S YRR -Y)? |y - |v -7

kde bol oznaceny vektor Y = /)71. Vektor Y odpoveds odhadu parametra modelu s regres-
nou maticou tvorenou len stlpcom jednotiek. Vtedy je samozrejme najlepsim odhadom
strednd hodnota. Pre d’alsie odvodzovanie bude oznaceny novy vektor d =Y — Y, ktory
bude vyjadrovat jednotlivé vzdialenosti tychto odhadov. Viac o tejto problematike (vz-
dialenosti roznych odhadov) bude pojednavat kapitola 4. V odvodzovani 77, zo vztahu
2.16 je mozné pokracovat takto

2
o (drwd?  (ddrwd)  (IdP0) )
Y ld -l ]l

(2.17)

kde w'd = Y'M'd = w/'Md = 0 z platnosti Y, ¥ € M(X) vyplyva d € M(X) a
teda Md = 0. Vektory u a d su na seba kolmé, pretoze sa oba nachadzaji v navzajom
kolmych podpriestoroch a preto plati vztah (u,d) = u'd = 0.
Nech je uvazovany vyraz Y7 (Y;—Y)2, ktory uréuje siicet stvorcov odchyliek v modeli
s regresnou maticou X = 1 Y. T4to hodnota bude oznacena TSS (z angl. Total sum of
squares) a bude vyjadrena vzfahmi
TSS =Y -Y)Y -Y)=)Y (Y, -Y)’=> v?—nY>

i=1 i=1

Je teda zrejmé, ze v pripade regresnej matice tvorenej len stlcom jednotiek a odhadu Y
ziskaného metédou najmensich stvorcov plati RSS = TSS. Toto nové oznacenie Statistiky
TSS je mozné vyuzit v d'alsom odvodzovani Statistiky 7, zo vzfahu 2.17

> ldI*  _lld+u—u|* _ TSS—RSS _ | _ BSS

AP T d 7SS 7SS

(2.18)

Ako uvéadza Andeél v literatture ([3], str. 82), k popisu presnosti regresného modelu
sa pouziva koeficient determindcie R? a adjustovany (korigovanyj) koeficient determindcie
R?,;. ktoré st dané vzorcami

oy BSS Lo | (n- DRSS

7SS’ ed T T T (n—r —1)TSS"

(2.19)
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2. LINEARNY REGRESNY MODEL UPLNEJ HODNOSTI

Vo vztahu 2.18 je teda ukazané, Ze koeficient determindcie R? je priamo odvodeny z druhej
mocniny korelaéného koeficientu r7 ...

Menej matematicky pohlad na vzorec 2.19 koeficientu determindcie: Cim je hodnota
R? blizsia k 1 (resp. hodnota RSS je vyrazne mensia ako hodnota TSS), tym lepsie
model zachytava pozorované data. V hodnote adjustovaného koeficientu determinacie si

zohladiiované jednotlivé stupne volnosti statistik RSS a TSS.

2.1. Normalny linearny regresny model

Pre predchadzajtce tvrdenia nebola vyzadovana podmienka normélneho rozdelenia vek-
tora Y. Avsak pre nasledujice tvrdenia, uz bude treba uvazovat normalne rozdelenie,
kedZe je testovanie hypotéz zalozené na znalosti rozdelenia dat. Nech je teda predpo-
kladané, ze ndhodna veli¢ina e mé n-rozmerné normdlne rozdelenie e ~ N,(0,021I), z
¢oho vyplyva Y ~ N, (X3,02I). Tento model bude d'alej nazyvany normdiny linedrny
regresny model.

Veta 2.7. Pre normdlny linedrny regresny model uplnej hodnosti plati

b~ Ni(B,0%(X'X)).

Dékaz. Vztah b = (X' X) ' X'Y je znamy. Matica (X’X )1 X’ je maticu &fsel typu kxn,
ktora uréuje linedrnu transformédciu vektora z normélneho rozdelenia Y ~ N,,(X 3, 0°I).
Parametre pre tento vektor boli uréené vo vete 2.2. a preto podla vzfahu 1.3 plati
b ~ Ny(B, 02(X'X) 1), 0

Veta 2.8. Pre odhady plati
Y ~N.(XB,02H), u~ N,(0,0>M).

Dékaz. Pre vektor Y = HY plati, ze matica &isiel H urcuje jeho linedrnu transforméciu
z vektora Y ~ N, (X3, 0%I,). Preto aj vektor Y ma normdlne rozdelenie podla vztahu
1.3. Z vypoctu parametrov

E(Y) = E(HY)=HEY = HXj3 = X3,
Var(Y) = Var(HY)= HVar(Y)H' = ¢°H,

sa uréf normélne rozdelenie Y ~ N, (X 3,02 H). Podobne sa uréi rozdelenie aj pre rezidua
u. Pre rezidud w plati vzfah u = Me, kde M je matica ¢isiel a vektor chyb e ma4
rozdelenie e ~ N,,(0, 02I). Parametre odhadov u boli uréené vo vete 2.6. a z toho vyplyva,
7e odhady u maji rozdelenie N, (0, 02 M). O

Veta 2.9. Plati RSS/o? ~ x*(n — k).

Dékaz. Matica IN,x,_r bola spomenuta vyssie, pri spektralnom rozklade matice M. Jej
stlpce boli ortonormélne bazové vektory rezidudlneho priestoru M(X)+ a spliiala vzfah
NN’ = M. Nech je uvazovany ndhodny vektor Z ~ N, (0, I, ), potom plati vztah
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2.1. NORMALNY LINEARNY REGRESNY MODEL

oNZ ~ N,(0,0°M). Je zrejmé (vid ostavec 1.2), ze vektor rezidui u a ndhodny vektor
oN Z maji rovnaké rozdelenie N,,(0,02M). Pretoze plati vzfah

RSS u'u

2 2

0*Z'N'NZ = 0*Z'Z ~ o*x*(n — k), vyplyva z toho ~x3(n—k).

o o

Veta 2.10. Vektor b a velicina s*> st nezdvislé.

Dokaz. Vztahy b = (X'X)'X'Y a RSS = Y'MY st zndme. Andél vo vete 4.19.
literatiary ([3], str. 69), formuluje kedy kvadratickd forma Y'MY a ndhodny vektor
(X'X)'X'Y s nezavislé. V tomto pripade, predpoklady uvedenej Andélovej vety st:
matica M je pozitivne semidefinitnd matica, Y ~ N, (X3, 02I) a zdrovei plati

(X'X) ' X' (c*I)M = O. (2.20)

Bolo uz ukazané vyssie, pri vypisu spektralneho rozkladu matice M, ze matica M je
symetrickd a vlastné ¢isla matice M st rovné bud’ 0 alebo 1. Preto matica M je pozitivne
semidefinitna. Kedze M je symetrickd matica a plati M X = O, plat{ tiez vzfah 2.20.
Vektor b a hodnota RSS st teda nezavislé. Z toho vyplyva tiez nezdvislost medzi vektorom

b a veli¢inou s2. 0

2.1.1. Testy hypotéz a intervaly spolahlivosti
Veta 2.11. Nech v;; znacia proky matice (X'X)™'. Potom plati pre ndhodni velicinu

bi — f;

~t(n—k),

pre kazdé i =1,... k.

Doékaz. 7 vety 2.7 vyplyva (b; — B3;) /v/o2vi ~ N(0,1). Kedze RSS /o? ~ x*(n—k) a vektor
b s odhadom s? st nezdvislé, je mozné urobit zéver pre ndhodnt velic¢inu

(bi = Bi)/Vo?vi (b — B;)
T, )

A teda, vyssie uvedend Statistika mé& Studentovo rozdelenie s n — k stupiiami volnosti. [J

Pomocou vety 2.11 sa testuje hypotéza Hy : 3; = (Y proti alternativnej hypotéze

Hy : 8; # BY, pre prave jedno ¢ = 1, ..., k. Hypotéza Hy je zamietnut4 na hladine o, prave
ked’, plati
|(bi — B7)]
— " >ti_a(n—k
o 1-g(n —k)
Potom obojstranny interval spolahlivosti pre odhad parametra f3; so spolahlivostou 1 — a

je interval
(b — s/ ti-a(n— k), b+ sy ti g (n— k). (2.21)

Ekvivalentne sa zamieta nulovd hypotéza Hy : 3; = 8Y na hladine vyznamnosti «, ak
hodnota Y nelez{ v intervale spolahlivosti 2.21 so spolahlivostou 1 — a.
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2. LINEARNY REGRESNY MODEL UPLNEJ HODNOSTI

Najcastejsie sa testuje nulova hypotéza Hy : §; = 0 a teda sa testuje, ¢i je koeficient ;
vyznamne odlisny od 0. Ak sa nulovi hypotézu Hy zamietne, znamena to, ze Y vyznamne
(na hladine «) zavisi na i-tom stipei regresnej matice X. Avsak niekedy je potrebné
testovat viacero regresnych koeficientov st¢asne. Preto bude uvedend nasledujiica veta,
pre ktort je potrebné rozdelif vektor regresnych koeficientov 3 na vektor 3, s p zlozkami
a vektor B, s ¢ zlozkami s odpovedajicou maticou (X'X)~! takto

(B (b ot (Vi U
o (i) o) - (5 )

Veta 2.12. Plati 1
@(bz — By)W by — B,) ~ F(g,n — k).

Dékaz. Pre margindlne rozdelenie plat{ by ~ N,(B,,0?W). KedZe matica X' X je po-
zitivne definitnd, potom aj matica (X’'X)~! je pozitivne definitnd (vsetky vlastné éfsla
st prevratené hodnoty vlastnych ¢isiel matice X' X a teda opat kladné). Potom submatica
W je tiez pozitivne definitnd a preto existuje rozklad BB’ = W, s reguldrnou maticou
B. Nech je uvazovany ndhodny vektor B2 + BZ ~ Ny(By,0*W), kde Z ~ N,(0,5°1I).
Potom je mozné kvadraticki formu

0_2(b2 - 52)/W_1(b2 — Bs),
nahradit za nasledujtici vztah bez toho aby sa zmenilo rozdelenie tejto kvadratickej formy,
takto
o *(BZ)(BB)'(BZ)=0%Z'B(BB) 'BZ.
Dalej sa ukéze, ze plati B'(BB')"'B = I. Pri vynésobeni zlava maticou B, nastiva
rovnost B = B. Tymto tvrdenim je rovnost B'(BB') !B = I dokézan4, len ak matica
B je regularna. Nasledne plati
O_—QZ/B/(BB/>—IBZ — 0_—2z/Z ~ X2(q>
U7 bola ukézana platnost RSS/a? ~ x*(n — k) a nezavislost vektora b s hodnotou RSS,
potom plati

) N a7 —1 _
7 i %;gﬁ b= B q - é(bz — Bo)'W by — B,) ~ F(q,n — k).

O

Dosledok tejto vety méa vyuzitie pri testovani nulovej hypotézu Hy : B, = 39 proti

alternativnej hypotéze Hy : 3, # Bg, kde Bg je g-prvkovy vektor. Nulova hypotéza Hg

bude zamietnuta na hladine a, prave ked’, vektor 39 nepatri do konfidenénej mnoziny pre
3, so spolahlivostou 1 — «

{bERY|(b—By) W' (b—B,) < ¢s’F1alg.n— k)}. (2.22)

Pretoze je matica W ! pozitivne definitné, konfidenénd mnozina 2.22 je tvaru elipsoidu'so
stredom v bode 3,. Pomocou spektralneho rozkladu 1.10 matice wl=x97, Avv), je
mozné prepisat nerovnost v konfidenénej mnozine 2.22 nasledovne

(b— 3y (Z)\’U’U) (b—P3,) = Z)\ (b—3,) 'vz) < qs°Fi_a(q,n — k). (2.23)

IMysleny je vieobecnejsl pojem ehpsmdu zahrnujici dvojrozmerny (elipsa) a viacrozmerny pripad.

V euklidovskom priestore dimenzie n, splnuJuc1 S a?/r? r; <1, kde z; st stradnice bodu a r; € R.

j=1%;
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2.1. NORMALNY LINEARNY REGRESNY MODEL

Stéin (b— B,)'v; vyjadruje velkost premietaného vektora (b —3,) na priestor generovany
vlastnym vektorom w;. V tomto pripade, vlastné ¢isla Ay, ..., A\, figuruju ako vahy sumy
uvedenej vo vzfahu 2.23. Nech najvacsim vlastnym éislom matice Wt je Aj, potom je
elipsoid prave v smere vektora v; najviac obmedzeny. Osami elipsoidu si vlastné vektory
vy,...,V, matice W L. Pre lepsiu predstavu je uvedeny obrazok 2, ktory je uvazovany

pre g = 2.

ay = \/QSQFl—a(%” - k)//\l az = \/QSQFl—a(%” - k)//\z
A

1
B - (1) By
== ()
9 =
1 az a2
(D) Vo al
,82 i a /82 V1
b B
a, b,

Obrazok 2: Konfidenénd mnozina v a, je pripad kedy matica W' typu 2 x 2 je diagonélna
a teda vlastné vektory su rovnobezné s euklidoskou bazou. Konfidenénd mnozina v b, je
vSeobecnejsim pripadom s vlastnymi vektormi v; a va2. V oboch pripadoch je vlastné ¢islo A
vacsie, a1 vyjadruje dizku hlavnej poloosy a as dizku vedlajsej poloosy elips.

Viacsinou je nulova hypotéza nastavend Hy : B, = 0 proti alternativnej hypotéze
Hi : B, # 0. Teda je testovana situacia, ze poslednych ¢ regresnych koeficientov v 3
je sucasne nevyznamnych pri zvolenej hladine a.. V pripade, ze je testovany cely vektor
Ho : B = 0 proti alternative H; : 3 # 0, je pokladané W = (X'X)~! a je mozné odvodit
vztah
YX'Xb Y'Y Y'Y—RSS
ks2  ks2 ks?
Je znamy vztah b ~ Nj(8, 02(X'X)~!) z vety 2.7. Dalej nech je uvazovany lubovolny
vektor ¢ € R¥. Potom pre odhad linedrnej kombindcie regresnych koeficientov ¢’b plati

~ Frn—k-

E(cb) = CE(b)=cp3,
Var(¢b) = c'Var(b)c=o0?c(X'X) e

Z definicie k-rozmerného norméalneho rozdelenia pre ndhodny vektor vo vzfahu 1.2, plati
c’b ~N(c'B,0% (X' X) te).

Veta 2.13. Pre nenulovy vektor ¢ = (c1, ..., ¢,) plati
cdb—-cp3
2 (X' X)) le

~t(n—k).
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2. LINEARNY REGRESNY MODEL UPLNEJ HODNOSTI

Dékaz. 7 vety 2.10. vyplyva, Ze taktiez hodnoty b a s? st nezdvislé. Potom plati (¢/b —
c’ﬁ)/\/JQC’(X’X)—lc ~ N(0,1) a z vety 2.9. plati RSS /0% ~ x?(n — k). Preto plati

(cb—cB)/\Jo2(X'X) e b—cB )
s ~ n — .
VRSSo=2/(n — k) 2 (X'X) e
Tvrdenie vyplyva z definovania Studentovho rozdelenia. O

Predosla veta 2.13. je uzitocna pri testovani hypotéz o linearnych kombinaciach re-
gresnych koeficientov. Prikladom moéze byt odhad individuélnej hodnoty (funkcie strednej
hodnoty) v bode ¢. Nasledne bude uvedeny aspon obojstranny interval spolahlivosti pre
tuto hodnotu ¢ 3 so spolahlivostou 1 — o

<c’b —ty a(n—k)/s2¢(X'X) e, bty s(n— k) 520’(X’X)—1c> _

Tvrdenie vety 2.13. uz nebude vseobecne platné pre Tubovolny nenulovy vektor ¢, v
pripade modelu s netiplnou hodnostou. Tym sa bude zaoberat nasledujtca kapitola.
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3. Linearny regresny model netuplnej
hodnosti

Najprv bude zavedeny linearny regresny model netiplnej hodnosti, rovnako ako model
plnej hodnosti 2.1.

Nech Y = (Yi,...,Y,)" je ndhodny vektor a X, . je matica danych redlnych ¢isiel,
kde zéroven plati h(X) = r a r < k < n. Dalej nech sa Y riadi lineArnym modelom

Y = XB+e, (3.1)

ked B = (Bi,...,53) je vektor nezndmych parametrov a e = (e1,...,e,) je ndhodny
vektor spliajuci podmienky
Ee =0, Var(e) =0T

s nezndmym parametrom o2 > 0. Bude uvazované rovnaké pomenovanie pre Y, X a J6)
ako v modeli 2.1. V tomto pripade, ked regresna matica X nemd tplnt stlpcovi hod-
nost, bude model 3.1 nazyvany modelom s netplnou stlbcovou hodnostou alebo skratene
modelom netplnej hodnosti.

Tak ako v predchadzajicej kapitole, je dolezitou tlohou uvazovat také odhady b re-
gresnych koeficientov B aby minimalizovali funkciu S(8) = (Y — XB8)(Y — X3). Je
dobré pripomenif, 7Ze na minimalizdcii tejto kvadratickej funkcii S(3) je zaloZend celd
metoda najmensich stvorcov. Otéazkou je, ¢i tak, ako v modeli iplnej hodnosti staci spl-

nenie normélnych rovnic 2.6
X'Xb=X'Y,

pre odhady b (minimalizujicich S(3)). Nasledujica veto o tomto pojednava.

Veta 3.1. Ak matica X nemd tiplni stlbcomi hodnost, potom wsetky odhady metédou
najmensich stvorcov siu tvaru

b—b,+bn,
kde b, = (X'X)"X'Y, b, € M(X'X)* a (X' X)~ je lubovolnd pseudoinverzia k X'X.

Dokaz. Tento dokaz bude obdobny dokazu vety 2.1. Rovnako je uvazovany nejaky vektor
b, pre ktory bude platit bud Y — Xb ¢ M(X) alebo Y — Xb = 0. Taktiez platia vztahy
X’(Y — Xb) =0 a nasledné odvodenie

(Y —XBY(Y —XB) = (Y —Xb)(Y — Xb)+(b—BYX'X(b— )
> (Y - Xb)(Y — Xb).

KedZe matica X' X je singularna, tak je pozitivne semidefinitna. RieSenie z rovnic X’(Y —
Xb) = 0 teda minimalizuje funkciu S(3) na minimum (Y —Xb)'(Y —Xb). Predchadzajicu
stistavu linedrnych rovnic je mozné upravit na tvar X’ Xb = X'Y . Avsak kvoli netiplne;j
hodnosti X, nie je rieSenie b jediné a d4 sa rozdelit na partikuldrne b, = (X'X)~X'Y
a homogénne riesenie by, € M (X'X)*. Totiz pre lubovolné riesenie partikuldrne riesenie
b, = (X'X)"X'Y a homogénne riesenie b, € M(X'X)* platia vzfahy

X'Xb,=X'X(X'X) XY =X'X(X'X)X'Xb=XY a X'Xb,=0.
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3. LINEARNY REGRESNY MODEL NEUPLNE.J HODNOSTI

O

Je potreba péar slovami doplnit zdvereéné myslienky dokazu. Ak je matica X'X sin-

gularna, vypocet inverznej matice k nej nie je mozny. Pre rieSenie sustavy linedrnych

rovnic X' Xb = X'Y', so singuldrnou maticou sistavy, bola v tedrii matic zavedens pseu-

doinverznd matica (ako bolo uvedené v tivode v ¢asti o pseudoiverznej matici). V tomto
pripade, partikularnym rieSenim normalnych rovnic st

b,= (X'X) X'Y.

V tivode bolo poznamenané, ze pseudoinverzng matica (X'X )™ nie je jednoznacne dana
pre singuldrnu maticu X'X. V tomto pripade, je partikularnych rieSeni b, nekonec¢ne
vela, ktoré sa lisia o vektor homogénneho riesenia b,. Preto ak matica X nemd tplni
stIpcovii hodnost, m4ji normélne rovnice vzdy nekonecne vela riesen{ tvaru b = b, + by,
ako je znazornené v obrazku 3.

Minimalna hodnota funkcie S(b), pre nejaké riesenie b normalnych rovnic, bude nazyvana
rezidudlny siucet stvorcov a oznacend RSS (tak ako tomu bolo v predchddzajicej kapitole).

RSS 1.

b
B B
a

Obrazok 3: V obrézku a, je zobrazena funkcia S(8) = (Y — X3)' (Y — X3) pre rozne od-
hady B, v pripade linedarneho modelu uplnej hodnosti. V obrazku b, zobrazend tato funkcia
pre model netiplnej hodnosti. Tu b, vyjadruje nejaké partikuldrne riesenie normélnych rovnic
b,=(X'X)"X'Y.

Geometricka predstava: bez tiplnej hodnosti regresnej matice, st niektoré stfpce matice
X linedrne zavislé a prave preto nie je mozné jednoznaéne vyjadrit odhad vektora 3. V
takychto pripadoch ulahéuje pracu s odhadmi, v modeloch netiplnej hodnosti, pojem
odhadnutelnost parametrickej funkcie.

3.1. Odhadnutelné parametrické funkcie

V pripade tplnej stfpcovej hodnosti regresnej matice je odhad metédou najmensich stvorcov
parametra '3 rovny t'b pre Iubovolny vektor ¢ daného typu. Vektor b je totiz jedinym
rieSenim sustavy normalnych rovnic. No otazkou je, ako je to v pripade nekonecného poctu
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3.1. ODHADNUTELNE PARAMETRICKE FUNKCIE

rieSeni vektora koeficientov b sistavy normalnych rovnic.
Nech je dany nejaky nendhodny vektor ¢ € R*. Potom linedrna funkcia '3 bude
nazyvana odhadnutelnou, ak existuje jej nestranny linedrny odhad.

Veta 3.2. Linedrna funkcia t'3 je odhadnutelnd prdve vtedy, ked plati
te M(X') = M(X'X). (3.2)

Dokaz. Aby pre nejaky vektor s € R™ bola linearna funkcia s'Y nestrannym odhadom
t'3, musi pre kazdé B € RF platif

E(s'Y)=§XB=10. (3.3)

Odkadial t = X's. Preto ak je linedrna funkcia #'3 odhadnutelnou, potom t € M(X")
(resp. t € M(X'X)). A obratene, ak t € M(X') potom mus{ existovat vektor s € R"
taky, ze plati t = X's. Potom plati vztah 3.3, a preto je linedrna funkcia '3 odhadnu-
telna. O

Veta 3.3. Ak je linedrna funkcia t'3 odhadnutelnou, potom t'b je nestrannym linedrnym
odhadom funkcie t'3, kde b je lubovolné riesenie normdinych rovnic. Zdroven je hodnota
t'b rovnakd pre vsetky riesenia b normdalnych rovnic.

Dékaz. Najprv bude ukdzany dokaz druhého tvrdenia. Nech b = b, + b, a b* = b, + b, st
rozne rieSenia normalnych rovnic vyjadrené podla vety 3.1. Aby platilo #'b = ¢'b*, musi
ekvivalentne platit ¢ (b — b*) = 0. Plat{ vzfah

t(b—b*) = t'(b, — b°) + (b, — b) = t'(b, — b°), (3.4)

pretoze by, by € M(X'X)t (z ¢oho vyplyva (b, — b)) € M(X'X)1L) a zaroven t €
M(X'X). Nech b, = (X'X); X'Y a b, = (X'X), X'Y podla vety 3.1., kde sii uvedené
dve rozne pseudoinverzné matice (oznacené indexami 1 a 2) k matici X’ X. Andél vo vete
15.c, v literature ([2], str. 69) uviedol, ze matica

X(X'X) X' (3.5)

je nezdvisla na zvolenej pseudoinverzii (X'X)~. Pouzitim predchddzajiceho tvrdenia a
vztahu t = X's (z odhadnutelnosti ¥'3) je mozné dalej pokracovat v tprave vztahu 3.4
takto

t'(by—b) = 8 X[(X'X); X'Y ~(X'X),; X'Y] = §/[ X(X'X); X'~ X (X'X); X']Y = 0.

Z toho vyplyva rovnost t'(b — b*) = 0 resp. t'b — t'b* = 0, pre Tubovolné riesenia
normalnych rovnic. Nasleduje dokaz prvého tvrdenia. Pouzitim vzfahu t = X'Xg (2
odhadnutelnosti #3) je mozné vyjadrit nasledujici vztah

E(b) =E(¢’X'Xb) =E(¢X'Y) =g X'XB =10, (3.6)

kde v druhej rovnosti bola vyuzita platnost normalnych rovnic X’ Xb = X'Y (kedZe plati
pre kazdé b spliiajiice normdlne rovnice). Zo vztahu 3.6 vyplyva, ze ndhodna veli¢ina t'b
je nestrannym linedrnym odhadom funkcie #3 (linedrnost podla vzfahu 2.11). O

Ked'ze pri tiplnej hodnosti X je jednoznacne urcené rieSenie b normdlnej rovnice,
potom pre [ubovolnd linedrnu transforméciu ¢’ je funkcia '3 odhadnutelna.
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3. LINEARNY REGRESNY MODEL NEUPLNE.J HODNOSTI

Veta 3.4. Ak je parametrickd funkcia '3 odhadnutelnd, potom t'b je najlepsi nestranny
linedrny odhad parametrickej funkcie t'3.

Doékaz. Nestrannost a linedrnost odhadu #'b bola ukazana vo vete 3.3. Z odhadnutelnosti
funkcie '3, vyplyva existencia g € R* tak, ze plati t = X’ X g. Potom plati

tb=¢g'X'Xb=¢'X'Y, (3.7)

kde v druhej rovnosti boli pouzité normdlne rovnice (a ich lubovolné riesenie b). Zo vztahu
3.7 vyplyva, ze pre kazdy linedrny nestranny odhad v'Y plati v X3 = E(v'Y) = t'3, z
¢oho vyplyva (v'X — )3 = 0 pre V3 (teda v'X = t'). Vyuzitim vzfahu 3.7 sa vyjadri
rozptyl funkcie v'Y nasledovne

DY) = DY — b+ b =D[(v'Y — ¢ X'Y) +¢'X'Y] =
= DY —gX'Y)+D(@gX'Y)+2Cov(v'Y — ¢ X'Y, g X'Y) =
= DY —¢gX'Y)+D(@gX'Y)=D(@Y —gX'Y)+D(tb),

ked'ze plati rovnost
Cov(v'Y g X'Y g X'Y) = (v -¢ X"\ Ic*)Xg=*(vX—-g'X'X)g =c*t—t)g = 0.

Aby odhad #'b bol najlepsim nestrannym linedrnym odhadom, musi platit, Ze hodnota
D(v'Y) —D(t'b) = D(v'Y — g’ X'Y) je nezéporna. Je zrejmé, ze plati

DY — gX'Y) = (v — €X'Var(Y)(v — Xg) = 0*(v — £X)' (v — Xg),

a pretoze je tato kvadratickd forma tvaru o?w'w (kde w = (v — Xg)) je pre w # 0 vzdy
kladnd. Preto je odhad #'b najlepsim z inych nestrannych linedrnych odhadov. O

Je dolezité si uvedomit, Ze v pripade modelu netiplnej hodnosti, je jednoznaény odhad
met6édou najmensich stvorcov iba pre strednid hodnotu v bode t € M(X) (teda t'b je
odhadom #'3). Nech je uvazovany linedrny model iplnej hodnosti s regresnou maticou X,
a druhy linedrny model netplnej hodnosti s regresnou maticou X, = (X1, x3), kde pre
vektor @3 plati &3 € M(X). Oba modely generuji rovnaké regresné priestory M(X ;) =
M(X3) a preto maju aj ortogonalny priemet na tento priestor totozny (ilustruje obrazok
4). Ako bolo uz uvedené, v modeli neiplnej hodnosti nie je mozné jednoznacne vyjadrit
tento priemet (odhadmi regresnych koeficientov) ako je tomu v modeli tiplnej hodnosti.

Veta 3.5. Nech t'b a t|b si odhady metédou najmensich stvorcov pre odhadnutelné funk-
cie t'3 a t|B. Potom plati

D(t'b) = ot (X'X)"t, Cov(t'd,t,b) = c*t'(X'X) ty, (3.8)
kde matica (X' X))~ je lubovolnd pseudoinverznd matica k X'X.

Dékaz. Z odhadnutelnosti parametrickej funkcie t/3 vyplyva t € M(X'X). Preto existuje
g také ze plati t = X' X g. Nech je uvazovand pseudoinverzng matice (X'X )~ k matici
X'X . Potom z definicie pseudoinverznej matice plati rovnost X' X (X'X)"X'X = X'X.
Transponovanim tohto vzfahu sa vyjadri rovnost

X' X[(X'X)X'X = X'X. (3.9)
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X, = (331, 332)

X2 — <$1, Io, w?))

bz,

| Y = Xl(bl, bg), = X2<Cla Co, 63), |

Obrazok 4: Obrazok ilustruje pripad, kedy regresné matice modelu tiplnej a netplnej hodnosti
vytvaraju totozné priestory M (X 1) = M(X2).

Pouzitim poslednej rovnosti 3.9 a vztahu t = X' Xg plati

( /

/

D(t'b)

(X'X)"X'Y) = £/(X'X)" X'Var(Y) X [(X'X) 't =
(X' X)X X[(X X)|t=

t’( X) X'X[(X'X))X'Xg =

= 2t/( ) X Xg _ 0.2t/(X X) t.

(3.10)

l\D

Podla vztahu 3.7 odhadu ¢'b, odhadnutelnej funkcie '3, metédou najmesich stvorcov
plati vztah #'b = g’ X'Y". Obdobne je mozné ziskat vyjadrenie odhadu pre odhadnutelni
funkciu t}8, kde t; = X' X g,. Potom pre kovarianciu odhadov ¢'b a t|b plati

Cov(t'b, t)b) = Cov(g’X'Y,g'X'Y)=g'X'Var(Y)Xg, = 0?¢g'X'Xg, =

— P2¢X'X(X'X) X'Xg, = (X' X) t. (3.11)

O
V predchadzajiicom dokaze je mozné si povsimmit, Ze rozptyl odhad ¢'b by bolo mozné
vyjadrit bez pouzitia psudoinverznej matice vo vzfahu 3.10, takto

D(#'b) = o™t (X'X) t=0%¢g X' X(X'X) X' Xg=9g(X'X)g=g't.

Obdobne v odvodzovani 3.11, bola kovariancia vyjadrena bez pouzitia pseudoinverznej
matice nasledovne

Cov(t'b, t)b) = 0°g' X' X g, = 0°g't, = o*t'g,.

Nech je uvazovanych m vektorov ti,ts,. .., t,,, ktoré st z priestoru M(X"). Potom
st lindrne parametrické funkcie t,3,t,83,...,t. B odhadnutelné a je mozné ich zapisat
maticovo T3, kde T = (t1,ts,...,t,). Nech je takto zvolend matica T, potom pre
vektor T'3 je vhodny nézov - vektor odhadnutelnych parametrickych funkeii. Ako priklad
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je mozné uviest samotnd maticu X'. Kazdy stipec matice X’ je z priestoru M(X') a
preto vektor parametrckych funkcii X 3 je vzdy odhadnutelny. Preto najlepsim odhadom
vektoru Y metodou najmensich stvorcov je

Y = X(X'X)X'Y. (3.12)

Opit je mozné oznacif maticou H = X (X'X)~ X' a uvazovat, 7Ze je nejakou trans-
forméciou (zohladnujiicou metédu najmensich stvorcov pri vektore Y'). Andél vo vete 15.
v literatire ([2], str. 69) uviedol, Ze plati vztah

A(A'A)A'A= A, (3.13)

kde teda matica (A’A)~A’ je pseudoinverzna k matici A. Dalej profesor uvadza v tejto
vete, ze matica

A(A’A)" A (3.14)
je symetricka a tdto vlastnost nezavisi na zvolenej pseudoinverzii (A’ A)~. Preto je matica
H = X(X'X) X' symetricka. A plati pre tiito maticu aj idempotentnost

HH=X(X'X) X'X(X'X) X' =X(X'X) X'=H,

pouzitim vztfahu 3.13 uvedeného vyssie. A ked'Zze matica H je symerickd aj idempo-
tentna, podla vety 1.8 je matica H operatorom ortogonélnej projekcie na regresny pries-
tor M(X). Z idempotentnosti matice H vyplyva, ze I — H je tiez idempotentna. A
ked'Ze matica H je symetrickd, je zrejmé Ze, aj matica I — H je symetrickd. Preto matica
I — H je projekénou maticou, podla vety 1.8, ale na rezidudlny priestor M (X )+ (podla
vety 1.7). Tato projekéna matica tak, ako v predchddzajicej kapitole, bude oznac¢ovana
M=1I—-H.

7Z vyssie uvedeného, ndhodnt veli¢inu RSS, je mozné vyjadrit nasledovnymi vzfahmi

RSS=(Y -Y)(Y-Y)=Y'(I-H)(I-HY =Y'MY =vu.
Veta 3.6. E(RSS) = (n — r)o?, takZe nestranngm odhadom parametra o? je
5 RSS

° (n—r)’

kde r oznacuje hodnost matice X .

Dékaz. Odvodenie je podobné ako v dokaze vety 2.5. Ak plati h(X) = r, potom plati
h(H) = r. Podla vety 1.5. pre idempotentnti maticu M plat{

h(M)=Tr(M)=Te(I —H)=Tr(I) - Tr(H) =n—h(H) =n—r.

Zo vztahu 2.15 vyplyva E(Y'Y') = Var(Y') + X 3(X3)’, aj pre model netplnej hodnosti.
T4to rovnost bude pouzitd v nasledujiicom vyjadrovani strednej hodnoty RSS
E(RSS) = E(YMY)=E[Tr(MYY")]=Tr[ME (YY")] =
= Tr[M(Var(Y) + XB(XB))] = Tr [M(Io*> + XB(XB))] =
= o*Tr (M) +Tr[ MXB(XB)]=(n—-r)o?+ (XB)MX3 =

= (n—r)o?

kde boli pouzité vztahy 1.6 a 2.15. Posledné rovnost vyplyva z platnosti M X = 0. [
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3.2. NORMALNY LINEARNY REGRESNY MODEL
3.2. Normalny linearny regresny model

Nech je uvazovany Y ~ N, (X B,02I) a matica T typu k X p, ktorej stipce s z pries-
toru M(X') a spliia h(T) = p. Teda nebudi zbytoéne uvazované nadbytoéné zlozky
vektora parametrickych funkcii T'3, pretoze parametrické funkcie /3 su linedrne a ich
kombindciami je mozné ziskat lubovolny odhad funkcie '8, kde t € M(T'). Kedze kazdy
stlpce matice T je z priestoru M(X'"), vektor parametrickych funkcii T3 je odhad-
nutelny. Z odhadnutelnosti vyplyva, Ze existuje matica Jyx, takd, ze plati
T=X'XJ. (3.15)
Aby platilo h(T') = p, vo vztahu 3.15 musi platif h(J) = p a h(XJ) = p. Bodovym
odhadom 7" metdédou najmensich stvorcov je vektor
Tb = T’(X’X)_X/Y, (3.16)

pretoze homogénne rieSenie normdlnych rovnic je ortogondlne na priestor M(X') a teda
aj na M(T). Pouzitim vztahu 3.15 sa ukdZe nestrannost odhadu T'b nasledovne

E(Th) = T'(X'X)XE(Y)=T(X'X)X'X8= o 17
- JX'X(X'X)X'XB=JXXB=T8. (3.17)

Varian¢nd matica Var(T'b) sa vyjadr{ nasledovne
Var(T'h) = Var(T'(X'X) X'Y) = o*T'(X'X) X'X[(X'X) T =
— O2T(X'X) X'X[(X'X) X' XJ = (3.18)
— S2T(X'X) X'XJ =T (X'X) T,
kde v predposlednej rovnosti bol pouziti vzfah 3.9. Vztah 3.16 urcuje pre odhad T'b

linearnu transforaciu z normalne rozdeleného vektora Y. Potom p-rozmerny vektor odha-
dov T’b ma tiez normalne rozdelenie

T'b ~ N, (T'3,0*T'(X'X)"T). (3.19)
7Z odvodzovania predchadzajtcich vztahov vyplyva pre samotny odhad b rozdelenie
b~ N((X'X) X'X3,0*(X'X) X'X[(X'X)]). (3.20)
Varianéni maticu Var(T'b) je mozné vyjadrit aj bez pseudoinverznej matice (X'X)~
nasledovne
Var(T'b) = o*T'(X'X) T =*J X' X(X'X) X'XJ =*TX'XJ. (3.21)
Veta 3.7. Odhad T'b a hodnota RSS si navzdjom nezdvislé.
Dékaz. Plati RSS = Y'MY a T'b =T'(X'X)” X'Y. Myslienka dokazu je rovnakd ako
pri dokaze vety 2.10. a v tomto pripade stacf ukazat
T'(X'X) X'(¢’T)M = O.
T4to rovnost sa ukdze nasledovne
T(X'X) X'(o?I)M = o*T/(X'X)" X'(I-X(X'X) X') =
= 2T(X'X) X' — T (X'X)"X' =
= PIX'X(X'X) X - T X' X(X'X) X' =
= AJX(X(X'X) X' - X(X'X)"X)=0
kde v poslednej rovnosti bol vyuzity vztah 3.5. O
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Veta 3.8. Plati RSS/c* ~ x*(n —r), kde r oznacuje hodnost matice X .

Dékaz. Postupuje sa rovnako ako v dokaze vety 2.9. Priestor M(X)* m4 dimenziou n —r

a preto je mozné uvazovat maticu IN,,x,_, splitajicu NN’ = M a N'N = I,_,. Potom
je zrejmé, Ze vektor u = MY m4 rovnaké rozdelenie ako cNZ ~ N, (0,02M), kde
vektor Z ~ N,,_.(0,I). Z toho vyplyva

RSS u'u

2 2

mé rovnaké rozdelenie, ako Z'N'NZ = Z'Z ~ x*(n —r).
o

g

3.2.1. Testy hypotéz a intervaly spolahlivosti

Najprv bude ukazané testovanie na jednej parametrickej funkcii. Nech je teda dana od-
hadnutelnd parametrickd funkcia #'3. Jej bodovy odhad metédou najmensich stvorcov
bude oznaceny t'b.

Veta 3.9. Nech W(X) =1 a t'B je odhadnutelnd parametrickd funkcia. Potom plati

(t'b — ')
s2t(X'X) t

~t(n—r).

Dékaz. Zo vztahu 3.19 vyplyva (£b—t'3)//o2t' (X' X)"t ~ N(0,1). Z vety 3.8. je zndma
platnost RSS/o? ~ x*(n—r). A z vety 3.7. nepriamo vyplyva, Ze hodnota #'b a odhad s*
su navzajom nezavislé veliciny. Potom plati

b 0o [FIXT L (eh v

JRSSo=2/(n — 1) 2 (X' X))t

~t(n—r)

kde bol pouzity vztah pre odhad s? = RSS/(n — r) nezndmeho parametra o?. O

Vetu 3.9 je mozné vyhodne vyuzit pri testovani hypotéz. Nech pre dané éislo 0 € R,
je uvazovana nulova hypotéza Hy : t/3 = 6 proti alternativnej hypotéze Hy : '3 # 6.
Potom Hy bude zamietnuté na hladine vyznamnosti «, prave ked plati
(t'b—0)
S(X'X)t

>ti_e(n—r).
2

Obojstranny interval spolahlivosti pre odhad parametra '3 so spolahlivostou 1 — « je

<t’b — s\ E(X'X) s a(n—7), £b+s\/E(X'X) £ty o(n— r)) . (3.22)

V pripade, Ze je potrebné testovat viacero odhadnutelnych parametrickych funkcif
sticasne, je vhodnejsie pouzivat vektorovy tvar T3, kde matica Tk, bola presne defino-
vana v odstavci 3.2. Bodovym odhadom ziskanym metodou najmensich stvorcov vektora
parametrickych funkcii T3 je vektor T'b, ktory mé podla vztahu 3.19 normdlne rozde-
lenie N, (T'B, oc*T"(X'X)"T).
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3.2. NORMALNY LINEARNY REGRESNY MODEL

Veta 3.10. Plati

l%(T’b ~T'3)(T'(X'X)T) (T'b-T'B) ~F(p,n —71).

Dékaz. Podla vztahu 3.21 plat{ Var(T'b) = 0%J' X' X J, kde na maticu Jy,, bola polozena
podmienka h(XJ) = p (kde p < r). Variantna matica Var(T'b) je potom reguldrna (s
hodnostou p) pozitivne definitna. Pouzitim vety 1.4 a kladnosti vlastnych fsiel matice
J' X' X J, je mozné urobit rozklad

J'X'XJ=BB,

kde matica B je regularna a jej i-ty stipce je v/ A;-nasobkom vlastného vektora v; povodnej
matice. Potom ndhodny vektor T"b mé rovnaké rozdelenie ako vektor

T'B+0BZ ~N,(T'B,0*J' X' X J), (3.23)

kde vektor Z ma normélne rozdelenie N, (0, I'). Pri naslednom dosadeni nahodného vek-
tora 3.23 do vztahu

L(T'b—T'8)(BB) (T'b—T'8) = 4(cBZ)(BB')"(BZo)=
— Z'B(BB)'BZ=Z'1Z ~*(p),

kde pri odvodzovani bola vyuzitd rovnost B'(BB’)"'!B = I. Této rovnost sa ukaze
platnou, podobne ako v dokaze vety 2.12. vyndsobenim zlava (reguldrnou) maticou B
(resp. sprava maticou B’). Pomocou vysledkov viet 3.6. a 3.8. je mozné odvodit nasledujici
vztah

—=(T'b—T'B)(BB') (T'6-T'8) (T'b—TB8)(BB) (T'b—T'B)

RSSo=2/(n —r) - ps? ~ Fp.n—r),

ktory koresponduje s tvrdenim tejto vety. Lava strana predchadzajiceho vztahu odpoveda,

zadefinovanému Fisherovmu rozdeleniu %. O

Podla vety 3.10. je mozné testovat nulovi hypotézu Hy : T'3 = 0 proti alternativnej
hypotéze Hy : T'3 # 0, kde 6 je p-prvkovy vektor. Nulovd hypotéza Hy bude zamietnut4,
na hladine «a, prave vtedy, ked hodnota vyrazu uvedeného vo vete 3.10. prekroéi kvantil
Fl—a(Qvn - k)
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4. VYBER MODELU A DIAGNOSTIKA

4. Vyber modelu a diagnostika

Pri vybere "rozumného”modelu by mali byt regresory vyberané do modelu tak, aby
¢o najlepsie popisovali strednit hodnotu ndhodného vektora Y (bez ijmy na vSeobecnosti,
nech je uvazovany linearny regresny model netplnej hodnosti 3.1). Napriklad v pripade,
7e regresnd matica X (h(X) = k) mé prilis vela stipcov a niektoré sa len nevyznamne
podielaji na vyjadreni strednej hodnoty E(Y). Preto je dolezity spravny vyber tychto
regresorov. Teda je potrebné uvazovat mensi model (takzvany podmodel) s regresnou
maticou X* s hodnostou k*, pre ktord plati

M(X*) CM(X) aziroven 0<Kk* <k, (4.1)

kde k = h(X) a k* = h(X*). Casto je takyto podmodel tvoreny len istymi stipcami z
X . V pripade opacnej situacie sa hovori o nadmodeli. Nech je teda uvazovany model 3.1
a matica X* spfﬁajﬁca 4.1. Potom sa povie, ze plati podmodel modelu 3.1, ak pre nejaky
vektor regresnych koeficientov 8% plati

E(Y)=X"3".
Nech si oznacené vsetky veliciny vztahujice sa na podmodel symbolom * v hornom
indexe. Zvéra v literatire ([13], str. 30) uviedol nasledujice matematické tvrdenie: Ak

plati v modeli podmodel a Y méa normélne rozdelenie, potom Statistiky Y aat st
nezavislé a plati
(RSS* — RSS)/(k — k*)
RSS/(n — k)

~F(k =k n— k). (4.2)

Dosledok netiplného vyberu regresorov

Nasledujtice pojednanie bude o situacii, kedy budi vytvorené odhady pomocou podmo-
delu pricom skuto¢ny model bude §irsi. Nech je teda uvazovany linedrny regresny model
netiplnej hodnosti (podla 3.1)

Y =X3B+e, (4.3)

kde X, « je matica danych redlnych ¢isiel hodnosti p a 3 vektor neznamych parametrov.
A zaroven plati pre ndhodny vektor E(e) = 0 a Var(e) = o2I. Avsak skutoény model sa
bude riadit rozsirenym linedrnym modelom

Y =XB+Zy+e (4.4)

tak, ze Z,xm je matica danych realnych ¢isiel a v vektor m-neznamych parametrov. A
zéroveil pre ndhodny vektor tohto rozsireného modelu platf E(e) = 0 a Var(e) = ¢*I. V
d'alsom texte bude regresna matica rozsireného modelu oznacen4, Goxerm = (X, Z) a
rozsireny vektor regresnych koeficientov a = (3',4’)’. Potom je mozné forméalne prepisaf
model na

Y =Ga+e. (4.5)

Aby skutocny rozsireny model rozsiril priestor strednej hodnoty E(Y"), na regresni maticu
G je kladenad podmienka h(G) > p. Samozrejme tiez plati h(G) < n, pretoze model 4.5
je linedrnym regresnym modelom.

Dalej budd oznacené indexom G vietky potrebné statistiky vzfahujice sa na rozsireny
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model 4.5. H¢ bude oznacovat projekénii maticu na rozsireny regresny priestor M(G) a
matica M ¢ = I — H ¢ bude oznacovat projekénti maticu na (ziZeny) rezidudlny priestor
M(G) Potom zrejme plati pre najlepsi linedrny nestranny odhad vektora Y vztah
Ye=HZY a pre odhad chyby uG = MY =Y — Y. Pre rezidualny sucet stvorcov
rozsireného modelu RSS ¢ = ||ug||*. Podla vztahu 3.12 plati

Yo=G(GG) GY = Xbg + Zcg, (4.6)

kde bg a cg su odhady metédou najmensich Stvorcov pre vektory B a -y. AvsSak ak
je potrebné vidief rozdiel v odhadoch regresnych koeficientov medzi uvazovanym 4.3 a
skutoénym rozsirenym modelom, je potrebné aby odhady vektorov regresnych koeficien-
tov 3 a -y boli nezavislé. Plati M(X,Z) = M(X, M Z), pretoze M je projekéna matica
do rezidualneho priestoru M(X)* a teda stipce matice Z sa premietnu do reziduglneho
priestoru ako stlpce matice M Z. Tym vznikne nezdvislost odhadov regresnych koefici-
entov. Miesto matice G vo vzfahu 4.6 sa pouzije matica (X, M Z), ktora (ako uz bolo
ukdzané) generuje rovnaky regresny priestor.

A~

Yo = (X,MZ)(X,MZ)(X,MZ)) (X,MZ)Y

_ (X’MZ><X’X (0] )‘( X' )Y

O Z'MZ Z'M
= X(X/X)_X/Y+MZ(Z/MZ)_Z/MY
_ Vv / ~
= Y+MZ(ZMZ) Z'u (4.7)

Xb+(I—-H)Z(ZMZ) Z'u
= Xb+(I-X(X'X)XZ(ZMZ) Z'u
= X(b— (X'X)X'Z(ZMZ) Z'vw)+ I1Z(ZMZ) Z'u
= X(b— (X'X) X'Z(ZMZ) Zw)+Z(ZMZ) Z'u

bG ca

Pouzitim vlastnosti matice 3.14, na hore uvedeny sicin blokovych matic, sa pride k zaveru,
ze 1 tento sucin je nezavisly na zvolenej pseudoinverzii. Dalej je zrejmé, ze k matici

X'X o
O ZMz
je pseudoinverzna matica
(X'X)~ o
( o (ZM2z)) (48)

¢o sa d4 ukdzat sucinom blokovych matic z definicie pseudoinverznej matice. A prave
pouZitim pseudoinverznej matice 4.8 v odvodzovani 4.7 sa sprehladni postup (nezdvisly
na zvolenej pseudoinverzii). V poslednom riadku odvodzovania 4.7 je mozné si vSimnut
priamy vztah medzi odhadmi b a bg. V predchadzajicom odvodzovani 4.7 taktiez bola
ukazand platnost vziahu Y ¢ = Y+MZ(Z'M Z)~ Z'u. Vektorom d bude d'alej oznaceny
rozdiel odhadov YG a'Y takto

d=Yq¢-Y =MZ(ZMZ) Z'u. (4.9)
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4. VYBER MODELU A DIAGNOSTIKA
Nech je odéftany vektor Y zo vztahu Yo=Y + d, potom plati vztah
(Ye-Y)=(Y -Y)+d

a nasledne rovnost
—ug=-u+d resp. u=ug+d. (4.10)

ff:b(;a:JrcHz:ba:

Obrazok 5: Na obrazku je zachyteny pripad, kedy regresnd matica X je tvorend len vektorom
x a matica Z je tvorend len vektorom z. Oznacenie koreSponduje so zavedenim v tejto kapitole.
Matica H je projekénd matica na M(x) a M je projekénd matica na M ()"

Z platnosti vzfahov ug € M(G)* a d € M(G) N M(X)* vyplyva, ze vektory ug a
d st na seba kolmé (zjednodusend situdcia je zobrazend na obrazku 5). Preto z kolmosti
pre vztah u = ug + d z 4.10 plati po znormovani a umocnen{
)l = flug + dlI* = [luall* + |1d]*.
Z predchadzajiceho priamo vyplyva
RSS = RSS¢ + ||d|*. (4.11)
Podla vety 3.6. a platnosti modelu 4.5 plat{
E(RSSg) = (n — h(QG))o>. (4.12)
Avsak v pripade E(RSS) plati
E(RSS) =E|MY|’ =E|M(XB+ Z~ +e)|* =E|MZ~y + Me|. (4.13)

Oba ¢leny v norme, poslednom vyjadreni vzfahu 4.13, sa nachddzaji v navzéjom orto-
gondalnych podpriestoroch a preto je mozné d'alej pokracovat vo vyjadrovani takto

E(RSS) =E|MZ~|*+E|Me|* = |MZ~|* + (n — h(X))o?. (4.14)
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Pre odhad strednej hodnoty uvazovaného modelu EY plati
EY = HEY ;= H(XB+ Z~) = XB+ HZ~.
V pripade, Ze rozsireny model skutocne rozsiruje povodny model (teda neplati HZ = Z)

je odhad strednej hodnoty ¥ odhadom vychylenym. Preto plati pre vychylenie tohto
odhadu nasledujtci vztah

bias(Y)=EY —EY = X8+ HZvy — (XB+Zv)=(H - I1)Zy=—-MZ~. (4.15)

Ako uvadza Zvara v literatire ([13], str. 83), vychylené odhady nie st porovnévané
pomocou ich rozptylu ¢i varianénej matice, ale pomocou strednej stvorcovej chyby. Tato
statistika oznacovana MSE (z angl. Mean Square Error) je vSeobecne definovana pre odhad
6 parametra 6 takto

MSE(6) = E(6 — 0)> = D(0) + bias>(h). (4.16)
a pre vektor odhadov ] parametrov 6 nasledovne
MSE(0) = E(0 — 0)(0 — 8)' = Var(8) + bias(8)bias(8)'. (4.17)

Preto v pripade dvoch nestrannych odhadov (bias(d) = 0 resp. bias(@) = 0) je ich porov-
nanie pomocou rozptylov (resp. varianénych matic) a strednych gvorcovych chyb totozné.
Potom strednt §tvorcovii chybu odhadu Y pomocou vztahu 4.15 je mozno rozpisaf na-
sledovne

MSE(Y") = Var(Y') + bias(Y)(bias(Y)) = ¢’H + M Z~~'Z'M.
Pretoze odhad Y ¢ je nevychyleny (teda bias(Y ¢) = 0) plati
MSE(Ys) = Var(Yq) = (X, MZ)Var((b,,c))(X,MZ)'Y

Xx o\ [ x
_ 2
- (05 ) (D)
= 2X(X'X) X'+0*MZ(ZMZ) ZM
= o2H + 0c*MZ(Z'MZ) " Z'M

kde bola pouzita pseudoinverzia tvaru 4.8. Ako bolo konstatované vyssie, stic¢in blokovych
matic v 4.18 je nezdvisly na volbe pseudoinverzie. Pouzitim 4.18 d'alej plati

MSE(Y ) — MSE(Y) = 0> (MZ(Z'MZ)~Z'M — M Z~~'Z'M /?). (4.19)
Zvéra v literature ([13], str. 228) dokédzal nasledujicu vetu: Pre maticu A,,x, a vektor
¢ € R” plati nerovnost ||Ac||> < 1 prave vtedy, ked je matica

A(A’A)" A" — Accd A’ (4.20)

pozitivne semidefinitna.
Aplikovanim tejto vety na vztah 4.19 (polozenim A = M Z a ¢ = v/0) je mozné dojst
k zéveru, ze matica 4.19 je pozitivne semidefinitna prave za podmienky || M Z~/c|*> < 1.
Tito nerovnost je mozné jednoduchou tpravou previest na |[MZ~|* < o2 a pouzitim
Y i . . ) ) - ¥ 2 )
vztahu 4.15 d'alej previest na vztah Hblas(Y)H < 02 (resp. na vzfah |[MZ~|* < ¢2.).
Potom z toho vyplyva
MSE(Y ¢) — MSE(Y') je pozitivne semidefinitnd, préve ked, plati | M Z~| < 0. (4.21)

To znamena, ze pri dostatocne malom vychyleni odhadu strednej hodnoty je mensi model
prijatelnejsi, pretoze minimalizuje kvadraty reziduf v budiicom pozorovani.
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4. VYBER MODELU A DIAGNOSTIKA

4.1. Vyber regresorov

Nech je uvazovana regresna matica X a vektor zavislych veli¢in Y. Ulohou je vybrat tie
regresory, ktoré dobre popisuji ndhodné veliciny v Y. Prvou dolezitou analyzou dat je zis-
tenie vzajomnej zavislosti regresorov. Tu sa vyuziva korela¢ny koeficient (resp. korela¢na
matica), ktory indikuje mieru zavislosti medzi dvoma regresormi. Napriklad mozu byt dva
regresory zavislé na faktore, ktory nie je zndmy. V pripade, ze jeden regresor x,; (faktor)
je silne linedrne zavisly na druhom x,;, potom si odhady b;, b; rozdelia posobenie jedného
faktora. V tomto pripade, kedy su stfpce regresnej matice X linedrne nezavislé, ale majui
(v nejakom zmysle) silni linedrnu zévislost medzi sebou, sa hovori o multikolinearite. Tu
je mozné vyuzit metédu hlavnych komponentov alebo napriklad faktorovi analyzu.

V pripade modelu uplnej hodnosti je teda situacia vyberu regresorov nasledujica.
Varianénd matica odhadov pre vektor B podla vzfahu 2.13 bola urceny ako Var(b) =
o%(X' X)L, Nech je najprv uvazovany najjednoduchsi pripad, ked stipce regresnej ma-
tice sii na seba ortogondlne. Potom st matice X' X i (X’'X)~! diagondlne a teda jednotlivé
odhady b; na sebe nezavislé. To znamena, ze pri uvazovani podmodelu zo stfpcov regresnej
matice sa ich prislusné bodové odhady b; uz nebudt menit. V odstavci 2.1 bolo uvedené,
ako t-testom su testované jednotlivé odhady pre [5;. Avsak ani pri nezavislosti jednotlivych
odhadov sa nemozno spolahnif na t-test pri vytvarani vhodného podmodelu. Pretoze pri
testovani, jednotlivych odhadov na hladine vyznamnosti a, pravdepodobnost spravneho
vyberu podmodelu z povodného modelu s po¢tom regresorov klesa. V pripade zavislosti
jednotlivych odhadov b;, sa tato situacia este komplikuje. Pri zavislosti odhadov treba pri
kazdom vyradeni stipca z regresnej matice X znova vypoéitat odhady regresnych koefi-
cientov.

F-testom sa testuje nevyznamnost viacerych koeficientov sicasne. Preto sa zd4 byt
vhodnou volbou. Problém méze nastat v pripade, Ze model obsahuje velky pocet regreso-
rov. V tomto pripade p regresorov je potrebné pomocou F-testu skontrolovat 27 modelov.
V pripade velkého poctu modelov sa pouziva takzvany hladny algoritmus (v angl. Greedy
Search). Na tejto myslienke je zalozena krokova regresia, ktora bude nasledne popisana.

4.1.1. Krokova regresia

Najprv budd uvedené idei jednotlivych algoritmov pre wvzostupny vyber (v angl. For-
ward Selection) a zostupny vgber (v angl. Backward Elimination), na ktorych je zalozena
krokové regresia. Vzostupny vyber je zalozeny na postunom priddvani regresorov podla
vyznamnosti. Za¢ina sa teda z prazdnym modelom a d4 sa zhrnif nasledovnym postupom,
ktory je strucne zhrnuty na obrazku 6.

1. Nech je mnozine vybranych regresorov (oznacenej Ny;) priradend prazdna mnozina
0. A dalej nech mnozine vsetkych p regresorov (oznacenej Ne,,s) je priradend
mnozina {1, ..., p}, kde je kazdému regresoru priradené prave jedno ¢isloiz 1,...,p
podla oznacenia koeficientu ;. t-testom so stupniom volnosti n — 1 sa vyberie
najvyznamnejsie nenulovy odhad b;. Potom do mnoziny N, sa priradi hodnota
i a z mnoziny NM,e,,;, sa vyradi hodnota .
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4.1. VYBER REGRESOROV

2. Vypocita sa hodnota RSS pre model obsahujuci regresory s indexami z N, ktord
bude d'alej oznacend RSS m0q- Nech k vyjadruje pocet prvkov Ay,p. Obmenou vztahu
4.2 bude testovany tentokrat nadmodel za platnosti

RSS 1moa — RSS™
RSS poa/(n — k)

~F(l,n—k),

kde RSS™ je reziduélny sucet Stvorcov pre nadmodel uz uvazovaného modelu (vzdy
rozsireny o jeden regresor s indexom z /\/’nevyb). Je zrejmé, ze pri mensej hodnote
RSS* bude skor zamietnuté hypotéza. Preto je hladand minimélna hodnota RSS*
zo véetkych uvazovanych nadmodelov, ktord bude d'alej oznacend RSS, ...

3. Ak
RSSmod - RSS’!‘OZ

RSSmod/(n — k)

> Fl_a(l,n — k),

- hypotéza f3; = 0 je zamietnutd, index j je priradeny do mnoziny N, a vyra-
deny z mnoziny N,,eyy,

- do hodnoty RSS;,.q sa priradi hodnota RSS., ..,
- prejde sa na krok 2,

inak hypotéza [3; = 0 nie je zamietnuta a algoritmus sa tymto ukoncuje.

Zostupny vyber je zalozeny na rovnakej myslienke, ale vychadza sa z tiplného modelu, ob-
sahujticeho vsetky regresory. Potom st postupne vyrad ované z modelu regresory najmene;j
vyznamné pomocou podobného F-testu.

Krokovd regresia (v angl. Stepwise Regression) funguje na principe vzostupného vyberu
s tym, ze v kazdom kroku sa zaroven pouzije i zostupny vyber. Teda v kazdom kroku sa
kontroluje mnozina N, ¢i sa v nej nenachddza index uz nevyznamného regresného ko-
eficientu. Predosly postup vzostupného vyberu bude rozsireny o nasledujice dva kroky.

4. RSS,.0q bude priradend hodnota z kroku 3 rozsireného modelu RSS,... Nech opat
k vyjadruje pocet prvkov N,y,. Pomocou vztahu 4.2 bude testovany podmodel na-

sledovne
RSS* — RSS 1o

RSS 1moa/(n — k)
kde RSS™ je rezidudlny sucet stvorcov pre podmodel uz uvazovaného modelu (vzdy

redukovany o jeden regresor s indexom z N,,;). Opéat je hladand minimélna hodnota
RSS* 7o vSetkych uvazovanych podmodelov, ktord bude d'alej oznacend RSS cq.

~F(l,n—k),

5. Ak
RSSred - RSSmod

RSSmod/(n — k)

< Fl_a(l,n — k),

- nie je zamietnutd hypotéza o nulovosti vyradeného regresoru, preto je cislo
urcujiice tento regresor vyradeny z N, a priradeny do NMeuyp,

- do hodnoty RSS;,.q sa priradi hodnota RSS..q,
- prejde sa na krok 2,

inak sa prejde na krok 2.
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4. VYBER MODELU A DIAGNOSTIKA

krok 1: t-testom je uréeny model s jednym regresorom

© | krok 2: vypocet hodnoty RSS ;.. krok 5: test hypotézy o redukovani modelu
&
=
=]
~
2
g
g
krok 3: test hypotézy o nerozsireni modelu krok 4: vypocet hodnoty RSS,eq
nezamietnutie

ukoncenie: model vybrany

Obrazok 6: Na obrazku je porovnany proces vzostupneho vyberu pomocou ¢iernych Sipiek a
proces krokovej regresie pomocou Sedych Sipiek.

Proces vyberu regresorov je ukonceny, ak prejde cyklus, v ktorom v krokoch 3 a 5 nebude
mozné rozsirit alebo redukovat mnozinu vybranych regresorov Nyp.

Ked'zZe tieto tri metédy funguji na principe hladného algoritmu, nemusia néjst v da-
nom zmysle najlepsie riesenie ani rovnaké (oproti ostatnym). Napriklad vyber modelu
bude zavisly na zvolenej hladine vyznamnosti «. Na tito tému Zvara uviedol v literature
([13], str. 144) nasledujiicu vetu: Obzvlast pri krokovej regresii sa doporucuje vyhladaf
niekolko takmer optimélnych modelov a pokusit sa najsf medzi nimi ten, ktory m4 naj-
lepsiu interpretéciu. Dalej Jornsten uviedla ([6], 5.prednaska) k tejto téme nasledujicu
vetu: Hladné algoritmy moZzu viest na modeli, ktoré si fazko interpretovatelné - regre-
sory, ktoré si korelované, stiperia o zlicastnenie sa na tvorbe modelu a Iudské vedomosti
(skiisenosti) mozu vybrat rozumné modely, ¢o tu Statistika nemoze.

V tomto odstavci, boli metédy vyberu regresorov zalozené na F-teste. Rovnako tieto
metédy mozu fungovat na zédklade inych testovacich kriterii. Zname si napriklad Akaikeho
informacné kritérium (zndme pod skratkou AIC) alebo Bayesovské informacéné kritérium
(zname pod skratkou BIC).

4.1.2. Mallowsova C, Statistika

Statistika C, je zalozend na odhade celkovej strednej Stvorcovej chyby 7, MSE(Y;),
ktorej je mozné sa dopustit pri uvazovani podmodelu miesto skutoéného modelu. Nech
je uvazovany zavedeny model 4.3, z ktorého sa vychadzalo, avSsak v skutocnosti plati
rozsireny model 4.5. Model 4.3 bude teraz uvazovany tplnej hodnosti (hodnosti k). Potom
podla 4.16 plati
STMSE(Y:) = 2> hy + (M Z~y)YMZ~ = o*Tr(H) + | M Z~|. (4.22)
i=1

i=1

Zo vztahu 4.14 plati
|M 2| = E(RSS) — (n — h(X))o".
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4.1. VYBER REGRESOROV
Dosadenim tohto vztahu do 4.22 sa ziska vztah

zn; MSE(Y;) = 02k + E(RSS) — (n — k)o? = (2k — n)o? + E(RSS).

Podelenim o2 predchadzajticeho vztahu vznikne

E(RSS)

1 & A
— > MSE(Y;) =2k —n+ ——; (4.23)
(ot o

Mallowsova C, Statistika vyjadruje hodnotu 4.23 po dosadeni za o2 odhadom tohto para-

metra s (zo skutoéného rozsireného modelu) a za E(RSS) je uvazovana hodnota RSS z

podmodelu nasledovne
RSS
Co=2k—n+—. (4.24)
Sa

Potom pre stredni hodnotu tejto statistiky a pouzitim vztahu 4.14 plati
E(RSS MZ~|* + (n — k)o? MZ~|?
(RSS) _y, y IMZA (0= ) M2

E(C,) =2k —n+ == = 2% . =

. (4.25)

Zo vztahu 4.25 vyplyva, ze pri malom vychylen{ je strednd hodnota $tatistiky C, priblizne
rovna k (poctu regresorov v podmodeli).

Dalej bude uvazované, ze skutoény model 4.5 je nezndmy (vécsinou redlna situdcia).
No je uvazovana mnozina p regresorov, ktora v nejakom zmysle dobre zodpoveda modelu.
Bez ijmy na vSeobecnosti a pre zachovanie modelu 4.3, nech medzi p regresormi su vsetky
regresory z X (p > k). Mallows v tomto pripade vo vztahu 4.24 uvazuje, Ze vSetkych p
uvazovanych regresorov vytvéra nevychyleny odhad Y (bias(Y') = 0). Preto je z modelu
s p regresormi pocitany odhad s2 rozptylu o2,

Pre takyto pripad je C, Statistika pre uvazovany model 4.3

RSS

5
Sp

C,=2k—n+ (4.26)
Takéto hodnoty Statistiky C, sa vypocitaji pre vSetky rozne podmnoziny z mnoziny p
regresorov. Pre n pozorovani sa hodnota Mallowsovej Statistiky 4.26 meni na zaklade
poctu k regresorov v podmodeli a hodnoty RSS podmodelu.

Navrhuje sa zobrazit hodnoty C, Statistiky podla velkosti podmodelov a zéroven v
grafe zobrazit setku z bodu [0, 0] do bodu [p, p]. Podla vztahu 4.25 by sa hodnoty C, pre
malo vychylené odhady mali pohybovat v blizkosti uvedenej tisecky (pre podmodely s m
regresomi je to hodnota E(C,) = m). V pripade vécsieho poctu regresorov p sa pre kazdy
pocet regresorov v podmodeli zobrazuju iba tie najblizie k usecke. Nazorné su grafy v 5.
kapitole.

Mallows v €lanku [8] uvadza, ¢o je mozné z takéhoto grafu vydedukovat. Ak regresné
koeficienty si nezdvislé a tie ktoré si nenulové, dosahuji vyssich hodnot (vzhladom k
smerodajnej odchylke ich odhadu), potom si hodnoty C, (podmodelov z nich tvorenych)
blizke okolo uvedenej tsecky (vyssie - az spolo¢ne vytvaraji dobry odhad strednej hod-
noty). Dalsf pripadom je, ak st regresory 1, s a 3 silne korelované vzdjomne a podobne
korelované s Y. Potom kazdé dva regresory je mozné vylucit ale nie vsetky tri. Preto tieto
vietky uvazované modely budi okolo tsecky (niZsie - pre mensie modely), pretoze kazdy
jeden regresor moze dobre odhadnif stredni hodnotu. Obe situdcie st umelé, ale mozu
niekedy pomoct.
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4. VYBER MODELU A DIAGNOSTIKA
4.2. Diagnostika

Diagnostické metédy pomahaji zistovat hodnoty z nameranych dat, ktoré st v nejakom
zmysle vyznamne vzdialené od vacsiny nameranych hodnoét. Tieto hodnoty je mozné roz-
delit do dvoch zékladnych skupin. Prvé st nazyvané odlahlymi pozorovaniami (v angl.
outliers), ktoré si odlahlé z pohladu zdvislej premennej. Druhé hodnoty st nazyvané
vplyvnymi pozorovaniami (v angl. leverage points), ktoré si odlahlé z pohladu nezavislej
premenne;j. Niekedy mozu byt obe skupiny zaujimavé z fyzikalneho hladiska. Avsak ak si
odlahlé pozorovania znaéne vzdialené od strednej hodnoty, vypocitanej bez tychto hodnot,
mozu vyznamne ovplyvnit vysledné rieSenie metédou najmensich stvorcov. Napriklad je
mozné pri takejto analyze vyuzit metédu Jackknife (vzdy by sa vypocitala strednd hod-
nota bez jedného pozorovania). Préve preto, ze majui vyznamny vplyv na rieSenie metédou
najmensich stvorcov je dolezita ich diagnostika. V pripade jednorozmerného modelu je
situdcia s diagnostikou jednoduchsia, ¢asto sa daji obe skupiny urcif z bodového grafu.
No v pripade mnohorozmerného modelu je diagnostika tychto hodnét znacne komplikova-
nejsia a tu st diagnostické metdédy velmi uzitoéné. V tejto praci budi uvedené nasledujiice
dve diagnostiky:

- diagnostika pomocou projekénej matice H

- studentizované rezidua

4.2.1. Diagnostika pomocou projekénej matice H

Z kapitoly 2. je zname, ze projekéna matica H je idempotentna a symetricka. Preto plati
tiez rovnost HH' = H, z ktorej priamo vyplyva, Ze kazdy riadok h;, matice H m4
hodnotu ||h;||* uvedent v prvku hy;. Zo vzfahu 2.7 je zndma platnost vztahu ¥ = HY,
ktory je mozné ekvivalentne formulovat nasledovne

~

Y;:hi.Y, z:l,,n

Z predchadzajiceho vzfahu je teda zrejmé, ze jednotlivé odhady Y; vektora Y st zdvislé
na vahach podla riadku h;, (na vektore pozorovani Y'). Rovnako stlpec h.; matice H
informuje o vplyve pozorovania Y na vsetky odhady vektora Y. A mierou tohto vplyvu
pozorovania Y; na odhady Y moze byt diagondlny prvok h;.

Pre hodnotu h;; platia nerovnosti 0 < hy; < 1. Prva nerovnost vyplyva z hore uvedenej
normy ||h;||>. Druhd nerovnost vyplyva z nerovnosti

his = |hael® > D3,

ktora moze platit len pre h;; nezdporné a hy; < 1. Nerovnosti 0 < h;; < 1 budd vyuzité v
nasledujticej tivahe.

Pre odhad w nahodnej chyby e plati u = Me = (I — H)e. Ttto rovnost je mozné
ekvivalentne formulovat nasledovne

u; = (1—hy)e; — > hyje;, i,5=1,...,n.
J#

Z predchadzajuceho vztahu vyplyva, Ze pre hodnoty h; blizke 1, ndhodnd chyba e; v
pozorovani Y; nie je vysvetlend v odhade u; tejto chyby.
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4.2. DIAGNOSTIKA

Z vysledkov Gaussovej-Markovovej vety a vety 2.6. plynt vzfahy pre varianéné matice
VarY = 0®H a Var(u) = 02 M = o*(I—H). Z ivah, ktoré boli urobené v tomto odstavci,
je mozné usudif nasledujice tvrdenie. V pripade hodnoty h; blizkej 1, je rozptyl odhadu
Y; vacsi ale zdroven rozptyl odhadu u; mensi. A rovnako to plati naopak.

4.2.2. Studentizované rezidua

Najprv bude zavedené nové oznacenie. X ;) je oznacenie pre maticu typu (n—1) x k, ktord
vznikla odobranim i-tého riadku matice X, xx. Y ;) znaci vektor bez i-tého pozorovania.
Nech je uvazovany normalny linedrny regresny model

Y= X8 + en, (4.27)

kde B ;) si regresné koeficienty a pre vektor chyb plati e;) ~ N,-1)(0, o?I). Nech je d'alej
uvazovany normalny linedrny regresny model

Y = XB+jn+e, (4.28)

kde (3, ~) st regresné koeficienty, j, je i-ty stfpec jednotkovej matice I,, a pre vektor chyb
plati e ~ N,,(0,0%I). Dalej bude uvazovany pripad h(X ;) = h(X) = k, ktory znamena,
ze pre vyradeny riadok je hodnota parametrickej funkcie ;83; odhadnutelna. Potom
je mozné tvrdit, ze odhady strednych hodnot X ;)b a Xb + g;¢ modelov 4.27 a 4.28
metodou najmensich Stvorcov si totozné. Totiz pozorovanie ¢ neméa v druhom modeli 4.28
ziadny vplyv, pretoze odhad c¢ koeficientu v nadobudne taki hodnotu, aby minimalizoval
reziduum v bode x;,. Odhad ¢ teda vyjadruje reziduum v prvom modeli 4.27 v bode x,,.
Pre prvy model sa vypocita odhad b;) regresnych koeficientov 3(;) nasledovne

buy = (X(H X o) ' XY ().

Potom stredna hodnota takéhoto modelu v bode x;, je Y(i) = X;b(;). A nakoniec bude
zavedend hodnota u) = Y; — }A/(i), ktora je totozna s odhadom ¢ v druhom modeli.

Za podmienky h(X ;) = h(X) je druhy model 4.28 nadmodelom modelu 4.27, ak
plati h(X ;) < h((X,j;)). Toto moze byt dalej predpokladané, inak by sa jednalo o ne-
zaujimavy pripad, kedy novy stfpec regresnej matice neposkytuje novi informéaciu (platilo
by ¢ = 0 pre nadmodel). Podla vztahu 4.7 a oznateného odhadu c¢ rozsirujiiceho modelu
totiz plati

cc=(ZMZ) Z'u. (4.29)
Pre odhad ¢ zo vztahu 4.29 teda plati
Uj

c= (IMG,) fu =1t (4.30

V predchadzajicom vztahu sa formélne jednalo o pseudoinverziu z reguldrnej stvorcovej
matice (jednoprvkovej), ktord je totoznd s inverznou maticou. Podla vety, ktort uviedol
Zvéra v literatire ([13], str. 99), je podmienka h(X ;) = h(X) ekvivalentna s tvrdenim
my > 0. Preto moze byt uvazovany vztah 4.30. Pouzitim vzfahu Var(u) = 02M z vety
2.6. je mozné vyjadrit vzfah

==t = (4.31)

Var(c) = Var <

u; > _ Var(w;))  o*my o

i m

i1
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4. VYBER MODELU A DIAGNOSTIKA

Ked'ze u; méa normalne rozdelenie a platia vztahy 4.30 a 4.31, potom nahodn4 veli¢ina
u;/(0+/m;;) ma rozdelenie N(0, 1). Nech s(;) znaci odhad smerodatnej odchylky v prvom
modeli, potom nédhodnd velicina sf;)/0® md x*(n — 1 — k) rozdelenie. Podla vety 2.10.

st odhady b(; nezévislé na odhade S(Qi), preto aj odhady Y(i) = x;ub(; a 8(2i) si na sebe
nezavislé. A kedze obe tieto statistiky boli vypocitané bez znalosti Y, je mozné usudit,
ze st vietky tri Y, Y{;) a s,y vzdjomne nezavislé. Zo vzfahu 4.30 vyplyva vzfah

Ui = CMyj5 = (Y; - Y/(z))mm

Z predchidzajiceho vztahu a tvrden{ vyplyva nezavislost medzi velicinami u; a s¢;). Potom
je mozné zaviest novi statistiku

u; = wi/ (/i) = tin—k—1), (4.32)

' \ /5(22‘)/02 /i S i)

ktora odpoved4 definovanému Studentovmu rozdeleniu podla prvého vyjadrenia. Této
Statistika sa nazyva studentizované reziduum. V pripade, kedy je vopred znamy index
i, je mozné klasicky testovaf t-testom odlahlost pozorovania. Hypotéza o neodlahlosti
pozorovania ¢ je zamietnuta na hladine a ak plati |uf| > ti_o/2(n — k — 1). No v pripade,
kedy nie je vopred znamy index ¢ a jeho vyber je zavisly na pozorovani Y, je potrebné
testovanie mierne pozmenit.

Nech je pre § € (0, 1) uvazovanych n ndhodnych javov

Ai(0) ={lui| > timsp(n —k = 1)}, 1=12,....n

Podla Bonferroniho nerovnosti 1.1 plati pri zvolenej hladine «

n

P(UiL i Ai(a/n)) Z Ai(a/n)) = a.

Ak bude vybrany index j na zdklade Statistik z pozorovani Y, bude hypotéza o ne-
odlahlosti pozorovania od strednej hodnoty Y zamietnuts ak ’u;k’ > t1a/n)(n —k —1).
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5. Analyza experimentu

Experimet bol vyhodnoteny s pouzitim programovacieho jazyka a prostedia R. Ide o
volne dostupny jazyk a software, ktory je uréeny primarne na tatistické vypocty a gra-
fické zobrazovanie. Pre pracu v tomto prostredi je mozné priamo vyuzit dostupni konzolu.
Avsak ako nadstavbové vyvojové prostredie bolo pouzité RStudio, ktoré je taktiez volne
sfritelné. Toto vyvojové prostredie je mozno doporucit pre jednoduchost ovlddania oproti
konzole (vzhladom aj funkcionalitou pripomina vyvojové prostedie MATLABu).

Po dohode s odbornikom v danej oblasti experimentu, bol zadany problém, ktory bolo
potrebné vyriesit. Jednalo sa o zistenie najlepsej kombindcie fosforeé¢nanovych taviacich
soli v zmesi tak, aby bola zaistend maximdlna tvrdost. Pripadne najst takd mnozinu,
ktora bude takému zadaniu s nejakou pravdepodobnostou odpovedat.

Nezévislé premenné z1, xo a x3 budi vyjadrovat pomer uréitej zlozky na zmesi a teda
bude platit z; + z9 + 23 = 1.

V pripade vyhodnocovania experimentu troch zloziek (napr. zmesi) sa pouzivajui ternar-
ne diagramy. Vyhodou je napriklad jednoduch4 interpretovatelnost grafickych vysledkov.
Avsak pre zadant tlohu je lepsie uvazovat dve zlozky, pretoZe sa tymto nemeni stredn4,
hodnota, ktord ma byt vyhodnocovana. Takyto zaver je mozné urobit na zaklade vztahu
4.9

d=Yq¢-Y =MZ(ZMZ) Z'u, (5.1)

ktory urcoval vektor vzdialenosti dvoch odhadov, ak jeden je $irsi (v uvazovanom pripade
bol skutoény). Nech teda regresnd matica X (projekénej matici M vo vztahu 5.1) je z
modelu

EY = By + Bi21 + Bowa + B32] + Baw1z2 + B523. (5.2)

No je uvazovany i Sirsi model s hotnotami z3. Takyto model by rozsiril stredni hodnotu
nasledovne

BY = By + 121 + Boa + Baxs + Bam1¥2 + Bswams + Bew123 + Brat + Bsxs + Bors. (5.3)

Ale ¢€len 3 je mozné vyjadritf v tvare 1 — x; — x5, no nevznikne takto Ziadny novy ¢len a
bude platit

EY = (Bo+ B3+ By) + (B1— B3+ Bs — 289)x1 + (B2 — B3 + 5 — 2B9)x9 + (5.4)
+ (B — Bs + Bo)at + (81 — B5 — Be + 2B9)x129 + (Bs — B5 + Po)5. '

Ako je vidiet, takto uvazovany model (s podmientkou x; + x5 + 23 = 1) totiz nerozsiruje
priestor strednej hodnoty. Preto by bola vo vzfahu 5.1 matica Z nulové. Ale aj keby bol
uvazovany nadmodel, kde Z by bola tvorena vektorom a3, platilo by x3 € M(1,x1, x5)
ateda MZ = 0 vo vztahu 5.1.

Nech st odhady pre stredntt hodnotu 5.2 ozna¢ené v hornom indexe *. Kedze 5.2 a
5.4 vyjadruju totozné stredné hodnoty, plati 35 = By + 3 + B9 a podobne dalsich pat
vztahov. Odhady 5.2 st jednoznaéné. Teda sa jednd o sistavu Siestich rovnic pre desaf
nezndmych. Co nasvedéuje tomu, ze neexistuje jednoznaéné vyjadrenie pre vyjadrenie
strednej hodnoty 5.3.

Podla 3D bodového grafu, kde boli zobrazené hodnoty ; a @ na Y, je zrejmé, ze
odhad strednej hodnoty rovinou nebude postacujici. Pretoze je takyto graf fazko interpre-
tovatelny do roviny, nebude tu uvedeny, ale rozlozenie dét je mozné pozorovat na d’alsich

44



5. ANALYZA EXPERIMENTU

strankach s uz odhadnutou strednou hodnotou. Nech je teda uvazovana stredna hodnota
tvaru 5.2 i vyssSieho stupna. Za regresor x; bude uvazovany pomer hydrogenfosforecnanu
sodného zo zmesi a za regresor xo pomer difosforecnanu sodného. Pozorovania Y st pre
tvrdost, 8 tyzdnov zrenia a 30 dni skladovania.

5.1. Polyném druhého stupna

Pomocou dvoch funkeif summary(Im(y x1 + x2)) je mozné velmi rychlo ziskat zékladné
informécie o uvedenom modeli (v tejto funkcii) v jazyku R. Ak je uvazovany model so
strednou hodnotou 5.2, potom si k dispozicii Statistiky vo vystupe 1. Vacsina bola za-
vedend v 2. kapitole. Su tu informécie o rezidudch (napr. medidn a kvartilové rozpatie),
jednotlivé odhady regresnych koeficientov metédou najmensich stvorcov a smerodajné
odchylky tychto odhadov. Nasledne hodnoty pre t-test a prislusné p-hodnoty. Hviezdicky
uréuji vyznamnost regresoru v modeli na hladine o podla uvedenej legendy. NiZsie st uve-
dené informacie o odhade smerodajnej odchylky chyby modelu a koeficient determinacie
R? (i adjustovany RZ,) ako bol uvedeny v 2.19 v pripade 1 € M(X). Posledny je F-test,
ktory testuje hypotézu, ze vSetky regresné koeficienty si nulové.

Vystup z R 1: Statistiky pre model so strednou hodnotou s regresormi do 2. stupiia

Call:
Im(formula =y ~ x1 + x2 + I(x172) + I(xl *x x2) + I(x272))

Residuals:
Min 1Q Median 3Q Max
-3.1820 -0.7955 0.0686 0.7832 3.2342

Coefficients:

Estimate Std. Error t value Pr(>|tl)
(Intercept) 6.098 0.482 12.651 <2e-16 **x
x1 -1.110 .036 -0.545 0.5866

2
x2 -2.132 2.036 -1.047 0.2971
I(x172) -4.830 1.933 -2.499 0.0137 *
I(xl * x2) 37.549 3.156 11.898 <2e-16 *x*x*
I(x272) -1.991 1.933 -1.030 0.3048

Signif. codes: 0O ‘xxx’> 0.001 ‘**’ 0.01 ‘x> 0.056 ‘.’ 0.1 ¢ * 1

Residual standard error: 1.223 on 126 degrees of freedom
Multiple R-squared: 0.8213,Adjusted R-squared: 0.8142
F-statistic: 115.8 on 5 and 126 DF, p-value: < 2.2e-16

F-test jasne zamieta sti¢asni nulovost vsetkych regresorov. Ako vyznamné na hladine
a vysli tri regresory. Korelaény koeficient medzi 4o a o4 vysiel 0.9481194. Teda regresory

71, 27 81 silne linedrne zavislé a rovnako regresory xo, 3.
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Pomocou Krokovej regresie bol vybrany podmodel zlozeny zo 4 regresorov. Zdrojovy
kéd pouzitej metddy je v prilohe. Metéda pouzila len vyber regresorov v kroku 3 v takomto
poradi: absolutny ¢len, x1z2, 22 a x3. Ndsledne bude uvedené statistiky pre tento vybrany
model vo vystupe 2.

Vystup z R 2: Statistiky pre vybrany model Krokovou regresiou

Call:
Im(formula = y ~ I(x172) + I(xl *x x2) + I(x272))

Residuals:
Min 1Q Median 3Q Max
-3.1424 -0.7417 0.0556 0.8026 3.2432

Coefficients:
Estimate Std. Error t value Pr(>|tl)
(Intercept) 5.6902 0.1991 28.581 < 2e-16 #**x
I(x1°2) -5.5444 0.5165 -10.735 < 2e-16 **x
I(x1 * x2) 34.9663 1.4857 23.536 < 2e-16 *xx*
I(x272) -3.8927 0.5165 -7.537 7.72e-12 **x
Signif. codes: 0O ‘*xx’> 0.001 ‘**’ 0.01 ‘x> 0.056 ‘.’ 0.1 ¢ ’ 1

Residual standard error: 1.219 on 128 degrees of freedom
Multiple R-squared: 0.8198,Adjusted R-squared: 0.8155
F-statistic: 194.1 on 3 and 128 DF, p-value: < 2.2e-16

Podla statistik, je vybrany model vhodny. Hodnota R? klesla nepatrne o 0.0015, ale
model bol redukovany o dva regresory. Vsetky regresory s vyznamné.

V pripade Mallowsovej C, Statistiky je uvazované, ze odhad strednej hodnoty z povodného
modelu je nestrannym odhadom. Bude teda pouzity vztfah 4.26

RSS
s2 ’

Cp,=2k—n+

kde s, = 1.223 z vystupu 1. Graf spominany v ¢asti o Mallowsovej Statistike je zobrazeny
v grafe 1, kde je taktiez zobrazeny bod pre vybrany model na zeleno. St tu vyobrazené
hodnoty C, mensie ako 10. Len informativne, najvacsia bola hodnota 578.5447. V grafe
1 je vidiet, ze k strednej hodnote C, je blizsia hodnota s poc¢tom regresorov 4 oznacend
na cerveno. Ide o model s regresormi: absolutny clen, xo, 125 a x% Teda oproti Krokovej
regresii (C, = 3.074860) bol vybrany za leps{ z pohladu C, (C, = 3.839803) regresor
x5 miesto zZ. To nie je ni¢ prekvapivé, kedZe oba regresory si silno linedrne zavislé
(korela¢ny koeficient vysiel 0.9481194). Zakladné statistiky pre takto vybrany model si
uvedené vo vystupe 3. Ked'Ze zdkladné statistiky oboch modelov si velmi podobné, bude
d’alej uvazovany model preferovany na zaklade Mallowsovej statistiky. V grafe 2 je uvedeny
3D bodovy graf s odhadnutou strednou hodnotou. V grafe 3 si nazornejsie zobrazené na-
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5. ANALYZA EXPERIMENTU
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Graf 1: Zobrazené C, Statistiky pre povodny model. Zelenou farbou je vyznaceny bod vybrany
Krokovou regresiou.

merané data Y s odhadovanymi Y. Postupnost zmesf (v grafe 3) je urcend pre dvojicu
1, T9 nasledovne

(1,0),(0.9,0.1), (0.8,0.2),. .., (0.1,0.9), (0, 1), (0.9,0), (0.8,0.1),. .., (0.1,0), (0,0.1), (0, 0).

Vystup z R 3: Statistiky pre vybrany model Krokovou regresiou

Call:
Im(formula =y ~ I(x2) + I(x172) + I(xl * x2))

Residuals:
Min 1Q Median 3Q Max
-3.0640 -0.7895 0.0642 0.7468 3.2037

Coefficients:
Estimate Std. Error t value Pr(>|tl)
(Intercept) 6.1247 0.2376 25.776 < 2e-16 **x
I(x2) -3.7697 0.5051 -7.463 1.14e-11 **x
I(x172) -6.1307 0.5686 -10.975 < 2e-16 **x
I(x1 * x2) 37.8453 1.6264 23.269 < 2e-16 *xx*xx*
Signif. codes: 0O ‘xxx’> 0.001 ‘**’ 0.01 ‘x> 0.056 ‘.’ 0.1 ¢ * 1

Residual standard error: 1.222 on 128 degrees of freedom
Multiple R-squared: 0.8187,Adjusted R-squared: 0.8144
F-statistic: 192.6 on 3 and 128 DF, p-value: < 2.2e-16
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5.1. POLYNOM DRUHEHO STUPNA

Z uvedenych grafov 2, 3 vyplyva, ze odhadnuta stredna hodnota nepokryva dostatocne
maximalne hodnoty Y. Preto je vhodné, pre tlohu najdenia najvacsej tvrdosti, prejst na
model vyssieho stupna.

1 08 06 04 0z 0

Graf 2: 3D bodovy graf pre model vybrany s pomocou C, Statistiky. V grafe je zobrazend
strednd hodnota uréend metédou najmensich Stvorcov.

10

postupnost zmesi

Graf 3: Zobrazené si hodnoty Y a po castiach spojita linearna funkcia, ktora nadobtida rovnaké
hodnoty s Y pre zmesy. Postupnost zmes{ je uréens v texte vyssie.
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5. ANALYZA EXPERIMENTU
5.2. Polyném tretieho stupna

Nech je uvazovany model so strednou hodnotou
EY = S0 + Six1 + Baita + fsa} + Baziza + Bsw + Lo} + Pratzs + Bszazl + Poxy (5.5)

Zakladné statistiky pre model 5.5 si uvedené vo vystupe 4. Je zrejmé, ze odhad smero-
dajnej odchylky klesol, pretoze si uvazované nezavislé regresory naviac (4 oproti modelu
5.2).

Vystup z R 4: Statistiky pre cely model

Call:
Im(formula =Y ~ x1 + x2 + I(x172) + I(x1 * x2) + I(x2°2) + I(x1°3) +
I(x172 % x2) + I(x1 *x x272) + I(x2°3))

Residuals:
Min 1Q Median 3Q Max
-2.4686 -0.6791 0.0833 0.6273 2.5341

Coefficients:

Estimate Std. Error t value Pr(>|t|)
(Intercept) 7.4283 0.5767 12.881 < 2e-16 *xx**
x1 -19.4881 4.6946 -4.151 6.16e-05 *x*
X2 -9.5078 4.6946 -2.025 0.045024 =*
I(x172) 42.4275 10.9122 3.888 0.000165 *xx**
I(x1 * x2) 78.2282 17.4705 4.478 1.71e-05 *xx*
I(x272) 12.7081 10.9122 1.165 0.246462
I(x173) -30.2817 7.1199 -4.253 4.16e-05 *x*x
I(x1°2 * x2) -61.4758 16.5451 -3.716 0.000307 ***
I(x1 * x272) -11.5376 16.5451 -0.697 0.486914
I(x273) -10.0715 7.1199 -1.415 0.159742
Signif. codes: O ‘*%x’ 0.001 ‘xx’> 0.01 ‘x> 0.05 ‘.’ 0.1 ¢ * 1

Residual standard error: 1.084 on 122 degrees of freedom
Multiple R-squared: 0.8641,Adjusted R-squared: 0.8541
F-statistic: 86.22 on 9 and 122 DF, p-value: < 2.2e-16

Vyber regresorov bude uskutoéneny najprv na zaklade Krokovej regresie. Metdda pre
a = 0.05 postupne vybrala nasledovné regresory: absolutny élen, iz, x5, 173 a 23.
Rovnaké regresory vybrala aj pri a = 0.1. Vypis Statistik pre takyto model sa nachadza
vo vystupe 5.

V grafe 4 su zobrazené vsetky C, Statistiky, ktoré maji mensiu hodnotu ako 20. Je
vidiet, ze model vybrany Krokovou regresiou, mé najlepsiu C, statistiku (C, = 18.0526)
z ostatnych podmodelov s piatimi regresormi. Dalej je ervenou farbou oznaceny bod,
ktory ma sice viac regresorov ale dobre dpoveda strednej hodnote Mallowsovej Statistiky
(C, = 7.356668). Tento model zahffia regresory: absolutny ¢len, z1, z2, z3, 172, 73 a
222,. Budd teda uvedené statistiky pre tento model vo vypise 6.
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5.2. POLYNOM TRETIEHO STUPNA

Vystup z R 5: Statistiky pre cely model

Call:

Im(formula =Y ~ I(xl * x2) + I(x1°3) + I(x1l * x272) + I(x273))

Residuals:
Min 1Q
-2.39084 -0.60531

Median

Coefficients:

3Q
0.01664 0.70441

Estimate Std. Error t value

(Intercept) 5.5548
I(x1 * x2) 18.0726
I(x17°3) -5.0751
I(x1l * x272) 28.6603
I(x2°3) -5.1508
Signif. codes: 0 “**x’ 0.

Residual standard error: 1.138 on 127 degrees of freedom
0.8439,Adjusted R-squared:

Multiple R-squared:

0.1741
3.3691
0.5329
6.5276
0.5915

001 “*x°

31.
.364
.524
.391
.709

0.

F-statistic: 171.7 on 4 and 127 DF,

912

01

Max
2.67335

Pr(>ltl)
< 2e-16
3.72e-07
< 2e-16
2.36e-05
1.39%e-14

(*)

0.05 °.

*kkk
*kkk
*kkk
*kkk
*kkk

> 0.1

0.839

p—value: < 2.2e-16
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Graf 4: Zobrazené C, statistiky pre povodny model. Zelenou farbou je vyznaceny bod vybrany
Krokovou regresiou. Cervenou farbou je oznacend Statistika modelu, ktory je z pohladu C, a

teda samotného vyberu modelu zaujimavy.
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Statistiky druhého uvazovaného modelu vo vypise 6 sa zlepsili (napr. odhad smerodaj-
nej odchylky alebo hodnota R?). Ked'ze je v modeli silnejsia linedrna z4vislost niektorych



5. ANALYZA EXPERIMENTU

regresorov, nie je prekvapujtice, ze v podstate iné regresory dokazu rovnako dobre od-
hadnit strednii hodnotu. No kvoli odhadu strednej hodnoty by bolo rozumnejsie sa drzaf
navrhovaného modelu podla C,. Sice ma o dva regresory viac ale mensie vychylenie podla
Mallowsovej statistiky. Bude teda zobrazeny bodovy graf s odhadnutou strednou hodno-
tou v grafe 5. Bodovy graf ma body oznacené éervenou farbou. Ciernou farbou st oznacené
body vyjadrujice vsetky sledované zmesy.

Vystup z R 6: Statistiky pre vybrany model na zaklade G,

Call:
Im(formula =Y ~ x1 + x2 + I(x172) + I(x1 * x2) + I(x173) + I(x1"2 * x2))

Residuals:
Min 1Q Median 3Q Max
-2.9675 -0.7213 0.1014 0.6523 2.5963

Coefficients:
Estimate Std. Error t value Pr(>|t|)

(Intercept) T7.4256 0.3931 18.891 < 2e-16 *xx**

x1 -19.5647 3.9397 -4.966 2.19e-06 *x*x

X2 -6.1460 0.6609 -9.300 5.87e-16 *x*x

I(x172) 42.5981 10.0210 4.251 4.13e-05 *xx*

I(x1l *x x2) 72.4134 5.8947 12.284 < 2e-16 x*xx*x

I(x173) -30.3730 6.8037 -4.464 1.77e-05 *x*x

I(x1°2 * x2) -59.0026 9.8051 -6.018 1.82e-08 *x*x

Signif. codes: O ‘*%x’ 0.001 ‘xx’> 0.01 ‘x> 0.05 ‘.’ 0.1 ¢ * 1

Residual standard error: 1.086 on 125 degrees of freedom
Multiple R-squared: 0.8603,Adjusted R-squared: 0.8536
F-statistic: 128.3 on 6 and 125 DF, p-value: < 2.2e-16

Ani v predchadzajicom ani v tomto vybranom modeli studentizované rezidua na hla-
dine o = 0.05 nezaznamenali odlahlé pozorovania Y .

V grafoch 5 a 6 je vidief, Ze sa podarilo lepsie zachytit strednti hodnotu pre zmesy
s najvacsou tvrdosfou. Vzhladom k analyze sa bude pokracovat k vyssiemu stupiu po-
lynému a budu pozorne sledované zmeny. Ak budi zmeny minimalne, bude preferovany
model vyberany v tomto odstavci.
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5.2. POLYNOM TRETIEHO STUPNA

w1

Graf 5: Zobrazeny je 3D bodovy graf s odhadnutou strednou hodnotou polynémom tretieho
stupna.
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Graf 6: Zobrazené st hodnoty Y a ¢ervenou farbou je oznacend funkcia totozna s funkciou z
grafu 3 (odhad polynémom 2. stupiia). Modrou farbou je oznacend po ¢astiach spojita linedrna
funkcia, ktord nadobida hodnoty Y (odhad vybraného polynému 3. stupna) v prislusnych zme-
siach. Postupnost zmes{ bola uz uréend.
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5. ANALYZA EXPERIMENTU
5.3. Polyném Stvrtého stupna
Nech je uvazovany model so strednou hodnotou

EY = o+ fix1 + Bowa + B32% + Bazixa + Bsx3 + Bex’t + Bratre + fsrizi+

5.6
+Box3 + 1027 + Biladxy + 122202 + B13x123 + [14as. (5.6)

Zékladné statistiky pre tento model st vo vystupe 7. Podla tedérie s novymi linedrne
nezavyslymi regresormi nevzrastie hodnota RSS (resp. vacsinou klesne). Presnejsie za
predpokladu, ze nové regresory maju priemety do rezidualneho priestoru povodného mo-
delu a tieto priemety nie st vsetky ortogondlne na Y, potom vzdy poklesne hodnota RSS.
Preto odhad s smerodajnej odchylky klesne a hodnota R? vzrastie. Toto je pozorovatelné
na uvedenych Statistikach (vo vystupoch) povodnych a rozsirenych modelov.

Vystup z R 7: Statistiky pre uplny model

Call:

Im(formula =Y ~ x1 + x2 + I(x172) + I(x1 * x2) + I(x2°2) + I(x1°3) +
I(x172 * x2) + I(xl * x272) + I(x273) + I(x174) + I(x1°3 * x2) +
I(x172 * x272) + I(x1 * x273) + I(x274))

Residuals:

Min 1Q Median 3Q Max

-2.08738 -0.51084 -0.02468 0.48056 2.06610

Coefficients:

Estimate Std. Error t value Pr(>|t|)
(Intercept) 6.4436 0.5398 11.938 < 2e-16 *xx*x*
x1 -6.1838 7.4585 -0.829 0.408739
X2 9.0341 7.4585 1.211 0.228240
I(x172) 12.8747 31.5518 0.408 0.683983
I(x1 * x2) -151.1174 49.0644 -3.080 0.002580 x**
I(x272) -47.7718 31.5518 -1.514 0.132703
I(x173) -19.0753 47.9855 -0.398 0.691707
I(x1°2 * x2) 451.6944 108.8529 4.150 6.35e-05 *xx
I(x1l *x x272) 457 .8222 108.8529 4.206 5.12e-05 *xx
I(x273) 59.6301 47 .9855 1.243 0.216474
I(x174) 7.8460 23.7331 0.331 0.741543
I(x1°3 * x2) -330.1447 71.7622 -4.601 1.08e-05 **x
I(x17°2 * x272) -445.1972 102.1194 -4.360 2.82e-05 ***
I(x1l * x273) -286.3343 71.7622 -3.990 0.000116 **x*
I(x274) -25.7157 23.7331 -1.084 0.280798
Signif. codes: O ‘*%x’ 0.001 ‘xx’> 0.01 ‘x> 0.05 ‘.’ 0.1 ¢ * 1

Residual standard error: 0.8616 on 117 degrees of freedom
Multiple R-squared: 0.9176,Adjusted R-squared: 0.9078
F-statistic: 93.11 on 14 and 117 DF, p-value: < 2.2e-16
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5.3. POLYNOM STVRTEHO STUPNA

Dalej bude pouzité Krokov4 regresia. Prvykrat metéda vyuzila krok 5, kedy vylucovala
uz vybrany regresor. Metdda postupovala nasledovne:

absolutny ¢len, xqxs, x:f, xé, x?xg, x%xg,odobrany T1To, xlxg, x1,odobrany x:f, To, x%x%
Statistiky pre tento model, ktory ma 8 regresorov, st uvedené vo vystupe 8. Prvykrat
Krokova regresia vybrala regresory, ktorych odhady koeficientov maji p-hodnoty véacsie
ako 0.001. Doteraz velmi striktny vyber regresorov, zaloZzeny na Krokovej regresii a F-
testu (a = 0.05), sa zoslabil dosledkom poctu nezavislych regresorov. Napriklad velmi
vyznamny regresor v mensom modeli, ktory je korelovany s novym regresorom, vo vacsom
modeli uz taky vyznamny nemusi byf (vyssia p-hodnota).

Vystup z R 8: Zakladné statistiky pre model vybrany Krokovou regresiou

Call:
Im(formula =Y ~ x1 + x2 + I(x172 * x2) + I(x1l * x272) + I(x1°3 *
x2) + I(x172 * x272) + I(x274))

Residuals:
Min 1Q Median 3Q Max
-1.93603 -0.52415 -0.03862 0.59403 2.47676

Coefficients:

Estimate Std. Error t value Pr(>|tl)
(Intercept) 6.3781 0.2770 23.025 < 2e-16 **x
x1 -4.2619 0.5252 -8.114 4.08e-13 **x
x2 -2.6627 0.8382 -3.177 0.001880 s**
I(x172 * x2) 188.6860 18.2909 10.316 < 2e-16 *xx*xx*
I(x1l *x x272) 24 .3791 6.5946 3.697 0.000326 *xx*x*

I(x1°3 * x2) -205.4114 19.7481 -10.402 < 2e-16 *x*x*
I(x1°2 * x272) -56.7671 25.6073 -2.217 0.028458 *
I(x274) -2.3669 0.9168 -2.582 0.010996 *

Signif. codes: 0O ‘*xx’> 0.001 ‘**’ 0.01 ‘x> 0.056 ‘.’ 0.1 ¢ ’ 1

Residual standard error: 0.9363 on 124 degrees of freedom
Multiple R-squared: 0.8969,Adjusted R-squared: 0.8911
F-statistic: 154.1 on 7 and 124 DF, p-value: < 2.2e-16

V grafe 7 su oznacené C, statistiky do hodnoty 31. Zelenou farbou je tu oznacend
hodnota C, = 30.42169 vybraného modelu. Dalej bola oznacend cervenou farbou hod-
nota C, = 10.143824, pre model s desiatimi regresormi, ktora je s tymto poctom re-
gresorov najblizsie k strednej hodnote C,. Tento model mé vSetky regresory z modelu
vybraného Krokovou regresiou a naviac regresory xixs, xlxg. Zakladné statistiky pre
tento model st uvedené vo vystupe 9. Tu je vidiet, Ze regresor x3 md p-hodnotu pri-
blizne 0.0805. Teda t-test na hladine mensej ako 0.08 by uz nezamietol hypotézu o nu-
lovosti prislusného koeficientu. Ked'ze je primarne zdujem o odhad strednej hodnoty,

bude d'alej uvazovany model vybrany na zéklade C, so vSetkymi desiatimi regresormi.
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Graf 7: Zelenou farbou je oznacend hodnota C, pre model vybrany Krokovou regresiou a
¢ervenou farbou vybrany novy model na zédklade C,.

Vystup z R 9: Zakladné statistiky pre model vybrany na zdklade C,

Call:
Im(formula =

Y " ox1 + x2 + I(x1 * x2) + I(x172 * x2) + I(x1l * x272)

+ I(x173 * x2) + I(x172 * x272) + I(xl *x x273) + I(x274))

Residuals:

Min 1Q Median 3Q
-2.10842 -0.54463 -0.01986 0.53136
Coefficients:

Estimate Std. Error
(Intercept) 6.9191 0.2777
x1 -4.8015 0.4961
x2 -3.6869 0.8712
I(x1l *x x2) -109.6728 23.6793
I(x172 * x2) 428.2087 61.3065
I(x1 * x272) 327.2563 62.0074
I(x1°3 * x2) -335.9864 41.2304
I(x172 * x272) -376.9328 70.8638
I(x1 * x273) -197.5333 42.7102
I(x274) -1.7454 0.9903
Signif. codes: O “*%x’ 0.001 ‘*xx’ 0.

Residual standard error: 0.8621 on 122 degrees of freedom
0.9077

Multiple R-squared: 0.914,Adjusted

F-statistic: 144.1 on 9 and 122 DF,

k% k
k% k
k% k
k% k
k% k
k% k
k% k
k% k
k% k

Max
2.06035
t value Pr(>|tl)
24.914 < 2e-16
-9.678 < 2e-16
-4.232 4.51e-05
-4.632 9.15e-06
6.985 1.62e-10
5.278 5.77e-07
-8.149 3.67e-13
-5.319 4.80e-07
-4.625 9.40e-06
-1.762 0.0805 .
01 ‘%’ 0.05 “.”

R-squared:

p—value: < 2.2e-

0.1

16
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5.3. POLYNOM STVRTEHO STUPNA

V grafoch 8 a 9 je vidiet, Ze sa podarilo zlepsif odhad strednej hodnoty i pre zmesy s
najvyssou tvrdostou.
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Graf 8: Funkcie oznacené Gervenou a oranzovou farbou su funkcie z grafu 6 (oranzové odhad
polynémom 2. stupiia, ¢ervend odhad polynémom 3. stupiia). Modrou farbou je oznacend po
castiach spojité linedrna funkcia, ktord nadobtda hodnoty ¥ (odhad vybraného polynému 4.
stupiia) v prislusnych zmesiach. Postupnost zmes{ bola uz uréena.

Graf 9: 3D bodovy graf s odhadnutou strednou hodnotou polynémom §tvrtého stupna vy-
braného na zdklade C,.
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5. ANALYZA EXPERIMENTU

V grafe 10 je zobrazeny konturovy graf pre odhadnuti stredni hodnotu s desiatimi
regresormi. [zoc¢iary s hodnotou 12 az po 5.5 napadne pripominaji tvar paraboloidu. A
kedze sa prave v tejto oblasti (budi uvazované aj hraniéné body) nachédza najvyssia
tvrdost, ktori je potrebné vysetrit, je mozné modelovat strednti hodnotu v tejto oblasti
pomocou paraboloidu. O tomto bude pojednavat nasledujici odstavec.
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Graf 10: Konturovy graf odhadnutej strednej hodnoty.

5.3.1. Modelovanie tvrdosti paraboloidom

Novy model budi tvorif hodnoty zmesi, ktoré si oznacené v kontirovom grafe 11 tma-
vomodrou farbou. Vsetky sa nachadzaju v danej oblasti vymedzenou izo¢iarou (strednej
hodnoty) s hodnotou 5.5. V tejto oblasti sa nachddza 33 roznych zmesi a teda 66 pozoro-
vani z Y. Pre tieto pozorovania bude uvazovany model so strednou hodnotou

EY = By + fiz1 + Paza + 531’% + Baz122 + 551’3-

Zakladné statistiky pre takyto model sa nachadzajui vo vystupe 10.

Krokovéa regresia pre a = 0.05, vybrala 4 regresory (absoltitny ¢len, x1, 2% a x175). C,
Statistika pre tento model vysla 13.684728 a v grafe 12 je oznacena cervenou farbou. Bude
opat lepsie zamerat sa kvoli strednej hodnote viac na §irsf model ale menej odchyleny od
celkového modelu (so Siestimi regresormi). Totiz v inych pripadoch, pri vyhodnocovani
linedarneho modelu, je dolezité interpretacia jednotlivych regresorov a ich vyznam v mo-
deli. Nasledne sa vyhodnocuje aky maju jednotlivé regresory vplyv na celkovy model a z
toho sa vyhodnocuju zavery. No v pripade, ktory riesi tato praca, ide primarne o odhad
strednej hodnoty a néslednom najdeni maximalnej tvrdosti (resp. prislusnej zmesy). Preto
je ddvana prednost metéde vyberu pomocou C, Statistiky, avak s rozumnym poctom re-
gresorov. Tato hodnota je oznacend modrou farbou a nadobuda hodnoty C, = 4.057632.
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5.3. POLYNOM STVRTEHO STUPNA

Je vidiet, Ze uvazovany model m4 pat regresorov (nie je uvazovany regresor x1xs). Pre
tento model st uvedené statistiky vo vystupe 11.
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Graf 11: Konturovy graf s vybranymi hodnotami.

Vystup z R 10: Zakladné statistiky pre cely model

Call:
Im(formula =Y ~ x1 + x2 + I(x172) + I(x1l * x2) + I(x272))

Residuals:
Min 1Q Median 3Q Max
-2.36715 -0.67358 -0.03526 0.65396 2.17594

Coefficients:
Estimate Std. Error t value Pr(>|tl)
(Intercept) -9.797 3.529 -2.776 0.00732 *x
x1 48.102 10.450 4.603 2.21e-05 *xx**
x2 31.250 9.200 3.397 0.00121 x*x*
I(x1°2) -45.508 8.049 -5.654 4.61e-07 *xx*
I(x1l *x x2) -2.243 12.049 -0.186 0.85296
I(x272) -21.482 6.374 -3.370 0.00132 *x
Signif. codes: 0O ‘*xx’> 0.001 ‘**’ 0.01 ‘x> 0.056 ‘.’ 0.1 ¢ ’ 1

Residual standard error: 1.114 on 60 degrees of freedom
Multiple R-squared: 0.8346,Adjusted R-squared: 0.8208
F-statistic: 60.54 on 5 and 60 DF, p-value: < 2.2e-16
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Graf 12: Modrou farbou je oznaceny model, ktory bol vybrany na zaklade C,.

Vystup z R 11: Zakladné statistiky pre vybrany model na zéklade C,,.

Call:
Im(formula =Y ~ x1 + x2 + I(x172) + I(x272))

Residuals:
Min 1Q Median 3Q Max
-2.34660 -0.67076 -0.05109 0.65131 2.18474

Coefficients:
Estimate Std. Error t value Pr(>|tl)

(Intercept) -9.168 1.015 -9.032 7.54e-13 *x*x*

x1 46.292 3.792 12.209 < 2e-16 *x*x*

x2 29.636 3.048 9.724 5.15e-14 ***

I(x172) -44.281 4.583 -9.662 6.54e-14 *xxx*

I(x272) -20.482 3.403 -6.018 1.09e-07 *x**

Signif. codes: 0O ‘xxx’> 0.001 ‘**’ 0.01 ‘x> 0.056 ‘.’ 0.1 ¢ * 1

Residual standard error: 1.105 on 61 degrees of freedom
Multiple R-squared: 0.8345,Adjusted R-squared: 0.8236
F-statistic: 76.88 on 4 and 61 DF, p-value: < 2.2e-16

Stredna hodnota pre tento model je zobrazend v grafe 13. V grafe 14 je vidiet, ze
odhad pomocou paraboloidu skutocne vysiel dobre. Rozdiely v odhadoch st v podstate
minimélne, zrejme boli v povodnom modeli (4. stupna) korigované vyssim stupnom po-
lynému. KedZe boli désledne prehodnocované zmesy (z odhadu strednej hodnoty po-
lynémom 4. stupna), ktoré primarne vytvaraju parabolicky tvar, vyrazne sa zamedzilo
pakovému efektu. Je samozrejmé, ze lokdlny odhad strednej hodnoty (napriklad i na kon-
vexnej mnozine) nemusi odpovedat odhadu urobenému na zdklade vsetkych pozorovani.
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5.3. POLYNOM STVRTEHO STUPNA

| |
Graf 13: 3D bodovy graf s odhadnutou strednou hodnotou.
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Graf 14: Porovnanie funkcie modrej farby totoznej s funkciou modrej farby v grafe 8 (odhad
polynémom 4. stupna). Graf funkcie oznaceny ¢ervenou farbou (pocastiach spojitd a linedrna),
nadobtida pre sledované zmesy strednych hodnét odhadovanych paraboloidom.
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5. ANALYZA EXPERIMENTU

5.4. Urcenie zmesi s najvaésou tvrdostou

Z predchadzajiceho odstavca 5.3.1 vyplyva, ze na uvazovanej oblasti v grafe 11, je mozné
predpokladat model

Y = By + Biw1 + Bawa + Ba7i + Bazs + e,

kde e ~ N(0, 0?). Na hranici, kde sa nachddza maximum (vid graf 13), plati z, = 1 — z;
a preto plati
Y = o+ By + Bo(1 — 1) + PBaxi + a1 — 21)° +e.

ijravou sa prejde na tvar

Y = (Bo+ Ba+ Ba) + (B — Bo — 2B1)x1 + (B3 + Ba)at + €.
Pre hladané maximum plati gTYI =0, a preto

)4

e (81— Ba —284) + 2(B3 + Ba)z1 = 0.
x1

Z coho vyplyva,
vy = —B1 + B2 + 2064
2(Bs + Ba)
Ked'Ze z predchddzajiceho odstavea (z vystupu 11) vyplyva pre odhad metédou najmensich
Stvorcov b = (—9.168,46.292,29.636, —44.281, —20.482)’, potom bodovym odhadom na
hranici je

= fl(ﬁ17627/837ﬁ4>'

b 4by+2b,  —57.62
T T by 0y —129.526
A pre druhu zlozku plati odhad

= (0.4448528.

To=1—127 =1—0.4448528 = 0.5551472.
Preto bodovym odhadom pre najvacsiu tvrdost je bindrna zmes zloZen4,
(Z1,22) = (0.4448528,0.5551472),

kde z; vyjadruje pomer hydrogenfosfore¢nanu sodného zo zmesi a x5 pomer difosforecnanu
sodného.

Dalej bude vyuzitd delta metéda ktord bola uvedend v ivode. V odstavei o normélnom
linedArnom modeli Uplnej hodnosti bolo vo vete 2.7 uvedené rozdelenie pre odhad re-

gresnych koeficientov
b~ Ni(B,0%(X'X)™).

Odhad b, (zn pozorovani) mé asymptoticky k-rozmerné normdlne rozdelenie Ny.(3, 02(X' X )~ 1)(v
tomto odstavci k = 5). Aby bolo mozné dojst k podobnému zdveru ako v 1.5 je potrebné
vypoéitat nasledujice parcidlne derivécie funkcie f;

_ o _ _ o _ —1
Po = o 0, ¢1 = 981~ 2(B3+PBa)’
_oh _— __ 1 _ 0 _ B1—B2—2B4
P2 = 82— 2(B3tpa)’ ¢3 = s 2(B3+Pa)?
by = Ofi  _  A(B3+Ba)—2(=P1+B2+2B4) _ [1—B2+2B3
47 984 4(B5+B1)2 2(B3+PBa)2
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5.4. URCENIE ZMESI S NAJVACSOU TVRDOSTOU

kde oznacenie ¢ = (o, p1, 2, P3, ¢4)" koresponduje zo zavedenim pri uvedeni delta metddy.
Potom podla 1.5 plati

VvV (fi(b,) — f1(B)) konverguje v distribticii k N(0, 02¢’ (X' X) "' ¢). (5.7)

Vektor ¢ je nezndmy a je nahradeny ¢ = ¢(b,). Rozptyl o2 je taktiez neznamy a
nahradeny podla delta metédy s* = o2(b,,).
Pre odhad rozptylu 5.7 plati D(z)

Al

D(#1) = ¢ Var(b,)d = °¢ (X' X) ',

kde realny vektor

s (0,2 1 by —by—2by by — by +2b3\
© o\ 7 2(bs + by) " 2(bs + bs)” 2(bg +b4)2 7 2(b3 +bg)2 )

Ziskané boli hodnoty

& = (0,0.007720451, —0.007720451, 0.006868902, —0.008572)’

0.8432522  —2.2224712 —1.4219867  2.176086 1.025125

—2.2224712  11.7659634 —0.5005523 —13.692503 1.776762
(X'X)' = | —1.4219867 —0.5005523  7.6026069 1.028647  —8.099799
2.1760862 —13.6925034 1.0286466  17.191063 —1.985065

1.0251250 1.7767623  —8.0997994 —1.985065  9.480443

Pre interval spolahlivosti s bodovym odhadom &, = 0.4448528 plati

<i‘1 - ul—a/QS\/ él(X/X>_1 A? jl + ul—a/QS\/ él(X/X>_1$> 3

kde hodnota smerodajnej odchylky s = 1.105 je urcena z vystupu 11. Po dosadeni hodnot
a pre a = 0.05 vyjde

(gzl —1.96 - 1.105v/8.701371 - 105, &, + 1.96 - 1.105v/8.701371 - 10—5) ,

a nakoniec
(Z1 — 0.02020283, 2 + 0.02020283) .

Jedn4 sa teda o interval spolahlivosti pre #; v bindrnej zmesi. V grafe 15 je zaznaceny
tento interval aj s bodovym odhadom.
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Graf 15: Zobrazenie bodového aj intervalového odhadu do koturového grafu odhadnutej stred-
nej hodnoty polynémom 4. stupnia (vid graf 11).
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6. Zaver

Ciele tejto diplomovej prace sa podarilo naplnit, ako po teoretickej tak i aplika¢nej
stranke.

V teoretickej casti prace bol v druhej kapitole precizne zavedeny linedrny regresny mo-
del s iplnou stipcovou hodnostou a ndsledne v tretej kapitole model s netiplnou stfpcovou
hodnostou. Dalsia ¢ast popisuje metédy pre vyber regresorov a diagnostiku linedrneho
regresného modelu. Celkovo sa podarilo urobif uceleny vyklad tedrie s logickym usporia-
danim a doplneny vhodnymi obrazkami. Z nich niektoré, ako napr. obrazok 3b, alebo 5,
neboli podla vedomia autora publikované a mozu napomoct pri pochopeni danej latky.

V aplikacnej casti, ktora je uvedena v piatej kapitole, sa podarilo pomocou linearnej re-
gresie uspesne vyhodnotit experiment. To dokladuji aj vysledky, ktoré si demonstrované
graficky. Bola pouzitd polynomicka regresia a vyber regresorov bol zalozeny na Kroko-
vej regresii a Mallowsovej C,, Statistike. Néasledne bola odhadnuté stredna hodnota. Aby
mohla byt odhadnuté zmes taviacich soli s najvaésou tvrdostou, bola na vybranej oblasti
stredna hodnota modelovand paraboloidom. Vyuzitim tohto odhadu bol najdeny bodovy
odhad a d’alej pomocou Delta metddy intervalovy odhad.

Experiment bol sledovany na ternarnych zmesiach tvorenych hydrogenfosforecnanom
sodnym, difosforecnanom sodnym a polyfosforecnanom sodnym. Regresnou analyzou sa
ukazalo, Ze najvacsia tvrdost je dosiahnutd pri pouziti bindrnej zmesi (8 tyzdiov zre-
nia, 30 dni skladovania). Bodovym odhadom je zmes tvorend: 44,485 % hydrogenfos-
fore¢nanu sodného a 55,515 % difosfore¢nanu sodného. Pre hydrogenfosfore¢nan sodny
bol zisteny 95% interval spolahlivosti pre naj-vicsiu tvrdost v bindrnej zmesi a to inter-
val (42.465, 46.505) v percentach.

Vysledky tejto prace budu vyuzité pri vyrobe tavenych syrov.
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1. PRILOHA

Priloha

Ako priloha bude uvedeny iba zdrojovy kéd pre Krokovi regresiu, pretoze tato metdda
bola v odstavci 4.1.1 podrobne popisana. K analyze experimentu teda nebola pouzita v
jazyku R na to ur¢end funkcia step() (pouzivajica primarne kritérium AIC), ale tu uvedend
verzia zalozena na F-teste.

V zdrojovom kode 1 je uvedeny krok 1, ktory na zaklade t-testu vybera prvy regresor.
Tu s sibezne pocitané hodnoty pre vsetky modely s jedinym regresorom. Ako kritérium
pre najviac vyznamny regresor je uvazovana maximalna hodnota testovacieho kritéria (v
absolutnej hodnote).

Zdrojovy kéd 1: Krokova regresi (krok 1)

#1.krok

Y<-datal[,13] #pozorovania Y
X<-cbind(matrix(1,length(x1),1),x1,x2,x172,x1%x2,x272) #regresna matica
XY<-t (XD %*%Y

XX<-1/(diag(t (X)%*%X))

b<-XX*XY #vektor jednotliych odhadov beta
rezid<-XJ*%diag(as.vector (b)) -Y/%*)t (as.vector (b)) #matica rezidui modelov
RSS<-diag(t(rezid)¥%*lrezid) #RSS hodnoty pre jednotlive modely
odh_rozp<-RSS/131 #odhad rozptylu pre jednotlive modely
test<-b/sqrt (XX*odh_rozp) #jednotlive statistiky pre t-test

Nvyb <- which.max(abs(test)) #vybraty regresor

V zdrojovom kéde 2 je uvedeny krok 2 az 5 ako boli popisané v tejto praci. Jedinym
nepodstatnym rozdielom je nepouzitie mnoziny Nepyp, ktoré bolo nahradené v zmysle
komplementu mnoziny N, Oznacenie je zachované podla popisanej metédy. Vsetky
vypocty Statistik st ndzorne zapisané vzfahmi tak, ako boli popisané v teoretickej ¢asti.
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Zdrojovy kéd 2: Krokova regresi (krok 2-5)

#2.krok

krok5<-TRUE

repeatq{

X1<-X[,Nvyb] #regresna matica urcena Nvyb
H1<-X1%*%solve (t (X1) %*%X1) %*%t (X1)
M1<-diag(1l,length(Y))-H1
RSSmod<~t (Y) %*/M1%*%Y #RSS vybranych regresorov
RSSroz<-RSSmod
for(j in 1:dim(X) [2]) { #vypocet RSS pre vsetky nadmodely(o 1 regresor)
if (! (G%in%Nvyb)) {
X2<-X[,c(Nvyb, j)]
H2<-X2%*%solve (t (X2) %*%X2) %* %t (X2)
M2<-diag(1l,length(Y))-H2
RSS2<-t (Y) %*%M2%* %Y
if (RSSroz>RSS2){
RSSroz<-RSS2
index<-j }
}
}

#3.krok
F<-(RSSmod-RSSroz) / (RSSmod/ (Length(Y) -length (Nvyb)))
#nasleduje F-test o nerozsireni modelu
if (F>qf (0.95,1,length(Y)-length(Nvyb))){

Nvyb<-c (Nvyb, index)
RSSmod<-RSSroz
}
if ((F<=qf (0.95,1,length(Y)-length(Nvyb)))&&(!krok5) ) {break}

#4 . krok
RSSred<-Inf
for(j in 1:dim(X) [2]) { #vypocet RSS pre vsetky podmodely(o 1 regresor)

if (j%in%Nvyb){
X3<-X[,setdiff (Nvyb,j)]
H3<-X3%x%solve (t (X3)%*%hX3) %x7t (X3)
M3<-diag(1l,length(Y))-H3
RSS3<—t (Y) %+ hM3%x %Y
if (RSSred>RSS3){
RSSred<-RSS3
index<-j }
}
}

#5.krok
F<-(RSSred-RSSmod) / (RSSmod/ (Length(Y) -length (Nvyb)))
if (F<qf (0.95,1,length(Y)-length(Nvyb))){

Nvyb<-setdiff (Nvyb, index)
krok5<-TRUE }
if (F>=qf(0.95,1,1length(Y)-length (Nvyb))){krok5<-FALSE}
}
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