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Prediktivni analyza obsazenosti prostor s pomoci dat

Z WiFi pristupovych bodu

Abstrakt

Cilem dane prace je vytvoreni modelu pro prognozu/predikci obsazenosti prostoru
provozné ekonomické fakulty. Data pro tuhle prace budou dobyté pomoci skriptu, ktery
bude napsan na jazyce Python a nasledného parsingu pomoci tohoto scriptu odkazt ve
formatu HTML, odkazt, ktery budou ziskané z WiFi bodu.

Budou také charakterizovany moznosti a principy prace s daty v kontextu WiFi sité s
orientaci na “Big Data”, v dusledku ¢eho, navrhnéme vhodny zpiisob pro zpracovani a
transformaci téchto dat. Dale budou prozkoumani a porovnani mezi sebou rizné algoritmy

strojového uceni s cilem odhalit lepsi algoritmus pro nasi cil.

Kli¢ova slova: big data, machine learning, prediktivni modelovani



Predictive analysis of space occupancy using data from

WiFi access points

Abstract

The aim of the thesis is to develop a model for forecasting/predicting the occupancy

of the Faculty of Economics and Management. The data for this thesis will be mined using
a script that will be written on Python language and subsequent parsing using this script of
links in HTML format, links that will be obtained from WiFi points.
The possibilities and principles of working with data in the context of a WiFi network will
also be characterized with an orientation towards "Big Data", as a result, let us propose a
suitable method for processing and transforming this data. Furthermore, different machine
learning algorithms will be studied and compared with each other in order to discover a
better algorithm for our target.

Keywords: big data, machine learning, predictive modeling
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1. Uvod

V dnesnim svété obrovskou roli hraji tzv. “Big data” (Velké daty), v kontextu
dnesnich redlii 1ze tento fenomén pojmenovat novym “Cernym zlatem” neboli “naftou”.
Kolem dat toci se dnes vSe — financ¢ni trhy, banky, primyslova vyroba, mezinarodni
korporaci a konglomeraty, staty a tak dale.

Clovék ve své kazdodenni &innosti, zanechavéa po sobé hodné “informacnich stop”, bud’ to
obycejné pouziti bankovni karty, navstéva néjakych uradu (tam on muze pfipojit se,
naptiklad, na WiFi sit’ nebo jinym zplisobem zanechat po sob¢ informacni stopu), pohyb
finan¢nich prostiedku, nakup nebo prodej nemovitosti, a dokonce kdyz udéla zlo¢in, v
dnesni informacni éru v dnesnim globalnim svété - co by neudélal, vSude necha po sobé
informacni stopu.

V dané préci bude provedena analyza obsazenosti prostor arealti CZU (PEF) pomoci dat
ziskanych z WiFi pfistupovych bodu a nédsledna prediktivni analyza téchto dat s cilem
odhalit zakonitosti a hypotézy obsazenosti budov a prostor provozné ekonomické fakulty.
Data, ktera budou generovany parsingem WiFi bodu — pocet lidi v konkrétné zoné, v
konkrétni moment Casu s ur€itymi intervaly.

Motivaci pro tuto praci je osobni zajem a ptani zkoumani tématu “Big Data”, prediktivni
analytiky, strojového uceni a nasledné aplikovani v praxi, v tématu, ktery je cilem teto
prace. A také rozmysleni na temat nasledovného pouziti prediktivni analyzy obsazenosti
prostor v jinych oblastech védy a realného Zivota.

V prvni, teoretické Casti prace, definujeme termin “Big Data” a prozkoumané rtizné
algoritmy strojového u€eni pro odhaleni optimélniho pro pouZiti v prediktivni analytice v
ramci dané prace.

Druha ¢ast bude zamétena na realizaci praktické ¢asti a zaloZena na znalostech ziskanych z
teoretické Casti a programovaciho jazyka “Python” s pouZitim knihoven, potfebnych pro

analyzu dat.



2. Cil prace a metodika

2.1. Cil préace

V této bakalarské praci klade za svoji hlavni cil vytvofit prediktivni model pro analyzu s

pomoci dat ziskanych s ptistupovych WiFi-bodu.
Pro realizaci dané cile budeme potfebovat dalsi:

1. Sbér aktudlnich, relevantnich a reprezentativnich statistickych dat.

2. Charakterizovat moznosti a principy prace se ziskanymi daty a pti tom budeme se
opirat na principy prace s velkyma daty.

3. Navrhnout vhodnou posloupnost zpracovani a transformaci velkych dat.

4. Porovnat a zvolit vhodnég algoritmy strojového uceni pro kontinudlni predikci.
Piedmétem vyzkumu je nepietrzit¢ strojové uceni s cilem zvyseni efektivity sestaveni
modelu.

Objektem vyzkumu je data, které dostavame z piistupovych Wi-Fi bodu.

Pouzité metody a naradi:

Pro zpracovani dat bude vyuzit programovaci jazyk Python.



2.2. Metodika

Metodika feseni teoretické ¢asti bakalarské prace bude zalozena na studiu a analyze

odbornych informacnich zdroju.
Prakticka cast je zalozena na navrhu a realizaci systému pro predikovani obsazenosti
prostor v arealit CZU. Budou hledany vhodné algoritmy strojového uéeni pro kontinualni

analyzu dat z Wifi ptistupovych bodl a naslednou predikci obsazenosti.

Na zakladé¢ syntézy teoretickych poznatktl a vysledk praktické casti budou formulovany

zaveéry prace.
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3. Teoreticka ¢ast prace

Tahle kapitola pfedstavuje teoretické podklady, charakteristiku moznosti a principt prace s
velkyma daty, moznosti a principi které nasledovné budou pouzité v praktické ¢asti

bakalarské prace.

3.1. Big data, co to je, jak to funguje, prehled sou¢asnych technologii

3.1.1. Definice Big Data

Velka data predstavuji soubor dat, ktery je ptili§ velky na to, aby mohl byt
zpracovan tradi¢nimi metodami zpracovani dat. V dnesnim svéte jsou Big Data jednim z
ukladanych spole¢nostmi a organizacemi exponencialné roste.

Big Data se vyuzivaji v riznych oblastech vcetné marketingu, védy, mediciny,
financi, vyroby atd. Diky Big Data mohou analytici a odbornici identifikovat trendy,
predpovidat udalosti, vytvaret vzorce chovani a rozhodovat na zaklad¢ faktt.

Big Data tak zlstavaji hlavnim trendem dnes$niho svéta a spole¢nosti a organizace
musi byt pfipraveny tuto technologii vyuZivat ke zlepSeni svého fungovani a udrzeni

konkurenceschopnosti.

3.1.2. Nastroje pro zpracovani velkych objemii dat

K ukladani velkych dat se obvykle pouzivaji nékolik riiznych nastrojt a
technologii, z nichZ nékter¢ jsou:

e Relacni databaze: Rela¢ni databaze jsou tradi¢nim zptisobem ukladani dat, kde jsou
data organizovana do tabulek a relaci. Tyto databaze jsou velmi robustni a
podporuji transakéni zpracovani a dotazovani pomoci SQL.

e NoSQL databdze: NoSQL databaze jsou alternativou k relaénim databazim a jsou
obecné navrzeny pro ukladani nestrukturovanych a velkych dat. Tyto databaze jsou
Casto distribuované a mohou byt horizontalné skélovatelné pro podporu velkého

mnozstvi dat.

Budeme vSak v nasi praci pouzivat klasickou SQL rela¢ni databazi, abychom mohli

shromazd’'ovat naSe data, protoZe nemame cluster a naSe data nejsou Big Data.
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3.1.3. Zéakladni principy prace s velkymi daty

Préce s velkymi daty je proces, pii kterém se zpracovavaji a analyzuji obrovské objemy
dat, které se obvykle nedaji zpracovat tradi¢énimi metodami. Zde jsou zakladni principy
préace s velkymi daty:

Sklada se z vice etap: Prace s velkymi daty je Casto rozd€lena na nékolik etap, jako je sbér

dat, jejich ukladani, zpracovani, analyza a interpretace vysledka. (1)

e Pouziti specializovanych technologii a nastroji: Velké objemy dat nelze zpracovat
béznymi metodami a technologiemi. Prace s velkymi daty vyZzaduje pouziti
specializovanych technologii a nastroji, jako jsou Hadoop, Spark, NoSQL databaze
atd.

e Data musi byt ziskdna spravné: Aby byla prace s velkymi daty Gispé$nd, musi byt
data ziskana spravné. To znamena, Ze data musi byt relevantni, pfesnd a kompletni.

e Potiebujete spravny tym: Prace s velkymi daty vyzaduje tym lidi s riznymi
zkuSenostmi a dovednostmi. Tym musi byt schopen tidit sbér dat, zpracovani,
analyzu a interpretaci vysledk.

e Bezpecnost dat je kliCova: Prace s velkymi daty zahrnuje Casto citliva data, takze je
dulezité zajistit jejich bezpe¢nost. To znamena, ze data musi byt Sifrovana, aby se
zabranilo neopravnénému piistupu.

e Kontrola kvality dat: Data musi byt ovéfena a kontrolovana, aby se zajistila jejich
kvalita. To znamen4, Ze data musi byt zkontrolovana na presnost, Uplnost a
relevanci.

e Préace s velkymi daty je neustaly proces: Prace s velkymi daty neni jednorazovy
ukol. Je to neustaly proces, ktery vyZaduje neustalé aktualizace a Gpravy.

e VyuzZiti strojového uceni a umél¢ inteligence: Prace s velkymi daty ¢asto zahrnuje
vyuziti strojového uceni a umélé inteligence. Tyto technologie mohou pomoci pfi

zpracovani a analyze dat a pfi vytvareni prediktivnich modela. (1)
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3.2. Wifi sité — definice, charakteristika a analyza

3.2.1. Definice

WiFi (Wireless Fidelity) je bezdratova komunikacni technologie, ktera umoznuje
zafizenim, jako jsou pocitace, chytré telefony, tablety a dalsi zafizeni, ptipojit se k
internetu nebo jiné siti bez pouziti kabelt.

Sit¢ WiFi se obvykle vytvareji pomoci bezdratovych smérovacu, které k prenosu
dat mezi zafizenimi pouzivaji radiové viny. Zatizeni, kterd se chté&ji k siti pfipojit, musi mit
kompatibilni bezdratovou kartu, aby mohla se smérova¢em komunikovat.

Aby zafizeni naslo dostupné sit¢ WiFi, musi byt v dosahu bezdratového signélu.
Zatizeni obvykle zobrazi seznam dostupnych siti, ke kterym se lze ptipojit, a pozada o

zadani hesla pro pfipojeni k zabezpecené siti. (2) (3) (4)

3.2.2. Charakteristika Wi-Fi.

Sit¢ IEEE 802.11 (Wi-F1) zazivaji v souc¢asné dobé v mnoha odvétvich rychly rist.
rist v mnoha primyslovych odvétvich. Bezdratové lokalni sité s vysokou hustotou
(WLAN) obecné oznacuji sité, jejichz kapacita, tj. pocet klientskych zaiizeni
podporovanych na metr ¢tvereéni plochy, piesahuje kapacitu "tradi¢nich™ architektur. Ve
vétsing piipadi se za hranici povazuje jedno zafizeni na metr ctverecni.

Sit’ Wi-Fi s vysokou hustotou oznacuje bezdratové prostiedi s vysokou koncentraci
uzivatell, kde jsou uzivatelé ptipojeni k bezdratové siti a intenzivné vyuzivaji sitové
sluzby. MliZe se jednat o sit¢ na mistech, jako jsou konferen¢ni saly, velké ucebny, tane¢ni

parkety, stadiony, tiskova centra, koncertni saly, letisté, obchodni haly, burzy, kasina atd.

3)

3.2.3. Analyza vyuzivani siti WiFi v kontextu velkych dat.

Stejné jako mnoho jinych technologii produkuje Wi-Fi velké mnozstvi dat, ktera l1ze
vyuzit k analyze a zlepSeni vykonnosti sité. Na druhou stranu velka data piedstavuji
obrovské mnozstvi dat, jejichz zpracovani vyzaduje velky vypocetni vykon. V piipadé¢ Wi-
Fi Ize data ziskavat z riznych zdrojt, jako jsou sitova zatizeni, ptistupové body atd.

Mezi hlavni mozZnosti velkych dat v kontextu sit¢ Wi-Fi patii — zpracovani a
analyza velkych dat za i€elem optimalizace vykonu sité a zlepSeni kvality sluzeb. Vyvoj
inteligentnich monitorovacich a fidicich systému, které mohou automaticky analyzovat

data a na zdklad¢ vysledkt ptijimat rozhodnuti. Pfedvidani budoucich problémt v siti a
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zavadeéni opatteni k jejich predchézeni. Analyza chovani uzivatelii a identifikace nejcastéji
pouzivanych zatizeni a aplikaci za i¢elem optimalizace sité. Identifikace polohy uzivatelt

v ramci budov a vyuziti té€chto informaci ke zlepSeni vykonnosti sité a optimalizaci sluzeb.

(3)

3.2.4. Bezdratova sit’ eduroam

Eduroam je bezdratova sit’ uréend pro vzdélavaci a vyzkumné organizace, které
jsou ¢leny mezinarodniho spolecenstvi eduroam. Tato sit’ umoziuje uzivatelim pfipojit se
k bezdratové siti v riznych institucich a vyuzivat pfitom stejné ptihlaSovaci udaje jako v
jejich domovské organizaci. To znamend, Ze pokud jste studentem, akademickym
pracovnikem nebo vyzkumnikem na instituci, ktera je clenem eduroam, muzete se ptipojit
k bezdratové siti eduroam na kterékoliv dalsi instituci, ktera je také clenem eduroam.

Existence sit¢ eduram znamena, ze ji studenti mohou vyuzivat zdarma, a proto
mame velky pocet uzivateld, ktefi sit’ vyuzivaji denné.

PtihlaSeni k eduroam je zabezpecené pomoci Sifrovaného protokolu EAP-TTLS
nebo PEAP, ktery poskytuje vysokou uroven bezpec¢nosti.

Ptipojeni k eduroam ndm umozni pfistup k internetu a dal$im sluzbam, jako jsou e-
maily, kalendéte a dalsi vzdélavaci a vyzkumné zdroje. Sit’ eduroam je k dispozici v
mnoha zemich po celém svété a jeji pouzivani je zdarma pro uzivatele, kteti jsou ¢leny

eduroam. (5)

3.3. Vyuzity software

K napsani vSech skriptl pro sbér a zpracovani dat byl pouZit programovaci jazyk

python a jeho ¢etné moduly.
3.3.1. Python

Vyhodou jazyka Python je jeho otevienost. Software samotny je zdarma a jedna se 0 tzv.
svobodny software (licence GNU GPL). (6)
Python je populdrni programovaci jazyk, ktery ma mnoho vyhod. N¢které z

nejvyznamnéjSich vyhod Pythonu jsou:
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e Jednoduchost: Python ma jednoduchou a intuitivni syntaxi, ktera usnadiuje psani

kodu a zvySuje produktivitu.

e Velkd komunita: Python ma obrovskou komunitu vyvojart a uzivateld, kteti

vytvareji mnoho knihoven, balickli a nastroju, které jsou k dispozici zdarma pro

ostatni uzivatele.

e Multiplatformnost: Python bézi na vSech hlavnich operacnich systémech, véetné

Windows, macOS a Linux, coz z n&j déla velmi univerzalni jazyk.

e Flexibilita: Python umoziiuje programovat v mnoha rtiznych stylech a

paradigméch, vcetné proceduralniho, objektove orientovaného a funkcionalniho

programovani.

e Siroka Skala aplikaci: Python se pouZziva v mnoha odvétvich, v€etné web

developmentu, data science, strojového u€eni, automatizace a mnoha dal$ich

oblastech.

e Snadnd instalace a pouziti: Python je snadno instalovatelny a pouzitelny, coz z n¢j

déla vhodnou volbu pro zacatecniky.

e Velmi dobfe dokumentovany: Python mé velmi dobrou dokumentaci, coz znamena,

zZe je snadné najit informace o funkcich a knihovnach Pythonu.

Celkové lze fici, Ze Python je velmi vykonny a flexibilni programovaci jazyk, ktery je

snadno pouzitelny pro mnoho riznych tkolt a aplikaci. (6)

3.3.2. Moduly

NiZe popisujeme moduly, které byly pti praci pouzity ke sbéru a zpracovani dat.

Nazev Popis funkcionality

urllib3 Klient HTTP

SQLAIlchemy SQLAIchemy je sada nastroji SQL v jazyce Python a objektové rela¢ni
mapovac, ktery vyvojairim aplikaci poskytuje plnou silu a flexibilitu jazyka
SQL.

Pandas Pandas je rychly, vykonny, flexibilni a snadno pouzitelny open source
nastroj pro analyzu a manipulaci s daty.

beautifulsoup4 Beautiful Soup je knihovna, ktera usnadnuje ziskavani informaci z
webovych stranek.
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numpy Knihovna poskytuje podporu vicerozmérnych poli; podporu

vysokouroviiovych matematickych funkeci urcenych pro praci s
vicerozmérnymi poli.

statsmodels je modul ktery poskytuje tfidy a funkce pro odhadovani mnoha riiznych

statistickych modeld, provadéni statistickych test a zkoumani
statistickych dat.

matplotlib je komplexni knihovna pro vytvareni statickych, animovanych a
interaktivnich vizualizaci v jazyce Python.

sklearn je knihovna ur¢end pro strojové uceni

prophet implementuje model Prophet

3.3.3. Jupyter Notebook

Jupyter Notebook je interaktivni vyvojové prostiedi pro Python a dalsi

programovaci jazyky, které umoznuje vytvaret a sdilet dokumenty obsahujici kdd, popisky,

grafy a dal$i multimediélni prvky. Tento software se bézné€ pouziva pro védecké vyzkumy,

datovou analyzu a vyuku programovani.

Mezi hlavni vyhody Jupyter Notebook patii:

Interaktivita: UmozZiuje uZivatelim snadno testovat a ménit kod a vidét vysledky
interaktivng, coZ znamena, Ze mohou rychleji experimentovat s riiznymi piistupy a
zpusoby feseni problému.

Snadné sdileni: Soubory Jupyter Notebook 1ze snadno sdilet a otevfit v riiznych
formatech, véetné HTML, PDF nebo dokonce jako samostatny web.

Podpora pro multimédia: Umoziuje vkladani obrazku, videi a zvukovych soubort,
coz z n¢j ¢ini vynikajici néstroj pro vytvareni dokumentt s riznymi
multimedialnimi prvky.

Podpora pro spoustu programovacich jazykt: Jupyter Notebook podporuje vice nez
40 programovacich jazykl, coZ umoziiuje uZivatelim pracovat s riznymi jazyky v
jednom dokumentu.

Flexibilita: Jupyter Notebook Ize pouzit pro rizné tcely, vEetné datové analyzy,

strojového uceni, védeckého vyzkumu, vyuky a dalSich oblasti. (7)
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3.4. Casové Fady a predikce ¢asovych Fad

Casové fady (nebo dynamické fady) - statisticky material shromazdény v riiznych
casovych okamzicich o hodnoté nékterych parametrii (v nejjednodussim ptipade jednoho)
zkoumaného procesu. Kazda jednotka statistického materidlu se nazyva méteni nebo pocet.
V casové fad¢ musi byt u kazdého vzorku uveden ¢as métfeni nebo potradové ¢islo méteni.
(8)

Casova fada je posloupnost pozorovani nebo méfeni n&jaké proménné v riiznych
casovych okamzicich. Muze to byt jakakoli proménna, kterd se v ¢ase meéni, napft. cena
akcii, teplota, pocet prodeju atd. V naSem piipad¢ jsou nase data také casovou fadou,
protoze je sbirame v pétiminutovych intervalech.

Stejné jako vétSina ostatnich typl analyzy i analyza ¢asovych fad pfedpoklada, Ze
data obsahuji systematickou slozku (obvykle zahrnujici n¢kolik sloZek) a ndhodny Sum
(chybu), coz znesnadnuje odhaleni pravidelnych slozek. Vétsina technik analyzy ¢asovych
fad zahrnuje rizné techniky filtrovani Sumu, které umozni ztetelngji vidét pravidelnou
komponentu. VétSina pravidelnych komponent v casovych fadéch patii do dvou tfid: jsou
to bud’ trendové, nebo sezénni komponenty. Trend je obecna systematicka line4drni nebo
nelinearni komponenta, kterd se miize v ¢ase ménit. Sezénni komponenta je periodicky se
opakujici komponenta. Oba tyto typy pravidelnych slozek jsou v fad¢ Casto pfitomny
soucasné. (9) (8) (10)

Prediktivni algoritmy ¢asovych fad se pouzivaji k pfedpovidani budoucich hodnot
na zakladé¢ historickych dat. Tyto algoritmy jsou obvykle pouzivany v oblastech, jako jsou

ekonomie, finance, meteorologie, primyslova vyroba a doprava. (10)
Zde je nekolik krokd, jak se pouzivaji prediktivni algoritmy ¢asovych fad:

1. Shromazdéni dat: Zaciname shromazdénim historickych dat o Casové fad¢, kterou
chceme predpovidat.

2. Vizualizace dat: Poté vizualizujeme data a analyzujeme trendy, sezénnost, cykly a
dalsi charakteristiky dat.

3. Vybér modelu: Na zakladé analyzy dat zvolime model predikce, ktery se nejlépe
hodi k naSim datim a ptedpokladanym cilim.

4. Trénovani modelu: Pouzijeme historicka data pro trénovani modelu predikce.
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Testovani modelu: Testujeme vykonnost modelu pomoci dat, ktera nebyla pouZita
pro trénovani, abychom zjistili, jak dobfe na§ model predikuje.

VylepSeni modelu: Na zaklad¢ vysledki testovani vylepSime nas model predikce a
opakujeme kroky 4 a 5, dokud nebudeme spokojeni s vysledky.

Ptedpovidani budoucich hodnot: Nakonec pouzijeme na§ model k ptedpovidani
budoucich hodnot na zéklad¢ novych dat.

Ptikladem prediktivniho algoritmu casovych fad mize byt napiiklad ARIMA
(Autoregressive Integrated Moving Average), ktery se ¢asto pouziva v ekonomice a

finan¢ni analyze.

3.4.1. Priizkumna analyza ¢asovych rad

Prizkumna analyza ¢asovych fad je proces, kdy se prozkoumavaji a analyzuji data

z Casovych fad s cilem ziskat uzite¢né informace o trendech, sezoénnosti, cyklech a

nahodnych fluktuacich v datech. NiZe jsou uvedeny nékteré zédkladni kroky priazkumné

analyzy ¢asovych fad:

Vizualizace dat — Prvnim krokem pfi prizkumné analyze ¢asovych fad je
vizualizace dat. To umoziuje ziskat pfedstavu o trendech, sezonnosti a ndhodnych
fluktuacich v datech. Vizualizace se mize provadéet pomoci grafi jako jsou ¢asové
fady, ¢asové ploty, sezonni podpriiméry a podobng.

Detekce trendti — Trendy jsou dlouhodobé zmény v datech a jsou obvykle dulezité
pro predikci budoucich hodnot. Trendy Ize detekovat pomoci vizualizace dat nebo
pomoci metod jako je linearni regrese.

Detekce sezonnosti — Sezdnnost se vyskytuje, kdyz se opakuji cykly v datech v
pravidelnych intervalech, obvykle béhem jednoho roku. Sezénnost Ize detekovat
pomoci sezonnich podpriiméri nebo pomoci Fourierovy analyzy.

Detekce cyklia — Cykly jsou dlouhodobé fluktuace v datech a Ize je detekovat
pomoci vizualizace dat nebo pomoci metod jako je spektralni analyza.

Detekce nadhodnych fluktuaci — Nahodné fluktuace jsou nevysvétlitelné zmény v
datech, které nelze spojit s trendem, sezonnosti ani cykly. Tyto fluktuace Ize
detekovat pomoci statistickych metod jako je analyza autokorelace.
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e Statistické analyzy — Krom¢ vizualizace dat 1ze provést také rizné statistické
analyzy, jako je naptiklad vypocet praméru, rozptylu, korelacni analyza, regresni

analyza, spektralni analyza a dalsi.

Celkov¢ je pruizkumna analyza ¢asovych fad dilezitym nastrojem pro porozumeéni datim v

¢asovych fadach a pro pfipravu dat pro predikci budoucich hodnot. (10)

r_rw

3.4.2. Faktory, které ovliviiuji predpovidani ¢asovych rad

Ptedpovidani asovych fad je proces, pii kterém se na zaklad¢ historickych dat snazime
odhadnout, jak se bude dana ¢asova fada vyvijet v budoucnu. Existuje mnoho faktord,
které mohou ovlivnit pfesnost ptedpovédi Casové fady. Nize jsou uvedeny nékteré z
hlavnich faktort:

e Trendy: Trendy jsou dlouhodobé zmény v ¢asové fad¢, které mohou byt zptisobeny
mnoha faktory, jako je naptiklad demograficky vyvoj, zmény v technologii nebo v
ekonomickych podminkach. Pokud trend pretrvava, mize mit vyrazny vliv na
predpovédi Casové fady.

e Sezoénnost: Mnoho ¢asovych fad vykazuje pravidelné sezénni zmény v prabéhu
roku. Napfiklad prodej zmrzliny bude pravdépodobné vyssi v 1ét€ nez v zimé.
Pokud je sezonnost silna, je dlilezité ji zahrnout do modelu pfedpovédi.

e Nahodné fluktuace: Casové fady mohou mit také nahodné fluktuace, které nemaji
zadny zjevny divod. Tyto fluktuace se mohou vyskytovat v kratkodobém i
dlouhodobém horizontu.

e Dataovi kvalita: Pfedpovidani ¢asovych tad zavisi na kvalité dat. Pokud jsou data
chybna nebo neliplnd, mohou mit vliv na ptesnost predpovédi.

e Velikost a Cetnost vzorki: Velikost a ¢etnost vzorki mohou ovlivnit pfesnost
predpovédi casové fady. Pokud je vzorek pfili§ maly, mize byt predpoved’
nepfesna. Stejné tak, pokud je vzorek ptili§ velky, miize byt predpoveéd’ zbytecné
slozita.

e Volba modelu: Existuje mnoho riznych modeld, které mohou byt pouZity pro
predpovidani ¢asovych fad. Kazdy model ma své vlastni vyhody a nevyhody.

Spravna volba modelu mutize zlepsit presnost predpovédi. (10)
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3.4.3. Stacionarita

Nez piejdeme k modelovani, je dulezitou vlastnosti ¢asovych fad stacionarita.
Stacionarita je schopnost procesu neménit své statistické charakteristiky v ¢ase, tj. stalost
ocekavani, stalost rozptylu (homoskedasticita) a nezavislost kovarianéni funkce na Case
(méla by zaviset pouze na vzdalenosti mezi pozorovanimi).

Proc je stacionarita tak dilezita? Ze stacionarni fady Ize snadno piedpovidat,
protoze predpokladame, ze jeji budouci statistické charakteristiky se nebudou lisit od
pozorovanych soucasnych charakteristik. Vét§ina modell ¢asovych fad tyto charakteristiky
(ocekavani a rozptyl) tak ¢i onak modeluje a ptredpovida, takze pokud je ptivodni fada
nestaciondrni, ukdze se, Ze predpovédi jsou nespravné. Bohuzel vétsina Casovych fad, se
kterymi se setkdme mimo tréninkovy material, je nestaciondrni, ale s tim se 1ze (a mélo by

se) vypoiadat. (10)

3.4.4. Algoritmy strojového uceni pro kontinudlni predikci

Algoritmy strojového uceni pro kontinuélni predikci jsou pouzivany pro pfedpovidani
hodnoty nebo trendu proménné v ¢ase. Tyto algoritmy jsou ¢asto pouzivany v oblastech

jako jsou finance, zdravotnictvi a pramysl.

Zde je n¢kolik ptikladh algoritmt strojového ueni pro kontinualni predikci:

e Linearni regrese: Linedrni regrese se pouziva k predikci kontinualnich proménnych
na zaklad¢ linedrniho vztahu mezi vstupnimi a vystupnimi proménnymi. Tento
algoritmus se pouziva v situacich, kdy se o¢ekava, Zze zména v jedné proménné
bude mit linearni dopad na druhou proménnou.

e ARIMA: ARIMA (AutoRegressive Integrated Moving Average) je statisticky
model pro predikci ¢asovych fad, ktery se sklada z autoregresivniho (AR) modelu,
integrovaného (I) modelu a krokového priméru (MA) modelu. ARIMA se pouziva

k predikci vyvoje ¢asovych fad.
e Exponencialni vyhlazovani: Exponencialni vyhlazovani je algoritmus, ktery se

pouziva k predikci ¢asovych fad, které maji trend a sezonnost. Tento algoritmus se

pouziva k predikei kratkodobych vykyvl a zmén v €asovych fadach.
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LSTM: LSTM (Long Short-Term Memory) je druh rekurentni neuronové sité, ktera
se pouziva k predikci ¢asovych fad a sekvenénich dat. Tento algoritmus je schopen
zachytit dlouhodobé zavislosti v ¢asovych fadéach a je Casto pouzivan v oblastech
jako jsou predpoveéd’ poptavky, prognézovani trhu a predpovidani finan¢nich
ukazateli.

Gradient Boosting: Gradient Boosting je technika, ktera se pouziva k predikci
kontinualnich proménnych v rdmci souboru trénovacich dat. Tento algoritmus se
pouziva k vytvoteni souboru rozhodovacich stroma, které jsou nasledné pouzity k
predikci novych dat. Gradient Boosting se ¢asto pouziva v oblastech jako jsou

finanéni progndzovani a analyza dat.

Tyto algoritmy mohou byt kombinovany a upravovany v zavislosti na specifickych

pozadavcich a charakteristikach datovych soubort. (10)

3.4.5. Algoritmy, které budeme porovnavat
3.4.6. Prophet

Prophet je open source knihovna vytvoiena Facebookem pro predikci ¢asovych fad. Tento
model kombinuje nékolik funkcionalit pro analyzu ¢asovych fad, jako jsou sezonnost,
trend a vliv prazdnin. Prophet také umi pracovat s nepravidelnymi intervaly dat a s

chybéjicimi hodnotami.

Reknéme si néco o tom, jak knihovna Prophet funguje. Jedna se v podstaté o aditivni

regresni model, ktery se sklada z nasledujicich komponent:

y(t) = g(t) + s(t) + h(t) + €

1. Sezonni komponenty s(t) jsou zodpovédné za modelovani periodickych zmén

spojenych s tydenni a ro¢ni sezonnosti. Tydenni sezonnost se modeluje pomoci
dummy variables. Pridava se Sest dalSich funkci, napt, [monday, tuesday,
wednesday, thursday, friday, saturday] které nabyvaji hodnotOalv
zavislosti na datu. Komponenta Sunday odpovidajici sedmeému dni v tydnu se
nepiidava, protoze bude linedrné zaviset na ostatnich dnech v tydnu, coz by

ovlivnilo model. Ro¢ni sezonnost je modelovana Fourierovou fadou.
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2. Trend g(t) - je logisticka funkce. Logisticka funkce mé tvar:
('vv

«'f =
(l‘ ) l _+_ f,-.'l'l')(—lﬂ(, e I’))

umoziuje modelovat riist s nasycenim, kdy se
rychlost riistu snizuje s rostoucim ukazatelem. Typickym ptikladem je rtist poctu
uzivatell aplikace nebo webové stranky.

3. Komponenta h(t) - odpovida za uzivatelem definované abnormalni dny, véetné
nepravidelnych dnt, jako jsou svatky nebo vyjimecné udalosti.

4. Chyba € (t) - obsahuje informace, které model nebere v Gvahu.
(10) (12)

Hlavni vyhody Python Prophet jsou:

e Snadné pouziti: Prophet poskytuje jednoduché API pro vytvareni modeld
predpovédi Casovych fad.

e Flexibilita: Prophet umoznuje uzivateli pfizpiisobit mnoho parametrd modelu,
napiiklad typ trendu, typ sezonnosti a regresni parametry.

e Skalovatelnost: Prophet si poradi s velkymi soubory dat s tisici ¢asovych Fad.

e Podpora zpracovani odlehlych hodnot a chybégjicich hodnot: Prophet dokéaze
pracovat s ¢asovymi fadami obsahujicimi odlehlé hodnoty a chybé&jici hodnoty.

(11)

3.4.6.1 Pfesnost algoritmu Prophet

Ptesnost algoritmu Prophet zavisi na mnoha faktorech, jako je kvalita dat, délka casové
fady, mnozstvi dostupnych informaci a slozitost modelu. V nékterych ptipadech mize byt
Prophet velmi pfesny a v jinych ptipadech mlize byt méné ptesny. Proto je dilezité

dukladné vyhodnotit vysledky a zvazit, zda jsou dostatecné piesné pro konkrétni ucel.

V praxi je v§ak Prophet povazovan za velmi ptesny algoritmus pro predikci ¢asovych fad,

zejména pokud jsou k dispozici dostate¢na mnozstvi dat a informaci. (11)
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3.4.7. SARIMA

Algoritmus SARIMA (Seasonal Autoregressive Integrated Moving Average) je jednim z
nejrozsifenéjSich algoritmt pro predikci ¢asovych fad. Je zaloZen na rozsifeni algoritmu

ARIMA (Autoregressive Integrated Moving Average) o sezénni komponentu.

ARIMA je algoritmus, ktery umoziuje modelovat casovou fadu pomoci kombinace
autoregresnich, integrovanych a pohyblivych priiméra. Autoregresni komponenta modeluje
zavislost fady na jejich minulych hodnotach, integrovanad komponenta zahrnuje rozdily
mezi po sob¢ jdoucimi hodnotami pro vyrovnani nahodnych fluktuaci a pohyblivy prameér
slouzi k vyhlazeni Sumu. Nicméng&, ARIMA neni vhodny pro modelovani sezoénnich trendi

v ¢asovych tadach. (10)

SARIMA je tedy rozsifenim ARIMA pro modelovani sezoénnich trendd. Algoritmus
umoznuje modelovat nejen samotnou sezonnost, ale také zahrnuje autoregresni,
integrované a pohyblivé priméry. SARIMA se skladé ze ¢tyf komponent: autoregresni
komponenty (AR), integrované komponenty (I), pohyblivého priméru (MA) a sezénni
komponenty (S).

AR komponenta modeluje vliv minulych hodnot na aktudlni hodnotu casové fady. I
komponenta slouzi k vyrovnani ndhodnych fluktuaci pomoci diferencovani. MA
komponenta modeluje Sum v ¢asové fadé. Sezénni komponenta modeluje periodické

zmény v Casové fad¢.

3.4.7.1 Pfesnost algoritmu SARIMA

Zavisi na n€kolika faktorech, jako jsou:

e Kbvalita a mnoZzstvi dat: SARIMA miize byt pouzit pro analyzu ¢asovych fad s
malym mnoZstvim dat, ale pfesnost modelu se zvySuje s vétSim mnoZstvim dat.
Kvalita dat, jako je napiiklad pfitomnost vyraznych odlehlych hodnot nebo

chybéjicich dat, mtize také ovlivnit presnost algoritmu.
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e Volba modelu SARIMA: Volba spravného modelu SARIMA je klicova pro
dosazeni vysoké presnosti. Je dulezité spravné identifikovat fady AR, MA a

rozdilové operatory pro pfesné modelovani casové fady.

e Piizptisobeni modelu: Nekteré SARIMA modely mohou byt velmi ptizpiisobivé a
dosahnout vysoké presnosti, pokud jsou spravné kalibrovany na zaklad¢
historickych dat. Avsak, ptizpisobeni modelu miize vést k nadmérnému

pfizptsobeni datim a model miiZze mit horsi vykonnost na novych datech.

e Validace modelu: Validace modelu je dilezita pro kontrolu ptesnosti predikce.
Obvyklym pfistupem je pouziti cross-validace, kde jsou data rozdélena na trénovaci
a testovaci sady. Model je trénovan na trénovaci sad¢ a presnost predikce je méfena

na testovaci sadé.

V zavislosti na téchto faktorech mtize byt presnost algoritmu SARIMA rizna. Obecné je

vSak SARIMA povazovan za G¢inny a presny algoritmus pro predikci ¢asovych fad. (10)
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4. Prakticka Cast prace

V praktické ¢asti této prace jsme na shromazdéna data aplikovali statistické metody a
prognostické algoritmy. Data byla sesbirana za obdobi patnacti mésicti. Obsah dat bude

popsan, analyzovan a progndzovan nize.

4.1. Sbér a transformace dat - architektonické ireSeni - ETL Pipelina

ETL pipeline je proces, ktery se pouziva k integraci, pfemén¢ a ulozeni dat z riznych
zdroji do cilového ulozisteé, jako je naptiklad data warehouse nebo data lake. ETL je

zkratka pro Extract, Transform, Load.

Extrahovani (Extract) - Prvnim krokem v ETL pipeline je extrakce dat z riznych zdroju,
jako jsou soubory, rela¢ni databaze, NoSQL databaze, webové sluzby nebo cloudové
uloziste. Tato data se obvykle ukladaji do docasného ulozisté jako jsou naptiklad datové

proudy nebo soubory.

Transformace (Transform) - Dal§im krokem v ETL pipeline je pfeména dat. Béhem tohoto
kroku jsou data upravovana, filtrovana, pietvarena a strukturovana do formétu, ktery
odpovida cilovému ulozisti. Transformace mohou zahrnovat odstranéni neplatnych dat,

sjednoceni datovych formata a vytvotreni novych vypoctu.

Nahrani (Load) - Poslednim krokem v ETL pipeline je nahrani dat do cilového ulozisté.
Cilové ulozisté mize byt rela¢ni nebo nerelacni databaze, datové skladovaci feseni, nebo
obecné jakékoliv tloziste, které je vhodné pro dany tcel. Nahrani dat do cilového ulozisteé

muze probihat v redlném case nebo v Casovych intervalech.

ETL pipeline je dileZity proces pro organizace, které potfebuji shromazd’ovat a analyzovat
data z riiznych zdrojt. Tento proces umoziuje organizacim efektivné ziskavat, pretvaret a

ukladat data pro analyzu a vyuziti v riznych aplikacich a procesech.

4.1.1. Nase ETL Pipelina

Tento obrazek jasn¢ ukazuje nase architektonické feSeni. Nejprve pomoci

pythonovského skriptu nacteme ze serveru string HTML a poté jej zpracujeme. Vezmeme
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hodnoty, které potiebujeme, a po konverzi je ulozime do nasi databaze. Tato data se pak

pouzivaji v aplikaci wolno k vizualizaci obsazenosti prostor fakulty v redlném case. Pro

naSe feSeni generujeme soubor csv z dat v databazi a poté tento soubor pouzijeme k

analyze a predikci.

Server PEF

[ «——GET Request-

| P P
—Ziskani souboru HTML—>| P ——Zpracovani dat a ukladani do

?ZU server rektoratu Postgres DB

Python Script
Parsovani HTML

Export dat

l

En

. .\.

Pouziti dat pro aplikaci:
T

Zpracovani v Jupyteru

A

PRUPHET)

SARIMA

=
W@LNO

Soubor s vysledky predikce

Import dat—»JUpyter—s il pandas =)

Obrézek 1: Architektonické Feseni. Zdroj: Vlastni zpracovani

4.1.2. Vyzkumny datovy soubor

Zdrojem nasich dat jsou body wi-fi, ke kterym jsou studenti ptipojeni. Ke sbéru dat nam

katedra poskytla vlastni server, ktery je pfipojen k interni siti.

Pro sbér dat bylo vytvofeno nasledujici schéma databazové tabulky:

Nazev Typ Detailni popis

sloupce

id Bigint Auto Increment | Unikéatni ¢islo zaznamu, které je zaroven

(Primary key) automatickym inkrementem.

connUsers Integer Pocet pripojenych uzivatelid v daném ¢ase v
celych cislech

timemark Timestamp Cas sbéru dat ve formétu YYYY-MM-DD
HH:MM:SS

sectorld Integer Cislo zony na mapé, ve které se miize nachazet
jeden nebo vice adaptéra Wi-Fi.
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4.1.3. Popis skriptu pro sbér dat a jeho fungovani

Skript bézi na univerzitnim serveru na Linuxu, pomoci crontabu jej spoustime kazdych pét

minut.
Sbér dat se sklada ze dvou souboru

1. Soubor wifi_parser.py obsahuje skript pro parsovani dat z ptistupovych bodli WiFi a

jejich ukladani do databaze.
2. Soubor ap_zones.py je soubor pro mapovani (statické mapovani) existujicich

pristupovych bodti do zon, které madme na mapé (viz obrazky). Jedna zéna muize

obsahovat jeden nebo vice piistupovych bodi. ID zo6n zévisi na indexu zony v

seznamu zon.

4.1.4. Plan fakulty a rozdéleni boda wi-fi do zon

Na plancich nize vidite, jak jsme rozdélili fakultu do z6n, ze kterych budeme sbirat data:

Ok il
2 O 2050 08 K S0 L e S e oy |
F T LT TP i = [T EI
: + _l g “
- w50/ 1 F_.
m— S e
{16 3

Obréazek 2: 1.NP. Zdroj: Vlastni zpracovani
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Obréazek 6:6.NP. Zdroj: Vlastni zpracovani
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4.1.5. Transformace datového souboru

Vzhledem k tomu, ze nas soubor je pomérn¢ velky a vyzaduje velky vypocetni vykon, a
protoze potfebujeme nesystematizovana data transformovat do podoby, kterou lze snadno
analyzovat, bylo provedeno nasledujici:

1. Funkce wolno_df processing sumarizuje vSechny zony v urcitém ¢ase (konkrétné
kazdych pét minut) - tim ziskate celkovy pocet unikatnich uzivatela pfipojenych k
siti - vysledkem je datovy soubor s globalnim po¢tem unikatnich uzivatelt
pfipojenych v pétiminutovych intervalech.

2. Dale hledame klouzavy primér pro kazdych dvacet ¢tyfi hodin, tj. den. Vysledkem
je prumérny pocet uzivateld, ktefi navstivili fakultu za cely den.

3. Vysledkem vsech transformaci je jedina ¢asova tada pro predikci.

4.1.6. Zkoumani datového souboru

connUsers
timemark
2022-12-12 100.034722

2022-12-13 255.510417

2022-12-14 278.458333

2022-12-15 267.489583

2022-12-16 226.451389

2023-02-22 331.690972
2023-02-23 332.853659
2023-02-24 124.649306
2023-02-25 8.163194

2023-02-26 9.507317

Obréazek 7: Priklad dat. Zdroj: Vlastni zpracovani
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connUsers

477.000000

108.792540

123.196329

2.594262

9.236111

57.838028

198.236111

1042.003472

Obréazek 8: Z&kladni charakteristiky dat. Zdroj: Vlastni zpracovani

Udaje "connUsers" popisuji nékteré charakteristiky tykajici se poétu uzivatel, ktefi se

pripojuji k nasi siti. V tomto ptipad¢ je uvedeno 477 méfeni této metriky.

Prvni hodnota, "count", udava pocet zaznamu v datech, které tvoii vzorek pro analyzu. V

tomto piipadé se jednd o 477 zaznamd.

Hodnota "mean" je 108,792540. To znamena, Ze prumérny pocet uzivatelii ptistupujicich k
systému v kazdém méteni vzorku je pfiblizné 109. To miiZe byt uzite¢na informace pro
uréeni primérného zatiZeni systému, aby mohl adekvatné zpracovavat pozadavky

uzivatelu.

Smérodatna odchylka ("std") je 123,196329. Jedna se o miru toho, jak moc se jednotliva
meteni vzorku odchyluji od priméru. V tomto piipadé je smérodatna odchylka pomérné
vysoka, coz mize znamenat, ze existuji velké rozdily v poc¢tu uzivateld, kteti se k systému
pfipojuji. To miiZze byt uzitecna informace pro urceni optimalni infrastruktury, ktera se

dokéze vyrovnat s kolisdnim poctu uzivatel.
Minimalni hodnota ("min") je 2,594262. To znamena, Ze nejmensi pocet uzivateld, ktefi se

piipojili k systému ve vzorku, byl 2. To mlZe pomoci pii uréovani minimalniho zatiZeni

systému.
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Prvni kvartil ("25%") je 9,236111. Jedna se o udaj, ktery udava pocet uzivatelt, kteti se k
systému piipojili ve 25 % méfeni ve vzorku. To znamena, ze 25 % méfeni ma pocet

pripojenych uzivateli mensi nebo roven 9.

Medianova hodnota ("50 %") je 57,838028. To znamen4, ze 50 % méfeni ma pocet

ptipojenych uzivateli mensi nebo roven 58.

Tteti kvartil ("75 %") je 198,236111. To je hodnota, kterd udava pocet uzivatell, kteti byli
pripojeni v 75 % méfeni vzorku. To znamena, ze 75 % méfeni ma pocet pripojenych

uzivateld mens$i nebo roven 198.

Maximalni hodnota ("max") je 1042,003472.

—— connUsers
1000 -

800 A

600 A

400 A

200 A

2021-11 2022-01 2022-03 2022-05 2022-07 2022-09 2022-11 2023-01 2023-03
timemark

Obrézek 9: Graf ¢asové fady. Zdroj: Vlastni zpracovani
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Obréazek 10: Grafy komponent casovych rad. Zdroj: Vlastni zpracovani
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Obrazek 11: Korelogramy ACF a PACF. Zdroj: Vlastni zpracovani
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Po prozkoumani korelogramu PACF lze dojit k zavéru, ze p = 1, protoze pouze 1 zpozdéni se
vyznamné 1i§i od nuly. Z korelogramu ACF lze vyvodit, Zze q = 1, protoze po 1. zpozdéni

hodnoty funkce prudce klesaji.

Z grafu je patrnd urcita sezonnost a trend.

Abychom otestovali stacionaritu, provedeme Dickey-Fulleruv test na piitomnost jednotkovych

kofenu.:

def ad_test(dataset):
dftest = adfuller(dataset, autolag = 'AIC")
print(f'1. ADF : {dftest[0]})
print(f'2. P-Value : {dftest[1]})
print(f'3. Num Of Lags : {dftest[2]})
print(f'4. Num Of Observations Used For ADF Regression and Critical Values Calculation :
{dftest[3]}")
print(f'5. Critical Values :")
for key, val in dftest[4].items():
print(\t', key, ": ', val)
if dftest[0]> dftest[4]['5%]:
print(‘existuji jednotkové koteny, fada neni stacionarni')
else:

print(‘neexistuji jednotkové koteny, fada je staciondrni')

Output:
1. ADF : -2.6765224352311714
2. P-Value : 0.0781897667496434
3. Num Of Lags : 17
4. Num Of Observations Used For ADF Regression and Critical Values Calculation : 459
5. Critical Values :
1% : -3.4446773373329576
5% : -2.8678574606780654
10% : -2.5701349669405404

existuji jednotkové koteny, fada neni staciondrni
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Test potvrdil prfedpoklady o nestacionarité asovych fad. V mnoha ptipadech ndm to umoziiuje
vzit diferenci fady. Pokud jsou napiiklad prvni diference fady stacionarni, pak se nazyva
integrovana fada prvniho fadu.

Urceme tedy fad integrované fady pro nasi fadu:

df2 = df.diff(periods=1).dropna()

Ve vySe uvedeném kodu vypocitd funkce diff() rozdil pivodniho tadku a tadku s danym
posunem periody. Posunuti periody se ptedava jako parametr period. Protoze prvni hodnota v
rozdilu bude neurcita, musime se ji zbavit a pouzit k tomuto uc¢elu metodu dropna().
Zkontrolujme vyslednou fadu na stacionaritu:
1. ADF : -6.484169463979732
2. P-Value : 1.2730693408703131e-08
3. Num Of Lags : 17
4. Num Of Observations Used For ADF Regression and Critical VValues Calculation : 458
5. Critical Values :

1% : -3.4447087976702284

5% : -2.867871300049488

10% : -2.5701423432047443
neexistuji jednotkové kotfeny, fada je stacionarni
Jak je patrné z vySe uvedeného kodu, vysledna fada prvnich diferenci je témeét stacionarni.
Chceme-li se o tom ptesvédcit, rozdélime ji na ne¢kolik intervalli a zkontrolujeme matematické

o¢ekavani v riznych intervalech:

m = df2.index[len(df2.index)/2+1]

rl = sm.stats.DescrStatswW(df2[m:])

r2 = sm.stats.DescrStatsW(df2[:m])

print('p-value: ', sm.stats.CompareMeans(rl,r2).ttest_ind()[1])

Output:
p-value: [0.99822489]
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Vysoka p-hodnota nam umoznuje tvrdit, Zze nulova hypotéza o rovnosti stfednich hodnot je

spravna, coz znamena, Ze fada je stacionarni.

Zbyva zjistit, zda neexistuje zadny trend, a proto zobrazme nasi novou ¢asovou fadu:

800 - —— connUsers
600 1
400 A
200 A
0
—200
—400 -

T T T T T T T T T
2021-11 2022-01 2022-03 2022-05 2022-07 2022-09 2022-11 2023-01 2023-03
timemark

Obréazek 12: Novd casova rada. Zdroj: Viastni zpracovani

Trend skute¢né neexistuje, takze fada prvnich diferenci je stacionarni a nase ptivodni fada je

integrovanou fadou prvniho fadu.
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4.2. Predik¢éni model Prophet

Tento model nam umoznuje velmi snadno vytvoftit obecnou piredpovéd’ a vizualizovat ji:

from prophet import Prophet
predictions = 60

df = df.reset_index()
df.columns = ['ds', 'y']

train_df = df[:-60]

m = Prophet(growth="linear’,
changepoints=None,
n_changepoints=100, # 25 before
changepoint_range=0.8,
yearly seasonality=True,
weekly_seasonality=True,
daily_seasonality=False,
holidays=None,
seasonality mode="additive',
seasonality _prior_scale=10.0,
holidays_prior_scale=10.0,
changepoint_prior_scale=0.05,
mcmc_samples=0,
interval_width=0.99,
uncertainty _samples=1000,
stan_backend=None

)
m.fit(train_df)

future = m.make_future_dataframe(periods=predictions)
forecast = m.predict(future)

m.plot(forecast);
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Obréazek 13: Predikce casovych rad — Prophet. Zdroj: Vlastni zpracovani
Muzeme také znazornit tydenni a ro¢ni trendy, které algoritmus urcuje:
m.plot_components(forecast);
ds
20
o -
=
<
o
2 —-20 1
_40 <
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100 -
50 A
2
©
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Obrazek 14: Tydenni a rocni trendy — Prophet. Zdroj: Vlastni zpracovani
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Nakonec vizualizujeme nasi predpovéd’:

CZU Connected Users

Jan 1 Jan 8 Jan 15 Jan 22 Jan 20 Feb s Feb 12 Feb 10 Feb 26
2023

Obrazek 15: Priméarni progndza. Zdroj: Vlastni zpracovani

Po transformaci Box-Cox zvysi se kvalita modelu a dostaneme:
CZU Connected Users

800

600

-
0
o}
lw/\WM
o

Nov 20 Nov 27 Dec 4 Dec 11 Dec 18 Dec 25 Jan1 Jan 8 Jan 15 Jan 22
2022 2023

er
=
1

Obrazek 16: Prognoza po transformaci Box-Cox. Zdroj: Vlastni zpracovani

4.3. Predik¢éni model SARIMA

4.3.1. hledani optimalnich hodnot SARIMA

Pro predikéni model sarima, musime najit optimalni hodnoty pro nas model.
Za timto ucelem jsme vytvofili nasledujici funkci:

def optimize_SARIMA (parameters_list, d, D, s, exog):

Return dataframe with parameters, corresponding AIC and SSE

parameters_list - list with (p, g, P, Q) tuples
d - integration order

D - seasonal integration order

s - length of season

exog - the exogenous variable

results =[]

for param in tgdm_notebook(parameters_list):
try:
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model = SARIMAX(exog, order=(param[0], d, param[1]), seasonal_order=(param[2],
D, param[3], s)).fit(disp=-1)
except:
continue

aic = model.aic
results.append([param, aic])

result_df = pd.DataFrame(results)

result_df.columns = ['(p,q)x(P,Q)', ‘AIC']

#Sort in ascending order, lower AIC is better

result_df = result_df.sort_values(by="AIC', ascending=True).reset_index(drop=True)
return result_df

Nalezeni optimalnich hodnot modelu:

-

ange(0, 4, 1)

[EEN

range(0, 4, 1)

[HEN

OQgUouae as

range(0, 4, 1)

s=4

parameters = product(p, g, P, Q)
parameters_list = list(parameters)
print(len(parameters_list))

result_df = optimize_ SARIMA (parameters_list, 1, 1, 4, df['connUsers"])
Po analyze ¢asové fady ziskame optimalni hodnoty:

#(2,2,3) (2,2, 3,4) 9658.620710

VloZime je do naseho modelu:
best_ model = SARIMAX(df['connUsers"], order=(2, 2, 3), seasonal_order=(2, 2, 3, 4),
enforce_stationarity=False).fit(dis=-1)

Output:
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RUNNING THE L-BFGS-B CODE

Machine precision = 2.220D-16
11 M= 10

At Xe @ variables are exactly at the bounds

At iterate @ f= 6.48231D+00 |proj g|= 5.36547D-01

This problem is unconstrained.
At iterate 6.17413D+00 |proj g|l= 3.46022D-02
At iterate .13723D+00 |proj g|l= 1.49281D-02
At iterate .13507D+00 |proj g|l= 1.46319D-82
At iterate .13316D+00 |proj g|= 1.59117D-82
At iterate .12952D+00 |proj g|= 1.39831D-02

At iterate .12768D+00 |proj g|= 5.75823D-03

At iterate .11912D+00 |proj gl .36477D-01

At iterate .10203D+00 |proj g|= 3.59354D-01
At iterate .#8651D+00 |proj g|= 6.64557D-82

At iterate .96504D+00 |proj g|l= 1.47366D-01

total number of iterations

= total number of function evaluations
total number of segments explored during Cauchy searches
number of BFGS updates skipped
number of active bounds at final generalized Cauchy point
norm of the final projected gradient
final function value

Obrézek 17: Piredpovédni vypocty. Zdroj: Vlastni zpracovani
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Tit Tnf Tnint Skip
50 71 1 2]
6.06504184093198252

Nact Projg F
%] 1.474D-01 6.065D+00

STOP: TOTAL NO. of ITERATIONS REACHED LIMIT

Dep. Variable:

Date:
Time:
Sample:

Covariance Type:

1.399
9.499
4.33e+04

Ljung-Box (L1) (Q):
Prob(Q):
Heteroskedasticity (H):
Prob(H) (two-sided):

Warnings:

SARIMAX

Results

connUsers No. Observations:
Model: SARIMAX(2, 2, 3)x(2, 2, 3, 4) Log Likelihood -2893.025

Tue,

14 Mar 2023 AIC 5808.050

14:35:59 BIC 5853.276
11-07-2021 HQIC 5825.3874
- 92-26-2023

-12.557
-0.038
0.097
-1.446
©.382
1.314
-1.879
1.041

.633

.032

.347
-1.285
-1.307
-4.17e+04

Jarque-Bera (JB):
Prob(3JB):

[1] Covariance matrix calculated using the outer product of gradients (complex-step).
Obrézek 18: Prrehled naseho modelu SARIMA. Zdroj: Vlastni zpracovani

43



MuZeme také vizualizovat charakteristiky nasi predpovédi:

Standardized residual for "c" Histogram plus estimated density

2 - Hist
124
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Obréazek 19: Charakteristiky casové fady SARIMA. Zdroj: Vlastni zpracovani

Po ptedpovédi zobrazime nova data v grafu spolu se skute¢nymi daty:

CZU connected users

variable
—— connusers

1000

sarima_model

value

Nov & Nov 20 Dec 4 Dec 18 Jan1 Jan 15 Jan 29 Feb 12 Feb 26
2022 2023

timemark

Obrézek 20: Predikcni graf SARIMA. Zdroj: Viastni zpracovdni
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5. Vysledky a diskuze

CZU connected users with predictions results

1000 variable
original

value

timemark

Obréazek 21: Porovnani vsech prognoz se skutecnosti. Zdroj: Viastni zpracovani

Je tfeba poznamenat, Ze sestaveni modelu SARIMA je mnohem nékladngj$i neZ model
Prophet: je tfeba prozkoumat ptivodni fadu, uvést ji do stacionarni fady, vybrat pocatecni

aproximace a stravit spoustu ¢asu vybérem hyperparametrii pro algoritmus.

MAPE (mean absolute percentage error) je prumérné absolutni chyba nasi pfedpovédi.

MAPE se casto pouziva k hodnoceni kvality, protoze se jedna o relativni hodnotu a Ize ji

pouzit k porovnani kvality i na riiznych souborech dat.

Krom¢ toho je nékdy uzite¢né podivat se na MAE (mean absolute error), abychom zjistili, jak

moc se model myli v absolutnim vyjadienti.

V tomto piipad¢ vSak nebyla snaha marna a ptedpovéd’ SARIMA se ukézala jako presnéjsi:
MAPE=15,57 %, MAE=68,93. Nejlepsi model s parametry: D=2, d=2, Q=3, q=2, P=2, p=3.
Prophet:

MAPE 19.26082514095201
MAE 96.02685983189524

SARIMA:

MAPE 15.578343269213745
MAE 68.9300912845355
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6. Zavér

Nasim cilem bylo vytvoftit prediktivni model, coz se nam podatilo. Podafilo se nam také
shromazdit reprezentativni data pro nasi analyzu je spravné zpracovat a nasledn¢ pouzit v
prognoze.

Nejlepsi model pro nasi progndézu byl uréen ze dvou vybranych. Podatilo se nam také vytvofit

pipelinu pro sbér, zpracovani a analyzu nasSich dat.

Na zaklad¢ této prace lze vyvodit nasledujici zavéry:
e Data a pfedpovédi 1ze pouzit k:
1. Nalezeni nejlepsi cesty v rdmci univerzity
2. Optimalni rozmisténi stankt s obCerstvenim

3. Potadani propagacni akce pro univerzitu (na mistech, kde je nejvice lidi)

e Nase pipelina, kterou nyni madme, ma obrovsky potencial pro automatizaci a zlepSeni.
e Existuje prostor pro dalsi vyzkum
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