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Abstract

Srom, |. Transfer of selected algorithms for data-mining from Java into binary exe-
cutable (.exe) form. Thesis. Brno: Mendel University, 2015.

There are many successful systems for data-mining (eg. WEKA, RapidMiner, etc.),
which currently hold many algorithms implemented in Java, which allows their use
under different operating systems. The disadvantage of the interpreted source
code is a slowdown in the calculation and limited memory usage. The thesis is fo-
cused on the transfer of several selected implementations of algorithms in Java
binaries (.exe) through the conversion of source code in C ++ under MS Windows 7
64-bit. The aim is to speed up calculations and improve management of memory
usage. Binary form must give identical results as the original form. In addition to
the actual transfer, the thesis also includes comparing time and memory require-
ments of the original (using the Java Runtime Environment, JRE) interpreted im-
plementation in Java (JRE 64-bit) and x64 resulting binary forms, for selected test
data.

Keywords

Data mining, Java, C++, Weka, Machine learning, Bayes, Decision trees, IBL
Abstrakt

Srom, J. Pfevod vybranych algoritm@ data-mining z jazyka Java do binarni (.exe)
formy. Diplomova prace. Brno: Mendelova univerzita v Brné, 2015.

Existuji usp€sSné systémy pro data-mining (napi. WEKA, RapidMiner, aj.) obsahujici
v soucasnosti desitky implementovanych algoritmi v jazyce Java, coZ umoziuje
jejich pouziti pod riznymi opera¢nimi systémy. Nevyhodou interpretovaného
zdrojového kdédu je zpomaleni vypoctu a limitované vyuziti paméti. Diplomova
prace je zaméiena na prevod nékolika vybranych implementaci algoritmi z Java do
binarni formy (.exe) prostiednictvim prevodu zdrojového kédu do C++ pod ope-
racni systém MS Windows 7, 64bitova verze. Cilem je urychleni vypocti a zlepseni
spravy vyuziti paméti. Bindrni forma musi davat identické vysledky jako forma
originalni. Kromé vlastniho prevodu zahrnuje prace také porovnani ¢asovych

a pamétovych naroki ptivodni (pomoci Java Runtime Environment, JRE) interpre-
tované implementace v jazyce Java (64bitové JRE) a vysledné binarni 64bitové
formy, a to pro zvolena testovaci data.

Klicova slova

Data mining, Java, C++, Weka, Strojové uceni, Bayes, Rozhodovaci stromy, IBL
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1 Uvod a cil prace

1.1 Uvod

S rozvojem internetu a celkové oblasti informatiky se mnozstvi dat mnohonasobné
zvétSuje kazdym dnem. Tento trend zpiisobuje fadu probléma. Prvnim problémem
je predevsim velikost zabirané paméti. Tato prekazka se da vyresit jednoduse zvét-
Senim kapacit datovych skladii. Samozi'ejmé to nejde délat do nekonec¢na. Druhym
problémem je, jak z tak velkého mnozZstvi dat, ziskat néjakou informaci automati-
zovanym zpusobem. Piece jen data nejsou informace. Timto se pravé zabyva disci-
plina dolovani z dat (anglicky data mining). Metody dolovani z dat jsou zaloZeny
predevSim na metodach strojového uceni (ML), business intelligence (BI)
a statistiky. Praveé tyto oblasti odkryvaji skryté informace v nepfeberném mnozstvi
dat.

Dolovani z dat se vyuziva predevsim v fizeni vztahu se zakazniky (Customer
relationship management neboli CRM). Jednotlivé firmy maji ve svych databazich
velké mnoZstvi dat od zakazniki. Sbiraji tyto data v rliznych anketach nebo pfi re-
gistraci ve vérnostnim programu. Z téchto dat mohou ziskat dtlezité informace
pomoci dolovani a firma ma moznost ziskat konkurencni vyhodu.

Stavajici reseni (systém Weka) tyto problémy resi spiSe obecné a hodi se pro
vyzkousSeni a pochopeni prace jednotlivych algoritmt. Navic systém Weka obsahu-
je vétSinu znamych algoritm(i a metod strojového uceni. Je to takové komplexni
reSeni pro ML. Zajisté firmy toto reSeni nevyuZzivaji pro zlepSeni konkurenéni vy-
hody. Ty se spiSe zajimaji o oblast business intelligence.

Tato prace se snazi odstranit nékteré nedostatky zabéhnutého reseni v oblasti
dolovani z dat a strojového uceni. Predevsim se snazi o zlepSeni vypocetni slozitos-
ti a spravy paméti. Prace se soustied'uje na vétsi mnozstvi dolovanych dat.

Praci jsem si vybral zdmérné s ohledem na feSenou problematiku. Dolovani
informaci zvelkych datovych struktur je zajimavd oblast amyslim, Ze o ni
v budoucnu jesté uslysime. Problémy, které limituji dolovani z dat, jsou rovnéz za-
jimavé a nékteré se tato prace snaZzi zvladnout.

1.2 Cil prace

Primarnim cilem prace je prevést vybrané algoritmy data-mining z jazyka Java do
binarni formy. Timto pak urychlit vypocty a zlepSit spravu vyuZiti paméti.
Sekundarnimi cili jsou vybér a popis vhodnych algoritma k prevodu a také
provedeni experimentld mezi stavajicim systémem a aplikaci vytvoienou pro po-
tieby prace. Experimenty budou provedeny na zakladé spravnosti vysledkii a poté
porovnany z hlediska ¢asové a prostorové sloZitosti u obou aplikaci. Z téchto expe-
rimentd budou vyvozeny patri¢né zavéry a ty poté budou v zavéru interpretovany.

1 Machine learning - strojové uceni.
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Pro dosaZeni téchto cilli je tieba splnit celou fadu ¢innosti. Nejprve dikladné
nastudovat stavajici situaci (prostfedi Weka), dale nastudovat podrobné vybrané
algoritmy ve zdrojovém koédu i v obecné roviné a nakonec tyto algoritmy prevést
do jazyka C++ a ovérit spravnost.

Hypotéza je takova, Ze po prevodu do binarni formy by mély jednotlivé algo-
ritmy vykazovat podobné vysledky jako v pripadé Weky, ¢asova a prostorova na-
rocnost jednotlivych algoritmi by se méla zlepSit. Tato hypotéza vychazi
z predpokladii architektury jednotlivych programovacich jazykd.
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2 Metodika

Vystupem prace je vytvorend aplikace, ktera implementuje vybrané algoritmy
a predevSim experimenty mezi touto aplikaci a stavajicim reSenim z univerzity
v Australii (Weka). Je nutné nastudovat a popsat celkové prostiedi stavajiciho re-
Seni a také zdrojové kédy vybranych algoritmii (teoreticka ¢ast prace). Poté im-
plementovat tyto algoritmy v jazyce C++ a vytvorit aplikaci. Dale nasleduje vytvo-
feni grafického uzivatelského rozhrani (GUI) a otestovani celkové funkcnosti apli-
kace. Nakonec provést experimenty zhlediska spravnosti vysledkid, casové
a prostorové narocnosti mezi zabéhnutym resenim a vytvorenou aplikaci (praktic-
ka Cast).
Postup prace by se dal shrnout na zakladé téchto bod:
e Vybrat a predstavit vhodné algoritmy pro prevod.
e Sezndmeni se s prostiedim Weka a zdrojovymi kédy vybranych algo-
ritm.
e Prevod jednotlivych zdrojovych kédu zjazyka Java do jazyka C++ (bi-
narni forma).
e Vytvoreni grafického uZivatelského rozhrani (GUI) pomoci vhodného
nastroje.
e Experimenty mezi vytvorenou aplikaci a stavajicim reSenim Weka.
e Zhodnoceni a popis vysledkd.
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3 Vybrané algoritmy

V prvni fadé je diileZité seznamit Ctenare se zaklady strojového uceni a dolovani
z dat. Pravé tyto témata jsou z velké ¢asti naplni prace.

Dale je tfeba predstavit, na jakych zakladech budou jednotlivé algoritmy vy-
brany. Po vybéru vhodnych algoritmii pro prevod ndasleduje predstaveni téchto
algoritmi a vysvétleni principt, na kterych jsou zaloZeny.

3.1 Strojové uceni

Strojové uceni je soucast umélé inteligence, kterda se zabyva algoritmy
a technikami, které umoznuji pocitaci, aby se ucil. To znamenda schopnost pocitace
pri dal$i zméné systému byt efektivnéjsi.

Jako prvni zminil pojem strojové uceni Arthur Samuel a to jiZ v roce 1959 pri
programu hrani Sachu. Definoval ji jako: Oblast studie, kterd dava pocitaci schop-
nost se ucit, aniZ by byl explicitné naprogramovan. Aby po kazdé Sachové partii
pocitac zahral dalsi Sachovou partii Iépe. (NG, 2015)

Jak se strojové uceni déli a jaké jsou jeho metody je vidét na obrazku:

Machine leaming

Reinforcement
learning

Unsupervised Supervised

Logical relutions
1

Associations logic
programming

f |
| I
! I
! Inductive ||

. I
Clustenng | , :
I

i Equations ' Classification Regression
|}

Obrazek 1 Strojové uceni (Kononenko a Kukar, 2007, s. 6)

Rozdil mezi u¢enim bez ucitele (unsupervised) a mezi ucenim s ucitelem (su-
pervised) je vtom, Ze s ucitelem je urcen vystup. VSechny algoritmy v této praci
budou spadat do kategorie uCeni s ucitelem a také do tridy klasifikac¢nich algorit-
mu. Proto si Klasifikaci blize popiSeme.
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3.1.1  Klasifikace

Metody strojového uceni se ¢asto pouZzivaji praveé pro Klasifikaci.

Klasifikace slouzi predevsim k vytvoreni klasifikatort. Tyto klasifikatory maji
za Ukol priradit tridu objektu, na ktery se dotazuje. Typické klasifika¢ni tilohy jsou
napriklad lékarské diagnézy, predpovédi pocasi aj.

Klasifikator mize byt dodan pfimo nebo miiZe byt naucen z dat. Tyto data ob-
sahuji ptiklady (instance) a popisuji diive zaznamenané problémy.

Do této skupiny algoritmu patii rozhodovaci stromy, klasifikatory zaloZené na
bayesovu teorému, Kklasifikatory zaloZené na algoritmu nejbliZSich sousedi
a v posledni radé také neuronové sité. (Kononenko a Kukar, 2007, s. 5-14)

3.1.2 Ostatni metody strojového ucéeni

DalS$i metody budou zminény pouze v kratkosti, jelikoZ nejsou naplni prace.

e Regresni metody - ty jsou podobné klasifika¢nim metodam. Patii do
nich regresni stromy, linearni regrese aj.

e Shlukovani - nejpouzivanéjsi metoda uceni bez ucitele. V datech se al-
goritmus snazi najit shluky zaloZené na podobnosti.

e Pravidla

e Logické vztahy

e Zesilené uceni (Kononenko a Kukar, 2007, s. 5-14)

3.2 Dolovani z dat

Dolovani z dat (data mining) je soucasti strojového uceni. Vyuziva strojové uceni
z praktického hlediska. Strojové uceni je spiSe obecné a da se pouZit ve vice oblas-
tech, kdeZto dolovani z dat se vyuziva predevsim v databazich a informatice. Dolo-
vani z dat vyuZziva metody strojového uceni k dosazeni pozadovanych cilti a zabyva
se predevSim hledanim a popisovanim skrytych struktur v datech. Je to také na-
stroj pro porozuméni témto datiim a vytvareni predikci. (Shmueli, Patel a Bruce,
2007,s.1-3)

Standard pro dolovani z dat CRISP-DM definuje procesni model, ktery odrazi
zivotni cyklus projektu. Tento cyklus je mozné vidét na obrazku 2. Obrazek ukazuje
jednotlivé faze projektu a také vztahy mezi nimi. Tyto faze se opakuji stale dokola,
nez je nalezen poZadovany cil. (Kononenko a Kukar, 2007, s. 3)
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Obrazek 2 Proces dolovani dat (Kononenko a Kukar, 2007, s. 3)

Data jsou ve formé sady prikladi (napfr.: jaké kontaktni Cocky lidé nosi). Vy-
stup je ve formé predikce novych prikladd. Napriklad, za urcitych okolnosti predi-
kuje, které kontaktni ¢ocky bude zadkaznik potiebovat.

Obecny proces je velice jednoduchy. Jako prvni jsou zde tzv. raw data (to jsou
data, ktera nejsou nijak upravend), tyto data se upravi a pripravi tak, aby jim poci-
ta¢ porozumél, a nasledné nékterou metodou pocitac predikuje vystup. V této praci
predevsim metodou klasifikace.

Vyuziti dolovani z dat je obrovské. Data jsou vSude kolem nas aje potieba
v nich hledat skryté struktury a z nich vyvodit patti¢né zavéry. V budoucnu se ob-
last dolovani z dat a celkové umélé inteligence urcité bude rozvijet aje dllezité,
aby se této oblasti vénovala zna¢na pozornost.

3.3 Vybér algoritmu

Jak bylo drive zminéno, prevadény v této praci budou pouze algoritmy ze tridy kla-
sifikaCnich algoritmi. To bylo vybrano proto, Ze jsou to algoritmy znamé (Casto
pouzivané) a také relativné lehce implementovatelné.

Jako dalsi je dtlezité zminit celkovou pouzitelnost algoritmu pro rozsahlé da-
tové soubory. Rozsahlymi datovymi soubory se vtomto pripadé mysli soubory
o velikosti stovek az tisicl instanci a desitek atributd. To je Casto obtizné splnitel-
né. Vétsina algoritml umi teoreticky pracovat s rozsahlymi soubory, ale limituje je
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pamét a vykon vypocetnich zdrojii. Pozdéji v experimentalni fazi prace bude uka-
zano, jak toto zvlada systém Weka a jak tento problém zvlada aplikace v C++2.

Dale byly vybrany takové algoritmy, které maji dobrou dokumentaci. At jiz
kniZzni nebo elektronickou. VSechny algoritmy v této praci lze snadno dohledat
vriznych zdrojich. VétSina algoritm ma dobré vysvétleni ive formé videa na
youtube, cozZ je urcité prinosné. V neposledni radé jsou relativné jednoduse imple-
mentovany v systému Weka v jazyce Java.

Nakonec bylo vybrano pét algoritmd, kterymi jsou: ,Naive Bayes*, poté dva al-
goritmy zaloZené na principu uceni zaloZené na instancich ,IB1“ ,IBk" a nakonec
dva rozhodovaci stromy ,ID3 Decision Tree“ a,Random Forest“. Navic je zde
i algoritmus ,Random Tree“, ktery vznika pokud je pocet stromid v Random Forest
roven jedné. Tyto algoritmy budou implementovany v ramci prace a budou pre-
psany do programovaciho jazyka C++. VSechny tyto algoritmy jsou dobte znamy, je
pro né dostatek informaci na internetu ivknihdch ajsou implementovany
v riznych systémech. Predevsim jsou to také zakladni algoritmy jednotlivych tiid
Klasifikacnich algoritmi.

Nyni jsou algoritmy vybrany av dalSich podkapitolach se s jejich principy
a metodami seznadmime bliZe. Nejprve bude popsan algoritmus z obecného hledis-
ka apoté si ukdzeme vzdy jednoduchy piiklad, ktery se sklada z klientd, ktefi
v minulosti zadali o ivér a na zakladé rtznych charakteristik uvér dostali nebo
nedostali. Na prikladu bude jednodussi pochopit princip danému algoritmu.

3.4 Naive Bayes

Tento Kklasifika¢ni algoritmus je zaloZen na bayesovu teorému, ktery vychazi
z teorie podminéné pravdépodobnosti.

Bayesiiv teorém pro vypocet podminéné pravdépodobnosti, Ze plati hypotéza
H za predpokladu E, vypada nasledovné:

P(E|H) x P(H)
P(E)

Vzorec 1 Bayesiv teorém

P(H|E) =

Apriorni pravdépodobnost hypotézy P(H) odpovida pravdépodobnosti za-
stoupeni jednotlivych hypotéz (tfid), bez ohledu na dalsi informace. P(E) vyjadiuje
pravdépodobnost evidence (atributu, ktery pozorujeme). Podminéna (aposterior-
ni) pravdépodobnost P(H|E) vyjadiuje, jak se zméni pravdépodobnost hypotézy
H, nastane-li jev E.

Klasifikator Naive Bayes vychazi z vySe zminéného teorému, ale (naivné) vy-
chazi z predpokladu, Ze jednotlivé evidence E jsou podminéné nezavislé. V tomto
pripadé tedy vzorec pro vypocet pravdépodobnosti vypada takto:

2 Jazyk C++ bude predstaven pozdéji v ramci kapitoly Vlastni prace.
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P(H|E) = P(E|H) x P(H)

Vzorec 2 Naive Bayes

Jmenovatel je mozné odstranit, jelikoZ nas zajimaji pouze ty pripady, pro které
je hodnota aposteriorni pravdépodobnosti maximalni.

V praxi se tato pravdépodobnost jednotlivych hodnot v instanci nasobi
a vzorec vypada takto:

K
P(H|E) = P(H) x HP(EIH)
k=1
Vzorec 3 Naive Bayes v praxi

Kde K je pocet jednotlivych hodnot v instanci. Tyto hodnoty se daji jednoduse
spocitat z tréninkovych instanci a jejich hodnot. Pravdépodobnosti se spocitaji jako
podil vyskytli jednotlivych hodnot v instanci a celkovy pocet hodnot pro danou
tridu. (Berka, 2009)

Nasledujici priklad ilustruje priibéh klasifikace pomoci klasifikatoru Naive Ba-
yes.

Tabulka 1 Tréninkova data (Berka, 2009)

klient | pfijem konto pohlavi nezameéstnany avér
ki vysoky vysokeé Zena ne ano
k2 vysoky vysoké i ne ano
k3 nizky nizke mus ne ne
k4 nizky vysoké Zena ano ano
k5 nizky vysoké muz ano ano
ki nizky nizké Zena ano ne
k7 vysoky nizké muz ne Ao
ks vysoky nizké Zena ano ano
ko nizky stredni mz ano ne
k10 vysoky strednd Zena ne ano
k11 nizky strednd Zena ano ne
ki2 nizky strednd Mz ne ano

Apriorni pravdépodobnosti cilového atributu ,uvér:

P(Gvér(ano)) =8/12=0,667
P(uvér(ne)) =4/12 =0,333
Podminéné pravdépodobnosti spocitdime podobné, napfr-.:

P(konto(stfedni)|avér(ano)) =2/8 = 0,25
P(konto(stredni)|avér(ne)) =2/4=0,5




Vybrané algoritmy 19

Takto spocitdme vSechny pravdépodobnosti a tim klasifikdtor natrénujeme.
MiZe se stat, Ze atribut dvér nebude zastoupen v podminéné pravdépodobnosti,
napr.:

P(konto(vysoké)

uvér(ne))=0/4=0

Tento jev se nazyva ,Problém nulové frekvence“. Tento problém se resi velmi
jednoduse a to tak, Ze se ke vSem Cetnostem pricte hodnota jedna.

Testovanim se jednoduSe nasobi jednotlivé pravdépodobnosti hodnot v in-
stanci pro rizné tridy. Na zakladé nejvyssi pravdépodobnosti je zvolena prislusna
trida. Testovaci instance je vidét na obrazku 3 a postup testovani pod obrazkem:

pEijemn kontao pohlavi nexameéstmany

vysoky vysoke s ano
Obrazek 3 Testovaci instance (Berka, 2009)

P(prijem(vysoky)|avér(ano)) X P(konto(vysoké)|uvér(ano)) X
P(pohlavi(muz)|avér(ano)) X P(nezaméstnany(ano)|tvér(ano)) X P(Gvér(ano)) =
0,056

P(prijem(vysoky)|avér(ne)) x P(konto(vysoké)|uvér(ne)) X
P(pohlavi(muZz)|avér(ne)) X P(nezaméstnany(ano)|tvér(ne)) X P(4vér(ne)) =
0,032

Na zakladé téchto pravdépodobnosti je vidét, Ze testovany klient ivér dosta-
ne, jelikoZz je dle vypocitanych pravdépodobnosti hodnota vysSi pro
»P(tvér(ano))“.

3.5 Uceni zalozené na instancich

Nejpouzivanéjsi funkci uceni zaloZeného na instancich (IBL3) pro Klasifikovani no-
vych pripadi je metoda nejbliZSich soused, ktera je zaloZena na podobnosti.

Oba algoritmy, které budou v této praci popsany a implementovany, jsou zalo-
Zeny na metodé nejbliZzsich sousedi. S touto metodou se tedy seznamime bliZe
v dalSi podkapitole.

3.5.1 k-NN

Princip nejblizSich sousedii je zaloZen na podobnosti jednotlivych instanci
v souboru. Tyto instance jsou chapany jako body v n-rozmérném prostoru.
Princip algoritmu je popsan v nasledujicim obrazku:

3 Instance Based learning
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Algoritmus k-NN

Uéeni
1. Pro kazdy pfiklad [x;, vi|
zafad |x, y] do baze pfikladii

Klasifikace

1. Pro novy piiklad x
1.1. Najdi xi, x2, ... xx K nejbliziich pfikladi z baze piikladi
1.2. Phifad

K K
y=y 20,y = miﬁﬂ'&zﬁ&'nm ,
k=1 k=1

kde 8(y.ys) = 1 pro yi =y, jinak 8(y,y) = 0

Obrazek 4 Algoritmus k-NN (Berka, 2009)

,Ve fazi uceni si systém zapamatuje vSechny priklady [xk, yk] z tréninkové
mnoZiny. Ve fazi klasifikace se pro novy priklad x nalezne (za pouziti zvolené me-
triky) K nejblizsich prikladd, které pak ,hlasuji“ o zarazeni piikladu x do tridy.”
(Berka 2009)

Vse si ilustrujeme na ptikladu pro lepsi pochopeni. V piikladu bude pouzita
euklidovska vzdalenost* mezi objekty. Vzorec pro tuto vzdalenost je nasledujici:

Euklidovska vzdalenost (X,Y) =

Vzorec 4 Euklidovska vzdalenost

Ze vzorce vypliva, Ze vzdalenost se vypocita tak, Ze se od testované instance
(x) odecte instance v souboru (y). Takovy vypocet algoritmus provede pro kazdou
hodnotu a nasledné vse secte a odmocni. Vysledek je euklidovska vzdalenost mezi
objekty.

MizZe zde nastat problém s nomindlnimi atributy. Ve vétSiné souborl jsou
numerické i nominalni atributy. U numerickych atributii se standardizuji> jednotli-
vé instance pomoci zvolené metriky. Po standardizaci je moZné nomindln{ atributy
jednodusSe porovnat, a pokud se rovnaji s testovanou instanci, je vzdalenost jedna.

4 Bézné pouzivand metrika pro méreni vzdalenosti nejblizSich sousedl. (Sadawi, 2014) Systém
Weka také pouziva Euklidovskou vzdalenost, ale uZivatel mize zvolit i jiné moZznosti pocitani vzda-
lenosti.

5 Dle zvolené metriky se nahradi hodnoty v soubory hodnotami mezi 0-1. Algoritmus standardizace
se nachazi v priloze A.
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JestliZe se nerovnaji, je vzdalenost nula. Vice o metodach standardizace je
v kapitole vénované soubortim aplikace a praci s nimi. (Sadawi, 2014)

Vse bude ilustrovano na nasledujicim prikladu, kde prijde do banky novy Kkli-
ent, ktery chce avér a ma tyto charakteristiky:

Piijem = 15 000 K¢
Konto =32 000 K¢

Nasledné se spocita euklidovska vzdalenost pro vSechny instance (Tabulka 2).
Pokud k = 1 (znamena to, Ze algoritmus bere v potaz pouze jednoho souseda), tak
algoritmus bere v potaz pouze nejmensi vzdalenost (nejblizSiho souseda), jako
v naSem prikladu.

Tabulka 2 Tabulka nejblizsich sousedi (Berka, 2009)

klient piijem konto Uver vedalenost
piikladu
k1l 3000 15000 ne 2080865
k2 10000 153000 ne 1772005
k3 17000 15000 ano 17117.24
k4 SO0 0000 ne 1019804
k5 15000 F0000| ano 2000.00
kG 20000 SO0 | ano 18681.54
k7 2000 GOO00| ne INET0.T0
k8 S000 OO0 | ano SBE53.T6
kO L0 OO0 | ano 5821512
k10 200000 OO0 | ano 2821512
k11 L0000 TR0 ano GEIHE3ISH
k12 17000 TR0 ano GEO29.41

V prikladu vidime, Ze nejbliZsi soused je klient k5, tim paddem novy klient vér
dostane (avér = ano).

V ptipadé vétSiho ké (napi.: k=3) by se uvazovali tfi nejbliZzsi sousedi.
Z téchto vzdalenosti by se poté vybrala tfida s nejvétsi ¢etnosti. V prikladu vyse by
ti'i nejblizsi sousedi byli k5, k4 a k3. Uk3 ak5 je tfida ano, tim padem i pfi tfech
nejblizsich sousedech by Zadatel ivér dostal.

3.6 Rozhodovaci stromy

Decision Trees (Rozhodovaci stromy) je tiida algoritmi, ktera na zakladé analyzy
pravidel a vztahii vytvari grafy (predevSim grafy stromové struktury, viz Obrazek
5). Cilem téchto algoritmi je rozdélit datovy soubor tak, aby se sniZila mira nejisto-
ty (tzv. entropie).

6 Konstantu k (pocet sousedl) uZzivatel zadava jako parametr algoritmu
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Outlook
Sunny Fain
Crwvercast
Humidity i Wind
Yes
High MNormal Strong Weak
No Yes No Yes

Obrazek 5 Priklad rozhodovaciho stromu (Dankel, 1997)

,Pri tvorbé rozhodovaciho stromu se postupuje metodou ,rozdél a panuj“ (di-
vide and concquer). Tréninkova data se postupné rozdéluji na mensi a mensi pod-
mnoziny (uzly stromu) tak, aby v téchto podmnozinach prevladaly priklady jedné
tridy. Na pocatku tvori celad tréninkova data jednu mnozinu, na konci mame pod-
mnoziny tvorené priklady téZe tridy. Tento postup byva c¢asto nazyvan ,top down
induction of decision trees“ (TDIDT).” (Berka, 2009)

TDIDT algoritmus

zvol jeden atribut jako kofen diléiho stromu,

2. rozdél data v tomto uzluna podmnoZiny podle hodnot zvoleného
atributu a pfide] uzel pro kazdou podmnoZinu,

3. existuje-li uzel, pro ktery nepatii viechna data do téze tfidy, pro

tento uzel opakuj postup od bodu 1, jinak skonéi.

Obriazek 6 Obecny TDIDT algoritmus (Berka, 2009)

Obecny postup TDIDT algoritmu je vidét na Obrazku 2. Dale si kratce vypiSe-
me vyhody a nevyhody rozhodovacich stromfi.
e Vyhody
o Jednoduché a efektivni.
o PouZitelné i pro velké databaze.
o Extrakce jednoduchych pravidel.
e Nevyhody
o ObtiZnéjsi zpracovani spojitych dat.
o Obtiznéjsi zpracovani pri chybéjicich udajich. (tzv. missing valu-
es)
o Preucenti. (tzv. over-fitting)
o Vzajemna korelace mezi atributy se nebere v tvahu.
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Tyto stromy se v oblasti strojového uceni pouzivaji pro reSeni klasifikacnich
uloh. Tato klasifikace ma dva obecné kroky:
e Indukce rozhodovaciho stromu podle tréninkovych dat - to znamena
vytvoreni stromu na zakladé zvolené metriky.
e Podle vytvotfeného rozhodovaciho stromu se urci tiida v testovacich
datech. (Mrazova, 2012)

3.6.1 ID3 Decision Tree

Strom ID3 (Iterative Dichotomizer 3) je zakladnim algoritmem rozhodovacich
stromi. Indukce stromu se provadi na zakladé vypoctli miry neurcitosti (entropie)
a informacniho zisku (information gain). (Rizky, 2011)

U vSech stromt je dtilezité vybrat vhodny atribut, dle kterého se bude strom
dale vétvit. Je tfeba vybrat takovy atribut, ktery od sebe nejlépe odlisi priklady
riznych trid. Toto se uID3 provadi pravé vypoctem miry entropie a naslednym
vypoctem informacniho zisku. Oba vzorce si predstavime niZe.

Vzorec pro vypocet entropie:

E(S) == ) (e x log,p)
t=1

Vzorec 5 Vypocet miry Entropie

Kde p; je pravdépodobnost vyskytu tridy t a T je pocet tiid. Vzorec pro vypo-
cet informacniho zisku vypada nasledovné:

151
o X E(S))

T
Gain(s, A) = E(S) — Z

Vzorec 6 Vypocet informacniho zisku

VSse, co je potieba pro vétveni stromu, je vysvétleno a nyni bliZe k postupu, ja-
kym tento algoritmus strom vytvari:
e Nejprve se vypocita mira entropie tréninkovych dat. Jinak feceno mira
entropie tridy, ktera se bude testovat - E(S).
e Poté se vypocita mira entropie pro kazdy atribut (sloupec dat) - E(S,).
e Tato mira entropie se vynasobi pravdépodobnosti jednotlivych hodnot

) S
v atributu - %

e Tim se vypocita informacni zisk a nasledné se zvoli atribut s nejvySsim
informacnim ziskem jako novy uzel (pokud se algoritmus provadi popr-
vé, tak se tento uzel nazyva korenovy).

e Pokud v tomto uzlu nepatii vSechny hodnoty do stejné tridy, tak opakuj
postup rekurzivné, jinak vytvor list. (Berka, 2009)
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Vse si ilustrujeme na nasledujicim piikladu, kde tabulka tréninkovych dat je
stejna jako u klasifikatoru Naive Bayes.

Tabulka 3 Cetnosti p¥ijmii pro jednotlivé tiidy (Berka, 2009)

avér
ano  ne

prijem [vysoky: 5.0 0.0]
[nizky @ 3.0 4.0

Nejprve spocitame entropii pro tridu:

E (avér) = (- p+ X log2p+) + (- p- X log2p-) = 1,571

Poté je tieba zjistit informacni zisk, ktery spocitame z tabulky 3 takto:

Gain(avér, prijem) = E (4vér) - (5/12 + H(prijem(vysoky)) + 7/12 X
H(prijem(nizky))
pricemz

H(prijem(vysoky)) = (- p+ X log2p+) + (- p- X log2p-)=0+0=0
H(prijem(nizky)) = (- p+ X log2p+) + (- p- X log2p-) = 0,9852

Tedy
Gain(uvér, prijem) = 1,571 - (5/12 X 0+ 7/12 x 0.9852) = 0,996

Podobné se spocitaji i dalsi atributy a jejich informacni zisk.

Gain(avér, konto) = 0,905
Gain(avér, pohlavi) = 0,593
Gain(uvér, nezaméstnany) = 0,746

Jak vidime na prikladu, tak na vétveni stromu pouZijeme atribut ,ptijem®, jeli-
koZ ma nejvétsi hodnotu informacniho zisku. Poté se cely proces opakuje, dokud
neni generovani stromu zastaveno. (Berka, 2009)

3.6.2 Random Forest

Rozhodovaci strom Random Forest (nahodny les), jak jiZ ndzev napovida, je zalo-
zen predevSim na nahodé. Je podobny stromu ID3, s nékterymi mensSimi odlis-
nostmi.

Random Forest vytvari vice stromd, které tvoii les. Tyto stromy se vytvari
z celkovych dat, kde ndhodné vybere 66 % (vétSinou se pouziva tato konstanta)
z téchto dat a ty pouziva k vytvoreni stromu. Ostatni data vyuZziva k vypoctu odha-
du chyby (tzv. Out of Bag error). Takovych stromii vytvori desitky, stovky a nékdy
i tisice pro zlepSenti klasifikace. Vysledek je vidét na obrazku nize.
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tree At each node:
choose some small subset of variables at random
o find a variable (and a value for that variable) which optimizes the split
N/ N
» b y 1
Q0 QO
 dy el

Obrazek 7 Random Forest (Benyamin, 2012)

Kazdy strom se také déli na zakladé vypoctu entropie a informacniho zisku,
jak tomu bylo u ID3. Existuji i jiné metody vypoctu pro déleni stromu. Zde je pouze
rozdil v tom, kolik atributti vstupuje do vypoctu.

U algoritmu Random Forest uzivatel zadd dva parametry. Prvni parametr je
pocet stromt, které se maji vytvorit. Druhy parametr je tzv. k-hodnota. Tato hod-
nota udava praveé to, kolik atributl vstupuje do vypoctu entropie a informac¢niho
zisku. Dle velikosti k-hodnoty algoritmus nahodné vybere k-atributi. Poté uz po-
kracuje stejné jako u predchoziho rozhodovaciho stromu (ID3). Nasleduje vypocet
entropie a informac¢niho zisku a na zakladé maximalniho informacniho zisku déli
strom, dokud neni generovani celého stromu kompletni. (Benyamin, 2012)

Trénovani je, jako tomu u ID3, vytvoreni lesu. Testovani je prochazeni jednot-
livych strom a nalezeni pozadované instance a jeji tridy.

Nahodny pristup ataké pocet stromi vykazuje lepsi vysledky jak samotny
strom ID3 nebo Random Tree. Pri vétSim poctu stromt se algoritmus Iépe nauci
a poté je klasifikace znatelné lepsi. Otazkou je, kolik stromii zvolit, aby se algorit-
mus tzv. nepreucil.

Pokud se pocet stromil rovna jedné, vznika tzv. Random Tree. Tento strom
pracuje na stejném principu jako Random Forest, ale v lese se objevuje pouze jeden
strom.
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4 Dosavadni reseni

V této kapitole prace se sezndmime s dosavadnim reSenim v systému Weka. Je tie-
ba se seznamit s celym prostifedim a pozadim tohoto systému. Algoritmy byly
popsany vysSe. Zde budou predstaveny pouze nékteré dalSi sekundarni algoritmy,
se kterymi Weka pracuje (filtry a algoritmy pro rozdéleni dat). Také predstavit
zakladni funkcionalitu systému Weka, prostfedi a nékteré dalSi moZnosti, které
tento systém nabizi.

Systém Weka obsahuje dohromady vice jak Sedesat algoritmii pro klasifikaci,
clusterizaci a také asociaci dat. Nejprve si predstavime, jak a pro jaky ucel Weka
vznikla.

4.1 Weka

Tento projekt vznikl na univerzité Waikato na Novém Zélandé a reagoval na vyna-
lez a pouZiti metod strojového uceni (ML). Ty umoziuji pocitatovému programu
automaticky analyzovat velké mnozstvi dat, a rozhodnout, jaké informace jsou nej-
vice relevantni. Tyto krystalizované informace pak mohou byt pouZity pro automa-
tické predpovédi nebo pomahat lidem rozhodovat se rychleji a presnéji. Cile pro-
jektu:

¢ mit ML techniky vSeobecné k dispozici,

e aplikovat je na praktické problémy, které ma priimysl na Novém Zélande,

e rozvijet nové algoritmy strojového uceni a ukazat je svétu,

e prispivat kteoretickému zakladu této problematiky. (Machine Learning

Group, 2008)

Software pro tento projekt se jmenuje ,Weka“. Byl pojmenovan podle ptaka, ktery
Zije pouze na ostrovech Nového Zélandu. Cely projekt i software je open source
(tzn. transparentni zdrojové kddy).

Weka je sbirka algoritmi strojového uceni pro dolovani dat. Tyto algoritmy
mohou byt, bud aplikovany primo na datovou sadu, nebo se mohou volat
z vlastniho kédu v jazyce Java. Weka obsahuje nastroje pro datové piredzpracovani,
klasifikaci, regresi, shlukovani, asociani pravidla, a vizualizaci. Je také velmi vhod-
ny pro vyvoj nového systému strojového uceni. (Weka 3: Data Mining Software in
Java, 2013)

Vyhod této aplikace je nespocet. PfedevSim jsou zde implementovany témér
vSechny algoritmy strojového uceni. Dal$i vyhoda spociva v dokumentaci, ktera je
znacné rozsahla. Jedna se zde o spoustu knih a manuald, ale také zodpovézenych
otazek na oficidlnim féru a transparentnich zdrojovych kéda. Dalsi vyhodou je zce-
la urcité propracovanost celé aplikace. Je zde moZnost si vSe zkousSet, vizualizovat,
ukladat a mnoho dalSich moZnosti. Celkové je tenhle software nejlepSim a velmi
oblibenym reSenim strojového uceni v kostce.
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Jako prvni nevyhoda je prace prevazné s arff soubory (soubory s touto pripo-
nou jsou vysvétleny pozdéji), jelikoz vétSina databazi tento format soubort nepod-
poruje. Druha nevyhoda je, Ze cely systém je napsan v jazyce Java. Jazyk Java je in-
terpretovany, tim padem je potreba interpret (Java virtual machine). Tento inter-
pret interpretuje kéd do tzv. mezik6du, misto toho, aby prelozil kéd primo do stro-
jového kddu, jak to provadi napriklad jazyk C++. Java bude vysvétlena podrobnéji
v nasledujici kapitole. Timto se cely proces pocitani zpomaluje a zvySuje také na-
roky na pamét. Tuto nevyhodu se snazi u nékterych zakladnich algoritmi odstra-
nit praveé tato prace.

4.1.1 Java

Cely systém Weka je napsan v Jave. Ta byla poprvé predstavena v roce 1996 firmou
Sun Microsystems. Dnes je to jeden z nejpouzivanéjSich objektové orientovanych
programovacich jazykd.

Na obrazku niZe je zobrazeno, jak funguje prelozeni kodu v jazyce Jave. Nejpr-
ve uZzivatel vytvori zdrojovy kéd, poté se pouzije Java kompilator, ktery preloZi ten-
to zdrojovy kéd do tzv. mezikédu (bytecode). Poté mize byt tento kéd spustén na
jakékoliv platformé” s nainstalovanym Java interpretem. Tento interpret je
v podobé Java virtual machine (JVM). (Murach, 2011, s. 10-11)

Java IDE
or souree code

Text editor (*.java files)

Java compiler

h:.rte:udes
*.class files)

Java virtual machine
(JVM)

Java interpreter

Operating system

Obrazek 8 Jak Java interpretuje zdrojovy kod (Murach, 2011, s. 11)

7 Platformou se mysli Window, Linux nebo Mac.
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Nevyhoda C++ je takovd, Ze pro kazdou platformu musi kompilovat kéd jiny
kompilator, ktery je kompatibilni s danou platformou. Vice o rozdilech mezi C++
ajazykem Java jsou vidét v nasledujicim obrazku:

Synlax Java syntax 15 similar 10 Co+ and CF symlax.

Platforms Compiled Tava code can be run on any platform that has a Tava
interpreter. Similarly, compiled C# code {(MSIL) can he run on any
syslem that has the appropriate interprefer. Curremtly, ooly
Windows has an inmterpreter for MSIL. C#+ code muost be compiled
omee [or each ype of system (hat i 15 going (0 be run on

Speed Co+ and CN run faster than Tava, bat Tava 1= geting [aster with
cach new version,

Memory Both Java and C# handle most memory operations automatically,
while Cé+ programiners musl wrile code thal manages memory.

Obrazek 9 Java v porovnani C++ (Murach, 2011, s. 5)

Obrazek 9 shrnuje nékteré zakladni rozdily mezi obéma programovacimi ja-
zyky.

e Syntax - velmi podobna u obou jazyki.

¢ Platformy - vysvétleny v predchozim textu.

e Rychlost - C++ je rychlejsi jak Java, ale Java je s kazdou novou verzi
o néco rychlejsi.

e Pamét - Java zvlada praci s paméti automaticky, zatimco v C++ musi
programator napsat kéd pro zvladani paméti. (Murach, 2011, s. 5)

4.2 Prostredi Weka

Prostredi programu Weka je velice jednoduché, pirehledné a dobie propracované.
Jako prvni ihned po instalaci se objevi dialog s informacemi o programu s moZnosti
vybéru mezi rliznymi nastroji (Obrazek 10). Pro Uspésné spusténi je potfeba mit
nainstalovanou Javu a virtualni Java stroj v pocitac¢i (Weka ma instalaci JVM zabu-
dovanou primo v instalatoru).

' -
£J Weka GUI Chooser O | B |
Program  Visualization Tools Help
Applications
'WEKA @ =~
The University
of Waikato Experimenter
Waikato Environment for Knowledge Analysis KnowledgeFlow
Version 3.6.12
{c]) 1999 - 2014
The University of Waikato Simple CLI
Hamiiton, New Zealand
A

Obriazek 10 Uvodni obrazovka (Vlastni zpracovani)
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Pro ucel prace postaci prvni nastroj, ktery se nazyva Explorer (ProhliZec). Ta-
to nabidka spusti zakladni program pro vétSinu nezkusSenych uzivatelii. Po nacteni
nejlépe arff souboru Weka automaticky vypocita zakladni charakteristiky a zobrazi
je uzivateli (Obrazek 11). Aplikace obsahuje rtizné zalozky pro praci s daty a také

velké mnozstvi dal$ich mozZnosti.

r ~
&) Weka Explorer =S X
Preprocess | Classify | Cluster | Assodate [ select attributes | visuslize|
| Open file... | [ Open URL... ] [ Open DE... ] [ Generate... Undo Edit... ] [ Save... ]
Filter
Current relation Selected attribute
Relation: contactdenses Mame: age Type: Nominal
Instances: 24 Attributes: 5 Missing: 0 (0%) Distinct: 3 Unique: 0 (0%)
Attributes No. Label Count

[ All ] [ None ] [ Invert ] [ Pattern

J :

young

8

pre-presbyopic

8

3

presbyopic

3

Mo,

Mame

spectacle-prescrip

astigmatism

w| |

tear-prod-rate

contactdenses

Remove

| Class: contactdenses {MNom)

I3 2

Status
oK

-~

- | Visualize All

Obrazek 11 Weka Explorer (Vlastni zpracovani)

Dale je mozné aplikovat rizné filtry na data, odstranit nékteré atributy
a zobrazit rtizné grafy a dal$i moznosti. (Witten a Frank, 2005, s. 407-409)

Pro potifeby této prace

bude

tireba

pouze

filtr  ,Discretize”

a ,ReplaceMissingValues“. Tyto filtry budou predstaveny v samostatnych kapito-

lach.

Pro tuto praci je stézejni druha zalozka Classify (Klasifikace). Po prepnuti do

této zalozky je mozny vybér algoritmi, jejich parametri, dale moznost rozdéleni
dat ajiné dal$i ndastroje (Obrazek 12). VétSina téchto ndastroji bude popsana
v samostatnych kapitolach.
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£} Weka Explorer = | G | S
Prepro:essl Classify ‘ Cluster | Associate I Select attributes | Vlsuallzel
Classifier
Choose  |ZeroR

Test options Classifier output

Use training set

Supplied test set Set...

@ Cross-validation  Folds |10

Percentage split
| More options... |
(Mom) contactdenses -

Start

Result list (right-click for options)
Status
OK Log w x0

Obrazek 12 Classify tab (Vlastni zpracovani)

Takto jednodusSe vypada aplikace Weka. Nyni se podivame na jednotlivé moz-
nosti tohoto programu a také na jeho vystupy.

4.2.1  CSV versus Arff soubory

CSV (textové soubory s hodnoty oddéleny ¢arkou) jsou zakladni soubory pro praci
s databazemi. VétSina databazi a tabulek se da exportovat do souboru ve formatu
csv. Prvni fadek vzdy nese nazvy atributd a dalsi fadky obsahuji jednotlivé hodno-
ty oddélené carkou.

Jak jiz bylo drive naznaceno, tak systém Weka pracuje nejlépe s arff soubory.
Weka umi pracovat i s csv soubory, ale ma to sva uskali. Nejprve se tyto soubory
musi zhodnotit, aby se zjistilo, jestli jsou atributy nominalni nebo numerické. To
zabere néjaky cas u rozsahlych souborti. Také nemusi byt kompatibilni testovaci
a tréninkova data, z dlivodu neznalosti typtli a hodnot atributt, které nabyvaji. (Can
[ use CSV files?, 2005)

Soubory s priponou arff jsou specidlnim formatem vyvinutym pravé pro sys-
tém Weka. Na rozdil od csv musi mit oddélené popsané jednotlivé atributy a také
to jakych nabyvaji tyto atributy hodnot, jak je vidét na obrazku 13. Pro nominalni
atributy jsou ve sloZenych zavorkach vypsany hodnoty, kterych nabyvaji a pro nu-
merické atributy nasleduje za ndzvem atributu klicové slovo ,numeric“. Soubory
arff mohou mit navic néjaké dalsi hodnoty, jako naprt. popis dat, kde byly data sbi-
rany, za jakym ucelem a nékteré dalsi informace spojené s daty. (Witten a Frank,
2005, s. 52-55)
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% ARFF file for the weather data with some numeric features
%

Brelation weather

Battribute ocutlock [ sunny, overcast, rainy )
Battribute temperature numeric

Battribute humidity numeric

Battribute windy { true, false )}

Battribute plav? { ves, no }

Bdata

%

% 14 instances

%

sunny, 25, 85, false, no
sunny, 20, 90, true, no
overcast, 83, 86, false, yes
rainy, 70, 96, false, ves
rainy, 68, 80, false, ves

rainy, 65, 70, true, no
owvercast, 64, 65, true, yes

sunny, 72, 95, false, no
sunny, 69, 70, false, vyes
rainy, 75, 80, false, ves
sunny, 15, 10, true, yes
overcast, 72, 90, true, yes
overcast, 81, 75, false, yes

rainy, 71, 91, true, no

Obrazek 13 Ukazka arff souboru (Witten a Frank, 2005, s. 53)

Existuji online prevadéce mezi csv a arff soubory. Systém Weka ma i vlastni
algoritmy, které prevedou csv na arff soubor. V praxi online prevodniky nejsou
uplné stoprocentni.

V aplikaci vytvorené pro tuto praci se pracuje pouze s csv soubory. Pro potre-
by prace je to dostacujici a navic arff soubory jsou urceny pfimo pro systém Weka,
ktery je pro né uzpiisoben.

4.2.2 Algoritmy pro rozdéleni dat

V systému Weka existuji tfi moznosti jak rozdélit data na tréninkova a testovaci.
Ctvrta moZnost pfimo nabizi ptidat soubor s testovacimi daty. TudiZ se trénuje na
celé mnoziné dat a testovaci data jsou ta, kterd uzivatel nahral. Tato moZnost se
nazyva ,Supplied test set” (volné preloZeno jako dodany testovaci soubor). Dalsi tri
moZznosti si predstavime podrobnéji. Vybér mezi témito algoritmy je ukazan na
obrazku vySe (obrazek 12).

a) Use training set

e

Tato metoda je ze vSech nejjednodussi. VSechna data ze souboru jsou, jak tes-
tovaci, tak tréninkova. Soubor se nijak nedéli. Klasifikator se natrénuje na vSech
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datech a na stejnych datech také testuje. Metoda pro velké mnozstvi testovacich
instanci miize byt nékdy pomalejsi. (Bouckaert et al., 2014)

b) Cross-validation

Hojné pouZivana metoda pro rozdéleni dat. V této metodé uzivatel zadava po-
Cet tzv. foldl (zahybii). V metodé Cross-validation se také octnou vSechny instance
v tréninkové i testovaci mnoZiné. Nejcastéji se pouzivad 10-fold Cross-validation,
kterou si bliZe predstavime v nasledujicim odstavci.

Tato metoda rozdéli data do k=10 mnozZin. V kazdé této mnoZziné pouZije k-1
instanci pro trénovani a posledni instanci pouZije pro testovani. Instance pro tes-
tovani je vybrana nahodnym vybérem. Tento postup se opakuje desetkrat (10-
fold), tim padem jsou vSechny instance testovaci i tréninkova.

Nevyhoda této metody spociva v tom, Ze se musi provést k-krat. Tim padem
zabere k-vice Casu pro natrénovani a testovani instanci. (Schneider, 1998)

c) Percentage split

Metoda rozdéleni souboru procentualné. NejCastéji se pouziva rozdéleni 2:3,
tedy 66 %. V praxi ¢asto pouzivana metoda, kde se ndhodné vyberou data a rozdéli
se. Toto rozdéleni zaleZi na uzivateli zadaném procentu. Procento, které uzivatel
zada, rika, kolik procent z celkovych dat se pouZije na data tréninkova. Zbytek se
pouZzije na data testovaci. Jednotlivé instance pro oba typy dat se vybiraji ndhod-
nym vybérem. (Bouckaert et al., 2014)

4.2.3 Obrazovka s vystupy

Je diilezité pochopit, jaky vystup systém Weka uzivateli nabizi. Tento vystup se
vypiSe na obrazovku uzivateli po kliknuti na tlacitko Start a vykonani zvoleného
algoritmu. Vystup jako takovy je vidét na obrazku 12. Pro kazdy algoritmus se vy-
stup mirné lisi. V této kapitole si predstavime predevsim vystupy, které jsou stejné
pro kazdy algoritmus ze tiidy klasifikacnich algoritmi. VétSina téchto vystupti bu-
de implementovana i v aplikaci prace.
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Classifier output
=== Summar&r === A

iy
o o

Correctly Classified Instances 13 92.
Incorrectly Classified Instances
Kappa statistic

Mezn absolute error

=1 Bk
[x:]
(53]

i
.
[
1=

Root mean sguared error
Belatiwve absolute error
Root relative sguared error
Total Number of Instances 14

[=3]
(=R N I = R = B

B |

=== Detailed Accuracy By Class =—

TP Rate FP Rate Precision Recall F-Measure ROC Are:

1 0.2 0.9 1 0.947 0.922
0.8 1] 1 0.8 0.889 0.911
Weighted Awvyg. 0.929 0.129 0.938 0.929 0.928 0.918
=== Confusicn Matrix === E
akb <—— classified as
90| a=yes
14| bk =nc A
4 fr 3

Obrazek 14 Vystup Weka (Vlastni zpracovani)

Jak je vidét na obrazku vyse, tak nejprve je uzivateli zobrazen obecny vystup
»,Summary“ (souhrn), poté jsou nékteré statistiky pro tridu, ¢ast ,Detailed Accuracy
By Class“ (Detailni presnost podle tridy) a nakonec je vypsana ,Confusion Matrix“
(Matice zmateni). Kazdou ¢ast vystupu si predstavime podrobnéji.

a) Summary

Z divodu toho, Ze se v praci objevuji pouze klasifika¢ni ulohy a Zadné jiné bu-
dou popisovany pouze nékteré charakteristiky. VSechny chyby (,Mean absolute
error”, ,Root mean squad error” a oba relativni errory) v oblasti souhrnu jsou pfti
klasifikaCnich algoritmech jen malo vyznamné. PouZzivaji se naptiklad v regresnich
ulohach. (Bouckaert et al., 2014)

e Correctly Classified Instances (Spravné klasifikované instance) - Ta-
to charakteristika udava, kolik instanci bylo spravné klasifikovano pri-
sluSnym klasifikatorem. Vedle Ciselného vyjadreni je i procentudlni.

¢ Incorrectly Classified Instances (Nespravné klasifikované instance) -
Zde jsou ostatni instance, které klasifikator oznacil Spatné.

e Kappa statistics - Tato charakteristika se spravné oznacuje jako
Cohentv kappa koeficient. Udava miru toho, jak je Kklasifikator dobie
natrénovan viici mire toho, jak by mohl byt natrénovan nahodou.

e Total number of instances - Celkovy pocet instanci, které byly testo-
vany. (Markham, 2014)
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b) Confusion Matrix

Tato matice, ¢asto nazyvana kontingencni tabulka, vyjadruje vykon klasifikac-
niho modelu. Na obrazku 15 je zobrazena matice z obrazku vysSe a prepsana pro
lepsi vysvétleni. Jedna se tedy o stejny ptiklad.

Predicted: Predicted:
n=14 NO YES
Actual:
NO TN =4 FP=1 5
Actual:
YES FN=0 TP=9 9
4 10

Obrazek 15 Confusion matrix (Vlastni zpracovani)

Soucet vSech prvkil musi davat pocet testovanych instanci. Diagonala ukazuje,
kolik instanci bylo spravné klasifikovano pro jednotlivé tiidy (v naSem pripadé yes
ano). Ostatni casti tabulky ukazuji, jak byly klasifikovany dalsi instance. (Mar-
kham, 2014)

c) Detailed Accuracy By Class

V této Casti vystupu jsou vidét jednotlivé charakteristiky pro tridu, kde kazdy
radek patii jedné tridé. VétsSina téchto charakteristika se pocita na zakladé vystupi
z Confusion matrix a je povaZovana za dobré, ¢im vice se bliZi jedné. Posledni radek
jsou vaZené primeéry téchto charakteristik.

True-positive rate (Skute¢né pozitivni hodnoceni) - Casto také nazy-
vano senzitivita. Charakteristika udava podil toho, kolik instanci je
hodnoceno spravné viici celkové hodnocenym instancim tfidy v radku
matice. V naSem prikladu pro yes: 9/(9+0) =1

False-positive rate (FaleSné pozitivni hodnoceni) - Opak skutec¢né
pozitivnich hodnoceni. Udava podil Spatné Kklasifikovanych vii¢i vSem
klasifikovanym danou tfidou v fadku. Pro pripad yes: 4/5 = 0,2
Precision (Presnost) - Udava presnost algoritmu. S jakou presnosti
urci danou tridu. Spocita se jako podil spravné klasifikovanych instanci
a vSech instanci predikovanych danou tiidou ve sloupci. Pro yes: 9/10
=0,9

Recall - Charakteristika se vypocita dle vzorce: TP/(TP+FN). Udava
podil skutec¢né pozitivnich hodnoceni se souctem vSech hodnoceni da-
né tridy. V prikladu pro yes: 9/(9+0) = 1
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e F-measure (F-metrika) - Metrika pro vyjadieni piesnosti testovani,
ktera bere v potaz jak Precision tak Recall. Vypocita se jako vazeny
prameér téchto dvou charakteristik.

e ROC Area (ROC oblast) - Tzv. ROC krivka shrnuje vykon klasifikatoru
nad vSemi moznymi prahy. Generuje se pomoci TP rate (osa y) a FP ra-
te (osa x), kdyZ se méni prahy pro vyjadieni dané tridy. ROC area je ob-
last, ktera se nachazi pod touto kiivkou. Udava jaky je skute¢ny vykon
klasifikace. Hodnoty mezi 0.5-1 jsou povaZovany za dobré. (Markham,
2014)

4.2.4 Filtry

Jak jiz bylo zminéno v ivodu kapitoly, tak filtry jsou nedilnou soucasti systému
Weka. Ten obsahuje vice jak tricet filtrli, které rtizné upravuji data. Nékteré jsou
s ucitelem a jiné bez ucitele. V prepisované aplikaci jsou pouzity dva filtry, prede-
vS$im pro zjednoduSeni klasifikace. Nejprve bude popsano, jak filtry funguji
v aplikaci Weka a pozdéji v praci budou implementovany v jazyce C++.

a) Diskretizace

Filtr diskretizace (Discretize) je filtr pro nahrazeni numerickych (ciselnych)
atributti oblastmi do kterych spadiji jednotlivé hodnoty v instanci. Nékteré algo-
ritmy uméji pracovat pouze s nominalnimi daty a nejen k tomu slouZi pravé tento
filtr. Pracuje na zptisobu rozdéleni numerickych hodnot do tiid. Pocet téchto trid
zadava uzivatel jako parametr (obecné nastaveno na deset trid). (Bouckaert et al,,
2014,s.17)

Filtr nejprve najde minimalni a maximalni hodnotu a dle vzorce uvedeného
pod textem najde prvni tfidu (FC).

minX (vocet trid — 1) + max
e = (p )

pocet ttid
Vzorec 7 Vypocet prahu prvi tfidy

Déle pokracuje tak, Ze od minima odecte tuto prvni tiidu a tim vypocita rozdil,
ktery poté pricita a tim nalezne vSechny prahy.

Nakonec jednoduse nahradi vSechny hodnoty atributd prislusnou tridou, pod-
le toho, do které tridy hodnota patfi.

b) Chybéjici hodnoty

Tento filtr (ReplaceMissingValues), jak jiZ nazev napovida, nahradi chybéjici
hodnoty v datech. Tyto chybéjici ¢asti dat jdou ve vétsiné souborii oznaceny zna-
kem ,?“. Filtr pracuje jinak s numerickymi daty a jinak s daty nominalnimi.

U nominalnich dat je to jednoduché. Vypocita Cetnosti jednotlivych hodnot
a misto chybéjici hodnoty, vlozi hodnotu nejcetnéjsi. U numerickych atributi se
vypocita primér ze vSech hodnot aten se vloZi misto chybéjici hodnoty. (Class
ReplaceMissingValues, 2014)



36 Dosavadni reSeni

Nevyhoda je, Ze pti vétsim mnozZstvi chybéjicich dat dochazi ke zkresleni. Al-
goritmus problému chybéjicich hodnot bude pozdéji vysvétlen v ramci vlastni pra-
ce.

Tyto filtry Weka nepouziva na kazdy zpracovavany soubor. Filtry jsou zde vy-
svétleny, jelikoZ se pouZivaji v prepisované aplikaci. Kazdy algoritmus ve Wece
pracuje s chybéjicimi hodnotami jinak. Napfiklad u algoritmu IBk se nahradi hod-
noty pomoci tohoto algoritmu. U klasifika¢niho algoritmu Naive Bayes, se chybéjici
hodnoty jednoduse preskakuji.

Oba filtry jsou prevadény z dlivodu ulehceni vypocti jednotlivych algoritm.
Také pro sjednoceni prace s atributy.
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5 Vlastni prace

Dosavadni feSeni bylo predstaveno. Systém Weka je opravdu propracovany
a dobre naprogramovany. Nyni si ukdZeme reSeni, které bylo vytvoreno pro tucely
této prace. Aplikace je velice jednoduché a jeji pracovni nazev je ,Data Mining“. Je
napsana v jazyce C++ apro grafickou stranku aplikace byl pouzit freamwork Qt
a aplikace pro tento freamwork, ktera se nazyva QtCreator. Co je jazyk C++
a freamwork Qt bude vysvétleno v nasledujici kapitole. Nakonec bude piredstavena
samotna aplikace a to, jak byly algoritmy prevedeny.

5.1 C++ afreamwork Qt

5.1.1 C++

Jazyk C++ vznikl predevSim pridanim novych konstrukci a jen nékolika zménami
z jazyka C. Aktualni verze C++ (verze ISO/IEC 14882-2011, vétSinou nazyvana
C++11) prinasi oproti predchozi verzi zna¢né zlepSeni programovaciho jazyka.
(Stroustrup, 2013, s.9)

,Jedna se o pomérné nizkouroviiovy a jednoduchy proceduralni jazyk urceny
pro skutecné praktické programovani a ne pro kochani se Cistotou syntaxe jazyka.
C je velmi efektivni a nevyZaduje naro¢nou runtime podporu jako treba Java. Cécko
se pireklada do strojového kédu. Nejprve se spusti preprocesor, ktery pied vlast-
nim prekladem wupravi zdrojak, ndasleduje preklad do objektového kdédu
a zavérecnou fazi je linkovani. Jednotlivé konstrukce jazyka jdou velmi jednoduse
prelozit do asembleru, kterému se navic podoba volnym ptistupem do paméti (ale
samoziejmé nikoli syntaxi).” (NG, 2004)

Zminka o Jave je zde dilezit3, jelikoZ je to predevSim naroc¢na runtime podpo-
ra v podobé Java virtual machine, kviili které tato prace vznikla.

e Vyhody

Velka oblibenost a s tim souvisejici dobra dostupnost prekladaci, knihoven
a dalsich nastrojii. VétSina novodobych jazyku z C vychazi. V C jsou napsany ope-
racni systémy, ovladace a servery. Z toho vyplyva, Ze jazyk C je multiplatformnis.
(Némec, 2004)

V neposledni radé je tento jazyk neinterpretovany a také ma velikou uzivatel-
skou zakladnu a s tim je spjatda dobrd dokumentace ve formé riznych manuald,
serialy, videi a foru StackOverflow®.

8 Ta znamen4, Ze se daji spustit jak na platformé Windows, tak i Linux nebo Mac OS.
9 Na tomto foru je bezpocet otazek a odpoveédi na vétSinu problémi programovani v jazyce C++
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e Nevyhody

Do nevyhod se casto zarazuje primy pristup do paméti, coz miize vést
k chybam v kédu nebo pretecenim zasobniku. Tyto chyby C programatorli vedou
k ¢astym utoktim hackert. (Némec, 2004)

Dalsi nevyhodou je to, Ze pro kazdou platformu se musi kompilovat kéd
zvlast. Jinak receno pro kazdou platformu se musi pouzit jiny kompilator.

Nékteré nevyhody resi pravé jazyk C++, ktery z C vychazi.

5.1.2 Qt freamwork

Qt freamwork (aplikacni ramec) je podpiirna aplikace, ktera obsahuje nastavbu
jazyka C++. Standardné pouziva jazyk QML, ktery je pro Qt urcen a Qt s timto jazy-
kem lépe pracuje. Nicméné je mozné psat program iv klasickém C++, jako je to
v této praci. freamwork Qt byl pouzit predevsim pro jednoduché vytvareni grafic-
kého rozhrani pro uzivatele.

Qt je sloZeno z riznych modulti a widgetii. Widget je element, ktery dovoluje
pouzit klasické desktopové prvky. Prvky jako jsou tlacitka (QPushButton), textova
pole (QLineEdit) a dalsi.

Qt bylo vytvoreno predevsim pro vytvaireni multiplatformnich aplikaci, které
vypadaji stejné jako aplikace zabudované v systému Windows, Unix nebo Mac.
(James, 2010)

DalS8i moznosti v Qt jsou zditfky (slots). Tyto zdirky dovoluji jednoduse zvladat
akce s jednotlivymi widgety. Zdifky zvladaji napriklad kliknuti na tlacitko, vybrani
z listu moznosti aj.

e Vyhody

Vyhody jsou predevsim ve vytvareni grafického rozhrani, které je jednoduché
prehledné a uZivatelsky privétivé. DalSi vyhodou je jednoduché zvladani uZivatel-
skych vstuptli ve formé zdirek. Dale pak také rozsahla dokumentace na oficidlnich
strankach a v oficidlnim féru. Jako posledni také podpora vétSiny svétovych jazyki
pro aplikace.

e Nevyhody

VétSina programatora piSe kéd v C++ aneni pro né vyhodné prepisovat kod
do QML prii potiebé uzivatelského rozhrani. Navic je potreba se naucit praci s QML
a nékterymi datovymi typy ajejich funkcemi, které v klasickém C++ funguji, ale
v Qt podporu nemaji.

5.2 Uvod do aplikace Data Mining

Aplikace je jednooknovd, jednoducha a uzivatelsky privétiva. Grafické uzivatelské
rozhrani je podobné rozhrani ve Wece (Obrazek 16). Po spusténti je potreba otevrit
soubor, ze kterého se budou cerpat data. O souborech pro aplikaci bude vse fe¢eno
pozdéji.
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r ~
[ Data Mining = | B e
Pomoc O aplikaci...
Cesta: | Prochazet... |
Algaritry: MaiveBayes hd

@ Use Training set
Cross Validation

Percentage Split

Obrazek 16 Data Mining aplikace (vlastni zpracovani)

Z pocatku je v aplikaci vétSina moZnosti zaSedlych. Je to proto, Ze nejprve je
tfeba vybrat soubor, se kterym se bude pracovat.

Samoziejmosti je také stru¢na ndpovéda, ktera je zobrazena v horni listé apli-
kace. V ndpovédé je popsana funkcionalita jednotlivych poli a moZnosti jejich vybé-
ru. Dale také popsani parametri funkci a celkova napovéda pro ovladani aplikace.

5.2.1 Prace se soubory

Pro kliknuti na tlac¢itko ,Prochazet...“ vyskoci dialogové okno pro vybér souboru.
V aplikaci Data Mining je moZné nahravat soubory pouze s pfiponou csv nebo txt.
0 csv souborech byla jiz rec¢ v drivéjsich kapitolach.

Nahrany soubor musi mit nazvy atributi v prvnim radku. Dale pak je tieba,
aby byly hodnoty oddélené ¢arkami, a posledni atribut musi byt tiida. V aplikaci
neni mozné vybrat jakykoliv atribut jako tfidu. Posledni omezeni pro soubor je
takové, Ze chybéjici hodnoty musi mit znak ve formé otazniku (,,?“). Jediné tak al-
goritmus pozna chybéjici hodnotu. Pro txt soubory plati stejna pravidla.

Po nacteni souboru se objevi vlevém dolnim rohu (pod tla¢itkem ulozit vy-
sledky) pocet atributili (sloupcti) a pocCet instanci (fadki).

a) Nacteni souboru do vektoru

Po nacteni souboru se cesta objevi vedle tlacitka ,Prochazet...“. Cestu neni
moZné nijak upravovat ani ménit. Pokud chce uZivatel vybrat jiny soubor, musi
opét kliknout na tlacitko. Zdrojovy kéd nacitdni do souboru je moZné vidét nize
(Obrazek 17).
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void MainWindow::fillVector(std::string fileName)
{

std::string line, field;
std::vector<std::string> row;

std::ifstream file;

QMessageBox msgBox;

file.open(fileName.c str());

if (file.is_open()) {
while ( getline(file, line) ) { //get next line in file
row.clear () ;
std::stringstream strm (line);
//break line into comma delimitted fields
while (getline(strm, field, ',"')) {
//add each field to the 1D array
row.push back(field);
}
//add the 1D array to the 2D array
Data.push back(row) ;
}
} else {
msgBox.setText ("Nelze nacist soubor");
msgBox.setIcon(QMessageBox: :Critical);
msgBox.exec() ;

}

file.close();

//shuffles vector for better validation
std::random shuffle(Data.begin()+1, Data.end()):;

//replace missing values for data
Data = handleMissingValues (Data) ;
}

Obrazek 17 Nacéteni souboru do 2D vektoru (Vlastni zpracovani)

Funkce ,fillVector” plni dvojrozmérny vektor jednotlivymi hodnotami ze sou-
boru. Jako parametr dostane pouze nazev souboru, ktery nacte uzivatel. Hodnoty
musi byt oddéleny ¢arkami, toto omezeni je vidét na radku patnact. Po nacteni se
soubor zavie a poté se fadky vektoru zamichaji, aby se pti ndhodném vybéru zlep-
Sila validnost.

Na radku 29 se vold funkce ,handleMissingValues®, kterou si vysvétlime
v dalsi podkapitole.

b) Zpracovani chybéjicich hodnot

O zpracovani chybéjicich hodnot se stara funkce ,handleMissingValues“ (Ob-
razek 18). Jako parametr dostane celkova data a celkova data také vraci, ale bez
chybéjicich hodnot. Funkce pracuje stejné jako filtr ReplaceMissingValues
v systému Weka. Pro numerické atributy nahradi chybéjici hodnotu priimérem
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a pro nominalni atributy nahradi hodnotu takovou hodnotou, ktera je v atributu
nejcetnéjsi.

Funkce nejprve zjisti, jestli atribut je numericky nebo nominalni (fadek 9).
Pokud je numericky, vypocita primér a nahradi prisluSnou hodnotu. Pokud je no-
minalni, spocita nejCetnéjsi hodnotu funkci ,returnOneClassFromMany“ a tuto
hodnotu vlozi misto hodnoty chybéjici.

Proto po nacteni souboru s vétSim pocCtem atributii a instanci mize v aplikaci
vzniknout mensi odmlka

std::vector < std::vector<std::string> > MainWin-
dow: :handleMissingValues (std::vector < std::vector<std::string>
> Data) {

std::vector <std::string> column;
std::string maxS, str;
double pom, fill;

for (size t i = 0; i < Datal[0].size(); ++i) {

str = Data[l][i];

// converting string to vector of chars

std: :vector<char> writable(str.begin(), str.end());

if (isdigit(writable[0])){ // if first char is digit
pom = sumColumn (Data, 1i);

for (size t j = 0; j < Data.size(); ++j) {
if (Data[j][i] == "2") {
fill = pom / numberOfInstances() ;
std::ostringstream s;
s << fill;
std::string strn(s.str()); // converting double to string
s.flush();
// replacing missing values with mean
std::replace(Data[j] .begin(), Datal[j].end(), Datal[jl[il,

strn);
}
}
} else {
for (size t j = 1; j < Data.size(); ++j) {
if (Data[j]1[i] == "?") {
for (size t k = 0; k < Data.size(); ++k) {
column.push back(Data[k][i]);
}
maxS = returnOneClassFromMany (column) ;
for (size t k = 0; k < Data.size(); ++k) {
// replacing missing values with instance with maximum
count
std::replace(Data[k] .begin(), Datalk].end(), Datal[k][i],
maxS) ;
}
column.clear();
}
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}
}

return Data;

}

Obrazek 18 Chybéjici hodnoty (Vlastni zpracovani)

Zvladani chybéjicich hodnot je predmétem mnoha dohadti. Jak jiZ bylo receno,
Weka zvlada chybéjici hodnoty s vétsi eleganci. Pro potreby prace staci, aby se
chybéjici hodnoty zvladaly zplisobem stejnym, jako to déla filtr ve Wece.

Pozdéji v testovaci fazi prace se tyto predpoklady budou ovérovat.

c) Diskretizace

Tato funkce prevadi numerické atributy na nominalni (Obrazek 19). Funkce je
potieba predevsim pro stromy. Algoritmy zaloZené na instancich pfrepisuji nume-
rické hodnoty vlastnim zptisobem. Algoritmus Naive Bayes pracuje s numerickymi
atributy pomoci statistickych metod. Rozhodovaci strom ID3 umi pracovat pouze
s nominalnimi hodnotami.

Tim padem byla zvolena metoda diskretizace pro zjednodusSeni u vSech algo-
ritmi, kromé algoritmi typu IBL. U téchto algoritmi se pouZziva specidlni metoda,
ktera je vysvétlena pozdéji.

std::vector < std::vector<std::string> > MainWin-
dow: :discretize(std::vector < std::vector<std::string> > Data,
int numberOfClasses) {

std::vector <std::string> columnStr;

std::vector <double> column, pomVec, pomColumn;
std::string str, strData;

double min, max, pom, firstClass, difference, sumClass;

for (size t 1 = 0; i < Data[0].size(); ++1i) {
str = Datal[l][i]l:
// converting string to vector of chars
std: :vector<char> writable(str.begin(), str.end()):;

if (isdigit(writable[0])){ //if first char is digit
for (size t j = 1; j < Data.size(); ++J) {
strData = Data[j]l[i]:
//converting string to double
pom = atof(strData.c_str()):;
column.push back (pom) ;
}

std::sort (column.begin(), column.end()); //sorting column

min = countMin (column) ;
max = countMax (column) ;

// counting first class to divide instances
firstClass = (min * (numberOfClasses - 1) +
max) /numberOfClasses;
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// counting difference to divide other classes

difference = firstClass - min;
pomVec.push back(firstClass);
sumClass = firstClass;

for (int 1 = 0; 1 < numberOfClasses-1; ++1) {
// making all other classes
sumClass = sumClass + difference;
pomVec.push back(sumClass) ;
}
// pushing classes to column
for (size t k = 0; k < pomVec.size(); ++k) {
while (column[0] <= pomVec[k] && column[0] !'= co-
lumn.back()) {
pomColumn.push back (pomVec[k]) ;
column.erase(std::find(column.begin(), column.end(), co-
lumn[0]));
}
}
//input last member at the end of vector
pomColumn.push back(pomVec.back()) ;
for (size t 1 = 0; 1 < pomColumn.size(); ++1) {
std::ostringstream s;
s << pomColumn[l];
//converting double back to string
std::string strn(s.str()):
columnStr.push back(strn);
s.flush () ;
}
for (size t k = 0; k < columnStr.size(); ++k) {
//replacing column with classes
std: :replace(Datal[k+1] .begin(), Datal[k+1l].end(), Da-
talk+1]1[i], columnStr[k]):;
}
pomColumn.clear () ;
pomVec.clear () ;
column.clear();
columnStr.clear() ;
}
}

return Data;

}

Obrazek 19 Diskretizace (Vlastni zpracovani)

Funkce ma dva parametry, prvni parametr jsou vSechna data, ktera chce uzi-
vatel zdiskreditovat a druhy parametr je, kolik ma byt na vystupu ttid. PocCet trid se
obecné voli jako deset. UZivatel aplikace Data Mining nema moZnost tento parame-
tr ménit.

Podobné jako u predeslé funkce je treba zjistit, ktery atribut je nominalni. Po-
kud je atribut numericky, najde se maximum a minimum a poté se spocita prvni
trida podle vzorce (Vzorec 6). Poté se vypocita rozdil (fadek 28) mezi minimem
a touto hodnotou a dopocitaji se prahy zbyvajicich trid (fadky 31-35). Nakonec se
urci, do které ze tiid patii realna hodnota v souboru a nahradi se prislusnou tridou.
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Jako posledni praci se souborem si uvedeme standardizaci u algoritmi zalo-
Zenych na instancich (IBL).

d) Standardizace

Jak jiz bylo diive zminéno, pouZiva se tato metoda u algoritmu IB1 a IBk. Vzo-
rec pro vypocet jednotlivych hodnot pro numerické atributy je:

X;i —min

' max—min

Vzorec 8 Standardizace

Metoda, jak je vidét ze vzorce, je zaloZzena na minimu a maximu. Pro kazdy
atribut vypocitdme minimum a maximum a poté pro jednotlivé hodnoty pocitame
vyslednou hodnotu podle vzorce. Tato hodnota je vZdy mezi 0-1. (Sadawi, 2014)

Zdrojovy kod této metody je k nahlédnuti v priloze A. Zaroven je touto meto-
dou uzavrena kapitola o souborech a praci s nimi.

5.3 Algoritmy aplikace

Vsechny pouZité algoritmy jiZ byly zminény v zacatcich prace. Principy téchto algo-
ritmi byly dodrzeny i v aplikaci Data Mining. Zde si tyto algoritmy predstavime
pouze s hlediska ovladani, vstupi a vystupii.

5.3.1  Vybér algoritmu

Vybér algoritmu je v aplikaci velice jednoduSe vytvoren pomoci ,QComboBoxu“
(Obrazek 20). V tomto widgetu si uZivatel jednodusSe vybere algoritmus, ktery chce
pouZzit. Funkce widgetu piredava v parametru nazev algoritmu ve formé retézce.

Cesta:
Algoritmy: MaiveBayes -
NaiveBayes
@ Use Training set Bl
Sl = 1Bk
Cross Validation 03
Percentage Split Randomforest

CHart

Obrazek 20 Vybér algoritmu (Vlastni zpracovani)
Nékteré algoritmy maji parametry. Pokud ma funkce parametry, ukazi se ve-

dle vybéru algoritmu (Obrazek 21). Parametry maji pouze algoritmy IBk a Random
Forest.
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|F'..andcann::rest - | kHodnota: 2 Pofet stromd: 10

Obrazek 21 Parametry algoritmu (Vlastni zpracovani)

Parametry uzivatel jednoduse zada do prislusné kolonky. Omezeni parametri
je zvladnuto vestavénou funkci pro ,QLineEdit“ (Obrazek 22). Validator je nasta-
ven na maximalni hodnotu rovnu stem, jelikoZ se nepredpoklada vétsi pocet sou-
sedll pro vypocet. Podobné bylo uvazovano iu ostatnich parametrt jednotlivych
algoritmi. Minimum je vZdy jedna.

uli->KnnOrKvalue=->setText ("Pocet Sousedt: ");
ui->KnnOrKvalueEditLine->setText ("3") ;

//determining min and max value to be written in the line
ui->KnnOrKvalueEditLine->setValidator( new QIntValidator (1, 100,
this) );

Obrazek 22 Validator vstupu (Vlastni zpracovani)

V dal$im kroku si uzivatel vybere, jakym zpisobem chce rozdélit celkova data
na testovaci a tréninkova mnozinu.

5.3.2 Vybér algoritmu pro rozdéleni

Pro vybér algoritmu pro rozdéleni byl zvolen jednoduchy vybér z nékolika variant
pomoci ,QRadioButton“ (Obrazek 23).

Use Training set

@ Cross Validaton 10

Percentage Split

Obrazek 23 Algoritmy rozdéleni (Vlastni zpracovani)

[ v tomto pripadé je moZzné zadat parametry a také zde je pouzit validator jako
v obrazku 22. Maximalni hodnota validatoru je v pripadé metody Cross-validation
nastavena na pocet atributti. V pripadé procentualniho rozdéleni je maximum sto.
[ v této ¢asti je minimum vzdy jedna. Jednotlivé zdrojové kody téchto funkei jsou
zobrazeny v priloze B.

5.3.3 Start a vysledky

Po nacteni souboru, vybéru algoritmu, vypsani poZadovanych parametra a vybéru
rozdéleni datové sady, miize uzivatel kliknout na tlacitko Start a tim spustit tréno-
vani a testovani vybranym algoritmem. Dle velikosti souboru a sloZitosti pripadné-
ho algoritmu mohou vypocty trvat i nékolik desitek minut. Dobu trvani mizeme
vidét v poslednim adku vysledka (Elapsed time).
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-

rw Data Mining =PASAL X
Pomoc O aplikaci...
Cesta: C:/UsersfAdmin/contactdenses. csw W
Algoritmy: RandomForest | kHodnota: 2 Pofet strom: 10
@ Use Training set Results:
Cross Validation | 10 Correctly classified instances: 19 Percentage: 79%

Percentage Spit Incorrectly dassified instances: 5 Percentage: 21%

--Confusion Matrix-—
Start

hard: 220
none: 0150
soft: 122

Kappa Statistics: 0.55
Total number of test instances: 24

=== Detailed accuracy by dass ===

Class: hard TPrate: 0.50 FPRate: 0.05 Predsion: 0.67 Recall: 0.50 F-Me
Class: mone TPrate: 1.00 FP Rate: 0.44 Predsion: 0.79 Recal: 1.00 F-Me
Class: soft TPrate: 0.40 FP Rate: 0.00 Predsion: 1.00 Recall: 0.40 F-Mez

Elapsed time: 50 ms

Ulozit vysledky
Podet atributd: 5
Pofet instand: 24 4 m '

Obrazek 24 Start a vysledky aplikace (Vlastni zpracovani)

Vystup je podobny jako v aplikaci Weka (Obrazek 24). Jsou zde zakladni cha-
rakteristiky inékteré slozitéjsi. Zakladem jsou spravné Klasifikované instance
a jejich procentudlni vyjadreni. Stejné tak i nespravné klasifikované instance. Ddle
je zde Confusion Matrix i detailni presnosti jednotlivych tiid (Detailed accuracy by
class). Nakonec jiZ zminovany cas.

Uzivatel si miiZe tento vystup ulozit a pozdéji se na néj podivat. Po kliknuti na
tlacitko ,Ulozit vysledky“ si uZzivatel zvoli umisténi souboru a soubor jednodusSe
ulozi. Soubor se uklada ve formatu txt.

5.4 Prevod algoritmu

Vyse bylo popsano grafické uzivatelské rozhrani a prace se soubory v aplikaci. Ny-
ni bude probiran prevod z programovaciho jazyka Java do jazyka C++.

Prevod mezi jednotlivymi jazyky nikterak jednoduchy. Je zde spousta spolec-
nych véci (syntaxe, nékteré jednoduché funkce, datové typy, aj.), ale také spousta
rozdili (prevazné ve slozitéjSich datovych typech, dédi¢nosti a formulaci trid), kte-
ré byli problémem pri prevadéni jednotlivych algoritmi.

Existuji i rizné prevadéce kdodu, ale ty umi prevést pouze syntaxi a viilbec ne-
zvladaji prevést tak slozité zdrojové kody jako jsou v systému Weka.

Neda se predpokladat, Ze si programator zkopiruje kod v jazyce Java a prepiSe
par funkci, instrukci a dostane vysledny kod v jazyce C++. Zvlasté pri tak rozsah-
1ém systému, jakym Weka je. Zdrojové kddy algoritmii Weka jsou sice transparent-
ni, ale jsou nesmirné rozsahle aslozité. I pres skvélou dokumentaci bylo nékdy
opravdu tézké najit kyzeny algoritmus a jeho funkce. Navic u spousty trid je abs-
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trahovano od primého kdédu algoritmu a jsou zde vytvareny obecné tridy pro vice-
ro pouziti. Jednotlivé algoritmy nejsou zavislé na jedné tridé, ale na spousté trid,
které jsou zavislé na dalSich tfidach. Takova provazanost jednotlivych trid je také
prekazkou pro prevod. Toto je dano vyspélosti systému Weka a také dlouholetym
vyvojem zdrojovych kodi.

Transparentni zdrojové kdédy jsou velmi vyhodné pro uzivatele, ktefi pouzivaji
knihovnu Weka ve svych aplikacich v jazyce Java. Zde je velice jednoduché pouZi-
vat funkce knihovny Weka pouhym volanim. UZivatel této knihovny Casto ani ne-
musi védeét, jak jsou jednotlivé funkce napsany ve zdrojovém kodu, staci védét, co
délaji, ajak se s nimi pracuje. Toto je vSe pirehledné popsano v dokumentaci kni-
hovny Weka. Prevazné proto jsou kody této knihovny transparentni.

Prevod jednotlivych algoritmi probihal na zadkladé zdrojovych kédu knihovny
Weka a také na zakladé principli pro jednotlivé algoritmy popsanych na zacatku
prace. Zdrojové kdédy aplikace byly pouzity predevsim pro pochopeni principi al-
goritmi a jejich jednotlivych funkci. Také byly pouZity jako inspirace pro psani
zdrojovych kdédi aplikace prace. Spolu s obecnymi principy vznikly zdrojové kody
této prace.

Jak jiz bylo feCeno, presny prepis neni mozny. Pravé proto se mohou lisit né-
které vysledky nebo prostorové a casové naroky algoritmi. Experimenty budou
provedeny v nasledujici kapitole.
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6 Experimenty

Kapitola s ndzvem Experimenty je nejdileZitéjsi a stéZejni kapitolou prace. Zde
budou porovnany vystupy z Weky s vystupy aplikace Data Mining.

Cela aplikace Data Mining byla vytvorena s hypotézou, ktera je popsana v cili
prace. Tato hypotéza se bude zkoumat bliZe v této ¢asti prace. U projekti zaméte-
nych na dolovani z dat je dulezité se zamérit predevSim na prostorovou (paméto-
vou) a ¢asovou narocnost aplikace.

Diivody pro tyto sloZitosti jsou jasné, Weka je vytvorena v Jave a aplikace Data
Mining v C++. Tim padem budou obé sloZitosti jisté rozdilné. Ktera aplikace ma
lepsi vysledky, bude piedstaveno praveé v této kapitole.

Dale je nutné otestovat spravnost vysledkt. Vysledky se mohou mirné lisit, je-
likoz vétSina algoritmi je zaloZena na nahodném rozdéleni. Celkové by vysledky
z aplikace Data Mining mély zhruba odpovidat vysledkiim ze systému Weka.

Nejprve je nutné otestovat oba filtry a to, jestli na vétSich souborech vykazuji
velké rozdily mezi vyslednymi testovanymi instancemi. Divody pro testovani téch-
to filtrli jsou vcelku jasné. Jak jiz bylo receno, tak u aplikace Data Mining jsou tyto
filtry pouzity ihned po nahrani souboru do paméti. Na druhou stranu Weka aplika-
ce tyto filtry nepouzivd a u kazdého algoritmu zastupuje praci filtri néjaka jina
metoda. Proto je diilezité dokazat, zda aplikovani filtri na soubor v systému Weka
vykazuje vzdalené jiné hodnoty nez bez aplikovanych filtra.

Dale je tieba tici, ze Weka 3.6.12 je vyvijena 15 Iletl® experty zoboru
a aplikace Data Mining byla vytvoiena za méné jak ptl roku. To mliZze mit velky vliv
na celkové méreni jednotlivych experimentii. Proto budou nékteré experimenty
testovany i na starsich verzich Weky (konkrétné 3. 6. 3), ktera je také postavena na
64bitové architektuie. Dlivod pro tento predpoklad je jednoduchy. Weka se neu-
stale vyviji, tim padem je stdle vylepSovana a optimalizovdna. Zatimco aplikace
Data Mining je v zarodku a vyviji se pouze pro potreby prace.

6.1 Podminky experimentu

Pro experimenty byla vybrana databaze census-income. Tato databaze obsahuje
vice jak 200000 instanci. Instance obsahuji chybéjici hodnoty, numerické
i nominalni atributy. Data byla sbirdna mezi lety 1994 a 1995 a obsahuji prizkum
americké populace. (Census-Income Database, 1997)

Tento soubor dat byl patfi¢né upraven pro potieby experimentl a také zre-
dukovan. Je zbytecné testovat tak velky soubor dat. Pocet atributi ziistal stejny
ato 42. Instance byly vybrany ndhodnym vybérem a byly rozdéleny do souborii
0500, 1000, 2000 a5 000 instanci. Tyto soubory podlehnou vSem dale zminénym
experimentim.

10 Weka se vyviji od roku 1999 a posledni stabilni verze 3. 6. 12 byla vydana v roce 2014.
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Testovany budou celkem tfi algoritmy: Naive Bayes, IBk a Random Forest.
Zbyvajici algoritmy nejsou tak diilezité, aby se zucastnili experimentli. Tyto algo-
ritmy byly implementovany jako zaklad pro dalsi algoritmy, tudiZ nemaji v této
praci takovou dulezitost. Algoritmus ID3 pracuje pouze snominalnimi daty
a algoritmus IB1 je stejny jako algoritmus IBK, jen pracuje s jednim nejbliZ§im sou-
sedem. V praxi se optimalni pocet sousedii hleda provadénim experimentt, ale ve
vétSiné pripadi je tato hodnota vyssi jak jedna.

Nastaveni algoritmi bude stejné pro vSechny piipady. Budou pouZity vS§echny
algoritmy pro rozdéleni a jednotlivé predstaveny. Pro IBk budou pouZiti tfi sousedi
a pro Random Forest bude pouzito 100 stromt a k-hodnota rovna trem.

Pro testovani neni pouZit Zadny superpocita¢. Bude pouzit obycejny pocitac
(specifikace nehraje velkou roli, jelikoZ aplikace Data Mining i Weka budou testo-
vany na stejném pocitaci). Proto také neni mozné mit v testované mnoziné tisice
instanci a desitky atributd.

VSechny vySe zminéné algoritmy budou testovany na systému Weka 3. 6. 12
a operacnim systému Windows 7 Professional s 64bitovou architekturou proceso-
ru. Nékteré experimenty, jak jiZ bylo receno, budou provadény na systému Weka 3.
6.3 (vydan v roce 2010).

6.2 Filtry

Filtry se budou testovat pouze v systému Weka. V tomto pripadé je tieba otestovat
to, jestli se néjak zasadné liSi hodnoty s aplikovanymi filtry od téch, které tyto filtry
nemaji. Nejprve budou otestovany data bez filtr(i, poté bude aplikovan filtr Repla-
ceMissingValues a na tyto data bude aplikovan filtr Discretize.

Pozorovan bude Cas a to, jak algoritmus otestoval jednotlivé instance. Vysled-
Ky jsou prezentovany v tabulce niZe. Tam jsou vidét jednotlivé casy v sekundach
a také pocty spravné a nespravné klasifikovanych instanci.

Tabulka 4 Testovani filtri (Vlastni zpracovani)

Pocet instanci 500 1 000 2 000

bez filtru Cas (s) spravné nesprdvné | cas(s) spravné nespravné | cas(s) sprdvné nespravné
Naive Bayes 0,9 439 63 1,0 916 83 1,30 1730 271
IBk 0,8 453 49 1,8 936 63 5,25 1854 147
Random Forest 2,7 459 43 4,5 945 54 9,50 1874 127
MissingValues Cas (s) spravné nesprdvné | cas(s) spravné nespravné | cas(s) sprdvné nespravné
Naive Bayes 0,9 441 61 0,6 916 83 1,10 1729 272
IBk 0,8 453 49 1,5 938 61 3,80 1854 147
Random Forest 2,5 458 44 4,0 945 54 7,50 1875 126
Discretize cas (s) spravné nespravné | cas(s) spravné nespravné | cas(s) sprdvné nespravné
Naive Bayes 1,2 455 47 0,6 871 128 0,80 1649 352
IBk 1,0 441 61 1,5 945 54 3,80 1866 135
Random Forest 1,6 459 43 3,5 944 55 6,50 1871 130
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Pfi pohledu na cas je zfejmé, Ze se celkovy ¢as postupné zmensuje aplikova-
nim filtri. Nejvice u algoritmu Random Forest. To je zplisobeno tim, Ze pti apliko-
vani filtrii nemusi algoritmy pouZivat ty metody, které jednotlivé filtry zastupuiji.
Timto se vypocet zjednodusuje a ¢as krati.

Co se instanci tyce, u IBk a Random Forest jsou témér identicky klasifikovany
instance pfi filtrech i bez néj. Je patrné mirné zlepSeni pri klasifikaci u obou algo-
ritmu. U algoritmu Naive Bayes je klasifikdtor méné ucinny pti aplikovani filtra.
PtredevSim po aplikovani filtru Discretize. Toto je zplsobeno tim, Ze algoritmus
Naive Bayes zvlada praci snumerickymi atributy lépe, nez jak pracuje
s numerickymi atributy filtr Discretize. Pri dvou tisicich atributech se zde jedna
o témér 200 instanci, coZ odpovida 10 % instanci.

Pozornost by se méla ubirat predevsim k oblasti, kde bylo testovano 2 000 in-
stanci. Zde jsou rozdily nejmarkantnéjsi. Rozdily jsou ukazany v grafu:

W Discretize M Bez filtru W MissingValues

1871 1874 1875

1866

1854 1854

1730

1729

NaiveBayes Ibk RandomForest

Obrazek 25 Filtry — 2 000 instanci (Vlastni zpracovani)

Z obrazku je patrné, Ze pri dvou tisicich instancich nejsou rozdily tak vyrazné,
jak by se mohlo zdat. Tim pddem neni problém v pouZivani téchto filtri ihned na
zacatku spusténi kazdého algoritmu. Pro algoritmus Naive Bayes by se zde dalo
uvazovat nad tim, vytvorit pro tento algoritmus praci s numerickymi atributy bez
filtru Discretize.

6.3 Experimenty algoritmu

Zde se predevsim zaméiime na testovani algoritmi z hlediska ¢asového, prostoro-
vého a také z hlediska spravnosti vysledki. Testovany budou opét pouze tri stézej-
ni algoritmy prace. Nastaveni téchto algoritmii zlistava stejné.
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Testovani bude probihat s aplikovanymi filtry na vSechny algoritmy. Nejprve
budou testovany algoritmy na zakladé spravnosti vysledki, poté ¢asové a nakonec
pamétové slozitosti jednotlivych algoritm?.

6.3.1 Experimenty spravnosti

Zde budou zobrazeny vysledky testovani spravnosti algoritml. To znamen3,
jak se lisi vystupy ze systému Weka s vystupy z aplikace Data Mining.

Tento experiment ukaZe, jestli jsou algoritmy spravné implementovany a zda
vykazuji alespoii podobné vysledky jako systém Weka.

Testovany budou postupné rtizné algoritmy pro rozdéleni dat (Use training
set, Percentage split a Cross-validation), pro ovéreni spravnosti jednotlivych klasi-
fikatort pravé po aplikovani téchto metod rozdéleni.

Vsechny vysledky budou prehledné zobrazeny v tabulce a patricné okomento-
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Tabulka 5 Spravnost — Use training set (Vlastni zpracovani)

Use training set

spravné  nespravné | spravné nespravné | spravné nespravné
Pocet instanci 500 1000 2 000
Naive Bayes 416 86 884 115 1549 452
Weka 3.6.12 | IBk 465 37 952 47 1916 85
Random Forest 502 0 999 0 2000 1
Naive Bayes 400 102 820 179 1711 290
Data Mining IBk 487 15 972 27 1971 30
Random Forest 466 36 951 48 1872 129

Jak je z tabulky 5 patrné, tak Weka vykazuje ve vétSiné pripadii mirné lepsi
vysledky. Jediné pri IBk jsou vysledky lepsi v aplikaci Data Mining.

Celkové by se dalo fici, Ze pti pouzivani celych tréninkovych dat pro testovani,
vykazuje aplikace Data Mining prijatelné vysledky.

Nyni se podivime na metodu rozdéleni dle procent (pouzito bude 66 %).
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Tabulka 6 Spravnost — Percentage split (Vlastni zpracovani)

Percentage split

spravné nesprdvné | spravné nespravné |spravné nespravné
Pocet instanci 50 1 000 2 000
Naive Bayes 139 32 308 38 519 161
Weka 3. 6.12 | IBk 144 27 323 17 634 46
Random Forest 155 16 323 17 640 40
Naive Bayes 123 47 282 57 575 105
Data Mining | IBk 164 6 327 12 662 18
Random Forest 157 13 323 16 630 50

V tabulce 6 jsou velmi podobné hodnoty jako v predchozi tabulce. Spravnost
vysledkt je i pii procentudlnim rozdéleni tréninkovych a testovacich dat podobna.
Zde se vysledky podobaji dokonce vice neZ v tabulce piedchozi.

Tabulka 7 Spravnoest — Cross-validation (Vlastni zpracovani)

Cross-validation

spravné nespravné |spravné nespravneé |spravné nespravné
Pocet instanci 500 1 000 2 000
Naive Bayes 408 94 871 128 1549 452
Weka 3. 6. 12 |IBk 455 47 945 54 1866 135
Random Forest 460 42 946 53 1869 132
Naive Bayes 417 85 825 174 1699 302
Data Mining | IBk 483 19 965 34 1951 50
Random Forest 463 39 957 42 1873 128

Cross-validation je jedna z Castéji pouzivanych metod pro rozdéleni dat.
V tabulce 7 to vypada tak, Ze s ptibyvajicimi instancemi roste presnost aplikace
Data Mining. Celkové se da fici, Ze metoda v aplikaci Data Mining ma podobné nebo
lepsi vysledky neZ systém Weka. Proto si vysledky pro dva tisice instanci zobrazi-
me pomoci grafu.
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H naiveBayes M Ibk RandomForest
1866 1869 1951 1873
1699
Weka Data Mining

Obrazek 26 Spravnost 2 000 instanci (Vlastni zpracovani)

Jak je z obrazku 26 patrné, metoda vykazuje velmi podobné vysledky pro obé
aplikace. Dale jsou vysledky procentualné podobné (mirné lepsi) dvéma predcho-
zim metodam. Toto je dano tim, Ze algoritmy jsou napsany stejné a méni se pouze
testovaci a tréninkova data. Je jasné, Ze je vSe zaloZeno na nahodném rozdéleni, pro
dalsi experimenty by se hodnoty mirné lisili, ale da se Fici, Ze hodnoty obou aplika-
ci vykazuji velmi podobné vysledky.

Timto bylo dokazano, Ze vSechny algoritmy v aplikaci Data Mining jsou dobte
implementovany, jelikoZ vykazuji podobné vysledky jako systém Weka. Tim padem
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menty ¢asového a prostorového charakteru.

6.3.2 Casové experimenty

Zde se ovéii spravnost hypotézy, ktera byla piedstavena v cilech prace. Casy nadi-
tani soubord nebudou v této kapitole predstaveny. I soubory v fadech desitek MB
se otviraji par vterin v obou aplikacich. Je to tedy zbytecné.

Casové experimenty budou opét provadény pouze na tiech stéZejnich algo-
ritmech prace. Algoritmy budou, stejné jako v predchozich pripadech, testovany
pro vSechny typy rozdéleni a budou také stejné nastaveny. V této casti pribudou
experimenty i s 5 000 instancemi.

Pri testovani algoritmu Random Forest v aplikaci Data Mining bylo u vétsiho
poctu instanci pocitdno s 10 stromy apoté vysledny cas vyndsoben deseti.
V tabulkdch pro 5000 instanci jsou ¢asy pro Random Forest extrémné vysoké
a trvalo by zna¢nou dobu otestovat 100 stromd.

Nyni k jednotlivym vysledkim:
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Tabulka 8 Cas — Use traning set (Vlastni zpracovini)

Use training set
Cas (s)

Pocet instanci 500 1 000 2 000 5000

Naive Bayes 0,3 0,5 0,5 1,0
Weka 3. 6. 12 IBk 1,0 1,5 4,0 23,0

Random Forest 1,0 1,5 2,0 3,0

Naive Bayes 1,8 5,0 15,0 57,0
Data Mining IBk 5,0 24,0 117,0 656,0

Random Forest 289,0 1370,0 | 6570,0 | 40020,0

Tabulka 8 ukazuje, jaky Cas byl potieba k provedeni jednotlivych algoritmii na
riznych velikostech dat. Z téchto méreni jasné vypliva, Ze Weka je jednoznacné
rychlejsi pti pouziti tréninkovych dat jako testovacich. U aplikace Data Mining je
jediny obstojny algoritmus Naive Bayes. Ostatni dva algoritmy vykazuji mnohona-
sobné delsi ¢asy nez systém Weka.

Tabulka 9 Cas — Percentage split (Vlastni zpracovani)

Percentage split
Cas (s)

Pocet instanci 500 1000 2 000 5000

Naive Bayes 0,2 0,3 0,5 0,5
Weka3.6.12 | IBk 0,6 0,8 1,0 5,0

Random Forest 0,8 1,0 3,0 6,0

Naive Bayes 0,5 1,0 2,0 10,0
Data Mining IBk 0,6 2,0 10,0 78,0

Random Forest 137,0 300,0 | 1260,0 | 10390,0

Z tabulky 9 je patrné, Ze pri procentualnim rozdéleni dat vykazuje aplikace
Data Mining mnohem lepsi vysledky neZ pii predchozim rozdéleni dat. Stale je pri
vétsSim souboru nékolikanasobné pomalejsi nez systém Weka. Zrychleni je zplso-
beno mensim poctem testovanych instanci.

Zde stoji za zminku ialgoritmus IBKk, ktery ma zde obstojnéjSi cCasy, nez
v pripadé pouziti tréninkovych dat jako testovacich. Algoritmus Random Forest ma
sice lepsi vysledky nez v predchozim pripadé, ale celkoveé je Cas stale prili§ pomaly.
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Tabulka 10 Cas — Cross-validation (Vlastni zpracovani)

Cross-validation
Cas (s)

Pocet instanci 500 1 000 2 000 5000

Naive Bayes 0,3 0,5 1,0 2,0
Weka 3. 6. 12 IBk 1,0 2,0 3,0 19,0

Random Forest 2,0 3,0 6,0 17,0

Naive Bayes 1,0 4,0 9,0 31,0
Data Mining 1Bk 1,0 3,0 13,0 72,0

Random Forest 1400,0 | 5560,0 | 20280,0 | 51860,0

Jako posledni zbyva predstavit tabulku 10. Pfi nizsich datovych sadach vyka-
zuje aplikace Data Mining uspokojivé vysledky. Pri vétSich sadach je opét Weka
mnohonasobné rychlejsi, i kdyZ rozdily nejsou tak markantni, vyjma algoritmu
Random Forest. Tento algoritmus je v aplikaci Data Mining extrémné pomaly pfi
vSech metodach rozdéleni.

Celkové by se dalo rici, Ze algoritmy Naive Bayes i IBk obstojné soupefi se sys-
témem Weka. Algoritmus Random Forest vykazuje vysoké ¢asy a pti vétSim poctu
instanci je témér nepouZitelny z ¢asového hlediska. Pri dalSim vyvoji by bylo vhod-
né se na tento algoritmus zamérit a optimalizovat je;.

DalSim experimentem bude urcité zajimavé vyzkousSet Casy, které jsou po-
trebné knauceni se zdatové sady a Casy, které jsou potfebné ktestovani dat
v aplikaci Data Mining. Z vySe zminénych vysledkl pro rtizné algoritmy rozdéleni
dat to vypada, Ze celkové mnohem déle trva testovani neZli trénovani. Pri pouZiti
vSech dat na testovani jsou casy delsi nez pti procentudlnim rozdéleni. Toto si ové-
fime nasledujicim experimentem, kde budeme sledovat zvlast ¢asy pro trénovani
a Casy pro testovani.

Tento experiment bude sledovan pouze pro 2 000 instanci. Argumenty jednot-
livych algoritmt budou stale stejné.

Tabulka 11 Cas tréninkii a testovani (Vlastni zpracovani)

DataMining Use training set Percentage split Cross-validation ‘
Cas (s)
n =2000 P - — P~ P -~
Trénink testovani trénink testovani trénink  testovani
Naive Bayes 0,2 12,0 0,1 2,5 3,0 6,0
IBk 0,3 108,0 0,3 10,0 4,0 9,0
Random Forest 3260,0 2430,0 1140,0 260,0 | 18840,0 1960,0

Tabulka 11 potvrzuje domnénku z predchoziho textu. Celkové ¢asy testovani
jsou opravdu delSi neZ Casy trénovani. V pripadé algoritmu Random Forest je tato
skutecnost naopak. Vice o jednotlivych algoritmech v dalSim textu.

Pro vSechny algoritmy z tabulky 11 si vytvoiime graf pro lepsi vizualizaci. Oba
grafy znazornuji Casy trénovani a testovani. Trénovanim je mysleno vytvoreni kla-
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sifikatoru z tréninkovych dat a testovanim je mysleno otestovani takto vytvorené-
ho klasifikatoru na testovacich datech.

B useTrainingSet M PercentageSplit ™ CrossValidation
12
6
3 2,5
0,2 0,1
trénink testovani

Obrazek 27 Naive Bayes (Vlastni zpracovani)

VysSe uvedeny obrazek znazoriiuje ¢asy trénovani a testovani pro algoritmus
Naive Bayes. V grafu je jasné vidét, Ze trénovani zabere vyrazné krats$i dobu, nez
testovani.

Toto je zplisobeno nejspiSe tim, Ze vimplementaci algoritmu je trénovani
pouze pocitani pravdépodobnosti jednotlivych instanci. V testovani musi algorit-
mus projit vSechny hodnoty jednotlivych instanci. Tyto hodnoty vynasobit pravdeé-
podobnostmi, poté znormalizovat a nakonec vybrat tfidu s nejvétsi pravdépodob-
nosti. Tim padem cas pro testovani bude logicky delsi.
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B useTrainingSet M PercentageSplit = CrossValidation

0'3 0,3 .

trénink testovani

Obrazek 28 1Bk (Vlastni zpracovani)

Druhy obrazek (Obrazek 28) této ¢asti, ma podobné vysledky jako graf pred-
chozi. I vtomto pripadé je trénovani mnohem rychlejsi neZ testovani.

Algoritmus IBk ve fazi trénovani pouze upravuje data, aby byla 1épe spocetna
pro jednotlivé vzdalenosti. Je zde logické, Ze tato prava zabere méné ¢asu nez tes-
tovani. V pripadé testovani se musi nejprve spocitat vSechny vzdalenosti a poté
jednotlivé vzdalenosti porovnat. Pro algoritmus Use training set je tfeba spocitat
tyto vzdalenosti pro kaZdou instanci a tim padem je tento ¢as nejvétsi.

W useTrainingSet M PercentageSplit ™ CrossValidation
1884
326
trénink testovani

Obriazek 29 Random Forest (Vlastni zpracovani)
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Posledni obrazek (Obrazek 29) ukazuje ¢asy pro Random Forest. Zde je to
presné naopak, nezZ jak tomu bylo u algoritmu vySe. Trénovani je ¢asové mnohem
naroc¢néjsi nez testovani. To je dano tim, Ze vytvareni vétstho mnozstvi stromi je
Casoveé naroc¢néjsi, nez prochazeni stromi a porovnavani jednotlivych prvkd.

Pri pohledu na tyto grafy se viceméné potvrzuje, Ze trénovani je ¢asové naroc-
néjsi oproti testovani. Toto je zcela jisté pozitivni, jelikoZ trénovani vétSiho poctu
instanci vykazuje dobré c¢asy. V budoucim vyvoji aplikace by se tedy mélo zapraco-
vat na testovani jednotlivych instanci a sniZit vypocetn{ sloZitost jednotlivych algo-
ritm.

Celkové pri pohledu na grafy i tabulky je zrejmé Ze systém Weka 3. 6. 12 je, co
se vypocetniho Casu tyce, lepsSim reSenim. Toto je zplisobeno celkovou vyspélosti
systému Weka. Roky optimalizace vSech algoritmi a optimalizace prace se soubory
vedou k opravdu dobré ¢asové narocnosti. Starsi verze Weky (Weka 3. 6. 3) vyka-
zuje onéco horsi vysledky pro Casovou sloZitost, neZ novéjsi systém. Stdle je
i starsi verze o mnoho rychlejsi neZ aplikace Data Mining. U aplikace Data Mining
byla optimalizace velice kratka a urcité by stalo za to, optimalizovat kéd déle. Vice
o tomto tématu v kapitole MozZnosti rozsirenti.

6.3.3 Prostorové (pamétové) experimenty

Jako prvni bylo tfeba vyzkousSet jak velké soubory aplikace Data Mining zvladne
nacist do paméti. Také pak to jestli se néjak velikost téchto souborti lisi od systému
Weka.

Pro tento experiment byl vybran soubor, ktery obsahuje ndhodny vybér
z dvou miliont textovych dokumentii. V tomto souboru jsou atributy reprezento-
vany jednotlivymi slovy v dokumentu a instance Cetnosti jednotlivych slov. Celkovy
soubor obsahuje miliony instanci a desetitisice atributii a jeho velikost je zhruba
22 GB. Pro potreby prace byl soubor zredukovan na nékolik MB.

Po nékolika experimentech bylo dosazeno maximalni velikosti soubort, které
mohou obé aplikace zvladnout.

Tabulka 12 Maximalni velikosti soubora (Vlastni zpracovani)
‘ Weka 3.6.12 Data Mining Weka3.6.3
Velikost (b) ‘ 120240238 110668 469 20 864 468

V tabulce 12 je zobrazen isystém Weka 3. 6. 3, ktery zvladne soubor pouze
o velikosti 20 MB. Je zfejmé, Ze tato verze Weky nezvlada tak velké soubory jako
verze noveéjsi. Je zde tedy vidét, jak velka je optimalizace paméti v systému Weka za
Cytleté obdobi vyvoje.

Current relation

Felation: text200kfrek
Instances: 1051 Attributes: 56463

Obrazek 30 Weka (Vlastni zpracovani)
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Pocet atributd: 5654963
Pocet instand’: 79

Obrazek 31 Data Mining (Vlastni zpracovani)

Weka 3. 6. 12 (Obrazek 30) zvlada praci s paméti o néco 1épe nez aplikace Da-
ta Mining (Obrazek 31). Celkové se zde jedna o zhruba 70 instanci a rozdilu ve ve-
likosti souboru 10 MB, coZ pri tak obrovském souboru neni nijak velky rozdil.

Velka nevyhoda v systému Weka je, Ze tento systém po nacteni velkého sou-
boru ponecha néjakou cast tohoto souboru v paméti i po nacteni dalSiho souboru.
NejspiSe pro dalsi pouZiti. Toto je problém, kdyZ chce uZivatel nacist a odzkousSet
vice velkych soubort. Aplikace Data Mining pri nacteni nového souboru automa-
ticky vycisti pamét a novy soubor nacte cely.

Déle se budou testovat jednotlivé algoritmy se soubory pouze se 2 000 a 5 000
instancemi. Soubory s 500 a1 000 instancemi jsou zde vynechany, jelikoZ takto
malé soubory se v paméti témér neprojevi.

Také je potreba fici, Ze mérit pamét presné je velmi obtizné, tudiz
v nasledujicich experimentech budou hodnoty priblizné.

Mérit se bude pomoci zabudované aplikace ve Windows 7, ktera se nazyva
Sledovani prostredkid. Do této aplikace se uzivatel dostane pomoci Spravce uloh
nebo z Ovladacich paneli. V této aplikaci nas zajima zalozka Pamét. Aplikace méii
rizné charakteristiky paméti. Pro potireby prace postaci sloupec s ndzvem procesu
a poté sloupec Pracovni sada (kB). Tento sloupec ukazuje velikost fyzické paméti
(RAM) v kB, kterou proces pravé pouziva.

Nejprve je nutné zmérit pamét ihned po zapnuti obou aplikaci. Poté bude
meéiena zména po nacteni soubord o velikosti 5000 instanci a42 atributd.
Nebudou aplikovany zadné filtry.

| Proces FID Pracovni sada [kB}
| javaw,exe 1300 39 204
| DataMining.exe 4328 25980

Obrazek 32 RAM pouZivana procesem po spusténi (Vlastni zpracovani)

Na obrazku 32 je zobrazeno, kolik paméti proces zabira ihned po spusténi.
U systému Weka po spusténi aplikace Explorer. Aplikace Data Mining vykazuje vice
jak trikrat méné pouzivané paméti, coz je urcité velka uspora. Toto je dano tim, Ze
pro systém Weka se musi spustit Java virtual machine, ktera zabira spoustu paméti
sama o sobé. Také proto proces nese nazev ,javaw.exe".

| Proces FID Pracovni sada [kE)
| javaw.exe 3176 97 932
i DataMining.exe 6105 55 836

Obrazek 33 RAM pouZivana procesem po nacteni 5000 instanci (Vlastni zpracovani)

Na dalSim obrazku (Obrazek 33) je, kolik paméti proces potrebuje po nacteni
5 000 instanci. Souboru nijak velkého, ale je vidét, Ze pro kazdou aplikace zabere
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soubor ¢ast paméti. Konkrétné v sytému Weka zabira kolem 9 MB a v aplikaci Data
Mining 30 MB.

Toto koresponduje s experimentem na zacatku této kapitoly. Weka zvlada na-
Cist vétsi soubory do paméti, tim padem ma lepsi praci s paméti, nez aplikace Data
Mining.

Na druhou stranu po nacteni souboru o velikosti 5000 instanci je celkova
konzumace paméti mensi u aplikace Data Mining.

Velkou nevyhodou systému Weka je, jak jiZz bylo diive zminéno, Ze soubory
z paméti nevypousti, ale ¢ast z nich ponechava v paméti. Toto miiZe byt problém
pri testovani vétsich soubort a naslednému zahlceni paméti.

| Proces FID Pracovni sada (kE)
| javaw,exe 1300 100032
i+ DataMining,exe 3260 50 36

Obrazek 34 RAM pouZivana po dal§im nacteni (Vlastni zpracovani)

Po dal$im nacteni souboru o velikosti 2 000 instanci se pamét’ systému Weka
navysi, jak je patrno z obrazku 34. U aplikace Data Mining se naopak konzumace
paméti sniZi. Toto dokazuje nevyhodu praci s paméti u systému Weka. Kdyby uZi-
vatel stale nacital dalSi a dalsi soubory, tak systém Weka vypiSe chybovou zpravu
a zastavi proces.

Nyni prejdeme k testovani jednotlivych algoritmti a konzumaci paméti. Para-
metry testovani budou stejné jako v celé kapitole Experimenty.

Po zapnuti algoritmu budou sledovany jednotlivé prirtistky konzumace pamé-
ti ataké celkova spotreba paméti. Prirtistky budou vypocitané jako konzumace
pameéti pti spusténém algoritmu minus konzumace pred spusténim algoritmu. Vse
opét bude zobrazeno v tabulkach pro jednotlivé algoritmy rozdéleni.

Tabulka 13 Pamét’ — Use training set (Vlastni zpracovani)

Use training set ‘
PtirGstky (MB) Pamét (MB)
Pocest instanci 2000 5000 2000 5000
Naive Bayes 5,6 7,0| 111,5 178,5
Weka3.6.12 | IBk 3,1 4,1 120,1 1819
Random Forest 23,0 37,0 | 163,4 2423
Naive Bayes 19,0 50,2 70,3 107,4
Data Mining | IBk 2,8 6,3 54,1 63,5
Random Forest 18,0 35,3 69,3 92,5

Jako prvni si tradi¢né predstavime metodu rozdéleni Use training set, jeji vy-
sledky ukazuje tabulka 13. Jak je z tabulky patrné tak celkova konzumace paméti
riznymi algoritmy neni nikterak velkd. Tomuto trendu se vymyka pouze algorit-
mus Naive Bayes v aplikaci DataMining.
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Da se tici, ze u algoritmi v aplikaci Data Mining jsou ptirtistky dvojnasobné
veétsi pri 5 000 instancich, neZ je tomu pri 2 000 instancich. U systému Weka je tato
konzumace pouze onéco vétsi pri zvétSeni datového souboru. Dalo by se tedy
predpokladat, Ze pri vétSim mnoZstvi instanci spravuje Weka pamét lépe.

Celkové aplikace Data Mining zabirala méné paméti nez systém Weka, jak je
vidét v druhé ¢asti tabulky. Weka se pohybuje mezi 100-200 MB zaplnéné paméti
a aplikace Data Mining dosahla maximalni vySe (107 MB) pouze pfi spusténi algo-
ritmu Naive Bayes a testovani 5 000 instanci. Toto je urcité pozitivum v aplikaci
Data Mining.

Tabulka 14 Pamét’ — Percentage split (Vlastni zpracovani)

Percentage split ‘
Prirtstky (MB) Pamét (MB)
Pocest instanci 2000 5000 2000 5000
Naive Bayes 2,4 3,5| 109,3 176,4
Weka 3.6.12 | IBk 2,6 50| 119,2 177,2
Random Forest 21,0 35,0 | 158,7 219,2
Naive Bayes 7,6 16,1 58,9 73,3
Data Mining | IBk 1,2 3,0 52,5 60,2
Random Forest 14,0 28,3 65,3 85,5

Konzumace paméti by méla byt v tomto pripadé o néco mensi, neZ tomu bylo
pii predchozim rozdéleni, jelikoZ se testuje méné instanci. Tento predpoklad je
potvrzen v tabulce 14, kterd ukazuje procentualni rozdéleni dat a jeho pamétové
vytiZeni. Zde plati podobna pravidla jako v predchozi tabulce.

Aplikace Data Mining se opét pohybuje v niZSich Cislech celkové konzumace
paméti.

Tabulka 15 Pamét’ — Cross-validation (Vlastni zpracovani)

Cross-validation ‘
PrirGstky (MB) Pamét (MB)
Pocest instanci 2000 5000 2000 5000
NaiveBayes 3,4 46| 112,3 178,2
Weka3.6.12 | IBk 1,7 8,6 | 1185 179,0
Random Forest 39,0 441 | 167,8 245,3
NaiveBayes 2,4 7,4 53,7 64,6
Data Mining | IBk 0,8 3,8 52,1 61,0
Random Forest 22,7 39,2 74,0 96,4

Posledni tabulka jiZ tradi¢né ukazuje metodu rozdéleni Cross-validation. Zde
jsou podobné vysledky jako pri metodé rozdéleni Use training set. To je logické,
jelikoZ se testuje stejny pocet instanci. Vypocet je o néco slozitéjsi, tim padem jsou
prirtstky i celkova pamét o néco vétsi.
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Obrazek 35 Prirustky 5 000 instanci (Vlastni zpracovani)

V obrazku 35 jsou zobrazeny prirtistky paméti pro vSechny algoritmy. Tyto
prirtstky jsou ve dvou pripadech niZsi v aplikaci Data Mining. Jediné v ptipadé al-
goritmu Naive Bayes je prirtstek vyssi.

Opét se da rici, ze prirtistky jsou celkové u jednotlivych algoritmt v systému
Weka mensi a timto tedy Weka vykazuje lepsi spravu paméti neZz aplikace Data
Mining.

Nyni se jeSté podivame na velikost paméti potiebnou pro jednotlivé aplikace
po vsech testech.

Proces FID Pracovni sada [kE]
javaw, exe 4848 1583 244
DataMining. exe 4732 55 904

Obrazek 36 RAM po experimentech (Vlastni zpracovani)

Jak je mozZné z obrazku 36 vycist, tak konzumace paméti po vykonani vSech
testl je vice jak trikrat vyssi u systému Weka. Tato problematika byla popsana jiz
diive. Vypada to, jako by si Weka ukladdala nékteré informace o algoritmech do
pameéti, aby poté méla k témto informacim rychlejsi pfistup.

Celkovy dojem z experimentd v oblasti paméti je jednoznacny. Systém Weka
zabird mnohem vice z celkové pameéti, ale zase si 1épe umi poradit s rozjetymi algo-
ritmy. PrirGstky velikosti paméti systému Weka jsou mensi, tim padem je l1épe
zvladnuta prace s paméti u jednotlivych algoritmu. Toto je zcela jisté dano vyspé-
losti systému Weka. Aplikace Data Mining ale nema nijak vysoké pamétové naroky
a celkova konzumace paméti se nedostala pri vétSim poctu instanci do takovych
hodnot jako systém Weka.
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6.3.4 Shrnuti experimenta

Bylo predstaveno vicero experimentil. Nejprve bylo vyzkouseno aplikovani fil-
tri na data. Podobnosti vysledki po aplikovani filtr bylo dokazano, Ze se filtry bez
vétSich problémi daji pouzit v aplikaci Data Mining.

Poté byla ovérena spravnost vysledkli a bylo vyhodnoceno, Ze se vysledky
aplikace Data Mining témér shoduji se systémem Weka. Tim byla dokazana sprav-
na implementace jednotlivych algoritm.

Po téchto dvou zakladnich experimentech se mohlo prejit k casové
a prostorové narocnosti aplikace. V ¢asové narocnosti aplikace je jasné lepsi sys-
tém Weka, kde jsou ¢asy mnohonasobné kratsi nez u aplikace Data Mining. Aplika-
ce si nevede Spatné umensich souborl predevsim pro algoritmy Naive Bayes
a IBk. Na tuto oblast by se mélo zamérit a optimalizovat ji v budoucim vyvoji apli-
kace.

Prostorova narocnost aplikace na tom byla o néco lépe. Nejlépe na tom byla
v celkové konzumaci pameéti, kde vysledky, i pti vétSim mnozstvi instanci, vykazo-
vala aplikace Data Mining mnohem lepsi nez systém Weka. Pro jednotlivé prirtst-
ky paméti algoritmii byl o néco lepsi opét systém Weka. Pfi opakovaném nacitani
souboru a spousténi algoritmil se konzumace paméti v systému Weka zna¢né zvét-
Sovala. Tato nevyhoda je v aplikaci Data Mining eliminovana.

Celkové experimenty vysli 1épe pro systém Weka. To je logické, vzhledem
k dlouholeté tradici a vyvoji systému. Aplikace Data Mining vykazuje velice pfija-
telné vysledky, vzhledem k tomu, Ze byla vyvijena tak kratkou chvili. Urcité je zde
prostor pro zlepSeni a optimalizaci aplikace.
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7 Zhodnoceni a diskuze

Po implementaci aplikace a provedeni vSech experimentli z pohledu spravnosti
vysledkli, casové a prostorové narocnosti aplikace je mozné prejit ke zhodnoceni
celé prace.

Po nastudovani a pifevodu jednotlivych zdrojovych kédl vznikla opravdu jed-
noducha, uzivatelsky privétiva, aplikace Data Mining, kterou je opravdu snadné
ovladat i pochopit. Navic je v aplikaci zabudovana napovéda, ktera je uZzivateli k
dispozici.

Jazyk C++ byl dobrym reSenim pro prevod. Oproti jazyku C nebo Objective-C
ma vice zabudovanych funkci a jeho moznosti jsou opravdu velké. Také dokumen-
tace k tomuto programovacimu jazyku je velmi dobra. Rozdily mezi C++ a Java jsou
popsany v zacatcich prace.

Freamwork Qt jazyka C++ je také velmi piehledny a jednoduchy. Aplikace Qt
Creator udéla vétSinu grafiky za vas a také rizné signaly po kliknuti naptiklad na
tlacitko zvlada velmi jednoduSe a dokaZi si predstavit i za¢ate¢nika, ktery s touto
aplikaci efektivné pracuje.

Aplikace Data Mining ma velmi podobné vysledky jako systém Weka, coZ je
urcité pozitivni. Celkové vysledky experimenti byly jiZ zhodnoceny v kapitole Shr-
nuti experimentd.

7.1 Diskuze

Weka je opravdu sloZita aplikace, ktera je velice dobf'e naprogramovana a také op-
timalizovana. Pfi studovani a prepisu kédu nastaly nékteré problémy, které zde
budou pribliZeny.

Prvni zadrhel prace nastal pii studovani problematiky zdrojovych kédu jed-
notlivych algoritmi. Tyto algoritmy jsou velmi slozité a diikladné probadani zabra-
lo hodné casu. Z implementace algoritmi byla pouzita pouze mala c¢ast kodu, ale
principy jednotlivych algoritmti zde byly dikladné nastudovany. Samozirejmé
s pomoci nékterych dalSich zdrojt.
ce podobnou syntaxi, ale jinak jsou velice rozdilné.

JelikoZ je Weka dlouho zabéhly a pouZivany systém (je vyvijena od roku
1999), jen tézko mu miize aplikace Data Mining konkurovat. Dlouholety vyvoj sys-
tému zarucCuje opravdovou stabilitu ataké dobrou uzivatelskou zakladnu
i dokumentaci.

Snad jen z hlediska paméti by se dala zvolit aplikace Data Mining. Hypotéza
z cilli prace se z vétsi Casti nepotvrdila a celkové casy jednotlivych algoritmu se
nepodarilo vylepsit. Toto je dano dlouholetym vyvojem systému Weka, zkuSenymi
programatory a také experty na oblast dolovani z dat.
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Aplikace Data Mining ma predevsim velky potencial do budoucna, kde po im-
plementovani nékterych rozsireni a vylepseni by mohla systému Weka konkuro-
vat. Vice o rozsifeni a moZnostech aplikace v budoucnu v nasledujici kapitole.

7.2 Moznosti rozsireni aplikace

Aplikace Data Mining poloZila velice dobry zaklad pro algoritmy strojového uceni
v bindrni formé. Prostor pro rozsifeni aplikace je opravdu velky. V prvé radé je
nutné algoritmy optimalizovat. Jednotlivé algoritmy vykazuji dobré ¢asy pro mensi
datové sady. Pro vétsi datové sady jsou tyto algoritmy pomalejsi nez Weka.

Tento problém by se urcité mél v budoucnu odstranit. ZkuSeny programator
by jisté naSel nékteré chyby a po opravé téchto chyb a celkové tpraveé jednotlivych
algoritmi by se Casy zkratily.

S paméti je to podobné. I zde je urcité prostor pro zlepseni, piestozZe problémy
s paméti nejsou tak velké, jako problémy ¢asového charakteru.

Dale by se dalo zapracovat na souborech, které se do aplikace nahravaji. 0d-
stranit néktera omezeni souboru, nebo vytvorit moznost pro nahrani soubort
s priponou arff, jako v systému Weka.

Jako dalsi rozsireni by bylo vhodné odstranéni filtr z aplikace Data Mining
a praci s nominalnimi a numerickymi atributy tak, jak je zvlada systém Weka.

V neposledni radé by se aplikace dala rozsirit o dalsi algoritmy dolovani z dat.
Pridat naptiklad regresni ulohy, clusterizaci a také nékteré dalsi algoritmy Kklasifi-
kace. Do uzivatelského rozhrani by se dala pridat vizualizace, grafy a nékteré dalsi
charakteristiky a moZnosti.
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8 Zavér

Cilem prace bylo vybrat a prevést jednotlivé algoritmy zjazyka Java do binarni
(exe) formy. DalSim cilem bylo tento systém otestovat a porovnat se stavajicim
reSenim v systému Weka.

Nejprve bylo nutné nastudovat dtkladné problematiku strojového uceni
a algoritmi dolovani z dat. Dale vybrat vhodné algoritmy a nastudovat implemen-
taci téchto algoritmt v softwaru Weka. Po nastudovani problematiky bylo nutné
tyto zdrojové kody prevést z jazyka Java do jazyka C++ (binarni formy). Po pieve-
deni jednotlivych zdrojovych kédi nasledovalo vytvoreni uzivatelského rozhrani.

Nakonec bylo nutné vSe patii¢cné otestovat a provést experimenty. Tyto expe-
rimenty byly prevdzné tvoreny porovnavanim aplikace Data Mining a systému
Weka. Experimenty byly provedeny na zakladé spravnosti vysledkii, Casové
a prostorové narocnosti obou aplikaci. Byly provedeny i nékteré dil¢i experimenty.

Jednotlivé cile prace byly splnény vycerpavajicim zplisobem. Aplikace, ktera
byla vytvofena pro potieby prace, funguje, ma implementované uZivatelské roz-
hrani pro zadavani vstupii a vystupi, a také vykazuje velice podobné vystupy jako
systém Weka.

Spolu s riistem dat kazdym dnem a potiebou z téchto dat ziskavat néjaké rele-
vantni informace se metody dolovani z dat postupné stavaji stale vice Zadouci. Tyto
metody je tfeba v budoucnu rozvijet, predevSim pro velké datové soubory. Zde
pravé narazi systém Weka na to, Ze je implementovana v jazyce Java. Pri stale vét-
$im rastu dat se systém zpomaluje a zabird vice paméti. Je jasné, Ze zde hraji roli
i vypocetni prostredky pocitace, na kterém je systém Weka spustén, ale prece jen
je Java ve vypocetni a prostorové slozitosti stale o néco horsi nez C++.
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A Standardizace

std::vector <std::string> IBk::standardizeNumeric (std::vector
<std::string> vec) {

std::string str;
double pom;
double standard;

std::vector <double> vektor;
std::vector <std::string> vektorGood;

//transfers string to double

for (size t k = 0; k < vec.size(); ++k) {
str = vecl[k];
pom = atof(str.c str());

vektor.push back (pom) ;
}

double max = countMax (vektor);
double min countMin (vektor) ;

//transfers double back to string and adds value to vector
for (size t k = 0; k < vektor.size(); ++k) {
//counting value
standard = (vektor[k] - min) / (max - min);
std::ostringstream s;
s << standard;

std::string strn(s.str());
vektorGood.push back(strn);
s.flush();

}

return vektorGood;

}

Obrazek 37 Standardizace (Vlastni zpracovani)
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B Metody rozdéleni souboru

e Use training set

trainTestPair SplittingMethod::useTrainingSet (std::vector <
std::vector<std::string> > Data) ({

std::vector < std::vector<std::string> > trainData;
std::vector < std::vector<std::string> > testData;

trainData = Data;
Data.erase (Data.begin());
testData = Data;

return std::pair<std::vector < std::vector<std::string> >,
std::vector < std::vector<std::string> > > (trainData, testDa-
ta);

}

Obrazek 38 Use training set (Vlastni zpracovani)

e Percentage split

trainTestPair SplittingMethod: :percentageSplit (std::vector <
std::vector<std::string> > Data, int percentageSplit) ({

std::vector <std::string> test;

std::vector < std::vector<std::string> > trainData;
std::vector < std::vector<std::string> > testData;

int numberOfSets = numberOfInstances - percentageSplit * num-
berOfInstances/100;
int random = 0;

trainData = Data;

// spliting data to train set and test set randomly

for (int j = 0; j < numberOfSets-1; Jj++) {

random = rand() % (numberOfInstances-j) + 1;

for (size t k = 0; k < Data[j].size(); kt++) |

test.push back(trainData[random] [k]);

}

testData.push back(test);

test.clear();

trainData.erase(std::find(trainData.begin (), trainData.end(),
testDataljl)):

}

return std::pair<std::vector < std::vector<std::string> >,
std::vector < std::vector<std::string> > > (trainData, testDa-
ta);

}

Obrazek 39 Percentage split (Vlastni zpracovani)
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e C(Cross-validaton

trainTestPair SplittingMethod::crossValidation(std::vector <
std::vector<std::string> > Data, int numberOfSets) {

std::vector <std::string> test;

std::vector < std::vector<std::string> > trainData;
std::vector < std::vector<std::string> > testData;

int random = 0;
trainData = Data;

// spliting data to train set and test set randomly

for (int j = 0; j < numberOfSets; Jj++) {

random = rand() % (numberOfInstances-j) + 1;

for (size t k = 0; k < Data[j].size(); kt++) |

test.push back(trainData[random] [k]);

}

testData.push back (test);

test.clear();

trainData.erase(std::find(trainData.begin (), trainData.end(),
testDataljl));

}

return std::pair<std::vector < std::vector<std::string> >,
std::vector < std::vector<std::string> > > (trainData, testDa-
ta);

}

Obrazek 40 Cross-validation (Vlastni zpracovani)




