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Abstrakt

Tato prace se zabyvd porozuménim word2vec modeli. Prestoze tyto modely vznikly ne-
davno (2013), staly se velmi populdrnimi. Uéenim téchto modelu 1ze obdrzet vektorovou
reprezentaci slov v N-dimenziondlnim prostoru realnych ¢isel. Pomoci operaci nad témito
vektory je mozné urcit sémantické vazby mezi slovy. Déale se prace snazi o rozsiteni pred-
stavenych model za ucelem jiné reprezentace slov. K tomuto tcelu je navrzeno vyuziti
obrazové informace. Taktéz je diskutovana moznost pouziti konvoluénich neuronovych siti
ve spojitosti s poskytnutim odlisné kontextové informace.

Abstract

This thesis is concerned with the explanation of the word2vec models. Even though word2vec
was introduced recently (2013), many researchers have already tried to extend, understand
or at least use the model because it provides surprisingly rich semantic information. This
information is encoded in N-dim vector representation and can be recall by performing
some operations over the algebra. As an addition, I suggest a model modifications in or-
der to obtain different word representation. To achieve that, I use public picture datasets.
This thesis also includes parts dedicated to word2vec extension based on convolution neural
network.
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Kapitola 1

Uvod

Word2vec je skupina modeli, které pritahly v posledni dobé velkou pozornost a v ndvaznosti
na né vzniklo mnoho ¢lankt. Prestoze byl word2vec predstaven az v roce 2013, celkovy pocet
citaci piivodniho ¢lanku [14] jiz presahuje ¢islo dva a piil tisice'. Za autora této myslenky je
povazovan absolvent doktorského studia na FIT VUT v Brné Ing. Tomas Mikolov Ph.D. a
spolu s dalsimi ¢leny Google Brain tymu” publikovali zminény ¢ldnek. Word2vec zahrnuje
dva modely, Continuous Bag-of-Words (CBOW) a Continuous Skip-gram (Skip-gram, SG)
a spadd do kategorie tzv. word embedding (v ¢estiné se lze setkat s pojmem vnorovani slov).
Jednd o reprezentaci slov (obecné termu, protoze se muze jednat i o souslovi nebo fraze, jak
je uvedeno v [15]) ve vektorovém prostoru redlnych ¢isel, typicky o velikosti nékolika stovek
dimenzi. Smyslem této reprezentace je zachovani sémantickych vazeb mezi slovy. Pro tyto
ucely se vyuziva distribuéni hypotézy ([2]), ktera fikd, Ze vyskytuji-li se 2 slova ve stejnych
kontextech v dostatecné obsahlém a obecném textu, pak to vypovida o jejich vzajemném
vztahu. Pokud se tedy slovo koZka vyskytuje casto pobliz slova pes nebo kupiikladu
existuji véty ,,mame doma kocku* a ,mame doma psa“, bude mezi slovy urcita vazba, kterou
je zadouci zachytit pomoci reprezentujiciho vektoru. Toho je implicitné vyuzito ve vétsiné
modeli zpracovavajicich velké mnozstvi souvislého textu, ze kterého se snazi vytézit néjakou
sémantickou informaci. Analyzovany text se vzdy vztahuje k nékterému prirozenému jazyku,
a tak tyto modely spadaji do kategorie zpracovani prirozeného jazyka (NLP).

Tato prace popisuje word2vec modely, ¢ini tak prostrednictvim vysvétleni jednotlivych
fazi uceni v kapitole 2. Operace nad vektory (vektorovéa algebra) se staly velmi popular-
nimi a domnivam se, ze pravé tato skutecnost zpusobila rozmach word2vec modelt. Zmi-
néné operace jsou priblizeny v ramci stejné kapitoly, konkrétné v ¢asti 2.3.1. Kapitola 3
se vénuje moznym upravam word2vec modelu a jeji soucast 3.3 je zaméfena na integraci
jinych kontextovych informaci do architektur word2vec modeli. Kratka kapitola 4 popisuje
pouzité datové sady, ¢ast 5 se pak zabyva implementaci zvoleného word2vec modelu a vy-
branych rozsitujicich iprav. Kapitola 6 se zamysli nad pouzitim konvoluénich neuronovych
siti ve spojitosti s rozsifovanim kontextu.

1https ://scholar.google.com/citations?view_op=view_citation&hl=cs&user=
oBu8kMMAAAAJ&citation_for_view=oBu8S8kMMAAAAJ:UeHWp8XOCEIC
Ihttps://research.google.com/pubs/BrainTeam.html


https://scholar.google.com/citations?view_op=view_citation&hl=cs&user=
http://ch.google.com/pubs/BrainTeam.html

Kapitola 2

Proces trénovani word2vec modelu

Na procesu trénovani bude vysvétleno, jak model funguje, pro tyto cely bylo ¢erpano
ze zdroju [2, 6, 14, 15, 18]. Word2vec Parameter Learning Explained ([138]) se snazi o nej-
podrobnéjsi popis a tvori zdklad pro tuto kapitolu, piiloha tohoto ¢lanku taktéz priblizuje
uceni neuronovych siti (BP! s vyuzitim SGD?), jehoz znalost se piedpoklada. Pro samotny
proces trénovani (ufeni neuronovych siti) je zapotiebi korpusu. Korpus ([3]) muzeme nefor-
malné chapat jako soubor texti (¢lankt, knih, internetového obsahu, ... ), pro nase tcely je
dulezité, ze text je souvisly (po sobé jdouci slova sdili kontext). Kvalita korpusu ovliviiuje
moznosti modeli, protoze model jazyka je vytvoren na zakladé dodanych textd, pokud tré-
novaci sada reprezentovina korpusem nereflektuje napiiklad vztah mezi Prahou a Ceskou
Republikou, pak to nelze ocekavat ani od vytvoreného modelu. Nad korpusem je mozné pro-
vést operace jako sdruzovani vice slov do jednoho termu nebo podvzorkovéni (subsampling),
které zlepsuje kvalitu modelu a urychluje uéeni ([15]). Z vysledného textu je bud vybréna
pouze podmnozina (podle [15] Fadové 10° az 107) term@®, které jsou obvykle nazyvany jako
slovnd zdsoba (vocabulary).

Uceni probiha tak, ze ze souvislého textu postupné vybirdme termy (déle slova — w) a
zaroven termy v jejich bezprostfednim okoli, které oznacujeme jako kontext — ¢, velikost
tohoto okoli je proménlivd, pficemz parametrem modelu je maximalni dosah okoli C a
nasledné je pro kazdé slovo w zvolen aktualni dosah okoli R v rozmezi < 1;C >, které 1ika,
ze kontext slova w bude tvoren R predchazejicimi slovy a R nasledujicimi slovy. Uvedme
priklad: byl jednou jeden bohaty kral. Kontext slova jeden ¢ini pro C' = 1 [jednou,
bohat§]* a pro C = 2 [byl, jednou, bohat§, kral]. Piestoze z hlediska definice trénovani
modeli se jedna o uceni s ucitelem, po dokonceni trénovani pozadujeme, aby bylo mozné
zjistit urcité zakonitosti mezi slovy, jak bude zminéno v ¢asti 2.3.1. Z tohoto hlediska
muzeme hovofit o uéeni bez uditele, jelikoz tyto zakonitosti nebyly modelu dodany (uceni
neprobihalo s ohledem na né).

Jak jiz bylo zminéno, word2vec zahrnuje 2 modely, Skip-gram a CBOW, v obou
pripadech lze na model nahlizet jako na neuronovou sit, kterd ma vstup, jednu skrytou
vrstvu a vystupni vrstvu, coz je znazornéno na Obrazku 2.1. Rozdil mezi SG a CBOW
je patrny z Obrazku 2.2, kde w(t) znaéi slovo na pozici t. Pro bézné pouzivané znaceni

'Backpropagation

2Stochastic gradient descent

3Soucésti tohoto procesu miize byt odstranéni &islovek, velkych pismen nebo mohou byt aplikovany jiné
metody predzpracovani

4Z4pis mnoziny pomoci hranatych zévorek je uveden pro piehlednost
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Obrézek 2.1: Jednoduché zndzornéni word2vec modelu (prevzato z [15]).

(vstupni vektor, vystupni vektor) tvoii u CBOW trénovaci (datovou) sadu mnozina
(¢, w) a u SG mnozina (w, c).

Tento odstavec bude vénovan rozdilim mezi Obrazky 2.1 a 2.2 a jejich dukladnéjsimu
popisu. Skryta vrstva ve word2vec modelu se nékdy nazyva také projekéni, protoze neobsa-
huje zaddnou nelinearitu (vystupy bézové a aktivacéni funkce jsou totozné). Pro podrobnéjsi
vysvétleni procesu uceni bude déale predpokladiano, ze pocet vstupnich i vystupnich slov
je pravé 1, jelikoz v takovém pifpadé probiha u¢eni obou word2vec model shodné’, roz-
dily plynouci z konkrétni architektury (CBOW, SG) budou zminény explicitné v ¢asti 2.1.3.
Dale bude vyuzito znaceni totozné s Obrazkem 2.1, vstupem sité je V-dimenzionalni binarni
jeden z n (one-hot) vstupni vektor sité x, kde |V|° je velikost slovni zdsoby. Formélné
Ty, = 1,2y = 0,Vw # wy. Pfestoze se jednd o neuronové sité a indexace pomoci poradi neu-
ronu a vrstvy by byla nasnadé, vSechny préace, ze kterych ¢erpam, vyuzivaji popis pomoci
matic, ktery se ukazuje jako velmi vhodny a vyhodny. Vahy mezi vstupem a skrytou vrstvou
tvori matici W, kde kazdy radek obsahuje vektor vah vztahujici se k jednomu vstupnimu
slovu (formélné v, Vw € V'), tento vektor ma délku N, coz znaci pocet neuront ve skryté
vrstvé. Vahy mezi skrytou a vystupni vrstvou jsou reprezentovany matici W', kterd m4
pocet sloupctt V' a kazdy z nich je vektorem (formdlné v’,,,YVw € V). Zminéné vektory
Vi a vy, jsou velmi dilezité a ¢asto jsou oznacovany jako vstupni a vystupni vektory
slova w. Po dokonceni féze trénovani pravé tyto vektory (nejcastéji vstupni vektory slov
V) predstavuji word embedding.

2.1 Jednotlivé faze trénovani

Projekéni i vystupni vrstva maji linedrni bazové funkce (pro skrytou vrstvu plati vztah
2.1), jelikoz vstupni vektor sité x zaobaluje pouze jedno (vstupni) slovo w; (jeho index je
ve vztahu znacen jako k*, vahy ostatnich slozek vektoru x jsou nulové), pak se na vystupu’
skryté vrstvy objevi pravé vektor v,,. Pro bazovou funkci j-tého neuronu vystupni vrstvy
(jedna dimenze vystupniho vektoru y délky V') plati vztah 2.2 (ten lze chapat pouze jako

SUvaZujeme mnozinu testovacich pripadt (wr,wo)

5Nekdy bude velikost slovni zdsoby znadena pouze jako V, jelikoz z kontextu vyplyvé, jestli se jedna
samotnou slovni zdsobu ¢i pouze jeji velikost

"Pfipominam, 7e aktivaéni funkce je identita
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Obrazek 2.2: Rozdil mezi CBOW a Skip-gramem (pfevzato z [11]).

skaldrni sou¢in dvou vektori), kde N je pocet neuronu skryté vrstvy a notace odpovida
Obrézku 2.1 (vektor slova Vu,; je v tomto pripadé oznacen jako vy,,, aby nebyly stejné
oznaceny vahy i slova). Vypoctem ziskdme skére vyjadiujici miru, Ze se slovo w; vyskytuje

v kontextu slova w;®.

\4
hid
hi = uf™ = whi - wp = whe - Tpe = Whe
=1 (2.1)
h = uh1d =V,
N
t / 1T
u‘;“ = g Wi - hi = Vio,” Vuwoy (2.2)

i=1
Aby mélo trénovani néjaky smysl, je nutné uréit cil trénovani, ktery je pro Skip-gram®
definovan jako 2.3, kde 0 znac¢i parametry modelu (matice W a W’), * hledané idedlni
parametry a D datovou sadu. JelikoZ je nutné vyhodnotit podminénou pravdépodobnost'’
slova w; na zakladé spocteného skére u; a prozatim se v modelu nevyskytuje nelinearita,

pouzitim funkce soft-max'' podle vztahu 2.4'? vyfesime oba problémy.

0 = argmax H p(clw; 9) (2.3)
(w,c)eD

8Nebo naopak pfi pouziti CBOW

9Pro CBOW je pouze prohozen vyznam w a c
0Pposterior

HNebo také softmaz

12Nyni jiz s implicitnim zépisem parametru 6



exp(u;)
Yj :p(wj|w1) = =V 2

_— 2.4
S expluy) 24

2.1.1 Uprava vah mezi skrytou a vystupni vrstvou

Pro jeden testovaci vzorek (wy, wo)'® se snazime maximalizovat podminénou pravdépodob-
nost (2.5), wr znaci vstupni slovo, wo vystupni a j* je index vystupniho slova. Nase ztratovd
funkce (celkovd chyba, loss function) je oznacena jako E a nasim cilem je ji minimalizovat.
Abychom se pfi poc¢itani pravdépodobnosti vyhnuli ndsobeni malych ¢isel, je vhodné vyuzit
logaritmu.

max p(w;|wr) = maxy;-
= max log y -
exp(u;+)

= maxlog
> =1 exp(uy)

(2.5)

\%4
= uj+ — log Z exp(uy ) = —F
j=1

Chyba ve vztahu k j-tému skore se snazi, aby se v nasem pfipadé na vystupu objevil
bindrn{ vektor 1 z n, kde hodnota 1 pfislusi vystupnimu slovu wp, jak znaci t; (formalné
ti~ = 1,t; = 0,Vt; # tjx). OvSem nejsem schopen ovérit, jak lze na zdkladé chyby FE
ze vztahu 2.5 ziskat vztah 2.6, druhy v poradi tak povazuji za axiomaticky definovany
bez ohledu na prvni. '*

oE
8Uj N
S vyuzitim spoétené chyby lze odvodit gradient vah matice W' (2.7). Za pouziti sto-
chastického gradientniho sestupu (stochastic gradient descent, SGD) dojde k dpravé vah
(2.8), jez lze chépat tak, zZe je ke vSem vahdm vedoucim od i-tého neuronu vstupni vrstvy
pripoc¢tena ¢ast chyby tohoto neuronu. Daleko vhodnéjsi vyjadieni vSak naznacuje vztah
2.9, kdy chapeme tpravu vah matice W’ po sloupcich namisto po fadcich. Upravujeme tak
vahy vedouci k vystupnimu slovu, coz je mozné ze zapisu interpretovat jako pricteni Casti
reprezentace vstupniho slova v,, k reprezentaci vystupniho slova v’y . Pro ilu-
straci poslouzi Obrazek 2.3, z néhoz je patrné, ze pro slovo wo dojde ke zmenseni tuhlu,
ktery sviraji vektory vq, a v'y,. Pro ostatnf vektory Vu;, kde wj # wo dojde ke zvétseni
thlu. Velikost posunu zévisi pifmo imérné na velikosti chyby e;.

Yyj —tj=ej (2.6)

OE _ OE 0Ou
8’wlij N 8Uj 8’wlij

= ej . hi (27)

w/ij(new) _ w/ij (old) n-ej- h; (2.8)

13(w, ¢) nebo (¢, w)
1Ppozsdal jsem autora clanku [18] o podrobnéjsi popis prostiednictvim elektronické posty, avsak neobdrzel

jsem zédnou odpovéd. Jelikoz se model v této varianté nepouziva (viz 2.2), neni tento nedostatek zdvazny



Obrazek 2.3: Pohyb vektoru v’wj, ¢ernou barvou je znazornén puvodni vektor, zelenou
respektive Cervenou barvou novy vektor, ktery vznikne pri¢tenim respektive odectenim
¢asti vstupniho vektoru v, slova wy.

/ new / old
Vi, ) — 1, (010

—_— ’r, . eJ . h
1 (old) (2'9)
=V wj — 'r, . ej . V’u)[

2.1.2 Uprava vah mezi vstupni a skrytou vrstvou

Vypoctend derivace pro kazdy neuron skryté vrstvy (2.10) muze byt chapdna jako suma
vsech chyb, ke kterym doslo mezi skrytou a vystupni vrstvou, opét je ale vhodnéjsi predsta-
vit si tuto operaci pomoci vektori tak, ze se od vstupniho vektoru v,,, postupné odecitaji
(pfipadné pric¢itaji) vystupni vektory slov. Takto lze nahlizet na dpravu vah matice W
pouze diky absenci nelinearity ve skryté vrstvé. V kontextu slova a jeho vstupnich a vy-
stupnich reprezentaci lze na zakladé parcialni derivace celkové chyby E podle 2.11 urcit,
jakym zpusobem budou upraveny véhy vstupniho vektoru v, (2.12).

\%4 \%4
oE OFE Ouj o '
Oh; < 0u; Oh; 2 uliy = BH, (2:10)
Jj=1 j=1
OE  OE Oh
8’[1)]%' N 8hz 8’[1)]%'

= EH; -z (2.11)

Va, (new) _ Va, (old) ’I’]EHT
|4
v, Y eV,
j=1

Ve vysledku se jedna o podobny efekt, ktery je zobrazen obrazkem 2.3. Na rozdil od prv-
nfho piipadu, kdy bylo pohybovdno vSemi vystupnimi vektory v’ w; ve smeéru vstupniho
vektoru v,,,, nyni dochazi k pohybu vstupniho vektoru v,,, postupné ve sméru vsech vy-
stupnich vektord v’/ w;- Tyto pohyby lze abstraktné chépat tak, Ze mezi vektory pisobi

(2.12)
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vzéjemné pritazlivé a odpudivé sily'® ve smyslu zvétSovani a zmenSovani sviraného thlu
mezi vektory. Protoze se slovo w malokdy vyskytuje ve svém vlastnim kontextovém okoli ¢
(w ¢ ¢), ¢asto muze nastat, ze vy, a v'y, sviraji thel blizky 180°.

2.1.3 Rozdily v uceni pro jednotlivé modely

Zde se spokojime s velmi jednoduchym a stru¢nym vyjadrenim o zménach popsaného mo-
delu na zakladé zvolené architektury CBOW nebo SG a budeme uvazovat kontext ¢ o kardi-
nalité vétsi nez 1, dale budeme uvazovat, ze C' = |c|, [18] poskytuje detailnéjsi popis véetné
upravy prezentovanych vztahi.

CBOW

Uvedené vztahy se lisi pouze vstupnim vektorem sité x, jiz nebude predstavovat binarni
vektor 1 z n, ale uvazuje se bud prumér C vektora vstupnich slov z daného kontextu ¢ nebo
jejich suma (déleni konstantou nemd vliv na uceni pi pevné stanové velikosti kontextového
okna), jak je vyjadfeno pomoci vztahu 2.13.

1 C
Vug = 5 D e, (2.13)
p=1

Je vhodné si v kontextu popsanych pritazlivych a odpudivych sil predstavit model
CBOW. V puvodnim pripadé se jednalo o ,magnetickou silu“ mezi vstupnim vektorem
jednoho slova a vsemi ostatnimi vystupnimi slovy. Nyni je vstupni vektor v,,, kompozici
nékolika vstupnich slov a pritazlivé sily pusobi mezi timto stfedem a vSemi vystupnimi
slovy. Pri této operaci jsou vstupni vektory celého kontextu vuci sobé zafixovany (jejich
vzéjemnd poloha je nezménéna).

Skip-gram

Skip-gram ocekava kontext daného vstupniho slova na vystupu své sité. Dojde tim ke zméné
vypoc¢tu chyby mezi skrytou a vystupni vrstvou, kterd musi brat v dvahu maximalizaci
podminéné pravdépodobnosti pro vsechny vystupni vektory slov.

Nyni pusobi ,magnetickd sila“ mezi vstupnim vektorem jednoho slova, ale na rozdil
od obecného popisu dojde k pfitazeni vstupniho vektoru doprost¥ed'® nékolika vystupnich
slov.

Zatimco pohyb vektorit u SG se lisi od pohybu vektoru v obecné popsaném modelu'”
pouze tim, ze vstupni vektor slova vy, je soucasné pritahovan vice vystupnimi vektory,
u CBOW je zména razantnéjsi, jelikoz miize v diisledku nevyvéazenosti'® dojit k posunu,
ktery nemusi reprezentovat cely kontext a vliv sily ptisobici na vystupni vektory slov nezalezi
na prispévku jednotlivych slov (kazdé slovo prispiva stejné). V jednom kroku uceni tak
mize u SG dojit k posunu (vystupnich) slov z kontextu viéi sob&' na zikladé

5Tento jev pripomind zobecnénou magnetickou (pifpadné elektrickou) silu, kdy by se nékteré magnety
pritahovaly a nékteré odpuzuvaly

16Ve smyslu symbolického stiedu, kazdy vektor v'., pFispivé na zékladé své chyby

"Ten se nékdy oznacuje jako bigram, protoze obsahuje dvé slova, jedno vstupni a jedno vystupni

BPramer vstupnich vektort slov vy, ; v kontextu ¢ neni od vsech slov stejné daleko, ale zohlednuji se se
stejnou mérou

19Protoze chyby u jednotlivych slov nebudou stejné
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Obrazek 2.4: Znazornéni binarni stromové struktury uréené pro vypocet hierarchického soft-
maxu, listy (bild barva) predstavuji slova ze slovni zésoby. V kazdém vnitinim uzlu (tmava
barva) je obsazen vektor. Cesta vedouci od kofene stromu ke slovu wy je zvyraznéna. Jeji
délka L(ws) = 4. n(w, j) oznacuje j-ty uzel na cesté od korene ke slovu w. Pro tyto ucely
je délkou cesty minén pocet uzli na cesté. Obréazek byl prevzat z [18].

vstupniho slova, zatimco u CBOW k takovému pohybu dojit nemize?’. Zamysleni ohledné
y,magnetickych sil“ neni striktné zaloZzeno na matematickych zakladech, ale pouze nabizi
alternativni pohled na word2vec modely prostiednictvim paralely mezi témito modely a
magnetickou silou, kterd muze byt pro pochopeni fungovani modeli intuitivnéjsi.

2.2 Optimalizace vypoctu

Pii aktualizaci vah mezi vstupni a vystupni matici je nutné pro vypocet skére u;- ziskat
celkovy soucet vSech w;. Ten je pouzit jako normalizacni koeficient pii vypoctu pravdé-
podobnosti vyskytu slova y; (funkce soft-max, 2.4), jez slouzi k vypoctu chyby e; (2.6).
Pro jeden krok uceni algoritmu je tak potieba zjistit rozloZeni pravdépodobnosti (vystupni
vektor y), coz je velmi drahd operace, uvazime-li, Ze slovni zdsoba V obsahuje fadové desitky
az stovky tisic slov. Z tohoto divodu se témér vzdy vyuziva bud hierarchického soft-mazxu
(HS, podle [16]) popsaného v ¢asti 2.2.1 nebo postupu nazyvaného negative sampling (NS),
ktery bude prezentovan v sekci 2.2.2. Hierarchicky softmax neprodukuje vystupni vektory
slov v/,,, naproti tomu celkova chyba E pro negative sampling nenf striktné odvozena od po-
steriorni pravdépodobnosti p(wo|wr).

2.2.1 Hierarchicky soft-max

Hierarchicky softmax je zaloZen na bindrnim stromu?', o jehoz struktufe vypovidd Obra-
Yy J )

zek 2.4. Tato reprezentace neobsahuje zadné vystupni vektory slov v’ w;, ale pro vypocet
pravdépodobnosti y; slouzi vektory vyskytujici se na cesté od kofene stromu ke slovu wj.
Pravdépodobnost, Ze slovo w je vystupnim slovem, je definovana podle vztahu 2.14, kde o
znad{ sigmoidalni funkei, Ich(node) je levy syn uzlu node, v/, 040 je vektorova reprezentace
ukryta v uzlu node a [x] je specidlni funkce podle vztahu 2.15.

L(w)-1
pw=wo)= ] U([[n(w,j +1) = lch(n(w, j))] 'V/n(w,j)Th) (2.14)
j=1

20Uprava vah vSech vstupnich vektorfi je stejna
21de4Iné Huffmantv strom pro maximéaln{ zrychleni, ale klidné postadi vyskové vyvazeny binarni strom
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2] = {—1—1 pokud je x pravdivé (2.15)

—1 jinak

Pro urceni posteriorni pravdépodobnosti slova w je potfeba projit sekvenci uzli na cesté
od korene ke slovu w. Pro kazdy nelistovy uzel se spocte skalarni soucin mezi vektorem
daného uzlu v'p04e a vstupnim vektorem v, (v,, = h). Je-li skalarni soucin 0, pak je
pravdépodobnost pro oba syny stejnd, kladnd hodnota zvysuje pravdépodobnost levému
synovi, zapornd pravému. Uéelem jednoho kroku trénovani je zvyseni pravdépodobnosti
p(w|wr) pomoci tprav vektort na cesté k nému. Pokracuje-li cesta vpravo, dojde ke snizeni
skalarniho soucinu, jinak dojde k jeho zvyseni. Podrobnéjsi popis véetné prikladu je uveden
v [18], nez prejdeme k samotnému uceni, neuskodi pripomenout definici sigmoidy a nékteré
jeji dobré vlastnosti pomoci rovnosti 2.16.

1

o) = 14+e ¥

o(u) =1—o(—u) (2.16)
%) _ o(u)o(~u)

8
Celkovou chybu F jsme jiz v popsanych modelech stanovili, dosazenim podminéné prav-
dépodobnosti a za pouziti zkrdceného zapisu (2.17) ziskdme vztah 2.18.

[ = [2(w, j + 1) = leh(n(w, /)] (2.17)
L(w)—
E = —logp(w = wolwy) = Z log o ([-]v/ n(w,j) h) (2.18)

Derivaci celkové chyby podle soucinu vektort v/ n(w,5) (zkracené v';) a h ziskdme vztah
2.19, kde t; = 1 pravé tehdy, kdyz [-] = 1, jinak ¢; = 0. Jelikoz nés zajima, jak upravit
vahy pro uzly na cesté, ziskdme parcidlni derivaci podle vztahu 2.20 a néasledné za pouziti
SGD celkovy vztah 2.21 pro tpravu vah.

or 1

/ T
5;7E=—(amg7gyawh¢ h) - o(~[1v; 1)) []

- _<U(—[[']]V'jTh)) ]
_ < ([v'; h) - 1)[[.]] (2.19)
_ {a(v'fm -1 ([1=1
o(v;'h)  ([]=-1)
= U(V/jTh) —t;
V/ T
Vo) _ g (o) _ ’I’](O’(V/jTh) _ tj) h (2.21)

Parciélni derivace celkové chyby ve skryté vrstveé se ziska analogicky (jako suma pres vSechny
uzly na cesté ke slovu). Vypocet se tak celkové zrychli, jelikoz neni nutné pocitat skaldrni
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soucin a chybu pro vSechna slova, ale vzhledem k vySce stromu pouze pro logV slov, coz
vyrazné urychluje vipocet. Poéet vistupnich vektori?? se diky stromu zméni z V na V —1.

2.2.2 Negative sampling

Myslenka dalsiho zptisobu urychleni vypoctu spoc¢iva v aktualizaci pouze vybranych vy-
stupnich vektort slov v/y,. Pro vypoéet celkové chyby E se pouziji vSechny chyby e;, které
se vztahuji ke sloviim oéekdvanym na vystupu®®. Ze zbylych negativnich?* piikladi (slov)
se vybere pouze ur¢itd podmnozina (vzorek) slov, o ¢emz ma vypovidat nizev metody
(negativni vzorkovani).

Jak jiz bylo zminéno v ¢asti 2.2, pro pievod skére u; na vypocet posteriorni pravdé-
podobnosti p(wo|wy) je nutné vyhodnotit skére vSech slov ze slovni zasoby (jmenovatel
softmaxu). Abychom uréili tuto ,,pravdépodobnost“?°, pouzijeme vztah 2.22.

p(wolwr) = U(v/wOvaI) (2.22)

Takto definovany model m4 trivialni feseni?’

, napt. Ywy, wy € V, v/, = Vi, [V, | = 10,
kde |v| znaéi velikost vektoru v. Tim paddem budou vSechny vektory stejné a jejich pravdé-
podobnost bude prakticky rovna 1. Abychom tomu zabranili, pfiblizime se softmaxu tim,
ze vybereme pravé K jinych ndhodnych piikladt, pricemz predpokladame, ze vSechny tyto
priklady jsou negativni (pozadujeme, aby jejich posteriorni pravdépodobnost byla rovna
nule). Pozitivni piiklady v tomto piipadé pisobi jako pritazliva sila, kterd tédhne slova
k sobé, zatimco negativni priklady kompenzuji priblizovani nesouvisejicich slov. Rozlozeni
pravdépodobnosti vybéru slova w jako negativni vzorek P,(w) (noise distribution) neni
nijak omezeno, jednd se tak o parametr modelu. Nejlepsich vysledk@®” Ize podle [15] dosah-
nout na zdkladé vztahu 2.23, kde count(w) znaci pocet slov w v korpusu, P(w) tak znadci
pravdépodobnost vyskytu slova w. Vztah 2.24 urcuje celkovou chybu, kde W oznacuje
mnozinu K ndhodné vybranych slov na zakladé P, (w).

W) = Plw* kde Plw) — count(w)
P,(w) = P(w)”", kde P(w) S count(a) (2.23)
E = —log a(v/wOTh) - Z log U(—V/ijh) (2.24)

w; €EWneg
Prestoze takto definovana chyba neni pfimo matematicky podloZena, pro nase ucely je
dostacujici, jelikoz hlavnim smyslem je zisk pouzitelné reprezentace slov (word embedding).
Pro parcidlni derivace celkové chyby a tupravu vah W’ dostavame vztahy 2.25, 2.26 a 2.27,
kde t; = 1, pravé kdyz se jedna o pozitivni vzorek, jinak 0. Tyto napadné pripominaji 2.19,
2.20 a 2.21 vztahujici se k hierarchickému softmaxu.

oL U(V/ijh) —1 pokud wj = wo
8V/ijh U(V/WjTh) pokud wj € Wneg (225)
= a(v/ijh) —t

22V tomto piipadé se nevztahuji ke sloviim ale uzltim

Pro CBOW je vystupni slovo wo pouze jedno

248nazime se minimalizovat jejich skére, aby se tim zvysilo skére ocekavanych vystupnich slov

ZNejedns se o pravdépodobnost v pravém slova smyslu, protoze soucet vech takto ziskangch ,pravdé-
podobnosti* nebude roven 1

26Regenim modelu je nalezeni parametrii 8, tedy vah W a W', které vyhovuji 2.3

2TOvéfeno empiricky
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OF oF 8v’ijh , T
8V’w], - avleTh ’ av/wj = <U(V wj h) — tj> -h (2.26)
v, 1) =y, €D n(a(vleTh) _ tj) ‘h (2.27)

Upravy vah mezi vstupni a skrytou vrstvou probihaji analogicky k prezentovanému
obecnému popisu. PrestoZe je nelinearita v puvodnim modelu bez optimalizace tvorena
pomoci softmaxu, p¥i optimalizacich je vyuzito sigmoiddlni funkce®® o(u) (2.16).

2.3 Vysledek trénovani
Po dokonéeni procesu trénovani®’ miizeme vyuzit vahy W (pfipadné W’) a jim piislusejici
vektory slov pro word embedding. Vektory pro kazdé slovo byvaji typicky normalizovany tak,
aby odpovidaly jednotkovému vektoru. Vzajemna poloha téchto vektori uchovava sémantic-
kou informaci na zékladé zminéné distribuéni hypotézy>?. Dale (2.3.1) bude demonstrovano,
jakym zptusobem mohou byt tyto vektory interpretovany a v ¢asti 2.3.2 bude poukazino
na souvislost s faktorizaci PMI matice.

2.3.1 Jazykové zikonitosti (linguistic regularities)

Jak ukazuje Obrazek 2.5, z promitnuti vybranych stati a jejich hlavnich mést do 2-D
prostoru je patrny jejich vztah (vysvétleni poskytuje popisek Obrazku 2.5). Plati tak kupfi-
kladu, ze vec(Spain)?! - vec(Madrid) + vec(Lisbon) je velmi blizko vec(Portugal). Piikla-
dem jiné operace muze byt vec(Czech) + vec(currency), coz ma blizko k vec(koruna) a
k vec(Czech crown), jak uvadi [15]. Blizkosti je v tomto smyslu typicky®? minén thel, ktery
spolu dva vektory sviraji*?. Nejjednodussim zptisobem, jak uré¢it thel mezi dvéma vektory,
je kosinova vzdalenost (2.28). Nejdrive uréime X = vec(Spain)—vec(Madrid)+vec(Lisbon)
a nasledné zjistime, kterému slovu se X nejvice podoba podle vztahu 2.29, pricemz z vy-
sledki jsou odstranény slova tvotici vektor X. V mnoha piipadech obdrzime pravé oceka-
vané slovo®® (zde Portugal).

A-B

similarity (A, B) = cos(f) = [[A]IB]

(2.28)

closest(X) = arg max <similarity(vw, X))

we
Vo X (2.29)
= argmax ————7
weV v [[|X]|

ZSoftmax muze byt stale pouzit pro uréeni rozlozeni pravdépodobnosti vystupnich slov, ale neni pouzit
ve fazi uceni

2Nen{ uréeny pevny limit iteraci pres slovni zdsobu, musi dojit k rozhodnut{ o ukoncen{ trénovéni

30Tedy blizkosti slov, model nemé Z&dnou informaci o vyznamu slova

31Pro lepsi Citelnost je zapis Vspain Nahrazen zépisem vec(Spain)

32Jiné zpiisoby méfeni podobnosti lze nalézt v [11]

33To odpovids pohybu vektortl pii fazi trénovani, kdy se thel podobnych slov zmensoval, zatimco tihel
ostatnich slov zvétsoval, zde se vSak ovliviiovaly vstupni a vystupni vektory slov

34Nejedn4 se tak pouze o podobné slovo, ale ze vech slov nejpodobnéjsi, d4 se tedy mluvit o jisté umeélé
inteligenci, ktera zachycuje vztah nékterych slov
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Obrazek 2.5: Zndzornéni vztahii mezi statem a jeho hlavnim méstem. Vypocitané vektory
(od statu k jeho hlavnimu méstu) mezi sebou navzajem sviraji maly thel. Lze si také
povSimnout, Ze sousedni (obecné sémanticky blizké) staty k sobé maji bliz. Reprezentace
byla ziskana promitnutim vektord reprezentujici slova do dvoudimenzionalniho prostoru
pomoci PCA. Obrazek byl prevzat z [15].

2.3.2 Souvislost s PMI

Bodové vzajemnd informace (¢asto oznac¢ovana zkratkou PMI?°) se vzdy vztahuje ke dvéma
nahodnym proménnym (z a y)*° a je definovdna vztahem 2.30. D4 se chapat jako mira
entropie plynouci ze ,,soundlezitosti“ = a y.

Entropii 1ze intuitivné vysvétlit na Huffmanové kdédovani, to se snazi zakédovat Casté
udalosti kratkym retézcem a ojedinélé dlouhym. To je disledkem snahy o co nejkratsi
celkovy text, ze kterého by se zpétné dalo jednoznac¢né urcit, ke kterym udalostem doslo.
O mife entropie (neurcitosti) udalosti pak vypovida neobvyklost udalosti a jeji velikost je
rovna’” délce slova v Huffmanové kédovani.

,Sounalezitosti“ rozumime miru, kterd uréuje, jak moc lze z piftomnosti*® udéalosti x
usuzovat o pritomnosti udalosti y. Predstavme si, Ze zname pravdépodobnost udalosti y a
ozna¢me ji jako P(y), nyni vyberme podmnozinu vSech udalosti a to tak, ze obsahuje pouze
pripady, ve kterych se objevila udédlost . V této podmnoziné zjistime pravdépodobnost
vyskytu udalosti y, tedy P(y|z). Pokud P(y|z) > P(y), pak vyskyt udalosti x do jisté miry
vypovida o udalosti y a da se mluvit o ,,soundlezitosti®.

p(z,y) o p(z|y)
p@p) % pa)

p(ylz)
p(y)

pmi(z;y) = log = log (2.30)

35Pointwise mutual information

36pmi(z, y) = pmi(y, z), proto se ve znadeni pouziva stiednik

3"Brano nezaokrouhlené jako realné &islo

387de uvazujeme pouze piitomnost udélosti, neuvazujeme, co lze vyvozovat z jeji nepiftomnosti
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Nejvétsi hodnoty PMI (2.30) dosahuji slova, kterd se vzdy vyskytuji spoleéné a navic
nejsou v celém korpusu frekventovana. P¥ikladem®® dvojice slov, kterd se ¢asto objevuji
vedle sebe, ale ziidkakdy oddélené, mtze byt Puerto Rico nebo Hong Kong, opakem pak
dvojice {of, and}.

Podle zdroje [10] word2vec model (konkrétné SG s vyuzitim negative sampling) impli-
citné faktorizuje matici PMI (kterd je posunuta o konstantu) pomoci matic vah W a W’.
Vynasobenim matic W a W' a pfiétenim konstanty bychom tak méli obdrzet pravé PMI
matici. V ni mé kazdé policko hodnotu pmi(w,,w.), kde w, je slovo v fadku a w,. slovo ve
sloupci. Zajimavé hodnoty se mohou objevit na diagonale, jelikoz predpokladame, ze vét-
Sina slov se nevyskytuje ve svém vlastnim kontextu a ocekdvame zde cisla blizici se —oo,
coz odpovidd zminénému predpokladu o vzdalenosti blizké 180°.

39Podle https://en.wikipedia.org/wiki/Pointwise_mutual_information
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Kapitola 3

Mozné upravy word2vec

V této kapitole budou navrzeny tpravy modelu, jez by mohly mit pozitivni dopad na
jeho vlastnosti. Dale budou diskutovany moznosti integrace jinych nez textovych informaci
do architektury word2vec (¢ast 3.3).

3.1 Slova opa¢ného vyznamu

Prestoze vysledna reprezentace vykazuje velmi dobré vlastnosti, jak bylo zminéno v ¢asti
2.3.1, pro nékteré tlohy nemusi byt idealni. Kosinovd vzdalenost se u velmi podobnych
objekti blizi hodnoté 1, pti ortogonalité vektorti hodnoté 0 a v pripadé slov, kterd se spolu
nikdy nevyskytuji soucasné, -1.

Model dokéze za pouziti kosinové vzdalenosti urcit i protiklad slova w, nesnazi se vsak
najit antonymum, ale teoreticky slovo, které se vyskytuje zridkakdy soucasné se slovem w.
D4 se vSak ocekévat, Ze napi. za pouziti NS' nemusi byt dostatek protiptikladi, coz ale
nemusi byt na Skodu, protoze samotnd informace neni dale nijak pouzita. Pro pfirozené
jazyky je typické, ze k nékterym slovum existuji antonyma.

3.1.1 Vyhledavani obrazku

Pokud budeme vnimat modely v kontextu predpovédi slova pii tloze rozpoznani fedi,
pak absence jednoduchého prostiedku pro ziskani antonyma neovliviiuje kvalitu vysledku.
Zamérime-li se vSak na tlohu vyhledani podobnych obrazki na zakladé kontextu, tato
skuteCnost miize zpusobit velké obtize. Pokud si nékdo preje vyhledat ,velké vozidlo®, asi
nebude spokojen s vysledkem, ktery mu zobrazi ,malé vozidlo“, prestoze ve vytvoreném
word embeddingu si jsou tyto vysledky podobné na zakladé distribuéni hypotézy. Naopak
neradi bychom prisli o informaci o synonymech, jelikoz ,,obrovsky automobil* bychom ve vy-
sledcich radi vidéli. Tento problém se nevztahuje pouze ke sloviim opac¢ného vyznamu, ale
také na kategorické atributy (Cervend, zlutd, modrad, ... ), numerické hodnoty a obecné slova,
ktera chapeme jako vybér jedné z nékolika moznosti (,Pujdeme do kina nebo do divadla?).

Abychom se pokusili odstranit nedostatek s obrazky, je v ¢asti 3.1.2 navrzeno potenciilni
feSeni, pomoci néhoz bychom pozadovali, aby se ve vysledcich vyhleddavani nezobrazoval
protiklad. K tomuto problému se taktéz vztahuje sekce 3.3, jelikoz ptidanim jiné kontextové
informace miuZe vzniknout odlisné reprezentace, ktera by tyto vztahy mohla lépe zachycovat.

'negative sampling
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3.1.2 Zobecnovani a antonyma

V tomto pripadé se nejedna doslova o Upravu modelu, ale o rozsifeni interpretace mo-
delu. Jelikoz lze v modelu provadét operace na zékladé jazykovych zakonitosti (2.3.1), vy-
vstava otazka, zda dokaze model také zobecnovat. Lze predpokladat, ze napt. pro mnozinu
{red, blue, black, orange} existuje zpusob, jak obdrzet slovo color piipadné colors.

Daéle se domnivam, ze model by mohl do jisté miry zachycovat zapor ve smyslu, v ja-
kém je obecné chapan®. K tomuto tc¢elu by mohlo poslouzit slovo or. Piestoze v kontextu
slova or se nebudou vyskytovat pouze antonyma, predpokladam, ze by se mohly zlepSit vy-
sledky ve smyslu dlohy predstavené v ¢asti 3.1.1. Ocekavam totiz, Ze synonyma se nebudou
¢asto vyskytovat v piitomnosti slova or, naopak kategoricka® slova budou, coz vyhovuje
zminénym uceltim.

Pro tcely zaporu by mohla postacit jednoduché operace séitani’ vektort a vyhledani
nejblizsiho closest(vec(w)+wvec(or)) slova podle vztahu 2.29. Pokud by vec(or) nedostateéné
zachycoval tyto zakonitosti, muze byt ,vektor protikladi“ vypocten na zakladé nékolika
prikladti vyznamové opacnych slov.

Ukol ziskén{ obecné reprezentace skupiny objekt nemusi byt mozny pomoci oby¢ejného
secteni vSech vektoru, v takovém pripadé se da jesté uvazovat o néjakém zplsobu norma-
lizace jako o metodé predzpracovani. Jinou moznosti muze byt pokus o nalezeni shlukua
riiznymi metodami a jejich zpétnd interpretace’.

3.2 Zména ve fazi uceni

Tato éast prevazné zkoumd vztah mezi vektory v, a v’,, a predstavuje nékolik moZnych
uprav véetné myslenky propojeni architektur SG a CBOW. Nékteré navrhy implicitné pred-
pokladaji, Ze slovo se nemtze vyskytovat ve svém vlastnim kontextu, na pripadné vyjimky
neni bran zretel, prestoze tim muze model ztratit na obecnosti.

3.2.1 Explicitni vazba mezi vektory jednoho slova

Prestoze je pri fazi uceni pozadavek, aby v,, sviral s v/,, tihel blizky 180 stupntm, myslenka
vlivu dhlu mezi témito vektory na model je pfinejmensim zajimava. Navrhuji tak zkoumat
rozdily pfi pozadavcich na:

protilehlost vektoru ke zméné oproti prezentovanym resenim dochézi pouze u NS, kdy
budeme explicitné pozadovat, aby se mezi K negativnimi vzorky
pokazdé objevilo slovo w;°

rovnobéznost vektorll pozadavek na rovnobé&Zznost by mél zpuisobit, Ze matice W a W’
budou velmi podobné, toho bude dosazeno definici nového kontextu

"V pomoci piivodniho slova a kontextu jako ¢™V = cU {w}”
nezavislost vektoru vektory se nesmi piimo ovliviiovat, pfi uceni bude pro slovo w;
axiomaticky stanovena chyba ve vystupni vrstvé e; jako 0 (Vw;, 0 <
j<V:iej=0)
2 Antonymum

3P¥ipadné je mozné zkoumat vztah ke slovu and

*P¥{padné odeéiténi

SUréent, jestli ddvaji pozadované vysledky

5Pi{padné viechna slova na vstupu pro CBOW

"Na diagonale matice PMI by se méla objevit entropie odpovidajiciho slova podle vztahu 2.30
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S vyuzitim téchto znalosti by mohla byt pripadné upravena i faze uceni, aby po urcéitém
poctu iteraci® doslo k preusporadini modelu’ pomoci:

e normalizace vektortt — prevod na jednotkové, piipadné zmenseni délek!”

e vstupnich a vystupnich vektori stejného slova!! — k sobé nebo od sebe

Pripadné po dokonceni faze uceni pokus o pohyb vSech slov tak, aby jejich vektory
sviraly tihel témeér 180°.
3.2.2 Kombinace SG a CBOW

Datova sada pro tuto ulohu klasifikace predpokldadd mnozinu (¢, w) p¥ipadné (w, ¢), mizeme
vSak navrhnout kombinaci obou, pfi¢emz bychom ve fazi trénovani stiidavé prikladali (¢, w)
a (w,c)'.

Jiny zptsob spojeni obou pfistuptt bude zndzornén na prikladu korpusu byl jednou
jeden bohaty kral. Standardné, jak bylo zminéno v kapitole 2, vytvorime pro R = 1
datovou sadu jako mnozinu 3.1 respektive jako mnozinu 3.2. Muzeme vsak predpokladat,
ze w nebude slovo, ale bude znac¢it mnozinu o napt. 2 slovech, datovou sadu by pak tvoril
zapis 3.3 respektive 3.4.

{(jednou, [byl, jeden]), (jeden, [jednou, bohaty]), (bohaty, [jeden, kral])} (3.1)

{([byl, jeden], jednou), ([jednou, bohaty], jeden), ([jeden, kral], bohaty)} (3.2)

byl,bohaty|, |jednou, jeden|), (|jednou, kral|, |jeden, bohaty 3.3
y Y1 J
jednou, jeden|, |byl,bohaty|), (|jeden, bohaty|, |jednou, kral 3.4
J J y Yy

3.3 Integrace dostupnych kontextovych informaci do word2vec

Word2vec modely pouzivaji pro své trénovani korpus, vyvstava tak otazka, jaky vliv by
na model mélo pouziti jinych dat.
3.3.1 Druh informace
Pro tyto ucely predpokladame dva rtzné typy rozsifujicich informaci:
e ziskané pomoci obrazku
e ziskané pomoci dotazl v internetovém vyhledavaci

Prvni predpoklada databazi obrazki, ke kterym existuje soucasné popis objektt na obrazku.
Existuje moznost, ze soucdsti anotovanych obrazkt bude i informace o poloze a rozloze
objektu, ta vsak pro tyto ucely vyuzita nebude. Informace o provadéné ¢innosti by naopak
mohla byt vyuzita. Volné dostupnou databézi je napt. MS COCO ([12]).

8Nebo na zakladé thlu mezi vektory viech slov v, a v'o
9Prostiednictvim vnéjstho zdsahu, ktery by upravil vahy

07 kraceni viech vektorti nebo pouze nejdelsich

" Hierarchicky softmax neposkytuje vystupni reprezentaci slova
12(0prava vah by se provadéla opét stiidavé pro CBOW nebo SG
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Déle 1ze vyuzit informaci ziskanych pii dotazech v internetovych vyhledavacich. Da-
tabéze by méla obsahovat dvojici (W,url), kde W je mnozina'® zadanych slov a url je
URL adresa stranky, na kterou dany uzivatel po vyhledani klikl. Predpokladem je, Ze tato
databaze obsahuje nékolik dvojic pro kazdou url.

3.3.2 Reprezentace datové sady

Jelikoz je ziskand databdze z internetovych vyhleddvacu reprezentovéana jako {(W,url)},
pouzijeme celou tuto mnozinu, kde W budeme interpretovat jako kontext ¢ a url jako slovo
w. Je vhodné zminit, Ze se bude li$it mnozina ,slov‘ (URL adres) od mnoziny slov, ktera
se budou vyskytovat v kontextu.

Pro obrazky s popisem ¢innosti na obrazku obdrzime kratkou vétu nebo souvéti. Véty
lze rozlozit na kontext a slovo a nalozit s nimi stejné jako v piipadé korpusu. Obrazky
popsané slovy poskytuji pouze mnozinu slov'?, a tak mize byt ndhodné vybrano jedno
slovo z mnoziny a zbytek muze byt povazovan za jeho kontext.

3.3.3 Integrace do modelu

Pro fazi uceni je nutné specifikovat, jak bude sit tvorena, nabizi se nasledujici moznosti,
které budou pod uvedenim vyc¢tu vysvétleny:

1. Samostatnd sit — neuvazujeme korpus
2. Dvé oddélené sité — spojeni az po dokonceni faze trénovani
3. Spojena sit

(a) Beze zmény — nelze pouzit URL
(b) Rozsifeni vstupu
e SG — pro URL pouze stiidani
e CBOW - nelze pouzit URL

(c) Rozsifeni vystupu
e SG — nelze pouzit URL
e CBOW - pro URL pouze stfidani

(d) Rozsifeni vstupu i vystupu

Moznost 1. nepredpoklada existenci korpusu, pro URL je nutné pouzit vstupni vektoro-
vou reprezentaci slov pro CBOW a vystupni pro SG, nelze tak pouzit SG v kombinaci
s HS'. 2. alternativa pfindsi spojeni obou vektorovych reprezentaci slov, pficemz povazuji
za vhodné, aby ke spojeni doslo prostrednictvim konkatenace. Bude tak mozné vyuzit kaz-
dou z reprezentaci zvlast, ale také obé dohromady. Nevyhodou je, Ze se tim zvétsi dimenze
reprezentujictho vektoru.

Poslednim navrzenym zpusobem je spojeni obou siti do jedné. Rozsifenim chapeme
prodlouzeni vstupniho piipadné vystupniho vektoru sité, kde vektor bude rozdélen na dvé
Casti, prvni bude tvorena odpovidajicimi slozkami vektoru z korpusu a druhd z pridané
informace. To pfinasi ur¢itou volnost z hlediska uceni a nabizi se:

13Nebo seznam
14Bez uréeného poradi
5Hierarchicky softmax
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e prikladat st¥idavé korpus a rozsifujici informaci (URL, obrazky)
e prikladat zaroven obé informace

Pokud chceme zachovat puvodni vstupy i vystupy (3.a), pak rozsifujeme pouze datovou
sadu, coz jak jiz bylo zminéno, neni mozné pro URL adresy.

Pro URL adresy nepripadaji nékteré moznosti vubec v tvahu a soucasné prikladani
obou informaci nelze vyuzit v 3.b ani v 3.c.

Rozsifen{ vstupu i vystupu (3.d) by nutné vytvorilo dvé reprezentace pro jedno slovo,
pricemz by se vysledek opét musel néjak spojit a nevidim v tomto pristupu vyhodu oproti
2. navrzené variante.

Jako nejlepsi moznost se tak dle mého néazoru jevi vyuziti URL adresy ke stridavému
uceni nebo jako konkatenaci vektort z dvou odlisnych siti. Obrazky vykazuji zna¢nou vol-
nost a bylo by zajimavé zkusit to, co URL adresy neumoznuji — prikladani obou informaci
zaroveii. Idealnd tak, aby pro jedno slovo w byl zaroven vybran jeho kontext ¢t z korpusu a
néjaky nahodny obrazek obsahujici ve svém popisku slovo w. Z popisku by dale byl extra-
hovan kontext (na zékladé véty nebo slov) c¢P a kontext slova w by byl tvofen ¢ = ¢t U cP.
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Kapitola 4

Pouzité datové sady

Jako korpus byla pouzita predzpracovana sada prvnich 100 miliont znakt z anglické verze
oteviené encyklopedie Wikipedia'. Tato datova sada je vyuzita ve vétsiné ukazkovych pii-
kladfi véetné samotného originalu od T. Mikolova?, zde je pouze doporu¢eno pouzit 1 mi-
liardu znakt. Pro ziskani trénovaci sady rozsitujici kontext prostiednictvim obrazka byly
uvazovany nésledujici dostupné datové sady:

1. ImageNet [19]
2. MS COCO [12]

(a) Labels
(b) Captions

3. Open Images [7]

Aby bylo mozné ziskat ID obréazku a k nému nékolik kategorii (jeho kontext), musi datova
sada tyto zavislosti postihovat. ImageNet obsahuje pouze jednu kategorii ke kazdému
obrazku, a tak je v tomto pripadé nepouzitelny.

Microsoft COCO naproti tomu poskytuje 3 rtizné ¢asti, pricemz pro tyto tcely mohou
byt vyuzity 2 — ,,Labels“ a ,,Captions®. Labels obsahuji pro kazdy obrazek nékolik kategorii.
Pocet raznych kategorii je ale velmi maly a pohybuje se okolo ¢isla 100. Captions obsahuji
pro kazdy obréazek textovy popisek ve formé jedné ¢i vice vét.

Datova sada Open Images ma podobnou formu jako Labels v MS COCO, ovsem
obsahuje vice nez 6000 riznych kategorii. Kazdy obrazek se vaze k nékolika kategoriim,
pricemz pro kazdou kategorii existuje jistota, ze obrazek do této kategorii spada. Pouzita
byla ¢ast anotovana lidmi, kde je jistota rovna 100 % nebo 0 %. Pripady s 0 procentni
jistotou nebyly zadnym zpusobem vyuzity.

Nalezeni datové sady, kterd by vyhovovala URL adresdm popsanym vyse (obsahu-
jici vyhledévany text a odkaz, na ktery uzivatel klikl), neni snadné. Takové datové sady
nebyvaji jednoduse vefejné pristupné. Jednou z takovych datovych sad je ,,AOL Search
Data Collection®, kterd jiz neni oficidlné piistupnd, ale mutze byt stazena z https://
archive.org/download/AOL_search_data_leak_2006/A0L_search_data_leak_2006.zip.

http://mattmahoney.net/dc/text8.zip
Ihttps://code.google.com/archive/p/word2vec/
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Kapitola 5

Implementace

Jelikoz existuje mnoho implementaci zminénych word2vec modeli, a to jak CBOW, tak SG,
rozhodl jsem se vyuzit dostupné implementace za pouziti nékteré z populdrnich knihoven,
z tohoto diivodu byla zvolena knihovna TensorFlow [1].

5.1 TensorFlow

TensorFlow je knihovna zaloZena na data flow pristupu. Pozadovanou tlohu si lze pred-
stavit jako graf, kde uzly reprezentuji matematické operace a hrany tensory. Tenzory jsou
obecné multidimenzionaln{ datova pole. Konkrétnim piipadem jsou pak vektory ¢i matice.
Knihovna je koncipovana tak, aby uzivatelim usnadnila praci primarné v tlohach spoje-
nych se strojovym ucenim. Jelikoz je struktura programu ve formé grafu, TensorFlow do-
kaze automaticky provést derivace vystupnich uzli podle vstupnich na zdkladé specifikace
ztratové funkce E. Tato knihovna je zpristupnéna pomoci programovaciho jazyka Python.
Vyuziva se jednoduchosti zapisu v tomto jazyce, pricemz knihovni funkce jsou implemento-
vané v C++, ¢imz je dosazeno zrychleni. Taktéz je mozné vytvorit vlastni funkce v jazyce
C++, které budou volany prostrednictvim skriptu v jazyce Python. Soucasti TensorFlow
knihovny jsou jiz funkéni implementace Skip-gramu, které jsou dostupné skrze [2] a https:
//github.com/tensorflow/models/tree/master/tutorials/embedding, tyto byly pou-
zity a dale upraveny.

5.2 Trénovani modelu

Jako referencéni model byla zvolena architektura Skip-gram (SG) s vyuzitim negativniho
vzorkovani (negative sampling). Model mé na vstupu jedno slovo w; a na vystupu nékolik
slov wo, (i znaé¢i index vystupniho slova) pro kazdy trénovaci pripad. Podle tpravy vah
sité tak, jak bylo prezentovano v ¢asti 2.2.2. Jeden trénovaci pripad (pivodné 1 krok uceni)
pro SG muze byt rozdélen do k krokt, kde k = |i|. S vyuzitim ddvkového (batch) pravidla,
kdy je iprava vah provedena az po vykonani nékolika kroku (v tomto pripadé je velikost
dévky k), dostavame k vztahu (5.1) pro tpravu vah, kde v,,, respektive v/, je reprezentace
aktudlniho slova na vstupu respektive na vystupu. Chyba E je vyjadfena ve formé absolutni
hodnoty tak, aby byla v souladu s chybou podle vztahu 2.24. Pomocna proménna M atch
vyjadiuje shodu vstupniho vektoru s vystupnim', proménnd Move uréuje pozadavek na
zménu miry sdileni vstupniho a vystupniho vektoru (nabyva hodnoty v rozmezi -1 az 1),

'To odpovidé vystupu neuronu y;, kde j znadl index slova wo
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pozitivni hodnoty predstavuji priblizovani vektort, zatimco negativni oddalovani. o znaci
sigmoidalni funkci tak, jak byla zavedena v 2.16. Pozadovand hodnota vystupu D nabyva
hodnoty 1 pro vystupni slovo wp a 0 pro negativni vzorky.

1= (Vo Vay)
Match = o (u)
—FE =log(|(1 — D) — Match|)

—E =log(|(1 — D) —o(u)]) =

{log(a(—u)) pokud D =0
log(o(u)) pokud D =1

Move = 8—_E - {m (o(~u)-o(u)) pokud D =0 (5.1)

Ou Gty (o(w) -o(~u))  pokud D =1

Move = D — o(u) = D — Match

0—F
v, = Move v/,
0—FE

5.2.1 Zaména vstupu a vystupu

Prestoze by velikost davky méla byt k, v praxi tato podminka neni dulezitda a velikost
davky muze byt zvolena libovolné vhodné. Je nutné si uvédomit, ze tento postup nelze
pouzit pro CBOW, 1 trénovaci pripad totiz nelze rozlozit na vice krokt, protoze vstupni
vektor je kombinaci vSech slov na vstupu.

Pokud chceme, aby se na vstup sité priklddala slova (matice W bude pouzita pro word
embedding), ale na vystup sité napf. ID obrazki, nelze vyuzit architekturu SG, protoze
jeden trénovaci pripad tvori 1 ID obrazku a nékolik slov. Pokud vsak vyuzijeme vztahu
5.1 pro upravu vah v jednom kroku a zaménime vstupni a vystupni reprezentaci slova
(nahrazeni vy, — Vg, Vi, — V'), docilime vztahll pro tpravu vah tak, ze vystupni
vrstva muze byt reprezentovana napr. ID obrazkt a vstupni vrstva bude obsahovat po-
zadovana slova. Za predpokladu, Ze na vstupu i vystupu budou slova a probéhne uceni z
textového korpusu tak, jak bylo prezentovano, pak budou vysledné trénovaci sady az na
prvni a posledni pripad ekvivalentni. To lze ukazat nasledujicim prikladem, kdy je velikost
kontextového okna rovna 1, 5.2 pak vyjadiuje puvodni datovou sadu, 5.3 upravenou (pro
vétu byl jednou jeden bohaty kral). Pokud z datovych sad odstranime prvni a posledni
dvojici, datové sady jsou ekvivalentni (lisi se pouze v poradi prikladani).

{(jednou, byl), (jednou, jeden), (jeden, jednou),
(jeden,bohaty), (bohaty, jeden), (bohaty, kral)}

{(byl, jednou), (jeden, jednou), (jednou, jeden),
(bohaty, jeden), (jeden, bohaty), (kral, bohaty)}

5.3 Struktura projektu

Projekt se sklada z nékolika skripti, nejpodstatnéjsi slozky a soubory budou blize popsany a
jsou zobrazeny pomoci néasledujici stromové struktury. Slozka embeddings obsahuje vysledné
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reprezentace slov, models vahy celé sité tak, aby bylo mozné pokracovat ve fazi uceni site,
projections vizualizaci (maximalné 500) nejéastéjsich slov ve 2D prostoru pomoci metody
t-SNE [13], vocabs soubory se slovni zasobou, kde ¢islo fadku odpovida indexu slova ve
word embeddingu.

Slozka picture__datasets obsahuje soubory cifar-3closest.txt, coco-captions.txt, coco-labels.txt
a open-image-labels.tzt, které slouzi jako datova sada s rozsifenou kontextovou informaci.
Dale pak zahrnuje slozku cnn-cifar, v niz se mimo jiné nachazi skript cifari0_eval.py, ktery
vytvari datovou sadu souvisejici s konvoluénimi neuronovymi sitémi, ostatni obrazové da-
tové sady jsou vytvoreny pomoci skriptu preprocess.py ve slozce create ze zbyvajiciho obsahu
této slozky. Obrazové datové sady jsou tvoreny posloupnosti slov vztahujici se k jednomu
obrazku, jednotlivé obrazky jsou oddéleny oddélovacem || 1.

Na hlavni Grovni se vyskytuje textovy korpus text8, evaluacni sada questions-words.txt,
skript download, ktery stdhne evaluac¢ni sadu a korpus, a sada prikazu install ve formé
skriptu.

Konecné soubory word2vec__kernels.cc a word2vec__ops.cc, které obsahuji implementaci
operaci potfebnych ve fazi trénovani v jazyce C++ a jejichz prekladem vznikne soubor
word2vec__ops.so. Tyto operace jsou vyuzity skriptem train.py, eval _embeddings.py pracuje
s vytvorenymi vektorovymi reprezentacemi slov.

DP
| _embeddings
| models
| picture_datasets
| cifar-3closest.txt
| coco-captions.txt
| coco-labels.txt
| open-image-labels.txt
| cnn-cifar

L_cifarlo_eval.py
| _create

coco-captions.json
dict.csv

instances_train2014. json
labels.csv
preprocess.py
| _projections
| _vocabs
| word2vec_kernels.cc
| _word2vec_ops.cc
| _word2vec_ops.so
| questions-words.txt
| _eval_embeddings.py
| _train.py
| text8
| download
| _install
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5.4 Instalace

Pro vyuziti funkci z tohoto projektu je nutné mit nainstalovanou knihovnu TensorFlow, Py-
thon 3 a jeho knihovny matplotlib, sklearn a scipy. Projekt byl vyvijen pod opera¢nim sys-
témem Mac OS a vysSe zminéné nastroje by pod timto opera¢nim systémem meélo byt mozné
nainstalovat prostfednictvim skriptu install (namisto spusténi skriptu je doporuceno ruéné
provést jednotlivé piikazy). Tento skript taktéz zkompiluje zdrojové soubory v C++ a vy-
tvori z nich soubor word2vec__ops.so. Pro operaéni systémy Windows neni zaruc¢eno, ze bude
mozné spustit fazi trénovani. Dalsi operacni systémy zalozené na Unixu by mély byt podpo-
rovany, ovSem instalace nékterych nastroju a preklad se mize lisit, v tom pripadé doporu-
Cuji postupovat podle navodu uvedeného na https://www.tensorflow.org/install/ re-
spektive https://github.com/tensorflow/models/tree/master/tutorials/embedding
pro preklad. Pokud se nevyzaduje zadny externi zdsah do aplikace (jiné nastaveni), spous-
téni procesu trénovani je zbyte¢né”, modely jsou jiz vytvoreny. TaktéZ opétovny béh skripti
vytvarejicich datové sady postrada smysl. Vyuzit vsak lze skriptu eval embeddings.py, ktery
prostfednictvim velmi jednoduchého grafického uzivatelského rozhrani priblizuje naucené
reprezentace slov.

5.5 Moznosti nastaveni

Skripty eval _embeddings.py a train.py sdileji nastaveni prostiednictvim globalnich promén-
nych na jejich poc¢atku. Predpoklada se, ze uzivatel pred jejich spusténim tyto proménné
ruéné modifikuje, jednd se o proménné EVALUATION_TYPE (déle ET) a PICTURE_DATASET
(dale PD). PD se vztahuje k pouzitym obrazovym datovym saddm, jak bylo prezentovano
v 4.

e ET = 0 - zdkladni typ (SG architektura)
e ET = 1 — modifikovany SG podle 5.2.1 (vyména vstupt a vystupu pii uceni)

e ET = 2 — pouze obrazova informace, na vystup se prikladaji ID obrazku, na vstup
slova vztahujici se k danému obrazku
— PD =1 - MS COCO Labels
— PD = 2 - MS COCO Captions
— PD = 3 — Open Images
e ET = 3 — obrazova informace ve formé textu, tento zptisob vyuzivid pouze tradi¢ni
textovy korpus, ktery je vytvoren na zakladé obrazové datové sady, ze které jsou
odstranény oddélovace obrazku || |
— PD =1 - MS COCO Labels
— PD = 2 - MS COCO Captions
— PD = 3 — Open Images

e ET = 4 — stiidavé priklddéni obrazové a textové informace (st¥idéni probiha po epo-
chach, jedna epocha predstavuje iteraci pies celou datovou sadu)

2Nékteré varianty se zdaji byt nezajimavé a nejsou natrénovany, viz 5.5
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— PD = 1 - MS COCO Labels (neni doptedu natrénovano)
— PD = 2 - MS COCO Captions

— PD = 3 — Open Images (neni dopfedu natrénovano)

e ET = 5 — obrazova informace ve formé textu spoleéné s ptivodnim korpusem (st¥idani
po epochéch)

— PD = 1 - MS COCO Labels (neni doptedu natrénovano)
— PD = 2 - MS COCO Captions

— PD = 3 — Open Images (neni dopfedu natrénovano)

e ET = 6 — zakladni typ, ktery je rozsiten o reflexi tak, jak bylo popsano v ¢asti 3.2.1
pod pojmem rovnobéznost vektoru (datova sada obsahuje navic (w,w))

e ET = 7 — pro tvorbu trénovaci sady je vyuzita konvolu¢ni neuronova sit (podrobnéji
bude vysvétleno v ¢asti 6)

e ET = 8 — pro tvorbu trénovaci sady je pouzita konvolu¢ni neuronova sit, zaroven je
zaménén vstup a vystup

Varianty, u kterych se uvazuji obrazky z obrazovych datovych sad vzdy vyuzivaji ipravu
podle 5.2.1, aby se dala pouzit matice vah W (vstupni vektorova reprezentace slov) pro word
embedding.

5.6 Skripty pro trénovani

Trénovani probiha podle vztahu 5.1, koeficient uceni 7 je na pocatku 0,025 a linedrné se
snizuje az k hodnoté 0, 0001 v zavislosti na poc¢tu provedenych krokii. Do slovni zasoby jsou
zahrnuta vSechna slova, ktera se vyskytla alespon 5x ve zdrojovém korpusu. Na jeden pozi-
tivni pripad se vyskytuje 25 negativnich pripadi a reprezentace slov je 200 dimenzionalni.
Velikost davky (batch) je 1, velikost kontextového okna je pro kazdy pripad ndhodné uni-
formé zvolena v rozmezi 1 az 5, pocet epoch je stanoven na 15. Rozlozeni negativnich vzorkua
odpovida vztahu 2.23, word2vec__ops.cc slouzi jako hlavickovy soubor, word2vec__kernels.cc
ma za ukol zpracovat datové sady a na zakladé kombinace vstupnich parametrii upravovat
vahy sité. Vstupnich parametrt je nékolik a neni doporuceno je libovolné ménit, nebot je-
jich kombinace nemusi davat smysl. Dokumentace vstupnich parametri se vyskytuje primo
ve zdrojovych koédech a proto ji zde nebudu uvadét. Pro kazdy z EVALUATION_TYPE jsou
prednastavené. Trénovani lze spustit prikazem python3 train.py, pricemz pravé prostied-
nictvim train.py probihé koordinace a nastaveni parametru.

5.7 Evaluacni skript

Na zacatku evalua¢niho skriptu ewval embeddings.py jsou kromé jiz zminénych parametra
EVALUATION_TYPE a PICTURE_DATASET dalsi parametry. SAVE_VISUALIZATION rika, zda-li
se ma vytvaret a ukladat jiz zminéna projekce reprezentace vektora slov do 2D prostoru
po ukonceni grafického uzivatelského rozhrani (opét plati, Ze jsou jiz soucdsti projektu).
Pocet slov ve slovni zasobé miize byt velky® a vybirat slova z rozbalovaciho seznamu *

3Pro nékteré typy je pocet slov ve slovni zdsobé vétsi nez 70 tisic
4Combobox
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[ NoN ] Eval - CNN_TOP_K_swap

| Nearest to word: dog “ 1 I 3
‘ Analogy: bird “ [} airp\ane“ as horse “ w truck | 2 cat + airplane =:
|Comp05ition: cat “ + airp\ane“ = bird 3 bird 8.7586
- frog 8.5922
| Double normalizatron| |In best: 1 ﬂ All guestions | ship 8.5274
automobile B.5834
4 5 truck B.4851
dog B.a447%
deer B.3685
horse B8.3536
dog 7
horse B.8182
cat B8.7458
deer B.5659
frog B.2652
bird B.262%
truck -8.8878
automobile -8.8374
airplane -@.1398
ship -9.2868
1]

Obrazek 5.1: Jednoduchy néhled na aplikaci pro evaluaci naucenych vektorovych reprezen-
taci slov.

tak trva nepifimérené dlouho, z tohoto duvodu je parametr USE_COMBO nastaven na hod-
notu 1, ktera rika, Ze se rozbalovaci seznamy pouziji pouze, pokud velikost slovni zdsoby
nepresdhne velikost 10 tisic, tuto variantu lze zmeénit, kdy 0 znamend pouziti textovych
poli a 2 pouziti rozbalovacich seznamt. Obrazek 5.1 znazornuje pohled na aplikaci, ¢ast 1
dava moznost prozkoumat nejblizsi slova danému slovu, 2 jiz predstavené analogie, 3 kom-
binace slov®, 5 provede ohodnoceni analogii pies evaluaéni datovou sadu, ktera bude po-
psana v 5.8. Volba In best urcuje, mezi kolika nejblizsimi slovy musi pozadovana odpovéd
byt (toto ohodnoceni muze byt pro velké slovni zdsoby ¢asové narocné). Moznost Double
normalization v ¢asti 4 souvisi s analogiemi, které vychazi ze vztahu 2.29. Ten ocekava
vektor X napiiklad pro analogii Spain to Madrid as Lisbon to? ve tvaru 5.4, volbou
Double normalization dojde k pouziti vztahu 5.5, kde norm() vyjadiuje normalizaci vek-
toru na jednotkovy. Takova dprava zptsobi, ze pii porovnani jesté vice zvyhodnime svirany
uhel oproti absolutni velikost vektoru, coz ma na néktera slova velky vliv. Rozdil v celkové
procentudlni ispésnosti testovaci sady mezi obéma pripady vsak neni pro textovy korpus
markantni. Zména parametru PRINT_CORRECT_ANSWERS na hodnotu 1 zpusobi priabézny
vypis kazdé spravné odpovédi z celé vyhodnocovaci sady pfi provedeni evaluace po stisku
tlacitka A1l questions.

V ¢asti 6 a 7 dochézi k tisku® odpovédi. Odpovédi se vyhodnoti po zméné hodnoty
rozbalovaciho seznamu nebo po stisku klavesy enter u textovych poli.

X = vec(Spain) — vec(Madrid) + vec(Lisbon) (5.4)
X = norm(vec(Spain) — vec(Madrid)) + vec(Lisbon) (5.5)

5.8 Evaluace

Na rozdil od klasifikacnich ¢i rozpoznavacich tloh neexistuje objektivni moznost, jak urcit
kvalitu naucenych reprezentaci slov. Jednim ze zptsobu, ktery se pouziva, jsou jiz prezen-
tované analogie, jako evalua¢ni sada analogii je pouzita ta, kterd byla prezentovana v [14]

SNaptiklad stit + ména
5Do terminélu, ze kterého byl skript spustén
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(dostupnd z http://www.fit.vutbr.cz/~imikolov/rnnlm/word-test.vl.txt). Je sloZzena
z nékolika podkategorii (celkovy pocet analogii je 19544). Nésleduje vycet téchto podkate-
gorii vyskytujicich se v evaluacni sadeé.

e Hlavni mésto — stat

o Mésto — stat

e Stat — ména

e Rodina (chlapec ku divce jako bratr ku sestie)

e Piidavné jméno — piislovce (izasné — tizasné)

e Slova opacné (pfijatelny — nepfijatelny)

e Stupné pridavnych jmen (dobry — lepsi)

e Slovesa v prostém a prubéhovém pritomném case (go — going)
e Stat — prislusnik statu (Cesko — Cech)

e Jednotné — mnozné ¢islo (bandn — banany)

e Koncovka ve 3. osobé ¢isla jednotného u sloves (decrease — decreases)

Jiz pred provedenim evaluace je jasné, Ze z dostupnych obrazovych datovych sad nebude
mozné vétsinu vztahti vilbec odvodit. Pro vyhodnoceni se tak pouzivaji pouze analogie,
jejichz (vsechna 4 pozadovand) slova se vyskytuji ve slovni zasobé.

5.8.1 Uspé&snost vyhodnocovaci sady

Tabulka 5.1 ukazuje tspésnost pfi pouziti textového korpusu, ktery garantuje vyhodno-
ceni vétsiny otdzek z evaluacni sady. Za zminku stoji vizualizace prubéhu trénovéni (Ob-
razek 5.2), kdy se stiidavé pouzivaji textové a obrazové informace. V lichych epochéch
je aktivni obrazovy a v sudych textovy korpus. Reprezentace obriazkt pomoci ID ani ex-
trahovany text nepftispivaji ke zlepseni vektorové reprezentace slov, dokonce ji podstatné
zhorsuji. Je vyuzito popisku (MS COCO Labels), které by mély byt pro tyto icely nejvhod-
néjsi. Zhorseni si vysvétluji tim, ze informace z obrazkd poskytuji pouze velmi omezenou
podmnozinu slov a tim padem maji negativni dopad na uspésnost dalsich analogii.

Tabulka 5.1: Uspésnost architektur pracujicich s datovymi sadami tvofenymi pouze textem
nebo textem a obrazovou informaci. Otdzek vyjadiuje pocet otazek, které by mohly byt
spravné zodpovézeny (vyskytuji se ve slovni zdsobé).

EVALUATION TYPE
0 1 4 5 6

Uspésnost [%] | 17827 || 36.6 369 254 27.1 357

‘ Otazek

Z Obréazku 5.3 lze usoudit, ze pro Cisté textovy korpus a uceni pres kontextové okno

nema zameéna vstupu a vystupu u architektury SG vliv na dspésnost v pribéhu trénovani’,
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—8—Obréazky ve formé ID (4)
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Obrazek 5.2: Porovnani dspésnosti pii kombinovaném uceni z textu a z obrazku, jako ob-
razovd informace je pouzit dataset MS COCO Captions (varianty, kdy EVALUATION_TYPE
nabyva hodnot 4 a 5; PICTURE_DATASET = 2). Uspésnost odpovidé procentu spravné zod-
povézenych analogii.
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—8—Zakladni verze SG (0)
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Obréazek 5.3: Porovnani tspésnosti metod, které pracuji nad textovym korpusem (varianty,
kdy EVALUATION_TYPE nabyva hodnot 0, 1 a 6). UspéSnost odpovida procentu spravné
zodpovézenych analogii.
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jak bylo predpokladano v 5.2.1. Pridani reflexe do datové sady taktéz nema markantni vliv
na kvalitu word embeddingu, ¢ehoz bude vyuzito pozdéji.

P1i vyuziti ¢isté obrazovych informaci ve formé ID nebo textu je podstatné redukovana
velikost slovni zasoby, tim padem se také zmensuje maximalni mozny pocet otazek, které
miize model zodpovédét. Pro MS COCO Labels dokonce neexistuje zadna, jelikoz slovni
zasoba je tvotfena pouze 90 slovy. Jak je patrné z Tabulky 5.2, lepsich vysledki je dosazeno,
pokud se obrazova informace vyuzije ve formé textu. Domnivam se, Ze je to zpusobeno
sdilenim ¢asti informace ve vystupni vrstvé. Uvazujeme-li ID obrazki, pak jeden neuron
ve vystupni vrstvé predstavuje jeden obrazek. Téchto neuroni je velmi mnoho a jejich cilem
je naucit se reagovat pouze na tento jeden pripad. Zatimco pokud uvazujeme textovou va-
riantu, jeden neuron vystupni vrstvy je ovlivnén mnoha piipady a informace je zde sdilena.
Navic, jak bylo ukdzano v ¢asti 5.2.1, uceni prostfednictvim posunu kontextového okna
generuje pro slova a a b pripady (a,b) i (b,a).

Tabulka 5.2: Uspé&nost architektur pracujicich pouze s datovymi sadami tvofenymi obrézky.
PD oznacuje PICTURE_DATASET a ET je zkrdcenina EVALUATION_TYPE. Otdzek vyjadruje po-
Cet otazek, které by mohly byt spravné zodpovézeny (vyskytuji se ve slovni zasobé).

PD Otazek || ,°"

1 MS COCO Labels 0 - -

Uspé&snost [%] | 2 MS COCO Captions 898 || 6.0 14.7
3 Open Images 90 || 4.4 8.9

5.9 Vysledna reprezentace slov

Jak bylo zminéno, pro kazdou variantu byla vytvorena projekce do 2D prostoru prostied-
nictvim metody t-SNE. Prestoze se jedna o projekci do 2D prostoru, 3. dimenzi tvori barva,
podobné objekty maji stejnou barvu. Je zobrazeno maximélné 500 nejcastéjsich slov, Ob-
razek 5.4 ukazuje prostor nauceny zakladni verzi SG pomoci textového korpusu, Obrazek
5.5 MS COCO Labels, Obrazek 5.6 MS COCO Captions a Obrazek 5.7 Open Images. Zna-
zornény jsou vysledné reprezentace s vyuzitim obrazové informace ve formé ID obrazku
(EVALUATION_TYPE = 2).

"Méfeno podle pocétu korektné zodpovézenych analogif
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Obrazek 5.6: Projekce vytvoreného word embeddingu pro model nauceny na zakladé datové

sady MS COCO Captions.
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Obrazek 5.7: Projekce vytvoreného word embeddingu pro model nauceny na zakladé datové

sady Open Images.
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Kapitola 6

Vyuziti konvolu¢nich neuronovych
siti

Prestoze 1ze k uceni word2vec modeli vyuzit obriazky tak, jak bylo prezentovano vyse,
vztah slov bude vzdy zavisly na dodanych kategoriich! z obrazku. Myslenka této metody
spoléhé na spoleény vyskyt souvisejicich kategorii v jednom obrazku. To napadité pripomina
distribu¢ni hypotézu, na které jsou zalozeny word2vec modely. Primarnim tcelem word2vec
modeli je zpracovani prirozeného jazyka (NLP), a tak se predpokladd, ze bude existovat
vektorova reprezentace pro kazdé slovo. Tento predpoklad je ale velmi obtizné dosazitelny
skrze obrazky, kde se klade diraz na popis objektt vyskytujicich se v obraze.

Pokud bychom vyuzili néjaky prostiedek, ktery na zakladé obrazku urci kategorie, které
se na ném vyskytuji, pak to odpovida Open Images a MS COCO Labels datovym sadam.
Timto prostiedkem bude konvoluéni neuronova sit (CNN), struény popis jedné z moznych
variant CNN nasleduje v ¢asti 6.1.

6.1 Konvolucéni neuronova sit

V posledni dobé jsou velmi popularnim prostfedkem pro klasifikaci obrazka pravé konvo-
luéni neuronové sité. Nové navrzenymi modifikacemi se dosahuje stale lepsich vysledki,
pro ucely této prace vsak bude popsdna pouze puvodni architektura sité, jez zpusobila roz-
mach této oblasti, ta byla prezentovana v [9]. Pro popis CNN bylo také ¢erpano z [1, 5, 17],
tyto mohou slouzit pro hlubsi pochopeni tematiky.

Pro porozuméni fungovani CNN je nejdiive nutné vysvétlit funkci obrazovych filtra a
konvoluci. Jddro obrazového filtru je matice o rozmérech (n,m). To je aplikovano na kazdy
pixel v obraze tak, ze dojde k prilozeni jeho stfedu na tento pixel. Prekryvajici se slozky
obrazu a jadra filtru se mezi sebou vynasobi a odezvé filtru odpovida suma vynasobenych
hodnot?. Aplikaci na vSechny pixely se ziskd odezva obrazového filtru. Ukézky jader filtri
o rozmeérech 3 x 3 a jejich odezvy jsou zachyceny Obrazkem 6.1.

Jednu z architektur CNN sité zobrazuje Obrazek 6.2. Na vstup se priklada obrazek,
ktery miiZze byt barevny® nebo ve stupnich $edi. Provedeme konwoluci (convolution) s k
obrazovymi filtry a ziskdme k map rysu (feature map). Na tyto rysy je aplikovana nelinedrni

IP¥ipadné popisku u MS COCO Captions
2Tato operace se nazjva konvoluce, z toho plyne nazev konvoluéni neuronova sit
3Barevny obréazek se ptiklddd jako 3 barevné kanily RGB
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Operation Filter Convolved
Image

000
Identity 010
000
1 0 -1
00 0
-1 0 1
0 10
Edge detection 1 4 1
o0 10
-1 -1 -1
-1 8 -1
-1 =1 =1
0 1 0
Sharpen -1 5 -1
0o -1 0

Box blur 1
(romalized)

Gaussian blur

{approximation)

=
—

[

Obrazek 6.1: Ukdzka nékterych obrazovych filtri a jejich jader (pfevzato z [1]).

aktivacni funkce, kterd se nazyvid ReLU (Rectified linear unit). Je velmi jednoduch4 a lze
ji vyjadrit pomoci vztahu 6.1 (zpusobi odstranéni zapornych hodnot).

ReLU(z) = max(x,0) (6.1)

Na kazdou takto vytvorenou mapu rysi se aplikuje operace nazvana pooling, ktera pro-
vede zmensSeni poc¢tu rysi pro uréitou velikost okna (uvazujme 2 x 2). Jednou z variant je
maz pooling, ktery prozkoumad okno a vybere z ného maximalni hodnotu. Pokud tak uva-
zujeme okno o velikosti 2 x 2, kdy kazdy rys z ptuvodnich map rysa spada pravé do jednoho
okna (okno posouvame o 2 pixely vodorovné i svisle), ziskdme 50 procent puvodnich rystu.

Operace konvoluce a maz pooling se nékolikrat opakuji. Na vystupu posledni vrstvy se
objevi vektor rysu, ten je pfipojen na vstup jedné nebo vice plné propojenych vrstev. Jejich
vystup je priveden na vrstvu tvorenou softmaxem, ktera pritadi kazdému znamému objektu
4 pravdépodobnost, Ze se na vstupu tento objekt vyskytuje®.

6.2 Tvorba datové sady

Vysledné pravdépodobnostni rozlozeni priblizuje Obrazek 6.3. V datovych sadach MS COCO
Labels nebo Open Images se vyskytuji ID obrazka a k tém se vaze nékolik objektu, které
se v obraze opravdu vyskytuji. Pokud porovname odezvu CNN s témito datovymi sadami,
pak v nékterych pripadech, kdy se na obrazku vyskytuje vice objektd, muze byt ekviva-
lentni. Mnohem zajimavéjsi jsou situace, kdy se na obrazku vyskytuje pouze jeden objekt

4Obecné kategorii ke klasifikaci
Soucet pravdépodobnosti pies viechny objekty musi byt 1
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Obrézek 6.2: Priklad struktury konvolu¢ni neuronové sité (prevzato z [1]).

(napf. leopard). Pokud vyuzijeme faktu, ze si sit s ur¢itou pravdépodobnosti mysli, ze se
na obrazku nevyskytuje leopard, ale jaguar, pak mizeme tuto skuteCnost interpretovat
jako néazor sité o podobnosti objektti. Vyuzivame tak nedokonalosti klasifikace pro tcely
vytvoreni vektorové reprezentace slov.

Prestoze muze tato zména puisobit nepodstatné, jeji vyznam je nezanedbatelny. Budeme-
li siti predkladat pouze obréazky, na kterych se vyskytuje pravé jeden objekt, pak ¢lovék
ve fazi uceni siti nedodava zZadnou informaci o vztazich mezi objekty. Souvislost
objekttu tak mize plynout pouze z jejich podobnosti (¢i z typického okoli objektu). Naproti
tomu prii uceni word2vec modelu z textového korpusu nebo anotovanych obrazkt souvisi
podobnost objekti s informaci ziskanou od lid{ (ruéné anotované obrazky, prirozeny jazyk),
ktera je explicitné dodéna (prestoze se uvadi, ze word2vec spada do metod uceni bez uéitele).

Informace dodand této (CNN) siti ma pouze formu ,,necht se tyto objekty nazyvaji
objekt pes“. Naucend vektorova reprezentace slov tak neni zaddnym zplisobem zavisla
na Clovéku a jeho interpretaci. S vyuzitim téchto znalosti se nabizi nékolik zptisobt, jak
vytvorit datovou sadu pro trénovani word2vec modelu.

1. Pouziti nejlepsich k kategorii
2. Pouziti pravdépodobnostniho rozlozeni do kategorii

(a) Zahrnuti spravné kategorie

(b) Ignorovani spravné kategorie

3. Pouziti vystupu z mapy rysu

Varianta 1. vytvoii pro obrazek, ktery ma byt zaiazen do kategorie lab, k trénovacich
pripada (lab, cat;), kde 1 < i < k a cat; znadi kategorii s i-tou nejvétsi pravdépodobnosti.
Jak bylo ukdzéno v ¢asti 5.8.1, vyskyt (lab,lab)® nemé negativni vliv na udeni sité. Vari-
anta 2. vytvori pro obrazek, ktery ma byt zarazen do kategorie lab, trénovaci sadu (lab, cat)
pro vSechny kategorie (pfipadné pro vsechny vyjma (lab,lab) u 2.b). Sit bude ale uéena
s pozadovanou hodnotou D, ktera nebude bud 0 nebo 1, ale bude odpovidat pravdépodob-
nosti, kterou sit pritadi kategorii cat (ptipadné bez uvazovani spravné kategorie na vystupu
pro variantu 2.b). Uéeni pak bude probihat podle vztahu 5.1, ktery byl vyjadien ve formé
pozadované hodnoty D pravé pro tyto tcely. Varianta 3. vyuzije vstupi do prvni plné pro-
pojené vrstvy, zde se vyskytuje velké mnozstvi ryst. Tyto by mohly tvorit vystupni vrstvu
word2vec sité (stejné jako ID obrézku). Uceni by mohlo probihat na podobném principu,
ktery byl prezentovan ve variantach 1. nebo 2..

SReflexe
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" container s ip

container ship
black widow lifeboat
cockroach amphibian cheetah

tick fireboat bumper car snow leopard
starfish drilling platform golfcart
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=

adagascar cat

agaric squ I monkey

grille mushroom grape spider monkey

pickup jelly fungus elderberry titi

beach wagon gill fungus |ffordshire bullterrier indri
fire engine | dead-man's-fingers currant howler monkey

Obrazek 6.3: Piiklad odezvy CNN, jejimz cilem je prifadit kazdé kategorii pravdépodobnost
vyskytu v obraze za predpokladu, ze v obraze se mé vyskytovat pravé jedna kategorie
(prevzato z [17]).

6.3 Trénovani

Pro trénovani CNN bylo vyuzito vzorového prikladu na konvolu¢ni neuronové sité z knihovny
TensorFlow’. Tento skript vyuziva 2 konvoluéni a maz pooling vrstvy. Jeho datovou sadu
tvoif CIFAR-10 piedstaveny v [3]°. Obsahuje 10 kategorii, pfi¢emz kazdé kategorie zahr-
nuje 5 tisic trénovacich a tisic testovacich obrazka. Rozméry obrazki jsou pouze 32 x 32
pixeli.

Pri trénovani je vyuzito prostfednich 24 x 24 pixel. Aby bylo dosazeno vétsi robustnosti,
v poloviné piipadii dochazi k prevraceni obrazu podle svislé osy a ndhodné se upravuje
kontrast a jas. Pro natrénovani modelu bylo pouzito 130 tisic kroku, kde jeden krok odpovida
davce o velikosti 128, celkové tak bylo provedeno vice nez 300 epoch. Kombinovana chyba
na trénovacich a testovacich datech je priblizné 7 %. Ze vsech dostupnych 60 tisic obrazku
byla vytvorena datova sada pro word2vec podle varianty 1., kde k& = 3. Datova sada je
ulozena ve formé lab closest; closests closests, kde closest; znaci i-tou nejpravdépodobné;jsi
kategorii, jednotlivé pripady (obrézky) jsou oddéleny oddélovacem | | |.

7 diavodt malého poctu kategorii je pro trénovani word2vec modelu zvolena velikost
vysledného embeddingu 5 a pocet negativnich vzorkt taktéz 5. Tuto sit predstavuje volba
EVALUATION_TYPE = 7 a EVALUATION_TYPE = 8 (V druhé varianté dochézi k zameéné vstupu
a vystupu). Jelikoz nyni neprobiha uéeni s vyuzitim kontextového okna, zdména vstupu a
vystupu ma vliv na vytvoreny embedding.

"Ptiklad je dostupny z https://www.tensorflow.org/tutorials/deep_cnn
8Jeji podrobnéjsi popis je dostupny z http://www.cs.toronto.edu/~kriz/cifar.html
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6.4 Vytvorena reprezentace slov

Jelikoz neexistuje kritérium, které by posoudilo, jak kvalitni vysledna reprezentace je, poku-
sim se priblizit tuto reprezentaci pomoci tabulek zobrazujicich blizkost slov. Z Tabulky 6.1
lze pozorovat konkrétni vztah mezi urc¢itymi objekty, které se v otazkach odliseni zivych a
nezivych objektt shoduji. Naopak v nékterych kategoriich se lisi.

Tabulka 6.1: Vycet nejpodobnéjsich slov na zédkladé thlu, ktery mezi sebou sviraji vektorové
reprezentace pro nauceny model s vyuzitim chybovosti klasifikace CNN.

Nejpodobnéjsi slovo

EVALUATION_TYPE
Slovo
7 8
dog cat horse
cat dog frog
deer horse dog
horse deer dog
frog bird cat
bird airplane frog
ship airplane truck
airplane ship ship
automobile truck truck
truck automobile automobile

Jesté podrobnéji je priblizena varianta EVALUATION_TYPE = 7 skrze Tabulky 6.2 a 6.3,
kterd pro kazdé slovo ukazuje podobnost vektori, kde 1 vyjadiuje stejné vektory a -1 na-
prosto odlisné. Kromé zminénych vztahti mezi zivymi a nezivymi objekty lze také pozorovat
vazbu mezi kockou a psem, letadlem a ptakem nebo automobilem a nakladnim vozidlem.

Tabulka  6.2: Podobnost  reprezentaci slov  predstavujici  nezivé  objekty
pro EVALUATION_TYPE = 7.

automobile truck ship airplane

truck 0.9877 || automobile 0.9877 airplane 0.7608 ship 0.7608
ship 0.2725 ship 0.3723 truck 0.3723 bird 0.6377
frog 0.1371 airplane 0.2558 || automobile 0.2725 truck 0.2558
airplane 0.1104 frog 0.1228 bird 0.1719 horse 0.1667
horse 0.0870 horse 0.0888 dog 0.1397 frog 0.1288
deer 0.0726 deer 0.0653 cat 0.1208 deer 0.1208
cat -0.0258 cat -0.0948 horse 0.0552 || automobile 0.1104
dog -0.0359 dog -0.1054 frog -0.0210 cat -0.1357
bird -0.2750 bird -0.1957 deer -0.3449 dog -0.1537
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Zivé objekty

Tabulka 6.3: Podobnost reprezentaci  slov  predstavujici
pro EVALUATION_TYPE = 7.
dog cat deer bird

cat 0.9715 dog 0.9715 horse 0.6744 airplane 0.6377
horse 0.4560 frog 0.5029 bird 0.5978 deer 0.5978
frog 0.2944 horse 0.2886 frog 0.3080 frog 0.5888
deer 0.2542 bird 0.2698 dog 0.2542 cat 0.2698
bird 0.1761 deer 0.2455 cat 0.2455 horse 0.2166
ship 0.1397 ship 0.1208 airplane 0.1208 dog 0.1761
automobile -0.0359 || automobile -0.0258 || automobile 0.0726 ship 0.1719
truck -0.1054 truck -0.0948 truck 0.0653 truck -0.1957
airplane -0.1537 airplane  -0.1357 ship -0.3449 || automobile -0.2750
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Kapitola 7
Zaver

V réamci diplomové prace byly detailné predstaveny obé architektury (CBOW a SG) word2vec
a jejich proces uceni (v kapitole 2). Aby se tyto daly efektivné pouzivat, je nutné zvolit jednu
z optimalizac¢nich technik, které pro velké slovni zasoby vyrazné zrychluji proces uceni.
Pri predstaveni uceni téchto neuronovych siti byl umoznén alternativni pohled na tpravu
vah sité prostfednictvim vektoru. Aby byl proces uc¢eni neuronovych siti vice intuitivni, byla
nabidnuta paralela mezi magnetickymi silami a pohybem vektori. S vyuzitim sémantické
informace mezi statem a jeho hlavnim méstem bylo pomoci prikladii demonstrovano zacho-
vani této vazby v naucenych modelech. Déale bylo v kapitole 3 navrzeno nékolik moznych
Uprav vcetné moznosti integrace jinych informaci.

V ¢asti b byla implementovana architektura SG s vyuzitim NS a tato byla rozsitena
o nékteré navrzené upravy zahrnujici obrazky. Vysledna reprezentace po aplikaci téchto
uprav neni srovnatelna s puvodni architekturou, a to zejména z divodu absence dostate¢né
obecné a rozsahlé obrazové datové sady. V této je prinejmensim velmi obtizné reprezentovat
néktera slova. Kombinace textové a obrazové informace v jednom modelu neptinasi uzitek.
Od experimentt s URL adresami bylo upusténo po Spatnych zkusSenostech s obrazovymi
datovymi sadami.

Pri vytvareni slovni zasoby z obrazového korpusu doslo k prekvapivému zhorSeni Gspés-
nosti na evaluacni sadé po vyfiltrovani interpunkce. Pivodné byla néktera slova reprezen-
tovana az tfemi pripady (,slovo®, ,slovo., | slovo,“), vyvstava tak otdzka, jestli by zahrnuti
interpunkce v textovém korpusu nemélo priznivy vliv na vektorovou reprezentaci slov.

P1i pouziti neuronovych siti ke klasifika¢nim aceliim se ¢asto stavd, Ze se ani nesnazime
interpretovat vahy vytvorenych siti, ale sif chapeme pouze jako aproximaci urc¢ité funkce
y = f(z). Naproti tomu ve word2vec modelech zalezi po nauceni vyhradné na vahach
a vystup sité y na zakladé vstupu sité x pro nds neni podstatny, prestoze by vypovidal
o kookurenci vstupniho a vystupniho slova.

Myslenku interpretace vah sité a uc¢eni bez ucitele se snazi jesté vice zvyraznit kapitola 6
zabyvajici se moznosti vyuziti konvoluéni neuronové sité. Vysledky ziskané timto zptisobem
déavaji prostor pro dalsi rozsiteni a ukazuji princip reprezentace objektti bez zasahu c¢lovéka.
Vznikla reprezentace dokaze zachytit urcité vztahy a muze byt pouzita pro separaci zivych
a nezivych objektt na zakladé vektorové reprezentace slov pouzité datové sady.
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Priloha A

Seznam priloh

e DVD se zdrojovymi soubory, natrénovanymi modely, timto textem ve formatu pdf a
Sablonou pro Latex
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