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Uvod

Poznat budtcnost pred tym, nez sa stane, by zachranilo milibny Zivotov,
z mnohych spravilo bohécov ¢ zlepsilo triedny priemer na zakladnych skoléch.
Nemozné?!

Predikcia. Jeden z najziadanejsich cielov Statistiky. Existuju mnohé néstroje,
vdaka ktorym sme schopni do istej miery budicnost skutocne poznat. Jednym
z odhadovacich algoritmov, ktory mozno pri predikcii pouzit, je i Kalmanov filter.
Prave tymto algoritmom sa v praci budem zaoberat. Jeho pouzitie je velmi Siroké,
no najcastejsie sa s nim stretavame v roznych technologickych aplikaciach, akymi
st napriklad navigacie, lietadl&, kozmické lode atd.

V tejto praci sa pokisim slavny Kalmanov filter pouzit v trochu, pre neho,
netradi¢nej oblasti, a to v oblasti ekonémie. Praca bude rozdelené na 4 kapitoly.
V prvej kapitole budu zadefinované pojmy potrebné pred zavedenim samotného
Klamanovho filtra, druha kapitola bude venovana prave teorii filtra a zvysné
dve kapitoly predvedu fungovanie algoritmu postupne na simulovanych a neskor
na realnych datach.

Filantrop, miliardar ¢i jeden z najvacsich investorov sveta? Tri privlastky, je-
den muz. Ano, re¢ je o Warrenovi Buffettovi. Vestec z Omahy, ktorého meno je
dnes symbolom investovania, je znamy svojim velmi pozitivnym postojom ku in-
dexu S&P 500. Ide o index obsahujici 500 najvykonnejsich spolo¢nosti kotova-
nych na burzach v USA. Ako mladého ¢loveka, ktory bude mat onedlho stély
prijem a moznost odkladat si pravidelne istu ¢ast financii, ma vyvoj tohto in-
dexu zaujima, a preto som sa rozhodla prave nan v tejto praci Kalmanov filter

aplikovat.

11



Kapitola 1

Priprava pred zavedenim ,.pojmu*
Kalmanov filter

Predmetom tejto sekcie bude par uvodnych poznémok a definicii, ktorych
znalost je pred samotnym zavedenim teorie tykajucej sa Kalmanovho filtra nevy-
hnutna. Prvym z pojmov, bez ktorého sa dalej nezaobideme, je pojem matema-
ticky model.

Pri spracovani tejto kapitoly boli vyuzité predovetkym zdroje [1]| - 7], [35],

[35] -

Definicia 1.1 Matematickym modelom rozumieme abstrakinyg model, ktory vy-

uZiva matematicky zdpis na popis spravania systému (sustavy).

Jedno z moznych deleni matematickych modelov je delenie na modely statické
a dynamické. Toto kritérium, na zaklade ktorého budeme modely rozdelovat,
je zaloZzené na ich spravani sa v ¢ase. Modely, ktoré sa v ¢ase vyvijaju, buda
modelmi dynamickymi a prave tieto modely buda predmetom nasho skuimania.

Definiciu tohto modelu si preto uvedieme.

Definicia 1.2 Nech G je otvorend podmnoZina priestoru R™ a vektorovd funkcia
p(t,x) zobrazuje mnoZinu Rx G do G. Dalej nech @ € C(Rx @), t.j. ¢ je spojitd

na R x G, a mad nasledujiice vlastnosti:
o 0(0,2% =x% € G,

o p(t+s,2% = p(t,p(s,x°) pre kazdé t,s e R, ° € G,
12



o pre kazdé t € R existuje k zobrazeniu @(t,-) inverzné zobrazenie a je rovné

Potom zobrazenie ¢ : R x G — G nazveme tok. Pre kazZdé t € R nazveme
zobrazenie @(t,-) : G — G dynamicky systém v R". Priestor R™ nazveme fdzovy

stavovy) priestor.
(

Poznamka 1.1 Objekt modelu nazveme stav. Tok bude urcovat mieru, akou dany

objekt pribida alebo ubida.

Dalsim pojmom, s ktorym budeme pracovat, je pojem linedrneho systému
a Casovo invariantného systému. Pre prehladnost zavedieme znacenie, ktoré bu-

deme v dalsom texte vyuzivat: ¢(t, x(t)) =: p(x(t)).

Definicia 1.3 Linedrnym systémom nazyvame systém, v ktorom plati princip

superpozicie, tzn.:
o aditivita: p(@(t) + y(t) = p(x(t)) + p(y(1)),

e homogenita: p(ax(t)) = ap(x(t)), kde a, b si lubovolné konstantné hod-

noty, (t), y(t) su lubovolné funkcie premennej t.

Casovo invariantnym systémom rozumieme systém, kde vztah medzi vstup-
nymi a vystupnymi premennymi nezavisi od plynutia ¢asu. Ak je vstupna funkcia
(signal) dana ako x(t) a vystupna ako y(t), potom vstup posunuty o hodnotu 6,
a teda dany funkciou v tvare (¢ + ), ma za nasledok vystupnu funkciu v tvare
y(t+9).

V nasledujiucom odstavci si uvedieme pristup, pomocou ktorého overime, ¢i

je dany systém ¢ nemenny v case:

1. Na systém aplikujeme I'ubovolny vstup « a vytvorime Iubovolny vystup y

2. Pouzijeme druhy vstup &; na systém a vytvorime druhy vystup y,

p(x1(t) =y, (1)
13



3. Priradime prvy vstup ku druhému tak, aby sa rovnali a boli navzajom

posunuté o ¢asova konstantu

x(t) = a1 (t — 9).

4. Systém je Casovo nemenny v pripade, ze sa vystup funkcie & rovné vystupu

Yy, posunutému o rovnaki ¢asova konstantu
y(t) =y, (t —9).

Poznamka 1.2 Jednymi v prazi z najvyuZivanejsich systémov su systémy LTI

(linedrne casovo invariantné systémy).

Prave sme si uviedli zakladné pojmy tykajice sa dynamickych systémov, s kto-
rymi sa budeme dalej v praci stretavat. V tejto kapitole eSte spomenieme jedno
z najcastejSie vyuzivanych rozdeleni pravdepodobnosti spojitej ndhodnej veli¢iny
X, a to normélne rozdelenie. Najbeznejsim typom nahodnych veli¢in riadiacich
sa normalnym rozdelenim si ndhodné chyby (chyby merani, spésobené velkym
poc¢tom neznamych a navzajom nezavislych pricin). Konstrukcia klasického Kal-
manovho filtra bude predpokladat prave chyby distribuované normalnym rozde-
lenim, a preto si toto rozdelenie uvedieme.

Néhodnéa veli¢ina X s norméalnym rozdelenim mé hustotu

1 z—p)?
f(z) = e~ , reR
oV 2m

Znatime X ~ N(p,0?), up € R, o > 0 st parametre, kde E(X) = p je stredna
hodnota X a var(X) = o2 je rozptyl X.

1.1. Stavovy priestor

Reprezentéicia systému s viacerymi vstupmi a vystupmi sa stava naroc¢né.
Metoda stavového priestoru tento problém do zna¢nej miery odstranuje. Stavovo-
priestorové modely pouzivaju stavové premenné na popis systému pomocou si-

stavy diferencidlnych alebo diferen¢nych rovnic 1.radu.

14



NajvSeobecnejsia stavova reprezentécia linearneho systému s p vstupmi, g vy-

stupmi a n stavovymi premennymi je dana nasledujticou sustavou dvoch rovnic:
z(t) = A(t)x(t) + B(t)u(t)

(1.1)
y(t) = C()z(t) + D(t)u(t),

t) = La(t)
-) - stavovy vektor x(t) € R"

-) - vystupny vektor y(t) € R?

-) - vstupny (riadiaci) vektor u(t) € R?

-) - stavova (systémova) matica, dim[A(-)] =n xn

()
B(-) - vstupna matica, dim[B(-)] =n x p
()

Q

-) - vystupna matica, dim[C(-)] = ¢ x n
D(-) - dopredna (prechodova) matica, dim[D(-)] = ¢ x p. V pripade, kedy model

nema priamu priechodnost, tak matica D je nulova.

V tomto vSeobecnom zépise moézu byt vSetky matice Casovo premenlivé, ich
prvky mozu zavisiet od ¢asu. V beznom pripade LTI (linearny ¢asovo invariantny
systém) st matice ¢asovo nemenné, a teda tvar sastavy je jeden z dvoch nasledu-
jucich:

e pre Spojity typ systému:

(1.2)

Poznamka 1.3 Pre spojity pripad nahrddza reprezentdcia stavového pries-
toru diferencidlnu rovnicu n-tého radu sustavou diferencnidlnych rovnic pr-

vého rddu.

e pre explicitne vyjadreny diskrétny typ systému:

Tpp1 = Az + Buy,
(1.3)
Yy, = Cxy + Duy.

15



Poznamka 1.4 Pre diskrétny pripad nahrdadza reprezentdcia stavového priestoru

diferencni rovnicu n-tého radu sustavou diferencniyjch rovnic prvého rdadu.
Vyhody zapisu:
e Aj velké systémy mozu byt reprezentované dvomi rovnicami.

e Vsetky systémy st reprezentované rovnakym zapisom, preto je jednoduché

vyviniut vSeobecné techniky na rieSenie tychto systémov.

e Jednoducha pocitacova simulécia diferencidlnych rovnic 1. radu.

Poznamka 1.5 V pripade, kedy vystup zdvisi len na stavovyjch premennyjch, ho-
vorime o tzv. silnej fyzikdlnej realizovatelnosti. V pripade, kedy vijstup zdvisi ok-
rem stavov 1 na vstupniych premennych, hovorime o tzv. slabej fyzikdlnej repre-

zentovatelnosti.

Mnohé dynamické modely st popisané diferencidlnymi, pripadne diferenénymi
rovnicami vysSieho radu. Nasim ciefom bude transformovat dand rovnicu tak,
aby zodpovedala tvaru stavovo - priestorového modelu. Ulohou tak bude previest
diferencialnu rovnicu (popripade diferenént rovnicu) n-tého radu na systém dife-
rencialnych (diferen¢nych) rovnic radu 1. Nasledujuca sekcia sa tak bude venovat

algoritmu na redukciu rddu diferencialnej rovnice.

1.1.1. Algoritmus na redukciu radu diferencialnej rovnice

Vseobecna diferencialna rovnica rddu n méze byt vyjadrena ako stustava n di-
ferenciadlnych rovnich 1. radu. RieSenie sustavy diferencialnych rovnic 1. radu
je ommnoho jednoduchSie, nez rieSenie samotnej diferencidlnej rovnice vysokého
radu, preto zavedieme algoritmus redukcie radu diferencialnej rovnice.

Diferencialna rovnica n—tého radu:

dny dn—ly dy
an%+anf1ﬁ+---+a1%+aoyfu.

16



Tato rovnica je tzv. riadiacou rovnicou dynamického systému. Ide o rovnicu, ktora
uplne charakterizuje dynamicky stav systému.

Algoritmus redukcie radu diferencidlnej rovnice:

1. Na Tavu stranu rovnice izolujeme ¢len s najvys$sim stupiiom derivacie:

dy — apy ardy anad 'y 1

e a, a,dt a, dt"1  a,

kde za stavy systému povazujeme y a jeho n — 1 prvych derivacii.

2. Definujeme novi premenni x1, ako x; = y. Dostaneme:

dnfly

Tn(t) = P

kde funkcie z;(t) st stavové premenné.

3. Derivéacie stavovych premennych:

dx

o =
dx

@ ol
dmn—l

p— n t

= (t)
drn _ 4y

dt  dtr

17



4. Ku rovniciam odvodenym v tretom kroku pridame rovnicu z prvého kroku:

dx
i

di[)n,1
dt

= z,(1)

dx,, ao ay Q1 1
— =X — — Xy — ... — Ty + —u.
dt an an, an, an,

5. Vektorovo-maticovy zapis vysledného systému:

0 1 0 0 0 1
g i 0O 0 1 0 0 T
: : 0 0 0 1 0 3
dony i : :

doy T o 0 0 0 - 1 Ty
_% _& 6 03, ,  _On-1 T,

Dostali sme tak tvar stavovo - priestorovej rovnice:

(t) = Ax(t) + Bu(t).

1.1.2. Algoritmus na redukciu radu diferen¢nej rovnice

Diferen¢né rovnica n-tého radu je definovana:

UnYk+n + On-1Yk4n—1 + - + Q1 Yg1 + QoY = u.

o O

§|,_.o

Na odvodenie prislusného stavovo-priestorového tvaru bude vyuzitd analo-

gicka technika, ako tomu bolo pri spojitom pripade. Dostaneme tak:

0 1 0 0 --- 0
T, Az, o o 1 0 --- 0
: : 0 0 0 1 -+ 0
Ln—1p41 Amn*1k+1 :
Ty iy Axnkﬂ an Oal Oa2 Oag al B
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1.2. Potreba Kalmanovho filtra

Priklad 1 Majyme radar, ktory vysle kaZdyjch 5 sekind luc v smere lietadla. Po vy-
slant lica radar odhadne aktudlnu polohu a ryjchlost lietadla. Radar sa tieZ pokist

predpovedat polohu ciela (lietadla) na nasledujicom lici.

Z Newtonovych pohybovych rovnic odhadneme budicu polohu ciela nasle-

dovne

1
T = 2o + VoAt + §aAt2,

kde:

To - pociato¢na poloha ciela

vg - poCiato¢na rychlost ciela

a - zrychlenie ciela

At - ¢asovy interval (v nasom pripade 5 sekind)
x - pozicia ciela.

V 3 dimenziach [z,y, z] dynamicky model vyzera nasledovne:

1

T =g+ Uont + §axAt2
1 2

Y = Yo + vy, At + iayAt (1.4)
1 2

z =2y + v, At + §aZAt .

Parametre ciela nazveme stav systému [z, y, 2, Uy, Uy, U, 4s, @y, @], kde vstupné
argumenty do predpovedného algoritmu odpovedaji sic¢asnému stavu a vystupné
argumenty stavu budiicemu.

V tomto okamihu by sa mohlo zdat, ze mame vSetko potrebné na predikciu
dalsieho stavu lietadla, nakolko pozname ako dynamicky model, tak i sucasny
stav ciela. Takato uvaha by v8ak bola chybna. Meranie radarom totiz nie je uplne
presné. Zahifia nahodnu chybu, ktorej velkost moze zavisiet od roznych faktorov,
akymi st napriklad: Sirka laca, kalibracia radaru, atd. Chyba tohto typu sa nazyva

Sum merani.
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Pohyb ciel'a taktiez nemusi byt zostladeny s pohybovymi rovnicami vplyvom
vonkajsich okolnosti, akymi st napriklad: vietor, vzduchové turbulencie, manévre
pilota, atd. Chybu dynamického modelu budeme nazyvat procesny Sum.

Odhadované a skuto¢né poloha sa tak mozu liSit a radar by v tomto pripade
odoslal Ia¢ inym smerom a ciel by minul. Na zlepSenie predikcie sa preto vyuzivaju
rozne algoritmy, ktoré zohIadnuju, ako meraci Sum, tak i Sum procesny. Jednym

z takychto algoritmov je aj Kalmanov filter.
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Kapitola 2

Kalmanov filter

Pri spracovani tejto kapitoly boli vyuzité predovsetkym zdroje [1] - [11], [30],

[39].

2.1. Rbézne druhy Kalmanovho filtra

Po zavedeni uvodnych definicii mézeme prejst priamo k samotnému zadefi-
novaniu Kalmanovho filtra. Algoritmus Kalmanovho filtra sa vyuziva pri odhade
stavov na zaklade dynamického modelu diskretizovaného v case. Tento model,
vstupujuci do Kalmanovho filtra, je vyjadreny v stavovo - priestorovom tvare.

Model predpoklada, ze skutocny stav v casovom okamihu n sa vyvinul zo stavu
v ¢asovom okamihu n — 1, ¢o je vyjadrené pomocou prvej, stavovej (procesnej),
rovnice. Pomocou druhej rovnice, rovnice pozorovani (merani), vyjadrime meranie
z skutocného stavu x v case n.

T, = Fa:n_l + G'U,n + w,
(2.1)
z,=Hx, + v,,
kde:
F' - stavova matica
G - vstupna matica
H - matica pozorovani
x, - stav v Case n

u,, - meratelna vstupna (riadiaca) premenna do systému
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z, - meranie v ¢ase n
w,, - procesny sum, kde w, ~ N(0,Q)

v, - Sum merani, kde v,, ~ N(O,R).

Klasicky Kalmanov filter bude aplikovany na systémy, ktoré spliiaji dva na-

sledujuce body:
e systém je linearny,
e Sum v modeli je Gaussovsky biely sum.

V takomto pripade je Kalmanov filter optimélny v zmysle minimalizacie strednej
Stvorcovej chyby odhadov parametrov. Tieto dva body stucasne vytvaraji naj-
vacsiu slabinu Kalmanovho filtra. Mnohé algoritmy sa tieto obmedzenia snazia
odstranit, ale zva¢sa na tkor vicSej nepresnosti alebo velmi velkej zloZitosti al-
goritmu.

Naopak, za velku vyhodu Kalmanovho filtra moZno povazovat fakt, Ze sa jedna
o algoritmus zo skupiny rekurzivnych algoritmov. To znamena, Ze na odhad ak-
tualneho stavu je potrebny len odhad stavu minulého a meranie v aktualnom
¢ase. Informaciu z predchadzajucich iteracii nie je potrebné ukladat. V realnej
aplikacii ide o Setrenie paméte pocitaca.

Pre prehladnost si v tejto ¢asti uvedieme eSte tabulku réznych druhov Kal-

manovho filtra.

FILTER MODEL | DISTRIBUCIA| VYPOCETNA NAROCNOST
Kalmanov filter | linearny Gaussova nizka

Rozs§ireny lokalne Gaussova nizka (Jakobidny st pocitané
Kalamnov filter | linearny analyticky), stredne vysoka

(Jakobiany st pocitané
numericky)

Neparfumovany | nelinearny|  Gaussova stredne vysoké
Kalmanov filter
Diskrimina¢ny | nelinedrny| ne-Gaussova vysoké
Kalmanov filter

Tab. 2.1: Rozne druhy Kalmanovho filtra
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Algoritmus vykonéva na zéklade 5 rovnic stale sa opakujice dva kroky, predikény
a aktualizacny. Na uvedomenie si, ako filter skuto¢ne pracuje, je dolezité dobre
poznat jednotlivé rovnice. V nasledujicej sekcii sa preto pokisime s nimi obo-
znamit blizgie. Pred samotnym zavedenim rovnic si eSte uvedieme Bayesovu vetu,

ktora bude v algoritme Kalmanovho filtra vyuzivana.

Veta 2.1 Nech B;, 1 =1,...,n suvzajomne nezlucitelné nahodné javy, kde v kaz-
dom pokuse nastdva prdve jeden z nich. Pre sucet ich pravdepodobnosti tak plati:
>orP(B; = 1). Pre jav A navyse plati P(A) > 0. Ak pozndme vsetky prav-
depodobnosti P(A|B;) javu A za podmienky vyskytu jovu By, pre ¥i = 1,...,n
a apridrne pravdepodobnosti javu P(B;), potom pravdepodobnost javu P(B;|A)

vypocitame pomocou Bayesovho vzorca:

P(A|B;)P(B;) P(A|B;)P(B;)

P(B;|A) = P(A) - i P(A|B;)P(B;)

Poznamka 2.1 Prepojenie Bayesovej vety spolu s Kalmanovym filtrom spociva
v pouiti vety na odvodenie podmienenych pravdepodobnosti P(Zni1n) a P(Xpp)
pre ziskanie
£n+1|n = E[wn+l|wn]
CEn|n = E[wn’zn]a
kde
Tyi1)n - vektor predikcie stavu systému v casovom okamihu n + 1, na zdklade

stavu v casovom okamihu n

Zppn - vektor odhadovaného stavu systému v casovom okamihu n.

2.2. Stavova extrapolac¢na rovnica
Na zaklade informéacie o aktualnom stave systému rovnica

Eniin = Fpn + Gu,, (2.2)
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predikuje buduci stav. V pripade diskrétneho typu dynamického systému matice
F a G priamo odpovedaji maticiam A a B z rovnice (1.2).

Mnohé dynamické systémy su spojité. Algoritmus Kalmanovho filtra vyza-
duje, aby sme spojité systémy najskor diskretizovali. Jednym z moznych sposo-
bov diskretizacie je napriklad i integralna aproxima¢na metoda. Jej aplikiciu si
ukazeme priamo pri odvodzovani matic F' a G. Budeme vychadzat z tvaru LTI
dynamického systému bez vonkajsich vstupov, a teda B = 0. Takyto systém

mozno vyjadrit pomocou oby¢ajnej diferencialnej rovnice 1. radu:

z(t) = Ax(t).

Zintegrovanim ziskame:

T 0
In(x,.1) — In(x,) = AAL,
In(x,41) = In(x,) + AAL,

Loy = M@ HAN
AAt

Lnt+1 = Tpt s

a teda:

F =28,

Ziskali sme tak stavovi maticu F' (pozorujeme, Ze je dané ako maticova expo-
nencidlna funkcia). Nakolko je matica v exponencidlnom tvare, mozno ju vypo-

¢itat pomocou Taylorovho rozvoja.
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Dostavame tak:

At)?

A
F =t =1 AN o1

- (2.3)

Dalsim odvodenim by sme ziskali, Ze hodnota vstupnej kontrolnej matice G

bude dané nasledujicim vztahom:
At
G:/ e dt B. (2.4)
0
Rovnicu (1.2) tak mozno prepisat do tvaru:

At
x(t + At) = e (t) + / et dt Bul(t).
0

2.3. Kovarian¢na extrapola¢ni rovnica

Kovarian¢né extrapolacné rovnica slizi k odhadu neistoty v modeli (2.1). Téato

rovnica je v tvare

Pn+1|n = FPn|nFT + Q> (25>

kde:
P, - matica neistoty odhadu (kovariancie) aktualneho stavu
P, 1, - matica predikcie neistoty odhadu (kovariancie) pre buduci stav
Q - matica procesného Sumu.
Pre znézornenie odvodenia druhej rovnice Kalmanovho filtra najskoér pouzi-
jeme zjednoduseny tvar, kedy procesny Sum, a teda @, polozime 0. Pri odvodzo-

vani vyuzijeme tvar kovarian¢nej (tieZ nazyvana variancna) matica:
var(x) = El(x — Elz])(x — Elz])"] = E[(x — po)(x — pa)" ],
a teda
Uar<§3n|n) = Py = E[(jnln - Nmn|n)(5’3n|n - Nmn|n)T]-

Podla stavovej extrapola¢nej rovnice plati:

Lptiln = Fwn|n + Gun‘
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Tento tvar dosadime do nasledujicej rovnice za &,41, a po upravach ziskame

vysledny tvar matice predikcie neistoty odhadu:
Priijn = E[(Zns1n — Bangipn) (@ntipn — M93n+1|n)T} =
= E[(F&pjn + Gu, — Fp, | — Gu,)(FE + Gu, — Fp,  — Gu,)'] =
)]

= BI(F (@ — s, ))(F (o — o,

n|n

Dalej z pravidla (AB)T = BT AT dostavame:

E[F &nn — s, )@ — p1,,) F'] =
=FP,,F".

Zostava pozriet sa blizsie na maticu procesného Sumu Q.

2.3.1. Matica procesného Sumu

Procesny Sum v mnohorozmernom Kalmanovom filtri budeme znézornovat
kovarianénou maticou Q.
Medzi roznymi stavovymi premennymi moze byt procesny Sum nezavisly. V ta-

komto pripade je matica @ diagonalnou maticou nasledujiceho tvaru:

Q1 0 0
0 go - 0
0 0 - qu

Procesny sum medzi jednotlivymi stavovymi premennymi v8ak moze byt i za-
visly. Vezmime si model s konStantou rychlostou, a teda predpokladame zrychlenie
a = 0. Nahodny rozptyl v zrychleni o2 vSak sposobi rozptyl v rychlosti a polohe
telesa. V takomto pripade vznik4 korelacia procesného Sumu medzi stavovymi

premennymi.
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Delenie modelov podla spojitosti procesného Sumu:
1. diskrétny Sumovy model
2. spojity Ssumovy model

Diskrétny sumovy model je charakterizovany roznymi hodnotami Sumu v jed-
notlivych ¢asovych okamihoch, kde medzi konkrétnymi ¢asmi je Sum konstantny.

Spojity sumovy model sa odlisuje tym, ze Sum sa v iom meni spojito v ¢ase.

Poznamka 2.2 Matica procesného sumu pre diskrétny model nech je oznacend

Q, pre spojity pripad ako Q.. Potom vztah medzi nimi mozno vyjadrit nasledovne:

Qc:/oAtht~

Hodnota rozptylu procesného Sumu hra v modeli Kalmanovho filtra zasadna
rolu. Vratme sa spét ku prikladu 1. Pre manévrujuce ciele mozno oc¢akéavat vyssiu
hodnotu o2, naopak, pre ciele bez manévrov mozno pocitat s nizsou hodnotou o2.

Doposial sme si blizsie predstavili obe predpovedné rovnice Kalmanovho filtra.

Dalej tak mozno pokracovat prave aktualizacnymi rovnicami.

2.4. Rovnica aktualiziacie stavu

Po obdrzani nového merania z,, je potrebné aktualizovat hodnotu stavu, a tiez

hodnotu kovariancie. Rovnica aktualizacie stavu, dané v tvare

CEn|n = CEn|n—1 + Kn(zn - Hin|n—1)7 (26>

kde:

Ty, - vektor odhadovaného stavu systému v ¢asovom okamihu n

Zpjn—1 - vektor predikovaného stavu systému v ¢asovom okamihu n — 1 do caso-
vého okamihu n

K ,, - Kalmanov zisk
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bude vyuzivana k spresneniu (aktualizacii) odhadu stavu v algoritme Kalma-
novho filtra.

Rovnica merani

z,=Hx, +v,, (2.7)

kde:
x, - skutoény stav systému (skryty stav)
v,, - vektor ndhodného Sumu

je pre rovnicu aktualizacie stavu pomocnou rovnicou. Namerana hodnota
predstavuje skutofny stav systému (skrytd premenné) zmeneny o Sum nahod-
ného merania v,,.

Po uvedeni rovnice merani vieme urcit vSetky ¢asti rovnice aktualizicie stavu

okrem Kalmanovho zisku, ktory si o chvilu predstavime tiez.

2.5. Rovnica aktualizacie kovariancie

Rovnicu aktualizacie kovariancie odvodime z rovnice aktualizacie stavu(2.6).
Na tuvod si uvedme znacenie, ktoré budeme pri tejto rovnici vyuzivat
P,,, - matica neistoty odhadu (kovariancie) aktualneho stavu
P,,,_1 - matica neistoty odhadu (kovariancie) aktualneho stavu na zaklade stavu
predchadzajiceho
R, - neistota merani (kovarian¢na matica Sumu merani), R, = E[v,v]].

Do rovnice aktualizécie stavu za hodnotu z,, dosadime vztah (2.7) a dostavame
tak:

Ty = Tppn—1 + Kn(Ha,, + v, — HEppp-1).

Kovarian¢nu rovnicu vo vSeobecnosti mozno zapisat ako:

pP,, = E[eneT],

n

kde e,, predstavuje chybu odhadu a v tomto pripade ju mozno vyjadrit ako rozdiel

skutofného stavu systému v ¢ase n (x,) a odhadu stavu systému v asovom
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okamihu n (&,,). Dostavame tak:
Py = El(n — Topn) (T — Tupa) '] =
= B((I - K, H)(z — &ajn-1) — Kvo)|[(I = K H) (@0 — Ej-1) — Kova)]"
— BI(I — K H) (@, — @ujp 1) (@0 — B 1) (1 — K, H)'|
BT — K H) (@, — @) (K0,)") = BIK0,) (@, — &0 1) (L~ K, H)')
+E[(K,v,)(K,v,)"].
Dalej je dolezité uvedomit si, Ze chyba e, nekoreluje s aktualnym Sumom merania

T

, = 0, a teda niektoré ¢leny rovnice mozno rovno polozit nule.

v,. Preto e,v

Dostavame tak:
P, = E[(I-K,H)(x,—&nn-1)(@n—&njn-1) (I-K,H)" |+EK,v,(K,v,)"],

a teda

P,,=(I-K,H)P,, .(I-K,H)"+K,R,K]. (2.8)

Tento tvar rovnice aktualizacie kovariancie sa nazyva Josephov tvar. V pri-
pade, ze K, je optimalny Kalmanov zisk, rovnicu aktualizacie kovariancie mozno
zjednodusit na tvar:

P, =(I—K,H)P,, ;. (2.9)

Na odvodenie tejto rovnice vyuzijeme tvar optiméalneho Kalmanovho zisku
(Kalmanov zisk blizsie rozoberieme v nasledujiicej sekcii). Optimélny Kalmanov
zisk je taky, ktory minimalizuje odhady strednych stvorcovych chyb a je dany

nasledujicim vztahom:
K,=P,, H (HP,, H" +R,)".

V prvom kroku rovnicu sprava vynasobime hodnotou (H P,,,,_1 H T+Rn)K Z

Dostavame tak:
K, HP,, H"+R,)K} =P,, \H'K].

Po dosadeni, takto upraveného, Kalmanovho zisku do rovnice (2.8) dostavame

pozadovany, zjednoduseny, tvar rovnice aktualizicie kovariancie, a teda tvar (2.9).
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2.6. Kalmanov zisk

Kalmanovym ziskom urc¢ujeme, ako velmi verime meraniam. V pripade, Ze je
neistota merani velmi vysoka a neistota odhadu, naopak, velmi mala, potom
sa bude hodnota K, priblizovat k 0. Ak bude situacia opac¢né, K, sa bude
priblizovat k 1.

Teraz ukazeme odvodenie rovnice Kalmanovho zisku z rovnice aktualizacie

kovariancie (2.8):

=P,,1— P, H' K, -K,HP,, .+ K,HP,, \H' K + K,R,K].

Kalmanov filter hl'ada optimalne rieSenie, preto budeme Kalmanov zisk hl'adat
tak, aby minimalizoval rozptyl odhadu. Rozptyl odhadu minimalizujeme prave
vtedy, ked budeme minimalizovat sucet prvkov na hlavnej diagonale kovarian¢ne;
matice P,,, a teda stopu tejto matice:

A(tr(Poy) _ d(tr(Popy))  d(tr(Puu  HTKD)  d(tr(K,HPy, )

dK, dK, dK, dK,

+d(tr(KnHPn|n_1HTK£)) N dtr(K,R,K?))
K, K, '

V dalsom kroku vyuzijeme vlastnost tr(A”") = tr(A):

0 d(tr(Pu,))  2d(tr(Pu.-H'KL)) N d(tr(K,HP,, H"'K))
- dK, dK,, dK,
L d(tr(K,R,K))

T =0-2(Pyy1H")+2K,(HP,, 1H" + R,).

Ekvivalentnymi dpravami rovnice z predchédzajiceho kroku tak ziskavame tvar

Kalmanovho zisku:

K,=P,, H'(HP,, \H" +R,) " (2.10)
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2.7. Princip fungovania Kalmanovho filtra

V tejto sekcii si zhrnieme vsetky uvedené rovnice a v strucnosti znazornime
fungovanie algoritmu klasického Kalmanovho filtra.

Pred samotnym zahajenim procesu Kalmanovho filtra prevedieme iniciali-
zacny krok algoritmu.V tomto kroku potrebujeme poznat pociatoény odhad stavu
Tojo a pociatocny odhad matice neistoty odhadu Pgyp. V pripade, Ze nemame
Ziadnu informéciu o poc¢iato¢nom stave, neistotu odhadu nastavime na velmi vy-
sokti hodnotu. Na zéklade apriérnych hodnoét &9 a Pyjo odhadujeme pomocou

predikéného kroku ich tvar v ¢ase n+1, a teda v ¢ase 1. Pomocou rovnic

@1‘0 = F£0|O + GUQ (211)

P1|0 - FP0|0FT + Q (212)

tak dostavame predikovant hodnotu &9, a tieZ hodnotu P;jp. Po prevedeni ini-

cializa¢ného kroku mozno zacat s previadzanim samotného Kalmanovho filtra.
Nézorne prevedme prvu iterdaciu Kalmanovho filtra v ¢ase n = 1.

Zacneme krokom aktualizaénym. V tomto bode vstupuje do algoritmu pozo-

rovanie z; a kontrolovany vstup w, kde na zaklade tychto merani mozno zlepsit

nase odhady. Najskor pomocou rovnice

K,=P,H"(HP,(H" + R)™" (2.13)

vypoc¢itame hodnotu Kalmanovho zisku K. Vysoky Kalmanov zisk (blizky 1)
predstavuje nizku neistotu merania vo vztahu k neistote odhadu. Nizky Kalmanov
zisk (blizky 0), naopak, predstavuje vysoki neistotu merania vo vztahu k neistote

odhadu. Po zisteni hodnoty Kalmanovho zisku dojde na zaklade rovnic

CE1|1 = .’.%1‘0 + Kl(zl — Hlf)l‘o) (214)

Py = (I— K\H)Py (2.15)
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ku samotnej aktualizicii stavu a neistoty. Dostavame tak aposteriorne odhady
211 a Py Tieto hodnoty predstavujia vystupny odhad stavu a neistoty sys-
tému. V prvej iteracii Kalmanovho filtra tiez vykoname predikciu do ¢asu n = 2

pomocou rovnic

£2\1 = FC%1|1 -+ Gu1 (216)

Py, =FP, F" + Q. (2.17)

V tomto bode mozno ukonéit prvi iteraciu Kalmanovho filtra. Po vstupe dalsich
merani do systému prebehne algoritmus pre n = 2 atd. Kalmanov filter tak

mozno znazornit v ¢ase n pomocou nasledujtcich 5 rovnic. Najskor prevedieme

aktualiza¢ny krok pomocou rovnic:

K,=P,, H (HP,, H" +R)"' (2.18)
ifln‘n = Zﬁnm,l —+ Kn(zn — Hinm,l) (2.19)
P,,=I-K,H)P,, ;. (2.20)

Po prevedeni aktualizacného kroku vykoname krok predikény, a to pomocou rov-
nic:

;fjn+1|n = F:ﬁn‘n + Gu,, (2.21)
P,.,=FP,,F'+Q (2.22)

Algoritmus Kalmanovho filtra tak mozno popisat prostrednictvom dvoch kro-
kov, ktoré sa v priebehu casu striedaji. Prvym krokom je krok predikény, za nim

nasleduje krok aktualizacny.
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Kapitola 3

Simulacia Kalmanovho filtra

V tejto kapitole budt vyuzivané predovsetkym zdroje [11] - [17].
Majme ¢asovy rad x,,, ktory sa riadi autoregresnym procesom radu 3, skratene

AR(3). Predpis takto zadaného procesu bude nasledujuci:
Ty = 0121 + 029 + 0313 + €5, €, ~ N(0,07).

Pre dany ¢asovy rad poznajme 3 signaly, kde v prvom signali z,,, pre x,, bude
dochédzat k biasu. Zvysné dva signaly zs,, 23, pre x,_1 a x,_s buda dané sice
bez biasu, ale za to s oneskorenim:

2n = Tp + 1+ ~ N(0,02)
in =2p T HT U, U1 y O )
2
Zop = Tp_1 + Vg, Vg ~ N(Oa Uv2>7
2
Z3n = Tn—2 + V3,03 ~ N(0,0,).
V prvom kroku prevedieme dané rovnice do stavovo-priestorového tvaru:
T, = Fx, | +w,, w, ~ Nn(0> Q)
z,=Hz, +v,,v, ~ N,(0,R),
kde Ly = (:Ena Tn—1,Tp—2; 1)
Poznamka 3.1 Ako uz bolo spomenuté v predchdadzajicej kapitole, prvd rovnica
je tieZ nazyvand stavovou rovnicou, kdezto druhd rovnica je rovnicou pozorovani.

Je potrebné wvedomit si, Ze situdcia, v ktorej by slo v pripade matice H o maticu

jednotkovi by znamenala, Ze pozorovania a stavy nadobudaji rovnakiyjch hodnot.
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Pre jednotlivé matice tak bude v naSom pripade platit:

01 65 05 0 52000 100 a2 0 00
1000 0000 0100 0 02 00
F=1o100"9 {0000 "= loo1o| B0 0 02,0
00071 0000 0001 0 0 00

Pre popisany model sme nastavili jednotlivé parametre nasledovne:
01 =0.5,00 = —0.05,05 =0.25, 4 = 0.3, 0, = 2,0,, = 1.24,0,, = 1.5,0,, = 1.28.

Parameter 6; volime z intervalu (—1, 1), nakol'ko sa v nasom pripade jedna o au-
toregresny model, ktorého slaba stacionarita zavisi prave na volbe parametru 6;
a pre hodnoty |6;] > 1 ide o proces nestacionarny. Slaba stacionarita procesu
spoc¢iva v nemennosti strednej hodnoty, rozptylu a autokorelacnej funkcie v ¢ase.
Dolezitym predpokladom tiez je, aby v pripade rezidui slo o biely Sum. Tento
predpoklad bude v priklade neskor overeny.

Z volby parametrov tieZ mozno pozorovat, Ze pri signéli zs,, dochédza k o nieco
vacsiemu Sumu, nez je tomu pri zvysnych dvoch signaloch.

Dalej vyuZijeme funkcie implementované v balicku d1m (software R). Tu je po-
trebné uvedomit si, ze tento bali¢ek pouziva znacenie, ktoré je od vacsiny odbor-
nej literatiury (taktiez mnou pouzivaného znacenia) odlisné, napriklad v préci
znacena matica pozorovani H je v baliku dlm znac¢ena symbolom F'.

Ako prva pouzijeme rovnomenni funkciu dlm, ktora slizi v R na vytvorenie
dynamického modelu. Pozorovania a stavy ziskame, pre nami vytvoreny simulo-
vany priklad, prostrednictvom funkcie dlmForecast. Dohromady vygenerujeme
110 pozorovani a stavov. Za zname hodnoty budeme povazovat len hodnoty pr-
vych 100 pozorovani a stavov, nakolko zvySnych 10 vyuZijeme az neskor, pri
predikcii, kde budu sliazit ako skutocéné hodnoty na porovanie s hodnotami pre-
dikovanymi.

Do spolo¢ného obrazku 3.1 postupne vykreslime hodnoty pre stavy «,, spolu
s pozorovaniami zq, stavy x,_; spolu so z, a stavy x,_» spolu so z3. Na zéklade

znalosti matice H (takmer jednotkové, objavuje sa nam v nej len p predstavujuce
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bias prvého signalu) uz dopredu vieme, ze funkcie budd mat takmer totozny

priebeh.

Simulovany linearny model
pre signal z_1

—— pozorovania —— stavy

2 °
o
[
g o-
L
-5-
1 1 1 1 1
0 25 50 75 100
Cas
pre signal z_2
—— pozorovania —— stavy
7.5-
> 50-
Q 25-
8 0o0-
o
2.5~
50~
pre signal z_3
—— pozorovania —— stavy
8-
> 4-
g
5 0-
o
e
4 -
1 1 1 1 1
0 25 50 75 100
Gas

Obr. 3.1: Priebehy stavov a pozorovani pre jednotlivé signaly
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V dalsom kroku budeme predpokladat, Ze parametre modelu neboli zadané.
Prostrednictvom metédy maximéalnej vierohodnosti sa tak jednotlivé parametre
pokisime z pozorovani, ktoré sme ziskali simulaciou, odhadnit. Tieto odhady
ziskame pomocou funkcie d1mMLE. Odhady uvedieme zaokrtihlené na 4 desatinné

miesta.

parametre skutocéné odhady
hodnoty

0, 0.5 0.5141

0, -0.05 0.1771

05 0.25 0.3394

! 0.3 0.2394

Oy 2 2.0374

Ov, 1.24 1.0542

o, L5 1.3622

Oug 1.28 1.6046

Tab. 3.1: Odhadnuté a skutoéné hodnoty parametrov pre simulovany model

Z tabulky 3.1 moZno pozorovat, Ze odhadnuté hodnoty st velmi podobné
hodnotdm parametrov, ktoré sme na tvod zvolili. Na lepSie zobrazenie sprava-
nia odhadov regresnych parametrov nasimulujeme 1000-krat po 100 pozorovani.
Jednotlivé odhady regresnych parametrov znazornime pomocou krabicovych gra-
fov zobrazenych do obrazku 3.2. Este predtym vSak do tabulky 3.2 zobrazime

smerodajné odchylky pre jednotlivé parametre ziskané touto simulaciou.

parametre smerodajné
odchylky

0, 0.0030

05 0.0296

03 0.0026

I 0.0306
Oy 0.0417
O, 0.0196
o 0.0189
Ous 0.0496

Tab. 3.2: Smerodajné odchylky parametrov pre simulovany model
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Z obréazku grafu 3.2 mozno pozorovat, Zze stredné hodnoty odhadov regres-

nych parametrov su v podstate rovné pévodne zvolenym hodnotam parametrov.

Odchylky od skutoénych hodnét vznikaja vplyvom ndhodnosti.

hodnoty

Boxplot odhadov parameterov

parameter
B m
\ly [
D ﬁ sig_v
o~ .
\@%_ - sig_vv
NG - sig_vvv
- sig_x
"
Qr'ﬁo- % - theta_1
Q’Q@- E theta_2
S E theta_3
mu sig. v sig_vv sig_vw sig x theta_1 theta_2 theta_3
parameter

Obr. 3.2: Boxploty odhadov parametrov modelu

Predpokladom pre pouzitie klasického Kalmanovho filtra je Gaussovsky biely

Ssum. Ten vyzaduje, aby rezidua neboli autokorelované, a tiez, aby pochéadzali

z normélneho rozdelenia s nulovou strednou hodnotou a rozptylom o2. V prvom

kroku tak rezidua jednotlivych signalov vykreslime.

rezidua

Priebeh rezidui

pre signal z1
2 -
0
2=
0 25 50 75 100

Obr. 3.3: Rezidua pre signél z;
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pre signal z2
4 -
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4 -

rezidua

0 25 50 100

Obr. 3.4: Rezidua signalov z5 a z3

7 obrazkov grafov 3.3 a 3.4 pozorujeme, Ze sa hodnoty rezidui pohybuja
vo vSetkych 3 pripadoch okolo hodnoty 0. Taktiez nas bude zaujimat, ¢i rezi-
dué signalov buda pochadzat z normélneho rozdelenia. V dalsom kroku sa tak
pre lepSiu predstavu pozrieme na histogramy rezidui pre jednotlivé signaly.

Z grafov na obrazku 3.5 mozno predpokladat, Ze sa reziduéa buda skuto¢ne
riadit normalnym rozdelenim. Spravnost nasej avahy overime pomocou Shapiro -
Wilkovho testu normality. Pre jednotlivé signély tak dostavame nasledujice p -
hodnoty: 0.2126, 0.2343, 0.9374. P - hodnoty st pre kazdy z troch signalov omnoho
vacsie, nez hladina vyznamnosti 0.05. O distribicii rezidui tak mozno prehlésit,

Ze sa vyrazne nelisi od normalnej distribucie.
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Histogram
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Obr. 3.5: Histogramy jednotlivych signalov

Na overenie nekorelovanosti rezidui v jednotlivych signdloch vyuZzijeme au-
tokorela¢nu funkciu, skratene ACF. Pri pohlade na obrazky grafov 3.6 auto-
korelacnych funkcii jednotlivych signalov pozorujeme, ze autokorelacie kazdého
z troch signalov su pre Tubovolne velké oneskorenie takmer nulové. Pre signal
z1n, sa autokorelaciami pri oneskoreniach 12 a 18 priblizujeme kritickej hodnote
a pri signali z3, sa kritickej hodnote priblizujeme pri oneskoreni 2. Pri testovani
nezavisloti pomocou Ljung-Boxovho testu sa tak pri tychto signaloch pozrieme
okrem oneskorenia 1 i na identifikované oneskorenia 12 a 18 v pripade z,, a one-
skorenie 2 v pripade signédlu zs,. Nulova hypotéza tohto testu pre nasu tlohu je
dana Hy: rezidua su distribuované nezavisle, nevyskytuje sa v nich sériova auto-
korelacia. Nakolko nam vysli p - hodnoty pre jednotlivé signaly s oneskorenim
1: 0.09484, 0.8172 a 0.4932, pre oneskorenia velkosti 12 a 18 pri signali z1,, dané
p - hodnotami: 0.1593, 0.05759 a pre signal 23, oneskorenie 2 p - hodnotou: 0.105,
nulovii hypotézu na 5% hladine vyznamnosti nezamietame, a teda v reziduach

sériova autokorelaciu neocakavame.
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Graf ACF
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Obr. 3.6: Autokorela¢né funkcie jednotlivych signalov

Pre overenie bieleho Sumu skontrolujeme eSte homoskedasticitu v signéloch
pomocou Breusch-Paganovho testu. Nulova hypotéza tohto testu je dana Hy:
rozptyly chyb st rovnaké. Pre jednotlivé signaly dostavame p - hodnoty: 0.5169,
0.2541, 0.7631. Na 5% hladine vyznamnosti Hy nezamietame, rezidua tak mozno
povazovat za homoskedastické. Z celkovej diagnostiky rezidui tak dostavame, ze
sa jedna o biely sum. V dalsej analyze tak mozno pouzit klasicky Kalmanov filter.

Pre nami vytvoreny model zobrazime do grafu na obrazku 3.7 nové, filtro-

vané, a tiez vyhladené hodnoty jednotlivych stavov. Vykreslime iba hodnoty pre
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stavy @x,,, nakol’ko sme sa v predchadzajicej analyze mohli presved¢it, Ze pre one-
skorenia n — 1 i n — 2 su priebehy funkcii takmer totozné. Neskor sa tiez poku-
sime o predikciu hodnét prostrednictvom Kalmanovho filtra. Predikcia, spolu
s filtrovanim a vyhladzovanim totiz predstavuja tri zakladné oblasti zdjmu pri
stavovo-priestorovych modeloch. Filtrované hodnoty ziskame aplikovanim funkcie
dlmFilter na simulované data. Pouzitim funkcie dlmSmooth na data simulované

ziskavame vyhladené data.

Poznamka 3.2 Filtrovanie predstavuje odhad aktudlnych hodndét stavov zo si-
casnyjch a minulych pozorovani. Pri vstupe nového pozorovania do systému ndm

tak filtrovanie pomdha s aktualizdciou tohto systému.

Simulovany linearny model

hodnoty stavov — filtrované —— skutoéné —— vyhladené

1
0 25 50 75 100

Obr. 3.7: Skutocné, filtrované a vyhladené hodnoty stavov

Poznamka 3.3 Pomocou predikcie predpoveddme budice hodnoty stavov.

Ako bolo spomenuté vyssie, pozorovania i stavy sme pre model ziskali pro-
strednictvom funkcie dlmForecast aplikovanej na model s dopredu stanovenymi
parametrami. V tej sme nastavili predikény krok nAhead na hodnotu 110, ale
dalej sme pracovali len s prvymi 100 hodnotami pomocou ktorych sme odhadli

metddou maximalnej vierohodnosti parametre modelu.
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V tomto bode vysktsame prostrednictvom algoritmu Kalmanovho filtra pre-
dikovat budice stavy modelu. Do grafu na obrézku 3.8 zobrazime vSetkych 110
nasimulovanych hodnot, ktoré budeme povazovat za skutoéné hodnoty stavov.
Vykreslime ich spolu s hodnotami stavov, ktoré budeme z pévodnych 100 nasimu-
lovanych hodnot predikovat a s 95% predikénym intervalom pre tieto stavy. Pre-
dikované hodnoty ziskame aplikovanim funkcie dlmForecast na filtrované data.
Pre ziskanie predikénych intervalov si najskor uvedieme niektoré vystupy funkcie

dlmForecast.
e a[,1] - bodové odhady pre x,
e R - kovarianéné matice ( @, = (2, Zn_1, Tn_2, 1)) budicich stavov

Prostrednictvom ziskanej matice R[[i]] pre i - ty bodovy odhad, dostaneme po-
mocou vztahu sqrt(diag(R[[i]])) [1] v R smerodajné odchylky pre bodovy
odhad ali,1]. Budeme ich znacit o. Na oznacenie 0.025-kvantilu normalneho
rozdelenia budeme pouzivat symbol ug g5 a pre 0.975-kvantil normélneho rozde-

lenia symbol ug g75. Dostavame tak nasledujici tvar predikénych intervalov:

[a — U0.0250, 2 + U0,9750'].

Predikované stavy
simulovaného linearneho modela

hodnoty stavov — predikované skutogné

0 30 60 90

Obr. 3.8: Predikcia 10 nasledujicich stavov s 95% predikénym intervalom
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Na zaver kapitoly sa zamerajme na Kalmanov zisk, ktory predstavuje uzi-
to¢nu sihrnni Statistiku Kalmanovho filtra. Jeho hodnoty je preto v mnohych
pripadoch velmi uZitoéné poznat. Nakolko Kalmanov zisk nie je priamo imple-
mentovany v baliku d1lm, v nasledujicej poznamke si uvedieme, akym spdsobom

by sme ho, v pripade potreby, dopocitali.

Poznamka 3.4 Hodnoty pre Kalmanov zisk dosiahneme prostrednictvom funkcie
dlmFilter, a tieZ vzorca pre Kalmanov zisk. Tento vzorec, odvodeny na konci

predchddzajice) kapitoly, si teraz pripomernme:
K,=P,, H (HP,, H +R,)".

Vo vzorci na zistenie hodnoty K ,, bude pre nds jedini nezndmu predstavovat ma-
tica Ppj,_1. Zvysné matice sme totiZ zaddvali v podobe vstupov do algoritmu Kal-
manovho filtra. Na zdklade dostupnijch informdcii o vijstupoch funkcie dimFilter

dostavame, Ze maticu Py,_1 moZno vyjadrit v R pomocou matic

e UR[[t]] = [cov(ﬁ:n‘n,l)]% - kovariancnd matica
e D.R[t,] - vektor smerodajnyjch odchyjlok zloZiek vektora &pp,—1
v tvare

U.R[[t]]% * %diag(D.R[t,]% * %t(D.R[t,]))% * %t (UR[[t]]).
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Kapitola 4
Predikcia indexu S&P 500

Pri spracovani tejto kapitoly buda vyuzivané predovsetkym zdroje [158] - [34],

371, 1401, [41]-

4.1. Akciovy index

Na uvod tejto kapitoly si predstavme pojem akciovy index, nakolko s nim

budeme dalej pracovat.

Definicia 4.1 Akciovy index je ndstroj, sledujici zmeny v portfoliu akcii repre-

zentugucich cast celkového akciového trhu (niekedy dokonca i trh cely).

Do indexu ako takého nie je mozné priamo investovat - ide len o ¢islo. Ku ob-
chodovaniu indexov dochadza prostrednictvom roznych investicnych instrumen-
tov, akymi st napriklad ETF fondy, opcie ¢i CFD kontrakty. Investorom sa tak
vdaka indexom poniika moznost neinvestovat do jednotlivych akcii zvlast, ale za-
merat sa na nastroje, ktoré kopiruju urcity index.

Existuje niekolko sposobov tvorby akciovych indexov. Indexy sa liSia napri-
klad v mnozstve ¢i vybere spolo¢nosti, ktoré zahinaju, ale tiez v spésobe, akym
budu spoloc¢nosti v indexe obsiahnuté, a teda aka vadha bude jednotlivym spoloc-
nostiam v indexe pridelena. Sposoby, akymi mdze byt prerozdelena vaha v indexe

si uvedieme v nasledujicom odstavci.
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Medzi najbeznejsie modely rozlozenia vah v indexe patria napriklad:

e indexy vazené trhovou kapitalizaciou
e rovnako vazené indexy

e cenovo vazené indexy

Nas bude najviac zaujimat index S&P 500, nakolko sa mu v nasledujicom
texte budeme venovat podrobnejsie. Z tohto dévodu si preto uvedme, akym spo-
sobom st vahy rozlozené prave v tomto indexe. Index S&P 500 patri medzi indexy
vazené trhovou kapitalizaciou. Tento pristup priradzuje vyznamnejsim spolo¢nos-
tiam vacsiu vahu v indexe, tym menej vyznamnym, naopak, vahu mensiu. Vacsia

vaha je priradena spolo¢nostiam s vyssou trhovou kapitalizaciou.

Priklad 2 Majme akciovy trh, na ktorom wvystupuji iba dve spolocnosti, a to
spolocnost A a spolocnost B. V pripade, Ze by spolocnost A poskytla verejnosti
100 akcit, kde trhovad cena za akciu by bola 10 doldrov, trhovd kapitalizdacia tejto
spolocnosti by predstavovala 100 - 10 = 1 000 doldrov. Spolocnost B nech ponika
200 akcii, kde za jednu poZaduje 20 doldrov. Trhovd kapitalizdcia tejto spolocnosti
tak cini 200 - 20 = 4 000 doldarov. Na zdiklade zistenijch trhovych kapitalizdcii

si do tabulky 4.1 zobrazime vdhy jednotlivijch spoloénosti v indexe.

spolo¢nost trhova kapitalizacia vaha v indexe
A 1 000 0.2
B 4 000 0.8
celkom 5 000 1

Tab. 4.1: Vahy spolo¢nosti v indexe dané trhovou kapitalizaciou spolo¢nosti

4.2. Index S&P 500

Akciovy index Standard & Poor’s 500, skratene S&P 500, je mnohymi odbor-

nikmi povazovany za najlepsiecho ukazatela vykonu americkej ekonomiky. Tento
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index totiz obsahuje 500 najvyznamnejSich svetovych spoloc¢nosti koétovanych
na burzach v USA. Na konci juna minulého roku (2021) dosiahlo 10 najvacsich
akciovych fondov tohto indexu celkovi vahu v indexe priblizne 26,6 %. Mnohé
z 500 veducich spolo¢nosti preto nemé na dynamiku S&P 500 velky vplyv. Graf
na obrazku 4.1 zobrazuje vyvoj indexu od jeho predstavenia, v marci 1957, az

po stcasnost (31.12.2021 - piatok).

Poznamka 4.1 V texte budi uvddzané upravené uzatvdracie hodnoty (pri ak-
cidch ceny). Velkost upravenej uzatvdracej hodnoty (ceny) ovplyviiuje cokolvek,
¢o by mohlo hodnotu (cenu) po uzatvoreni trhu ovplyvnit. Pri analyjze trhu sa

pouZivaju prave takéto upravené hodnoty.

Vyvoj indexu S&P 500

5000 -
4000 -
3000 -

2000 -

S&P 500

1000 -

0_
1 1 1 1
1960 1980 2000 2020
datum

Obr. 4.1: Vyvoj indexu S&P 500 od jeho predstavenia az po sicasnost

Investovat do tohto indexu je mnohymi investormi jeden z najodportucanejsich
sposobov, akym zabranit svojim tusporam podlahnut inflacii. Taktiez ide o po-
merne stabilny vyvoj indexu, ktory sa v tejto kapitole budeme snazit predpovedat.

Na predikciu vyuzijeme prave zavedeny Kalmanov filter.

4.2.1. Historia indexu S&P 500

Pred samotnym zostavenim predikéného modelu sa pokusime z daného ¢aso-

vého radu extrahovat niektoré informécie, ktoré by nam mohli pomoct spresnit
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predikcie. V nasledujicom texte sa tak budeme snazit identifikovat historické
udalosti, ktoré mali na vyvoj indexu v priebehu ¢asu najvacsi vplyv.

Graf vyvoja indexu na obrazku 4.1 pre lepsiu prehladnost rozdelime podla
bodu zmeny v priemere (change point: 28.11.1997), ktory detekujeme prostrednic-
tvom funkcie changepoint v R. V opa¢nom pripade by sa vSetky zmeny, relativne
i absolutne, naakumulovali do poslednych péar rokov, nakolko uz z grafu mozno

pozorovat v poslednom obdobi velmi vyrazny rast indexu.

Bod zmeny vo vyvoji indexu S&P 500
5000 - ;

4000 -
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1000 -

|
|
|
|
|
|
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|
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1
|
|

0-
1 1 1 1
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Obr. 4.2: Rozdelenie grafu S&P 500 podla zmeny v priemere

Na grafoch znazoriiujicich denné zmeny vyznac¢ime body s 15 najdramatickej-
$fmi zmenami indexu v priebehu ¢asu. Tieto zmeny ziskame ako absolitne hod-
noty relativnych, a tiez absolutnych zmien a pokusime sa ich detekovat na zaklade
historickych udalosti.

Medzi najvyznamnejsie historické udalosti, kde mnohé z nich ovplyvnili vyvoj

indexu na niekol'ko dalsich rokov, patria napriklad:

e Kubanska kriza, 1962

e pad zakladného bodu brettonwoodskej sustavy (zrusenie vymenitelnosti do-

lara za zlato), 1971

e ropné embargo, 1973
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najvacsi denny percentudlny pokles indexu v roku 1987 pocas tzv. Cierncho

pondelku

vojna v Perzskom zalive, 1990-1991
teroristicky utok v New Yorku, 2001
globalna finan¢na kriza, 2008-2009
Eurépska dlhova kriza, 2011
referendum o Brexite, 2016

obavy z recesie, 2018

COVID-19, 2020

Z obrazku 4.3 prvého grafu pozorujeme medzi najzasadnejsimi 15 relativnymi

zmenami zmeny medzi rokmi 1987 - 1989, roky 1997, 1970 ¢i 1962. Absoldtne

zmeny pozorujeme hlavne na konci grafu, kde dochadza k vyraznému rastu in-

dexu. Vsetky historické udalosti sa sice vzhladom k dennym zmenam, ktoré sme

v rade uvazovali, nepodarilo odhalit (mnohé sa prejavia az v mesaénom, pripadne

ro¢nom zobrazeni), ale i tak moZno pozorovat, ze index rozhodne ovplyvnili.

S&P 500

1000 -

Vyvoj indexu S&P 500

15 najvacsich abs. hodndét absolutnej zmeny ® 15 najvacSich abs. hodndt relativnej zmeny

750 -

500 -
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0' ] ] ] ] ] ] ] ] ] ] ] ] ] ] ] 1 1 1 1 1 1 1
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datum

Obr. 4.3: Historické zmeny v priebehu indexu S&P 500, 1.¢ast
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Vyvoj indexu zobrazeny v grafe na obrazku 4.4, zobrazuje medzi relativ-
nymi zmenami predovSetkym zmeny medzi diiami roku 2008 a roku 2020. Abso-
ldtne zmeny st kumulované medzi ddtumami roku 2020, kedy kvoli koronavirovej
pandémii doglo k vyraznému néhlemu poklesu indexu. Globalna finan¢éna kriza
a COVID-19 natolko ovplyvnili vyvoj indexu, Ze sa nam prostrednictvom znazor-

nenych dennych zmien nepodarilo v grafe zachytit Ziadne iné historické udalosti.

Vyvoj indexu S&P 500
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Obr. 4.4: Historické zmeny v priebehu indexu S&P 500, 2.¢ast
V stcasnej dobe medzi najvyznamnejsie spolo¢nosti, ktoré st v indexe zasti-
pené patria:
1. Apple Inc. (AAPL)
2. Microsoft Corporation (MSFT)
3. Amazon.com.Inc. (AMZN)
4. Tesla Inc. (TSLA)

Tieto spolo¢nosti si vykreslime do grafov na obrazku 4.5 po dobu jedného
roka (31.12.2020 - 31.12.2021), aby sme dostali lepsiu predstavu o trende v ich
vyvoji. Tieto spolo¢nosti maji v indexe najvacsiu vahu, a tak je ich vyvoj pre
index velmi doleZity.
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Poznamka 4.2 Trh je pocas niektorych dni v roku uzatvoreny. Medzi takéto dni

patria napriklad vikendy, ale tieZ niektoré sviatky, ako napriklad Novy rok, Demn

nezdvislosti, Sviatok prdce atd.

upravena cena v dolaroch za akciu

Vyvoj veducich spolo¢nosti v S&P 500
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Obr. 4.5: Vyvoj ceny akcii aktudlne veducich spolo¢nosti indexu S&P 500

4.3. Predikcia ¢.1

V tejto sekcii sa pokusime zostavit model, ktory bude predikovat hodnoty

indexu S&P 500 prostrednictvom Kalmanovho filtra.

o
o
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n

Vyvoj indexu S&P 500
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Obr. 4.6: Vyvoj indexu S&P 500 v ¢ase 31.12.2020-31.12.2021
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Na predikciu vyuzijeme data za posledny kalendarny rok, a teda 31.12.2020-
31.12.2021. Tieto hodnoty sme zobrazili do grafu na obrézku 4.6. Ako bolo spo-
menuté v poznamke 4.2, je potrebné uvedomit si, ze datum predpovede indexu
nie je 1.1.2022 (sobota), ale az 3.1.2022.

Uz pri pohlade na priebeh indexu je jasné, ze pdjde o nestacionérny pro-
ces. Tato tvahu sme potvrdili pomocou ADF (rozsireny Dickey-Fullerov) testu,
a tiez testu KPSS (Kwiatkowski-Phillips-Schmidt—Shin). Pri teste ADF je dana
hypotéza Hy: proces je nestacionarny. V tomto pripade dostavame p - hodnotu
= 0.1306. Na hladine vyznamnosti 5% tak nemozno nulov hypotézu zamietnut.
Proces teda mozno povazovat za nestacionarny. Pre potvrdenie prevedieme este
test KPSS, ktory je dany Hj: proces je stacionarny. V tomto pripade dostavame
hodnotu mensiu nez 0.01, a teda Hy na 5% hladine vyznamnosti zamietame.
Po zdiferencovani procesu sa uz o stacionarny rad jedna. Analogickym overenim
totiz ziskavame p - hodnotu pre ADF test mensiu nez 0.01 a pre KPSS test vacsiu

nez 0.1. Po diferencovani ziskame ¢asovy rad na obrazku 4.7.

Vyvoj indexu S&P 500 po 1.diferencii
31.12.2020-31.12.2021
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Obr. 4.7: Graf 4.6 po 1. diferencii

Po prvej diferencii sa uz jedna o stacionarny proces, preto v dalsom kroku
vykreslime graf autokorela¢nej funkcie (ACF) a parcialnej autokorela¢nej funkcie
(PACF). Pomocou tychto dvoch grafov sa pokusime identifikovat typ procesu,
ktory bude ¢o najlepSie zodpovedat naSim datam. Na zaklade grafov na ob-

razkoch 4.8 a 4.9 by sa mohlo jednat o biely Sum. Poktsime sa pozriet este

o1



na funkciu auto.arima implementovani v R, ktora v modeli identifikuje proces
AR(1) s nenulovou strednou hodnotou u. Funkcia ARIMA v R aplikovana na data
po l.diferencii nam pre model ARIMA(0,0,0) da hodnoty AIC (Akaikeho infor-
maé¢né kritériu) = 2507.5 a BIC (Bayesovo informa¢né kritérium) = 2514.56.
Pre model ARIMA(1,0,0) dostavame AIC = 2489.55 a BIC = 2500.12. Hod-
noty kritérii pre oba modely st takmer totozné. Je v podstate jedno pre ktory
z modelov sa rozhodneme. V tomto pripade zvolime model ziskany na zéklade
funkcie auto.arima. Pre pdvodné hodnoty indexu S&P 500 tak dostévame model

ARIMA(1,1,0) s nenulovou strednou hodnotou p.

Graf ACF
upravené hodnoty S&P 500
010- TS oTTToToTTTmTmmmmmTmmmmmmTmmmTTTTT
0.05-
<oos- | 11T | ! !
R
0 5 10 15 20 25
oneskorenie
Obr. 4.8: ACF na identifikdciu modelu ¢.1
Graf parcialnej ACF
upravené hodnoty S&P 500
010- TS ToTTTToomTmTmTmmmmmTmmmmmTmmTTTTTTT

PACF
SO0
&8

oneskorenie

Obr. 4.9: PACF na identifikdciu modelu ¢&.1

ARIMA proces mozno zadefinovat pomocou nasledujtcej definicie:

Definicia 4.2 Proces {x,}, ktorého d-td diferencia je zmiesangm ARMA (p,q)
procesom nazveme proces ARIMA (p,d,q) dany predpisom
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Tp = elxn—l + -+ epmn—p + €, + ¢1€n—1 + -+ ¢q€n—qa
kde {e,} je biely Sum.

V tomto bode sa pokusime overit, ¢i sa v pripade rezidui modelu jedna
o Gaussovsky biely Sum, ktory je v procese ARIMA(1,1,0) pozadovany. Na zé-
klade obrazkov grafov 4.10 pozorujeme, Ze sa pravdepodobne o biely sum bude
jednat. Pomocou Ljung-Boxovho testu overime nezavislost rezidui. Pre onesko-
renie 1 dostavame p - hodnotu = 0.9361. V pripade oneskorenia 17 sa priblizuje
hodnota autokorelacie kritickej hodnote, preto Ljung-Boxovym testom overime
nekorelovanost rezidui aj s oneskorenim 17. Dostavame p - hodnotu = 0.7913.
Na hladine vyznamnosti 0.05 nemozno nulovii hypotézu zamietnut, a preto mozno
rezidud v modeli povaZovat za nezavislo distribuované. V dalsom bode sa pokiu-
sime overit, Ze rezidud pochadzaju z normélneho rozdelenia. Pomocou Shapiro-
Wilkovho testu v8ak dostavame p - hodnotu = 0.00906, na zéaklade ¢oho na 5%

hladine vyznamnosti nasu hypotézu o norméalnom rozdeleni rezidui zamietame.

Vyvoj indexu S&P 500
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Obr. 4.10: Vysetrenie rezidui v modeli ¢.1
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Na zéklade histogramu rozdelenia rezidui sme ocakavali, Ze rezidua budua po-
chédzat z normalneho rozdelenia. Shapiro-Wilkov test vSak tito hypotézu zamie-
tol, preto je potrebné pozriet sa na rezidua blizsie. Nakolko Shapiro-Wilkov test
nemusi davat v pripade vacsich rozsahov datového stiboru optimélne vysledky;,

skiisime sa v prvom rade pozriet na obrazok Q-Q grafu 4.11.

Q-Q graf rezidui
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Obr. 4.11: Q-Q graf rezidui

Pomocou obrazku Q-Q grafu 4.11 mozno sucasne identifikovat extrémne po-
zorovania vo¢i normalnemu rozdeleniu, kde dve najvacsie z nich sme v grafe vy-
znacili. Po odstraneni tychto dvoch pozorovani z datového siiboru dostavame p -
hodnotu Shapiro-Wilkovho testu rovnii 0.1031. Rezidué tak mozno v skutoc¢nosti
povazovat za priblizne normalne rozdelené. Posledny bod, ktory ostava overit je
homoskedasticita rezidui.

Homoskedasticitu v ARIMA modeli overime v R pomocou funkcie arch.test.
Tato funkcia nam poskytne vystupy pre Portmanteauov-Q test a test Lagrange-
ovych multiplikitorov. Nulovou hypotézou pre oba testy je Hy: rezidua ARIMA
modelu st homoskedastické. Vystupom oboch testov st p - hodnoty pre onesko-
renia 4, 8, 12, 16, 20 a oneskorenie 24. Portmanteauov-Q test zamieta nulovi
hypotézu, a teda identifikuje v modeli heteroskedasticitu postupne s p - hodno-
tami: 6.47 - 1077, 4.02 - 1076, 4.46 - 107°, 1.50 - 1075, 3.99 - 10~* a 8.99 - 10~%.
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Test Lagrangeovych multiplikdtorov homoskedasticitu zamieta pre oneskorenie
velkosti 4 a 8 s prislichajtcimi p - hodnotami: 9.89 - 10712 a 2.54 - 107*. Oba
testy identifikuji na 5% hladine vyznamnosti heteroskedasticitu do velmi vyso-
kého radu. K jej odstraneniu moéze dojst zahrnutim sezénnosti do modelu. Se-
zonnost na zaklade grafu na obrézku 4.6 a povahy dat nepredpokladame, taktiez
sa ju nepodarilo identifikovat ani prostrednictvom funkcie auto.arima. DalSou
moznostou je vytvorenie procesu autoregresnej podmienenej heteroskedasticity
(ARCH), popripade zovseobecneného procesu ARCH, tzv. GARCH. Tato trieda
modelov je vSak uz nad ramec tém, skimanych v tejto diplomovej préci, preto
ostaneme pri uvahe modelu ARIMA(1,1,0), napriek tomu, Ze sme v reziduach
dokazali existenciu heteroskedasticity. Nase odhady nebudu sice optimalne, pre
ukazanie fungovania Kalmanovho filtra vSak bude tento pristup postacujuci.

Po overeni vlastnosti bieleho Sumu mozeme v dalsom kroku vytvorit samotné
rovnice popisujice model. Na zéklade predchadzajtcej identifikacie sme dospeli
k modelu ARIMA(1,1,0) s nenulovou strednou hodnotou. Rovnica ¢asového radu

tak bude mat nasledujuci tvar:

Ty — Tp1 =+ O(Xp_1 — Tp_o) + €, €0 ~ N(0,02).

V tomto modeli budeme predpokladat, Ze pozorovania budiu priamo odpovedat
stavom. Maticu pozorovani tak budeme chapat ako maticu, ktoré transformuje
vstupné stavy na vystupné, v zmysle napr. transformécie dlzky na objem. Rovnice

pozorovani tak dostdvame v nasledujicom tvare:

2
21, = T + v, 01 ~ N(0,07)

2
29, = Tp—1 + Vg, Ug ~ N<O7Uv2)'

Pri pouzivani Kalmanovho filtra je potrebné poznat stavovo - priestorovy tvar
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modelu, a teda:

Ly = Fa:n—l + wy, wy, ~ Nn(oaQ)
Zn = Hmn + VUp, Uy ~ Nn<0a R)7

kde x,, = (x,,z,-1,1). Jednotlivé matice v tomto modeli budi mat nasledujuci

tvar:
1460 -0 u 0§OO 100 031 00
F = 1 0 01,=[000,H=|010|,R= 00320
0 0 1 000 001 0 00

V tomto bode sa pokusime o odhad parametrov modelu zo znamych hodnot
upraveného indexu S&P 500 za posledny rok. Metédou maximélnej vierohod-
nosti tak ziskavame po zaokrtuhleni na 3 desatinné miesta hodnoty parametrov

zobrazené v tabulke 4.2.

parametre odhadnuté hodnoty
0 -0.070
1 4.497
o 34.466
O, 0
oy 3.491

Tab. 4.2: Odhady parametrov modelu ¢.1 pre index S&P 500

Do grafu na obrazku 4.12 vykreslime hodnoty skuto¢nych, filtrovanych, a tiez
vyhladenych stavov. Urobit si predstavu predovsetkym o filtrovanych stavoch je
velmi dolezité, nakolko préave tieto hodnoty budu vyuZivané dalej, pri predikeii
budicich hodnoét. Z poznamky 3.2 vyplyva, ze v aktualiza¢nom kroku nedochadza
k takmer ziadnym zmenam v systéme. Takto zostaveny model nam tak bude slizit
priméarne na predikciu novych stavov, nie na filtrovanie ¢ vyhladenie stavov, ¢o

mozno pozorovat aj priamo z grafu na obrazku 4.12.
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Vyvoj indexu S&P 500
31.12.2020-31.12.2021
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Obr. 4.12: Skuto¢né, filtrované a vyhladené hodnoty stavov S&P 500, model ¢.1

Rozdielnost medzi skutoénymi, filtrovanymi a vyhladenymi hodnotami sa
na zadkalde uvedenych poznatkov, a tiez na zaklade grafu na obrazku 4.12 zda
byt nulova. Pomocou tabulky 4.3 si vyjadrime stredné Stvorcové chyby medzi

jednotlivymi dvojicami hodnot.

skutocné stavy | filtrované stavy vyhladené stavy stredna Stvorcova
chyba (MSE)
1 1 0 0
1 0 1 0
0 1 1 0

Tab. 4.3: Stredné $tvorcové chyby pre model ¢.1

V tomto kroku sa dostavame do bodu, kedy sa pokusime ¢o najlepsie predi-
kovat stavy indexu S&P 500. Za posledny znamy datum povazujeme 31.12.2020.
Ako uz bolo spomenuté na zaciatku sekcie, hodnota, ktora budeme predikovat
ako prvu, zodpoveda datumu 3.1.2021. Do funkcie dlmForecast vlozime hodnoty
filtrovanych stavov a vytvorime predpoved s krokom nAhead=20. Predpoved o 20
krokov dopredu predstavuje predikovanie hodnot do datumu 31.1.2022, vratane.

Pokusime sa tak predpovedat hodnoty stavov na cely najblizsi mesiac dopredu,
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nakolko je trh pocas vikendov, a tiez niektorych sviatkov v roku uzatvoreny, ako
sme uviedli v poznamke 4.2.

Do obrézku 4.13 vykreslime spolo¢ny graf predikovanych a skuto¢nych hod-

not.
Vyvoj predikovanych a skuto¢nych stavov indexu S&P 500
Predikcia od 31.12.2021-31.1.2022
hodnoty stavov predikované —— skuto&né
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Obr. 4.13: Skuto¢né hodnoty stavov indexu S&P 500 spolu s predikciami na me-
siac dopredu (nAhead=20) s 95% predikénym intervalom, model ¢.1

Z obrazku grafu 4.13 pozorujeme, 7ze predikované hodnoty nezodpovedaju
trendu poklesu, ktory sa objavuje v skuto¢nych datach. Tieto nahle zmeny s,
aj v pripade tohto, pomerne stabilného indexu, velmi tazko predikovatelné. Aby
sme boli schopni vykonat spravnu predpoved, potrebovali by sme poznat mini-
méalne celé pozadie vyvoja indexu. V tomto bode sa vSak poktisime o zlepSenie
predikénej schopnosti modelu aspon zmenSenim poc¢tu predikovanych hodnét.
Najskor si vSsak pre lepSiu predstavu o predikovanych a skuto¢nych hodnotach
stavov tieto hodnoty znazornime do spoloc¢nej tabulky 4.4 spolu s absolutnymi
chybami. Absolutne chyby budid predstavovat rozdiel medzi skutoénou a pre-
dikovanou hodnotou a budu v praci zaokrihlované na 3 desatinné miesta. Pri
pohlade na hodnoty indexu v tabulke sa zd4 byt tvaha vytvarat predikcie vzdy
len na jeden den dopredu a nasledne zname data znovu aktualizovat rozumna.

Potom na zaklade vsetkych znamych dat odhadnut parametre modelu a az potom
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predikovat hodnotu na nasledujuci den.

datum skuto¢né stavy predikované stavy absolutne chyby

3.1.2022 4796.56 4771.557 25.004

4.1.2022 4793.54 4775.677 17.863

5.1.2022 4700.58 4779.886 -79.305

6.1.2022 4696.05 4784.088 -88.038
7.1.2022 4677.03 4788.291 -111.261
10.1.2022 4670.29 4792.493 -122.203
11.1.2022 4713.07 4796.696 -83.626
12.1.2022 4726.35 4800.899 -74.549
13.1.2022 4659.03 4805.101 -146.072
14.1.2022 4662.85 4809.304 -146.454
18.1.2022 4577.11 4813.507 -236.397
19.1.2022 4532.76 4817.710 -284.950
20.1.2022 4482.73 4821.912 -339.182
21.1.2022 4397.94 4826.115 -428.175
24.1.2022 4410.13 4830.318 -420.188
25.1.2022 4356.45 4834.520 -478.070
26.1.2022 4349.93 4838.723 -488.793
27.1.2022 4326.51 4842.926 -516.416
28.1.2022 4431.85 4847.129 -415.278
31.1.2022 4515.55 4851.331 -335.781

Tab. 4.4: Skutocné a predikované hodnoty stavov pre predikciu na mesiac dopredu

(nAhead=20), model ¢.1

4.4. Predikcia ¢.2

V tejto sekcii vyuzijeme rovnaky model, ako v predchadzajucej predikcii.
V kazdom kroku predikcie sa vSak pokusime o predpovedanie vzdy len jednej
hodnoty stavu dopredu a nasledne pomocou metoédy maximalnej vierohodnosti

aktualizujeme odhady parametrov modelu. Tento proces opakujeme 20-krét, vzdy

so vSetkymi predchadzajicimi stavmi znamymi.

Obréazok grafu 4.14 zobrazuje nové predikcie stavov spolu so stavmi skutoc-

nymi. Kazda z tychto hodnot sme predikovali na zéklade vSetkych predchadza-

jucich hodnét znamych.
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Vyvoj predikovanych a skuto¢nych stavov indexu S&P 500
Predikcia od 31.12.2021-31.1.2022

predikované —— skuto¢né
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Obr. 4.14: Skuto¢né hodnoty stavov indexu S&P 500 spolu s dennymi predikciami
(nAhead=1) po dobu 20 dni s 95% predikénym intervalom, model ¢.1

Z0o zobrazeného grafu na obrazku 4.14 mozno pozorovat omnoho presnejsiu
predikciu budtcich stavov, nez tomu bolo v predikcii predchadzajucej. Ukazuje
sa nam, ze Kalmanov filter dokaze skuto¢ne velmi rychlo zareagovat na zmenu
v datovom sibore.

Pre lepsiu predstavu rozdielov medzi predikciami si do spolo¢nej tabulky 4.5
zobrazme hodnoty predikcie stavov o jeden krok dopredu spolu s hodnotami pre-
dikcie o 20 krokov dopredu. Okrem predikovanych hodnét zobrazme i prislicha-
juce absolutne chyby. Z obrazku grafu 4.14 pozorujeme, Ze hodnoty predikcie
stavov ako v grafe, tak i v tabulke sleduju skuto¢né stavy velmi presne. Existuju
v8ak studie, ktoré predpovedanie hodnot S&P 500 na kazdy den (kedy je trh otvo-
reny) povazuju skor za tipovanie, nez predikciu. Nahle vyrazné poklesy ¢i narasty
by totiz filter nemusel byt schopny zachytit. Z tohto dévodu sa neskor pokusime
najst premenné, ktoré by nas dokazali varovat pred nahlymi vykyvmi v zmenéch
indexu. Najskor sa vSak skusime pozriet eSte na jeden model, v ktorom zvolime

odligny pristup ku volbe matice pozorovani H.
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datum | skutocéné predik. abs. chyby predik. abs. chyby
stavy stavy (nAhead=20) stavy (nAhead=1)
(nAhead=20) (nAhead=1)

3.1.2022 | 4796.56 A771.557 25.004 A771.557 25.003
4.1.2022 | 4793.54 AT75.677 17.863 4798.992 -0.452
5.1.2022 | 4700.58 | 4779.886 -79.305 4798.338 -97.758
6.1.2022 | 4696.05 | 4784.088 -88.038 4711.245 -15.195
7.1.2022 | 4677.03 4788.291 -111.261 4700.459 -23.429
10.1.2022| 4670.29 4792.493 -122.203 4682.282 -11.992
11.1.2022| 4713.07 4796.696 -83.626 4674.691 38.379
12.1.2022| 4726.35 4800.899 -74.549 4714.421 11.929
13.1.2022| 4659.03 4805.101 -146.072 4729.675 -70.645
14.1.2022| 4662.85 4809.304 -146.454 4667.343 -4.493
18.1.2022| 4577.11 4813.507 -236.397 4666.485 -89.375
19.1.2022| 4532.76 4817.710 -284.950 4586.200 -53.440
20.1.2022 | 4482.73 4821.912 -339.182 4538.298 -55.568
21.1.2022| 4397.94 4826.115 -428.175 4487.924 -89.984
24.1.2022| 4410.13 4830.318 -420.188 4403.069 7.061

25.1.2022| 4356.45 4834.520 -478.070 4412.494 -56.044
26.1.2022| 4349.93 | 4838.723 -488.793 4360.692 -10.762
27.1.2022| 4326.51 4842.926 -516.416 4352.605 -26.095
28.1.2022| 4431.85 4847.129 -415.278 4329.585 102.265
31.1.2022| 4515.55 4851.331 -335.781 4430.704 84.846

Tab. 4.5: Skuto¢né a predikované hodnoty stavov pre predikciu na mesiac dopredu
(nAhead=20) spolu s dennymi predikciami (nAhead=1) po dobu 20 dni, model ¢.1

4.5. Predikcia ¢.3

V tejto sekcii sa zameriame na vytvorenie takého modelu, prostrednictvom

ktorého ziskame okrem predikcie i filtrované a vyhladené data. Tvar ¢asového

radu ostane zachovany, a teda:

Ty — Ty = 1 + 0(Xp_1 — Tp_o) + €, €, ~ N(O, Jz).

Na rozdiel od predchadzajiceho pristupu, v ktorom sme uvazovali rovnost medzi

jednotlivymi stavmi a pozorovaniami, a teda matica H bola dani ako matica
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jednotkova:

100
H=1|010
001

Y

v tomto pripade vytvorime vztah, kedy novoprichadzajice pozorovanie ziskame
z minulého stavu s ur¢itym biasom. Rovnice pozorovani tak mozno vyjadrit na-

sledujicim sposobom:
21, = Tp_1 + p2 +v1 ~ N(0O, 031)

22, = Tp—1 ~~ N(O, 0'12)2).

Na zaklade takto zostaveného modelu ziskame, na rozdiel od predchédzajiceho
pristupu, i skutoc¢ne filtrované hodnoty jednotlivych stavov. V tomto priklade tak

budeme uvazovat stavovo-priestorovy tvar modelu v nasledujicom tvare:

Ty, = an—l + Wy, Wy ~ Nn(oaQ)
z,=Hzx, + Un, Up ~ Nn<0a R)7

kde @, = (z,x,-1,1) a pre jednotlivé matice v tomto modeli bude platit:

1460 —0 m 5200 01 po o2 0 0
F=| 1 0 0/,Q=]000{,H=|010|,R=|0 020
0o o0 1 000 00 1 0 00

Pomocou met6dy maximalnej vierohodnosti odhadneme parametre takto zo-
staveného modelu a zapiSeme ich do tabulky 4.6. Hodnoty parametrov su v ta-

bulke uvedené po zaokruhleni na 3 desatinné miesta.
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parametre odhadnuté hodnoty
0 0.428
It 2.561
Lo 4.393
O 18.233
O, 21.506
Oy 22.204

Tab. 4.6: Odhady parametrov modelu ¢.2 pre index S&P 500

V tomto bode overime, ¢i v distribucii rezidui rovnice merani ide o Gaussovsky
biely Sum. Stavova rovnica ostava zachovand, preto rezidué pre tuto rovnicu uz
nie je viac potrebné overovat. V prvom kroku diagnostiky si rezidué vykreslime

pomocou grafov na obrazku 4.15.

Priebeh rezidui
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Obr. 4.15: Vysetrenie rezidui v modeli ¢.2

Aby sme si potvrdili nasu hypotézu, v prvom kroku pouzijeme Shapiro-Wilkov
test na overenie normality pomocou ktorého dostavame p - hodnotu = 0.01437.

Analogickym spésobom, ako tomu bolo v predchadzajicej tlohe, identifikujeme
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pomocou Q-Q grafu extrémne hodnoty, v tomto pripade hodnoty 228 a 17. Po od-
straneni hodnoty 228 (extrémnejsia) dostavame pre Shapiro-Wilkov test p - hod-
notu = 0.05164 (po odstraneni i hodnoty 17, stupne p - hodnota na 0.1526).
Rezidua mozno povazovat na hladine vyznamnosti 0.05 za priblizne normalne
rozdelené. Co sa tyka nekorelovanosti, pouzijeme Ljung-Boxov test. Pre onesko-
renie 1 ziskavame na zakalde testu p - hodnotu = 0.2556. Na zéklade ACF grafu
tiez overime nezavislost pre oneskorenie dlzky 17, pre ktoré dostavame p - hod-
notu = 0.7508, takze na 5% hladine vyznamnosti nemozno zamietnut hypotézu
o nekorelovanosti v reziduach. Ostava ndm overenie homoskedasticity ku ktore;
pristipime pomocou Breusch-Paganovho testu. Pre tento test dostavame p - hod-
notu = 0.7179, na 5% hladine vyznamnosti nezamietame nulovt hypotézu, a teda
rezidué mozno povazovat za homoskedastické.

Nakol'ko sme overili, Ze v reziduach nami zostaveného modelu ide o Gauss-
ovsky biely Sum, moézeme vyuzit klasicky Kalmanov filter. Do grafu na obrazku

4.16 vykreslime skuto¢né stavy modelu spolu so stavmi filtrovanymi a vyhlade-

nymi.
Vyvoj indexu S&P 500
31.12.2020-31.12.2021
hodnoty stavov — filtrované skutogné —— vyhladené
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Obr. 4.16: Skuto¢né, filtrované a vyhladené hodnoty stavov S&P 500, model ¢.2

Pre lepSiu predstavu toho, ako sa filtrované a vyhladené stavy zmenia voci

stavom povodnym, si obrazok grafu 4.16 priblizime v tseku poslednych dvoch
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tyzdiiov.

Vyvoj indexu S&P 500
17.12.2021-31.12.2021

hodnoty stavov — filtrované skutoéné —— vyhladené
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Obr. 4.17: Skutoé¢né, filtrované a vyhladené hodnoty stavov S&P 500, pribliZzenie
- model ¢.2

Ako v predchadzajucom modeli, tak i v tomto vytvorime tabulku strednych
stvorcovych chyb medzi skutoénymi a filtrovanymi stavmi, medzi skuto¢nymi
a vyhladenymi stavmi a v neposlednom rade medzi stavmi filtrovanymi a vy-
hladenymi. Ako sme ocakavali, chyby znazornené v tabulke 4.7 st uz nenulové.

Velkost chyb vychédza zo sposobu, akym bola vytvorena matica H.

skutocné stavy | filtrované stavy vyhladené stavy stredna Stvorcova
chyba (MSE)
1 1 0 203.569
1 0 1 369.649
0 1 1 48.8577

Tab. 4.7: Stredné $tvorcové chyby pre model ¢.2

V tomto bode mame vsetko potrebné ku vytvoreniu predikcie. Pristipime
k nej rovnako, ako v modeli s jednotkovou maticou H. Aj v tomto pripade sa

najskor pozrieme na predikciu hodnot o cely mesiac dopredu, a teda nastavime
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nAhead=20. Do grafu na obrazku 4.18 okrem predikcie stavov modelu ¢.2 a sku-
tocnych stavov, uvedieme i predikcie z modelu ¢.1. Pozorujeme, Ze tento spdsob
predikcie nebude idealny, nakol'ko algoritmus Kalmanovho filtra nebude schopny
zachytit zmenu v trende poklesu skuto¢nych stavov. Predikcia je takmer totozna

predikcii, ktord sme ziskali na zaklade modelu ¢.1.

Vyvoj predikovanych a skuto¢nych stavov indexu S&P 500
Predikcia od 31.12.2021-31.1.2022

hodnoty stavov predik. model 8.1 —— predik. model &.2 —— skuto¢né
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Obr. 4.18: Skuto¢né hodnoty stavov indexu S&P 500 spolu s predikciami na me-
siac dopredu (nAhead=20) s 95% predikénymi intervalmi, model ¢.1 spolu s mo-
delom ¢.2

Hodnoty predikcii (nAhead=20) z modelu ¢.1 a z modelu ¢.2 zaznamename
do spolo¢nej tabulky 4.8 vratane prislusnych absolutnych chyb. Hned na prvy
pohlad nemusi byt jasné, ¢i je lepsia predikcia dosiahnuté na zéklade modelu ¢.1
alebo modelu ¢.2. Pre lepsiu prehladnost do tabulky farebne vyznac¢ime bunky
tych absoliutnych chyb, ktoré maju mensiu hodnotu. Podla toho, akd velka je
absoliitna hodnota o ktort sa lepsi odhad 1isi od toho horsieho, pouzijeme farebnu

skalu:

| =90 | 20-50 |

Poznamka 4.3 Farebne vZdy oznacim mensiu z absolutnych chyb. Farbu bunky

zvolime podla absolitnej hodnoty rozdielu medzi chybami, a teda napr. v prvom
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riadku tabulky 4.8 policko ofarbime na zeleno, nakolko 25.004-18.844=6.16.

datum | skutocné predik. abs. chyby predik. abs. chyby
stavy stavy (model ¢.1) stavy (model ¢.2)
(model ¢.1) (model ¢.2)

3.1.2022 | 4796.56 A771.557 25.004 A777.716 18.844

4.1.2022 | 4793.54 A775.677 17.863 4781.331 12.209

5.1.2022 | 4700.58 4779.886 -79.305 4785.440 -84.860
6.1.2022 | 4696.05 4784.088 -88.038 4789.760 -93.710
7.1.2022 | 4677.03 4788.291 -111.261 4794.171 -117.142
10.1.2022| 4670.29 4792.493 -122.203 4798.621 -128.331
11.1.2022| 4713.07 4796.696 -83.626 4803.088 -90.018
12.1.2022| 4726.35 4800.899 -74.549 4807.561 -81.211

13.1.2022| 4659.03 4805.101 -146.072 4812.038 -153.008
14.1.2022| 4662.85 4809.304 -146.454 4816.516 -153.666
18.1.2022| 4577.11 4813.507 -236.397 4820.994 -243.884
19.1.2022| 4532.76 4817.710 -284.950 4825.473 -292.713
20.1.2022| 4482.73 4821.912 -339.182 4829.952 -347.222
21.1.2022| 4397.94 4826.115 -428.175 4834.431 -436.491
24.1.2022| 4410.13 4830.318 -420.188 4838.910 -428.780
25.1.2022| 4356.45 4834.520 -478.070 4843.388 -486.938
26.1.2022| 4349.93 4838.723 -488.793 4847.867 -497.937
27.1.2022| 4326.51 4842.926 -516.416 4852.346 -525.836
28.1.2022| 4431.85 4847.129 -415.278 4856.825 -424.975
31.1.2022| 4515.55 4851.331 -335.781 4861.304 -345.754

Tab. 4.8: Skutoc¢né a predikované hodnoty stavov pre predikciu na mesiac dopredu
(nAhead=20) pre model ¢.1 i model ¢.2

4.6. Predikcia ¢.4

V predoslom modeli sa oplatilo vykonavat denné predikcie. Aj v tomto mo-
deli tak vyskuSame aplikovat rovnaky pristup k predikcii, a to vzdy len o jeden
krok dopredu (nAhead=1). Do grafu 4.19 tak znazornime skuto¢né hodnoty spolu

s predikciami o jeden krok ziskanymi prostrednictvom modelu ¢.1 aj modelu ¢.2.
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Vyvoj predikovanych a skuto¢nych stavov indexu S&P 500
Predikcia od 31.12.2021-31.1.2022

hodnoty stavov predik. model &1 —— predik. model &.2 —— skutogné
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Obr. 4.19: Skuto¢né hodnoty stavov indexu S&P 500 spolu s dennymi predik-
ciami (nAhead=1) po dobu 20 dni s 95% predikénymi intervalmi, model ¢.1 spolu
s modelom ¢.2

Z grafu 4.19 pozorujeme, ze su predikcie v tomto pripade omnoho presnejsie,
nez ked sme sa snazili o predikciu na cely mesiac dopredu naraz (nAhead=20).
V porovnani s modelom ¢.1 je model ¢.2, rovnako ako v predikcii o cely mesiac
dopredu, aj v predikcii len o 1 denh dopredu takmer rovnako dobry.

Hodnoty predikcii z modelu ¢.1 a z modelu ¢.2 zaznamename do spoloc¢nej
tabulky 4.9 vratane prislusnych absolutnych chyb od skuto¢nych stavov. Ako
tomu bolo v predoslom priklade, aj tu farebne odliSime mensiu z absolutnych

chyb. Bude vyuzivana rovnaka farebna gkala, ako v tabulke 4.8
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datum | skutocéné predik. abs. chyby predik. abs. chyby
stavy stavy (model ¢.1) stavy (model ¢.2)
(model ¢.1) (model ¢.2)

3.1.2022 | 4796.56 AT71.557 25.003 AT77.716 18.844

4.1.2022 | 4793.54 4798.992 -5.452 4785.699 7.841

5.1.2022 | 4700.58 4798.338 -97.758 4801.175 -100.595
6.1.2022 | 4696.05 4711.245 -15.195 4754.087 -58.037
7.1.2022 | 4677.03 4700.459 -23.429 4697.113 -20.083
10.1.2022| 4670.29 4682.282 -11.992 4681.892 -11.602
11.1.2022| 4713.07 4674.691 38.379 4672.744 40.326

12.1.2022| 4726.35 4714.421 11.929 4694.512 31.838

13.1.2022| 4659.03 4729.675 -70.645 4727.320 -68.290
14.1.2022| 4662.85 4667.343 -4.493 4701.454 -38.604
18.1.2022| 4577.11 4666.485 -89.375 4663.770 -86.660
19.1.2022| 4532.76 4586.200 -53.440 4617.857 -85.097
20.1.2022 | 4482.73 4538.298 -55.568 4547.037 -64.307
21.1.2022| 4397.94 4487.924 -89.984 3494.069 -96.129
24.1.2022| 4410.13 4403.069 7.061 4423.014 -12.884
25.1.2022| 4356.45 4412.494 -56.044 4386.281 -29.831
26.1.2022| 4349.93 4360.692 -10.762 4370.417 -20.487
27.1.2022| 4326.51 4352.605 -26.095 4344.578 -18.068
28.1.2022| 4431.85 4329.585 102.265 4331.066 100.784
31.1.2022| 4515.55 4430.704 84.846 4380.823 134.727

Tab. 4.9: Skuto¢né a predikované hodnoty stavov pre denné predikcie (nAhead=1)
po dobu 20 dni pre model ¢.1 i model ¢.2

Z tabulky 4.9 moZno pozorovat, ze v pripade modelu ¢.1 dostdvame o nieco
malo lepSie predikcie. V niektorych oblastiach su sice absolitne chyby ziskané
z modelu ¢.1 vyssie, tieto rozdiely su vSak oproti chybam ziskanym z modelu ¢.2,
az na vynimku z dia 25.1., takmer nulové.

Na zéver tejto sekcie si do tabulky 4.10 uvedme percentuélne hodnoty re-
lativnych chyb pre predikcie o 1 krok dopredu pre model ¢.1 i model ¢.2 voci
skutoénym hodnotdm. UkéZeme si tak, Ze sa nase predikcie voéi skutoénym hod-
notam takmer neliSia. Ttto chybu budeme pocitat ako podiel absolitnej chyby
a skuto¢nej hodnoty indexu S&P 500 vynasobeny hodnotou 100. Chyby budeme

uvadzat zaokruhlené na 3 desatinné miesta.
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datum | skutoéné| percentualne | percentualne

stavy | relat. chyby | relat. chyby

(model ¢.1) | (model ¢.2)
3.1.2022 | 4796.56 0.521 0.393
4.1.2022 | 4793.54 -0.114 0.164
5.1.2022 | 4700.58 -2.080 -2.140
6.1.2022 | 4696.05 -0.324 -1.236
7.1.2022 | 4677.03 -0.501 -0.429
10.1.2022| 4670.29 -0.257 -0.248
11.1.2022| 4713.07 0.814 0.856
12.1.2022| 4726.35 0.252 0.674
13.1.2022| 4659.03 -1.516 -1.466
14.1.2022| 4662.85 -0.096 -0.828
18.1.2022| 4577.11 -1.953 -1.893
19.1.2022| 4532.76 -1.179 -1.877
20.1.2022 | 4482.73 -1.240 -1.435
21.1.2022| 4397.94 -2.046 -2.186
24.1.2022| 4410.13 0.160 -0.292
25.1.2022| 4356.45 -1.286 -0.685
26.1.2022| 4349.93 -0.247 -0.471
27.1.2022| 4326.51 -0.603 -0.418
28.1.2022 | 4431.85 2.308 2.274
31.1.2022| 4515.55 1.879 2.984

Tab. 4.10: Percentalne hodnoty relativnych chyb pre dennu predikciu (nAhead=1)
po dobu 20 dni pre model ¢.1 i model ¢.2

4.7. Na zaklade ¢oho poznat spravanie sa indexu
S&P 5007

Dolezitou otazkou tak zostava, ¢im vSetkym méze byt hodnota indexu ovplyv-
novana. Na zaklade historickych dat sme sa mohli presvedcit, ze udalosti, ktoré
dokazu, ¢i uz pozitivne alebo negativne na vyvoj indexu vplyvat je skutoCne
vela. Jednym z nich je i ropa. Préave tt mnohé z odbornych ¢lankov uvadzaju ako
premennt, na ktord by sme mali pri predikcii indexu brat zretel.

Graf na obrazku 4.20 zobrazuje posledny rok vyvoja indexu a ropy (New
York Mercantile Exchange). Obe premenné st pre lepsiu prehladnost zobrazené

po logaritmickej transformacii (prirodzenym logaritmom), nakol'ko st ich meritka
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odligné. Trend je v oboch pripadoch velmi podobny, no uz na prvy pohlad vidno

v pripade ropy CastejSie a omnoho vyraznejsie zmeny v priebehu.

Vyvoj indexu S&P 500 a ropy
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Obr. 4.20: Index S&P 500 a ropa (hodnoty predstavuju prirodzeny logaritmus
povodnych hodnét)

4.7.1. VIX index volatility

Dobrym ukazatelom vyvoja S&P 500 moze byt tiez napriklad CBOE index vo-
latility, znamy ako index VIX. Niekdy sa tomuto benchmarkovému indexu hovori
tiez index strachu, nakolko odraza aktualnu nervozitu na trhu. Ide o index vy-
tvoreny najvéicsou burzou opcii v USA, burzou Chicago Board Options Exchange
(CBOE). Tento index bol vytvoreny predovietkym za ti¢elom sledovania volati-
lity S&P 500, nakol'ko je mnohokrat povazovany za metriku volatility amerického
akciového trhu. Index VIX je pocitany z cien opci indexu S&P 500.

Este pred tym, nez si index VIX predstavime blizsie, uvedieme si definiciu

opcie, s ktorou budeme dalej v texte pracovat.

Definicia 4.3 Opciou rozumieme zmluvu, ktord sa tyka prdva kiupit alebo predat
v stanovenom case urcity podkladovy ndstroj za vopred uvedeni cenu. Toto prdavo
moze, a nemusi byt, v budicnosti drZitelom opcie uplatnené. Vystavitel opcie,

naopak, musi uplatnenie drzitelovho prdava respektovat.
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Opcie delime:

e call (kupne opcie): drzitel ma pri nich pravo od vystavitela opcie kuapit
dany podkladovy néstroj a vystavitel je povinny dany nastroj drzitelovi

predat

e put (predajné opcie): drzitel ma pri tomto type opcii pravo vystavitelovi
dany podkladovy nastroj predat a vystavitel je povinny tento nastroj od dr-

zitela kupit

Vseobecny vypocet indexu VIX udéava anualizovant zmenu indexu S&P 500
na 30 dni od datumu merania. Pre lepSie uvedomenie si, ako index pracuje, sa

pozrieme na jednoduchy priklad.

Priklad 3 Jednotlivgmi komponentam: VIX indexu su kratkodobé a dlhodobé put
a call opcie s viac neZ 23 a menej, nez 37 dnami do expirdcie. Znamend to na-
priklad, Ze index zahina standardné opcie s datumom expirdcie kaZdy 3. piatok
v mesiact, a tieZ tyZdenné opcie , ktorych ddtum expirdcie je kaZdy piatok v me-
siaci (okrem 8. piatku). Napriklad, ak si vezmeme 2.utorok tohto februdra, VIX
index bude pocitany pomocou opcie expirujicej o 24 dni (kratkodobd) a pomocou
opcie expirujicej o 31 dni (dlhodobd). Nasledujici demi sa opcia, ktord expiruje o

31 dni stane opciou krdtkodobou a td, ktord expiruje aZ o 37 dni opciou dlhodobou.

Poznamka 4.4 Hodnotami indexu nad c¢islom 20 sa vyznacuji obdobia vyssej

volatility, pod 20 naopak tie, ktoré podla trhu podliehaji nizkemu riziku.

V ¢asoch extrémnej neistoty index rapidne stiipa. Za poslednych 5 rokov doslo
k takymto narastom napriklad zaciatkom jari roku 2018, kedy pozorujeme vyvr-
cholenie obav investorov zo sprisnenia menovej politiky centralnou bankou, a tiez
obchodné konflikty medzi USA a Cinou. V januéri roku 2019 index ete pocitil
dozvuky predoslého roka, ktory bol pre akciovy trh velmi naro¢ny. K dalsiemu
obrovskému nérastu dochadza v marci roku 2020, kedy bolo riziko ohodnotené

indexom na hodnotu prevysujicu 80. Obavy z dopadu COVID-19 tak sposobili,
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7e index hrozy dosiahol historické maximum, ktoré prekonalo maximum z jesene
2008, kedy vrcholila finanéna kriza. Od tohto ddtumu sa priblizne po roku situ-
acia zacala upokojovat, kde v poslednych mesiacoch znovu pozorujeme pomerne

pokojnii atmosféru na akciovom trhu.

Vyvoj indexu VIX
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Obr. 4.21: Vyvoj indexu VIX

Na porovnanie spravania indexu S&P 500 s indexom VIX, vykreslime ich
zlogaritmované hodnoty do spolo¢ného grafu na obrazku 4.22 za ¢o najdlhsie

mozné ¢asové obdobie.

Vyvoj indexov S&P500 a VIX
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Obr. 4.22: Index S&P 500 a index VIX spolu so svojou kritickou hodnotou (hod-
noty predstavuju prirodzeny logaritmus pévodnych hodnot)

73



Z prave zobrazeného grafu pozorujeme, ze okamihy najvicsej trhovej nervozity
skuto¢ne zodpovedaji najvyraznejsim padom hodnot S&P 500. Naopak v case,
kedy trhova nervozita klesé, vo vyvoji indexu pozorujeme rastuci trend.

V nasledujucej sekcii sa pozrieme eSte raz na model, ktory sme skonstruovali

v Casti 4.4.

4.8. Predikcia ¢.5

Predikény model, ktory bol v ¢asti 4.4 zostaveny, vychadzal z vytvarani pred-
ikcif o jeden krok dopredu pri vSetkych minulych hodnotach znamych. Skuto¢ny
priebeh indexu sa nam naSimi predikciami podarilo velmi pekne zachytit. Pre

pripomenutie si zobrazme ¢ast grafu 4.14, ktoré sa tyka predikcie.

Vyvoj predikovanych a skuto¢nych stavov indexu S&P 500
31.12.2020-31.1.2021
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Obr. 4.23: Predikcia stavov indexu S&P 500 o deni dopredu

Z grafu na obrazku 4.23 moZno pozorovat, ze napriek vel mi slusnym odhadom
sa nam okamih, kedy index nahle poklesol nepodarilo odpredikovat, o ¢ast svojich
uspor by sme tak prisli. Skiisme sa tak v tejto Casti pozriet na jeden z moznych
sposobov, ktory by nam mohol pri rozhodovani sa na trhu pomoct.

Pearsnov korela¢ny koeficient dennych zmien (31.12.2020 - 31.12.2021) medzi
indexmi S&P 500 a VIX dava hodnotu -0.8402769. Medzi zmenami indexov po-
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zorujme velmi silnt nepriamu linearnu zavislost. Zaporna korelacia je v tomto
pripade ocakévana, nakol'ko vyssie hodnoty indexu VIX nevestia ni¢ dobré, ¢o
sa tyka vyvoja indexu S&P 500. Na zaklade silnej linearnej nezévislosti medzi
indexmi vyskusame do nagich rozhodnuti na trhu zahrnut i vyvoj indexu VIX.
Do grafu na na obrazku 4.24 zobrazime priebehy indexov S&P 500 a VIX
stcasne, v ¢asovom rozpéti 31.12.2020 - 31.12.2021 (rovnako ako v modeli 4.4).
Aby sme dokazali ¢o najlepsie predpovedat, ako by mohol vyzerat nasledujici
priebeh indexu S&P 500 pomocou indexu VIX, index strachu VIX si zndzornime

okrem normalneho i v detrendovanom tvare.

Vyvoj indexov S&P 500 a VIX
31.12.2020-31.12.2021
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Obr. 4.24: Porovnanie vyvoja indexov S&P 500, detrendovaného indexu VIX
a indexu VIX

V decembri mozno, ako z grafu indexu VIX, tak i detrendovaného indexu
VIX pozorovat pomerne velky narast. Prekroc¢enie hodnoty 20 v pripade indexu
VIX a hodnoty 0 v pripade detrendovaného tvaru znadi, Ze v nasledujicich 30

dnoch je na trhu ocakavané zvySena miera volatility. Musime tak pocitat s vacsou
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pravdepodobnost vyskytu néhlych vyraznych poklesov indexu.

V tomto pripade sa varovania indexu strachu naplnili a v S&P 500 skutocne
doslo k dramatickému néhlemu poklesu. Ukéazali sme si tak, Zze pri rozhodovani
o nakupe ¢ predaji akcii S&P 500, nam tak moéze pomoct aj index VIX. V tomto
pripade za strachom, ktory sa na trhu vytvoril, stal planovany boj Federalneho
rezervného systému s inflaciou. Ten stcasne sposobil aj slaby zaciatok roka pre

index S&P 500, ako sme mohli pozorovat na obrazku grafu 4.14 ¢i 4.23.

Poznamka 4.5 V pripade vijvoja idnexu S& P 500 by bolo mozné vytvarat dalsie
a dalsie modely. Pokusit sa napriklad priamo do modelu zahrnut nejaki kontro-
lovani premennii. TieZ by bolo mozné vyskusat predikciu stavu indexu o 10 rokov
dopredu, nakolko do investiénijch inStrumentov kopirujicich index S&P 500 md
zmysel investovat dlhodobo. V tejto diplomovej pract vsak uz nie je priestor na vy-

tvdranie dalsich modelov. Tému by vsak bolo mozné dalej rozSirovat.

4.9. Vojna na Ukrajine

Ako s celym svetom, tak i s indexom S&P 500 aktualne otriasa obrovska
svetova tragédia, vojnovy konflikt na Ukrajine. V kapitole 4.2.1 sme sa zamerali
prave na historicky vyvoj indexu a na situacie, ktoré v priebehu ¢asu index najviac
poznamenali. MoZno tak po dramatickom poklese indexu vplyvom koronavirovej
krizy oc¢akéavat dalsi prepad sposobeny prave aktuélnou situéciou vo svete?

Aktualny vyvoj indexu si zobrazime do grafu, v ktorom vyznacime vstup

ruskych vojsk na tzemie Ukrajiny, a tiez den, kedy konflikt zapocal.
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Vyvoj indexu S&P 500

®  vstup ruskej armady na ukrajinské Uzemie (22.02.2022) zaciatok vojny na UKrajine (24.02.2022)

4800 -
4600 -

4400 -

4200 - FV\/\

06 13 20 27 03 10 17 24 31 07 14 21 28 07 14
dec dec dec dec jan jan jan jan jan feb feb feb feb mar mar
21 21 21 21 22 22 22 22 22 22 22 22 22 22 22

datum

S&P 500

Obr. 4.25: Vyvoj indexu S&P 500 s vyznac¢enym datumom vstupu ruskych vojsk
na tzemie Ukrajiny a datumom zahéjenia vojnového konfliktu na Ukrajine

Po vstupe ruskych vojsk na tizemie Ukrajiny doslo k obavam investorov z moz-
ného konfliktu a rozsahu uvalenych sankcii na Rusko zo strany USA a tym poklesu
indexu. Prejavom Joe Bidena, 24.2.2022, vSak obavy utichli, ¢o sa prejavilo ras-
tom indexu. Mnohé odborné ¢lanky opisujt rozlicné varianty budiceho vyvoja
indexu. Roéznorodost predikcii sa odvija predovsetkym od predpokladov, akymi
st velkost sankcii, ktoré buda na Rusko uvalené, dizka konfliktu atd’.

Okrem samotného indexu S&P 500 si zobrazme i index VIX. Uz v predcha-
dzajicom texte sme totiz ukazali, Ze v stvislosti s indexom S&P 500 mé zmysel
uvazovat ho. Ako sme mohli predpokladat, buduca volatilita trhu je indexom
odhadovana nad tolerovant hranicu 20. Ako velmi aktualny vojnovy konflikt in-
dex postihne zatial nemozno poznat. Pokojny trh v8ak nie je v najblizSej dobe

rozhodne ocakivany.
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Vyvoj indexu VIX

®  vstup ruskej armady na ukrajinské uzemie (22.02.2022) zaciatok vojny na UKrajine (24.02.2022)
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Obr. 4.26: Vyvoj indexu S&P 500 s vyznac¢enym datumom vstupu ruskych vojsk
na tzemie Ukrajiny a datumom zahéjenia vojnového konfliktu na Ukrajine
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Zaver

Cielom tejto prace bolo oboznamit sa s novym pristupom ku predikcii, a to
s algoritmom Kalmanovho filtra. Okrem pestrého vyuzitia je tdto metoda zauji-
mavé aj tedériou, na ktorej je vystavana. V teoérii najdeme vyuzitie dynamickych
systémov, diferencialnych rovnic ¢i Statistiky.

Moja diplomové praca je rozdelend do 4 kapitol, kde jednotlivé kapitoly sa
dalej ¢lenené na sekcie a podsekcie. Prva kapitola sa zaobera predovsetkym dy-
namickymi systémami, stavovo-priestorovym tvarom modelu, a taktiez st v nej
uvedené algoritmy na redukciu radu ako diferencidlnej, tak i diferen¢nej rovnice.
Tato tedria je pred zadefinovanim samotného Kalmanovho filtra nevyhnutna,
kedZe model vstupujici do algoritmu bude uvedeny prave v stavovo-priestorovom
tvare. V druhej kapitole som zaviedla tedriu tykajucu sa samotného Kalmanovho
filtra. Nakol'ko ide o algoritmus pozostavajuci z 5 rovnic, v tejto ¢asti som sa
zaoberala predovsetkym odvodenim jednotlivych rovnic, aby bol spésob, akym
algoritmus pracuje pre Citatela, ¢o najlepSie uchopitelny. Zvysné dve kapitoly
tvoria prakticki cast tejto diplomovej prace. Prva z nich uvadza simulovany pri-
klad, na ktorom som sa naucila s filtrom pracovat. V dalSej kapitole sa ¢itatel
oboznami s indexom S&P 500, na ktory som neskér Kalmanov filter aplikovala
a pokusila sa o predikciu budtcich stavov indexu.

Tato praca moze slazit na rozsirenie obzorov v oblasti filtrovania hodnét,
a to konkrétne prostrednictvom Kalmanovho filtra, na porozumenie predikcie
budtcich stavov pouzitim tohto filtra a taktiez na osvojenie si niektorych poj-
mov z oblasti investovania. Praca tiez pontka ¢itatelovi blizsi nahlad na index

S&P 500. Na zaklade historickych udalosti uvadza, akymi faktormi moze byt in-
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dex ovplyviiovany. Taktiez pontuka pohlady na jeho predikciu prostrednictvom
zostavenia réznych modelov ¢i rozhodovanie sa o dalSom postupe na finanénom

trhu pomocou indexu strachu VIX.
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