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Abstrakt 
Tato p r á c e se zaměřu je na problemat iku klas ických i konvolučních n e u r o n o v ý c h sí t í . Jsou zde 
p r o b r á n y konvenčn í techniky h a r d w a r o v é h o n á s o b e n í a možnos t i jeho optimalizace v kon­
textu u m ě l ý c h n e u r o n o v ý c h sí t í . Je n a v r ž e n a metoda z j ednodušeného násoben í , a to náso­
ben í bez násobičky. Tato metoda je i m p l e m e n t o v á n a a i n t eg rována do knihovny T y p e C N N . 
P o t é je proveden odhad ceny h a r d w a r o v é h o řešení jak konvenčn ího , tak z j ednodušeného 
násoben í . P ř e d s t a v e n y jsou d o s t u p n é n á s t r o j e pro p rác i s konvolučn ími n e u r o n o v ý m i s í t ěmi 
a da tové sady pro jejich t e s tován í v úloze klasifikace o b r a z ů . Jsou nav rženy tes tovac í archi­
tektury a metodika t e s tován í a e x p e r i m e n t ů . N á s l e d n ě jsou zhodnoceny výs ledky t e s t ů jak 
z pohledu úspěšnos t i klasifikace, tak ceny h a r d w a r o v é h o řešení . 

Abstract 
This thesis provides an introduct ion to classical and convolutional neural networks. It descri­
bes how hardware mul t ip l ica t ion is conventionally performed and optimized. A simplified 
mul t ip l icat ion method is proposed, namely multiplierless mul t ip l ica t ion. T h i s method is 
implemented and integrated into the T y p e C N N library. The cost of the hardware solution 
of bo th conventional and simplified multipliers is estimated. The thesis also introduces soft­
ware tools developed to work wi th convolutional neural networks and datasets used to test 
them i n the image classification task. Test architectures and experimentation methodology 
are proposed. The results are evaluated, and bo th the classification accuracy and cost of 
the hardware solution are discussed. 
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Kapitola 1 

Úvod 

Neuronové s í tě jako t akové spada j í do v ý p o č e t n í h o paradigmatu tzv. soft computingu. 
Všechny algori tmy či v ý p o č e t n í modely spadaj íc í do t é t o oblasti nalézaj í inspiraci v p ř í rodě 
a jejich spo l ečným rysem je, že se do j i s t é m í r y dokáž í v y p o ř á d a t s n e p ř e s n o s t m i a chybami 
v r e á l n é m svě tě . S te jně tak tomu je u neu ronových sítí , k t e r é k t ě m t o vlastnostem př idá ­
vají schopnost n a u č i t se r ů z n é funkce na zák ladě ukázkových v s t u p ů a v ý s t u p ů . D í k y t é t o 
vlastnosti se mohou n a u č i t uspokoj ivě řeši t p roblémy, pro něž n e z n á m e a lgor i tmické řešení , 
nebo je konvenčn í metoda řešení velmi v ý p o č e t n ě n á r o č n á . 

Konvolučn í neu ronové s í tě jsou p o d t ř í d o u klasických n e u r o n o v ý c h sí t í a slouží p řede­
vš ím k rozpoznáván í a klasifikaci obrazu. T y t o s í tě jsou dnes č ím dá l obl íbenějš í a nacházej í 
u p l a t n ě n í v oblasti s a m o č i n n ý c h r o b o t ů či aut, v b e z p e č n o s t n í c h k a m e r á c h , pro rozpozná ­
vání poznávac ích značek či r ůzných p ř e d m ě t ů a v mnoha dalš ích oblastech. Jejich vě t š ímu 
rozšíření , z e jména v oblasti n ízkopř íkonových ves tavěných sys t émů , však b r á n í d l o u h á doba 
n u t n á k jejich učení , p ř e d e v š í m jejich velikost na č ipu a s p o t ř e b a elektr ické energie. P r á v ě 
proto je p o t ř e b a hledat cesty, jak optimalizovat tyto parametry. Opt imal izace je vykoupena 
z t r á t o u p řesnos t i , kterou se snaž íme minimalizovat . Jednou z cest je i h l e d á n í možnos t í , jak 
nahradit konvenčn í operaci násoben í . 

Tato p ráce se tedy zaměřu je na problematiku klas ických i konvolučních n e u r o n o v ý c h sít í . 
O b j a s n í jejich inspiraci , vznik a da lš í jejich vlastnosti . N a h l é d n e m e na konvenčn í postupy 
prováděn í operace n á s o b e n í a možnos t i jejich optimalizace. Dá le se z a m ě ř í m e na d o s t u p n é 
knihovny pro p rác i s n e u r o n o v ý m i s í t ěmi . Provedeme n á v r h a implementaci v y b r a n é tech­
niky z j ednodušeného n á s o b e n í a do j e d n é z knihoven j i integrujeme. N a v y b r a n ý c h ú lohách 
a a r c h i t e k t u r á c h realizujeme experimenty jak s konvenčn ím, tak se z j e d n o d u š e n ý m násobe ­
n ím. Provedeme odhad ceny z j ednodušeného n á s o b e n í př i implementaci v hardwaru. Cí lem 
p ráce je na léz t v h o d n ý kompromis mezi p ř e snos t í neu ronové s í tě a cenou násoben í . 

K a p i t o l a 2 se věnuje k las ickým n e u r o n o v ý m s í t ím, jejich inspiraci v biologickém neuronu, 
histori i a f o rmá ln ímu modelu neuronu. Také jsou zde p o p s á n y architektury n e u r o n o v ý c h sítí 
a jejich ak t ivačn í funkce. V následuj íc í kapitole 3 jsou p ř e d s t a v e n y konvoluční neuronové 
sí tě , jejich vlastnosti a typy jejich vrstev. V kapitole 4 je n a s t í n ě n a problematika n á s o b e n í 
v n e u r o n o v ý c h sí t ích. Nejprve jsou zde p r o b r á n y možnos t i zobrazen í čísel v poč í t ač i a kon­
venčn í techniky jejich ná soben í . N á s l e d n ě jsou z k o u m á n y techniky optimalizace operace 
násoben í . V kapitole 5 jsou p ř e d s t a v e n y d o s t u p n é n á s t r o j e pro p rác i s n e u r o n o v ý m i s í těmi . 
V následuj íc í čás t i p ráce , p o p s a n é v kapitole 6, je proveden n á v r h operace z j ednodušeného 
n á s o b e n í (násoben í bez násobičky) a p o p s á n a její implementace a integrace do knihovny 
T y p e C N N . V dalš í kapitole 7 jsou p o p s á n y d a t o v é sady pro t e s tován í n e u r o n o v ý c h sítí 
a architektury, k t e r é budou k t e s t o v á n í použi ty . N á s l e d n ě je n a v r ž e n a metodika t e s tován í 
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a p rováděn í e x p e r i m e n t ů . D á l e jsou p ř e d s t a v e n y a d i s k u t o v á n y jejich výsledky. V kapitole 8 
je proveden odhad ceny h a r d w a r o v é implementace jak konvenčn ího , tak z j ednodušeného ná­
soben í a jejich p o r o v n á n í . K a p i t o l a 9 se věnuje k o n e č n é m u z h o d n o c e n í e x p e r i m e n t ů a jejich 
ceny př i h a r d w a r o v é implementaci . Je d i s k u t o v á n a z t r á t a p ře snos t i a její v ý m ě n a za zrych­
lení v ý p o č t u a u še t ř en í h a r d w a r o v ý c h zdro jů . V kapitole 10 shrnuji tuto p rác i a nas t iňu j i 
možnos t i da lš ího rozšíření . 
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Kapitola 2 

Neuronové sítě 

Oblast n e u r o n o v ý c h s í t í ř a d í m e k v ý p o č e t n í m u paradigmatu z v a n é m u soft computing. V ná­
sledující kapitole p ř e d s t a v í m rozdí ly mezi t í m t o a t r a d i č n í m v ý p o č e t n í m paradigmatem. 
Dále bude p r o b r á n a s t ruktura a funkce jak biologického, tak u m ě l é h o neuronu. Deta i lně j i 
se budeme věnova t funkci u m ě l é h o neuronu a jeho zač leňování do n e u r o n o v ý c h sí t í . P ř e d ­
staveny budou t a k é ča s to použ ívané ak t ivačn í funkce. V t é t o kapitole č e r p á m převážně 
z nás leduj íc ích zd ro jů [8] [13] [15] [23] [34] [36]. 

2.1 Cesta k soft computing 

T r a d i č n í v ý p o č e t n í p o s t u p y 

T r a d i č n ě se nejvíce využ ívá v ý p o č e t n í paradigma založené na d ů s l e d n é algori tmizaci me­
tody řešení . P r o řešení p r o b l é m u t í m t o z p ů s o b e m je t ř e b a p r o b l é m u de t a i lně p o r o z u m ě t 
(analyzovat ho) a navrhnout ana ly t i cké řešení . Ana ly t i cké řešení ná s l edně algoritmizujeme, 
čímž u m o ž n í m e řešení tohoto p r o b l é m u na poč í t ač i . 

P ro na lezen í ana ly t i ckého řešení je p o t ř e b a s k u t e č n á o d b o r n á znalost řešeného p r o b l é m u . 
N a p ř í k l a d pro mode lován í fyzikálních p rocesů je t ř e b a j i m opravdu p o r o z u m ě t . H ledán í 
ana ly t i ckého řešení je t a k é velmi závislé na kval i tě v s t u p n í c h dat. P o k u d bychom n a p ř í k l a d 
řešili p r o b l é m l ineárn í regrese a naše data byla z a š u m ě n á , p r o b l é m v ů b e c n e m u s í m e vyřeš i t , 
nebo m ů ž e m e na léz t n e s p r á v n é řešení . P ř i na lezení s p r á v n é h o ana ly t i ckého řešení je n á m 
o d m ě n o u , že nás l edné výs ledky jsou p ř e s n é a spolehl ivé. 

P o č í t a č př i v ý p o č t u p ř e d e v š í m s r e á l n ý m i čísly m ů ž e zanés t do výs ledku chybu, n a p ř . 
z a o k r o u h l e n í m (chyba vzn ik lá z p ů s o b e m uložení a p o č í t á n í s čísly v poč í t ač i ) , k t e r á se pře ­
devš ím př i rekurz ivn ích a i t e račn ích algoritmech m ů ž e n e p ř í j e m n ě zvě tšova t . Da l š ím pro­
b l é m e m je, že s t ro jový v ý p o č e t t ě ch to řešení m ů ž e bý t velmi v ý p o č e t n ě ná ročný . P ř í k l a d e m 
je numer i cké řešení velkých soustav parc iá ln ích diferenciálních rovnic. 

Ne v ž d y je však m o ž n é na léz t p ř e s n é ana ly t i cké řešení , a proto se čas to uchylujeme 
k opt imal izaci a spoko j íme se s p ř ib l i žným řešen ím, což do výs ledků zanáš í dalš í nep řesnos t i . 
Č a s t o je však p r o b l é m tak složitý, že jeho ana ly t i cké řešení neexistuje, nebo by jeho nalezení , 
p o p ř í p a d ě na lezen í p ř ib l i žného řešení , bylo tak časově n á r o č n é , že to pro danou ú lohu n e m á 
smysl. M o ž n á neexistence p ř e s n é h o řešení je da l š ím p r o b l é m e m tohoto paradigmatu. O v š e m 
pokud p r o b l é m nen í příl iš složitý a m á m e k dispozici sol idní v s t u p n í data, je ana ly t i cký 
p ř í s t u p k řešení p r o b l é m u efekt ivní . V o p a č n é m p ř í p a d ě je v h o d n é zvolit a l t e r n a t i v n í p ř í s t u p 
k řešení p r o b l é m u a t í m m ů ž e bý t p r á v ě soft computing. 
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Soft c o m p u t i n g 

Soft computing jako odvě tv í informatiky m á několik různých směrů , mezi něž p a t ř í p řede­
vš ím neuro, evoluční , rojové a fuzzy výpoč ty . Všechny tyto p ř í s t u p y spojuje inspirace v pří­
rodě . N e u r o p o č í t á n í je insp i rováno nervovou soustavou živých o rgan i smů , stavbou a funkcí 
j edno t l i vých n e u r o n ů a jejich p r o p o j e n í m pro řešení p r o b l é m u . Evo lučn í p o č í t á n í je inspiro­
váno biologickou evolucí , kdy evoluční proces m ů ž e bý t c h á p á n jako řešení o p t i m a l i z a č n í h o 
p r o b l é m u . Rojové v ý p o č t y jsou insp i rovány p ř e d e v š í m chován ím kolonií hmyzu, jako jsou 
roje včel a kolonie m r a v e n c ů , k t e r é řeší p r o b l é m nalezení potravy. 

Spo lečným rysem metod insp i rovaných v p ř í r o d ě je jejich u r č i t á schopnost tolerovat 
chyby a nep řesnos t i r eá lného svě ta . V r e á l n é m svě te nejsou organismy n ikdy postaveny 
p řed naprosto s te jný p r o b l é m , a p ř e s t o ho dokáž í vyřeš i t . T y t o metody využívaj í nepřes ­
nost v s t u p n í c h dat k dosažen í větš í robustnosti řešení a jeho lepšího vztahu s realitou. 
V ý p o č e t p o m o c í t ě ch to metod tedy nekončí na l ezen ím teore t i ckého optima, ale na lezen ím 
d o s t a t e č n ě d o b r é h o řešení , j ehož dalš í zp řesňován í by na výs ledek mělo tak m a l ý v l iv , že 
toto zpřesňován í j iž n e m á smysl. 

P ř i řešení p r o b l é m u paradigmatem soft computingu tedy neprogramujeme p ř í m o řešení 
d a n é h o p r o b l é m u , ale programujeme zvolenou, p ř í r o d o u inspirovanou, metodu, je j ímž po­
moc í p r o b l é m řeš íme. P ro řešení p r o b l é m u tedy nen í n u t n á jeho h l u b o k á znalost, n i cméně 
j i s t á znalost je t ř e b a pro zvolení a d e k v á t n í metody už i t é pro řešení . S h lubš í zna los t í pro­
b l ému je t a k é m o ž n é lépe nastavit r ů z n é parametry zvolené metody a tak n a p ř í k l a d dostat 
řešení v k r a t š í m čase. 

Pokud se z a m ě ř í m e k o n k r é t n ě na neu ronové s í tě , tak k r o m ě výše zmíněných v las tnos t í , 
k t e r é jsou společné pro všechny p ř í r o d o u insp i rované algoritmy, neu ronové s í tě jsou progra­
mova te lné za p o m o c í v s t u p n í c h dat a k n i m př í s lušných dat v ý s t u p n í c h . To z n a m e n á , že 
na rozdí l od t r ad i čn í ch metod, nebo n ě k t e r ý c h j iných soft computing metod, u nichž pro 
k o n k r é t n í p r o b l é m m u s í m e implementovat k o n k r é t n í řešení , jedna n e u r o n o v á síť m ů ž e řeši t 
více různých p r o b l é m ů . Toho je dosaženo u č e n í m neuronové s í tě na p ř í s lušných v s t u p n í c h 
a v ý s t u p n í c h datech. Tedy to, j a k ý p r o b l é m bude d a n á neu ronová síť řeš i t , závisí na tom, 
j a k ý p r o b l é m j i řeši t n a u č í m e . 

Pro p o r o v n á n í p ř í s t u p u t r ad i čn í ch metod a soft computingu uveďme p r o b l é m řešený 
bankami, zda uděl i t kl ientovi pů jčku . P ř i t r a d i č n í m p ř í s t u p u by bylo p o t ř e b a na j í t analy­
t ické řešení a m a t e m a t i c k é vztahy mezi n a p ř . platem klienta za u rč i t é o b d o b í , jeho věkem, 
p o č t e m dě t í , d o s a ž e n ý m vzdělán í , p r a c o v n í m z a m ě ř e n í m , atd. a ná s l edně provés t algorit­
mizaci a řešení . T ě c h t o v z t a h ů by bylo n e s m í r n é m n o ž s t v í a na léz t je by bylo velmi složité, 
nebo n e m o ž n é a ná s l edný v ý p o č e t by b y l příl iš v ý p o č e t n ě ná ročný . Naopak př i p ř í s t u p u 
soft computingu za použ i t í n a p ř . neu ronových sí t í bychom síť nauči l i tento p r o b l é m řeši t na 
zák ladě zkušenos t í s m i n u l ý m i klienty. N a vstup s í tě bychom vložili zvolená data a učili j i , 
zda tento klient pů jčku bezp rob l émově splácel , či n ikol iv . N e u r o n o v á síť by se tak nauč i l a 
asociace, k t e r é by bylo velice těžké , nebo n e m o ž n é na léz t analyticky. 

2.2 Biologický neuron 

Neuronové s í tě jsou insp i rované nervovou soustavou živých o rgan i zmů , k t e r á se s k l á d á z jed­
not l ivých , n a v z á j e m p ropo jených n e u r o n ů . Neuron je tedy z á k l a d n í m s t a v e b n í m prvkem 
nervové soustavy. Neuron je spec ia l izovaná b u ň k a u r č e n á k p ř i j ímání , zpracování , uchování 
a p ř e d á v á n í informace. Neuron se s k l á d á z t ě l a neuronu, d e n d r i t ů a axonu ( schéma neuronu 
m ů ž e m e v idě t na o b r á z k u 2.1). K a ž d ý neuron v l idském mozku m á 10 2 až 10 5 d e n d r i t ů , což 
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jsou k r á t k é 2-3 m m d louhé v ý b ě ž k y z t ě l a neuronu sloužící jako jeho vstupy. Jeden axon, 
což je jeden až někol ik cm d louhý výběžek z t ě la neuronu, k t e r ý je na svém konci rozvě tven , 
slouží jako v ý s t u p neuronu. 

Neuron je se s v ý m okol ím spojen p o m o c í axonu a d e n d r i t ů p r o s t ř e d n i c t v í m tzv. synapse. 
T a je t v o ř e n a j e d n í m z rozvě tven í axonu jednoho neuronu a j e d n í m z d e n d r i t ů d r u h é h o 
neuronu. L idský mozek tvoř í p ř ib l ižně 1 0 1 1 n e u r o n ů , jež jsou mezi sebou p rovázány př ib l ižně 
1 0 1 4 synapsemi. Synapsi m ů ž e m e c h á p a t t a k é jako r o z h r a n í pro p ř e n o s informace mezi 
d v ě m a neurony. Informace je mezi t ě m i t o neurony p ř e n á š e n a c h e m i c k ý m procesem, k t e r ý 
nazveme vzruch, př i n ě m ž axon sekretuje neurotransmiter, k t e r ý je r eg i s t rován p ř í s lušnými 
receptory nacháze j íc ími se na dendritech ( schéma synapse m ů ž e m e v idě t na o b r á z k u 2.2). 
K a ž d á synapse m á specifickou vlastnost, kterou n a z ý v á m e s y n a p t i c k á vazba, nebo t aké 
váha . V á h a synapse určuje , jak je neuronem reg i s t rována informace přicházej ící na k o n k r é t n í 
dendrit v p o r o v n á n í s informací , kterou vys la l axon d r u h é h o neuronu. P o k u d m á s y n a p t i c k á 
vazba exc i tačn í charakter, pak je neuronem reg is t rován silnější vzruch, než b y l s k u t e č n ě vys­
lán . Naopak, pokud m á s y n a p t i c k á vazba inh ib ičn í charakter, je vzruch čás t ečně p o t l a č e n 
a ná s l edně je reg i s t rován jako slabší . V současné d o b ě se d o m n í v á m e , že p rávě s y n a p t i c k á 
vazba je nositelem informace [34]. 

Funkce neuronu s a m o t n é h o je pak registrovat vzruchy na svých dendritech, a pokud 
suma t ě c h t o vz ruchů p ř e s á h n e u rč i t ý p r á h , začne neuron periodicky vys í la t vzruch s v ý m 
axonem. Tento vzruch je pak dá le reg i s t rován da l š ími neurony. Neuron vzruch periodicky 
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O b r á z e k 2.2: S c h é m a synapse biologických n e u r o n ů [20] 

vysí lá tak dlouho, dokud se suma vz ruchů na jeho dendritech nedostane pod p r á h . Síla 
vys í l aného vzruchu, p r á h a v á h a synapse se m ě n í u č e n í m . V p r ů b ě h u ž ivota je u ž ivých 
o rgan i smů t a k é m ě n ě n o v z á j e m n é p r o p o j e n í n e u r o n ů . P ř i učen í vznikaj í synapse nové a pro­
cesem z a p o m í n á n í n ě k t e r é synapse zanikaj í . 

2.3 Historie 

M e z i p r v n í m i , kdo přišel s myš lenkou inspirovat se neurony živých o r g a n i s m ů a napodobit 
je pro p rováděn í v ý p o č t ů , by l i pánové Warren M c C u l l o c h a Walter P i t t s . T i t o v roce 1943 
jako p r v n í p ředvedl i model u m ě l é h o neuronu. Jejich model u m ě l é h o neuronu mě l expl ic i tně 
u rčeno , k t e r é vstupy jsou exc i t ačn í a k t e r é inhib iční , da l š ím parametrem tohoto neuronu 
by l jeho ak t ivačn í p r á h . V ý p o č e t p r o b í h a l tak, že byla provedena suma exc i t ačn ích a suma 
inhib ičních v s t u p ů a na zák l adě t ě c h t o hodnot a ak t i vačn ího prahu byla p o m o c í tabulky 
u r č e n a v ý s t u p n í hodnota. S c h é m a tohoto neuronu a ak t ivačn í tabulku m ů ž e m e v idě t na 
o b r á z k u 2.3. Tento neuron by l schopen realizovat zák l adn í logické funkce A N D , O R a N O T . 

O b r á z e k 2.3: S c h é m a p r v n í h o u m ě l é h o neuronu a tabulka jeho ak t ivačn í funkce [36] 
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Dalš ího zásadně j š ího pokroku v t é t o oblasti dosáh l Frank Rosenblatt , k t e r ý roku 1957 
p ředved l zobecněný model neuronu, k t e r ý nazval perceptron. Perceptron p o č í t á s r eá lnými 
čísly a j iž n e m á sepa rované exc i t ačn í a inh ib ičn í vstupy, ale k a ž d o u v s t u p n í hodnotu násob í 
hodnotou váhy pro tento vstup. D o jeho skokové ak t ivačn í funkce tedy vstupuje suma 
vektoru v s t u p ů v y n á s o b e n é h o vektorem vah. Učení perceptronu z n a m e n á h l edán í v h o d n é h o 
váhového vektoru pro d a n ý p r o b l é m . Rosenblatt navrhl učící algoritmus, k t e r ý v k o n e č n é m 
čase nalezne odpovída j íc í váhový vektor. 

Následoval p o s t u p n ý rozvoj t ěch to j e d n o v r s t v ý c h sí t í . Z á s a d n í m p r o b l é m e m t ě c h t o jed­
nov r s tvých sí t í však je jejich schopnost řeši t p r o b l é m y s l ineárně s e p a r o v a t e l n á m i v s t u p n í m i 
vektory. R o k u 1969 ve své knize Perceptrons na tento p r o b l é m upozorňu j í pánové M a r v i n 
M i n s k y a Seymour Paper. Ukazuj í zde, že s í tě tohoto typu nedokáž í řeši t ani tak zdán­
livě j e d n o d u c h ý p r o b l é m , jako je logická funkce X O R . Tento p r o b l é m sice lze řeši t p o m o c í 
v ícevrs tvé sí tě , k o n k r é t n ě p o m o c í d v o u v r s t v é s í tě s d v ě m a perceptrony ve v s t u p n í a jed­
n í m ve v ý s t u p n í v r s tvě , ale v t é t o d o b ě neexistoval algoritmus, k t e r ý by zv lád l takovouto 
síť uč i t . P ř e d e v š í m kvůl i t é t o knize a z d á n í neřeš i te lnos t i tohoto p r o b l é m u vývoj oblasti 
neu ronových sí t í po dobu více než deseti let stagnoval. 

V ý z n a m n o u udá los t í , k t e r á o p ě t zvedla zá jem o oblast neu ronových sítí , by la publikace 
učícího algori tmu z p ě t n é h o š í ření chyby n a z v a n é h o Backpropagation. Tento algoritmus roku 
1986 ve své p rác i publikovali pánové D a v i d Rumelhar t , Geoffrey H in ton a Rona ld Wi l l i ams . 
Sami však tento algoritmus nevymysleli , ale navázal i na p rác i A r t h u r a Brysona a Y u - C h i 
Ho, k t e ř í o tomto algori tmu hovoři l i již v roce 1969. N i c m é n ě v důs l edku ú p a d k u zá jmu 
o neu ronové s í tě se algoritmus neuchyti l a u z n á n í se m u dostalo až d íky výše z m í n ě n ý m 
p á n ů m . Algor i tmus je p o m o c í z p ě t n é h o šíření chyby schopný efekt ivně t r énova t v ícevrs tvé 
neu ronové s í tě . D í k y tomuto algori tmu se tedy poda ř i l o vyřeš i t X O R p rob lém, k t e r ý M i n s k y 
označi l jako neřeš i t e lný a kvůl i k t e r é m u stagnovalo celé toto odvě tv í . D íky tomuto algori tmu 
se t a k é zvedl zá jem o neu ronové sí tě , jejich v ý z k u m a využ i t í v různých oblastech. 

2.4 Umělý neuron 

Neuronové s í tě i s a m o t n ý u m ě l ý neuron za dobu své p o m ě r n ě d louhé existence proše l vývo­
jem, avšak idea inspirace b io logickým neuronem z ů s t a l a s t e jná . Pro to je současný formální 
model neuronu p o d o b n ý tomu ú p l n ě p r v n í m u a od modelu perceptronu p ř e d s t a v e n é h o již 
v roce 1957 se t é m ě ř neliší. Současný obecný model neuronu m ů ž e m e v idě t na o b r á z k u 2.4. 
V s o u č a s n é m o b e c n é m modelu neuronu jsou všechny hodnoty, se k t e r ý m i neuron pracuje, 
r eá lná čísla. V i d í m e zde, x\ až xn v s t u p n í c h hodnot, k t e r ý m i modelujeme dendrity - vstupy 
biologického neuronu. K e k a ž d é m u vstupu př ís luší jedna váha , tedy m á m e zde w\ až wn 

vah, odpovída j íc ích s y n a p t i c k ý m v á h á m . Díky použ i t í r eá lných čísel nen í t ř e b a v s t u p y / v á h y 
rozdělovat na inh ib ičn í a exc i tačn í . V á h y se z á p o r n o u hodnotou, p o p ř í p a d ě váhy z intervalu 
(0; 1), m ů ž e m e c h á p a t jako inhibiční . U m ě l ý neuron m ů ž e mí t s te jně jako biologický neu­
ron n a s t a v e n ý u rč i tý v n i t ř n í p r á h , avšak v současné d o b ě tento v n i t ř n í p r á h nahrazujeme 
(modelujeme) dalš í v s t u p n í hodnotou XQ = 1 a j í p ř í s lušnou váhou WQ. Tento p r á h u m ě l é h o 
neuronu n a z ý v á m e bias. Tento p ř í s t u p k mode lován í prahu m á v ý h o d u v tom, že hodnota 
prahu, tedy hodnota váhy WQ, se m ě n í b ě h e m učen í spolu s o s t a t n í m i vahami a nen í proto 
n u t n é p ř e d e m analyzovat a volit hodnotu v n i t ř n í váhy neuronu. Bias spo lečně se vstupy 
tvoř í v s t u p n í vektor x = (XQ, ... ,xn) a v á h a biasu spo lečně s o s t a t n í m i vahami tvoř í vektor 
vah w = (w0, • • • ,wn). 

V s t u p n í vektor x a váhový vektor w jsou vstupy funkce / , kterou n a z ý v á m e bázová 
funkce. Bázová funkce m á za úkol z t ě ch to v s t u p n í c h v e k t o r ů vy tvo ř i t jednu hodnotu u, 
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t a k z v a n ý v n i t ř n í po tenc iá l , p o d o b n ě jako se tomu děje př i sč í t án í vz ruchů na dendritech 
v biologickém neuronu. V současné d o b ě m ů ž e m e v y b í r a t ze dvou bázových funkcí a to ze 
s t a n d a r d n ě použ ívané l ineárn í bázové funkce (vztah 2.1) a z ř ídka použ ívané r ad iá ln í bázové 
funkce (vztah 2.2). Zde Xi znač í i - tý vstup, Wi váhu i - t ého vstupu, XQ společně s WQ jsou 
biasem a n je p o č e t v s t u p ů . 

u = f(x,w) 
n 

E 
i=0 

WiXi 

II 
i 

E 
i=0 

(2.1) 

(2.2) 

Vn i t řn í p o t e n c i á l neuronu u je vs tupem funkce g, kterou n a z ý v á m e ak t ivačn í funkce. 
Ak t ivačn í funkce určuje v ý s t u p n í hodnotu celého neuronu y. Touto funkcí modelujeme 
proces, kdy se biologický neuron na zák l adě prahu a všech jeho v s t u p ů rozhodne, zda a jak 
silný vzruch vyšle s v ý m axonem. Ak t ivačn ích funkcí existuje v ý r a z n ě větš í m n o ž s t v í než 
bázových , a proto se j i m p o d r o b n ě j i budeme věnovat v kapitole 2.6. O b e c n ě m ů ž e m e celý 
proces v ý p o č t u neuronu zapsat vztahem: 

(2.3) 

P e r c e p t r o n 

Perceptron je považován za zák l adn í a u t o n o m n ě funkční model neuronu. Tento model je ve 
sku tečnos t i t é m ě ř t o t o ž n ý s o b e c n ý m modelem neuronu u v e d e n ý m výše . Rozd í l je pouze 
v tom, že m á p e v n ě danou bázovou i ak t ivačn í funkci. Perceptron použ ívá l ineárn í bázovou 
funkci a skokovou ak t ivačn í funkci danou nás leduj íc ím p ředp i sem: 

1 pro u > 0 

y = < — 1 pro u < 0 

yoid p r o u _ Q 

(2.4) 

Název perceptron je t a k é p o u ž í v á n pro ne j j ednodušš í jednovrstvou (o v r s tvách dále 
v sekci 2.5) neuronovou síť s loženou z 1 až n p e r c e p t r o n ů . S c h é m a jednoho perceptronu 
a s í tě perceptron m ů ž e m e v idě t na o b r á z k u 2.5. 
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Xn XQ—1 X] X2 X n 

O b r á z e k 2.5: S c h é m a jednoho perceptronu a s í tě perceptron [36] 

Taková to síť je typicky s ložena pouze z jednoho perceptronu, k t e r ý m á 1 až n v s t u p ů 
a jeden v ý s t u p . Taková to síť dokáže klasifikovat do dvou t ř íd . P ř i d á v á n í m n e u r o n ů do 
j ed iné vrs tvy zvyšu jeme poče t r o z p o z n a t e l n ý c h t ř í d N a to podle nás leduj íc ího vztahu: 

K d e n je p o č e t v s t u p ů a m p o č e t v ý s t u p ů (poče t n e u r o n ů ) . I když m á síť více n e u r o n ů , 
neurony v j e d n é v r s tvě se n a v z á j e m neovl ivňuj í a proto se učí s a m o s t a t n ě . Algor i tmus učení 
perceptronu tedy funguje nás l edovně . Nejdř íve je v n u l t é m kroku inicial izován váhový vektor 
v7o a to na n á h o d n á m a l á čísla, n a p ř . —0.5 < uii < 0.5. N á s l e d n ě jsou na vstupy n e u r o n ů 
př i loženy v s t u p n í hodnoty. P r o j edno t l ivé neurony je s p o č í t á n v n i t ř n í p o t e n c i á l u (vztah 
2.1), k t e r ý dá le vstupuje do ak t ivačn í funkce (vztah 2.4) a pro k a ž d ý z n e u r o n ů je s p o č í t á n a 
jeho a k t u á l n í v ý s t u p n í hodnota y. Aktual izace váhového vektoru je pak p r o v á d ě n a řešen ím 
následuj íc í rovnice: 

kde k = 1,2,... je krok učení , ak tua l i zovaný váhový vektor, Wk-i současný váhový 
vektor, p o ž a d o v a n á v ý s t u p n í hodnota neuronu, a k t u á l n í v ý s t u p n í hodnota neuronu, 
Xk v s t u p n í vektor a \i je t a k z v a n ý učící koeficient, k t e r ý je volen jako 0 < \x < 1. Tato 
rovnice je ř e šena zvlášť pro k a ž d ý z n e u r o n ů , čímž je provedena aktualizace j i m př í s lušných 
váhových vek to rů . Algor i tmus učen í je p r o v á d ě n tak dlouho, dokud docház í ke z m ě n á m ve 
vektorech vah, p o p ř í p a d ě je p ř e k r o č e n m a x i m á l n í poče t k r o k ů učení . 

2.5 Architektura 

Tato kapi tola p ř eds t avu j e architektury umě lých n e u r o n o v ý c h sí t í ses tavených ze základ­
ních k a m e n ů - n e u r o n ů . O b e c n ě neuronovou síť modelujeme jako vážený or ien tovaný graf. 
U z l y tohoto grafu jsou neurony s a m o t n é a o h o d n o c e n í m uz lů vy jad řu j eme p r á h neuronu. 
Or i en tované hrany mezi uzly z n a č í m e p r o p o j e n í dvou n e u r o n ů , p ř i čemž v ý s t u p n í hodnota 
neuronu (uzlu) z něhož hrana vycház í je b r á n a na vstup neuronu (uzlu) do něhož hrana 
vstupuje. O h o d n o c e n í m hran vy j ad řu j eme hodnotu váhy p ř í s lušného vstupu neuronu. H o d ­
noty vah hran jsou obecně různé , to však nevylučuje , že n ě k t e r é z nich mohou n a b ý v a t 
s te jných hodnot. 

pro m> n 

pro m < n 

(2.5) 

(2.6) 
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Nejobecnějš í architekturou neu ronové s í tě je t a k z v a n á p lně p r o p o j e n á síť. Tato síť od­
pov ídá výše u v e d e n é m u o b e c n é m u popisu a nejsou na n i kladeny ž á d n é dalš í požadavky . 
V t é t o sít i tedy mohou bý t propojeny l ibovolné dva neurony a to vče tně p ropo jen í uz lu 
sama na sebe s l ibovolným o h o d n o c e n í m hran. Podobnou architekturou je p lně p r o p o j e n á 
syme t r i cká síť, jež p ř i dává p o d m í n k u syme t r i čnos t i pro o h o d n o c e n í hran, tedy pokud mezi 
neurony A a B vedou hrany A —>• B a B —> A, m u s í se jejich váhy rovnat wab = Wba. 
Neurony t ě c h t o sí t í mohou bý t v s t u p n í i v ý s t u p n í zároveň , což je n e v ý h o d n é pro v ý p o č e t 
odezvy, či jejich učení . U k á z k u sí t í t ě ch to architektur m ů ž e m e v idě t na o b r á z k u 2.6. Sí tě , 
v nichž n ě k t e r ý z n e u r o n ů m ů ž e bý t ovl ivněn s v ý m v ý s t u p e m , neboli graf t é t o s í tě obsahuje 
cyklus, n a z ý v á m e jako s í tě r e k u r e n t n í . T y t o s í tě jsou nejvíce p o d o b n é s v ý m bio logickým 
p ř e d l o h á m , avšak v ý p o č e t jejich odezvy či jejich učen í je časově n á r o č n é a pro s í tě větš ích 
r o z m ě r ů prakt icky n e m o ž n é . Dalš í n e v ý h o d o u t ěch to sí t í je, že je n u t n é p ř e d e m urč i t prahy 
neu ronů . 

O b r á z e k 2.6: S c h é m a p lně p r o p o j e n é a p lně p r o p o j e n é symet r i cké s í tě [36] 

P r o b l é m y s komplexnos t í p ředeš lých architektur pro učen í a v ý p o č t u odezvy sí tě z čás t i 
řeš íme exp l i c i tn ím u r č e n í m v s t u p n í c h a v ý s t u p n í c h n e u r o n ů . Dá le zavád íme t a k z v a n é vrs tvy 
neu ronů . P r o neurony v j e d n é v r s tvě m u s í plati t , že nijak neovl ivňuj í neurony z vrstev před­
chozích. Síť splňující tyto p o ž a d a v k y n a z ý v á m e vrs tvová síť. Tato síť však s tá le zůs t ává re­
k u r e n t n í , p ro tože se neurony v j e d n é v r s tvě mohou ovl ivňovat n a v z á j e m a je tedy m o ž n é aby 
neuron ov l ivn i l s á m sebe. P ř i zobrazován í v rs tvové s í tě čas to modelujeme v s t u p n í vektor 
jako p r v n í (vs tupn í ) v rs tvu s í tě , s loženou z formáln ích n e u r o n ů , jejichž v s t u p n í i v ý s t u p n í 
hodnoty jsou t o t o ž n é . Da lš ími fo rmáln ími neurony, či fo rmáln ími vstupy, modelujeme (zá­
pornou) hodnotu prahu neuronu, t a k z v a n ý bias. A to tak, že do k a ž d é vrs tvy n e u r o n ů k r o m ě 
vrs tvy v ý s t u p n í , p ř i d á m e nu l tý formáln í neuron, k t e r ý p r o p o j í m e se všemi neurony vrs tvy 
následuj íc í . Tento formáln í neuron m á na vstupu i v ý s t u p u hodnotu 1 a bias s k u t e č n é h o 
neuronu je tak u rčen hodnotou váhy p ř ipada j í c í ke vstupu z neuronu formáln ího . P o k u d ze 
sí tě v r s tvové architektury o d s t r a n í m e vazby mezi neurony s te jné vrstvy, z í skáme síť acyklic­
kou. G r a f odpovída j íc í t akové to sít i j iž n e m ů ž e obsahovat ž á d n ý cyklus, a proto je v ý p o č e t 
odezvy t é t o s í tě , či její t r énován í , v ý r a z n ě rychlejší než u sí t í r eku ren tn í ch . Sí tě t ě ch to archi­
tektur m ů ž e m e v idě t na o b r á z k u 2.7. Zde symbolem w\j z n a č í m e váhu j - t é h o vs tupu i - t ého 
neuronu ve v r s tvě l. Pos l edn í v rs tvu n e u r o n ů , k t e r á j iž nen í propojena s da l š ími neurony, 
n a z ý v á m e vrstva v ý s t u p n í . Vr s tvy nacházej íc í se mezi v s t u p n í (formální) a v ý s t u p n í vrstvou 
n a z ý v á m e s k r y t é vrstvy. 

Acyk l i ckou síť, u níž povol íme v y t v á ř e n í vazeb pouze mezi neurony sousedn ích vrstev, 
n a z ý v á m e d o p ř e d n á síť. Výs ledkem je, že j edno t l ivé vrs tvy komuniku j í pouze s p ředchoz í 
a následuj íc í vrstvou, č ímž je u m o ž n ě n o n a p ř í k l a d z ře tězené zp racován í po v r s tvách a to 
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vstup v r s t v a l vrstva2 vrstva3 výstup 
skryté vrstvy výstupní 

vrstva 

vstup v r s t v a l vrstva2 
skryté vrstvy 

vrstva3 výstup 
výstupní 
vrstva 

O b r á z e k 2.7: S c h é m a vrs tvové a acykl ické s í tě [36] 

p ř edevš ím v h a r d w a r o v é implementaci . U t ěch to sí t í ( s te jně jako u acykl ických) je t aké 
m o ž n é p rovádě t pa ra le ln í zp racován í n e u r o n ů ve s te jné v r s tvě . Ne jvě t š ím p ř í n o s e m t é t o 
architektury je však u m o ž n ě n í p o s t u p n é h o učen í po v r s tvách a to p ř e d e v š í m za pomoci 
algori tmu backpropagation. P rak t ickou v ý h o d o u je t a k é omezen í p o č t u vah v síti a p ř e d e m 
z n á m ý m a x i m á l n í p o č e t vah pro neuron, k t e r ý je roven p o č t u n e u r o n ů v p ředchoz í v r s tvě . 

vstup vrstval vrstva2 vrstva3 výstup 
skryté vrstvy výstupní 

vrstva 

O b r á z e k 2.8: S c h é m a p lně p r o p o j e n é d o p ř e d n ě s í tě [36] 

Za dnes prakt icky nejpoužívanějš í architekturou neu ronové s í tě m ů ž e m e označ i t p lně 
propojenou d o p ř e d n o u síť, jejíž s c h é m a m ů ž e m e v idě t na o b r á z k u 2.8. Jak n a p o v í d á název , 
j e d n á se o d o p ř e d n o u síť, v níž je k a ž d ý neuron propojen se všemi neurony následuj íc í 
vrstvy. Tato síť obsahuje a l e spoň dvě vrs tvy a to vrs tvu v ý s t u p n í a formální v s t u p n í vrs tvu, 
tedy síť m ů ž e obsahovat 0 až JV sk ry tých vrstev. P o č e t v s t u p n í c h a v ý s t u p n í c h n e u r o n ů 
je u rčen ú lohou , neboli pro d a n ý p r o b l é m se jejich p o č e t n e m ě n í . P o č e t sk ry tých vrstev 
a p o č t y n e u r o n ů v j edno t l i vých sk ry tých v r s tvách určuje p r o g r a m á t o r a pro jeden úkol 
je m o ž n é volit r ů z n é jejich kombinace. P ř e s n o s t odezvy sí tě závisí na t é t o volbě , bohuže l 
v šak v současné d o b ě neexistuje algoritmus či návod , jak urč i t o p t i m á l n í p o č e t sk ry tých 
vrstev či p o č t u n e u r o n ů v nich. Vo lba tedy závisí na zkušenos tech p r o g r a m á t o r a , p o p ř í p a d ě 
je m o ž n é použ í t n ě k t e r ý z op t ima l i začn ích a lgo r i tmů , n a p ř . gene t ický algoritmus. O b e c n á 
p o u č k a ř íká , že p r v n í s k r y t á vrstva by m ě l a obsahovat více n e u r o n ů než vrstva v s t u p n í 
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a p o č t y n e u r o n ů v dalš ích sk ry tých v r s tvách by se mě ly snižovat s m ě r e m k p o č t u n e u r o n ů 
ve v ý s t u p n í v r s tvě , n i c m é n ě tento p ř í s t u p j i s t ě nen í o p t i m á l n í a jeho výs ledek nen í za ručen . 
P o k u d je p o č e t sk ry tých vrstev v y s o k ý 1 , n a z ý v á m e takovou síť hlubokou. 

2.6 Aktivační funkce 

Jak bylo z m í n ě n o výše , na rozdí l od bázových funkcí, k t e r é z n á m e dvě , prakt icky je t é m ě ř 
v ý h r a d n ě p o u ž í v á n a l ineárn í bázová funkce (vztah 2.1), ak t ivačn ích funkcí existuje p o m ě r n ě 
více a m á tedy smysl si n ě k t e r é z nich p ř e d s t a v i t . Následuj íc í ak t ivačn í funkce jsou tedy po­
užívány společně s l ineárn í bázovou funkcí. Ak t ivačn í funkce transformuje v n i t ř n í po t enc i á l 
neuronu na v ý s t u p n í hodnotu a v závislost i na úloze, či na pozic i vrs tvy v r á m c i v r s tvového 
modelu neu ronové sí tě , m ů ž e bý t v ý h o d n é volit r ů z n é ak t ivačn í funkce. O b e c n ě je v ý h o d o u , 
pokud je ak t ivačn í funkce di ferencovate lná , neboť to umožňu je její použ i t í společně s uč íc ím 
algori tmem backpropagation, k t e r ý na ak t ivačn í funkci klade p rávě tuto p o d m í n k u . 

S k o k o v á a k t i v a č n í funkce 

Nejs ta rš í a dnes již n e p o u ž í v a n o u je skoková ak t ivačn í funkce (vztah 2.4), k t e r á byla p o u ž i t a 
v r á m c i modelu perceptron. P r o b l é m e m t é t o funkce je v j e j ím m a l é m u ( b i n á r n í m u ) oboru 
hodnot, ale p ř e d e v š í m tato funkce nen í d i ferencovate lná . 

A k t i v a č n í funkce „ R a m p " 

Tato po čás tech l ineární , nebo t a k é s a t u r o v a n á l ineárn í funkce je d á n a p ř e d p i s e m 2.7. M á 
p o n ě k u d zaj ímavější p r ů b ě h než skoková ak t ivačn í funkce a řeší její n e v ý h o d u v b i n á r n í m 
oboru hodnot. Avšak i tato funkce m á p r o b l é m s di ferencovate lnost í . 

1 pro x > 1 

g(x) = < 0 pro x < 0 (2.7) 

x j inak 

U s m ě r n ě n á l i n e á r n í funkce 

Tato funkce známějš í pod zkratkou R e L U (Rectified linear unit) je d á n a vztahem: 

g(x) = max(0,x) (2-8) 

R e L U je v současnos t i velice ob l íbená a ča s to p o u ž í v a n á p ř e d e v š í m v r á m c i konvoluč-
ních vrstev konvolučních n e u r o n o v ý c h sí t í . V ý h o d o u t é t o funkce je její jednoduchost a tedy 
vyšší rychlost v ý p o č t u oproti n a p ř . hype rbo l i ckému tangentu. Dalš í v ý h o d o u je t a k é rychlost 
konvergence neu ronové s í tě , k t e r á j i použ ívá . P r á c e [18] ukazuje, že v p o r o v n á n í s hyper­
bo l ickým tangentem R e L U konverguje až 6x rychleji . N e v ý h o d o u R e L U je, že v p r ů b ě h u 
učení m ů ž e doj í t k n a s t a v e n í t akové váhy, že d a n ý neuron j iž n ikdy nebude ak t ivován . Tento 
p r o b l é m n a s t á v á p ř e d e v š í m v p ř í p a d ě zvolení vysokého koeficientu učení . Vyvarovat se mu 
tedy lze zvolen ím v h o d n ě m a l é h o koeficientu učení , nebo zvolen ím ak t ivačn í funkce Leaky 
R e L U , k t e r á tento p r o b l é m čás t ečně řeší, nebo a l e spoň zmenšu je jeho dopad. 

1Není určena přesná hranice, ale uvažujme více než větší jednotky. 
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Sigmoida 

Sigmoida je p r v n í p o u ž í v a n o u ne l ineá rn í ak t ivačn í funkcí, k t e r á je p o u ž í v a n á dodnes. Nej-
častějš í použ ívaný tvar sigmoidy vrac í v ý s t u p v intervalu (0;1), její s t ř e d n í hodnota leží 
v b o d ě (0; 0.5) a je d á n a rovnicí 2.9. V ý h o d o u sigmoidy je tedy její nelinearita, omezený 
obor hodnot a p ř e d e v š í m existuj ící derivace. 

9{x) = (2-9) 1 + e x 

H y p e r b o l i c k ý tangens 

Tato ne l ineá rn í ak t ivačn í funkce je svými vlastnostmi velmi p o d o b n á s igmoidě , až na to, 
že v nejčastěj i p o u ž í v a n é m tvaru, j ehož p ř edp i s je d á n rovnicí 2.10, leží její obor hodnot 
v intervalu (—1; 1) a její s t ř e d n í hodnota v b o d ě (0, 0). P r á v ě proto ve vě t š ině klas ických 
ú loh konverguje rychleji [8] a je tedy obl íbenějš í než sigmoida, t a k é je vhodně j š í pro použ i t í 
ve v ícev r s tvých sí t ích. Tanh je ča s to použ íván v klas ických d o p ř e d n ý c h sí t ích a t a k é v p lně 
p ropo jených v r s tvách konvolučních neu ronových sít í . 

g(x) = tanh(x) (2.10) 

SoftMax 

SoftMax je ak t ivačn í funkcí, k t e r á je ča s to p o u ž í v á n a u v ý s t u p n í vrs tvy jak klasických, tak 
konvolučních n e u r o n o v ý c h sí t í řešících ú lohu klasifikace. Tato funkce urču je p r a v d ě p o d o b ­
nost, s jakou v s t u p n í vzorek p a t ř í do k a ž d é z rozpoznávaných t ř íd , tedy součet p r a v d ě p o ­
d o b n o s t í všech t ř í d je 1. P ř e d p i s funkce Sof tMax je d á n rovnicí : 

g(xi) = (2-11) 
Y] eXn 

n=l 

kde K znač í p o č e t r ozpoznávaných t ř í d (poče t n e u r o n ů v ý s t u p n í vrs tvy) . V i d í m e zde, že pro 
v ý p o č e t v ý s t u p n í hodnoty jednoho neuronu ( p r a v d ě p o d o b n o s t i t é t o t ř í dy ) funkce p o č í t á 
s v n i t ř n í m i po t enc i á ly všech n e u r o n ů v ý s t u p n í vrstvy. Jako výs ledek klasifikace je tedy 
o z n a č e n a t ř í d a s nejvyšší p r a v d ě p o d o b n o s t í . 
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Kapitola 3 

Konvoluční neuronové sítě 

Konvolučn í neu ronové s í tě ř a d í m e mezi d o p ř e d n ě vrs tvové neu ronové s í tě . N a rozdí l od 
klas ických n e u r o n o v ý c h sí t í skládaj íc ích se pouze z p lně p r o p o j e n ý c h vrstev, konvoluční sí tě 
se skládaj íc í ze č ty ř h lavn ích t y p ů vrstev (viz kapi tola 3.1). Konvo lučn í s í tě jsou v současné 
d o b ě č ím dá l obl íbenějš í a nacháze j í u p l a t n ě n í v oblasti zp racován í p ř i rozeného jazyka , 
ale p ř e d e v š í m v oblasti r ozpoznáván í a klasifikace o b r á z k ů . D v ě m a h l avn ími motivacemi 
pro vznik t ě c h t o s í t í jsou snížení paměťových a časových n á r o k ů v ý p o č t u , a u p ř e d n o s t n ě n í 
lokální p ř e d g lobáln í informací spo jené se snahou o nezávis los t klasifikace na deformacích 
či p o s u n u t í v s t u p n í c h vzorů oproti v z o r ů m t r énovac ím. V t é t o kapitole č e r p á m převážně 
z nás leduj íc ích zd ro jů [14] [30] [36]. 

Uvažu jme n a p ř í k l a d černobí lý v s t u p n í ob rázek z d a t o v é sady M N I S T (obr. 7.1) o veli­
kosti 28x28 pixelů , tedy v s t u p n í vrstva by obsahovala 784 n e u r o n ů . P o k u d bychom použi l i 
p lně propojenou skrytou vrs tvu o n a p ř í k l a d 400 neuronech, pak by se pro tuto vrs tvu mu­
selo uchovat a t a k é n a u č i t p řes 300 000 vah. P o k u d bychom však m í s t o p lně p ropo jené 
použi l i v rs tvu konvoluční , s j e d n í m filtrem (bude o b j a s n ě n o dále) o velikosti 8 x 8 pixelů , 
pak bychom v t é t o s k r y t é v r s tvě měl i t a k é 400 n e u r o n ů , ale po t řebova l i bychom uchovat 
a n a u č i t pouze 65 vah a to proto, že váhy fi l t ru jsou sdí lené mezi neurony konvoluční vrstvy. 
P ř e s t o ž e se v praxi používa j í n ízké des í tky filtrů, p o č e t vah je oproti p lně p r o p o j e n é v r s tvě 
s tá le ř ádově menš í . 

Vs tupem klasické neu ronové s í tě je vektor, tedy I D struktura, ovšem o b r á z k y jsou 2D 
( s t u p n ě šedi ) , p o p ř í p a d ě 3D (ba revné) s t ruktury a pro použ i t í v t akové sí t i je nejprve 
p ř e v á d í m e do I D a to typicky č t e n í m po řádc ích . P o k u d takovouto síť n a u č í m e rozpoznáva t 
vycen t rované o b r á z k y a ná s l edně na vstup př i lož íme s te jný obrázek , avšak posunu tý , síť ho 
nemus í rozpoznat, p ro tože po p řeveden í tohoto o b r á z k u do I D si jeho vektor n e m u s í bý t 
p o d o b n ý s vektorem př í s lušné předlohy. Ř e š e n í m je ned íva t se na ob rázek jako na jeden 
vektor, avšak zaměř i t se na j edno t l ivé pixely a jejich okolí, tedy u p ř e d n o s t n í m e lokální 
informaci p ř e d globální . N a j edno t l ivé pixely 2 D / 3 D o b r á z k u se tedy budeme d íva t p o m o c í 
t a k z v a n ý c h filtrů, jej ichž úko lem je detekovat u r č i t é rysy (nap ř ík l ad svislou čá ru) v okolí 
pixelu. V klas ickém p ř í s t u p u ke klasifikaci o b r á z k ů filtry navrhu j í vývojář i , v konvolučních 
neu ronových sí t ích se ty to filtry v y t v á ř í automaticky a to u č e n í m s í tě . T a k o v ý t o filtr, na 
rozdí l od p lně p r o p o j e n é vrstvy, detekuje d a n ý rys s te jně dob ře , ať se ve v s t u p n í m o b r á z k u 
nacház í kdekoliv. 
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3.1 Typy vrstev 

K o n v o l u č n í vrstva 

Jak n a p o v í d á j iž název , tak tato vrstva na v s t u p n í m o b r á z k u p rovád í operaci konvoluce. 
D i sk ré tn í operace konvoluce p o u ž í v a n á v oblasti n e u r o n o v ý c h sí t í je d á n a vzorcem: 

a b 

C(i,j)=J2 I(i + u,j + v)F(u,v), (3.1) 
u=—av=—b 

kde funkce / v rac í hodnotu v s t u p n í h o pixelu a funkce F hodnotu fil tru na př í s lušných 
souřadn ic ích . Operace konvoluce tedy p rovád í vážený součet hodnoty pixelu na souřadn ic ích 

a hodnot pixelů v jeho okolí s hodnotami fi l t ru (též n a z ý v a n ý m maskou, nebo j á d r e m 
konvoluce), k t e r é n a z ý v á m e v á h a m i . Výs ledkem konvoluce je matice t a k z v a n ý c h p ř í znaků , 
n ě k d y zvaných ry sů (features). 

Parametry konvoluční vrs tvy jsou r o z m ě r y fi l tru (š í řka a výška ) , p o č e t filtrů, poče t 
okra jových nu l (padding) a krok posunu fil tru (stride). P ř i p r a k t i c k é m použ i t í je č a s to 
použ íván č tvercový filtr, tedy a = b a r o z m ě r y fi l t ru jsou pak d á n y vzorcem: 

šiřka = výška = 2a + 1 (3-2) 

T í m t o docí l íme, že z k o u m a n ý pixel bude ležet ve s t ř e d u fi l tru. P o č t e m filtrů u rču jeme 
dimenzional i tu v ý s t u p u konvoluční vrstvy, jelikož k a ž d ý z filtrů vy tvo ř í jednu v ý s t u p n í 
mat ic i . Rozš í řen í o b r á z k u o okrajové nuly použ íváme , pokud p o ž a d u j e m e , aby r o z m ě r y 
v ý s t u p n í c h matic byly t o t o ž n é s r o z m ě r y v s t u p n í h o o b r á z k u . Naopak zvolením kroku vět­
šího než jedna docí l íme zmenšen í r o z m ě r u v ý s t u p ů . V prax i se v š a k vě t š inou použ ívá krok 
o velikosti jedna, p ro tože k zmenšen í r o z m ě r ů matic slouží vrstva pool ingová. 

vstup 6x6 filtr 3x3 výstup 4x4 

1 0 1 0 0 0 

0 1 1 0 0 0 

1 1 1 1 1 1 

0 0 1 1 0 0 

0 0 1 0 1 0 

0 0 1 0 0 1 

1 0 -1 

0 1 -1 

-1 -1 1 

-1 0 0 -1 

0 1 -1 -1 

0 -1 1 -1 

-1 -1 -1 3 

O b r á z e k 3.1: U k á z k a operace konvoluce 

V s t u p n í ob rázek je tedy nejprve rozš í řen o okra jové nuly. N á s l e d n ě je k jeho h o r n í m u 
levému rohu př i ložen filtr, s p o č í t á n výs ledek konvoluce a ten je u ložen do výs ledné matice. 
P o t é je filtr posunut o zvolený p o č e t p ixelů a o p ě t p o č í t á n a konvoluce. To je p rováděno do 
zpracován í celého v s t u p n í h o o b r á z k u t í m t o filtrem a nás l edně opakováno pro filtry další . 
N a o b r á z k u 3.1 v id íme u k á z k u operace konvoluce pro v s t u p n í mat ic i (černobí lý obrázek) 
o velikosti 6 x 6 bez okra jových nul , s filtrem o velikosti 3 x 3 p r o v á d ě n o u s krokem jedna. 
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A k t i v a č n í v r s t v a 

Jak bylo řečeno výše, v ý s t u p e m konvoluční vrs tvy jsou matice p ř í z n a k ů . Jejich hodnoty 
bychom ovšem s trochou n a d s á z k y mohl i nazvat j a k ý m s i v n i t ř n í m p o t e n c i á l e m p o m y s l n é h o 
neuronu, p r o t o ž e jsou z ískány p o d o b n ě , jako hodnoty v n i t ř n í h o po t enc i á lu neuronu za po­
moc í l ineárn í bázové funkce. Z a konvoluční vrstvou tedy typicky nás leduje vrstva ak t ivačn í , 
k t e r á za p o m o c í ak t ivačn í funkce p řevede matice p ř í z n a k ů na v ý s t u p n í matice, tedy pře­
vede hodnotu v n i t ř n í h o p o t e n c i á l u na v ý s t u p n í hodnotu s te jně jako u j e d i n é h o neuronu. 
N a o b r á z k u 3.2 v id íme transformaci matice p ř í z n a k ů na v ý s t u p n í mat ic i p o m o c í ob l íbené 
ak t ivačn í funkce R e L U (kapitola 2.6). Parametrem ak t ivačn í vrs tvy je pouze p o ž a d o v a n á 
ak t ivačn í funkce, p o p ř í p a d ě parametry t é t o ak t ivačn í funkce. 

vstup 4x4 výstup 4x4 

-1 0 0 -1 

0 1 -1 -1 

0 -1 1 -1 

-1 -1 -1 3 

R e L U 

0 0 0 0 

0 1 0 0 

0 0 1 0 

0 0 0 3 

O b r á z e k 3.2: U k á z k a ak t ivačn í vrs tvy s funkcí R e L U 

vstup 4x4 výstup 2x2 

0 0 0 0 
0 1 0 0 
0 0 1 0 
0 0 0 3 

1 0 
0 3 

0.25 0 
0 1 

Max 
Pooling 

Avg 
Pooling 

O b r á z e k 3.3: U k á z k a M a x a A V G poolingu 

P o o l i n g o v á v r s t v a 

H l a v n í m úče lem pool ingové, nebo též seskupuj íc í či podvzorkovac í vrs tvy je redukce velikosti 
matic (dimenzionali tu zachovává n e z m ě n ě n o u ) . Parametry t é t o vrs tvy jsou velikost masky 
(výška a š í řka) a krok p o s u n u t í masky. Tuto masku posunujeme po v s t u p n í mat ic i p o d o b n ě 
jako filtr u konvoluční vrs tvy s t í m rozdí lem, že n e p r o v á d í m e operaci konvoluce, ale nad 
hodnotami a k t u á l n ě zvolenými maskou p r o v á d í m e funkci m a x i m u m (Max) , nebo p r ů m ě r 
(Avg). V praxi se nejčastěj i použ ívá M a x pool ing s maskou o velikosti 2 x 2 s krokem 2, 
k t e r á redukuje velikost matic na polovinu. M a s k y by se př i p o s o u v á n í po vstupu nemě ly 
p ř ek rýva t , tedy velikost k roku by mě la bý t větší , nebo rovna velikosti masky. P o u ž i t í funkce 
max imum př i poolingu p ř í m o zvyšuje odolnost s í tě prot i p o s u n u t í v s t u p ů [12]. N a o b r á z k u 
3.3 v i d í m e u k á z k u M a x a A v g poolingu s maskou o velikosti 2 x 2 a krokem 2. 
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P l n ě p r o p o j e n á vrstva 

P l n ě p r o p o j e n é vrs tvy se v konvolučních sí t ích typicky nacház í v zadn ích v r s tvách a vrstva 
v ý s t u p n í je prakt icky v ž d y p lně propojenou vrstvou. P l n ě p r o p o j e n á vrstva je ve sku t ečnos t i 
k las ická d o p ř e d n á neu ronová síť v ložená d o v n i t ř s í tě konvoluční . J e j ím úče lem je p ř i ř ad i t 
rysy e x t r a h o v a n é dř ívějš ími vrs tvami s í tě k j e d n o t l i v ý m klasif ikovaným t ř í d á m , tedy urč i t 
k t e r é rysy znač í kterou t ř í d u . Parametry t é t o vrs tvy jsou poče t n e u r o n ů ve v r s tvě a ak­
t ivačn í funkce, p o p ř í p a d ě její parametry. V ý s t u p n í p lně p r o p o j e n á vrstva typicky použ ívá 
ak t ivačn í funkci Sof tMax (kapitola 2.6) a s k r y t é p lně p r o p o j e n é vrs tvy ča s to používaj í funkci 
hyperbo l i cký tangens (kapitola 2.6). 
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Kapitola 4 

Násobení v neuronových sítích 

Jak je z ře jmé z p ředchoz ího v ý k l a d u , n á s o b e n í je v oblasti n e u r o n o v ý c h sí t í kl íčovou ope­
rací . N á s o b e n í je p ř e d e v š í m použ íváno př i p o č í t á n í v n i t ř n í h o p o t e n c i á l u (bázové funkce) 
neuronu a je p r o v á d ě n o tak čas to , že i u r e l a t i vně m a l é neu ronové s í tě hovoř íme o dese­
t i t is íc ích n á s o b e n í (okolo 80 000 u s í tě B P N (kapitola 7.2)) př i p o č í t á n í odezvy na jeden 
v s t u p n í vzorek, u h l u b o k ý c h n e u r o n o v ý c h sí t í se tento p o č e t m ů ž e pohybovat v ř á d e c h sta­
t is íců i více. P ř e s t o ž e př i p o č í t á n í ak t ivačn ích funkcí m ů ž e m e použ íva t i ná ročně j š í operace, 
n a p ř í k l a d hype rbo l i cký tangent (kapitola 2.6), b ě h e m v ý p o č t u j e d n é odezvy jsou p o č í t á n y 
zhruba v ř á d u stovek pro m a l é až s t ř e d n í s í tě a až t is íců pro h l u b o k é s í tě , v závislost i na 
p o č t u n e u r o n ů , tedy jeden v ý p o č e t pro jeden neuron. Těch to náročně jš ích ope rac í je tedy 
p rováděno v ý r a z n ě m é n ě než ope rac í ná sobn í , n a p ř í k l a d u výše z m í n ě n é B P N se t é m ě ř 
bl íž íme p o m ě r u 1 tanh na 1 000 násoben í . Z toho vyplývá , že operace n á s o b e n í je sku­
t ečně kr i t ická , a pokud chceme zrychli t v ý p o č e t neu ronové s í tě , p o p ř í p a d ě sníži t její cenu 
a velikost na č ipu v p ř í p a d ě h a r d w a r o v é implementace, je z a m ě ř e n í se na operaci n á s o b e n í 
s p r á v n á volba. 

V t é t o kapitole si p ř e d s t a v í m e možnos t i zobrazen í čísel v poč í t ač ích a konvenčn í způsoby 
p rováděn í n á s o b e n í s t ě m i t o reprezentacemi. Dá le si p ř e d s t a v í m e n ě k t e r é použ ívané i nové 
techniky zvýšení rychlosti , snížení ceny či velikosti na č ipu operace násoben í , a to p řede­
vš ím z pohledu použ i t e lnos t i v oblasti n e u r o n o v ý c h sí t í . V t é t o kapitole č e r p á m převážně 
z nás leduj íc ích zd ro jů [4] [5] [10] [31] [32]. 

4.1 Zobrazení čísel v počítačích 

P ř í m ý k ó d 

P ř í m ý kód je pro člověka nej p ř i rozeně jš ím z o b r a z e n í m čísel v b i n á r n í sous tavě . P ř e v o d čísla 
z b i n á r n í soustavy do des í tkové je d á n nás leduj íc ím vzorcem. 

kde N znač í p o č e t b i t ů čísla a b[n] hodnotu b i tu na pozici n. V p ř í m é m k ó d u lze zapsat jak 
k l adná , tak z á p o r n á čísla a to tak, že nejvyšší bit je vyhrazen jako z n a m é n k o v ý a určuje 
tedy, zda následuj íc í číslo je k l a d n é b[N—1] = 0, nebo z á p o r n é b[N—1] = 1. To však způsobí , 
že exis tuj í dva záp isy hodnoty 0 (+0 a -0). P ř i použ i t í tohoto záp i su je však p rob lema t i cké 

N-2 
(4.1) 

n=0 
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h a r d w a r o v ě implementovat a r i tme t i cké operace, p r o b l é m činí p ř e d e v š í m operace sč í t án í 
dvou čísel s od l i šným z n a m é n k e m . 

D v o j k o v ý d o p l n ě k 

Dvojkový dop lněk , k t e r ý je nejčastěj i p o u ž í v a n ý m k ó d o v á n í m pro zobrazen í celých čísel 
v poč í t ač i , řeší výše z m í n ě n é p r o b l é m y spo jené s p ř í m ý m k ó d e m . K l a d n á čísla jsou v tomto 
k ó d u s h o d n á s k l a d n ý m i čísly v k ó d u p ř í m é m . Z á p o r n é číslo k číslu k l a d n é m u v y t v o ř í m e in­
verzí b i t ů k l a d n é h o čísla a p ř i č t e n í m jedničky, naopak k z ískání k l a d n é h o čísla ze z á p o r n é h o 
opě t invertujeme bi ty z á p o r n é h o čísla a o p ě t p ř i č t e m e j edn ičku . I v tomto kódován í chá­
peme nejvyšší bit jako znaménkový . Hlavn í v ý h o d o u čísel v d o p l ň k o v é m k ó d u je j e d n o d u š š í 
h a r d w a r o v á implementace a r i t m e t i c k ý c h operac í , a to p ř e d e v š í m proto, že tyto operace 
jsou t o t o ž n é nezávis le na z n a m é n k u o p e r a n d ů . To p l a t í i pro operaci posunu (shift), avšak 
př i p o s o u v á n í doprava je t ř e b a uvažova t tzv. a r i t m e t i c k ý posun, k t e r ý zachovává hodnotu 
z n a m é n k o v é h o bi tu . 

P e v n á ř á d o v á č á r k a 

Pro kódování de se t i nných čísel s pevnou ř á d o v o u čá rkou (fixed-point) kde, jak n a p o v í d á 
název , m á m e p ř e d e m p e v n ě u r č e n o kolik b i t ů reprezentuje celou a kolik ř ádovou čás t , nej­
častěj i p o u ž í v á m e dvojkový dop lněk , u něhož si pouze zvol íme rozdě len í na celou a ř ádovou 
čás t . V poč í t ač i je tedy číslo u loženo ú p l n ě s te jně , rozdí l je pouze v tom, jak j edno t l ivé 
hodnoty c h á p e m e a interpretujeme. N a o b r á z k u 4.1 v id íme , jak m ů ž e bý t jedno číslo různě 
i n t e rp r e továno na zák l adě zvolení hranice mezi celou a ř á d o v o u čás t í . P ř e v o d čísla z b i n á r n í 
soustavy do des í tkové je d á n nás leduj íc ím vzorcem. 

C-l D-l 

^ 6 c N 2 " + ^ 6 D [ n ] 2 - ( " + 1 ) , (4.2) 
n=0 n=0 

kde N = C + D, C znač í p o č e t b i t ů celé čás t i , D p o č e t b i t ů ř ádové čás t i , &cM> resp. 
ř>£)[n] hodnotu b i tu v celé, resp. ř ádové čás t i čísla indexované od ř ádové č á r k y doleva, resp. 
doprava. Celé číslo ve dvo jkovém dop lňkovém k ó d u tedy m ů ž e m e c h á p a t jako speciá ln í 
p ř í p a d čísla s pevnou ř ádovou čárkou , k t e r é m á 0 ř á d o v ý c h mís t . Toto je velmi v ý h o d n é 
p ř edevš ím proto, že a r i tme t i cké operace mohou p r o b í h a t s te jně jako u dvojkového dop lňku , 
bez ohledu na ř á d o v o u č á r k u v p ř í p a d ě , že operandy ma j í s te jný p o č e t ř á d o v ý c h mís t , což 
ale nen í př í l i šné omezení , spíše s t a n d a r d n í situace. Pouze př i n á s o b e n í dvou dese t inných 
čísel je po p roveden í n á s o b e n í p o t ř e b a urč i t celou a ř á d o v o u čás t výs ledku . P o č e t ř á d o v ý c h 
mís t (b i tů ) výs ledku je roven s o u č t u p o č t u ř á d o v ý c h mís t o p e r a n d ů , tedy pokud budeme 
násob i t dvě 8 b i tová čísla s 3 ř á d o v ý m i bity, výs ledek bude m í t 16 b i t ů , z čehož bude 6 b i t ů 
řádových . 

celá čás-t | de&. část => 5,5 
l O l O l l l Q l l I l l O l O l 

celá část | deE. č ä e c => 1,75 

O b r á z e k 4.1: U k á z k a r ů z n é interpretace hodnoty u ložené v typu p e v n é ř ádové čá rky 
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P o h y b l i v á ř á d o v á č á r k a 

P o t ř e b a čísel s pohybl ivou ř á d o v o u čá rkou (floating-point) byla v y v o l á n a neschopnos t í čísel 
s pevnou ř ádovou čá rkou m ě n i t d y n a m i c k ý rozsah a p řesnos t „za b ě h u " , a p rávě to čísla 
s pohybl ivou ř ádovou čá rkou dokáž í . Jsou zob razována v t a k z v a n é vědecké notaci, kde je 
hodnota čísla u r č e n a z n a m é n k o v ý m bi tem s, mantisou m, z á k l a d e m b (v p ř í p a d ě b iná rn í ch 
čísel 2) a exponentem e. N a o b r á z k u 4.2 m ů ž e m e v idě t u k á z k u p ř e v o d u dekad ického čísla na 
číslo b i n á r n í a ná s l edně do notace pohybl ivé ř ádové čá rky dle normy I E E E 754-1985 single 
precision [1], což je 32 b i tová hodnota, kde M S B (ne jvýznamně j š í bit) je z n a m é n k o v ý bit , 
nás leduje 8 b i t ů exponentu (e + 127) a zbylých 23 b i t ů n o r m a l i z o v a n á mantisa bez ú v o d n í 
jedničky. Následuj íc í vzorec: 

( - l ) s * ( l + m ) * 2 e (4.3) 

slouží pro p ř e v o d čísla v notaci pohybl ivé ř ádové č á r k y zpě t do dekad ického tvaru. Hlavn í 
n e v ý h o d o u čísel s pohybl ivou ř ádovou čá rkou je s loži tost a doba t r v á n í a r i t m e t i c k ý c h ope­
rací s n imi . Je t ř e b a pracovat zvlášť s exponenty a mantisami, čísla r ů z n ě denormalizovat 
a opě t normalizovat a p o d o b n ě . T y t o operace jsou tak specifické, že vzn ik ly s a m o s t a t n é ko­
procesory, k t e r é je prováděj í (Float ing Point Uni t ) avšak ty jsou svou s p o t ř e b o u a m í s t e m 
z a b í r a n ý m na č ipu n e v h o d n é pro použ i t í ve vě t š ím p o č t u , a to p ř e d e v š í m ve ves tavěných 
sys témech . 

5,25 -> 0 1 0 1 . 0 1 -> 1,0 1 0 1 2 ' 
31 30 23 22 0 
C 1 1 0 o 1 o 1 o 1 o 1 0 1 1 0 1 o | i | o | o | o | o | o | o | o | o | o | o | o | o | o | o | o | o | o o | o 

O b r á z e k 4.2: U k á z k a p ř e v o d u čísla do reprezentace s pohybl ivou ř ádovou čá rkou 

4.2 Konvenční techniky násobení 

N á s o b e n í s p e v n o u ř á d o v o u č á r k o u 

S e k v e n č n í n á s o b i č k a 

Jak j iž n a p o v í d á název , tak tato násob ička p rovád í n á s o b e n í p o s t u p n ě , a tedy v y n á s o b e n í 
iV b i tových o p e r a n d ů j í bude trvat iV cyklů, v nichž se m u s í vykonat následuj íc í operace. 
Nejprve je proveden logický součin operandu A a L S B (ne jméně v ý z n a m n ý bit) registru 
B, n á s l e d n ě je tento součin seč ten se s p o d n í m i N b i ty registru P, výs ledek je u ložen opě t 
do registru P a je proveden posuv doprava registru PB, tento proces se opakuje N k r á t . 
Nízká rychlost n á s o b e n í je tedy největš í n e v ý h o d o u t é t o násobičky. D íky své konstrukci 
však zab í r á p o m ě r n ě m á l o m í s t a na čipu, a proto nalezne své u p l a t n ě n í v n ě k t e r ý c h vesta­
věných sys t émech , ovšem v oblasti n e u r o n o v ý c h sí t í je kvůl i své nízké rychlosti nepouž i t e lná . 
S c h é m a sekvenční násob ičky m ů ž e m e v idě t na o b r á z k u 4.3. 

K o m b i n a č n í n á s o b i č k a 

Tato násob ička , jak opě t n a p o v í d á název , je k o m b i n a č n í m logickým obvodem, a tedy výsle­
dek n á s o b e n í vrac í v jednom cyk lu . S c h é m a k o m b i n a č n í násob ičky m ů ž e m e v idě t na o b r á z k u 
4.4. V j edno t l i vých ř a d á c h hradel jsou vyrobeny dílčí součiny operandu A a j edno t l i vých 
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1 P B 

N N-1 0 N-1 1 0 

*] N bitů 

O 

A 

O b r á z e k 4.3: S c h é m a sekvenční násob ičky [31] 

b i t ů operandu B . Dílčí součiny jsou v ž d y posunuty o jeden bit doleva oprot i p ř e d c h o z í m u 
a nás l edně seč teny sč í t ačkami s p o s t u p n ý m p ř e n o s e m . Tento algoritmus je velice p o d o b n ý 
se sekvenční násob ičkou s t í m rozdí lem, že zde je vše p rováděno současně . P r o n bi tové 
operandy je zpožděn í t é t o násob ičky a poče t p o t ř e b n ý c h hradel (velikost na č ipu) : 

zpožděni = 14n - 18 -> 0(n) plocha = 14n 2 - 19n ->• 0(n2) [4] (4.4) 

N á s o b i č k a s u c h o v á n í m p ř e n o s u 

Tato násob ička je svou s t rukturou velmi p o d o b n á k o m b i n a č n í násob ičce s t í m rozdí lem, že 
zavádí p o d m í n k u nezávis los t i sč í taček na sč í t ačkách ležících ve s te jné ú rovn i . P r á v ě závislost 
na p ředchoz ích sč í t ačkách na s te jné ú rovn i zpomalovala n á s o b e n í v k o m b i n a č n í násobičce 
a to proto, že nejlevější sč í t ačka v ú rovn i m u s í čeka t na všechny o s t a t n í , než se k ní dostane 
p řenos . Zde se s p ř enosy gene rovanými na j e d n é ú rovn i j iž dá le na t é t o ú rovn i n e p o č í t á , 
m í s to toho jsou p ř e d á n y jako vstup sč í taček o ú roveň níž a jednu pozici vlevo. Takovou 
sč í tačku n a z ý v á m e sč í tačkou s u c h o v á n í m p řenosu . Až na pos ledn í ú rovn i s í tě je provedeno 
sč í tán í za p o m o c í sč í taček s p o s t u p n ý m p ř e n o s e m . P ro n b i tové operandy je zpožděn í t é t o 
násobičky a p o č e t p o t ř e b n ý c h hradel (velikost na č ipu) : 

zpožděni = lOn - 10 -> 0(n) plocha = 14n 2 - 19n + 7 ->• 0{n2) [4] (4.5) 

W a l l a c e ů v strom 

Wal laceův s trom neboli t a k é z rychlené sč í t án í čás t ečných součinů př i n á s o b e n í s uchován ím 
přenosu , je metodou násoben í , p ř i níž jsou za použ i t í sč í taček s u c h o v á n í m p ř e n o s u p ř e d s t a ­
venými výše , s č í t ány čá s t ečné součiny v j i n é m (vhodně j š ím) po řad í , než je tomu u násob ičky 
s u c h o v á n í m p řenosu . V p ř í p a d ě násob ičky s u c h o v á n í m p ř e n o s u je v k a ž d é ú rovn i p ř i č t e n je­
den dílčí součin, naopak v p ř í p a d ě Wallaceho stromu jsou j iž v p r v n í ú rovn i seč teny všechny 
dílčí součiny a dá le je p r o v á d ě n o sč í t án í t ě ch to souč inů a jejich p řenosů . P o r o v n á n í t ě c h t o 
dvou p ř í s t u p ů m ů ž e m e v idě t na o b r á z k u 4.5, kde S U P znač í blok sč í tačky s uchován ím 
p řenosu a S P P sč í tačku s p o s t u p n ý m p ř e n o s e m . Touto metodou tedy lze redukovat poče t 

N bitů I 

< 
N bitů N bitů 

& & 

operace N-1 
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O b r á z e k 4.4: S c h é m a k o m b i n a č n í násob ičky [31] 

ú rovn í p o t ř e b n ý c h pro seč tení dílčích součinů, a tak zrychli t v ý p o č e t . P r o n b i tové operandy 
je zpožděn í t é t o násob ičky a p o č e t p o t ř e b n ý c h hradel (velikost na č ipu) následuj ící : 

zpožděni = 8n + 6D(n) ->• O(n) plocha = 2 6 n 2 - 36n + 12 -> C ( n 2 ) , [4] 

kde .D(n) je hloubkou Wallaceho stromu danou funkcí: 

0 pro n < 2 

1 pro n = 3 

(4.6) 

£>(n) [ ] (4.7) 

D[ \^] ) + 1 pro n > 4 

N á s o b e n í s p o h y b l i v o u ř á d o v o u č á r k o u 

O b e c n ě n á s o b e n í čísel z a p s a n ý c h ve vědecké notaci, a tedy t a k é n á s o b e n í čísel s pohybl ivou 
ř ádovou čá rkou podle I E E E 754-1985 [1], se p rovád í po čás tech v někol ika krocích. K o n ­
k r é t n ě pro I E E E 754-1985 jsou tyto kroky následuj íc í . Nejprve se podle z n a m é n e k o p e r a n d ů 
určí z n a m é n k o výs ledku . Dá le jsou seč teny exponenty o p e r a n d ů a je od nich o d e č t e n o 127, 
to proto že k a ž d ý z e x p o n e n t ů je u ložen jako exp = e +127. N á s l e d n ě jsou mezi sebou vyná ­
sobeny mantisy o p e r a n d ů . P o k u d m á výs l edná mantisa více než jednu číslici p ř e d ř ádovou 
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O b r á z e k 4.5: P o r o v n á n í násob ičky s u c h o v á n í m p ř e n o s u a Wallaceho stromu [31] 

čárkou, je posunuta o 1 doprava a od exponentu výs ledku je o d e č t e n a 1. Z j ednodušené 
s chéma takové násob ičky m ů ž e m e v idě t na o b r á z k u 4.6, tato násob ička neuvažuje speciá ln í 
okrajové p ř ípady . V i d í m e tedy, že násob ička s pohybl ivou ř á d o v o u čá rkou v sobě obsahuje 
násob ičku s pevnou ř á d o v o u čárkou , sč í t ačku a dalš í prvky, proto je její plocha na č ipu 
i zpožděn í větš í než u násob iček s pevnou ř á d o v o u čá rkou . Kvůli tomu, ale t a k é kvůl i po­
d o b n ě vysoké ceně dalš ích a r i t m e t i c k ý c h operac í , se v ý p o č t y s pohybl ivou ř á d o v o u čá rkou 
v oblasti ves tavěných s y s t é m ů používaj í pouze, pokud je k tomu s k u t e č n ý d ů v o d , a tedy 
v oblasti n e u r o n o v ý c h sí t í se t é m ě ř nepoužívaj í . 

Small 
APPER 

Subtract 127 

Subtract 1 

X 

24 by 24 

round 

Mux 
I (Shift Right by 1) J 

O b r á z e k 4.6: Z j ednodušené s c h é m a násob ičky s pohybl ivou ř ádovou čá rkou [21] 
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4.3 Techniky optimalizace násobení 

Tato sekce uvád í techniky použ ívané pro opt imal izaci n á s o b e n í v n e u r o n o v ý c h sí t ích. Tedy 
s c í lem s í tě zrychli t , zmenš i t jejich velikost na č ipu, a to s co m o ž n á n e j m e n š í m vl ivem 
na jejich ú spěšnos t . Následuj íc í techniky se zabývaj í op t ima l i zac í s p o u ž i t í m d a t o v é h o typu 
p e v n é ř ádové čárky, p ro tože je nejčastěj i p o u ž í v á n v oblasti neu ronových sí t í ve ves t avěných 
sys témech . 

Optimalizace b i t o v é š í ř k y 

Zák ladn í a ne jpoužívanějš í op t ima l i zac í je snižování b i tové š í řky vah, p o p ř í p a d ě i dalš ích 
čísel, se k t e r ý m i je v r á m c i s í tě n a k l á d á n o . Jak je u k á z á n o výše, velikost násob iček roste kva­
drat icky a jejich zpožděn í l ineá rně v závislost i na velikosti o p e r a n d ů , tedy př i jejich snížení 
je ú s p o r a m í s t a i času z n a t e l n á . P ř i snížení velikosti d a t o v é h o t y p u je t a k é p o t ř e b a m é n ě 
m í s t a pro uložení p a r a m e t r ů s í tě , a to p ř e d e v š í m m é n ě m í s t a pro uložení vah. Zmenšován í 
d a t o v é h o typu m ů ž e m e p rovádě t metodou pokus-omyl, dokud bude síť vykazovat p o t ř e b ­
nou p ře snos t . V n e d á v n é d o b ě však byly p ř e d s t a v e n y algori tmy (framework Ristret to [11]), 
k t e r é jsou schopny pro k o n k r é t n í ú lohu a architekturu urč i t o p t i m á l n í velikost d a t o v é h o 
typu. N a p ř í k l a d pro ú lohu rozpoznáván í čísel M N I S T by mě l s t ač i t d v o u b i t o v ý d a t o v ý typ. 
Tato op t ima l i začn í technika se ča s to použ ívá v kombinaci s da l š ími z m í n ě n ý m i . 

A p r o x i m a t i v n í n á s o b i č k y 

Pro v y t v á ř e n í a p r o x i m a t i v n í c h násob iček p o u ž í v á m e techniku zvanou funkční aproximace. 
P ř i ní v p lně definované funkci n á s o b e n í z á m ě r n ě označ íme hodnoty pro n ě k t e r é (vhodné ) 
kombinace v s t u p ů za nedef inované a to tak, abychom z obvodové realizace t é t o funkce 
mohl i vypust i t n ě k t e r é logické členy a t í m zmenš i t její velikost na č ipu , p o p ř í p a d ě rychlost 
v ý p o č t u . Dalš í m o ž n o s t í je k o m p l e t n ě změn i t funkci n á s o b e n í tak, že n a p ř í k l a d n ikdy nedo­
staneme p řesný výs ledek, avšak chyba bude vždy v jednom bi tu . K n á v r h u t a k o v ý c h o b v o d ů 
se obvykle používaj í r ů z n é heurist iky [22]. Důlež i t é parametry a p r o x i m a t i v n í c h o b v o d ů jsou, 
s jakou p r a v d ě p o d o b n o s t í m ů ž e chyba nastat a jak m ů ž e bý t tato chyba velká. N a p ř í k l a d 
v a p r o x i m o v a n é 1 b i tové sč í tačce podle [35] je o jedno hradlo A N D m é n ě a použ ívá pouze 
d v o j v s t u p é hradlo O R n a m í s t o t r o j v s t u p é h o . V p ř í p a d ě t é t o sč í tačky je a p r o x i m o v á n a čás t 
počí ta j íc í p ř enos a chyba m ů ž e n a s t á v a t s p r a v d ě p o d o b n o s t í 1/16 a její m a x i m á l n í velikost 
je 1. Dalš í m o ž n o u a p r o x i m a c í sč í t án í by bylo ignorování n ě k t e r ý c h L S B b i t ů . Z t ěch to apro­
x imovaných sčí taček, p o p ř í p a d ě jejich kombinac í se s č í t ačkami ú p l n ý m i , m ů ž e m e sk láda t 
a p r o x i m o v a n é násobičky. Vy tvá řen í t ě ch to s t avebn ích b loků , či jejich sk l ádán í do větš ích 
a p r o x i m a t i v n í c h o b v o d ů je v současné d o b ě p ř e d m ě t e m v ý z k u m u [9]. 

Použ i t í a p r o x i m a t i v n í c h násobiček v oblasti neu ronových sí t í je u m o ž n ě n o p ř e d e v š í m zá­
k ladn í v l a s t n o s t í n e u r o n o v ý c h sít í , a to jejich schopnos t í tolerovat nep řesnos t i ve v s t u p n í c h 
datech. P ř i použ i t í a p r o x i m a t i v n í c h násob iček t é t o schopnosti využ íváme . Síť se b ě h e m 
učení dokáže v y p o ř á d a t s chybami v operaci n á s o b e n í p o d o b n ě , jako se v y p o ř á d á s ne­
p ř e s n o s t m i ve v s t u p n í c h datech. Jak velké bude snížení p ře snos t i celé s í tě záleží na úloze, 
a r c h i t e k t u ř e s í tě a p o u ž i t é a p r o x i m a t i v n í násobičce . Tuto hodnotu je t ř e b a zjistit experi­
m e n t á l n ě . P ř e d p r a k t i c k ý m p o u ž i t í m k o n k r é t n í a p r o x i m a t i v n í násob ičky je tedy t ř e b a zvážit 
její p ř ínos a dopad na k o n k r é t n í neuronovou síť. 
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N á s o b e n í bez n á s o b i č e k 

V b i n á r n í sous t avě je m o ž n é násob i t , p o p ř í p a d ě děl i t n á s o b k y čísla 2 (2*) p o m o c í operace 
levého, p o p ř í p a d ě p r avého posunu. T é t o sku t ečnos t i využívaj í násob ičky bez násoben í , kde 
je operace n á s o b e n í nahrazena v ý b ě r e m p ř e d p o č í t a n é h o mez ivýs ledku n á s o b e n í z tabulky 
p ř e d p o č í t a n ý c h hodnot, ad re sované n á s o b e n c e m a n á s o b i t e l e m a n á s l e d n ý m posunem o po­
t ř e b n ý poče t mís t doleva. Tabulka je p ř e d p o č í t á n a př i inicial izaci s y s t é m u a je sd í lena nap ř í č 
s y s t é m e m . Tedy n a p ř í k l a d pro 4b n á s o b e n í bychom po t řebova l i p ř e d p o č í t a t výs ledky všech 
možných kombinac í n á s o b e n c e a t ěch to hodnot násob i t e l e {1, 3, 5, 7, 9 ,11,13,15}, všechny 
o s t a t n í hodnoty lze z ískat l e v ý m posunem (např . 12x = 3x << 2) [28] [29]. 

Tento postup n á m dává p ře sné výs ledky násoben í , ovšem p o d o b n ě jako v aproximativ-
n í m n á s o b e n í i zde m ů ž e m e z á m ě r n ě omezit p ře snos t n á s o b e n í a n ě k t e r é kombinace označi t 
za nedef inované. Uč in íme tak o m e z e n í m hodnot, k t e r é m ů ž e n a b ý v a t ná sob i t e l (hodnoty vah 
v p ř í p a d ě neu ronových s í t í ) , č ímž docí l íme zmenšen í p ř e d p o č í t ávané tabulky. N a p ř í k l a d po­
kud by tabulka byla p ř e d p o č í t á n a pouze pro hodnoty násob i t e l e {1 ,3 ,5 ,7} , pak by bylo 
m o ž n é vy jádř i t p o m o c í p o s u n ů hodnoty {1, 2, 3 ,4 ,5 ,6 , 7, 8 ,10,12,14}. S c h é m a n á s o b e n í pro 
takovouto velikost tabulky m ů ž e m e v idě t na o b r á z k u 4.7 [28] [29]. 

Bank of 
Pre-computers 

Multiplier 
I — H 

Multiplicand 
W — ^ 

Shift I Output 

j Control Logic 

O b r á z e k 4.7: S c h é m a 4b násob ičky bez n á s o b e n í [28] 

Pokud váhy neu ronové s í tě omez íme pouze na n á s o b k y dvou, pak p ř e d p o č í t á n a tabulka 
nen í v ů b e c p o t ř e b a a celé n á s o b e n í lze p rovádě t pouze p o m o c í operace posunu. Neuronová 
síť se i s touto chybou n ě j a k ý m z p ů s o b e m v y p o ř á d á . Zjist i t , j a k é to bude mí t dopady na 
její rychlost, p ře snos t a velikost na č ipu je c í lem t é t o p ráce . 
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Kapitola 5 

Knihovny pro práci s neuronovými 
sítěmi 

N a internetu je volně d o s t u p n á celá ř a d a n á s t r o j ů pro p rác i s n e u r o n o v ý m i s í t ěmi . V nich lze 
tvo ř i t neu ronové s í tě r ů z n ý c h architektur, v y b í r a t z r ů z n ě velké šká ly bázových i ak t ivačn ích 
funkcí, r ůzných t y p ů vrstev konvolučních s í t í a n ě k t e r é z nich t a k é nab íz í r ů z n é p o d p ů r n é 
nás t ro j e (např . podpora různých f o r m á t ů v s t u p n í c h dat) . P o m o c í nich lze o m o ž n o s t p r áce 
s n e u r o n o v ý m i s í t ěmi rozšíř i t celou ř a d u p rog ramovac í ch j a z y k ů , nebo j iných n á s t r o j ů (např . 
Deep Learning Toolbox pro M A T L A B 1 ) . V t é t o kapitole budou p ř e d s t a v e n y n ě k t e r é z nich 
a t a k é bude v y b r á n jeden, k t e r ý bude rozš í řen o funkci z j ednodušeného n á s o b e n í a dále 
bude použ i t př i p rováděn í e x p e r i m e n t ů , jež jsou součás t í t é t o p ráce . 

5.1 TensorFlow 

TensorFlow [2] je open-source knihovna pro p rováděn í m a t e m a t i c k ý c h operac í . P r á c e s neu­
ronovými s í t ěmi je tedy pouze jednou z funkčnos t í nab ízených touto knihovnou. B y l a vy­
t v o ř e n a skupinou p r o g r a m á t o r ů společnos t i Google (skupinou Google Brain) a je zací lena 
p ř edevš ím na vysoký výkon . K n i h o v n a umožňu je p rováděn í v ý p o č t ů jak na klas ických pro­
cesorech ( C P U ) , tak na grafických procesorech ( G P U ) a na p r o p r i e t á r n í c h veřejně nedostup­
ných procesorech společnos t i Google ( T P U - tensor processing uni t) . Č á s t i t é t o knihovny 
jsou p s á n y v jazyc ích Py thon , C + + a C U D A . K n i h o v n a nab íz í r o z h r a n í pro jazyk P y t h o n 
a omezené r o z h r a n í pro jazyk C + + . P r o t o ž e je tato knihovna p o m ě r n ě n ízko-úrovňová , její 
r o z h r a n í je k o m p l e x n í a pro nové uživate le m ů ž e bý t p r á c e s n í m p r o b l e m a t i c k á . P ro její 
komplexnost a rychlost je tato knihovna p r a v d ě p o d o b n ě ne jpoužívanějš í knihovnou svého 
druhu a k j e j ímu použ íván í se k r o m ě Googlu , jež j i s tvoři l , h lás í firmy Intel, A M D , či N -
V I D I A . Avšak kvůl i její komplexnosti by bylo časově příl iš n á r o č n é proniknout do je j ího 
k ó d u a p rovéz t ú p r a v y v y ž a d o v a n é v t é t o p rác i . 

5.2 Keras 

Keras [7] je open-source knihovna pro p rác i s n e u r o n o v ý m i s í t ěmi . J e d n á se o nadstavbu 
schopnou pracovat nad někol ika n í zko-ú rovňovými knihovnami nabíze j íc ími podporu pro 
prác i s n e u r o n o v ý m i s í t ěmi . J e d n á se o knihovny Microsoft Cognit ive Toolki t , Theano, 

x h t t p s : //www.mathworks.com/products/deep-learning.html 
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a p ř e d e v š í m výše z m í n ě n ý TensorFlow. Keras b y l v y t v o ř e n p ř e d e v š í m Frangoisem Cholle-
tem, p r o g r a m á t o r e m společnos t i Google, pro zp ros t ř edkován í už iva te l sky př ívět ivějš ího roz­
h r a n í nad výše z m í n ě n ý m i knihovnami . Cenou za to, ale t a k é p o ž a d o v a n o u v l a s tnos t í je, že 
knihovna zp ros t ř edkovává pouze prác i s n e u r o n o v ý m i s í t ěmi . Keras je n a p s á n v jazyce P y ­
thon a r o z h r a n í nab íz í t a k é pouze pro jazyk Py thon . Keras se stal tak ob l íbenou knihovnou 
pro p rác i s n e u r o n o v ý m i s í t ěmi nad knihovnou TensorFlow, že b y l v roce 2017 vč leněn jako 
součás t je j ího A P I . 

5.3 T y p e C N N 

T y p e C N N [25] je open-source knihovna pro p rác i s k las ickými a p ř e d e v š í m s konvolučn ími 
n e u r o n o v ý m i s í t ěmi a umožňu je tedy jejich n á v r h , t r énován í i použ i t í . Tuto knihovnu v roce 
2018 navrhl a implementoval Petr Rek v r á m c i své d ip lomové p r á c e v y t v o ř e n é na F I T V U T 
v B r n ě . K n i h o v n a je p s á n a ob jek tově v jazyce C + + a h l avn í d ů r a z př i je j ím n á v r h u by l 
kladen na p rác i s d a t o v ý m i typy. K n i h o v n a umožňu je použ i t í až t ř í r ůzných d a t o v ý c h t y p ů 
v j e d n é neu ronové síti současně a to typ pro uložení vah, inferenci a t r énován í . D a t o v ý 
typ pro t r énován í je t o t o ž n ý pro všechny vrstvy, avšak d a t o v ý typ pro váhy a inferenci je 
dokonce m o ž n é volit r ů z n ý pro k a ž d o u z vrstev s í tě . Výchoz ím d a t o v ý m typem knihovny 
je pohyb l ivá ř ádová č á r k a na 32 bitech. A u t o r t a k é p ř i k l á d á j í m i m p l e m e n t o v a n ý d a t o v ý typ 
p e v n é ř ádové čárky, u nějž je m o ž n é volit bi tovou š í řku p ř e d i za ř ádovou čárkou , společně 
s operacemi n u t n ý m i pro použ i t í d a t o v é h o typu (a r i tme t i cké , logické atd.). Dalš í d a t o v é typy 
společně s jejich operacemi m ů ž e nadefinovat s á m uživate l , p o p ř í p a d ě m ů ž e upravit pouze 
něk t e r é operace v j iž exis tu j íc ím d a t o v é m typu, jako n a p ř í k l a d operace n á s o b e n í v typu 
p e v n é ř ádové čárky. K r o m ě výše zmíněných funkčnos t í knihovna nab íz í t a k é p o d p ů r n é 
nás t ro j e jako je u k l á d á n í a n a č í t á n í neu ronové s í tě a podpora různých f o r m á t ů v s t u p n í c h 
dat. V kn ihovně je m o ž n é rovnou pracovat s f o r m á t y ča s to použ ívaných d a t o v ý c h sad, jako 
jsou M N I S T či C I F A R - 1 0 . 

Po konzultaci s vedouc ím jsem pro p rováděn í e x p e r i m e n t ů v r á m c i t é t o d ip lomové p ráce 
zvol i l p r á v ě tuto knihovnu. D ů v o d ů t é t o volby je několik a to i m p l e m e n t a č n í jazyk C + + , 
z d o k u m e n t o v a n ý n á v r h i implementace v r á m c i d ip lomové p ráce , využ i t í p r á c e vzniklé na 
naši fakul tě , m o ž n o s t konzultace ú p r a v p ř í m o s autorem či ve s t avěná podpora r ů z n ý c h da­
tových sad. H l a v n í m d ů v o d e m je však podpora různých d a t o v ý c h t y p ů a p ř e d e v š í m různých 
operac í nad t ě m i t o typy. 

5.4 S i m p l e C N N 

S i m p l e C N N [6] je open-source knihovna, k t e r á byla n a p s á n a Canem B o l ú k e m za úče lem 
vy tvo ř i t snadno p o u ž i t e l n o u a h l av n ě snadno č i te lnou knihovnu pro p rác i s konvolučn ími 
n e u r o n o v ý m i s í těmi . Toho bylo bezesporu dosaženo . K n i h o v n a je n a p s á n a p ř e h l e d n ě v jazyce 
C + + . N i c m é n ě pro její jednoduchost je v ní i m p l e m e n t o v á n a pouze jedna bázová , ak t ivačn í 
a z t r á t o v á funkce a pouze jeden o p t i m a l i z á t o r . To t é m ě ř znemožňu je její p rak t i cké použ i t í . 
Z p o d p ů r n ý c h n á s t r o j ů t é t o kn iho v n ě bohuže l chybí m o ž n o s t uloži t a nač ís t n a t r é n o v a n o u 
neuronovou síť (její s t rukturu a váhy) a chybí zde t a k é podpora různých f o r m á t ů v s t u p n í c h 
dat. P r o použ i t í knihovny v t é t o p rác i by bylo p o t ř e b a ty to n á s t r o j e doimplementovat. 
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Kapitola 6 

Návrh a implementace 
zjednodušené operace násobení 

Pro z j ednodušen í operace násoben í , k t e r é bude nav rženo , i m p l e m e n t o v á n o a t e s továno v t é t o 
prác i jsem si zvol i l techniku n á s o b e n í bez násob iček popsanou v kapitole 4.3. Tato tech­
nika m ě ze z k o u m a n ý c h technik zaujala nejvíce, p r o t o ž e navrhuje celou n á r o č n o u operaci 
n á s o b e n í nahradit za p o m ě r n ě snadnou operaci posuvu. N á v r h t é t o techniky je z á s a d n ě 
inspi rován t ě m i t o pracemi [28] [29]. 

6.1 Návrh 

S t a n d a r d n í operace n á s o b e n í bude tedy nahrazena za operaci levého posuvu v h o d n é hod­
noty (mez ivýs ledku násoben í ) o p o t ř e b n ý p o č e t b i t ů (dále jen z j ednodušené n á s o b e n í ) . 
Operace z j ednodušeného n á s o b e n í bude def inována pouze pro k l a d n á celá čísla l ibovolné 
b i tové šířky. P r o t o ž e operaci n á s o b e n í upravuji pro použ i t í v oblasti neu ronových sít í , budu 
n a d á l e n á s o b e n c e n a z ý v a t v s t u p n í hodnotou (vstupem) a násob i t e l e hodnotou váhy (váhou) . 
P r o toto z j ednodušené n á s o b e n í je t ř e b a z n á t bi tovou š í řku o p e r a n d ů N a zvolit takzvanou 
abecedu vah. N a jejich zák l adě je sestavena tabulka p ř e d e m v y p o č í t a n ý c h mez ivýs ledků 
(dále jen tabulka mez ivýs l edků) . 

Abeceda vah je seznam v h o d n ě zvolených (bázových) hodnot, z nichž je odvozen obor 
hodnot vah a sestavena tabulka p o s u v ů . Bázové hodnoty je v h o d n é volit tak, že ž á d n á 
z nich nelze z ískat b i t o v ý m posuvem n ě k t e r é j i né bázové hodnoty. V h o d n o u abecedou vah 
m ů ž e bý t n a p ř . {1, 3, 5}. Obor hodnot vah z í skáme l e v ý m posuvem j edno t l i vých bázových 
hodnot. K a ž d á z nich je opakovaně p o s o u v á n a , dokud by výs ledek posuvu nebyl větš í než 
největš í zobraz i t e lné číslo ( 2 ^ — 1). B ě h e m zjišťování oboru hodnot vah je v y t v o ř e n a tabulka 
p o s u v ů . T a je a d r e s o v á n a bázovou hodnotou a hodnotou váhy a určuje , o kolik b i t ů vlevo 
je t ř e b a posunout bázovou hodnotu, abychom získali hodnotu váhy. N a p ř í k l a d pro bázovou 
hodnotu 3 a hodnotu váhy 12 by z á z n a m tabulky vypada l nás ledovně : ,s/ii/í[3][12] = 2. 

Tabulka mez ivýs ledků je a d r e s o v á n a bázovou a v s t u p n í hodnotou a obsahuje p ředpoč í -
t a n ý výs ledek n á s o b e n í t ě ch to hodnot. N a p ř í k l a d pro bázovou hodnotu 3 a v s t u p n í hodnotu 
vstupu 4 by z á z n a m tabulky vypada l nás ledovně : precomp[3] [4] = 12. Tabulka pro k a ž d o u 
bázovou hodnotu z abecedy vah obsahuje výs ledek je j ího n á s o b e n í se všemi m o ž n ý m i vstup­
n ími hodnotami. Tabulka mez ivýs ledků tedy obsahuje ( i V 2 *pocet_bazovych_hodnot) N bi­
tových hodnot. P o k u d se v a b e c e d ě vah nacház í bázová hodnota 1, je vzorec pro v ý p o č e t 

30 



velikosti t abulky mez ivýs ledků upraven (N2 * pocet_bazovych_hodnot — 1), p ro tože výsle­
dek n á s o b e n í číslem 1 nen í t ř e b a uchovávat . 

Vs tupem u p r a v e n é operace n á s o b e n í je v s t u p n í hodnota, jejíž rozsah nen í nijak omezen 
a v á h a , jejíž hodnota m u s í p a t ř i t do oboru hodnot vah odvozeného výše . Z hodnoty váhy 
je z j i š těna bázová hodnota, k níž tato v á h a náleží {vaha mod baze = 0). N á s l e d n ě je 
z tabulky mez ivýs ledků za p o m o c í bázové a v s t u p n í hodnoty z j i š těna hodnota mez ivýs ledku . 
Z tabulky p o s u v ů je na zák ladě bázové hodnoty a hodnoty váhy zj iš těn p o t ř e b n ý poče t b i t ů 
posuvu. Výs ledkem u p r a v e n é operace n á s o b e n í je mezivýs ledek p o s u n u t ý doleva o p o t ř e b n ý 
poče t b i t ů . 

N a p ř í k l a d pro abecedu vah {1,3} , v s t u p n í hodnotu 4 a hodnotu váhy 12 by v ý p o č e t 
vypada l nás ledovně : 

baze = 3 (12 m o d 3 = 0) 
mezivýsledek = precomp[3][i] = 12 . . 

posuv = shift[3}[12] = 2 ^ ' ' 
výsledek = 12 << 2 = 48 

6.2 Implementace 

M o d u l z j ednodušeného n á s o b e n í je s te jně jako zbytek knihovny T y p e C N N implemento­
ván v jazyce C++14 . Tabulka mez ivýs ledků je i m p l e m e n t o v á n a p o m o c í a soc ia t ivn í p a m ě t i 
obsahuj íc í pro k a ž d o u bázovou hodnotu pole mez ivýs ledků . 

std :: map < int32_t, std :: vector < int32_t » precomp_vals 

Tabulka p o s u v ů je i m p l e m e n t o v á n a jako asoc ia t ivn í paměť , k t e r á pro k a ž d o u bázovou hod­
notu obsahuje dalš í a soc ia t ivn í paměť . 

std :: map < int32_t, std :: map < int32_t,int32_t » precomp_shifts 

T a pro všechny hodnoty vah (k te ré je m o ž n é z ískat jako levý posuv bázové hodnoty a k te ré 
jsou menš í než největš í zob raz i t e lná hodnota) obsahuje p o č e t b i t ů , o něž byla bázová hod­
nota posunuta, aby tato v á h a vznik la . Z j ednodušeně tedy m ů ž e m e operaci z j ednodušeného 
n á s o b e n í popsat nás leduj íc ím vý razem: 

res = precomp_vals[base][input] « precomp_shifts[base][weight] (6.2) 

P r o t o ž e se př i n a č í t á n í u ložené sí tě , nebo př i v ý p o č t u nové váhy v p r ů b ě h u učen í m ů ž e m e 
setkat s váhou , k t e r á je mimo obor hodnot vah, je t ř e b a j í p ř i ř a d i t hodnotu z toho oboru. 
P r o takovou váhu je z oboru hodnot nalezena m a x i m á l n í hodnota, k t e r á je menš í než v á h a 
a m i n i m á l n í hodnota, k t e r á je větš í než váha . Jako nová v á h a je p o u ž i t a hodnota, k t e r á je 
váze bližší. P o k u d je jejich vzdá lenos t od váhy t o t o ž n á , zvolí se jedna z nich n á h o d n ě . 

P r o b l é m e m tohoto p ř í s t u p u je učení s í tě , a to kvůl i vz růs t a j í c ímu rozdí lu (vzdá lenos t i ) 
dvou sousedních hodnot z oboru hodnot vah. N a p ř í k l a d př i použ i t í abecedy vah {1} je rozdí l 
sousedních hodnot 2 — 1 = l a rozdí l j iných sousedních hodnot 16 — 8 = 8. Tento fenomén činí 
p r o b l é m př i vo lbě koeficientu učen í s t a n d a r d n í c h o p t i m a l i z á t o r ů . P ř i zvolení příl iš m a l é h o 
koeficientu učen í n e m u s í n ikdy doj í t k n a s t a v e n í vě tš í váhy a dojde tak k u v á z n u t í s í tě . 
P o k u d je však koeficient učení zvolen příl iš velký, váhy nižších hodnot se budou neus t á l e 
m ě n i t a nedojde k n a u č e n í s í tě . O p t i m a l i z á t o r řešící tento p r o b l é m nen í z n á m a m ů ž e bý t 
p ř e d m ě t e m da l š ího v ý z k u m u . 
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6.3 Integrace do T y p e C N N 

Takto n a v r ž e n o u a naimplementovanou z j ednodušenou násob ičku jsem integroval do knihov­
ny T y p e C N N [25]. Implementace modulu pro z j ednodušené n á s o b e n í se nacház í v souboru 
MultlessMult.cpp, k t e r ý je k na lezen í na C D v ad re sá ř i TypeCNN/src/Utils. V t é t o 
kn ihovně bude násob ička p o u ž i t a spo lečně s d a t o v ý m typem p e v n é ř ádové čárky, jež je 
součás t í knihovny. P r o t o ž e je však operace z j ednodušeného n á s o b e n í def inována pouze pro 
k l a d n á celá čísla, je t ř e b a p ř e d p r o v e d e n í m t é t o operace hodnotu vstupu a váhy upravit . 
Nejprve je z j iš těno z n a m é n k o výs ledku a dá le se pracuje s a b s o l u t n í hodnotou vstupu i váhy. 
Vs tup i v á h a jsou posunuty o p o č e t b i t ů za ř á d o v o u čá rkou doleva. T í m z í skáme k l a d n á celá 
čísla, k t e r á jsou vstupem u p r a v e n é operace ná soben í . P o p roveden í n á s o b e n í je výs ledku 
nastaveno s p r á v n é z n a m é n k o a je posunut o d v o jn á so b ek p o č t u b i t ů za ř á d o v o u čá rkou 
doprava. Vznikne tak s p r á v n ý výs ledek v d a t o v é m typu, s n ímž knihovna pracuje. Tato 
ú p r a v a je n u t n á pouze v softwarové simulaci, p ř i použ i t í v hardwaru nezáleží na tom, kam 
p o m y s l n ě u m í s t í m e ř á d o v o u čá rku . 

P ř e p n u t í na z j ednodušené násoben í , a kontrolu a ú p r a v u vah, k t e r á s t í m t o náso­
b e n í m souvisí , je provedeno definicí makra MULTLESS_MULT p ř i p ř e k l a d u . Také je 
n u t n é nastavit abecedu vah p r o s t ř e d n i c t v í m sys t émové p r o m ě n n é ALPHABETVALS, 
k t e r á obsahuje j edno t l ivé bázové hodnoty oddě lené čá rkou (nap ř . ALPHABETVALS = 
"1 ,3 ,5 " ) . 

Pro s p r á v n o u funkci z j ednodušeného n á s o b e n í je t ř e b a př i n a č í t á n í u ložené s í tě a úp ravě 
vah př i učen í ty to váhy volit pouze z oboru hodnot vah. Pro to je v modulu perzistence po 
n a č t e n í a ve všech o p t i m a l i z á t o r e c h po s p o č í t á n í váhy vo lána funkce pro její transformaci na 
povolené hodnoty (mlmTransWeightQ). P r o t o ž e z j ednodušené n á s o b e n í použ i j eme pouze 
př i p o č í t á n í v n i t ř n í h o po t enc i á lu neuronu je funkce multlessMultQ vo l ána pouze z p lně 
p r o p o j e n é a konvoluční vrs tvy a ne n a p ř . z vrs tvy ak t ivačn í . 
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Kapitola 7 

Testování a experimenty 

Jak bylo řečeno dř íve , pro p rác i s konvolučn ími n e u r o n o v ý m i s í t ěmi bude p o u ž i t a knihovna 
T y p e C N N . V t é t o kapitole budou p ř e d s t a v e n y typické p r o b l é m y použ ívané pro h o d n o c e n í 
výkonnos t i jak zvolené architektury konvoluční neu ronové s í tě , tak zvolené knihovny. Dá le 
budou n a v r ž e n y a p o p s á n y architektury n e u r o n o v ý c h sí t í , k t e r é budou použ i t y pro řešení 
t ě c h t o p r o b l é m ů . N á s l e d n ě popíš i zvolené testy a experimenty, k t e r é budou provedeny. P o t é 
budou p ř e d s t a v e n y a d i s k u t o v á n y jejich výsledky. 

7.1 Testovací sady 

M N I S T 

Za zák ladn í a prakt icky povinnou tes tovac í sadu považu jeme d a t a b á z i M N I S T [19] ( M o d i -
fied Nat iona l Institute of Standards and Technology database). J e d n á se o d a t a b á z i čer­
nobí lých (1 k a n á l 0-255 s t u p ň ů šedi) o b r á z k ů r u č n ě p saných číslic rozsahu 0-9 o velikosti 
28x28 pixelů. Ř e š e n o u ú lohou je tedy klasifikace v s t u p n í h o vzorku do j e d n é z deseti t ř íd . 
D a t a b á z e M N I S T obsahuje 60 000 t rénovac ích a 10 000 tes tovac ích vzorků , u nichž jsou 
z n á m y t ř ídy , do k t e r ý c h spada j í . Tuto d a t a b á z i v roce 1998 vytvoř i l i Y a n n L e C u n , Cor inna 
Cortes a Christopher J . C . Burges jako p o d m n o ž i n u rozsáhlejš ích d a t a b á z í ins t i tu tu N I S T , 
k o n k r é t n ě d a t a b á z í SD-1 a SD-3 . D a t a b á z e SD-1 obsahuje 60 000 o b r á z k ů r u č n ě p s a n ý c h 
číslic pocházej íc ích od 500 různých s t ředoškolských s t u d e n t ů . D a t a b á z e SD-3 je velice po­
d o b n á , s t í m rozdí lem, že je po ř í zena mezi ú ředn íky . Čís la o b s a ž e n á v d a t a b á z i SD-3 jsou 
tedy úhledně jš í a jejich klasifikace je úspěšnějš í . Z d ů v o d u zvě tšení diverzity t rénovac ích 
a tes tovac ích dat tedy došlo k vy tvo řen í d a t a b á z e M N I S T . Trénovací d a t o v á sada M N I S T 
tedy obsahuje 30 000 vzorků z d a t a b á z e SD-1 a 30 000 vzo rků z d a t a b á z e SD-3 pocházej í ­
cích př ib l ižně od 250 p i sa te lů . Tes tovací sada M N I S T je s ložena z 5 000 vzo rků z d a t a b á z e 
SD-1 a 5 000 vzo rků z d a t a b á z e SD-3 . A u t o ř i zaručuj í , že vzorky z t rénovac í a tes tovac í 
sady jsou v z á j e m n ě d i s junk tn í . 

Výs ledky klasifikace dosažené pro t es tovac í sadu M N I S T jsou pro účely p o r o v n á n í sou­
čás t í t é m ě ř k a ž d é p r á c e z oblasti konvolučních n e u r o n o v ý c h s í t í a proto tomu nebude j inak 
ani u t é t o p r áce . V současnos t i ne júspěšnějš í n e u r o n o v á síť řešící tuto ú lohu dosahuje přes­
nosti 99.79 %. P r o s rovnán í nej vyšší p ř e snos t í v d o b ě vy tvo řen í sady M N I S T bylo 99.3 % 
dosažených s í t í LeNet-4 [3]. 
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O b r á z e k 7.1: U k á z k a o b r á z k ů d a t a b á z e M N I S T [33] 

C I F A R - 1 0 

Dalš í pro s rovnán í č a s to p o u ž í v a n o u datovou sadou je C I F A R - 1 0 [16]. J e d n á se o d a t a b á z i 
obsahuj íc í 60 000 b a r e v n ý c h (3 k a n á l y R G B z rozsahu 0-255) o b r á z k ů o velikosti 32x32 pi-
xelů pa t ř í c í ch do deseti t ř í d . T ř í d a m i jsou: letadla, automobily, p t ác i , kočky, jeleni, psi, žáby, 
koně, lodě a n á k l a d n í automobily. D a t a b á z e je rozdě lena na 50 000 t rénovac ích a 10 000 tes­
tovacích vzorků , u nichž jsou z n á m y t ř ídy , do k t e rých spada j í . Ř e š e n o u ú lohou je tedy t aké 
klasifikace v s t u p n í h o vzorku do j e d n é z deseti t ř í d . N i c m é n ě je to úkol o p o z n á n í složitější 
než klasifikace číslic a to p ř e d e v š í m kvůl i v n i t r o t ř í d n í var iab i l i tě vzorků , tedy dva objekty 
spadaj íc í do s te jné t ř í d y si n e m u s í bý t příl iš p o d o b n é . Složi tost úko lu dá le zvyšuje různé 
pozad í o b j e k t ů s te jné t ř í d y a možnos t , že dva objekty různých t ř í d budou mí t s te jné pozad í . 
D a t a b á z e C I F A R - 1 0 je p o d m n o ž i n o u mnohem větš í d a t a b á z e obsahuj íc í 80 000 000 o b r á z k ů , 
k t e r é by l i sesb í rány p á n y A l e x e m Kr i zhevskym, V i n o d e m Nai rem a Geoffrym Hintonem, 
a s k l á d á se z 6 000 o b r á z k ů z k a ž d é z výše zmíněných t ř íd . V současnos t i ne júspěšnějš í 
neu ronová síť řešící tuto ú lohu dosahuje p řesnos t i 96.53 % [3]. 

Sesterskou d a t a b á z í je C I F A R - 1 0 0 , k t e r á s te jně jako C I F A R - 1 0 obsahuje 60 000 ba­
revných o b r á z k ů o velikosti 32x32 pixelů , n i c m é n ě ty p a t ř í do 100 t ř íd , tedy d a t a b á z e je 
s ložena ze 600 o b r á z k ů z k a ž d é t ř ídy . T í m je ú loha klasifikace o p ě t z t í žena a v současnos t i 
ne júspěšnějš í neu ronová síť řešící tuto ú lohu dosahuje p řesnos t i 75.72 % [3]. 

7.2 Testovací architektury 

B P N 

Pro tes tovac í ú lohu klasifikace čísel t e s tovac í sady M N I S T jsem zvol i l architekturu B P N 
(Back Propagat ion Network) což je z pohledu dř íve uvedených architektur p lně p r o p o j e n á 
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O b r á z e k 7.2: U k á z k a o b r á z k ů d a t a b á z e C I F A R - 1 0 [17] 

d o p ř e d n á síť. K o n k r é t n ě vol ím t ř í v r s t v o u síť s jednou skrytou vrstvou. Tato síť je s ložena 
z v s t u p n í (formální) vrs tvy obsahuj íc í 784 n e u r o n ů (28x28, tedy pro k a ž d ý pixel jeden), 
nás leduje s k r y t á vrstva obsahuj íc í 100 n e u r o n ů a v ý s t u p n í vrstva obsahuj íc í 10 n e u r o n ů (pro 
k a ž d o u t ř í d u jeden). V s t u p n í a s k r y t á vrstva jsou rozš í řeny o jeden formáln í neuron pro 
bias. Všechny neurony používaj í l ineárn í bázové funkce. S k r y t á vrstva jako ak t ivačn í funkci 
použ ívá hype rbo l i cký tangens a v ý s t u p n í vrstva použ ívá ak t ivačn í funkci Sof tMax. Tato síť 
celkově obsahuje př ib l ižně 80 000 vah, k t e r é budou učeny. Tuto architekturu i s konkré t ­
n ími parametry jsem zvol i l proto, že je p o u ž i t a ve s tudi ích , z nichž budu dá le če rpa t , pod 
označen ím M P L ( M u l t i Layer Perceptron), a u m o ž n í tak s rovnán í naš ich výs ledků . 

C N N 

Pro tes tovac í ú lohu klasifikace o b r á z k ů tes tovac í sady C I F A R - 1 0 jsem zvol i l architekturu 
konvoluční neu ronové s í tě (dá le jen C N N ) , kterou použi l Petr Rek př i t e s tován í j í m vytvo­
řené knihovny T y p e C N N [25], jež je p o u ž i t a př i v y t v á ř e n í t é t o p r áce . Tato síť se sk l ádá 
ze v s t u p n í , t ř í konvolučních, dvou pool ingových , dvou d r o p - o u t o v ý c h a dvou p lně propo­
jených vrstev. Ze v s t u p n í 3 2 x 3 2 x 3 vrs tvy vzn iká konvoluční vrstva 2 8 x 2 8 x 1 2 v y t v o ř e n á 
konvolucí s oknem 5 x 5 x 3 . D á l e je proveden pool ing s oknem 2 x 2 a krokem 2 do vrs tvy 
o velikosti 1 4 x 1 4 x 1 2 . N a d ní je provedena dalš í konvoluce s oknem 5 x 5 x 1 2 a je tak vy­
t v o ř e n a vrstva o velikosti 1 0 x 1 0 x 2 4 . Nás ledu je pool ing s oknem 2 x 2 a krokem 2, č ímž je 
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v y t v o ř e n a vrstva o velikosti 5 x 5 x 2 4 . P o t é je proveden drop-out a pos ledn í konvoluce s ok­
nem 5 x 5 x 2 4 , č ímž je v y t v o ř e n a vrstva o velikosti 6 x 6 x 1 2 0 . T a je vstupem p lně p ropo jené 
vrs tvy s 84 neurony, nás leduje dalš í drop-out a konečně v ý s t u p n í vrstva o 10 neuronech. 
Konvolučn í i p lně p r o p o j e n é vrs tvy používaj í ak t ivačn í funkci Leaky R e L U . Pool ingové 
vrs tvy prováděj í tzv. Max-poo l ing . Tato síť celkově obsahuje více než 90 000 vah, k t e ré 
budou učeny, což je o 10 000 vah více oproti p r v n í uvažované a r c h i t e k t u ř e . 

7.3 Metodika testování a exper imentů 

Tes tován í bude p r o b í h a t na v i r t u á l n í m stroji běž íc ím na m é m o s o b n í m P C . V i r t u á l n í stroj 
m á k dispozici 4 G B p a m ě t i R A M a 4 j á d r a procesoru Intel Core i5 750 o frekvenci 2.66 G H z . 
N a t e s tovac ím stroji je na in s t a lován 64-bi tový o p e r a č n í s y s t é m U b u n t u verze 18.04 L T S . 

Tes tování a experimenty m ů ž e m e rozděl i t do t ř í fází. P r v n í fází jsou zák l adn í testy za 
použ i t í s t a n d a r d n í operace n á s o b e n í a nej přesnějš ího knihovnou p o d p o r o v a n é h o d a t o v é h o 
typu pohybl ivé ř ádové č á r k y na 32 bitech (dále jen float). T y slouží nejen pro ověření 
funkčnost i knihovny, ale t a k é pro ověření funkčnost i zvolených tes tovacích architektur pro 
k o n k r é t n í t e s tovac í ú lohu . Dalš í fází jsou experimenty se sn ižováním b i tové š í řky jak dopřed -
ného d a t o v é h o typu, tak d a t o v é h o typu pro uložení vah, za pomoci d a t o v é h o typu s pevnou 
ř ádovou čá rkou (dále jen F X < p o č e t b i t ů p ř e d ř á d o v o u čárkou , p o č e t b i t ů za ř á d o v o u čár-
kou>). Jsou p rováděny na sí t ích n a t r é n o v a n ý c h v p r v n í m kroku a je zde s tá le p o u ž í v á n a 
s t a n d a r d n í operace násoben í . Pos ledn í , a pro tuto p rác i nejdůleži tě jš í , fází jsou experimenty 
s n á s o b e n í m bez násobičky, a to s r ů z n ý m i hodnotami abecedy vah. T y t o experimenty jsou 
p rováděny na n ě k t e r ý c h sí t ích vznik lých a n a t r é n o v a n ý c h v d r u h é m kroku. 

Z á k l a d n í testy 

Pro architekturu B P N bude provedeno 10 nezávis lých t rénovac ích b ě h ů . P r o architekturu 
C N N bude provedeno pouze 5 nezávis lých t rénovac ích b ě h ů , a to z d ů v o d u jejich časové 
ná ročnos t i . Z nich je z a z n a m e n á n v ý s t u p programu, a u ložen p ředp i s s í tě a hodnoty jejích 
n a t r é n o v a n ý c h vah. K a ž d ý t a k o v ý b ě h je t v o ř e n 10 epochami t r énován í a jednou epochou 
do t r énován í . Po k a ž d é z epoch nás leduje validace s í tě spo lečně s v ý p i s e m úspěšnos t i klasi­
fikace s í tě . P o č á t e č n í hodnoty vah s í tě jsou voleny n á h o d n ě . 

Pro obě ú lohy jsem zvol i l t o t o ž n é parametry t r énován í i do t r énován í . A sice opt ima­
l izá tor S G D M (Stochastic Gradient Descent w i th M o m e n t ů m ) s koeficientem učen í 0.005, 
koeficientem ú b y t k u vah 0.001 a momentem 0.9 pro t r énován í a o p t i m a l i z á t o r S G D s koefi­
cientem učen í 0.001 pro do t r énován í . Jako z t r á t o v o u funkci jsem pro všechny p ř í p a d y zvol i l 
s t ř edn í kvadratickou chybu. 

R e d u k c e b i t o v é š í ř k y 

P ř i experimentech s redukc í b i tové š í řky jsou n a č t e n y j edno t l ivé s í tě i s hodnotami jejich 
vah z í skané b ě h e m z á k l a d n í h o t e s tován í . Tedy pro B P N se p rovád í 10 nezávis lých b ě h ů do­
t r énován í a pro C N N se p rovád í 5 nezávis lých b ě h ů do t r énován í , a to pro k a ž d ý experiment 
pro danou architekturu. Z nich je opě t u ložen p ředp i s s í tě a hodnoty n a t r é n o v a n ý c h vah. 
K a ž d ý b ě h je t v o ř e n 3 epochami d o t r é n o v á n í s p o u ž i t í m o p t i m a l i z á t o r u S G D s koeficientem 
učení 0.005 a z t r á t o v o u funkcí s t ř e d n í kvad ra t i cké chyby. 

Pro architekturu B P N i C N N jsem zvol i l pro p o č á t e č n í snížení b i tové š í řky o p e r a n d ů 
d a t o v ý typ FX < 8, 8 > a to jak pro d o p ř e d n ě šíření , tak pro uložení vah. N á s l e d n ě je 
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bi tová š í řka dá le r e d u k o v á n a a r edukovaný d a t o v ý typ je o p ě t použ i t pro d o p ř e d n ě šíření 
i u ložení vah. K o n k r é t n í da tové typy jsou voleny e x p e r i m e n t á l n ě , až do snížení p ře snos t i 
klasifikace s í tě o cca 5 %. 

Pro architekturu B P N je zvolen a zafixován d a t o v ý typ pro d o p ř e d n ě šíření . T y p je 
v y b í r á n z výše t e s tovaných d a t o v ý c h t y p ů a to tak, že je zvolen typ s ne jmenš í bitovou 
šířkou, j ehož p řesnos t klasifikace nen í sn ížena o více než 0.5 %. N á s l e d n ě jsou provedeny 
experimenty s r e d u k o v á n í m b i tové š í řky d a t o v é h o typu vah. Jako p o č á t e č n í je zvolen typ 
d o p ř e d n é h o š í ření a jeho b i tová š í řka je dá le r edukována . K o n k r é t n í d a t o v é typy jsou voleny 
e x p e r i m e n t á l n ě , až do snížení p ře snos t i klasifikace s í tě o cca 5 %. 

N á s o b e n í bez n á s o b i č k y 

P ř i experimentech s n á s o b e n í m bez násobiček jsou n a č t e n y zvolené s í tě i s hodnotami jejich 
vah z í skané b ě h e m e x p e r i m e n t ů s r edukc í b i tové š í řky o p e r a n d ů . V á h y jsou p ř evedeny na 
povolené hodnoty, závisející na zvolené a b e c e d ě vah. N á s l e d n ě je provedena validace s í tě , 
jejíž výs ledek je z a z n a m e n á n . 

Pro architekturu B P N i C N N jsem zvol i l s í tě z p o č á t e č n í h o experimentu snižování b i tové 
šířky, d o t r é n o v a n é na d a t o v é m typu FX < 8,8 >. P ro architekturu B P N byla nav íc zvolena 
síť z experimentu se sn ižováním b i tové š í řky d a t o v é h o typu pro uložení vah, jejíž d a t o v ý typ 
m á ne jmenš í bitovou š í řku a zá roveň p řesnos t klasifikace nen í sn ížena o více než 1 %. P r o 
k a ž d o u z t ě c h t o sí t í jsou provedeny experimenty s nás leduj íc ími abecedami vah {1, 3, 5, 7, 9}, 
{1 ,3 ,5 ,7} , {1 ,3 ,5} , {1 ,3} , {1}. ' 

7.4 Výsledky testování a exper imentů 

Scripty a programy (pře ložené na ško ln ím serveru M e r l i n 1 ) p o u ž i t é př i t e s tovan í jsou k na­
lezení na C D v ad re sá ř i TypeCNN/juhanak společně s výs ledky všech t e s t ů a na t r énova ­
n ý m i s í těmi , k t e r é se nacház í v ad re sá ř i TypeCNN/ juhanak/bpn_r es resp. TypeCNN/ 
juhanak/cnn_res. Všechny následuj íc í výs ledky a hodnoty zanesené v grafech jsou z ískány 
val idací d a n é s í tě na př í s lušných tes tovac ích datech, k t e r é jsou d i s j u n k t n í s daty t r énovac ími . 

Z á k l a d n í testy 

Jedna epocha t r énován í s í tě B P N na d a t o v é s adě M N I S T t r v á cca 100 sekund a jeden 
t rénovac í b ě h t r v á více než 15 minut . Celé t e s tován í t é t o ú lohy tedy trvalo t é m ě ř 3 hodiny. 
Jedna epocha t r énován í s í tě C N N na d a to v é s adě C I F A R - 1 0 t r v á p řes 1 hodinu, což je 
č ty ř i k r á t více než celý t r énovac í b ě h s í tě B P N . Jeden tes tovac í b ě h t é t o ú lohy t v á cca 
14 hodin a celé t e s tován í trvalo 3 dny. P ř e s t o ž e by se mohlo z d á t , že by doba t r énován í t ě c h t o 
dvou architektur mohla bý t p o d o b n á , p ro tože architektura C N N t rénu je pouze o 10 000 vah 
více než architektura B P N , nen í tomu tak z d ů v o d u vyšší časové n á r o č n o s t i konvolučních 
sítí na učení . Zák ladn í testy architektury C N N tedy celkově trvaly 24x déle než zák l adn í 
testy architektury B P N . 

Gra f 7.3 zobrazuje ú spěšnos t klasifikace v p r ů b ě h u t r énován í po j edno t l i vých e p o c h á c h 
t r énován í pro všechny t r énovac í b ě h y ú lohy klasifikace nad datovou sadou M N I S T sítí 
B P N . G r a f n á m m ů ž e p ř i p o m í n a t logari tmickou funkci. V p rvn í ch e p o c h á c h se ú spěšnos t 
klasifikace rychle zvyšuje , naopak b ě h e m pos ledn ích epoch t r énován í se ú spěšnos t zvyšuje 
pouze m i n i m á l n ě . U pos ledn í epochy v id íme m í r n ý skok ve zvýšení ú spěšnos t i klasifikace, 
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Epocha 
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O b r á z e k 7.3: Úspěšnos t klasifikace sí tě B P N na úloze M N I S T 
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O b r á z e k 7.4: Úspěšnos t klasifikace s í tě C N N na úloze C I F A R - 1 0 
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k t e r ý je výs l edkem j e d n é epochy j emně j š ího do t r énován í . M a x i m á l n í m e d i á n úspěšnos t i k la­
sifikace se objevil v pos ledn í epoše a m á hodnotu 96.4 %, celkové m a x i m u m úspěšnos t i 
klasifikace se t a k é objevilo v pos ledn í epoše a m á hodnotu 96.5 %. 

Totéž , ale pro ú lohu klasifikace nad datovou sadou C I F A R - 1 0 sí t í C N N m ů ž e m e v idě t na 
grafu 7.4. G r a f n á m o p ě t m ů ž e p ř i p o m í n a t logari tmickou funkci přibl ižuj ící se ú spěšnos t i 
63 %. U pos ledn í epochy n y n í v id íme výrazně jš í skok ve zvýšení ú spěšnos t i klasifikace, 
k t e r ý je výs l edkem j e d n é epochy j emně j š ího do t r énován í . M a x i m á l n í m e d i á n ú spěšnos t i 
klasifikace se objevil v pos ledn í epoše a m á hodnotu 67.2 % a celkové max imum, k t e r é se 
objevilo v téže epoše m á hodnotu 68.5 %. Výs ledky klasifikace t é t o ú lohy dopadly h ů ř e než 
výs ledky ú lohy předchozí , n i c m é n ě pro ú lohu C I F A R - 1 0 a p o u ž i t o u architekturu C N N je 
tento výs ledek uspokoj ivý. P r o zvýšení ú spěšnos t i klasifikace by bylo n u t n é použ í t h lubš í 
a vě t š í konvoluční s í tě , jejichž použ i t í na o s o b n í m poč í t ač i je z d ů v o d u časové n á r o č n o s t i 
neprak t i cké . 

N a grafu 7.5 m ů ž e m e v idě t s r o v n á n í ú spěšnos t i klasifikace pos ledn ích epoch t r énován í 
pro obě tes tovac í ú lohy a všechny t r énovac í běhy. 
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O b r á z e k 7.5: P o r o v n á n í ú spěšnos t i klasifikace s í tě B P N na úloze M N I S T a s í tě C N N na 
úloze C I F A R - 1 0 
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R e d u k c e b i t o v é š í ř k y 

N a grafu 7.6 je z n á z o r n ě n a v ý s l e d n á ú spěšnos t klasifikace po d o t r é n o v á n í někol ika vybra­
ných e x p e r i m e n t ů se sn ižováním b i tové š í řky o p e r a n d ů pro ú lohu M N I S T řešenou sí t í B P N . 
P ř i t ě c h t o experimentech je zvolený d a t o v ý typ použ i t jak pro d o p ř e d n ě šíření , tak pro ulo­
žení vah. P o č á t e č n í experiment s p o u ž i t ý m d a t o v ý m typem FX < 8, 8 > s jeho m e d i á n e m 
úspěšnos t i 96.6 % dosáh l dokonce o 0.2 % vyšší ú spěšnos t i než zák l adn í test s d a t o v ý m ty­
pem float. Toto n e p a t r n é z lepšení je p r a v d ě p o d o b n ě výs l edkem lepšího zobecněn í s í tě d íky 
nižší p ře snos t i p o u ž i t é h o typu. U dalš ích e x p e r i m e n t ů již pozorujeme p o s t u p n é snižování 
p řesnos t i . Z a p o v š i m n u t í s to j í p ř e d e v š í m výs ledky t y p ů FX < 4,6 > a FX < 6,4 >, 
k t e r é jsou oba 10 b i tové , ale typ FX < 4, 6 > m á o 2.6 % vyšší ú s p ě š n o s t . Je tak v idět 
dů lež i tos t p o č t u b i t ů za ř á d o v o u čá rkou pro tuto k o n k r é t n í architekturu. P o č e t b i t ů p řed 
ř ádovou čá rkou t a k é nelze více snižovat , p ro tože s jeho sn ižováním roste p r a v d ě p o d o b n o s t , 
že dojde k p ře t ečen í a k u m u l á t o r u v n i t ř n í h o p o t e n c i á l u neuronu a t í m ke snížení ú spěšnos t i 
klasifikace. 
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Použitý datový typ 

• FX<8,8> 1FX<6,6> FX<4,6> FX<6,4> • FX<4,4> 

O b r á z e k 7.6: Úspěšnos t klasifikace sí tě B P N na úloze M N I S T za použ i t í d a t o v ý c h t y p ů 
s pevnou ř á d o v o u čá rkou 

P ro zafixování typu d o p ř e d n é h o š í ření s í tě B P N jsem zvol i l typ FX < 4, 6 >. Výs ledky 
e x p e r i m e n t ů se sn ižován ím bi tové š í řky typu vah v id íme na grafu 7.7, a m ů ž e m e pozorovat 
podobnost mezi t í m t o a p ř e d c h o z í m grafem. Z a p o v š i m n u t í opě t s toj í , že př i p o r o v n á n í 
úspěšnos t i dvou t y p ů s t o t o ž n ý m ce lkovým p o č t e m b i t ů si opě t vede, t e n t o k r á t výrazně j i , 
lépe ten s více b i ty za ř á d o v o u čá rkou . Tedy s p o u ž i t í m typu vah FX < 2,4 > je ú spěšnos t 
sí tě o 5.6 % vyšší než př i použ i t í t ypu FX < 4, 2 >. M e d i á n úspěšnos t i s typem FX < 4, 6 > 
pro d o p ř e d n ě š í ření a typem FX < 2, 4 > pro u ložení vah je 95.6 %. 
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O b r á z e k 7.7: Úspěšnos t klasifikace s í tě B P N na úloze M N I S T za použ i t í d a t o v ý c h t y p ů 
s pevnou ř á d o v o u čá rkou , d o p ř e d n é h o typu FX < 4, 6 > 

P o č á t e č n í experiment se sn ižováním b i tové š í řky o p e r a n d ů pro ú lohu C I F A R - 1 0 řešenou 
sítí C N N s p o u ž i t ý m d a t o v ý m typem FX < 8, 8 > pro d o p ř e d n ě š í ření i váhy o p ě t dopadl 
lépe, než z á k l a d n í test s d a t o v ý m typem float. T e n t o k r á t d a t o v ý typ FX < 8,8 > s jeho 
m e d i á n e m úspěšnos t i 68.7 % dopadl o 1.5 % lépe, než d a t o v ý typ float, což je j e š t ě výraznějš í 
zlepšení , než u s í tě B P N . I v tomto p ř í p a d ě zlepšení p ř i k l á d á m lepš ímu zobecněn í s í tě d íky 
nižší p ře snos t i p o u ž i t é h o typu. Bohuže l se síť s da l š ím z m e n š e n í m bi tové š í řky o p e r a n d ů 
n e d o k á z a l a vyrovnat a ú spěšnos t spadla na 10 %. Pro to zde n e u v á d í m s a m o s t a t n ý graf 
tohoto experimentu a výs ledek pro typ FX < 8, 8 > je zobrazen až na grafu 7.10 spolu 
s výs ledky e x p e r i m e n t ů n á s o b e n í bez násobiček . 

N á s o b e n í bez n á s o b i č k y 

Pro experimenty s n á s o b e n í m bez násob ičky jsem k r o m ě sí t í z p o č á t e č n í h o experimentu 
se sn ižován ím b i tové š í řky o p e r a n d ů (sí tě architektur B P N a C N N s typem FX < 8, 8 > 
pro d o p ř e d n ě š í ření i u ložení vah) zvol i l síť architektury B P N s typem FX < 4, 6 > pro 
d o p ř e d n ě š í ření a typem FX < 2,4 > pro uložení vah. N a grafu 7.8 jsou zobrazeny výs ledky 
experimentu s n á s o b e n í m bez násob ičky s í tě B P N s typem FX < 8,8 > a to ú spěšnos t i 
klasifikace pro j edno t l ivé p o u ž i t é abecedy vah. Totéž , ale pro síť B P N s typem FX < 4, 6 > 
pro d o p ř e d n ě š í ření a typem FX < 2, 4 > pro váhy, v id íme na grafu 7.9 a pro síť C N N 
s typem FX < 8, 8 > na grafu 7.10. 
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O b r á z e k 7.8: Úspěšnos t klasifikace s í tě B P N na úloze M N I S T za použ i t í n á s o b e n í bez 
násobiček a typu FX < 8, 8 > 
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O b r á z e k 7.9: Úspěšnos t klasifikace s í tě B P N na úloze M N I S T za použ i t í n á s o b e n í bez 
násobiček , d o p ř e d n é h o typu FX < 4, 6 > a typu vah FX < 2,4 > 
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T y t o t ř i grafy v y p a d a j í velmi p o d o b n ě , s p o s t u p n ý m sn ižováním p o č t u p r v k ů abecedy 
se p r o c e n t u á l n í ú spěšnos t klasifikace snižuje . Č í m je p o č e t p r v k ů abecedy menš í , t í m výraz­
nější je zhoršen í ú spěšnos t i klasifikace. P ř e s p o d o b n ý trend grafu je v šak rychlost snižování 
úspěšnos t i s í tě B P N a C N N rozdí lná . Rozd í l ú spěšnos t i s í tě B P N mezi neomezenou abece­
dou a abecedou obsahuj íc í pouze jeden prvek je 0.2 % (resp. 0.3 %) , naopak rozdí l t ě c h t o 
úspěšnos t í pro síť C N N je 8.2 %. Z toho vyp lývá , že složitější p r o b l é m y a rozsáhlejš í s í tě 
jsou citlivější na omezen í oboru hodnot vah s í tě . 
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O b r á z e k 7.10: Úspěšnos t klasifikace s í tě C N N na úloze C I F A R - 1 0 za použ i t í n á s o b e n í bez 
násobiček a typu FX < 8, 8 > 
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Kapitola 8 

Odhad ceny hardwaru 

V t é t o kapitole provedu odhad ceny (velikosti na č ipu a rychlosti) z j ednodušeného náso­
ben í (násoben í bez násobičky) a její p o r o v n á n í s cenou konvenčn ího ná soben í . Odhad bude 
proveden pro p roměn l ivou š í řku o p e r a n d ů (n) a d e m o n s t r o v á n na výše p o u ž i t é m p ř í k l a d u 
n á s o b e n í s operandy o šířce 16 b i t ů . Cena konvenčn ího n á s o b e n í je stanovena m ě ř e n í m 
h a r d w a r o v é implementace operace n á s o b e n í pro 45nm F r e e P D K technologii a byla z í skána 
n á s t r o j e m Synopsys Design Compi ler . Toto m ě ř e n í provedl a hodnoty pro tuto p rác i poskyt l 
Ing. Voj těch Mrázek , P h . D . P o s k y t n u t é hodnoty jsou zaneseny v tabulce 8.1. 

y? yt ys y< y3 y3 y} yB 

O b r á z e k 8.1: S c h é m a logar i tmického válcového posouvače [27] 

P ro odhad ceny n á s o b e n í bez násob ičky je n u t n é nejprve urč i t architekturu a cenu ope­
race b i tového posuvu. Dá le tedy budu uvažova t použ i t í l ogar i tmického válcového posouvače 
(logarithmic barrel shifter). S c h é m a 8b i tového logar i tmického válcového posouvače m ů ž e m e 
v idě t na o b r á z k u 8.1. J e d n á se o k o m b i n a č n í obvod, k t e r ý za použ i t í do vrstev u s p o ř á d a n ý c h 
mu l t i p l exo rů p rovád í posuv n b i tového čísla o 0 až n — 1 b i t ů . Nejčastě j i , a i v m é m pří­
padě , jsou p o u ž i t y mult iplexory 2 — 1. P ro n b i tové operandy je zpožděn í tohoto posouvače 
a p o č e t p o t ř e b n ý c h hradel (velikost na č ipu) : 
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zpožděni = l o g 2 n * zpožděni _M\JX —>• 0 ( l o g 2 n) , [27] (8 1) 
plocha = n l o g 2 n * plocha_MUX —>• 0 ( n l o g 2 n) , [26] 

kde zpožděni MUX = 0.06 ns a plocha_MUX = 5.162 u m 2 . Podle p ředchoz ího vztahu 
m á t a k o v ý 16bi tový posouvač zpožděn í 0.24 ns a jeho velikost na č ipu je 330 u m 2 . 

Obvod 
Zpožděn í 
[ns] 

P locha 
[um 2] 

Násob ička 32b F P 6.12 6787 
Násob ička 16b F X 3.14 3020 
Násob ička 8b F X 1.35 688 
Mul t ip l exor 2-1 0.06 5.162 

Tabulka 8.1: Cena o b v o d ů pro 45nm F r e e P D K technologii 

Dá le u r č í m e velikost dvou p ř e d e m v y t v o ř e n ý c h tabulek a sice tabulky mez ivýs ledků 
a tabulky p o s u v ů . Obsah obou tabulek je pod robně j i p o p s á n v kapitole 6.1. Velikost tabulek 
závisí na p o č t u bázových hodnot v a b e c e d ě vah, proto uvažu jme n e p r á z d n o u abecedu vah, 
k t e r á vždy obsahuje bázovou hodnotu 1. P o t é je p o č e t b i t ů p o t ř e b n ý c h pro uložení tabulky 
mezivýs ledku: 

pocet_bitu = n2 * (pocet_bazovych_hodnot — 1) * n (8-2) 

P ř e s n ě vy jádř i t velikost tabulky p o s u v ů je p rob lema t i cké , p ro tože by bylo t ř e b a pro 
k a ž d o u bázovou hodnotu z abecedy vah zjistit p o č e t hodnot, k t e r é mohou bý t dosaženy 
l evým posunem a jsou m e n š í než největš í zobraz i t e lné číslo. P o č e t t a k o v ý c h t o hodnot je 
v šak pro jakoukoliv bázovou hodnotu menš í nebo rovno p o č t u t a k o v ý c h t o hodnot z í skaných 
pro hodnotu 1, pro kterou je tento p o č e t roven n. P o č e t b i t ů p o t ř e b n ý c h pro uložení tabulky 
p o s u v ů je tedy v ž d y menš í nebo rovno: 

pocet_bitu <= n * pocet_bazovych_hodnot * n (8-3) 

8.1 Porovnání ceny hardwaru 

P o r o v n á n í s a m o t n é operace n á s o b e n í nen í závislé na velikosti abecedy vah, ani velikosti 
tabulek. Jak bylo u k á z á n o výše, velikost konvenčn í násob ičky na č ipu je 3020 u m 2 a její 
zpožděn í je 3.14 ns. Válcový posouvač , k t e r ý v operaci z j ednodušeného n á s o b e n í samotnou 
operaci p rovád í , na č ipu zabere 330 u m 2 a jeho zpožděn í je 0.24 ns. Tedy s a m o t n á operace 
n á s o b e n í je provedena o 92 % rychleji a o b s a z e n á plocha na č ipu je sn ížena o 89 %. 

V reá lné h a r d w a r o v é implementaci však do času p roveden í z j ednodušeného n á s o b e n í 
m u s í m e p ř i p o č í t a t j e š t ě časy p ř í s t u p u do p a m ě t i . P o k u d abeceda vah obsahuje pouze hod­
notu 1, je proveden jeden p ř í s t u p do p a m ě t i (zj iš tění posuvu), j inak jsou provedeny dva 
p ř í s t u p y do p a m ě t i , a to zj iš tění mez ivýs ledku a posuvu. D o b a p ř í s t u p u do p a m ě t i závisí 
na t ypu a rychlosti p a m ě t i p o u ž i t é pro uložení t ě ch to tabulek. Dá le je p o t ř e b a do celkové 
ceny reá lného h a r d w a r o v é h o řešení z a p o č í t a t plochu na č ipu a zpožděn í ř íd ic ího obvodu, 
k t e r ý na zák l adě vstupu a váhy zaj iš tuje adresaci výše zmíněných tabulek. N á v r h ani odhad 
ceny t akového obvodu nen í cí lem t é t o p ráce . 
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Použi jeme-l i ne jmenš í m o ž n o u abecedu vah {1}, pak bude z j ednodušené n á s o b e n í pro­
vedeno pouze l e v ý m posuvem v s t u p n í hodnoty a tabulka mez ivýs ledků tak nebude p o t ř e b a . 
Tabulka p o s u v ů obsahuje š e s tnác t 16bi tových hodnot a pro její u ložení je tedy p o t ř e b a pa­
měť o velikosti 256 b i t ů . To je oproti velikosti p a m ě t i p o t ř e b n é pro u ložení vah (n * 80 000 
pro síť B P N ) z a n e d b a t e l n á hodnota. Zvolíme-li největš í v t é t o p rác i p o u ž i t o u abecedu 
{1, 3, 5, 7, 9}, pak budeme pro v ý p o č e t n á s o b e n í p o t ř e b o v a t obě tabulky. Tabulka mezivý­
s ledků obsahuje 1024 16bi tových hodnot a pro její u ložení je t ř e b a paměť o velikosti 16 384 
b i tů . Tabulka p o s u v ů obsahuje 80 16bi tových hodnot a pro její u ložení je t ř e b a paměť 
o velikosti 1 280 b i t ů . I velikost obou t ěch to tabulek dohromady je v p o r o v n á n í s velikostí 
vah s í tě z a n e d b a t e l n á . Souče t velikostí obou tabulek nedosahuje ani 1.5 % velikosti p a m ě t i 
p o t ř e b n é pro uložení vah. 
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Kapitola 9 

Zhodnocení výsledků 

V tabulce 9.1 v id íme v y b r a n é výs ledky t e s t ů jak pro architekturu B P N a ú lohu M N I S T , 
tak architekturu C N N a ú lohu C I F A R - 1 0 . Tabulka obsahuje n a s t a v e n í neu ronové sí tě , tedy 
použ i t é d a t o v é typy, operaci n á s o b e n í a zvolenou abecedu vah. Dá le obsahuje experimen­
t á l n ě z j iš těný m e d i á n ú spěšnos t i klasifikace s í tě s t í m t o n a s t a v e n í m . Pos ledn í skupinou, 
kterou tabulka obsahuje, jsou hodnoty ceny operace n á s o b e n í s p o č í t a n é na zák ladě nasta­
vení s í tě . Cena operace n á s o b e n í je s ložena ze zpožděn í operace n á s o b e n í [ns], její velikost 
na č ipu [|j.m2] a velikosti tabulek (mezivýs ledků a p o s u v ů ) použ i tých p ř i v ý p o č t u . Odhad 
t é t o ceny je proveden v p ředchoz í kapitole. 

Nastavení neuronové sítě Medián Cena operace násobení 
Architektura 
sítě 

Dopřcdný 
datový typ 

Datový typ 
vah 

Operace násobení Abeceda vah úspěšnosti 
klasifikace 

Zpoždění 
[ns] 

Plocha 
K l 

Velikost 
tabulek 

float float 96.42 % 6.12 6787 
FX<8,8> FX<8,8> standardní - 96.60 % 3.14 3020 -
FX<4,6> FX<2,4> 95.64 % 1.35 688 

1,3,5,7,9 96.58 % 17664b 
BPN FX<8,8> FX<8,8> 1,3,5 96.57 % 0.24 330 8960b 

zjednodušené 1 96.30 % 256b zjednodušené 
1,3,5,7,9 95.63 % 4500b 

FX<4,6> FX<2,4> 1,3,5 95.58 % 0.18 124 2300b 
1 95.41 % 100b 

float float standardní 67.22 % 6.12 6787 
FX<8,8> FX<8,8> 

standardní 
68.67 % 3.14 3020 

1,3,5,7,9 68.15 % 17664b 
CNN 1,3,5,7 68.27 % 13312b 

FX<8,8> FX<8,8> zjednodušené 1,3,5 67.28 % 0.24 330 8960b 
1,3 65.93 % 4608b 
1 60.47 % 256b 

Tabulka 9.1: Souhrne výs ledky e x p e r i m e n t ů a v ý p o č t ů 

V i d í m e tedy, že rychlost a velikost na č ipu s a m o t n é operace n á s o b e n í (posouvače) závisí 
pouze na zvo leném d a t o v é m typu a velikost abecedy na ně n e m á v l iv . P r o d a t o v ý typ FX-
< 8, 8 > je z j ednodušené n á s o b e n í oproti konvenčn ímu zrychleno o 92 % a velikost na č ipu 
je z m e n š e n a o 89 %. P r o d o p ř e d n ý d a t o v ý typ FX < 4, 6 > a typ vah FX < 2,4 > je 
n á s o b e n í zrychleno o 87 % a velikost je z m e n š e n a o 82 %. Z tohoto pozorován í plyne, že pro 
d a t o v ý typ s vě tš í bi tovou š í řkou docház í k vý razně j š ímu snížení ceny operace násoben í . 

K e zpožděn í a velikosti na č ipu operace z j ednodušeného n á s o b e n í je v šak t ř e b a j eš tě 
z a p o č í t a t zpožděn í a plochu ř ídic ího obvodu. Dá le je t ř e b a př ič ís t čas jednoho či dvou č ten í 
z p a m ě t i ( tabulky p o s u v ů či mez ivýs l edků) . Velikost abecedy ovlivňuje p o č e t p o t ř e b n ý c h 
operac í č t en í a velikost tabulek, avšak jak bylo z m í n ě n o dř íve , tato velikost je v p o r o v n á n í 
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s vel ikost í p o t ř e b n o u pro uložení vah z a n e d b a t e l n á . P o k u d abeceda vah obsahuje pouze 
bázovou hodnotu 1, tak je p o t ř e b a pouze jedno č ten í z tabulky p o s u v ů . V tomto p ř í p a d ě by 
bylo m o ž n é č ten í z tabulky nahradit k o m b i n a č n í logickou sí t í a uše t ř i t si tak č ten í z p a m ě t i 
úp lně . 

Tabulka 9.2 obsahuje procento zhoršen í m e d i á n u úspěšnos t i klasifikace, procento zrych­
lení a snížení velikosti na č ipu z j ednodušeného n á s o b e n í v p o r o v n á n í se stejnou sít í , avšak 
s p o u ž i t í m s t a n d a r d n í operace ná soben í . V i d í m e zde, že pro síť B P N je použ i t í zjednodu­
šeného n á s o b e n í velice v ý h o d n é , a to i pokud je zvolena abeceda obsahuj íc í pouze hodnotu 
1, kdy se zhoršen í m e d i á n u úspěšnos t i pohybuje okolo 0.3 %. Se zvyšující se s loži tos t í řeše­
ného úkolu se snižuje v ý h o d n o s t použ i t í z j ednodušeného ná soben í . V id íme , že pro síť C N N 
jsou snížení ú spěšnos t i klasifikace zna te lně jš í a pro abecedu obsahuj íc í pouze hodnotu 1 je 
zhoršení ú spěšnos t i klasifikace t é m ě ř 12 %, což znemožňu je její p r ak t i cké použ i t í . 

Nastavení neuronové sítě Zhoršení Cena operace násobení 
Architektura 
sítě 

Dopředný 
datový typ 

Datový typ 
vah 

Abeceda vah 
úspěšnosti 
klasifikace 

Zrychlení Zmenšení 
plochy 

1,3,5,7,9 0.02 % 
FX<8,8> FX<8,8> 1,3,5 0.03 % 92.36 % 89.06 % 

B P N 
1 0.31 % 

B P N 
1,3,5,7,9 0.01 % 

FX<4,6> FX<2,4> 1,3,5 0.06 % 86.67 % 81.99% 
1 0.24 % 
1,3,5,7,9 0.76 % 
1,3,5,7 0.58 % 

CNN FX<8,8> FX<8,8> 1,3,5 2.02 % 92.36 % 89.06 % 
1,3 3.99 % 
1 11.94 % 

Tabulka 9.2: P o r o v n á n í ú spěšnos t i a ceny z j ednodušeného n á s o b e n í 
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Kapitola 10 

Závěr 

V r á m c i t é t o p r á c e jsme se seznámil i s problematikou klas ických i konvolučních neurono­
vých sí t í . Je zde p o p s á n a jejich funkčnost i h lavn í p r o b l é m jejich mas ivně j š ího rozší ření 
ve ves t avěných sys témech . Dá le jsme si nas t ín i l i problemat iku h a r d w a r o v é h o n á s o b e n í čísel 
a možnos t i jeho optimalizace. P ředs t av i l i jsme si volně d o s t u p n é n á s t r o j e pro p rác i s neu­
ronovými s í t ěmi a d a t o v é sady pro t e s tován í jejich č innos t i . 

Jako n á s t r o j pro p rác i s n e u r o n o v ý m i s í t ěmi byla zvolena knihovna T y p e C N N viz 5.3. 
P ro z j ednodušen í n á s o b e n í byla zvolena technika n á s o b e n í bez násob ičky p o p s a n á v kapitole 
4.3. B y l proveden n á v r h a implementace modulu za loženého na t é t o technice. Ten by l 
in tegrován do knihovny T y p e C N N . N a v r h l jsem tes tovac í architektury, metodiku t e s tován í 
a e x p e r i m e n t ů . N á s l e d n ě jsem provedl odhad ceny h a r d w a r o v é h o p roveden í konvenčn ího 
i z j ednodušeného násoben í . 

Po p roveden í e x p e r i m e n t ů a jejich z h o d n o c e n í jsem došel k závěru , že použ i t í t é t o tech­
niky z j ednodušeného n á s o b e n í je velice v ý h o d n é pro j e d n o d u š š í p r o b l é m y a menš í neuronové 
sí tě . P r o síť B P N a d a t o v ý typ FX < 8, 8 > se s t a n d a r d n í ope rac í n á s o b e n í je m e d i á n úspěš ­
nosti klasifikace 96.6 %. P ř i použ i t í operace z j ednodušeného n á s o b e n í je rychlost v ý p o č t u 
zvýšena o 92 % a velikost na č ipu z m e n š e n a o 89 % za cenu snížení p ře snos t i klasifikace 
m a x i m á l n ě o 0.3 %. P r o síť C N N a d a t o v ý typ FX < 8, 8 > se s t a n d a r d n í ope rac í n á s o b e n í 
je m e d i á n ú spěšnos t i klasifikace 68.7 %. Ú s p o r a m í s t a a zvýšení rychlosti je t o t o ž n é jako 
u s í tě B P N , avšak p řesnos t je sn ížena až o 12 %. Takové snížení p řesnos t i je pro p rak t i cké 
použ i t í n e p ř í p u s t n é . 

M o ž n ý m rozš í řen ím t é t o p r á c e je n á v r h a implementace op t ima l i začn ího algori tmu, k t e r ý 
by um ožn i l učen í neu ronové s í tě používaj íc í tuto techniku n á s o b e n í bez násobičky. 
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Příloha A 

Obsah C D 

C D obsahuje následuj íc í soubory a ad re sá ře : 

juhanak_DP.pdf - e l ek t ron ická verze t é t o p ráce 

text/ - zdro jový kód v DT£]Ku pro generování t é t o p ráce 

TypeCNN/ - celá knihovna T y p e C N N 

TypeCNN/juhanak/ - programy a scripty p o u ž i t é p ř i t e s tován í 

TypeCNN/juhanak/*_res - n a t r é n o v a n é s í tě a výs ledky t e s tován í 

TypeCNN/src/Utils/MultlessMult. cpp - implementace n á s o b e n í bez násob ičky 
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Příloha B 

R E A D M E 

P r o použ i t í z j ednodušeného n á s o b e n í (nav rženého a i m p l e m e n t o v a n é h o v t é t o prác i ) 
v kn ihovně T y p e C N N je p o t ř e b a : 

1. Získat knihovnu TypeCNN - je p ř i ložena na C D , jež je součás t í t é t o p ráce , popř í ­
p a d ě d o s t u p n á z http://github.com/rekpet/TypeCNN 

2. Nastavit makro MULTLESS_MULT při překladu 

3. Nastavit systémovou proměnnou ALPHABET_VALS - obsahuje j edno t l ivé bá­
zové hodnoty oddě l ené čá rkou (nap ř . ALPHABET'_V ALS = " 1 , 3, 5") 

P ř e d p o k l a d e m použ i t í je stroj s o p e r a č n í m s y s t é m e m L i n u x schopný p ř e k l a d u C++14 . 
P o k u d byla knihovna z í skána z C D , je m o ž n é použ í t j iž p ře ložené (na školn ím serveru Mer-
lin) aplikace TypeC N N/ juhanak / bpn_mlm, nebo TypeCNN/' juhanak / cnn_mlm a tedy 
s tač í nastavit sy s t émovou p r o m ě n n o u ALPHABETVALS. 
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