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ABSTRAKT

Virtualni senzory jsou postupné se rozsifujici technikou v oblasti primyslovych méfeni.
Jedna se o pocitacové programy, které¢ za pomoci diive ziskanych dat poskytuji dalsi
udaje podobné¢ jako klasické hardwarové senzory. Tyto udaje ziskavaji pomoci
prediktivnich modelu zaloZenych na metodach strojového uceni jako jsou naptiklad
neuronové sité nebo support vector machines. Tato prace obsahuje piedevsim reSersi
fungovani, struktur a tvorby virtualnich senzort. Dale popisuje strojové uceni, rozdéleni
jeho algoritmi a seznamuje s metodami bézné vyuzivanymi v oblasti virtualnich senzort.
Ke konci autor popisuje jejich mozny budouci vyvoj a smér jejich dalSich aplikaci.

ABSTRACT

Soft sensors are a gradually expanding technique in the field of industrial measurement.
These sensors are computer programs that provide additional data using previously
acquired data in a similar way to conventional hardware sensors. The additional data is
obtained using predictive models based on machine learning methods such as neural
networks or support vector machines. This work mainly includes a research on the
function, structure and creation of soft sensors. It also describes machine learning, the
distribution of its algorithms and introduces the methods commonly used in the field of
virtual sensors. Towards the end, the author describes possible future development of soft
sensors and the direction of further applications.
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Virtualni senzor, strojové ucent, prediktivni modely
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1 UVOD

Diky dnesnim technologiim a technickému pokroku v raznych odvétvich mizeme
pomoci mnohych méficich piistroji ¢i senzorii ziskavat velmi cenna data umoznujici
sledovat a odhadovat chovani vyrobnich procest. Tato data jsou nezbytnym
predpokladem pro uspésné fizeni. Se ziskanim téchto dat mohou nastat rtuznorodé
problémy naptiklad nemoznost provedeni dalSich méfeni, neschopnost piimého méteni
sledované veli¢iny nebo pouze vysoka nakladnost potfebnych méteni. K feSeni takovych
problémi mohou pfispét virtualni senzory neboli soft sensors, jenz poskytuji predikce
vyvoje sledovaného procesu. Obecné Ize virtualni senzory popsat jako inferencni modely
zalozené na strojovém uceni zejména na regresi vyuzivajici snadno méfitelné proménné
pro predikci proménnych, které nelze jednoduse métit [1].

Soft sensors je zkraceny anglicky nazev a vychazi ze slovniho spojeni software
sensor [2]. Coz lehce napovida, Ze se jedna o pocitacové programy, které dovoluji
ziskavéani dat podobné jako u hardwarovych senzort. V literatuie se objevuji i pod nazvy
inferenéni senzory (inferential sensors) [3], virtualni on-line analyzatory (virtual on-line
analyzers) [4] nebo senzory zaloZené na pozorovatelich (observer-based sensors) [5].

Vyhody vyuziti virtualnich senzort jsou:

- ziskavani predikce k rychlej$imu a objektivnéjsimu rozhodovani [6],

- snizovani ndkladi na meéfeni obtizné méfitelnych veli¢in a pfipadné
zastoupeni drahych méfticich ptistroja [7],

- moznost pouziti pro jiz existujici ptistroje (napt. mikrokontrolery) a schopnost

pfenastaveni virtualniho senzoru, kdyz se parametry procesu zmeéni [7].

Na obr.1. lze vidét schéma popisujici obecné fungovani virtualniho senzoru.
Soubor dat popisujici sledovany proces je nejprve piedzpracovan. Piedzpracovani dat
slouzi k odstranéni znamych problému jako jsou odlehlé hodnoty, problémy s pfesnosti
zpusobené vysokofrekvenénim Sumem a dal$i. Dale jsou data piedana prediktivnimu
modelu, ktery na zdklad¢ téchto dat vypracuje predikci pomoci pfedem zvoleného a
validovaného modelu.

Piedzpracovani
data

Sounbor dat

Predikce

Piedzpracovini |MESSee-]  Prediktivni | mum— -
dat | | model |*

Obr. 1: Zjednodusené blokové schéma virtualniho senzoru
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Nejbézné&jsi aplikaci virtualnich senzora je predikce probihajici v redlném case.
Tyto predikce jsou ziskany pomoci prediktivniho modelu z dat ziskanych on-line
automatizovanymi méfenimi. Tato aplikace se oznacuje jako online-predikce. K tvorbé
prediktivniho modelu se vyuzivaji metody strojového uceni.

Virtualni senzory se déli na [2, 6]:

1. virtualni senzory zalozené na modelu (model-driven soft sensors),

2. virtualni senzory zalozené na datech (data-driven soft sensors).
Virtualni senzory zaloZené na modelu (dale oznacovany jen model-driven) jsou zaméieny
na planovani a rozvrh vyrobnich procesii, a proto se obvykle zamétuji na popis idealnich
ustalenych stavii procesu. Oproti tomu virtualni senzory zalozené na datech (dale jen data-
driven) jsou postaveny na datech piimo ziskanych pii prubéhu vybraného prumyslového
procesu, a tedy popisuji skute¢né podminky procesu [2]. V nékterych situacich lze vyuzit
i model kombinujici obé vySe zminéné metody. Tyto modely se nazyvaji gray-box
modely.

14
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2 STROJOVE UCENI

Nejprve, nez lze hovofit o samotné problematice virtualnich senzort je nutno piedstavit
strojové uceni, ze kterého cela problematika vychazi. Strojové uceni (angl. machine
learning) je odvétvi umélé inteligence (artificial intelligence). Zakladni myslenkou
strojového uceni je umoznit pocitaclim naucit se vykonat urcitou tlohu bez potieby ji
explicitné naprogramovat [8]. Strojové uceni vyuziva fadu iterativnich algoritmd, diky
kterym se uci z dat zdokonalovat, popisovat souvislosti dat a predikovat vysledky [9].
Algoritmy tedy pfijimaji tréninkova data, na jejichz zakladé vytvoii model strojového
uceni. Schopnost reprezentace reality modelu se zlepsuje s tim ¢im vice tréninkovych dat
je modelu poskytnuto. Jakmile je trénovani dokonc¢eno bude model na vstupy odpovidat
uréitymi vystupy.

2.1 Pristupy K uceni

U strojniho uceni je snaha ziskat co nejpfesnéjs$i modely. Pistupy k uceni se tedy mohou
lisit dle toho na jaké problémy je budeme aplikovat. Existuji rizné pfistupy vhodné pro
dané typy a objemy dat. Tato podkapitola se zabyva pfistupy k uceni, kterymi jsou uceni
s ucitelem, uceni bez ucitele a nasledné jejich kombinace. Vsechny tyto pfistupy jsou
vyznamné pro virtudlni senzory. Dal§im pfistupem k uceni je zpétnovazebni uceni
(reinforcement learning), které s virtualnimi senzory tolik nesouvisi, a proto neni do této
prace zafazeno.

2.1.1 Ucleni s ucitelem (supervised learning)

Algoritmy uceni s ucitelem vyuzivaji ostitkovany (labeled) datovy soubor [9]. Obecné
1ze Fict, ze se jedna o datové soubory, ktery obsahuji vstupni hodnoty x a k nim konkrétni
vystupni hodnoty y. Zjednodusené ostitkovana data ziskame tak, ze vezme sadu dat a
ptfitadime kazdé casti n&jaky ,.Stitek* (label) ¢i ,,0znaceni* (tag), které je né&jakym
zpusobem informativni nebo zadouci znat [10]. Piikladem oznaceni (labelu) mize byt,
co obsahuje zvolena fotka tfeba je na ni pes ¢i kocka, nebo o ¢em se piSe v néjakém
konkrétnim ¢lanku. Pomoci tréninkovych dat se algoritmus uci, jaké mit vystupy podobné
jako se malé dit€ uci identifkovat zvifatka pomoci obrazkové knihy. Vznikli model je
poté testovan k urceni kvality jeho vystupd. To je provadéno pomoci dat, které model
jesteé nezna ¢imz zabranime tomu, ze model bude spravné reagovat jen na urcita data [9].
Uceni s ucitelem lze délit na klasifikaci, ktera je pro diskrétni aplikace a regresi pro spojité
[11].

Klasifikace se pomoci ur€itych vlastnosti snazi zatadit vzorky do dvou nebo vice
kategorii zvanych tfidy, na zdklad¢ jejich podobnosti. Tyto tfidy jsou tvofeny
z predeslych pozorovani pomoci tréninkovych dat. Pfikladem miize byt tieba bindrni
klasifikace, kde jsou vzorky Klasifikovany do dvou tfid napi. pozitivni a negativni
vysledky. Cilem klasifikace je identifikovat opakujici se vztahy mezi proménnymi, které
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popisuji vzorky pattici do stejné tiidy [12]. Na zaklad¢ téchto vztaht jsou vytvoreny
klasifika¢ni pravidla, kterd se pouzivaji pro predikci tfidy dalSich vzorkl. Mezi ptiklady
metod klasifikace patii Algoritmus k-nejblizSich sousedt, Bayesovska klasifikace a
Klasifikace podpurnych vektort. Tyto priklady slouzi hlavné pro ukazku, vétSina metod
lze vyuzit jak pro klasifikaci, tak regresi. To ale neznamena, ze jsou vSechny metody
vhodné pro ob¢ aplikace.

Regresni metody se bézné vyuzivaji pro statistickou analyzu. Regrese identifikuje
vztah mezi zvolenou zévislou proménou na zaklad¢ znalosti jinych nezavislych veli¢in
[12]. Na zaklad¢ dtive ziskanych dat se také vyuziva k predikci budoucich hodnot [9].
Cile regrese jsou tedy interpretace zavislosti zvolené proménné na ostatnich proménnych
a predikce vyvoje hodnoty zvolené proménné na zaklad¢ identifikace funkéni zavislosti.
Ptiklady regresnich metod jsou linedrni regrese a metoda nejmensich ¢tverc.

Regresni modely jsou nejCastéji vyuzivany jako prediktivni modely, které jsou
bezpochyby nejdilezitéjsi ¢asti celého virtualniho senzoru. Ze zvolené regresni metody
tedy vychazi prediktivni schopnosti virtualniho senzoru.

2.1.2 Ucdeni bez ucitele (unsupervised learning)

Algoritmy ucéeni bez uéitele pracuji s neostitkovanymi (unlabeled) daty a déli je do skupin
na zaklad¢ vzor a podobnych vlastnosti téchto dat [9]. Tyto skupiny muzou byt poté
ostitkovany pro dalsi vyuziti. Rozdil oproti uceni s u€itelem je v tom, ze pii uceni bez
ucitele souvislosti v datech jsou pochopena az béhem uceni [9]. Uceni bez uditele mize
pomoct s analyzou velkych datovych soubort, kde neni zndm kontext ziskanych dat. Diky
tomu se vyuzivaji jako prvni krok pted predanim dat algoritmtiim ucéeni s ucitelem. Podle
vyuziti Ize uéeni bez ucitele délit na: shlukovani (clustering) a redukci dimenzionality
(Dimensionality reduction).

Cilem shlukovani je v dané¢ mnoziné objektli nalézt jeji podmnoziny takzvané
shluky tak, aby objekty uvnitt shluku si byli dostatecné podobné, ale liSily se od objekti
ve shluku jiném [13]. Piiklady metod shlukovani jsou Algoritmus K-means a shlukovani
nejblizsich sousedt (Nearest Neighbor Clustering).

Redukce dimenzionality je technika pouzivana k transformaci dat z prostoru vyssi
dimenze do prostoru dimenze nizsi s co nejmensi ztratou informace [14] . Cilem je snizit
pocet datovych vstupii na zvladnutelnou velikost a zarovein maximalné zachovat integritu
souboru dat [15]. V oblasti virtualnich senzort se bézn¢ vyuziva pro piedzpracovani dat.
Prikladem metody redukce dimenzionality je Analyza hlavnich komponent (Principal
component analysis) nebo Samoorganizujici se mapy (Kohonenovy mapy).
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2.1.3 Kombinace ueni s ucitelem a bez ucitele (semi-supervised learning)

Cilem Algoritmi kombinace uceni s ucitelem a bez ucitele je zlepsit vykon v jednom
Z téchto zpisobli uceni tim, Ze vyuZzivaji informace obecné spojené s tim druhym
zpusobem. Napftiklad pii feSeni klasifikaéniho problému mohou byt pouzity dalsi data,
ktera nejsou ostitkovana (labeled), aby pomohly v procesu klasifikace [16].

Tyto metody se ukazuji zvlast€¢ vyhodné pro pouziti v ptipadech, kde je obtizné
sestavit spolehlivy prediktivni model (napt. klasifikator) kviili nedostatku ostitkovanych
dat. V praxi se tedy pouzivaji tyto kombinace u¢eni s ucitelem a bez ucitele v pripadech
kdy neostitkovana data poskytuji dodate¢né informace, které jsou relevantni pro predikci
a mohou byt vyuzita k dosazeni lepsiho prediktivniho vykonu [16].

V této oblasti podobn¢ jako v u€eni s ucitelem je v odbornych pracich vénovano
vice pozornosti spise klasifikacnim metodam [16]. Pfesto 1ze najit mnozstvi i regresnich
aplikaci, které jsou velmi casto rozSifené vhodné metody klasifikace. Tyto regresni
metody maji pomérné velky vyznam v oblasti virtudlnich senzorti, kde umoznuji tvorby
prediktivnich modelt, které Ize trénovat i pomoci neostitkovanych dat.

17
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3 PREDIKTIVNI MODELY

Hlavni ¢asti virtualnich senzora jsou praveé prediktivni modely. Proto jsou také virtualni
senzory pravé podle typu prediktivniho modelu rozdéleny (viz Uvod). Tato kapitola tedy
popisuje tyto typy prediktivnich modeli. Model-driven metody jsou zminény spise
okrajové, protoZe se s nimi nelze setkat tak ¢asto jako pravé s Data-driven metodami. A
proto je i cela prace koncipovana tak, Ze se spiSe zaméfuje na informace o data-driven
metodach. Na obr. 2. 1ze nazorné vidét, ze u data-driven modeld jsou struktura i parametry
neznamé, u model-driven jsou znamé a gray-box modely vyuZivaji rizné kombinace
znamych a neznamych parametrti. Co to pro jednotlivé typy znamena je vysvétleno dale
Vv jednotlivych kapitolach.

data-driven model-driven
mamé § exay-box
modely Struktura
black-box
modely trukdura Parametry
Parametry
D white-box
modely
Parametry

nezname §

Obr. 2: Typy prediktivnich modela [17]
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3.1 Model-driven

Model-driven modely se také nazyvaji white-box modely, protoZe jsou zaloZeny na
znalostech ziskanych zkoumanim vybranych jevl popisujicich souvislosti procesu. Tyto
modely jsou zalozeny na rovnicich popisujicich chemické a fyzikalni principy z nichz
proces vychazi [2]. Nevyhodou tohoto typu modeld je, Ze jejich tvorba vyzaduje odborné
znalosti procest, které nemusi byt vzdy dostupné. Mezi dals$i nevyhody patii, ze jejich
teoreticky popis je Casto zjednoduSeny a popisuje optimalni ustdlené stavy procesia. U
slozitych systému muize byt tvorba model-driven modelu velmi obtizna [1]. I pfesto jsou
model-driven modely v néjakych piipadech pouzivany [2]. Mezi nejrozsifenéjsi model-
driven modely patii First principle modely.

3.1.1 First principle model (FPM)

First principle modely vyuZzivaji znalosti fyzikalnich a chemickych zakladl systému
k odvozeni jeho matematickych definic. Vyvoj téchto analytickych modelt je nakladny,
protoze je nutna odbornost v oblasti modelovaného problému na vysoké trovni. Vyhodou
tohoto ptistupu je, ze poskytuje hloubkovy vhled do chovani systému [17].

Obecné plati, Ze vychozi struktura modelu formulovana na zakladé fyzikéalnich
poznatk®l musi byt upiesnéna, aby odpovidala datim ziskanym experimentalné. Cinnost
pii vyvoji analytického modelu se skladd ze zakladniho modelovéni, experimentd,
odhadd, rozsiteného modelovani a ovéfovani modelu [17].
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3.2 Data-driven

Model data-driven virtualniho senzoru je typem black-box modelu zalozeném na
méienich vstupi a vystupti pramyslovych procesii. Black-box model nebo Cesky cerna
skiinka je systém, na ktery Ize nahliZet z hlediska jeho vstupti a vystupti bez znalosti jeho
vnitiniho fungovani [18]. V modelovani virtudlnich senzori se vyuzivaji sekundarni
proménné X jako vstupy do prediktivniho modelu virtudlniho senzoru a jeho vystupy
popisuji primarni proménné Y. Model virtudlniho senzoru zaznamendva a snazi se
predikovat funk¢ni vztah primarnich a sekundarnich proménnych. Cilem data-driven
modeli je za pomoci dat provadét predikce chovéani zvoleného procesu v realném case
bez potifeby modelovani struktury onoho procesu.

Tento model je vytvofen na zdkladé dat (ziskany z distribuovanych fidicich
systému, systému fizeni kvality, vyrobnich systému a dalSich databazi), pomoci kterych
je trénovan. Model samotny bez komplexnich dat a dostate¢ného trénovani nedokaze
poskytnout uzite¢né predikce. Po trénovani jsou vystupy modelu porovnany s testovacimi
daty Y*. Nasledné& jsou vyhodnoceny metriky pro kvalitu predikce a model je validovan
[19]. Poté co je model validovan mize pomoci dat ziskanych on-line provadét predikce
Vv realném Case. Schopnost predikce modelu muze klesnout, protoze dodana data modelu
nemusi popisovat vSech mozné stavy. Model je proto neustale testovan, zda predikce
odpovida realité. Neni-li schopnost predikce modelu dostate¢né kvalitni musi byt model
aktualizovén. S timto problém se Ize vypotradat i vyuZitim adaptivnich modela.

Na obr. 3 Ize vidét schéma fungovani data-driven modelu, kde z métitelnych
proménnych jsou vybrany ty vstupni proménné X, které predstavuji nejvyssi informacéni
hodnotu a na jejich zakladé je vypracovana predikce Y. Obr. 4 zobrazuje srovnani
predikce modelu vyuzivajici Gaussovu procesni regresi (Gaussian Process Regression)
s diive naméfenymi hodnotami na datech z [20].
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Obr. 4: Srovnani predikce GPR modelu (modie) s realnymi hodnotami (zelené) [20]
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3.2.1 Adaptivni modely

Jako adaptivni modely jsou obecné¢ oznacovany modely, které maji schopnost
automaticky ménit nasledujici aspekty béhem online faze [21]:

1. jejich atributy (ptikladem mtizou byt tfeba vahy spojeni Neuronovych siti),

2. jejich strukturu (napiiklad pocet skrytych neurontt NS).

V literatute se lze setkat s pojmem Concept drift, coz znamena Ze se statistické
vlastnosti cilové proménné v prubéhu c¢asu méni, kde pojem concept piestavuje
objekt/proménnou, co se ma predikovat [1]. Adaptivni modely se vyuzivaji k feSeni
problémul zptisobeném Concept driftem. K feSeni tohoto problému se uzivaji tyto tii
metody: vybér vzorku (sample selection), vazeni vzorku (sample weighting) a
ensemblové uceni (ensemble learning) [1].

Pti vybéru vzorkl je kladen diraz na vybrani relevantnich vzorki, co souvisi
s aktudlnim conceptem a ty jsou nasledné pouzity k aktualizaci nebo tréninku modelu.
Pfikladem postupu vyuzivaném touto metodou je technika Moving window (posuvné
okno), ktera se vyuziva pro Umélé neuronové sité [1].

Vazeni vzorkl ptitazuje vzorkiim vahy podle jejich stafi s tim, ze jejich dilezitost
v &ase klesa [1]. CimZ model ziska schopnost ,,zapomenout® staré hodnoty a miize se vice
soustfedit na nové a relativni informace. Ptikladem vyuziti této metody je tieba
Rekurzivni metoda (Castecnych) nejmensich ctverci nebo Online sekvencni stroj
extrémniho uceni (online sequential extreme learning machine).

Piistup ensemblového uceni ma za cil vytvofit model pro kazdy concept
v datovém souboru [1]. Vysledna hodnota predikce je kombinaci vysledki vSech modelt
diive vytvofenych pro vSechny concepty napf. vazenym prumérem vsech vysledkt.
Adaptace mize byt provadéna na tirovni modeld nebo jejich kombinaci.
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3.3 Metody strojového uceni vyuzivané data-driven modely

V této sekci nasleduje seznameni s ¢asto vyuzivanymi metodami v oblasti data-driven
virtualnich senzorti a zjednodusSeny popis jejich zakladnich principt. Cilem je Ctenare
seznamit s problematikou a uvést piiklady téchto metod, které se vyuzivaji v praxi. Bylo
zvoleno ne¢kolik metod, které jsou pomérné ndzorné pro vytvoieni predstavy, jak
prediktivni modely virtualnich senzort funguji. Mimo zminéné metody v této kapitole se
Ize setkat s Metodami nejmensich ¢tverca (Partial least squares) [22], Regresi hlavnich
komponent (Principal component regression) [23], metodami Nahodny les (Random
forest) [24], Gaussovou procesni regresi (Gaussian process regression) [25],
Mnohonasobnou linearni regresi (Multiple linear regression) [26] a dalsimi metodami.
Dale je vhodné uvést ze u nékterych metod neni jednoznacny ¢esky pieklad, proto v praci
jsou Casto uvadény v zavorkach 1 anglické nazvy.

3.3.1 Umélé neuronové sité (Artificial neural networks - ANN)

Umeélé neuronové sité€ jsou systémy pro zpracovani informaci, které jsou inspirovany
zpuisobem, jakym funguje biologicky nervovy systém a mozek. Cilem neuronovych siti
je ptiblizit pocitace a jejich programy ke zpusobu uceni lidi. Umélé neuronové sité se
vyuzivaji pro aplikace jako je dolovani dat (data mining), rozpoznavani vzoria (pattern
recognition) a ziskavani informaci (information retrieval) [27]. Neuronové sité 1ze vyuzit
pro uceni s uéitelem, bez uditele, jejich kombinaci a zpétnovazebni uéeni zalezi dle
zvolen¢ho typu sité. Vyhodou neuronovych siti je, ze miizou byt bez velkych obtizi
aplikovany i pro nelinearni nebo vysoce dimenzionalni datové soubory [27].

Zakladnim prvkem umélé neuronové sité je neuron. Perceptron je nejjednodussim
typem neuronové sité s jednim neuronem a pomérné hezky na ném lze vysvétlit fungovani
neuronovych siti. Tento neuron ma nékolik vstupt, pticemz kazdy z nich mé svou vahu.
Kombinuje tyto vstupy vazenym sou¢tem, aby vytvofil vnitini Groven aktivace. Model
perceptronu Ize vidét na obr.5. Cim v&tsi je rovei aktivace, tim silngjii je signal, ktery
je vyslan do dalSich neuronti v siti. Neurony se nékdy nazyvaji uzly ¢i bunky, odkazy se
nazyvaji synapse (synapticka spojeni) a bias se oznacuje jako aktivacni prah [27].

Obr. 5: Model Perceptronu [27]
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Matematicky Ize vystup neuronu y popsat nasledujici rovnici [27].

y = fELiwix' +b) 1)

Kde vstupy jsou oznageny x' a jejich vahy w;, dale b je bias neboli zkreslent, f je zvolena
aktivacni funkce a K je pocet vstupti. Dle zvolené aktivacni funkce miize byt vystup bud’
spojity nebo kvantovany. Piikladem vyuzivané aktivacni funkce je hyperbolicky tangens
[27].

Aby sit’ produkovala pozadované vystupy musi byt u¢ena. Uceni obvykle probiha
pfivedenim ucebnich vzort, pficemz sit zméni svou vahovou funkci podle diive
definovanych pravidel uceni. Nejbéznéjsi metodou pro u¢eni umélych neuronovy siti je
algoritmus zpétného Sifeni chyby (backpropagation algorithm) [27]. Algoritmus
porovnava vystup sité s zadanym vystupem, vyhodnocuje velikost chyby a opakuje se
trénovani, aby byla kvalita predikce nejvyssi mozna.

Neuronové sité jsou nejbéznéj$i metodou vyuzivanou pro prediktivni modely
virtudlnich senzorti. Mezi €asto vyuzité typy neuronovych siti v oblasti virtudlni senzorti
patii Vicevrstvy doptedny Perceptron, Rekurentni neuronové sité¢ (Recurrent neural
networks), Automatické kodéry (Autoencoders), Extrémni ucici se stroje (Extreme
learning machines) a dalsi.

Vicevrstvy dopiedny Perceptron (Multi-layer Perceptron - MLP)

Jedna se o doptednou neuronovou sit’ tzn., Ze je bez zpétnych vazeb, bocnich ptfipojeni a
informace proudi pouze jednim smérem od vstupu k vystupu [28]. Tato sit’ obsahuje
propojené perceptrony uspofddané do nékolika vrstev. Kazdy neuron je propojen
se v§emi neurony dalsi vrstvy viz obr.6. Sklada se z vstupni, vystupni vrstvy a skryté
VIstvy.

Vstopni Skrytd vrstva Vistupni

vrstva <) vrstva
1"./" -
Vstop1 |
3

w: @KL %'f) @
-® 9 @®
-

Obr. 6: Struktura vicevrstvého Perceptronu. Prevzato z [29]
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Pro tréninkovy rezim nam sta¢i ndhodna cisla jako hodnoty vah. Trénovani
probiha v tzv. epochach coz jsou sety iteraci, ve kterych trénovani probiha. V kazdé epose
probiha Giprava vah tak, aby byla snizena chyba vystupu [30]. Pro dany tréninkovy soubor
muze uceni probihat dvéma zpisoby: davkovy rezim (batch mode) a on-line rezim (online
mode). Davkovy rezim dodava kazdé iteraci kompletni sadu vzorkt, takze Gipravy vah
zavisi na celé sad¢ trénovacich dat. Pfi on-line rezimu jsou vzorky poskytovany siti po
jednom nebo v malych davkach (mini-batch) a tyto redukované sady se postupné
vyuzivaji k apravé vah [31].

V prediktivnim rezimu data prochazi doptfedu siti od vstupl po vystup. Sit
provadi jednotlivé procesy jeden po druhém, piicemz vytvari predikei vystupnich hodnot
dle hodnot vstupnich. Vysledna chyba se vyuziva jako odhad kvality trénované sité.

Hluboké uceni (deep learning)

Deep learning je metodou strojového ucéeni zalozena na neuronovych sitich. Lze
Ji vyuzit pro vSechny tii v této praci zminéné piistupy k uceni. Rozdil oproti klasickému
vyuziti neuronovych siti je v tom, ze deep learning vyuziva vic skrytych vrstev, které
piedstavuji zminénou ,,hloubku* (pfiklad na obr. 7). Tento fakt umoZznuje metodam
vyuzivajicim deep learning se 1épe vyporadat s komplexnimi problémy. Obecné plati, ze
¢im je problém komplexnéjsi tim vice skrytych vrstev model vyuzije [9]. Vyhodou deep
learningu proti ostatnim metoddm strojového uceni je tedy to, ze dokaze pracovat
S vétsimi objemy dat. Dale dokdze byt zvlasté uziteCny pro modely zalozené na
nestrukturovanych datech [9]. K trénovani se vyuziva stejné jako u klasickych
neuronovych siti algoritmus zpétné propagace (Backpropagation).

Mezi metody neuronovych siti vyuzivajicich deep learning patii Konvolu¢ni
neuronové sité (Convolutional neural networks), Dlouha kratkodoba pamét’ (Long short-
term memory) a dalsi.

Deep learning je pro oblast virtudlnich senzorG celkem podstatny, protoze
v prumyslovych procesech, kde jsou virtualni senzory casto aplikovany, se lze setkat
s velkym mnozstvim dat, pro které by vyuziti deep learningovych metod mélo byt hodné
uzitecné.
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x3 — y

x4 — y2
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Vstupni
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Skryté vrstvy
Obr. 7: Ptiklad Neuronové sité vyuzivajici deep learning [32]
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3.3.2 Neuro-Fuzzy Systémy

Jedna se o kombinaci Neuronovych siti a fuzzy logiky. Fuzzy logika je rozsifeni vyrokové
logiky 0 hodnoty z intervalu <0; 1>, které reprezentuji jakousi miru nejistoty. Zaklady
fuzzy logiky definoval profesor L. A. Zadeh v roce 1965 [33].

Neuro-fuzzy systémy tedy piebiraji z fuzzy logiky popis nejistoty, neurcitosti a
kombinuji to se strojnim u¢enim z neuronovych siti, kde je cilem potla¢eni nevyhod obou
zminénych pfistupti. Pro Neuro-fuzzy systémy lze vyuzit jednu z nékolika architektur,
pfi¢emz Adaptivni sitové fuzzy inferencni systémy (zkracené¢ ANFIS) vykazuji jedny
z nejlepsich presnosti predikei [34].

Adaptivni sitové fuzzy inferen¢ni systémy (Adaptive neuro fuzzy inference system)
Adaptivni sitové fuzzy inferen¢ni systémy jsou jedny z prvnich neuro-fuzzy systéma.
Tato architektura vyuziva Takagi—Sugeno—Kangiv fuzzy interferenéni systém [34]. Na
obr. 8 lze vidét sktrukturu této sité, ktera se sklada z 6 vrstev [34].

Vrstval Vrstva 2 Vrstva 3 Vrstva 4 Vrstva § Vrstva 6

Obr. 8: Struktura ANFIS [34]

V prvni vrstvé jsou vstupni neurony, které ptifazuji vstupni hodnoty dalsi vrstve.
Nésledujici druhd vrstva se stard o pfifazeni fuzzy hodnot vystupnim hodnotdm. Neurony
tteti vrstvy reprezentuji pravidla a piepocitavaji vystup podle sily pravidla, co
reprezentuji. Ve Ctvrté vrstvé se vypocitd pomeér sily pravidla k sumé vSech pravidel.
V paté vrstve probiha defuzzytikace a posledni vrstva (pfipadné vrstvy) je vystupni vrstva
sumujici vSechny své vstupy.

Uceni této sité probihd ve dvou fazich, které se iterativné opakuji. V prvni fazi
jsou parametry funkci v paté vrstvé vyladény pomoci metody nejmensich ¢tvercu (least
mean square method) [34]. Ve druhé fazi jsou pomoci algoritmu zpétné propagace
(backpropagation algorithm) upraveny parametry funkci ve druhé vrstvé [34].
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3.3.3 Metody podpirnych vektori (Support vector machines - SVM)

Metody podpirnych vektort Vv literatufe znamé také jako Kernel machines jsou metodou
strojového uceni, kterd je zalozena na statistické teorii uCeni. Maji dobfe znamou
vlastnost, ze jsou universalnimi aproximatory jakékoliv vicerozmérné funkce na
jakykoliv pozadovany stupen piesnosti [35, 36].

Metody podplrnych vektort muUzou mit tfi rizné typy vystupl: bindrni,
multinomialni nebo spojité [37]. Prvni dva typy spadaji pod klasifikaci podptrnych
vektort (Support vector classification). Spojité vystupy poté predstavuji regresi
podpurnych vektort (Support vector regression - SVR) [37].

Klasifikace podpurnych vektori

Cilem klasifikace podpirnych vektorti je vytvofit nejlepsi hranici, kterd mtze
rozdélit n-dimenzionalni prostor do tiid, abychom mohli v budoucnu snadno zafadit nova
data do spravné kategorie. Tato hranice se nazyva nadrovina (hyperplane). K tvorbé této
nadroviny si algoritmus vybere hrani¢ni body/vektory. Tyto hrani¢ni ptipady se nazyvaji
podptrné vektory. Vzdalenost mezi nadrovinou a podpirnymi vektory se oznacuje jako
margin. Optimalni nadrovina mé maximalni vzdalenost mezi nejblizSimi datovymi body
z kazdé tridy [38]. Jednoduchy piiklad této klasifikace lze vidét na obr.9. Tento odstavec
vychazi z ¢lanku [39], kde Ize nalézt dalsi informace k tvorbé této metody.
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Obr. 9: Klasifikace podptrnych vektora [38]
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Regrese podpiirnych vektoru

Regrese podptrnych vektorti je rozsifeni metody podplrnych vektort. Rozdil oproti
puvodni metod¢ je v tom, ze misto hledani rozdé€lujici nadroviny se snazi predikovat
funk¢ni zavislost f(X) pomoci ,,uzavieni® co nejvice datovych bodt v pasmu ohrani¢eném
podpurnymi vektory [40]. K lep§imu pochopeni je nutno zavést parametr &. Tento
parametr udava Sitku okraje, a proto se od n¢j odviji tolerance chyb modelu [40]. Pro
rizné datové soubory je tieba zvolit jinou hodnotu parametru €. Na obr. 10 lze vidét

piiklad pouziti nelinedrni regrese podpirnych vektora.

fix)+¢

-
) O ]

@)' ©  Datove body
0 @ Body mimo pasmo
(®) Podpirns velctory

| @ Pradikes SVR

L J

X

Obr. 10: Priklad regrese podptrnych vektora ptevzato z [41]
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3.3.5 K- Nejblizsich sousedi (K — Nearest Neighbors)

K — Nejblizsich sousedi je bézn¢ vyuzivany algoritmus pro klasifikaci i regresi.
V klasifikaci je kazda tfida dana sadou ukazkovych vzorkd, kterymi je natrénovana. Kdyz
poté ma byt klasifikovana nové pfidana neznama hodnota, algoritmus najde na zdkladé¢
vzdalenostni funkce (napt. Euklidovské vzdalenosti) jeho k nejblizsi sousedy mezi
ostatnimi vzorky a zafadi do tfid na zakladé vétsiho mnozstvi sousedl z dané tridy [42].
Hodnota k je tedy pocet nejblizsich sousedi. Aby se zabranilo nerozhodnym vysledkiim,
Vv oblastech prekryvani tfid, voli se hodnota k licha. Mira chybovosti je diky tomu v praxi
mald [42]. Na obr. 11 lze vidét jednoduchy piiklad klasifikace do dvou tfid se
znazornénim rozsahti vzdalenostni funkce K pro vybrané hodnoty.

_________
- -~

--------

Obr. 11: Ptiklad metody klasifikace k — nejblizsich sousedt [43]
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3.4 Gray-box

Gray-box modely kombinuji model-driven (white-box) a data-driven (black-box)
modely, coz znamena ze vyuzivaji ¢ast znamych a neznamych parametru. V literatufe se
Ize s nimi setkat i pod nazvy ,,semi-analytické®, ,,semi-fyzické®, ,,semi-parametrické™
nebo ,,hybridni® modely [44]. Jako hybridni modely jsou oznacovany i spojeni dvou
black-box modela z ¢eho vyplyva, Ze vSechny gray-box modely lze oznacovat jako
hybridni modely, ale vS§echny hybridni modely nemusi byt zrovna gray-box modely [44].
Cilem gray-box modelti je kompenzovat nedostatky samostatnych black-box nebo white-
box modelt zvySenim piesnosti a spolehlivosti. Principem hybridnich modeld je, Ze kdyz
se objevi novy provozni stav tak se predikce piikloni spiSe k vysledkim white-box
modelu. Predikce black-box modelu se vyuZivaji spiSe pii jiz znamych provoznich
stavech [16].

Existuji dva hlavni pfistupy vyuzivané u gray-box modell: sériové a paralelni
modely [16]. Na obr.12 lze vidét sériovy (vlevo) a paralelni model (vpravo), kde u jsou
vstupy modelu a y vystupy modelu.

. Black Box S— Black Box
] Model Model
, :
1] .| First Principle Y > L > Approx. First Y
- Muodel Principle Model +

Obr. 12: Schéma sériového a paralelniho gray-box modelu [16]

Sériovy pfistup vyuziva black-box model k tvorbé modelovych parametrti
ve white-box modelu, ktery pak piedstavuje vysledny modelovany proces [16, 42]. Diky
tomu mohou byt parametry modelu neznamé, neméftitelné, ménici se asem nebo jinak
nejisté.

Paralelni pfistup vyuziva black-box modely predikci zbytkd, které nejsou
objasnény pomoci white-box modelu [16, 44]. Pii provozu je predikce z black-box
modelu piidana k vystupu white-box modelu, ¢imz se dosahne vysledné predikce, ktera
je vice odpovida redlnému chovani systému.
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4 TVORBA VIRTUALNICH SENZORU

V této sekci nasleduje seznameni S obecnou metodologii pouzivanou pii tvorbé
virtualnich senzord a popis jednotlivych krokd. Pro vytvofeni model-driven senzoru je
predevsim nutno sestavit vztahy popisujici fyzikalni vlastnosti procesu. Z tohoto diivodu

Pfi tvorbé data-driven senzort se vyuziva zobecnény postup. V literatute [1, 2, 7,
45] se postupy mirn¢ odlisuji, ale v podstaté jde o to samé. Na obr. 13 Ize vidét prostiedi
virtualniho senzoru, kde k tvorbé jsou potieba diive ziskana (historicka) data a odborné
znalosti. Dale je tieba zvolit vhodné metody piedzpracovani a predikce, diky tomu muize
vzniknout virtudlni senzor, ktery poté pomoci on-line dat vytvoii predikci. OvSem ke
zvyseni kvality predikce je nutno provadét tidrzbu virtualniho senzoru. Udrzba vyzaduje
odbornych znalosti, on-line dat a pfedchozich predikci, pomoci kterych umoziuje
virtualnimu senzoru pfizptisobovat se dynamickym procestim. Nasledujici podkapitola se
zabyva obecnym postupem k tvorbé data-driven virtualniho senzoru.

i T
Vyvojove a provozni prosttedi data-driven virtualntho senzorm
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Obr. 13: Vyvojové a provozni prostiedi virtualniho senzoru pievzato z [21]
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4.1 Postup tvorby data-driven virtualnich senzori

Tvorba data-driven senzori je provadéna v podobnych krocich jako rozpoznavani vzoru

(pattern recognition) a teorie identifikace systému. Postup tvorby popsany v této praci je

inspirovan hlavn¢ z [45], ale podobné pfistupy ¢i popisy dil¢ich kroka 1ze najit v [1, 2, 6,
19, 46]. Postup tvorby virtualnich senzori Ize shrnout do péti obecnych krokt (viz obr.
14), ke kterymi je jesté v této kapitole ke konci pfidana z dvodu jeji dulezitosti i udrzba

modelu. Péti zminénymi kroky jsou:

1. sbér a filtrovani dat,

2. vybér vstupnich proménnych,

3. vybér modelu,

4. trénovani modelu,

5. ovéteni (validace) modelu.

1. sbér dat
a filtrovani

Primyslové
databaze

Provadéne
experimenty

I—b fezpracovana ‘J

Data po prni
faz piedzpra-

2 vyber
wstupnich
proménnych

Trénovaci

soubor
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Obr. 14: Schéma tvorby data-driven senzort [45]
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4.1.1 Sbér a filtrovani dat

Sbér dat probiha z fidicich systémda, historickych databazi ¢i je lze ziskat pomoci
experimentl. Nasbirana data by méla co nejlépe popisovat celou dynamiku systému,
model nemize poskytnout vice informaci, nez je ulozeno v datech samotnych [45]. Po
shromazdéni dat probiha prvni ¢ast jejich filtrovani a piedzpracovani. Bézné tato Cast
spociva v pievzorkovani (resampling), detekci a odstranéni odlehlych hodnot, filtrovani
Sumu a normalizaci [19, 45]. Cilem této ¢asti je ziskat ptehled o celkové struktuie dat a
rozpoznat evidentni problémy, se kterymi se lze vyporadat jiz v pocatcich tvorby [19].
Tento krok ptfedstavuje prvni fazi predzpracovani. Druhou a posledni fazi predstavuje
nasledujici krok — vybér vstupnich proménnych.

4.1.2 Vybér vstupnich proménnych

Vybeér vstupnich proménnych obecné slouzi k protiidéni moznych vstupnich proménnych
pouze na ty, jenZ maji co nejvyssi moznou informacni hodnotu. Soubory dat z riznych
databazi ¢i informacénich systému bézné mohou obsahovat data, kterd nebudou piili$
relevantni pro konkrétni aplikace virtudlnich senzord. Jejich odstranénim tedy nebude
nijak neptiznivé ovlivnéna schopnost predikce. Cilem vybéru vstupnich proménnych je
zkraceni doby vyvoje modelu, snizeni jeho komplexnosti, snizeni pravdépodobnosti
preuceni (overfittingu) a celkové umoznéni vyvoje virtualniho senzoru pro urcité aplikace
[1,19]. Vétsina literatury uvadi, ze k Gspésnému sestaveni modelu virtualniho senzoru je
zapotiebi pouze malé mnozstvi proménnych [1].

Pokud je to mozné tak vybér nejrelevantnéjsich vstupnich proménnych provadeé;ji
kvalifikovani pracovnici, ktefi maji dostatecné zkuSenosti a znalosti najit proménné
nejvice ovliviwgjici cilovou proménou. V aplikacich virtualnich senzorti se mohou
vyskytovat velké mnozstvi kandidatii na vstupni proménné, jejich pocet miize dosahovat
az tisict [1]. Pro tyto ptipady nemusi byt vybér vhodnych proménnych na zakladé znalosti
procesu proveditelny.

Pro vybér vstupnich proménnych se vyuZzivaji metody uceni bez ucitele konkrétné
redukce dimenzionality (viz kapitola 2.1.2). Mezi tyto metody patii Analyza hlavnich
komponent (Principal Component Analysis — PCA) a jeji rozsifeni jako jsou Nonlinear
PCA [46], Kernel PCA [47] ¢i jiné [43]. Dale je mozno vyuzit i dal$i metody jako
Kohonenovy samo-organiza¢ni mapy (Self-Organizing Maps) [48], Isomapy (Isomaps)
[49, 50], Laplaceovy Eigenmapy (Laplacian Eigenmaps) [51, 52] a dalsi [43]. Porovnani
vybranych metod vybéru proménnych pro virtudlni senzor vyuzivajici metodu
nejmensich ¢tverct Ize nalézt v [53].

Popfiipad€ 1ze vyuzit i metody uceni s ucitelem. Pii vyberu vstupnich proménnych
pomoci téchto metod se zohlediiuji vztahy mezi vstupnimi a vystupnimi proménnymi,
které souvisi s piesnosti prislusného modelu [1]. Cilem je dosahnout co nejvyssi mozné
pfesnosti modelu. Pro hledani mezi moznymi vstupnimi proménnymi se vyuzivaji rizné
strategie, které l1ze délit do nasledujicich skupin: filtrovaci metody, wrapperové metody
(wrapper methods), vestavéné metody (embedded methods) a hybridni metody [43,54].

33



PAKR, Jiti. Virtudlni senzory a jejich aplikace

Filtrovaci metody vyuzivaji statistické miry (napft. korelacni koeficient, vzajemna
informace) ke kvantifikaci kvality podskupiny nezavisle na pouzitém modelu [1].
Wrapperové metody pouzivaji jako kritérium vykonnost modelu, napiiklad pomoci
Stfedni kvadratické chyby (Mean squared error) nebo Akaikova informacéniho kritéria
(Akaike information criterion) [1]. Vestavéné metody provadéji vybér proménnych
Vv procesu uceni a jsou obvykle specifické pro dané strojové uceni [54]. Hybridni metody
kombinuji rizné dfive jmenované metody, ¢im casto pfinasi lepsi vysledky a mensi
naro¢nost vypocta [43].

4.1.3 Vybér modelu virtuilniho senzoru

Dale je tieba se rozhodnout jaky typ modelu bude pro dany tcel nejvhodnéjsi. Model-
driven modely jsou obvykle zaméfeny na popis optimalnich ustalenych stavt. Tento typ
virtualnich senzord je zalozen pfedevSim na odvozeni rovnic, které mohou popsat
fyzikalni a chemické vztahy procesu. Jejich hlavni nevyhodou je, Ze jsou povazovany za
pomérné Casové narocné, protoze vétSina procesu je slozitd, a navic nejsou schopny
popisovat skutecné podminky procesu [19]. Pro komplexni systémy muze byt tento
pftistup i prakticky nerealizovatelny [1].

Data-driven modely jsou schopny popsat skute¢né podminky procesu, umoznuji
spolehlivy odhad neméfitelnych procesnich veli¢in a vyzaduji méné znalosti o systému,
ktery ma byt modelovan. Z téchto diivodu se data-driven modely stavaji stale popularné;si
v primyslové praxi [2]. Nicméné¢ tento piistup vyzaduje intenzivni praci s daty. Problémy
data-driven senzorti spocivaji ve vybéru spravné metody a struktury prediktivniho
modelu. Vybér prediktivniho modelu je velmi dilezity, protoze prediktivni model je
srdcem virtualniho senzoru a jeho optimalni vybér je dillezity pro vykonnost samotného
virtualniho senzoru [19]. Proto velka ¢ast publikovanych praci, které se soustiedi na vyvoj
virtudlnich senzorii pro konkrétni aplikace vZdy navrhuje né€kolik metod, které nasledné
mezi sebou porovna a vybere tu nejlepsi z nich.

Zvolena metoda prediktivniho modelu se odviji od datového souboru popisujicim
proces, pro ktery se bude virtualni senzor modelovat. Existuji dvé moznosti: linearni a
nelinearni model. Podle mnoha autortt by mél byt linedrni model zvazovéan vzdy pied
modelem nelinearnim [1]. Popiipadé je moznost zacit s jednoduchym modelem jako je
linearni regrese a postupné zvysovat slozitost modelu, dokud nebude uzivatel s modelem
spokojeny [19]. Pfikladem nelinearnich modelt jsou hluboké neuronové sité (deep neural
networks), které maji uspokojivé vysledky pro vysoce nelinearni procesy, protoze
ziskavaji podrobngjsi informace v hlubSich vrstvach sité¢ pfi velkych tréninkovych
souborech [19]. Cilem je tedy ucinit spravné rozhodnuti na zakladé dostupnych dat a
potieby aplikace, tak aby model poskytoval uspokojivé vysledky, nebyl zbytecné slozity
a zvolend metoda byla schopna reprezentovat realitu. Dosédhnuti téchto cili souvisi
s zkuSenostmi daného pracovnika, co bude virtudlni senzor aplikovat a s jeho znalosti
vyuzivanych metod a jejich aplikace.
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4.1.4 Trénovani a validace modelu

Virtualni senzory Casto pracuji s velkym poctem vzorkii a vyuzivaji pomérné slozité
metody modelovani, proto bézné vyzaduji velmi dlouhou dobu trénovani. Kvili tomu je
typické pouzivat jednoduché rozdéleni vzorki dat na trénovaci a valida¢ni, poptipadé na
trénovaci a testovaci data [19]. Pomoci trénovacich dat je vybrany model virtualniho
senzoru trénovan a nasledné pomoci validacnich/testovacich dat je vyhodnocena jeho
vykonnost. Samotné trénovani se pak odviji od zvolené metody. Pro provadéni
vyhodnoceni jsou nezbytné nezavisla data, existuji rizné pfistupy k tomuto vyhodnoceni
jako jsou automatické rozdéleni trénovaciho souboru dat na trénovaci a validaéni soubor
dat nebo vyhodnoceni vykonnosti pomoci k-nasobné kiizové validace [19].

Cilem validace je vyhodnotit schopnost natrénovaného modelu provést zobecnéni
na neznama data. Validace se provadi pomoci n&jaké metriky vykonnosti, obvykle
pomoci stfedni kvadratické chyby (Mean Squared Error — MSE) nebo pomoci
normalizované efektivni chyby (Normalized Root Mean Squared Error — NRMSE) [1].
NRMSE je normalizovanou verzi MSE, ¢asto je vyjadfena v procentech pro intuitivnéjsi
analyzu vykonu modelu [1]. U obou téchto metrik plati, Ze niz$i hodnoty znaci lepsi
modely.

4.15 Udriba (maintenance) modelu

Pti tvorbé virtudlni senzoru vyuzivame dfive ziskand data. Tato data vSak mohou
obsahovat jen omezené informace, které odpovidaji uritému casovému obdobi,
popiipadé se zaméfuji na omezené mnozstvi provoznich oblasti zvoleného procesu. Pii
feSeni udalosti, které nejsou popsany v téchto diive ziskanych datech, maji virtualni
senzory tendenci snizovat svij vykon [1].

Cilem udrzby modelu je udrzovat vyhovujici Groven predikce i1 za pfitomnosti
variaci procesu nebo n¢jaké zmeény dat. Toho je obecné dosazeno aktualizaci modelu
virtualniho senzoru pomoci novych vzorkt ziskanych v pribéhu procesu [1]. V této
souvislosti jsou modely virtualnich senzord oznacovany jako adaptivni [1,21].

V soucasné¢ dobé potfad plati, ze vétSina virtudlnich senzorli navrhovanych
V literatuie neobsahuje automatizované mechanismy jejich udrzby [2]. Nasledkem toho
je nutnost pravidelnych kontrol kvality predikce virtudlnich senzord, coz mize zvysit
jejich nakladnost.
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5 POUZITI V PRAXI

V této kapitole nasleduje seznidmeni typy vyuziti virtudlnich senzortu pievazné
V prumyslové praxi. Poté nasleduje priizkum metod vyuzivanych pro prediktivni modely.
Prizkum je zaméfen hlavné na aktualni trendy.

5.1 Typy aplikaci ve vyrobnich procesech

Prvotni aplikaci virtualnich senzoru je off-line predikce [2]. Naslednym vyvojem byli
metody pouzivané pro tvorbu off-line virtualnich senzorti rozsifeny i pro on-line predikci
a dalsi aplikace.

5.1.1 Off-line predikce

Jedna se o predikci na zakladé diive ziskanych dat, ktera neprobiha v realném case. K off-
line predikci lze vyuzit metody linearni regrese, metodu nejmensich étvercd, metoda
¢astenych nejmensich ¢tverct a dalsi [21]. Dnes je tato metoda malo vyuzivana, protoze
pro vétsinu aplikaci je on-line predikce vhodnéjsi.

5.1.2 On-line predikce

Nejbeéznéjsi aplikace virtualnich senzori. Jedna se o odhad hodnot probihajici v redlném
¢ase. VétSinou se vyuziva pro hodnoty, co nelze méfit pomoci automatizovanych méteni.
To Casto plati pro kritické hodnoty, které souvisi s kvalitou vysledného produktu.
Virtudlni senzory miiZou v takovych piipadech poskytnout uZite¢né informace o
sledovanych hodnotach a v ptipad¢, Ze predikce splituje dané standardy, mlze byt také
zaClenéna do automatickych regulaénich smyc¢ek procesu [2]. Trénovani virtualnich
senzoru aplikovanych pro on-line predikce stale probiha off-line pomoci diive ziskanych
dat.

5.1.3 Monitorovani procesu

Dalsi oblasti vyuziti virtudlnich senzort je sledovani procesi. Systémy mizou byt uceny,
aby analyzovali provozni stav eventudlné, aby rozpozndvali moZzné chyby procesu.
Vyhodami této metody jsou zohlednéni vSech vstupnich parametrd, ¢ehoz dosahuji
pouzitim vicerozmérné statistiky (multivariate statistics) a poskytnuti informaci o podilu
jednotlivych parametrti na ptipadném poruseni monitorovaci statistiky [2].
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5.2 Priuzkum metod aplikovanych v praxi

V této cCasti nasleduje lehky ptehled metod vyuzivanych ve védeckych publikacich.
Nasledujici tabulka Tab.1 vychazi z 50 nahodn¢ vybranych ¢lankt publikovanych v roce
2020 nebo 2021 na téma virtualni senzord (soft senzors) [56-105]. Jedna se o metody
vyuzivané primarné pro prediktivni modely. VétSina ¢lanku obsahuje vice metod, ale pro

vetsi prehlednost byla vybrana vzdy metoda, kterd ve zvoleném ¢lanku méla nejlepsi
vysledky nebo byla zvolena pro danou aplikaci. Kategorizace v tabulce nemusi pfesné
odpovidat metodam uzitych v pracich. VétSina z nich vyuziva riznorodé rozsifeni a

optimalizace metod, které metody vyrazné odlisuji a tato prace slouZzi spise pro vSeobecny

piehled.
Procentualni
n Vyuzivané metody Vyuzito v pracich Pocejc zastoupem}
praci | v pozorovaném
celku
64], [67-68], [72],
1 Neuronové sité [75-77], [79-82], 28 56 %
[84-98], [90-94],
[98], [101], [103]
i . (66], [78], [83], o
2 Metoda nejmensich ¢tvercl [100], [104] 5 10%
3 Algoritmus k-nejblizsich soused [59], [65], [70], [95] 4 8%
4 Nahodny les (Random Forest) [69], [73] 2 4%
5 Metoda podpurnych vgktoru 62] 1 5%
(Support vector machines)
6 Metoda relevantnich ve'ktoru (Relevant (74] 1 5%
vector machine)
7 R.eg.rese hlavnich komponer.1t (60] 1 9%
(Principal component regression)
8 Gaussova procesni regre§e (61] 1 5 9%
(Gaussian process regression)
9 Gaus.sova §mesna regresg (105] 1 5 9%
(Gaussian mixture regression)
10 D—\{lne copula kvant'llova regre‘se 57] 1 2%
D-vine copula quantile regression
11 Evolutionary optlimlzatlon-based pseudo [97] 1 5 9%
labeling method
12 Hybridni First principle model [99] 1 2%
13 Stacking generalization [102] 1 2%
14 Neuro-fuzzy system [89] 1 2%
15 Multiple linear regression [96] 1 2%
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Z dat vyplyva, ze nejbéznéji vyuzivanou metodou jsou Umélé neuronové sité. To
je ovSem potad velmi Siroky rozsah, do kterého spada velké mnozstvi metod. Proto byla
zpracovana dalsi tabulka Tab. 2 kde je vidét, které konkrétni typy Neuronovych siti jsou

vyuzivany.

Procentualni
n Vyuzivana metoda NN Vyuzito v pracich Pocet zastoupeni v
NN
1 Multi-layer Perceptron [56], [58], [63], [94] 4 14,3 %
5 Long short-term rpemory " (721, 1861, [90], [92] 4 14,3 %
deep learning
3 Recurrent neural network | [81], [84], [91], [98] 4 143 %
4 Convolutional neural (641, (75, [79] 3 10.7 %
network - deep learning ! ’ R
ked A -
5 Stacked utoenf:oders (801, [88], [101] 3 107 %
deep learning
6 Extreme learning machine [68], [87], [103] 3 10,7 %
7 Autoencoders [61], [77] 7,1%
8 Echo state network [76], [93] 7,1%
9 Ensemble deep learning [67] 3,6%
10 Generative adversarial [82] 1 3.6%
network
11 Deep belief network [8] 1 3,6 %

Tab. 2: Konkrétni metody aplikace neuronovych siti z Tab. 1

V Tab.2 Ize vidét jiz mnohem rovnomérnéjsi rozdéleni, kde neni Zadna metoda
vétsinové zastoupena. Dale je vhodné zminit ze metody vyuzivajici deep learning
ptedstavuji zhruba 43 % z vySe zminénych metod [64, 67, 72, 85, 79, 80, 85, 86, 88, 90,
92, 101].

Ze zminénych praci vyuzivaji [62, 80, 85, 97] kombinované metody uceni
sucitelem a bez ucitele (semi-supervised learning), které mohou umoznit tvorbu
virtualniho senzoru v pfipadé malého mnozstvi ostitkovanych dat. Tyto metody budou
V budoucnosti vice zkoumany, protoZe jejich pfinosem miZe byt rychlejsi a lepsi tvorby
virtualnich senzort.

Dominantnim typem aplikace virtualnich senzort je On-line predikce. Tento typ
1ze nalézt skoro v kazdé vyse zminénych pracich, az na néjakou vyjimkou, kde je typem
aplikace monitorovani systému [64, 65].

Vétsina virtudlnich senzord ve zminéném souboru praci vyuzivaji Data-driven
metody. Model-driven metody samostatné nejsou vyuzity ani v jedné praci, ale v
hybridnim modelu v kombinaci s data-driven metodami jsou vyuzity v pracich [70, 81,
96, 104].
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V nékterych pracich jsou zminéné i adaptivni modely. Nejcastéji zminénymi
adaptivnim modelem je Just-in-time learning, ktery je zminén i aplikovan v [74, 77, 78,
87, 90, 105].

Oblasti aplikaci virtualnich senzorti jsou riznorodé. Ve zminéném souboru praci
jsou virtualni senzory aplikovany v chemickém prumyslu [57, 58, 60, 66, 69, 80, 96, 97,
103], v rafineriich [67, 87, 88, 94, 95], v ¢istickach odpadnich vod [56, 62, 65, 104], ve
vyrob¢ polymeru [67, 91, 92, 93], v elektrarnach [82, 87] a dalsich aplikacich. Mezi
zajimavé metody aplikace patii virtudlni senzor na neinvazivni hodnoceni
kardiovaskularniho rizika [73] a virtualni senzor pro posuzovani chovani fidi¢t [89].
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6 BUDOUCI MOZNE SMEROVANI VYVOJE

Virtudlni senzory ziskavaji postupné na popularité¢ v Sirokém spektru prumyslovych
aplikaci pro sledovani procesii a fizeni. Dle ndzoru autora je to Castecné dusledkem
vétsiho rozsifeni strojového uceni, které se ve formé virtualnich senzort snazi i dostat do
pramyslu. Problémem virtualnich senzort je, ze dost zalezi na individualni aplikaci, pro
kterou musi byt onen virtualni senzor vytvoien ,,na miru* coz €ini zatazeni do fidicich
frameworky, coz jsou softwarové struktury slouzici jako podpora pii programovani a
vyvoji, které tvorbu virtudlnich senzorit mnohonasobné usnadni. Popiipadé i jiné nastroje
pro dalsi usnadnéni jejich tvorby a aplikace.

Autor pfi hledani informaci o tomto tématu narazil na mnoho jiz vytvorenych
virtudlnich senzort pro jednodusi aplikace napt. méfeni teploty ¢i vlhkosti vzduchu, kde
se pouzilo mén¢ klasickych senzort a predikci dodatecnych méteni provadéli prave ty
virtualni [55]. Tento trend bude jisté¢ pokracovat a postupné se rozsifovat do ¢etného
mnozstvi prumyslovych aplikaci jako jsou naptiklad automatické vyrobni linky a obecné
aplikace primyslu 4.0, kde mizou virtudlni senzory pomoci nahradit velké mnozstvi
hardwarovych senzorti nebo umoznit jinak obtizna méfeni a tim snizit naklady vyroby.
Dalsi uplatnéni v praxi virtualni senzory najdou hlavné v automatizované vyrobé.

V kapitole 5.2 byl uveden prizkum ¢lankd vydanych piiblizné v poslednim roce
slouzici k zjisténi aktualnich trendl v oblasti virtudlnich senzorii. Tam bylo zjisténo, ze
zhruba 50 % clankd o virtualnich senzorech z vybraného vzorku vyuzivd Umélé
neuronové sité, ¢ast z toho asi kolem 40 % deep learning. Takze 1ze usoudit, Ze neuronové
sité jsou atraktivni metodou pro virtudlni senzory a nejspiSe budou i do budoucna.

V budoucnu se budou vice vyuzivat metody kombinace uceni s ucitelem a bez
ucitele. Jejich hlavni vyhodou je, Ze nepotiebuji tolik ostitkovanych (labeled) dat
K trénovani a lze je trénovat i pomoci dat neostitkovanych (unlabeled). To muze byt
obzvlasté vyhodné pro aplikace s velkym mnozstvim nestrukturovanych dat, kde nebude
potieba vénovat tolik Usili strukturovani a oStitkovani dat. Ve vysledku to mize uSetfit
¢as nebo dokonce umoznit n&jaké jinak pfili§ obtiZzné aplikace.

Dale adaptivni modely budou hrat podstatnou roli v budoucnosti virtualnich
senzorti. UmoZni dlouhodobou aplikaci virtudlnich senzorti, ktery bude adaptivné
udrzovan diky ¢emuZ se jeho vysledky nebudou casem tolik zhorSovat, coz je u
obycejnych data-driven senzorti problém nastavajici pomérné bézné. Jiz dnes lze
Vv ¢lancich najit frameworky pro adaptivni modely nezavislé na zvoleném prediktivnim
modelu. Prikladem je Just-in-time learning. Jedna se on-line modelovaci framework
vhodny pro primyslové procesy s komplikovanymi nelinearnimi charakteristikami [92].
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7 ZAVER

Obecné jsou virtudlni senzory metodou, ktera ma velky potencial v primyslovych
aplikacich. Jejich zavedeni miize byt velkou oporou pro fizeni, kde mizou dodévat cenné
informace o kvalité procesi, pfipadné¢ pomoct se snizenim vydaji na nakladna méfeni ¢i
umoznit ziskat uspokojivé vysledky s niz§im poctem béznych senzorti. Cilem této prace
je informovat o moznostech virtualnich senzort, seznamit ¢tenaie s jejich strukturami,
tvorbou a metodami strojového uceni, které se bézn¢ vyuzivaji. Déle poskytnout nahled
do jejich moznych aplikaci v budoucnu jako je napiiklad zatfazeni virtualnich senzortu do
fidich struktur ¢i ¢etné rozsiteni aplikace virtualnich senzort v ramei pramyslu 4.0.

Prvni kapitola po tivodu se snazi ¢tenafe seznadmit se strojovym ucenim obecng¢.
Informuje o riznych pfistupech k uceni jako je uceni s ucitelem, uceni bez ucitele a
kombinace uceni s ucitelem a bez ucitele. Poté kapitola popisuje cile klasifikace, regrese,
shlukovani a redukce dimenzionality a jejich vztah K virtudlnim senzortm.
virtudlnich senzorii. Popisuje typy struktur a rozdily mezi jednotlivymi strukturami.
Kapitola (i prace obecné) je vice zamétena na data-driven virtualni senzory, protoze jsou
nejvice vyuzivané.

Naésledujici kapitola se zabyva tvorbou virtudlnich senzord. Popisuje obecny
postup, ktery lze pfti jejich tvorbé vyuzit a upozoriiuje na co si davat pfi tvorbé pozor.

Piedposledni kapitola se vénuje vyuziti virtualnich senzoru v praxi. Popisuje
jejich bézné typy aplikaci. Déle je proveden priizkum jejich aplikaci a vyvoje v poslednim
zhruba roce, coz umoznuje shrnuti novych trendd. Jejich dominantni aplikace je on-line
predikce a nej€astéji vyuzivanou metodou jsou neuronoveé sité.

Posledni kapitola se vénuje budoucnosti virtualnich senzort. Zde autor dle svych
nazorti zhodnoti dalsi vyvoj a popiSe co si mysli o dalSich aplikacich virtualnich senzori.
To je v sirSim aplikovani virtualnich senzort v pramyslu 4.0, ¢ast&jsi vyuziti adaptivnich
modeli a kombinace uceni s ucitelem a bez ucitele.
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