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Title: Modeling dependences of variables using copulas

Type of thesis: Master’s

Department: Department of Mathematical Analysis and Application of Mathe-
matics

Supervisor: doc. RNDr. Karel Hron, Ph.D.

The year of presentation: 2017

Abstract: The copula theory is used to model the relationships of two and more
variables with many applications to natural sciences and economical data. The the-
sis focuses on the basic theory of copulas, their characteristics and types. Further-
more, the work describes estimation methods of copula parameters and the good-
ness of fit tests. This knowledge is afterwards applied to modelling of specific
dataset and to outline the process of the CDO valuation.

Key words: Copulas, dependance of variables , CDO, eliptical copulas, archi-
medean copulas, fundamental copulas.

Number of pages: 83

Number of appendices: 1

Language: Czech

3



Prohlášeńı
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doc. RNDr. Karla Hrona, Ph.D. a všechny použité zdroje jsem uvedla v seznamu
literatury.

V Olomouci dne . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .

podpis

4



Obsah
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4.2 Horńı kopula . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 36
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7.11 Porovnáńı výnosové křivky GE . . . . . . . . . . . . . . . . . . . 75
7.12 GOF testy pro GE . . . . . . . . . . . . . . . . . . . . . . . . . . 76
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Úvod

”
Essentially, all models are wrong, but some are useful.“

(George E. P. Box)

Metoda kopul byla v posledńıch letech mezi světovými ekonomy hojně vyzdvi-

hována pro jej́ı praktické aplikace. Bohužel, d́ıky nesprávně pochopeným před-

poklad̊um při jej́ım použit́ı se brzy stala zatracovanou teoríı. At’ již se kopulám

připisovaly bájné vlastnosti, které naznačovaly řešeńı mnoha problémů v mode-

lováńı rizika, anebo byly označovány za jednu z př́ıčin hypotéčńı finančńı krize

z let 2008–2009, je nepopiratelné, že v ř́ızeńı rizika hrály a budou hrát významnou

roli. Zdá se, že měl George E. P. Box pravdu, když tvrdil, že jsou všechny modely

špatné, ale některé jsou užitečné.

Problematika kopul úzce souviśı s mnohorozměrnými distribučńımi funkcemi.

Je známo, že lze z každé simultánńı distribučńı funkce jednoznačně určit jej́ı jed-

norozměrné marginálńı distribučńı funkce dle jednotlivých proměnných. Opačný

proces, tedy určeńı sdružené distribučńı funkce spojeńım marginálńıch, je bez zna-

losti jejich vzájemné závislosti nemožný. Pokud je však známa závislostńı struk-

tura, byt’ jedno či v́ıcerozměrná, můžeme využ́ıt metody kopul k tvorbě daného

modelu.

Předchoźı problém zajǐst’uje jejich využit́ı. Kopuly slouž́ı jako nástroj, který

dokáže rozdělit zvlášt’ závislost proměnných a marginálńı distribučńı funkce,

anebo naopak tyto jednotlivé složky spojit. Oproti známým mnohorozměrným

distribućım nav́ıc lze zmı́rnit podmı́nky na marginálńı rozděleńı. Např́ıklad pokud

máme vektor, jež má mnohorozměrné normálńı rozděleńı, je potřebné, aby jeho

jednotlivé složky byly také normálně rozdělené. To v př́ıpadě kopul neńı nutné,
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tedy jednotlivé marginálńı náhodné veličiny mohou mı́t rozd́ılné rozděleńı.

Alternativně lze kopuly použ́ıt k separaci mnohorozměrných distribučńıch

funkćı na jejich jednorozměrné distribučńı funkce a závislost. Vzniklá závislostńı

struktura je poté spojena s jinými marginálńımi distribučńımi funkcemi. T́ımto

zp̊usobem se může relativně rychle doj́ıt k modifikaci známých rozložeńı pravdě-

podobnost́ı.

Objev kopul se připisuje americkému matematikovi Abe Sklarovi, který při vý-

zkumu pravděpodobnostńıch metrických prostor̊u pozoroval tzv. t-normy, které

jsou podobně jako kopuly zobrazeńım z kartézského součinu n uzavřených inter-

val̊u 〈0, 1〉n do 〈0, 1〉, kde n = {2, 3, 4, . . .}. Shodou okolnost́ı jsou některé t-normy

kopulami a naopak. Název kopula Sklar poprvé použil roku 1959. Inspiroval se

latinským slovem copulare, které v překladu znamená spojovat.

Největš́ıho rozkvětu se kopuly dočkaly až o zhruba 40 let později, kdy byla

navržena jejich aplikace ve finančńım sektoru. V [12] je uvedeno, že se tak stalo

mimo jiné d́ıky rozvoji metodologie kvantitativńıho ř́ızeńı rizika a nových fi-

nančńıch produkt̊u. Významným nápadem, který kopuly prosazoval, byl Liho

kreditńı model portfolíı popsaný roku 2001 v [29]. Ten se stal základem pro mo-

delováńı doby do defaultu významného finančńıho derivátu s názvem CDO (Col-

laterized Debt Obligation). Defaultem se zde rozumı́ pojem definovaný vyhláškou

ČNB č. 123/2007:
”
Selháńı dlužńıka, ke kterému docháźı v okamžiku, kdy je

pravděpodobné, že nesplat́ı své závazky řádně a včas, aniž by věřitel přistoupil

k uspokojeńı pohledávky ze zajǐstěńı nebo alespoň jedna splátka (jej́ıž výše je

věřitelem považována za významnou) je po splatnosti déle než 90 dn̊u.“ CDO,

a speciálně pak špatně modelovaná doba do defaultu, je právě označována za jednu

z př́ıčin tzv. hypotečńı světové krize.

S konstrukćı závislosti pomoćı kopul se lze také setkat při zjǐst’ováńı VaR

(Value at Risk), při testováńı stresu (Teorie extrémńıch hodnot), analýze citlivosti,

oceňováńı finančńıch derivát̊u obchodovaných na burzách apod.

Proto je hlavńım úkolem této práce seznámit čtenáře se základńı teoríı dvou

a v́ıcerozměrných kopul a jejich základńımi vlastnostmi.
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V prvńı části budou zmı́něny základńı pojmy, bez kterých se dané tématice

nelze věnovat. Bude zde uvedeno jak značeńı konzistentńı pro celou práci, tak defi-

nice, potřebné pro oživeńı základńıch znalost́ı z pravděpodobnosti a matematické

statistiky.

V druhé části budou již rozebrány základńı kĺıčové pojmy. Dále zde bude

uvedena Sklarova věta, jež je piĺı̌rem celé teorie kopul a udává jejich praktické

využit́ı a na konec této kapitoly budou rozebrány podstatné vlastnosti kopul jako

je omezenost, symetrie a chováńı na svých chvostech.

Část třet́ı je zasvěcena mı́rám závislosti, určuj́ıćım celkovou mı́ru asociace

mezi náhodnými proměnnými. Je zde popsán Pearson̊uv korelačńı koeficient,

Kendallovo τ a Spearmanovo ρS.

Následuj́ıćı část se věnuje popisu vzniku a vlastnost́ı r̊uzných tř́ıd kopul.

Jsou zde podrobněji uvedeny fundamentálńı kopuly (součinová, horńı a dolńı),

eliptické kopuly (Gaussova a Studentova) a archimédovské kopuly (Gumbelova,

Claytonova a Frankova). Na závěr je uvedena tabulka s přehledem vlastnost́ı

zástupc̊u kopul ze všech těchto rodin.

V páté kapitole jsou popsány tři metody odhadu parametr̊u kopul založené

na maximálńı věrohodnosti. Prvńı část je věnována úplné metodě maximálńı

věrohodnosti, následuje popis inference marginálńıch distribućı a nakonec je po-

psána metoda pseudověrohodnosti.

Šestá kapitola ve stručnosti zmiňuje některé zp̊usoby, jak testovat vhodnost

kopul a jejich schopnost aproximace empirického datového souboru. Jsou zde

uvedeny Cramer von Mises̊uv a Anderson-Darling̊uv test.

Posledńı kapitola využ́ıvá teoretických poznatk̊u popsaných v předchoźıch

kapitolách při konkrétńıch výpočtech. Je rozdělena na dvě části. Prvńı prak-

tický př́ıklad ukazuje aplikaci modelováńı kopul na reálných datech a druhá část

popisuje modelováńı hodnoceńı CDO za využit́ı kopul.

V celém textu budeme vycházet předevš́ım z odborné literatury [22], [25]

a [32].
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Kapitola 1

Základńı pojmy

Pro zavedeńı d̊uležitých pojmů a definic je potřebné stanovit značeńı základ-

ńıch matematických prvk̊u a operátor̊u, které bude konzistentńı v celé práci.

Autorka se snaž́ı o zachováńı v literatuře co nejrozš́ı̌reněǰśıho značeńı a jeho inter-

pretace, nicméně zavedeńı je pro formu stále podstatné. Definice, které jsou v této

sekci uvedeny, jsou převzaty ze skript pro základńı kurs teorie pravděpodobnosti

[21].

V následuj́ıćım textu znač́ı N množinu celých kladných č́ısel ( N = {1, 2, 3, . . .}),

R otevřenou množinu reálných č́ısel (−∞,∞) a symbol R celou reálnou osu včetně

−∞ a∞. Rn představuje kartézský součin n množin reálných č́ısel R×R×. . .×R,

kde n ∈ {2, 3, 4, . . .}. Symbol I vymezuje uzavřený interval 〈0, 1〉.

Z teorie pravděpodobnosti jsou hojně využ́ıvány náhodné veličiny, označované

X . Symboly dané značeńım x představuj́ı vektory x = (x1, x2, . . . , xn) ∈ Rn

nebo Rn
a X představuj́ı vektory X = (X1,X2, . . . ,Xn), jejichž složkami jsou

náhodné veličiny. Dále je uvažována distribučńı funkce náhodné veličiny v násle-

duj́ıćım smyslu:

Definice 1.0.1. Necht’ X je náhodná veličina definovaná na pravděpodobnostńım

prostoru (Ω,A, P ) 1. Reálná funkce FX definovaná na R předpisem

FX (x) = P (X ≤ x), x ∈ R,

se nazývá distribučńı funkce náhodné veličiny X .

1 Dle [21] Ω znamená množinu všech možných výsledk̊u náhodného pokusu, A je jevové pole
náhodného pokusu a P znač́ı operátor pravděpodobnosti

12



Definice 1.0.2. Necht’ F je distribučńı funkce náhodné veličiny X . Potom

F−1
X (c) = inf{x ∈ R|FX (x) ≥ c},∀c ∈ I, kde inf(∅) = −∞,

nazýváme pseudoinverzńı (kvantilovou) funkćı k distribučńı funkci F .

Definice 1.0.3. Necht’ je dán pravděpodobnostńı prostor (Ω,A, P ) a náhodné

jevy A,B ∈ A, P (B) > 0. Podmı́něnou pravděpodobnost́ı jevu A za podmı́nky

B nazveme funkci P ( |B) definovanou na A předpisem

P (A |B) =
P (A) ∩ P (B)

P (B)
.

Jelikož ve většině textu bude potřeba i v́ıcerozměrný př́ıpad distribučńı funkce

uvád́ıme jej v daľśı definici.

Definice 1.0.4. Necht’ X = (X1, . . . ,Xn) je náhodný vektor definovaný na prav-

děpodobnostńım prostoru (Ω,A, P ). Distribučńı funkce náhodného vektoru X je

reálná funkce FX definovaná na Rn vztahem

FX(x1, x2, . . . , xn) = P (X1 ≤ x1, . . . ,Xn ≤ xn) = P (X ≤ x),

kde x = (x1, x2, . . . , xn) ∈ Rn.

Pro propojeńı znalost́ı źıskaných z těchto definic a kopuly je potřebné uvést

základńı vlastnosti distribučńı funkce.

Věta 1.0.1. Distribučńı funkce FX(x1, x2, . . . , xn) n-rozměrného náhodného vek-

toru X má tyto vlastnosti:

• lim
∀i xi→∞

FX(x1, x2, . . . , xn) = 1, lim
∃i xi→−∞

FX(x1, x2, . . . , xn) = 0,

kde i = 1, 2, . . . , n.

• FX(x1, x2, . . . , xn) je zprava spojitá v každé proměnné (při pevných hod-

notách ostatńıch n− 1 proměnných).
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• Pro všechna ai, bi,−∞ < ai ≤ bi <∞, i = 1, 2, . . . , n, plat́ı

P (a1 < X1 ≤ b1, . . . , an < Xn ≤ bn) =
∑

(−1)
∑
εjFX(c1, . . . , cn) ≥ 0,

kde εj = 0 nebo εj = 1, (j = 1, . . . , n), cj = ajεj + bj(1− εj).

• FX(x1, x2, . . . , xn) je neklesaj́ıćı funkćı každé své proměnné (při pevně da-

ných hodnotách ostatńıch n− 1 proměnných).

Posledńı definice, kterou uvedeme v této sekci, popisuje vztah simultánńı dis-

tribučńı funkce a jej́ıch marginálńıch rozděleńı pravděpodobnost́ı. Plat́ı, že pokud

je známo rozděleńı pravděpodobnost́ı náhodného vektoru X, vždy lze jednoznačně

určit rozděleńı pravděpodobnost́ı jeho libovolného podvektoru.

Definice 1.0.5. Náhodný vektor (Xi1, . . . ,Xik) se nazývá marginálńı náhodný

vektor př́ıslušný k náhodnému vektoru X.

Jeho distribučńı funkci FXi1,...,Xik(xi1, . . . , xik) nazýváme marginálńı distribuč-

ńı funkćı k distribučńı funkci FX(x1, x2, . . . , xn) a obdobně rozděleńı pravděpo-

dobnost́ı marginálńıho náhodného vektoru se nazývá marginálńı rozděleńı prav-

děpodobnost́ı př́ıslušné k rozděleńı PX.

Následuj́ıćı vztahy umožňuj́ı určeńı marginálńıch distribučńıch funkćı ze sdru-

žené distribučńı funkce p̊uvodńıho vektoru. Speciálně je zde uveden př́ıpad dvou-

rozměrného rozděleńı pravděpodobnost́ı, kterým se budeme v této práci zabývat

předevš́ım.

Věta 1.0.2. Rozděleńı pravděpodobnost́ı náhodného vektoru X = (X1, . . . ,Xn)

s distribučńı funkćı FX(x1, x2, . . . , xn) jednoznačně určuje rozděleńı pravděpodob-

nost́ı jeho libovolného podvektoru (Xi1, . . . ,Xik), k = 1, . . . , n − 1, 1 ≤ i1 < . . . <

ik ≤ n. Plat́ı

FXi1,...,Xik(xi1, . . . , xik) = lim
xj→∞,∀j 6=i1,...,ik

FX(x1, . . . , xn).

Speciálně pro náhodný vektor (X ,Y ) jsou určeny jednorozměrné marginálńı

distribučńı funkce takto

FX (x) = lim
y→∞

F (X ,Y )(x, y),∀x ∈ R, FY (y) = lim
x→∞

F (X ,Y )(x, y), ∀y ∈ R.

14



Kapitola 2

Kopuly

Jak bylo v úvodu naznačeno, kopula je funkćı se specifickými vlastnostmi,

která každému n-úhelńıku lež́ıćımu v prostoru 〈0, 1〉n, kde 〈0, 1〉n znač́ı kartézský

součin n interval̊u 〈0, 1〉, přǐrad́ı č́ıslo z intervalu 〈0, 1〉. Jej́ım úkolem je spojeńı

marginálńıch distribučńıch funkćı a závislosti tak, aby vznikla odpov́ıdaj́ıćı si-

multánńı distribučńı funkce. Proto se tato kapitola zaměř́ı na bližš́ı popis kopul.

Primárńımi zdroji, ze kterých bylo v této kapitole čerpáno jsou [25] a [32].

Názorně může být tento typ úlohy popsán pro n = 2 následovně. Necht’ jsou

dány spojité náhodné veličiny X a Y s distribučńımi funkcemi F (x) = P (X ≤ x)

a F (y) = P (Y ≤ y) a spojitá sdružená distribučńı funkce H(x, y) = P (X ≤

x,Y ≤ y). Potom kopula přǐrad́ı každému bodu (x, y) ∈ R2
bod v prostoru I3

daný souřadnicemi (F (x), G(y), H(x, y)).

Obecně lze tedy pro dvourozměrný př́ıpad kopulu definovat jako:

Definice 2.0.1. Dvourozměrná kopula (2-kopula) C : 〈0, 1〉2 → 〈0, 1〉 je sdružená

distribučńı funkce, jej́ıž jednorozměrné marginálńı proměnné maj́ı rovnoměrné

rozděleńı.

Každá kopula je spojena s náhodným vektorem X = (X ,Y ), jehož jednotlivé

náhodné veličiny jsou rovnoměrně rozděleny na intervalu I, značeno X ∼ Ro(0, 1),

Y ∼ Ro(0, 1), a rozděleńı X je dáno kopulou C. Opačně lze ř́ıci, že pro všechny

náhodné vektory X = (X ,Y ), kde X ∼ Ro(0, 1),Y ∼ Ro(0, 1) existuje kopula

C, podle které se ř́ıd́ı jejich rozděleńı pravděpodobnost́ı.
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Z definice 2.0.1 vyplývá, že vlastnosti, které jsou od dvourozměrné kopuly

vyžadovány, jsou stejné jako ty, které muśı splňovat distribučńı funkce dvouroz-

měrného pravděpodobnostńıho rozděleńı. Proto lze pro kopulu použ́ıt alternativńı

definici.

Definice 2.0.2. Funkce C : I2 → I je dvourozměrná kopula, jestliže

• ∀u, v ∈ I, C(u, 0) = 0 = C(0, v),

• ∀u, v ∈ I, C(u, 1) = u a C(1, v) = v,

• ∀u1, u2, v1, v2 ∈ 〈0, 1〉, u1 ≤ u2 a v1 ≤ v2

C(u2, v2)− C(u1, v2)− C(u2, v1) + C(u1, v1) ≥ 0.

Prvńı vlastnost, tzv. uzemněńı, zajǐst’uje přiděleńı nulové pravděpodobnosti

celé sdružené distribučńı funkci v př́ıpadě, že je jedno z marginálńıch rozděleńı

pravděpodobnost́ı rovno 0.

Druhá vlastnost znamená zachováńı p̊uvodńıch marginálńıch distribučńıch

funkćı. Pokud je u = 1, resp. v = 1 (tedy jedna hodnota je neměnná), pak

C(u, v) = v, resp. C(u, v) = u, tedy hodnota kopuly bude vždy rovna hodnotě

druhé (nezafixované) proměnné ve všech jej́ıch bodech.

Posledńı vlastnost, která je v literatuře také označována jako trojúhelńıková

nerovnost, zajǐst’uje, že kumulativńı distribučńı funkce je neklesaj́ıćı. Pokud tento

vztah plat́ı pro libovolný čtyřúhelńık jehož vrcholy lež́ı v 〈0, 1〉2, funkce je tzv. 2 ros-

toućı (kvazi-monotónńı). Je tedy zajǐstěna nezápornost každé plochy či objemu

vypoč́ıtaném na 〈0, 1〉×〈0, 1〉. To, že je funkce C neklesaj́ıćı v každé své proměnné,

neimplikuje jej́ı kvazi-monotónnost. Aby daná implikace platila, muśı být přidána

ještě podmı́nka na uzemněńı.

Z definice 2.0.2 vyplývá, že kopuly jsou isotonické, tedy jestliže x ≥ y,

tzn. xi ≥ yi pro i = 1, . . . n a x = (x1, . . . , xn),y = (y1, . . . , yn), kde x,y ∈ I2,

pak plat́ı C(x) ≥ C(y).

Daľśı vlastnost́ı, kterou 2-rostoućı funkce splňuj́ı, je Lipschitzova podmı́nka,

jenž definuje stejnoměrnou spojitost kopul,
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∀w, x, y, z ∈ I plat́ı |C(x, z)− C(w, y)| ≥ |x− w|+ |z − y|.

V reálném životě se však nelze omezit pouze na dvourozměrný př́ıpad. Proto je

zde uvedena zobecněná definice pro n-rozměrný př́ıpad, kde n ∈ N, n ≥ 2.

Definice 2.0.3. n-rozměrná kopula (n-kopula) C : 〈0, 1〉n → 〈0, 1〉 je simultánńı

distribučńı funkce, jej́ıž jednorozměrné marginálńı proměnné maj́ı rovnoměrné

rozděleńı.

Podobně jako pro dvourozměrný př́ıpad, i zde lze popsat vlastnosti n-kopul

vyplývaj́ıćı z definice 2.0.3. Je uvažován vektor u = (u1, u2, . . . , un), jehož jed-

notlivé složky maj́ı rovnoměrné rozděleńı pravděpodobnost́ı na intervalu I.

• C(u) = (u1, u2, . . . , un) je neklesaj́ıćı v každé proměnné ui, i = 1, 2, . . . , n.

• C(u1, u2, . . . , un) = 0, jestliže existuje alespoň jedno i ∈ {1, 2, . . . , n} tako-

vé, že ui = 0.

• C(1, 1, . . . , 1, uj, 1, . . . , 1) = uj, kde uk = 1,∀k 6= j

• ∀(a1, a2, . . . , an), (b1, b2, . . . , bn), ai < bi, i = 1, . . . , n :

2∑
i1=1

. . .
2∑

in=1

(−1)
∑n
k=1 ikC(u1i1 , . . . , unin) ≥ 0, uj1 = aj, uj2 = bj.

V [37] je poukázáno na to, že každá funkce, která splňuje podmı́nky z definice

2.0.3, je kopula. Jestliže je dána n-rozměrná kopula, potom C(1, u1, . . . , un−1) je

opět kopula a to samé plat́ı pro všechny k-rozměrné marginálńı distribučńı funkce

(2 ≤ k < n). Z praktických d̊uvod̊u bude ovšem v teoretické části kladen d̊uraz

předevš́ım na dvourozměrné kopuly.

2.1. Sklarova věta

Pro praktické aplikace kopul je potřebné zavést postup, který dokáže jednodu-

še vyjádřit všechny mnohorozměrné distribučńı funkce pomoćı kopul a obdobně
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je dokáže konstruovat z kopul a př́ıslušných (r̊uzně rozdělených) marginálńıch

proměnných. Tento vztah, bez kterého by byly kopuly pouhými funkcemi bez val-

ného významu pro praxi, je uveden v následuj́ıćı větě.

Věta 2.1.1. (Sklarova) Necht’ F je dvourozměrná distribučńı funkce s mar-

ginálńımi distribučńımi funkcemi H a G. Potom existuje kopula C taková, že

∀x, y ∈ R, F (x, y) = C(H(x), G(y)). (2.1)

Jestlǐze jsou H a G spojité, potom je kopula C jednoznačně určena, v opačném

př́ıpadě je C jednoznačně určena pouze na kartézském součinu DC = DG ×DH ,

kde DG, resp. DH , znač́ı obor hodnot distribučńı funkce náhodné veličiny G,

resp. H.

Pokud H a G jsou jednorozměrné distribučńı funkce a C je kopula, potom F

ze vztahu (2.1) je dvourozměrná distribučńı funkce s marginálńımi distribučńımi

funkcemi H a G. Konstrukce v́ıcerozměrného rozděleńı je tedy rozdělena na určeńı

jednorozměrných marginálńıch rozděleńı pravděpodobnosti a na nalezeńı vhodné

kopuly.

Je zaj́ımavé, že ačkoliv byla Sklarova věta poprvé publikována roku 1959, jej́ı

d̊ukaz pro dvourozměrné rozděleńı si na zveřejněńı musel počkat až do r. 1983.

Pokud čtenáře tento d̊ukaz zaj́ımá, je uveden v [32].

Ze Sklarovy věty také vyplývá následuj́ıćı vztah.

Věta 2.1.2. Necht’ H,G jsou jednorozměrné distribučńı funkce a C je 2-kopula.

Potom funkce F : R2 → 〈0, 1〉 daná Sklarovou větou je dvourozměrná distribučńı

funkce s marginálńımi distribučńımi funkcemi H a G.

Snadno lze poznat, že tato věta je potřebná při konstrukci statistických model̊u,

při kterých je zadáno v́ıce jednorozměrných vlastnost́ı či chováńı (pro nás dané

jako marginálńı distribučńı funkce) subjekt̊u (dané náhodnými vektory) a závislost

těchto komponent, modelovaná známou kopulou.

Ke Sklarově větě lze nav́ıc dodat, že pokud jsou H a G spojité distribučńı

funkce, pak kopulu C lze źıskat následuj́ıćım vztahem:
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C(u1, u2) = F (H−1(u1), G−1(u2)).

Kopuly jsou tedy v podstatě zp̊usob, jak transformovat p̊uvodńı náhodný vek-

tor (X, Y ) na takový (U1, U2) = (H(X), G(Y )), jehož marginálńı proměnné budou

rovnoměrně rozděleny na uzavřeném intervalu 〈0, 1〉 a zároveň tato transformace

zachová p̊uvodńı závislost mezi komponentami.

Dı́ky této transformaci se ukazuje, že kopuly při tvorbě sdružených distribuč-

ńıch funkćı mohou kombinovat i jednorozměrné distribučńı funkce náhodných

veličin, které nejsou rovnoměrně rozděleny na 〈0, 1〉. Nav́ıc lze modelovat i situ-

ace, kdy maj́ı marginálńı proměnné vzájemně odlǐsné rozděleńı pravděpodobnost́ı.

V této charakteristice tkv́ı jejich př́ınos pro statistiku, nebot’ jsou vhodnou alter-

nativou k sestrojeńı mnohorozměrných rozděleńı pravděpodobnosti (např. Gaus-

sovo, Paretovo apod.). Nicméně, pro tuto standardizaci neexistuje žádný validńı

matematický d̊uvod, ačkoliv je ze statistického hlediska užitečná.

V praxi je hojně využ́ıvána tzv. kopula přežit́ı. Jedná se o kopulu, jež spojuje

náhodné veličiny, reprezentuj́ıćı např. životnost objekt̊u nebo délku života osob

v nějaké populaci. Pravděpodobnost, že jedinec přežije do daného věku (času) x,

je dána funkćı přežit́ı H danou vztahem:

H(x) = P (X > x) = 1−H(x), (2.2)

kde H je distribučńı funkćı náhodné veličiny X. Uvažovaný obor hodnot této

funkce je zobecněn na celou rozš́ı̌renou reálnou osu (ačkoliv je obvykle pouze

uvažován interval 〈0,∞)).

Pro náhodný vektor (X, Y ) se sdruženou distribučńı funkćı F je sdružená

funkce přežit́ı dána vztahem

F (x, y) = P (X > x,Y > y).

Jednorozměrné marginálńı distribučńı funkce jsou dány vztahy

G(y) = F (−∞, y) a H(x) = F (x,−∞).

Pro tuto situaci lze analogicky odvodit tzv. kopulu přežit́ı. Necht’ je dána kopula

C náhodných veličin X a Y . Potom
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F (x, y) = 1− H (x)−G(y) + F (x, y),

F (x, y) = H (x) + G(y)− 1 + C(H (x),G(y)),

F (x, y) = H (x) + G(y)− 1 + C(1− H (x), 1−G(y)).

Je-li dále definována funkce C : 〈0, 1〉2 → 〈0, 1〉 předpisem

C(u, v) = u+ v − 1 + C(1− u, 1− v),∀u, v ∈ 〈0, 1〉,

plat́ı H(x, y) = C(F (x), G(y)). Kopula C je tedy kopulou přežit́ı náhodných

veličin X a Y a spojuje sdruženou funkci přežit́ı s jej́ımi jednotlivými jednoroz-

měrnými distribučńımi funkcemi danými také funkcemi přežit́ı.

2.2. Fréchet-Hoeffdingovy meze

Ukazuje se, že prvńım, kdo se k teorii kopul přibĺıžil, byl francouzský ma-

tematik Hoeffding (v 40. letech 19. stolet́ı), který studoval r̊uzné mı́ry mno-

horozměrných distribučńıch funkćı, ovšem na intervalu 〈−1
2
, 1

2
〉. I když se jeho

výzkum netýkal př́ımo kopul, jeho poznatky jsou zde využ́ıvány. Dokonce jsou

po něm pojmenovány tzv. Fréchet-Hoeffdingovy meze, kterým bude věnována

následuj́ıćı část práce.

Věta 2.2.1. Necht’ jsou dány náhodné veličiny X a Y a kopula C, jež udává

jejich závislost. Necht’ Ti : R → R, i = 1, 2 jsou ryze rostoućı funkce. Potom je

struktura závislosti daná náhodnými veličinami

T1(X), T2(Y )

také dána kopulou C.

To znamená, že ryze rostoućı transformace neměńı danou závislost mezi ná-

hodnými proměnnými.

Bylo dokázáno, že hodnoty kopul vždy lež́ı v určitých meźıch, tedy že jsou

ohraničeny př́ıpady extrémńıch závislost́ı.
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Necht’ jsou např́ıklad dány dvě rovnoměrně rozdělené náhodné veličiny X

a Y . Pokud bude platit, že se jejich hodnoty vždy rovnaj́ı, tedy X = Y , pak jsou

na sobě maximálně závislé. V tomto př́ıpadě bude platit:

C(x, y) = P (X ≤ x,Y ≤ y) = min(x, y).

Pokud je tento vztah dán do souvislosti s transformaćı náhodných veličin T

danou větou 2.2.1, lze ř́ıci, že tato kopula vždy plat́ı, když Y = T (X). Naopak

pokud jsou dány dvě nezávislé náhodné veličiny, plat́ı vztah

C(x, y) = P (X ≤ x,Y ≤ y) = x · y.

Nicméně, tato kopula, ačkoliv pro pozděǰśı teorii fundamentálńı, netvoř́ı druhou

mez. Ta je dána maximálńı zápornou závislost́ı, tedy pokud plat́ı Y = 1 − X.

Pro 1− y < x plat́ı

C(x, y) = P (X ≤ x, 1− X ≤ y) = P (X ≤ x, 1− y ≤ X ) = x+ y − 1

a 0 jinak.

Věta 2.2.2. Necht’ C je kopula. Potom ∀(u, v) ∈ DC , plat́ı

W (u, v) = max(u+ v − 1, 0) ≤ C(u, v) ≤ min(u, v) = M(u, v). (2.3)

D̊ukaz. Pro dokázáńı vztahu (2.3) využijeme vlastnost́ı kopul uvedených v definici

2.0.2.

Necht’ (u, v) je bodem patř́ıćım do DC . Dle druhé vlastnosti lze určit, že

C(u, v) ≤ C(u, 1) = u a C(u, v) ≤ C(1, v) = v.

Z toho vyplývá, že

C(u, v) ≤ min(u, v).

Pro vyjádřeńı druhého vztahu vycháźıme z trojúhelńıkové nerovnosti bod̊u

(u, 1) a (1, v), které vždy patř́ı do DC . Dostaneme tak postupně nerovnosti
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C(1, 1)− C(u, 1)− C(1, v) + C(u, v) ≥ 0,

1− u− v + C(u, v) ≥ 0,

C(u, v) ≥ u+ v − 1.

Je-li nav́ıc uvažováno C(u, v) ≥ 0, snadno dokážeme, že vždy plat́ı

C(u, v) ≥ max(u+ v − 1, 0).

Mez W (u, v), resp. M(u, v) je také kopulou a je nazývána Fréchet-Hoeffdin-

govou dolńı meźı, resp. Fréchet-Hoeffdingovou horńı meźı.

V následuj́ıćım textu se budeme zabývat tvarem a vlastnostmi těchto funda-

mentálńıch kopul.

2.3. Vlastnosti kopul

Vzhledem k povaze kopul uvedených v definici 2.0.1 lze ř́ıci, že se jednotlivé

typy nelǐśı celkovým stupněm asociace. Zaměř́ıme-li se však na pr̊uběh jejich

distribučńıch funkćı, lze rozpoznat podstatné rozd́ıly v symetrii, d̊urazu kladeném

na chvosty a mı́̌re asociace v r̊uzných mı́stech distribučńı funkce.

Tyto vlastnosti napomáhaj́ı nejen rozlǐsováńı jednotlivých kopul, nav́ıc je lze

do určité mı́ry rozpoznat z empirického datového souboru a t́ım určit závislostńı

datovou strukturu, která je podstatná pro modelováńı sdružené distribučńı funkce.

V takovém př́ıpadě již stač́ı pouze určit parametr daného typu kopuly. Nav́ıc dle

věty 2.2.1 charakteristiky kopul spojitých náhodných veličin přej́ımaj́ı jej́ı invari-

anci v̊uči striktně rostoućım transformaćım.

Prvńı vlastnost́ı, kterou se budeme zabývat, je symetrie kopul. Stručně při-

pomeneme symetrii jednorozměrné distribučńı funkce, která bude poté použita

při definováńı dvourozměrných př́ıpad̊u a kopul.

V této kapitole budeme převážně vycházet z [25] a [32].
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2.3.1. Symetrie kopul

Symetrie distribučńı funkce náhodné veličiny je ve statistice velice obĺıbenou

charakteristikou. Dı́ky ńı lze zjistit, zda jsou hodnoty náhodné veličiny kolem

daného č́ısla a ∈ R symetricky rozděleny, nebo zda je př́ıslušná distribučńı funkce

vychýlená/šikmá, a které hodnoty zvýhodňuje.

Náhodná veličina X je symetrická kolem bodu a ∈ R, jestliže ∀x ∈ R plat́ı

následuj́ıćı rovnost:

P (X – a ≤ x) = P (a− X ≤ x),

tedy distribučńı funkce náhodných veličin X − a a a−X jsou totožné.

Pokud je nav́ıc X spojitá náhodná veličina s distribučńı funkćı F , pak lze

předchoźı vztah přepsat pomoćı funkce přežit́ı jako

F (a+ x) = 1–F (a – x) = F (a− x).

Dle předchoźı definice charakteristiky symetrie lze určit, zda je náhodný vek-

tor (X ,Y ), jenž je tvořen párem náhodných veličin X a Y , symetrický kolem

bodu (a, b) ∈ R2. Jsou rozlǐsitelné r̊uzné druhy této charakteristiky.

Náhodný vektor (X ,Y ) je marginálně symetrický kolem bodu (a, b), jsou-li

symetrické obě jeho marginálńı distribučńı funkce X , resp. Y , kolem bodu a,

resp. b.

Daľśım typem je radiálńı symetrie. Za stejných předpoklad̊u lze ř́ıci, že náhodný

vektor (X ,Y ) je radiálně symetrický kolem bodu (a, b) jestliže jsou jednorozměrné

distribučńı funkce náhodných veličin X − a, resp. Y − b, a a − X , resp. b − X ,

identické.

Pokud jsou F aG spojité marginálńı distribučńı funkce náhodných proměnných

X a Y , lze tuto podmı́nku vyjádřit prostřednictv́ım jejich sdružené distribučńı

funkce H. Náhodný vektor (X ,Y ) je radiálně symetrický, právě tehdy, když

H(a+ x, b+ y) = H(a− x, b− y),∀(x, y) ∈ R2.

Posledńı typ symetrie dvourozměrného náhodného vektoru (X ,Y ) nastane

právě tehdy, když následuj́ıćı kombinace náhodných veličin (X − a,Y − b), (X −
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a, b − Y ), (a − X ,Y − b), (a − X , b − Y ) maj́ı identickou sdruženou distribuci.

Řekneme, že (X ,Y ) je sdruženě symetrický kolem bodu (a, b).

Je snadné určit vztahy mezi jednotlivými druhy symetrie. Nejsilněǰśı charak-

teristikou je sdružená symetrie, která implikuje jej́ı jak radiálńı, tak marginálńı

obdobu. Podobně vyplývá z definic prvńıch dvou typ̊u symetríı, že pokud je dis-

tribučńı funkce radiálně symetrická podle daného bodu, pak bude symetrická

i marginálně. Opačně to však neplat́ı, a proto marginálńı symetrii lze nazvat jako

nejslabš́ı.

Uvažujeme-li dvě spojité náhodné veličiny X ,Y symetrické kolem bod̊u a

a b, jejichž sdruženou distribučńı funkćı je H, jejich marginálńı distribučńı funkce

označujeme F a G a závislostńı struktura, kopula, mezi těmito marginálńımi

proměnnými je dána C, pak lze určit, kdy je náhodný vektor (X ,Y ) radiálně

symetrický kolem bodu (a, b). Stane se tak v př́ıpadě, že plat́ı jedna z následuj́ıćıch

podmı́nek:

• H(a+ x, b+ y) = H(a− x, b− y),

• C = C, kde C je kopula přežit́ı,

• C(u, v) = u+ v − 1 + C(1− u, 1− v),∀(u, v) ∈ I2.

Posledńı typ symetrie uvedený v této publikaci má souvislost se symetríı sa-

motných kopul. Mějme dány náhodné veličiny X a Y se sdruženou distribučńı

funkćı H. V př́ıpadě, že jsou náhodné vektory (X ,Y ) a (Y ,X ) stejně rozdělené,

nazýváme p̊uvodńı náhodné veličiny zaměnitelné, tedy F aG jsou stejně rozdělené.

Symbolicky:

H(x, y) = H(y, x),∀(x, y) ∈ R2.

Jsou-li dány spojité náhodné veličiny X a Y s marginálńımi distribučńımi

funkcemi F a G, sdruženou distribučńı funkćı H a kopulou C, pak je lze nazvat

zaměnitelnými právě tehdy, když F = G a C(u, v) = C(v, u), ∀ (u, v) ∈ I2.

To znamená, že kopulu C nazveme symetrickou tehdy, když plat́ı C(v, u) =

C(u, v), ∀ (u, v) ∈ I2 . Zaměnitelnost náhodných veličin a symetrie jejich kopuly

tedy odpov́ıdaj́ı téže vlastnosti.
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2.4. Chvosty kopul

V reálném životě se lze setkat s náhodnými veličinami nabývaj́ıćımi nekonečně

mnoha hodnot, jejichž realizace v kraj́ıch rozděleńı nelze zanedbat např. málo

pravděpodobná tržńı hodnota dluhopis̊u, nastáńı př́ırodńı katastrofy apod.

Na druhou stranu pokud je při modelováńı pravděpodobnost výskytu těchto

jev̊u zanedbána, může hrozit riziko ztráty podstatné informace, zvláště pak v př́ı-

padě, kdy lze z daných pozorováńı vytvořit distribučńı funkci s tzv. těžkými

chvosty. Je-li nav́ıc uvažováno v́ıce náhodných veličin, je možné, že výskyt extrém-

ńıch hodnot u jedné indikuje vyšš́ı pravděpodobnost, že daľśı náhodná veličina

také nabude extrémńıch hodnot. Teorie extrémńıch hodnot se danému př́ıkladu

věnuje velice podrobně a na jej́ım základě byly vyvinuty tzv. extrémńı kopuly.

Chvosty distribučńıch funkćı tedy popisuj́ı chováńı svých distribućı (resp. cho-

váńı př́ıslušných náhodných veličin) v těch svých částech, které jsou vzdálené

od očekávané hodnoty. Distribucemi s těžkými chvosty jsou pak označovány ty,

které maj́ı vyšš́ı pravděpodobnost výskytu neobvyklých jev̊u než exponenciálńı

rozděleńı viz [1].

K jejich charakteristice je možné využ́ıt r̊uzných zp̊usob̊u např. analýzy mono-

tonie či pro v́ıcerozměrný př́ıpad závislosti chvost̊u.

2.4.1. Monotonie chvost̊u

Náhodné veličiny X a Y jsou pozitivně kvadrantově závislé, jestliže ∀(x, y) ∈ R2

plat́ı, že

P (X ≤ x,Y ≤ y) ≥ P (X ≤ x) · P (Y ≤ y)

a negativně kvadrantově závislé, když

P (X ≤ x, Y ≤ y) ≤ P (X ≤ x) · P (Y ≤ y).

Tyto závislosti určuj́ı, zda je pravděpodobnost, že obě náhodné veličiny nabu-

dou zároveň extrémńıch (vysokých, resp. ńızkých) hodnot vyšš́ı, než kdyby tak

učinily nezávisle na sobě.
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Maj́ı-li tyto náhodné veličiny sdruženou funkci H, spojité marginálńı dis-

tribučńı funkce F a G a kopulu C, kopula i sdružená distribučńı funkce tuto

vlastnost přej́ımaj́ı. Pozitivńı kvadrantovou závislost lze tedy přepsat na

H(x, y) ≥ F (x) ·G(y),∀(x, y) ∈ R2 a C(u, v) = u · v,∀(u, v) ∈ R2.

Pozitivńı kvadrantovou závislost lze vyjádřit i pomoćı podmı́něné pravděpo-

dobnosti:

P (Y ≤ y |X ≤ x) ≥ P (Y ≤ y) nebo P (Y ≤ y |X ≤ x) ≥ P (Y ≤ y |X ≤ ∞).

Z tohoto vztahu lze odvodit monotonii chvost̊u. Pro náhodnou veličinu Y

lze odhadnout, kdy budou hodnoty v jej́ım levém chvostu klesat, resp. v jej́ım

pravém chvostu r̊ust.

Náhodná veličina Y je klesaj́ıćı ve svém levém chvostu na X , jestliže je

podmı́něná pravděpodobnost P (Y ≤ y |X ≤ x) nerostoućı funkćı x pro každý

bod y ∈ R.

Náhodná veličina Y je rostoućı ve svém pravém chvostu na X , jestliže je

podmı́něná pravděpodobnost P (Y > y |X > x) neklesaj́ıćı funkćı x pro každý

bod y ∈ R.

Obdobně lze definovat pro náhodnou veličinu X.

Pro negativńı kvadrantovou závislost existuj́ı náhodné veličiny Y rostoućı

ve svém levém chvostu, resp. klesaj́ıćı ve svém pravém chvostu vzhledem k X ,

kdy je daná podmı́něná pravděpodobnost nerostoućı, resp. neklesaj́ıćı funkćı x

pro každý bod y ∈ R.

Každá z podmı́nek monotonosti tedy implikuje pozitivńı kvadrantovou závi-

slost.

Monotonii chvost̊u lze analyzovat i v př́ıpadě kopul. V [32] je dokázáno, že

pokud jsou zadány spojité náhodné veličiny s kopulou C, pak je náhodná veličina

Y klesaj́ıćı ve svém levém chvostu podle X právě tehdy, když ∀v ∈ I je C(u,v)
u

nerostoućı na u, a rostoućı ve svém pravém chvostu právě tehdy, když ∀v ∈ I

plat́ı, že v−C(u,v)
1−u je neklesaj́ıćı na u.
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Monotonii chvost̊u využijeme při zjednodušováńı měr závislost́ı, viz třet́ı kapi-

tola.

2.4.2. Závislost chvost̊u

Daľśı vlastnost́ı chvost̊u je mı́ra śıly závislosti mezi extrémńımi výskyty náhod-

ných veličin. Tato vlastnost je užitečná předevš́ım při analýze a tvorbě závislosti

extrémńıch hodnot.

Uvedenou vlastnost lze kvantifikovat koeficientem závislosti chvost̊u, který

nabývá hodnot z intervalu 〈0, 1〉 a je invariantńı v̊uči ryze rostoućım transfor-

maćım. Je značen symbolem λ. V následuj́ıćım textu bude primárně zmı́něn dvoj-

rozměrný př́ıpad, který je však snadno zobecnitelný pro n-rozměrnou kopulu.

Necht’ existuje dvojrozměrná kopula přežit́ı C a koeficient

λU = lim
u→1−

C(u, u)

(1− u)

necht’ nabývá hodnot z intervalu (0, 1〉, pak C je závislá na svém horńım chvostu.

V opačném př́ıpadě (tedy pro λU = 0) je na daném chvostu nezávislá nebo

nemonotonńı.

Obdobně lze definovat závislost na dolńım chvostu kopuly. Jestliže existuje

kopula C taková, že koeficient

λL = lim
u→0+

C(u, u)

(u)
∈ (0, 1〉,

pak C je závislá ve své dolńım chvostu.

Předchoźı definice lze odvodit prostřednictv́ım podmı́něných pravděpodobno-

st́ı. Necht’ jsou dány náhodné veličiny X a Y spojené kopulou C. Pak

λU = lim
u→1−

P (X > u |Y > u) = lim
u→1−

P (Y > u |X > u).

Vzhledem k tomu, že v definićıch figuruj́ı limity, lze ř́ıci, že empirická obdoba

závislosti chvost̊u pro data neexistuje. Tento problém lze vyřešit metodami pop-

sanými v [9], [10] a [15], anebo lze analyzovat jednotlivé páry náhodných veličin

vizualizaćı.

27



2.4.3. Asymetrie chvost̊u

Pokud se horńı a dolńı chvost kopuly chovaj́ı odlǐsně, např. vysokým kladným

hodnotám pozorováńı je přisuzována vyšš́ı pravděpodobnost, tedy λU ≤ λL,

pak jsou chvosty asymetrické. Opět se jedná o podstatnou charakteristiku, která

určuje typ závislostńı struktury mezi náhodnými veličinami. V [25] je definována

centrálńı symetrie/asymetrie kopul následovně:

Definice 2.4.1. Necht’ jsou dány dvě rovnoměrně rozdělené náhodné veličiny X ,

Y a jejich kopula C. Kopulu Ĉ, která je dána rovnoměrně rozdělenými náhodnými

veličinami 1 − X a 1 − Y nazveme zrcadlovou kopulou k C. Pak C = Ĉ jsou

radiálně (centrálně) symetrické podle bodu (0, 0).

Pokud je kopula radiálně symetrická, pak jsou symetrické i jej́ı chvosty.

Jestliže plat́ı

C(u, v) ≤ Ĉ(u, v),∀u, v ∈ (0, z0), kde z0 ∈ (0, 1
2
〉,

pak má kopula C těžš́ı dolńı chvost, což znamená vysokou pravděpodobnost

společného výskytu malých hodnot, a lze ř́ıci, že je reflektivně asymetrická se

šikmost́ı v dolńım chvostu. V opačném př́ıpadě, tedy

C(u, v) ≥ Ĉ(u, v),∀u, v ∈ (0, z0), kde z0 ∈ (0, 1
2
〉,

jsou pravděpodobněǰśı vysoké hodnoty a kopula je reflektivně asymetrická se

šikmost́ı v horńım chvostu.
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Kapitola 3

Závislost

Kopuly jsou objekty zachycuj́ıćı celkové rozděleńı závislosti mezi dvěma a v́ıce

náhodnými proměnnými, které je nezávislé na rozděleńı náhodných veličin jejich

jednorozměrných distribučńıch funkćı. Pro odlǐsně rozdělené marginálńı náhodné

veličiny se tedy závislost vyjádřená daným typem kopuly nezměńı.

V teorii pravděpodobnosti, potažmo ve statistice, je běžně využ́ıván k měřeńı

závislosti či nezávislosti dvou proměnných tzv. Pearson̊uv korelačńı koeficient,

který udává mı́ru lineárńı závislosti mezi dvěma náhodnými veličinami. Alterna-

tivně lze definovat dvě mı́ry asociace, vyjadřuj́ıćı závislost dvou a v́ıce náhodných

proměnných pomoćı konkordance. Je to Kendallovo τ a Spearmanovo ρS. Tyto

mı́ry jsou, na rozd́ıl od Pearsonova korelačńıho koeficientu, závislé pouze na kopu-

le, nikoliv na marginálńıch distribučńıch funkćıch, a tud́ıž jsou neměnné v rámci

daného typu kopuly.

Vzhledem ke skalárńı povaze těchto měr nelze jejich prostřednictv́ım rozlǐsit,

jak se měńı závislost v r̊uzných částech distribučńıch funkce.

Ćılem této kapitoly je přibĺıžit dané mı́ry závislosti a ukázat, jaký vztah maj́ı

ke kopulám a mezi sebou. V celé kapitole jsme vycházeli z [22], [25], [32].

3.1. Pearson̊uv korelačńı koeficient

Obyčejně se pod pojmem korelace skrývá tzv. Pearson̊uv lineárńı koeficient,

který je sice nejvyuž́ıvaněǰśı mı́rou závislosti, avšak měř́ı pouze śılu lineárńıho
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vztahu mazi náhodnými veličinami. Maj́ı-li náhodné veličiny distribučńı funkci,

indukuj́ıćı jiný typ závislosti, tato mı́ra nedává relevantńı výsledky.

Jsou-li dány dvě náhodné veličiny X ,Y s konečnými rozptyly, pak základńı

vztah pro korelačńı koeficient ρ je

ρ(X ,Y ) =
cov(X ,Y )√

var(X ) var(Y )
,

kde cov(X ,Y ) = E(XY ) –E(X )E(Y ). Hodnota ρ nabývá hodnot z intervalu

〈−1, 1〉, přičemž 1 znač́ı úplnou kladnou a −1 úplnou zápornou lineárńı závislost.

Pokud jsou náhodné veličiny X a Y nezávislé, ρ je rovno 0. Opačně však toto

tvrzeńı neplat́ı, nebot’ v př́ıpadě, že je ρ rovné 0, mohou být dané proměnné

závislé jiným zp̊usobem, např. kvadraticky.

Daľśım problémem, se kterým se při výpočtu korelačńıho koeficientu lze setkat,

je podmı́nka konečnosti druhých moment̊u náhodných veličin. Závažnost porušeńı

tohoto předpokladu je významná, zvláště v př́ıpadě distribučńıch funkćı s těžkými

chvosty (viz podkapitola 2.4). Obor hodnot distribučńı funkce je totiž v takovém

př́ıpadě neomezený a rozptyl náhodné veličiny je nekonečný.

Posledńı nevýhodou Pearsonova korelačńıho lineárńıho koeficientu, na kterou

bude poukázáno, je jeho závislost na marginálńıch distribučńıch funkćıch náhod-

ných veličin. Z tohoto d̊uvodu neńı invariantńı při nelineárńıch ryze rostoućıch

transformaćıch T : R→ R:

ρ(X ,Y ) 6= ρ(T (X ), T (Y )).

Hodnota ρ bude tud́ıž rozd́ılná v př́ıpadě, že je dána stejná kopula, avšak jiné

marginálńı náhodné proměnné. Tuto vlastnost daľśı mı́ry závislosti nemaj́ı.

Necht’ (x1, y1), (x2, y2), . . . , (xN , yN) jsou realizace náhodného výběru o rozsahu

N z rozděleńı náhodného vektoru (X ,Y ). Výběrová podoba Pearsonova korelač-

ńıho koeficientu je dána vztahem

r(X, Y ) =

∑N
i=1(xi − x)(yi − y)√∑N

i=1(xi − x)2
∑N

i (yi − y)2

, kde x =

∑N
i=1 xi
N

a y =

∑N
i=1 yi
N

.
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3.2. Konkordance

Doslovným překladem slova concordance je soulad, shoda. Pokud jsou dány

dvě náhodné veličiny a vysoké hodnoty jedné jsou spojeny s vysokými hodnotami

druhé, pak je lze nazvat konkordantńı. Pokud plat́ı pravý opak, tedy vysoké

hodnoty jedné jsou spojeny s ńızkými hodnotami druhé, nazýváme tento pár

náhodných veličiny diskonkordantńı.

Formálně lze tento vztah zapsat následovně: Necht’ (X ,Y ) je vektor spo-

jitých náhodných veličin. Jestliže plat́ı (xi, yi)(xj, yj) > 0 pro dvojici realizaćı

(xi, yi), (xj, yj) z oboru hodnot vektoru (X, Y ), pak jsou náhodné veličiny X a Y

konkordantńı.

Pokud analogicky pro realizace z oboru hodnot (X, Y ) plat́ı (xi, yi)(xj, yj) < 0,

X a Y jsou diskonkordantńı. Alternativně lze spojité náhodné veličiny X a Y

nazvat konkordantńı, resp. diskonkordantńı, jestliže pro realizace z oboru hodnot

(X, Y ) plat́ı

∀(xi, yi), (xj, yj) : xi < xj ∧ yi < yj, resp. ∀(xi, yi), (xj, yj) : xi < xj ∧ yi > yj.

3.3. Kendallovo τ

Prvńı uvedenou mı́rou asociace, která využ́ıvá konkordance, je Kendallovo

τ . Na rozd́ıl od Pearsonova korelačńıho koeficientu je tato mı́ra invariantńı v̊uči

rostoućım transformaćım.

Necht’ (x1, y1), (x2, y2), . . . , (xN , yN) je realizace náhodného výběru o rozsahu

N z rozděleńı náhodného vektoru (X ,Y ), kde X ,Y jsou spojité náhodné veličiny.

Každý pár (xi, yi), (xj, yj) z tohoto výběru je konkordantńı, nebo diskonkordantńı.

Celkově je k porovnáńı
(
N
2

)
pár̊u, přičemž č́ıslo c ∈ {0, . . . , N} určuje počet

konkordatńıch a č́ıslo d ∈ 〈0, N〉 diskonkordantńıch pár̊u.

Kendalovo τ ve své výběrové podobě je dáno vztahem

t = (c− d)/(c+ d) = (c− d)/
(
N
2

)
.

Výše uvedené výběrové verzi odpov́ıdá těž teoretické Kendallovo τ . Necht’ je

dán náhodný vektor spojitých náhodných veličin (X ,Y ) se spojitou distribučńı
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funkćı H. Pak τ je definováno jako pravděpodobnost konkordance minus pravdě-

podobnost diskonkordance,

τX ,Y = P [(X1 − X2)(Y1 − Y2) > 0]− P [(X1 − X2)(Y1 − Y2) < 0].

Konkordantńı funkce Q je definována jako rozd́ıl mezi pravděpodobnostmi

dvou konkordatńıch (diskonkordantńıch) spojitých náhodných vektor̊u (X1,Y1)

a (X2,Y2) s př́ıslušnými (odlǐsnými) sdruženými distribucemi H1 a H2, ale se

stejnými marginálńımi distribučńımi funkcemi F aG. Tedy plat́ı vztahyH1(x, y) =

C1(F (x), G(x)) a H2(x, y) = C2(F (x), G(x)). Konkordantńı funkce záviśı jen

na distribućıch jejich kopul,

Q = Q(C1, C2) = 4

∫ 1

0

∫ 1

0

C2(u, v) dC1(u, v) – 1.

Dı́ky předchoźımu vztahu lze teoretickou (populačńı) verzi Kendallova τ pře-

psat následovně. Necht’ X a Y jsou spojité náhodné veličiny a C jejich kopula.

Pak plat́ı

τX ,Y = τC = Q(C,C) = 4

∫ 1

0

∫ 1

0

C(u, v) dC(u, v) – 1 = 4E(C(U ,V ))− 1,

kde U ,V ∼ Ro(0, 1).

3.4. Spearmanovo ρS

Spearmanovo ρS neboli pořadový korelačńı koeficient je mı́rou asociace, která

je podobně jako Kendallovo τ založena na porovnáváńı konkordantńıch a diskon-

kordantńıch pár̊u pozorováńı náhodných proměnných a na rozd́ıl od Pearsonova

koeficientu záviśı pouze na dané kopule (tedy nezáviśı na rozděleńı marginálńıch

náhodných veličin). Je pro něj už́ıváno značeńı ρS. Pro aplikaci Spearmanova

koeficientu na normálńıch datech budou uvedeny jeho populačńı varianty.

Máme dány tři nezávislé náhodné vektory (X1,Y1), (X2,Y2), (X3,Y3) se stej-

nou simultánńı distribučńı funkćı H (jej́ıž marginálńı protěǰsky jsou značeny F

a G) a kopulou C.
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Koeficient ρS je proporciálńı k rozd́ılu pravděpodobnost́ı konkordance a dis-

konkordance dvou vektor̊u (X1, Y1) a (X2, Y3). Jedná se o pár náhodných vektor̊u,

které maj́ı stejná marginálńı rozděleńı, ale prvńı vektor má sdruženou distribučńı

funkci H = C(F (x), G(y)), zat́ımco komponenty druhého jsou nezávislé H =

F (x)G(y). Přitom C je tzv. součinová kopula (viz kapitola 4). Pořadový korelačńı

koeficient je pak definován jako

ρS = 3(P [(X1 – X2)(Y1–Y3) > 0]–P [(X1–X2)(Y1–Y3) < 0]).

Obdobně lze vypoč́ıtat Spearman̊uv koeficient pro náhodné vektory (X1,Y1)

a (X3,Y2).

Necht’ X a Y jsou spojité náhodné veličiny s kopulou C. Potom lze pořadový

koeficient ρX ,Y vyjádřit vztahy:

ρS = 3Q(C,Π) = 12

∫ 1

0

∫ 1

0

uv dC(u, v)− 3 = 12

∫ 1

0

∫ 1

0

C(u, v) du dv − 3 =

= 12

∫
F (x)G(y) dH(x, y)− 3.

Necht’ je dán soubor N pozorováńı (x1, y1), (x2, y2), . . . , (xN , yN), realizaćı

výběru z rozděleńı náhodného vektoru (X ,Y ) a Ri, resp. Si, jsou ∀i = 1, 2, . . . , N

pořad́ı pozorováńı X , resp. Y . Plat́ı Ri = k právě tehdy, když je xi k-tým nej-

menš́ım pozorováńım mezi x1, x2, . . . , xN a Si = l, právě tehdy, když je yi l-tým

nejmenš́ım pozorováńım mezi y1, y2, . . . , yN . Výběrový tvar Spermanovy pořadové

korelace rS je poté dán vztahem

rS =

∑N
i=1RiSi–N [(N + 1)/2]2∑N

i=1[i–(N + 1)/2]2
=

∑N
i=1RiSi–N [(N + 1)/2]2∑N

i=1[N(N2 − 1)/12]
=

= 12

∑N
i=1(Ri − R̄)(Si–S̄)

N(N2 − 1)
= 1− 6

∑N
i=1(Ri–Si)

2

N(N2 − 1)
,

kde R̄, resp. S̄ je výběrový pr̊uměr vektor̊u pořad́ı R1, . . . RN , resp. S1, . . . , SN .
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Kapitola 4

Typy kopul

Následuj́ıćı kapitola bude zaměřena na konkrétńımi rodiny kopul a jejich vy-

brané zástupce. Každý datový soubor má svá specifika a at’ už je charaktarizován

symetrickým rozložeńım nebo výskytem těžkých chvost̊u, je potřebné, aby vy-

braná kopula vystihla jeho závislostńı strukturu co nejlépe. Proto byly vyvinuty

r̊uzné typy kopul.

Kopuly je zároveň možné konstruovat r̊uznými zp̊usoby. Na tomto mı́stě pouze

uved’me, že je možné využ́ıt tzv. inverzńı metodu, vyplývaj́ıćı ze Sklarovy věty,

geometrické metody, odvozené z požadavk̊u na tvar výsledné kopuly, algebraické

metody, umělé vytvořeńı kopul s požadovanými vlastnostmi či spojeńı již existu-

j́ıćıch kopul. Vzhledem k rozsahu této práce pro podrobnosti odkazujeme na [32].

Pro uživatelsky př́ıjemné modelováńı kopul je podstatné, aby splňovaly ales-

poň jednu z následuj́ıćıch podmı́nek: bud’ lze jejich výpočetńı vzorec vyjádřit

uzavřenou formou nebo je jejich závislostńı struktura snadno odvoditelná ze sdru-

žené distribučńı funkce.

Jako př́ıklad kopul splňuj́ıćıch prvńı podmı́nku jsou uvedeny tzv. archimé-

dovské kopuly, které vznikaj́ı pomoćı speciálńıch funkćı, tzv. generátor̊u. Kopu-

ly splňuj́ıćı druhou podmı́nku jsou představeny prostřednictv́ım tzv. eliptických

kopul. Dále jsou připomenuty fundamentálńı kopuly, které jsou potřebné při ohra-

ničováńı ostatńıch kopul a pro vyjádřeńı nezávislosti náhodných veličin.

V následuj́ıćım textu je využito vztahu hustoty a sdružené distribučńı funkce

kopuly n-rozměrného náhodného vektoru U,
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C(u) = P (U ≤ u) =

u1∫
−∞

· · ·
un∫
−∞

c(s1, . . . , sn) ds1 . . . dsn,

kde c(s1, . . . , sn) je tzv. hustota kopuly a u ∈ Rn. Hlavńımi zdroji, ze kterých

bylo čerpáno jsou [14], [25], [26], [32], [35], [40], [41].

4.1. Fundamentálńı kopuly

S fundamentálńımi kopulami jsme se již setkali v definici 2.2.2. V př́ıpadě

horńı a dolńı kopuly se jedná o základńı kopuly, které tvoř́ı pomyslné hrani-

ce rozděleńı všech ostatńıch kopul. Součinová kopula pak představuje kopulu

nezávislosti mezi náhodnými proměnnými.

V následuj́ıćım textu jsou určeny vlastnosti fundamentálńıch kopul a je uká-

záno, že jsou součást́ı r̊uzných tř́ıd kopul.

4.1.1. Součinová kopula

Nezávislá neboli součinová kopula udává vztah mezi dvěma či v́ıce nezávislými

náhodnými veličinami. Lze ji vyjádřit vztahem

C⊥(u1, u2, . . . , un) =
n∏
i=1

ui.

Jej́ı sdružená distribučńı funkce je znázorněna na obrázku 4.1

4.1.2. Horńı kopula

Horńı kopula udává tzv. Fréchet-Hoeffdingovu horńı mez. Určuje tedy maxi-

málńı možnou závislost mezi dvěma proměnnými. Pro n ≥ 2 je dána jako

C(u1, u2, . . . , un) = min(u1, u2, . . . , un).

Lze se také setkat s označeńım M(u1, u2, . . . , un). Jej́ı sdružená distribučńı funkce

je uvedena na obrázku 4.2. Pro znázorněńı kopul budou využ́ıvány i vrstevnicové
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Obrázek 4.1: Sdruženná distribučńı funkce součinové kopuly.

grafy, přičemž vrstevnice jsou dány množinami V = {(u, v) ∈ I2 |C(u, v) = t},

kde t ∈ 〈0, 1〉.
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Obrázek 4.2: Sdružená distribučńı funkce horńı kopuly (vlevo) a jej́ı vrstevnice
(vpravo)

4.1.3. Dolńı kopula

Dolńı kopula je tzv. Fréchet-Hoeffdingovou dolńı meźı. Určuje tedy maximálńı

možnou zápornou závislost mezi dvěma proměnnými. Pro n ≥ 2 je dána vztahem

C(u1, u2, . . . , un) = max

{
1− n+

n∑
i=1

ui, 0

}
.

Dolńı kopula je značena W (u1, u2, . . . , un). Jej́ı sdružená distribučńı funkce je

graficky znázorněna na obrázku 4.3
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Obrázek 4.3: Sdružená distribučńı funkce dolńı kopuly (vlevo) a jej́ı vrstevnice
(vpravo)

4.2. Eliptické kopuly

Tento typ kopul byl vytvořen př́ımo z tř́ıdy eliptických distribućı využit́ım

Sklarovy věty. Eliptické neboli implicitńı kopuly modeluj́ı závislostńı strukturu

eliptické mnohorozměrné distribučńı funkce, aniž by byla zachována p̊uvodńı

rozděleńı jej́ıch marginálńıch proměnných.

Výsledná kopula tedy přej́ımá podstatné vlastnosti dané distribučńı funkce

a nav́ıc je možné flexibilně modelovat rozděleńı marginálńıch náhodných veličin.

Původńı eliptická distribučńı funkce má obecně parametry dané vektorem střed-

ńıch hodnot µµµ a variančńı matićı ΣΣΣ. Dále uvažujeme pouze normované eliptické

distribučńı funkce, a proto jeµµµ nulovým vektorem a matice ΣΣΣ je shodná s korelačńı

matićı R.

Tyto kopuly nemaj́ı uzavřenou formu, nicméně jejich implicitńı závislostńı

strukturu lze zjistit dle následuj́ıćıho předpisu:

C(u1, u2, . . . , un,R) = F{F−1
1 (u1), F−1

2 (u2), . . . , F−1
n (un),R},

kde 0 < u1, u2, . . . , un < 1, a R je n× n pozitivně definitńı matice.

Pro implicitńı kopuly spojitých simultánńıch distribučńıch funkćı F s ryze

spojitými marginálńımi distribučńımi funkcemi F1, F2, . . . , Fn je hustota kopuly
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dána vztahem

c(u) =
f(F−1

1 (u1), . . . , F−1
n (un))

f1(F−1
1 (u1)) · . . . · fn(F−1

n (un))
,

kde f je hustota sdružené funkce, f1, . . . , fd jsou marginálńı hustoty a F−1
1 , . . . , F−1

n

jsou inverzńı funkce k marginálńım distribučńım funkćım.

4.2.1. Gaussova kopula

Prvńı uvedenou eliptickou kopulou je kopula Gaussova, jež zachycuje závis-

lostńı strukturu mnohorozměrné normálńı distribučńı funkce. Z daného rozděleńı

přij́ımá vlastnosti symetrie a nezávislosti chvost̊u. Tato rodina kopul je nejpo-

už́ıvaněǰśım typem kopul. Použ́ıvá se např́ıklad v analýze rizika při simulaci dis-

tribučńı funkce v́ıce rizikových faktor̊u (jednotlivé finančńı toky) ovlivňuj́ıćıch

výnos z akcíı.

Necht’ Φ znač́ı distribučńı funkci náhodného vektoru (X, Y ), maj́ıćıho nor-

mované normálńı rozděleńı s korelačńım koeficientem ρ, a necht’ ΦX , resp.ΦY , je

symbol distribučńı funkce jednorozměrné normované normálńı náhodné veličiny

X, resp. Y . Potom kopula Cρ, znázorňuj́ıćı závislostńı strukturu distribučńı funkce

ΦX,Y (x, y), je dána vztahem

Cρ(u, v) = Φ(Φ−1
X (u),Φ−1

Y (v)) =

=

Φ−1
X (u)∫
−∞

Φ−1
Y (v)∫
−∞

1

2π(1− ρ2)
1
2

exp

{
−x

2–2ρxy + y2

2(1− ρ2)

}
dx dy,

kde ρ je parametrem kopuly a Φ−1
X , resp. Φ−1

Y , je inverze jednorozměrné distribučńı

funkce normálńıho rozděleńı.

Koeficienty závislosti dolńıho a horńıho chvostu normálńı kopuly lze vyjádřit

pomoćı

λL(X, Y ) = λU(X, Y ) = 2 lim
x→−∞

ρ ·
(
x

√
1− ρ√
1 + ρ

)
= 0.

To znamená, že extrémńı hodnoty proměnných X a Y se ve svých chvostech
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neovlivňuj́ı a nastávaj́ı nezávisle na sobě. Dále jsou uvedeny vztahy pro daľśı

mı́ry asociace: Kendallovo τ a Spermanovo ρS:

τ = 2π−1 arcsin(ρ),

ρS = 6π−1 arcsin(ρ
2
).

Vztah pro normálńı kopulu dvojrozměrného náhodného vektoru lze zobecnit

pro n-rozměrný př́ıpad. Necht’ Φ znač́ı sdruženou distribučńı funkci normovaného

normálńıho rozděleńı n-rozměrného náhodného vektoru (U1, U2, . . . , Un) s ko-

relačńı matićı R, Φi, i = 1, . . . , n budiž jejich (stejné) jednorozměrná marginálńı

distribučńı funkce a Φ−1
i , i = 1, . . . , n necht’ jsou jejich kvantilové funkce. Pak

plat́ı

CR(u1, u2, . . . , un) = Φ(Φ−1
1 (u1),Φ−1

2 (u2), . . . ,Φ−1
n (un)).

Výsledná hustota kopuly CR je zobrazena na obrázku 4.4. Dále jsou zde

znázorněny vrstevnice jej́ı sdružené distribučńı funkce. Lze si všimnout, že tato

kopula je sdruženě symetrická kolem bodu [0, 5; 0, 5] a je omezena Fréchet-Hoeff-

dingovými mezemi.
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Obrázek 4.4: Hustota (vlevo) a vrstevnice sdružené distribučńı funkce (vpravo)
Gaussovy kopuly s parametrem ρ = 0, 5.

4.2.2. Studentova t-kopula

Podobně jako předchoźı typ kopuly je Studentova t-kopula generována danou

eliptickou distribučńı funkćı, v tomto př́ıpadě mnohorozměrným Studentovým
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rozděleńım s parametrem ρ a s ν stupni volnosti a také přej́ımá symetrii tohoto

rozděleńı. Na rozd́ıl od Gaussovy kopuly má však těžš́ı chvosty, a tud́ıž je zde větš́ı

pravděpodobnost společného výskytu extrémńıch hodnot náhodných veličin.

Mezi stupni volnosti ν a touto pravděpodobnost́ı panuje nepř́ımá úměra;

pokud se stupně volnosti zvýš́ı, pak pravděpodobnost společného výskytu extrém-

ńıch hodnot poklesne. Naopak výsledkem zvýšeńı hodnoty parametru ρ a sńıžeńım

stupně volnosti ν je větš́ı śıla závislosti mezi chvosty λU a λL.

Studentova kopula se často použ́ıvá při modelováńı společného selháńı plateb

aktiv určeného portfolia.

Studentova dvourozměrná t-kopula je dána vztahem

Cρ,ν(u, v) =

t−1
ν (u)∫
−∞

t−1
ν (v)∫
−∞

1

2π(1− ρ2)1\2

{
1 +

x2–2ρxy + y2

ν(1− ρ2)

}− ν+2
2

dx dy,

kde ρ a ν jsou parametry a t−1
ν je inverźı distribučńı funkce jednorozměrného

Studentova t-rozděleńı s ν stupni volnosti, středńı hodnotou 0 a rozptylem ν
ν−2

.

Koeficienty závislosti dolńıho a horńıho chvostu jsou vzhledem k sdružené

symetrii stejné, tedy vyhovuj́ı vztahu

λL(X, Y ) = λU(X, Y ) = 2tν+1 · ρ(−
√
ν + 1 ·

√
1− ρ ·

√
1 + ρ),

kde tν+1 označuje distribučńı funkci jednorozměrného Studentova t-rozděleńı s ν = 1

stupni volnosti.

Hodnoty měr asociace Studentovy kopuly lze vypoč́ıtat jako

τ = 2π−1 arcsin(ρ),

ρS = 6π−1 arcsin(ρ
2
).

Necht’ je dán n-rozměrný náhodný vektor U ∼ tnν (µµµ,R), kde µµµ je nulový

vektor a pro ν > 2 ΣΣΣ = ν
ν−2

R. Kopula vektoru X je Studentova t-kopula s ν

stupni volnosti, která je zadána následuj́ıćım předpisem

Ct
ν,R(u) = tnν,R(t−1

ν (u1), . . . , t−1
ν (un)),
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kde tnν,R znač́ı n-rozměrnou Studentovu distribučńı funkci náhodného vektoru

U, tν(ui), i = 1, . . . , n distribučńı funkce jeho stejně rozdělených marginálńıch

náhodných veličin a t−1
ν jejich pseudoinverzńı funkce.

Pr̊uběh hustoty t-kopuly s parametry ρ = 0, 5 a ν = 3 je znázorněn na obrázku

4.5.
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Obrázek 4.5: Hustota (vlevo) a vrstevnice kumulativńı distribučńı funkce (vpravo)
Studentovy kopuly s parametry ρ = 0, 5 a ν = 3.

4.3. Archimédovské kopuly

Archimédovské kopuly jsou také nazývány explicitńımi kv̊uli uzavřené formě

jejich předpis̊u. Na rozd́ıl od implicitńıch kopul se neodvozuj́ı od známých tř́ıd

mnohorozměrných distribučńıch funkćı, ale jsou dány tzv. generátory.

Necht’ ϕ je spojitá, ryze rostoućı funkce ϕ : I → 〈0,∞) taková, že ϕ(1) = 0,

a necht’ ϕ[−1] je jej́ı pseudoinverze. Ta je dána předpisem

ϕ[−1](t) =

{
ϕ−1(t) pro t ∈ 〈0, ϕ(0)〉,
0 t ≥ ϕ(0).

(4.1)

V [30] bylo zavedeno, že pokud je nav́ıc ϕ konvexńı, pak se C : I2 → I dána

předpisem
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C(u, v) = ϕ[−1]{ϕ(u) + ϕ(v)}

nazývá archimédovská kopula.

Necht’ C je dvourozměrná archimédovská kopula s generátorem ϕ, pak je jej́ı

hustota dána předpisem

cu,v =
ϕ′′(C(u, v))ϕ′(u)ϕ′(v)

[ϕ′(C(u, v))]3
;

derivace na hranici ϕ(u) + ϕ(v) = ϕ(0) neexistuj́ı, bĺıže viz [18].

V [32] je definována mnohorozměrná archimédovská kopula daná generátorem

ϕ(u) vztahem

C(u1, . . . , un) =

ϕ[−1](ϕ(u1) + . . .+ ϕ(un)) pro
n∑
i=1

ϕ(ui) ≤ ϕ(0),

0 jinak,

kde ϕ(u) je funkce, jej́ıž prvńı a druhé derivace jsou spojité, ϕ(1) = 0, ϕ′(u) < 0,

ϕ′′(u) > 0 a 0 ≤ u ≤ 1.

Následně uvedeme tři specifické př́ıklady archimédovských kopul a jejich ge-

nerátor̊u. Přitom budou pro každou rodinu, podobně jako u eliptických kopul,

popsány jej́ı základńı vlastnosti: zda je symetrická, chováńı chvost̊u a z měr aso-

ciace Kendalovo τ a Spearmanovo ρS. Některé rodiny obsahuj́ı i fundamentálńı

kopuly, tj. nezávislou, horńı a dolńı kopulu, a tud́ıž uvedeme i jejich parametry.

4.3.1. Gumbelova kopula

Prvńı archimédovskou kopulou, kterou uvedeme, je Gumbelova kopula. Jedná

se o asymetrickou kopulu, která přisuzuje vyšš́ı závislost horńımu chvostu (viz

hustota Gumbelovy kopuly na obrázku 4.6). Gumbelova tř́ıda kopul je zaj́ımavá

předevš́ım proto, že jako jediná rodina archimédovských kopul obsahuje tzv. ko-

pulu extrémńıch hodnot. Nav́ıc obsahuje i horńı a nezávislou kopulu.

Generátorem Gumbelovy kopuly je funkce

ϕδ(t) = (− ln t)δ, δ ∈ 〈1,∞), ϕ
[−1]
δ (s) = exp{−s 1

δ },
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kde 1 ≤ δ <∞ je parametr závislosti.

Jej́ı distribučńı funkce je vyjádřena vztahem

Cδ(u, v) = exp(−[(− lnu)δ + (− ln v)δ]
1
δ ),

kde 0 ≤ u ≤ 1 a 0 ≤ v ≤ 1.

Pokud jde parametr závislosti Gumbelovy kopuly limitně do nekonečna to jest

δ →∞, určuje tento horńı kopulu. Jeho opačná mez, tedy δ = 1, vede na kopulu

nezávislou.

Gumbelova kopula je závislá pouze ve svém horńım chvostu. Hodnota této

závislosti je dána předpisem λU(X, Y ) = 2 − 2
1
δ a koeficient závislosti dolńıho

chvostu je λL(X, Y ) = 0. Z tohoto d̊uvodu neńı dolńı kopula kopulou Gum-

belovou.

Kendallovo τ nabývá pro dvojrozměrný př́ıpad hodnoty

τ(δ) = 1− 1
δ
.

Gumbelova n-rozměrná kopula je dána vztahem

Cδ(u1, . . . , un) = exp

−{ n∑
i=1

(− lnui)
δ

} 1
δ

 ,

kde ui ∈ 〈0, 1〉, pro i = 1, . . . , n.
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Obrázek 4.6: Hustota a vrstevnice distribučńı funkce Gumbelovy kopuly s δ = 2.
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4.3.2. Claytonova kopula

Daľśı archimédovskou tř́ıdou kopul je tzv. Claytonova. Jedná se o rodinu

kopul, které jsou asymetrické a kladou větš́ı d̊uraz na závislost dolńıho chvostu

(viz obrázek 4.7). Obsahuje všechny fundamentálńı kopuly.

V praxi se pomoćı kopul z této tř́ıdy modeluje např́ıklad tzv. syndrom zlo-

meného srdce (jedná se o závislost času úmrt́ı vdovy či vdovce po smrti svého

druha).

Generátor Claytonovy kopuly a jeho pseudoinverze jsou dány vztahy

ϕ(s, δ) = max{0, (1 + δs)−δ
−1},−1 ≤ δ < 0, ϕ[−1](t, δ) = t−δ − 1, kde 0 ≤ t ≤ 1.

Rozděleńı Claytonovy dvourozměrné kopuly je pak dáno jako:

Cδ(u, v) = (u−δ + v−δ − 1)−δ
−1
, u, v ∈ 〈0, 1〉,

kde δ ∈ 〈−1, 0) ∪ (0,∞) je parametr závislosti.

Plat́ı, že pokud se parametr závislosti limitně bĺıž́ı k nekonečnu (δ →∞), pak

určuje distribučńı funkci horńı kopuly a δ → 0+, resp. δ = −1, určuje distribuci

součinové, resp. dolńı kopuly.

Hodnota Kendallova τ je rovna

τ(δ) =
δ

δ + 2
.

Claytonova kopula je závislá pouze na svém dolńım chvostu. Tedy pro koefi-

cient závislosti horńıho chvostu plat́ı λU(X ,Y ) = 0 a koeficient závislosti dolńıho

chvostu λL(X ,Y ) = 2−
1
δ .

Dále uvedeme generátor pro n-rozměrnou Claytonovu kopulu, n ≥ 3:

ϕ(t) =
t−δ

δ
− 1, δ ∈ 〈−1,∞).

Výsledná distribučńı funkce Claytonovy kopuly je tak ve tvaru

C(u1, . . . , un, δ) =

[
n∑
i=1

u−δi − (n− 1)

]−1
δ

, ui ∈ 〈0, 1〉, i = {1, . . . , n}.
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Obrázek 4.7: Hustota (vlevo) a vrstevnice (vpravo) Claytonovy kopuly.

4.3.3. Frankova kopula

Posledńı archimédovskou tř́ıdou kopul, kterou zde uvád́ıme, je tzv. Frankova

tř́ıda. Tato tř́ıda je speciálńı zejména v dvourozměrném př́ıpadě, nebot’ je jedinou

tř́ıdou archimédovských kopul, která je radiálně symetrická, tedy plat́ı C(u, v) =

C(v, u) (viz obrázek 4.8). Je hojně využ́ıvána ve finančńım sektoru.

Frankova kopula také dovoluje vyjádřit negativńı závislost mezi marginálńımi

proměnnými. Ačkoliv jsou jej́ı chvosty symetrické, přikládá jim pouze slabou

závislost. Tato tř́ıda kopul obsahuje všechny fundamentálńı kopuly.

Generátorem tř́ıdy Frankových kopul nazýváme funkci

ϕ(s, δ) = −δ−1 ln[1–(1− e−δ)e−s],

ϕ[−1](t, δ) = − ln

[
e−δt − 1

eδ − 1

]
, δ ∈ (−∞,∞) a 0 ≤ t ≤ 1.

Distribučńı funkce Frankovy kopuly je následně dána vztahem

Cδ(u, v) = −1

δ
ln

{
1 +

(e−δu − 1)(e−δv − 1)

e−δ − 1

}
, δ 6= 0, u, v ∈ 〈0, 1〉.

Fundamentálńı kopuly vzniknou limitńım přechodem parametru δ,

lim
δ→−∞

Cδ = W,

lim
δ→∞

Cδ = M,
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lim
δ→0

Cδ = Π,

kde W je horńı, M je dolńı a Π je součinová kopula.

Hodnota Kendallova τ je dána:

τ(δ) = 1− 4

δ
+

4

δ2

δ∫
0

t

(et − 1)
dt.

Jestliže je parametr δ < 0, pak τ nabývá záporných hodnot.
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Obrázek 4.8: Hustota (vpravo) a vrstevnice (vlevo) Frankovy kopuly.

Mnohorozměrná distribučńı funkce Frankovy kopuly je dána následuj́ıćım

vztahem

Cδ(u) = ϕ

{
n∑
j=1

ϕ[−1](uj)

}
= −1

δ
ln

{
1−

∏
j(1–e−δuj)

(1–e−δ)n−1

}
,u ∈ 〈0, 1〉n,

kde 〈0, 1〉n je kartézský součin n interval̊u 〈0, 1〉.

Zobecněńım však přicháźıme o vlastnost symetrie: n-rozměrná tř́ıda Franko-

vých kopul (n ≤ 3) je radiálně asymetrická se zašikmeńım k horńımu rohu.

Na závěr této kapitoly uvád́ıme tabulku s empirickými výsledky základńıch

vlastnost́ı a mı́rami závislosti uvedených typ̊u kopul. Pro každý typ byly vybrány

tři rozd́ılné parametry a na jejich základě namodelovány teoretické distribučńı

funkce kopul.
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Dle postupu popsaného v [27] z nich bylo následně metodou Monte Carlo

náhodně vygenerováno 10000 pozorováńı, na základě kterých byly odhadnuty

koeficienty závislosti chvost̊u a mı́ry asociace dle již uvedených vztah̊u viz kapitoly

2 a 3.

Samotný proces generováńı kopul prob́ıhá následovně:

• Generováńı nezávislých pozorováńı (x1, y1), . . . (xN , yN) náhodných veličin

X ,Y ∼ Ro(0, 1).

• Pro i = 1, . . . , N je vypočtena hodnota ui = c−1
xi

(yi) , kde cxi(yi) =

P (X ≤ xi |Y = yi) = ∂C(x,y)
∂y

a c−1
xi

představuje pseudoinverzńı funkci

k cxi .

• Výsledný pár pozorováńı (xi, ui).

Radiálńı symetrie kopuly byla testována prostřednictv́ım bootstrapu podrob-

ně popsaného v [28], jenž porovnává pseudopozorováńı Ûi, i = 1, . . . , N vyge-

nerovaná z empirické kopuly CN a pseudopozorováńı −Ûi, i = 1, . . . , N vygene-

rované z jej́ı př́ıslušné kopuly přežit́ı CN . Pokud je kopula radiálně symetrická,

měl by platit vztah C = C. Hodnota př́ıslušné testovaćı statistiky QN je tedy

dána vztahem QN =
∑N

i=1{CN(Ûi)−CN(Ûi)}2, přičemž za radiálńı lze považovat

takové kopuly, pro něž je QN přibližně rovno 0. Př́ıslušné p-hodnoty vyplývaj́ıćı

z testovaćı statistiky QN je možné nalézt v [28].

Výsledky jsou uvedeny v tabulce 4.1. Je z nich patrné, že Frankovy, Gaussovy

a Studentovy kopuly jsou radiálně symetrické.
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Kopula Radiálńı symetrie Chvosty Mı́ry asociace
Typ Parametry QN p-hodnota λL λU t rS

Cn ρ = 0,1 0,0182 0,6449 0 0 0,0638 0,0955
ρ = 0,5 0,0457 0,2493 0 0 0,3333 0,4826
ρ = 0,9 0,0245 0,3691 0 0 0,7129 0,8914

Ct ρ = 0,1; ν = 2 0,0484 0,3452 0,2152 0,2152 0,0638 0,0955
ρ = 0,5; ν = 4 0,0227 0,8377 0,2532 0,2532 0,333 0,4825
ρ = 0,9; ν = 6 0,0183 0,6439 0,5630 0,5630 0,7129 0,8915

CCl δ = 0,1 0,2152 0 0,0005 0,0010 0,0476 0,0071
δ = 1 5,0982 0,0005 0,5 0 0,3333 0,4785
δ = 10 4,5276 0,0005 0,9330 0 0,8333 0,9582

CFr δ = -10 0,0351 0,2443 0 0 -0,6658 -0,8602
δ = -0,1 0,0437 0,3382 0 0 -0,0111 -0,0167
δ = 20 0,0171 0,4810 0 0 0,8164 0,9579

CGu δ = 1 0,0512 0,2333 0 0 0 0
δ = 2 2,4584 0,0005 0 0,5858 0,5 0,6829
δ = 3 1,6176 0,0005 0 0,7401 0,6667 0,8482

Tabulka 4.1: Empirické výsledky základńıch vlastnost́ı a měr závislosti Gaussovy
(Cn), Studentovy (Ct), Gumbelovy (CCl), Claytonovy (CFr) a Frankovy kopuly
(CGu), źıskané náhodným generováńım bod̊u z př́ıslušného rozděleńı.
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Kapitola 5

Odhady parametr̊u kopul

V praxi je často zadán soubor pozorováńı popisuj́ıćı naměřené hodnoty ná-

hodných proměnných. Tento soubor dat obsahuje informace nejen o chováńı jed-

notlivých veličin, ale také o jejich vzájemné interakci.

Analýzu a popis tohoto vzájemného p̊usobeńı lze provést prostřednictv́ım

teorie kopul. Ta daný problém děĺı na dvě základńı části: výběr vhodné tř́ıdy

kopul, jenž obsahuje základńı informace o pr̊uběhu interakce, a následný odhad

jej́ıho parametru.

Tato kapitola je zaměřena na druhou část. Budou zde popsány základńı metody

pro odhad parametr̊u kopul, založené na metodě maximálńı věrohodnosti (ML,

CML, IFM).

V celém následuj́ıćım textu jsou pro jednoduchost uvažovány spojité jed-

norozměrné marginálńı distribučńı funkce. Základńı citované materiály jsou [9],

[16], [17], [18], [22], [25].

5.1. Metody maximálńı věrohodnosti

Necht’ je dán výběr X1, . . . ,XN o rozsahu N z rozděleńı náhodného vektoru

X = (X1,X2, . . . ,Xn). Distribučńı funkce, resp. hustoty jednorozměrných mar-

ginálńıch proměnných jsou značeny Fj, resp. fj, j = 1, . . . , n a jejich interakce je

dána hustotou kopuly c.

Hlavńım úkolem je tedy odhadnout hodnoty vektoru θθθ = (βββ1, . . . ,βββn,ααα),
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kde βββ = (βββ1, . . . ,βββn) určuj́ı (obecně v́ıcerozměrné) parametry marginálńıch dis-

tribučńıch funkćı a ααα vektor parametr̊u kopuly.

Nejznáměǰśı a nejpřesněǰśı metodou odhadu parametr̊u je metoda úplné

maximálńı věrohodnosti, která vycháźı z logaritmické věrohodnostńı funkce.

l(θθθ) =
N∑
i=1

ln{c[F1(xi1,βββ1), . . . , Fn(xin,βββn),ααα]}+
N∑
i=1

n∑
j=1

ln{fi(xij,βββj)}.

Maximálně věrohodný odhad (ML odhad) vektoru parametr̊u θθθ je tedy dán

vztahem

θ̂θθMLE = argmax
θθθ∈Θ

l(θθθ),

kde Θ je parametrický prostor.

V [22] je ukázáno, že se za splněńı podmı́nek regularity jedná o konzistentńı

a asymptoticky eficientńı odhad. Mimo to zmı́něná citace uvád́ı jeho daľśı vlast-

nosti, kterými se zde nebudeme zabývat.

Tato metoda odhaduje všechny parametry najednou, což však s rostoućım n

přináš́ı i vyšš́ı výpočetńı náročnost. Proto byly navrhnuty daľśı metody odhad̊u.

5.1.1. Inference marginálńıch distribućı

Inference marginálńıch distribućı neboli IFM byla navržena v [25] v roce 1997.

Odhady parametr̊u θθθ vycháźı ze stejného modelu jako ML, avšak celý proces děĺı

na dvě fáze, č́ımž snižuje výpočetńı obt́ıžnost předchoźı metody.

V prvńı fázi odhaduje parametry vektoru βββ = (βββ1, . . . ,βββn). Pokud je každá

marginálńı distribučńı funkce Fj, j = 1, . . . n určena parametry βββj, pak βββ =

(βββ1, . . . ,βββn) je odhadnut z př́ıslušných hustot jako

β̂ββIFM = argmax
βββ

N∑
i=1

n∑
j=1

ln fi(xij,βββj).

V druhé fázi je opět využita metoda maximálńı věrohodnosti pro odhad

parametr̊u. Celý proces se však zjednoduš́ı, nebot’ parametry marginálńıch roz-
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děleńı jsou zafixovány na hodnotách svých odhad̊u. Obdrž́ıme tedy

α̂ααIFM = argmax
ααα

N∑
i=1

ln c{F1(xi1, β̂ββIFM), . . . , Fn(xin, β̂ββIFM),ααα}.

Vzhledem k rozděleńı výpočtu parametr̊u na dvě fáze je jasné, že se zvyšuje

pravděpodobnost vyšš́ıho odchýleńı od p̊uvodńıho rozděleńı. Jsou-li snad typy

a parametry marginálńıch distribučńıch funkćı nevhodně či špatně odhadnuty,

modelované parametry kopuly budou značně vzdáleny od jejich reálné hodnoty.

Riziko tohoto nebezpeč́ı se zvyšuje, pokud je p̊uvodńı datový soubor asymetrický

či pokud přisuzuje velkou váhu svým chvost̊um. Vı́ce je možné se o dané metodě

dozvědět z [25] a o jej́ıch asymptotických vlastnostech z [24].

5.1.2. Kanonická metoda maximálńı věrohodnosti

Posledńı zmı́něná metoda věrohodnosti je tzv. kanonická metoda maximálńı

věrohodnosti (CML), neboli metoda odhadu maximálńı pseudověrohodnosti. Tato

metoda se použ́ıvá předevš́ım v př́ıpadech, kdy je potřeba konzistentńı odhad

parametru ααα.

Hlavńım rozd́ılem v jej́ı konstrukci je nespecifikace marginálńıch distribučńıch

funkćı p̊uvodńıho datového souboru. Použ́ıvá empirické distribučńı funkce každé

marginálńı proměnné pro transformaci i -tého pozorováńı, tedy realizace vek-

toru (Xi1, . . . , Xin), na pseudonáhodné pozorováńı s rovnoměrnými marginálńımi

náhodnými proměnnými Ui = (Ui1, . . . , Uin).

Pseudonáhodný výběr kopuly je zkonstruován tvorbou vektor̊u Û1, Û2, . . . , ÛN .

Přitom

Ûi = (Ui1, Ui2, . . . , Uin) = (F̂1(Xi1), F̂2(Xi2), . . . , F̂n(Xin)),

kde vztah

F̂j(x) =
1

N + 1

N∑
i=1

111(xij ≤ xj)

označuje odhad j -té marginálńı distribučńı funkce, kde j = 1, . . . , n a 111(xij ≤ xj) =

1, právě tehdy, když xij ≤ xj a 111(xij ≤ xj) = 0, když xij > xj.
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Transformaćı docháźı ke změně závislost́ı mezi náhodnými vektory, nebot’

F̂j(x), j = 1, . . . , N jsou konstruovány ze všech datových vektor̊u.

Odhad parametru ααα je tedy dán vztahem

α̂ααCML = argmax
ααα

N∑
i=1

ln{c(Ui1, . . . , Uin,ααα)}.

Tato metoda je detailněji popsána v [9] a [16].
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Kapitola 6

Testy dobré shody

Předchoźı kapitola byla věnována výběru vhodné tř́ıdy kopuly a metodám

následného odhadu jej́ıch parametr̊u. Pro zhodnoceńı toho, zda je výběr vhodný

či naopak, je potřeba výsledek testovat. Hypotézou je tedy tvrzeńı, že závislostńı

struktura dat je modelována určenou kopulou a parametrem (skalárńım či vek-

torovým).

Ověřeńı lze dosáhnout porovnáváńım hodnot empirické kopuly a naš́ım para-

metrickým odhadem kopuly, za předpokladu, že je daná hypotéza správná.

V následuj́ıćım textu budou uvedeny dva nejčastěji použ́ıvané testy dobré

shody a jejich úpravy, které mohou být vypoč́ıtány pomoćı parametrického boot-

strapu anebo tzv. multiplikátoru centrálńı limitńı věty. V celé kapitole se omeźıme

pouze na prvńı variantu. Dále bylo čerpáno z [2], [25], [28], [32].

V celé sekci je uvažována následuj́ıćı situace: Necht’ je dán náhodný výběr

tvořený spojitými náhodnými veličinami X1,X2, . . . ,Xn, kde n ≥ 2. Dále necht’

F1, F2, . . . , Fn jsou jejich jednorozměrné marginálńı distribučńı funkce a kopula

C popisuje jejich závislostńı strukturu; představuje tedy sdruženou distribučńı

funkci náhodného vektoru U = (U1,U2, . . . ,Un), kde Uj = Fj(Xj), ∀j = 1, 2, . . . , n.

Testujeme hypotézu,

H0 : C ∈ ϑ0;ϑ0 = {Cθθθ : θθθ ∈ Θ} vs. H1 : C 6= ϑ0, ϑ0 = {Cθθθ : θθθ ∈ Θ},

kde Θ ⊂ Rp, p ≥ 1 je parametrický prostor.
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6.1. Cramer von Mises̊uv test

Hlavńım konceptem Cramer von Misesova testu je porovnáńı vzdálenosti mezi

ĈN a CθθθN , tedy neparametrickým odhadem kopuly C, a parametrickým odha-

dem vypoč́ıtaným pomoćı θθθN odhadu parametru θθθ. Protože často neńı známo

rozděleńı marginálńıch proměnných, lze se vyhnout jejich odhadu vytvořeńım

tzv. pseudopozorováńı závislých na pořad́ı jednotlivých pozorováńı.

Necht’ je dáno N ≥ 2 nezávislých kopíı vektoru X, to znamená, že náhodné

vektory X1 = (X11, . . .X1n), . . . ,XN = (XN1, . . .XNn) jsou nezávislé a stejně

rozdělené, a FN1, . . . FNn jsou empirické distribučńı funkce svých teoretických

protěǰsk̊u F1, F2, . . . , Fn. Nejprve je potřeba určit soubor pseudopozorováńı, který

vznikne transformaćı užit́ım empirických distribučńıch funkćı, tedy

Ûi = (Ûi1, . . . , Ûin) = ( N
N+1

Fi1(Xi1), . . . , N
N+1

Fin(Xin)),∀i ∈ 1, . . . , N ,

kde náhodné veličiny (N + 1)Ûij, j ∈ {1, . . . , n} znač́ı pořad́ı pozorováńı Xij

v souboru {X1j, . . . , XNj}.

Přeškálováńı N
N+1

je použito proto, aby nedocházelo k numerickým obt́ıž́ım

v př́ıpadě, že při výpočtu parametr̊u hustoty kopuly je použito pseudopozorováńı

lež́ıćı na hranici 〈0, 1〉n = 〈0, 1〉 × . . . × 〈0, 1〉. Vzhledem k invarianci kopuly

v př́ıpadě rostoućıch transformaćı lze jistě tvrdit, že nebude mı́t vliv na limitńı

chováńı empirické kopuly.

Nově vzniklá pseudopozorováńı již nejsou nezávislá, nebot’ byla generována

pozorováńımi ze všech vektor̊u obsažených ve výběru, a jsou přibližně rovnoměrně

rozdělena na intervalu (0, 1). Empirickou kopulu lze vyjádřit neparametrickým

odhadem jako

ĈN(u) =
1

N

N∑
i=1

111(Ûi ≤ u),u = (u1, . . . , un) ∈ 〈0, 1〉n,

kde j = {1, . . . , n} a 111(uij ≤ uj) = 1, právě tehdy, když uij ≤ uj a 111(uij ≤ uj) =

0, když uij > uj.
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Za platnosti hypotézy H0 lze vypoč́ıtat odhady parametr̊u kopuly z vytvoře-

ného pseudopozorováńı pomoćı metod maximálńı věrohodnosti, viz kapitola 5.

Testovaćı statistika hypotézy H0 je založená na zkoumáńı vzdálenosti (vyjádřeńı

pomoćı L2 normy) mezi ĈN a CθθθN . Tuto normu však lze také nahradit jinými

normami či jinou simulačńı metodou např. tzv. Rosenblattovou transformaćı.

Toto zobrazeńı poskytuje jednoduchou cestu, jak lze náhodný vektor s danou

distribučńı funkćı, rozložit na vzájemně nezávislé a rovnoměrně rozdělené kom-

ponenty. Vı́ce informaćı o této metodě viz [2] a[3].

Předpis testovaćı statistiky Cramer von Misesova testu je dán

SN = N
∫
〈0,1〉n
{ĈN(u1, . . . , un) –CθN (u1, . . . , un)}2 dĈN(u1, . . . , un) =

=
∑N

i=1{ĈN(Ûi1, . . . , Ûin) –CθN (Ûi1, . . . , Ûin)}2.

Odchylky mezi všemi pseudopozorováńımi ĈN a CθN maj́ı stejné váhy, a tud́ıž

neberou v potaz požadavek na upřednostňované chováńı závislostńı struktury

v určitých částech distribuce. V př́ıpadě, že je potřebné zohledňovat závislosti

ve chvostech kopuly, bude tedy tento test nerelevantńı.

Celý postup Cramer von Mesesova testu prostřednictv́ım parametrického boot-

strapu naznač́ıme v daľśı podkapitole.

6.1.1. Postup parametrického bootstrapu

Pro velkou hodnotu N∗ a ∀k ∈ {1, . . . , N∗} opakujte následuj́ıćı kroky:

• Pro θθθN = TN(X1, . . . ,Xn) generujteN nezávislých pozorováńı Û1,k, . . . , ÛN,k

z distribuce CθθθN .

• Vypoč́ıtejte θ̂N,k = TN(Û1,k, . . . , Ûn,k), a necht’ ∀u ∈ Rn

ĈN,k(u) =
1

N

N∑
i=1

111(Ûi,k ≤ u).

• SN,k = Φ(GF
N,k), kde GF

N,k =
√
N(ĈN,k − CθθθN,k).
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Předpokládáme, že pro velké hodnoty SN zamı́táme hypotézu H0. Za splněńı

předpoklad̊u regularity je p-hodnota pro test rovna

p =
1

N∗

N∗∑
k=1

111(SN,k > SN).

U této metody je potřeba si uvědomit, že s r̊ustem datového souboru se velmi

navyšuje spočetńı náročnost, nebot’ v jednotlivých iteraćıch potřebujeme genero-

vat hodnoty z nafitované kopuly, ale také odhadnout parametr kopuly.

6.2. Anderson - Darling̊uv test

Alternativńım testem dobré shody, který však zohledňuje váhy chvost̊u, je

Andersen-Darling̊uv test. Jeho testovaćı statistika je dána vztahem

RN = N

∫
〈0,1〉n

(
ĈN(u1, . . . , un) –CθN (u1, . . . , un)

(CθN (u1, . . . , un){1− CθN (u1, . . . , un)}+ ζm)m

)2

dĈN(u1, . . . , un),

obsahuj́ıćım odhad θθθN vektoru parametr̊u θθθ a lad́ıćı parametry m ≥ 0 a ζm ≥ 0.

Přitom ĈN je z podstaty empirického (skokového) tvaru kopuly diskrétńı mı́ra.

Jestliže je lad́ıćı parametr m = 0, Andersen-Darlingova a Cramer von Mise-

sova statistika si budou rovny, tedy RN = SN . Pro m > 0 lze ladit nesrovnalosti

chvost̊u mezi ĈN a CθθθN , tedy v bodech Û1, . . . , ÛN , kde CθN (1–CθN ) je bĺızká 0.

Lad́ıćı parametr ζm > 0 zajǐst’uje, že jmenovatel nebude moc bĺızko 0, což by

zapř́ıčinilo nesnáze jak v teoretickém, tak praktickém výpočtu.

Nulová hypotéza RN = 0 záviśı na neznámé hodnotě parametru θθθ, a proto

je potřebné sestavit algoritmus pro výpočet p-hodnot pro každý jeho odhad. Lze

tak učinit parametrickým bootstrapem uvedeným v části 6.1.1. Vı́ce informaćı

o vlastnostech testu je uvedeno v [11], [20], [27], [28].

56



Kapitola 7

Praktická část

V této kapitole se zaměř́ıme na aplikaci popsané teorie kopul na konkrétńıch

př́ıkladech. Prvńı z nich ilustruje aplikaci metody kopul v př́ıpadě, že je znám

pouze datový soubor a je potřeba aproximovat mnohorozměrnou sdruženou dis-

tribučńı funkci. Jsou zde porovnávány r̊uzné tř́ıdy kopul, metody odhadu jejich

parametr̊u a aplikovány vybrané testy dobré shody.

V druhé kapitole je stručně nast́ıněna problematika hodnoceńı finačńıch de-

rivát̊u CDO, j́ıž se metoda kopul nechvalně proslavila. Je ukázán zjednodušený

postup modelováńı doby do defaultu a následně jsou diskutovány výsledky ohod-

noceńı této obligace. Podrobné principy užitého modelu lze naj́ıt v [6], [22], [29]

a [34].

K modelováńı obou př́ıklad̊u bylo použito softwaru R, konkrétně knihovny

copula a fitdistrplus. Knihovna copula byla speciálně vytvořena pro tvorbu kopul,

jejich modelováńı a simulace rozděleńı jejich užit́ımi, viz [19], [27], [42].

7.1. Aplikace modelováńı kopul na reálných da-

tech

Jako prvńı praktický př́ıklad uvedeme modelováńı kopuly na reálných datech.

Naš́ım hlavńım úkolem je aproximace sdružené distribučńı funkce pomoćı nalezeńı

vhodného typu kopuly.

Data, která byla zkoumána, jsou složena ze tř́ı časových řad hodnot akcíı

57



na burze Dow Jones, představuj́ıćı denńı výnosnost akcíı společnosti Intel (ozn.

X1), Microsoft (ozn. X2) a General Electrics (ozn. X3) v časovém horizontu 5 let

(1996–2000). Dohromady se jedná o 1262 pozorováńı hodnoty každé akcie. Datový

soubor lze nalézt v programu R v knihovně copula pod názvem rdj. Výběr prvńıch

deseti pozorováńı je uveden na obrázku 7.1.

Obrázek 7.1: Vzorek datového souboru složeného z hodnot výnosnosti akcíı
společnost́ı Intel (INTC), Microsoft (MCSF) a General Electrics (GE).

Prvńım úkolem je prozkoumat chováńı jednotlivých výnosových křivek každé

ze společnost́ı, které představuj́ı realizace náhodných veličin X1, X2 a X3. Pro

tuto analýzu se využ́ıvá identifikace vhodného rozděleńı pravděpodobnosti vý-

nosnosti každé akcie. Obdrž́ıme (empirické) jednorozměrné marginálńı distribučńı

funkce, které následně otestujeme pomoćı několika metod a vybereme nejvhodněǰśı

typ distribučńı funkce př́ıslušné náhodné veličiny. Základńı č́ıselné charakteristiky

jsou uvedeny v tabulce 7.1.

Arit. pr̊uměr Směr. odchylka Šikmost Špičatost

INTL 0,0011 0,0302 -0,5860 5,1106
MCFT 0,0011 0,0253 -0,3016 5,4941

GE 0,0011 0,0183 -0,0051 1,1800

Tabulka 7.1: Základńı č́ıselné charakteristiky (aritmetický pr̊uměr, směrodatná
odchylka, šikmost a špičatost) výnosových křivek.

Vzhledem k povaze dat budeme uvažovat pouze takové spojité distribučńı

funkce, které umožňuj́ı hodnotám z intervalu (−∞, 0〉 nabývat kladných hodnot.

Budeme tedy uvažovat normálńı, logistické a Cauchyovo rozděleńı.
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Pro každé z těchto rozděleńı byly metodou maximálńı věrohodnosti odhadnuty

parametry a následně jsme zkoumali, která distribučńı funkce byla pro danou

výnosovou křivku nejvhodněǰśı.

Prvńı testovaćı metodou bylo grafické znázorněńı empirické a teoretických dis-

tribučńıch funkćı viz obrázek 7.2. Dle tohoto zobrazeńı se zdá, že distribucemi,

které nejlépe popisuj́ı data Intelu, jsou distribučńı funkce logistického rozděleńı

pravděpodobnost́ı s parametrem polohy 0,0015 a parametrem měř́ıtka 0,0161

a distribučńı funkce normálńıho rozděleńı s parametry středńı hodnoty 0,0011

a rozptylem 0,0302. Která z těchto distribučńıch funkćı je nejvhodněǰśı, otestu-
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Obrázek 7.2: Porovnáváńı empirické distribučńı funkce výnosové křivky akcíı In-
telu s distribučńı funkćı normálńıho rozděleńı s parametry (0,0011; 0,0302), dis-
tribučńı funkćı Cauchyova rozděleńı s parametry (0,0014; 0,0163) a distribučńı
funkćı logistického rozděleńı s parametry (0,0015; 0,0161).

jeme prostřednictv́ım daľśıch statistických test̊u źıskaných pomoćı funkce gofs-

tat v R, viz obrázek 7.3. Jsou zde uvedeny tři statistické testy: Kolmogorov̊uv-

Smirnov̊uv test, Cramer von Mises̊uv test a Anderson-Darling̊uv test, které jsou

bĺıže popsané v [38] a dvě statistická kritéria: Akaikeho, resp. Bayesovo informačńı

kritérium, značené AIC, resp. BIC. Pro obě tato kritéria plat́ı, že č́ım nižš́ı je jejich

hodnota, t́ım lépe distribučńı funkce popisuje data.
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Na obrázku 7.3 jsou žlutě zvýrazněny ty hodnoty testovaćıch statistik, pro

které na hladině 0,05 nezamı́táme hypotézu, že náhodná veličina má dané rozděleńı

pravděpodobnost́ı a zeleně jsou zvýrazněny nejmenš́ı hodnoty testovaćıch kritéríı.

Lze vidět, že nejvhodněǰśı se zdá být distribučńı funkce logistického rozděleńı

s parametry 0,0015 a 0,0161.

Obrázek 7.3: Hodnoty testových statistik a kritéríı udávaj́ıćı, zda distribučńı
funkce normálńıho, Cauchyova či logistického rozděleńı je vhodnou aproximaćı
empirické distribučńı funkce výnosu akcíı Intelu.

Podobně byly zkoumány i výnosy akcíı Microsoftu a General Electrics, viz

obrázky 7.9, 7.10 a obrázky 7.11, 7.12 uvedené v Dodatku. Také pro modelováńı

těchto výnos̊u byly vybrány distribučńı funkce logistického rozděleńı.

Daľśım úkolem je výběr vhodné kopuly popisuj́ıćı závislostńı strukturu mezi

daty. Vhodná kopula by měla ct́ıt dosavadńı závislosti mezi jednotlivými akciemi,

které jsou popsány Spearmanovými korelačńımi koeficienty (viz obrázek 7.4).

Obrázek 7.4: Matice Spearmanových korelačńıch koeficient̊u datového souboru.

Dále byl vypoč́ıtán test radiálńı symetrie dle postupu uvedeného v kapi-

tole 4. Hypotéza o symetrii empirické kopuly nebyla na základě testovaćı statis-

tiky Qn = 0,0518 a p-hodnoty 0,5559 zamı́tnuta. Je tedy vhodné uvažovat, že

symetrické kopuly budou lépe aproximovat danou závislostńı strukturu.
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Nav́ıc koeficienty závislost́ı chvost̊u empirické kopuly, uvedené na obrázku 7.5,

ukazuj́ı, že je vhodné uvažovat rodinu kopul, jenž je ve svých chvostech závislá.

Obrázek 7.5: Matice korelačńıch koeficient̊u závislosti dolńıch (vlevo) a horńıch
(vpravo) chvost̊u datového souboru.

Na základě interpretace uvedených charakteristik lze předběžně usoudit, že

Studentova t-kopula bude dobře aproximovat empirickou kopulu datového sou-

boru. Abychom toto tvrzeńı ověřili, porovnáváme mı́ru shody p̊uvodńı závislostńı

struktury a následuj́ıćıch rodin kopul: Claytonovy, Gumbelovy, Frankovy, Gaussovy

a již zmı́něné Studentovy.

Známe-li předpis kopuly, je potřebné co nejlépe odhadnout jej́ı parametry

z datového souboru. Za t́ımto účelem byly vybrány dvě metody: inference mar-

gináńıch distribućı a metoda maximálńı pseudověrohodnosti. Metodu úplné maxi-

málńı věrohodnosti jsme pro jej́ı výpočetńı náročnost neuvažovali. Popis a použit́ı

těchto metod nalezneme v kapitole 5. V tabulce 7.2 jsou uvedeny výsledné odhady

parametr̊u. Kopulu, která nejv́ıce vyhovuje datovému souboru, vybereme pro-

IFM CML

Claytonova 0,4999 0,5857
Frankova 2,887 2,867

Gumbelova 1,366 1,368
Gaussova 0,5646; 0,3256; 0,388 0,5781; 0,34; 0,4017

Studentova 0,5828; 0,3599 ; 0,4265 0,5877; 0,3593; 0,4225
ν = 8, 29 ν = 6, 502

Tabulka 7.2: Odhady parametr̊u Gumbelovy, Claytonovy, Frankovy, Gaussovy
a Studentovy kopuly prostřednictv́ım inference marginálńıch distribućı (IFM)
a kanonické metody maximálńı věrohodnosti (CML).

střednictv́ım test̊u dobré shody a hodnot věrohodnostńıch funkćı, kdy testujeme

všech pět tř́ıd kopul a jejich př́ıslušné odhadnuté parametry.
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Testy, které za t́ımto účelem byly vybrány, jsou Cramer von Mises̊uv test

(s hodnotou testovaćı statistiky SN) a Anderson-Darling̊uv test (s hodnotou

statistiky RN), který, na rozd́ıl od SN , zd̊urazňuje rozd́ıly v závislosti chvost̊u

prostřednictv́ım parametru ζm = 3. Nav́ıc byly vypoč́ıtány hodnoty log-věro-

hodnostńı funkce (LL) dané kopuly. Č́ım vyšš́ı hodnota tohoto kriteria, t́ım lépe

model odpov́ıdá p̊uvodńım dat̊um.

Tabulky 7.3 a 7.4 uvád́ı hodnoty jednotlivých test̊u a př́ıslušných p-hodnot

pro kopuly s odhadnutými parametry metodou maximálńı pseudověrohodnosti,

resp. inference marginálńıch distribućı. Ačkoliv dávaj́ı obě metody odhad̊u pa-

rametr̊u podobné výsledky, je zřejmé, že CML je dle kritéria log-věrohodnosti

vhodněǰśı.

Kopulami, jež nebyly na hladině α = 0,05 zamı́tnuty žádným testem, jsou

obě Studentovy t-kopuly a Gaussova kopula s parametry 0,5781, 0,34 a 0, 4017.

Na základě LL kritéria je upřednostňována Studentova t-kopula s parametry

θ = (0, 5877; 0, 3593; 0, 4225) a stupněm volnosti ν = 6,502, a proto ji přijmeme

jako pro nás nejvhodněǰśı.

Druh kopuly LL SN RN

statistika p-hodnota statistika p-hodnota

Gauss 375,7089 0,0137 0,0347 0,0137 0,0347
Gumbel 294,5982 0,3607 0,0050 0,1154 0,0050
Frank 323,3839 0,1408 0,0050 0,0447 0,0050

Student 419,2701 0,0406 0,0545 0,0145 0,0248
Clayton 273,9629 0,8812 0,0050 0,2742 0,0050

Tabulka 7.3: Testy dobré shody pro Gaussovu, Gumbelovu, Frankovu, Studentovu
a Claytonovu kopulu s parametry odhadnutými metodou CML.

Posledńım a finálńım úkolem je vytvořeńı mnohorozměrné simultánńı dis-

tribučńı funkce. To provedeme spojeńım př́ıslušných marginálńıch distribučńıch

funkćı X1 ∼ Log(0, 0015; 0, 0161), X2 ∼ Log(0, 0012; 0, 0124) a X3 ∼ Log(0, 0011;

0, 0101) se Studentovou kopulou t6,502(0, 5877; 0, 3593; 0, 4225). V softwaru R lze

pro tento proces využ́ıt funkce mvdc.

K posouzeńı vhodnosti modelované sdružené distribučńı funkce jsme využili
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Druh kopuly LL Sn Rn

statistika p-hodnota statistika p-hodnota

Gauss 364,4283 0,0436 0,0248 0,0137 0,0545
Gumbel 291,7988 0,3607 0,0050 0,1154 0,0050
Frank 322,6404 0,1408 0,0050 0,0447 0,0050

Student 407,5654 0,0406 0,0446 0,0145 0,0347
Clayton 236,3491 0,8812 0,0050 0,2742 0,0050

Tabulka 7.4: Testy dobré shody pro Gaussovu, Gumbelovu, Frankovu, Studentovu
a Claytonovu kopulu s parametry odhadnutými metodou IFM.

grafickou metodu. Z nové simultánńı distribuce bylo vygenerováno 1262 po-

zorováńı a ty byly následně zobrazeny do grafu p̊uvodńıch pozorováńı, viz obrázek

7.6. Vid́ıme, že data relativně dobře popisuj́ı převážnou část p̊uvodńıch dat.
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Obrázek 7.6: 3D graf p̊uvodńıch dat (černé) a 1262 pozorováńı vygenerovaných
z vytvořené simultánńı distribučńı funkce (modré).

7.2. Hodnoceńı CDO

Při popisu modelováńı hodnoceńı CDO budeme čerpat z následuj́ıćı literatury:

[4], [5], [6], [13], [22], [23], [31] a [34].

Nezajǐstěné dluhové obligace (neboli CDO) jsou finančńı deriváty, jejichž
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hlavńı podstatou je diverzifikace rizika r̊uzných finančńıch aktiv (úvěry, hypotéky,

jiná CDO) mezi věřitele s odlǐsnými preferenčńımi stupni rizika.

Vydavatel CDO vyb́ırá na základě daných kritéríı portfolio dluhových pohle-

dávek, jež tvoř́ı rizikovou strukturu CDO, a dle této struktury vydává dluhopisy

(na rozd́ıl od tradičńıch cenných paṕır̊u) s r̊uznou rizikovou mı́rou a výnosem

tzv.
”
tranše“. Plat́ı, že č́ım je tranše rizikověǰśı, t́ım vyšš́ı výnos slibuje. Jejich

druhy se nejčastěji děĺı na:

• ekvitńı: nejrizikověǰśı s nejvyšš́ı mı́rou výnosu,

• mezaninové,

• seniorńı: nejméně riziková s nejmenš́ım úrokovým procentem.

Výplaty prob́ıhaj́ı na základě tzv. principu vodopádu, kdy je nejprve vyplácen

výnos seniorńı tranši, poté mezaninové a nakonec ekvitńı. Dojde-li k přerušeńı

finančńıho toku některého z aktiv, prvńımu, komu nebude vyplácena výplata

v celé své výši, budou majitelé ekvitńı tranše. V př́ıpadě, že ekvitńı tranše nebude

stačit na pokryt́ı ztráty, odebere se odpov́ıdaj́ıćı část výplaty mezaninové tranši

atd.

Názorný př́ıklad modelováńı a ohodnocováńı tranš́ı nezajǐstěných dluhových

obligaćı uvád́ıme dále. Tento proces lze rozdělit na dvě na sebe navazuj́ıćı části.

Prvńı část se skládá z určeńı sdružené distribučńı funkce, jej́ıž marginálńı dis-

tribučńı funkce jsou tzv. kreditńı křivky, určené časem do defaultu jednotlivých

aktiv z podkladového portfolia. Část druhá se poté zabývá samotným ohodno-

cováńım jednotlivých tranš́ı.

Předpokládejme, že máme portfolio n aktiv a necht’ spojité náhodné veličiny

Z1, . . . , Zn představuj́ı př́ıslušné doby do defaultu, tedy tu dobu t ≥ 0, za kterou

již nebude dlužńık (emitent aktiva) schopen splácet své závazky. Pak lze dle [29]

definovat pravděpodobnostńı rozděleńı selháńı finančńıho toku v daném roce,

tedy kreditńı křivky, prostřednictv́ım distribučńıch funkćı těchto náhodných veličin.

Uvažujme dluhopis A a necht’ je dána funkce

H(t) = P (ZA ≤ t), t ≥ 0.
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Dle vztahu (2.2) lze funkci přežit́ı, která udává pravděpodobnost, že firma, emi-

tuj́ıćı toto aktivum, nedefaultuje alespoň do času t, definovat vztahem

H = 1−H(x) = P (ZA > t), t ≥ 0.

Dále definujeme symboly

tqx = P (ZA − x ≤ t |ZA > x), t ≥ 0,

tpx = 1− tqx = P (ZA − x > t |ZA > x), t ≥ 0.

Necht’ t = 1 a m ≥ 1. Posloupnost q0, q1, . . . , qm danou pravděpodobnostmi de-

faultu dluhopisu A v roce x za podmı́nky, že tak neučinil do začátku roku x, kde

x ∈ {0, 1, . . . ,m}, tj.

qx = P (ZA − x ≤ 1 |ZA > x),

označujeme jako kreditńı křivku pro diskrétńı modely.

Strukturu měr default̊u, potřebnou pro modelováńı kreditńıch křivek, lze dle

[6] źıskat třemi zp̊usoby: z historických dat default̊u firem publikovaných ratin-

govými agenturami, Mertonovým opčńım modelem a prostřednictv́ım tržńıch cen

dluhopis̊u.

V této práci jsme využili prvńı možnosti, tedy dat a informaćı poskytnutých

ratingovými agenturami, konkrétně vážených pr̊uměrných měr default̊u firem z let

1981–2014. Dané mı́ry se lǐśı dle ratingu svých jednotlivých akcíı. Ten je dle [8]

vńımán jako hodnoceńı schopnosti emitent̊u dluhových cenných paṕır̊u splácet

své závazky. Ratingová stupnice je pak dána ṕısmenovou škálou od AAA až do

D, kde hodnoceńı AAA znač́ı velice ńızkou a D skoro jistou pravděpodobnost

defaultu akcie (viz [36]). Po zvoleńı ratingu akcie budou jednotlivé členy pos-

loupnosti (až na prvńı člen, jenž je roven prvńı mı́̌re defaultu) dány vztahem

qx+t =
t+1qx − tqx

tpx
,

kde tqx jsou vážené pr̊uměrné mı́ry default̊u firem v roce x.

Máme-li namodelovány marginálńı distribučńı funkce, je potřebné obrátit

pozornost k jejich vzájemné interakci, nebot’ v reálném světě lze jen málokdy

65



předpokládat úplnou nezávislost. Ke zjǐstěńı společné distribučńı funkce je tedy

potřebná metoda pro modelováńı závislost́ı, n-rozměrná kopula. Ta umožňuje se-

strojeńı sdružené distribučńı funkce, ze které je možné (pomoćı simulace Monte

Carlo) náhodně generovat realizace dob do defaultu všech podkladových aktiv

pro dané časové obdob́ı T . Metoda Monte Carlo je bĺıže popsána v [39].

V př́ıkladu 7.1 jsme snadno odvodili nejvhoděǰśı typ a parametr kopuly pro

daná data pomoćı test̊u dobré shody. V tomto př́ıpadě to však tak lehce nep̊ujde,

nebot’ pouze z marginálńıch distribučńıch funkćı nelze vyč́ıst korelačńı strukturu

mezi jednotlivými objekty. Je zřejmé, že naše situace nemá jednoznačné řešeńı.

Z tohoto d̊uvodu se autoři rozhodli ukázat, jaký vliv má výběr kopuly na

konečný výsledek. Nejprve jsme uvažovali tři typy kopul: Gaussovu, která je ob-

vykle využ́ıvaná při modelováńı CDO, Gumbelovu kopulu, jež je těžká ve svém

horńım chvostu, a Studentovu kopulu, která je symetrická a těžká v obou svých

chvostech. Jejich parametry byly následně odhadnuty prostřednictv́ım uměle vy-

tvořené korelačńı matice.

V našem př́ıkladu uvažujeme portfolio složené z 20 dluhopis̊u, ohodnocených

ratingem BBB, tedy se středně ńızkou pravděpodobnost́ı defaultu za dané ob-

dob́ı. Dle pr̊uměrných korporátńıch měr defaultu z let (1981–2014) uvedených

v tabulce 7.8 jsme určili, že lze doby do defaultu jednotlivých aktiv modelo-

vat prostřednictv́ım exponenciálńı distribučńı funkce s odhadnutým parametrem

329,5772 tedy Zi ∼ Exp(329,5772), i = (1, . . . , n).

Dále jsme pro 10000 nezávislých portfolíı (tj. N∗ = 10000) zjistili, kolik

závazk̊u aktiv z každého nebude splaceno za obdob́ı jednoho roku. Tuto náhodnou

veličinu dále označujeme X. Je zřejmé, že Gaussova, Studentova a Gumbelova

kopula maj́ı významný vliv na závislostńı strukturu mezi dobami selháńı, a tud́ıž

i na výsledné počty default̊u a očekávanou hodnotu CDO.

K tomu, aby výsledky byly porovnatelné, jsme dle praktických zkušenost́ı

popsaných v [34] vytvořili
”
umělou“ korelačńı matici danou Spearmanovými ρS.

Závislosti mezi všemi aktivy jsme pevně stanovili na hodnotě 0,2 a následně

jsme hledali odpov́ıdaj́ıćı parametry kopul, které by nejlépe vystihovaly danou
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závislostńı strukturu prostřednictv́ım vzdálenosti mezi teoretickou a odhadnutou

korelačńı matićı. V tabulce 7.5 uvád́ıme výsledné odhadnuté parametry kopul.

Spojeńım daných marginálńıch funkćı a kopuly s určeným parametrem, jsme poté

Gauss Gumbel Student

θ 0,2110 1,163 0,2200; ν = 5

Tabulka 7.5: Odhady parametr̊u Gaussovy, Gumbelovy a Studentovy kopuly.

źıskali n-rozměrnou sdruženou distribučńı funkci, udávaj́ıćı společné chováńı dob

do defaultu podkladových aktiv.

Náhodně bylo generováno N∗ vzájemně nezávislých stejně rozdělených port-

folíı s n aktivy (dluhopisy) a byl zaznamenáván počet default̊u aktiv každého

tohoto portfolia. Z výsledk̊u byl vytvořen histogram, udáváj́ıćı četnosti portfolíı

s danými počty default̊u. Relativńı četnosti počtu default̊u (představuj́ıćı zde

odhady př́ıslušných pravděpodobnost́ı) vzniknou vyděleńım četnost́ı jednotlivých

pozorováńı jejich celkovým počtem.

Histogramy těchto simulaćı jsou vykresleny na obrázku 7.7. Je znatelné, že

jsou při generováńı d́ıky exponenciálńımu rozděleńı přikládány větš́ı váhy nižš́ım

hodnotám default̊u. To se projev́ı na výsledćıch jejich očekávaných hodnot, které

jsou rovny v př́ıpadě generováńı z Gaussovy, Gumbelovy, resp. Studentovy kopuly

hodnotám 3,6736, 3,6312, resp. 3,6391, tedy neschopnosti splácet přibližně čtyř

firem za dané obdob́ı, a ve velice malé šanci, že všichni dlužńıci defaultuj́ı.

Zat́ımco Gaussova a Studentova kopula maj́ı podobné rozložeńı četnost́ı počt̊u

default̊u, histogram Gumbelovy kopuly se výrazně lǐśı předevš́ım v pravděpodob-

nosti výskytu v́ıce jak 14 default̊u v portfoliu (P (X < 14) = 0), a také v nižš́ı

špičatosti rozděleńı pravděpodobnost́ı počt̊u default̊u.

Jedinou kopulou, jenž vykazuje jistou (malou) pravděpodobnost, že by všechny

finančńı toky mohly selhat, je Studentova kopula. Jej́ı těžké chvosty zajǐst’uj́ı, že

bude brán zřetel i na extrémńı př́ıpady.

Empirické rozděleńı pravděpodobnost́ı náhodné veličiny X je uvedeno v Do-

datku v tabulkách 7.9, 7.10 a 7.11.
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Obrázek 7.7: Histogramy četnost́ı portfolíı s danými dobami default̊u źıskané
generováńım z Gaussovy (vlevo), Gumbelovy (uprostřed) a Studentovy kopuly
(vpravo).

Následně se zaměř́ıme na nast́ıněńı ohodnocováńı tranš́ı CDO a ukážeme, jak

námi vybraný typ kopuly může ovlivnit př́ıslušné očekávané výnosy. K odhadu

očekávané hodnoty CDO je potřebné znát celkovou hodnotu portfolia a rozložeńı

tranš́ı. Fiktivńı portfolio, které uvažujeme ńıže, bude mı́t hodnotu 20 Kč. Tranše,

jimž budou přiděleny výnosy prostřednictv́ım principu vodopádu, jsou stanoveny

procentuálńımi pod́ıly z celého portfolia aktiv uvedenými v tabulce 7.6. Dále

Ekvitńı Mezaninová Seniorńı

% 0 - 5 5 - 20 20 - 80

Tabulka 7.6: Struktura tranš́ı fiktivńıho CDO.

je potřebné odhadnout mı́ru náhrady, kterou lze vymoci v př́ıpadě, že dlužńık

neńı schopen splatit své závazky, a inflačńı mı́ra. Dle praktických zkušenost́ı se

obyčejně uvád́ı mı́ra návratnosti M = 0,2. Vzhledem k relativně krátkému obdob́ı

jednoho roku bude uvažována nulová inflačńı mı́ra.

V př́ıpadě, že nominálńı hodnota každé akcie je 1 Kč, bude očekávaná hodnota

(OH(t)) každé tranše vypoč́ıtána vztahem

OH(t) =
1

N∗

N∗∑
i=1

20∑
j=1

Mij(t) ·Nij(t)

kde i = {1, . . . , N∗}, j = {1, . . . , 20} a symbol Mij(T ) znač́ı mı́ru návratnosti j-té

akcie i-tého portfolia v roce T , tedy hodnotu 1 v př́ıpadě, že v daném portfilu
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j-tý dlužńık nedefaultuje v roce T , anebo 0,2 když defaultuje. Nij(T ) se rovná

hodnotě 1 v př́ıpadě, že je realizace doby do splatnosti vyšš́ı než T a 0 jinak.

Na základě simulace jsme pro každý typ kopul obdrželi histogramy uvedené

v Dodatku na obrázćıch 7.13, 7.14 a 7.15, udávaj́ıćı výnosy jednotlivých tranš́ı

a následně jsme vypoč́ıtali jejich očekávané hodnoty, viz tabulka 7.7.

Ekvitńı Mezaninové Seniorńı

Gauss 0,1207 1,2629 13,6508
Gumbel 0,1766 1,1710 13,5288
Student 0,1754 1,4030 13,4889

Tabulka 7.7: Očekávané hodnoty výnosu ekvitńı, mezaninové a seniorńı tranše
modelované Gaussovou, Gumbelovou a Studentovou kopulou.

Lze vidět, že ekvitńı tranše generovaná prostřednictv́ım Gumbelovy kopuly

má nejvyšš́ı očekávanou výnosnost, očekávaná hodnota výnosu pro mezaninovou

tranši je nejvyšš́ı u modelu generovaného Studentovou kopulou a Gaussova kopula

vykazuje nejvyšš́ı výplatu seniorńı tranše. Zdá se, že závislosti v chvostech maj́ı

velký vliv na uvedené očekávané hodnoty. Připomı́náme, že Gaussova kopula je

ve svých chvostech nezávislá, a tud́ıž vykazuje pouze ojedinělé výskyty extrémńıch

hodnot. Gumbelova kopula má těžký horńı chvost, a proto neńı modelováno

mnoho př́ıpad̊u selháńı, a Studentova kopula je souměrně těžká na obou svých

chvostech, což umožńı modelováńı výskytu jak vysokých, tak ńızkých extrémńıch

hodnot.

Na obrázćıch 7.13, 7.14 a 7.15 si je také možné všimnout, že zat́ımco četnosti

výnos̊u seniorńı, resp. ekvitńı tranše, jsou pro vyšš́ı hodnoty rostoućı, resp. kle-

saj́ıćı, očekávaná hodnota mezaninové tranše je dána hlavně svými extrémy. Jedná

se o tzv. korelačńı úsměv, který je popsán v [5].

K výběru vhodné kopuly je však ještě potřebné znát vhodnou závislostńı

strukturu default̊u mezi páry aktiv. Dř́ıve jsme uvažovali stálou hodnotu 0,2.

Nyńı nás zaj́ımá, jak by se výsledná očekávaná hodnota tranš́ı změnila v př́ıpadě,

že by p̊uvodńı aktiva byla méně diverzifikována, tedy vzrostla by hodnota ρS.

Vytvořili jsme tedy daľśı umělé korelačńı matice, jejichž párové korelačńı ko-
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eficienty se v rámci této matice rovnaly (pro rozd́ılná aktiva) a vypoč́ıtali jsme

př́ıslušné parametry pro jednotlivé typy kopul. Zaj́ımala nás předevš́ım nezáporná

závislost podkladových aktiv. Následně jsme postupně ohodnotili všechny tranše

fiktivńıho CDO. Výsledky jsou znázorněny v grafu 7.8.
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Obrázek 7.8: Očekávané výnosy seniorńı, mezaninové a ekvitńı tranše v závilosti
na hodnotě ρS.

Z graf̊u je vidět, že hodnota ekvitńı a mezaninové tranše se s nižš́ı diverzifikaćı

zvyšuje pro všechny tři typy kopul. Až na portfolia složené z dokonale závislých

a nezávislých aktiv, jsou hodnoty očekávaného výnosu ekvitńı tranše nejvyšš́ı pro

modely Gumbelovy a Studentovy kopuly, zat́ımco hodnota výnosu mezaninové

tranše je zcela dominována modelem generovaným prostřednictv́ım Studentovy

kopuly.

Klesaj́ıćı očekávaná hodnota výnosu pro seniorńı tranši je však poněkud komp-

likovaněǰśı. Hodnota této tranše v př́ıpadě Gumbelovy kopuly, ač nejvyšš́ı v př́ıpadě

nezávislosti aktiv, rychle klesá na nejnižš́ı. Model Gaussovy kopuly dominuje

očekávaný výnos seniorńı tranše do bodu, kdy je ρS = 0, 6. Také lze sledovat, že

pro v́ıce diverzifikovaná aktiva je hodnota výnosu této tranše nejvyšš́ı pro kopulu

Studentovu.

Jak již bylo zmı́něno, v př́ıpadě, kdy nejsou známa přesná historická data,

a tud́ıž jednotlivé modely závislost́ı nelze posoudit např. testy dobré shody,

řešeńı neńı jednoznačné. Nicméně, na předchoźıch grafech jsme chtěli znázornit,

že pokud je vyb́ırána kopula, je vhodné brát v úvahu jak chováńı kopul tak

i závislosti mezi proměnnými.
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Závěrem bychom chtěli poukázat na některé daľśı nedostatky konkrétněji. Je

zjevné, že velký počet uvedených argument̊u drasticky zvyšuje riziko jeho ne-

přesnosti či nevhodnosti, a proto se zaměřujeme na nejkritičtěǰśı z nich. Upo-

zorňujeme, že nejsou uvažovány chybně ohodnocené ratingy jednotlivých aktiv

a záměrné zneužit́ı modelu. Dále jsme se zde nevěnovali problému tzv. korelačńıho

úsměvu, který je bĺıže popsán v [5].

Prvńı nedostatek se týká samotného výběru podkladového portfolia. V uve-

deném modelu bylo složeno z 20 aktiv, jejichž pravděpodobnosti defaultu byly

stejně rozdělené dle ratingu BBB. V reálném př́ıpadě jsou však k modelováńı

CDO použ́ıvány r̊uzné druhy aktiv (dluhopisy, akcie, CDO, atd.) s rozd́ılným

ratingem, dobou splatnosti a v daleko větš́ım množstv́ı. Článek [6] uvád́ı, jak tyto

předpoklady mohou ovlivnit následný model. Zde uvedená analýza prokázala, že

je model velice citlivý na jejich změny.

Daľśım d̊uležitým předpokladem je použitá struktura závislost́ı default̊u jed-

notlivých aktiv. Ačkoliv jsme v našem modelu uvedli stejnou mı́ru asociace pro

selháńı všech pár̊u aktiv, je vhodné předpokládat, že v normálńı situaci bu-

dou tyto závislosti rozd́ılné. To zásadně ovlivńı jak vhodný typ, tak vypočtené

parametry kopul.

Ukázali jsme tak, že výběr druhu kopuly, modeluj́ıćıho závislosti doby do

defaultu, může také významně ovlivnit výsledné hodnoty modelu. Tř́ıda použité

kopuly muśı být tedy pečlivě zvážena na základě jej́ıch vlastnost́ı a předpoklad̊u.

Posledńım zmı́něným problémem je výpočetńı náročnost daného modelu. Po-

kud bude uvažováno portfolio složené z pr̊ukazného vzorku aktiv s r̊uznými ra-

tingy (např. 100) a provedeme simulace Monto Carlo pro 10000 nezávislých po-

zorováńı, výpočetńı čas se mnohonásobně zvýš́ı.
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Závěr

Hlavńım záměrem této práce bylo seznámit čtenáře se základńı teoríı a vlast-

nostmi dvou a v́ıcerozměrných kopul a jejich praktickým využit́ım.

Toho bylo dosaženo pomoćı popisu dané problematiky na dvou př́ıkladech,

přičemž prvńı z nich se týkal modelováńı kopul na reálných datech a druhý z nich

znázorňoval fiktivńı model ohodnocováńı CDO. Při řešeńı praktických př́ıklad̊u

bylo využito softwaru R, konkrétně knihovny copula.

Tematika kopul je jedna z velice diskutovaných, a dle autorky také velice

zaj́ımavých, matematických teoríı. V posledńıch letech vzniklo mnoho (převážně

anglických) článk̊u, které se zabývaj́ı jak jej́ımi teoretickými poznatky, tak prak-

tickými aplikacemi. Těmi je předevš́ım myšleno jejich použit́ı při modelováńı

CDO.

Dı́ky tomuto
”
boomu“ narazila autorka během psańı této práce na několik

problémů. Prvńı z nich byl, jak již to u odborných článk̊u bývá, překladatelský.

Některé názvy matematických metod, které se vyskytuj́ı v teorii kopul, ještě

nebyly přeloženy do českého jazyka (nebo námi alespoň nebyly objeveny).

Daľśım oř́ı̌skem byl výběr dat a př́ıklad̊u použit́ı kopul. Jak již bylo zmı́něno,

ohodnocováńı a ratingu CDO se již věnovalo spoustu autor̊u, kteř́ı poukazo-

vali na př́ınosy, avšak i na slabá mı́sta těchto finančńıch derivát̊u. Nav́ıc mod-

ely CDO prošly po finančńı krizi, která se jim z části kladla za vinu, daľśımi

změnami. Vzhledem k nejednoznačnosti modelováńı CDO pomoćı kopul, a tud́ıž

k nemožnosti jistého výsledku, se autorka rozhodla praktickou část rozdělit na

dvě části.

Prvńı (exaktněǰśı) část byla zaměřena na situaci, kdy je dán soubor finančńıch
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dat. Na nich byl předveden optimálńı postup modelováńı mnohorozměrné dis-

tribučńı funkce pomoćı kopul. Byly zde porovnány dvě metody odhad̊u parametr̊u

(IFM a CML). Ukázalo se, že ačkoliv byly odhady parametr̊u pro obě, metody

podobné, metoda maximálńı pseudověrohodnosti lépe aproximovala datový sou-

bor. Rodinou, která nejlépe popisovala p̊uvodńı soubor, byla Studentova t-kopula.

Druhá část se již zaměřovala na modelováńı nezajǐstěné dluhové obligace. Tato

část práce měla poukázat na jeho základńı milńıky a úskaĺı. Hlavńım úkolem

nebylo vybráńı vhodné kopuly, ale sṕı̌se znázorněńı, jak jednotlivé typy kopul

mohou ovlivnit celé oceněńı tranš́ı CDO.

Je zřejmé, že pokud uživatel nerozumı́ dané problematice či model špatně

specifikuje, může obdržet nerelevantńı výsledky. Bylo by tedy vhodné, podobně

jako v prvńım př́ıkladu, nejprve otestovat jednotlivé typy kopul a zjistit, který

je nejvhodněǰśı. Bohužel to většinou neńı možné, nebot’ jsou CDO při své tvorbě

nejprve modelovány fiktivńımi aktivy a svou opravdovou strukturu nabývaj́ı až

po emitaci tranš́ı, př́ıpadně se během své životnosti ještě měńı. Tv̊urce modelu je

tedy odkázán na své odborné znalosti a notnou dávku předpoklad̊u.
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Dodatek

Př́ıklad 1: Aplikace modelováńı kopul na reálných

datech
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Obrázek 7.9: Porovnáváńı empirické distribučńı funkce výnosové křivky Mi-
crosoftu s distribučńımi funkcemi normálńıho rozděleńı pravděpodobnost́ı
s parametry (0,0011; 0,025), Cauchyova rozděleńı pravděpodobnost́ı s parametry
(0,0004; 0,0131) a logistického rozděleńı pravděpodobnost́ı s parametry (0,0012;
0,0124).
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Obrázek 7.10: Hodnoty testovaćıch statistik a kritéríı udávaj́ıćı, zda distribučńı
funkce normálńıho, Cauchyova a logistického rozděleńı je vhodnou aproximaćı
empirické distribučńı funkce výnosu akcíı Microsoftu.
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Obrázek 7.11: Porovnáváńı empirické distribučńı funkce výnosové křivky Gen-
eral Electrics s distribučńımi funkcemi normálńıho rozděleńı pravděpodobnost́ı
s parametry (0,0011; 0,0182), Cauchyova rozděleńı pravděpodobnost́ı s parametry
(0,0008; 0,0104) a logistického rozděleńı pravděpodobnost́ı s parametry (0,0011;
0,0101).
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Obrázek 7.12: Hodnoty testovaćıch statistik a kritéríı udávaj́ıćı, zda distribučńı
funkce normálńıho, Cauchyova a logistického rozděleńı je vhodnou aproximaćı
empirické distribučńı funkce výnosu akcíı General Electrics.

Př́ıklad 2

Roky 1 2 3 4 5 6 7 8 9 10
0,2 0,57 0,96 1,46 1,95 2,43 2,84 3,26 3,66 4,06

Roky 11 12 13 14 15
4,49 4,84 5,17 5,5 5,84

Tabulka 7.8: Pr̊uměrné kumulativńı mı́ry default̊u firem (v %) dané ratingem
BBB (1981–2014), viz [36].

# default̊u 0 1 2 3 4 5 6
P (X ≤ x) 0,1207 0,1555 0,1471 0,1401 0,1136 0,0896 0,0649

# default̊u 7 8 9 10 11 12 13
P (X ≤ x) 0,0485 0,0378 0,0299 0,0187 0,0129 0,0096 0,0043

# default̊u 14 15 16 17 18 19 20
P (X ≤ x) 0,0038 0,0012 0,0014 0,0001 0,0002 0,0001 0.0000

Tabulka 7.9: Rozděleńı pravděpodobnosti náhodné veličiny X generované
z Gaussovy kopuly.

76



# default̊u 0 1 2 3 4 5 6
P (X ≤ x) 0,1766 0,1030 0,1076 0,1170 0,1227 0,1139 0,0961

# default̊u 7 8 9 10 11 12 13
P (X ≤ x) 0,0662 0,0464 0,0272 0,0144 0,0062 0,0017 0,0009

# default̊u 14 15 16 17 18 19 20
P (X ≤ x) 0,0001 0,0000 0,0000 0,0000 0,0000 0,0000 0,0000

Tabulka 7.10: Rozděleńı pravděpodobnosti náhodné veličiny X generované
z Gumbelovy kopuly.

# default̊u 0 1 2 3 4 5 6
P (X ≤ x) 0,1754 0,1612 0,1418 0,1096 0,0886 0,0775 0,0596

# default̊u 7 8 9 10 11 12 13
P (X ≤ x) 0,0472 0,0351 0,0286 0,0237 0,0153 0,0131 0,0082

# default̊u 14 15 16 17 18 19 20
P (X ≤ x) 0,0068 0,0040 0,0017 0,0015 0,0006 0,0004 0.0001

Tabulka 7.11: Rozděleńı pravděpodobnosti náhodné veličiny X generované ze Stu-
dentovy kopuly.
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Obrázek 7.13: Histogramy výnosu akcíı každé tranše za dané obdob́ı modelované
prostřednictv́ım Gaussovy kopuly.
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Obrázek 7.14: Histogramy výnosu akcíı každé tranše za dané obdob́ı modelované
prostřednictv́ım Gumbelovy kopuly.
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Obrázek 7.15: Histogramy výnosu akcíı každé tranše za dané obdob́ı modelované
prostřednictv́ım Studentovy kopuly.
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https://www.researchgate.net/publication/228760120 Applying copula fun-

ction to risk management.

[36] S&P Global Ratings: Default, Transition, and Recovery:

2014 Annual Global Corporate Default Study And Rat-

ing Transitions. [online]. 2015, [cit. 2017-02-16]. Dostupné z:
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