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Abstrakt

Tato bakalarska prica sa venuje problematike detekcie tvari v nekvalitnych videozazna-
moch, pricom sa konkrétne zameriava na prekryté tvare. Popisuje zdkladné principy al-
goritmov strojového ucenia a ich métody, ktoré su ¢asto vyuzivané v oblasti pocitacového
videnia. Z nich s blizsie priblizené konvolu¢né neurénové siete a ich state of the art modely
zamerané detekciu tvari. V praktickej ¢asti boli vytvorené a natrénované modely na detek-
ciu tvari inspirované zndmym state of the art modelom RetinaFace. Najlepsia varianta z
nich dosauje na WIDER Face HARD testovacom sete 85,5% priemernt presnost a na testo-
vacom sete zameranom na prekryté tvare 90,9%. Sucastou price je aj program s grafickym
uzivatelskym rozhranim, ktory poskytuje nastroje na pouzitie vytrénovanych modelov na
videu a obrazkoch.

Abstract

This bachelor thesis deals with face detection in low quality videos, while mainly focusing
on occluded faces. It describes elementary priciples of machine learning algorithms and their
methods, which are often used in the field of computer vision. Out of them are more closely
described convolutional neural networks and their state of the art models focused on face
detection. Out of those, convolutional neural networks and state of the art models for face
detection are more closely described. For the practical part face detection models inspired
by state of the art model RetinaFace were implemented and trained. The best performing
model achieves 85.5% average precision on WIDER Face HARD testing dataset and 90.9%
on dataset focused on occluded faces. Part of this thesis is also a program with graphical
user interfaces which provides tools to use developed models on videos and pictures.

KTacové slova
detekcia tvary, kamerové systémy, nekvalitné videozdznamy, neurénové siete, strojové uce-
nie, konvoluéné neurénové siete, Keras, RetinaFace, WIDER Face, prekryté tvare

Keywords

face detection, closed circuit cameras, poor quality videos, neural networks, machine lear-
ning, convolutional neural networks, Keras, RetinaFace, WIDER Face, occluded faces

Citacia

KOVAL, Michal. Detekce obliceje v nekvalitnich videozdznamech. Brno, 2020. Bakalarska
prace. Vysoké uceni technické v Brné, Fakulta informacnich technologii. Vedouci prace
Tomas Goldmann, Ing.



Detekce obliceje v nekvalitnich videozaznamech

Prehlasenie

Prehlasujem, Ze som tuto bakaldrsku priacu vypracoval samostatne pod vedenim péana
Ing. Tomasa Goldmanna. Uviedol som vsetky literarne pramene, publikacie a dalSie zdroje,
z ktorych som cerpal.

Michal Koval
11. maja 2021

Podakovanie

Tymto by som chcel podakovat panovi Ing. Tomasovi Goldmannovi za jeho ¢as a odbornt
pomoc pri vypracovavani tejto bakalarskej prace. Taktiez chcem podakovat svojim rodi¢om,
rodine a priatelom za ich podporu pocas celého studia.



Obsah

Uvod

Kamerové systémy pre monitorovanie verejného priestranstva
2.1 Prvky kamery . . . . . . . Lo

2.2 Zaznamové zariadenia . . . . . .. .. ..o
2.3 Priklady praktického nasadenia . . . . . . ... ..o
2.4 Problémy a efektivita kamerovych systémov . . . . ... ... ... ... ..
2.4.1 Technické spracovanie . . . . . .. .. .. ... ...
2.4.2 Manudlne spracovanie . . . . . . . . ... e e
2.4.3 Umiestnenie kamery . . . . . . . .. ... o000

Algoritmy strojového ucenia pre detekciu tvari

3.1 Umel4 inteligencia, strojové ucenie a hlboké ucenie . . . . . .. .. ... ..
3.1.1 Umeld inteligencia . . . . . . . . ... ... 0o
3.1.2 Strojové ucenie . . . . . ...
3.1.3 Hlboké uCenie . . . . . . . . . . ...

3.2 Umelé neurénové siete . . . . . . . . . . Lo e
3.2.1 Trénovanie neurénovych sieti . . . . . ... .. ... L.
3.2.2 Konvoluéné neurénove siete . . . . . . . ..o

3.3 Algoritmy detekcie tvari . . . . .. ..o
3.3.1 Viola-Jones algoritmus . . . . . . ... ... o oo
3.3.2 Detekecia objektu . . . ... oo
3.3.3 Moderné algoritmy . . . . . .. ... Lo oo

Navrh a implementéacia detektoru tvari

4.1 Pouzité néstroje a technolégie . . . . . . .. ... o oL
4.1.1 Python . . ... . e
4.1.2 Jupyter Notebook . . . . . ... ... .. oo
4.1.3 Tensorflow . . . . . . . . . e
4.1.4 Keras . . . . . . e e e e e
415 PyQt . . .
4.1.6 OpenCV . . . . . . e

4.2 Pouzity vypofetny hardware. . . . . . . . . . ... ...
4.2.1 Metacentrum . . . . . . .. ..o e e e e e e
422 Google Colab . . . . . . . .. L e

4.3 N&avrh detektoru . . . . . . . ...

4.4 Vyber datovejsady . . . . . . . ...

4.5 Model konvolu¢nej neurénovej siete . . . . . . ...

[9Y]

© 00 00 00~ O

11

11
12
12
13
16
18
20
20
21
23



4.6 Priprava dat. . . . . .. . oL

4.7 Konfiguratné sibory . . . . . ...
4.8 Trénovanie . . . . . . . . . e e e e e
4.9 Aplikdcias GUL. . . . . . 0oL
Experimenty a dosiahnuté vysledky
5.1 Metrika vyhodnotenia . . . . . . .. ... oo
5.2 Porovnanie s existujicimi detektormi . . . . . ... ..o
5.3 Zhodnotenie detekcie prekrytych tvari . . . . ... ..o 00000
5.4 Vykonnost modelov . . . . . .. ...
6 Zaver
Literatara

A Obsah prilozeného pamétového média

38
38
39
39
40

42

44

50



Kapitola 1

Uvod

Tato praca praca sa zaoberd problematikou detekcie tvari v nekvalitnych videozaznamoch.
So zvysSovanim vypocetnej sily pocitacov a pokrokoch v oblasti strojového ucenia sa rdzne
aplikacie pocitacového videnia stavaju kazdodennou zalezitostou, ako napriklad odomknu-
tie telefénu snimkom tvare alebo autonémne auta. Cielom detekcie tvare je najst polohu
tvare (napr. oznacit rAmcéekom) v obraze. Tento krok je kluCovy aj pri rozpoznavani tvari,
pretoze najskor treba vediet, kde st aby sa dali identifikovat. Vyznamnou aplikdciou tichto
technologii s kamerové systémy. Vyuzitim pocitacového videnia sa daju kamerové systémy
vyrazne zefektivnit. Aplikdcie mézu byt rozne, identifikdcia hladanych oséb, detekcie zlo-
¢inu alebo dozor nad lockdownom pocas pandemie COVID-19. Pre realiziciu tychto metod
sa v praxi velmi ¢asto pouziva implementacia pomocou réznych typov neurénovych sieti,
ktoré si vhodné najmé vdaka ich architektire, schopnosti abstrakcie a ucenia sa.

Na zaciatku tejto préice je citatel oboznameny s oblastou kamerovych systémov. Su
popisané ich technické parametre, vyuzitie a nac¢rtnutd vyznamnost ich pouzitia spolu s
algoritmami strojového ucenia.

Dalsia ¢ast pokra¢uje popisom strojového uéenia a metéd na detekciu tvari v obraze.
St v nej vysvetlené zakladné pojmy umelej inteligencie a strojového ucenia. Nésledne ne-
urénové siete a konvolucné neurénové siete, ktoré su zdkladom mnohych algoritmov pre
detekciu tvari. Je popisany princip ucenia neurénovych sieti a ich sucasti, ako si vrstvy
a aktivacné funkcie. Pri konvolu¢nych neurénovych vrstvich je popisand aj operacia dis-
krétnej dvojrozmernej konvolicie, ktord je zakladom konvolué¢nych neurdémovych vrstiev.
Na zaver kapitoly si popisané samotné algoritmy a modely strojového ucenia pre detekciu
tvari.

V ramci praktickej ¢asti bol navrhnuty a implementovany detektor tvari so zameranim
na prekryté tvare. Ten bol potom pouzity v programe s grafickym uzivatelskym rozhranim,
ktory umoznuje jednoduché pouzivanie detektoru a demonstruje jeho funkénost. Architek-
tura detektora vychadza zo state of the art metédy RetinaFace. Vyuziva modetné techniky
ako st pyramida priznakov, kontextové moduly a multi-task stratovia funkciu. Z tejto ar-
chitekttiry bolo implementovanych a vytrénovanych 6 réznych modelov. Kazdy vyuziva int
takzvanu ,,chrbotva“ siet, ktoré slizia na extraciu priznakov. Dektory boli vyhodnocované
v 3 kategéridch. V priemernej presnosti pri vseobecnej detekcii tvari, kde najlepsi model
dosiahol 85,5%. V priemernej presnosti pri detekcii prekrytych tvéari, kde najlepsi vysledok
bol 90,9%. Nakoniec po vykonnostnej stranke pri pouziti na videu, kde najvykonnejsi model
dosiahol od 2 po 8,5 snimkov za sekundu, v zavislosti od naro¢nosti videa.



Kapitola 2

Kamerové systémy pre
monitorovanie verejného
priestranstva

Priemyselné televizie alebo uzavreté kamerové systémy (CCTV - closed-circuit television)
su v dnesnej dobe velmi bezné a stéale rozsirujice sa prostriedky na monitorovanie verejného
priestranstva. Funguji na principe podobnom televiznemu prenosu, avsak signal nie je ve-
rejne pristupny. Dnes sa uz na prenos kamerového signdlu pouziva aj internet. Podkategéria
kamier vyuzivajucich internet sa naziva IP kamery [50], pretoze vyuzivaji Internet Protocol
pre prenos signalu. Zaznamy dokazu odosielat na vzdialené tloziska a je ich mozno sledovat
aj v priamom prenose.

V tejto kapitole st opisané prvky kamery, ktoré hraji hlavnu dlohu v kvalite snimku.
Budu tu v kratkosti zhrnuté niektoré vyznamnejsie priklady vyuzitia tichto systémov. Zaver
kapitoly sa venuje problematike efektivneho vyuzivania kamerovych systémov a nacrtava
pontecial aplikacie metdd strojového ucenia v tejto oblasti.

2.1 Prvky kamery

U kazdej kamery, ¢i uz sa jedna o bezpec¢nostni kameru alebo digitalny fotoaparat, maja
na vyslednu kvalitu obrazu najvacsi vplyv tieto parametre:

Opticka sistava

Opticka sistava je oko kamery. Informécie st prebraté z [68]. Uéelom optickej ststavy
je sustredovat svetlo na senzor kamery. Zvycajne sa sklada z niekolkych vrstiev Sosoviek.
Snimané svetlo prechidza postupne kazdou vrstvou Sosoviek, pricom kazdd ma niejaky
tcel (filtracia, rozptylenie, spojenie). Sofovky st vyrabané zo skla alebo plastu. Klti¢ovou
vlastnostou materialu je priepustnost svetla, ktort maju sklenené Sosovky lepsiu a preto je aj
ich cena vyssia. DalSou dolezitou sti¢astou v optickej stistave je apertira. Apertira je zvizok
tenkych kovovych lamiel, ktoré vytvaraji kruhovy otvor, pomocou ktorého uzatvarania a
otvarania sa dé regulovat mnozstvo svetla prenikajiceho do objektivu. Nastavenia apertary
maji dopad na hibku ostrosti a celkovii svetlost vysledného obrazu.



Snimacé obrazu - senzor

Snimacé je kIicovy prvok kamier. Konvertuje opticky obraz z optickej sustavy na digi-
talny signal. Sklada sa zo ststavy jednoduchych fotosenzorov. Dnes sa pouzivaji v zasade
dva druhy obrazovych senzorov, typu Complementary Metal Oxide Semiconductor alebo
Charge Coupled Device.

o CCD (Charge Coupled Device) - Informécie prevzaté z [62]. Kazda jednotliva foto-
bunka CCD senzoru je anal6gova — pasivna. Elektricky naboj sa vygeneruje az po
dopade svetla na nu, a je reprezentovany zmenou napétia na kontaktoch fotobunky.
Toto napétie je merané ovladacim obvodom a dalej spracoviavané. Vysledkom je digi-
talna informaécia a elektronickd podoba obrazu, ktory dopadol na plochu celej sustavy
fotobuniek senzora. CCD senzor je pomerne jednoduchy a lacny na vyrobu, mé vsak
niektoré obmedzenia, najméa z hladiska rychlosti.

e CMOS (Complementary Metal Oxide Semiconductor) - Informacie prevzaté z [62].
Obrazovy ¢ip typu CMOS mé jednotlivé fotobunky aktivne, vyrobené polovodic¢ovou
technolégiou CMOS. Kazda fotobunka je vlastne fotodidédou, cez ktord periodicky
prechadza elektricky impulz. Zmena v jeho velkosti ¢i inom parametre nastava v mo-
mente, ked na fotodiédu dopadne svetlo. Nasledne je tato zmena vyhodnocovana a
dalej spracovavana podobne, ako v pripade CCD senzora. ZlozitejSia Struktira samot-
ného obrazového senzora znamenad, Ze jeho vyroba je naroc¢nejsia, a teda aj drahsia.
Na druhej strane znamena podstatne rychlejsiu pracu pri snimani obrazu.

Napajeni
Ridici obvod

Digitalni obraz

Adresovani sloupctl Ridici obvody

Napajeni

Cteni fadku

Digitalni obraz

Obr. 2.1: Schéma CMOS a CCD snimacov (zdroj [26]).



Obrazovy procesor

Obrazovy procesor je mozog kamery. Néasledujice informécie si prevzaté z [45]. Proce-
sor spracuvava digitalny signél prichddzajici zo senzoru. S tymto spracovanim sa spaja aj
mnoho parametrov, ktoré sa daji na kamerach nastavit, ako napriklad kontrast, saturacia,
ostrost a redukcia Sumu. Z hladiska vysledneho obrazu sa teda procesor starda o vyvazenie
bielych farieb, farebny priestor (SRGB, Adobe RGB), ostrost, kontrast, saturaciu, farebny
posun a kompresiu. Kvalita obrazového procesuru je najviac viditelnd prave na farbéach
snimky a redukcii Sumu. Medzi jeho dalsie funcionality patria aj automatické zaostrovanie,
automaticka expozicia, komunikacia s paméitou a ukladanie snimky. Taktiez sa od neho
odvija aj spotreba energie kamerového zariadenia a jej optimalizdciou moézu vyrobcovia
digitalnych fotoaparatov zvysovat pocet snimkov na jedno nabitie.

2.2 Zaznamové zariadenia

Podla rebri¢kou na portile heuréka' je najpreddvanejsia bezné spotrebitelskd IP kamera
Xiaomi Mi Home Security Camera 360° [30]. Je to kamera uréend primérne na monitorova-
nie interiérov. Umoznuje otacanie objektivu v rozsahu 360°, pricom jej zorné pole je 100°.
V predaji su varianty, ktoré snimaju obraz v HD (720p) a aj Full HD (1080p) kvalite pri
15 snimkoch za sekundu. Zaznam méze ukladat na microSD alebo na cloudové tlozisko. Je
vybavena technoldégiami umelej inteligencie na detekciu pohybu a aj IR prisvitu s Low-light
true color technoldgiou, ¢o jej umoznuje snimat aj v tme.

Druhou najpredavanejsou celkovo a prvou najpredavanejSou kamerou ur¢enou pre exte-
riéry je Xiaomi IMILAB Outdoor Security EC2 [24]. Tato kamera tiez disponuje uz zmie-
nenymi vlastnostami ako predosla, Full HD kvalita zdznamu, no¢né videnie, ukladanie na
microSD alebo cloud a detekcia pohybu a aj Iudi. Jej zorné pole ma 120°. Je prisposobena
na vonkajsie pouzitie tym, ze je vodeodolna, zachytava wifi signal az na vzdialenost 100
metrov pri pouziti vhodného routru a disponuje 5100mAh batériou. Vydrz je dalej opti-
malizovand tym, Ze snimanie zapina len vtedy, ked detekuje pohyb, inac¢ je v tispornom
rezime.

| —

Obr. 2.2: VIavo interiérova Xiaomi Mi Home Security Camera 360°, vpravo exteriérova
Xiaomi IMILAB Outdoor Security EC (prevzaté z [25] [24]).

Yhttps:/ /ip-kamery.heureka.sk/
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2.3 Priklady praktického nasadenia

Podla odhadov z prieskumu trhu [44] bolo v roku 2020 vo svete 700 miliénov kamerovych
systémov pre monitorovanie verejného priestranstva. Prieskum zaroven predpoveda, ze tento
pocet stupne v roku 2021 na 1 bilién.

USA

Najvacsie mestd v USA st pod velkym dohladom kamier. Zdrojom informécii bol [6]. V
priemere mé jedno mesto 6 kamier na 1000 obyvatelov, pricom mesto s najvac¢sim osadenim
kamier Atlanta, mé takmer 50 kamier na 1000 obyvatelov. V USA st kamerové systémy
Siroko rozsiahlé a pouzivané od sledovania premavky, prevenciu zlo¢inu na ulicia az po su-
kromnu ochranu majetku. Miami Dade County zacalo pocas COVID-19 pandémie pouzivat
verejné kamerové systémy s vyuzitim umelej inteligencie k sledovaniu, ¢i ludia dodrziavaja
reguldcie socidlneho odstupu pre zamédzenie Sirenia virusu [29].
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Obr. 2.3: Z grafu znazornujiceho kriminalitu a osadenie kamier v mestach USA sa neda
vy¢itat jasna koreldcia medzi po¢tom kamier a kriminalitou (zdroj [6]).

Cinsky systém sociilneho kreditu

Zdrojom informécii je ¢lanok [13]. Cina je domovom pre 9 z 10 najviac sledovanych miest
a je v nej viac ako polovica 54% vSetkych vSetkych bezpecnostnych kamier na svete [31].
Hlavnym motivatorom instalovania tolkych kamier bol ich systém socialneho kreditu. Jeho
ucelom je analyzovat socidlne spravanie ludi a na zédklade toho im pridelovat socidlny kredit,
na zaklade ktorého mozu mat rézne vyhody alebo aj prekdzky v beznom zivote. To usku-
to¢nili vdaka ich velkému poctu kamier, kontroly nad internetom, systému rozpoznavania
tvari a umelej inteligencii. Ich systém dokéaze identifikovat aj vyhladdvané osoby, predikovat
zloCiny alebo sledovat podozrivé spravanie.

COVID-19 lockdown v Moskve

Informécie prevzaté z [51]. V Moskve je umiestnenych zhruba 170 tisic bezpeénostnych
kamier nainsStalovanych na uliciach a v metre. 100 tisic z nich boli vyuzité pocas prvej
viny pandémie COVID-19 na monitorovanie Iudi, ktori mali byt v karanténe. Ich systém



rozoznavania tvari zaloZeny na neurénovych sietach ma 95% uspesnost a dokaze detekovat
aj dodrziavanie odstupov medzi ludmi, ¢i vacsie skupiny ludi pohromade.

2.4 Problémy a efektivita kamerovych systémov

Je mnoho faktorov a nedostatkov, ktoré hraju rolu v efektivnom nasadeni, tychto systémov.
Moze sa jednat o nedostatocnil technicki vybavu tychto systémov, softwarové spracovanie
alebo aj problémy spojené s fudmi, ktori pracuji s kamerovymi systémami.

2.4.1 Technické spracovanie
Ukladanie zaznamov

Informécie v tejto sekcii si prevzaté z [33]. Dnes uz médme bezpeénostné kamery, ktoré
dokazu zaznamendavat video vo vysokej kvalite. Problém ale nastdva s ukladanim videa.
Kamery bezia stale po cely den, kazdy den v tyzdni. Jeden kamerovy systém moze a aj
zvykne mat niekolko kamier sucastne aktivnych. Zakony su vSade iné, ale vic¢sina krajin
vyzaduje aby sa kamerové zaznamy ukladali po dobu niekolkych dni az tyzdnov. Jedna
kamera snimajica v HD? kvalite na 30fps® dokazé za den vyprodukovat aj 6TB dat. Preto
administratory kamerovych systémov optimalizuji ukladanie dat. Komprimuja video za-
znamy alebo aj znizuju kvalitu nahrdvania na kamerach. Cfm dochadza k znizovaniu velkosti
videozdznamov. Dalsf sposob je snimat menej snimkov za sekundu. Pri 15 snimkoch uz ale
videozdznam straca plynulost a moze tak nastat pripad, ze sa vynechaji snimky dolezité
pre identifikdciu pachatela alebo iny ucel kamerového systému.

2.4.2 Manualne spracovanie

Vystupom kamerovych systémov je obrovské mmnozstvo vizudlnych informacii. To teda vy-
tvara problém, ako ich efektivne spracovavat. S tym sa tizko spaja Tudsky faktor operatorov,
ktori videa z kamier sleduju v redlnom cCase. Sledovanie a detekcia sledovanych javov z kame-
rovych zaznamov vyzaduje neustilu pozornost operdatorov tychto systémov. Takato prica je
mentalne namdhava a stresujica pre Iudi [67], ¢o vedie k znizeniu ich pozornosti, zhorSeniu
ich pracovného nasadenia a v konecnom désledku k znizZeniu efektivneho nasadenia tychto
sledovacich systémov. Vo vyskume [15] zameranom na proaktivne sledovanie na jednom
monitore sa ukézalo, Ze tretina vsSetkych ucastnikov, zamerand na vseobecné sledovanie od-
putala pozornost v priebehu prvych 30 minat sledovania. Tretina ticastnikov, zamerana na
detekciu specifickych javov dokazala udrzat pozornost az po dobu 90 mintit. Tato pracu este
viac komplikuje fakt, ze v praxi je jednému operatorovi priradena viac ako jedna kamera a
monitor.

Dalsi problém Iudskych operdtor predstavuje netiimyselna alebo percepénd slepota. Je
to jav, kedy ¢lovek nevnima neocakavany podnet, v dosledku nedostatocnej pozornosti a
zamerania sa iba na konkrétny sledovany podnet. Vyskum zamerany na neiimyselnu slepotu
[47], pozostavajuci z laikov ale aj skisenych operdtorov, vykonavany v realistickych pracov-
nych podmienkach, ukizal Ze celkovo 66% sledovatelov nezaregistrovalo vyc¢nievajuci jav v
simulovanom video zazname, pirata. Dalej sa zistilo, Ze neo¢akavany podnet nedolezity pre

2high definition - 1280x 720 rozliSenie
3 frames per second - snimky za sekundu



Obr. 2.4: Priklad kontrolnej miestnosti kamerovych systémov (zdroj [58]).

ucel sledovania mé omnoho vicsiu Sancu ist bez povsimnutia 79% ako neocakavany dolezity
podnet 55%.

Prave kvoli tymto problémom s manudlnym spracovanim ludskymi operdtorormi ma
zmysel vyvijat a nasddzat inteligentné systémy pre efektivne pouzivanie kamerovych systé-
mov. S tym vSak vznikaji dalsie problémy a vyzvy spajajice sa so softwarovym spracova-
vanim obrazu z kamerovych zadznamov.

2.4.3 Umiestnenie kamery

Nasledujuce paragrafy Cerpaju informécie z [33] [55]. Umiestnenie kamier je tcelové. Je
nutné ich instalovat na miesta, ktoré je potrebné monitorovat. Z toho vsak vyplyvaju kom-
plikacie kvality obrazu spojené s prostredim kamery.

Svetelné podmienky

Kamerové systémy robia zaznamy vkuse, v noci, cez den, v kazdom ro¢nom obdobi. V
takom dynamickom prostredi sa svetelné podmienky neustdle menia. Aj ked bola kamera
nainstalovana optimalne v lete, je velmi mozné, ze bude mat nevhodné svetelné podmienky
v zime, kedy je iné pocasie a slnko zvykne zapadat skor. Su kamery, ktoré maja aj senzory
na infracervené svetlo, pre nahravanie aj v iplnej tme.

Geometric
Skin color models Haar-Like
Low
lighting

) Intensive side
illumination

Obr. 2.5: Priklady detekcie tvari za zlych svetelnych podmienok s réznymi metédami (pre-
vzaté z [36]).



Rozlisenie a vzdialenost objektu

Vyskum zamerany na vzfah medzi vzdialenostou sledovanych objektov a rozliSenia kamier
[55] ukézal, ze jedna kamera s jednym rozlisenim pre dokonalé rozpoznanie tvire nestaci.
Experiment bol prevedeny s 3 rozlicnymi rozliSseniami kamier a na vdialenostiach sledova-
ného subjektu od 3 az do 10 metrov. Vysledky sa lisili pre rézne kamery na jednotlivych
vdialenostiach. Najlepsie skére dosiahla kamera s rozliSenim 1280x720 na vzdialenost 3
metrov. Kamera s najvac¢sim rozliSenim 1920x 1080 dokézala rozonat subjekty s akceptova-
telnymi vysledkami az po vdialenost 10 metrov. Ostatné kamery dokazili roroznat subjekt
na maximalnu vzdialenost 7 metrov. Vysledky ukazuji, Ze vacsie rozliSenie kamery ne-
prinasa nutne vacsiu pravdepodobnost presného rozoznania ale umoznuju rozoznavat aj
subjekty vzdialenejsie od kamery, kedze dochddza k mensej strate kvalite pri orezani a pri-
blizeni na subjekt. Zaroven pri tomto probléme treba brat do uvahy aj to, ze v redlnych
podmienkach sa budi so vzdialenostou od kamery menit aj svetelné podmienky a aj uhol,
pod ktorym kamera sleduje subjekt. Limitaciu umiestnenia kamier treba riesit advekvatnym
umiestnenim dostato¢ného poc¢tu kamier vzhladom k tomu, akt plochu chceme pokryt. Pri
verejnych priestransvach je odporucané pouzivat kamery s ¢o najviacsou kvalitou obrazu a
rozliSenim, pretoze pokryvaju velké zorné pole.

3 meters 4 meters 5 meters 6 meters

7 meters 8 meters 9 meters 10 meters

Obr. 2.6: Extrahované snimky osoby zo zdznamu podla vzdialenosti od kamery (zdroj [55]).
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Kapitola 3

Algoritmy strojového ucenia pre
detekciu tvari

Cielom tejto kapitoly je uviest citatela do problematiky strojového ucenia a detekcie tvare
v obraze. Na to je potrebné vysvetlit kIic¢ové pojmy z oblasti umelej inteligencie, strojo-
vého uéenia a hlbokého u¢enia a ich vzijomny vztah. Dalej bude prebrand problematika
neurénovych sieti a konvoluénych neurénovych sieti, ktoré si ¢asto vyuzivané v oblasti po-
Citacového videnia. Po tichto potrebnych zakladoch st predstavené algoritmy a modely pre
detekciu tvari.

3.1 Umela inteligencia, strojové ucenie a hlboké ucenie

Mnohé problémy si pre Tudi Tahko riesitelné ale zaroven si niro¢né na napisanie algo-
ritmu, aby ich mohol riesit poc¢ita¢. Medzi ne patria aj napriklad rozpoznavanie obrazu ¢i
rec¢i, ktoré si pre nas prirodzené vdaka dlhym rokom evolicie. Takéto problémy st vhodné
na riesenie metédami strojového ucenia. Princip strojového ucenia spociva v tom, Ze ne-
chame pocita¢ naucit sa riesit dany problém namiesto toho, aby sme mu dali explicitny
postup rieSenia. S rasticim vypocetnym vykonom a pokrokoch v oblasti strojového ucenia
v poslednych rokoch sa stretivame s réznymi formami automatizacie komplexnych ¢innosti
pomocou tichto metéd aj v beznom zivote. Od robotickych vysavacov v doméacnostiach az
po auténmne (self-driving) auté.

3.1.1 Umel4 inteligencia

Tato Cast je prebratd z [9]. Myslienka umelej inteligencie (Al - Artificial Intelligence) sa
prvykrat zrodila v patdesiatych rokoch, kedy sa hfstka priekopnikov, z vtedy este iba roz-
vijajiceho sa oboru pocitacovej vedy, zacala zaujimat, ¢i by sme dokazali pocitace prinutit
,mysliet“. Na tato otazku este nemame odpoved. Definicia umelej inteligencie sa postu-
pom casu ustalila na oblast pocitacovej vedy, ktorej icelom je automatizovat intelektualne
ulohy, ktoré st normalne vykondvané Iudmi. Al je obecny obor, ktory zahifna strojové uce-
nie, hlboké ucenie ale aj dalsie pristupy bez ucenia, ako napriklad Sachové algoritmy, ktoré
fungujt na principe explicitnych pravidiel, ale nezahinaju ziadne ucenie.

Dlho sa odbornici domnievali, Ze umeld inteligencia na drovni ¢loveka by mohla byt
dosiahnutd tym, ze by programatori mali dostato¢ne rozsiahlu sadu explicitnych pravidiel
pre manipulédciu s poznatkami. Tata idea umelej inteligencie je zndma ako symbolicka Al
Size sa ukézalo, Ze symbolickd Al je vhodna pre riesenie dobre definovanych logickych prob-
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lémov (hranie Sachu), ale na druhi stranu sa postupom ¢asu prislo aj na to, ze vymysliet
explicitné pravidla pre riesenie nejasnejsich problémov, ako je klasifikdcia obrazu ¢i roz-
poznavanie reci, je velmi zlozité. Reakciou na to bol vznik nového pristupu, ktory nahradil
symbolicky Al: strojové ucenie.

Umela inteligencia

Obr. 3.1: Al podmnoziny.

3.1.2 Strojové ucenie

V klasickom programovani je paradigma symbolickej Al také, ze Iudia zadavaju pravidla a
vstupné data, ktoré budi programom spracované na zaklade pravidiel. Vystupom programu
su niejaké vysledky, odpovede, hodnoty. V strojovom uceni sa meni tdto postupnost vstu-
pov a vystupov. Ludia vkladaji ako vstup data a oc¢akdvané vysledky spracovania tichto
dat. Vystupom su pravidla, ktoré potom moézu byt aplikované na novej sade dat k ziskaniu
novej originalnej odpovede. Strojovy uciaci sa systém je skor natrénovany ako determinis-
ticky naprogramovany. Je postupne zoznamovani s relevantnymi prikladmi pre dany tcel
a v tichto prikladoch nachadza Statistickt struktiru, pomocou ktorej najde pravidla pre
automatizaciu tlohy. [9]
Metody strojového ucenia vyzaduja k najdeniu pravidiel tri veci:

e Vstupné datové body - V pripade detekcie tvari z obrazkou, je potrebné dodat vstupnu
sadu obrazkou, na ktorych sa bude trénovat.

e Ocakavané vystupy - V obrazovej tlohe na rospozndvanie objektorv by to mohli byt
oznacenia ako ,,auto“, ,vlak“ a podobne.

e Metdédu na hodnotenie tspesnosti algoritmu - Slizi na ohodnotenie spravnosti vystu-
pov algoritmu, pouziva sa aj ako spatna vézba pre upravu spdsobu ucenia.

3.1.3 Hlboké ucenie

Zdrojom informdcii pre tito sekciu boli [9][12][28]. Hlboké ucenie je Specifickd podmnozina
strojového ucenia. Princip trénovania je na vyssej abstrakénej drovni. Jedna sa o viac-
stuptiovy hierachicky spdsob, ako sa naucit datové reprezentdcie. Hibka v hlbokom udeni
nenaznacuje hlbsie porozumenie problému dosiahnuté timto pristupom, ale reprezentuje
myslienku postupnych vrstiev reprezenticif. Pocet vrstiev modelu sa nazgva prave hibka
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Obr. 3.2: Strojové ucenie ako nové programové paradigma.

modelu. Tieto vrstevné reprezenticie si takmer vzdy naucené pouzitim modelov nazyva-
nych neurénové siete. Hierarchicka architektira modernych modelov hlbokého ucenia ¢asto
zahina desiatky az stovky vrstiev reprezentécii, pricom sa vSetky pri trénovani ucia.
Hlboké ucenie je stale v rozvoji ale uz bolo Siroko aplikované v tradi¢nych oblastiach
umelej inteligencie ako st sémanticka analyza, spracovavanie prirodzenej reci, pocitacové
videnie a mnoho dalsich. Rozvoju tejto oblasti najviac pomohli tri faktory: drasticky narast
vypoctovej sily pri spracovavani dat (GPU - nVidia CUDA [39]), vyrazne nizsia cena har-
dwaru a najmé vyznamné pokroky v oblasti strojového ucenia. Pre rychlejsi rozvoj oblasti
a jednoduhsiu pracu boli vyvinuté aj niekolké softwarové frameworky zamerané na imple-
mentaciu metéd hlbokého ucenia. Medzi najpouzivanesie patria Keras a PyTorch pre jazyk
Python, Deeplearning4j pre Javu alebo multyplatformové TensorFlow, MXNet a Caffe.

3.2 Umelé neurénové siete

Informécie vychadzaju z [38]. Umelé neurénové siete boli inSpirované nervovymi sistavami
zivych organizmov, konkrétne mozgom, a tym ako pracuje s informéaciami. Neurdn, ¢i uz
umely alebo biologicky v mozgu, je zdkladna vypoctova jednotka. V mozgoch si neurény
poprepajané dokopy, ¢im vytvaraju siete na spracovanie dat. Neurénové siete v mozgoch si
dynamické struktury. Vstupy aj vystupy jednotlivych neurénov sa v ¢ase menia. Tie s v
mozgu realizované ako jemné elektrické signaly. Rovnako sa meni Struktira siete zmenami
prepojenia medzi neurénmi.

Umelé neurdénové siete funguji na rovnakom principe, avsak znacne zjednoduSenom.
Zmeny prepojeni neurénov v mozgu su simulované zmenami vahovych koeficientov vstupov.
Vyslanie elektrického signalu dal$im neurénom v mozgu je nahradené prahovou hodnotou,
ktord rozhodne ¢i umely neurén aktivuje vystup.

Umelé neurénové siete boli ispesne aplikované oblastiach pocitacového videnia, spraco-
vavania prirodzenej reci, autonémych dut, marketingu a mnohych dalsich.

Vrstvy siete

Umelé neurénové siete typicky pozostavaju zo stoviek umelych neurénov. Tie st medzi
sebou poprepéjané a usporiadané do roznych vrstiev. Vystupy n-tej vrstvy si prevedené na
vstupy n+1 vrstvy. Prva vrstva sa nazyva vstupna a jej icelom je prijimat hodnoty z vonku
pre spracovanie a priviest ich na vstupy nasledujtcej vrstvy. Posledna sa nazyva vystupna
a hodnoty na jej vystupe su vysledkom spracovania vstupnych hodnot celym systémom.
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Vnutorné vrstvy sa nazyvaju skryté vrstvy. Ich pocet sa odvija od zlozitosti ulohy, ktord
ma neurénova siet vykonavat a na zvolenom type siete.

Umely neurén

Prvy matematicky model neuronu vytvorili McCulloch a Pitts v roku 1943 [37]. Tento mo-
del je pouzivany dodnes. Sklada sa z troch hlavnych ¢asti: vstupnd, vystupna a funkcna.
Vstupna cast sa sklada zo vstupov a z ich priradenych a nastavitelnych vah. Pomocou vaho-
vych koeficientov sa daja jednotlivé vstupy zvyhodnovat ¢i potlacovat. Vykonna jednotka
spracuje informéacie zo vstupu a vyrata vystup. Vystupna cast spociva v tom, ze privadza
vystupné informécie na vstupy inych neurénov.

Matematicky sa fungovanie umelého neurénu dé popisat vzorcom [60]:

y=9o (Z $iwi> (3.1)
i=0

kde vstupné hodnoty x; st vynasobené ich prislusnymi vahovymi koeficientmi w; a potom
su s¢itané. Na sumu sa aplikuje aktivaéna funkcia ¢ (spravidla nelinedrna) a jej vysledok
je vystupom neurénu, ktory putuje na vstupy nésledujicich neurénov.

Xo=1
synaptické prahova
hodnota

input

nelinedmi
funkce
I Y
_

dend_l"ﬂes 1 , axon terminals

axon

|

cell body output

Obr. 3.3: Podobnost medzi biologickym neurénom a umelym neurénom v neurénovych
sietach (zdroj [46] [41])

Na obrazku 3.4 je zobrazena prahova hodnota wg, ktord nie je pripojena k ziadnemu
vstupu. Ak suma vazeneho stictu nie je viacsia ako prahova hodnota, tak sa neurén neaktivuje
a jeho vystup sa nezmeni.

Aktivaéna funckia

Informécie prevzaté z [60]. U vac¢siny neurénovych sieti prechddzaju vystupy z vrstiev cez
prenosové (aktivaéné) funkcie. Vniitorna suma vstupov je vyhodnotend aktivaénou funkciou,
ktord rozhodne o findlnej hodnote na vystupe neurénu. Ich zmyslom pouzitia je modifika-
cia trovne vystupu do normalizovanych hodné6t. Bez pouzitia tychto funkcii by vstupna
hodnota mohla dosiahnut vysokych hodné6t, ¢o by mohlo spdsobovat problémy najmé u
viacvrstvovych neurénovych sieti. Rozne typy tychto funkcii maju rozny vplyv na presnost
siete. Najviac pouzivané si nelinearne funkcie. St vhodnejsie pre zlozitejsie datové struk-
tary, pretoze sa pomocou nich model Iahsie generalizuje alebo adaptuje na roéznorodejsie
data. Nasledujice funkcie [34] patria medzi najpouzivanejsie.
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Sigmoid graf ma tvar prevrateného ‘S’. Predpis funkcie je A(x) = 1/(14¢e~%). Zvycajne
je pouzitd vo vystupnych vrstvach binarnej klasifikacie. Kedze je je obor hodnét < 0,1 >,
vysledok moze byt odhadnuty ako 1 ak je hodnota vyssia ako 0,5 alebo 0 v opa¢nom pripade.

Hyperbolicky tangens je matematicky posunutd verzia funkcie sigmoid. Su si po-
dobné a mézu byt od seba navzijom odvodené. Jej predpis funkcie je tanh(x) = 2/(1 +
e~2%) — 1 (s pouzitim sigmoidu méze byt aj tanh(z) = 2 * sigmoid(2x) — 1). Zvycajne je
pouzivana v skrytych vsrtvach, vzhladom k tomu ze jej obor je < —1,1 >. Vdaka tomu sa
priemerna hodnota skrytych vrstiev pohybuje v okoli 0. Toto napoméaha uceniu v nasledu-
jucich vrstvach.

ReLU (Rectified Linear Unit) je velmi ¢asto pouzivand v konvoluénych neurénovych
siefach a v neurénoch skrytych vrstiev. Jej predpis je A(z) = max(0,x). Zaporné vstupy
zmeni na 0 a nezdporné hodnoty nechéa bez zmeny, jej obor hodnot je tak < 0,00 >. ReLU je
menej vypoctovo naro¢na ako tanh a sigmoid, pretoze vyzaduje jednoduchsie matematické
operacie (porovnanie). Tym Ze aktivuje nasledujice neurény len niekedy robi siet riedSou
a teda menej naro¢nou na vypocty. Inymi slovami ReLLU urychluje trénovanie siete.

Softmax je tiez podobna sigmoid funcii a rovnako je pouzivana v poslednej vystup-
nej vrstve v klasifikacnych problémoch. V binarnej klasifikacii st pouzitelné obe, pri viac
triednej klasifikacii sa spravidla pouziva softmax spolu s funkciou straty krizovou entropiou.

Tanh RelLU

tanh(x) max(0, x)
E 0

Sigmoid Linear

y = 1/(1+e”~{-x}) y =X

f B
4__/
0 R

Obr. 3.4: Znazornenie vybranych aktiva¢nych funkecii.
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3.2.1 Trénovanie neurdénovych sieti

Informécie v tejte sekcii si erpané z [54]. Klt¢ovou vlastnostou neurénovych sietf je to, ze
programator nespecifikuje vSetky parametre potrebné pre vypocet. Namiesto toho je neuré-
novéa sief trénovand tym, Ze je vystavend tisicom vhodnych prikladov pre tlohu, pomocou
ktorych si upravuje parametre tak, aby maximalizovala tspesnost rieSenia tlohy. Ucia sa
teda na zdklade ,skdsenosti“. Uspesne vytrénovana siet dokdze vraciat spravne odpovede,
bez toho aby sme explicitne vedeli ako ich vyratala. V strucnosti je trénovanie siete opti-
malizaénd tdloha, ktord spociva v upraveni prepojeni (vah) v sieti tak, aby sief pri danom
vstupe podala pozadovany vystup. Aktualne sa na to pouzivaji gradientové metédy, ktoré
funguju na principe derivacii.

Stratova funkcia

Stratova funkcia (loss function) vyjadruje celkovi velkost chyby, ktorej sa dopusta pre-
dikény systém. Cim horsie vysledky predikcif, tym viac rastie hodnota stratovej funkcie.
Spravne odpovede pozname, kedZe sa jedna o ucenie s ucitelom a st obsiahnuté v tréno-
vacich datach. Pocas trénovania sa paremetre siete menia na zaklade chybovej funkcie, tak
aby sa hodnota chybovej funkcie pocas trénovania znizovala. Po zratani chybovej funkcie
sa jej hodnota propaguje spat medzi jednotlivé neurény, smerom od vystupnej vrstvy po
vstupni. Do kazdého neurénu v skrytych vrstvach sa dostane rozna hodnota v zavislosti
od jeho podielu na celkovej hodnote stratovej funkcie. Takto sa $iri informacia o chybe cez
celu siet a kazdy neurdn vie, do akej miery sa podielal na celkovej chybe.

Algoritmus spatného Sirenia chyb

Algoritmus spéatného Sirenia chyb (backpropagation) je najpouzivanej$im algoritmom ucenia
neurénovej siete. Je metédou spétnej propagacie chyby s naslednou tpravou vah spojeni
umelych neurénov. Vykonava postupne kroky optimalizacnej metody zostup po gradiente
(gradient descent) [53]. Meni parametre v neurénovej sieti opa¢nym smerom, nez je gra-
dient chybovej funkcie. Timto priblizuje chybu globalnemu minimu, ktoré je teoretickym
rieSenim reprezentujicim najmensiu mozna chybu. Tato Gprava parametrov sa vykonava
pri kazdej podanej davke dat, pri kazdej iteracii trénovania neurénovej siete. Kazda davka
moze posuvat smer gradientu a teda aj viest k zmene parametrov siete.

Pretrénovanie

Cim ma4 siet viac vrstiev a neurénov tym teoreticky lepsie dokéze aproximovat nejaki
funkciu. Zvysenim poctu vrstiev a neurénov vsak casto nastdva problém pretrénovania
(overfitting). Pretrénovanie sa vyznacuje tym, ze model ma velmi dobri tspesnost a nizku
hodnotu stratovej funkcie na trénovacich datach. Ale v redlnom pouziti a pri valida¢nych
testoch zlyhava. Pretrénovanim straca model schopnost generalizacie. Zabranit pretrénova-
niu sa da zjednodusenim modelu, rozsirenim testovacich dat, augmentaciou dat, droupout
metodou [59], regularizéciou alebo jednoducho znizenim poctu iteracii, do takej miery kym
este nedochédza k pretrénovaniu.

Podtrénovanie

Podtrénovanie (underfitting) je opakom pretrénovania. Model strojohého ucenia je podtré-
novany, ked nedokaze aproximovat trend vychadzajici z dat. Podtrénovanie znizuje presnost
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modelu, ingmi slovami model ,nesedi® (fit) ddtam. Zvycajne to nastéva pri nedostatku tré-
novacich dat alebo aj pri trénovani linedrneho modelu pomocou nelinedrnych dat. V takych
pripadoch st pravidlda modelu prilis jednoduché a flexibilné aby mohli byt aplikovatelné
na malé data. Podtrénovanie méze byt napravené zvysenim komplexity modelu, zvysenim
poctu priznakov, zvySenim doby trénovania a poc¢tu epoch alebo skvalitnenim trénovacej
sady dét (rozsirenie, redukcia Sumu).

AValues . aValues . AValues s
Tim.t:e Timé
Underfitted Good Fit/Robust Overfitted

Obr. 3.5: Ukazka aproximécie funkcie pri podtrénovani, vhodnej miere trénovania a pretré-
novani (zdroj [5]).

Parametre trénovania neurénovej siete

Okrem koeficientov, ktoré sa upravuju pocas trénovania podla optimalizacnej metddy, tak
aby sa hodnota stratovej funkcie znizovala, maji neurénové siete aj hyperparametre. Tie si
vyzaduji manudlny zasah a avahu programéatora modelu, k tomu aby boli vhodne nastavené.
Medzi tieto parametre patria:

e Rychlost ucenia (learning rate) zadava velkost kroku pri algoritme spiatného Sirenia
chyby 3.2.1, ked st parametre aktualizované podla optimalizacnej funkcie. Reprezen-
tuje ako dodlezitd je zmena na vahach. VSeobecne je dobré tréning zacinat s vic¢sou
rychlostou ucenia pre rychlejsie Start ucenia a postupne ju znizovat pre jemnejSie
doladenie vah a zvySenie presnosti.

o Davka (batch) obsahuje trénovacie priklady, ktoré st naraz dané neurénovej sieti
pocas trénovania. Velkost davky vyjadruje pocet trénovacich prikladov v jednej davke.
Obvykla velkost davky je 32, pricom sa moze menit vzhladom k pamétovej narocnosti
dat alebo rychlosti trénovania siete. Privelkd davka vedie k strate schopnosti modelu
generalizovaft.

o Iteracia (iteration/step) je jeden krok trénovania neurdénovej siete, na ktorého konci
sa prevedie Uprava vah neurénov podla metédy zostupu po gradiente [53]. Pocet
iteracii vyjadruje pocet potrebnych daviek k spracovaniu jednej epochy. Teda plati
vztah:

iterations x batch size = epoch (3.2)

e Epocha je ked je spracovana celd trénovacia datova sada modelom raz. Celkovy pocet
epoch teda vyjadruje kolkokrat spracuje algoritmus trénovaci dataset. Poc¢et epéch sa
odvija od pouzivaného datasetu a narocnosti trénovanej tlohy.
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3.2.2 Konvoluéné neurdnove siete

Zdrojom informaécii v tejto sekcii boli [3][70][42]. Konvoluéna neurénova siet (CNN) je jedna
z najvyznamnejsich metdd hlbokého ucenia. Boli tspesne aplikované v sirokej skale oblasti
pocitacového videnia.

Struktira CNN je znidzornend na obrazku 3.6. Na ich vstupe je obrazok a na ich v{stupe
je predikcia triedy. Vstupny vektor vstupuje najskér do konvoluénej vrstvy, kde sa vyko-
nava 2D konvolicia. Vysledok konvolicie je dalej spracovany aktivacnou funkciou (typicky
ReLu 3.2) a jej vysledok putuje do pooling vrstvy. V nej prebieha transformécia obrazu pre
znizenie dimenzii. Tieto vrstvy sa zvycajne aj niekolkokrat za sebou opakuji. Za poslednou
konvolu¢nou vrtvou je tzv. flatten vrstva a v nej sa data prevedi do jedno dimenzional-
neho vektoru. Tento vektor je vstupom plne prepojenej vrstvy. Tichto vrstiev moéze byt
viac za sebou. Poslednd vrstva zvykne mat aktiva¢nt funkciu Sigmoid 3.2 a tolko vystupov
(neurénov), kolko je klasifika¢nych tried v tlohe.

. . — Do
o o &
[+] [+]
° ° — Person
o o
[=] o — k
° ° Cat
~ |. -
4| B R
[+] [+] -
________ ) ° o — Bird
= . . . o o
Convolution Max pooling ° ° —  Fish
i | T _' — Fox
Convolutional Layers + Pooling layers Fully connected layers

Obr. 3.6: Znéazornenie zretazenie vrstiev vo vseobecnej CNN architektire (zdroj [21]).

Konvoluéna vrstva

Ucelom konvolu¢nej vrstvy je pocitat operaciu konvoldcie. Pri spracovavani obrazkov sa
pouziva diskrétna dvojdimenziondlna konvolicia [3]:

(fxm) )= D > fl@—iy—ihij) (3.3)

1=—00 J=—00

kde f je vstupny obrazok, h je konvolu¢nd maska a x,y su stradnice riadkov a stipcov vo
vyslednej matici.

V diskrétnej konvolicii sa da jadro (kernel) vnimat ako tabulka (konvoluénd maska),
ktord pokladame na prislusné miesto obrazku. Kazdy pixel prekryty tabulkou sa vynasobi
koeficientom v prislusnej bunke a nasledne sa spravi suma tichto hodndt. Suma reprezen-
tuje hodnotu nového pixelu. V pripade masky o rozmeroch 3x3 budu prekryté 9 pixely.
Koeficienty masky budi mat hodnotu 1/9. Novy pixel vyrdtany aplikdciou konvolicie na
jedno miesto v pévodnom obraze bude priemerom deviatich okolitich pixelov. Koeficienty v
konvoluénej maske udavaju vplyv hodnot pixelov pod nimi. Ich spravnym nastavenim sa da
nadefinovat velké mnozstvo operdcii (derivicia obrazu, zvyraznenie hrén a dalej). V rdmci
jednej konvolucnej vrstvy je aplikovanych niekolko filtrov. Plati, ze kolko filtrov, tolko vy-
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stupnych priznakovych map. Prave hodnoty tychto filtrov st parametre, ktoré sa siet musi
naucit pri tréningu.

Na kazdi vytvorend mapu priznakov je nasledne aplikovand nelinedrna funkcia, pricom
medzi najpouzivanejsie patri ReLU. Jej predpis je f(x) = max(0, z), ¢iZe len zmeni zdporné
hodnoty na 0 a kladné poneché bez zmeny.
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Obr. 3.7: Princip diskrétnej dvojrozmernej konvolicie (zdroj [70]).

Pooling vrstva

Vseobecne sa pooling vrstvy (pooling layer) nachadzaju za konvoluénymi vrstvami a si
pouzivané na redukciu dimenzii mapy priznakov a parametrov siete, ale tak, aby sa zachovali
najrelevantnejsie ziskané informécie. Pri operécii poolingu sa mapa priznakov rozdeli na
niekolko pod-okien velkosti RxR s nulovym prienikom akychkolvek 2 okien. Z kazdého
okna sa potom ponechd len jeho maximalna hodnota. Vystupy z jednotlivych okien sa
spoja a vytvoria novi zmensent priznakovi mapu. Ked toto aplikujeme na vsetky mapy,
vznikne novd mnozina priznakovych map, ktord poputuje ako vstup do dalSej konvolucnej
vrstvy, kde sa cely tento postup zopakuje. Inou technikou na zmensenie dimenzionality
vystupnej mapy je preskakovanie pixelov (stride). Pri konvolicii pouzivame pri spracovani
velkej vstupnej mapy posuvné okno o velkosti filtra. Znizenie velkosti vystupnej mapy teda
moézeme dosiahnut tak, ze posuvné okno po vstupe nebudeme posuvat o jeden, ale o viac
pixelov. Posun vsak moéze byf maximéalne o velkosti filtra, aby sme na vstupe nenechali
nespracované pixely.

79|67(55(24)... |... 62|95]...
32|145|42|30]... |... 79| 55]...

Obr. 3.8: Ukdzka Max Poolingu, vybera najvacsie hodnoty priznakov (zdroj [42]).
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Plne prepojena vrstva

Za poslednou pooling vrstvou je niekolko plne prepojenych vrstiev (fully connected layers).
Tieto vrstvy st podobné vrstvam v tradi¢nych architektirach neurénovych sieti. V prvnej z
nich d6jde k spojeniu priznakovych map do jednej spolo¢nej vrstvy. Umoznuji ndm vyuzivat
kladnt spatna véazbu. Slizia na vykonanie zaverecnej klasifikacie, vystup tejto vrstvy moze
byt vyuzity k ziskaniu predikci, ¢i urcitd vlastnost patri do danej kategorie, alebo sa da
vyuzit ako vstupny vektor funkcie pre dalsie spracovanie.

3.3 Algoritmy detekcie tvari

Identifikacia objektov z obrdzkov je v dneSnej dobe velmi rozsirend, ¢i uz sa jedna o detek-
ciu a rozpoznanie Tudskej tvare, identifikdciu rucne pisanych znakov alebo inych objektov
priamo z obrazku. Detekcia tvari je konkrétnym pripadom obecnej detekcie objektov, ktora
je podkategoériu pocitacového videnia. Je to trividlny problém pre ludi, ale naroény pre
pocitace. Pre realiziciu tychto identifikacii sa v praxi velmi ¢asto pouziva implementacia
pomocou roznych typov neurénovych sieti, ktoré s vhodné najmé vdaka ich architekture,
schopnosti abstrakcie, generalizacie a ucenia sa.

3.3.1 Viola-Jones algoritmus

Najvyznamnejsi milnik v oblasti detekcie tvari bol Viola-Jones detektor [66] publikovany v
roku 2001. Bol nazvany po svojich autoroch, ktori sa nim zapisali do historie tejto vedeckej
oblasti. Dokazal v detekovat tvare vo videozdznamoch v redlnom case, ¢im dosiahol desat
az stondsobni rychlost v porovnani s vtedy existujicimi algoritmami.

Algoritmus vdaci za svoj uspech trom hlavnym metédam:

e Haar kaskadové priznaky, vyobrazené na obrazku 3.9. Daji sa reprezentovat ako ¢ierne
alebo biele obdlzniky s ITubovoInou velkostou, ktoré sa volne pohybuji po obraze.
Haarov priznak je ¢iselnd hodnota v stupnoch sivej farby vyratana ako rozdiel suctu
pixelov pod bielym obdlznikom a stc¢tu pixelov pod ¢iernym obdlznikom.

o Adaboost [14] - Detektor vyuziva rozhodovaci strom na baze upraveného algoritmu
Adaboost (obrazok 3.9), ktory je optimalizovany tak, ze vzdy vyberd ¢o najmensiu
sadu funkcif klasifikatorov tvare. Klasifikdtory rozdeluju priznaky do niekolkych sku-
pin, pricom sa zacina vidy od vSeobecnych priznakov a pri prvom zlyhanom teste
sa podobraz vyluCuje a nepokracuje dalej. Tymto sa vyrazne redukuje pocet iteracii
klasifikatorov nad podobrazmi.

o Integral Image [4][57] - Technika, ktord prevadza vstupny obraz do Struktiry integ-
ralneho obrazu. Vypocty nad integralnym obrazom vyzadaji vyrazne mensi pocet
aritmetickych operacii pre extrakciu Haarovych priznakov.

ii(e,y) = Y i) (3.4)

"E/S"E7y/Sy

Kde ii(z,y) je integralny obraz, i(2’,y’) je originalny obraz a z,y,z,y’ st stradnice
pixelov.
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Obr. 3.9: Haarove kaskadové priznaky a zndzornenie rozhodovavieho stromu Adaboost (pre-
vzaté z [66]).

3.3.2 Detekcia objektu

Informécie prevzaté z [56]. Moderné metédy detekcie objektov v obraze si postavené na
hlbokych konvolu¢nych neurénovych sietach. Obrazok je dany na vstup siete a nasledne
prechadza cez rézne konvoluéné a pooling vrstvy. Vystupom je vo forméte triedy najdeného
objektu. Obecny postup pri detekcii objektov sa sklada z nasledujtcich krokov:

e Obrazok je na vstupe siete. Pred tymto krokom je mozné este aplikovat metody pred
spracovania dat. V rameci obrazovych dat sa ¢asto pouzivaju jednoduché upravy ob-
razkov ako roticia, posuny, zmeny velkosti a podobne. Tymto krokom sa obohacuje
datova sada, ¢o moze viest v koneCnom désledku k presnejSiemu modelu s lepsou
schopnostou generalizovat.

e Obréazok je rozdeleny do niekolkych roznych regionov. Tieto regony st nazyvané aj
nanchor bozes* alebo , prior boxes®. Su réozne metodiky na generéciu tichto regiénov
3.3.2, pri com cielom je ich generovat vhodne mnozstvo a vo vyhovujucich velkostiach.
Problém s tymito faktormi vznika v tom, Ze ich méze byt vygenerovanych privela
a drasticky sa tym zvysi vypoctova doba. V opac¢nom pripade by to zas viedlo k
vynechaniu potencionalnych oblasti kde by sa mohli detekované objekty nachadzat a
teda k zniZeniu sensitivity detektoru.

o Kazdy z tichto regionov je povazovany za samostatny obrizok ktory je dany konvo-
luénej neurénovej sieti, z ktorej ziskame jeho klasifikdciu. Ci sa v regiéne nachadza
objekt, sa urci podla Intersection over Union (IoU) metriky, blizsie popisanej v 5.1.

e Regiény a ich klasifikdcie st skombinované spiat do dokopy, ¢im ziskavame originalny
obrazok s detekovanymi objektmi.

Jednostadiové a dvojstadiové detektory

Informacie prevzaté z [28]. Moderné detektory sa vSeobecne delia do dvoch tried: jednosté-
diové (single-stage) a dvojstadiové (two-stage) detektory.

Medzi moderné dvojstadiové detektory patria Faster R-CNN (Faster Region-based Con-
volutional Neural Networks) a Mask R-CNN. Dvojstadiové detektory rozdeluji proces na
2 kroky: V prvej faze pouzivaju Region Proposal Network (RPN) k vygenerovaniu regio-
nov (nazyvané aj kotvy), ktoré by mohli potencionilne obsahovat hladany objekt. Z na-
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vrhnutjch regiénov st v druhej fize extrahované priznaky opericiou Rol Pooling', ktoré
su nasledne pouzité ku klasifikdcii a regresii ohranic¢ujucih oblasti objektov. Dvojstadiové
detektory dosahuji najvyssie presnosti detekcii, avSak za cenu nizkeho vykonu.

Medzi jednostéddiové detektory patria YOLO (You Only Look Once) a SSD (Singe Shot
MultiBox Detector). Jednostadiové detektory riesia problém detekcie objektov ako jednu
regresnil tlohu, tym Ze berd na vstupe obrazok a naucia sa z neho ohranic¢ujice oblasti
a ich klasifikdcie v rdmci jedného priechodu modelom (forward pass). YOLO to dosahuje
sofistikovanou stratovou funkciou v kombinécii s postprocesingom, ktory sa zbavuje vac-
Siny oblasti. Tieto modelu maja nizsiu presnost, ale si vyrazne rychlejsie ako dvojstadiové
modely a dosahuju az real-time vykon.

ResNet

Chrbtové siete (backbone networks) slizia ako zakladné extraktory priznakov pre detekciu
objektov. Vstupom st pre nich obrazky a vystupom si mapy vlastnosti vstupnych obrazkov.
Ako jeden z najuspejsich backbone networkov za posledné roky sa ukéazal ResNet, pretoze
je ¢asto pouzivany vo velmi tspesnych modeloch [49]. Bol sticastou architektiry aj dalej
spominanych state of the art modelov 3.3.3 a 3.12.

Siet ResNet [23] bola vytvorena v roku 2015 vyskumnou skupinou Microsoft Research.
Je niekolko typov tejto siete zaleziac od poctu vrstiev, pricom najviac uspesne aplikované
st ResNet50 a ResNet152. V tej dobe prekvapil svojou hibkou, ale najinovativnejsi prinos
bolo zavedenie struktiry residual block 3.10. V tradiénych siefach kazda vrstva posiela jej
vysledok do néasledujicej vrstvy. Residualne bloky umoznoju ten isty vysledok posielat do
nasledujicej vrstvy a aj do vzdialenejSej vrstvy. ResNet je tiez jedna z prvych chrbtovych
siet{ vyuzivakicich techniku dédvkovej normalizacie (batch normalization) [7].

256-d

| 1x1, 64
lrelu

| 3x3, 64 |

lrelu

| 1x1, 256

Obr. 3.10: Znézornenie struktiry residual block v ResNet-50/101/152 (zdroj [23]).

MbobileNet

MobileNet [27] je rodina vykonnych chrbtovych sieti, ktoré boli primérne uréené na rie-
Senie obrazovych tloh na mobilnych a vstavanych zariadeniach. St zalozené na efektivnej
architekttre do hibky smerujicich (depth-wise) oddeliteIngch konvolicii. Vdaka tomu st to
,Jahké“ siete, ktoré obsahuji mélo parametrov, ale vysoku presnost predikcii. Vsetky vrstvy
hibkovej konvoliicie st nésledované vrstvou davkovej normalizéicie (batch normalization) [7]

'Rol - Region of Interest - regién zdujmu
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a ReLlU 3.2 aktiva¢nou funkciou, aby bola zaistena nelinedrnost. Posledna vrstva je plne
prepojend vrstva 3.2.2, ktora vyuziva Softmax 3.2 funkciu pre klasifikaciu.

Type / Stride Filter Shape Input Size
Conv / s2 3x3x3x32 224 x 224 x 3
Conv dw /sl 3 x 3 x32dw 112 x 112 x 32
Conv / sl 1x1x32x64 112 x 112 x 32
Conv dw / s2 3 x 3 % 64dw 112 x 112 x 64
Conv / sl 1x1x64x 128 56 x 56 x 64
Conv dw / sl 3 x 3 x 128 dw 56 x b6 x 128
Conv /sl I x 1 x128 x 128 56 x 56 x 128
Conv dw / s2 3x3x128dw b6 x b6 x 128
Conv / sl 1 x1x 128 x 256 28 x 28 % 128
Conv dw / sl 3 X 3 x 256 dw 28 x 28 x 256
Conv / sl 1 x1x 256 x 256 28 x 28 x 256
Conv dw / s2 3 x 3 x 256 dw 28 x 28 x 256
Conv /sl 1 x1x 256 x 512 14 x 14 x 256
XCODV dw/sl | 3 x3x512dw 14 x 14 x 512
Conv /sl 1x1x512x512 14 x 14 x 512
Conv dw / s2 3x3x512dw 14 x 14 x 512
Conv / sl 1x1x512x1024 7x7x5H12
Conv dw / s2 3 x 3 x1024 dw 7T x7x1024
Conv / sl 1 x1x1024 x 1024 | 7x 7 x 1024
Avg Pool / sl Pool 7 x 7 7Tx7x1024
FC /sl 1024 x 1000 1x1x1024
Softmax / sl Classifier 1 x1x 1000

Obr. 3.11: Architektira chrbtovej siete MobileNet (zdroj [27]).

3.3.3 Moderné algoritmy

V tejto Casti si predstavime aktudlne state of the art metody detekcie tvari v obraze.

Uspesnost metéd je porovngvand na zéklade benchmarku WIDER FACE [72] a rankingu
na stranke Papers With Code [49]. WIDER FACE je aktualne jeden z najrozsiahlejsich a
najnarocnejsich datovych sad pre detekciu tvari. Obsahuje 32 203 obrazkov a 393 703 ano-
tovanych tvari, z ¢oho je 40% trénovacich, 10% validacnych a 50% testovacich. Data su
rozdelené do 3 sad podla obtiaznosti detekcie do lahkych, strednych a tazkych. Obrazky v
datovej sade si nadro¢né na detekciu a priblizuja sa obtiaznosti aplikacie systému detekcie
tvari v skutoénom prostredi. Datova sada obsahuje obrazky so Sirokou varidciou faktorov
ovplynujicich obtiaznost detekcie, ako st rozne velkosti tvare, rézne uhly fotky, rézne sve-
telné podmienky, rozlicné pozicie tvare, vyrazy tvare, rozlicné stupne prekrytia tvare a
makeup.
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TinaFace

TinaFace [73] bola publikovand koncom roku 2020 a v dobe pisania tejto prace je to detektor
tvari s najvacsou priemernou presnostou 92,4%. Metdéda poukazuje na to, Ze detekcia tvari
je jednou z tried generickej detekcie objektov a dé sa riesit technikami pouzivanymi v
generickej detekcii objektov.

(2) Feature Extractor | (b) Inception Block (c) Classification Head (top)
(d) Regression Head (middle)
(e) loU Aware Head (bottom)

Obr. 3.12: Architektira modelu TinaFace (zdroj [73]).

Na obrazku 3.12 je znazornena architektira modelu TinaFace, ktora sa sklada z nasledu-
jucih casti. (a) Extraktor priznakov ResNet-50 [23] a 6 levelova Feature Pyramid Network
[35] pre extrakciu viacuroviovych priznakov vstupného obrazu. (b) Inception block pre
zvyraznenie vnemového pola. (¢) Klasifikacénd hlavica: 5 vrstiev FCN pre klasifikdciu zé-
kladnych priznakov. (d) Regresnd hlavica: 5 vrstiev FCN pre regresiu zékladnych priznakov.
(e) IoU Aware Head: jedna konvoluénd vrstva pre IoU 5.1 predikciu .

RetinaFace

RetinaFace [11] priniesol robustny jedno Stadiovy (single-stage) 3.3.2 detektor tvari, ktory
vykonava lokalizaciu tvari po pixeloch v réznych skalach. Medzi jeho hlavné prinosy patria
anotécie piatich poznavacich znakov tvare v WIDER Face datasete [72] a samokontrolo-
vanu mesh decoder vetvu pre predikciu 3D informécii tvari na pixelovej trovni paralelne s
uz existujucimi kontrolovanymi vetvami. Metoda bola publikovana v roku 2019 a v tej dobe
dosiahla najlepsie skére na hard WIDER, Face 91.4%. Architektira modelu pozostava z py-
ramidovej architektiry extrakcie priznakov postavenej na ResNet-152 [23] chrbtovej sieti.
7 jej jednotlivych levelov pyramidy st vystupy napojené na samostatné kontextové mo-
duly inspirované z SSH [43] a Pyramid-Box [61]. Multi-task loss je vyratany z architektiry
znazornenej na 3.13 nasledovnym vzorcom:

L = Les(pi, 0i ) + MP; Lyos (tis t7) + Aapj Lpts(Liy 17) + A3p; Lpiger (3.5)

kde Ls(pi, p}) je klasifika¢nd strata, kde plati ze: p; pravdepodobnost, ze predikovana ob-
last 7 je tvar a p} je 1 pre pozitivnu oblast a 0 pre negativnu. L. je softmax stratova funkcia
pre binarne triedy (tvar/nie tvar). Lpo, (i, t]) je regresna strata detekovanych oblasti, kde
plati Ze: t; s koordinaty predikovanej oblasti a ¢; st koordinaty skutocnej oblasti z ano-
tacii. Koordindcie st v normalizovanom stredovom formate (stredovy bod, Sirka, vyska).
Lpoz(ti, tY) = R(t; — t7), kde R je robustna stratova funkcia smooth-L; zadefinovana v [17].
Lpis(l;, 1) je regresnd strata tvarovych znakov, pre ktoru plati ze: [; su predikované koordi-
naty znakov, [ st pravdivé anotované koordinaty znakov a Lys(l;, () je smooth-Ly stratova
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funkcia rovnako ako pri regresnej strate detekovanych oblasti. L. je husta regresnd strata
z analyzy pixelov mesh dekéderom blizie opisand v [11]. A\ — A3 s vyvazujice parametre
majuce hodnoty 0,25, 0,1 a 0,01, ktoré v celkovej strate davaji vacsi vyznam regresnej strate
oblasti potom regresnej strate lokacii tvirovych znakov a najmensiu hustej regresnej strate.

L. e I - Face classification

3
! i
'j Lbor - % Face box regression
'." - Existing branch

‘r'.l'“ - Facial landmark regression
T 2 h s Extra-supervision
/A L]'r rel "y
A £
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Obr. 3.13: Znézornenie nezavyslych vyhodnocovacich vetiev modelu RetinaFace (zdroj [11]).
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Kapitola 4

Navrh a implementacia detektoru
tvari

Tato kapitola sa venuje praktickej casti bakalarskej prace. V tejto kapitole je popisany
navrh a realizdcia modelu konvolu¢nej neurénovej siete ufcenej na detekciu tvari inSpiro-
vanej RetinaFace 3.3.3 modelom. Mimo samotnej implementacie modelu boli vytvorené
trénovacie, testovacie skripty a skripty na pripravu suborov dat. Nasledne boli vytréno-
vané modely pouzité v implementacii program s grafickym uzivatelskym rozhranim, ktory
umoznuje modely pouzivat a demonstruje ich funkénost a vykon. Na evaludciu modelov sa
pouziva metrika AP (average precision) 5.1.

4.1 Pouzité nastroje a technologie

V tejto Casti sil popisané néastroje a technoldgie pouzité pri implementacii praktickej casti
bakaldrskej prace. St tu zhrnuté hlavné softwarové vyvojé nastroje (jazyky, kniznice, fra-
meworky) pouzité na implementaciu prace.

4.1.1 Python

Python [2] je multi platformovy skriptovaci programovaci jazyk, ktory pontika vysoku tro-
ven abstrakcie. Podporuje rozne programovacie paradigma, vratane objektovo orientova-
ného, imperativneho, proceduralneho alebo aj funkéného. Je vyvijany ako open source pro-
jekt, a v sucasnosti je pri verzii 3.9. Python poskytuje mnoho kniznic a ma Siroky zaber
vyuzitia ako napriklad tvorba webovych aplikicii, web scraping, vizualizicia a spracova-
nie dat atd. Pre strojové ucenie podporuje kniznice Keras, Tensorflow, MXNet, PyTorch a
dalsie.

Modely, trénovacie skripty a aj program s GUI boli implementované v jazyku Python
3.8.5.

4.1.2 Jupyter Notebook

Jupyter Notebook [16] (niekdaj$i ndzov IPython Notebooks) je webové interaktivne pro-
stredie pre spustanie kédu. Jupyter Notebook dokument je dokument formatu JSON so
skratkou .ipynb, ktory moéze obsahovat spustitelné bunky kédu (Python), text (s pou-
zitim Markdown formatovania), grafy, obrazky a aj videa. Podporuje spustanie mnohych
jazykov, vratane Pythonu, R a Haskellu. Vdaka jeho moznosti postupného spustania kédu,
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peknych vysvetlujicich textov a vizualizacii vysledkov je Jupyter Notebook oblibeny v ob-
lasti datovej vedy. V ramci prace bol pouzivany na spustanie trénovacich a vyhodnocovacich
skriptov.

4.1.3 Tensorflow

Tensorflow [64] [63] je zdarma open source softwarova kniznica urc¢end pre strojové ucenie.
Bola vyvinuta Google Brain timom pre interné pouzivanie v Googli, ale bola neskdr vydana
pod Apache 2.0 licenciou v roku 2015. Je pouzivand v Googli v oblastiach produkcie, ale aj
vyskumu.

Kniznica je multiplatformova pricom je podporovana na Linux, macOS, Windows, An-
droid a dokonca aj na webovych prehliadacoch s pouzitim JavaScript kniznice Tensorflow.js
[20]. Hardwarovo podporuje CPU, GPU (CUDA), mobilné a vstavané zariadenia a Tensor
Processing Unit (TPU). Tensorflow sa primarne dé pouzivat v Jazykoch Python a C++,
jeho vytrénované modely sa daja exportovat do réznych forméatov a pouzit aj s inymi kniz-
nicami a jazykmi.

Moze byt pouzitd na rozne vypocetné ucely ale jej hlavny ciel je trénovanie a odvodenie
hlbokych neurénovych sieti. Tensorflow vypocty si abstraktne vyjadrené ako grafy datovych
tokov, kde uzly grafu predstavuji matematické operacie a hrany predstavuji data (tenzory).
Vykonavanie numerickych vypoctov teda prebieha tym, ze tenzory prudia cez graf.

Ako reakciu na pokles pouzivania TensorFlowu vo vyskumnych pracach v prospech
konkuren¢ného frameworku PyTorch [22] bola v roku 2019 vydand verzia TensorFlow 2.0.
Priniesla mnoho zmien, spomedzi nich jedna z najvyznamnejsich bola zmena automatickej
diferencidlnej schémy zo statického vypocetného grafu na ,Define-by-run“ [10] schému. Da-
lej odstranili staré kniznice, zaistili kompatibilitu medzi vytrénovanymi modelmi na réznych
verziach TensorFlowu a vylepsili vikon akcelerdcie s GPU. Kéd napisany v starsich verziach
musi byt prepisany do Tensorflow 2.0, aby boli naplno vyuzité nové funkcie a vylepsenia.

Tensorflow bol vyuzity ako back-end pre primarnu kniznicu strojového ucenia pouzivant
v bakalarskej casti, Keras.

model = tf.keras.models.Sequential([
tf.keras.layers.Flatten(input_shape=(28, 28)),
tf.keras.layers.Dense (128, activation=’relu’),
tf.keras.layers.Dropout(0.2),
tf.keras.layers.Dense(10)
D
model.compile(optimizer=’adam’,
loss=loss_fn,
metrics=[’accuracy’])

Vypis 4.1: Priklad vytvorenia jednoduchého modelu neurénovej siete s vyuzitim Tensorflowu
a Keras kniznic (prevzaté z [63]).

4.1.4 Keras

Keras [1] [9] je open source framework pre hlboké ucenie v Pythone. Poskytuje pohodlny
spoOsob, ako definovat a cvicit takmer akykolvek druh modelu hlbokého ucéenia. P6vodne bol
vyvinuty pre vyzkumnikov s cielom umoznit im rychlejsie experimentovanie. Pontika vysokt
uroven abstrakcie, pricom sdm neriesi nizkodroviiové opericie (manipuldcia s tenzormi,
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derivacie), ktoré prenechava back-end tenzorovym knizniciam (TensorFlow, Theano, CNTK,
MXNet, PlaidML). Keras ma nésledujtce klicové vlastnosti:

o Umoznuje, aby rovnaky kod bezal na CPU, GPU alebo TPU.

o Ma uzivatelsky privetivé API, ktoré ulahcuje rychlo vytvarat prototypy modelov s
hlbokym ucenim.

o M4 vstavani podporu pre konvoluéné neurénové siete (vyuzivané v pocitacovom vi-
deni), rekurentné siete (vyuzivané v spracovdavani sekvencii) a ich akikolvek kombi-
naciu.

e Podporuje Tubovolné sietové architektiry: modely s viacerymi vstupmi alebo vy-
stupmi, zdielanie vrstiev, zdielanie modelov a podobne. Vdaka tomu je Keras vhodny
pre budovanie akéhokolvek modelu hlbokého ucenia.

Keras je distribuovany pod MIT licenciou, ¢o znamend, ze mdze byt pouzivany aj v komerc-
nych projektoch. M4 viac nez 200 000 pouzivatelov a je pouzivany zndmymi firmami ako
Google, Netflix, CERN a obltibeny a tispesny na webovej stranke Kaggle, ktora usporiaddva
stutaze v hlbokom uceni. Je kompatibilny s lubovolnou verziou Pythonu od verzie 2,7.

V Kerase boli implementované a natrénované modely na detekciu tvari. Je tiez pouzity
vo findlnom programe na odvodzovanie z modelov. Tato kniZznica bola zvolena kvoli tomu,
Ze je vysokouroviiova a jednoducha na pouzivanie s dobrou dokumentaciou, vdaka ¢omu je
vhodna pre novacikov v strojovom uceni.

Keras

TensorFlow, Theano, CNTK...
CUDA, cuDNN BLAS, Eigen

GPU . cPU

Obr. 4.1: Znézornenie tech-stacku strojového ucenia frameworku Keras.

4.1.5 PyQt

PyQt [69] je vazba multiplatformového GUI toolkitu Qt pre programovaci jazyk Python.
Je vyvijany firmou Riverbank Computing a distribuovany pod GNU/GPL-2 licenciou, ¢o
znamena, ze pri komerénom pouziti je potrebné si zakupif licenciu. PyQt implementuje 440
tried a cez 6000 funkcii a metéd. V nich st zahrnuté mnoho GUI prvky (widget), triedy pre
pristup k SQL databidzam, XML parser, SVG podpora a dalSie. Iné alternativy pre tvorbu
GUI v Pythone st PySide (dalsia Qt vizba), PyGTK, wxPython a Tkinter (nativna GUI
kniznica pre Python).

V préci bol pouzity pre implementaciu grafického uzivatelského rozhrania vo finalnom
programe uré¢enom na detekciu tvari. Tato grafickd kniznica bola zvolend z dévodu, ze je
multiplatformova a mal som predoslé skiisenosti Qt toolkitom, ale chcel som vyskusat jeho
Python obdobu.
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4.1.6 OpenCV

OpenCV (Open Source Computer Vision Library) [48] je open source softwarova kniZnica
zamerana na pocitacové videnie a strojové ucenie. OpenCV bola vytvorend za ucelom po-
skytnat spolo¢nu infrastruktiru pre poc¢itacové videnie a k urychleniu nasadenia tejto tech-
nolégie v komercnej sfére. To je umoznené vdaka tomu, zZe je vydand pod BSD licenciou,
ktord dovoluje firmam pouzivat a dalej upravovat zdrojové kédy. Kniznica obsahuje viac
ako 2500 klasickych ale aj state of the art optimalizovanych algoritmov pocitac¢ového vide-
nia a strojového ucenia. Kniznica je siroko pouzivana vo vyskumnych skupindch, firmach a
statnych podnikoch. Pocet stiahnuti tejto kniznice prekracuje 18 milionov. OpenCV je na-
pisand v C++ a poskytuje rozhrania pre C++, Python, Javu a MATLAB a je podporovany
na operacnych systémoch Windows, Linux, Android a Mac OS. Této kniznica je vyuzivana
v rdmci implementéicie modelu ale aj vo vyslednej aplikécii prevazne na pracu s obrazkami
a videom

4.2 Pouzity vypocetny hardware

Trénovanie neurénovych sieti je vypocetne ndroény a ¢asovo velmi zdihavy proces, preto
je optimélne ich trénovat na ¢o najvhodnejSom hardwari. Teoreticky by sa dali trénovat
na akomkolvek pocitaci s dostato¢ne velkou pamétou pre model a data, ale aj na tich
najvykonnejsich grafickych kartach trénovanie trva aj niekolko dni. Trénovanie na vlastnom
hardwari neprichadzalo do tvahy, kedze vlastnim notebook iba s integrovanou GPU, ktora
vykonovo nie je dostacujuca. Kvoli tomu som sa rozhodol vyuzif cloudové vypocetné sluzby,
ako si Metacentrum a Google Colab, pricom som sa nakoniec rozhodol pre Google Colab,
kvoli jeho jednoduchosti pouzivania a nativnom spésobe spusfania programov pomocou
Jupyter Notebook.

4.2.1 Metacentrum

Metacentrum [40] pontika zdroje pre takzvané grifové vypocty. Grid je v podstate sief
mnohych prepojenych pocitacov, ktoré mézu byt umiestnené na roznych miestach (mes-
tach, instittciach) a ich vlastnosti (RAM, CPU, GPU) sa mozu lisit. Metacentrum slizi na
akademické tcely a pristupu je nutna registriacia vyzadaujica preukazanie prislusnosti k
akademickej institucii. Planovaci systém Portable Batch System (PBS) si udrzuje prehlad
o zdrojoch gridu (pamét, CPU ¢as, miesto na disku) a nechava vypocetné tilohy ¢akat vo
frontach, kym sa neuvolni dostatok zdrojov pre ich beh. Uzivatelia pripravuju a posielaja
svoje tlohy z takzvanych celnych uzlov, ktoré st rezervované pre aktivity uzviatelov. Os-
tatné zdroje si vypocetné uzly, ktoré vykonavaji samotné vypocty. Tento systém umoziuje
spustat 2 typy tloh:

e Interaktivne tilohy umoznuji po prideleni zdrojov pracovat s termindlom interak-
tivne. Tento rezim je optimalne vyuzivat primarne pri ladeni a testovani, kedze je
prehladnejsi. Nie je vsak efektivny z hladiska vyuzivania zdrojov, kedze sa Caka na
vstupy od uzivatela. DalSou nevyhodou je, Ze uzivatel musi byt stale pripojeny a pri
zavreti termindlu alebo aj vypadku internetu sa tiloha ukoné¢i.

e Davkové tulohy su spustané ako shell skripty, ktoré obsahuji informécie pre PBS
ako st naroky na potrebné zdroje, pokyny k vykonavaniu tloh a samotné vypocetné
ulohy. Ked sa dostane tiloha na rad k vypoctu, zacne sa vykonavat dany script. Dav-
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kové tlohy umoznujui automatizaciu, sptustanie bez nutnosti uzivatela byt pritomny a
planovanie viacerych tdloh naraz.

#!/bin/bash

# setting the PBS optiomns

#PBS -N myFirstJob

#PBS -1 select=1:ncpus=4:mem=4gb:scratch_local=10gb
#PBS -1 walltime=1:00:00

#PBS -q gpu

#PBS -m ae

# running the tasks
task.sh

python script.py
maple < task.mpl

Vypis 4.2: Priklad davkového skriptu.

4.2.2 Google Colab

Colaboratory (skratene aj Colab) [19] [18] je zdarma poskytované Googlom Jupyter No-
tebook prostredie, ktoré bezi na cloude a ukladd dokumenty na Google Drive. Umoznuje
komukolvek spustat Python kéd cez webovy prehliada¢ bez nutnosti instalacii a nastavo-
vania a je obzvlast vhodny pre datovi vedu, strojové ucenie a edukaciu. Na colaboratory
st predinstalované mnohé kniznice zaoberajice sa strojovym ucenim a priacou s datami.
Na moje potreby nebolo nutné ni¢ instalovat manudlne, v pripade potreby je to mozné
pouzitim beznych bash prikazov, napr. pip pre instalovanie Python kniznic.

Colab poskytuje uzivatelom na vypocty vyuzivat zdarma, ale limitovane GPU (NVIDIA
Tesla K80, Tesla P4, Tesla P100 a Tesla T4) a TPU (Specializované procesory na tenzorové
vypocty) pre akceleraciu trénovania neurénovych sieti. Avsak nie je mozné si zvolit kon-
krétny typ karty, ktora bude pridelena virtualnemu stroju. Maximéalna doba behu jedného
virtudlneho stroju je 12 hodin pre zdarma uzivatelov a 24 hodin pre PRO uzivatelov, pri-
¢om PRO predplatné stoji 10$ na mesiac. Po uplnynuti tej doby, alebo pri nevyuzivani, sa
virtudlny stroj vypne, aby sa neplytvalo zdrojmy. Google takiez sleduje mieru pouzivania
hardwaru uzivatelov a blokuje ich od prehnaného uzivania, aby bol vypocetny hardware
pristupny aj pre ostatnych uzivatelov. Tieto limity vSak nikde otvorene neuvadzaju, ale
Google tvrdi, ze PRO uzivatelia moézu vyuzivat zdroje viac [18].

Déta ulozené na disku virtuilneho stroja nie su perzistentné, takze treba pri kazdom
spustani uploadovat datovi sadu a po ukonéeni stahovat vysledky. Tento problém sa vsak
da jednoducho vyriesit vdaka tomu, Ze je mozné virtualny stroj napojit na Google Drive
ulozisko, a nacitat z neho nie len Jypyter dokumenty ale aj data a ukladat tam vysledky.

Colaboratory bolo pouzivané pretoze je velmi intuitivne a prijemné na pouzivanie, pri
¢om vdaka jeho interaktivite je vhodné na ladenie ale aj na dlhodobé trénovanie. Je vsak
nutné nechat zapnuty pocitac¢ a webovy prehliada¢ pocas trénovania. Trénovanie som spus-
tal na noc a potom cez den som restartoval virtualny stroj aby som resetoval ¢asova¢ na
vyuzivanie GPU. Miestami som mal zapnutich aj viac virtudlnych strojov naraz, ale takym
uzivanim som rychlo vycerpal limity na vyuzivanie hardwaru ¢o viedlo k tomu, ze som musel
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cakat aj den, aby som mohol zase pouzivat GPU na trénovanie. Kvoli tomu som si zakupil
PRO verziu, pri ktorej som uz nenarazil na limitaciu pri rovnakom vyuzivani hardwaru,
ako pred tym.

4.3 Navrh detektoru

Cielom prace je navrhnif riesenie pre detekciu tvari vo videozdznamoch, so zameranim na
prekryté tvare. Na zdklade poznatkov prebratych v reserSnej Casti prace navrhujem model

ur¢eny na detekciu tvari s nasledujicimi vlastnostami:

Moderny detektor zalozeny na CNN architektire 3.2.2 a 3.3.2. Dnes st konvo-
luéné neurénové siete vyuzivané vo vsetkych aplikacidch pocitacového videnia a zatial
nepozname lepSiu paradigmu, ktora by ich v oblasti videnia pokorila CNN. Klasické
metddy zalozené na kaskadovych priznakoch a rozhodovacich stromoch 3.3.1 sice su
vypocetne nenarocné a schopné chodu aj na slabych zariadeniach a na vhodnych da-
tach dokazu detekovat dobre. Problém u nich je pri komplikovanych problémoch ako
su prave prekryté tvare, kde metddy zalozené na CNN dokazu vdaka komplexnejsej
arhitekture lepsie aproximovat riesenia pre tieto komplexnejSie problémy.

Jednostadiovy detektor 3.3.2 z toho dévodu, ze detektor je navrhovany s primar-
nym vyuzitim na video zadznamoch, ¢o teda vykonnostne znamend, Ze by mal byt
schopny spracovat obraz v rychlosti 25 snimkov za sekundu, pre plynuly obraz. V
pripade aplikacie so CCTV kamerami 2.2, by stacili aj 15 snimky za sekundu, kedze
tie snimaju s redukovanou frekvenciou, kvoli Setreniu loziska. Jednostadiova archi-
tektura detektoru je preto jasna volba, kedze si vyrazne vykonnejsie ako dvojstadiové
detektory.

Pre zvySenie presnosti na prekrytych tvarach navrhujem pouzif pri trénovani nie len
standardné anotéacie obsahujice ohrani¢ujice oblasti tvari ale aj anotacie tvarovych
bodov (o¢i, usta, nos ...), podobne ako to bolo aplikované v 3.3.3. Moja tivaha je nad
tym taka, ze na prekrytej tvari, ktorej je vidno napr. len pravé oko, dokize model
nauceny rozpoznavaf tieto orientacné body tvare lepsie detekovat prekryta tvar, ako
model, ktory sa ucil bez nich.

Ako dalsie vylepsenie presnosti na prekrytych tvarach navrhujem pouzit techniku
jemného ladenia na datovej sade obsahujuicej prekryté tvare, po tom ¢o bol prvotne
vytrénovany robustny model na vSeobecnej trénovacej sade.

Dalej navrhujem skusit rézne varianty chrbtovych sieti pre extrakciu priznakov
ako st napr. 3.3.2 a 3.3.2 pre ich induviduélne vlastnoti. Malé siete by mohli poskytnut
vyslednému rieseniu vacsi vykon (potrebné pri videozadznamoch) a tie véac¢sie by mohli
dosahovat viacsiu presnost (vhodné na prekryté tvéare). Cielom je experimentovat a
najst varianty, ktoré ponikaju to najlepsie z oboch svetov.

4.4 Vyber datovej sady

Uspesnost modelov neurénovych sieti sa z velkej ¢asti odvija od kvality dat, ktorymi je siet
trénovand. Datova sada sa deli na trénovaciu a testovaciu, pricom moze byt vyuzita este aj
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valida¢na, ale t4 nebola v praci pouzitda. Na trénovacej sade sa model trénuje a na testova-
cej sa overuje schopnost modelu generalizovat a spravnej fungovat na doteraz nevidenych
datach. Pre obe sady sa vyzaduje aby boli ¢o najviac podobné datam z aplikacie modelu v
realnom svete. Pokial by bol detektor pouzivany na viacerych miestach a situaciach, je po-
trebné dataset rozsirit o o snimky danych scien a kontextov. Dataset sa sklada z samotnych
dat (obrazkov) a ich anotécii.

Na trénovanie a testovanie bol pouzity WIDER Face [72] dataset. Je to verejne pristupna
datova sada zamerand na tlohu detekcie tvari. Je to jeden z najrozsiahlejsich datasetov pre
tento ucel, obsahuje 32 203 obrazkov a 393 703 anotovanych tvari. Obsahuje obrazky s
roznou kombinaciou naroénych prvkov, ako st rézna velkost tvari, pozicia, prekrytie, vyraz
tvare ¢i osvetlenie. Mnoho state of the art modelov ho tiez pouziva, vratane RetinaFace, z
ktorého vychadza model tejto prace. RetinaFace ale pridal k totmuto datasetu dotato¢né
anotacie obsahujice 5 znakov tvare, o¢i, nos a kutiky ust. Tie boli pouzité tiez. Format
anotacii pre trénovaciu sadu vyzerd nasledovne:

# Nazov obrazku 1
xmin, ymin, xmax, ymax, 1ldmOx, 1dmOy, 1dmOv, ldmlx, ldmly, ldmlv, 1ldm2x,
ldm2y, ldm2v, 1dm3x, 1dm3y, 1dm3v, ldm4x, ldmdy, ldmdv, blur (pre tvar 1)

xmin, ymin, xmax, ymax, 1ldmOx, 1dmOy, 1dmOv, ldmlx, ldmly, ldmlv, 1ldm2x,
ldm2y, ldm2v, 1dm3x, 1dm3y, 1dm3v, ldm4x, ldmdy, ldmdv, blur (pre tvar N)
# Nazov obrazku 2

Vypis 4.3: Format anotaci pre trénovaciu sadu.

kde skratka ldm reprezentuje landmark (tvarovy znak). LdmNv je valida¢nd hodnota znaku,
ktora mdze nadobidat hodnoty -1 pre nevalidny znak, 0 pre nespochybnitelny znak a 1 pre
oznacitelny znak. Rozmazanie obrazka (blur) nadobida hodnoty na intervale < 0,1 >.

WIDER Face bol pouzity pri primarnom trénovani modelov na vytrénovanie robustného
vSeobecného detektoru a zaroven bol z celého datasetu extrahovany mensi dataset obsahu-
juci iba obrazky s prekrytymi tvarami. Tato datova sada pozostava z 5447 obrazkov a bola
pouzita na finetuning modelov, aby boli presnejsie na prekrytych tvarach. Dalej bol pokus
pouzit este WFLW [71] dataset na obohatenie sady prekrytich tvari, kedze jeho anotécie
tiez obsahuju aj znacenie prekrytych tvari. AvSak prisiel som na to, Ze obsahuje takmer rov-
naké obrazky ako WIDER Face, rozdiel medzi datovymi sadami je v anotaciach a mnozstve
obrazkov. Nakoniec nebol zakomponovany do sady prekrytych tvari, ale z jeho validacnej
sady bola extrahovanidna pod sada obrazkov, obsahujuca prekryté tvare, ktord pozostava
70 668 obrazkov. Tato sada bola pouzitd na evaluiaciu modelov detekovat prekryté tvare.
Format anotécii pre testovacie sady je:

# Nazov obrazku 1 (Pre WIDER Face stredovy formdt boxov)
xmin, ymin, xmax, ymax pre tvar 1

xmin, ymin, xmax, ymax pre tvar N
# Nazov obrazku 2 (Pre WFLW rohovy formdt boxov)

stred_x, stred_y, Sirka, vySka pre tvar 1

stred_x, stred_y, Sirka, vysSka pre tvar N

Vypis 4.4: Format anotaci pre testovaciu sadu.
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Obr. 4.2: Ukézka datovej sady WIDER Face (zdroj [72]).

4.5 Model konvoluc¢nej neurénovej siete

Zo zaciatku boli pokusy vytvorif vlastny model ale detekcia tvari je prilis komplexny prob-
1ém, preto som sa rozhodol prevziat a upravit existujuice rieSenie. Model zvoleny na pouzitie
v praci bol RetinaFace [11] uz spominany v 3.3.3. Tento model bol prevzaty a upraveny,
pretoze vyhovuje poziadavkam z navrhu 4.3. Je to single-stage detektor, ¢o je dobré pre
vykonnost, ktora je dolezita pri detekcii na videu. Two-stage architektiury rozdelaju pro-
ces detekcie na fazu navrhu regiénov a klasifikacna fazu. Single-stage priamo odvodzuja
detekované oblasti. Pouzitie tvarovych orienta¢nych bodov bolo priamo inSpirované prave
RetiFace metodou. Taktiez je tdto metéda celkom znadma a existuje niekolko jej implemen-
técii, priCom tato préca prevzala a upravila kédy z [52].

Na rozdiel od oficidlnej RetinaFace metédy v mojej nebol pouzity mesh-decoder v im-
plementécii modelu. Tento prvok je prilis zlozity a jedine¢ny pre RetinaFace metodu pricom
nebola robené ziadna resersa z oblasti grafovych konvolucii a 3D rekonstrukcie tvare a teda
je vynechany v ramci tejto prace. V stratovej funkcii Multi-task loss 3.3.3 je teda vypusteny
4. prvku celkového suc¢tu, husta regresnd strata.

Ako chrbtové (backbone) siete boli pouzité ResNet-152 3.3.2, pretoze bola pouzitd aj
v oficidlnej implementacii RetinaFace a zaroven pretoze je to rozsiahla siet a teda pred-
pokladdm, Ze bude dosahovat vysokd presnost. Dalej ResNet-50 pretoZe je mensia a teda
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oCakavam od nej vyssi vykon a zaroven bola pouzitda v inych uspesnych metdédach, ako
napriklad TinaFace [73]. Ako poslednd bola zvolend MobileNetV2 3.3.2, ktord je najmé
navrhnutd na vykon, tak aby dokazala fungovat aj na mobiloch. Zo zvolenych je to najmen-
Sia siet, pre porovnanie obsahuje 3 538 984 parametrov a ResNet-152 obsahuje 60 419 944
parametrov.

Medzi dalsiu zmenu a pokus o optimalizéciu bola tprava pyramidy priznakov [35]. Ofi-
cidlna implementécia RetinaFace ma vytupy z pyramidy priznakov P» az Ps. V takzvanych
LHlite“ verzidch modelov boli vypustené P» (160x160x256) a Ps (10x10x256) mapy prizna-
kov a teda ostali P3, P, a Ps a ich jednotlivé kontextové moduly.

Kombinéciou tichto tprav vznika dokopy 6 modelov, ktoré buda vytrénované a porov-
nané.

Layer (type) Cutput Shape Param # Connected to

input_image (InputLayer) [ (None, 640, &40, 3) 0

tf.math.truediv_48% (TFOpLambda) (None, &40, &40, 3) 0 input_image[0] [0]
tf.math.subtract 5 (TFCpLambda) (None, 640, 640, 3) 0 tf.math.truediv 489[0] [0]
MobileNetV2 backbone (Functiona ((None, 160, 160, 24 1364864 tf.math.subtract 5([0] [0]
FeaturePyramid (FeaturePyramid) ((None, 80, 80, 256) 18409344 MobileNetV2_backbone [0] [0]

MobileNetV2 backbone [0][1]
MobileNetV2_backbone [0] [2]
MobileNetV2 backbone [0] [3]

5SHO (5SH) (Hone, B0, EOQ, &4) 117EEE FeaturePyramid[0] [0]
S55H1 (5S5H) (Mone, 40, 40, 64) FeaturePyramid[0] [1]
55HZ (5SH) (None, 20, 20, &4) 1178 FeaturePyramid[0] [2]
ClassHead 0 (ClassHead) (Hone, None, Z2) 260 55H0[0] [0]
ClassHead 1 (ClassHead) (Mone, MNone, 2) 260 55H1[0] [0]
ClassHead 2 (ClassHead) (Mone, None, 2) 260 SSH2Z[0][0]
BboxHead 0 (BboxHead) (Hone, None, 4) 520 55H0[0] [0]
BboxHead 1 (BboxHead) (Hone, None, 4) 520 55H1[0][0]
BboxHead 2 (BboxHead) (None, None, 4) 520 55H2[0]1[0]
Landmarkiead 0 (LandmarkHead) (Mone, None, 10) 1300 55HO[0][0]
LandmarkHead 1 (LandmarkHead) (Hone, None, 10) 1300 55H1[0][0]
LandmarkHead 2 (LandmarkHead) (Hone, None, 10) 1300 55H2[0] [0]
tf.concat 37 (TFCpLambda) (None, None, Z2) 0 ClassHead_0[0][0

10
ClassHead 1[0][
ClassHead 2[0][

tf.concat 35 (TFCpLambda) (Hone, None, 4) ] BboxHead 0[0][0]
BboxHead 1[0][0]
BboxHead 2[0][0]

tf.concat_36 (TFCpLambda) (None, None, 10) 0 LandmarkHead 0[0][0]
LandmarkHead 1[0][0]
LandmarkHead 2[0][0]

softmax 5 (Softmax) (Hone, None, Z2) il tf.concat 37[0][0]

Total params: 3,574,112
Trainable params: 3,343,39
-

2
Non-trainable params: 30,720

Obr. 4.3: Textovy vypis architektiry MobileNet lite modelu.
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4.6 Priprava dat

Pre prvy krok trénovania je potrebné vytvorif z trénovacieho datasetu TfRecord subory.
TfRecord je format binarneho siuboru, ktory ukladéd sekvencie binarnych retazcov. Je to
efektivny sposob seridlizacie struktirovanych dat, ako st prave obrazky a im prislusné ano-
tacie. Pri trénovani s velkym objemom dat je odportc¢ane pouzivat tento bindrny format
pre datasetm pretoze to mdze vyrazne zvysit vykon nacitacej pipeline a v koneé¢nom doé-
sledku znizi trénovaciu dobu. Bindrne data zaberaji menej miesta na disku, si rychlejsie
skopirované a rychlejsie ¢itané z disku. Mimo to, tym ze TfRecord je standardny format
Tensorflowu, je pre neho dobre optimalizovany. Na vytvorenie TfRecord trénovacieho siboru
bol pouzity skript create_train_record.py, prevzany a upraveny z [52].

Priprava dat pre finetuning na prekytych tvarach pozostavala z vyberu vhodnych obraz-
kov z celého WIDER Face datasetu. Bol na to napisany skript generate_occlu_labels.py,
ktory vyberd obrazky, ktoré obsahuji niejaké mierne alebo silne prekryté tvare (occlusion
hodnoty rovné 1 alebo 2 v oficidlnom anota¢nom sibore wider_face_train_bbx_gt.txt).
Tento script vygeneruje novy textovy subor s anotaciami, s ktorym sa pomocou uz spomi-
naného create_train_record.py vytvori TfRecord stbor pre trénovanie modelov.

4.7 Konfiguracné stbory

Konfigura¢né sibory obsahuji mnohé nastavenia modelu, trénovania, testovania cesty v
ramci adresarovej struktury a podobne. Vyhodou pouzivania konfigura¢nych suborov je,
ze umoznuju jednoduchii modularitu, sta¢i zmenif parameter skriptu a automaticky sa
nacitaju a odovzdaju nastavenia z celého konfigura¢ného siboru. Kazdy model tejto prace
ma vlastny konfigura¢ny stubor s nastaveniami. V priebehu priace sa zacinalo s jednym
konfiguracnym suiborom, ktory bol kopirovany a pozmeneny podla potrieb, preto sa moze
stat, Ze nie vSetky maju rovnaké moznosti.

Stbory boli napisane vo formate YAML pre ich jednuducht editiciu, prehladnost a
parsovanie s pouzitim jazyka Python. Schéma nazvov konfigura¢nych stiborv je odvodena od
pouzitej chrbtovej siete a poc¢tu vystupov z pyramidy priznakov daného modelu. Napriklad
retinaface_resnet50x3.yaml. Podobné ndzvy nest aj pod priec¢inky jednotlivych modelov
v adresarovej strukture.

4.8 Trénovanie

Trénovanie sieti je implementované v trénovacom skripte train.py, ktory najskor nacita
konfiguraciu, dataset a model, priravi optimalizér a stratova funkciu, v pripade pokracova-
nia v predoslom trénovani nacita ulozené vahy a spusti trénovaciu slucku.

Doba trvania trénovania modelov bola rozdielna od jednotlivych modelov pricom trvala
1 az 2 dni. Rychlost ucenia learning rate 3.2.1 sa zac¢inala na 0,01 pricom miniméalna hodnota
bola nastavena na 0,001 Maximélny pocet epdoch bol nastaveny na 100, pricom trénovania
boli ukoncené v rozmedzi 60. az 80. epochy. Spustanie evaludcie modelov prebiehalo ma-
nualne, kedy v tichto neskorsich epochach hodnota stratovej funkcie vyrazne neklesala aj
po niekolkych epochach. Evaluacia bola spustend po kazdom uloZeni vah, ¢o nastane v za-
vyslosti na modely kazdych 3000 az 10 000 krokov. Pri ResNet-152 bolo potrebné nastavit
ukladanie na kazdych 10 000 krokov, pretoze ulozeny model ma zhruba 500MB a pri cas-
tom ukladani sa rychlo zapinila pamit. V momente, kedy sa vysledok evaludcie nezlepsil s
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nasledujicimi 3 ulozenymi vahami, sa trénovanie ukoncilo a za vysledny model boli zobraté
vahy najpresnejSieho checkpointu z poslednych troch.

Po tomto primarnom trénovani na celej WIDER Face sade nasledovalo jemné ladenie
(finetuning) na sade obsahujucej prekryté tvare. Tuna bola pouzitd rychlost ucenia 0,0001
pre jemnejsie doladenie vah na prekrytych tvarach a navysend maximélna epocha na 300.
Na testovacej sade na prekryté tvare extrahovanej z WFLW datasetu sa nepodarilo posunnt
najlepsie skore 90.9% AP a na WIDER Face testovacom sete to viedlo k miernemu poklesu
presnosti u niektorych modelov. Pri pokrac¢ovani v jemnom laden{ uz zaé¢inalo dochadzat k
pretrénovaniu a aj modely, ktoré pred tym dosiahly 90.9% AP na prekrytych tvarach zacinali
klesat v presnosti. Varianta modelu ResNet-50 s piatimi levelmi pyramidy priznakov, vsak
stipla z predoslej presnosti 83,37% na 85,5% vo vSeobecnej detekeii. Viac o vysledkoch je
v 5.3. Jemné ladenie je implementované v skripte fine_tune_wider_occ_all.py.

Ako stratova funkcia pri trénovani bol pouzitd modifikovanad Multi-task stratovna func-
kia z RetinaFace 3.3.3, s tym, Ze na klasifika¢nu stratu bola pouzita categorical crossentropy
funkcia, vdhové parametre boli vypustené a 4. cast suctu celkovej straty, regresnd strata
pixelového dekdderu, bola vynechana, kedze mesh dekdéder nebol implementovany. Stratova
funkcia je implementovana v stibore losses.py.

loss/class loss/landm loss/loc
tag: loss/class tag: loss/landm tag: loss/loc
0.25 0.25
022
02 02
0.15 018 018
01 01
0.05 0.05 4
0 0 01
0 10k 20k 30k 40k S0k 60k 70k B0k 0 10k 20k 30k 40k S0k 60k 70k 80k 0 10k 20k 30k 40k S0k 60k 70k BOk
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loss/reg loss/total_loss learning_rate
tag: loss/reg tag: loss/total_loss tag: learning_rate
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Obr. 4.4: Priebeh trénovania plnej varianty Mobilenet modelu. Vysledky st vyhladené hod-
notou 0,9 v v programe TensorBoard.

4.9 Aplikacia s GUI

Stucastou zadania bolo vytvorif aplikdciu s grafickym uzivatelskym rozhranim demonstru-
jacu riesenie detekcie tvari pre operacny systém Linux. Vysledny program bol vytvoreny
s pouzitim vytrénovanych modelov. Na tvorbu grafického rozhrania bolo pouzité PyQt.
Program bol implementovany ¢o najviac multiplatformovo, bol vyvijany na Linuxe, kde aj
dobre funguje a bol testovany aj na Windowse kde tiez funguje. Program sa spusta skrip-
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tom face_detect_app.py, ktory obsahuje implementaciu GUI programu. Ikonky pouzité
v programe boli prevzaté z volne pristupnej databazy ikoniek flaticon.com.

Program na detekciu tvari umoznuje prepinat medzi vytrénovanymi modelmi, pre ich
jednotlivé otestovanie a porovnanie vykonnosti. Zaroven pontka 4 néstroje na demonstraciu
vytrénovanych modelov: detekcia z videokamery, z nahraného videa, z nahraného obrazku a
nakoniec galériu prekrytych tvari. V kazdom rezime su dva bodové tlacitka (radio button),
ktoré umoziiuju aktivovat a deaktivat zobrazovanie ohrani¢ujtcich obdlznikov a piatich
tvarovych znakov. V rezimoch, kde je moznost ukladania spracovanych obrazov, budd mat
ulozené obrazy vykreslené tieto moznosti podla aktualne zaskrnutych tlacitiek.

V rezime snimania z webkamery je mozné nahravat video a aj spravit fotku z aktualneho
snimku. Rychlost prehravania zdznamu z kamery zavysi na vykonnosti pocitaca a pouzitom
modeli.

V rezime prehravania videa sa zvolené video najskér po nacitani spracuje modelom, ¢o
trva dlhsie pri dlhych videach, aby potom bolo mozné ho plynule prehriavat. Rezim ponika
standarné vlastnosti video prehravac¢a ako je pretacanie zastavovanie a podobne. Dalej je
mozné ulozit képiu videa s vykreslenymi oblastami alebo aj znakmi. Video je prehravané
bez zvuku, kedze ten nie je pri aplikacii detekcie tvari potrebny. Nahravanie videa je mozné
vykonat aj pomocout tzv. drag and drop funkcionality. Video sibor je potrebné uchopit a
premiestnit myskou a pustit nad video plochou.

Obrazovy rezim umoznuje nahrat a vykreslit do obrazku detekované tvare. Upraveny
obrazok sa da ulozit. Podobne ako vo video rezime, aj tu sa da pouzit drag and drop na
otvorenie obriazku v programe.

V rezime galérie prekrytych tvari je mozné si vyberat pomocou postivneho okna obrazky,
na ktorych sa potom vykreslia referencné ohranicenia tvari a vystupy z aktualne zvoleného
modelu vedla seba pre jednoduché porovnanie. Pod obrazkami sa zobrazuje aj ndzov ob-
razku a vypocitana precision (presnost) a recall (sensitivita) 5.1. Obrazky pre galériu boli
vybrané z validacnej sady WIDER Face datasetu pomocou skriptu extract_occ_images.py.
Skript vybera iba obrazky ktoré obsahuju aspon jednu silne prekryti tvar, teda v anotacia
na pozicii ,,occlusion® je hodnota 2. Vystupom je textovy stibor obsahujuci vybrané nazvy
obrazkov a ich anotécie a zaroven vytvori pre dané obrazky ikonky, ktoré si zobrazené v
slidery galérie. Po skripte boli obrazky este manudlne vybrané tak, aby galéria obsahovala
obrazky, na ktorych si jednoducho vsimneme niejaké prekryté tvare aj ludskym okom pre
jednoduché porovnanie.

x & Face detector

Setings Help

Webcam Video Image | Occlusion gallery

Reference Output

2_Demonstration_Political Rally_2 135.jpg Precision: 1.00 Recall: 0.57

AR O iR

Obr. 4.5: Ukazka programu v rezime galérie prekrytych tvari.
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Kapitola 5

Experimenty a dosiahnuté
vysledky

V tejto kapitole su zhrnuté dosiahnuté vysledky trénovania modelov. Si porovnané vo vse-
obecnej detekcie tvarl s modernymi metédami na WIDER Face testovacom sete. Nasledne
je vyhodnotend ich schopnost detekovat prekryté tvare z WFLW datovej sady. Na zaver je
porovnany ich vykon.

5.1 Metrika vyhodnotenia

Zdroj informécii v tejto ¢asti bol [32]. Na zhodnotenie tspesnosti modelov bola pouzita
metrika priemernd presnost (average precision), ktora je pouzivana na hodnotenie WIDER
Face datovej sady a aj v ich oficidlnych hodnotiacich nastrojoch. Je vyratana ako hodnota
presnost(precision) /sensitivita(recall), kde tieto hodnoty st vyratané nasledovne:

true positive

Precision = (5.1)

true positive + false positive

true positive

Recall = (5.2)

true positive + false negative
Detekcie st vyhodnotené ako skuto¢ne pozitivne, faloSne pozitivne a falosne negativne
podla metriky Intersection over Unio (IoU). Ako skutoéne pozitivne st vyhodnotené tie de-
tekcie, ktoré maju podiel prieniku a zjednotenia anotovanych a predikovanych oblasti vacsi
nez je prahova hodnota (bola nastavena na 0,5). Falosne pozitivne detekcie si také, ktoré
detektor oznaci za objekt, aj ked sa v tej oblasti ziaden objekt podla anotécii nenachidza.
Pripad ked je v anotaciach objekt, no ziadna z najdenych predikcii s nim nema prienik, inac¢
povedané nebol vobec najdeny, sa povazuje faloSne negativny.

—
=

Obr. 5.1: Grafické znazornenie IoU. Cervend oznacuje anotovanii oblast a zelena detekovany
oblast (zdroj [32]).

Intersection over Union=
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5.2 Porovnanie s existujicimi detektormi

Na porovnanie uspesnosti modelov s existujicimi rieSeniami na WIDER, Face datasete bol
pouzity nastroj prevzaty z [8]. Je to neoficidlny evaluaény nastroj kompatibilny s oficidlnymi
hodnotiacimi kritériami WIDER Face. Pre hodnotenie tohto datasetu boli vytvorené 3
subory s anoticiami podla obtiaznosti obrazkov. Na vyhodnotenie tspesSnosti sa pouziva
metrika priemerne presnosti (AP).

Tabulka 5.1: WIDER Face evaluicia.

WIDER Face
Moje modely Easy Medium Hard
ResNet-50 94,4%  93,1% 85,5%
ResNet-50 lite 94.8%  93,6% 83,6%
ResNet-152 94,2%  92,8% 83,6%
ResNet-152 lite 95% 93,9% 83,7%
MobileNetV2 93,4% 91,6% 83%

MobileNetV2 lite  93,7%  92,7% 81,3%
State of the art

TinaFace 95.8%  95,3% 92,4%
RetinaFace 96,3% 95,6% 91,4%
AlnnoFace 96,5%  95,7% 91,2%

V tabulke 5.1 st uvedené najlepsie hodnotenia dosihanuté pre kazdy vytrénovany mo-
del a pre porovnanie 3 najlepSie hodnotené state of the art rieSenia. Najlepsie hodnotenia
v kazdej kategérii st zvyraznené hrubym pismom. V lahkej a strednej kategérii sa moje
modely priblizuji k hodnoteniam state of the art modelov. V tazkej kategdrii su uz vacsie
odstupy v presnosti 7% az 11%, preto sa bude povazovat tazka kategéria za ti najdoleZitej-
Siu. Najlepsie skére dosiahla plna varianta ResNet-50 modelu, ¢o celkom prekvapilo, kedze
som ocakaval ze najpresnjesie budi ResNet-152 varianty, kvoli ich vyrazne vécsej velkosti
a poctu parametrov. MobileNet varity pozitivne prekvapili tiez, aj ked ich lite varianta
pricom MobileNet je vyrazne mensia (0,05%) ako ResNet-152 a teda aj vyrazne rychlejsia,
¢o je preukazané v 5.4.

5.3 Zhodnotenie detekcie prekrytych tvari

Podobny ale upraveny evaluacny skript eval_.py bol pouzity aj na zhodnotenie tispesnosti
na extrahovanych prekrytych tvarach z WFLW datasetu. Tuna ale neboli rozdelené anotacie
podla obtiaznosti, takze sa hodnotila iba priemerna presnost a porovnava sa iba hodnote-
nie vlastnych modelov, kedZe toto nie je standardny dataset, na ktorom st ohodnotené
existujuce state of the art modely.

Vyhodnotenie presnosti modelov na prekrytych tvarach bolo spravené dvakrat. Po prvom
priméarnom trénovani na celej WIDER Face datovej sade pre ziskanie referencie pre neskorsie
porovnanie s presnotami po jemnom ladeni na prekrytych tvarach z WIDER Face datovej
sady. Tento postup bol zvoleny pre zhodnotenie tspesnosti jemného ladenia.
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Tabulka 5.2: Porovnanie detekcie prekrytych tvari pred a po jedmnom ladeni na prekrytych
tvarach.

Model AP Pred | AP Po
ResNet-50 90,9% 90,9%
ResNet-50 lite 85,48% 90,9%
ResNet-152 90,9% 90,9%
ResNet-152 lite 30,3% 90,9%
MobileNetV2 25,97% 45,45%
MobileNetV2 lite | 87,6% 90,9%

7 vysledkov sa neda jasne vycitat najlepsi model, kedZze najvysiu priemerni presnost
90,9% dosiali viaceré modely. Predpokladam, Ze toto je zapric¢inené pritomnostou niekolkych
velmi naro¢nych anotovanych tvari, ktoré nedokazal ziaden z modelov detekovat. Tento limit
sa nepodarilo prerazit ani po opakovanom jemnom ladeni na prekrytych tvarach, kedy uz
zacalo dochadzat k pretrénovaniu a presnost zacinala klesaf.

ResNet-152 lite a MobileNetV2 varianty dosiahli prilis nizke zdkladné hodnotenia. Pre-
podkladam, ze ich nizke skore je désledkom pretrénovania na vSeobecnej WIDER Face sade,
pretoze v jej vyhodnoteni dosahuju porovnatelné vysledky s ostatnymi modelmi. Jemnym
ladenim sa podarilo dostat ResNet-152 lite az na 90,9% AP, ¢o je navyssie dosiahnuté vy-
lepsenie po jemnom ladeni. MobileNetV2 ziskal jemnym ladenim iba zanedbatelné vylepsie
avSak pri dalSom trénovani uz zacinala presnost klesat. Modely ResNet-50, ResNet-152,
ktoré boli na 90,9% sa nepodarilo posunif a so zac¢inajicim pretrénovanim zacinala klesat
presnost. MobileNetV2 lite a ResNet-50 lite boli uz po prvom trénovani blizko stropu. Jem-
nym ladenim sa ich podarilo vylepsit na 90,9% a dalej podobne ako u predoslych modelov
zacinala presnost klesaf.

Celkovo sa dé jemné ladenie vyhodnotit ako tspesné. Modely, ktoré nedosiahli strop
90,9% AP uz po prvotnom trénovani dosiahli vyssiu presnot na prekrytych tvarach. Zly-
hanim ale je, Ze sa nepodarilo ziadnym sposobom prerazit 90,9% presnost na prekrytych
tvarach.

5.4 Vykonnost modelov

Testovanie vykonu tiez prebiehalo na Google Colab vypocetnych serveroch, kde si pouzi-
vané NVIDIA Tesla K80 grafické karty, ktoré maja 4992 NVIDIA CUDA jadier a dosahuja
2.91 teraflopov pri vypoctoch v dvojitou presnostou. Metrika vyhodnotenia bude pocet
snimiek za sekundu FPS, pretoze modely boli priméarne spravené pre dektciu na videu.

Tabulka 5.3: Vykonnost na prvom testovacom videu.

Model FPS | Celkovy cas
ResNet-50 1,17 | 224s
ResNet-50 lite 1,51 | 174s
ResNet-152 0,767 | 344s
ResNet-152 lite 0,96 | 274s
MobileNetV2 1,60 | 164s
MobileNetV2 lite | 2,08 | 126s

40



Vykonnost modelov bola testovana pouzitim modelov na zdmerne naroé¢nom videu. Po-
et tvari na smiku sa pohyboval v rozmedzi 40 az 80. Dizka videa trva 11 sektnd pri 23
snimkov za sekundu. Dokopy mé 264 snimok. Video je v 4K kvalite, konkrétne rozliSenie ma
3840x2160 pixelov. Video bolo natoc¢ené na Shibuya ulici v Tokiu, v podmienkach podob-
nych, v akych by mohla byt zasadend kamera pre monitorovanie verejného priestranstva.
Video je verejne pristupné a prevzaté z [65].

Obr. 5.2: Snimok z video z ulice Tokia pouzitého pri merani vykonu modelov.

Na zmeranie vykonu bolo pouzité este jedno video, ktoré som natocil na webkamere
na svojom notebooku. Je na nom len jedna tvar, ktord je v pohybe, v réznych uhlov a
aj prekrytd. Video tiez trva 11s pri 30 snimkach za sekundu a dokopy mé 349 snimkov.
Rozlisenie je 640x480 pixelov.

Tabulka 5.4: Vykon na zadzname z webkamery.

Model FPS | Celkovy cas
ResNet-50 6,02 | 57s
ResNet-50 lite 8,02 | 43s
ResNet-152 4,18 | 83s
ResNet-152 lite 4,99 | 69s
MobileNetV2 6,5 53s
MobileNetV?2 lite | 8,58 | 40s

Na tomto mensom a teda vypoctovo menej naroénom videu, modely uz stihaju spra-
covat video sice v trhavej ale pozeratelnej rychlosti. Na zaznamy zo CCTV kamerovych
systémov, ktoré zdmerne snimaji v nizkom nastaveny snimkov za sekundu, kvoli Setreniu
uloziska, by tieto modely aj stacili. AvSsak vykonnostne aj v tejto malej kvalite si modely
daleko od real-time vykonu (aspon 25 snimkov za sekundu) pre prehrévanie videi. Pricom
treba brat do ibahy, ze meranie prebiehalo s pouzitim vykonného hardwaru, ktory je vysoko
nad mainstreamovym standardom pocitacov. Po vykonnostnej stranke modely zlyhali. V
pripadoch, kde nie st naroky na fungovanie v redlnom case a je mozné pouzit predspraco-
vanie detektorom a az potom spustenie videa (tak ako je to implementované aj vo findlnom
programe) su tieto modely dostatocné.
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Kapitola 6

Zaver

Tato praca bola venovand oblasti detekcie tvari v obraze so zameranim na nekvalitné video-
zéaznami. V prvej kapitole bol iivod do problematiky kamerovych systémov a ich vyuzitia
s algoritmami pre rozpozndvanie obrazu. S tam opisané ich technické parametre ovplyv-
nujuce kvalitu zaznamov a vysvetlené dévody, prec¢o mé zmysel pouzivat tieto technoldgie
spolu s algoritmamy strojového ucenia.

V nasledujucej kapitole sa praca venovala tématike strojového ucenia s blizsim zamera-
nim na neuronové siete a konvolu¢né neurénové siete. Boli vysvetlené ich zakladné principy,
ucenie, vrstvy, funkcie a parametre. Nasledne boli uvedené konkrétne priklady metdd vy-
uziatia strojového ucenia na riesenie detekcie tvari v obraze.

Stvrta kapitola sa venuje praktickej ¢asti prace a opisuje névrh detektoru tvari, imple-
mentaciu modelov, vyber datova sady, trénovanie modelov a pouzité technologie. V prak-
tickej ¢asti boli implementované a vytrénované 6 modely na detekciu tvari vychadzajuce
z metdédy RetinaFace. Ako datova sada pre trénovanie bola pouzitda WIDER, Face, ktora
obsahuje 32 203 obrazkov. Na implementaciu bol pouzity framework Keras a trénovanie
bolo uskutocnené pouzitim Google Colab cloudovej sluzby. Na validaciu bola pouzitd met-
rika priemernej presnosti, kde najlepsi model dosiahol v tazkom WIDER Face teste 85,5%.
Pre porovnanie aktudlna state of the art metéda dosahuje 92,4%. Rozhodol som sa detekciu
zamerat najmé na prekryté tvare. Pre zvysSenie presnosti na prekrytych tvarach boli modely
dalej trénované procesom nazyvanym ,,finetuning®, kde boli vyuzité iba obrazky obsahujtce
prekryté tvare z WIDER Face datovej sady. Na overenie tspesnosti na prekrytych tvarach
bol pouzity WFLW dataset, ktorého boli extrahované iba obrazky s prekrytymi tvarami.
Najlepsie modely dosiali na tomto datasete 90,9% priemerni presnost.

V ramci praktickej ¢asti bol implementovany aj program na detekciu tvari. V programe
boli pouzité vybrané modely, ktoré dosahovali najlepsie vysledky na prekrytych tvarach.
Program pontika grafické uzivatelské rozhranie vytvorené s PyQt. Je mozné v nom vyuzi-
vat vytrénované modely a porovnéavat ich vykonnost. Umoznuje detekovat na zazname z
webkamery, videu a obrazkoch.

Moznosti budtceho vyvoja zahfnaja rozsirenie datovej sady prekrytych tvari. Optimali-
zécia vykonnosti modelov zmenami v architektirach a skiisanim dalsich malych chrbtovych
sieti, kedze mensie siete sa viac osveddili. Potencionalne by bolo zaujimavé skusit vyuzit
WFLW datovi sadu na trénovanie, kedze té4 obsahuje az 98 tvarovych znakov. Zakompo-
novanie grafovej konvolicie ako v oficidlnej RetinaFace implementacii pre 3D rekonstrukciu
tvari je dalsia moznost vyvoju, ktord by modely priace posunula blizsie k origindlnemu
modelu a teda mozno aj zvysila presnot.
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Priloha A

Obsah prilozeného pamétového
média

Obsah hlavného pracovného priecinku je rozdeleny na 2 DVD z kapacitnych dévodov. Pri
pouzivani je potrebné zlucit data priecinky z obocch diskov do jedného.
DVD 1:

e configs - prie¢inok obsahujici konfiguraéné subory

¢ data - priec¢inok obsahujici datatové sady a k nim prislusné skripty a z nich vytvorené
TfRecord zaznamy, na tomto disku je len WFLW dataset

e checkpoints - priec¢inok obsahujici findlne ulozené vihy modelov
e icons - priec¢inok obsahuje ikonky pouzité v programe s GUI

e jupyter_notebooks - priecinok obsahujuici skripty, ktoré boli pouzivané na Google
Colab k trénovaniu a evaluacii

e logs - priec¢inok obsahujici logy z trénovania
e models - priec¢inok obsahujuici konfigura¢né stubory

e performance_testing - priecinok obsahuje videa a skript, ktoré boli pouzité na vy-
hodnotenie vykonu modelov

e widerface_evaluate - prie¢inok obsahujuci sibory sliziace na vyhodnotenie pres-
nosti modelov

e app_img_list.txt - textovy sibor obsahujici anoticie obrazkov pouzitych v prog-
rame s GUI v galérii prekrytych tvari

e dataset.py - stbor implementujici funkcie pouzivané pri nacitani dat

e face_detect_app.py - subor findlneho programu, implementuje GUI, logiku a spusta
program

e fine_tune_wider_occ_all.py - implementacia jemného ladenia modelov

e save_weights.py - skript sliziaci na uloZenie poslednych vah modelu
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e test_widerface.py - skript sliziaci na spracovanie WIDER Face testovacej sady
modelom pre jej nasledovni evaluaciu

e train.py - implementacia primarneho trénovania modelov

e utils.py - stibor implementujici rézne uzitoéné funkcie pouzivané vo viacerych inych
skriptoch, preto je umiestneny v hlavnom priec¢inku

e manual.pdf - manudl popisujici postup spustania a pouzivania programu, trénovania
a testovania modelov

e README - zakladna dokumentacia poskytujica informéacie programe, pouzité kniznice,
verzie, instalciu atd

DVD 2:

data - priec¢inok obsahujici datatové sady a k nim prislusné skripty a z nich vytvorené
TfRecord zaznamy, na tomto disku je WIDER Face dataset
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