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Uvod

Po chvilce pfemysleni jsem se rozhodla vybrat si téma tykajici se rozhodo-
vacich stromt a jejich aplikaci v praxi. Vzhledem k tomu, Ze bych svij budouci
profesni zivot chtéla spojit s analyzou dat, zjistila jsem, Ze toto téma je velmi za-
jimavé. Rozhodovaci stromy nevyzaduji pfisné predpoklady na analyzovana data
a pritom ziskdme pomérné dobfe interpretovatelné vysledky v regresnim, resp.

klasifika¢nim kontextu.

V ramci této prace bych chtéla nejprve predstavit zakladnich pojmy, jako jsou
obecné principy rozhodovacich stromii, rozdéleni pozorovani do konkrétnich sku-
pin, navrhy stromi, a téz metody, které se pouzivaji ve stromech ke zjednoduseni
interpretace a soucasné zlepseni predikéni schopnosti pfi feSeni konkrétnich pro-
blémt. Mym druhym cilem je pak pravé aplikovat ziskané znalosti v praxi. Budu
konstruovat stromy v programu R, vizualizovat a snazit se podrobné vysvétlit,

co se déje v konkrétnich krocich.



Kapitola 1

Rozhodovaci stromy a jejich obecné
principy

V této kapitole jsem pouzila tuto literaturu: 3], [3].

1.1. Zakladni pojmy a zasady

Rozhodovaci stromy jsou jedny z nejoblibenéjsich a nejstarsich principt klasic-
kého strojového uceni. Simuluji procesy, které lidé pouzivali bez pomoci programu
a algoritmu. V ramci této prace vsak nedojde k pohledu na téma z hlediska stro-
jového ucenti, ale ke statistické analyze dat, ve které rozhodovaci stromy zaujimaji
urcitou uzitec¢nou roli.

Napriklad zaméstnanci bank nebo pojistoven by se setkali s klienty a piimo by
jim polozili urc¢ité otazky, které by pozdéji mohly ovlivnit to, zda klient dostane
pijcku nebo kolik musi ¢lovek zaplatit pii podepsani pojistné smlouvy. Zde uvedu
vizualni priklad ceny pojistného ze strany vnimani pojistovny.

Podivame se na obrézek ¢islo 1.1. Aby pojistovna pridélila spravedlivou ¢astku
pojisténi, zvazuje urcité aspekty zivota pojisténého. Diva se napiiklad na to, jak je
¢lovék stary. Pokud je mu pres tricet let, pak se zepta, zda doty¢ény kouii. Pokud je
odpovédi ne, pak se rozhodne nezvySovat pojistnou ¢astku, ale pokud je odpovéd
ano, polozi dalsi otdzku. Pokud ¢lovék koufi vice jak deset let, tak se rozhodne
zvysit pojistnou ¢astku, pokud ne, tak to necha. Totéz se stane, pokud piijde po

jiné vétvi, a to: pokud je ¢lovéku pod tficet let. Pojistovna se podiva do lékarské



Vek pojisténého
>30

NE
ANO
Chronické
onemocnéni?
NE ANO
NE ANO
Pravidelné a vice,
Pravidelné jak 10 let?
uzivani
; NE

alkoholu?
NE ANoi

Obrazek 1.1: Jednoduchy priklad fungovdni stromu na intuitivnich problémech.

dokumentace a zjisti, Zze mé ¢lovék néjaké vazné chronické onemocnéni, a poté se
pojistnou ¢astku rozhodne zvysit, jinak je to pro pojistovnu piilis velké riziko.
Samoziejmé ve skutecnosti je tento proces velmi odlisny. Existuje mnohem vice
proménnych. Ale pro jasny piiklad fungovani algoritmu je toto schéma vhodné.

Systém pokazdé pfevezme jeden z priznaku, rozdéli data do dvou tiid a snazi
se zajistit, aby byl maximalizovan pocet ,ano“ a pocet ,ne* ve vyslednych pod-
mnozinach dat. Samotny stroj si vidy vybere jeden z priznaki a podle néj rozdéli
dostupné data, potom nakonec dospéje k rozhodnuti.

Rozhodnuti se provadi pokazdé s urc¢itym stupném pravdépodobnosti, a ¢im
vyssi je tato pravdépodobnost, tim lepsi a pfesnéjsi bude vysledek analyzy rozho-
dovaciho stromu. To znamena, Ze nakonec dostaneme soubor logickych pravidel.
Pokud je hodnota znaménka A vétsi nez urcitd prahova hodnota ,x*, a hod-
nota znaménka B je vétsi nez urcitd prahova hodnota ,y“, pak se rozhodneme.
Naptiklad: ,zvysit cenu pojistné ¢astky”. To je zékladni princip algoritmi rozho-
dovaciho stromu.

Pro¢ se rozhodovaci stromy staly tak popularnimi ve statistice a analyze
dat navzdory skutecnosti, Ze se jednéa o jeden z nejstarsich algoritmu? Odpovéd
na tuto otézku spoc¢iva ve velmi podstatnych vyhodach. Za prvé, je to jedno-

duchost v porozuméni, jasnosti a interpretaci. Na rozdil naptiklad od hlubgich
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technik strojového uceni, jako jsou neuronové sité. Za druhé, rozhodovaci stromy
odvadéji velmi dobrou préci i s velkym datovym souborem. Za tfeti, rozhodovaci
stromy mohou pracovat s kategoriemi i kvantitativnimi hodnotami.

Pokud hovoiime o vyhodach, musite specifikovat také nevyhody, které jsou
v tomto modelu pfitomny. Rozhodovaci stromy jsou nestabilni. To se projevuje,
pokud néjak chceme zménit data v existujicim stromu (nebo dochazi k preucovani
modelu), pak je ¢asto mozné, ze puvodni mala zména na vstupu povede k velké
zméné modelu i vystupnich hodnot. Naptiklad prvni véc, na kterou se podivame,
neni vék osoby pii rozhodovani o pojistné ¢astce, ale chronické onemocnéni. Ptes-
néji fe¢eno, pii preskoleni se zméni kofenovy uzel stromu. A druhou nevyhodou
je, ze je obtizné kontrolovat velikost stromu, coz casto vede ke zbytecnym vétvim.
Avsak v tomto pripadé existuje fada algoritmu, které mohou pomoct i s feSenim

tohoto problému. Tyto algoritmy uvedu pozdéji.

TRENOVACT ROZHODOVACT
DATA STROM
TESTOVACE APLIKACE MODELU
DATA NA TESTOVACI DATA

DATA |~ INDEXACE [ FILTRACE [ CENROVAN | zopsva e

Obrazek 1.2: Podrobnd schéma probihdni analyzu uvniti systému.

Na dalsim obrézku (obrazek 1.2) chci uvést jasny piiklad toho, jak vypada
optimalizace modelu. Zde vidime, Ze po tvodnim pfedzpracovani dat a obdrzeni
zpravy o vygenerovanych piiznacich jsou data rozdélena na testovaci a tréno-
vaci. Trénovaci data jsou 70% - 80% procent, pak je model sestaven a pouZije
se na zbyvajicich 20% - 30%, které nebyly pouzity v procesu u¢eni. A pokud se
chyba, kterou testovaci model déla, prilis nelisi od chyby, kterou déla na trénova-
cich datech, pak fikdme, ze model je stabilni a funkéni, a lze jej prakticky pouzit.

Pokud se objevi, ze chyb je vice, pak je to signal, ze doslo k preskoleni modelu,
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ze bylo pouzito prilis mnoho specifickych pfiznaki a model nema prediktivni sflu.

Muzete naptiklad pouzit néjakou pojistovnu, ktera vede nasledujici prognézu
k riziku vyskytu konkrétni pojistné udalosti. Za priznak vezme rodné ¢islo ¢loveka
a bude tvrdit, ze lidé s takovymi ¢isly maji vétsi riziko chronickych onemocnéni.
V tomto pripadé bude model naprosto bezvyznamny, protoze, jak je zndmo, rodné
¢islo osoby u ni nemiize ovlivnit vyskyt chronickych onemocnéni. Toto je priklad
preskoleni modelu, kdyz systém pouziva prilis specifické priznaky. Ovéreni modelu
na testovacich datech vylucuje takové preskoleni. Metody, které vylucuji presko-
leni, jsou ¢asto integrovany do samotného modelového systému. Toto je podstatou
tzv. kifzové validace. Kdyz samotny systém uklada urc¢ité mnozstvi dat po celou
dobu, udi se z trénovacich dat a pak je zkontroluje na testovacich datech. Role
trénovacich, resp. testovacich dat se navic pro konkrétni data v pribéhu postupu

kiizové validace méni.
1.1.1. Terminologie

V této podkapitole chci pfedstavit terminologii, kterou v budu budoucnu ak-
tivné pouzivat pro podrobny a strukturovany popis tohoto problému.

Rozhodovaci strom — je souvisly graf neobsahujici cykly s orientovanymi
hranami, ktery se sklada z kofene, vétvi (hran), terminalnich a neterminalnich
uzlu.

Rozhodovaci pravidlo — je to pravidlo typu ,Jestlize. .., potom...", které
rozhoduje, jestli néjaky objekt patii k dané t¥idé.

Uzel — v takzvanych uzlech existuji rozhodujici pravidla a kontrola dat se
také provadi na zékladé hodnoty trénovacich dat (pokud spliwji podminku, ktera
je v uzlu napsana). Nésledné jsou trénovaci data dle tohoto uzlu rozdélena. Pak je
rozdéleno do dvou kategorii: na skupinu, ktera spliuje pravidlo a skupinu, kteréa
nespliuje pravidlo. Poté se kontrola pouZzije znovu na nové vytvoreny uzel (proces
se opakuje iterativné za ucelem optimalizace daného kritéria).

List — koncovy uzel stromu. List obsahuje hodnoty cilové funkce.

Kotenovy uzel - je pocatecni uzel stromu, ze kterého za¢ina samotny proces
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konstrukce. Kofen je ten vrchol, do né€jz nevstupuji zadné vétve a z néhoz vstupuje
do ostatnich uzlu vzdy jedna vétev.

Trénovaci data — podmnozina dat, kterd je uzita pro uceni analytickych
modeli.

Testovaci data — jsou to data, pomoci kterych je program testovan. Potvr-

zuje spravnost zadanych dat a fungovani algoritmu.

1.2. Struktura rozhodovacich stromu

Struktura rozhodovacich stromii je usporfadana jako hierarchické posloupnost
otazek typu ,Pokud..., pak.... Pravidla jsou generoviana na zékladé trénovacich
dat. Tato struktura by meéla zahrnovat prvky dvou typu — uzly a listy. Pokud
mluvime o uzlech, pak, jak bylo feceno v terminologii, zahrnuji pravidla, podle
kterych probiha kontrola pozorovani. Jejich hlavnim tkolem je najit shodu pozo-
rovani s vybranym atributem trénovaci mnoziny.

Hlavni rozdil mezi listem a uzlem spociva v tom, Ze list neobsahuje podminky,
ale pouze podmnozinu objekti, ktera spliuje vsechna pravidla vétve, ktera kon¢i
na tomto listu. Uzel je deklarovan jako list, pokud byla splnéné urc¢ita podminka
pro zastaveni algoritmu. Pozorovani se miize dostat na list pouze v pripadé, ze
na cesté k nému splnilo vSechna pravidla. Jedinec¢nost feSeni je zajisténa skutec-
nosti, ze existuje pouze jedna cesta k listu a pozorovani se muze dostat pouze do
jednoho listu.

Na tomto diagramu (obrazek 1.3) vidime, jak vypada samotny rozhodovaci
strom. Za prvé, mame kofenovy uzel, ze kterého zac¢ina proces konstrukce. Poté
z néj vychézi dvé vétve, které vedou k Uzlu 1 a Uzlu 2, které se nazyvaji také
nadfazenymi uzly nebo ,predky”. Pojdme se blize podivat na Uzel 2. Jak je znamo,
obsahuje rozhodujici pravidlo, na jehoz zakladé dochazi ke kontrole dat. Miizeme
pozorovat, jak na zakladé testu systém rozdélil tento Uzel 2 na List 3 a Uzel 3.

Jak jsem popsala diive, uzel je deklarovan jako list, pokud byla zapojena
néjakd podminka zastaveni, coz znamené, zZe se timto zpusobem objevil List 3.

V Uzlu 3 nebyla tato podminka naplnéna, takze byl rozdélen do dalsich dvou
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g UZEL(PREDEK)

Obrazek 1.3: Poymenovdni jednotlivijch ,blokd” v stromech.

uzlu, které byly pozdéji deklarovany jako listy (List 4 a List 5).

1.3. Typy rozhodovacich stromi

Rozhodovaci stromy jsou rozdéleny do dvou typ1, a to jsou regresni a klasifi-
ka¢ni, kde druhy typ je specidlnim piipadem prvniho. Podrobna analyza téchto
dvou typu bude probihat v samotnych kapitolach. Pro¢ existuje rozdéleni na tyto
dva typy? Odpovéd na tuto otazku spoc¢iva v datech, se kterymi musime praco-
vat. Regresni stromy pracuji se kvantitativnimi proménnymi a klasifika¢ni stromy
s kvalitativnimi proménnymi v roli zéavisle proménné. Hodnoty u listi potom
v regresnich stromech odpovidaji priméru zavisle proménné pro pozorovani od-
povidajici dané cesté a v klasifikacnim pripadé potom analogicky nejcastéji se

vyskytujici t¥idé (kategorii) pozorovani.

1.3.1. Zakladni metody a algoritmy

V tvodu se nebudu ponofovat do principu téchto algoritmii, ale pouze je
vyjmenuji a uvedu klady a zapory. V nésledujicich ¢astech budu podrobné ana-

lyzovat pouze metodou CART), jelikoz je ¢astéji pouzitelnd v praxi.
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Metoda CART (Classification And Regression Tree)

Zactnu snad jednim z nejstarSich algoritmi, ktery je urcen jak pro regresni
stromy, tak i pro klasifika¢ni stromy. Byl navrzen v roce 1983 a podileli se na ném
nésledujici védci: Leo Breiman, Jerome Friedman, Richard Olshen a Charles
J. Stone [1].

Algoritmus konstruuje binarni rozhodovaci stromy, které obsahuji jenom dva
potomky v kazdém uzlu. V procesu préce se pozorovani z trénovacich dat rekur-
zivné rozdéluji na podmnoziny. Tato podmnozina obsahuje objekty, které maji
stejnou hodnotu cilové proménné.

Vyhody tohoto algoritmu: neni zalozeny na zadnych stochastickych ptedpo-
kladech, napiiklad o rozdéleni pravdépodobnosti vstupnich dat. Atributy rozdé-
lovani vybirame béhem procesu konstrukce stromu, a proto neni nutné predem
aplikovat metody pro vybér proménnych. Je stabilni vi¢i odlehlym hodnotam a
vypocetné efektivni. K nevyhodam lze pricist nestabilitu z hlediska dat: dokonce
i malé dpravy v testovacich datech vyvolévaji vyznamné zmény ve struktufe roz-

hodovaciho stromu.

Metoda ID3 (Iterative Dichotomizer 3) a C4.5

Algoritmus, ktery je urcen pouze k feSeni problému s kvalitativnimi (zavisle)
proménnymi, to znamena, Ze je metoda, kterd je vhodna pouze pro klasifika¢ni
stromy. Byl vyvinut Johnem R. Quinlanem. Pocet potomku v uzlu stromu neni
omezeno. Nemiize vSak pracovat s chybéjicimi hodnotami, takze pred pouzitim
tohoto algoritmu je nutno zkontrolovat pritomnost chybéjicich hodnot.

Zékladni myslenkou je, Ze trénovaci tfida podléhé rekurzivnimu déleni do pod-
mnozin pomoci pravidel feSeni, kde se tyto tfidy nachazi v kofenovém uzlu roz-
hodovaciho stromu. Hlavni myslenka algoritmu spociva v postupném déleni tré-
novaciho datového souboru pomoci rozhodovacich pravidel. Rozdéleni pokracuje,
dokud vysledné podmnoziny neobsahuji pozorovani pouze jedné tiidy, poté se pro-
ces uceni zastavi a podmnoziny jsou deklarovany jako listy stromu, které obsahuji

reSeni.
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Nésledné byl tento algoritmus vylepsen, jde o C4.5. Jeho hlavnim rozdilem
od svého predchiidce bylo to, Ze mu byla pridana schopnost pracovat s chybéjicimi
hodnotami atributi. Tento algoritmus jsem uvedla jen pro zajimavost, jelikoz se

v analyze dat nejcastéjsi pouziva metoda CART.
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Kapitola 2

Klasifika¢ni stromy

Pro vysvétleni tématu jsem pouzila zdroje [3], |6]. V této kapitole budu
podrobné analyzovat zékladni metody konstrukce klasifika¢nich rozhodovacich
stromu, a taky princip jejich fungovéni.

Klasifika¢ni stromy samotné nedévaji z hlediska klasifikace moc dobré vy-
sledky. Ale proc¢ je tedy pouzivame tak ¢asto? Je tomu proto, Ze vyuzivime néja-
kou kombinaci klasifika¢nich stromu. Jinymi slovy, snazime se vytvafet lepsi me-
tody a algoritmy ze slabsich klasifikatori. Jak jsem jiz uvedla, klasifika¢ni stromy
maji velmi dulezitou vyhodu, a to je interpretovatelnost. Kdyz sestavime strom,
muzeme snadno pochopit, jak funguje samotny proces analyzy dat. Na zakladé
méné chyb a vétsi predikéni schopnosti.

Mame naptiklad marketingovou firmu, ktera se chce naucit, jak nejlépe propa-
govat sviij produkt tak, aby si jej zakaznik koupil. Tato firma se obraci na pomoc
analytiku, ktefi budou nasledné nuceni prezentovat vykonanou praci zaméstnava-
teli. Nejlepsi je v tomto pripadé pouzit pravé klasifikaéni stromy. Analytik provede
analyzu, identifikuje vékovou kategorii produktu a dalsi vysvétlujici proménné
pro zatfazeni do jedné z kategorii koupil — nekoupil a na zakladé toho se podiva
na to, kam je lepsi umistit reklamu a v kolik hodin. Po odvedené préaci analy-

tik predstavi vysledky zaméstnavateli, pro kterého bude snazsi pochopit princip

vvvvvv
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2.1. Metody konstrukce klasifika¢nich stromu

Nejprve musime zdiraznit, ze kdyz mluvime o klasifika¢nich stromech, ob-
vykle pouzivame metodu CART. To je zakladni algoritmus, pomoci kterého kon-
struujeme strom.

Uvedu jednoduchy ptiklad jedné z variant popisu konstrukce strom.

Obrazek 2.1: Prostor obsahugici dvé tridy pozorovdnd.

Na obrazku 2.1 mame dvé tiidy s krouzky dvou barev - zluté a modré. V tomto
prikladu jsou dva prediktory: , X a ,,Y*. Pak probihé rozdéleni roviny piimkou,
které je kolméa k jedné z os souradnic tak, aby ta piimka oddélila t¥idu , Zlutiyjch
krouzki“ od tiidy ,modrych krouzki“ (déleni probiha pouze kolmymi piimkami!
V prostoru R™ by se jednalo o nadroviny, které jsou rovnobézné s osami sourad-
nic).

Nasim tkolem je oddélit tfidu s zlutymi krouzky tak, aby skoro neobsahovala
zadna pozorovani z tfidy modrych krouzki. Na obrazku 2.2 budeme postupné
oddélovat primkami kq, ko a k3 tyto t¥idy.

Déleni ,miize probihat“, dokud nebudou vSechny prvky t¥idy ,Zluté”“ oddéleny
od t¥idy ,modré®. Tak pro¢ se to nedéje v praxi? Odpovéd na to bude popsané
v nasledujicim odstavci.

Predpokladejme, ze oddélime nékolik zbyvajicich prvka t¥idy ,,modré®, jak je
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Obrazek 2.3: Findlni podoba rozdeéleni pozorovani na jednotlivé podoblasti prim-
kami.

zobrazeno na obrazku 2.3. Jakmile toto rozdéleni vznikne, analytik jej bude chtit
v budoucnu aplikovat na nova data. Predpokladejme, Ze v nékterych oddélenych
datech je nové pozorovani - ,zeleny krouZek®. Analytik jej logicky priradi k prevla-
dajici barvé dané t¥idy. Ale co stane, kdyZ toto pozorovani vznikne v ,obdélniku*,
ve kterém je pouze jedna znacka t¥idy , modré” a analytik prifadi pozorovani ,ze-
leny krouzek“ k ,,modré“? V dusledku toho dojde k tzv. pfeuceni (overfitting)
(1.1), které bylo zminéno v prvni kapitole. V tomto pfipadé probiha rozhodovani,
které je zalozeno pouze na jednom bodé. Mluvit o néjakych dusledcich, kdyz se
opirame pouze o jedno pozorovani, je nespolehlivé.

Druhou moznosti, jak popsat klasifika¢ni stromy, je sada logickych pravidel.
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Napftiklad muzeme popsat obdélnik, ktery vznikl po rozdéleni roviny piifmkami

k1, ko a ks takto. Necht
(X < k) A > k) A (X < k),

pak nové pozorovani zafadime do t¥idy ,Zluté“.
Nésledné prichazi i posledni pohled na klasifikacni stromy, ktery vlastné vy-

svétluje pojem ,strom‘. Cely vySe popsany proces miize byt totiz zobrazen gra-

ficky, viz obréazek 2.4.

ANO NE

DATA
Zastavime se

Y<k2
ANO N DATA

X<k3
Zastavime se NE
IIH ANO l""""‘ig!{ll”%ﬁ."

Obrazek 2.4: Grafické zndzorneéni procesu konstrukce stromu.

V jednotlivych obdélnicich jsou pozorovani. Kofenovy uzel se rozdélil na dva
nésledujici obdélniky. K vétvim se pridavaji podminky, v tomto piikladu je to
nejprve podminka, ze (X < kp). Coz znamend, Ze na levé strané jsou vSechna
data, kteréd splnila uvedenou podminku, a na pravé strané ta, ktera ji nesplnila.

A tak dal, dokud se algoritmus nezastavi.

2.1.1. Metoda CART

Pojem ,gcistad* data

Na zakladé predchoziho piikladu je méfitkem cistoty dat to, kolik prvka tiid,
které se k nému vztahuji, jsou v jednotlivych uzlech. K urcéeni miry ¢istoty dat

se pouziva nékolik metod.
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1) Giniho index
Pokud datova sada T obsahuje data n tiid, pak je Giniho index definovan
pro pozorovani z dané podoblasti, vzniklé délenim v rameci klasifika¢niho stromu,

jako:

Gini(T) = Y- p;(1 ~py), 2.)

kde p; je cast trénovacich pozorovani z tiidy j. Cim je hodnota Giniho indexu
mensi, tim vySsi méme jistotu, Ze uzel obsahuje pouze jednu tiidu.

2) Entropie je dalsi pouzivanou charakteristikou

H= =3 pj-logp; (2.2)
j=1

kde 0 < p; <1, a pak 0 < —p; - logp;. Pokud méame ,¢ista* data, pak entropie
bude nabyvat hodnotu blizkou nule.

2.2. Priklady klasifika¢nich stromi

V této kapitole bych chtéla predstavit moznosti praktického pouziti klasifi-
ka¢nich stromt v programovacim prostiedi R, a to konkrétné v R Studiu. Budu
vyuzivat matematicky aparat, ktery jsem popsala v predchozi kapitole o metodé
CART. Pokusim se vysvétlit kazdy krok a popsat nasledujici grafy a schéma.

Za timto ucelem jsem vybrala data, které jsou spojena s mozkovou mrtvici |2].
Nez pristoupime k analyze dat pomoci metody rozhodovacich stromu, je nutné
pripravit data pro analyzu. Pii psani kodu vam podrobnéji vysvétlim obsah to-
hoto datového souboru, a jak ve skutecnosti v R probiha samotny vypocet.

V prvni fadé pripojuji potfebné knihovny ke svému projektu. Funkce set.seed
generuje nahodné hodnoty, které jsou jedinecné pro seed (a budou stejné bez ohledu
na pocita¢, na kterém pracujete, a proto zajisti reprodukovatelnost).

Postupné, ale jisté prichazi okamzik, kdy se odehrava samotné kouzlo rozho-

dovacich stromu. Vytvorila jsem proménnou BrainStrokeData, které obsahuje in-

20



formace o datech z excelovské tabulky. Potom jsem ptidala kod BrainStrokeData
= na.omit(BrainStrokeData), ktery vlastné vymaze vSechny chybéjici hodnoty,
které pak muzou zpusobit chyby. Taky v ptuvodnich datech byla proménna ,,id",
jelikoz neméa predikéni silu, vymazala jsem ji. K prohlizeni obsahu nasich dat
pouzivame funkci View(BrainStrokeData). Soudé podle tabulky niZe vidime na-
sledujici situaci: méme jedenact sloupcu gender(pohlavi), age (vék) hypertension
(hypertenze) heart disease (srde¢ni choroba), ever married (jestli osoba byla né-
kdy v manzelstvi), work type (typ praci), Residence type (typ bydlisté), avg glu-
cose level( pramérna troven glukézy), bmi (index télesné hmotnosti), smoking
status (kuiék/nekufak), stroke (mrtvice). Pro jednodusi interpretace jsem zmé-

nila nuly a jednicky na ANO/NE.

“ gender ~ age  hypertension heart disease ~ evermaried  work type ~ Residence type  avg_glucose level bmi  smoking status  stroke
15 Male 75.00 | ANO NE Ves Private Urban 22128 258 smokes ANO
470 Female 28.00 | NE NE Yes Private Urban 18345 405 smokes NE
47 Mae 73.00 | ANO NE Yes Seif.employed | Urban 194,99 328 rever smoked ANO
283 Female 22.00 | NE NE No Private Urban £9.94 228 Unknown NE
303 Masle 64.00 ME ME ves Govt_job Urban 23964 346 formerly smoked NE
72 Mae 47.00 | NE NE Ves Private Urban 8694 411 formerysmoked  ANO
31 Mae 7400 | NE NE Ves Private Rural 21872 337 formerysmoked  ANO
100 Female 38.00 | NE NE No Seif.employed | Urban 8228 240 formerysmoked  ANO
258 Male 58.00 | ANO NE Yes Govt job Rural 5695 268 smokes NE
330 Female 18.00 | NE NE No Private Urban 80.05 242 never smoked NE
271 Female 4300 | NE NE Yes Seif-employed | Rural 11522 212 Unknown NE
13 Female 71.00 | NE NE ves Govi job Urban 26332 387 never smoked ANO
319 Female 29.00 | NE NE Ves Private Urban 6369 281 smokes NE
361 Female 22.00 | NE NE No Private Rural 10752 416 Unknown NE
440 Female 31.00 | NE NE Yes Private Urban 98.99 312  never smoked NE
17 Female 71.00 | NE NE Yes Gowvt_job Rural 19394 224 smokes ANO
29 Mae 4800 | NE NE Ne Govi job Urban 8420 227 neversmoked ANO
438 Male 200 | NE NE No children Rural 9459 200 Unknown NE
345 Male 70.00 | ANO NE Yes Seif.employed | Urban 25160 271 never smoked NE
476 Male 67.00 | NE NE Yes Seif.employed | Urban 8532 262 reversmoked NE
418 Female 7.00 | NE NE No children Rural 72.35 17.0 Unknown NE
75 Male 81.00 | NE NE Yes Private Urban 72.81 263 never smoked ANO
42 Female 39.00 ANO NE Ves Private Rural 56.09 392 smokes ANO
458 Male 29.00 | NE NE Ves Seif.employed | Urban 11870 332 Unknown NE
311 Female 47.00 | NE NE Yes Private Urban 136,50 373 rever smoked NE
354 Female 17.00 | NE NE No Private Urban 87.52 392 rever smoked NE
396 Male 53.00 | NE NE Yes Private Rural 116.66 285 formerly smoked NE
469 Male 4100 | NE NE Ne Govi job Rural 7481 397 smokes NE
390 Male 31.00 | NE NE ves Govi job Rural 9165 246 formeriysmoked  NE
164 Female 7400 | NE NE Yes Seif.employed | Urban 7495 266 reversmoked ANO
280 Female 20.00 | NE NE No Private Urban 7189 276 reversmoked NE
412 Female 42.00 | NE NE Yes Private Rural 112.06 382  never smoked NE
112 Female 68.00 | ANO NE Yes Self-employed | Rural 206.09 267  never smoked ANO

Obrazek 2.5: Tabulka, obsahujici proménné a pozorovdani z datového souboru ,,Bra-
nStroke*.

Déle pomoci head(BrainStrokeData) a tail(BrainStrokeData) chci vyhodno-
tit stav dat a zobrazit fadky. Prvni véc, které si v§imneme, je to, Ze data jsou

tridéna podle hodnot proménnych, coz neni dobré pro nasi analyzu. Pro¢ tomu

21



tak je? Protoze kdyz bude nasledné potieba rozdélit data na trénovaci a testo-
vaci, na konci to dopadne tak, Zze program vybral deset procent z jedné skupiny
a devadesat z druhé, coz uz ik o tom, Ze analyza nebude ani skoro presna.

> head(s:aw‘ nstrokepata)

gender age hypertension heart_disease ever_married work_type rResidence_type avg_glucose_level bmi smoking_status stroke
male 67 NE ANO Yes private urban 229, 36.6 formerly smoked ano
Male 80 NE ANO Yes private Rural 106. 32.5 never smoked ANO
Female 49 NE NE Yes Private urban 171. 34.4 smokes ANO
Female 79 ANO NE Yes self-employed Rural 174. 24 never smoked ANO
Male 81 NE NE Yas Private urban 186. 29 formerly smoked ANO
Male 74 ANO ANO Yes Private Rural 70.1 27.4 never smoked ANO
> tail(Brainstrokepata)

gender age hypertension heart_disease ever_married work_type residence_type avg_glucose_level bmi smoking_status stroke
Female 16 NE NE No Never_worked urban 102. 27.1 never smoked NE
Female 18 NE NE NO Never_worked urban 81.7 21.6 never smoked NE
Male 13 NE NE No Never_worked Urban 85.1 14.6 Unknown NE
Female 17 NE NE No Never_worked urban 78.1 44.9 never smoked NE
Female 18 NE NE NO Never_worked urban 97.6 21.5 unknown NE
Female 16 NE NE No Never_worked Rural 68.3 20.4 never smoked NE

Obrazek 2.6: Tabulka, obsahujici proménné a pozorovdini z datového souboru ,,Bra-
nStroke*.

K pfekonani tohoto problému pouzivame funkci sample(1:nrow(BrainStrokeData)),
¢imz vytvorime novou proménnou new data, kterd nyni bude obsahovat smiSené
hodnoty.

Pak nésleduje funkce, ktera rozdéluje data na trénovaci a testovaci. Vytvorime
proménnou trenovaci_testovaci a pridame do ni pozorovani podle pravidla 80/20.
Postupujeme pritom tak, ze pro datovy soubor, v némz jsme predtim ndhodné
promichali porfadi pozorovani, vybereme do trénovaci mnoziny prvnich 80 procent
pozorovani.

Pak jsem se rozhodla zkontrolovat svou funkci! a rozmér dat.

> dim(trenovaci)

[1] 401 11
> dim(testovaci)
[1] 101 11

Skon¢ili jsme s 11 proménnymi, 401 trénovacimi a 101 testovacimi pozorova-
nimi.

Funkce prop.table() se pouziva ve spojeni s table() k ovéfeni nahodilosti dat.

1Spocitame pocet fadki v datové mnozing n_ radek = nrow(data), nacez vratime n-ty fadek
k vytvofeni trénovaci mnoziny. Poté vybereme z prvnitho fadku po n-ty trenovaci sestavene =
1: t_radek. A pak to uz je jednoduché - pokud je podminka pravdivé, funkce vrati trénovaci
mnozinu, v opa¢ném pfipadé - testovaci mnozinu.
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> prop.table(table(trenovaci$stroke))

ANO NE
0.4264339 0.5735661

Jak muzeme pozorovat, proporce jednotlivych kategorii se od sebe vyrazné
nelisi. To dobife odpovida poc¢tu nemocnych (209) a zdravych (300) v puvodni
populaci.

Dalsim krokem jiz za¢ind proces konstrukce rozhodovacich stromii pomoci
funkce rpart(). Zde jsou argumenty: trenovaci$stroke specifikuje (kategorialni)
zévisle proménnou a vysvétlujici proménné (v naSem piipadé deset), data = tre-
novaci je mnozina dat, metoda = ’class’ je metoda klasifikace, kterou pouzivame.

Pouzijme rpart.plot(strom) ke grafickému znazornéni naseho stromu, abychom

se podivali na vysledek a pochopili, co se tam déje.

NE
0.57

J0rEE,
yaz |-age »= 115-| na
ANO
039
BT%
age == 65
NE
0.52
33%
heart_disease = ANO:
i
-age < 64
NE
o7
5%
bmi >= 27 smoking_status = formerly smoked
ANO
045
205,
smoking_status = never smoked
NE
053
14%
-age == 54
AND AND ANC NE NE ANC NE NE
0.26 0.09 0.26 0.70 0.74 0.38 1.00 0.95
4% 3% i3 T% &% T 3% 3%

Obrazek 2.7: Vysledny klasifikacni strom.
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Na vystupu kédu dostaneme vysledny klasifika¢ni strom. Vidime prvni kote-
novy uzel, ktery ukazuje celkovou pravdépodobnost mozkova mrtvice. Je hned
vidét, ze se prvni uzel naSeho stromu pta program pomoci proménné age. Po-
kud vék bude mensi nebo roven 45, pak s pravdépodobnosti 95 procent u osoby
nebude mozkové mrtvice. Soucasné tak byl ziskan terminélni uzel neboli list.
Jestlize podminka je splnéna, strom rekurzivné provede proceduru a vytvoii nové
uzly. V dalsim kroku vidime, ze pokud vék bude vétsi jak 68 (tj. podminka je
splnéné), pak s 26 procentni pravdépodobnosti nastane mozkova mrtvice. Pokud
pozorovani nespliiuji podminku, jdeme na dalsi uzel, kde obsah dat uz je 33 pro-
centa a rozhodovani probéhne stejnym zptusobem podle podminky heart disease
= ANO.

Strom byl zkonstruovan, pozorovani byla roztiidéna do podoblasti dle pod-
minek na jednotlivé proménné, co dal? Nyni prichézi na fadu predikce. Chceme
zjistit, jak dobfe si strom se svym klasifika¢nim tkolem poradil a je-li tfeba jej
néjak dale upravit.

K realizaci tohoto planu pouzivame funkci predict (). Poté data zobrazime
v tabulce.

Udélame to pomoci funkce table().

> table mat

prognoza

ANO NE
ANO 32 6
NE 14 49

Je ziejmé, ze model zafazuje do kategorii pomérné dobte, viz pocty pozorovani

na diagonale vyse uvedené tabulky. Presnost klasifikace je tedy nasledujici:

[1] "Presnost_testu_je_0.801980198019802"

Toto byl vysledek pro jednu konkrétni volbu trénovacich a testovacich dat.

Pro 1000 simulovanych datovych soubort takto dostaneme pfesnost klasifikace
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> avarage /1000
[1] 0.7276238

tedy priblizné 73 procent.

Tim chci fici, ze ackoliv je model pro konkrétni volbu trénovacich a testovacich
dat pomérné piesny, neznamena, ze s jinym vybérem dat (resp. jejich rozdélenim
na trénovaci a testovaci) dosdhneme nutné stejného vysledku (pfesnost pro jinou
volbu vysla napiiklad na 63 procent). Ve zavisi pravé na konkrétni volbé testo-
vacich a trénovacich dat. Pro vérohodnéjsi predstavu o presnosti modelu je proto
potifeba tento vybér opakovat, jak jsme to provedli vyse. Elegantnéjsi zpusob

pomoci tzv. kiizové validace si potom predstavime v nasledujici kapitole.

25



Kapitola 3

Regresni stromy

Cerpala jsem informace pro tuto kapitolu z takovych zdroja, jako: [9], [7].

Jak bylo uvedeno v prvni kapitole, regresni rozhodovaci stromy pracuji se
kvantitativnimi (zavisle) proménnymi. Nyni bych se chtéla blize podivat na za-
kladni principy a odlisnosti od klasifika¢nich stromii.

Pokud mluvime o konstrukci regresnich stromii, tak nakonec dostaneme pti-
blizné stejné schéma. Proto v tomto problému piejdu piimo k implementaci al-

goritmu CART.

3.1. CART v regresnich stromech

3.1.1. Algoritmus rozdéleni dat

Stejné jako u klasifika¢nich stromu je hlavnim tkolem modelu zkonstruovat
strom, ktery by byl zcela dobfe interpretovatelny a mél souc¢asné dobrou predikéni
schopnost. Na rozdil od klasifikace, kde jsme za tc¢elem hodnoceni modelu vyuzili
Giniho koeficient a entropii (2.1, 2.2), zde bude hrat dulezitou roli rezidualni
soucet ¢tverci RSS (Residual Sum of Squares). Je tedy jasné, Ze za kol mame

minimalizovat tuto hodnotu,

RSS =33 (yi—ir,)> (3.1)

j=1icR;

kde:
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yi - 1-t&4 pozorovana hodnota.

Ur,; - prumérnd hodnota zavisle proménné trénovacich pozorovani z j-té pod-
mnoziny.

Postup probiha takto: predpokladejme, Zze mame urcity prostor vysvétlujicich
proménnych, které pozdéji chceme rozdélit do nékterych podoblasti (obdélniko-
vého tvaru), aby pozdé&ji mohl byt tento model snadno interpretovan. Nyni je
tedy nasim cilem najit podoblasti, které by minimalizovaly chybu RSS. Na kaz-
dou z podoblasti aplikujeme vztah 3 ;cr, (y; — QRJ.)Q. Potom aplikujeme finalni
,VnEjST soucet, ktery séitda vSechny hodnoty, které jsme dostali pro jednotlivé
podoblasti. Jedinou nevyhodou tohoto postupu je, Ze je velmi obtizné hledat
obecné takovéto optiméalni podoblasti. A proto v tuto chvili model pouziva tzv.
,chamtivy“ algoritmus (z angl. greedy algorithm). Jak to funguje?

Chamtivé algoritmy jsou algoritmy, které pfedpokladaji, ze lokalné optimalni
feSeni v kazdém kroku vedou k optimalnimu celkovému feSeni. V tomto piipadé to
znamend, ze pokud byl atribut (proménnd) jednou vybran a rozdélen na podob-
lasti, algoritmus se nemuze vratit zpatky a vybrat jinou moznou proménnou,
kterd by poskytla nejlepsi vysledné déleni. Proto ve fazi konstrukce nelze rici,

zda vybrana proménna nakonec poskytne optimélni déleni.

3.1.2. Prorezavani

V predchozi kapitole jsem tuto metodu neuvadéla pouze z divodu, Ze data, se
kterymi jsem pracovala, nebyla tak obsahla (nevedla ke komplikaci rozhodovaciho
stromu). V regresnim problému bych rada uvedla piiklad pravé takového stromu,
na ktery bych mohla tuto metodu aplikovat.

O se tedy jedna? Napriklad jsme sestavili strom, ktery se zdéa byt v poradku,
ale jakmile vytvofime jeho graf, zjistime, Ze je obtizné interpretovatelny. Je prilis
slozity a nesrozumitelny, s mnoha vétvemi a uzly. Co v takové situaci délat? Je
nutné se obratit na takovou metodu, jako je profezavani. Sklada se z nésledujiciho:

Necht |T'| je pocet koncovych listi stromu 7'. Definujme Cor(T') jako:
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7|

Ca(T)=> > (i —r,)" +ax|T| (3.2)

m=14{€Rm

Kazdé hodnoté parametru a odpovidéa takovy profezany strom T' C Ty, pro
ktery hodnota Ca(T") je minimalni. Parametr « je tady predstaven v roli kontroly
rovnovahy stromu mezi slozitosti a presnosti. Kompletni hodnoceni stromu se
tedy sklada ze dvou slozek - chyby stromu (ve smyslu RSS) a penalizace za jeho
slozitost. Ve vysledku tak muze byt preferovany méné rozvétveny strom, ktery
dava vétsi chyby, pred stromem, ktery dava mensi chyby, ale je vice rozvétveny.

Cim vyssi je hodnota parametru «, tim vice penalizovany strom s vice listy.
Obvykle u mensich stromt dosdhne hodnota C'a(7") minima. Pro optimalni vybér
hodnot parametru a se obvykle pouziva kiizova validace, ktera bude predstavena
v piisti kapitole. Potom se vratime k piuvodni datové sadé a na konec ziskdme

offznuty strom zaloZeny na volbé parametru a.
Priklad na profezdvdni

Algoritmus CART se diva na profezavani, jako na hledani kompromisu mezi
dvéma problémy: dosazeni stromu optimalni velikosti a také na ziskani co nejpies-
néjsi klasifikace pozorovani. Problém, ktery se pak muze nastat, je velké mnozstvi
podstromi, vzniklych po profezavani jednoho stromu. Z tohoto divodu chceme
zkoumat pouze ,nejlepsi predstavitele* pomoci néasledujicitho ocenovani:

Necht |T'| je pocet koncovych listd stromu 7', a pro ztratovou funkeci stromu

Ca(T) plati:

C(T)= R(T) + ax|Tl, a=][0,+c0) (3.3)

chyba klasifikace  penalizace za sloZitost

Poznamka 3.1 Je-li chyba klasifikace stromu se neméni, pak se béhem rustu
stromu funkce C,(7") bude zvySovat. Z toho plyne, Ze je-li strom méné
rozvétveny (ale dava velkou chybu klasifikace), mize stat méné, néz strom,

ktery dava mensi chybu klasifikace, ale je vic rozvétveny.
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Definujme T,,,, — maximalni velikost neprofezavaného stromu. Pokud zave-
deme fixni hodnotu «, pak existuje nejmensi minimalizovany podstrom 7,, ktery

spliiuje nasledujici podminky:

Ca (T(Oé)) = minTSTmM Ca (T) (34)

Tato podminka nam 1ika, Ze neexistuje takovy podstrom stromu 7,,,,, ktery

by mél pro tuto hodnotu « nizsi cenu nez T'(«).

if OW(T) = Co(T(a)) pak T(a) < T. (3.5)

Druha podminka 1ika, ze pokud existuje vice nez jeden podstrom, které maji
danou C,(7T), pak vybereme nejmensi strom.
Prestoze mé nekonecny pocet hodnot, existuje konecny pocet podstromii

stromu T},,.. Lze sestavit sekvenci klesajicich podstromu stromu 7;,,4.:

Ty >Ty >Ty> ... >{t1}, (3.6)

(kde {t1} je kofenovy uzel stromu) tak, ze T} je nejmensi minimalizovany pod-
strom pro [ag, (1)

Dalsi strom v pofadi muzeme ziskat, budeme-li pouzivat profezéavani k ak-
tualnimu stromu v posloupnosti, tj. profezavanim 77 dostaneme strom 75, atd..
S touto myslenkou, ptijdeme na algoritmus pro nalezeni nejmensiho minimalizo-
vaného podstromu pro ruzné hodnoty a.

Prvni strom v této posloupnosti je nejmensi podstrom stromu 7;,.., ktery
mé stejnou chybu jako Tpaz, tj. 71 = T'(a = 0), jelikoz déleni pokracuje, dokud
v kazdém uzlu nezustane pouze jedna tiida, pak 17 = T},qz-

Nasim tukolem tedy je nalézt Ty z T,,,.. Postupujeme tak, Ze nalezneme libo-
volny par listi se spole¢nym predkem, ktery by mohli sjednotit, tj. mohli bychom
profezat v rodicovsky uzel bez zvySeni klasifikacni chyby. Pokrac¢ujeme do toho
momentu, pokud takovéto pary listi neeliminujeme. Takovym zpiisobem dosta-
neme strom, ktery méa méné vétvi, nez 71,,.., ale hodnota jeho ztratové funkce se

nezménila.
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Dalsi otazka, se kterou se setkdme, zni néasledovné: jak nalézt dalsi stromy
v posloupnosti - T3, T3, T}, ... a odpovidajici hodnoty a?

Ozna¢me T} - vétev stromu 1" s koFenovym uzlem ¢. Musime najit odpovéd
na otazku: pii kterych hodnotach bude strom T — T, lepsi nez T. Budeme-li

profezavat v uzlu t, pak jeho prispévek v plnou cenu stromu 7" — 7} bude:
Ca{t}) = R(t) + a, (3.7)

kde R(t) = ™, m - pocet 3patné klasifikovanych pozorovani a n - celkové mnozstvi
klasifikovanych pozorovani pro cely strom.

Prispévek T; k celkové cené stromu 7" bude

Co(Ti) = R(T}) + o|T3, (3.8)

kde R(T}) = Y per, R(t°) - suma chyb klasifikace s kofenovym uzlem ¢.
Strom 7' — T; bude lepsi nez T, kdyz C,({t}) = C4(T1}), protoze pii této
hodnoté maji stejnou cenu, ale T — T} je mensi z téchto dvou.

Kdyz C,({t}) = Cu(T}) pak:

R(Ty) + o|Ty| = R(t) + a. (3.9)
Regenfm pro « dostaneme:
R(t) — R(T})
— 3.10
-1 (310)

Predchozi vwvahy je mozné shrnout do nasledujicitho algoritmu:

Postup:
1) Inicializace:
a) necht T je strom, ktery jsme dostali pii a; = 0.

2) Krok pruni:

_ R()-R(T1.1)

a) vybrat uzel ¢t € Ty, ktery minimalizuje g;(t) S

b) necht ¢; je tento uzel,
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c) necht ap = ¢1(t1) a T =T, — (11, 1).

3) Krok i-ty:

_ R()-R(T.1)

a) vybrat uzel ¢ € T;, ktery minimalizuje g;(t) 1

b) necht ¢; je tento uzel,
C) necht iy = gi(ti) a 712‘_;_1 = E — (E,t).
Na vystupu budeme mit posloupnost stromii a odpovidajici posloupnost pa-

rametru o.

Ty2Ty2..2T: 2.2 {t}a

A\

aq S (6% <.. S e

Parametr a € [ag, ag41) pritom vybirdme napiiklad metodou ki{zové validace.

Necht nam je dan rozhodovaci strom (obréazek 3.1):

Obrazek 3.1: Pocdtecni strom, ktery nevede k Zadnému chybné klasifikovanému
POZOTOVANT.

Chceme spocitat g1(t) pro v8echny uzly ¢ v T7:

R(t1)—R(Th,
91(h) = R,
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Celkem byl strom natrénovan pro 200 pozorovani, pochézejici ze dvou skupin
po 100 pozorovani (100 + 100 = 200 pro kofenovy uzel), tedy R(t;) = ™ pro
m = 100, n = 200, odtud R(t;) = 5

R(Ty,t1) - podil chybné klasifikovanych pozorovani u v8ech listi podstromu.
Pocita se to tak, ze vezmeme soucet chybné zarazenych pozorovani v listech v po-
méru k celkovému poc¢tu pozorovani pro strom. V prikladu vse délime 200. Pro-
toze pro podstrom s kofenem v ¢ je to také strom 77, v8echny listy maji spréavné

klasifikované pozorovéani, proto
5. o
R(Ty,t) = 21: 200 —

Tady mizeme taky fici, ze piuvodni strom 7),,, se nezménil od stromu 7j
protoze nemél v listech $patné klasifikované pozorovani. Déale, necht |11,¢4| je
pocet listi podstromu s kofenem v uzlu ¢;. Dohromady takovychto mame 5.

Dostaneme:

(3-0)
gi(ty) = (§ ) _%

45 _0)
gi(tz) = NS 8%7

20 _0)
g1(ts) = 55" = 15,

(3350
gi(ts) = H = 55

Uzel t5 m& miniméalni hodnotu g;, a tedy dostaneme novy strom 75, pomoci
profezavani uzlu t5. To jest, nase « je nejmensi hodnota g; pro dané uzly. V nasem
pripadé to je pro uzel ts.

Pokrac¢ujeme ve vypoctech hodnot g pro T3:

92(t1> (2 (200+(T0$200+200)) 1257

G2 (tz) (200 (22001')"200)) é7

ga(ty) = E—Ghntam) _ L

2-1) — 10"
Tentokrat mé uzel t3 minimalni hodnotu ¢, a dostaneme novy strom 73,
pomoci profezavani uzlu ts.

Pokrac¢ujeme ve vypoctech hodnot g pro Ty,
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Obrazek 3.2: Strom, ktery jsme dostali po protezavani uzlu ts. Tady vidime, Ze
ted uz v listu ts mdame 20 chybné klasifikovangch pozorovdnd.

Obrazek 3.3: Tady profezdvame wuzel t3 a vidime, Ze v listu t3 mdme jeste 20
chybné klasifikovanijch pozorovdni.

gs(ty) = Gl tamtam) _ 3

(3-1) 20°

45 (0 4 20
gs(tn) = gl — ¢,

A tedy vidime, Ze minimum je v ts.
Posledni vypocet mame pro strom 7T5:
(-G +=m) 7
ga(tr) = 2—=F25"0= = g5
Minimum mame v uzlu t;, z tohoto diivodu ho profezame a dostaneme koren
stromu (75 = {t1}). Na tomto se proces profezavani zastavi. Dostaneme posloup-
1

ay =g, a5 = %. Na kazdém kroku jsme

nost: a; = 0, ap = 2—10, a3 = ==
hledali «, které by bylo nejlepsi pro kazdy strom v klesajici posloupnosti (3.6).
Role a v dalsim textu je snadno pochopitelné (vyjadiuje optimalni hodnotu mezi

slozitosti a chyb) (3.5).
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V dusledku mame, ze T} je nejlepsi strom pro [0, 55), T2 pro (55, 75), 15 pro

[%0, é), T, pro [%,4—70) a Ts pro [4—70,00).

3.1.3. Krizova validace

V kapitole 2.2 bylo ukazano, jak se vyhnout zkreslenému vyhodnoceni pfes-
nosti klasifikace pomoci funkce sample(). V této ¢asti bych chtéla mluvit o ele-
gantndjsim odhadu piesnosti klasifikace pomoci kiizové validaci. Nejprve pojdme
zjistit, co to vlastné je.

Kiizova validace je metoda pro vyhodnoceni analytického modelu a jeho cho-
vani na testovacich datech s vyuzitim dostupnych dat co nejrovnomérnéji.

Jak proces probiha? Pro zacatek rozdélime puvodni data na piiblizné stejné
bloky. Vezméme napiiklad & = 7. Potom postupné snizime pocet téchto bloku
o k—1. Ukézalo se, Ze model je trénovan na Sesti blocich a sedmy blok se pouzivéa
k testovani. Postup se opakuje k-krat a pii kazdém prichodu se vybere novy
blok k ovéfeni a na zbyvajicich se provede natrénovani modelu. Kiizové ovéreni
mé dilezitou vyhodu oproti pouziti jednoho datového souboru pro trénovani a
jednoho pro testovani modelu: pokud je pro kazdy prichod odhadnuta vystupni
chyba modelu (tedy chyba na testovacich datech z jednoho z bloku) a zpraméro-
vana ve vSech pruchodech, pak bude vysledny odhad spolehlivéjsi a méné zatizeny
variabilitou plynouci z nadhodného vybéru trénovacich, resp. testovacich dat. Ty-
picky se nasledné vybér blokt opakuje, aby bylo dosazeno co nejstabilnéjsich

vysledkii.

3.2. Priklad na regresni stromy

Pro ilustraci konstrukce a pouziti regresnich stromi jsem vyuzila balicek Wine
Red, ktery popisuje kvalitu raznych druhii ¢ervenych vin |2]. Mym cilem je ur¢it,

jak sklad vina ovliviuje jeji kvalitu. Mame také proménné, jak: alkohol, sirany,

[poraon [poraon

tota a kyselina citronova. Dohromady mame 998 pozorovani.
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Na zacatku jsem pripojila piislusné knihovny statistického softwaru R, data
z excelovského souboru a rozdélila data nahodné na dvé poloviny, trénovaci a
testovaci. Tato proménnéa train obsahuje pouze trénovaci data.

Konstruujeme strom, kde je cilovou funkei (zévisle proménnou) hodnoceni
vina. Ukol je nésledujici: jaké parametry obsahu vina ovliviiuji jeho vysokou nebo
nizkou kvalitu? Pomoci funkei plot() a test() nejprve postavime kostru stromu,

nacez priddme samotny text.

Regression tree:

tree (formula = quality = ., data = winequality red, subset = train)
Variables actually used in tree construction:

[1] "alcohol" "sulphates" "volatile acidity"
"total sulfur dioxide"

Number of terminal nodes: 12

Residual mean deviance: 0.2963 = 144.3 / 487
Distribution of residuals:

Min. 1st Qu. Median Mean 3rd Qu. Max .
—1.51700 —0.43750 —0.09494 0.00000 0.48280 1.98200

Vidime, Ze strom obsahuje 4 proménné (,alcohol”,  sulphates®, ,volatile aci-
dity*, ,total sulfur dioxide®) a 12 listi. Hodnota rezidualniho souc¢tu ¢tverca (RSS)
je 0.2963. Nyni zkonstruujeme samotny regresni strom a ohodnotime jeho slozi-
tost a interpretovatelnost.

UZ po prvnim pohledu na tento graf lze fici, ze rozhodujici pro kvalitu vina
bude obsah alkoholu. Dilezitou roli hraji i dalsi proménné, kazdopadné strom
je pomérné slozity a tedy jako celek i hiife interpretovatelny. Zvazime tedy jeho
profezani. V takovém pfipadé budeme pouzivat proceduru, které byla popsané
vySe, viz strana 29.

Ted se zamé&Fime na zlep$eni samotného stromu. KdyZ se podivame na obréazek
3.4, muzeme si vSimnout, ze doslo k preskoleni modelu, ve smyslu stromu obvykle
néam o tom tika presil velkd vyska stromu, a tedy musime ostfihnout vétvi. Prvni
otazka, ktera se vznikne ve hlavé je: kolik vlastné mame ostifihnout vétev? Tady
musime pouzit kiizovou validaci. Vyzkousime ji.

Standardné se pouziva kolem 10 k-nasobeni, ale klidné muze byt jich vice,
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alcoholf 11.45

sulphatesg < 0.625 total_sulfur dioxide < 45.5
sulphates < 0.5?5Icohol% 1295

6.000 6889 6176 5333

volatile _ac|dity < 1.01 total sulfur_dioxide < 53.5
alcohol = 10.05

4'B?Eolatile_aci dity < 0_32fal sulfur dioxide < 84
1
‘ alcohol< 995 2477 5038
65.438
5469 6018

2.095 5.517

Obrazek 3.4: Vyslednyj regresni strom pro data tykajici se kvality cervengjch vin.

nebo méné. Podivame se na obrazek 3.5. Na ose x mame hodnoty, které popisuji
rozmérnost stromu, a na ose y - piipustné chyby. Nasim cilem je tedy najit
na grafu hodnotu, pii které chyba bude minimélni. Pouhym okem vidime hodnotu
9, kteréd vlastné je nasim a.

Sestavime tento strom (obréazek 3.6). Muzeme ted fict néco o vysledku. Jak
vidime na obrézku, hlavni proménnou je obsah alkoholu v ¢erveném viné, a po-
kud je jeho hodnota striktné mensi nez 11.45, pak prejdeme do uzlu, ve kterém
je rozhodovaci pravidlo zaloZeno na siranech (sulphates), a pokud je jiz méné nez
0.625, pak jdeme na tékavé kyselosti (volatile acidity), kde jiz vidime vyrazny
rozdil v kvalité (skoro jeden bod). Dal vidime zase rozhodovani na zakladé al-
koholu, a tam se to uz vyrazné nelisi. Pokud nés zajimé nejlepsi kvalita, pak se

muzeme podivat na pravou stranu stromu. Tam vidime ¢islo 6.889. Dostaneme

36



260 280 300
| I |

cv wine$dev

240
|
L]

220
1
=)

cv.wine$size

Obrazek 3.5: Zobrazuje celé chovdni stromu a taky hodnotu, kterou budeme pou-
Zivat pro prorezdvani.

tuto kvalitu, pokud v viné bude alkoholu méné, jak 11.45 a zaroven celkového

oxidu sifi¢ity (total sulfur dioxide) bude méné, jak 45.5 a sirani vice, jak 0.57.
Na konci by to jesté chtélo analyzu kvality predikce. Budu postupovat né-

sledovné: pridam zvlast do kodu funkce while, ktera spocita prumérnou presnost

naseho modelu pro 1000 ndhodné vygenerovanych stromi.

> avarage /1000
[1] 0.6941557

Podle vysledku muzeme Fict, ze chyba je velka, skoro az jeden bod, to zpuso-
beno tim, ze samotné data maji velkou variabilitu.

Chybu jsme urcili podle prumeéru neprotrezavanych stromi. Pokusime se zlepSit

vysledek na zékladé profezavaného stromu. Porovném dvé hodnoty.

37



wine test
6

Obrazek 3.7:

alcoholf 11.45

sulphateg < 0 625 total_sulfur_dioxide < 455
6.727 5957
volatile_acjdity < 1.01 total_sulfur_dioxide < 53 5
alcohol  10.05
4375 Jatil ity < 0.325
volatile_acigity < 0.
5.095 5517 =
5314
alcohol = 9.95
6.438
5469 6.018

Obrazek 3.6: Findlni strom po profezdvdni.

— (s} [s] [s] (el a]
T T T T T
45 50 55 6.0 6.5
yhat

Srovndni pozorovanijch a predikovangch hodnot zdvislé promeénné.
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[1] 0.6940891
[1] 0.6168614

Vidime, Ze ostfihnuti pomohlo jen trochu. Odchylku od kvality stalé mame

dost vysokou.
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Kapitola 4

Bagging a nahodny les

4.1. Bagging

V teto kapitole jsem pouzila tuto literaturu: |3].

Pokud provedeme hodnoceni pii vytvafeni rozhodovacich stromu s riznymi
vybéry dat pro trénovani a testovani, mizeme si v§imnout, Ze vSechny maji vyso-
kou variabilitu. To znamena, ze kazdy strom je nékdy velmi odlisny od druhého.
Tento problém fesi metoda bagging, stejné jako metoda nahodného lesa.

Jak funguje bagging? Pro dana trénovaci data provedeme bootstrap. To zna-
mené, ze z pozorovani obsazenych v trénovacich datech provedeme novy vybér
s vracenim o stejném rozsahu. Nasledné trénujeme nasi metodu na tomto vybéru,
abychom nasli predikei f* (x) a pak zprumérujeme vSechny nase predpovédi a do-

staneme:

fuol®) = 5 3 FH@) (4.1)

Pritom vychazime z tvahy, Ze se timto zpisobem, analogicky jako tfeba u vy-
bérového prumeéru, snizi variabilita predikce.

Bagging lze pouzit jak v regresnich problémech, tak i v klasifika¢nich. Pokud
chceme aplikovat regresni metody, stac¢i pouze vytvorit B regresnich stromu, které
jsou zaloZené na B trénovacich vybérech a pak provést stejny postup, tj. zpru-

mérovat hodnoty predikce. Pokud jde o klasifika¢ni stromy, postup je odlisny.
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Pro dané testovaci pozorovani zaznamename tiidu, kterou predpovida kazdy
ze stromu B, a pak aplikujeme TeSeni, které je zalozeno na ,yvolbé vétsiny“. To
znamena, ze nakonec je rozhodnuti (zafazeni do vysledné t¥idy) zalozeno na tom,

ktera predpovéd bude nejcastéji.

Odhad chyby ze zbyvajicich dat. Je zndmo, Ze pfi konstrukei stromi meto-
dou bagging se pouZivaji pouze dvé tietiny vSech trénovacich pozorovani (odpo-
vida to pravdépodobnosti zahrnuti daného pozorovani v bootstrapovém vybéru,
ktera je 0.632). Takova pozorovani se nazyvaji zbyvajici pozorovani. Vezmeme
si pozorovani, ktera nam zbyla ze stromu, které jsme uz zahrnuli do vybéru, a
pro né predikujeme hodnotu zavisle proménné. V dusledku toho ziskdme predpo-
védi piiblizné B/3-krat pro kazdé trénovaci pozorovéani. Pak jiz nasleduje znamy
postup, ktery je rozdélen do dvou moznych krokii. V piripadé regresnich stromu se
pro dané pozorovani vezme prumeérna predikovana hodnota a v piipadé klasifikac-
nich stromii se o pritazeni do tiidy rozhodne na zékladé vétsinové volby. Nakonec

potom spoéitame prumérnou chybu predikce ze vSech (trénovacich) pozorovani.

4.2. Nahodny les

Co to tedy ndhodny les vlastné je a jak funguje? Technicky feceno, nahodny
les definujeme jako soubor jednotlivych rozhodovacich stromi. V jazyce datové
védy existuje duvod, pro¢ model ndhodného lesa funguje tak: velky pocet re-
lativné nekorelovanych stromu spolupracujicich spole¢né, prekona piipadné pre-
dikén{ slabosti jednotlivych stromii.

Na obrazku ¢islo 4.1 miizeme pozorovat nasledujici situaci: mame dohromady
Sest rozhodovacich stromi, které reprezentuji ndhodny les. Kazdy ze stromi méa
pro dané pozorovani svou predpovéd. Zluty, modry, zeleny a oranzovy prognozuji
smrt néjakého jedince. Mezi tim Cerveny a fialovy prognoézuji doziti se urcitého
véku. Jelikoz mame ¢tyfi hlasy za to, Ze jedinec umie a dva hlasy za to, ze bude
7it, zvitézi progndza smrti.

Klicovym bodem je nizké korelace mezi stromy. Pro¢ je to dobré? Nesouvise-
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PROGNOZUJE SMRT PROGNOZUJE DOZITi SE URCITEHO VEKU PROGNOZUJE SMRT

- %
n:i-izhii -Emm ﬁm

PROGNOZUJE DOZITi SE URCITEHO VEKU PROGNOZUJE SMRT PROGNOZUJE SMRT

Obrazek 4.1: Reprezentaci ndhodného lesu. Mdme Sest riznijch stromi, které pro-
gnozugi na zdkladeé svijch trénovacich sad.

jici modely mohou vytvafet souborné predpovédi, které jsou presnéjsi nez jakykoli
jednotlivy model. Divodem tohoto efektu je, Zze stromy chrani pted individuél-
nimi chybami ostatnich. Pokud nékteré stromy nefunguji spravné, jiné mohou
byt spravné a provadét rozumné predpovédi, nadto s vyrazné redukovanou chy-
bou oproti pouziti jednotlivych stromu i baggingu. V navaznosti na tento koncept
se stromy mohou pohybovat spravnym smérem jako skupina.

Néhodny les nyni stoji pfed nasledujici otdzkou: jak zarucit, ze chovani kon-
krétniho stromu nekoreluje s chovanim jiného stromu? Zde se vyuziva toho, ze se
pro konstrukei kazdého stromu, resp. kazdého déleni v ném, vyuziva pouze urcita
podmnozina vysvétlujicich proménnych (vzdy jind, ndhodné zvolend). Pfi pouziti
vSech proménnych bychom takto dostali pfedchozi metodu baggingu.

Samoziejmé, v piipadé baggingu i nahodného lesa je potfeba pocitat s tim,

v,

4.3. Priklad na bagging a nahodny les

Podivejme se na pouziti ndhodného lesu a baggingu. Zde jsem zvolila da-
tovy soubor, ktery se zabyva problematikou pojisténi obsahujici 7 proménnych
a 587 pozorovani |1]. Tedy bych potfebovala urcit chybu predikované ceny, ktera

zavisi na takovych proménnych: kufak, veék, pohlavi, déti, bmi (index télesné
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hmotnosti) a region. K tomu bych pak chtéla zjistit, jaka proménna ma nejvétsi

vliv na konstrukce ceny jednotlivého pojisténi.

Call:

Type of random forest: regression
Number of trees: 500

No. of variables tried at each split: 6

Mean of squared residuals: 24830372
% Var explained: 82.5

Nejprve pripojime knihovnu, kterou potifebujeme. Nyni jsme vytvorili testo-
vaci a trénovaci sady s pozorovanimi. Zde mitry = 6 nam tika, ze pii vytvoreni
kazdého uzlu ve stromu, musime vzit v avahu 6 prediktort, mimo "charges", je-
likoz ji pouzivame jako cilovou funkci podle které se nebude probihat analyza.

Jinymi slovy, pouzivame bagging. Vytvorili jsme 500 stromi.

sqrt (chyba)
|1] 4688.709

insurance test
10000 20000 30000 40000 50000 60000

0

0 10000 20000 30000 40000 50000

yhat bagging

Obrazek 4.2: Zdvislost predikovanijch hodnot a testovangch. Vidime, Ze model
bude predikovat prakticky sprdavné, protoZe variabilita nent prilis vysokd.

Zde chceme vyhodnotit nas model a zjistit, zda nam bagging pomuze mi-
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nimalizovat chybu. Vidime, Ze chyba je 4688.709. Na obrazku 4.2 pak mizeme
vidét, Ze se porovnani nepozorovanych a predikovanych hodnot ani nevyznacuje
prilis velkou variabilitou (coZ je samoziejmé dobie). Pro zajimavost: chyba, ktera
vznikla pii konstrukci jediného stromu, je rovna 13117.27.

V dalsim kroku jsme zménili pocet stromi, které funkce standardné nastavuje.

Muzeme vidét, jak chyba klesa.

sqrt (chyba)
[1] 4751.729

Standardné ndhodny les vyuziva mensi hodnotu argumentu mitry, a vlastné:
pro regresni stromy plati mtry = £, a pro klasifika¢ni - mtry = |/p. Nastavime
mitry = 3. To pomohlo chybu jesté dale zredukovat. Takze konecna chyba po
vSech manipulacich je rovna 4612.759. Mizeme fict, Zze ndhodny les vede k mensi
chybé, ¢im bagging.

Posledni dva grafy na obrazku 4.3 nam ukazi, které proménné zde hraji dule-
zitou roli. I bez vytvofeni grafu by se hodnocenim predchozich stromu dalo Fici,
ovliviji zdravi. Na prvnim grafu vidime pocet prediktoru sestupné od nejdilezi-
t€jstho, a dolu - procent stfedni kvadratické chyby. Na druhém grafu vidime dola
veli¢inu, které popisuje necistotu uzli, tj. jak dobfe stromy rozdéluji data. Pou-
zivame Giniho index na urcovani dilezitosti v proménné (stfedni pokles necistot
uzlu), anebo chybu klasifikace (stfedni pokles presnosti).

Nyni bych chtéla Tici, ze jak uz bylo uvedeno na zacatku, ze rozhodovaci
stromy obecné nepredstavuji nejefektivnéjsi nastroj pro predikci, resp. klasifi-
kaci. Mozné vylepsSeni zakladniho modelu, zde reprezentovana baggingem a na-
hodnymi lesy, jsou zase vypocetné pomérné narocné. Velkou prednosti rozhodo-
vacich stromii je ovSem jejich snadné interpretovatelnost, coz z nich ¢ini v praxi

oblibeny nastroj datové analyzy.
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Zaver

V zévéru své prace o rozhodovacich stromech bych rada podotkla, ze zakladni
myslenka rozhodovacich stromu je opravdu pomérné intuitivni, coz je v praxi
velmi vyhodné pii prezentaci a interpretaci vysledku. Jakmile jsem do tohoto

tématu ponofila, naucila jsem se spoustu novych a zajimavych véci.

D& se dokonce fici, ze kazdy clovek podvédomé pouziva algoritmus rozho-
dovacich stromu ve své hlavé — kazdy den ¢ini rozhodnuti, ktera jsou zaloZena
na nékterych udalostech v jeho Zivoté, a to je pak takovou stromovou strukturou
dobre reflektovano. Ackoli tento model ne vzdy vede k absolutné presnym pied-
povédim, kompenzuje to interpretaci a moznosti aplikace v jakémkoli aspektu

védy a v kazdodennim zivoteé.
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Priloha A

Koédy v R k jednotlivym tématim

Ko6d ke klasifikaénimu stromu

set .seed (7)

library (tree)

library (rpart)

library (rpart.plot)

library (readr)

BrainStrokeData <— read csv("C:/photoAndData/brainstrokel.csv", col types
BrainStrokeData = na.omit(BrainStrokeData)

BrainStrokeData$stroke = ifelse (BrainStrokeData$stroke =— 0, "NE", "ANO"
BrainStrokeData$heart disease = ifelse (BrainStrokeData$heart disease — |
BrainStrokeData$hypertension ifelse (BrainStrokeData$hypertension =— 0,
BrainStrokeData$id = NULL

View (BrainStrokeData )

head (BrainStrokeData)

tail (BrainStrokeData)

new data — sample(1:nrow(BrainStrokeData))

BrainStrokeData = BrainStrokeData [new data, |

head (BrainStrokeData)

tail (BrainStrokeData)

head (BrainStrokeData)

trenovaci_ testovaci = function(data, size
n_radek = nrow(data)

t radek = size % n radek
trenovaci_sestavene — 1:t radek

if (train = TRUE) {

return (data|trenovaci_ sestavene, |)

} else {

0.8, train = TRUE) {
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return (datal-trenovaci_ sestavene, |)

}
}

trenovaci = trenovaci_ testovaci(BrainStrokeData, 0.8, train = TRUE)
testovaci = trenovaci_ testovaci(BrainStrokeData, 0.8 FALSE)
dim(trenovaci)

dim(testovaci)

prop.table(table(trenovaci$stroke))

strom = rpart(trenovaci$stroke™., data = trenovaci, method = ’class’)
rpart . plot (strom)

—+
=
Q
—-
=
Il

prognoza = predict(strom, testovaci, type = "class")
table mat — table(testovaci$stroke, prognoza)
table mat

presnost = sum(diag(table mat)) / sum(table mat)
print (paste(’Presnost_testu_je’, presnost))

n—20

avarage = 0

while (n<1000) {

new data — sample(1:nrow(BrainStrokeData))

BrainStrokeData = BrainStrokeData [new data, |
trenovaci_ testovaci = function(data, size = 0.8, train = TRUE) {
n_radek = nrow(data)
t radek = size % n radek
trenovaci_sestavene — 1:t radek
if (train = TRUE) {
return (data|trenovaci sestavene, |)
} else {
return (data|-trenovaci sestavene, |)

}
}

trenovaci = trenovaci_ testovaci(BrainStrokeData, 0.8, train = TRUE)
testovaci = trenovaci_ testovaci(BrainStrokeData, 0.8, train = FALSE)
strom = rpart(trenovaci$stroke™., data = trenovaci, method = ’class’)
prognoza = predict(strom, testovaci, type = "class")

table mat — table(testovaci$stroke, prognoza)
presnost = sum(diag(table mat)) / sum(table mat)
presnost

avarage = avarage + presnost
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n—n+1

}

avarage /1000

Kod k regresnimu stromu

set.seed (1)

library (tree)

library (ISLR)

library (rpart)

library (rpart . plot)

library (readxl)

library (caret)

winequality red <— read csv("C:/photoAndData/winequality —red.csv")
winequality red$alcohol = as.numeric(winequality red$alcohol)
winequality red = na.omit(winequality red)

train = sample(1l:nrow(winequality red), nrow(winequality red)/2)
tree.wine = tree(quality™., winequality red, subset = train)
summary ( tree . wine)

plot (tree.wine)

text (tree.wine, pretty = 0)

o~~~

cv.wine = cv.tree(tree.wine, K = 10)

plot (cv.wine8$size , cv.wine$dev, type = "b")
plot (cv.wine)

prune.wine = prune.tree(tree.wine, best = 9)

plot (prune. wine)
text (prune.wine, pretty = 0)

n=20
avarage = 0
while (n<1000) {

train = sample(1l:nrow(winequality red), nrow(winequality red)/2)
tree.wine = tree(quality™., winequality red, subset = train)
summary ( tree . wine)

yhat = predict(tree.wine, newdata = winequality red|—train, |)
wine. test = winequality red|[—train, ’'quality’|

wine. test = as.numeric(unlist (wine. test))

chyba = mean((yhat — wine.test)"2)

avarage — avarage + sqrt(chyba)

n-n+l1

}

avarage /1000
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%porovnani 2 hodnot%

yhat = predict(tree.wine, newdata = winequality red|—train, |)
wine. test = winequality red|[—train, ’'quality’|
wine. test = as.numeric(unlist (wine. test))

plot (yhat, wine. test)

abline (0, 1)

MSE = mean((yhat — wine. test)"2)
odchylka od kvality = sqrt(MSE)
odchylka od kvality

yhat = predict(prune.wine, newdata = winequality red|[—train, |)
wine. test = winequality red|[—train, ’'quality’|
wine. test = as.numeric(unlist (wine. test))

plot (yhat, wine. test)

abline (0, 1)

MSE = mean((yhat — wine. test)"2)
odchylka od kvality = sqrt(MSE)
odchylka od kvality

Kod k baggingu a ndhodnému lesu
library (readxl)

library (randomForest )

set.seed (9)

insurance = read.csv("C:/photoAndData/insurance.csv", sep = ",")

View (insurance)

insurance = na.omit(insurance)

train = sample(1l:nrow(insurance), nrow(insurance)/2)

train = na.omit(train)

insurance.test = insurance|—train, ’charges’|

set.seed (2)

bagging.charge = randomForest (charges™., data = insurance, subset = train

bagging.charge

yhat . bagging = predict(bagging.charge, newdata = insurance|[—train, |)
length (insurance. test)

plot (yhat .bagging , insurance. test)

abline (0,1)

chyba = mean((yhat.bagging — insurance.test)”2)

sqrt (chyba)
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bagging .charge = randomForest (charges™. ,
data = insurance, subset = train, mtry
bagging.charge

yvhat . bagging — predict (bagging.charge, newdata = insurance[—train, |)
chyba = mean((yhat.bagging — insurance.test)”2)

sqrt (chyba)

6, ntree = 50)

forest.charges = randomForest(charges™.,

data = insurance, subset — train, mtry = 3, importance = TRUE)
yvhat . forest = predict(forest.charges , newdata = insurance[—train, |)
chyba = mean((yhat.forest — insurance.test)”2)

sqrt (chyba)
importance (forest .charges )

varlmpPlot (forest .charges )

summary ( insurance )
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