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Abstrakt

Tato bakalaiska prace je zaméfena na Neuronové sité, Genetické algoritmy a evolu¢ni navrh.
Prvni ¢ast popisuje Neuronové sité, jejich historii, uceni, zptisob pouziti a Genetické algo-
ritmy, jejich ¢asti, operdtory a pouziti. Dalsi ¢ast je vénovana predikcicm Casovych fad, a to
konkrétné pomoci Neuronovych siti. Poté nasleduje samotna implementace a experimenty
s evolu¢né navrhnutymi Neuronovymi sitémi pro predikci, v nichZ jsou jako Casové rady
pouzity kurzy nékolika mén. V zavéru je provedeno shrnuti dosazenych vysledki a diskuze
nad nimi, stejné tak nad moznostmi dalstho rozvoje prace.

Abstract

Focus of this bachelor thesis is on Neural networks, Genetic algorithms and Evolutionary
Design. First part of thesis describes Neural networks, their history, training and ways of use
and Genetic algorithms, their components, operators and practical application. Next part
is devoted to prediction of time series, specifically prediction with use of Neural networks.
This is followed by practical part of work, implementation of experiments with Evolutionary
design of Neural networks for prediction in which currency exchange rates of several countries
are used as a predicted time series. Results and discussion about further development of
thesis are described in last chapter.
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Kapitola 1

Uvod

Informagni technologie se vzdy vyznacovaly tendencemi inspirovat se v ostatnich oborech,
a nejinak tomu je s biologii. V ramci mezioborovych praci, které posledni dobou ziskavaji
na popularité, je tfeba spojovat znalosti, které se mnohym mohou zdéat neslucitelné. Takto
napiiklad vznikal model neuronovych siti, které byly inspirované neurony v lidském mozku.
Po tvodni snaze o co nejvétsi vérnost své biologické piredloze se od ni postupné oprostoval,
vyvijel se a jeho potencidl byl zkouman velice intenzivné. Stejné tak genetické algoritmy,
soucast pristupi k FeSeni problémi inspirovanych evoluci a genetikou. Dilezité je, ze takto
vznikly a vznikaji velice cenné a mocné néstroje informacnich technologii, které poméahaji
lépe nebo rychleji Fesit problémy.

Névrh na zdkladé evolu¢nich p¥istupt je jiz Gspésné vyuzivan na celou fadu problému.
Hlavné v situacich, kdy existuje velmi mnoho moznosti, jsou genetické algoritmy schopné
najit v rozumném c¢ase pomérné slusné feSeni nebo navrhnout lepsi FeSeni nez stavajici,
navrhnuté ¢lovékem.

Prace se zabyva popisem neuronovych siti a genetickych algoritmi a evolu¢nim navrhem
neuronové sité tak, aby se ucila 1épe ¢i rychleji predikci kurzi mén.

1.1 Clenéni prace

Prace je ¢lenéna do kapitol nazvanych podle tématického okruhu, ktery popisuji.

V prvni ¢asti jsou veelku podrobné prezentovany neuronové sité. Od jejich vzniku inspi-
rac{ biologii, konkrétné lidskym mozkem, pres jednoduché matematické a historické modely,
az po redlné modely pouzivané k vypoctim. Diskutovano je téz uceni neuronovych siti,
hlavné s ucitelem, nicméné nastinéno je i u¢eni bez ucitele, samoorganizaci.

Druhd ¢ast se zabyva genetickymi algoritmy. Zpocatku jsou popsény jednotlivé ¢asti
genetickych algoritmi, jejich celkova funkénost a nakonec stru¢né popsana riznd vyuziti.
To jak pro statické tak pro dynamické problémy.

V posledni teoretické ¢asti je stru¢né popsan problém predikce, ¢asovych fad a pouziti
neuronovych sitich pravé pro predikci.

Dale jsou prezentovany samotné experimenty, jejichz cilem bylo zrychlit ¢i zlepsit uceni
siti evolu¢nim navrhem. Bylo provedeno nékolik experimenti, na jejichz zakladé vznikla sit,
ktera se byla schopna rychleji u¢it predikci kurzia mén.

Nasleduje kapitola zabyvajici se implementaci. Je kratce popsana knihovna GALib,
Flood a déale samotné experimenty.

V zavéru jsou poté prezentovany vysledky a celkové shrnuti préce.



Kapitola 2

Neuronové sité

Neuronové sité jsou vypocetnim modelem inspirovanym biologii, konkrétné neurony v lid-
ském mozku. Vykazuje tyto vlastnosti, kvili kterym je zkouméan [3, str. 9]

e Biologické zpracovani dat je robustni a k chybam odolné.

e Biologické zpracovani dat je také flexibilni. P¥i pfechodu do jiného prostiedi neni
potfeba nijak do mozku zasahovat, ¢loveék se na toto nové prostfedi adaptuje, jinymi
slovy se udi.

e Tyto systémy jsou schopny pfirozené pracovat s fuzzy logikou, zvladat pravdépodob-
nosti, nejistotu, nekonzistentni a ¢aste¢na data, coz je za soucasného stavu vypocetni
techniky mozno jen s velkym mnozstvim programovani, a i tak je to jen pro speccidlni
piipady, nikde ne obecné.

e Hardware, ktery vSechny tyto operace provadi, je vysoce paralelni, maly, vykonny
a energeticky nenarocny.

2.1 Historie

2.1.1 Biologicky neuron

Na obréazku 2.1 ([5, str. 4]) je zobrazeno zjednodusené schéma biologického neuronu. Tento
neuron se sklada z t&la (soma), kratkych vybézku (dendrity) a jednoho dlouhého vlakna
(azon) na konci rozvétveného do synapsi, které jsou napojeny na dendrity ostatnich neu-
ront. Pfi fungovani neuronu vzdy po dendritech p¥ichézeji (nebo nepfichazeji) vzruchy od
ostatnich neuronti, a pokud soucet vzruchu piekro¢i ur¢itou prahovou roveri (threshold),
neuron zacne po svém axonu vysilat sledy impulzi ostatnim neurontim, na které je napojen.
Dendrit mtze mit bud vzrusivy (ezcitacni) nebo tlumivy (inhibiéni) ucinek. Lze pfedpo-
kladat, ze informace se muze §ifit celou Ffadou atributi, jako je rychlost piFenosu, frekcence
signalu, rozloZzeni signdlu v Case, atd. Nicméné funkce a vlastnosti neuronu jsou v biologii,
psychologii a chemii stale aktivné zkoumény. Kapitola ¢erpa z informaci v [3] a [4].

2.1.2 Jednoduchy model

Jednoduchy formalni model neuronu je ukdzan na obrazku 2.2. Informace jsou pfijimany
vstupnim vektorem z, vektor w reprezentuje ucinek (vahu) jednotlivych dendritt, ktera



synapse

axon

dendrity soma

Obréazek 2.1: Biologicky neuron

muze byt rizné, a p je prahovad hodnota neuronu. Pro ur¢eni vystupu se pouzivi vzorecek
2.1, kde funkce f je tzv. aktivacni funkce, kterd je rizné u rtiznych modela.

y=1r <Z WiT; — ,u) (2.1)

Pro jednoduchy model plati, Ze f(z) = z. Za povSimnuti stoji to, Ze pokud je vaha den-
dritu kladné, lze tuto synapsi povazovat za excita¢ni, a pokud zapornd, tak za inhibi¢ni.
Prahova troven neuronu byva Casto pro zjednoduSeni vyjadiena vstupem zg = —1, kde
pak wy vyjadfuje tuto prahovou troven. Jak tedy lze vidét, samotny neuron je extrémné
jednoduché vypocetni jednotka a podobné jako u logickych c¢lent je vypocti dosahovano
vysokych poctem jednotlivych ¢lend - neurond.

x1
wl

X2 w2 y
w3

x3

Obréazek 2.2: Jednoduchy model neuronu

2.2 Jednovrstvy perceptron

Nejcasteji pouzivanym modelem neuronové sité je perceptron. Jednoduchy perceptron se
da chapat jako linearni klasifikator, ktery transformuje n-rozmérny vstup na m-rozmérny



Obréazek 2.3: Jednovrstvy perceptron

vystup, dle u¢ebnich vzorti. Na obrazku 2.3 je pfiklad takového jednovrstvého pertceptronu,
ktery 3-rozmérny vstup transformuje na 2-rozmérny vystup. Pro perceptron je dulezita
aktiva¢ni funkce jednotlivych neuronti, hlavné od ni se odviji jeho schopnosti.

2.2.1 Aktivaéni funkce

Kazdy neuron perceptronu mé urc¢itou aktivac¢ni funkci, kterda urcuje, jak bude probihat
aktivace neuronu v zavislosti na vstupech. Tyto funkce se daji rozdélit do 3 kategorii, a to
Prahovd funkce, linedrni a nelinedrni.

Prahova aktivacni funkce je vyjadfena vzoreckem 2.2, kdy neuron vraci 1 pokud suma
vstupl pfesdhne prahovou hodnotu. Obecné se pocitd s prahem v 0, protoZe individualni
prah je vétsinou forméalné vyjadien vahou nultého vstupu s pevnou vstupni hodnotou -1.

o(z) = { 0 a s (22)

1h o I ®
0 0
O _‘ O
0 1 0 1
AND XOR

Obrazek 2.4: Linearni separace

Jediny prahovy neuron dokiZe n-rozmérny prostor uréeny svymi vstupy rozdélit nadro-
vinou na dva poloprostory (Toto se dé&je pomoci linearni algebry, kdy se udéla skalarni
sou¢in Z.a a pokud je vétsi nez 0, neuron zareaguje). Proto samostatny neuron umi fesit
jen linedrné separabilni problémy, jak je ukdzano na obrazku 2.4 (|5, str. §8]).



Pokud misto jednoho neuronu (¢i jednovrstvé sité) bude pouziva sit dvouvrstva, lze
vymezit libovolny konvexni atvar, kdy neurony prvni vrstvy vymezi poloprostory, neurony
druhé vrstvy jejich pruniky. TFivrstva sit uz dokdze vymezit libovolny pocet konvexnich
utvari. Nazorné je to zobrazeno na obrazku 2.5 (|5, str. 9]).

Obrazek 2.5: Vicevrstvé prahové sité

Linearni aktiva¢ni funkce (vzorecek 2.3) provadi linearni zobrazeni, a pro neuronové sité
se nepouziva. Pokud uz je pouzita, neni ti¥eba ji ucit, jednotlivé vahy lze prfimo vypocitat
pro potiebné linearni zobrazeni.

g(x) = (2.3)

Nejcastéji pouzivanym typem aktivacni funkce je nelinedrni, kdy je pouzita tzv. saturacni
funkce, ktera v blizkosti nuly stoupd velmi prudce, ale dale od nuly obéma sméry stagnuje,
nebo ma velice pozvolny prubéh. Tato vlastnost byla prevzata od biologickych neuront
a z principu, Ze pro hladového ¢lovéka je jeden rohlik mnohem vic, nez pro piejedeného.
Jako saturani funkce se nej¢astéji pouziva tzv. sigmoida (2.4). Ovem je moZno pouzit i jiné
nelinearni funkce, napiiklad sinus, ktery dosahuje mnohem lepsich vysledkt pro aproximaci
periodickych funkci nez sigmoida.

1

— - 2.4
1+ e—)\r ( )

9(z)

Poslednim typem pouzivané aktivacni funkce, jsou funkce popsané stochasticky - vSechny

predchozi byly deterministické. Z biologického hlediska se ale neurony nechovaji vzdy deter-

ministicky, byl pozorovan urcity pravdépodobnostni prvek v jejich chovani. Pro toto chovani

neni problém vytvotit model, kdy neuron neposila signal déle hned po pfijeti vSech vstup-

nich signali, ale jeho pravdépodobnost poslani signalt v urCity ¢as zavisi na aktualnich
vstupech (vzorecek 2.5), kde f ur¢uje sklon pravdépodobnostni funkce.

1
P(of = 1) =
(o) ) 1+ exp(F2Bact?)

(2.5)



2.2.2 Uceni

Ve své nejzakladnéjsi podobé se perceptrony skladaji z binarnich prahovych jednotek. Kdyz
uvazime perceptron s jednim vystupnim a N vstupnimi neurony, da se ¥ict, Ze perceptron
se musi nauéit namapovat T : {—1,1} — {—1,1}. Naptiklad mapovani pro 3 vstupy dané
priklady:

T:(-1,1,1) — 1
T:(1,1,-1) — 1
T:(1,-1,-1) — -1

Pokud je sit nau¢ena tomuto mapovani, dava pro nau¢ené hodnoty spravné vysledky. Vlast-
nost, kvili které se ale pouziva je, ze vrati vysledky i pro podobné vstupy (s problémem
linearni separability zminénym v kapitole 2.2.1). Sice se nemusi jednat o presné vysledky,
dilezité ovsem je, Ze jsou vétSinou dost smysluplné. Zakladni algoritmus tohoto uceni, jak
jej prezentoval v roce 1959 Rosenblatt, vypada takto:

1. V8echny vihy nastav na ndhodné ¢islo mezi -1 a 1

2. Vezmi vstupni vektor = z trénovaci mnoziny

3. Propaguj postupné podle jednotlivych vah aktivaci dopfedu, az ziskas vystup (o)
4. Pokud o =t (vystup je spravné), pokracuj bodem 2.

5. Jinak zmé&h vahy podle vzorecku Aw; = nzf(tF — of), kde n je malé kladné &islo,
kterému se fika rychlost uceni. Pokracuj bodem 2.

Vahy upravujeme tak dlouho, dokud sit nedava spravné vysledky. Rosenblatt taktéz v roce
1959 dokézal, ze algoritmus najde FeSeni pro mapovani 7' v kone¢ném poctu krok.

2.3 Vicevrstvy perceptron

V piedchozi kapitole byl popsén jednovrstvy perceptron (vstupni vrstva neni zapocitana -
neprovadi vypocet, jen ptivadi vstupy, proto mé dle obrazki jednovrstvij perceptron zdanlivé
vrstvy dvé), ktery dokézal provadét vypocty. Nicméné jeho schopnosti jsou velice omezené.
Minsky a Papert ukéazali v roce 1969, ze dvouvrstva (vstupni, skryté, vystupni) dopiedna
neuronova sit dokéze prekonat hodné téchto omezeni. Nicméné nenasli FeSeni toho, jak upra-
vovat jednotlivé vahy neuronil ve skryté vrstvé. Do doby neZ byla nalezena odpoved nebyly
vicevrstvé perceptrony pouzitelné, tj. do roku 1986, kdy byl prezentovan algoritmus back
propagation |2].

Na obrazku 2.6 je vidét, co je mysleno oznaenim wvicevrstvd doptednd sit. Sit je uspo-
Ffadana do vrstev, kdy jednotlivy neuron kazdé vrstvy pfijimé& vstupy od vSech neuronu
predchozi vrstvy, a posila svij vystup vSem neuronim nésledujici vrstvy. Neexistuji zadné
spoje mezi neurony jedné vrstvy, ani spoje ob-vrstvu ¢i je$té delsi. Ackoli sitf miiZe mit
vice skrytych vrstev nez jednu, v praxi se, kromé specidlnich p¥ipadd, nepouzivaji. Bylo
dokazéno ze jedna skryta vrstva pii nelinearni aktivaéni funkci (nejcastéji sigmoida) dokaze
aproximovat libovolnou funkeci.



Vstupni Skryta Skryta Vystupni
vrstva vrstva vrstva vrstva

Obrézek 2.6: Perceptron

2.3.1 Algoritmus back-propagation

Mechanismus back-propagation vychézi z myslenky, Ze sit dostane vstup a transformuje jej
na vystup. Pokud se tento vystup nerovna hodnoté, které by se mé&l rovnat (dle trénovaci
mnoziny), spocita se chyba a sit zp&tnym Sifenim upravi své vahy. Algoritmus obecné pak
vypada takto [3, str. 39]:

1. Vsechny vahy nastav na ndhodné malé ¢isla

2. Vezmi vstupni vektor = z trénovaci mnoziny

3. Propaguj postupné podle jednotlivych vah aktivaci dopfedu, az ziskas vystup (o)
4. Vypoéitej ds pro vystupni vrstvu 67 = (t£ — oF) f/(Actl)

5. Vypogitej ds pro kazdou skrytou vrstvu 87 = Zjvzl 6P w;if' (Actl)

6. Zméh viechny véhy dle Apw;; = y0F of

7. Opakuj kroky 2 az 6 pro kazdy vstupni vektor

Prakticka aplikace tohoto algoritmu je pro ndzornost uvedena v piiloze A

2.3.2  Vyu#iti

Vicevrstvé perceptronové sité lze vyuzit riznymi zptsoby, nékdy i dost ne¢ekanymi. Jak uz
bylo feCeno, pouzivaji se hlavné v pripadech, kdy neni zndm algoritmus, ¢ je ho potieba
vytvofit ze sad piikladi. Nasleduje par typickych a zajimavych piipadt vyuziti z [, str.
15-16].

Rozpoznavani obrazu

Neuronovou sit je mozno pouzit na rozpoznavani obrazu. Napiiklad na postach —na rozpo-
znévani PSé—byl aplikovan systém s takovouto siti, u které néjakou dobu sedél pracovnik,
a udil ji tim, ze sdm rozpoznaval pismo, a zadaval siti cilovy vystup. Také se pouzivi na
klasifikaci obrazu z kamery roboti, a nauceni kam maji jezdit, zatacet, zpomalovat. Byl i pii-
pad, kdy se neuronové sit pouzila v ponorkich na rozpoznavani nevybuchlych min z druhé
svétové valky.



Predikce ¢asovych fad

Uméla neuronové sit se velmi ¢asto pouziva pro predikci ¢iselnych fad, kdy je na vstup
pfivedeno n piedchozich hodnot (plovouci okno), a sit pfedpovi dalsi hodnotu. Konkrétné
toto pouziti je demonstrovano v nésledujicich kapitolach.

Komprese dat

Zajimavé vyuziti neuronovych siti je na kompresi dat. Ta se provadi tak, Ze se vezme sit
se stejnym poltem vstupl a vystupt a jednou skrytou vrstvou, ve které je nizsi pocet
neurond nez na vstupu/vystupu (obrazek 2.7) a je uena na vraceni na vystup identického
se vstupem. Sit je poté rozdélena tak, aby prvni polovina transformovala vstup do skryté
vrstvy, a druhd polovina skrytou vrstvu na vystup. Jako komprimovana data jsou pienesena
data o skryté vrstvé, kterd ma méné neuront nez vrstva vstupni.

Dol

Obréazek 2.7: Komprese pomoci neuronové sité

2.4 Rekurentni sité

Rekurentni sité (|4, str. 47-56]) jsou neuronové sité, které vzniknou pfidanim néjakého zpét-
ného spoje do dopfedné vicevrstveé sité. A¢koli se schopnosti sité nezvysi, 1ze takto redukovat
jeji komplexitu ¢i velikost (coZ muze byt nékdy velice vyznamny faktor, ovliviujici jak cenu,
tak vykon).

Pro uceni téchto siti lze jednodusSe pouzit algoritmus back-propagation pro dopiedné
sité, ale je poté potfeba vytesit, co se bude dit pfi zpétném Sifeni chyby—diky zpétnému
spoji je mozno pokracovat donekonecna, ¢i skonéit po dosazeni urcitého ustaleného stavu.
Typicky pripad pro pouziti rekurentni sité je situace, kdy mame jako vstupy po sobé jdouci
Cleny Casové fady (z(t),z(t — 1), z(t — 2),...,z(t — n)). To miZeme Fesit dvéma zpiisoby:

1. Vytvofit vstupy x1, x2, ..., T, na které budou privedeny jednotlivé ¢leny ¢asového okna.

2. Vytvotit vstupy z, 2/, z”..., kdy kromé vstupu x(t) se budou zpétky vracet jiz vypoci-
tané hodnoty z minulych hodnot.

Vyhodou druhé metody je velké snizeni velikosti sité. Pro velké ¢asové okno by se sit navrzena
prvni metodou stala obrovskou, coz by snizovalo vykon. Proto je vhodné pouzit Jordanovu
nebo Elmanovu rekurentni sit.
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Obrazek 2.8: Jordanova sit

2.4.1 Jordanova a Elmanova sit

Jednou z prvnich rekurentnich neuronovych sitich byla sit Jordanova (1986). Ptiklad takové
sité je na obrazku 2.8, kde vystup ze vSech vystupnich neuroni je také veden zpatky do
specidlnich stavovych neuront. Tyto neurony maji také reflexivni spoj samy na sebe. Vahy
téchto spojeni jsou nastaveny konstantné na 1 a neuplatiuje se na né uceni. Proto je mozné
pouzit back-propagation beze zmény (zmény vah se aplikuji na spoje, které spojuji stavovy
neuron s neurony ze skryté vrstvy).

kontextovy
neuron

w=1

Obréazek 2.9: Elmanova sit

Elmanova sit (obrazek 2.9) byla pfedstavena v roce 1990. Tato sit je podobna Jordanové
siti, nicméné jsou zde podstatné rozdily.

1. Stavové neurony se jmenuji Kontextové
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2. Misto z vystupnich neuront jsou do kontextové vrstvy vedeny vystupy (posledni)
skryté vrstvy

3. Kontextové neurony nemaji reflexivni spojen{ samy na sebe

2.5 Sité s uéenim bez uditele

Prozatim byly popisovany sité, které byly trénovany, aby se naucily urc¢ité mapovani pomoci
prikladt. Existuji ov8em situace, kdy neexistuji ke vstuptim spravné vystupy na trénovani
a veskeré informace je tfeba vytézit pouze ze vstupt. Piikladem takovych situaci je tFeba
shlukovani, kdy je potfeba zjistit, zda se ve vstupech vyskytuji shluky a identifikovat je.

Piikladem uceni bez ucitele je konkurenc¢ni uceni, jehoz jenoduchy priklad je na obrazku
2.10. Kazdy vstup je spojen s kazdym vystupem pies vahy. Konkuren¢ni proto, Ze oproti
perceptrontim je aktivovan vzdy jen jediny vystupni neuron, ktery znadi piislusnost vstupu
do urcitého shluku. Sit je pak trénovina k tomu, aby byl vstup zaiazen k nejblizsimu shluku.
Pocet shluki, na které umi sit vstupy rozdélit, je ddn poctem vystupnich neurond, a tak
se tento problém obvykle fe§i dynamickym piidavanim/odebirdnim neuronti za chodu podle
potfeby (ne vzdy je znamy pocet shluku /kategorii v datech).

Obrazek 2.10: Sit pro konkuren¢ni uceni
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Kapitola 3

(Genetické algoritmy

Genetické algoritmy jsou stochastické metody ze skupiny evolu¢nich algoritmi (mezi které
pat¥i mimo jiné napiiklad genetické programovani, evolu¢ni strategie, evolu¢ni programo-
vani) pouZivané pfevazné pro optimalizaci. Metoda je inspirovana biologii, konkrétné evo-
luci (Darwin, genetika, pfirozeny vybér, ...), kdy existuje mnoZina rtzné dobrych fegeni
(populace), ktera jsou urc¢itym zpiisobem zakodovana (geneticky kod). Poté jsou v populaci
teridl je pomoci genetickych operatort mixovan a prenasSen do dalsi generace. Tato metoda je
vhodnd pro prohledani velkého stavového prostoru v relativné kratkém case s pouzitelnymi
vysledky (ve vétgina p¥ipadi nezarucuje optimélnost FeSeni). Kapitola ¢erpa z informaci

z [11]a [9].

3.1 Casti GA

Pokud je pomoci GA feSen urcity problém & optimalizace, je nutné sestavit tzv dcelovou
funkci, coz je zakédovani problému obecné do N parametri. Poté se GA snaZzime najit
globélni extrém (minimum ¢ maximum) této N-rozmérné funkce. Fitness funkce je funkce
hodnotici tsp&snost jedince v populaci, a to tak, Ze nejlep#i jedinec m4 nejvyssi' hodnotu fit-
ness funkce. Ob¢as je pouzivana nebo p¥imo vyzadovana jesté normalizovand fitness funkce,
coz je fitness funkce pfeskalovana do intervalu x €< 0;1 >. Celkovou normalizaci lze apli-
kovat pouze pokud zname obor hodnot fitness funkce, jinak pouze v ramci jedné generace.
Algoritmus obecného GA by pak vypadal v pseudok6du néasledovné |11, str. 13]:

1. Nastav t = 0, ndhodné generuj poc¢atecni populaci P(0) s mohutnosti N.
2. Proved ohodnoceni jedincti populace P(t) fitness funkci.

3. Generuj populaci potomka O(t) s mohutnosti M < N pouZitim operatori kiizeni
(3.1.3) a mutace (3.1.4).

4. Vytvof novou populaci P(t + 1) nahrazenim ¢asti populace P(t) jedinci z O(t).
5. Nastav t <14 1.

6. Pokud neni splnéna podminka ukonc¢eni algoritmu (3.1.5), jdi na 2.

! Zalezi na sméru konvergence. Vy&i hodnota fitness funkce pro lepsi jedince je stanovena dohodou. Proto
pii opacné pot¥ebé se pouziva piepocitani ve stylu 1/x.
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3.1.1 Zako6dovani do chromozomu

Zakodovani problému do gent a néasledné do chromozomu je klicova ¢ast GA. Je tieba
jednotliva Teseni zakodovat tak, aby mohla vystupovat jako jedinci populace. Obvykle je
FeSeni, ¢i optimaliza¢ni problém charakterizovan vektorem parametri, a jeho zakdédovani by
mélo idealné vykazovat nasledujici vlastnosti [9, str. 9]:

e kauzalita - jeden konkrétni chromozom piedstavuje pravé jedno feSeni problému

e legalita - vSechny mozné kombinace zakoédovani by mély byt platna a legalni FeSeni
daného problému (napiiklad nemélo by se vyskytnout feSeni nepatfici do defini¢niho
oboru funkce)

e kompletnost - zakédovani by mélo pokryvat vSechna mozné feSeni problému

e neredundance - ne piimo nutné, ale zadouci vlastnost, neexistuji dvé rtizna zakodo-
van{ stejného feSeni.

Binarni k6dovani

Binarni k6dovani patii mezi nejstarsi a nejpouzivanégjsi. Hlavni vyhodou je p¥irozend imple-
mentace v pocitadi, a tak 1ze nad nimi implementovat rychlé a efektivni operatory. Kazdy
gen tvoii posloupnost binarnich &islic, nacez chromozom je tvofen za sebou vysklddanymi
bindrnimi posloupnostmi jednotlivych gend, jak je zndzornéno na obrazku 3.1. Pro toto
kédovani je velice vhodny inverzni muta¢ni operator.

g1 = 00011111, = 31,

g2 = 00100000, = 324
U

ch = 0001111100100000

Obrazek 3.1: Binarni zakédovani

Jina kodovani

V urcitych pripadech lze tspésné pouzit jiné, 1épe vyuzitelné kédovani. Naptiklad redlné k-
dovdni, kdy jsou jednotlivé geny zakodovany jako ¢isla s plovouci desetinnou ¢arkou (datovy
typ float) ¢ permutacni kédovdni, kdy se chromozom sklada z fixniho poctu &slic repre-
zentujicich poradi provadéni ur¢itych akei (vyrobni linka, problém obchodniho cestujiciho).
Tato kodovani obvykle vyzaduji zmény v mutacnich a kfizicich operatorech.

3.1.2 Selekce

Operéator vybéru vytvaii novou populaci P(t+1), kde se mohou, dle nastaveni algoritmu bud
vyskytovat jedinci z pFedchozi populace (P(t)), nebo nemohou. Existuje nékolik pouZivanych
metod vybéru, které se pouzivaji v riznych situacich, a vyznamné ovliviiuji konvergenci
a rychlost GA. Je potfeba na jednu stranu dostateéné zvyhodnovat jedince s vy&si fitness
funkci, ale na druhou stranu je potieba neztracet diverzitu populace. V prvnim piipadé by
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algoritmus velice pomalu konvergoval, a v druhém by uvizl v nejblizsim lokalnim extrému.
Proto byl zavedem pojem selekéni tlak, ktery je vyjadien vztahem 3.1, kde M oznaluje
priimérnou hodnotu fitness funkce v populaci pted selekci, M* primérnou fitness po selekci
a o rozptyl fitness funkci pied selekci.

M* — M
I =—— (3.1)

o
Proporcionalni selekce (roulette wheel selection)

Tzv. ruletovy vybér byl prvnim algoritmem pouzivanym pro selekci, kdy je pravdépodobnost
vybéru pfimo tmeérnd fitness funkci. Nazev je odvozen od podobnosti s kolaCovymi grafy
a ruletou, kde maji jedinci vétsi vysek, na kterém je mozno se zastavit, a tudiz i vétsi Sanci
aby na nich bylo zastaveno. Toto vSak miize plisobit i negativné na cely GA, pokud se
v populaci vyskytne jedinec s vyrazné vyssi fitness funkci, nez ostatni. V takovém piipadé
dojde ¢asem k nahrazeni celé populace timto jednim jedincem. Proto se nejcastéji pouzivaji
dvé metody, aby se zmensil rozdil mezi nejlep§im a nejhor$im jedincem populace.

1. Komprimace fitness funkce: f/(i) = f(i) + 8, kde § je nejhorsi fitness v aktudlni
generaci

2. Sigma 8kalovani: f'(i) = max(f(i) — (< f > —c*0y),0.0), kde ¢ je konstanta,
obvykle 2.0, a < f > je stfedni hodnota fitness funkce

Linearni a exponenciani uspoiadani (ranking)

Linearni uspoiadani vyzaduje sefazenou populaci dle fitness funkce sestupné. Poté je prav-
dépodobnost vybéru dana vztahem 3.2 kde s oznacuje selekéni tlak. Exponencidlni se lisi
pouze rozloZenim pravdépodobnosti v populaci.

_2—s  2i(s—1)
N  N(N-1)

P() (3.2)

Turnajova selekce

Tato metoda mé vysledky srovnatelné s predchozi metodou, nejvétsim piinosem je vSak
absence pozadavku na sefazeni populace. Z tohoto divodu je tato metoda pomérné casto
pouzivana. Z populace je vidy vybrédno x jedinci, ktefi spolu simulované svedou souboj
(zalezi na implementaci fitness funkce. Tato metoda dokaze pracovat i s realativné uréinou
fitness funkci), a do dalsi generace postoupi vzdy vitézny jedinec.

3.1.3 Kf¥izZeni

Druhy charakteristicky operator pro GA je operator kiiZeni (crossing-over), ktery piesta-
vuje primérni operator pro evoluci populace. Je to proces, pii kterém z genomii dvou jedinct
z populace vznika dal3i jedinec (jedinci) s rozdilnym genomem, dle uzité metody namixova-
nym od obou rodi¢u. Existuji také GA bez tohoto operatoru, ¢ s uréitou pravdépodobnosti
jeho provedeni. Pro bindrné zakédované chromozomy se pouzivaji metody kiizeni, kdy jsou
genomy rodi¢u rozdéleny obecné na N mistech a genom potomka je vidy v kazdém misté
bran od jiného rodi¢e. Podle po¢tu rozdéleni rozlisujeme kiizeni (znazornéna na obrazku
3.2):
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Jednobodové - N =1
Dvoubodové - N =2

Vicebodové - N > 2

Uniformni - N = random(), kazdy bit potomka je vzat ndhodné z jednoho nebo
druhého rodice.

Zadne {X,X,X,X,X,X,X} {0,0,0,0,0,0,0}
Jednobodové {X, X, X,0,0,0,0} {0,0,0,X, X, X, X}
Dvoubodovée {0, X,X,0,0,0,0} {X,0,0,X,X,X,X}

Uniformni {X,0,X,X,0,0,X} {0,X,0,0,X,X,0}

Obrézek 3.2: Druhy kfiZeni

3.1.4 Mutace

Dalsi charakteristicky operétor je operator mutace. Jedna se o operator s velmi malou prav-
dépodobnosti vyskytu (nejc¢astéji p,, €< 0.0005 —0.01 >), ale s velkym vyznamem. Pfin4si
do populace nové bloky informaci. P#i velké pravdépodobnosti mutace zaéne byt GA ne-
stabilni, pfi malé ¢i zddné bude pomalu, a nebo zcela prestane, konvergovat. Pro bindrné
zakdédované chromozomy se nejCastéji pouziva:

e béZni mutace - je vybran ndhodny index bitu, a ten je invertovan.

e inverzni mutace - Podobné jako u jednobodového kiiZeni je vybrano misto, a od
tohoto mista jsou vSechny bity invertovany. Lze pouzit i vicebodovou inverzni mutaci.

Beznd mutace {1,1,1,1,1,1,1} = {0,0,0,1,0,0,0}
Jednobodova inverzni mutace {1,1,1,1,1,1,1} = {1,1,1,0,0,0,0}
Dvoubodové inverzni mutace {1,1,1,1,1,1,1} = {1,0,0,0,1,1,1}

Obréazek 3.3: Druhy mutaci

3.1.5 Ukonc¢ujici podminky
Jako ukoncujici podminku/y GA lze zvolit naptiklad jednu z téchto moznosti:

e pocet generaci - udame pocet generaci po jehoz dosazeni GA skonéi, a za FeSeni
prohlasime nejlepsiho jedince posledni generace.

e ucelova funkce nejlepsiho jedince - pokud ohodnoceni nejlepstho jedince v jakékoli
generaci piekro¢i danou hranici, algoritmus konéi a feSenim je tento jedinec. Za jistych
podminek ovSem nemusi algoritmus skonéit.
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e minimalni zména ticelové funkce - algoritmus koné¢i, kdyZz primérna zména tcelové
funkce v populaci dosdhne ur¢ité hranice (pouZivaji se rizné statistiky).

e Casové omezeni - algoritmus kon¢i po uplynuti uréeného ¢asu.

3.2 Vyuziti GA

Kromé klasickych problémt popsanych v piedchozi kapitole, lze GA tuspé&sné vyuZit jesté
v dalsich typech tloh a pouzit rizné modifikace.

3.2.1 Multimodalni problémy

Mnohdy mé problém jedno globédlni maximum a vice riznych lokalnich. U klasické GA maji
jednotlivci tendence uvaznout v téchto lokalnich maximech, a proto se pouzivaji modifikace
GA pro zlep8eni chovani v téchto situacich. Obecnym smyslem vSech pouZzivanych metod
je udrzet velkou diverzitu populace, aby se neshlukovala jen kolem jednoho maxima, které
muze, ale také nemusi byt globalnim.

Jedna z takovych metod je Sdilend fitness funkce, ktera je inspirovand omezenymi zdroji
v ur¢itém prostiedi. Pokud se tedy v jednom misté sejde vice jedinci, vSem se snizi fitness
funkce. To ma za nasledek lepsi rozlozeni jedinct ve stavovém prostoru. Nicméné existuji dva
zésadni problémy. Kvadratickd narocnost vypoctu, a poté nutnost p¥iblizné znalosti poctu
lokalnich extrému k vhodnému nastaveni ,,zdroja“ v ramci shluku.

3.2.2 Dynamické problémy

Existuji také optimaliza¢ni ulohy, které nejsou statické. Miize se ménit icelova funkce, cilové
parametry, ¢ omezujici podminky prostiedi. Jedna se napfiklad o vypadnuti vyrobni linky
a dynamické pfeplanovani vyroby, aby se zminimalizoval efekt jeji nefungujici ¢asti. Pro tyto
pripady se vét§inou pouzivaji 3 piistupy ¢i jejich kombinace:

1. GA bézi standardné, ale jakmile je zaznamenana zména prostiedi, jsou podniknuty
kroky ke zvySeni diverzity populace.

2. Nasilné oddalovani konvergence, aby populace ztistavala pomérné hodné divergentni.
3. Pfidana pamét, kdy si bud jedinec & cely GA zachovava uzite¢né informace o minu-
losti. Velice vhodné, pokud se podminky méni{ periodicky.
Restart

Nejjednodussi fefeni je znovu spustit cely GA, s pfipadnym zahrnutim nékolika jedinct
predchozi populace (kdyby nové optimum bylo pobliz starého). Pouziva se hlavné pii zméné
kédovani problému ¢i chromozomu.

Adaptace mutaéniho operatoru

Vychazi z myslenky, Ze pfi zméné prostiedi je tfeba pFinést vice novych informaci do po-
pulace, tudiz docasné zvysit pravdépodobnost mutac¢niho operatoru. Sem spada i metoda
ndhodnych imigranti, coz lze povazovat za velice silnou mutaci na ¢asti populace.
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Pamét

Pouziti metody s paméti se velice osvéd¢uje v periodicky ménicich se prostiFedich. P¥i pouziti
explicitni paméti je zaloZena jedna nebo vice paméti pro predky kazdého jedince. Po zméné
prostiedi jsou ohodnoceni i archivovani jedinci, a pokud je néktery lepsi nez aktualni jedinec,
nahradi se jim. Specialni p¥ipad pouziti paméti jsou strdZe, coz jsou pravidelné rozmisténi
jedinci ve statovém prostoru, jejichz genotyp se neméni. V pripadé objeveni se optima blizko
nich jsou pak schopni populaci rychle pFitadhnout.

Multipopulaéni techniky

Tyto techiky jsou zaloZeny na nékolika viceméné oddélenych populacich. Napiiklad po obje-
veni lokalniho extrému je v ném zanechana subpopulace, a zbytek dédle prohledava stavovy
prostor. Pfipadné opaény postup, kdy hlavni populace je soustiedéna okolo dosavadniho
nejlepsiho feseni, a subpopulace jsou rozmistény v lokalnich optimech.

3.2.3 Omezujici podminky

Pokud pfi kédovani chromozomu neni splnéna podminka legality z kapitoly 3.1.1 nebo ji
nelze splnit, i tak 1ze pouzit GA. Pro tyto pfipady se pouzivaji nejcastéji 3 metody:

e Pokutové funkce - pokud je feSeni nepiipustné, je jeho fitness funkce "pokutovana",
tj. sniZzena, a to tim vice, ¢im vice porusuje podminky.

e Opravné procedury - pii nepiipustném feSeni je vyhledadn nejbliz§i pFipustny je-
dinec, a déle je bud ptivodni jedinec nahrazen timto nejbliz§im pFipustnym, nebo je
ponechén a od nejblizsiho je prevzata pouze hodnota jeho fitness funkce.

e Problémové specifické zakédovani - zdmérem je vyhnout se vSem nep¥ipustnym
jedincim navrhem zakédovani problému a operatort tak, aby v zadné jejich kombi-
naci nemohlo dojit k nepfipustnému feseni. Vyzaduje to ovSem znalost problému do
hloubky a ne vzdy je to mozné.
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Kapitola 4

Predikce casovych rad

Pfedpovéd kurziti mén, teplot, & jinych éasové zavislych fad je dulezity a pouzivany zpt-
sob pro podporu rozhodovani. Pfedpovéd budouciho ¢lenu ¢i ¢lentd Fady nazyvame predikce.
Nejedna se o presnou predpovéd, protoze nejsou vzaty v potaz v8echny souvislosti, na kte-
rych je Fada zavisla. Nicméné je moznost z minulych hodnot odhadnout budouci vyvoj. Cim
delsi budoucnost, tim nepiesnéjsi odhad. Je tedy mozno fadu brat jako stochasticky proces
a vytvorit model (kvantitativni metoda), nebo vzit v avahu expertni znalosti (kvalitativni
metoda). U kvantitativnich metod v8e zalezi na pfedpokladu, ¢i spise pravdépodobnosti, Ze
model fady zustane stejny i v budoucnosti, nebo aspon vyrazné podobny. U kvalitativnich
zase zélezi na doty¢nych expertech, tj na subjektivnich méfitkach. Kapitola je zaloZzena na
informacich z [8] a [1].

4.1 Casova fada

Casova rada je chronologicky uspofadana posloupnost hodnot urcitého statistického uka-
zatele. Tento ukazatel musi byt v ¢ase vymezen vécné a prostorové shodné. Matematicky
FeCeno, Casova Tada je posloupnost jednotlivych funkénich hodnot funkce, kterd zavisi na
Case, v ur¢itych bodech. Mezi témito body je zpravidla shodna vzdalenost. Typickym p¥ipa-
dem by naptiklad byl kurz mény, teplota mista ¢i vyska hladiny v urc¢itém ¢asovém obdobi.

Casové fady se daji délit dle nékolika hledisek, zejména dle jiz zminéné vzdalenosti
hodnot. Pokud jsou vzdélenosti stejné, fada se nazyva ekvidistantni, jinak neekvidistantni.
Dalsi déleni je podle informaci, které méame o systému. Pokud zname funkci, dle které je
fada generovana, a muzeme kdykoli pfesné rekonstruovat fadu v jakémkoli obdobi, jedna se
o fadu deterministickou. Pokud takova funkce neexistuje nebo ji nezndme, musime popisovat
stochasticky. Existuji dalsi déleni a kategorizace Tad, ty jsou v8ak dulezité az ve specidlnich
pripadech.

4.2 Analyza ¢asovych rad

Klasicka analyza ¢asovych fad spociva v konstrukci modelu ¢asové fady, ktery ji generuje,
a nésledné predpovéd (predikci) dalsich moZnych hodnot této fady. Zakladni pFistup k tako-
véto analyze je dekompozice na Ctyii slozky, které je pak jednodussi analyzovat. Tyto slozky
jsou a znazornéné na obrazku 4.1:

e Trendova slozka - Dlouhodoba tendence fady, ve smyslu ,Ffada mé tendence mirné
stoupat®.
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e Sezonni slozka - Cyklicks slozka s pravidelnou periodou, mensi nez je délka fady.

e Cyklicka slozka - Dlouhodobé cyklicka slozka s proménlivou délkou periody. Nékdy
zahrnuta v trendu, kdyZ neni tak lehce pozorovatelné.

e Rezidualni slozka - Slozka, ktera ,zbyde“ po dekompozici na t¥i predeslé, nékdy se
ji téz rika Sumova slozka.

Obrazek 4.1: Trendova, sezénni, cyklickd a rezidualni slozka ¢asové fady |1, str. 5]

Pokud v fadé chybi nékteré hodnoty, je vétsinou ti¥eba tyto doplnit - dalsi metody zpra-
covani ¢asto dokazi pracovat jen s uplnymi fadami, které maji konstantni krok. Dopocitat
dalsi hodnoty je téz v takovych piipadech nutno u fad s nekonstatnim krokem pro dalsi
zpracovani. Pro takové situace se pouzivaji metody, které chybéjici hodnoty nahradi nu-
lami, primérem, interpolaci atd.

4.3 Kvalita predikce

Podstatnou roli v predikci hraje urcovani miry chybovosti, at uz pro urceni spolehlivosti
predpovédi, ¢ porovnavani uspésnosti riaznych metod. Nejvétsim zdrojem chyby byva, pii
dobfe provedené analyze, rezidualni slozka Tady, i kdyz velkd chyba miZe byt zptsobena
chybnym modelem ostatnich, nerezidualnich, slozek. Chyba (g) obecné je definovana jako
rozdil pfedpovézené (b) a skutené (a) hodnoty (vzorecek 4.1), kterou vétsinou v danou
chvili nezname. Proto je moZzné posuzovat kvalitu predpovédi az zpétné, ¢i pouzit zndmou
mnozinu dat a pfedpovidat uz znamé hodnoty.

e=la—b (4.1)

Existuje vice statistickych metod ur¢ovani chyby, a pro ¢asové fady se nejCastéji pouzivaji
metody popsané nize. VSechny jsou uspésné pouzitelné pii porovnavani metod predikce na
stejnych datech, a konkrétni volba zaleZ{ na tom, jaké chyby se hledaji. Hledat lze mensi
pocet vétsich chyb, nebo naopak velky pocet relativné malych chyb. Pro porovnévani na
raznych datech je v8ak tfeba pouzit relativni miru.
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e odmocnina ze stiedni étvercové chyby (Root Mean Squared Error)

(4.2)
e stfedni ¢tvercova chyba (Mean Squared Error)
MSE =Y -t (4.3)
=1 "
e soucet ¢tvercovych chyb (Sum of Squared Error)
n
SSE =Y & (4.4)
t=1
e stifedni absolutni odchylka (Mean Absolute Deviation)
 [ed]
MAD =Y 4 45
3k 13

t=1

4.4 Predikce pomoci neuronovych siti

Dalsi mozny piistup ke kvantitativni predikci ¢asovych fad je pouziti neuronovych siti, které
implicitné provedou analyzu fady, a naleznou i skryté nelinearni zavislosti. Toho se vyuziva
pokud z né&jakého divodu nelze fadu analyzovat vySe popsanym zptisobem. Takovouto sit
je mozno navrhnout dvéma zptsoby:

e dedukci - Na pocatku je vybrana struktura modelu, a poté se chovani sité p¥izptso-
buje ¢asové rfadé upravou koeficienti.

e indukci - Na pocatku mame zdakladni stavebni jednotky, a struktura sité se postupné
vytvaii na zdkladé uceni tak, aby co nejlépe odpovidala modelované fadé.

Jako jednoduchy ptiklad predikce pomoci neuronovych siti pravdépodobné velice intuitivné
vypada rekurentni sit, ktera si ,pamatuje“ pfedchozi vstupy. Nicméné vzhledem k problé-
mum s ucenim rekurentnich siti je jeSté jednodussi pouziti klasické dopfedné vicevrstvé
sité, ktera ovSem nebude mit jeden vstup, ale tolik vstupi, jak velké bude ¢asové okno pro
predikci.

4.4.1 Casové okno

V pripadé pouziti dopfedné neuronové sité se data upravuji zpusobem, ktery jim umozni
pracovat s predikci ¢asovych fad. Pfi predikci je pouzito plovouci ¢asové okno o velikosti
N, které se posouva po vzorcich. Na vstup sité je tedy dodan vektor obsahujici N za sebou
jdoucich hodnot. Jako vysledek je pak brana hodnota (¢i vice hodnot) nésledujici. Toto se
dé&je bud za béhu, nebo se data pfedem upravi do pozadovaného forméatu.
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t1 : T1, T3, T3, X4, Ts, T6, L7, T8, T9
to : x1,%2,T3, T4, L5, 26, T7, T8, T9
t3: x1,T2,T3, T4, L5, 26, LT, T8, LY
ty:x1,%2,23,T4, L5, L6, T7, T8, T9
t5: T1,T2,T3, X4, Th, L6, L7, T8, T9
te 1 T1,%2,T3,Tq, L5, L6, 27, L8, T9
t7 1 x1,22,T3, T4, %5, 26,27, L8, LY

Obréazek 4.2: ¢asové okno pro fadu o prvcich x1 — xg pro Casy t1 — t7
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Kapitola 5

Experimenty

Cilem experimentt bylo navrhnout neuronovou sit, kterd bude typické finan¢ni ¢asové Fady
(kurzy mén) predikovat s lepsi presnosti, ¢i se predikci lépe a rychleji ucit. Nejdiive se
navrhla strukturu sité, velikost a ¢asové okno pro predikci. Poté jsou popsény experimenty
s riznym nastavenim koeficienti inicializované neuronové sité, protoze to, jak se pfi ndhodné
inicializaci nastavi jednotlivé vahy, mé podstatny vliv na konvergenci uceni neuonové sité.

5.1 Experimentalni data

Jako experimentalni data byly vybrany rtzné fady o délce 254, coz byl pocet zdznamu
kurzu mény za jeden rok na strankiach CNB. V simulacich je pouzito vidy jen 200 udaji,
zbylé jsou rezervovany pro vytvaieni ¢asového okna'. Data lze rozdélit do nékolika kategorii.
V prvni kategorii je nékolik ¥ad redlnych kurzi mén, pro které je cilem navrhnout optimélni
neuronovou sit pro predikci. V dalSich dvou jsou vygenerované hodnoty nékolika zndmych
funkci a ndhodnych Sumi, pro které bude néasledné srovnavana predikce siti, nau¢enych na
kurzech mén a opa¢né. To kviili srovnéani, zda je sit opravdu navrhnuta, aby 1épe predikovala
kurzy oproti jinym typtum ¥Fad. Grafy pouzitych fad jsou v pfiloze B.

5.2 Velikost neuronové sité

V tomto experimentu se zkoumalo, jaké velikost neuronové sité (pocet vstupnich a skrytych
neuroni) by byla vhodna pro predikci fad. Prvné bylo tfeba ziskat alespon pfibliznou pted-
stavu o chovani systému, nacez mohl byt proveden podrobné&jsi experiment. Provedeny byly
tedy jednotlivé experimenty na ¢tyfech rtiznych vzorcich dat (kurz britské libry, ndhodny
$um, jedna perioda funkce sinus, dvé periody funkce sinus) s nasledujicimi parametry:

e Neuronovi sit: t¥ivrstvy perceptron

e Data: kurz Velké Britanie, ndhodny Sum, jedna perioda funkce sinus, dvé
periody funkce sinus

e Pocet trénovacich /testovacich vzorki: 150/50

! Aby viechna FeSeni v experimentu s velikosti méla stejné podminky, tj. stejny pocet trénovacich dat,
nejde udélat trénovaci data ze vSech 254 vzorkd. P¥i rizné velikosti ¢asového okna (vstupi) by se pocet
ligil. Proto bylo zvoleno 200 vzorki, za prvé je to pfirozené kulaté ¢islo, a za druhé nebude experimentovano
s ¢asovym oknem vét$im nez 54.
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e Velikost populace: 30

e Pocet generaci: 30

e Pravdépodobnost mutace: 0.1

e Pravdépodobnost kiizeni: 0.9

e Fenotyp: vstupn{ neurony 1-25, skryté neurony 1-30, rozestupy 0—1
o Selekce: Ruletovy vybér

e Mutace: Jednobodové inverzni kiizeni

e Aktivacni funkce skryté vrstvy: Hyperbolicky tangens
e Aktivacni funkce vystupni vrstvy: Linearni

e Pocatecni nastaveni vah: Normalni rozloZeni

e Maximalni pocet trénovacich epoch: 200

e Maximalni doba uceni: 5s

Kurz Random

35

T T
vstupni vstupni
30 - skryte (R 30 - skryte n

rc:zestupy e — pran . :“\\77“ rozestupy —— B

25

20

Pocet
\
Pocet

0 5 10 15 20 25
Poradi
Sinus Sinus 2
35 - : T 35 T T T T
vstupni vstupni
30 - skryte T 30 - skryte S

|

|| rozestupy ——
i i |
/|

pran rozestupy ——

20 -

Pocet
Pocet

Obréazek 5.1: Vypis FeSeni v populaci od nejlepsiho po nejhorsi

Vysledky experimentu jsou zobrazeny na grafech 5.1, kde na ose X je pofadi feSeni
v populaci, a rtizné barvy Car zndzoriuji parametry téchto feSeni. Je vidét, Ze na piednich
pozicich u kurzu libry se umistila FeSeni pomérné s malym po¢tem vstupnich neuront a po-
mérné velkym poctem skrytych. Naopak populace u ndhodného Sumu je pfiblizné stejna na
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vSech pozicich, coz jen potvrzuje intuitivni zavér, ze pro predikci ndhodného Sumu je v pod-
staté jedno, jak velké je Casové okno. U predikce funkce sinus jsou také patrné spiSe feSeni
s malym po¢tem vstupnich neuroni na pfednich pozicich populace, nicméné uz s ne tak
velkym poétem skrytych neuront. Parametr rozestupy nevykazuje zadné vyrazné chovani,
a proto bude z dalgich experimentt vynechan.

Pro hlavni fazi experimentu byl tedy vypustén parametr rozestupy a nékteré parametry

zmeéneny.
e Data: kurz Velké Britanie, kurz Svycarska, kurz Turecka
e Velikost populace: 50

e Pocet generaci: 50

Velka Britanie Svycarsko

30 ;

T T T T T T 30
i vstupni |

skryte

T T T T T T
vstupni i
) skryte |

P |

Pocet

Pocet

Turecko

30

T T

vstupni

25 skryte “‘[ R |
i

Pocet

Obréazek 5.2: Vypis FeSeni v populaci od nejlepsitho po nejhorsi pro experiment s kurzy

Dle vypisu vyslednych populaci (obrazek 5.2) lze celkem s jistotou soudit, Ze tspéch
mély sité s malym poctem vstupnich neuront (1-3). Pocet neuronii ve skryté vrstvé uz tak
jednozna¢ny neni, a ziejmé zalezi na konkrétni podobé predikované fady. Dobra hodnota
pro obecnou fadu kurzu mény by se mohla pohybovat kolem 10-15 skrytych neuront.

5.3 VI1iv omezeného ¢asu na udéeni

Pii tomto experimentu byl zvySen Cas uceni na dvojnasobek, a otestoviano na kurzu Velké
Britéanie. Ostatni parametry ztstaly stejné, jako u piFedchoziho experimentu.

e Data: kurz Velké Britanie

e Maximalni doba uceni: 10s
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Na vysledném grafu populace (obrézek 5.3) neni uz jasné patrny tspéch FeSeni s malym
poctem vstupnich a velkym poctem skrytych neuront, jako na predchozich. I kdyz takovy
jedinec zaujal prvni misto v populaci. Nicméné trend zaujiméani lep8ich pozic v populaci
FeSenimi, se spiSe mensim poctem vstupnich neuront, je patrny stale. Proto v dalgich expe-
rimentech bude uvazovano misto se 2 vstupnimi neurony se 3, a pocet skrytych bude také
upraven, a to na 10.

Velka Britanie (zvyseny cas)

30

T
vstupni

I [
25 |- skryte N | 14 14
| |

Pocet

Obrazek 5.3: Vypis feSeni v populaci od nejlepsiho po nejhorsi pro experiment s omezenym
Casem

5.4 Vahové koeficienty

V tomto experimentu byla pouZzita velikost sité navrhnutd v predchozich experimentech
(3 vstupni, 10 skrytych, 1 vystupni neuron), u které byly vyvijeny vahy jednotlivych sy-
napsi, nastavenych pfi inicializaci sité pred zacatkem uceni. Kazdé FeSeni v populaci bylo
otestovano na vsech tfech kurzech tak, Ze u kazdého byla sit trénovana. Souhrn zménénych
parametri experimentu:

e Data: kurz Velké Britanie, kurz Svycarska, kurz Turecka
e Velikost populace: 50

e Pocet generaci: 100

e Fenotyp: pole hodnot (-1.0; 1.0)

e Mutace: Dvoubodova inverzni mutace

e Pocatecni nastaveni vah: Uniformni rozloZeni

e Struktura sité: 3/10/1

e Maximéalni pocet trénovacich epoch: 5/10/20

Po probéhnuti experimentu bylo nejlepsimi jedinci v populaci dosdhnuto chyby az 0.03.
Jak ukazuje graf 5.4, poCet trénovacich epoch nemél podstatny efekt na vysledky. Pro dané
kurzy by se mélo jednat o nejlepsi mozné pocatecni nastaveni koeficienti pro uceni, a dalsi
snizovani chyby uz nelze docilit pomoci koeficientii.
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Obréazek 5.4: Chyba jednotlivych FeSeni v populaci pro evoluci vah

Nasledujici grafy (5.5) jsou vysledkem testovani dosazenych vysledki v tomto experi-
mentu. Bylo provedeno padesat uceni sité s navrhnutymi vdhami a padesat s nahodnymi
koeficienty. Na levém grafu je tedy rozdil priméra téchto hodnot. (ndhodné - navrhnuté),
na pravém pak absolutni chyba pro jeden piipad. Je jasné vidét, Ze navrhnuta sit dosa-
huje rychlejsi konvergence k jeji minimalni mozné chybé (ktera je dand velikosti sité). Sité
s ndhodnymi vahami dosahovaly konvergence okolo ¢tvrté epochy, s ndhodnymi pozdéji.
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Obrézek 5.5: Otestovani vykonu navrhnutych koeficientd na rtznych kurzech
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Kapitola 6

Implementace

Pro experimenty byl pouzit jazyk C++ v prostfedi Microsoft Visual Studio 2010 Ultimate,
dostupném zdarma pro studenty FIT ke studijnim uéelam v ramci MSDN Academic Alliance
[7]. Hlavnim divodem pro tuto volbu byly jiz existujici knihovny pro genetické algoritmy
a neuronové sité v tomto jazyce. GAlib [12] pro genetické algoritmy a Flood [6] pro neuronové
sité.

Na dokumentaci byl pouzit IWTEX (MiKTeX pro Windows s editorem TeXnicCenter)
spolu s programem gnuplot pro tvorbu grafii a Inkscape pro tvorbu diagrami a obrazku.
Také byla pouzita norma citaci z [10].

6.1 Aplikace

Vzhledem k experimentélni povaze prace nebylo t¥eba vytvaret slozity model aplikace, proto
se experimenty spousti pomoci direktivy pro preprocesor, podle jejiz hodnoty se spusti pa-
tfiény experiment. Dodatetné parametry experimentu se urcuji pfimo v kodu. Pro druhy
experiment uz je dostupnd struktura s nastavenim parametri, protoZze bylo tfeba je prena-
stavovat a ménit.

struct weightsExperimentParams {
int input;
int hidden;
int output;
Flood ::Vector<double> data;
Flood::Vector<double> datal;
Flood::Vector<double> data2;
int popsize;
int ngen;
float pmut;
float pcross;

I

6.2 Genetické algoritmy
Pro genetické algoritmy z knihovny GAlib je typicky tento piistup k feSeni:
1. Vybrat a nastavit jak bude vypadat genom a zakédvat problém.

2. Specifikovat fitness funkci, kterd bude ze zadaného genomu vracet jeho ohodnoceni.
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3. Vytvorit objekt genetického algoritmu a nastavit parametry.

4. Spustit evoluci a poté pripadné ulozit/vyhodnotit/vypsat vysledky.

GABin2DecPhenotype map;
GABin2DecGenome genome (map, SizeExperimentObjective);

GASimpleGA ga(genome);
ga.populationSize (100);
ga.nGenerations (100);
ga.pMutation (0.05)
ga.pCrossover (0.9) ;
ga.evolve () ;

float SizeExperimentObjective (GAGenome& g){
return x;
}

Fitness funkce pro kazdy experiment je v zdkladu podobnéa. Je v ni volana neuronova
sit s parametry z genomu, kterd vrati chybu. A ¢m mensi chyba je vriacena neuronovou
siti, tim vét§i ohodnoceni mé dany jedinec. Nésledujici piiklad ilustruje funkci z prvniho
experimentu, kde je volana sit na zakladé dvou argumentt z genomu (definice genomu nad
funkci):

GABin2DecPhenotype map;
map.add(6, 1, 25);
map.add (7, 1, 30);

float SizeExperimentObjective (GAGenome& g){
GABin2DecGenome & genome — (GABin2DecGenome &)g;
double b = simple_neuron(int(genome.phenotype(0)) ,0,int (genome.phenotype(1l)));
float a = static_cast<float >(b);
return 1/aj

Pro druhy experiment je pouZit jiny typ genii (GARealGenome), ktery obsahuje pole real-
nych ¢isel z intervalu < —1,1 >. Toto pole je pak ve funkci rozdéleno na dvé matice s vahami
a dva vektory s prahy a poslano neuronové siti (zajistuje funkce getWeightsFromVector ze
souboru neuron. cpp).

GAAlleleSet<float > alleles(—1.0,1.0);
GARealGenome genome (X, alleles, WeightsExperimentObjective);

6.3 Neuronové sité

Obecny postup jak v knihovné Flood vytvorit a natrénovat vicevrstvy perceptron je:

1. Vytvorit datovy objekt a nacist do né&j pat¥i¢na data (pfipadné provést nad daty dalsi
upravy).

2. Vytvorit objekt perceptronu s pozadovanym poctem vstupt, vystupl a skrytych neu-
ront (pocet vstupi musi souhlasit s po¢tem vstupnich proménnych datového objektu).

3. Vytvofit cilové kritérium (¢eho ma sit dosdhnout).
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4. Vytvorit trénovaci metodu a piipadné specifikovat dodate¢né parametry pro trénovani.

5. Spustit trénink a poté dle potfeby vyhodnotit vysledky.

InputTargetDataSet itds (200, X, 1);
itds.set_data(data);

MultilayerPerceptron mlp(X, Y, Z);
NormalizedSquaredError nse(&mlp, &itds);
QuasiNewtonMethod qnm(&nse);

qnm.set_maximum_epochs_number (10);
gqnm.train();

U v8ech experimentt je pro trénovani sité pouzito 75% dat a zbylych 25% je pouzit pro
testovani. Chyba, kterou funkce poté vrati, je chyba na této testovaci mnoziné, na které
nebyla sit trénovéana (je jasné, Ze pro data, na kterych byla trénovana, bude dosahovat
dobrych vysledki). Proto je potieba vytvofit novou datovou mnoZinu, pouze z pivodnich
testovacich dat (itds1), a na ni otestovat chybu (calculate_objective()).

itds.split_random_indices (0.75,0,0.25);

Matrix<double> test = itds.get_testing_data();
itdsl.set_data(test);

NormalizedSquaredError nsel(&network, &itdsl);
return nsel.calculate_objective();

6.4 Uprava dat

Datové struktury z knihovny Flood pouzivaji formét dat takovy, kde pro vstup na neurono-
vou sit s N vstupnimi neurony je potiebny vektor jednotlivych vstupt o velikosti N, oviem
¢asové fady jsou usporadéany jako jednotlivé fadky bud v jednom sloupci, & ve dvou, pokud
je pritomen tudaj o Case. V praci byly pouzity fady s konstatnimi ¢asovymi rozestupy jeden
pracovni den. Proto je vidy pred nactenim dat do datovych struktur potieba upravit for-
mat. Dle zvoleného ¢asového okna (po¢tu vstupti neuronové sité) je vzdy vytvorena matice,
kterd méa pocet sloupci rovny N + 1, kde N je velikost ¢asového okna a 1 je nésledujici
hodnota (cilova hodnota predikce). Déle je jesté pouzit parametr rozestupy, ktery urcuje
jaka je mezera mezi vstupy. Pfi hodnoté 0 je brano N po sobé jdoucich vzorkid v ¢asovém
okné, pfi hodnoté 1 jsou vzorky brany ob jeden. Toto zajistuje funkce getSpecificData
v souboru neuron. cpp.

t0 t1 t2 t4 t0 t2 t4 t5
t2 t3 t4 th tl t3 tb 6
t3 t4 tb t6 t2 t4 t6 t7
t4 t5 t6 t7 t3 th t7T t8
th t6 t7 8 t4 t6 t8 t9

Obrézek 6.1: Ukazka formatu vstupnich dat pro N = 3 a rozestup= 0/1
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V datovém objektu je navic pot¥eba pied pouzitim vSechny sloupce pieskalovat a ziskat
udaje (minimum, maximum,...), které vyzaduje neuronova sit. Tyto informace jsou pak také
pouzity pro zpétny prevod dat a vysledki z preskalovanych na ptivodni.

variables_statistics — itds.scale_variables_mean_standard_deviation();
mlp.set_variables_statistics(variables_statistics);

6.5 Modifikace knihovny Flood

Na nékolika mistech souboru MultilayerPerceptron.cpp z knihovny Flood bylo tfeba mo-
difikovat zdrojovy kéd. Tyto zmény se tykaly mist podobnych, jak je ukdzano v piikladu
dole. Ziejmé doslo vlivem refaktorovani kodu automatickymi nastroji k nezdmérnému pte-
kryti proménné i, kterd byla predavana jako parametr funkci, a zaroven jako promeénnd
cyklu for. Proto byla proménnd cyklu zménéna na j. Flood sice obsahuje vlastni Unit testy,
nicméné nastaveni jejich parametri tuto, zifejmé chybu, neodhalilo. V dobé odevzdani prace
byly na oficidlnim webu stale chybné zdrojové kody.

int MultilayerPerceptron::get_hidden_layer_parameters_number (int i){
int hidden_parameters_number = 0;
for(int i = 0; i < hidden_layers_size[i]; i++) {
hidden_parameters_number += hidden_layers[i|[i].get_parameters_number ();
}

}
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Kapitola 7
Zavér

Byla provedena studie neuronovych siti a evolu¢nich algoritmi, na jejimz zakladé se realizo-
valy experimenty s predikci ¢asovych fad, jako ukazka evolu¢niho navrhu umélé neuronové
sité. Témito experimenty byla navrhnuta sit, kterd je schopné ucit se predikci obecnych
kurzti mén rychleji, nez sit s ndhodnym nastavenim vah. Jedna se ovSem o primér, pii jed-
notlivém pokusu nenfi jisté, jaké vahy se vygeneruji. Proto pro jednotlivy pokus je témér vzdy
vyhodné pouzit navrhnuté vahy, které se zdaji byt pouzitelné pro predikci kurzi obecné.
Pokud by bylo pouzito vice siti, miZe se stat, Ze ndhodné vahy budou vygenerovany vhodné
pro dany piipad. Zadani bylo splnéno ve vSech bodech, jak teoreticka, tak prakticka ¢ast.

K experimentim byl pouZit jazyk C++ s knihovnami GALib (evolu¢ni algoritmy) a
Flood (neuronové sité) s pomoci Microsoft Visual Studio 2010. Analyza i zpracovani
dat a vysledkt probihala pomoci programu jako GNUPLOT, PYTHON. Pro sazbu dokumentace
poslouzil I¥TgXa pro kresleni diagramu a obrazka INKSCAPE.

7.1 Moznosti dalsiho rozvoje

P1i praktickém pouziti by stalo za zvazeni najit pro evolu¢ni navrh vice riznych typu kurzu,
nebo se snazit vybrat lepsi, obecnéjsi vzorky. Napiiklad na v8echny dostupné kurzy pouzit
metodu shlukovani pomoci neuronové sité a uceni bez uditele (kapitola 2.5), a tim najit
potiebné, typické vzorky.

Dalsi zajimavé rozsifeni by bylo spojit predikci kurzt s dolovanim znalosti z expertnich
databézi, ¢ hledanim zavislosti mezi kurzy jednotlivych stat. V tu chvili by se predikovalo
nejen z minulych hodnot daného kurzu, ale z vice kurzi. P¥ipadné jesté zahrnout rizné
burzovni ukazatele, indexy, ¢ jiné hodnoty zavislé na Case.
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Priloha A

Priklad XOR

Priklad feseni problému XOR dopfednou vicevrstvou siti s u¢icim algoritmem back-propagation
[3, str. 39-40]. Topologie sité je zndzornéna na obrazku A.1. Cerné vybarvené neurony jsou
neurony simulujici prah jednotlivych neuront, a tudiz je jejich hodnota (in) vzdy 1.

Obréazek A.1: Topologie sité pro ptiklad

Inicializace

e Nastav vahy (w,v) na ndhodna mala ¢isla.
e Nastav miru uceni n napiiklad na 0.001.

e Vyber aktivacni funkci, naptiklad tanh().

Vybrani vzoru

V této fazi je vybran vzor na uceni sité, pro XOR jsou zde 4 mozné vzory:

T:(0,0) — 0
T:(0,1) — 1
T:(1,0) — 1
T:(1,1) — 0
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Propagace

V této fazi je aktivace neuront propagovana dopiedu mezi vrstvami. Pro kazdou vrstvu jsou
napied seCteny vstupy a poté provedena transformace aktivacni funkci.

Ny = wi+ wiir + wi2ra
Ny = W9 + Wa1T1 + Wo2Zs
o1 = tanh(iny)

09 = tanh(ing)

ing = w10+ V1101 + V1202
o3 = tanh(ing)

Urcéeni chyby

Nyni se spocitaji chyby jednotlivych neuroni, kde ¢ je hodnota, které by se o3 mélo rovnat
dle vzoru:

63 = (t—o03)f'(03) = (t —o03)(1 —03)
61 = 6Ssvi1f'(o1) = dzv11(1 — 0F)
bo = d3viaf’(02) = d3v12(1 — 03)

Zména vah

V8echny vahy v siti se nakonec zméni dle téhto vzoreckl. Jinymi slovy, upravi se o trochu
tak, aby lépe odpovidala vzoru, ktery je v tuto chvili u¢en. Jak moc velky skok se provede
zalez{ na hodnoté 7.

A’Ulo = nx (53 * 1
A’Ull = nx (53 * 01
A’Ulg = nx (53 * 09
A’wlo = nx (51 * 1
A’wu = nx (51 * X1
A’wlg = nx (51 * T
A’wgo = nx (52 * 1
A’wgl = nx (52 * T
A’wgg = nx (52 * T

Opakovani

Toto se opakuje vicekrat (dle potieby) pro kazdy vzor v trénovaci mnozing, dokud sit nedéva
uspokojivé vysledky. [3] [4]
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Priloha B

Grafy pouzitych rad
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