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Abstrakt 
Tato baka lá ř ská p ráce je z a m ě ř e n a na Neuronové sí tě , Genet ické algoritmy a evoluční n á v r h . 
P r v n í čás t popisuje Neuronové sí tě , jejich histori i , učení , způsob použ i t í a Gene t ické algo
ritmy, jejich čás t i , o p e r á t o r y a použ i t í . Dalš í čás t je věnována pred ikc ícm časových řad , a to 
k o n k r é t n ě p o m o c í Neu ronových sítí . P o t é nás leduje s a m o t n á implementace a experimenty 
s evolučně n a v r h n u t ý m i N e u r o n o v ý m i s í těmi pro predikci, v nichž jsou jako časové ř a d y 
použ i t y kurzy několika m ě n . V závěru je provedeno s h r n u t í dosažených výs ledků a diskuze 
nad n imi , s te jně tak nad m o ž n o s t m i dalš ího rozvoje p ráce . 

Abstract 
Focus of this bachelor thesis is on Neura l networks, Genetic algorithms and Evolut ionary 
Design. Firs t part of thesis describes Neural networks, their history, t raining and ways of use 
and Genetic algorithms, their components, operators and practical application. Next part 
is devoted to prediction of t ime series, specifically prediction wi th use of Neural networks. 
This is followed by practical part of work, implementation of experiments wi th Evolut ionary 
design of Neural networks for prediction in which currency exchange rates of several countries 
are used as a predicted time series. Results and discussion about further development of 
thesis are described in last chapter. 
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Kapitola 1 

U vo d 

Informační technologie se vždy vyznačovaly tendencemi inspirovat se v o s t a tn í ch oborech, 
a nejinak tomu je s biologií. V r ámc i mez ioborových prac í , k t e r é pos lední dobou získávají 
na p o p u l a r i t ě , je t ř e b a spojovat znalosti, k t e r é se m n o h ý m mohou zdá t nes luč i te lné . Takto 
n a p ř í k l a d vznikal model neu ronových sít í , k t e r é byly inspi rované neurony v l idském mozku. 
Po ú v o d n í snaze o co největš í věrnos t své biologické předloze se od ní p o s t u p n ě oprošťoval, 
vyvíjel se a jeho po tenc iá l by l z k o u m á n velice in tenz ivně . Ste jně tak genet ické algoritmy, 
součás t p ř í s t u p ů k řešení p r o b l é m ů insp i rovaných evolucí a genetikou. Důlež i té je, že takto 
vzn ik ly a vznikaj í velice cenné a m o c n é n á s t r o j e informačních technologi í , k t e ré p o m á h a j í 
lépe nebo rychleji řešit p roblémy. 

N á v r h na zák ladě evolučních p ř í s t u p ů je již ú spěšně využ íván na celou ř a d u p rob l émů . 
Hlavně v s i tuacích , kdy existuje velmi mnoho možnos t í , jsou genet ické algoritmy schopné 
na j í t v r o z u m n é m čase p o m ě r n ě s lušné řešení nebo navrhnout lepší řešení než stávající , 
n a v r h n u t é člověkem. 

P r á c e se zabývá popisem neu ronových sítí a genet ických a lgo r i tmů a evolučn ím n á v r h e m 
neuronové sí tě tak, aby se uči la lépe či rychleji predikci k u r z ů m ě n . 

1.1 Členění práce 

P r á c e je č leněna do kapitol nazvaných podle t é m a t i c k é h o okruhu, k t e r ý popisuj í . 
V p r v n í čás t i jsou vcelku p o d r o b n ě p rezen továny neuronové sí tě . O d jejich vzn iku inspi

rací biologií, k o n k r é t n ě l idským mozkem, přes j e d n o d u c h é m a t e m a t i c k é a his tor ické modely, 
až po reá lné modely použ ívané k v ý p o č t ů m . D i sku továno je též učení neu ronových sítí, 
h l avně s uč i te lem, n i cméně n a s t í n ě n o je i učení bez uči te le , samoorgan izac í . 

D r u h á čás t se zabývá gene t i ckými algoritmy. Z p o č á t k u jsou p o p s á n y j edno t l ivé čás t i 
genet ických a lgor i tmů , jejich celková funkčnost a nakonec s t r u č n ě p o p s á n a r ů z n á využi t í . 
To jak pro s ta t ické tak pro dynamické problémy. 

V pos lední teore t ické část i je s t r učně p o p s á n p r o b l é m predikce, časových ř a d a použ i t í 
neu ronových sí t ích p rávě pro predikci. 

Dá le jsou p rezen továny s a m o t n é experimenty, jejichž cílem bylo zrychlit či zlepšit učení 
sítí evo lučn ím n á v r h e m . B y l o provedeno několik e x p e r i m e n t ů , na jejichž zák ladě vzn ik la síť, 
k t e r á se byla schopna rychleji uč i t predikci k u r z ů m ě n . 

Nás leduje kapitola zabývaj ící se imp lemen tac í . Je k r á t c e p o p s á n a knihovna G A L i b , 
F l o o d a dále s a m o t n é experimenty. 

V závěru jsou p o t é p rezen továny výs ledky a celkové s h r n u t í p ráce . 
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Kapitola 2 

Neuronové sítě 

Neuronové sí tě jsou v ý p o č e t n í m modelem insp i rovaným biologií, k o n k r é t n ě neurony v l id 
ském mozku. Vykazuje tyto vlastnosti , kvůl i k t e r ý m je z k o u m á n [3, str. 9]: 

• Biologické zpracování dat je r o b u s t n í a k c h y b á m odolné . 

• Biologické zpracován í dat je t aké flexibilní. P ř i p ř e c h o d u do j i ného p ros t ř ed í není 
p o t ř e b a nijak do mozku zasahovat, člověk se na toto nové p ros t ř ed í adaptuje, j i nými 
slovy se učí. 

• T y t o sys t émy jsou schopny př i rozeně pracovat s fuzzy logikou, zv l áda t p r a v d ě p o d o b 
nosti, nejistotu, nekonz i s t en tn í a čá s t ečná data, což je za současného stavu v ý p o č e t n í 
techniky m o ž n o jen s ve lkým m n o ž s t v í m p rog ramován í , a i tak je to jen pro specciální 
p ř ípady , nikde ne obecně . 

• Hardware, k t e r ý všechny tyto operace provádí , je vysoce para le ln í , malý, v ý k o n n ý 
a energeticky nenáročný . 

2.1 Historie 

2.1.1 B i o l o g i c k ý n e u r o n 

N a o b r á z k u 2.1 ([ , str. 4]) je zobrazeno z j ednodušené s chéma biologického neuronu. Tento 
neuron se sk l ádá z t ě la (soma), k r á t k ý c h v ý b ěžk ů (dendrity) a jednoho d louhého v l ákna 
(axon) na konci rozvě tveného do synapsí, k t e r é jsou napojeny na dendrity o s t a tn í ch neu
ronů . P ř i fungování neuronu vždy po dendritech přicházej í (nebo nepřicházej í ) vzruchy od 
os t a tn í ch n e u r o n ů , a pokud součet vz ruchů překroč í u rč i tou prahovou úroveň (threshold), 
neuron začne po svém axonu vysí la t sledy i m p u l z ů o s t a t n í m n e u r o n ů m , na k t e r é je napojen. 
Dendri t m ů ž e mí t b u ď vzruš ivý (excitační) nebo t l u m i v ý (inhibiční) účinek. Lze p ř e d p o 
k l áda t , že informace se m ů ž e šířit celou ř a d o u a t r i b u t ů , jako je rychlost p řenosu , frekcence 
signálu, rozložení s ignálu v čase, atd. N icméně funkce a vlastnosti neuronu jsou v biologii, 
psychologii a chemii s tá le ak t i vně zkoumány . K a p i t o l a če rpá z informací v [3] a [4]. 

2.1.2 J e d n o d u c h ý m o d e l 

J e d n o d u c h ý formální model neuronu je ukázán na o b r á z k u 2.2. Informace jsou p ř i j ímány 
v s t u p n í m vektorem x, vektor w reprezentuje úč inek (váhu) j edno t l ivých d e n d r i t ů , k t e r á 
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dendrity soma 

Obrázek 2.1: Biologický neuron 

m ů ž e bý t r ůzná , a \i je p r a h o v á hodnota neuronu. P ro určení v ý s t u p u se použ ívá vzoreček 
2.1, kde funkce / je tzv. aktivační funkce, k t e r á je r ů z n á u různých mode lů . 

y = / (^2 WiXi ~ ^ ) t 2 - 1 ) 
Pro j e d n o d u c h ý model p la t í , že f(x) = x. Za p o v š i m n u t í s toj í to, že pokud je v á h a den-
dr i tu k l adná , lze tuto synapsi považovat za exci tační , a pokud z á p o r n á , tak za inhibiční . 
P r a h o v á úroveň neuronu bývá čas to pro z jednodušen í v y j á d ř e n a vstupem XQ = —1, kde 
pak WQ vy jadřu je tuto prahovou úroveň . Jak tedy lze v idě t , s a m o t n ý neuron je e x t r é m n ě 
j e d n o d u c h á v ý p o č e t n í jednotka a p o d o b n ě jako u logických členů je v ý p o č t ů dosahováno 
vysokých p o č t e m j edno t l i vých členů - neu ronů . 

x l 

Ob rázek 2.2: J e d n o d u c h ý model neuronu 

2.2 Jednovrstvý perceptron 

Nejčastěj i p o u ž í v a n ý m modelem neuronové sí tě je perceptron. J e d n o d u c h ý perceptron se 
d á c h á p a t jako l ineární klasifikátor, k t e r ý transformuje n - r o z m ě r n ý vstup na m - r o z m ě r n ý 

5 



Obrázek 2.3: J e d n o v r s t v ý perceptron 

v ý s t u p , dle učebn ích vzorů . N a o b r á z k u 2.3 je p ř ík lad t akového j e d n o v r s t v é h o pertceptronu, 
k t e r ý 3- rozměrný vstup transformuje na 2 - rozměrný v ý s t u p . P ro perceptron je dů lež i t á 
ak t ivačn í funkce j edno t l i vých n e u r o n ů , h l avně od ní se odvíjí jeho schopnosti. 

2.2.1 A k t i v a č n í funkce 

K a ž d ý neuron perceptronu m á u rč i t o u ak t ivačn í funkci, k t e r á určuje , jak bude p r o b í h a t 
aktivace neuronu v závislost i na vstupech. T y t o funkce se daj í rozděl i t do 3 kategori í , a to 
Prahová funkce, lineární a nelineární. 

P r a h o v á ak t ivační funkce je v y j á d ř e n a vzorečkem 2.2, kdy neuron vrac í 1 pokud suma 
v s t u p ů p ř e s á h n e prahovou hodnotu. O b e c n ě se p o č í t á s prahem v 0, p ro tože ind iv iduá ln í 
p r á h je vě t š inou formálně vy jádřen vahou nu l t ého vstupu s pevnou v s t u p n í hodnotou -1. 

K ) \ 

•e- 9 -
o i 

A N D 

1C) 

' 9 -
0 1 

XOR 

O b r á z e k 2.4: L ineárn í separace 

J e d i n ý p r a h o v ý neuron dokáže n - r o z m ě r n ý prostor u rčený svými vstupy rozděl i t nadro-
vinou na dva poloprostory (Toto se děje p o m o c í l ineární algebry, kdy se udě l á skalární 
součin x.w a pokud je větš í než 0, neuron zareaguje). Proto s a m o s t a t n ý neuron u m í řešit 
jen lineárně separabilní p roblémy, jak je u k á z á n o na o b r á z k u 2.4 ([5, str. 8]). 
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Pokud m í s t o jednoho neuronu (či j ednov r s tvé sítě) bude použ iva síť dvouvr s tvá , lze 
vymezit l ibovolný konvexní ú tva r , kdy neurony p r v n í vrs tvy vymez í poloprostory, neurony 
d r u h é vrstvy jejich průn iky . T ř í v r s t v á síť už dokáže vymezit l ibovolný poče t konvexních 
ú t v a r ů . N á z o r n ě je to zobrazeno na o b r á z k u 2.5 ([5, str. 9]). 

Obrázek 2.5: Vícevrs tvé p rahové sí tě 

L ineárn í ak t ivační funkce (vzoreček 2.3) p rovádí l ineární zobrazení , a pro neuronové sítě 
se nepouž ívá . P o k u d už je použ i t a , nen í t ř e b a j í uč i t , j edno t l ivé váhy lze p ř í m o v y p o č í t a t 
pro p o t ř e b n é l ineární zobrazení . 

g(x) = x (2.3) 

Nejčastěj i p o u ž í v a n ý m typem ak t ivačn í funkce je ne l ineárn í , kdy je p o u ž i t a tzv. saturační 
funkce, k t e r á v bl ízkost i nuly s t o u p á velmi prudce, ale dále od nuly o b ě m a směry stagnuje, 
nebo m á velice pozvo lný p r ů b ě h . Tato vlastnost byla p ř e v z a t a od biologických n e u r o n ů 
a z pr incipu, že pro h ladového člověka je jeden rohl ík mnohem víc, než pro p ře jedeného . 
Jako s a t u r a č n í funkce se nejčastěj i použ ívá tzv. sigmoida (2.4). O v š e m je m o ž n o použ í t i j iné 
ne l ineárn í funkce, n a p ř í k l a d sinus, k t e r ý dosahuje mnohem lepších výs ledků pro aproximaci 
per iod ických funkcí než sigmoida. 

9(x) = l _ X x (2.4) 
1 + e A X 

Pos l edn ím typem použ ívané ak t ivačn í funkce, jsou funkce p o p s a n é stochasticky - všechny 
předchoz í byly de te rmin i s t i cké . Z biologického hlediska se ale neurony nechovaj í vždy deter
ministicky, by l pozorován urč i tý p r a v d ě p o d o b n o s t n í prvek v jejich chování . P ro toto chování 
nen í p r o b l é m vy tvoř i t model, kdy neuron nepos í lá signál dále hned po př i je t í všech vstup
ních s ignálů, ale jeho p r a v d ě p o d o b n o s t pos lán í s ignálů v u rč i tý čas závisí na ak tuá ln í ch 
vstupech (vzoreček 2.5), kde j3 určuje sklon p r a v d ě p o d o b n o s t n í funkce. 

P(of = ± 1 ) = - I — =- (2.5) 
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2.2.2 U č e n í 

Ve své nejzákladnějš í p o d o b ě se perceptrony skládaj í z b iná rn ích p r a h o v ý c h jednotek. Když 
uváž íme perceptron s j e d n í m v ý s t u p n í m a N v s t u p n í m i neurony, d á se ř íct , že perceptron 
se mus í nauč i t namapovat T : { — 1,1}^ —> { — 1,1}- N a p ř í k l a d m a p o v á n í pro 3 vstupy d a n é 
př ík lady: 

Pokud je síť n a u č e n a tomuto m a p o v á n í , dává pro n a u č e n é hodnoty sp rávné výsledky. Vlas t 
nost, kvůl i k t e r é se ale použ ívá je, že v rá t í výs ledky i pro p o d o b n é vstupy (s p r o b l é m e m 
l ineární separability z m í n ě n ý m v kapitole 2.2.1). Sice se nemus í jednat o p ře sné výsledky, 
důlež i té ovšem je, že jsou vě t š inou dost smys lup lné . Zák ladn í algoritmus tohoto učení , jak 
jej prezentoval v roce 1959 Rosenblatt, v y p a d á takto: 

1. Všechny váhy nastav na n á h o d n é číslo mezi -1 a 1 

2. Vezmi v s t u p n í vektor x z t rénovac í množ iny 

3. Propaguj p o s t u p n ě podle j edno t l i vých vah aktivaci d o p ř e d u , až získáš v ý s t u p (o) 

4. Pokud op = tp ( výs tup je sp rávně ) , pokraču j bodem 2. 

5. J inak z m ě ň váhy podle vzorečku AWÍ = r\xp (tp — op), kde r\ je m a l é k l ad n é číslo, 
k t e r é m u se ř íká rychlost učení. Pokraču j bodem 2. 

V á h y upravujeme tak dlouho, dokud síť nedává sp rávné výsledky. Rosenblatt t a k t é ž v roce 
1959 dokázal , že algoritmus najde řešení pro m a p o v á n í T v konečném p o č t u k roků . 

2.3 Vícevrstvý perceptron 

V předchoz í kapitole by l p o p s á n j e d n o v r s t v ý perceptron (vs tupn í vrstva nen í z a p o č í t á n a -
neprovád í v ý p o č e t , jen př ivád í vstupy, proto m á dle o b r á z k ů jednovrstvý perceptron zdánl ivě 
vrstvy dvě) , k t e r ý dokázal p rovádě t výpoč ty . N icméně jeho schopnosti jsou velice omezené . 
M i n s k y a Papert ukázal i v roce 1969, že d v o u v r s t v á (vs tupn í , sk ry t á , v ý s t u p n í ) d o p ř e d n á 
neu ronová síť dokáže p ř e k o n a t h o d n ě t ěch to omezení . N icméně nenaš l i řešení toho, jak upra
vovat j edno t l ivé váhy n e u r o n ů ve sk ry t é v r s tvě . Do doby než byla nalezena odpoveď nebyly 
v ícevrs tvé perceptrony použ i t e lné , tj. do roku 1986, kdy byl p rezen tován algoritmus back 
propagation [2]. 

N a o b r á z k u 2.6 je v idě t , co je myš leno označen ím vícevrstvá dopředná síť. Síť je uspo
ř á d á n a do vrstev, kdy j edno t l i vý neuron každé vrs tvy př i j ímá vstupy od všech n e u r o n ů 
předchoz í vrstvy, a posí lá svůj v ý s t u p všem n e u r o n ů m následující vrstvy. Neexis tuj í ž á d n é 
spoje mezi neurony j e d n é vrstvy, ani spoje ob-vrstvu či j e š t ě delší. Ačkoli síť m ů ž e mí t 
více sk ry tých vrstev než jednu, v praxi se, k r o m ě speciálních p ř í p a d ů , nepoužívaj í . B y l o 
dokázáno že jedna s k r y t á vrstva př i ne l ineárn í ak t ivačn í funkci (nejčastěj i sigmoida) dokáže 
aproximovat l ibovolnou funkci. 
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Vstupní Skrytá Skrytá Výstupní 
vrstva vrstva vrstva vrstva 

Obrázek 2.6: Perceptron 

2.3.1 A l g o r i t m u s b a c k - p r o p a g a t i o n 

Mechanismus back-propagation vychází z myšlenky, že síť dostane vstup a transformuje jej 
na v ý s t u p . Pokud se tento v ý s t u p n e r o v n á h o d n o t ě , k t e r é by se měl rovnat (dle t rénovací 
množ iny ) , s p o č í t á se chyba a síť z p ě t n ý m š í řením u p r a v í své váhy. Algor i tmus obecně pak 
v y p a d á takto [3, str. 39]: 

1. Všechny váhy nastav na n á h o d n á m a l á čísla 

2. Vezmi v s t u p n í vektor x z t rénovac í množ iny 

3. Propaguj p o s t u p n ě podle j edno t l i vých vah aktivaci d o p ř e d u , až získáš v ý s t u p (o) 

4. Vypočí te j ôs pro v ý s t u p n í vrs tvu ô f = ( í f — of)f(Actf) 

5. Vypočí te j ôs pro každou skrytou vrs tvu ôf = Xľ^=i &f wjif '(Actf) 

6. Z m ě ň všechny váhy dle ApWij = jSf o f 

7. Opakuj kroky 2 až 6 pro každý v s t u p n í vektor 

P r a k t i c k á aplikace tohoto algoritmu je pro názo rnos t uvedena v pří loze A 

2.3.2 V y u ž i t í 

Vícevrs tvé pe r cep t ronové sí tě lze využ í t r ů z n ý m i způsoby, n ě k d y i dost nečekanými . Jak už 
bylo řečeno, používaj í se h l avně v p ř ípadech , kdy není z n á m algoritmus, či je ho p o t ř e b a 
vy tvoř i t ze sad p ř ík l adů . Nás leduje p á r typ ických a za j ímavých p ř í p a d ů využ i t í z [5, str. 
15-16]. 

R o z p o z n á v á n í obrazu 

Neuronovou síť je m o ž n o použ í t na rozpoznáván í obrazu. Nap ř ík l ad na p o š t á c h - n a rozpo
znáván í P S Č - b y l apl ikován sys t ém s takovouto sítí , u k t e r é ně jakou dobu seděl pracovník , 
a učil j í t í m , že s á m rozpoznáva l p í smo, a zadáva l sít i cílový v ý s t u p . Také se použ ívá na 
klasifikaci obrazu z kamery r o b o t ů , a naučen í kam ma j í jezdit , z a t áče t , zpomalovat. B y l i př í
pad, kdy se neu ronová síť použ i l a v ponorkách na rozpoznáván í nevybuch lých m i n z d r u h é 
světové války. 
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Predikce č a s o v ý c h ř a d 

U m ě l á neu ronová síť se velmi čas to použ ívá pro predikci číselných ř ad , kdy je na vstup 
př ivedeno n p ředchozích hodnot (plovoucí okno), a síť p ř edpov í další hodnotu. K o n k r é t n ě 
toto použ i t í je d e m o n s t r o v á n o v následuj ících kapi to lách . 

Komprese dat 

Zaj ímavé využ i t í neu ronových sítí je na kompresi dat. T a se provád í tak, že se vezme síť 
se s t e jným p o č t e m v s t u p ů a v ý s t u p ů a jednou skrytou vrstvou, ve k t e r é je nižší poče t 
n e u r o n ů než na v s t u p u / v ý s t u p u (obrázek 2.7) a je u č e n a na vracen í na v ý s t u p ident ického 
se vstupem. Síť je p o t é rozdě lena tak, aby p r v n í polovina transformovala vstup do sk ry té 
vrstvy, a d r u h á polovina skrytou vrs tvu na v ý s t u p . Jako k o m p r i m o v a n á data jsou p řenesena 
data o sk ry t é v r s tvě , k t e r á m á m é n ě n e u r o n ů než vrstva v s t u p n í . 

2.4 Rekurentní sítě 

R e k u r e n t n í sí tě ([4, str. 47-56]) jsou neuronové sí tě , k t e r é vzniknou p ř i d á n í m ně jakého zpět
ného spoje do d o p ř e d n ě v ícevrs tvé sí tě . Ačkoli se schopnosti s í tě nezvýší , lze takto redukovat 
její komplexi tu či velikost (což m ů ž e bý t n ě k d y velice v ý z n a m n ý faktor, ovlivňující jak cenu, 
tak výkon) . 

P ro učení t ě ch to sítí lze j e d n o d u š š e použ í t algoritmus back-propagation pro d o p ř e d n ě 
sí tě, ale je p o t é p o t ř e b a vyřeš i t , co se bude dí t p ř i z p ě t n é m šíření c h y b y - d í k y z p ě t n é m u 
spoji je m o ž n o pokračova t donekonečna , či skonči t po dosažení u rč i t ého us t á l eného stavu. 
Typ ický p ř í p a d pro použ i t í r e k u r e n t n í sí tě je situace, kdy m á m e jako vstupy po sobě jdouc í 
členy časové ř a d y (x(t),x(t — l),x(t — 2), ...,x(t — n)). To m ů ž e m e řešit d v ě m a způsoby: 

1. Vytvoř i t vstupy x\, X2, xn na k t e r é budou př ivedeny j edno t l ivé členy časového okna. 

2. Vytvoř i t vstupy X • X • X • • • 2 kdy k r o m ě vstupu x(t) se budou z p á t k y vracet již vypočí 
t a n é hodnoty z minu lých hodnot. 

V ý h o d o u d r u h é metody je velké snížení velikosti s í tě . P ro velké časové okno by se síť n a v r ž e n á 
p r v n í metodou stala obrovskou, což by snižovalo výkon. Proto je v h o d n é použ í t J o r d á n o v u 
nebo E lmanovu r e k u r e n t n í síť. 

Obrázek 2.7: Komprese p o m o c í neuronové sí tě 
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w = 1 

Obrázek 2.8: J o r d á n o v a síť 

2.4.1 J o r d á n o v a a E l m a n o v a s íť 

Jednou z p rvn ích r eku ren tn í ch neu ronových sí t ích byla síť J o r d á n o v a (1986). P ř í k l a d takové 
sí tě je na o b r á z k u 2.8, kde v ý s t u p ze všech v ý s t u p n í c h n e u r o n ů je t aké veden z p á t k y do 
speciálních stavových n eu ronů . T y t o neurony ma j í t a k é reflexivní spoj samy na sebe. V á h y 
t ěch to spojení jsou nastaveny k o n s t a n t n ě na 1 a neup l a tňu j e se na ně učení . Proto je možné 
použ í t back-propagation beze z m ě n y (změny vah se aplikují na spoje, k t e r é spojuj í s tavový 
neuron s neurony ze sk ry t é vrstvy) . 

O b r á z e k 2.9: Elmanova síť 

Elmanova síť (obrázek 2.9) byla p ř e d s t a v e n a v roce 1990. Tato síť je p o d o b n á J o r d á n o v ě 
síti , n i cméně jsou zde p o d s t a t n é rozdíly. 

1. Stavové neurony se jmenu j í Kontextové 
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2. Mís to z v ý s t u p n í c h n e u r o n ů jsou do kon tex tové vrs tvy vedeny v ý s t u p y (poslední) 
sk ry té vrstvy 

3. K o n t e x t o v é neurony nema j í reflexivní spojení samy na sebe 

2.5 Sítě s učením bez učitele 

P r o z a t í m byly pop i sovány sí tě , k t e r é byly t rénovány, aby se nauč i ly u rč i t é m a p o v á n í p o m o c í 
p ř ík l adů . Exis tu j í ovšem situace, kdy neexis tuj í ke v s t u p ů m sp rávné v ý s t u p y na t r énován í 
a veškeré informace je t ř e b a vy těž i t pouze ze v s t u p ů . P ř í k l a d e m t akových s i tuací je t ř e b a 
shlukování , kdy je p o t ř e b a zjistit, zda se ve vstupech vyskytu j í shluky a identifikovat je. 

P ř í k l a d e m učení bez uči te le je konkurenčn í učení , j ehož j e n o d u c h ý p ř ík lad je na ob rázku 
2.10. K a ž d ý vstup je spojen s k a ž d ý m v ý s t u p e m přes váhy. K o n k u r e n č n í proto, že oproti 
p e r c e p t r o n ů m je ak t ivován vždy jen j ed iný v ý s t u p n í neuron, k t e r ý značí př í s lušnos t vstupu 
do u rč i t ého shluku. Síť je pak t r é n o v á n a k tomu, aby byl vstup za řazen k nejbl ižš ímu shluku. 
Poče t sh luků , na k t e r é u m í síť vstupy rozděl i t , je d á n p o č t e m v ý s t u p n í c h neu ronů , a tak 
se tento p r o b l é m obvykle řeší d y n a m i c k ý m p ř i d á v á n í m / o d e b í r á n í m n e u r o n ů za chodu podle 
p o t ř e b y (ne vždy je z n á m ý poče t s h l u k ů / k a t e g o r i í v datech). 

O b r á z e k 2.10: Síť pro konkurenčn í učení 
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Kapitola 3 

Genetické algoritmy 

Genet ické algoritmy jsou s tochas t ické metody ze skupiny evolučních a lgo r i tmů (mezi k te ré 
p a t ř í mimo j iné n a p ř í k l a d genet ické p rog ramován í , evoluční strategie, evoluční programo
vání) použ ívané p řevážně pro optimalizaci . M e t o d a je insp i rována biologií, k o n k r é t n ě evo
lucí (Darwin, genetika, p ř i rozený výběr , ...), kdy existuje m n o ž i n a r ů z n ě dob rých řešení 
(populace), k t e r á jsou u r č i t ý m z p ů s o b e m z a k ó d o v á n a (genet ický k ó d ) . P o t é jsou v populaci 
z v ý h o d ň o v á n a lepší (silnější, ž ivotaschopnějš í ) řešení oproti ho r š ím a v h o d n ý genet ický ma
te r iá l je p o m o c í genet ických o p e r á t o r ů mixován a p ř e n á š e n do další generace. Tato metoda je 
v h o d n á pro p roh l edán í velkého s tavového prostoru v re la t ivně k r á t k é m čase s použ i t e lnými 
výs ledky (ve vě t š ina p ř í p a d ů nezaruču je o p t i m á l n o s t řešení ) . K a p i t o l a če rpá z informací 
z [11] a [9]. 

3.1 Části G A 

Pokud je p o m o c í G A řešen u rč i tý p r o b l é m či optimalizace, je n u t n é sestavit tzv účelovou 
funkci, což je zakódování p r o b l é m u obecně do N p a r a m e t r ů . P o t é se G A snaž íme na j í t 
g lobální e x t r é m (minimum či maximum) t é t o A - r o z m ě r n é funkce. Fitness funkce je funkce 
hodno t í c í ú spěšnos t jedince v populaci , a to tak, že nejlepší jedinec m á ne jvyšš í 1 hodnotu fit
ness funkce. O b č a s je p o u ž í v á n a nebo p ř í m o v y ž a d o v á n a j e š t ě normalizovaná fitness funkce, 
což je fitness funkce přešká lovaná do intervalu x G < 0; 1 >. Celkovou normalizaci lze apli
kovat pouze pokud z n á m e obor hodnot fitness funkce, j inak pouze v r ámc i j e d n é generace. 
Algor i tmus obecného G A by pak vypadal v p s e u d o k ó d u nás ledovně [11, str. 13]: 

1. Nastav t = 0, n á h o d n ě generuj p o č á t e č n í populaci P (0 ) s m o h u t n o s t í N. 

2. P roveď ohodnocen í j ed inců populace P(t) fitness funkcí. 

3. Generuj populaci p o t o m k ů 0{t) s mohutnosti M < N p o u ž i t í m o p e r á t o r ů křížení 
(3.1.3) a mutace (3.1.4). 

4. Vytvoř novou populaci P(t+ 1) n a h r a z e n í m část i populace P(t) jedinci z 0(t). 

5. Nastav t <— t + 1. 

6. Pokud není sp lněna p o d m í n k a ukončen í algoritmu (3.1.5), j d i na 2. 

1 Záleží na směru konvergence. Vyšší hodnota fitness funkce pro lepší jedince je stanovena dohodou. Proto 
při opačné po t řebě se používá přepočí tání ve stylu 1/x. 
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3 .1 .1 Z a k ó d o v á n í do c h r o m o z o m u 

Zakódování p r o b l é m u do genů a nás l edně do chromozomu je klíčová čás t G A . Je t ř e b a 
j edno t l ivá řešení zakódova t tak, aby mohla vystupovat jako jedinci populace. Obvykle je 
řešení , či op t imal izačn í p r o b l é m charak te r i zován vektorem p a r a m e t r ů , a jeho zakódování by 
mělo ideá lně vykazovat následující vlastnosti [9, str. 9]: 

• kauzalita - jeden konk ré tn í chromozom předs t avu je p rávě jedno řešení p r o b l é m u 

• legalita - všechny m o ž n é kombinace zakódování by měly bý t p l a t n á a legální řešení 
d a n é h o p r o b l é m u (např ík l ad nemělo by se vyskytnout řešení nepa t ř í c í do definičního 
oboru funkce) 

• kompletnost - zakódování by mělo p o k r ý v a t v šechna m o ž n á řešení p rob l ému 

• neredundance - ne p ř í m o n u t n á , ale žádouc í vlastnost, neexis tuj í dvě r ů z n á zakódo
vání s t e jného řešení . 

B i n á r n í k ó d o v á n í 

Biná rn í kódování p a t ř í mezi ne js tarš í a nejpoužívanějš í . Hlavní v ý h o d o u je p ř i rozená imple
mentace v poč í t ač i , a tak lze nad n imi implementovat rychlé a efektivní operá to ry . K a ž d ý 
gen tvoř í posloupnost b iná rn ích číslic, načež chromozom je tvo řen za sebou v y s k l á d a n ý m i 
b i n á r n í m i posloupnostmi j edno t l i vých genů, jak je znázo rněno na o b r á z k u 3.1. P ro toto 
kódování je velice v h o d n ý inverzní m u t a č n í ope rá to r . 

5 i = 000111116 = 31«, 
g2 = OOlOOOOOb = 32 d 

ch = 0001111100100000 

Obrázek 3.1: B i n á r n í zakódování 

J i n á k ó d o v á n í 

V urč i tých p ř í p a d e c h lze ú spěšně použ í t j iné , lépe využ i te lné kódování . N a p ř í k l a d reálné kó
dování, kdy jsou j edno t l ivé geny zakódovány jako čísla s plovoucí desetinnou čárkou (da tový 
typ float) či permutační kódování, kdy se chromozom sk ládá z fixního p o č t u číslic repre
zentuj ících p o ř a d í p rováděn í u rč i tých akcí (výrobní l inka, p r o b l é m o b c h o d n í h o cestuj íc ího) . 
Tato kódování obvykle vyžaduj í změny v m u t a č n í c h a křížících ope rá to rech . 

3 .1 .2 Selekce 

O p e r á t o r v ý b ě r u vy tvá ř í novou populaci P ( í + 1 ) , kde se mohou, dle nas t aven í algoritmu b u ď 
vyskytovat jedinci z předchozí populace ( P ( í ) ) , nebo nemohou. Existuje několik použ ívaných 
metod v ý b ě r u , k t e ré se používaj í v různých s i tuacích , a v ý z n a m n ě ovlivňují konvergenci 
a rychlost G A . Je p o t ř e b a na jednu stranu d o s t a t e č n ě z v ý h o d ň o v a t jedince s vyšší fitness 
funkcí, ale na druhou stranu je p o t ř e b a nez t r áce t diverzitu populace. V p r v n í m p ř í p a d ě by 
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algoritmus velice pomalu konvergoval, a v d r u h é m by uvízl v nejbl ižším lokálním ex t r ému . 
Proto by l zavedem pojem selekční tlak, k t e rý je vy jád řen vztahem 3.1, kde M označuje 
p r ů m ě r n o u hodnotu fitness funkce v populaci p ř e d selekcí, M* p r ů m ě r n o u fitness po selekci 
a ä rozptyl fitness funkcí p ř e d selekcí. 

P r o p o r c i o n á l n í selekce (roulette wheel selection) 

Tzv. ru le tový výbě r by l p r v n í m algoritmem p o u ž í v a n ý m pro selekci, kdy je p r a v d ě p o d o b n o s t 
v ý b ě r u p ř í m o ú m ě r n á fitness funkci. Název je odvozen od podobnosti s koláčovými grafy 
a ruletou, kde ma j í jedinci větší výsek, na k t e r é m je m o ž n o se zastavit, a t u d í ž i větší šanci 
aby na nich bylo zastaveno. Toto však m ů ž e působ i t i n e g a t i v n ě na celý G A , pokud se 
v populaci vyskytne jedinec s vý razně vyšší fitness funkcí, než o s t a tn í . V t a k o v é m p ř í p a d ě 
dojde časem k n a h r a z e n í celé populace t í m t o j e d n í m jedincem. Proto se nejčastěj i používaj í 
dvě metody, aby se zmenši l rozdíl mezi nej lepším a ne jhorš ím jedincem populace. 

1. Komprimace fitness funkce: f (i) = f (i) + /?', kde (3 je nejhorší fitness v a k t u á l n í 
generaci 

2. Sigma š k á l o v á n í : f (i) = max(f(i) — (< f > —c * af), 0.0), kde c je konstanta, 
obvykle 2.0, a < / > je s t ř edn í hodnota fitness funkce 

L i n e á r n í a e x p o n e n c i á n í u s p o ř á d á n í (ranking) 

Lineárn í u s p o ř á d á n í vyžadu je se řazenou populaci dle fitness funkce se s tupně . P o t é je prav
d ě p o d o b n o s t v ý b ě r u d á n a vztahem 3.2 kde s označuje selekční tlak. Exponenc i á ln í se liší 
pouze roz ložením p r a v d ě p o d o b n o s t i v populaci . 

. . 2 - s 2i(s-l) , n n . 
P ( t ) = —  + ŇW^T)  ( 3- 2 )  

T u r n a j o v á selekce 

Tato metoda m á výs ledky s rovna te lné s p ředchoz í metodou, ne jvě tš ím p ř ínosem je však 
absence p o ž a d a v k u na seřazení populace. Z tohoto d ů v o d u je tato metoda p o m ě r n ě čas to 
použ ívána . Z populace je vždy v y b r á n o x j ed inců , k te ř í spolu s imulované svedou souboj 
(záleží na implementaci fitness funkce. Tato metoda dokáže pracovat i s r ea l a t ivně u rč inou 
fitness funkcí) , a do další generace p o s t o u p í vždy v í t ězný jedinec. 

3.1.3 K ř í ž e n í 

D r u h ý cha rak te r i s t i cký o p e r á t o r pro G A je o p e r á t o r kř ížení (crossing-over), k t e r ý p ře s t a 
vuje p r i m á r n í o p e r á t o r pro evoluci populace. Je to proces, př i k t e r é m z g e n o m ů dvou j ed inců 
z populace vzniká další jedinec (jedinci) s rozd í lným genomem, dle už i té metody namixova
n ý m od obou rod ičů . Exis tu j í t a k é G A bez tohoto o p e r á t o r u , či s u r č i t o u p r a v d ě p o d o b n o s t í 
jeho provedení . P ro b i n á r n ě zakódované chromozomy se používaj í metody křížení , kdy jsou 
genomy rod ičů rozděleny obecně na N m í s t ech a genom potomka je vždy v každém mís t ě 
b r á n od j i ného rodiče . Podle p o č t u rozdělení rozl išujeme kř ížení ( znázo rněná na ob rázku 
3.2): 
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J e d n o b o d o v é - N = 1 

D v o u b o d o v é - N = 2 

V í c e b o d o v é - N > 2 

U n i f o r m n í - N = randomQ, každý bit potomka je vzat n á h o d n ě z jednoho nebo 
d r u h é h o rodiče . 

Zadné {X, X, X, X, X, X, X} {0,0,0,0,0,0,0} 
J e d n o b o d o v é {X,X,X,O,O,O,O} {O,O,O,X,X,X,X} 
D v o u b o d o v é {O,X,X,O,O,O,O} {X, O, O, X, X, X, X} 

Uniformní {X, O, X, X, O, O, X} {O, X, O, O, X, X, O} 

Obrázek 3.2: Druhy křížení 

3.1.4 M u t a c e 

Další cha rak te r i s t i cký o p e r á t o r je o p e r á t o r mutace. J e d n á se o o p e r á t o r s velmi malou prav
d ě p o d o b n o s t í v ý s k y t u (nejčastěj i pm G < 0.0005 — 0.01 >), ale s ve lkým v ý z n a m e m . P ř iná š í 
do populace nové bloky informací . P ř i velké p r a v d ě p o d o b n o s t i mutace začne bý t G A ne
s tabi ln í , př i m a l é či ž á d n é bude pomalu, a nebo zcela p ř e s t a n e , konvergovat. P ro b i n á r n ě 
zakódované chromozomy se nejčastěj i používá: 

• b ě ž n á mutace - je v y b r á n n á h o d n ý index bi tu , a ten je inver tován . 

• i n v e r z n í mutace - P o d o b n ě jako u j e d n o b o d o v é h o křížení je v y b r á n o mís to , a od 
tohoto m í s t a jsou všechny bi ty inver továny. Lze použ í t i v ícebodovou inverzní mutaci . 

Běžná mutace { 1 , 1 , 1 , 1 , 1 , 1 , 1 } { 0 , 0 , 0 , 1 , 0 , 0 , 0 } 
J e d n o b o d o v á inverzní mutace { 1 , 1 , 1 , 1 , 1 , 1 , 1 } =>• { 1 , 1 , 1 , 0 , 0 , 0 , 0 } 
D v o u b o d o v á inverzní mutace { 1 , 1 , 1 , 1 , 1 , 1 , 1 } =>• { 1 , 0 , 0 , 0 , 1 , 1 , 1 } 

Obrázek 3.3: Druhy m u t a c í 

3.1.5 U k o n č u j í c í p o d m í n k y 

Jako ukončující p o d m í n k u / y G A lze zvolit n ap ř ík l ad jednu z t ěch to možnos t í : 

• p o č e t g e n e r a c í - u d á m e poče t generací po jehož dosažení G A skončí , a za řešení 
p roh lá s íme nej lepšího jedince pos lední generace. 

• ú č e l o v á funkce n e j l e p š í h o jedince - pokud ohodnocen í nej lepšího jedince v jakékoli 
generaci p řekroč í danou hranici , algoritmus končí a řešen ím je tento jedinec. Z a j i s tých 
p o d m í n e k ovšem nemus í algoritmus skonči t . 
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• m i n i m á l n í z m ě n a ú č e l o v é funkce - algoritmus končí , když p r ů m ě r n á z m ě n a účelové 
funkce v populaci d o s á h n e u rč i t é hranice (používaj í se r ů z n é statist iky). 

• č a s o v é o m e z e n í - algoritmus končí po u p l y n u t í u r čeného času. 

3.2 Využití G A 

K r o m ě klasických p r o b l é m ů p o p s a n ý c h v předchozí kapitole, lze G A úspěšně využ í t j e š tě 
v dalš ích typech ú loh a použ í t r ů z n é modifikace. 

3.2.1 M u l t i m o d á l n í p r o b l é m y 

M n o h d y m á p r o b l é m jedno globální max imum a více různých lokálních. U klasické G A maj í 
jednotl ivci tendence u v á z n o u t v t ěch to lokálních maximech, a proto se používaj í modifikace 
G A pro zlepšení chování v t ěch to s i tuac ích . O b e c n ý m smyslem všech použ ívaných metod 
je u d r ž e t velkou diverzitu populace, aby se neshlukovala jen kolem jednoho maxima, k te ré 
může , ale t a k é nemus í bý t g lobá ln ím. 

Jedna z t akových metod je Sdílená fitnes s funkce, k t e r á je insp i rovaná omezenými zdroji 
v u r č i t é m p ros t ř ed í . P o k u d se tedy v jednom m í s t ě sejde více j ed inců , v š e m se sníží fitness 
funkce. To m á za nás ledek lepší rozložení j ed inců ve s t avovém prostoru. N icméně existuj í dva 
zásadn í problémy. Kvadra t i cká n á r o č n o s t v ý p o č t u , a p o t é nutnost př ib l ižné znalosti p o č t u 
lokálních e x t r é m ů k v h o d n é m u nas t aven í „zdro jů" v r á m c i sh luků . 

3.2.2 D y n a m i c k é p r o b l é m y 

Exis tu j í t aké op t ima l i začn í úlohy, k t e r é nejsou s ta t ické . M ů ž e se m ě n i t účelová funkce, cílové 
parametry, či omezující p o d m í n k y p ros t ř ed í . J e d n á se n a p ř í k l a d o v y p a d n u t í vý robn í l inky 
a dynamické p řep lánován í výroby, aby se zminimalizoval efekt její nefungující čás t i . P ro tyto 
p ř í p a d y se vě t š inou používaj í 3 p ř í s t u p y či jejich kombinace: 

1. G A běží s t a n d a r d n ě , ale jakmile je z a z n a m e n á n a z m ě n a p ros t ř ed í , jsou podniknuty 
kroky ke zvýšení diverzity populace. 

2. Nás i lné odda lován í konvergence, aby populace zůs táva la p o m ě r n ě h o d n ě d ivergentn í . 

3. P ř i d á n a paměť , kdy si b u ď jedinec či celý G A zachovává už i t ečné informace o minu
losti. Velice v h o d n é , pokud se p o d m í n k y měn í periodicky. 

Restart 

Nej jednodušš í řešení je znovu spustit celý G A , s p ř í p a d n ý m z a h r n u t í m několika j ed inců 
předchoz í populace (kdyby nové opt imum bylo pobl íž s t a r é h o ) . Použ ívá se h l avně př i změně 
kódování p r o b l é m u či chromozomu. 

Adaptace m u t a č n í h o o p e r á t o r u 

Vychází z myšlenky, že př i z m ě n ě p ros t ř ed í je t ř e b a p ř inés t více nových informací do po
pulace, t ud íž dočasně zvýši t p r a v d ě p o d o b n o s t m u t a č n í h o o p e r á t o r u . Sem s p a d á i metoda 
n á h o d n ý c h im ig ran tů , což lze považovat za velice silnou mutaci na čás t i populace. 
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P a m ě ť 

Použ i t í metody s p a m ě t í se velice osvědčuje v periodicky měníc ích se p ros t řed ích . P ř i použ i t í 
expl ic i tní p a m ě t i je za ložena jedna nebo více p a m ě t í pro p ř e d k y každého jedince. Po změně 
p ros t ř ed í jsou ohodnoceni i archivovaní jedinci , a pokud je n ě k t e r ý lepší než a k t u á l n í jedinec, 
n a h r a d í se j ím. Speciální p ř í p a d použ i t í p a m ě t i jsou stráže, což jsou p rav ide lně rozmís těn í 
jedinci ve s t a t o v é m prostoru, jejichž genotyp se n e m ě n í . V p ř í p a d ě objevení se opt ima blízko 
nich jsou pak schopni populaci rychle p ř i t á h n o u t . 

M u l t i p o p u l a č n í techniky 

T y t o techiky jsou založeny na několika v íceméně oddě lených popu lac ích . N a p ř í k l a d po obje
vení lokálního e x t r é m u je v n ě m z a n e c h á n a subpopulace, a zbytek dále p roh ledává s tavový 
prostor. P ř í p a d n ě o p a č n ý postup, kdy h lavní populace je s o u s t ř e d ě n a okolo dosavadn ího 
nej lepšího řešení , a subpopulace jsou rozmís t ěny v lokálních optimech. 

3.2.3 O m e z u j í c í p o d m í n k y 

Pokud př i kódování chromozomu není sp lněna p o d m í n k a legality z kapitoly 3.1.1 nebo jí 
nelze splnit, i tak lze použ í t G A . P ro tyto p ř í p a d y se používaj í nejčastěj i 3 metody: 

• P o k u t o v é funkce - pokud je řešení n e p ř í p u s t n é , je jeho fitness funkce " p o k u t o v á n a " , 
tj. sn ížena, a to t í m více, č ím více porušu je p o d m í n k y . 

• O p r a v n é procedury - př i n e p ř í p u s t n é m řešení je v y h l e d á n nejbližší p ř í p u s t n ý je
dinec, a dále je b u ď p ů v o d n í jedinec nahrazen t í m t o nejbl ižším p ř í p u s t n ý m , nebo je 
p o n e c h á n a od nejbližšího je p ř e v z a t a pouze hodnota jeho fitness funkce. 

• P r o b l é m o v ě s p e c i f i c k é z a k ó d o v á n í - z á m ě r e m je vyhnout se v šem n e p ř í p u s t n ý m 
j e d i n c ů m n á v r h e m zakódování p r o b l é m u a o p e r á t o r ů tak, aby v ž á d n é jejich kombi
naci nemohlo doj í t k n e p ř í p u s t n é m u řešení . Vyžaduje to ovšem znalost p r o b l é m u do 
hloubky a ne vždy je to možné . 
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Kapitola 4 

Predikce časových řad 

P ř e d p o v ě ď k u r z ů m ě n , teplot, či j i ných časově závislých ř a d je důlež i tý a použ ívaný způ
sob pro podporu rozhodován í . P ř e d p o v ě ď b u d o u c í h o členu či členů ř a d y n a z ý v á m e predikce. 
Nejedná se o p ř e snou p ředpověď, p ro tože nejsou vzaty v potaz všechny souvislosti, na kte
rých je ř a d a závislá. N icméně je m o ž n o s t z minu lých hodnot odhadnout b u d o u c í vývo j . C ím 
delší budoucnost, t í m nepřesnějš í odhad. Je tedy m o ž n o ř a d u b r á t jako s tochas t i cký proces 
a vy tvoř i t model (kvan t i t a t i vn í metoda), nebo vzí t v ú v a h u e x p e r t n í znalosti (kval i ta t ivní 
metoda). U kvan t i t a t i vn í ch metod vše záleží na p ř e d p o k l a d u , či spíše p r a v d ě p o d o b n o s t i , že 
model ř a d y z ů s t a n e s te jný i v budoucnosti, nebo a s p o ň v ý r a z n ě p o d o b n ý . U kva l i t a t ivn ích 
zase záleží na do tyčných expertech, tj na sub jek t ivn ích měř í tkách . K a p i t o l a je za ložena na 
informacích z [8] a [1]. 

4.1 Časová řada 

Časová ř a d a je chronologicky u s p o ř á d a n á posloupnost hodnot u rč i t ého s ta t i s t i ckého uka
zatele. Tento ukazatel mus í bý t v čase vymezen věcně a p ros to rově s h o d n ě . Matemat icky 
řečeno, časová ř a d a je posloupnost j edno t l i vých funkčních hodnot funkce, k t e r á závisí na 
čase, v u rč i tých bodech. M e z i t ě m i t o body je zpravidla s h o d n á vzdá lenos t . T y p i c k ý m př ípa 
dem by nap ř ík l ad by l kurz měny, teplota m í s t a či výška hladiny v u r č i t é m časovém obdob í . 

Časové ř a d y se daj í dělit dle několika hledisek, ze jména dle již zmíněné vzdá lenos t i 
hodnot. Pokud jsou vzdá lenos t i s te jné , ř a d a se nazývá ekvidistantní, j inak neekvidistantní. 
Další dělení je podle informací , k t e r é m á m e o sys t ému . Pokud z n á m e funkci, dle k t e r é je 
ř a d a generována , a m ů ž e m e kdykol i p řesně rekonstruovat ř a d u v jakémkol i obdob í , j e d n á se 
o ř a d u deterministickou. Pokud t aková funkce neexistuje nebo jí n e z n á m e , m u s í m e popisovat 
stochasticky. Exis tu j í další dělení a kategorizace ř ad , ty jsou však důlež i té až ve speciálních 
p ř ípadech . 

4.2 Analýza časových řad 

Klasická ana lýza časových ř ad spočívá v konstrukci modelu časové řady, k t e r ý j í generuje, 
a ná s l edně p ř e d p o v ě ď (predikci) dalš ích možných hodnot t é t o řady. Zák ladn í p ř í s t u p k tako
vé to ana lýze je dekompozice na č tyř i složky, k t e r é je pak j e d n o d u š š í analyzovat. T y t o složky 
jsou a znázo rněné na o b r á z k u 4.1: 

• T r e n d o v á s l o ž k a - D l o u h o d o b á tendence řady, ve smyslu „ ř a d a m á tendence m í r n ě 
stoupat". 

19 



• S e z ó n n í s l o ž k a - Cyklická složka s pravidelnou periodou, menš í než je délka řady. 

• C y k l i c k á s l o ž k a - D l o u h o d o b á cyklická složka s p roměn l ivou délkou periody. N ě k d y 
zahrnuta v trendu, když není tak lehce pozorova te lná . 

• R e z i d u á l n i s l o ž k a - Složka, k t e r á „zbyde" po dekompozici na t ř i předešlé , n ě k d y se 
j í též ř íká šumová složka. 

Obrázek 4.1: Trendová , sezónní , cyklická a rez iduá ln i složka časové ř a d y [1, str. 5] 

Pokud v ř a d ě chybí něk t e r é hodnoty, je vě t š inou t ř e b a tyto doplnit - další metody zpra
cování čas to dokáží pracovat jen s ú p l n ý m i ř a d a m i , k t e ré ma j í k o n s t a n t n í krok. D o p o č í t a t 
další hodnoty je též v t akových p ř í p a d e c h nutno u ř a d s n e k o n s t a t n í m krokem pro další 
zpracování . P ro t akové situace se používa j í metody, k t e r é chybějící hodnoty n a h r a d í nu
lami , p r ů m ě r e m , in te rpolac í atd. 

4.3 Kvalita predikce 

Podstatnou roli v predikci hraje určování mí ry chybovosti, ať už pro určení spolehlivosti 
p ředpověd i , či po rovnáván í úspěšnos t i r ůzných metod. Nejvě tš ím zdrojem chyby bývá, př i 
dob ře p rovedené ana lýze , rez iduá ln i složka řady, i když velká chyba m ů ž e bý t z p ů s o b e n a 
c h y b n ý m modelem os ta tn ích , nerez iduá ln ích , složek. C h y b a (e) obecně je definována jako 
rozdíl p ředpovězené (6) a sku t ečné (a) hodnoty (vzoreček 4.1), kterou vě t š inou v danou 
chvíli n e z n á m e . Proto je m o ž n é posuzovat kval i tu p ředpověd i až z p ě t n ě , či použ í t z n á m o u 
množ inu dat a p ř e d p o v í d a t už z n á m é hodnoty. 

e = | a - 6 | (4.1) 

Existuje více s ta t i s t i ckých metod určování chyby, a pro časové ř a d y se nejčastěj i používaj í 
metody p o p s a n é níže. Všechny jsou úspěšně použ i t e lné př i po rovnáván í metod predikce na 
s te jných datech, a konk ré tn í volba záleží na tom, j aké chyby se h ledaj í . Hledat lze menš í 
poče t větš ích chyb, nebo naopak velký p o č e t r e l a t ivně ma lých chyb. Pro po rovnáván í na 
různých datech je však t ř e b a použ í t re la t ivn í mí ru . 
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odmocnina ze s t ř e d n í č t v e r c o v é chyby (Root M e a n Squared Error) 

RMS 
t-* 

• s t ř e d n í č t v e r c o v á chyba (Mean Squared Error) 

11 2 
MSE = — (4.3) 

ť = i n 

• s o u č e t č t v e r c o v ý c h chyb (Sum of Squared Error) 

n 

SSE = Y,z2t (4-4) 
ť = i 

• s t ř e d n í a b s o l u t n í odchylka (Mean Absolute Deviation) 

M A D = E v ( 4 5 ) 

ť = i 

4.4 Predikce pomocí neuronových sítí 

Další m o ž n ý p ř í s t u p ke k v a n t i t a t i v n í predikci časových ř a d je použ i t í neu ronových sítí , k t e ré 
impl ic i tně provedou ana lýzu řady, a naleznou i sk ry t é ne l ineárn í závislost i . Toho se využívá 
pokud z ně jakého d ů v o d u nelze ř a d u analyzovat výše p o p s a n ý m z p ů s o b e m . Takovouto síť 
je m o ž n o navrhnout d v ě m a způsoby: 

• d e d u k c í - N a p o č á t k u je v y b r á n a s truktura modelu, a p o t é se chování sí tě p ř izpůso
buje časové ř a d ě ú p r a v o u koeficientů. 

• i n d u k c í - N a p o č á t k u m á m e zák ladn í s t avebn í jednotky, a s t ruktura s í tě se p o s t u p n ě 
vy tvá ř í na zák ladě učení tak, aby co nej lépe o d p o v í d a l a mode lované ř adě . 

Jako j e d n o d u c h ý p ř ík lad predikce p o m o c í neu ronových sítí p r a v d ě p o d o b n ě velice in tu i t i vně 
v y p a d á r e k u r e n t n í síť, k t e r á si „ p a m a t u j e " p ředchoz í vstupy. N icméně vzhledem k problé
m ů m s učen ím rekuren tn í ch sítí je j e š t ě j e d n o d u š š í použ i t í klasické d o p ř e d n ě v ícevrs tvé 
sí tě, k t e r á ovšem nebude mí t jeden vstup, ale tolik v s t u p ů , jak velké bude časové okno pro 
predikci. 

4.4.1 Č a s o v é okno 

V p ř í p a d ě použ i t í d o p ř e d n ě neuronové sí tě se data upravu j í z p ů s o b e m , k t e rý j i m u m o ž n í 
pracovat s predikcí časových ř ad . P ř i predikci je použ i t o plovoucí časové okno o velikosti 
N, k t e r é se posouvá po vzorcích. N a vstup s í tě je tedy d o d á n vektor obsahuj íc í A*" za sebou 
jdouc ích hodnot. Jako výsledek je pak b r á n a hodnota (či více hodnot) následující . Toto se 
děje b u ď za b ě h u , nebo se data p ř e d e m up rav í do p o ž a d o v a n é h o fo rmá tu . 

21 



íl : X i , X
2
, X

3
, X

4
, X

5
, X

6
, X 7 , Xg, Xg 

t
2
 : Xi,X

2
, X3, Xj, X

5
, XQ, X7, X$, Xg 

t
3
 : xi,x2,xJ^č^xE,xe,X7, Xg,Xg 

í
4
 : X\, X2, X

3
, Xj, X

5
, X

6
, X

7
, Xg, Xg 

t
5
 : Xl,X

2
,X3,XA, X

5
,XQ,X7, Xg, X g 

í
6
 : X i , X

2
, X

3
, X

4
, X

5
, X

6
, X

7
, X

8
, Xg 

Í7 : X j , X 2 , X 3 , X 4 , X
5
, X 6 , X 7 , X 8 , X g 

O b r á z e k 4.2: časové okno pro ř a d u o prvcích x\ - x 9 pro časy t\ - Í7 
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Kapitola 5 

Experimenty 

Cílem e x p e r i m e n t ů bylo navrhnout neuronovou síť, k t e r á bude typické finanční časové ř a d y 
(kurzy měn) predikovat s lepší p řesnos t í , či se predikci lépe a rychleji uč i t . Nejdř íve se 
navrhla s trukturu sí tě , velikost a časové okno pro predikci. P o t é jsou p o p s á n y experimenty 
s r ů z n ý m n a s t a v e n í m koeficientů inicial izované neuronové sí tě , p ro tože to, jak se př i n á h o d n é 
inicial izaci na s t av í j edno t l ivé váhy, m á p o d s t a t n ý v l iv na konvergenci učení neuonové sí tě . 

5.1 Experimentální data 

Jako expe r imen tá ln í data byly v y b r á n y různé ř a d y o délce 254, což by l poče t z á z n a m ů 
kurzu m ě n y za jeden rok na s t r á n k á c h C N B . V s imulacích je použ i t o vždy jen 200 ú d a j ů , 
zbylé jsou rezervovány pro vy tvá řen í časového okna 1 . D a t a lze rozděl i t do někol ika kategori í . 
V p r v n í kategorii je několik ř a d reá lných k u r z ů m ě n , pro k t e r é je cílem navrhnout op t imá ln í 
neuronovou síť pro predikci. V dalších dvou jsou vygenerované hodnoty několika z n á m ý c h 
funkcí a n á h o d n ý c h šumů , pro k t e r é bude nás l edně s rovnávána predikce sít í , n a u č e n ý c h na 
kurzech m ě n a opačně . To kvůl i s rovnání , zdaje síť opravdu navrhnuta, aby lépe predikovala 
kurzy oproti j i n ý m t y p ů m řad . Grafy použ i tých ř a d jsou v pří loze B . 

5.2 Velikost neuronové sítě 

V tomto experimentu se zkoumalo, j a k á velikost neuronové sí tě (poče t v s t u p n í c h a skry tých 
neu ronů ) by byla v h o d n á pro predikci ř ad . P r v n ě bylo t ř e b a získat a lespoň př ib l ižnou před
stavu o chování sys t ému, načež mohl bý t proveden podrobně j š í experiment. Provedeny byly 
tedy j edno t l ivé experimenty na č tyřech r ů z n ý c h vzorcích dat (kurz b r i t ské libry, n á h o d n ý 
šum, jedna perioda funkce sinus, dvě periody funkce sinus) s nás leduj íc ími parametry: 

• Neuronová síť: t ř í v r s t v ý perceptron 

• Data : kurz V e l k é B r i t á n i e , n á h o d n ý š u m , jedna perioda funkce sinus, d v ě 
periody funkce sinus 

• P o č e t t r énovac ích / t e s tovac ích vzorků: 150/50 

: A b y všechna řešení v experimentu s velikostí měla stejné podmínky, tj. stejný počet trénovacích dat. 
nejde udělat trénovací data ze všech 254 vzorků. Př i různé velikosti časového okna (vstupů) by se počet 
lišil. Proto bylo zvoleno 200 vzorků, za prvé je to přirozeně kulaté číslo, a za d ruhé nebude experimentováno 
s časovým oknem větším než 54. 
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Velikost populace: 30 

Poče t generací : 30 

P r a v d ě p o d o b n o s t mutace: 0.1 

P r a v d ě p o d o b n o s t kř ížení : 0.9 

Fenotyp: v s t u p n í neurony 1—25, sk ry t é neurony 1—30, rozestupy 0—1 

Selekce: R u l e t o v ý v ý b ě r 

Mutace: J e d n o b o d o v é i n v e r z n í k ř í ž e n í 

Akt ivačn í funkce sk ry t é vrstvy: H y p e r b o l i c k ý tangens 

Akt ivačn í funkce v ý s t u p n í vrstvy: L i n e á r n í 

P o č á t e č n í nas t aven í vah: N o r m á l n í r o z l o ž e n í 

M a x i m á l n í poče t t rénovacích epoch: 200 

M a x i m á l n í doba učení : 5 s 
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Obrázek 5.1: Výpis řešení v populaci od nej lepšího po nejhorší 

Výs ledky experimentu jsou zobrazeny na grafech 5.1, kde na ose X je p o ř a d í řešení 
v populaci , a r ů z n é barvy čar znázorňuj í parametry t ěch to řešení . Je v idě t , že na p ředn ích 
pozicích u kurzu l ibry se umís t i l a řešení p o m ě r n ě s m a l ý m p o č t e m v s t u p n í c h n e u r o n ů a po
m ě r n ě ve lkým p o č t e m skry tých . Naopak populace u n á h o d n é h o š u m u je př ib l ižně s te jná na 
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všech pozicích, což jen potvrzuje in tu i t ivn í závěr, že pro predikci n á h o d n é h o š u m u je v pod
s t a t ě jedno, jak velké je časové okno. U predikce funkce sinus jsou t a k é p a t r n á spíše řešení 
s m a l ý m p o č t e m v s t u p n í c h n e u r o n ů na p ředn ích pozicích populace, n i cméně už s ne tak 
ve lkým p o č t e m skry tých neu ronů . Parametr rozestupy nevykazuje ž á d n é vý razné chování , 
a proto bude z dalš ích e x p e r i m e n t ů vynechán . 

P ro h lavní fázi experimentu by l tedy v y p u š t ě n parametr rozestupy a něk t e r é parametry 
změněny. 

• Data : kurz V e l k é B r i t á n i e , kurz Š v ý c a r s k a , kurz Turecka 

• Velikost populace: 50 

• P o č e t generací : 50 

Turecko 

1 1 1 
vstupní r 

i l 

1 i i 

0 5 10 15 20 25 30 35 40 45 
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Obrázek 5.2: Výp i s řešení v populaci od nej lepšího po nejhorší pro experiment s kurzy 

Dle výp i su výs ledných popu lac í (obrázek 5.2) lze celkem s j is totou soudit, že úspěch 
měly sí tě s m a l ý m p o č t e m v s t u p n í c h n e u r o n ů (1-3). P o č e t n e u r o n ů ve sk ry t é v r s tvě už tak 
j e d n o z n a č n ý není , a z ře jmě záleží na konk ré tn í p o d o b ě pred ikované řady. D o b r á hodnota 
pro obecnou ř a d u kurzu m ě n y by se mohla pohybovat kolem 10-15 sk ry tých neu ronů . 

5.3 V l i v omezeného času na učení 

P ř i tomto experimentu by l zvýšen čas učení na dvo jnásobek , a o t e s továno na kurzu Velké 
Br i t án i e . O s t a t n í parametry zůs ta ly s te jné, jako u p ředchoz ího experimentu. 

• Data : kurz V e l k é B r i t á n i e 

• M a x i m á l n í doba učení : lOs 
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N a výs l edném grafu populace (obrázek 5.3) nen í už j a s n ě p a t r n ý úspěch řešení s m a l ý m 
p o č t e m v s t u p n í c h a ve lkým p o č t e m skry tých neu ronů , jako na předchozích . I když t a k o v ý 
jedinec zaujal p r v n í mí s to v populaci . N icméně trend zau j ímán í lepších pozic v populaci 
řešeními , se spíše m e n š í m p o č t e m v s t u p n í c h n e u r o n ů , je p a t r n ý s tá le . Proto v dalších expe
rimentech bude uvažováno mís to se 2 v s t u p n í m i neurony se 3, a poče t sk ry tých bude t aké 
upraven, a to na 10. 
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Obrázek 5.3: Výp i s řešení v populaci od nej lepšího po nejhorší pro experiment s o m e z e n ý m 
časem 

5.4 Váhové koeficienty 

V tomto experimentu byla p o u ž i t a velikost sí tě n a v r h n u t á v předchozích experimentech 
(3 v s t u p n í , 10 skry tých , 1 v ý s t u p n í neuron), u k t e r é byly vyví jeny váhy j edno t l ivých sy-
naps í , n a s t a v e n ý c h př i inicial izaci sí tě p řed z a č á t k e m učení . K a ž d é řešení v populaci bylo 
o tes továno na všech t ř ech kurzech tak, že u každého byla síť t r énována . Souhrn z m ě n ě n ý c h 
p a r a m e t r ů experimentu: 

• Data : kurz V e l k é B r i t á n i e , kurz Š v ý c a r s k a , kurz Turecka 

• Velikost populace: 50 

• P o č e t generací : 100 

• Fenotyp: pole hodnot (-1.0; 1.0) 

• Mutace: D v o u b o d o v á i n v e r z n í mutace 

• P o č á t e č n í nas t aven í vah: U n i f o r m n í r o z l o ž e n í 

• St ruktura sí tě: 3 /10/1 

• M a x i m á l n í poče t t rénovacích epoch: 5/10/20 

Po p r o b ě h n u t í experimentu bylo nej lepšími jedinci v populaci d o s á h n u t o chyby až 0.03. 
Jak ukazuje graf 5.4, poče t t rénovacích epoch neměl p o d s t a t n ý efekt na výsledky. P ro d a n é 
kurzy by se mělo jednat o nejlepší m o ž n á p o č á t e č n í na s t aven í koeficientů pro učení , a další 
snižování chyby už nelze docíl i t p o m o c í koeficientů. 
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Obrázek 5.4: C h y b a j edno t l ivých řešení v populaci pro evoluci vah 

Následující grafy (5.5) jsou výs ledkem tes tován í dosažených výs ledků v tomto experi
mentu. B y l o provedeno p a d e s á t učení sí tě s n a v r h n u t ý m i v á h a m i a p a d e s á t s n á h o d n ý m i 
koeficienty. N a levém grafu je tedy rozdíl p r ů m ě r ů t ěch to hodnot, ( n á h o d n á - n a v r h n u t á ) , 
na p r a v é m pak abso lu tn í chyba pro jeden p ř í p a d . Je j a s n ě v idě t , že n a v r h n u t á síť dosa
huje rychlejší konvergence k její m i n i m á l n í m o ž n é chybě (k te rá je d a n á velikostí s í tě ) . Sítě 
s n á h o d n ý m i vahami dosahovaly konvergence okolo č t v r t é epochy, s n á h o d n ý m i pozděj i . 

rozdíl chyb u rôznych kurzu v závislosti na trenovaci epose průměrná chyba u kurzu Bulharska v závislosti na trenovaci epose 

trenovaci epocha trenovaci epocha 

Obrázek 5.5: O tes tován í výkonu n a v r h n u t ý c h koeficientů na různých kurzech 
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Kapitola 6 

Implementace 

Pro experimenty by l použ i t jazyk C-\—h v p ros t ř ed í Microsoft V i s u a l Studio 2010 Ul t imate , 
d o s t u p n é m zdarma pro studenty F I T ke s tud i jn ím úče lům v r á m c i MSDN Academie Alliance 
[7]. H l a v n í m d ů v o d e m pro tuto volbu byly již existující knihovny pro genet ické algoritmy 
a neu ronové s í tě v tomto jazyce. G A l i b [12] pro genet ické algoritmy a F l o o d [6] pro neuronové 
sítě. 

N a dokumentaci by l použ i t I#Tf<X ( M i K T e X pro Windows s editorem TeXnicCenter) 
spolu s programem gnuplot pro tvorbu grafů a Inkscape pro tvorbu d i a g r a m ů a ob rázků . 
Také byla p o u ž i t a norma ci tací z [10]. 

6.1 Aplikace 

Vzhledem k expe r imen tá ln í povaze p ráce nebylo t ř e b a vy tvá ře t složitý model aplikace, proto 
se experimenty spouš t í p o m o c í di rekt ivy pro preprocesor, podle jejíž hodnoty se spus t í pa
t ř i čný experiment. D o d a t e č n é parametry experimentu se určuj í p ř í m o v kodu. P ro d r u h ý 
experiment už je d o s t u p n á s truktura s n a s t a v e n í m p a r a m e t r ů , p ro tože bylo t ř e b a je p řena -
stavovat a měn i t . 

s t r u c t weightsExperimentParams { 

i n t input; 

i n t hidden; 

i n t output; 

Flood::Vector<doub le> data; 

Flood : :Vector<double> d a t a l ; 

Flood : :Vector<double> data2; 

i n t popsize; 

i n t ngen; 

f l o a t pmut ; 

f l o a t pcross; 

}; 

6.2 Genetické algoritmy 

Pro genet ické algoritmy z knihovny G A l i b je typ ický tento p ř í s t u p k řešení: 

1. Vybrat a nastavit jak bude vypadat genom a zakódva t p rob lém. 

2. Specifikovat fitness funkci, k t e r á bude ze z a d a n é h o genomu vracet jeho ohodnocen í . 
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3. Vytvoř i t objekt genet ického algoritmu a nastavit parametry. 

4. Spustit evoluci a p o t é p ř í p a d n ě u l o ž i t / v y h o d n o t i t / v y p s a t výsledky. 

GABin2DecPhenotype map; 

GABin2DecGenome genome(map, SizeExperimentObj e ct i v e ) ; 

GASimpleGA ga(genome); 

g a . p o p u l a t i o n S i z e ( l O O ) ; 

ga.nGenerations(lOO) ; 

ga.pMutation(0.05); 

ga.pCrossover(0.9); 

ga.evolve () ; 

f l o a t SizeExperimentObj ective(GAGenome& g){ 

r e tu rn x; 

_} 

Fitness funkce pro každý experiment je v z á k l a d u p o d o b n á . Je v ní vo lána neu ronová 
síť s parametry z genomu, k t e r á v r á t í chybu. A čím menš í chyba je v r á c e n a neuronovou 
sítí , t í m větš í ohodnocen í m á d a n ý jedinec. Následuj ící p ř ík lad ilustruje funkci z p r v n í h o 
experimentu, kde je vo lána síť na zák ladě dvou a r g u m e n t ů z genomu (definice genomu nad 
funkcí): 

GABin2DecPhenotype map; 

map.add(6, 1, 25); 

map.add(7, 1, 30); 

f l o a t SizeExperimentObj ective(GAGenome& g){ 

GABin2DecGenome & genome = (GABin2DecGenome &)g; 

double b = simple_neuron ( i n t(genome.phenotype(0)),0 , i n t(genome.phenotype ( l ) ) ) ; 
f l o a t a = st at ic _ cast <f loat >(b) ; 
r e t u r n l / a ; 

} 

Pro d r u h ý experiment je použ i t j i ný typ genů (GARealGenome), k t e r ý obsahuje pole reál
ných čísel z intervalu < —1,1 >. Toto pole je pak ve funkci rozděleno na dvě matice s v á h a m i 
a dva vektory s prahy a pos l áno neuronové síti (zajišťuje funkce getWeightsFromVector ze 
souboru neuron.cpp). 

GAAlleleSet< f l o a t > a l l e l e s ( - 1.0,1.0); 

GARealGenome genome(X, a l l e l e s , WeightsExperimentObj e ct i v e ) ; 

6.3 Neuronové sítě 

O b e c n ý postup jak v kn ihovně F l o o d vy tvo ř i t a n a t r é n o v a t v ícevrs tvý perceptron je: 

1. Vytvoř i t d a t o v ý objekt a nač ís t do něj p a t ř i č n á data ( p ř í p a d n ě provést nad daty další 
ú p r a v y ) . 

2. Vytvoř i t objekt perceptronu s p o ž a d o v a n ý m p o č t e m v s t u p ů , v ý s t u p ů a sk ry tých neu
ronů (poče t v s t u p ů mus í souhlasit s p o č t e m v s t u p n í c h p r o m ě n n ý c h da tového objektu). 

3. Vytvoř i t cílové k r i t é r i u m (čeho m á síť d o s á h n o u t ) . 
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4. Vytvoř i t t rénovac í metodu a p ř í p a d n ě specifikovat d o d a t e č n é parametry pro t rénován í . 

5. Spustit t r é n i n k a p o t é dle p o t ř e b y vyhodnoti t výsledky. 

InputTargetDataSet i t d s ( 2 0 0 , X, 1); 

i t d s . s e t _ d a t a ( d a t a ) ; 

M u l t i l a y e r P e r ceptron mlp(X, Y, Z); 

NormalizedSquaredError nse(&mlp, & i t d s ) ; 

QuasiNewtonMethod qnm(&;nse); 

qnm.set _max imum_ epo chs _number(10); 

qnm.train(); 

U všech e x p e r i m e n t ů je pro t r énován í sí tě použ i t o 75% dat a zbylých 25% je použ i t pro 
tes tován í . Chyba , kterou funkce p o t é v rá t í , je chyba na t é t o tes tovací množ ině , na k te ré 
nebyla síť t r é n o v á n a (je j a sné , že pro data, na k t e rých byla t r énována , bude dosahovat 
dob rých výs l edků) . Proto je p o t ř e b a vy tvoř i t novou datovou množ inu , pouze z původn ích 
tes tovacích dat (itdsl), a na ní otestovat chybu (calculate_objective()). 

i t d s . s p l i t _ r a n d o m _ i n d i c e s ( 0 . 7 5 ,0 ,0.25) ; 

Matrix<double> t e s t = i t d s . g e t _ t e s t i n g _ d a t a ( ) ; 

i t d s l . s e t _ d a t a ( t e s t ) ; 

NormalizedSquaredError nse1 (fenetwork, & i t d s l ) ; 

r e t u r n n s e l . c a l c u l a t e _ o b j e c t i v e ( ) ; 

6.4 Úprava dat 

Datové struktury z knihovny Flood používaj í fo rmát dat takový, kde pro vstup na neurono
vou síť s N v s t u p n í m i neurony je p o t ř e b n ý vektor j edno t l i vých v s t u p ů o velikosti N, ovšem 
časové ř a d y jsou u s p o ř á d á n y jako j edno t l ivé ř á d k y b u ď v jednom sloupci, či ve dvou, pokud 
je p ř í t o m e n ú d a j o čase. V prác i byly použ i t y ř a d y s k o n s t a t n í m i časovými rozestupy jeden 
p racovn í den. Proto je vždy p ř e d n a č t e n í m dat do d a t o v ý c h struktur p o t ř e b a upravit for
m á t . Dle zvoleného časového okna ( p o č t u v s t u p ů neuronové sítě) je vždy v y t v o ř e n a matice, 
k t e r á m á poče t s loupců rovný N + 1, kde iV je velikost časového okna a 1 je následující 
hodnota (cílová hodnota predikce). Dá le je j e š t ě použ i t parametr rozestupy, k t e r ý určuje 
j a k á je mezera mezi vstupy. P ř i h o d n o t ě 0 je b r á n o N po sobě jdouc ích vzorků v časovém 
okně, p ř i h o d n o t ě 1 jsou vzorky b r á n y ob jeden. Toto zajišťuje funkce getSpecif icData 
v souboru neuron.cpp. 

to tl t2 t4 to t2 t4 t5 
t2 t3 t4 t5 tl t3 t5 t6 
t3 t4 t5 t6 t2 t4 t6 t7 
t4 t5 t6 t7 t3 t5 t7 t8 
t5 t6 t7 t8 14 t6 t8 t9 

O b r á z e k 6.1: Ukázka f o r m á t u v s t u p n í c h dat pro Af = 3 a rozestup= 0/1 
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V d a t o v é m objektu je navíc p o t ř e b a p ř e d p o u ž i t í m všechny sloupce přeškálovat a získat 
ú d a j e (minimum, maximum,. . . ) , k t e r é vyžadu je neu ronová síť. T y t o informace jsou pak t aké 
použ i t y pro z p ě t n ý p řevod dat a výs ledků z přešká lovaných na původn í . 

v a r i a b l e s . s t a t i s t i c s = i t d s . s c a l e _ v a r i a b l e s _ m e a n _ s t a n d a r d _ d e v i a t i o n ( ) ; 

m l p . s e t . v a r i a b l e s . s t a t i s t i c s ( v a r i a b l e s . s t a t i s t i c s ) ; 

6.5 Modifikace knihovny Flood 

N a několika mís t ech souboru MultilayerPerceptron. cpp z knihovny F l o o d bylo t ř e b a mo
difikovat zdro jový kód. T y t o změny se týkaly mís t p o d o b n ý c h , jak je u k á z á n o v p ř ík l adu 
dole. Zře jmě došlo v l ivem refaktorování k ó d u a u t o m a t i c k ý m i nás t ro j i k n e z á m ě r n é m u pře
k ry t í p r o m ě n n é i , k t e r á byla p ř e d á v á n a jako parametr funkci, a zároveň jako p r o m ě n n á 
cyklu f or. Pro to byla p r o m ě n n á cyklu z m ě n ě n a na j . F l o o d sice obsahuje v las tn í Uni t testy, 
n i cméně na s t aven í jejich p a r a m e t r ů tuto, z ře jmě chybu, neodhalilo. V d o b ě o d e v z d á n í p ráce 
byly na oficiálním webu s tá le chybné zdrojové kódy. 

i nt Mult i l a y e r P e r c e p t ron::get _h idden_layer_paramet ers.number(in t i ) { 
int hidden.parameters.number = 0; 

f o r ( i n t i — 0; i < h i d d e n _ l a y e r s _ s i z e [ i ] ; i++) { 

hidden parameters number += hidden l a y e r s [ i ] [ i ] . g e t parameters number () ; 

} 
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Kapitola 7 

Závěr 

B y l a provedena studie neu ronových sítí a evolučních a lgor i tmů, na je j ímž zák ladě se realizo
valy experimenty s predikcí časových řad , jako ukázka evolučního n á v r h u umělé neuronové 
sí tě . T ě m i t o experimenty byla navrhnuta síť, k t e r á je s chopná uči t se predikci obecných 
k u r z ů m ě n rychleji, než síť s n á h o d n ý m n a s t a v e n í m vah. J e d n á se ovšem o p r ů m ě r , př i jed
no t l ivém pokusu nen í j i s té , j aké váhy se vygeneruj í . Proto pro j edno t l i vý pokus je t é m ě ř vždy 
v ý h o d n é použ í t n a v r h n u t é váhy, k t e r é se zdaj í bý t použ i t e lné pro predikci k u r z ů obecně . 
Pokud by bylo použ i t o více sít í , m ů ž e se s t á t , že n á h o d n é váhy budou vygenerovány v h o d n ě 
pro d a n ý p ř í p a d . Z a d á n í bylo sp lněno ve všech bodech, jak teore t ická , tak p rak t i cká čás t . 

K e x p e r i m e n t ů m by l použ i t jazyk C + + s knihovnami GALib (evoluční algoritmy) a 
Flood (neuronové sítě) s p o m o c í Microsoft Visual Studio 2010. A n a l ý z a i zpracování 
dat a výs ledků p r o b í h a l a p o m o c í p r o g r a m ů jako GNUPLOT, PYTHON. P ro sazbu dokumentace 
poslouži l D T g X a pro kreslení d i a g r a m ů a o b r á z k ů INKSCAPE. 

7.1 Možnosti dalšího rozvoje 

P ř i p r a k t i c k é m použ i t í by s tá lo za zvážení na j í t pro evoluční n á v r h více r ů z n ý c h t y p ů kurzů , 
nebo se snaži t vybrat lepší, obecnějš í vzorky. N a p ř í k l a d na všechny d o s t u p n é kurzy použ í t 
metodu shlukování p o m o c í neuronové sí tě a učení bez uči te le (kapitola 2.5), a t í m naj í t 
p o t ř e b n é , typické vzorky. 

Další za j ímavé rozšíření by bylo spojit predikci k u r z ů s do lováním znalos t í z expe r tn í ch 
d a t a b á z í , či h l e d á n í m závislost í mezi kurzy j edno t l i vých s t á t ů . V tu chvíli by se predikovalo 
nejen z minu lých hodnot d a n é h o kurzu, ale z více ku rzů . P ř í p a d n ě j e š t ě zahrnout různé 
burzovn í ukazatele, indexy, či j iné hodnoty závislé na čase. 
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Příloha A 

Příklad X O R 

P ř í k l a d řešení p r o b l é m u X O R d o p ř e d n o u v ícevrs tvou sítí s uč íc ím algoritmem back-propagation 
[3, str. 39-40]. Topologie sí tě je z n á z o r n ě n a na o b r á z k u A . l . Č e r n ě v y b a r v e n é neurony jsou 
neurony simulující p r á h j edno t l i vých n e u r o n ů , a t ud íž je jejich hodnota (in) vždy 1. 

Obrázek A . l : Topologie sí tě pro p ř ík lad 

Inicializace 

• Nastav váhy (w,v) na n á h o d n á m a l á čísla. 

• Nastav m í r u učení rj n ap ř ík l ad na 0.001. 

• Vyber ak t ivační funkci, nap ř ík l ad tanhi). 

V y b r á n í vzoru 

V t é t o fázi je v y b r á n vzor na učení s í tě , pro X O R jsou zde 4 m o ž n é vzory: 

T (0,0) --)• 0 

T ( o , i ) - -)• 1 

T ( 1 , 0 ) - -)• 1 

T ( 1 , 1 ) - -)• 0 
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Propagace 

V t é t o fázi je aktivace n e u r o n ů p r o p a g o v á n a d o p ř e d u mezi vrstvami. P ro každou vrs tvu jsou 
n a p ř e d seč teny vstupy a p o t é provedena transformace ak t ivačn í funkcí. 

ÍTl\ = U>10 + tt>n£l + U>12£2 

i n 2 = tt>20 + U > 2 l £ l + W22X2 

01 = tanh(ini) 
02 = tanh(iri2) 

in3 = vio + v i i 01 + v1202 

03 = tanh(in3) 

U r č e n í chyby 

Nyní se spočí ta j í chyby j edno t l ivých n e u r o n ů , kde í je hodnota, k t e ré by se 03 mělo rovnat 
dle vzoru: 

h = ( í - o 3 ) / ' ( o 3 ) = ( í - o 3 ) ( l - o | ) 
8l = 83Vnf'(oi) = 83vn(l - o\) 
$2 = S

3
V12f'(02) = ô3v12(l - o?,) 

Z m ě n a vah 

Všechny váhy v síti se nakonec změní dle t ě h t o vzorečků. J i n ý m i slovy, up rav í se o trochu 
tak, aby lépe o d p o v í d a l a vzoru, k t e r ý je v tuto chvíli učen . Jak moc velký skok se provede 
záleží na h o d n o t ě rj. 

= T] * 63 * 1 

Avn 
= r\ * ô3 * 01 

Avu = 77 * 63 * 02 

Aww = 77 * 6\ * 1 

Awn = 77 * Ol * X\ 

Awi2 = 7] * Ôl * X2 

AW20 = 77 * 62 * 1 

Att>21 = 7/ * 82 * Xl 

Aíi) 2 2 = 7/ * 82 * X2 

O p a k o v á n í 

Toto se opakuje v ícekrá t (dle p o t ř e b y ) pro každý vzor v t rénovac í množ ině , dokud síť nedává 
uspokoj ivé výsledky. [3] [4] 
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Příloha B 

Grafy použitých řad 

kurz Velká Britanie 

0 50 100 150 200 250 

po raci i 

kurz Turecko 

10.5 I 1 1 1 1 i-

0 50 100 150 200 250 

po raci i 

sinus 

0 50 100 150 200 250 

po raci i 

kurz Švýcarsko 

17.5 I 1 1 1— 
0 50 100 150 

po raci i 

random 

0 50 100 

po raci i 

sinus / 2 

0 50 100 150 

po raci i 

O b r á z e k B . l : Grafy ř ad 
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