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7 Umělé proměnné v ekonometrických modelech 63
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Úvod

Tato diplomová práce je věnována užit́ı kategoriálńıch (kvalitativńıch) proměn-

ných v regresńı analýze, tedy znak̊u, u nichž nemůžeme zjistit měřitelné hodnoty,

ale určujeme pouze rovnost či r̊uznost. V regresńı analýze se ale často setkáváme

se situacemi, kdy do modelu vstupuj́ı takovéto proměnné a pro zkoumáńı mode-

lované situace mohou mı́t velký vliv. Kategoriálńı proměnné zavád́ıme do modelu

předevš́ım proto, aby se zabránilo neobjektivńımu hodnoceńı vlivu vysvětluj́ıćıch

proměnných na vysvětlovanou proměnnou v d̊usledku vynecháńı významné pro-

měnné. Snaž́ıme se vytvořit model s co nejmenš́ı možnou chybou a komplexněǰśım

výsledkem. Kategoriálńı proměnné budeme zavádět do regresńıch model̊u pomoćı

tzv. umělých proměnných, které maj́ı v regresńı analýze velké využit́ı. Setkáváme

se s nimi v Ekonometrii, časových řadách při popisu sezónnosti, v analýze roz-

ptylu a daľśıch oblastech.

Ćılem této diplomové práce je prozkoumat možnosti použit́ı lineárńıch statis-

tických model̊u v př́ıpadě, kdy mezi vysvětluj́ıćımi proměnnými vystupuj́ı kate-

goriálńı proměnné. Práce se zabývá podrobněǰśı analýzou umělých proměnných

při r̊uzných typech kódováńı a jejich vybranými aplikacemi. Použit́ı model̊u a r̊uz-

ných typ̊u kódováńı je demonstrováno na řešeńı konkrétńıch úloh. Všechny výpoč-

ty a grafy jsou spočteny a vykresleny pomoćı statistického softwaru R.

Prvńı část práce je věnována regresńım model̊um obecně a slouž́ı sṕı̌se pro při-

pomenut́ı některých základńıch vlastnost́ı regresńıho modelu a odhadu parametr̊u

metodou nejmenš́ıch čtverc̊u. Druhá část práce se již zabývá otázkou, jakým

zp̊usobem zavést kvalitativńı proměnnou do regresńıho modelu. Jej́ım hlavńım

ćılem je seznámit čtenáře s r̊uznými druhy kódováńı kategoriálńıho znaku. V této

kapitole je zpracováno 7 typ̊u kódováńı, ke každému typu kódováńı je odvozena

designová matice. Různé druhy kódováńı se od sebe lǐśı, mimo jiné interpreta-

cemi odhad̊u parametr̊u. Pro lepš́ı názornost jsou tyto interpretace odhad̊u de-

monstrovány na konkrétńım př́ıkladě. Třet́ı část práce popisuje metodu umělých

proměnných. Tato část je rozdělena do tř́ı hlavńıch odd́ıl̊u a to na zaváděńı jedné
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dichotomické (binárńı) umělé proměnné, jedné v́ıcekategoriálńı umělé proměnné

a nakonec kombinace těchto proměnných do modelu. V kapitolách je popsán po-

stup vytvořeńı jednoduchých regresńıch model̊u pomoćı zmı́něných typ̊u umělých

proměnných. Modely jsou následně znázorněny pomoćı regresńıch př́ımek na nichž

jsou demonstrovány interpretace odhad̊u parametr̊u regresńıho modelu. Posledńı

část práce je zaměřena na r̊uzné aplikace metody umělých proměnných. U vy-

braných aplikaćı je metoda předvedena na konkrétńıch datech.
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1 Lineárńı regresńı model

Než se dostaneme k vysvětleńı pojmu kategoriálńı proměnná a ukázkám,

jak s ńı pracovat, začneme osvěžeńım pojmu lineárńı regresńı model. Tato ka-

pitola má za úkol připomenout základńı vlastnosti lineárńıho regresńıho mo-

delu, společně s ćıly a vlastnostmi regresńı analýzy. Na tyto poznatky se budeme

v daľśıch kapitolách hojně odkazovat.

Lineárńı regresńı model budeme uvažovat ve tvaru

Y(n×1) = X(n×k)β(k×1) + e(n×1), (1)

kde Y(n×1) = (Y1, Y2, . . . , Yn)′ je náhodný vektor celkem n pozorováńı vysvětlované

(závislé) proměnné Y . Nenáhodný vektor β = (β1 . . . , βk)′ je vektor k neznámých

regresńıch parametr̊u, které vyjadřuj́ı vliv jednotlivých vysvětluj́ıćıch proměnných

na modelovanou veličinu a jejichž hodnoty hledáme. Vektor e = (e1, . . . , en)′ je

vektor náhodný chyb. Matice X(n×k) je tzv. designová matice, jej́ıž řádky od-

pov́ıdaj́ı jednotlivým měřeńım a sloupce tvoř́ı jednotlivé vysvětluj́ıćı proměnné

(znaky). Aby byl model jednoznačně definován, muśı mı́t matice X plnou sloup-

covou hodnost (v našem př́ıpadě, kdy k < n, bude rank(X) = k). Dále budeme

předpokládat:

• Středńı hodnota náhodného vektoru e je nulová. Ee = 0 .

• Rozptyl složek náhodného vektoru e je konstantńı: var(ei) = σ2, tzv. Ho-

moskedasticita.

• Kovariance složek náhodného vektoru e je nulová cov(ei, ej) = 0, pro i 6= j,

∀i, j = 1, . . . , n .

• Náhodný vektor e má normálńı rozděleńı

• Regresńı parametry mohou nabývat libovolných hodnot

Pokud plat́ı podmı́nky modelu, pak pro náhodnou proměnnou Y plat́ı:

• Středńı hodnota náhodného vektoru Y je rovna Xβ: EY = Xβ.
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• Rozptyl složek náhodného vektoru Y je konstantńı. var(Yi) = σ2

pro ∀ i = 1, . . . , n.

• Složky náhodného vektoru Y jsou nekorelované. cov(Yi, Yj) = 0

pro i 6= j, ∀i, j = 1, . . . , n .

• Náhodný vektor Y má normálńı rozděleńı o parametrech Xβ a σ2In.

Y ∼ N(Xβ, σ2In).

Odhady parametr̊u vektoru β se v drtivé většině př́ıpad̊u provád́ı metodou

nejmenš́ıch čtverc̊u, která dává nejlepš́ı odhady s nejmenš́ı chybou. Pro takto

nadefinovaný regresńı model je odhad MNČ tvaru

β̂ = (X′X)−1X′Y = CY, (2)

kde součin matic Ck×n = (X′X)−1X′ nazýváme matice kontrast̊u.

Z podmı́nek modelu a metody nejmenš́ıch čtverc̊u, pak plynou vlastnosti od-

had̊u parametr̊u β:

• Středńı hodnota odhadu β̂ parametru β je rovna parametru β. Eβ̂ = β,

• Variančńı matice odhadu β̂ parametru β je rovna hodnotě

varβ̂ = σ2(X′X)−1,

• Odhad β̂ má normálńı rozděleńı o parametrech β = (β1 . . . , βk)′

a σ2(X′X)−1. β̂ ∼ N(β, σ2(X′X)−1).

Připomeňme pár nejd̊uležitěǰśıch pojmů a vzorc̊u:

Vyrovnané hodnoty Ŷ náhodné proměnné Y se vypoč́ıtaj́ı pomoćı odhad̊u

β̂ parametru β vztahem Ŷ = Xβ̂. Rezidui lineárńıho regresńıho modelu ê

se mysĺı odhadnutá chyba e reziduálńıho modelu, která se vypočte jako rozd́ıl

p̊uvodńıch napozorovaných hodnot náhodné veličiny Y a vyrovnaných hodnot Ŷ,

ê = Y− Ŷ. Pro p̊uvodńı model napozorovaných náhodných veličin Y tedy plat́ı

vztah Y = Ŷ+ ê. Reziduálńı součet čtverc̊u RSČ se pak vypočte jako součin

vektor̊u rezidúı ê. RSČ= ê′ê. Reziduálńı součet udává modelem nevysvětlenou

10



část z p̊uvodńıho celkového součtu čtverc̊u S2
T = (Y − Ȳ)′(Y − Ȳ), kde

Ȳ = 1
n

∑n
i=1 Yi znač́ı aritmetický pr̊uměr náhodné veličiny Y. Reziduálńı součet

čtverc̊u se po dosazeńı za rezidua dá také vyjádřit vztahem:

RSČ = ê′ê = (Y− Ŷ)′(Y− Ŷ) = (Y−Xβ̂)′(Y−Xβ̂) = Y′Y− β̂
′
X′Y

Reziduálńı součet čtverc̊u se využ́ıvá k výpočtu jedné z nejd̊uležitěǰśıch charak-

teristik regresńıho modelu a to indexu determinace R2:

R2 = 1− RSČ

S2
T

. (3)

Index determinace udává jaký pod́ıl rozptylu v pozorováńı náhodné veličiny Y

se podařilo regreśı vysvětlit. Jinými slovy č́ım větš́ı je hodnota indexu determi-

nace R2, t́ım větš́ı byla úspěšnost regrese. Jelikož je R2 ∈< 0, 1 >, pak nejlepš́ı

hodnotu R2 = 1 dostaneme pro RSČ= 0. Směrodatná odchylka (chyba)

odhadu s(β̂j) regresńıch parametr̊u β̂i je mı́ra rozptýleńı pozorovaných hodnot

okolo regresńı př́ımky.

s(β̂j) =
√
σ̂2vjj, (4)

kde σ̂2 znač́ı nestranný odhad rozptylu náhodné složky σ̂2 = 1
n−kRSČ, vjj jsou

složky matice V = (X′X)−1.

Jedńım z hlavńıch ćıl̊u regresńı analýzy je ověřeńı závislosti vysvětlované

proměnné Y na vysvětluj́ıćı proměnné x. K ověřeńı této závosloti použ́ıváme

předevš́ım testováńı r̊uzných hypotéz, pomoćı kterých testujeme, zda jsou vysvě-

tluj́ıćı proměnné xi pro regresńı model významné či nikoli. Nejv́ıce využ́ıvané testy

jsou v tomto ohledu tzv. d́ılč́ı t-testy a F-test. Pod́ıvejme se proto na tyto testy

z bĺızka.

Dı́lč́ı t-testy jsou d́ılč́ı testy významnosti jednotlivých parametr̊u βi,

i = 1, . . . , k. Testujeme postupně nulovou hypotézu ve tvaru H0 : βi = 0 proti al-

ternativńı hypotéze HA : βi 6= 0. V př́ıpadě zavedeńı absolutńıho členu do modelu

pak testujeme také hypotézu tvaru: H0 : µ = 0 proti alternativě HA : µ 6= 0.

Testová statistika má Studentovo t-rozděleńı s n − p stupni volnosti, kde p = k
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pro model bez absolutńıho členu a p = k + 1 pro model s absolutńım členem.

Testová statistika d́ılč́ıho t-testu (t-statistika) je dána vztahem [5]:

Ti =
β̂i√
σ̂2vii

. (5)

Hodnota σ̂2 znač́ı nestranný odhad rozptylu náhodné složky, vii jsou složky ma-

tice V = (X ′X)−1. Hypotézy d́ılč́ıch t-test̊u se vyhodnot́ı na základě p-hodnoty.

P-hodnota představuje maximálńı možnou hladinu testu α, pro kterou hypotézu

H0 ještě nezamı́tneme. Pokud tedy hladina testu α bude větš́ı než vypočtená

p-hodnota, zamı́tneme H0. V opačném př́ıpadě nulovou hypotézu H0 nelze zamı́t-

nout. V práci je volena hladina testu α = 0, 05. Pokud se ukáže, že pro konkrétńı i

nelze zamı́tnout nulovou hypotézu H0, je třeba zvážit setrváńı př́ıslušné vysvětlu-

j́ıćı proměnné xi v modelu. Pokud by se totiž parametr u př́ıslušné proměnné

neodlǐsoval významně od nuly, pak taková proměnná do modelu nic nového

nepřináš́ı a je na zvážeńı takovou proměnnou do modelu již nezahrnovat.

F-testy, oproti d́ılč́ım t-test̊um testuj́ı nulovost parametr̊u β komplexně. Tes-

tujeme hypotézu H0 : µ, βi = 0 pro ∀i = 1, . . . , k oproti alternativě HA : µ 6= 0

nebo alespoň jedno βi 6= 0. Testová statistika má F-rozděleńı s k− l a n−k stupni

volnosti, kde n je celkový počet pozorováńı náhodné veličiny Y, k je počet para-

metr̊u β a l je počet parametr̊u v modelu za platnosti nulové hypotézy. Testová

statistika F-testu (F-statistika) je tvaru [5] :

F =
(n− k)[RSČ(RM)− RSČ(FM)]

(k − l)RSČ(FM)
∼ Fk−l,n−k,

Značkou RSČ znač́ıme tzv, reziduálńı součet čtverc̊u. Jako FM bereme cel-

kový model se všemi vysvětluj́ıćımi veličinami X. Podmodel (RM) tohoto modelu

je pro př́ıpad platnosti nulové hypotézy např́ıklad, kde β1 = β2 = · · · = βp = 0.

Jestliže uvažujeme model s absolutńım členem a nulová hypotéza předpokládá,

že βi = 0 pro ∀i = 1, . . . , k, pak l = 1. F-statistiku lze v tomto př́ıpadě vyjádřit

také vztahem:

F =
(n− k)

(k − 1)

R2

1−R2
∼ Fk−1,n−k. (6)
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Nulovou hypotézu budeme opět posuzovat na základě p-hodnoty, která se vy-

hodnocuje stejně jako v př́ıpadě d́ılč́ıch t-test̊u. Čili je-li p-hodnota menš́ı než

zvolená hladina významnosti testu α = 0, 05, pak zamı́tneme nulovou hypotézu

H0, v opačném př́ıpadě hypotézu H0 nelze zamı́tnout.
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2 Druhy kódováńı kategoriálńıch proměnných

Kategoriálńı (neboli kvalitativńı) proměnnou Z se rozumı́ proměnná, u kte-

ré nemůžeme zjistit měřitelné hodnoty. Jde např́ıklad o proměnné typu: pohlav́ı,

dosažené vzděláńı, ročńı obdob́ı, apod. V této kapitole si ukážeme r̊uzné druhy

kódováńı kategoriálńı proměnné. Ty se využ́ıvaj́ı předevš́ım pro jinou interpretaci

odhad̊u parametr̊u β nezávislé kategoriálńı proměnné Z. Na samotný výsledek

F-testu či indexu determinace, nemá zvolený druh kódováńı žádný vliv. Druhy

kódováńı budou představeny na jednoduchém regresńım modelu s jedinou kate-

goriálńı vysvětluj́ıćı proměnnou, která nabývá k úrovńı. Vzhledem k použit́ı ab-

solutńıho členu a zachováńı lineárńı nezávislosti sloupc̊u designové matice X je

třeba vynechat z modelu jednu úroveň kategoriálńı proměnné. Takovouto úroveň

nazýváme referenčńı. Po představeńı všech druh̊u kódováńı bude na konci ka-

pitoly uveden př́ıklad, který srovná odhady parametr̊u β a jejich interpretace

při užit́ı r̊uzného druhu kódováńı kategoriálńı proměnné. [2]

2.1 Indikátory dummy

Nejpouž́ıvaněǰśım typem kódováńı v praxi je kódováńı pomoćı tzv. dummy

indikátor̊u. S t́ımto typem kódováńı se čtenář jistě setkal v mnoha př́ıpadech, jen

pravděpodobně nevěděl, že se jedná právě o dummy kódováńı. Dummy indikátory

jsou založeny na intuitivńım principu přǐradit pozorovanému subjektu hodnotu

1, jestliže patř́ı do sledované úrovně, a 0 v př́ıpadě, kdy do dané úrovně nespadá.

Samozřejmě lze hodnoty 0 a 1 prohodit. Tedy v př́ıpadě kdy do dané úrovně

sledovaná veličina nenálež́ı, označit 1 a v př́ıpadě náležeńı 0. Je ale nutné mı́t

na zřeteli, že se touto změnou změńı i interpretace výsledk̊u. [2] [3]

Uvažujme jednoduchý model, kde nám náhodná veličina Y záviśı na jediné

kategoriálńı proměnné Z, nabývaj́ıćı dvou úrovńı. Např. na proměnná
”
pohlav́ı”,

nabývaj́ıćı úrovńı muž a žena. Spadá-li i-té pozorováńı do 1.úrovně (např. je-

li objektem pozorováńı muž) označ́ıme proměnnou zi = 1. V opačném př́ıpadě

označ́ıme proměnnou zi = 0 . V př́ıpadě, kdy uvažujeme model s absolutńım

členem zavád́ıme do modelu pouze kategoriálńı proměnnou pro jedno pohlav́ı
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a to z d̊uvodu zachováńı lineárńı nezávislosti sloupc̊u designové matice X. Výsledný

model obsahuj́ıćı absolutńı člen µ je poté tvaru:

Yi = µ+ β1zi + ei, i = 1, . . . , n.

Parametr β1 znač́ı parametr kategoriálńı proměnné pro zvolené pohlav́ı (v našem

př́ıpadě pro 1.úroveň muže). Parametr β2 kategoriálńı proměnné pro 2. úroveň

(úroveň žena) je z modelu vynechán, jak již bylo řečeno kv̊uli zachováńı lineárńı

nezávislosti sloupc̊u designové matice X. Ř́ıkáme, že úroveň ”žena”byla zvolena

jako referenčńı úroveň. Dosazeńım hodnot za zi bychom dostali pro každou úroveň

jiný model.

Yi = µ+ β1 + ei, i = 1, . . . , n1, pro pozorováńı z 1.úrovně
Yj = µ+ ej, j = 1, . . . , n2, pro pozorováńı z 2.úrovně

Zaṕı̌seme-li model maticově, designová matice, kdy bez újmy na obecnosti před-

pokládejme, že n1 prvńıch pozorováńı odpov́ıdá 1. úrovni, bude tvaru:

Xn×2 =



1 1
...

...
1 1
1 0
...

...
1 0



n1 pozorováńı 1. úrovněn2 pozorováńı 2. úrovně

Odhad parametr̊u µ, β1 vypočteme metodou nejmenš́ıch čtverc̊u.

(µ̂, β̂1)′ = (X′X)−1X′Y = CY.

Pod́ıváme se nejprve na tvar matice C, kterou nazýváme matićı kontrast̊u:

C = (X′X)−1X′ =

(
n n1

n1 n1

)−1

X′ =

( 1
n−n1

− 1
n−n1

− 1
n−n1

n
n1(n−n1)

)(
1 1 . . . 1 1 . . . 1
1 1 . . . 1 0 . . . 0

)
=

=

(
0 . . . 0 1

n−n1
. . . 1

n−n1
1
n1
. . . 1

n1
− 1

n−n1
. . . − 1

n−n1

)
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Jelikož plat́ı vztah n = n1 + n2 lze matici kontrast̊u C vyjádřit takto:

C =

(
0 . . . 0 1

n2
. . . 1

n2
1
n1
. . . 1

n1
− 1

n2
. . . − 1

n2

)
.

Po dosazeńı do vzorce odhadu parametr̊u (µ̂, β̂1)′ dostaneme

(µ̂, β̂1)′ = CY =

(
0 . . . 0 1

n2
. . . 1

n2
1
n1
. . . 1

n1
− 1

n2
. . . − 1

n2

) Y1
...
Yn

 =

( 1
n2

(Yn1+1 + · · ·+ Yn1+n2)
1
n1

(Y1 + · · ·+ Yn1)− 1
n2

(Yn1+1 + · · ·+ Yn1+n2)

)
=

(
Ȳ2�

Ȳ1� − Ȳ2�

)
,

kde Ȳ2� znač́ıme pr̊uměr přes všechna pozorováńı 2. úrovně a Ȳ1� znač́ıme pr̊uměr

přes všechna pozorováńı 1.úrovně.

Odhad parametru β1 při použit́ı dummy kódováńı kategoriálńı proměnné nám

udává rozd́ıl mezi pr̊uměrnou hodnotou pozorováńı dané úrovně (v našem př́ıpadě

muž) a pr̊uměrnou hodnotou pozorováńı referenčńı úrovně (v našem př́ıpadě

žena). Parametr µ udává pr̊uměrnou hodnotu pozorováńı referenčńı úrovně (v na-

šem př́ıpadě žena). Parametru β2 referenčńı úrovně je roven nule.

Nyńı si představ́ıme dummy kódováńı na složitěǰśım modelu, kde uvažujeme

k úrovńı kategoriálńı proměnné Z. Zaved’me označeńı 1ni
je sloupcový vektor

ni jedniček. Dále 0ni
necht’ je sloupcový vektor ni nul, kde ni, i = 1, . . . k

znač́ı počet pozorováńı i-té úrovně kategoriálńı vysvětluj́ıćı proměnné. Jelikož

opět uvažujeme model s absolutńım členem zvoĺıme jednu referenčńı úroveň, kte-

rou z modelu vynecháme z d̊uvodu zachováńı lineárńı nezávislosti sloupc̊u de-

signové matice X. Jako referenčńı úroveň voĺıme posledńı k-tou úroveň. Bez újmy

na obecnosti opět uvažujme uspořádaný výběr, tedy že ni pozorováńı všech

k úrovńı jde postupně za sebou. Tedy n1 prvńıch pozorováńı odpov́ıdá 1. úrovni,

n2 následuj́ıćıch pozorováńı odpov́ıdá 2. úrovni, apod. Designovou matici X pak
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můžeme zapsat ve tvaru:

Xn×k =



1n1 1n1 0n1 0n1 . . . 0n1

1n2 0n2 1n2 0n2 . . . 0n2

1n3 0n3 0n3 1n3 . . . 0n3

...
...

...
...

...
...

1nk−1
0nk−1

0nk−1
0nk−1

. . . 1nk−1

1nk
0nk

0nk
0nk

. . . 0nk


.

Hodnoty odhadnutých parametr̊u µ,β odhadneme opět pomoćı metody nej-

menš́ıch čtverc̊u (2). Nejprve vypočtěme matici kontrast̊u C = (X′X)−1X′:

Ck×n =


0′n1

0′n2
0′n3

0′n4
. . . 0′nk−1

1
nk

1′nk
1
n1

1′n1
0′n2

0′n3
0′n4

. . . 0′nk−1
− 1

nk
1′nk

0′n1

1
n2

1′n2
0′n3

0′n4
. . . 0′nk−1

− 1
nk

1′nk

...
...

...
...

...
...

...
0′n1

0′n2
0′n3

0′n4
. . . 1

nk−1
1′nk−1

− 1
nk

1′nk

 .

Dosad́ıme do vzorce (2) pro výpočet odhad̊u parametru β a dostaneme.


µ̂

β̂1

β̂2
...

β̂k−1

 =



Ȳk�
Ȳ1� − Ȳk�
Ȳ2� − Ȳk�
Ȳ3� − Ȳk�

...
Ȳk−1� − Ȳk�


.

Značeńım Ȳi� rozumı́me pr̊uměr přes všechna pozorováńı i-té úrovně kategoriálńı

vysvětluj́ıćı proměnné. Odhady parametr̊u kvalitativńı proměnné u dummy kódo-

váńı představuj́ı rozd́ıl pr̊uměrné hodnoty napozorovaných dat konkrétńı úrovně

s pr̊uměrnou hodnotou napozorovaných dat tzv. referenčńı úrovně. V našem

př́ıpadě byla jako referenčńı úroveň zvolena k-tá úroveň, to znamená, že s ńı po-

rovnáváme všechny ostatńı úrovně kategoriálńı proměnné. Parametr referenčńı

úrovně je roven nule.[2] [3]

2.2 Indikátory simple

Indikátory simple, stejně jako daľśı indikátory, které budou postupně předsta-

veny, se již nekóduj́ı tak intuitivně jako dummy indikátory. To je také jeden
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z hlavńıch d̊uvod̊u, proč jsou ostatńı typy kódováńı tak velmi málo využ́ıvané

a známé. [2] [3]

Uvažujeme regresńı model s kategoriálńı proměnnou Z o k úrovńıch

Yij = µ+β1z1j+β2z2j+· · ·+βk−1z(k−1)j+eij, pro ∀i = 1, . . . , k, j = 1, . . . , ni. (7)

Symbol Yij znač́ı j-té pozorováńı i-té úrovně pro j = 1, . . . , ni, i = 1, . . . , k.

Uvažujeme opět model s absolutńım členem, tedy bylo třeba zvolit jednu re-

ferenčńı úroveň, která byla z modelu vynechána z d̊uvodu zachováńı lineárńı

nezávislosti sloupc̊u designové matice X. Jako referenčńı úroveň byla zvolena

posledńı k-tá úroveň.

Kódováńı proměnné zij, i = 1, . . . , k − 1, j = 1, . . . , ni pomoćı indilátor̊u

simple provád́ıme následovně: Pokud j-té pozorováńı spadá do i-té úrovně pak

označme:

zij =

{
(1− 1

k
) pokud j-té pozorováńı patř́ı do i-té úrovně,

− 1
k

pokud j-té pozorováńı nepatř́ı do i-té úrovně.

Po dosazeńı hodnot zij do uvažovaného regresńıho modelu o k úrovńıch, dostáváme

k r̊uzných model̊u.

Y1j = µ+ β1(1− 1
k
)− 1

k
β2 − 1

k
β3 + . . .− 1

k
βk−1 + e1j, j = 1, . . . , n1,

Y2j = µ− 1
k
β1 + β2(1− 1

k
)− 1

k
β3 + . . .− 1

k
βk−1 + e2j, j = 1, . . . , n2,

...
Y(k−1)j = µ− 1

k
β1 − 1

k
β2 + . . .− 1

k
βk−2 + βk−1(1− 1

k
) + e(k−1)j, j = 1, . . . , nk−1,

Ykj = µ− 1
k
β1 − 1

k
β2 + . . .− 1

k
βk−2 − 1

k
βk−1 + ekj, j = 1, . . . , nk.

Po úpravě dostáváme zjednodušený tvar model̊u

Yij = µ+ βi − 1
k

k−1∑
l=1

βl + eij, pro j = 1, . . . , ni, i = 1, . . . , k − 1,

Ykj = µ− 1
k

k−1∑
l=1

βl + ekj, pro j = 1, . . . , nk.
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Designová matice pro idikátory simple:

Xn×k =



1n1 (1− 1
k
) 1n1 − 1

k
1n1 − 1

k
1n1 . . . − 1

k
1n1

1n2 − 1
k

1n2 (1− 1
k
) 1n2 − 1

k
1n2 . . . − 1

k
1n2

1n3 − 1
k

1n3 − 1
k

1n3 (1− 1
k
) 1n3 . . . − 1

k
1n3

...
...

...
...

...
...

1nk−1
− 1

k
1nk−1

− 1
k

1nk−1
− 1

k
1nk−1

. . . (1− 1
k
) 1nk−1

1nk
− 1

k
1nk

− 1
k

1nk
− 1

k
1nk

. . . − 1
k

1nk


.

Tvar matice kontrast̊u:

Ck×n =


1

kn1
1′n1

1
kn2

1′n2

1
kn3

1′n3

1
kn4

1′n4
. . . 1

knk−1
1′nk−1

1
knk

1′nk
1
n1

1′n1
0′n2

0′n3
0′n4

. . . 0′nk−1
− 1

nk
1′nk

0′n1

1
n2

1′n2
0′n3

0′n4
. . . 0′nk−1

− 1
nk

1′nk

...
...

...
...

...
...

...
0′n1

0′n2
0′n3

0′n4
. . . 1

nk−1
1′nk−1

− 1
nk

1′nk

 . (8)

Odhady parametr̊u µ, β = (β1, . . . , βk)′ odhadnuté metodou nejmenš́ıch čtverc̊u:

µ̂ = Ȳ��, β̂1 = Ȳ1� − Ȳk�, . . . , β̂k−1 = Ȳk−1� − Ȳk�.

Odhady parametr̊u β1, . . . , βk−1 z̊ustávaj́ı stejné jako v př́ıpadě dummy indikátor̊u

a udáváj́ı rozd́ıl pr̊uměrné hodnoty pozorováńı dané úrovně s pr̊uměrnou hodno-

tou pozorováńı referenčńı úrovně. Změńı se ovšem odhad absolutńıho členu µ,

který nyńı udává pr̊uměrnou hodnotu všech pozorováńı. Parametr βk referenčńı

úrovně je stejně jako v př́ıpadě dummy kódováńı roven nule. Při užit́ı kódováńı

simple známe sice celkovou pr̊uměrnou hodnotu pozorováńı a rozd́ıl pr̊uměrné

hodnoty referenčńı úrovně s pr̊uměrnými hodnotami ostatńıch úrovńı, ale samot-

nou pr̊uměrnou hodnotu referenčńı úrovně neznáme.

2.3 Indikátory effect

Indikátory effect se použ́ıvaj́ı v situaćıch, kdy je pro interpretaci parametr̊u

výhodné vliv jednotlivých úrovńı na hodnotu vysvětlované proměnné v součtu

kompenzovat, tzn. polož́ıme součet parametr̊u β1, . . . , βk roven nule. [2] [3]. Kódo-

váńı indikátor̊u effect je velmi podobné kódováńı indikátor̊u dummy s výjimkou

kódováńı referenčńı, v našem př́ıpadě k-té úrovně.
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Uvažujeme regresńı model s kategoriálńı proměnnou Z o k úrovńıch opět

ve tvaru (7). Kódováńı proměnné zij, i = 1, . . . , k − 1 pomoćı indikátor̊u effect

provád́ıme následovně:

zij =


1 pokud j-té pozorováńı patř́ı do i-té úrovně,
0 pokud j-té pozorováńı nepatř́ı do i-té úrovně,
−1 pokud j-té pozorováńı patř́ı do k-té úrovně.

Po dosazeńı hodnot proměnné zij při kódováńı effect dostaneme k r̊uzných mo-

del̊u. Opět se od ostatńıch výrazně lǐśı model pro pozorováńı spadaj́ıćı do refe-

renčńı k-té úrovně.

Y1j = µ+ β1 + e1j, j = 1, . . . , n1,
Y2j = µ+ β2 + e2j, j = 1, . . . , n2,
...
Y(k−1)j = µ+ βk−1 + e(k−1), j = 1, . . . , nk−1,
Ykj = µ− β1 − β2 − . . .− βk−1 + ekj, j = 1, . . . , nk.

Po úpravě dostáváme:

Yij = µ+ βi + eij, j = 1, . . . , ni i = 1, . . . , k − 1,

Ykj = µ−
k−1∑
l=1

βl + ekj, j = 1, . . . , nk.

Designová matice kategoriálńı proměnné při kódováńı effect:

Xn×k =



1n1 1n1 0n1 0n1 . . . 0n1

1n2 0n2 1n2 0n2 . . . 0n2

1n3 0n3 0n3 1n3 . . . 0n3

...
...

...
...

...
...

1nk−1
0nk−1

0nk−1
0nk−1

. . . 1nk−1

1nk
− 1nk

− 1nk
− 1nk

. . . − 1nk


.

Z metody nejmenš́ıch čtverc̊u, plyne tvar matice kontrast̊u

Ck×n =



1
kn1

1′n1

1
kn2

1′n2

1
kn3

1′n3
. . . 1

knk−1
1′nk−1

1
knk

1′nk

(1− 1
k
) 1
n1

1′n1
− 1

kn2
1′n2
− 1

kn3
1′n3

. . . − 1
knk−1

1′nk−1
− 1

knk
1′nk

− 1
kn1

1′n1
(1− 1

k
) 1
n2

1′n2
− 1

kn3
1′n3

. . . − 1
knk−1

1′nk−1
− 1

knk
1′nk

...
...

...
...

...
...

− 1
kn1

1′n1
− 1

kn2
1′n2
− 1

kn3
1′n3

. . . (1− 1
k
) 1
nk−1

1′nk−1
− 1

knk
1′nk

 .
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Odhady parametr̊u µ, β1, . . . , βk−1 odhadnuté metodou nejmenš́ıch čtverc̊u:

µ̂ = Ȳ��, β̂1 = Ȳ1� − Ȳ��, . . . , β̂k−1 = Ȳk−1� − Ȳ��.

Parametr pro každou úroveň pak představuje rozd́ıl pr̊uměrné hodnoty napo-

zorovaných dat konkrétńı úrovně s pr̊uměrnou hodnotou napozorovaných dat

pro všechny úrovně kategoriálńı proměnné, tzv. efekt i-té úrovně. Jelikož součet

parametr̊u
k∑

i=1

β̂i = 0 je roven nule, parametr pro k-tou úroveň lze snadno dopoč́ıtat.

β̂k = −
k−1∑
i=1

β̂i = (k − 1)Ȳ�� −
k−1∑
i=1

Ȳi� = (k − 1)Ȳ�� −
k−1∑
i=1

Ȳi� − Ȳk� + Ȳk� + Ȳ�� − Ȳ�� =

= kȲ�� −
k∑

i=1

Ȳi� + Ȳk� − Ȳ�� = k 1
k

k∑
i=1

Ȳi� −
k∑

i=1

Ȳi� + Ȳk� − Ȳ�� = Ȳk� − Ȳ��.

Z výpočtu vyplývá, že také odhad parametru βk představuje srovnáńı pr̊uměrné

hodnoty pozorováńı k-té úrovně vysvětlované proměnné s celkovou pr̊uměrnou

hodnotou pozorováńı, tedy s pr̊uměrnou hodnotou pozorováńı všech k úrovńı.

2.4 Helmertovy indikátory

Úkolem Helmertových indikátor̊u je srovnáńı pr̊uměrné hodnoty napozoro-

vaných dat konkrétńı úrovně s pr̊uměrnou hodnotou napozorovaných dat všech

následuj́ıćıch úrovńı. Proto má smysl poč́ıtat s těmito indikátory pouze v př́ıpadě,

kdy existuje nějaké logické uspořádáńı úrovńı kategoriálńı proměnné. Např́ıklad

seřazeńı kraj̊u dle počtu obyvatel, agregace kvantitativńı proměnné věk (11-20,

21-30, 31-40,...) apod. [2] [3]

Uvažujeme regresńı model s kategoriálńı proměnnou Z o k úrovńıch ve tvaru (7),

kde jako referenčńı úroveň byla zvolena posledńı k-tá úroveň.

Kódováńı Helmertových indikátor̊u provád́ıme následuj́ıćım zp̊usobem:

zij =


− 1

k−i+1

pokud j-té pozorováńı patř́ı do l-té úrovně,
kde i < l, l = 1, . . . , k − 1,

1− 1
k−i+1

pokud j-té pozorováńı patř́ı do i-té úrovně,

0
pokud j-té pozorováńı nepatř́ı do s-té úrovně,
kde s < i, s = 1, . . . , k − 1.

21



Dosazeńım hodnot zi do regresńıho modelu dostáváme k model̊u:

Y1j = µ+ β1(1− 1
k
) + e1j, j = 1, . . . , n1,

Y2j = µ+ β1(− 1
k
) + β2(1− 1

k−1
) + e2j, j = 1, . . . , n2,

...
Y(k−1)j = µ− 1

k
β1 − 1

k−1
β2 + · · ·+ βk−1(1− 1

2
) + e(k−1)j, j = 1, . . . , nk−1,

Ykj = µ− 1
k
β1 − 1

k−1
β2 + . . .− 1

2
βk−1 + ekj, j = 1, . . . , nk.

Po úpravách lze modely zapsat jako:

Yij = µ+ (1− 1
k−i+1

)βi −
∑
l<i

1
k+1−lβl + eij, j = 1, . . . , ni, i = 1, . . . , k − 1,

Ykj = µ−
k−1∑
l=1

1
k+1−lβl + ekj, j = 1, . . . , nk.

Designová matice Helmertových indikátor̊u

Xn×k =



1n1 (1− 1
k
) 1n1 0n1 0n1 . . . 0n1

1n2 − 1
k

1n2 (1− 1
k−1

) 1n2 0n2 . . . 0n2

1n3 − 1
k

1n3 − 1
k−1

1n3 (1− 1
k−2

) 1n3 . . . 0n3

...
...

...
...

...
...

1nk−1
− 1

k
1nk−1

− 1
k−1

1nk−1
− 1

k−2
1nk−1

. . . (1− 1
2
) 1nk−1

1nk
− 1

k
1nk

− 1
k−1

1nk
− 1

k−2
1nk

. . . −1
2

1nk


.

Matice kontrast̊u C

Ck×n =



1
kn1

1′n1

1
kn2

1′n2
. . . 1

knk−2
1′nk−2

1
knk−1

1′nk−1

1
knk

1′nk
1
n1

1′n1
− 1

(k−1)n2
1′n2

. . . − 1
(k−1)nk−2

1′nk−2
− 1

(k−1)nk−1
1′nk−1

− 1
(k−1)nk

1′nk

0′n1

1
n2

1′n2
. . . − 1

(k−2)nk−2
1′nk−2

− 1
(k−2)nk−1

1′nk−1
− 1

(k−2)nk
1′nk

...
...

...
...

...
...

0′n1
0′n2

. . . 1
nk−2

1′nk−2
− 1

2nk−1
1′nk−1

− 1
2nk

1′nk

0′n1
0′n2

. . . 0′nk−1

1
nk−1

1′nk−1
− 1

nk
1′nk


.

Odhady parametr̊u β vypočtené metodou nejmenš́ıch čtverc̊u

µ̂ = Ȳ��, β̂1 = Ȳ1�−
Ȳ2� + · · ·+ Ȳk�

k − 1
, β̂2 = Ȳ2�−

Ȳ3� + · · ·+ Ȳk�
k − 2

, . . . , β̂k−1 = Ȳk−1�−Ȳk�.

Odhad parametru βk je roven nule, nebot’ odhady paramatr̊u kategoriálńı proměn-

né kódované Helmertovými indikátory srovnává pr̊uměrné hodnoty napozoro-

vaných dat konkrétńı úrovně s pr̊uměrnou hodnotou napozorovaných dat všech
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následuj́ıćıch úrovńı. Jinými slovy pr̊uměr napozorovaných hodnot k-té úrovně

nemá žádné daľśı úrovně, které by za ńı následovali v nějakém logickém sledu,

proto odhad parametru βk polož́ıme rovno nule. Odhad absolutńıho členu udává

pr̊uměrnou hodnotu všech napozorovaných dat pro k úrovńı.

2.5 Inverzńı Helmertovy indikátory

Jak již název napov́ıdá, odhady kategoriálńı proměnné kódované pomoćı in-

verzńıch Helmertových indikátor̊u maj́ı opačný význam oproti odhad̊um kate-

goriálńı proměnné kódované pomoćı Helmertových indikátor̊u. Odhady v této

kapitole tedy představuj́ı rozd́ıl mezi pr̊uměrnou hodnotou napozorovaných dat

konkrétńı úrovně s pr̊uměrnou hodnotou napozorovaných dat všech úrovńı této

úrovni předcházej́ıćıch. Stejně jako u Helmertových indikátor̊u, má smysl poč́ıtat

odhady parametr̊u pomoćı inverzńıch Helmertových indikátor̊u pouze v př́ıpadě,

kdy existuje nějaké logické uspořádáńı úrovńı. Z podstaty významu inverzńıch

Helmertových indikátor̊u bude proto v této kapitole zvolena za referenčńı úroveň

1.úroveň a nikoli k-tá, jako tomu bylo u předchoźıch kapitol. [2] [3]

Uvažujeme regresńı model s kategoriálńı proměnnou Z o k úrovńıch ve tvaru

Yij = µ+ β2z2j + β3z3j + · · ·+ βkzkj + eij, i = 1, . . . , k, j = 1, . . . , ni.

Kódováńı proměnné zij, i = 2, . . . , k pomoćı inverzńıch Helmertových indikátor̊u:

zij =



−1
i

pokud j-té pozorováńı patř́ı do 1. úrovně,

0
pokud j-té pozorováńı patř́ı do l-té úrovně,
kde i < l, l = 2, . . . , k,

1− 1
i

pokud j-té pozorováńı patř́ı do i-té úrovně,

−1
i

pokud j-té pozorováńı patř́ı do s-té úrovně,
kde s < i, s = 2, . . . , k − 1.

Dosazeńım hodnot zij do regresńıho modelu dostáváme k model̊u:

Y1j = µ− 1
2
β2 − 1

3
β3 + . . .− 1

k
βk + e1j, j = 1, . . . , n1,

Y2j = µ+ (1− 1
2
)β2 − 1

3
β3 + . . .− 1

k
βk + e2j, j = 1, . . . , n2,

Y3j = µ+ (1− 1
3
)β3 − 1

4
β4 + . . .− 1

k
βk + e3j, j = 1, . . . , n3,

...
Y(k−1)j = µ+ (1− 1

k−1
)βk−1 − 1

k
βk + e(k−1)j, j = 1, . . . , nk−1,

Ykj = µ+ (1− 1
k
)βk + ekj, j = 1, . . . , nk.
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Modely lze také zapsat ve tvaru:

Y1j = µ−
k−1∑
i=1

1
1+i
βi + e1j, j = 1, . . . , n1,

Yij = µ+ βi−1 −
k∑
l=i

1
l
βl−1 + eij, i = 2, . . . , k, j = 1, . . . , ni.

Designová matice modelu:

Xn×k =



1n1 −1
2

1n1 −1
3

1n1 . . . − 1
k−1

1n1 − 1
k

1n1

1n2 (1− 1
2
) 1n2 −1

3
1n2 . . . − 1

k−1
1n2 − 1

k
1n2

1n3 0n3 (1− 1
3
) 1n3 . . . − 1

k−1
1n3 − 1

k
1n3

...
...

...
...

...
...

1nk−1
0nk−1

0nk−1
. . . (1− 1

k−1
) 1nk−1

− 1
k

1nk−1

1nk
0nk

0nk
. . . 0nk

(1− 1
k
) 1nk


.

Matice kontrast̊u C je pak tvaru:

Ck×n =



1
kn1

1n1

1
kn2

1n2

1
kn3

1n3 . . .
1

knk−1
1nk−1

1
knk

1nk

− 1
n1

1n1

1
n2

1n2 0n3 . . . 0nk−1
0nk

− 1
2n1

1n1 − 1
2n2

1n2

1
n3

1n3 . . . 0nk−1
0nk

...
...

...
...

...
...

− 1
(k−2)n1

1n1 − 1
(k−2)n2

1n2 − 1
(k−2)n3

1n3 . . . 1nk−1
0nk

− 1
(k−1)n1

1n1 − 1
(k−1)n2

1n2 − 1
(k−1)n3

1n3 . . . − 1
(k−1)nk−1

1nk−1
1nk


.

Odhady parametr̊u jsou tvaru:

µ̂ = Ȳ��, β̂2 = Ȳ2�−Ȳ1�, β̂3 = Ȳ3�−
Ȳ1� + Ȳ2�

2
, . . . , β̂k = Ȳk�−

Ȳ1� + · · ·+ Ȳ(k−1)�

k − 1
.

Odhad parametru β1 referenčńı úrovně je opět roven nule. Vyplývá to z pod-

staty odhad̊u parametr̊u inverzńıch Helmertových indikátor̊u. Ty porovnávaj́ı

pr̊uměrnou hodnotu napozorovaných dat dané úrovně s pr̊uměrnou hodnotou na-

pozorovaných dat všech předcházej́ıćıch úrovńı.

2.6 Indikátory Profile

Indikátory profile vyjadřuj́ı srovnáńı pr̊uměrných hodnot napozorovaných dat

v sousedńıch úrovńıch. Proto stejně jako u Helmertových a inverzńıch Helmer-

tových indikátor̊u maj́ı význam pouze v př́ıpadě, kdy existuje nějaké libovolné

uspořádáńı úrovńı kategoriálńı proměnné. [2] [3]
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Uvažujeme regresńı model s kategoriálńı proměnnou Z o k úrovńıch ve tvaru (7).

Jako referenčńı úroveň byla zvolena posledńı k-tá úroveň.

Kódováńı proměnné zij, i = 1, . . . , k − 1 pomoćı indikátor̊u Profile:

zij =


1− l

k

pokud j-té pozorováńı patř́ı do l-té úrovně,
kde i < l, l = 2, . . . , k − 1,

1− i
k

pokud j-té pozorováńı patř́ı do i-té úrovně,

− s
k

pokud j-té pozorováńı patř́ı do s-té úrovně,
kde s < i, s = 3, . . . , k.

Dosazeńım hodnot zi do regresńıho modelu dostáváme k model̊u:

Y1j = µ+ (1− 1
k
)β1 + (1− 2

k
)β2 + · · ·+ (1− k−1

k
)βk−1 + e1j, j = 1, . . . , n1,

Y2j = µ− 1
k
β1 + (1− 2

k
)β2 + · · ·+ (1− k−1

k
)βk−1 + e2j, j = 1, . . . , n2,

...
Y(k−1)j = µ− 1

k
β1 − 2

k
β2 + . . .− k−2

k
βk−2 + (1− k−1

k
)βk−1 + e(k−1)j, j = 1, . . . , nk−1,

Ykj = µ− 1
k
β1 − 2

k
β2 + . . .− k−2

k
βk−2 − k−1

k
βk−1 + ekj, j = 1, . . . , nk.

Po úpravě můžeme modely zapsat ve tvaru:

Yij = µ+
k−1∑
l=i

βl −
k−1∑
l=1

l
k
βl + eij, i = 1, . . . , k − 1, j = 1, . . . , ni,

Ykj = µ−
k−1∑
i=1

i
k
βi + ekj, j = 1, . . . , nk.

Designová matice pro indikátory profile je tvaru:

Xn×k =



1n1 (1− 1
k
) 1n1 (1− 2

k
) 1n1 . . . (1− k−2

k
) 1n1 (1− k−1

k
) 1n1

1n2 − 1
k

1n2 (1− 2
k
) 1n2 . . . (1− k−2

k
) 1n2 (1− k−1

k
) 1n2

1n3 − 1
k

1n3 − 2
k

1n3 . . . (1− k−2
k

) 1n3 (1− k−1
k

) 1n3

1n4 − 1
k

1n4 − 2
k

1n4 . . . (1− k−2
k

) 1n4 (1− k−1
k

) 1n4

...
...

...
...

...
...

1nk−2
− 1

k
1nk−2

− 2
k

1nk−2
. . . (1− k−2

k
) 1nk−2

(1− k−1
k

) 1nk−2

1nk−1
− 1

k
1nk−1

− 2
k

1nk−1
. . . −k−2

k
1nk−1

(1− k−1
k

) 1nk−1

1nk
− 1

k
1nk

− 2
k

1nk
. . . −k−2

k
1nk

−k−1
k

1nk


.

Matice kontrast̊u C je tvaru:

Ck×n =


1

kn1
1′n1

1
kn2

1′n2

1
kn3

1′n3
. . . 1

knk−1
1′nk−1

1
knk

1′nk
1
n1

1′n1
− 1

n2
1′n2

0′n3
. . . 0′nk−1

0′nk

0′n1

1
n2

1′n2
− 1

n3
1′n3

. . . 0′nk−1
0′nk

...
...

...
...

...
...

0′n1
0′n2

0′n3
. . . 1

nk−1
1′nk−1

− 1
nk

1′nk

 .
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Odhady parametr̊u indikátoru profile jsou tvaru:

µ̂ = Ȳ��, β̂1 = Ȳ1� − Ȳ2�, . . . , β̂k−1 = Ȳk−1� − Ȳk�.

Parametr βk referenčńı úrovně je opět roven nule, nebot’ neexistuje žádná daľśı

úroveň, se kterou by se porovnala.

2.7 Inverzńı indikátory Profile

Inverzńı indikátory profile také vyjadřuj́ı srovnáńı pr̊uměrných hodnot napo-

zorovaných dat v sousedńıch úrovńıch kvalitativńı proměnné. Tentokrát ale udávaj́ı

rozd́ıl pr̊uměrné hodnoty dané úrovně s pr̊uměrnou hodnotou úrovně předcházej́ıćı.

[3][2]

Uvažujeme regresńı model s kategoriálńı proměnnou Z o k úrovńıch ve tvaru (7).

Referenčńı úrovńı voĺıme opět k-tou úroveň. Kódováńı proměnné zij,

i = 1 , . . . , k − 1 pomoćı inverzńıch indikátor̊u Profile:

zij =


−(1− i

k
)

pokud j-té pozorováńı patř́ı do l-té úrovně,
kde i < l, l = 2, . . . , k − 1,

−(1− i
k
) pokud j-té pozorováńı patř́ı do i-té úrovně,

i
k

pokud j-té pozorováńı patř́ı do s-té úrovně,
kde s < i, s = 3, . . . , k.

Kódováńı pomoćı inverzńıch indikátor̊u profile je velmi podobné kódováńı

pomoćı indikátor̊u profile, lǐśı se pouze opačnými znaménky. Dosazeńım hodnot

zij do regresńıho modelu dostáváme k model̊u

Y1j = µ− β1(1− 1
k
)− β2(1− 2

k
)− . . .− βk−1(1− k−1

k
) + e1j, j = 1, . . . , n1,

Y2j = µ+ β1
1
k
− β2(1− 2

k
)− . . .− βk−1(1− k−1

k
) + e2j, j = 1, . . . , n2,

...
Y(k−1)j = µ+ β1

1
k

+ β2
2
k

+ · · ·+ βk−2
k−2
k
− βk−1(1− k−1

k
) + e(k−1)j, j = 1, . . . , nk−1,

Ykj = µ+ β1
1
k

+ β2
2
k

+ · · ·+ βk−2
k−2
k

+ βk−1
k−1
k

+ e(k)j, j = 1, . . . , nk.

Po aritmetických úpravách dostáváme k model̊u tvaru:

Yij = µ−
k−1∑
l=i

βl +
k−1∑
l=1

l
k
βl + eij, i = 1, . . . , k − 1, j = 1, . . . , ni,

Ykj = µ+
k−1∑
i=1

i
k
βi + ekj, j = 1, . . . , nk.
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Designová matice pro inverzńı indikátory profile.

Xn×k =



1n1 −(1− 1
k
) 1n1 −(1− 2

k
) 1n1 . . . −(1− k−2

k
) 1n1 −(1− k−1

k
) 1n1

1n2

1
k

1n2 −(1− 2
k
) 1n2 . . . −(1− k−2

k
) 1n2 −(1− k−1

k
) 1n2

1n3

1
k

1n3

2
k

1n3 . . . −(1− k−2
k

) 1n3 −(1− k−1
k

) 1n3

1n4

1
k

1n4

2
k

1n4 . . . −(1− k−2
k

) 1n4 −(1− k−1
k

) 1n4

...
...

...
...

...
...

1nk−2

1
k

1nk−2

2
k

1nk−2
. . . −(1− k−2

k
) 1nk−2

−(1− k−1
k

) 1nk−2

1nk−1

1
k

1nk−1

2
k

1nk−1
. . . k−2

k
1nk−1

−(1− k−1
k

) 1nk−1

1nk

1
k

1nk

2
k

1nk
. . . k−2

k
1nk

k−1
k

1nk


.

Matici kontrast̊u C zaṕı̌seme ve tvaru:

Ck×n =


1

kn1
1′n1

1
kn2

1′n2

1
kn3

1′n3
. . . 1

knk−1
1′nk−1

1
knk

1′nk

− 1
n1

1′n1

1
n2

1′n2
0′n3

. . . 0′nk−1
0′nk

0′n1
− 1

n2
1′n2

1
n3

1′n3
. . . 0′nk−1

0′nk

...
...

...
...

...
...

0′n1
0′n2

0′n3
. . . − 1

nk−1
1′nk−1

1
nk

1′nk

 .

Při bližš́ım prozkoumáńı matice kontrast̊u a designové matice indikátor̊u profile

s týmiž maticemi inverzńıch indikátor̊u profile, zjist́ıme, že se lǐśı pouze znaménky.

Tedy až na prvńı řádek u kontrastńı matice a prvńı sloupec u designové matice.

Ty z̊ustávaj́ı i nadále beze změny, jelikož zastupuj́ı absolutńı člen.

Odhady parametr̊u vypočtené metodou nejmenš́ıch čtverc̊u

µ̂ = Ȳ��, β̂1 = Ȳ2� − Ȳ1�, . . . , β̂k−1 = Ȳk� − Ȳk−1�.

Odhad parametru βk referenčńı úrovně je opět roven nule, nebot’ stejně jako

v př́ıpadě kódováńı pomoćı indikátor̊u profile již nezbyla žádná sousedńı dvojice

uspořádaných úrovńı, jejiž pr̊uměry by nebyly porovnány.

2.8 Srovnáńı druh̊u kódováńı na konkrétńıch datech

V předchoźıch kapitolách bylo představeno sedm typ̊u kódováńı kategoriálńı

proměnné (Dummy, Simple, Effect, Helmert, inverzńı Helmert, Profile a Inverzńı

profile) a vysvětleny r̊uzné interpretace odhad̊u parametr̊u kategoriálńı proměnné,
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kdy jsme si ukázali, že každý typ kódováńı je trochu jiný a dává nám jiné in-

terpretace odhad̊u parametr̊u kategoriálńı proměnné. Tato kapitola má za úkol

představit a vzájemně srovnat již zmı́něné druhy kódováńı na konkrétńıch datech.

Jako datový soubor byla vybrána data z ČSÚ, která jsou obsahem přiloženého

CD.

Budeme zkoumat počty cizinc̊u v kraj́ıch ČR v rozmeźı let 1996−2009. V ČR

máme 14 kraj̊u, tedy kategoriálńı proměnná modelu bude nabývat 14 úrovńı za-

stupuj́ıćı právě tyto kraje. Vzhledem k tomu, že pro kódováńı typu Helmert, In-

verzńı Helmert, Profile a Inverzńı profile muśı být hodnoty kategoriálńı proměnné

uspořádány, jsou v tabulce kraje seřazeny sestupně dle počtu obyvatel v daném

kraji. Výběr referenčńı úrovně (úrovně kategoriálńı proměnné, ke které chceme

vztahovat naše výsledky) provedeme dle typ̊u kódováńı následovně. Pro prvńı

tři typy kódováńı (Dummy, Simple, Effect) si můžeme zvolit libovolný z kraj̊u,

zvolme tedy Olomoucký kraj, který je nám nejbližš́ı. U ostatńıch druh̊u kódováńı

je však vhodné volit referenčńı úroveň tak, aby to bylo pro dané kódováńı nejvý-

hodněǰśı. Pro kódováńı typu Helmert, Profile a Inverzńı Profile zvoĺıme tedy

posledńı úroveň (v našem př́ıpadě Karlovarský kraj) a pro kódováńı pomoćı in-

verzńıch Helmertových indikátor̊u zvoĺıme 1. úroveň (v našem př́ıpadě Moravsko-

slezský kraj).
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Kraje Počet Odhady parametr̊u pro kódováńı
obyvatel Ȳi� DUM. SIMP. EFFECT HELM. I. HEL. PROF. I. PRO.

Absolutńı člen 7 460 19 680 19 680 19 680 19 680 19 680 19 680
Moravskoslezský 1 249 356 21 079 13 619 13 619 1 399 1 507 0 −64 072 64 072
Hlavńı město Praha 1 242 956 85 151 77 691 77 691 65 471 71 044 64 071 49 095 −49 095
Středočeský 1 239 673 36 055 28 596 28 596 16 376 23 944 −17 059 12 609 −12 609
Jihomoravský 1 150 009 23 447 15 987 15 987 3 767 12 469 −23 981 2 408 −2 408

Ústecký 836 128 21 039 13 580 13 580 1 360 11 179 −20 394 13 580 −13 580
Olomoucký 641 945 7 460 0 0 −12 220 −2 701 −29 895 −3 460 3 460
Jihočeský 637 015 10 919 3 460 3 460 −8 760 867 −21 453 3 684 −3 684
Zĺınský 591 303 7 236 −224 −224 −12 444 −3 286 −22 072 −6 778 6 778
Plzeňský kraj 571 199 14 013 6 553 6 553 −5 667 4 190 −12 535 3 130 −3 130
Královéhradecký 554 511 10 883 3 423 3 423 −8 797 1 325 −14 273 3 493 −3 493
Pardubický 515 868 7 390 −70 −70 −12 290 −2 891 −16 338 1 372 −1 372
Vysočina 515 326 6 018 −1 442 −1 442 −13 662 −6 395 −16 225 −5 323 5 323
Liberecký 438 238 11 341 3 881 3 881 −8 339 −2 143 −9 550 −2 143 2 143
Karlovarský 307 962 13 484 6 025 6 025 −6 195 0 −6 672 0 0

Tabulka 1: Srovnáńı typ̊u kódováńı kategoriálńı proměnné interpretované na datech udávaj́ıćı počet cizinc̊u v kraj́ıch ČR
v rozmeźı let 1996− 2009.
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Kraje Směrodatná odchylka (chyba) odhadu s(β̂j)
DUM. SIMP. EFFECT HELM. I. HEL. PROF. I. PRO.

Abs.čl. 2 693, 5 719, 9 719, 9 719, 9 719, 9 719, 9 719, 9
Mor.sl. 3 809, 2 3 809, 2 2 595, 6 2 795, 2 − 3 809, 2 3 809, 2
Praha 3 809, 2 3 809, 2 2 595, 6 2 803, 5 3 809, 2 3 809, 2 3 809, 2
Stř.čs. 3 809, 2 3 809, 2 2 595, 6 2 813, 3 3 298, 2 3 809, 2 3 809, 2
Jihom. 3 809, 2 3 809, 2 2 595, 6 2 825, 0 3 110, 2 3 809, 2 3 809, 2

Ústec. 3 809, 2 3 809, 2 2 595, 6 2 839, 2 3 011, 5 3 809, 2 3 809, 2
Olom. − − 2 595, 6 2 856, 9 2 950, 6 3 809, 2 3 809, 2
Jihočs 3 809, 2 3 809, 2 2 595, 6 2 879, 5 2 909, 4 3 809, 2 3 809, 2
Zĺın 3 809, 2 3 809, 2 2 595, 6 2 909, 4 2 879, 5 3 809, 2 3 809, 2
Plzeň 3 809, 2 3 809, 2 2 595, 6 2 950, 6 2 856, 9 3 809, 2 3 809, 2
Kr.hr. 3 809, 2 3 809, 2 2 595, 6 3 011, 5 2 839, 2 3 809, 2 3 809, 2
Pard. 3 809, 2 3 809, 2 2 595, 6 3 110, 2 2 825, 0 3 809, 2 3 809, 2
Vys. 3 809, 2 3 809, 2 2 595, 6 3 298, 9 2 813, 3 3 809, 2 3 809, 2
Lib. 3 809, 2 3 809, 2 2 595, 6 3 809, 2 2 803, 5 3 809, 2 3 809, 2
Karl. 3 809, 2 3 809, 2 2 595, 6 − 2 795, 2 − −

Tabulka 2: Srovnáńı směrodatných odchylek odhad̊u regresńıch parametr̊u při uži-
t́ı r̊uzných typ̊u kódováńı kategoriálńı proměnné interpretované na datech
udávaj́ıćı počet cizinc̊u v kraj́ıch ČR v rozmeźı let 1996− 2009.

Výpočet odhad̊u parametr̊u µ, β = (β1, . . . , β14)′, jejich směrodatných od-

chylek (4) a p-hodnot byl proveden pomoćı statistického programu R. Výsledné

odhady jsou uvedeny v tabulce 1, směrodatné chyby odhad̊u jsou pak uvedeny

v tabulce 2, p-hodnoty d́ılč́ıch t-test̊u jsou pak v tabulce 3. Pro práci s R je

d̊uležité si uvědomit, že při výpočtu odhad̊u parametr̊u se automaticky dodává

do zadaného modelu absolutńı člen a jako referenčńı úroveň vyb́ırá automaticky

posledńı k - tou úroveň. Pokud si tedy vybereme referenčńı úroveň, ke které

chceme vztahovat naše výsledky, muśıme upravit data, tak aby námi vybraná

referenčńı úroveň byla umı́stěna jako posledńı. Směrodatné odchylky (chyby) od-

had̊u regresńıch parametr̊u µ,β źıskáváme společně s výpočtem samotných od-

had̊u parametr̊u v R př́ıkazem summary(). Hodnoty směrodatné odchylky jsou

uloženy ve druhém sloupci s názvem Std. Error. Ještě než si poṕı̌seme inter-

pretace jednotlivých odhad̊u, pod́ıvejme se bĺıže na tabulku 2 popisuj́ıćı právě

směrodatné odchylky odhad̊u. Jak můžeme vidět, nejmenš́ı odchylkou (chybou)

s(β̂j) = 2 595, 6 disponuj́ı odhady regresńıch parametr̊u při užit́ı kódováńı effect.
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Kraje P-hodnoty d́ılč́ıch t-test̊u
DUM. SIMP. EFFECT HELM. I. HEL. PROF. I. PRO.

Abs.čl. 0, 0000 0, 0000 0, 0000 0, 0000 0, 0000 0, 0000 0, 0000
Mor.sl. 0, 0477 0, 0477 0, 5904 0, 5904 − 0, 0000 0, 0000
Praha 0, 0000 0, 0000 0, 0000 0, 0000 0, 0000 0, 0000 0, 0000
Stř.čs. 0, 0000 0, 0000 0, 0000 0, 0000 0, 0000 0, 0011 0, 0011
Jihom. 0, 0097 0, 0097 0, 1484 0, 0000 0, 0000 0, 5281 0, 5281

Ústec. 0, 0488 0, 0488 0, 6010 0, 0001 0, 0000 0, 0005 0, 0005
Olom. − − − 0, 3457 0, 0000 0, 3650 0, 3650
Jihočs 0, 1155 0, 1155 0, 0009 0, 7636 0, 0000 0, 3348 0, 3348
Zĺın 0, 5016 0, 5016 0, 0000 0, 2602 0, 0000 0, 0769 0, 0769
Plzeň 0, 1026 0, 1026 0, 0303 0, 1573 0, 0000 0, 4123 0, 4123
Kr.hr. 0, 8898 0, 8898 0, 0009 0, 6606 0, 0000 0, 3604 0, 3604
Pard. 0, 4956 0, 4956 0, 0000 0, 3539 0, 0000 0, 7190 0, 7190
Vys. 0, 1114 0, 1114 0, 0000 0, 0541 0, 0000 0, 1640 0, 1640
Lib. 0, 0515 0, 0515 0, 0016 0, 5744 0, 0008 0, 5744 0, 5744
Karl. 0, 5744 0, 5744 0, 0180 − 0, 0180 − −

Tabulka 3: Srovnáńı p-hodnot d́ılč́ıch t-test̊u odhad̊u regresńıch parametr̊u
při užit́ı r̊uzných typ̊u kódováńı kategoriálńı proměnné interpretované na datech
udávaj́ıćı počet cizinc̊u v kraj́ıch ČR v rozmeźı let 1996− 2009.

Naopak o dost h̊uře s(β̂j) = 3 809, 2 jsou na tom ty typy kódováńı, jejichž od-

hady parametr̊u β porovnávaj́ı pr̊uměry pouze dvou úrovńı. Jedná se o kódováńı

typu dummy, simple, profile a inverzńı profile. Co se týče odhadu absolutńıho

členu, jsou na tom s hodnotou s(µ̂) = 719, 9 mnohem lépe ty druhy kódováńı,

při jejichž užit́ı je odhad absolutńıho členu roven pr̊uměrné hodnotě napozoro-

vaných dat pro všechny úrovně (v našem př́ıpadě kraje). Tedy všechny druhy

kódováńı až na kódováńı typu dummy. Z výsledk̊u směrodatných odchylek od-

had̊u tedy vid́ıme, že nejpřesněǰśıch odhad̊u dosáhneme užit́ım kódováńı effect,

kdežto s dummy kódováńım si o dost pohorš́ıme.

Z výsledk̊u p-hodnot (viz tabulka 3) pro d́ılč́ı t-testy vid́ıme, které kraje

jsou pro model na hladině významnosti α = 0, 05 významné (p-hodnota< α).

Pod́ıvejme se nyńı bĺıže na jednotlivé odhady (viz tabulka 1), jejich interpretace

a p-hodnoty d́ılč́ıch t-test̊u (viz tabulka 3).

DUMMY: Vypočtené odhady parametr̊u µ, β kategoriálńı proměnné Z zastu-

puj́ıćı kraje v ČR, udávaj́ı rozd́ıl pr̊uměrného počtu cizinc̊u v jednotlivých kraj́ıch
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oproti Olomouckému kraji, který jsme si vybrali jako referenčńı úroveň. Odhad

absolutńıho členu µ udává pr̊uměrný počet cizinc̊u referenčńı úrovně. V pr̊uběhu

13-ti let se v Olomouckém kraji pr̊uměrně zdržuje 7 460 cizinc̊u. Z vypočtených

dat můžeme dále např́ıklad vyč́ıst, že ve dvou sousedńıch kraj́ıch Olomouckého

kraje se v pr̊uběhu let 1996 - 2009 zdržuje mnohem v́ıce cizinc̊u, než v samotném

Olomouckém kraji. A to o 13 619 cizinc̊u v́ıce v Moravskoslezském kraji a o 15 987

cizinc̊u v́ıce v Jihomoravském kraji.

Pro model s dummy kódováńım je významný pouze Moravskoslezský, Středo-

český a Jihomoravský kraj společně s krajem Hlavńı město Praha. To znamená,

že pr̊uměrný počet cizinc̊u v těchto kraj́ıch se výrazně lǐśı od pr̊uměrného počtu

cizinc̊u v Olomouckém kraji, který byl zvolen jako referenčńı. Pro Ústecký a Li-

berecký kraj jsme dostali p-hodnoty velmi bĺızké hladině významnosti α, je tedy

na zvážeńı jak se k významnosti těchto kraj̊u pro model zachovat. Při bližš́ım

prozkoumáńı odhad̊u předpokládejme, že Ústecký kraj je pro model významný,

kdežto Liberecký kraj pro model významný neńı, jelikož pr̊uměrný počet cizinc̊u

se od Olomouckého pr̊uměru př́ılǐs nelǐśı.

Jelikož jsme vyb́ırali jako referenčńı úroveň Olomoucký kraj, bylo třeba data

upravit a přesunout pozorováńı této úrovně na konec datového souboru.

Kraje_dat<-read.table("kraje.dat",header=TRUE,sep=";")

Ol_ref<-data.frame(t(Kraje_dat[1:5,]),t(Kraje_dat[7:14,]),t(Kraje[6,]))

Cizinci_ol=(c(as.matrix(Ol_ref)))

f_ol=c("Moravskoslezský","Praha","Středočeský","Jihomoravský","Ústecký",

"Jihočeský","Zlı́nský","Plzeňský","Královéhradecký","Pardubický","Vysočina",

"Liberecký","Karlovarský","Olomoucký")

Kraje_ol=gl(k,ni,k*ni,factor(f_ol))

#Ukázka nadefinovánı́ sloupců designové matice

Mor_d=as.integer(Kraje_ol==(f[1]))

Pha_d=as.integer(Kraje_ol==(f[2]))

Strc_d=as.integer(Kraje_ol==(f[3]))

...

Xdum=matrix(c(Mor_d,Pha_d,Strc_d,Jihm_d,Úst_d,Jizc_d,Zli_d,Plz_d,Krá_d,Par_d,

Vys_d,Lib_d,Kar_d,Olo_d),ncol=14)

32



SIMPLE: Vypočtené odhady parametr̊u β maj́ı stejný význam jako u dummy

proměnných. Zastupuj́ı rozd́ıl pr̊uměrného počtu cizinc̊u v jednotlivých kraj́ıch

oproti Olomouckému kraji, který jsme si vybrali jako referenčńı úroveň. Rozd́ıl je

pouze v interpretaci odhadu absolutńıho členu µ. Ten nyńı zastupuje pr̊uměrný

počet cizinc̊u v kraj́ıch v obdob́ı let 1996−2009. Pr̊uměrně se tedy v jednotlivých

kraj́ıch ČR vyskytuje kolem 19680 cizinc̊u.

Výsledky p-hodnot pro d́ılč́ı t-testy jsou pro model s kódováńım simple totožné

s p-hodnotami pro d́ılč́ı t-testy s kódováńım dummy. Čili od Olomouckého kraje

se pr̊uměrný počet cizinc̊u výrazně lǐśı pouze v Moravskoslezském, Středočeském,

Jihomoravském a Ústeckém kraji společně s krajem Hlavńı město Praha.

K nadefinováńı designové matice pro kódováńı pomoćı indikátor̊u Simple,

můžeme využ́ıt designovou matici pro dummy kódováńı:

Xsim=Xdum-1/k

EFFECT: Vypočtené odhady parametr̊u nyńı zastupuj́ı rozd́ıl pr̊uměrného

počtu cizinc̊u v jednotlivých kraj́ıch ČR oproti pr̊uměrnému počtu cizinc̊u v kraji.

Interpretace odhadu absolutńıho členu z̊ustává stejná jako u indikátor̊u sim-

ple, tzn. zastupuje pr̊uměrný počet cizinc̊u v kraj́ıch v obdob́ı 1996 − 2009.

Z vypočtených hodnot dále plyne, že pouze v pěti kraj́ıch je pr̊uměrně v́ıce

cizinc̊u, než je pr̊uměr počtu cizinc̊u v kraji ČR. A to v Praze, Středočeském

kraji, Ústeckém kraji, Jihomoravském kraji a Moravskoslezském kraji, kde ovšem

Ústecký, Jihomoravský ani Moravskoslezský kraj nejsou pro model významné.

V daľśıch kraj́ıch je již jejich výskyt menš́ı. Konkrétně v Olomouckém kraji je

přibližně o 12 220 cizinc̊u méně, než kolik je pr̊uměr počtu cizinc̊u v jednotlivých

kraj́ıch.

Z tabulky p-hodnot vid́ıme, že pro model s kódováńım effect jsou významné

všechny kraje až na Moravskoslezský, Jihomoravský a Ústecký kraj. To znamená,

že pr̊uměrný počet cizinc̊u v těchto třech kraj́ıch se výrazně nelǐśı od celkového

pr̊uměru cizinc̊u všech kraj̊u.

K nadefinováńı designové matice pro kódováńı pomoćı indikátor̊u Effect, opět

můžeme využ́ıt designovou matici pro dummy kódováńı:
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ef=c(rep(0,(k-1)*ni),rep(1,k)) #pomocný vektor

Xeff=Xdum-ef

HELMERT: Odhad absolutńıho členu opět jako u předešlých indikátor̊u (sim-

ple, effect) představuje pr̊uměrný počet cizinc̊u v kraji ČR během let 1996−2009.

Vypočtené odhady parametr̊u β1, . . . , βk−1 nyńı zastupuj́ı rozd́ıl pr̊uměrného poč-

tu cizinc̊u v konkrétńım kraji s pr̊uměrným počtem cizinc̊u v kraj́ıch s menš́ım

počtem obyvatel. Konkrétně v Praze je v pr̊uměru o 71 044 cizinc̊u v́ıce než je

pr̊uměr počtu cizinc̊u v kraj́ıch s menš́ım počtem obyvatel. Ve Středočeském kraji

je oproti tomu v pr̊uměru jen o 23 944 cizinc̊u v́ıce než je pr̊uměr počtu cizinc̊u

v kraj́ıch s menš́ım počtem obyvatel.

Při pohledu na tabulku p-hodnot d́ılč́ıch t-test̊u je ihned vidět, že pro model

s kódováńım Helmert jsou významné pouze Středočeský, Jihomoravský a Ústecký

kraj společně s krajem Hlavńı město Praha. Tedy pr̊uměrný počet cizinc̊u v těchto

čtyřech kraj́ıch se výrazně lǐśı od pr̊uměrného počtu cizinc̊u všech kraj̊u s nižš́ım

počtem obyvatel.

V př́ıpadě Helmertových indikátor̊u vyb́ıráme jako referenčńı úroveň posledńı

úroveň, tedy Karlovarský kraj, tud́ıž pracujeme s p̊uvodńımi neupravenými daty.

Ukázka nadefinováńı sloupc̊u designové matice:

Mor_h=as.integer(Kraje==(f[1]))-1/k

Pha_h=as.integer(Kraje==(f[2]))-c(rep(0,ni),rep(1/(k-1),(k-1)*ni))

Strc_h=as.integer(Kraje==(f[3]))-c(rep(0,2*ni),rep(1/(k-2),(k-2)*ni))

...

Lib_h=as.integer(Kraje==(f[13]))-c(rep(0,12*ni),rep(1/(k-12),(k-12)*ni))

Kar_h=as.integer(Kraje==(f[14]))-c(rep(0,13*ni),rep(1/(k-13),(k-13)*ni))

INVERZNÍ HELMERT: Odhad absolutńıho členu µ opět jako u předešlých

indikátor̊u (simple, effect, Helmert) zasupuje pr̊uměrný počet cizinc̊u v kraji ČR

za léta 1996 − 2009. Daľśı vypočtené odhady parametr̊u β2, . . . , βk nyńı zastu-

puj́ı rozd́ıl pr̊uměrného počtu cizinc̊u v kraji oproti pr̊uměrnému počtu cizinc̊u

v kraj́ıch s větš́ım počtem obyvatel. Konkrétně v Praze je o 64 071 cizinc̊u v́ıce

než je pr̊uměrně v kraj́ıch s větš́ım počtem obyvatel (tedy než je pr̊uměrně v Mo-

ravskoslezském kraji). Naproti tomu v Olomouckém kraji je až o 29 895 cizinc̊u
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méně než je pr̊uměrně v kraj́ıch s větš́ım počtem obyvatel (tedy v Moravsko-

slezském kraji). Překvapivě v Karlovarském kraji, který je krajem s nejmenš́ım

počtem obyvatel je v pr̊uměru jen o 6 672 cizinc̊u méně, než je pr̊uměr cizinc̊u

v kraj́ıch s větš́ım počtem obyvatel, tedy ve všech ostatńıch kraj́ıch ČR.

Co se týče významnosti proměnných, jsou pro model s kódováńım pomoćı In-

verzńıch Helmertových indikátor̊u významné všechny kraje. Tedy pr̊uměrný počet

cizinc̊u v kraji se výrazně lǐśı od pr̊uměrného počtu cizinc̊u v kraj́ıch s větš́ım

počtem obyvatel.

V př́ıpadě Inverzńıch Helmertových indikátor̊u vyb́ıráme jako referenčńı úroveň

prvńı úroveň, tedy Moravskoslezský kraj. Opět pracujeme s p̊uvodńımi daty, jen

do designové matice posuneme sloupec pro prvńı úroveň nakonec matice. Ukázka

nadefinováńı sloupc̊u designové matice:

Pha_ih=as.integer(Kraje==(f[2]))-c(rep(1/2,2*ni),rep(0,(k-2)*ni))

Strc_ih=as.integer(Kraje==(f[3]))-c(rep(1/3,3*ni),rep(0,(k-3)*ni))

...

Kar_ih=as.integer(Kraje==(f[14]))-c(rep(1/14,14*ni))

Mor_ih=as.integer(Kraje==(f[1]))-c(rep(1,ni),rep(0,(k-1)*ni))

PROFILE: Vypočtené odhady parametr̊u β1, . . . , βk−1 nyńı zastupuj́ı rozd́ıl

pr̊uměrného počtu cizinc̊u ve dvou sousedńıch kraj́ıch uspořádaných sestupně,

dle počtu obyvatel. V našem př́ıpadě porovnáváme rozd́ıl pr̊uměrné hodnoty

počtu cizinc̊u v kraji s větš́ım počtem obyvatel s pr̊uměrnou hodnotou počtu

cizinc̊u v kraji s následuj́ıćım menš́ım počtem obyvatel. Konkrétně v Morav-

skoslezském kraji, což je kraj s největš́ım počtem obyvatel, je o 64 072 cizinc̊u

méně než v Praze, což je kraj s druhým největš́ım počtem obyvatel. V po-

rovnáńı se Středočeským krajem, který je s počtem jako třet́ı v pořad́ı, je v Praze

v pr̊uměru už jen o 49 095 cizinc̊u v́ıce. Odhad absolutńıho členu stále jako

v předchoźıch př́ıpadech (simple, effect, Helmert) zastupuje pr̊uměrný počet ci-

zinc̊u v kraji během let 1996− 2009.

Z výsledk̊u p-hodnot vid́ıme, že při užit́ı profile kódováńı jsou pro model

významné pouze Moravskoslezský, Středočeský a Ústecký kraj společně s krajem

Hlavńı město Praha. Tedy pr̊uměrný počet cizinc̊u v těchto kraj́ıch se výrazně

lǐśı od pr̊uměrného počtu cizinc̊u v následuj́ıćım kraji s menš́ım počtem obyvatel.
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V př́ıpadě indikátor̊u Profile vyb́ıráme jako referenčńı úroveň posledńı úroveň,

tedy Moravskoslezský kraj. Můžeme tedy pracovat s p̊uvodńımi daty. Ukázka

nadefinováńı sloupc̊u designové matice:

Mor_p=c(rep(1-1/k,ni),rep(-1/k,(k-1)*ni))

Pha_p=c(rep(1-2/k,2*ni),rep(-2/k,(k-2)*ni))

...

Lib_p=c(rep(1-(13/k),13*k),rep(-(13/k),(k-13)*ni))

Kar_p=c(rep(1-(14/k),14*k),rep(-(14/k),(k-14)*ni))

INVERZNÍ PROFILE: Z výpočtu odhadu parametr̊u je zřejmé, že dostáváme

stejné hodnoty jako u výpočtu odhad̊u parametr̊u profile, pouze se lǐśı znaménkem.

Vypočtené odhady parametr̊u β1, . . . , βk−1 nyńı zastupuj́ı rozd́ıl pr̊uměrného počtu

cizinc̊u sousedńıho následuj́ıćıho kraje s daným krajem. Kraje jou uspořádány se-

stupně dle počtu obyvatel. V našem př́ıpadě tedy porovnáváme rozd́ıl pr̊uměrné

hodnoty počtu cizinc̊u v kraji s menš́ım počtem obyvatel s pr̊uměrnou hodnotou

počtu cizinc̊u v kraji s následuj́ıćım větš́ım počtem obyvatel. Interpretace od-

had̊u je tedy totožná s interpretaćı odhad̊u při užit́ı kódováńı Profile. Konkrétně

např́ıklad v Praze, což je kraj s druhým největš́ım počtem obyvatel je o 64 072

cizinc̊u v́ıce, než v Moravskoslezkém kraji, což je kraj s největš́ım počtem obyva-

tel. Odhad absolutńıho členu stále jako v předchoźıch př́ıpadech (simple, effect,

Helmert) zastupuje pr̊uměrný počet cizinc̊u v kraji během let 1996− 2009.

Výsledky p-hodnot d́ılč́ıch t-test̊u při užit́ı kódováńı Inverzńı profile, je na-

prosto totožné s p-hodnotami d́ılč́ıch t-test̊u při užit́ı kódováńı Profile. Lǐśı se

pouze interpretaćı. Tedy pr̊uměrný počet cizinc̊u v Moravskoslezském, Středočes-

kém, Ústeckém kraji a v Hlavńım městě Praha se výrazně lǐśı od pr̊uměrného

počtu cizinc̊u v předcházej́ıćım kraji s větš́ım počtem obyvatel.

Pro nadefinováńı designové matice inverzńıch indilátor̊u profile můžeme použ́ıt

již nadefinovanou designovou matici pro indikátory Profile.

XProfINV=-1*XProf

2.9 Vlastńı typ kódováńı kategoriálńı proměnné

V př́ıpadě potřeby specifické interpretace odhad̊u parametr̊u µ, β1, . . . , βk si

lze vytvořit vlastńı styl kódováńı kategoriálńı proměnné. Nav́ıc se znalost́ı kon-
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trastńıch matic předchoźıch typ̊u kódováńı je vytvořeńı vlastńıho kódovaćıho

schéma velice jednoduché. Použijeme data z př́ıkladu pro porovnáńı počtu cizinc̊u

v jednotlivých kraj́ıch. Vytvořme př́ıklad kódováńı, kde interpretace odhadu pa-

rametr̊u bude následuj́ıćı. Odhad absolutńıho členu µ bude udávat pr̊uměrný

počet cizinc̊u ve všech kraj́ıch. [3]

Odhady parametr̊u β1, β2, β3 budou udávat rozd́ıl počtu cizinc̊u v Moravsko-

slezkém kraji, Hlavńım městě Praha a ve Středočeském kraji oproti Olomouckému

kraji, který si zvoĺıme jako referenčńı úroveň. Daľśı parametry β4, β5, β6 budou

naopak udávat rozd́ıl v pr̊uměrném počtu cizinc̊u Jihomoravského, Ústeckého

a Olomouckého kraje s celorepublikovým pr̊uměrem počtu cizinc̊u v jednom

kraji. Parametry β7, β8 prozrad́ı rozd́ıl mezi pr̊uměry počt̊u cizinc̊u v Jihočeském

a Zĺınském kraji, a rozd́ıl mezi pr̊uměry počt̊u cizinc̊u ve Zĺınském a Plzeňském

kraji. Parametry β9, β10, β11 budou interpretovat rozd́ıly Plzeňského, Královéhra-

deckého a Pardubického kraje oproti pr̊uměru všech následuj́ıćıch kraj̊u, tedy

kraj̊u s menš́ım pr̊uměrným počtem cizinc̊u. A posledńı odhady parametr̊u β12, β13

urč́ı postupně rozd́ıly mezi pr̊uměrným počtem cizinc̊u v Libereckém a Karlo-

varském kraji oproti pr̊uměrnému počtu cizinc̊u ve všech kraj́ıch s větš́ım počtem

obyvatel. Odhad parametru β14 bude vzhledem k zachováńı lineárńı nezávislosti

sloupc̊u nulový.

Při vytvářeńı vlastńıho kódováńı kategoriálńı proměnné nejprve vytvoř́ıme

kontrastńı matici a z té následně pomoćı matematického softwaru vypočteme

designovou matici. Zvolené interpretace odhadu parametr̊u jsou v podstatě kom-

binaćı předchoźıch typ̊u indikátor̊u postupně (Dummy(simple), Effect, Profile,

Helmertovy indikátory a Inverzńı Helmertovy indikátory). Matice kontrast̊u bude

tedy kombinaćı odpov́ıdaj́ıch řádk̊u matic kontrast̊u předchoźıch typ̊u kódováńı.
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Výsledné odhady parametr̊u jsou uvedeny v následuj́ıćı tabulce:

Kraje Počet Parametry Odhady Vypočtené
obyvatel parametr̊u hodnoty

µ̂ Ȳ�� 19 680

Moravskoslezský kraj 1 249 356 β̂1 Ȳ1� − Ȳ6� 13 619

Hlavńı město Praha 1 242 956 β̂2 Ȳ2� − Ȳ6� 77 691

Středočeský kraj 1 239 673 β̂3 Ȳ3� − Ȳ6� 28 595

Jihomoravský kraj 1 150 009 β̂4 Ȳ4� − Ȳ�� 3 767

Ústecký kraj 836 128 β̂5 Ȳ5� − Ȳ�� 1 359

Olomoucký kraj 641 945 β̂6 Ȳ6� − Ȳ�� −12 220

Jihočeský kraj 637 015 β̂7 Ȳ7� − Ȳ8� 3 683

Zĺınský kraj 591 303 β̂8 Ȳ8� − Ȳ9� −6 778

Plzeňský kraj 571 199 β̂9 Ȳ9� − Ȳ10�+···+Ȳ14�
5

3 130

Královéhradecký kraj 554 511 β̂10 Ȳ10� − Ȳ11�+···+Ȳ14�
4

1 325

Pardubický kraj 515 868 β̂11 Ȳ11� − Ȳ12�+···+Ȳ14�
3

−2 891

Kraj Vysočina 515 326 β̂12 Ȳ13� − Ȳ1�+···+Ȳ12�
12

−6 395

Liberecký kraj 438 238 β̂13 Ȳ14� − Ȳ1�+···+Ȳ13�
13

−2 143

Karlovarský kraj 307 962 β̂14 0

Tabulka 4: Odhady parametr̊u při užit́ı vlast́ıho kódováńı kategoriálńı proměnné,
interpretované na datech udávaj́ıćı počet cizinc̊u v jednotlivých kraj́ıch ČR v roz-
meźı let 1996− 2009
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3 Metoda umělých proměnných v regresńı ana-

lýze

Metoda umělých proměnných umožňuje zahrnout do regresńıho modelu i vliv

kategoriálńıch (kvalitativńıch) znak̊u. Kvalitativńı znaky přirozeným zp̊usobem

rozděluj́ı data podle zvolené úrovně do dvou a v́ıce soubor̊u podle počtu úrovńı.

Nab́ıźı se tyto soubory řešit samostatně, č́ımž ale docháźı k velké ztrátě infor-

maćı. Metoda umělých proměnných nám umožňuje spojit tyto soubory do jed-

noho modelu. Umělé proměnné představuj́ı vhodně zvolené náhradńı vysvětluj́ıćı

proměnné diskrétńıho typu, ve většině př́ıpad̊u se jedná o binárńı proměnné

(dummy kódováńı). S metodou umělých proměnných se můžeme setkat např́ıklad

v ekonometrii, časových řadách, při porovnáváńı shodnosti model̊u, v analýze roz-

ptylu, a spousty daľśıch. Připomeňme, že v následuj́ıćı kapitole budeme využ́ıvat

výhradně dummy kódováńı (viz kapitola 2.1).

3.1 Dichotomické (binárńı) umělé proměnné v modelu re-

gresńıch př́ımek

Nejprve si metodu umělých proměnných představme na nejjednoduš́ım př́ıpa-

dě. Do regresńıho modelu budeme zavádět jedinou kvalitativńı proměnnou, která

nabývá pouze dvou úrovńı. Kvalitativńı proměnnou pak do modelu zavád́ıme po-

moćı umělé proměnné, která nabývá hodnot 0 a 1. Takovouto umělou proměnnou

nazýváme proměnnou dichotomickou neboli binárńı.

Uvažujme nejprve model s jednou kvantitativńı vysvětluj́ıćı proměnnou, do kte-

rého budeme nav́ıc zavádět jednou kategoriálńı (kvalitativńı) vysvětluj́ıćı proměn-

nou. Pro lepš́ı porozuměńı si daľśı postup předved’me na ilustrativńım př́ıkladě.

Uvažujme hypotetický př́ıklad zkoumáńı vztahu mezi pr̊uměrnou mzdou (veličina

Y ) a délkou praxe v oboru uvedenou v letech (veličina x). K dispozici máme i in-

formace o pohlav́ı, o kterém lze předpokládat, že může mı́t také vliv na pr̊uměrnou

mzdu. Z tohoto d̊uvodu zavedeme do modelu umělou proměnnou zi nabývaj́ıćı

hodnot:
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zi =

{
0 je-li předmětem i-tého pozorováńı žena,
1 je-li předmětem i-tého pozorováńı muž.

(9)

Jelikož uvažujeme regresńı model s absolutńım členem µ, pak (jak v́ıme z předcho-

źıch kapitol) je třeba zvolit referenčńı úroveň (viz kapitola 2). V našem př́ıpadě

je referenčńı úrovńı zvolena úroveň
”
žena“. Zkoumáme tedy model:

Yi = µ+ β1xi + β2zi + ei, pro i = 1, . . . , n. (10)

Dosazeńım hodnot za umělou proměnnou můžeme zkoumat dva separované mo-

dely

Yi = µ+ β1xi + ei, model pro vyhodnoceńı údaj̊u žen,
Yi = (µ+ β2) + β1xi + ei, model pro vyhodnoceńı údaj̊u muž̊u.

(11)

Obrázek 1: Modely regresńıch př́ımek s binárńı umělou proměnnou označuj́ıćı
pohlav́ı při změně referenčńı úrovně.

Znázorněme si nastalou situaci pomoćı regresńıch př́ımek. Jak je vidět na ob-

rázku 1 vlevo, modely popisuj́ı dvě regresńı př́ımky, které jsou rovnoběžné. Je to

dáno t́ım, že se oba modely (11) lǐśı pouze v hodnotě tzv. úrovňové konstanty

(resp. absolutńıho členu). Parametr µ udává pr̊uměrnou mzdu žen v př́ıpadě, kdy
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je délka praxe nebo parametr β1 roven 0. Směrnice př́ımek (tedy parametr β1) je

pro oba modely stejná. Parametr β1 uvád́ı o kolik se lǐśı pr̊uměrná mzda při změně

délky praxe o jednotku. Také rozptyl náhodné chyby je pro obě př́ımky stejný.

Parametr β2 je měř́ıtkem určuj́ıćım rozd́ıl v pr̊uměrné mzdě mezi muži a ženami

při stejné délce praxe. Vertikálńı vzdálenost mezi paralelńımi regresńımi př́ımkami

vyjadřuje vliv pohlav́ı na pr̊uměrnou mzdu. V modelu pro muže je absolutńı

člen ovlivněn parametrem indikuj́ıćım mužské pohlav́ı pozorované vysvětluj́ıćı

proměnné.

Pro zkoumáńı vlivu vysvětluj́ıćıch proměnných na proměnnou vysvětlovanou

pomoćı separovaných regresńı model̊u rozdělených dle úrovńı kvalitativńıho znaku

však neńı př́ılǐs vhodný. Ač se tento př́ıstup zdá být rozumný, má svá omezeńı:

Konstrukce regrese pro odhady a testováńı vlivu pohlav́ı na pr̊uměrnou mzdu

je velmi obt́ıžná. Proto je preferován právě model s umělými proměnnými (10),

jelikož nab́ıźı jediný komplexńı výsledek. Pokud tedy předpokládáme paralelńı

regresi pro ženy a muže, je efektivněǰśı provádět odhady směrnice (parametru

β1), který je pro oba modely totožný, z modelu, který spojuje všechna pozoro-

vaná data. Odhady parametr̊u µ, β1, β2 se prováděj́ı stejně jako u regresńıch

model̊u s kvantitativńımi vysvětluj́ıćımi proměnnými pomoćı metody nejmenš́ıch

čtverc̊u (MNČ) (2).

Podobné výsledky bychom samozřejmě źıskali, pokud bychom jako referenčńı

úroveň zvolili muže. Jinými slovy, umělá proměnná bude nabývat hodnot

zi =

{
0 je-li předmětem i-tého pozorováńı muž,
1 je-li předmětem i-tého pozorováńı žena.

(12)

Znázorněme si tuto situaci pomoćı regresńıch př́ımek.

Situace je znázorněna na obrázku 1 napravo. Hodnota parametru β2 je záporná,

protože nyńı představuje rozd́ıl v úrovňové konstantě mezi ženami a muži, ale jej́ı

velikost z̊ustává stejná. Parametr µ nyńı zobrazuje pr̊uměrnou mzdu muž̊u v př́ı-

padě, kdy je parametr β1 nebo délka praxe rovna 0. Jak je vidět neńı nijak

d̊uležité, která skupina bude kódována 1 a která bude kódována 0. Analogicky

neńı d̊uležité, která úroveň bude vybrána jako referenčńı v př́ıpadě užit́ı abso-
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lutńıho členu v regresńım modelu. Je pouze nutné, abychom na základě zvoleného

kódováńı byli schopńı interpretovat výsledky.

Představili jsme si vytvořeńı umělé proměnné v modelu s jediným kvan-

titativńım regresorem. Uvedená metoda umělých proměnných může být zcela

analogicky aplikována na regresńı modely s libovolným počtem kvantitativńıch

vysvětluj́ıćıch proměnných. Pro představu, pokud bychom sestrojili model s k kvan-

titativńımi vysvětluj́ıćımi proměnnými

Yi = µ+ β1xi1 + β2xi2 + · · ·+ βkxik + βk+1zi + ei,

potom po dosazeńı hodnot 0, 1 za dichotomickou umělou proměnnou zi bychom

dostali dva separované modely:

Yi = µ+ β1xi1 + β2xi2 + · · ·+ βkxik + ei, pro zi = 0,
Yi = (µ+ βk+1) + β1xi1 + β2xi2 + · · ·+ βkxik + ei, pro zi = 1.

3.1.1 Dichotomická umělá proměnná v regresńım modelu s interak-

cemi

V předchoźı kapitole jsme zkoumali dva separované regresńı modely s rozd́ılnou

hodnotou úrovňové konstanty. Nyńı se zaměř́ıme na separované regresńı modely,

které se lǐśı i v hodnotě směrnice. Tuto situaci lze namodelovat právě pomoćı

užit́ı interakce xizi. Co si ale pod pojmem interakce představit? Důležité je ne-

zaměňovat interakci s korelaćı. Korelace zjǐst’uje závislost mezi vysvětluj́ıćımi

proměnnými, interakce naopak zjǐst’uje, zda a jakým zp̊usobem ovlivňuje kombi-

nace vysvětluj́ıćıch proměnných hodnotu vysvětlované proměnné. Model s inter-

akcemi zaṕı̌seme následovně:

Yi = µ+ β1xi + β2zi + β3xizi + ei. (13)

Zde stejně jako v předešlé kapitole je zi umělá proměnná. Jelikož opět uvažujeme

model s absolutńım členem voĺıme referenčńı úroveň, např́ıklad úroveň
”
žena“.

Pak umělou proměnnou kódujeme dle (9) a dosazeńım hodnot za umělou pro-

měnnou dostáváme opět dva separované regresńı modely, tentokrát i s r̊uznými
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hodnotami pro směrnice:

Yi = µ+ β1xi + ei, model pro ženy,
Yi = (µ+ β2) + (β1 + β3)xi + ei, model pro muže.

(14)

Z modelu je zřejmé, že parametr β2 opět ovlivňuje hodnotu abslutńıho členu

a nový parametr β3 ovlivňuje směrnici modelu. Znázorněme si nastalou situaci

pomoćı regresńıch př́ımek.

Obrázek 2: Model regresńıch př́ımek s binárńı umělou proměnnou a interakcemi.
Referenčńı úrovńı je úroveň

”
žena“.

Jak je vidět z obrázku 2 regresńı př́ımky již nejsou paralelńı, tak jako v před-

choźım př́ıpadě. Je to samozřejmě dáno odlǐsnou směrnićı v regresńıch mode-

lech. Je zřejmé, že směrnice regresńı př́ımky pro muže je větš́ı než směrnice re-

gresńı př́ımky pro ženy. Vzhledem k tomu můžeme ř́ıct, že vliv délky praxe se

lǐśı podle pohlav́ı, tzn. délka praxe a pohlav́ı se ovlivňuj́ı. T́ım pádem se vliv

pohlav́ı na hodnotu vysvětlované proměnné lǐśı v závislosti na hodnotě délky

praxe a stejně tak se lǐśı vliv délky praxe na hodnotu vysvětlované proměnné

dle pohlav́ı. V předchoźı kapitole představoval parametr β2 konstantńı d́ılč́ı vliv

pohlav́ı na pr̊uměrnou mzdu při stejné délce praxe. Směrnice β1 udávala jednotný

vliv délky praxe na pr̊uměrnou mzdu pro muže i ženy. V modelu s interakcemi

již tyto interpretace parametr̊u neplat́ı. V modelu pro muže je totiž hodnota
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směrnice ovlivňována parametrem β3 indikuj́ıćım možnou závislost délky praxe

a mužského pohlav́ı. Dále je třeba mı́t na paměti, že při testováńı hypotéz v mo-

delu s interakcemi je potřeba dodržet princip marginality. Čili nejdř́ıve testujeme

hypotézy H0 : β3 = 0 pro parametry u proměnných vyšš́ıho řádu, v našem př́ıpadě

pro parametry u interakćı. Pokud hypotézu H0 nelze zamı́tnout, pak je parametr

β3 pro model nevýznamný a po úpravě modelu můžeme pokračovat v testováńı

a testovat novou hypotézu H0 : µ = β1 = β2 = 0. Př́ıpadně d́ılč́ı hypotézy

H0 : µ = 0, H0 : β1 = 0, H0 : β2 = 0. Ovšem v př́ıpadě, kdy p̊uvodńı hy-

potézu H0 : β3 = 0 zamı́táme, tedy na základě testovaćıho kritéria zjǐst’ujeme,

že parametr β3 je pro model významný, již nelze testovat hypotézu H0 : β1 = 0.
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3.2 Vı́cekategoriálńı kvalitativńı znaky

Zat́ım jsme se zabývali situaćı, kdy jsme do modelu zaváděli kvalitativńı

vysvětluj́ıćı proměnnou, která nabývala pouze dvou úrovńı. Tuto proměnnou

jsme do modelu vkládali pomoćı jediné dichotomické umělé proměnné zi. Nyńı

si tento př́ıstup kódováńı poněkud zobecńıme. Tentokrát uvažujme kategoriálńı

proměnnou, která nabývá v́ıce než dvou úrovńı, např. vzděláńı s úrovněmi ZŠ,

SŠ, VŠ. V takovémto př́ıpadě, nám již jedna umělá proměnná nestač́ı. Intuitivně

zaved’me kódováńı následuj́ıćım zp̊usobem:

zi1 zi2 zi3
ZŠ 1 0 0
SŠ 0 1 0
VŠ 0 0 1

Model bez absolutńıho členu by tedy byl tvaru:

Yi = β1xi + β2zi1 + β3zi2 + β4zi3 + ei. (15)

Jak již v́ıme z předchoźıch kapitol, pro model s absolutńım členem obecně plat́ı,

že pro m-kategoriálńı proměnnou je potřeba m− 1 umělých proměnných. Pro tř́ı

kategoriálńı kvalitativńı proměnnou tedy zvoĺıme dummy kódováńı 2.1. Úroveň

VŠ byla zvolena jako referenčńı.

zi1 zi2
ZŠ 1 0
SŠ 0 1
VŠ 0 0

Uvažujme opět nejjednodušš́ı regresńı model s jednou kvantitativńı a jednou tř́ı

krategoriálńı kvalitativńı proměnnou

Yi = µ+ β1xi + β2zi1 + β3zi2 + ei. (16)

Dosazeńım za umělé proměnné dostáváme tři separované regresńı rovnice

Yi = (µ+ β2) + β1xi + ei, pro ZŠ,
Yi = (µ+ β3) + β1xi + ei, pro SŠ,
Yi = µ+ β1xi + ei, pro VŠ.

(17)
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Jelikož se jedná o model bez interakćı, tak se jedná o paralelńı př́ımky. Para-

metr β2 vyjadřuje konstantńı vzdálenost mezi regresńı př́ımkou ZŠ a VŠ, parametr

β3 naopak vyjadřuje konstantńı vzdálenost mezi regresńımi př́ımkami SŠ a VŠ.

Jinak řečeno parametr β2 udává rozd́ıl vysvětlované proměnné mezi ZŠ a VŠ. Pa-

rametr β3 udává rozd́ıl vysvětlované proměnné mezi SŠ a VŠ. Absolutńı člen mo-

delu pro základńı školy je ovlivněn hodnotou parametru β2 indikuj́ıćım dosažené

základńı vzděláńı. Absolutńı člen modelu pro středńı školy je zase ovlivněn hod-

notou parametru β3 indikuj́ıćım dosažené středoškolské vzděláńı.

Obrázek 3: Model regresńıch př́ımek pro 3-kategoriálńı proměnnou vzděláńı. Re-
ferenčńı úroveň je úroveň

”
VŠ“.
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3.2.1 Interakce s v́ıcekategoriálńımi kvalitativńımi proměnnými

Pro zlepšeńı kvality modelu předpokládejme model s interakcemi. Stejně jako

u dichotmockých umělých proměnných chceme zjistit, zda se nějakým zp̊usobem

neměńı vliv vzděláńı na vysvětlovanou proměnnou v závislosti na kvantitativńı

vysvětluj́ıćı proměnné. Model bude ve tvaru

Yi = µ+ β1xi + β2zi1 + β3zi2 + β4xizi1 + β5xizi2 + ei, (18)

s kódováńım

zi1 zi2
ZŠ 1 0
SŠ 0 1
VŠ 0 0

Po dosazeńı za umělé proměnné dostáváme opět tři separované regresńı modely,

které se lǐśı v úrovňové konstantě a nav́ıc i ve směrnici.

Yi = (µ+ β2) + (β1 + β4)xi + ei, pro ZŠ,
Yi = (µ+ β3) + (β1 + β5)xi + ei, pro SŠ,
Yi = µ+ β1xi + ei, pro VŠ.

(19)

Směrnice modelu pro základńı školy je ovlivněna hodnotou parametru β4

idnikuj́ıćım možný vliv mezi dosaženým základńım vzděláńım a kvantitativńı

proměnnou xi. Analogicky směrnice modelu pro středńı školy je ovlivněna hod-

notou parametru β5 idnikuj́ıćım možný vliv mezi dosaženým středoškolským

vzděláńım a kvantitativńı proměnnou xi. Zcela analogicky by se pracovalo i s kva-

litativńımi proměnnými, které maj́ı v́ıce než 3 úrovně. Jejich kódováńı je na-

značeno v kapitole 2.

3.3 Modely s v́ıce kategoriálńımi proměnnými

Dosud jsme si popsali pouze př́ıpady, kdy jsme do modelu zaváděli jedinou

kategoriálńı (kvalitativńı) proměnnou. Nyńı se zaměř́ıme na př́ıpad, kdy budeme

do modelu zavádět v́ıce kategoriálńıch proměnných. Pro ukázku uvažujme př́ıpad,

kdy zjǐst’ujeme vliv jedné kvantitativńı a dvou kategoriálńıch (přitom jedna bude
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dichotomická a druhá v́ıceúrovňová) proměnných na hodnotu vysvětlované pro-

měnné. Jelikož opět uvažujeme model s absolutńım členem, je třeba vybrat pro

každou kategoriálńı proměnnou jednu refrenčńı úroveň. Uvažujeme např́ıklad čistě

hypotetický model, kde zkoumáme vliv délky praxe (x), pohlav́ı (z1) a dosaženého

vzděláńı (z2, z3) na pr̊uměrnou mzdu (y). Pro kategoriálńı proměnnou pohlav́ı

volme referenčńı úroveň
”
muž“, pro proměnnou dosažené vzděláńı volme refe-

renčńı úroveň
”
ZŠ“. Model zaṕı̌seme následovně:

Yi = µ+ β1xi1 + β2zi1 + β3zi2 + β4zi3 + ei, (20)

kde pro regresor zi1 plat́ı:

zi1 =

{
0 je-li předmětem i-tého pozorováńı muž,
1 je-li předmětem i-tého pozorováńı žena.

(21)

Regresory zi2, zi3 jsou regresory tř́ı-úrovňové kvalitativńı proměnné dosažené vzdě-

láńı, pro něž plat́ı

zi2 zi3
VŠ 1 0
SŠ 0 1
ZŠ 0 0

Po dosazeńı hodnot za umělé proměnné dostáváme 6 separovaných regresńıch

model̊u

Pohlav́ı Vzděláńı

M VŠ Yi = (µ+ β3) + β1xi1 + ei
M SŠ Yi = (µ+ β4) + β1xi1 + ei
M ZŠ Yi = µ+ β1xi1 + ei
Ž VŠ Yi = (µ+ β2 + β3) + β1xi1 + ei
Ž SŠ Yi = (µ+ β2 + β4) + β1xi1 + ei
Ž ZŠ Yi = (µ+ β2) + β1xi1 + ei

Modely se lǐśı pouze v hodnotě absolutńıho členu. U prvńıho modelu je abso-

lutńı člen ovlivněn parametrem β3 indikuj́ıćım dokončené vysokoškolské vzděláńı.

Absolutńı člen druhého modelu je naopak ovlivněn parametrem β4 indikuj́ıćı do-

končené středoškolské vzděláńı. U třet́ıho modelu neńı absolutńı člen ovlivněn

žádným jiným parametrem, nebot’ se jedná o model pro obě referenčńı úrovně
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kategoriálńıch proměnných pohlav́ı a dosažené vzděláńı. U třet́ıho až šestého mo-

delu jde o analogii pro prvńı tři modely. Absolutńı členy jsou ale nav́ıc ovlivněny

i parametrem β2 indikuj́ıćı ženské pohlav́ı pozorované náhodné veličiny. Abychom

doćılili lepš́ıho popisu modelu, pak muśıme do modelu zavést také interakce

zjǐst’uj́ıćı, zda a jakým zp̊usobem se měńı vliv pohlav́ı a dosažené vzděláńı v závis-

losti na délce praxe na hodnotu pr̊uměrné mzdy. Uvažujme tedy model s inter-

akcemi.

Yi = µ+ β1xi1 + β2zi1 + β3zi2 + β4zi3 + β5xi1zi1 + β6xi1zi2 + β7xi1zi3 + ei. (22)

To však stále nepokrývá všechny situace. Ještě je do modelu třeba zavést interakce

mezi kvalitativńımi proměnnými, které zjist́ı, zda má pohlav́ı vliv na dosažené

vzděláńı. Uvažujeme tedy model

Yi = µ+ β1xi1 + β2zi1 + β3zi2 + β4zi3 + β5xi1zi1 + β6xi1zi2 + β7xi1zi3+
+β8zi1zi2 + β9zi1zi3 + ei.

(23)

Dosazeńım za umělé proměnné dostáváme separované proměnné tvaru

Pohlav́ı Vzděláńı

M VŠ Yi = (µ+ β3) + (β1 + β6)xi1 + ei
M SŠ Yi = (µ+ β4) + (β1 + β7)xi1 + ei
M ZŠ Yi = µ+ β1xi1 + ei
Ž VŠ Yi = (µ+ β2 + β3 + β8) + (β1 + β5 + β6)xi1 + ei
Ž SŠ Yi = (µ+ β2 + β4 + β9) + (β1 + β5 + β7)xi1 + ei
Ž ZŠ Yi = (µ+ β2) + (β1 + β5)xi1 + ei

Jak vid́ıme, situace už se poněkud horš́ı. Pro posouzeńı modelu s jednou kvan-

titativńı a pouhými dvěmi kvalitativńımi (jednou dvou kategoriálńı a jednou

tř́ı kategoriálńı) proměnnými je třeba odhadnout 10 parametr̊u. Při užit́ı in-

terakćı se v modelech lǐśı nejen hodnoty absolutńıho členu, ale i směrnice re-

gresńı př́ımky. Pod́ıvejme se na absolutńı členy a směrnice regresńı př́ımky bĺıže.

U prvńıho modelu je hodnota absolutńıho členu ovlivněna nav́ıc parametrem β3

indikuj́ıćı dokončené vysokoškolské vzděláńı a hodnota směrnice regresńı př́ımky

je ovlivněna parametrem β6 indikuj́ıćı závislost délky praxe na dokončeném vy-

sokoškolském vzděláńı. U druhého modelu je hodnota absolutńıho členu ovlivněna
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parametrem β4 indikuj́ıćı dokončené středoškolské vzděláńı a hodnota směrnice

regresńı př́ımky je ovlivněna parametrem β7 indikuj́ıćı závislost délky praxe na do-

končeném středoškolském vzděláńı. Modely pro ženy jsou o něco složitěǰśı ana-

logíı model̊u pro muže, jelikož nám do modelu vstupuj́ı i parametry indikuj́ıćı

ženské pohlav́ı pozorované veličiny. Absolutńı člen čtvrtého modelu je stejně

jako u prvńıho modelu ovlivňován parametrem β3 indikuj́ıćım dokončené vy-

sokoškolské vzděláńı nav́ıc je ale ovlivňován i parametrem β2 indikuj́ıćım ženu

a parametrem β8 indikuj́ıćım možnou závislot mezi ženským pohlav́ım a do-

končeným vysokoškolským vzděláńım. Směrnice téhož modelu je pak ovlivněna

kromě parametru β6 indikuj́ıćım možnou závislot mezi dokočeným vysokoškolským

vzděláńım a délkou praxe i parametrem β5, který indikuje možnou závislot mezi

ženským pohlav́ım a délkou praxe.
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4 Aplikace metody umělých proměnných

Dosud źıskané teoretické znalosti o metodě umělých proměnných si nyńı před-

stavme a v́ıce rozved’me na konkrétńıch př́ıpadech užit́ı této metody.

4.1 Porovnáváńı separovaných regresńıch model̊u

Jednou z oblast́ı, kde nám může umělá proměnná významně pomoci je po-

rovnáváńı separovaných model̊u jedné datové množiny. V předchoźıch kapitolách

jsme zjistili, že některá data lze pomoćı umělých proměnných rozlǐsit podle úrovńı

nějaké kvalitativńı proměnné a lze tak pro každou z úrovńı źıskat samostatný

separovaný model. V této kapitole se zaměř́ıme na poněkud odlǐsnou situaci.

Na základě dat obdrž́ıme regresńı modely rozlǐsené dle některé úrovně. Našim

úkolem je tyto modely vzájemně porovnat a zjistit, zda nejsou totožné. K tomuto

využijeme informace źıskané z předchoźıch kapitol. Pro názornost budeme opět

uvažovat nejjednodušš́ı regresńı modely.

4.1.1 Modely s odlǐsným absolutńım členem a rozd́ılnou směrnićı

Uvažujme separované regresńı modely, které jsme dostali na základě hypote-

tického př́ıkladu zkoumaj́ıćıho závislost pr̊uměrné mzdy na délce praxe a pohlav́ı:

Yi = γ0 + γ1xi + ei, model pro muže,
Yi = δ0 + δ1xi + ei, model pro ženy.

(24)

Našim úkolem je tyto modely porovnat. Nejprve vyslovme hypotézu, která otes-

tuje, zda jsou separované modely (24) identické

H0 : γ0 = δ0 ∧ γ1 = δ1.

Test takovéto hypotézy by se prováděl př́ılǐs složitě, a proto nám mohou pomoci

umělé proměnné. Z předchoźıch kapitol v́ıme, že takovéto separované modely jsme

dostali při užit́ı dummy regresńıho modelu s interakcemi

Yi = µ+ β1xi + β2zi + β3xizi + ei, (25)
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Původńı separované modely můžeme tedy přepsat na

Yi = γ0 + γ1xi + ei = µ+ β1xi + ei, zi = 0,
Yi = δ0 + δ1xi + ei = (µ+ β2) + (β1 + β3)xi + ei, zi = 1.

(26)

Jelikož je model (25) ekvivalentńı s oběma separovanými modely, lze hypotézu

vyslovit i takto

H0 : β2 = β3 = 0.

Tato hypotéza se testuje pomoćı F-testu pro testováńı stability podmodelu. Tes-

tovaćı statistika je

F =
n− k
k − l

R2

1−R2
∼ Fk−l,n−k, (27)

kde R2 je index determinace modelu (25), n je počet pozorováńı, k je počet

parametr̊u modelu (25) a l je počet parametr̊u modelu (25) za platnosti nulové

hypotézy H0 : β2 = β3 = 0. V našem př́ıpadě k = 4 a l = 2.

4.1.2 Modely se stejnou směrnićı a rozd́ılnou úrovňovou konstantou

Nyńı uvažujme situaci, kdy máme d̊uvod předpokládat, že regresńı modely

maj́ı stejnou směrnici. Uvažujeme tedy modely

Yi = γ0 + β1xi + ei, model pro muže,
Yi = δ0 + β1xi + ei, model pro ženy.

(28)

Opět chceme dané modely porovnat a zjistit zda nejsou identické. V tomto

př́ıpadě chceme otestovat hypotézu

H0 : γ0 = δ0

Vytvoř́ıme proto opět regresńı model s umělými proměnnými, tentokrát již ale

bez interakce:

Yi = β0 + β1xi + β2zi + ei, (29)

Pro separované modely (28) poté plat́ı

Yi = γ0 + β1xi + ei = β0 + β1xi + ei, zi = 0,
Yi = δ0 + β1xi + ei = (β0 + β2) + β1xi + ei, zi = 1.

(30)
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Můžeme proto testovat ekvivalent́ı hypotézu

H0 : β2 = 0.

Opět pro otestováńı hypotézy můžeme použ́ıt F-test pro testováńı stability pod-

modelu. Ekvivalentně lze už́ıt i t-test. Testovaćı statistika pro t-test je

T =
β̂2√
σ̂2v33

∼ tn−3,

kde v33 je diagonálńı prvek na pozici 3, 3 matice V = (X ′X)−1.

4.1.3 Modely s totožnou úrovňovou konstantou a rozd́ılnou směrnićı

Zaměřme se nyńı na porovnáńı model̊u, které maj́ı totožnou úrovňovou kon-

stantu, ale odlǐsnou směrnici. Tedy řeš́ıme modely

Yi = µ+ γ1xi + ei, model pro muže,
Yi = µ+ δ1xi + ei, model pro ženy.

(31)

Opět testujeme hypotézu o shodnosti model̊u. H0 : γ1 = δ1. Stejně jako v př́ıpadě

4.1.1 zkonstruujeme dummy regresńı model s interakcemi:

Yi = µ+ β1xi + β2xizi + ei. (32)

Původńı separované modely přeṕı̌seme

Yi = µ+ γ1xi + ei = µ+ β1xi + ei, zi = 0,
Yi = µ+ δ1xi + ei = µ+ (β1 + β2)xi + ei, zi = 1.

(33)

Nyńı můžeme vyslovit ekvivalentńı hypotézu H0 : β2 = 0. Test této hypotézy lze

jako v předešlém př́ıpadě provést bud’ F-testem (27) nebo t-testem (5).

T =
β̂2√
σ̂2v33

∼ tn−3,

kde v33 je třet́ı diagonálńı prvek matice V = (X ′X)−1. Zcela analogicky by se

testy prováděli i pro v́ıcektagoriálńı kvalitativńı proměnnou.
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4.2 Agregace kvantitativńı proměnné

Umělé proměnné využ́ıváme i v př́ıpadě agregace (neboli seskupeńı) kvanti-

tativńı proměnné, která obsahuje př́ılǐs mnoho hodnot. Nejčastěǰśım př́ıkladem

agregace proměnné je věk nebo peněžńı př́ıjem, kde nám stač́ı rozlǐsit pozo-

rované osoby do věkových nebo př́ıjmových skupin. Nejprve všechny hodnoty,

kterých může kvantitativńı proměnná nabývat rozděĺıme do disjunktńıch sku-

pin. Uvažujme např́ıklad kvantitativńı proměnnou věk. Rozděĺıme ji do sku-

pin 0 − 10, 11 − 20, 21 − 30, 31 a v́ıc. Použijeme-li dummy kódováńı, pak umělé

proměnné budou nabývat hodnot

z1 =

{
1 0− 10
0 jinak

z2 =

{
1 11− 20
0 jinak

z3 =

{
1 21− 30
0 jinak

z4 =

{
1 ≥ 31
0 jinak

Existuje ještě daľśı zp̊usob kódováńı, který jsme si zat́ım nepředváděli:

z =


0 0− 10
1 11− 20
2 21− 30
3 ≥ 31

Tento zp̊usob kódováńı však má své značné nedostatky. Lze totiž použ́ıt pouze

v př́ıpadě, kdy lze úrovně kvalitativńı (popř. agregované kvantitativńı) proměnné

uspořádat. Pokud zkoumáme regresńı model s jednou kvantitativńı a jednou agre-

govanou kvantitativńı proměnnou bez interakćı

Yi = β0 + β1xi + β2zi + ei,

pak po dosazeńı hodnot za umělou proměnnou z dostáváme separované modely

ve tvaru:

Yi = β0 + β1xi + ei, zi = 0,
Yi = (β0 + β2) + β1xi + ei, zi = 1,
Yi = (β0 + 2β2) + β1xi + ei, zi = 2,
Yi = (β0 + 3β2) + β1xi + ei, zi = 3.

(34)
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Obrázek 4: Model regresńıch př́ımek s konstantńı změnou úrovňové konstanty
a stejnou směrnićı. Referenčńı úroveň

”
0-10“.

Znázorněme si situaci pomoćı regresńıch př́ımek. Jak můžeme vidět na obráz-

ku 4, parametr β2 je konstantńı rozd́ıl mezi sousedńımi uspořádanými úrovněmi.

Takové chováńı je v reálném světě nepravděpodobné.

Uvažujme nyńı model s interakcemi:

Yi = β0 + β1xi + β2zi + β3zixi + ei,

Po dosazeńı hodnot za umělou proměnnou z dostáváme separované modely ve tvaru:

Yi = β0 + β1xi + +ei, zi = 0,
Yi = (β0 + β2) + (β1 + β3)xi + ei, zi = 1,
Yi = (β0 + 2β2) + (β1 + 2β3)xi + ei, zi = 2,
Yi = (β0 + 3β2) + (β1 + 3β3)xi + ei, zi = 3.

(35)

Znázorněme si situaci pomoćı regresńıch př́ımek. Jak můžeme vidět na obrázku 5,

parametr β2 je stále konstantńı rozd́ıl mezi sousedńımi uspořádanými úrovněmi
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Obrázek 5: Model regresńıch př́ımek s konstantńı změnou úrovňové konstanty
a směrnice.Referenčńı úroveň

”
0-10“.

a směrnice regresńıch př́ımek se pro každou úroveň zvětšuje o parametr β3. I ta-

kovéto chováńı je v reálném světě nepravděpodobné.
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5 Umělé proměnné v ANOVĚ

Daľśı oblast́ı, kde se můžeme s metodou umělých proměnných setkat je analýza

rozptylu neboli ANOVA. Uvažujme, že máme k (k ≥ 2) vzájemně nezávislých

náhodných výběr̊u z normálńıho rozděleńı se stejným rozptylem:

Y11, . . . , Y1n1 výběr z N(µ1, σ
2)

...
Yk1, . . . , Yknk

výběr z N(µk, σ
2)

Úkolem analýzy rozptylu je otestovat hypotézu o shodnosti středńıch hodnot

H0 : µ1 = µ2 = · · · = µk oproti alternativńı hypotéze, že některá z rovnost́ı ne-

plat́ı. Jak již vyplynulo z předešlé kapitoly při porovnáváńı model̊u je výhodněǰśı

a přesněǰśı pokusit se všechny modely shrnout do jednoho. K tomu nám pomo-

hou umělé proměnné. Pokud seṕı̌seme všechna pozorováńı pod sebe, pak můžeme

pomoćı dummy kódováńı (kapitola 2.1) jednoduše sestrojit regresńı model

Yij = β0+β1x1j+β2x2j+· · ·+βk−1x(k−1)j+eij, i = 1, . . . , k, j = 1, . . . , ni, (36)

kde eij je náhodná veličina vyjadřuj́ıćı chybu modelu, která má normálńı rozdělńı

s nulovou středńı hodnotou a rozptylem σ2. Referenčńı úrovńı byl zvolen k−tý

výběr Ykj = β0 + ekj, j = 1, . . . , nk. V tomto modelu máme k − 1 umělých

proměnných x1j, . . . , x(k−1)j, pro která plat́ı:

xij =

{
1 pozorováńı yij patř́ı do i-tého výběru,
0 jinak.

Nyńı si předved’me, jak bude vypadat model při užit́ı kódováńı effect (kapi-

tola 2.3), kde je k-tý výběr opět vybrán jako referenčńı úroveň.

Yij = µj + eij, i = 1, . . . , k − 1, j = 1, . . . , ni,

Ykj = −
k−1∑
l=1

µl + eij, j = 1, . . . , nk.

Pro shrnut́ı do jednoho modelu opět použijeme umělé proměnné, tentokrát pro pro-
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měnné xij plat́ı:

xij =


1 pozorováńı yij patř́ı do i-tého výběru, i = 1, . . . , k − 1,
0 jinak, pro i = 1, . . . , k − 1,
−1 pozorováńı yij patř́ı do k-tého výběru.

Celkový model bude tvaru:

Yij = β0+β1x1j+β2x2j+· · ·+βk−1x(k−1)j+eij, i = 1, . . . , k, j = 1, . . . , ni. (37)

U kódováńı efect se muśı myslet také na výpočet odhadu parametru referenčńı

úrovně dle vztahu
∑k

1 β̂i = 0.

Před provedeńım samotné analýzy rozptylu je třeba ještě ověřit předpoklady,

tedy normalitu a homoskedasticitu pro všech k výběr̊u. Normalitu ověř́ıme na-

př́ıklad pomoćı Shapiro-Wilkova testu normality. Pro ověřeńı homoskadasticity

použijeme Bartlett̊uv nebo Cochran̊uv test shody rozptyl̊u. V př́ıpadě, že jsou

předpoklady splněny můžeme přej́ıt k samotné analýze rozptylu. Nyńı můžeme

vyslovit ekvivalentńı hypotézu pro srovnáńı shodnosti středńıch hodnot jednot-

livých výběr̊u H0 : β1 = β2 = · · · = βk−1 = 0. Hypotézu H0 můžeme opět testovat

pomoćı F-testu (27) stability podmodelu

F =
(n− k)

(k − 1)

R2

1−R2
∼ Fk−1,n−k,

kde n = n1 + · · · + nk je celkový počet pozorováńı. Pro porovnáńı provedeme

výpočet analýzy rozptylu na konkrétńım př́ıkladě nejprve pomoćı dummy kódováńı

a následně pomoćı kódováńı effect (viz 9.1). V literatuře se dá setkat i daľśımi

typy kódováńı uvedenými v kapitole 2.
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6 Analýza kovariance ANCOVA

Analýza kovariance je metoda, která kombinuje analýzu rozptylu (ANOVU)

a regresńı analýzu (RA). Ćılem analýzy kovariance je očǐstěńı studované závislosti

vysvětlované (měřené) proměnné na zvolených kategoriálńıch proměnných od
”
za-

váděj́ıćıho“ p̊usobeńı doprovodných vliv̊u (označovaných jako kovariáty). Půso-

beńı doprovodných proměnných na vysvětlované proměnné je sice podstatné,

ale neńı v dané úloze př́ımým předmětem zájmu. V analýze kovariance se uplatňuje

složitěǰśı sestava proměnných [14],[15]:

1. Jedna nebo několik vysvětluj́ıćıch kategoriálńıch proměnných zj, j = 1, . . . , p,

(stejně jako u analýzy rozptylu), které mohou nabývat až k úrovńı. Pro ka-

tegoriálńı proměnnou zj zaṕı̌seme úrovně zj1, zj2, . . . , zjk.

2. Jedna nebo v́ıce vysvětlovaných proměnných Y1, . . . , Yn, jejichž závislost

na kategoriálńıch proměnných chceme prokázat.

3. Jedna nebo v́ıce doprovodných proměnných, tzv. kovariát x1, x2, . . . , xq,

které zahrnujeme do modelu z d̊uvodu očǐstěńı závislosti vysvětlovaných

proměnných Yi od vlivu kategoriálńıch proměnných zj.

Jelikož je analýza kovariance složeńım metod ANOVY a regresńı analýzy, muśı

model pro analýzu kovariance splňovat několik podmı́nek. Stejně jako u ANOVY

uvažujeme k vzájemně nezávislých náhodných výběr̊u z normálńıho rozděleńı

se stejným rozptylem. Nav́ıc muśı existovat lineárńı závislost mezi náhodnou

veličinou y a kovariátou (regresńı proměnnou) x. Regresńı př́ımky pro všechny

úrovně kategoriálńı proměnné z muśı být rovnoběžné. Jinými slovy regresńı koe-

ficienty (udávaj́ı směrnici regresńı př́ımky) muśı být totožné β1 = · · · = βk.

Připomeňme si tvary jednoduchých model̊u pro regresńı analýzu a analýzu

rozptylu:

Regresńı model ANOVA
Yi = β0 + β1xi + ei Yij = µ+ αi + eij
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Přidáńım regresńı proměnné xij do modelu analýzy rozptylu naraźıme na problém

s absolutńım členem. U ANOVY je absolutńı člen roven středńı hodnotě celkového

výběru, kdežto u regresńıho modelu nikoli. Proto regresńı proměnnou budeme

centrovat a použijeme proměnnou x∗ij = xij− x̄... Výrazem x̄.. označujeme pr̊uměr

přes všechny regresńı proměnné.

V analýze kovariance už́ıváme pro kódováńı kategoriálńı proměnné z kódováńı

effect uvedené v kapitole 2.3. Uvažujme nejjednodušš́ı př́ıpad modelu pro analýzu

kovariance, tedy model s jednou kategoriálńı proměnnou z nabývaj́ıćı k úrovńı

a jednou doprovodnou regresńı proměnnou x:

Yij = µ+ αi + β(xij − x̄) + eij, i = 1, . . . , k, j = 1, . . . , ni. (38)

Yij znač́ı j-tou hodnotu vysvětlované proměnné pro i-tou úroveň kategoriálńı

proměnné z, µ znač́ı středńı hodnotu výběru, αi je tzv. effekt i-té úrovně kate-

goriálńı proměnné z. Plat́ı pro ně vztah
∑k

i=1 niαi = 0. Jde o analogii vztahu∑k
1 γ̂i = 0 pro odhady parametr̊u kategoriálńı proměnné kódované pomoćı kódo-

váńı effect. Plat́ı αi = 1
ni
γ̂i = 1

ni
(Ȳk� − Ȳ��). Parametr β je regresńı koeficient, xij

je i-tá hodnota kovariáty pro j-tou úroveň kategoriálńı proměnné z, x̄ označuje

pr̊uměr kovariáty a eij označuje j-tou hodnotu náhodné chyby pro i-tou úroveň

kategoriálńı proměnné z.

Pokud odhadneme parametr β, můžeme
”
očistit“ závislost vysvětlované pro-

měnné y na kategoriálńı proměnné z od závislosti kovariáty x t́ım, že vypoč́ıtáme

opravené hodnoty Yij vztahem

Y ∗ij = Yij − β̂(xij − x̄..). (39)

Opravená hodnota vysvětlované proměnné y je vlastně hodnota Yij vysvětlované

proměnné y přepoč́ıtaná na pr̊uměrnou hodnotu x̄.. kovariáty x. Tedy pomoćı

analýzy kovariance standardizujeme p̊uvodńı výběrové pr̊uměry pro jednotlivé

úrovně kategoriálńı proměnné z pomoćı regreśıho vztahu mezi vysvětlovanou

proměnnou y a kovariátou x na úroveň pr̊uměrné hodnoty kovariáty x.

Dosazeńım do (38) źıskáme model analýzy kovariance

Y ∗ij = µ+ αi + eij, i = 1, . . . , k, j = 1, . . . , ni. (40)
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Z tvaru rovnice (40) je ihned vidět, že jde o model analýzy rozptylu. Jinými slovy

analýza kovariance je analýzou rozptylu pro opravené hodnoty y∗ náhodného

výběru y.

Postup analýzy kovariance:

1. Ověřeńı předpokladu normality a homoskedasticity jednotlivých výběr̊u.

V práci je použit standardńı Shapiro-Wilk̊uv test normality a Bartlett̊uv

test shody rozptyl̊u.

2. Ověřeńı lineárńı závislosti vysvětlované proměnné y na předpokládané ko-

variátě x. Tedy ověřeńı, zda je lineárńı regresńı model významný

3. Ověřeńı, zda jsou lineárńı modely pro všechny úrovně paralelńı. Ověřujeme

hypotézuH0 : β1 = · · · = βk. Pokud tuto hypotézu nebude možné zamı́tnout,

pak můžeme použ́ıt analýzu kovariance. Pokud je hypotéza zamı́tnuta, je

zde možnost použ́ıt jiné postupy, které již ale nejsou součást́ı této práce

(viz [16])

4. Pokud jsou ověřeny všechny podmı́nky pro analýzu kovariance, pak lze

provést vlastńı analýzu kovariance, tj. srovnáváme opravené pr̊uměry (na pr̊u-

měrnou hodnoty kovariáty).

Analýza kovariance na konkrétńıch datech je uvedena v kapitole 9.2.
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7 Umělé proměnné v ekonometrických mode-

lech

Ekonometrie je vědńı discipĺına představuj́ıćı systém poznatk̊u z matema-

tiky, statistiky a ekonomických teoríı. Zabývá se matematickým modelováńım

složitých ekonomických jev̊u a systémů, analýzou a verifikaćı těchto model̊u,

predikćı a optimálńım rozhodováńım. Využ́ıvá zejména statistické a optima-

lizačńı metody. Pro metodu umělých proměnných se v ekonometrii najde hned

několik uplatněńı. Jedná se předevš́ım o analogie již zmı́něného užit́ı umělých

proměnných.

7.1 Posun lineárńıho modelu v prostoru

Uvažujme model, který popisuje poptávku ve městě a na venkově.

Yt = β0 + β1t+ et, model poptávky ve městě,
Yt = α0 + β1t+ et, model poptávky na vesnici.

Oba modely popisuj́ıćı poptávku ve městě a na vesnici slouč́ıme do jednoho mo-

delu pomoćı umělé proměnné z,

Yt = β0 + β1t+ β2z + et, (41)

kde parametr β2 můžeme uvažovat jako β2 = α0 − β0 a proměnná z nabývá

hodnot:

z =

{
0 pro poptávku ve městě,
1 pro poptávku na vesnici.

Jak je na prvńı pohled zřejmé, jedná se o modely se stejnou směrnićı a odlǐsnou

hodnotou úrovňové konstanty. Touto situaćı jsme se již zabývali v kapitole 3.1.1.

7.2 Posun lineárńıho modelu v čase

Tentokrát uvažujme regresńı modely, které se od sebe lǐśı v závislosti na čase.

Yt = β0 + β1xt + et, t ∈ T1,
Yt = α0 + β1xt + et, t ∈ T2,
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kde T1 zastupuje obdob́ı s neuspokojenou poptávkou, T2 zastupuje obdob́ı s uspo-

kojenou poptávkou, xt znač́ı peněžńı př́ıjem, Yt předtavuje spotřebu, β1 je mezńı

sklon ke spotřebě a α0 > β0.

Opět se jedná o regresńı modely s r̊uznou hodnotou úrovňové konstanty

a totožnou směrnićı. Po vzoru kapitoly 3.1.1 vytvoř́ıme sloučený model s ab-

solutńım členem

Yt = β0 + β1xt + β2z + et, (42)

kde β2 = α0 − β0 a pro umělou proměnnou z plat́ı

z =

{
0 t ∈ T1,
1 t ∈ T2.

7.3 Změna regresńıch parametr̊u v prostoru i čase

Uvažujme separované regresńı modely, které se lǐśı jak v hodnotě absolutńıho

členu tak směrnici:

Y1t = α1 + α2x1t + e1t, t ∈ T1,
Y2t = β1 + β2x2t + e2t, t ∈ T2.

Sloučeńım obou model̊u dostáváme

Yt = α1 + (β1 − α1)z1t + α2xt + (β2 − α2)xtz1t + et,

kde pro proměnné z1t, z2t plat́ı

z1t =

{
0 t ∈ T1,
1 t ∈ T2.

7.4 Umělé proměnné a sezónnost

S metodou umělých proměnných se setkáváme často i při analýze časových

řad, konkrétně v př́ıpadě namodelováńı sezónńı složky modelu. Sezónńı složka mo-

deluje existenci sezónńıch vliv̊u, se kterými se setkáváme téměř vždy při analýze

časových řad s periodicitou kratš́ı než jeden rok. Tyto vlivy mohou zp̊usobovat

pravidelné výkyvy oproti normálńımu vývoji. Pokud se obdobné vlivy opakuj́ı
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v intervalu deľśım než jeden rok, hovoř́ıme o cyklické složce. Sezónńı a cyklická

složka spolu tvoř́ı periodickou složku.

Uvažujme model

Yij = Tij + Sj + eij, i = 1, . . . , p, j = 1, . . . , r, (43)

kde p je celkový počet let, r udává počet sezón (r = 12 pro měśıčńı sezónnost,

r = 4 pro čtvrtletńı sezónnost, apod.). Tij znač́ı trend časové řady a Sj je sezónńı

složka. Po výběru referenčńı sezóny (vyberme jako referenčńı sezónu posledńı

r−tou sezónu), lze sezónńı složka vyjádřit pomoćı (r − 1) umělých proměnných

zkj vztahem:

Sj = α1z1j + α2z2j + · · ·+ α(r−1)zr−1j, j = 1, . . . , r, (44)

kde pro zkj plat́ı:

zkj =

{
0 k 6= j,
1 k = j.

Dále předpokládejme lineárńı trend, model (43) pak lze přepsat na tvar:

Yij = β0 + β1t+ α1z1 + α2z2 + · · ·+ α(r−1)zr−1 + eij, i = 1, . . . , p, j = 1, . . . , r,

(45)

pro t = 1, . . . , n, kde n je celkový počet pozorováńı a plat́ı vztahy t = (i−1)r+ j

a n = pr. Pro model sestav́ıme designovou matici, kde prvńı sloupec bude tvořen

jedničkami pro výpočet odhadu absolutńıho členu, druhý sloupec bude tvořen

hodnotami 1, . . . , n pro proměnnou T a daľśıch k = r − 1 sloupc̊u bude tvořeno

dummy umělými proměnnými zastupuj́ıćımi sezónnost, kde

z1 = (

1.rok︷ ︸︸ ︷
1, 0, 0, . . . , 0,

2.rok︷ ︸︸ ︷
1, 0, 0, . . . , 0, . . . ,

p.rok︷ ︸︸ ︷
1, 0, 0, . . . , 0)′, kde 1 je pro 1. sezónu v roce.

z2 = (

1.rok︷ ︸︸ ︷
0, 1, 0, . . . , 0,

2.rok︷ ︸︸ ︷
0, 1, 0, . . . , 0, . . . ,

p.rok︷ ︸︸ ︷
0, 1, 0, . . . , 0)′, kde 1 je pro 2. sezónu v roce.

Pokračujeme analogicky až posledńı sloupec bude tvaru:

zr−1 = (

1.rok︷ ︸︸ ︷
0, 0, . . . , 1, 0,

2.rok︷ ︸︸ ︷
0, 0, . . . , 1, 0, . . . ,

p.rok︷ ︸︸ ︷
0, 0, . . . , 1, 0)′, kde 1 je pro (r − 1). sezónu

v roce.
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8 Po částech spojitý regresńı model

Po částech spojitý regresńı model je daľśı typ modelu, kde se můžeme setkat

s metodou umělých proměnných.

Při analýze vztahu mezi vysvětlovanou proměnnou Y a vysvětluj́ıćı proměnnou

x můžeme narazit na situaci, kdy pro r̊uzné rozsahy x, mohou nastat r̊uzné

lineárńı vztahy. V těchto př́ıpadech samozřejmě nemůže jeden lineárńı model

poskytnout dostatečný popis modelu a nelineárńı model nemuśı být také př́ılǐs

vhodný. Výsledek nám poskytne právě po částech lineárńı regrese, která umožňuje

spojit v́ıce lineárńıch model̊u, které jsou vhodné k výsledným údaj̊um pro r̊uzné

rozsahy x. Hraničńı hodnoty těchto lineárńıch model̊u jsou hodnoty x, kde se

měńı směrnice lineárńı funkce.

Hodnoty zlomu mohou, ale nemuśı být známy před prováděnou analýzou,

proto je třeba tyto zlomy odhadnout. Regresńı funkce na zlomu může být přerušo-

vaná, ale model může být sestaven tak, že funkce je spojitá ve všech bodech včetně

bod̊u krajńıch. Předpokládejme spojitý model s jediným hraničńım bodem x = c.

Model muśı být sestaven tak, aby byl v hraničńım bodě spojitý. Zaṕı̌seme jej

pomoćı separovaných regresńıch model̊u:

Yi = α0 + α1xi + ei, pro xi ≤ c,
Yi = β0 + β1xi + ei, pro xi > c.

(46)

Hodnota regresńıch rovnic muśı být v hraničńım bodě stejná. Dosad’me xi = c,

pak

α0 + α1c = β0 + β1c

Vyjádřeme si nyńı parametr β0

β0 = α0 + c(α1 − β1)

Dosazeńım do 2. regresńı rovnice (46) dostáváme:

Yi = α0 + cα1 − cβ1 + β1xi + ei = α0 + cα1 + β1(xi − c) + α1xi − α1xi + ei =
= α0 + α1xi + (β1 − α1)(xi − c) + ei.
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Čili po dosazeńı a úpravě druhé rovnice, dostáváme separované rovnice tvaru:

Yi = α0 + α1xi + ei, pro xi ≤ c,
Yi = α0 + α1xi + α2(xi − c) + ei, pro xi > c,

(47)

kde α2 = (β1 − α1). Nyńı sestrojme celkový model pomoćı umělé proměnné zi:

Yi = α0 + α1xi + α2(xi − c)zi + ei, (48)

kde pro umělou proměnnou zi plat́ı

zi =

{
0 xi ≤ c,
1 xi > c.

Uvažujme nyńı separované modely, které jsou v hraničńım bodě posunuty

o skok γ. Opět předpokládejme model s jediným hraničńım bodem xi = c. Model

zaṕı̌seme pomoćı separovaných regresńıch model̊u:

Yi = α0 + α1xi + ei, pro xi ≤ c,
Yi = β0 + β1xi + ei, pro xi > c.

(49)

Vı́me, že hodnota regresńıch rovnic je v hraničńım bodě posunutá o skok γ.

Dosad’me xi = c, pak

α0 + α1c+ γ = β0 + β1c

Vyjádřeme si nyńı parametr β0:

β0 = α0 + α1c+ γ − β1c

Dosazeńım do 2. regresńı rovnice (49) dostáváme:

Yi = α0 + α1c+ γ − β1c+ β1xi + ei =
= α0 + α1c+ γ + β1(xi − c) + α1xi − α1xi + ei =
= α0 + α1xi + (β1 − α1)(xi − c) + γ + ei

Čili po dosazeńı a úpravě druhé rovnice, dostáváme separované rovnice tvaru:

Yi = α0 + α1xi + ei, pro xi ≤ c,
Yi = α0 + α1xi + α2(xi − c) + γ + ei, pro xi > c,

(50)
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kde α2 = (β1 − α1). Nyńı sestrojme celkový model pomoćı umělé proměnné z.

Yi = α0 + α1xi + (α2(xi − c) + γ)zi + ei, (51)

kde pro umělou proměnnou zi plat́ı

zi =

{
0 xi ≤ c,
1 xi > c.

Oba typy po částech spojitého regresńıho modelu jsou vykresleny na obrázku 6.

Obrázek 6: Po částech spojité regresńı modely. Vlevo regresńı model spojitý
v bodě zlomu c, vpravo regresńı model se skokem o velikosti γ v bodě zlomu.
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9 Př́ıklady

Tato kapitola má za ćıl ukázat vybrané teoretické postupy na konkrétńıch

datech. Všechna následuj́ıćı data jsou spracovávána pomoćı statistického pro-

gramu R. K jednotlivým spracováńım jsou přiloženy vybrané části kódu společně

s vysvětlivkami některých funkćı.

9.1 ANOVA s kódováńım dummy a effect

Data byla stažena z internetových stránek http://college.cengage.com/mathe-

matics/brase/understandable statistics/7e/students/datasets/owan/frames/fra-

me.html a reprezentuj́ı náklady v tiśıćıch dolarech pro uvedeńı do provozu podni-

katelských odvětv́ı. Ćılem je ověřit hypotézu o rovnosti středńıch hodnot pro jed-

notlivé výběry. Pozorováńı bylo prováděno pro 5 odvětv́ı: Pizza, Baker and Do-

nuts, Shoe store, Gift shops a Pet stores. Nejprve si upravme data pro jejich

daľśı spracováńı. Načteme data z datového souboru. Jelikož jsou data uspořádána

do pěti sloupc̊u, kde každý ze sloupc̊u obsahuje data pro jednu úroveň, vytvoř́ıme

vektor, kde budou data z jednolivých odvětv́ı uspořádána za sebou. (Prvńıch

n1 dat bude náležet prvńı úroveň, daľśıch n2 dat bude náležet druhé úrovni,

atd.). V neposledńı řadě je d̊uležité vytvořit si faktorový vektor s názvy úrovńı

odpov́ıdaj́ıćı vektoru pozorováńı, tedy kde prvńıch n1 hodnot bude nést název

1. úrovně, daľśıch n2 hodnot bude nést název druhé úrovně, atd.

Business<-read.table("ANOVA2.dat",header=TRUE,sep=";",

+ col.names=c("Pizza","Baker","Shoe","Gift","Pet"))

k=5 #Počet úrovnı́

náklady=c(as.matrix(Business)) #Vysvětlovaná proměnná Y

ni=length(Business[,1]) #Počet pozorovánı́ jedné úrovně

n=length(náklady) #Celkový počet pozorovánı́

f=c("Pizza","Baker","Shoe","Gift","Pet")#Pomocný vektor s názvy úrovnı́

odvětvı́=gl(k,ni,k*ni,factor(f)) #Vektor úrovnı́ odpovı́dajı́cı́ vektoru

dat pozorovánı́

Funkce gl(k,ni,n,factor()) slouž́ı k vytvořeńı faktorového vektoru s názvy

úrovńı dle zadaných parametr̊u:
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k počet úrovńı, které chceme postupně nakoṕırovat,
ni počet kopíı jedné úrovni než přejde na daľśı,
n délka výsledného vektoru,

factor(f) faktorový vektor s názvy úrovńı, které má nakoṕırovat.

Nyńı provedeme test normality pomoćı Shapiro-Wilkova testu shapiro.test(),

pro otestováńı všech úrovńı najednou použijeme př́ıkaz tapply(). Tento př́ıkaz

přǐrad́ı data z vektoru náklady napozorovaných počátečńıch náklad̊u ke správným

výběr̊um a provede zadanou funkci pro každý výběr (úroveň) zvlášt’.

> tapply(náklady,odvětvı́,shapiro.test)

$Pizza

Shapiro-Wilk normality test

data: X[[i]]

W = 0.95893, p-value = 0.7371

$Baker

Shapiro-Wilk normality test

data: X[[i]]

W = 0.94296, p-value = 0.5559

$Shoe

Shapiro-Wilk normality test

data: X[[i]]

W = 0.92403, p-value = 0.3918

$Gift

Shapiro-Wilk normality test

data: X[[i]]

W = 0.94227, p-value = 0.5786

$Pet

Shapiro-Wilk normality test

data: X[[i]]

W = 0.92084, p-value = 0.174

$

Jak je vidět z výstupu z R všechny p-hodnoty (p-value) jsou větš́ı než hla-

dina významnosti α = 0, 05 z čehož plyne, že nulovou hypotézu o normálńım

rozděleńı jednotlivých výběr̊u nelze zamı́tnout. Dále provedeme pomoćı Bartlet-

tova testu bartlett.test(y,x), test shody rozptyl̊u jednotlivých výběr̊u. Opět

je p-value= 0, 7768 větš́ı než hladina významnosti α = 0, 05 z čehož plyne, že nu-

lovou hypotézu H0 : σ2
1 = · · · = σ2

5 nelze zamı́tnout. Můžeme tedy přistoupit
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k samotné analýze rozptylu. Nejprve si nadefinujeme designovou matici, kde jsme

kategoriálńı proměnnou kódovali pomoćı dummy kódováńı. Pomoćı porovnáńı

př́ıkazem == vytvoř́ıme vektory logických hodnot TRUE, FALSE, kde hodnota

TRUE znač́ı, na kterých pozićıch vektoru náklady se vyskytuj́ı data z konkrétńıch

úrovńı. Př́ıkaz as.integer() převede hodnoty TRUE, FALSE na hodnoty 1, 0.

#Nadefinovánı́ vektorů jedniček a nul dle principu dummy kódovánı́

p_bus=as.integer(odvětvı́==("Pizza"))

b_bus=as.integer(odvětvı́==("Baker"))

s_bus=as.integer(odvětvı́==("Shoe"))

g_bus=as.integer(odvětvı́==("Gift"))

pet_bus=as.integer(odvětvı́==("Pet"))

#Designová matice

dummyX=matrix(c(p_bus,b_bus,s_bus,g_bus,pet_bus),ncol=5,nrow=n)

Pro vytvořeńı designové matice za použit́ı effect kódováńı postupujeme ob-

dobně, posledńıch nk mı́st každého vektoru ale nahrad́ıme hodnotou −1.

#Nadefinovánı́ vektorů jedniček a nul dle principu kódovánı́ effect

p_bus_eff=c(as.integer(odvětvı́_ef==("Pizza")),rep(-1,ni))

b_bus_eff=c(as.integer(odvětvı́_ef==("Baker")),rep(-1,ni))

s_bus_eff=c(as.integer(odvětvı́_ef==("Shoe")),rep(-1,ni))

g_bus_eff=c(as.integer(odvětvı́_ef==("Gift")),rep(-1,ni))

pet_bus_eff=-1*as.integer(odvětvı́==("Pet"))

#Designová matice

effectX=matrix(c(p_bus_eff,b_bus_eff,s_bus_eff,g_bus_eff,pet_bus_eff),ncol=5,

nrow=n)

Designové matice nejsou tvořeny s absolutńım členem. To proto, že př́ıkaz

pro výpočet odhad̊u parametr̊u a samotné analýzy roztylu si absolutńı člen přidává

sám a jako referenčńı úroveň voĺı vždy posledńı k-tou úrovńı. Př́ıkaz pro samotnou

analýzu roztylu anova() nám nenab́ıźı náhled na odhady parametr̊u βi jednot-

livých úrovńı. Ty źıskáme pomoćı př́ıkazu summary(lm()).

summary(lm(náklady~dummyX))

summary(lm(náklady~effectX))

Výsledné odhady parametr̊u jsou uvedeny v tabulce 5. Z hodnot směrodatných

odchylek jednotlivých odhad̊u vid́ıme, že přesněǰśı odhady nab́ıźı užit́ı kódováńı

effect. Pod́ıvejme se nyńı na konkrétńı odhady. Odhad absolutńıho členu v př́ıpadě
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Parametry Dummy Effect
Odhad sm. odch. p-hodnota Odhad sm. odch. p-hodnota

Abs. člen 51, 6 8, 3 0 77, 2 4, 4 0
Pizza 31, 4 12, 4 0, 014 5, 8 8, 4 0, 491
Baker 40, 5 13, 0 0, 003 14, 9 8, 9 0, 100
Shoe 20, 7 13, 4 0, 128 −4, 9 9, 2 0, 597
Gift 35, 4 13, 4 0, 011 9, 8 9, 2 0, 293
Pet 0 − − −25, 6 − −

Tabulka 5: Srovnáńı odhad̊u parametr̊u pro jednotlivé typy obchod̊u s užit́ım
kódováńı dummy a effect, včetně p-hodnot, d́ılč́ıch t-test̊u a směrodatných od-
chylek odhad̊u.

dummy kódováńı je roven pr̊uměrným náklad̊um na zahájeńı provozu obchodu

s potřebami pro domáćı mazĺıčky, kdežto v př́ıpadě kódováńı effect je roven

pr̊uměrným náklad̊um na zahájeńı provozu všech uvažovaných typ̊u obchod̊u.

Z odhadu parametru pro pizzerii můžeme vyč́ıst, že pr̊uměrné náklady na uvedeńı

pizzerie do provozu jsou o 34 130 dolar̊u větš́ı než pr̊uměrné náklady na zahájeńı

provozu obchodu pro domáćı mazĺıčky v př́ıpadě dummy kódováńı. V př́ıpadě

kódováńı effect odhad parametru pro pizzerii udává, že pr̊uměrné náklady na u-

vedeńı pizzerie do provozu jsou o 5 800 větš́ı než jsou pr̊uměrné náklady na u-

vedeńı do provozu všech uvažovaných podnik̊u. Pokud se zaměř́ıme na odhady

pomoćı dummy kódováńı, pak vid́ıme, že nejv́ıce se od pr̊uměrné hodnoty náklad̊u

na uvedeńı do provozu obchodu pro domáćı mazĺıčky lǐśı pr̊uměrné náklady

pekařstv́ı a to o 40 500 dolar̊u. Z odhad̊u při užit́ı kódováńı effect, lze vyč́ıst, že

nejv́ıce se od pr̊uměrných náklad̊u na zahájeńı provozu všech uvažovaných pod-

nik̊u lǐśı právě pr̊uměrné náklady na uvedeńı do provozu obchodu s potřebami pro

domáćı mazĺıčky a to o 25 600 dolar̊u. Při užit́ı dummy kódováńı je nevýznamná

pouze úroveň pro obchod s botami, kdežto při užit́ı kódováńı effect jsou pro

model nevýznamné všechny úrovně kategoriálńı proměnné. Hypotézu o rovnosti

středńıch hodnot výběr̊u otestujeme pomoćı př́ıkazu

anova().

anova(lm(náklady~dummyX))

anova(lm(náklady~effectX))

U obou př́ıklad̊u je F-statistika rovna hodnotě 3, 2463 s hodnotou p-value=0, 02.

Jelikož je hodnota p-value menš́ı než zvolená hladina významnosti testu α = 0, 05,

hypotézu H0 zamı́táme. Tedy existuje alespoň jedna středńı hodnota, která je
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odlǐsná od středńı hodnoty jiného výběru. O které dvojice středńıch hodnot jde,

nám prozrad́ı Tukeẙuv test TukeyHSD().

> TukeyHSD(bus,"odvětvı́", ordered = FALSE)

Tukey multiple comparisons of means

95% family-wise confidence level

Fit: aov(formula = náklady ~ odvětvı́)

$odvětvı́

diff lwr upr p adj

Baker-Pizza 9.090909 -29.24903 47.430852 0.9622775

Shoe-Pizza -10.700000 -50.06462 28.664623 0.9390656

Gift-Pizza 4.000000 -35.36462 43.364623 0.9984797

Pet-Pizza -31.375000 -66.31969 3.569690 0.0982134

Shoe-Baker -19.790909 -60.68186 21.100037 0.6522120

Gift-Baker -5.090909 -45.98186 35.800037 0.9966432

Pet-Baker -40.465909 -77.12143 -3.810387 0.0235175

Gift-Shoe 14.700000 -27.15322 56.553218 0.8584474

Pet-Shoe -20.675000 -58.40098 17.050981 0.5379762

Pet-Gift -35.375000 -73.10098 2.350981 0.0761112

Z výsledk̊u p-hodnot je vidět že se významně lǐśı pouze středńı hodnoty úrovńı

pro obchod se zv́ı̌raty a pekárnu. Přičemž ze záporné hodnoty −40, 46 můžeme

ř́ıci, že obchod se zv́ı̌raty má mnohem menš́ı náklady na zahájeńı provozu než

pekárna. Z odhadu parametr̊u při dummy kódováńı uvedených v tabulce 5 vid́ıme,

že se lǐśı o 40 500 dolar̊u. Výsledek Tukeyova testu je vykreslen na obrázku 7.
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Obrázek 7: Výsledek Tukeyova testu

9.2 ANCOVA

Následuj́ıćı data byla stažena z h internetových stránek http://www.statlab.uni-

heidelberg.de/data/ancova/ancovadata.html. Data byla sesb́ırána na základě po-

kusu, který se prováděl na šesti komerčńıch koźıch farmách k určeńı, zda je stan-

dardńı forma krmného programu dostačuj́ıćı. Ke každému pokusu bylo použito

čtyřicet koz. Dvacet zcela náhodně vybraných koz bylo krmeno podle standardńıho

programu, zat́ımco zbývaj́ıćıch dvacet bylo krmeno častěji. Kozy byly jednotlivě

označeny, a zváženy na začátku a na konci celoročńı studie. Na každé farmě ve stu-

dii byly výsledné zisky tělesné hmotnosti uvedeny spolu s počátečńımi tělesnými

hmotnostmi. V každém pokusu bylo hlavńım ćılem porovnáńı váhového př́ır̊ustku

mezi oběma ošetřeńımi. Toto srovnáńı by mohlo být provedeno s použit́ım ANOVA.

Nicméně běžně vypozorovaný biologický jev, kdy lehč́ı zv́ı̌rata mı́vaj́ı větš́ı váhový

př́ır̊ustek než těžš́ı zv́ı̌rata, nám umožňuje zvýšeńı přesnosti analýzy. Vzhledem

k tomu, že je možné předpokládat výskyt tohoto jevu v obou zkoumaných sku-
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pinách, je vhodné použit́ı ANCOVY. Odpov́ıdaj́ıćı srovnáńı ANCOVY u daných

pr̊uměrných váhových př́ır̊ustk̊u bude tedy obecně citlivěǰśı než srovnáńı ANOVA.

Datový soubor obsahuje proměnné:

• Weightgain - závislá proměnná udávaj́ıćı váhový př́ır̊ustek koz zjǐstěný

na konci pokusu.

• Treatment - kategoriálńı proměnná s úrovněmi standard a intensive, určuj́ıćı

typ krmného programu.

• Initialwt - nezávislá proměnná udávaj́ıćı počátečńı váhu kozy na začátku

pokusu.

Nejprve je třeba ověřit předpoklady normality shapiro.test() a homoskedasti-

city bartlett.test(). Shapir̊uv test nám dává p-hodnoty: 0, 3558 pro výsledky

pozorováńı intenzivńıho krmného programu a 0, 7083 pro výsledky pozorováńı

standardńıho krmného programu. Čili ani v jednom z provedených test̊u nor-

mality nelze zamı́tnout nulovou hypotézu. Pro Bartlett̊uv test shody rozptyl̊u

dostáváme p-hodnotu= 0, 8594, tedy opět nelze zamı́tnout nulovou hypotézu.

Pod́ıvejme se jak by vypadalo řešeńı ANOVY pro model bez zavedeného

vlivu kovariáty, v našem př́ıpadě počátečńı váhy koz. Uvažujeme tedy model, kdy

zkoumáme vztah váhového př́ır̊ustku na základě zvoleného krmného programu.

> summary(goat_anova<-aov(goat$Weightgain~goat$Treatment))

Df Sum Sq Mean Sq F value Pr(>F)

goat$Treatment 1 16.9 16.900 4.13 0.0492 *

Residuals 38 155.5 4.092

Jak můžeme vidět z výsledk̊u F-testu analýzy rozptylu, p-hodnota je rovna

0, 0492 což je velmi bĺızko hladině α = 0, 05. Z tohoto d̊uvodu je na uvážeńı, zda

nulovou hypotézu o shodnosti středńıch hodnot váhových př́ır̊ustk̊u pro jednotlivé

typy krmného programu zamı́tnout, či nikoli.

Nyńı prozkoumejme, zda existuje závislost váhového př́ır̊ustku kozy na jej́ı

počátečńı váze bez ohledu na zvolený krmný program.

>summary(lm(goat$Weightgain~goat$Initialwt))
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Coefficients:

Estimate Std. Error t value Pr(>|t|)

(Intercept) 14.39581 1.85047 7.780 2.22e-09 ***

goat$Initialwt -0.35403 0.07906 -4.478 6.68e-05 ***

Residual standard error: 1.723 on 38 degrees of freedom

Multiple R-squared: 0.3454, Adjusted R-squared: 0.3282

F-statistic: 20.05 on 1 and 38 DF, p-value: 6.681e-05

Z výsledk̊u velmi ńızkých p-hodnot je zřejmé, že počátečńı váha kozy má

vliv na jej́ı váhový př́ır̊ustek. Pod́ıvejme se nyńı na to, zda závěry z provedené

ANOVY a regresńı analýzy dokáže opravit užit́ı ANCOVY.

Před provedeńım ANCOVY samotné je třeba ověřit posledńı předpoklad,

a to předpoklad o paralelńıch regresńıch př́ımkách pro jednotlivé druhy krmného

programu. Uvažujme tedy model s interakćı krmný program a počátečńı váha.

> summary(A<-lm(Weightgain~Treatment+Initialwt+Treatment*Initialwt,data=goat))

Coefficients:

Estimate Std. Error t value Pr(>|t|)

(Intercept) 14.37288 2.43047 5.914 9.06e-07 ***

Treatmentstandard -0.02077 3.52029 -0.006 0.99533

Initialwt -0.32567 0.10401 -3.131 0.00345 **

Treatmentstandard:Initialwt -0.05374 0.15040 -0.357 0.72296

Residual standard error: 1.637 on 36 degrees of freedom

Multiple R-squared: 0.4402, Adjusted R-squared: 0.3935

F-statistic: 9.435 on 3 and 36 DF, p-value: 9.765e-05

Existuje statisticky pr̊ukazný vztah mezi váhovým př́ır̊ustkem a počátečńı

váhou kozy pro jednotlivé druhy krmného programu (p-hodnota= 0, 003) a zároveň

neńı významná interakce mezi jednotlivými druhy krmného programu a počátečńı

váhou (p-hodnota= 0, 723). To znamená, že model váhového př́ır̊ustku kozy

záviśıćıho na počátečńı váze kozy je pro oba druhy krmného programu stejný.

Model ale neńı př́ılǐs vhodný jelikož nám vyšla závislost př́ır̊ustku hmotnosti

pouze na počátečńı váze. Vyzkoušejme proto otestovat model bez interakćı.

> summary(C<-lm(Weightgain~Treatment+Initialwt, data=goat))

Coefficients:

Estimate Std. Error t value Pr(>|t|)
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(Intercept) 14.96661 1.75261 8.540 2.82e-10 ***

Treatmentstandard -1.26486 0.51169 -2.472 0.0182 *

Initialwt -0.35137 0.07424 -4.733 3.21e-05 ***

Residual standard error: 1.618 on 37 degrees of freedom

Multiple R-squared: 0.4382, Adjusted R-squared: 0.4078

F-statistic: 14.43 on 2 and 37 DF, p-value: 2.331e-05

Jak je vidět z výsledk̊u model bez interakćı je významný, regresńı př́ımky lze

považovat za paralelńı. Pokud by byla interakce významná, pak by pro každý

krmný program existoval model s jiným sklonem regresńı př́ımky, tj. s r̊uznou

intenzitou vztahu mezi váhovým př́ır̊ustkem a počátečńı váhou kozy.

Obrázek 8: Regresńı př́ımka mezi váhovým př́ır̊ustkem kozy, jej́ı počátečńı váhou
a druh léčby

Vykresleme si pro představu graf regresńıch př́ımek pro model bez inetrakćı

(obrázek 8).

Zjistili jsme, že ani posledńı předpoklad pro provedeńı ANCOVY nelze zamı́t-

nout. Vypoč́ıtejme nejprve opravené hodnoty závislé veličiny
”
váhový př́ır̊ustek“

přepoč́ıtané na pr̊uměrnou hodnotu kovariáty
”
počátečńı váha“ dle vztahu (39).

Hodnotu odhadu parametru β̂ = −0, 351 jsme dostali z testu předpokladu para-

lelńıch regresńıch př́ımek pro model bez interakćı, jako odhad parametru proměnné

Initialwt.

prum_Initialwt=sum(goat$Initialwt)/length(goat$Initialwt)

beta=C$coefficients[3]

Weightgain_anc=goat$Weightgain-beta*(goat$Initialwt-prum_Initialwt)
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Následně provedeme analýzu rozptylu pro opravené hodnoty váhového př́ı-

r̊ustku.

> summary(goat_ancova<-aov(Weightgain_anc~goat$Treatment))

Df Sum Sq Mean Sq F value Pr(>F)

goat$Treatment 1 16.00 15.999 6.277 0.0166 *

Residuals 38 96.86 2.549

Jak je vidět z výledk̊u p-hodnoty= 0, 02, nyńı již můžeme hypotézu o shod-

nosti středńıch hodnot váhového př́ır̊ustku bezpečně zamı́tnout. Užit́ım př́ıkazu

TukeyHSD(), zjǐst’ujeme, že větš́ı váhový př́ır̊ustek vykazovali kozy, na kterých

byl testován intenzivńı krmný program a to o 1, 26 kg.

> TukeyHSD(goat_ancova,"goat$Treatment", ordered = FALSE)

Tukey multiple comparisons of means

95% family-wise confidence level

diff lwr upr p adj

standard-intensive -1.264863 -2.286903 -0.2428231 0.0166365

9.3 Regresńı model s jednou 4-úrovňovou kategoriálńı pro-

měnnou a jednou kvantitativńı proměnnou

Data byla stažena z internetových stránek http://people.sc.fsu.edu/̃jburkardt-

/datasets/regression/x06.txt a reprezentuj́ı data źıskaná na základě pokusu, který

měl za ćıl zjistit zda záviśı délka rybičky na teplotě vody v akváriu. Rybičky byli

chovány ve čtyřech nádobách, kde se v každé nádobě udržovala jiná teplota a to

25◦C, 27◦C, 29◦C a 31◦C. Po narozeńı byli testované rybičky umı́stěny do nádrž́ı

a přeměřovány zhruba každých 14 dńı. K dispozici máme i údaje o věku rybiček.

Ćılem je zjistit, zda má teplota vody v akváriu vliv na délku rybiček.

Datový soubor obsahuje proměnné:

• Length - závislá proměnná udávaj́ıćı délku rybiček. Bohužel údaj o jednotce

měřeńı chyb́ı, předpokládejme, proto, že se jednalo o palce (inch).

• Temperature - kategoriálńı proměnná s úrovněmi 25◦C, 27◦C, 29◦C a 31◦C,

určuj́ıćı udržovanou konstantńı teplotu v akváriu. Jako referenčńı úroveň
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voĺıme posledńı úroveň 31◦C. Daľśı úrovně kódujeme dle následuj́ıćıho sché-

matu:

- 25◦C - kódována 1 pokud je měřená rybička z akvária o teplotě vody

25◦C, jinak 0

- 27◦C - kódována 1 pokud je měřená rybička z akvária o teplotě vody

27◦C, jinak 0

- 29◦C - kódována 1 pokud je měřená rybička z akvária o teplotě vody

29◦C, jinak 0

• Age - nezávislá proměnná udávaj́ıćı věk rybiček.

Pokuśıme se naj́ıt nejlepš́ı model popisuj́ıćı danou situaci. Nadefinujme si nejprve

designovou matici:

x25=as.integer(Fish$Temperature==("25"))

x27=as.integer(Fish$Temperature==("27"))

x29=as.integer(Fish$Temperature==("29"))

Xdum=matrix(c(x25,x27,x29),ncol=3)

Nejprve vyzkoušejme model bez interakćı

> summary(lm(Length~Age+Xdummy,data=Fish))

...

Coefficients:

Estimate Std. Error t value Pr(>|t|)

(Intercept) 299.161 223.482 1.339 0.188440

Age 26.241 1.845 14.221 < 2e-16 ***

Xdummy1 736.273 229.716 3.205 0.002693 **

Xdummy2 842.636 229.716 3.668 0.000728 ***

Xdummy3 923.182 229.716 4.019 0.000259 ***

Residual standard error: 538.7 on 39 degrees of freedom

Multiple R-squared: 0.851, Adjusted R-squared: 0.8357

F-statistic: 55.67 on 4 and 39 DF, p-value: 1.333e-15

Z výsledk̊u velmi ńızkých p-hodnot pro d́ılč́ı t-testy zamı́táme hypotézu o ne-

významnosti věku a teplotě vody akavária. Z indexu determinace vid́ıme, že se

jedná o dobře postavený model, kdy věk rybiček a teplota vody v akváriu z 85%

vysvětluje jejich délku. Nyńı zkusme do modelu přidat interakce mezi věkem

a teplotou vody v akváriu.
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> summary(lm(Length~Age+Xdummy+Age*Xdummy,data=Fish))

...

Coefficients:

Estimate Std. Error t value Pr(>|t|)

(Intercept) 1005.482 327.022 3.075 0.00401 **

Age 17.749 3.475 5.108 1.08e-05 ***

Xdummy1 -212.803 462.479 -0.460 0.64819

Xdummy2 -128.463 462.479 -0.278 0.78278

Xdummy3 18.075 462.479 0.039 0.96904

Age:Xdummy1 11.410 4.914 2.322 0.02602 *

Age:Xdummy2 11.674 4.914 2.376 0.02297 *

Age:Xdummy3 10.881 4.914 2.214 0.03324 *

Residual standard error: 507.3 on 36 degrees of freedom

Multiple R-squared: 0.878, Adjusted R-squared: 0.8543

F-statistic: 37.02 on 7 and 36 DF, p-value: 1.369e-14

Poněkud překvapivě existuje mezi teplotou vody v akaváriu a věkem rybiček

jakýsi vztah, který je pro model velmi významný. Samotná teplota vody v akváriu

již pro model tolik významná neńı. Z indexu determinace vid́ıme, že se jedná

zat́ım o nejlépe postavený model, kdy věk rybiček, teplota vody v akváriu a jejich

vzájemná interakce vysvětluje jejich délku z 87,8%. Z hodnot odhad̊u kategoriálńı

proměnné teplota vody v akváriu můžeme ř́ıci, že délka rybiček umı́stěných

do nejchladněǰśıho akvária s 25◦C je v pr̊uměru o 213 palc̊u menš́ı než délka

rybiček v nejtepleǰśım akváriu s 31◦C, stejně tak rybičky umı́stěné do akvária

s teplotou vody 27◦C jsou v pr̊uměru o 128 palc̊u menš́ı než rybičky z akvária

s 31◦C. V pr̊uměru nejdeľśı rybičky jsou ale umı́stěny v akváriu s teplotou vody

29◦C, jejich pr̊uměrná délka je větš́ı o 18 palc̊u oproti akváriu s 31◦C teplotou

vody. Zkusme nyńı model, kde vypust́ıme z modelu s inetrakcemi teplotu vody

v akváriu:

> summary(lm(Length~Age+Age:Xdummy,data=Fish))

...

Coefficients:

Estimate Std. Error t value Pr(>|t|)

(Intercept) 924.684 157.829 5.859 8.14e-07 ***

Age 18.508 2.158 8.575 1.64e-10 ***

Age:Xdummy1 9.411 2.219 4.242 0.000132 ***

Age:Xdummy2 10.468 2.219 4.718 3.03e-05 ***

Age:Xdummy3 11.051 2.219 4.981 1.33e-05 ***
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Residual standard error: 489.6 on 39 degrees of freedom

Multiple R-squared: 0.8769, Adjusted R-squared: 0.8643

F-statistic: 69.44 on 4 and 39 DF, p-value: < 2.2e-16´

Pro tento model jsou již všechny proměnné velmi významné a index determi-

nace se takřka nezměnil. Můžeme tedy ř́ıci, že délka rybiček záviśı na teplotě vody

s inerakćı na věk. Při pohledu na data (viz obrázek 9) se vkrádá myšlenka na zvo-

Obrázek 9: Vykresleńı dat barevně odlǐsené pro jednotlivá teploty v akváriu

leńı kvadratické závislosti na věku a interakcemi mezi věkem rybiček a teplotou

vody v akváriu.

> summary(reg<-lm(Length~Age+diag(n)%*%Age^2+Age:Xdummy,data=Fish))

...

Coefficients:

Estimate Std. Error t value Pr(>|t|)

(Intercept) -364.91117 87.50430 -4.17 0.00017 ***

Age 61.31285 2.45514 24.97 < 2e-16 ***

diag(n) %*% Age^2 -0.25642 0.01409 -18.19 < 2e-16 ***

Age:Xdummy1 9.41096 0.72124 13.05 1.3e-15 ***

Age:Xdummy2 10.46787 0.72124 14.51 < 2e-16 ***

Age:Xdummy3 11.05083 0.72124 15.32 < 2e-16 ***

Residual standard error: 159.2 on 38 degrees of freedom

Multiple R-squared: 0.9873, Adjusted R-squared: 0.9857

F-statistic: 591.8 on 5 and 38 DF, p-value: < 2.2e-16
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Obrázek 10: Model regresńıch př́ımek závisloti délky rybiček na věku a inetrakćı
mezi věkem a teplotou vody v akváriu

Na základě vykreslených regresńıch př́ımek (obrázek 10), můžeme ř́ıci, že

rybičkám nesvědč́ı pro jejich r̊ust př́ılǐs teplá voda 31◦C, ale ve vodě jen o dva

stupně nižš́ı už se jim co do vzr̊ustu dař́ı nejlépe ze všech.
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Závěr

Tato práce měla za ćıl bĺıže seznámit s pojmem kategoriálńı proměnná a uká-

zat, jak s takovouto proměnnou pracovat.

V teoretické části byli ve druhé kapitole podrobně popsány ne př́ılǐs známé

druhy kódováńı kategoriálńı proměnné včetně jejich interpretaćı, o kterých jsem

měla na začátku psańı práce velmi málo zdroj̊u, které se dané problematiky

dotýkaly jen velmi okrajově. Např́ıklad pouze na základě informaćı o výsledném

tvaru odhadu jednotlivých parametr̊u bylo potřeba odvodit nejen tvary designo-

vých matićı pro r̊uzné druhy kódováńı, ale také princip samotného kódováńı

pro jednotlivé druhy indikátor̊u. Nakonec se mi ale s pomoćı mé vedoućı práce

podařilo sepsat vcelku zaj́ımavou a ucelenou kapitolu včetně ukázky srovnáńı

typ̊u kódováńı na konkrétńıch datech, které se odborná literatura až na malé

výjimky př́ılǐs nevěnuje.

Ve třet́ı kapitole se zabývám samotnou metodou umělých proměnných a daľśı

kapitoly jsou již věnovány aplikaćım této metody v r̊uzných statistických odvětv́ıch.

Zde již bylo sice spoustu literatury, ze které se dalo čerpat, ale na základě ome-

zeného rozsahu práce a faktu, že se některé poznatky v r̊uzných aplikaćıch metody

opakovali, byli některé kapitoly zkráceny a omezeny pouze na fakta týkaj́ıćı se me-

tody umělých proměnných. Pro podrobněǰśı informace o uvedených statistických

analýzách byli v každé kapitole uvedeny odkazy na odbornou literaturu.

V posledńı deváté kapitole jsem se již věnovala ukázkám metody umělých

proměnných na konkrétńıch datech pro vybrané analýzy. Zde jsem se nejv́ıce

potýkala s nedostatkem vhodných dat. Existuje sice spousta data set̊u, ale v dr-

tivé většině jsou velmi malého rozsahu a nav́ıc nesplňuj́ı potřebné předpoklady

(např́ıklad předpoklad normality pro analýzu rozptylu a kovariance). Proto bylo

potřeba otestovat několik dataset̊u, než jsem našla nějaký, který by předpoklady

splňoval a který jsem dále mohla použ́ıt pro daľśı zpracováńı.

Psańı práce mi poskytlo předevš́ım nový pohled na zp̊usob kódováńı kate-

goriálńıch proměnných, kdy člověk neńı vázán pouze velmi známým binárńım

dummy kódováńım, ale má na výběr ze spousty jiných možnost́ı, d́ıky nimž
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źıská nové výsledky a údaje z odhad̊u parametr̊u. Stejně tak zaj́ımavý byl pohled

”
do zákuliśı“ tvorby regresńıch př́ımek a jejich ovlivněńı přidáńım kategoriálńıch

proměnných do modelu. Velmi také oceňuji, že d́ıky psańı této práce, jsem obje-

vila nové zaj́ımavé funkce a zp̊usoby programováńı ve statistickém programu R,

o kterých jsem neměla do této doby ani tušeńı.
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5 Model regresńıch př́ımek s konstantńı změnou úrovňové konstanty
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