ABSTRAKT

V tejto praci sa nachddza zékladny popis principu optickej koherentnej tomografie,
prehlad jej aplikacii a zakladné rozdelenie tychto systémov. Dalej sa praca zaobera
charakterom obrazov optickej koherentnej tomografie, pre ktoré je typicky Sum zvany
spekle. V praci je uvedeny princip vzniku tohto Sumu a vyuzitie jeho zavislosti
na mikroStruktire zobrazovanych tkaniv pomocou textarnej analyzy pre ucely
klasifikacie. Prakticka cast’ tejto diplomovej prace pozostava z pripravy fantomov,
namerania testovacej sady dat na systéme OCT, implementovania metddy analyzy
speklov. v. MATLABe a otestovania funkénosti implementovanych algoritmov
na Standardnom texturdlnom datasete a tiez na nameranych fantomovych obrazovych

datach. Metddy analyzy st pouzité pre segmentéaciu fantomovych obrazovych dat.
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ABSTRACT

This paper presents basic principles of optical coherence tomography, review
of applications and basic categorization of these systems. Paper also deals with the
typical properties of images from optical coherence tomography, especially speckle
pattern. This paper also provides an overview of the origin of speckle noise and
utilization of its dependence on microstructure of probed tissue for image classification
based on textural analysis. Experimental part of this paper consists of phantom
preparation, data acquisition by OCT system, implementation of speckle analysis
in MATLAB and of testing of its functionality on standard textural dataset and also
on acquired image phantom data. Speckle analysis is used for phantom image data
segmentation.
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Uvod

Opticka koherentna tomografia je zobrazovacia modalita, ktora poskytuje obrazy
priecneho rezu tkanivom pomocou mapovania odrazivosti infraCerveného svetla
v blizkej oblasti. Optickd koherentnd tomografia Standardne dosahuje priestorové
rozliSenie 10 — 15 um, a je preto vhodna pre zobrazovanie vrstiev a Struktiry tkaniv. Ma
rozmanité aplikdcie v oblasti mediciny a biologie rovnako ako v oblasti techniky.
Hlavné uplatnenie mad OCT v oftalmologii, kde je v dneSnej dobe povazovana
za klinicky Standard. Podobny rozvoj momentalne prebicha v kardiolégii, kde prvé

komer¢né intravaskularne systémy nachadzaji uplatnenie v klinickej praxi.

Moznosti d’alsich aplikacii OCT, ako pomerne mladej zobrazovacej modality, su
predmetom vyskumu. V OCT obrazoch kolagénu nie st na prvy pohl'ad rozoznatel'né
ziadne Struktiry a moze sa zdat, Ze zobrazuji len exponencidlny utlm jasu
s narastajucou hibkou. Skiimanie tychto obrazov viak ukazuje, Ze obsahuju $truktary
s opakujucim sa charakterom vo forme speklov. Spekle su charakteristickym Sumom
v obrazoch OCT a spdsobuju ich zrnitd Struktiru, ktora rozmazédva detaily a zhorSuje
kontrast obrazu. Informacia zakédovana v $tatistike ich intenzity a fazy, ktora je zavisla
na mikrostruktire zobrazovaného tkaniva, vSak moze byt vyuzita pre ucely klasifikéacie

a segmentacie obrazu.

Tato praca je rozdelend na teoreticku a prakticku Cast. V prvej Casti sa nachadza
zakladny popis principu optickej koherentnej tomografie, prehlad jej aplikacii a
zakladné rozdelenie tychto systémov. V praci je d’alej uvedeny princip vzniku speklov a
prehlad metod textirnej analyzy. V praktickej casti je uvedeny popis pripravy
fantomov, ktoré boli pouzité pre nameranie testovacej sady dat. Tieto data boli spolu
so Standardnym texturdlnym datasetom pouzité pre overenie funkénosti metdd textiirnej
analyzy zaloZzenych na co-occurence maticiach alokalnych binarnych vzoroch.
Nasledne boli metody textarnej analyzy pouzité pre segmentaciu fantomovych
obrazovych dat. Vsetky algoritmy boli implementované v programovom prostredi
MATLAB.



1 Opticka koherentna tomografia

1.1 Princip

Optickd koherentna tomografia (OCT) vyuziva interferenciu svetla a vychadza
z principu  Michelsonovho interferometra. Zakladna schéma Michelsonovho
interferometra je uvedena na obr. 1.1.
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Obr. 1.1 Princip Michelsonovho interferometru (upravené podl'a [1])

Svetlo vychadzajuce zo svetelného zdroja je na delici zviazku — polopriepustnom
zrkadle rozdelené na dva zvizky. Jeden zo zvdazkov po odraze na deli¢i postupuje
k pohyblivému zrkadlu. Druhy zvdzok prechadza delicom a postupuje smerom
k statickému zrkadlu. Zvazky sa po odraze na pohyblivom a statickom zrkadle vracaja
pozdiz smeru dopadu cez deli¢ a dopadaju na fotodetektor. Drahovy rozdiel oboch vin
pri dopade na fotodetektor je Ad = 2(d, - d;). Akékol'vek zmena tohto drahového
rozdielu spdsobi vzajomny fazovy posun vin. Zmenou polohy pohyblivého zrkadla teda
dochadza k fazovému posunu vin a intenzita svetla dopadajiceho na fotodetektor sa
vplyvom interferencie meni. AK je fazovy rozdiel rovny nule, alebo nasobku vinove;j
dizky svetelného zdroja, dochadza pri skladani vin ku konstruktivnej interferencii a
intenzita signalu na fotodetektore je maximalna. Pri fazovom posune rovnom polovici
vlnovej dizky svetelného zdroja alebojej nepiarnym nasobkom dochadza
ku destruktivnej interferencii a intenzita signalu na fotodetektore je nulova. Fazovy
posun medzi tymito extrémami sposobuje Ciastoéne destruktivnu alebo ciastocne
konstruktivnu interferenciu, kedy intenzita na fotodetektore nadobuda hodnoty

medzi nulovou a maximalnou hodnotou v zavislosti na velkosti fazového posunu.



Priebeh intenzity svetla na fotodetektore pri pouziti vysoko koherentného svetelného
zdroja, akym je napriklad laser, je wuvedeny na obr.1.2. Michelsonovym
interferometerom je teda mozné merat’ rozmery objektov s presnostou polovicnej

vlnovej dizky svetelného zdroja.
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Obr. 1.2 Priebeh intenzity signalu pri pouziti vysoko koherentného svetelného zdroja

Pri pouziti vysoko koherentného svetelného zdroja vSak nie je mozné urcit,
pri akej polohe zrkadla je drahovy rozdiel zvdzkov nulovy a z toho vyplyva, Ze pri tejto
konfiguracii interferometra je mozné stanovit’ len relativne posunutie. Tato nevyhodu je
mozné odstranit’ pouzitim zlozitejSich usporiadani interferometru, ktorych popis by bol
nad rdamec tejto prace. Dalsou moznostou je pouzitie nizko koherentného svetelného
zdroja. Nizko koherentny zdroj je na rozdiel od laseru Sirokopasmovy, so Sirkou pasma
radovo desiatok az stoviek nanometrov. Ku konstruktivnej interferencii dochadza len
pri nulovom fazovom posune vietkych vinovych dizok obsiahnutych vo svetle a ten je
rovny nule len v pripade, Ze dizka optickych drah oboch zvizkov je rovnaka. Priebeh
intenzity svetla na fotodetektore pri pouziti nizko koherentného svetelného zdroja je
uvedeny na obr. 1.3.
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Obr. 1.3 Priebeh intenzity signalu pri pouziti nizko koherentného svetelného zdroja

Schéma z obr. 1.1 upravena nahradenim statického zrkadla modelom tkaniva



transparentnym pre vinové dizky pouZitého svetelného zdroja je spolu s vystupnym
signalom detektoru uvedena na obr. 1.4. Model tkaniva obsahuje niekol’ko Ciastocne
reflektivnych rozhrani. V pripade, ze opticka drédha d; medzi delicom zvdzku
a pohyblivym zrkadlom je rovnako dlhd ako opticka drdha d, medzi c¢iasto¢ne
reflektivnym rozhranim tkaniva adelicom zvédzku, dochddza na detektore
ku konstruktivnej interferencii a velkost' vystupného signalu detektoru je zavisla
na intenzite svetla, ktoré sa odrazilo od daného rozhrania, teda na jeho reflektivite.
Posunom pohyblivého zrkadla vznikne jednorozmerny signédl, kde nezavislou
premennou je hibka a zavislou premennou je odrazivost’ tkaniva. [2], [3]
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Obr. 1.4 Princip OCT (upravené podl'a [1])

1.2 Zakladné rozdelenie systémov OCT

Za poslednych dvadsat’ rokov bolo navrhnutych mnozstvo technologickych pristupov
k realizacii OCT. Systémy OCT moézu vyuzivat' objemovi optiku, avSak flexibilita
a velké rozmanitost’ vlaknovej optiky uprednostituje navrhy pouzivajuce jednoméddové
optické vlakna.

1.2.1 Time-domain OCT

Prva generacia systémov OCT, oznaCovana ako ,time-domain“ OCT (TD OCT) je

zalozend na principe vysSie popisaného Michelsonovho interferometra. Klasické

4



usporiadanie vlaknovej verzie systému tejto generacie je uvedené na obr. 1.5. Pozostava
z0 svetelného zdroja, ktorym je vtomto pripade superluminiscencna dioda (SLD),
delica zvéizku vo forme 2 X 2 vldknovej odbocnice, pohyblivého zrkadla, detektoru

a soSoviek L1 — L3, ktoré sluzia na fokusaciu zvizku.
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Obr. 1.5 Vlaknova verzia Time-domain systému OCT (upravené podla [4])

Jednorozmerny signal hibkového skenu je analogicky ku ultrasonografii oznaco-
vany ako A-sken. Vychylovanim zvdzku v smere kolmom na smer jeho Sirenia
a prevedenim amplitidovej modulacie signdlu na modulaciu jasovl vznikd dvoj-
rozmerny tomograficky obraz tkaniva. Pre ziskanie objemovych dat je zvdzok
vychylovany v dvoch na seba navzajom kolmych smeroch. Skenovanie moze byt
zabezpecené pohybom snimanej vzorky, avSak pre urychlenie procesu zobrazenia je
uprednostiované vychyl'ovanie zvizku pomocou galvanometrickych zrkadiel. [4]

1.2.2 Fourier domain OCT

Systémy oznagované ako ,.fourier domain OCT* ziskavaju A-skeny pri nemennej dizke
referenéného ramena interferometru meranim spektralnej odozvy v podobe interfero-
gramu vo frekvencnej oblasti. Naslednou Fourierovou transforméciou interferogramu je
ziskany hibkovy profil reflektivity snimanej vzorky. Existuju dva zékladné pristupy
k realizacii systémov fourier domain OCT, ktoré budi popisané v nasledujucich

podkapitolach.

1.2.2.1 Spectral domain OCT

Pre ziskanie interferogramu sa Vv systémoch spectral domain OCT (SD OCT) pouziva
spektrometer. Usporiadanie vlaknovej verzie uvedené na obr. 1.6 je podobné ako pri TD

OCT systémoch stym rozdielom, Ze referenéné rameno mé konStantni dlzku



a vystupné rameno ma na konci difrakéni mriezku, ktora rozkladd zvédzok na jeho
spektrum. Za difrak¢nou mriezkou G je umiestneny detektor s detek¢nymi elementmi
usporiadanymi v jednej linii. Kazdy =z detekénych elementov teda zaznamenava

intenzitu odrazeného svetla v rdznej Casti spektra signalu.
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Obr. 1.6 Vlaknova verzia spectral domain systému OCT (upravené podla [4])

1.2.2.2 Swept source OCT

Alternativnym pristupom k SD OCT systémom je pouZitie preladiteI'ného tzkopasmo-
vého svetelného zdroja s dostatoénym rozsahom vlnovych dizok. Tieto systémy sa
oznacujui ako swept source — teda s rozmietanym svetelnym zdrojom. Zvycajne sa jedna
0 laserovii diodu s pripojenym externym rezonatorom, ktory pre selekciu vinovej dizky
vyuziva difrakéni mriezku. V tomto pripade je spektrum signdlu zaznamenané
fotodetektorom postupne s meniacou sa vinovou dizkou v celom rozsahu pasma.
Usporiadanie systému tohto typu je uvedené na obr. 1.7. [4]
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Obr. 1.7 Vlaknova verzia Swept source systému OCT (upravené podla [4])

1.3 Zakladné parametre systémov OCT

Jednym z prvkov najvyraznejsie ovplyviujacich parametre systémov OCT je svetelny
zdroj. Zdroj svetla OCT musi mat’ vinovi dizku, ktord zabezpeéi dostatoény prienik
zobrazovanou vzorkou. Biologické tkaniva maji relativne nizky utlm pre vinové dizky
v rozsahu 700 az 1400 nm, kde spodnu hranicu uruje najmé odrazivost a absorpcia
pigmentov melaninu a hemoglobinu a horni hranicu absorpcia vody. Kvdli mensej
odrazivosti je pozorovany vi&si prienik pre vlnové dizky v okoli 1300 nm, zatial' ¢o
vlnové dizky vokoli 800 nm poskytujGi vyssie priestorové rozlisenie. Jednou
z osobitych vlastnosti OCT je, Ze hibkové rozlisenie sa 1isi od lateralneho rozlisenia.
Pre dosiahnutie vysokého hibkového rozlisenia musi byt koheren¢na dizka svetelného
zdroja Co najkratSia. Pre spektrum s gaussovskym rozdelenim so Sirkou A1 (FWHM)
s centralnou vinovou dizkou A, je koheren¢na dizka I, dana rovnicou 1.1. [4]
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Velkéd Sirka spektra niektorych svetelnych zdrojov v spojeni so skutoCnostou, zZe
rozliSenie OCT v médiu s indexom lomu n je l./n, umoznuje rozliSenie v tkanivach
priblizne 1 um. Hoci systémy, Vv ktorych sa pouzivaju femtosekundové lasery dosahuju
vys$$ie rozliSenie, superluminiscen¢né didody (SLD) su vhodnejSou volbou vzhl'adom
na velkost, cenu ajednoduchost prevadzky. Spektralna Sirka jednotlivych SLD,
pohybujuca sa vrozmedzi 25 az 75 nm, umoziuje axialne rozliSenie vyrazne
pod 10 um pri vinovych dizkach v oblasti 800 nm a priblizne 10 um pri v oblasti
1300 nm.

Transverzalne rozliSenie je dané numerickou apreturou fokusujicej optiky, teda



priemerom zvazku a ohniskovou vzdialenost'ou.

KedZe je OCT zalozené na interferometrii, ma vel’ka senzitivitu, ¢o umoznuje
detekciu vel'mi malych signalov. Vhodnou definiciou senzitivity systémov OCT je
pomer medzi reflektivitou dokonale odrazajiceho zrkadla (R = 1) a koeficientom
najmensieho odrazu vo vzorke R,,;,, pri ktorom SNR = 1 (pomer signalu k Sumu).
Senzitivita je teda dana vztahom 1.2. [5]. Senzitivita systémov OCT dosahuje hodnoty
viac ako 100 dB. Vdaka tomu je mozné detegovat’ signdl odrazeny zo vzorky

s vel'kostou 10™° pdvodného signalu. [4]

S =1/Rnin (1.2)

Casova rozliSovacia schopnost systémov OCT je dana rychlostou akvizicie
A-skenov, atym padom je limitovana rychlostou skenovania zmenou dizky
referenéného ramena pri systémoch time-domain, rychlostou odozvy detektorov
detekénej matice pri spectral domain systémoch a rychlostou zmeny vinovej dizky
svetelného zdroja pri swept source systémoch. Vysokd rychlost’ akvizicie je dolezita
pri zobrazovani vel’kych objemov, obzvlast' pri in vivo aplikaciach, kde pohyb ¢astokrat
nie je mozné ovplyvnit. Vysokd Casova rozliSovacia schopnost umoznuje korektné
zobrazovanie vyvoja scény v ¢ase. Casova rozliSovacia schopnost’ Fourier domain OCT
systémov je podstatne vysSia, pretoze pri nich odpadd nutnost mechanického
skenovania pomocou zmeny diZky referenéného ramena. [6]

1.4 Charakter obrazu

Podobne ako obrazy ostatnych zobrazovacich technik vyuZzivajucich koherenciu, aj
obrazy OCT obsahuji Sum zvany spekle (z angl. speckle = Skvrna). Tento Sum
sposobuje zrnita alebo Skvrnith struktaru, zhorSuje kontrast a stazuje schopnost’ rozlisit’
hranice medzi Struktirami s vysokou odrazivostou Vv tkanivach. [7], [8]

1.4.1 Spekle

Spekle vznikaju interferenciou vin s nahodnou fazou. Vysledna vlna je tvorena
sumaciou velkého mnozstva vin vznikajucich odrazom na optickych rozhraniach
Vv zobrazovanom tkanive.

Rozlisuju sa dve zlozky speklov: spekle, ktoré st nositel'mi signalu a signal
poskodzujuce spekle. Prva zlozka vznika jednotlivymi odrazmi dopadajuceho svetla
na optickych rozhraniach, zatial’ ¢o druhé vznik4 z dovodu interferencie foténov, ktoré
boli niekol’konasobne odrazené v smere a v protismere $irenia svetla. Tieto fotony maja
z dovodu nahodnej hibkovej distribucie optickych rozhrani v tkanive az dovodu
kolisajuceho indexu lomu v tkanive nahodnu fazu [9].



Sumové zlozka speklov mé typicky velkost' jedného pixelu, a teda je mozné
potlacit’ ju priemerovanim. Spekle nesuce informaciu o Strukture tkaniva maji zvycajne
vacsiu velkost’ [10]. Vo vyslednom obraze su spekle viditel'né ako zrnita Struktura,
ktora rozmazava detaily v obraze, avSak informdacia zakédovana v Statistike jej intenzity
a fazy moze byt vyuzitd. Tato dualita sposobuje dva rozne pristupy ku pritomnosti
speklov. Prvy pristup sa zameriava na potlacenie speklov, zatial’ ¢o ten druhy vyuZziva

Statistiku ich Struktury, ktora je zavisla na mikrostruktiure zobrazovaného tkaniva. [11]

Velkost' speklov sa meni v zavislosti na velkosti ohniska fokusujicej optiky

a koherenénej dizky zdroja - je teda funkciou rozlisenia OCT systému. [10]

1.5 Aplikacie OCT

Opticka koherentna tomografia ma rozmanité aplikacie v oblasti mediciny a biologie,
rovnako ako v oblasti techniky. Hlavné uplatnenie ma OCT v oftalmologii, kde je
Vv dnesnej dobe povazovana za klinicky Standard. Podobny rozvoj momentalne prebieha
v kardiologii, kde prvé komercné intravaskuldrne systémy nachddzaju uplatnenie
v Klinickej praxi.

V oftalmolégii sa OCT vyuziva na priame zobrazovanie Struktur oka predného
a zadného segmentu in vivo ako ajin vitro. OCT poskytuje obraz prie¢neho rezu
sietnice srozliSenim porovnatelnym pri zobrazovani histologickych preparatov
svetelnym mikroskopom a umoznuje vizualizaciu Struktar sietnice, ktoré nie je mozné
zobrazit' inymi technikami. V porovnani s vySetrenim oc¢ného pozadia pomocou
fluoresceinovej angiografie je OCT neinvazivna a oproti ultrasonografii nevyzaduje
fyzicky kontakt sokom, ktory vySetrenie vyrazne zneprijemiiuje. Ako uz bolo
spomenuté, OCT predstavuje klinicky Standard pri viacerych ochoreniach sietnice a je
stale  CastejSie  pouzivana v diagnostike, monitorovani akontrole liecby
vitreomakularneho trakéného syndromu a makularnych dier, vekom podmienenej
makularnej degeneracie, glaukomu a diabetickej retinopatie.

V kardiologii je hlavnou klinickou aplikaciou intravaskularnej (IV) OCT
monitorovanie a kontrola perkutinnej koronarnej intervencie, obzvlast kontrola
umiestnenia a prilnutia implantovanych koronarnych stentov k cieve. Predmetom
vyskumu je vysetrovanie a klasifikacia nestabilnych aterosklerotickych plakov, ktoré
vyznamne zvySuju riziko infarktu myokardu. IV OCT umoziuje oproti IV
ultrasonografii vd’aka vac¢Siemu priestorovému rozliSeniu zobrazenie podstatne menSich

detailov, a tym zvysit spolahlivost’ klasifikacie.

V oblasti mediciny bol skiimany potencial mnozstva moznych aplikacii
Vv klinickom prostredi. OCT preukazuje sl'ubné vysledky Vv mnohych odvetviach
diagnostiky rakoviny, obzvlast’ v tych, kde by mohli nahradit’ chirurgicka biopsiu alebo



inG invazivnu metoédu. Vlaknové usporiadanie umoziuje integrovanie systému OCT
do mnozstva bezne pouzivanych zariadeni vV medicine a teda aj pouzitie v endoskopii
pre vySetrenie dutych organov, ako st napriklad gastrointestinalny trakt, priedusky ale
aj mocovy mechur. Podobne subkutanne zobrazovacie ihly a sondy rozsiruju moznosti
aplikacie. Prikladom moze byt artroskopickda OCT ako slubny nastroj vo vcasnej

diagnostike osteoartrdzy alebo patologii meniskov.

Okrem diagnostiky je OCT wuzito¢né pre monitorovanie alebo navigovanie
chirurgickych zakrokov. SI'ubnou aplikaciou v tejto oblasti je vySetrenie lymfatickych
uzlin pri rakovine prsnika. PretoZe je posudenie malignity moZzné len pooperativne
pomocou histopatoldgie, je v sucasnosti ¢astokrat odstranenych viac lymfatickych uzlin,
ako je potrebné. VySetrenim morfoldgie a optickych vlastnosti pomocou OCT moze
chirurg s predstihom rozlisit’, ktoré uzliny st v skuto¢nosti metastatické, a tym znizit’

pocet zbytocnych resekcii.

Dalsou z oblasti, v ktorej je pouzitie OCT vyznamne rozsirené je vyvojova
biologia. Jednou z mnozstva aplikacii je napriklad vyskum vyvoja srdca na zvieratach,
ktory poskytuje zasadné poznatky 0 normalnom aabnormalnom vyvine srdca
u stavovcov, ¢im moéze prispiet’ k odhaleniu pri¢in vzniku vrodenych srdcovych chyb
u ¢loveka. [1], [6]
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2 Metody analyzy speklov

Statistika truktary speklov bola v réznych vedeckych pracach vyuzita pre segmentaciu
roznych vrstiev tkaniv viditeInych Vv tomografickych obrazoch, alebo pre odliSenie
nadorového a zdravého tkaniva [8]. Ako uz bolo spomenuté, struktura speklov je zavisla
na mikrostrukture zobrazovaného tkaniva ama urCiti charakteristicku Statistiku.
V obrazovej analyze je tato vlastnost’ obrazu jednou z charakteristik textary. Pre popis a
hodnotenie tychto Statistik je preto mozné pouzit’ textirnu analyzu.

2.1 Textarna analyza

Textry st bezné v prirodzenych obrazoch, apreto st velmi dobre vnimané
a rozoznavané zrakom. Vyznamne prispievaju k rozpoznavaniu hranic a charakteru casti
obrazu, typov povrchu, tvaru objektov a niekedy tiez ich priestorového usporiadania. Aj
napriek tomu je vSak zlozité textiru definovat’ a presnd formdlna definicia neexistuje.
Pouzivaju sa preto rozne nejasné slovné opisy. Textara preto mdze byt popisana ako
Cast’ obrazu, v ktorej ma kolisanie intenzity urCité charakteristické vlastnosti, vnimané
¢lovekom alebo analyzujicim algoritmom ako uniformné (jednotné). Uniformita moze
zahfiat' dokonca aj pomalé zmeny Vo vzhlade textary, ako napriklad na zakrivenom
povrchu z dévodu roznej perspektivy a osvetlenia.

Textara moze byt priblizne pravidelna alebo dokonca viac alebo menej periodicka
(tzv. silna trextira), alebo mdéze byt pomerne stochasticka (nahodna), s charakteri-
stickou Statistikou, ale bez vidite'nej priestorovej pravidelnosti (tzv. slaba textura).
Textira mdze mat’ prevladajicu smerovi orienticiu (napr. hran alebo pozdiznych
buniek) alebo naopak, mdze byt izotropickd; moze byt hruba alebo jemna, moéze
posobit’ ako drsna alebo hladka, zrnitd, bunkova alebo amorfna atd’. Z dovodu takto
velkej rozmanitosti réznych vlastnosti, z ktorych len niektoré mézu byt dolezité

v ur€itej konkrétnej ulohe, bolo navrhnutych mnozstvo pristupov pre textiirnu analyzu.

Mnozstvo textur je tvorenych vzajomne podobnymi malymi objektmi, obvykle
pozostavajucimi z malej skupiny pixelov, takzvanych primitiv. Textiry mozu
obsahovat’ jeden alebo viac druhov primitiv (napr. vlaken, zin, atd.) Velkost' primitiv
potom urcuje ¢i je textura vnimand ako hladké alebo drsnd. Usporiadanie tychto
primitiv méze byt ndhodné (slabé textry) alebo viac alebo menej pravidelné (silné

textury).

Je zrejmé, Ze textirna analyza Sa zaobera urcitou oblastou obrazu alebo dokonca
celym obrazom v pripade, ak popisuje uniformnt texturu (napr. v analyze tkaniv alebo
materialov). V tychto pripadoch je pre ¢o najpresnejsiu klasifikaciu vyhodné vyberat
¢o mozno najvacSie oblasti. Pre ucely segmentacie obrazu zalozenej na klasifikacii
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lokalnej textury je vSak vhodné volit menSie oblasti. Vyber velkosti analyzovanej
oblasti je potom kompromisom medzi priestorovym rozliSenim a presnostou
klasifikacie. V tomto zmysle poskytuje textirna analyza urcité lokalne vlastnosti, a tym
vytvara typicky vektorové parametrické obrazy. V nasledujucich podkapitolach bude

popisanych niekol’ko r6znych metdd textirnej analyzy. [12]

2.1.1 Lokalne vlastnosti ako texturne deskriptory

Pre urcité textury moézu byt parametre lokalnych Statistik prvého radu, ako napriklad
lokalny aritmeticky priemer alebo rozptyl, aj napriek tomu, Ze nezahfiiaji priestorové
vztahy V lokalnej oblasti dostatocne charakterizujicimi. AvSak mnoZzstvo textur,
konkrétne silnych textar, je charakterizovanych doleZitymi priestorovymi vztahmi
medzi ich primitivami, a preto by mala textirna analyza zahfnat’ Statistiky vysSieho
radu, ktoré popisuju rozdelenie pravdepodobnosti pre dvojice alebo skupiny pixelov
s urCitym priestorovym usporiadanim. Pre popis lokdlnych vlastnosti textur je dalej
mozné vyuzit hodnotenie vo frekvencnej oblasti (spektralne vlastnosti) alebo napr.
hodnotenie lokalneho histogramu a podobne. [12]

2.1.1.1 Parametre vo frekvencnej oblasti

Lokalne aplikovanie unitarnych transformdcii moéze taktiez poskytnit vyznamné
informacie 0 lokalnom charaktere obrazu. Aplikovanie transformacie na malom
lokalnom okoli neumoziiuje dosiahnut’ velké spektralne rozliSenie, ¢o vSak pri popise
lokalnych vlastnosti nie je potrebné. Spektralne rozliSenie je dané velkost'ou oblasti
na ktoru je transformacia aplikovand — ¢im je oblast’ menSia, tym je menSie aj
spektralne rozliSenie. Je zrejmé, Ze pocitanie spektralnych parametrov pre kazdy pixel
ako centrum lokalneho okolia nie je vhodné, pretoze vysledné parametre okoli, ktorych
centralne pixely su prili§ blizko pri sebe budt z dovodu velkého prekrytia oblasti skoro
rovnaké. Hustota centralnych pixelov by preto mala byt volend v zavislosti na vel'kosti
lokalneho okolia. Rozumné prekrytie oblasti by malo byt niekde medzi 1/3 a 2/3

V kazdom smere.

Dvojrozmernd diskrétna Fourierova transformacia (DFT) dokéze poskytnut’
informécie 0 lokdlnom charaktere obrazu vo frekvencnej oblasti. Celkové lokélne
spektrum ma prilis velké mnoZzstvo zloziek a preto sa ¢asto pouzivaji urCité odvodené
parametre. Prikladom takéhoto parametru moéze byt energia vybraného frekvencného
pasma — sucet druhych mocnin spektralnych koeficientov v uréitych oblastiach spektra
(vid’ obr. 2.1). Kruhovy filter oddeluje rdozne rozsahy absolutnych frekvencii a teda
modze poskytnut’ informdaciu o prevazujicich priestorovych frekvenciach. Podobne,
klinovy filter urcuje celkovl energiu v jednotlivych smeroch alebo presnejsie v rozsahu

smerov, a tym umoziuje vyhodnotenie hlavnej priestorovej orientacie lokalnych zmien

12



intenzity. Kombinaciou tychto dvoch filtrov vznikd hruba aproximacia spektra

poskytujica informaciu o rozlozeni absolutnych frekvencii v roznych smeroch.

% M

Obr. 2.1 Delenie lokalneho spektra pre ziskanie nizkeho poé¢tu lokalnych spektralnych
parametrov: (zl'ava) klinovy filter, kruhovy filter, kombinovany filter [12]

Dalsou moznostou je este vicie ,,zdruzovanie“ tychto frekvencii do mensicho
poctu parametrov alebo dokonca jedného parametru. Napriklad, rozptyl energii siboru
kruhovych filtrov poskytuje informéciu o rozlozeni velkosti detailov v obraze, zatial’ ¢o
rozptyl energii klinovych filtrov popisuje mieru (an)izotropie. [12]

2.1.2 Co-occurence matice

Co-occurence matice, v preklade matice suc¢asného vyskytu, vyhodnocuju pocetnost
opakujucich sa kombinacii intenzity pixelov i, j pre pary pixelov, ktoré st umiestnené
v definovanej vzajomnej pozicii — vo vzdialenosti d v smere ¢ (alebo kartézskymi dife-
renciami Ax, Ay).

Nech existuje obraz s q uroviami odtienu sivej, okolie pixelu (x, y) aokolie
rovnakého tvaru a velkosti pixelu (x + Ax, y + Ay). Tieto dve oblasti mézu byt
povazované za dva obrazy rovnakej velkosti, pre ktoré¢ je zostrojeny zdruzeny
histogram. Tento dvojrozmerny histogram, tvoreny maticou vel’kosti ¢ X q sa nazyva
co-occurence matica pre parameter posunu (4x, 4y). Elementy matice potom nest
informaciu o poCte  konkrétnych kombindcii odtienov sivej na zodpovedajucich

pixeloch bez ohl'adu na to, kde sa kombinacie nachadzaju v obraze.

Textlra je popisana sadou co-occurence matic pre zvolené hodnoty parametru
posunu. Parametre st obvykle vyjadrené v polarnej stiradnej ststave ako absolltna
vzdialenost d asmer ¢. Diskrétna reprezenticia obrazu evidentne umoziuje len
diskrétne hodnoty obidvoch parametrov, vic¢Sinou sa pouzivaju len Styri smery liSiace sa
o uhol 45° (¢ = 0° 45° 90° a 135°), apodobne d je celo¢iselnym nasobkom
vzorkovacej vzdialenosti (vertikilne a horizontlne), alebo 2 krat vicsim

v diagonalnom smere. Casto sa berie do uvahy len osem susednych pixelov.

BeZzne byva z kazdej co-occurence matice odvodenych Sest, pripadne viac

parametrov v podobe normalizovanych histogramov obsahujucich odhad podmienenych
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pravdepodobnostnych funkcii s, (i, j|d, ). Kazda s,(i,j|d, @) vyjadruje pravdepo-
dobnost’ vyskytu pixelu s odtienom sivej i vo vzdialenosti d od pixelu s odtienom sivej
j Vvsmere ¢ .

Pat’ ¢asto pouzivanych parametrov je danych rovnicami 2.1 az 2.5 [10],

q—-1q-1
Energia = 3 [s, I, (2.1)
i=0 j=0
q-1q-1
Entropia = ) > s5,(i,j1ar) log (5, jId)) 2.2)
i=0 j=0
200 27200 = ) ( = )5, (0, jld
Korelacny koeficient = ol U~ 15y (L] ), (2.3)
020y
q-1q-1
Lokalna homogenita = Z g (l S(p(l jld), (2.4)
i=0 j=0
q-1q-1
Kontrast = 2 2(1 — )?5,(i,jld), (2.9)
i=0 j=0

kde s, (i,j|d) je element co-occurence matice na pozicii (i,)) pre vzdialenost' d, q je

pocet odtienov sivej. Vyznam zvysSnych pouzitych vyrazov je uvedeny v rovniciach 2.6
az 2.9 [10].

qg-1 g-1
2.6
e =) 1) s,(041d), 20
i=0 j=0
q-1 gq-1
Uy = ] S(p(l ]ld) (27)
i=0 j=0
q-1 q—1
= D (=) ) s, (1D, @8)
i=0 =0
q-1 q-1
_ Z(,- — ) Z 5o (0, jld). 2.9)
i=0 =0

Tieto parametre predstavuju rozne spdsoby vyjadrenia distriblicie odtiefiov sivej

pomocou jedného ¢&isla. [10]
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Tymto spdsobom moze byt odvodenych mnozstvo parametrov pre kazdé
analyzované okolie pixelu (x, y), ktoré je mozné povazovat’ za prvky vektoru lokalnych
vlastnosti v obraze. Vektory vSetkych pozicii (x, y) teda tvoria ,,texturadlny parametricky
obraz®“. Pouzitie co-occurence matic naslo uplatnenie pre klasifikaciu réznych typov
textur v pocetnych aplikaciach. [12]

2.1.3 Run-length matice

Run-length matice je mozné prelozit’ ako matice dizky behov. Behy su definované ako
stvislé sekvencie pixelov srovnakymi odtieimi sivej v uréitom smere (obvykle
v smeroch ¢ = 0°, 45°, 90°, a 135°). Princip Run-length matic mdze byt vysvetleny
na dvojrozmernom histograme, ktorého rozmermi st odtiene sivej a dizka behu, ktory
vyjadruje poéetnost’ vyskytu behov konkrétnych diZok pre konkrétne odtiene sivej.
Matice st vytvorené pre kazdy zo smerov. Z tychto matic st vypocitané vhodné popisné
parametre, ako napriklad zdoraznenie kratkych behov, zdoraznenie dlhych behov,
nerovnomernost’ jasovej Grovne, nerovnomernost’ dizky behov, rozdelenie podetnosti
behov atd’. Ticto parametre vytvaraji priznakovy vektor pre kazdy bod (x, y)
analyzovaného obrazu. Je zrejmé ze run-length matice umoznuju rozliSovanie medzi
texturami s kratkymi  a dlhymi  primitivami  a takisto umoziuji  rozpoznanie

prevladajticej orientacie tychto primitiv. [12]

2.1.4 Autokorelacné funkcie

Délezitou charakteristikou mnoZzstva textlr je opakujuci sa charakter. Diskrétna lokalna
autokorela¢na funkcia dana rovnicou 2.10

xyRrs (m,n) = Z Z fike fiemp—n » (2.10)

vypocCitana pre malé okolie bodu so sturadnicami (x, y) moze teda tiez odhalit’
priestorové vlastnosti analyzovanej textury. V zdsade urcuje hrubost’ textary Sirku
hlavného laloku funkcie — ¢im je velkost primitiv vacsia, tym je hlavny lalok Sirsi.
Okrem toho sa v priebehu autokorelaénej funkcie prejavi pravidelna textura ako vrcholy
a udolia. Informécia obsiahnutd v autokorelac¢nej funkcii je ekvivalentnd vykonovému
spektru odvodenému z rovnakej oblasti. Pre pouzitie ako deskriptoru textury je vsSak
kompletna autokorela¢na funkcia prili§ velka a tazko interpretovatelna. Pre znizenie
velkosti vektoru lokalnych parametrov v obraze sa preto pouzivaju rdzne integrujuce
deskriptory odvodené z autokorela¢nej funkcie. Prikladom tychto deskriptorov moéze
byt uz spomenuta Sirka hlavného laloku alebo stupen a frekvencia periodicit. [12]
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2.1.5 Parametrické modely textur

Rozdielny pristup k textirnej analyze je zalozeny na predstave modelovania vzniku
textury. Jednoducha predstava modelu generovania textary je znazornena na obr. 2.2.

biely modelovana
Sum modelovy textara
filter

Obr. 2.2 Model generovania textiry (upravené podla [12])

Dvojrozmerny biely Sum je vstupom linearneho alebo nelinearneho systému (filtra),
ktory produkuje dvojrozmernu textaru. V zavislosti na charaktere a parametroch filtra
mozu byt ziskané rdzne textary. Okrem vlastnosti filtra ovplyviluje textary aj
pravdepodobnostné rozdelenie amplitud vstupného Sumu. Vacsinou sa predpoklada, ze
vstupny biely $um ma Gaussovo rozdelenie a filter je linearny. Casto s vyuZzivané
autoregresivne modely, pretoze vtakom pripade je pozadovany inverzny filter
odhadujuci parametre textury iba nerekurzivny, ¢o znamena ze ma kone¢nt impulznt
charakteristiku, tzv. FIR filter.

Metodologia popisu vlastnosti textir pre linedrny model je zaloZena na predstave
bieliaceho filtra, ktory je systémom konvertujucim textiru na biely Sum s rovnomernym
spektrom. Bieliaci filter musi mat’ evidentne prenosovu funkciu inverznt ku prenosovej
funkcii modelového filtra. Ako ukazuje teodria signalov, bieliaci filter modze byt
odvodeny na zaklade autokorelacnej funkcie obrazu urCovanej textiry. V momente,
kedy je znamy inverzny filter, jeho parametre, ktoré priamo suvisia s parametrami
modelového filtra, mozu byt pouzité pre charakterizovanie textury. Bieliaci filter
navySe po aplikovani na obraz textury poskytuje odhad dekorelovaného vstupného
Sumu. Vd’aka tomu je mozné analyzovat’ pravdepodobnostné rozdelenie amplitiid Sumu,
Ktoré tiez ovplyviluje texturu prostrednictvom vytvorenia histogramu vystupu
bieliaceho filtra, ako je znazornené na obr. 2.3. Tymto spdsobom je mozné ziskat’ popis
textiry pomocou parametrov zalozenych na autokorelacii rovnako ako parametre
odvodené z histogramu reStaurovaného Sumu. Podobny pristup je zaloZeny
na Markovovych ret'azcoch ako modeloch generujucich textiry. Markovove retazce su
dvojrozmerné nahodné procesy generujuce nova hodnotu pixelu s pravdepodobnostnym
rozdelenim ovplyvnenym niekol’kymi vopred urenymi hodnotami pixelov
generovan¢ho obrazu. Je mozné ukézat, Ze pre Gaussovo rozdelenie je predosly
autorekurzivny model $pecidlnym pripadom Markovovho modelu, z ¢oho vyplyva, Ze

Markovove modely st vSeobecnejsie.
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Obr. 2.3 Identifikacia textury zalozena na parametrickom modeli (upravené podl'a [12])

Podobne ako V predchadzajucom pristupe mozu byt parametre Markovovho
modelu pouzité ako parametre textur pre ich klasifikaciu. Navrh modelu pre konkrétny
typ textury vSak nie je jednoduchy, pretoze patricnd Struktira, rdd modelu
a pravdepodob-nostné charakteristiky musia byt stanovené na zaklade urovanej
textary. [12]

2.1.6 Lokalny binarny vzor

Lokalny binarny vzor LBP (z angl. Local binary pattern) je operator, ktory popisuje
textiru obrazu v lokdlnom okoli centrdlneho pixelu. Okolité pixely su prahované
hodnotou tohto pixelu, nasledne vahované prislusnymi vahami a ich hodnoty scitané

ako je uvedené na obr. 2.4 — pdvodna verzia LBP.

Prahovanie Vahovanie
5 4 3 1 1 1 1 2 -+ | 2 -+
BniD ol oo [k
2 0 3 0 0 1 32 | 64 | 128 0 0 [128

LBP = 1+2+4+8+128 = 143

Obr. 2.4 Princip povodného lokalneho binarneho operatoru [13]

2.1.6.1 Odvodenie operatoru LBP

Nech textara T lokalneho okolia Sedotonového obrazu je definovana ako zdruzena
distribucia odtienov sivej P + 1 (P > 0) pixelov obrazu [14]:
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T =t(ge)gor - Gp-1), (2.11)

kde g. je hodnota odtienu sivej centralneho pixelu lokalneho okolia. Hodnoty
gp( =0,...,P — 1) zodpovedaju hodnotim odtiefiu sivej P pixelov rovnomerne
rozloZenych na kruznici s polomerom R(R > 0), ktoré tvoria rota¢ne symetrické okolie
susedov. Stradnice susedov g,, st ur¢ené ako [14]:

(xc + Rcos (z%p) , Ve — Rsin (z%p) ), (2.12)

kde (x.,y.) su suradnice centralneho pixelu. Hodnoty susedov, ktori neleZia presne

na poziciach pixelov v obraze su dopocitané bilinearnou interpolaciou.

Po odc¢itani hodnoty centralneho pixelu od hodndt susedov moéze byt lokalna
textura vyjadrend (bez straty informécie) ako zdruzena distribiicia hodnoty centralneho
pixelu a diferencii [14]:

T =t(Ge 90— 9er 91 — 9o -»Gp—1 — Gc)- (2.13)

Za predpokladu, ze tieto diferencie nie s zavislé na hodnote g., moze byt distribucia

upravena do tvaru [14]:

T = t(gc) t(Go — 9er 91 — Gor -+ Gp—1 — 9)- (2.14)

KedZe ¢len t(g.) vyjadruje len globalny jas obrazu, na ktorom lokalna textara obrazu
nie je zavisla, neposkytuje pre analyzu textury ziadnu relevantni informaciu. Z toho
dovodu je vicsina informacie o charaktere textiry v povodnej distribicii danej rovnicou

2.13 zachovana v distribucii diferencii [14]:

T=t(go—9er 91— 9o+ 9p-1 — 9c)- (2.15)

Tato P rozmerna distribucia diferencii zachytava pocetnost’ vyskytu réznych vzorov
textary v okoli kazdého zpixelov obrazu. Pre dosiahnutie invariantnosti voci
akejkol'vek monotonnej transformacii stupnice odtiefiov sivej sa beru do tvahy len
znamienka diferencii [14]:

T ~ t(5(go = 9c),5(91 — go») »5(gp-1 = 90)), (2.16)
kde
1, x=0
{5 220 e
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Vahovanim kazdého znamienka s(gp - gc) binomickou vahou 2P je distribucia 2.16
transformovana na unikatny LBP kod charakterizujtci lokalnu textiru obrazu v okoli
(xc, ye) [14]:
P-1
LBPp p(xc,yc) = Z s(gp — 9c)2?. (2.18)
p=0
V pripade (P = 8,R = 1) vznika operator ve'mi podobny pévodnému LBP ktory je
uvedeny na obr. 2.4. s tym rozdielom, ze podla 2.18 si hodnoty susedov na diagonalach

ziskané interpolaciou. [14]

2.1.6.2 Rotacne invariantny LBP

Vystupom operatoru LBPpg je 2P roznych hodnot, ktoré zodpovedaju 2P réznym
bindrnym vzorom, ktoré moézu byt tvorené P pixelmi lokalneho okolia. Pri rotacii
obrazu sa hodnoty odtietiov sivej g, pohybuji po obvode kruhu okolo g.. KedZe je
okolie vzdy indexované proti smeru hodinovych ruciciek od pozicie v kladnom smere
osi x, dosledkom rotacie obrazu je prirodzene ina hodnota vystupu LBPpg. Je vSak
zrejmé, Ze pre vzory pozostavajice iba znul alebo jednotiek toto neplati.
Pre odstranenie vplyvu rotacie musi byt kazdy LBP kod rotovany spit’ do referencnej
pozicie, ¢im sa dosiahne rovnaky vystup vsetkych pooto¢enych verzii binarneho kodu.

Tato transformacia je vyjadrena takto [13]:
LBP}% = min{ROR(LBPpg,i)|i =0,1,..,P — 1}, (2.19)

kde index ri vyjadruje rotaént invariantnost’ operatoru. Funkcia ROR(x,i) cyklicky
postiva P-bitové binarne Cislo x i-krat do prava (|i| < P). Ateda pre binarne
¢islo x dané [13]:

P-1

0

&
Il

je operacia ROR definovana ako [13]:

P-1 -1

Z Zk_lak + z 2P_l+kak i>0
k=i k=0

X

i=0
ROR(x,P + i) i <0,

ROR(x,i) = (2.21)

Rotac¢ne invariantny koéd vznika rotaciou pdvodného kodu az do dosiahnutia jeho
minimalnej hodnoty. Na obr.2.5 je vhornom riadku uvedenych Sest’ rotacne
invariantnych kédov. Pod nimi st uvedené ich pootocené verzie ktoré maju vo vysledku

rovnaky kod. Prvé dva kédy v hornom riadku st rotacne invariantné samy o Sebe
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a preto neexistuji iné okolia produkujuce rovnaky koéd. Treti v poradi je vynimocny
tym, ze existuju prave dve jeho verzie. Kazdé zo zvys$nych troch okoli ma spolu sedem
svojich pootocenych verzii, z ktorych dve st uvedené na obrazku. Spolu teda LBPg L

moze nadobudat’ 36 roznych hodnét — produkuje histogram tvoreny 36 stipcami.
{2} {:}
Q oo Q O QO O
O
{34}
Q
= O
Q O Q
O O
o Lo

Obr. 2.5 Lokalne okolia rotované do ich minimalnej polohy — horny riadok a lokalne okolia,

ktoré maju po rotacii rovnaky vysledny rotacéne invariantny LBP kod [13]

Hrubéd kvantizacia uhlového priestoru tymto operatorom je dost’ neefektivna,
pretoze realne obrazy st malo kedy pootocené prave o 45°. Navyse, frekvencia vyskytu
jednotlivych vzorov sa dost’ 1isi. S niektorymi z nich sa mozno stretnat’ len zriedkavo,

¢o robi operator Statisticky nestabilnym.

2.1.6.3 Uniformny a rotacne invariantny uniformny LBP

Pre potlacenie negativnych vlastnosti operatoru LBP;fR bol navrhnuty tzv. uniformny
LBP operator. Ten vznikol na zaklade zistenia, ze urCité vzory st pre popis textury
zasadné atvoria niekedy az 90% z celkového mnozstva vzorov textiry. Nazov
Luniformny* vyjadruje jednu spoloénu ¢rtu tychto vzorov: obsahuju najviac dva
prechody 1-0 alebo 0-1 v rota¢nom binarnom kode. Matematicka definicia uniformity U
pre okolie G je dana takto [13]:
P-1
U(Gp) = Is(gp-1 — 9c) — s(go — 9| + ZIS(gp —9c) = 5(gp-1—9c)| (222
p=1
Za uniformné st povazované vzory shodnotou U menSou, nanajvy§ rovnou dvom.
Celkovy pocet uniformnych vzorov je P(P — 1) + 2. Rotaciou uniformnych vzorov
do polohy, v ktorej maju minimalnu hodnotu vznika rota¢ne invariantny uniformny

LBP operator matematicky vyjadreny ako [13]:

P-1
LBP;'igZ — Zp=os(gp - gc) U(GP) <2
P+1 inak.

(2.23)

Problém hrubej kvantizicie po 45° je mozné vyrieSit zvySenim poctu vzoriek P

rota¢ného okolia, ¢im vznika vacsie rozlisenie s 360°/P kvantizatnymi krokmi.
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2.1.6.4 Rozsirenia LBP

Vo vSeobecnosti nie je textura charakterizovana len priestorovou Strukturou ale aj
intenzitou Struktiry, teda kontrastom. LBP operator popisuje priestorovi Struktiru
textary v lokdlnom okoli, ale tym, Ze neberie do Gvahy velkost' diferencii ignoruje
kontrast, ktory je ako uz bolo nazna¢ené vyznamnou Crtou textiry. Z tohto dovodu je

vel'mi uzitoné doplnit’ operator LBP o operator popisujici mieru kontrastu.

Rota¢ne invariantny lokdlny kontrast modZe byt hodnoteny mnoZinou bodov

rotacne symetrického okolia podobne ako LBP [14]:

P-1
1
VARp R = ;Z(gp - w? (2.24)
p=0

kde

1 P-1
©= ;Z 9p- (2.25)
p=0

VARpr je podla definicie, rovnako ako LBP, invariantny vo¢i posunu na stupnici

odtienov sivej a jedna sa vlastne o lokalny rozptyl.
Medzi druhy ¢asto pouZzivany operator kontrastu patri Cp g [15]:

n n
Zilgi _ijg]'
ny n,

CP,R = (226)

kde

i=nV(gc—gn,) 20,
_ 2.27)
j=n,V(gc—gn,) <O.

Pre vysledny popis lokalneho okolia sa pouziva zdruzena distribicia LBP/C alebo

LBP/VAR vo forme zdruzenych histogramov.
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3 Segmentacia

Segmentacia obrazu je zakladnym krokom v algoritme analyzy a Spracovania obrazu.
Srozvojom digitalnej techniky nachddza segmenticia Siroké uplatnenie. Prikladom
mézu byt priemyselné aplikdcie, bezpecnostné systémy, digitalizacia fyzickych

dokumentov, zobrazovacie systémy v medicine, ¢i digitalna fotografia.

Segmentéacia deli obraz na casti - segmenty, ktoré zodpovedaji konkrétnym
zmysluplnym objektom alebo oblastiam v obraze. Vo vysledku ma kazdy obrazovy
pixel priradeny index vyjadrujici jeho prislusnost’ ku konkrétnemu segmentu. Ziskané
segmenty by mali byt’ uniformné z hl'adiska farby, intenzity alebo textlry. Je zrejmé, Ze
prilahl¢ oblasti by mali byt’ v zmysle tychto charakteristik odlisné.

Segmentacéné algoritmy je mozné rozdelit na dve hlavné kategdrie: riadené
a neriadené. Pri neriadenej segmentécii st druhy roznych objektov alebo dokonca pocet
objektov nezname. Pri riadenej segmentacii mozu algoritmy vyuzit' predchadzajiacu
vedomost’ o poéte alebo type objektov. Dalsou moznostou je rozdelit' algoritmy

na regidnovo orientované a algoritmy zalozené na hranovej detekcii.

Vicsina operatorov analyzujucich textiru poskytuje popis textiry obrazu
pre jednotlivé pixely alebo malé oblasti obrazu. Regionovo orientované metody
segmentacie obrazu zahffaju zoskupovanie pril'ahlych oblasti s podobnymi texturnymi
vlastnostami. Ulohou met6d zaloZenych na hranovej detekcii je hl'adanie oblasti, kde sa

vlastnosti textury nahle menia. Existuje vel’ké mnozstvo réznych algoritmov pre obidva

pristupy.

3.1 Segmentacia zaloZena na hranovej detekcii

Segmentacia zalozend na hranovej detekcii moze byt realizovand rdéznymi
hranovymi detektormi zalozenymi na prvej alebo druhej derivécii. Pri pouziti prvej
derivacie sa v odvodenom obraze hladaji lokdlne maxima ktoré prevySuji stanoveny
prah. Pri detektoroch zaloZenych na druhej derivacii sa v odvodenom obraze hl'ada
prechod nulou.

3.2 Regionovo orientovana segmentacia

Segmentécia narastanim oblasti patri medzi najznamejSie regionovo orientované
algoritmy. Je zaloZena na umiestneni vychodzieho bodu — semienka do urcitej oblasti

a naslednym pripajanim okolitych pixelov pri splneni urcitého kritéria homogenity.

DalSou skupinou st algoritmy zaloZené na zlu¢ovani elementarnych oblasti, ktoré

je mozné povazovat za homogénne. Tymito oblastami mézu byt jednotlivé pixely
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alebo skupiny pixelov. Opét’ sa overuje urcité kritérium homogenity.

Dal§im znamym regiénovo orientovanym algoritmom segmentacie je segmentacia

algoritmom rozvodia.

3.2.1 Segmentacia delenim a zlucovanim oblasti

Delenie oblasti je v uritom zmysle komplementarnym postupom k ich spajaniu.
Zakladnou myslienkou delenia je rozdelit’ oblasti, ktoré nie st z hl'adiska vybrané¢ho
kritéria jednotné (homogénne) na podoblasti. Postup je opakovany so stale menSimi
regionmi az kym kazdy z nich nie je homogénny. Samotné delenie vSak neposkytuje
uspokojivll segmentaciu, pretoze niektoré susediace regiony mozu zostat’ rozdelené aj
napriek tomu, Ze spiiaju kritérium pre zligenie. Z tohto dévodu sa pouziva kombinacia
obidvoch postupov. Je vhodné poznamenat, ze vysledky segmenticie zlu¢ovanim

oblasti a vysledky segmentacie delenim a zlu¢ovanim oblasti sa mézu vyrazne lisit’.

Najmenej komplikovany spdsob delenia pozostava z rozstvrtenia obrazu, ktoré
je opakované na tolkych trovniach, kol'ko je potrebné pre dosiahnutie homogenity
vo vnutri regiénov. Stupeit homogenity je vyhodnoteny v kazdej trovni. Ak je
nedostato¢ny, region je rozdeleny na Stvrtiny atym vytvara nova urovei. Oblast
po splneni kritéria homogenity prirodzene nepodlicha dalSiemu deleniu. Tymto
sposobom je dosiahnuta hierarchickéd reprezentacia obrazu Stvorstromom (quadtree) —
obraz mdze byt popisany stromovym grafom. Najvyssi uzol (koret) zodpoveda celému
obrazu, uzol bezprostredne niZSej urovne jeho Stvrtinovym oblastiam, atd’. Kazdy uzol
teda reprezentuje Cast' obrazu, ktorého velkost a pozicia vyplyvaji z pozicie uzlu
v grafe. Uzol je oznaCeny priemernou hodnotou parametru v oblasti, ktort reprezentuje.
Z tohto materského uzlu vedu v pripade nesplnenia kritéria homogenity d’alSie Styri

vetvy do d’alSej dcérskej trovne.

Po skonceni procesu delenia by mal byt jeho vystup z dovodov spomenutych

na zaciatku tejto podkapitoly podrobeny algoritmu zlu¢ovania oblasti.

Delenie oblasti teda poskytuje subor vhodnych pociato¢nych oblasti
pre algoritmus zlucovania. Segmentdcia delenim a zlu¢ovanim oblasti je pomerne
robustnd, hoci ma prirodzene tendenciu k vytvaraniu ,,schodovitych® oblasti. Priklad
vysledku tejto metddy segmentacie je spolu so zodpovedajicim stromovym grafom
uvedeny na obr. 3.1. [12], [16]
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Obr. 3.1 Segmentacia delenim a zlu¢ovanim: (a) pdvodny obraz, (b) oblasti po deleni, (¢)
vysledny obraz, (d) stromovy graf deleného obrazu [12]
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4 Prakticka cast

Prakticka cast’ tejto diplomovej prace pozostava z pripravy fantdbmov, namerania
testovacej sady dat na systéme OCT a implementovania metdd analyzy speklov a ich
pouzitia pre segmentaciu obrazov z OCT. Vsetky algoritmy boli realizované

V programovom prostredi MATLAB.

4.1 Fantomy

Pre vhodné vlastnosti a dobru dostupnost’ bol ako materidl na pripravu fantomov

zvoleny agar6zovy gél. Rozdielne optické vlastnosti boli modelované:
a) roznymi koncentraciami agarozy,
b) pridanim r6zneho mnozstva itralipidu do 1% agar6zového gélu.

Agarézovy gél je bezne vyuzivany pri gélovej elektroforéze. Agardza vytvara
termoreverzibilné gély pozostavajice zo sieti retazcov agardzy vzdjomne pospajanych
vodikovymi védzbami a velkych porov, ktoré zadrziavaju vodu. Koncentracia agarozy
ovplyvnuje velkost porov vo vnutri gélu. So vzrastajucou koncentraciou sa velkost’
porov zmenSuje. Velkost' porov sa pohybuje vrozmedzi 0,1 az 1pum V zavislosti
na druhu agardzy, koncentracii ateplote okolitého prostredia [17]. Je mozné
predpokladat, Ze rozna koncentracia bude mat’ vplyv na charakter speklov v obraze
OCT.

G¢él bol pripraveny Standardnym postupom, ktory je uvedeny napr. v navode
na pouzitie DNA Electrophoresis Kitu [18] s tym rozdielom, Ze nebol pouzity pufor,
ktory pri elektroforéze plni funkciu elektrolytu a pre pripravu fantémov nie je potrebny.

Intralipid je infizna intravenézna emulzia, ktora obsahuje kvapocky tuku.
Stanovenie velkosti kvapociek je pri danych rozmeroch problematické a rézne zdroje
uvadzaju rézne velkosti. Podl'a najnovsieho vyskumu obsahuje intralipid kvapocky
s priemernou vel’kostou 0,3 um [19]. Vlastnosti intralipidu od réznych vyrobcov sa
vSak moézu lisit. Je mozné predpokladat, ze rozna koncentracia intralipidu — rézne
mnozstvo rozptyl'ujucich castic ma vplyv na koeficient rozptylu ateda na charakter
speklov.

4.1.1 Postup pripravy gélov

1. Praskovu agar6zu rozpust'te v destilovanej vode.
Prislusné mnozstvo agardzy v destilovanej vode varte v hrubostennej sklenenej
nadobe v mikrovinnej rure az do Gplnej homogenizacie obsahu — pri miesani sa

tavenina javi cira.
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3. Zmes nechajte vychladnat’ cca 5 minut pri izbovej teplote, a potom ju nalejte
do formy.
Pri prirave gélov s intralipidom bol intralipid primieSany do gélu po jeho
homogeniz4cii.
Vtab. 4.1 st uvedené koncentracie pripravenych gélov. Gély boli naliate

do Petriho misiek s priemerom priblizne 2,5 cm do vySky priblizne 1 cm, z ktorych boli
po vytuhnuti vybraté. Nasledne na nich boli namerané fantomov¢ data.

Tab. 4.1 Prehl’ad zloZenia pripravenych gélov

Gél ¢. | Koncentracia gélu [%] | Koncentracia inralipidu [%]
1 0,5 0,0
2 1,0 0,0
3 15 0,0
4 2,0 0,0
5 2,5 0,0
6 3,0 0,0
7 35 0,0
8 1,0 0,25
9 1,0 0,125
10 1,0 0,0625
11 1,0 0,03125
12 1,0 0,015625
13 1,0 0,0078125
14 1,0 1,953125.10°

4.2 Meranie a spracovanie dat

Data boli namerané na komerénom systéme Thorlabs OCS1300SS. Podrobné parametre
tohto systému su uvedené v Tab. 4.2. Surové data zo systému boli ulozené a nasledne
spracované v programovom prostredi MATLAB. Binarny subor obsahuje
okrem surovych dat i zahlavia, v ktorych st ulozené informacie o nastaveni systému
a vlastnostiach akvizicie dat. Data vo forme frekvenénych spektier signdlu
zaznamenanych fotodetektorom boli pomocou spétnej Fourierovej transformacie

prevedené na Sedotonovy obraz reprezentujuci intenzitu odrazov.

Pre kvantizaciu dat na 8-bitovy Sedotonovy obraz vyrobca pouzitého systému
OCT uvadza vztah 4.1:

B =1 A b
= tog () o+ 41

kde A je vstupny a B vystupny obraz, a a b st konstanty zvolené podl'a poZzadovaného
kontrastu, jasu arozsahu v dB. Nastavenie kontrastu ajasu sluzi hlavne pre ucely
vizualizacie. Pre analyzu speklov je vSak vhodnejSie pracovat so surovymi datami
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bez akejkol'vek straty informacie. Z tohto dévodu boli algoritmy testované na datach

surovych a tiez zlogaritmovanych. Logaritmus bol pouzity pre kompresiu dynamiky dat.

Tab. 4.2 Parametre OCT systému Thorlabs OCS1300SS

Optické vlastnosti

Centralna vinova dizka 1325 nm
Sirka spektra (FWHM) >100 nm
Koherenéna dizka 6,0 mm
Priemerny vystupny vykon 10 mW
Senzitivita 100 dB
Axialna rychlost’ skenovania 16 kHz
Vlastnosti 2D zobrazenia priecneho rezu

Snimkova frekvencia (512 riadkov na snimok) 25 fps
Maximéalna zobrazovand vel'kost 4000 x 512 px.
Maximalna zobrazovana hibka 3,0mm
Maximalna zobrazovana Sirka 10 mm
Transverzalne rozliSenie 25 um
Axidlne rozliSenie (vzduch/ voda) 12/9 um
Vlastnosti 3D zobrazenia

Maximalna vel'’kost’ zobrazovaného objemu (d, §, h) 10 x 10 x 3mm
Maximalne rozliSenie (d, §, h) 1024 x 1024 x 512 vx.
Cas skenovania objemu cca30s

4.3 Implementované metddy Klasifikacie

Pre analyzu speklov boli implementované dve metody. V prvej st pouZzité parametre
odvodené z co-occurence matic, ktoré boli popisané v kapitole 2.1.2 kombinované
S parametrami odvodenymi vo frekvencnej oblasti, ktorych princip bol popisany
v kapitole 2.1.1. Druhda metéda je zalozena napopise textiry speklov
pomocou lokalnych binarnych vzorov akontrastu, ktorych princip bol popisany
v kapitole 2.1.6.

4.3.1 Co-occurrence matice a lokalne spektralne parametre

Zo vstupnych dat boli vybrané vyrezy, z ktorych boli nasledne vypocitané co-occurence
matice pre Styri smery (¢ = 0°, 45° 90°, a 135°). Pre kazdu z tychto $tyroch matic
bolo vypocitanych pit parametrov: energia, entropia, korelacny koeficient, lokéalna
homogenita a kontrast. Dalsie tyri parametre boli odvodené z vykonovych spektier
vyrezov. Kazdy z parametrov popisuje energiu v jednom zo Styroch pasem spektra, ¢o
vo vysledku dava dvadsat’styri priznakov pre kazdy vyrez vo forme priznakového
vektoru. Di7ka vektoru uréuje podet rozmerov parametrického priestoru. Volbou
dostato¢ného mnozstva vyrezov bola vytvorend databaza tried. Samotna klasifikacia

bola realizovana vypoctom vzdialenosti vektoru priznakov vybraného vyrezu v m-
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rozmernom priestore (v pripade dvadsiatich étyroch priznakov m = 24) od vektorov

v

testovaného vektoru do konkretnej triedy. Pre vyhodnotenie vzdialenosti bola pouzita

Mabhalanobisova vzdialenost’ dand vzt'ahom 4.2 [20]:

dmanhatanobis = \/(xv - xm)TC_l(xv - xm), 4.2)

kde x, je vektor parametrov vzorky textury, x,, je vektor parametrov modelu textary
a C je kovarian¢na matica a klasifikator k-najblizsich susedov k-NN (z angl. k-Nearest
Neighbors).

4.3.2 Lokalne binarne vzory

Podobne ako pri predchadzajucej metdode boli z nameranych dat vybrané vyrezy,
pre ktoré boli vypocitané LBP a kontrast. Z odvodenych parametrickych obrazov bol
vypocitany histogram LBP a zdruzeny histogram LBP/C. Histogramy charakterizujtce
konkrétnu triedu boli ziskané spriemerovanim histogramov vyrezov z rovnakej triedy.
Pre klasifikaciu bol pouzity G-test (tiez log likelihood ratio test), test dobrej zhody,
ktory porovnava rozdelenie histogramov ako pravdepodobnostnych funkcii. Jedna sa
0 neparametricky test, a teda nevyzaduje znalost’ rozdelenia pravdepodobnosti. Hodnota
G-vzdialenosti vyjadruje pravdepodobnost, ze rozdelenia dvoch porovnavanych
histogramov pochadzaju ztej iste] populacie: ¢im je jej hodnota vySSia, tym je
pravdepodobnost’, ze vzorky pochadzaju z rovnakej populacie nizSia. Test je dany
vztahom 4.3 [21]:

(-2
—_Z<V,mﬁ>ln<;ﬁ>l

(2 G2

kde f; je pocetnost’ V stipci histogramu i, v je histogram vzorky textiry, m je histogram

modelu textry a n je podet stipcov histogramu.

4.4 Implementovana metdoda segmentacie

Realizovany algoritmus vyuziva k popisu textiry zdruZeny histogram LBP/C a bol
in$pirovany algoritmom Ojala a Pietikdinen [15]. Pozostava z troch etap: hierarchického
delenia oblasti, spajania oblasti a klasifikacie jednotlivych pixelov.
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Na zaciatku prvej etapy je obraz rozdeleny na Stvorce vopred zvolenej velkosti
Smax- Nasledne sa vyhodnocuje uniformita textary v tychto Stvorcoch. Ak Stvorec
nesplni kritérium uniformity dané G-vzdialenostami LBP/C histogramov zo Siestich
kombinacii Styroch podoblasti, je rozdeleny na $tvrtiny. Kritérium je dané vzt'ahom 4.4,

kde G4y je najvacsou a G, najmensou G-vzdialenost'ou a X zvoleny prah.

Gmax

> X (4.4)

Gmin
Proces sa opakuje az do dosiahnutia zvolenej minimélnej velkosti oblasti S,,;,, ktord

obsahuje este dostato¢ny pocet pixelov pre spolahlivu charakterizaciu textary.

V d’alsej etape nasleduje spajanie susednych oblasti Srovnakou textarou.
V jednotlivych krokoch sa spajaji pary susednych oblasti, ktoré spdsobia minimalnu
zmenu v segmentovanom obraze. Velkost tejto zmeny Z je dana vztahom 4.5

Z=pxG, (4.5)

kde p je pocet pixelov mensej z dvoch zlucovanych oblasti a G je vzdialenost dana
vztahom 4.3. Vzdy po spojeni je vypocitany histogram LBP/C vzniknutej oblasti a jej
G-vzdialenost’ od okolitych oblasti. Spajanie oblasti takto pokracuje az do splnenia
podmienky pre ukoncenie, ktora je dana vzt'ahom 4.6

Za

>Y, (4.6)

Zmax

kde Z, je aktualna hodnota Z, Z,,,, je najvacsia z predchadzajicich Z a Y je zvoleny
prah. Aby nedoslo k teoreticky moznému predcasnému ukonceniu etapy spajania
(v pripade oblasti s identickymi LBP/C histogramami) sa podmienka pre ukoncenie

pre prvych 10% moZznych spojeni neoveruje.

Pre zlepSenie lokalizacie hranic je pouzita jednoduchd klasifikdcia hrani¢nych
pixelov. Ako modely textar sluzia segmenty, ktoré st vystupom predchadzajucej etapy,
pricom do vypo¢tu modelovych LBP/C histogramov sa nezahfiaju okrajové oblasti, kde
je pravdepodobnost’ vyskytu ,,cudzej* textiry. Ak sa pixel obrazu nachadza na hranici
aspon dvoch odlisnych segmentov, tzn. jeden z pixelov jeho stvor-okolia patri do iného
segmentu, je Vvjeho okoli o priemere d vypocitany LBP/C histogram a jeho
G-vzdialenost’” od segmentov v ramci overovaného Stvor-okolia. AK sa oznacenie
testovan¢ho pixelu liSi od oznacenia segmentu s najmenSou G-vzdialenostou a zaroven
je vjeho Stvor-okoli aspont jeden d’al$i hrani¢ny pixel, testovany pixel sa priradi
k najbliz§iemu segmentu. Druha z podmienok zabezpecuje hladSie prispdsobenie hranic
segmentov a znizuje pravdepodobnost’ vyskytu malych dier v segmentoch. V d’alsom
kroku sa overuje okolie len tych pixelov, ktorych oznacenie sa v predchadzajucom
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kroku zmenilo. Klasifikacia pixelov sa zastavi v pripade, Ze Ziaden z testovanych
pixelov nezmeni oznacenie alebo pri dosiahnuti maximalneho po¢tu zmien oznacenia.
Tento pocet je dany dvojnasobkom S,,;,, pretoze je mozné predpokladat, ze odhad

hranice po etape spajania moze byt najviac tak d’aleko od skuto¢nej hranice.
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5 Testovanie metdad

Funkénost’ algoritmov bola overena na jednom z najpouZzivanejSich Standardnych
texturalnych datasetov — Brodatz a nasledne boli algoritmy testované na nameranych
fantomovych datach.

5.1 Dataset Brodatz

Z celej databazy bolo vybranych devat obrazkov textur, ktoré st uvedené na obr. 5.1.
Obrazky maja vel'kost 640 x 640 pixelov. Z kazdého obrazu bol vybraty rozny pocet
vyrezov roznych rozmerov. Takto vytvorend databaza vyrezov bola rozdelend na dve
polovice. Jedna polovica bola pouzita na vytvorenie databazy priznakov — modelové

textary, druha na testovanie spravnosti klasifikacie.

Obr. 5.1 Devit testovanych textir Brodatz [22]

5.2 Fantomové data

Z nameranych dat bolo vybranych 20 obrazov prie¢nych rezov kazdého z gélov. Data
boli snimané v rezime, kedy jeden obraz vznika priemerom sekvencie 6smich obrazov
scény. Vystupom tohto rezimu st data vo forme matice rozmerov 512 x 4096, kde
priemer 6smich susednych stipcov tvori jeden stipec vysledného obrazu. Z tychto dat

boli vytvorené dve databazy: jedna pozostavajica zo spriemerovanych obrazov a druha
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Z jednotlivych obrazov sekvencii. Z kazdého z obrazov databazy bol vybraty rézny
pocet vyrezov roznych rozmerov. Prva polovica zo vzoriek kazdého z gélov bola

pouzitd pre vytvorenie databazy priznakov, druhd pre overenie spravnosti klasifikacie.

5.3 Klasifikacia - co-occurence matice a lokalne

spektralne parametre

Ako uz bolo spomenuté, funkcnost' algoritmu pre klasifikaciu bola overena
na texturalnom datasete Brodatz. V tab. 5.1 je uvedena matica zamen, ktora vyjadruje
percentualnu aspesnost’ klasifikacie medzi réznymi textirami z tohto albumu navzajom.
Klasifikacia bola realizovana pomocou vypoctu Mahalanobisovej vzdialenosti, pricom

bolo pouzitych vsetkych 24 parametrov uvedenych v kapitole 4.3.1.

Tab. 5.1 Matica zamen pre album Brodatz, vel'kost’ vzoriek 20%20

texmr; 12 3 4 5 6 7 8 9
1100 0 123 0o 0 0 0 0 0
2/ 01000 0o 0 0O 0 0 0 0
3] 0 09,12 0 0 0 0 0 0
4 o 0o 0100 0 0 0 0 370
s| o0 ©0 864 0 100 0 0 123 0
6/ o o 0 ©0 010 0 0 0
7 o o 0o 0 0O 009877 0 0
g8l o o o0 0 0O 0 009877 0
9 o o 0 0 0 0 123 0 9630

Zakladnym problémom pri pouZiti CO-occurence matic je prevod surovych dat
na 8-bitovy obraz. Data boli kvantované v intervale stanovenom na zaklade ich celkovej

distribucie:
< Qoz2s =3 XIQR; Qo75 +3 XIQR >, (5.1)

kde Q0,25 je dOh’lS’ kvartil, Q0,75 horl’l)'/ kvartil a IQR = QO,75 — Q0,25’
tzv. medzikvartilové rozpdtie (z angl. Interquartile range), ktoré¢ ohranicuje interval,
Vv ktorom sa nachadza 50% vsetkych hodndt distribucie.

U Co-occurence matic bol testovany vplyv vzdialenosti d medzi parmi pixelov.
Tato vzdialenost’ by mala byt’ volenad v zavislosti na velkosti primitiv klasifikovanej
textary. Pre vSetky tri vzdialenosti d =1, d =2 a d = 3 bola celkovd uspeSnost’
okolo 80%. V tab. 5.2 je uvedena matica zamen z testovania priemerovanych surovych
obrazov gélov ¢. 8-14 uvedenych v tab. 4.1. Vsetky parametre nemusia mat’ rovnaku

schopnost’ odlisit’ triedy medzi sebou, a preto je niekedy vhodnejSie skratit’ vektor
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parametrov. Parametre st vo vektore zoradené takto: 1-5 energia, entropia, korelacny
koeficient, lokalna homogenita a kontrast pre prvy smer, 6-10, 11-15 a 16-20 to isté
pre dalSie smery, 20-24 vykon jednotlivych pdsmach. Pre dosiahnutie najlepsej
uspesnosti nebolo vzhladom na velky pocet parametrov redlne skusat vSetky
kombinacie. Preto bola overena uspesSnost’ klasifikacie zvlast pre rozne smery.
Vysledky pre rézne smery boli porovnatel'né — Struktira speklov ma pravdepodobne
izotropicky charakter. Dalej bola overena uspesnost’ klasifikacie pri pouziti parametrov
ziskanych priemerom pre rézne smery — zabezpecCenie rotacnej invariantnosti metody.
Uspesnost’” viak bola horSia ako pri zahrnuti vetkych smerov naraz. Poslednym
sposobom pre skratenie vektoru parametrov bolo pokusné vynechévanie jednotlivych
parametrov z vektoru plnej velkosti. Pri zlepSeni vysledku bol dany parameter
vynechany, pri zhorSeni bol zasa vrateny do vektoru a vynechany d’al$i. Tymto
sposobom bol ziskany aj vektor parametrov pouzity pre klasifikdciu gélov uvedenych
v tab. 5.2.

Tab. 5.2 Matica zamen pre d = 3, vel'kost’ okolia 3030 a vektor parametrov: 1, 10, 12, 13, 16,
18, 20, 21, 22, 23, 24.

Cislo gélu 8 9 10 11 12 13 14
8100 0 0 0 0 0 0

9 0 100 5 0 0 0 0

10 0 0 93,75 6,25 0 0 0

11 0 0 1,25 91,25 7,5 0 0

12 0 0 0 2,5 81,25 16,25 0

13 0 0 0 0 11,25 75 0

14 0 0 0 0 0 0 91,25

Vtab. 5.3 st uvedené najlepSie dosiahnuté vysledky pre agardézové gély
bez intralipidu.

Tab. 5.3 Matica zamen pre d = 1, vel’kost’ okolia 30x30 a vektor parametrov: 1, 10, 12, 13, 16,
18, 20, 21, 22, 23, 24.

Cislo gélu 1 2 3 4 5 6 7
100 0 0 0 0 0 0
100 0 0 0 0 0
46,25 10 1,25 17,5 23,75
5 26,25 13,75 11,25 0

7,5 38,75 67,5 33,75 0
32,5 25 175 37,5 1,25
8,75 0 0 0 75

N o A WwWN R
o O O o o o
o O O o o

Vhodnost’ pouzitia co-occurrence matic pre analyzu speklov bola pocas tvorby tejto
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prace prehodnotena, pretoze tato metdda je zavisla na jase obrazu a teda nevyhodnocuje
len texttru speklov. Metdda by teda odliSila rovnaku textru s roznym jasom ako dve
rozdielne textiry a tym padom je problematické urc¢it' ¢i sa jednd len o zmenu jasu,
alebo 0 zmenu textiry. Tento problém by ciastocne mohola riesit’ korekcia na tlm,
ktora bola implementovana podl'a [23], ktora je zaloZena na ziskani priebehu utlmu
V jednotlivych stipcoch obrazu priemerovanim v posuvnom okne a naslednom pri¢itani
inverzného priebehu k origindlnému stipcu v obraze. Tento postup viak zanasa
do obrazu ur¢iti chybu. Dal§im problémom je zavislost funkénosti metddy
na predspracovani obrazu a ako uz bolo uvedené potreba jeho prevodu na 8-bitovy
obraz.

5.4 Klasifikacia - Lokalne binarne vzory

Uspesnost’ klasifikicie bola testovand implementovanymi operatormi LBP: LBPg 1,
LBP;,, a LBP;g3, samostatne, alebo v kombinacii S operatormi pre vyhodnotenie
kontrastu: Cg4, Ci,, @ Ci63. Pre porovnanie boli testované aj prevzaté operatory [24]:
LBPFY%,, LBP¥% , LBP}'¥? a VARp g.

Vzhladom na to, ze vystupy operatorov LBP mézu nadobtdat’ len diskrétne
hodnoty Vv rozsahu danom konkrétnou verziou operatoru a poctom susedov P, nie je
potrebnd ziadna kvantizicia a Z vystupného parametrického obrazu po aplikacii LBP
operatoru ziskany histogram. Vystupy Operatorov pre hodnotenie kontrastu Cpp a
VARp R vSak mézu nadobudat hodnoty zo spojit¢ho intervalu srozsahom zavislym
na vstupnych hodnotach — hodnotach analyzovaného obrazu, a preto je potrebné tento
rozsah kvantovat’ na urcity pocet urovni q. Najprv bola ziskand celkova distribucia
vystupnych hodnoét aplikovanim operatoru na celu testovaciu mnozinu (prva polovica
vzoriek kazdého z gélov). Nasledne bol ziskany parametricky priestor kvantovany

jednym z troch nasledujucich spdsobov:

a) rozdelenie celého rozsahu od < min; max > na q rovnako vel’kych intervalov,
b) rozdelenie intervalu 5.2 na q rovnako velkych intervalov

< QO,ZS - 1,5 X IQR, Q0,75 + 1,5 X IQR >, (52)

kde Qg 25, Qo,75 @ IQR maji rovnaky vyznam ako uz bolo uvedené vyssie,
c) rozdelenie rozsahu na intervaly srovnakym poctom prvkov, teda na intervaly
ohrani¢ené 100/q percentilmi.

Je mozné predpokladat, ze prvy sposob nebude vhodny ak sa v rozdeleni
vyskytuji odlahlé hodnoty. Druhy sposob sa pouziva v Statistike pre identifikaciu
odl'ahlych hodnét — v pripade kvantovania je zbyto¢né vytvorit’ interval, v ktorom sa
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bude nachadzat’ vel'mi malé mnozstvo hodnét. Treti sposob bude pravdepodobne

najvhodne;jsi, pretoze poskytuje najvacsie rozliSenie kvantizacie [14].

Zo vsetkych moznosti mala najlepsSie vysledky kombinacia operatorov LBPg; a
Cg, Stretim spOsobom kvantovania a preto budil Vv nasledujicom texte hodnotené
vysledky len tejto kombinacie. PorovnateIné vysledky dosahovala kombinacia

operatoru LBPg ; S VARg 1 S rovnakym spésobom kvantovania.

Zasadny vplyv na schopnost’ metddy charakterizovat’ textaru ma velkost’ okolia,
z ktorého sa odvodzuji popisné parametre. Na obr. 5.2 a obr. 5.3 je uvedena zavislost’
uspesnosti klasifikdcie na velkosti lokalneho okolia v rozsahu rozmerov 8x8 az 48x48
pixelov. Na celom rozsahu bolo pouzité kvantovanie na $tyri Grovne, kedy klasifikacia
dosahovala najlepsie vysledky. Tieto zavislosti boli ziskané pri testovani
priemerovanych surovych obrazov gélov 8-14 uvedenych v tab.4.1. Vzorky boli
vyberané v mnozine pre vytvorenie tried aj testovacej mnozine vzdy v rovnakej hibke.
Horny okraj vzoriek mal polohu: 50, 250, a 450 pixelov od horného okraja obrazu.
Z kazdého obrazu bolo vybranych 10 vzoriek s rozstupmi Vv horizontdlnom smere
20 pixelov, pricom pri vacSich vzorkdch sa rozstupy podla potreby zmensili.
Vo vysledku teda pozostavala testovacia mnozina aj mnozina pre vytvorenie tried
z0 100 vzoriek.

Zavislost uspesnosti klasifikacie na velkosti lokalneho okolia: LBP/C
v réznych hibkach - gél + intralipid

100 RN
P L utnie s o
------- e —=K— —X
o = KXo ) = XS
90 e )
e
80 g
S
70 /)Yz,y
60 ,,I/
uspesnost 50 /I/
[%] Y
40 ﬁ/
30 J -=3¢--hibka 50
20 / —>— hibka 250
10 hibka 450
0

4 8 12 16 20 24 28 32 36 40 44 48 52
velkost lokdlneho okolia [px]

Obr. 5.2 Uspesnost’ klasifikacie kombinacie operatorov LBPg, a (g,
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Obr. 5.3 Uspesnost klasifikacie operatoru LBPg 4
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Celkova uspesnost’ zobrazena na vysSie uvedenych grafoch ma pri vzajomnej

klasifikacii siedmich gélov len obmedzenti vypovednu hodnotu. V tab. 5.4 st uvedené

matice zamen, ktoré¢ vyjadruju percentudlnu uspesnost klasifikdcie medzi réznymi

gélmi navzajom.

Tab. 5.4 Matice zamen LBPg; a Cg 4, pocet kvant. Girovni kontrastu: 4, velkost’ okolia: 24x24,
hibka: a) 50, b) 250, c) 450.

Cislo Cislo Cislo
gélul g 9 10 11 12 13 14| (8| 8 9 10 11 12 13 14| |8&u| 8 9 10 11 12 13 14
8l98 0 0 0 8(100 0 0 0 0 0 O 8/98 0 0 O 0
92 93 0 9/ 0 9% 0 0 0 0 O 9/2 91 1 0 0
100 7 87 0 10/ 0 4 99 1 0 0 O 10{0 9 98 0 2
110 0 10 81 0 11/ 0 0 1 7321 0 O 11/0 0 0 73 13 8
120 0 12 76 20 0 12/ 0 0 0 25 69 17 O 12/0 0 0 25 74 21 4
13/0 0 18 80 2 13/ 0 0 0 1 10 76 22 13/ 0 0 0 2 13 52 24
140 0 0 0O 0O O 98 140 0 0 0 0 7 78 140 0 1 0 0 21 62
a) b) c)

Z vyssie uvedenej tabulky je zrejmé, e schopnost’ rozlisit’ rozne gély v rovnakej hibke

je pri danej velkosti pomerne dobra. Klasifikacia vzoriek z testovacej mnoziny, ktora

bola vytvorena V inej hibke ako triedy v$ak uplne zlyhava. V tab. 5.5 je uvedena matica

zamen pre klasifikaciu vzoriek z hibky 250 do tried vytvorenych zo vzoriek v hibke 50.

Tieto vysledky potvrdzuju, Ze charakter speklov sa meni s hibkou obrazu ako bolo
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uvedené v kapitole 1.4.1.

Tab. 5.5 Matica zdmen LBPg; a Cgq, poCet kvant. urovni kontrastu: 4, vel’kost’ okolia: 24x24,

hibka testovanych vzoriek: 250, hibka vzoriek pre vytvorenie tried: 50.

Cislo
gélu
8
9
10
11
12
13 0 0 0 0 0
14| 100 100 100 100 100 100 100

O O O O O |
O O O o o |v
O O O O o
O O o o o o
O O O O o
O O O O ©o
O O o o o o

V tab. 5.6 je uvedena matica zamen pre agar6zové gély bez intralipidu. Vzorky boli
vyberané v hibke 50 pixelov od horného okraja obrazu. Tieto vysledky boli dosiahnuté

pri analyze surovych dat.

Tab. 5.6 Matica zdmen LBPg; a Cgq, poCet kvant. urovni kontrastu: 3, vel'kost’ okolia: 24x24,

hibka testovanych vzoriek: 50, hibka vzoriek pre vytvorenie tried: 50

Cislo
gélu 1 2 3 4 5 6 7
100 0 0 0 0 0
100 0 0 0 0
37 20 21 23 13
19 32 36 21 0
22 24 15
15 21 14 29 2
23 5 5 12 85

N oo oA WN
O O O o o o
o O O o o

)]

5.5 Segmentacia - Lokalne binarne vzory

Z dovodu predpokladu zavislosti textary speklov na hibke v obraze, ktora sa ako bolo
uvedené v predchadzajucej podkapitole potvrdila, bola pre segmentaciu zvolena metdéda
bez ugitel'a. Tym odpadla potreba vytvorenia modelovych textir pre rozne hibky zvlast,

¢o by bolo pomerne tazkopadne.

Segmentacia bola testovana na obrazoch umelo vytvorenych zloZenim obrazov
dvoch roznych gélov. Do stredu jedného obrazu bol umiestneny kruhovy vyrez druhého
obrazu. Jeden z testovanych obrazov je uvedeny na obr. 5.4.
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Obr. 5.4 Umelo vytvoreny obraz — kombinacia gélov ¢. 8 a ¢.11

Ako uz bolo uvedené pri popise principu tohto algoritmu v kapitole 4.4, vlastnosti
segmentacie je mozné upravit’ nastavenim piatich parametrov: prahov X a Y, velkosti
najmensich Casti pri hierarchickom deleni S,,;,,, vel'kosti priemeru d okolia hrani¢nych
pixelov, ktoré su klasifikované v poslednom kroku segmentacie a po¢tu kvantiza¢nych
urovni. Prah X je vhodné volit’ radsej mensi, a rozdelit’ obraz na viac podoblasti, pretoze
nasledujuca etapa spajania je schopna zbyto¢ne rozdelenti uniformnu oblast’ zasa spojit’.
Oprava chyby vzniknutej nerozdelenim oblasti obsahujicej rozne textury vsak nie je
mozna. Pre segmentaciu fantomovych obrazov bola vo vicSine pripadov dostato¢ne
nizka hodnota X = 1,3. Velkost S,,;, je potrebné volit s ohladom na schopnost’
metody odlisit” dve rézne textury. Prijate'na uspesnost’ je vSak, ako je mozné vidiet
na obr. 5.2, dosiahnuta az od velkosti 28x28. Z toho vyplyva, ze pri danej vel’kosti bude
odhad hranic medzi rozlicnymi textGrami po druhej etape segmentacie vel'mi hruby. To
¢o bolo uvedené pre vol'bu S,,;,, plati aj pre vol'bu velkosti priemeru d pre klasifikaciu
hrani¢nych pixelov Vtrete] etape. Je vSak potrebné zvolit kompromis, pretoze
Klasifikacia s prili§ malou velkost'ou okolia je nestabilna a produkuje ¢lenité hranice
a diery vo vnutri vyslednych segmentov, zatial ¢o pri velkom okoli je klasifikacia
stabilnd a hranice su hladké, avSak odhad ich polohy moéze byt nepresny. Vysledny
obraz je po tretej etape zmensSeny na kazdej strane o d/2 pixelov. Na obr. 5.5 je

zobrazeny vysledok prvej etapy segmentacie.

Obr. 5.5 Vysledok prvej etapy segmentacie — hierarchické delenie, gély ¢. 8 a ¢. 13
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Na nasledujicich obrazoch je uvedeny vysledok po druhej atrete] faze

segmentacie.

Obr. 5.7 Vysledok tretej fazy — klasifikacia pixelov, hranice segmentov, gély ¢. 8 a €. 13

Obr. 5.8 Vysledok tretej fazy — klasifikacia pixelov, segmenty, gély ¢. 8 a €. 13

VysSie uvedené vysledky segmentacie boli dosiahnuté pri nasledujucich
nastaveniach: X = 1,3; Y = 2,5; S,,;n = 28; d = 25; kontrast bol kvantovany na 4
urovne. Po hierarchickom deleni je sice obraz zbyto¢ne rozdeleny aj v uniformnych
oblastiach, ¢o je vSak lepsi pripad ako keby boli za uniformné povazované aj oblasti
zahfnajice obidva gély, Co sa nestalo. Vystupom druhej etapy je pomerne hruby, ale

spravny odhad hranic segmentov. Ako je mozné vidiet na obrazkoch Vv strede
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a v spodnej Casti obrazu posledna etapa upresnila polohu hranic, v hornej ¢asti obrazu
vSak zlyhava a odhad hranic segmentov este zhorSuje. Tento vysledok segmentacie patri
medzi najlepsie. Dalsie obrazky vysledkov segmenticie su uvedené v prilohe.
Funk¢nost’ bola testovana aj na textarach z datasetu Brodatz. Na obr. 5.9 je uvedeny
vysledok segmentacie obrazu umelo vytvoreného z piatich textar: D77, D16, D4, D29,
D53. Uspesnost’ segmentacie v tomto pripade dosiahla 99%.

Obr. 5.9 Vysledok segmentacie obrazu tvoreného z piatich textir Brodatz.
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Zaver

Ciel'om tejto prace bolo zoznamit’ sa s principom optickej koherentnej tomografie, jej
aplikaciami a charakterom obrazov, preStudovat’ a popisat’ princip vzniku speklov
V obrazoch a popisat metdody pre ich analyzu. Praktickd cast prace pozostavala
z implementovania metdd analyzy speklov, pripravy fantdomov, namerania fantomovych
dat a otestovani funkc¢nosti implementovanych algoritmov. V programovom prostredi
MATLAB boli implementované dve metody texturnej analyzy pre ucely klasifikacie
a jedna metoda pre segmentaciu obrazov z optickej koherentnej tomografie. Pre analyzu
boli pouzité pristupy zalozené na co-occurence maticiach v kombinacii s parametrami
odvodenymi vo frekvencnej oblasti a na lokdlnych bindrnych vzoroch v kombinacii
s operatormi  vyhodnocujiicimi lok4lny kontrast. Implementovany segmentacny
algoritmus patri medzi regionovo orientované, konkrétne sa jednd o segmenticiu
delenim a zlu¢ovanim oblasti. Funk¢nost’ implementovanych algoritmov bola overena
na jednom z najpouzivanejSich Standardnych texturalnych datasetov — Brodatz.
Nasledne boli algoritmy testované na nameranych fantomovych datach. Pre vhodné
vlastnosti a dostupnost’ bol ako material na pripravu fantémov zvoleny agarézovy gél s
roznymi koncentraciami, ktory je bezne vyuzivany pri gélovej elektroforéze. Pre
dosiahnutie réznych optickych vlastnosti boli pripravené aj gély s r6znym obsahom

intralipidu — vnutrozilnej tukovej emulzie.

Uspesnost’ klasifikacie bola relativne dobra, avsak az pri pomerne velkych
rozmerov klasifikovanych vzoriek a rovnakej vertikalnej polohe. Lepsie vysledky boli
dosiahnuté pri klasifikacii gélov s intralipidom a preto je mozné predpokladat’, Ze
zmena koncentracie agardzy nema dostatoény vplyv na koeficient rozptylu gélu. Dalej
bolo overené, Ze textira speklov sa meni v zavislosti na zobrazovanej hibke. Uz
spomenuta zavislost’ uspesnosti klasifikacie na velkosti rozmerov lokalneho okolia,
Vv ktorom je analyzovana textira speklov, ma pri segmentacii za nasledok len vel'mi
hruby odhad hranic segmentov. Z tohto doévodu zlyhava aj posledny krok v algoritme
segmentacie, ktory by mal hranice upresnit. Na zéklade dosiahnutych vysledkov je
mozné konStatovat, ze textirna analyza speklov zaloZzena na vysSie spomenutych
metodach nie je pre ucely segmentacie obrazov z OCT vel'mi vhodna. Nie je vSak
mozné ani s urcitostou povedat, ako verne vytvorené fantomy modeluji vlastnosti

tkaniv.
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A Elektronicka cast diplomovej prace

A.1 Zdrojové texty

fantom_kruh.m

fantom_kruh_brodatz.m
hodnotenie_segmentacie.m
klasifikacia_co_oc_br_knn.m
klasifikacia_co_oc_br_mahal_dist.m
klasifikacia_co_oc_knn_7.m
klasifikacia_co_oc_mahal_dist_7.m
klasifikacia_lbp_br.m
klasifikacia_Ibp_br_joint.m
klasifikacia_Ibp_joint_7.m
kompenzacia_utlmu_databazy.m
prezeranie_vysledkov.m
segmentacia_lbp_br_final.m
segmentacia_lbp_oct_final.m
vyber_obrazov_agaroza_gel.m
vyber_obrazov_intralipid_gel.m
vytvorenie_databazy co_oc_br_testy.m
vytvorenie_databazy co_oc_br_triedy.m
vytvorenie_databazy co_oc_oct_testy.m
vytvorenie_databazy co_oc_oct_triedy.m
vytvorenie_databazy co_oc_oct_testy kvantizacia.m
vytvorenie_databazy co_oc_oct_triedy_ kvantizacia.m
vytvorenie_databazy lbp_br_testy.m
vytvorenie_databazy |bp_br_triedy.m
vytvorenie_databazy Ibp_oct_testy.m
vytvorenie_databazy Ibp_oct_triedy.m

A.2 Funkcie

cont.m [24]
frgread.m
frgread_surove.m
g_stat.m
g_stat_co.m
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e getmapping.m [24]

e joint_histogram_d.m

e kompenzacia_utlmu.m

e Kkontrast 8 1.m

e Kkontrast 12 2.m

e Kkontrast 16 3.m

e kvantizacia_C.m

e kvantizacia_C_kvantily_igr.m
e kvantizacia_C_median_igr.m
e kvantizacia_C_percentily.m
e kvantizacia_lbp.m

e lbp.m[24]
e |bp 8 1.m
e |bp 12 2.m
e Ibp 16 3.m

e n_susedia_s.m
e p_klasifikacia.m
e stvrtenie.m

A.3 Data

e databaza obr_oct agaroza gel log_10.mat

e (databaza_obr_oct_agaroza_gel_surove.mat

e databaza obr_oct_intralipid_gel log10 bez_priemeru.mat
e databaza obr_oct_intralipid_gel logl0_priemer.mat

e (databaza_obr_oct_intralipid_gel_surove_bez_priemery.mat
e databaza obr_oct_intralipid_gel_surove priemer.mat

e (databaza testov_co_oc_agaroza gel surove.mat

e (atabaza_tried_co_oc_agaroza_gel_surove.mat

e (databaza_testov_lbp_intralipid_gel surove priemer.mat
e databaza tried_lbp_intralipid_gel surove_priemer.mat

e obr_na_segmentaciu_oct_gi_p_s 1 2.mat

e obr_na_segmentaciu_oct gi p s 1 3.mat

e o0br_na segmentaciu_oct gi_p s 1 4.mat

e obr_na_segmentaciu_oct _gi p_s 1 5.mat

e obr_na_segmentaciu_oct gi p s 1 6.mat

e 0br _na segmentaciu_oct gi_p s 1 7.mat

e obr_na_segmentaciu_oct_gi_p_s 2 1.mat



obr_na_segmentaciu_oct_gi_p_s_3 1.mat

obr_na_segmentaciu_oct_gi_p_s 4 1.mat

obr_na_segmentaciu_oct _gi_p s 5 1.mat

obr_na_segmentaciu_oct_gi_p_s 6_1.mat

obr_na_segmentaciu_oct_gi_p_s 7 1.mat

vysledok_segmentacie_gi
vysledok segmentacie_gi
vysledok_segmentacie_gi
D79.gif

D77.gif

D68.gif

D53.gif

D29.gif

D24.gif

D19.gif

D16.gif

D4.gif
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B Vysledky segmentacie

Obrazok 3 Vysledok tretej fazy — klasifikacia pixelov, hranice segmentov, gély ¢. 8 a ¢. 14
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Obrazok 4 Vysledok tretej fazy — klasifikacia pixelov, segmenty, gély ¢. 8 a €. 14

Obrazok 6 Vysledok druhej fazy segmentacie — spajanie oblasti, gély ¢. 14 a ¢. 8
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Obrazok 7 Vysledok tretej fazy — klasifikacia pixelov, hranice segmentov, gély ¢. 14 a €. 8

Obrazok 8 Vysledok tretej fazy — klasifikacia pixelov, segmenty, gély ¢. 14 a €. 8
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