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Abstrakt

Cilem této prace bylo navrhnout a implementovat systém pracujici v redlném case, schopny
detekovat prijezd vozidla k termindlu parkovisté, rozpoznat registra¢ni znacku a automa-
ticky rozhodnout o jeho vpusténi. Systém pro detekci piijezdu automobilu vyuziva algorit-
mus Gaussian Mixture Model. Pro spolehlivou lokalizaci registrac¢ni znacky jsou pouzity dveé
metody. V prvni jsou extrahovany Maximélné Stabiln{ Extrémni Regiony (MSER), zatimco
ve druhé je pouzita transformace Top—Hat. Pro urceni, zda se u nalezenych regiona jedna
o registrac¢ni znacku, je vyuzito klasifikitoru Support Vector Machine (SVM). Klasifikace
znak je provedena pouzitim umélé neuronové sité. Pro implementaci byla pouzita knihovna
OpenCV. Extrakce MSER byla diky navrzené optimalizaci zrychlena az sedmkrat. Pri loka-
lizaci registracni znacky se podafilo dosdhnout tspésnosti 92,47% a spolehlivost klasifikace
dosahuje 90,03%.

Abstract

Goal of this thesis was to design and implement system operating in real time, which
manages to detect incoming vehicle to the car park terminal, recognize its licence plate and
automatically decide on its admission. System uses the Gaussian Mixture Model algorithm
for detection of incoming vehicle. For reliable localization of licence plate are used two
methods, the first one uses of extraction of Maximally Stable Extremal Regions (MSERs),
the second one uses of Top—Hat transformation. Support Vector Machine (SVM) algorithm
is used to decide, whether is the found area a licence plate. Character classification is
performed using artificial neural network. For implementation was used library OpenCV.
Thanks to optimalization is the extraction of MSERs accelerated up to seven times. The
accomplished success rate in case of licence plate localization is 92,47% and in case of
classification of characters is 90,03%.
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Kapitola 1

Uvod

Systémi fungujicich na principu rozpoznani registrac¢ni znacky existuje velmi mnoho a nalé-
zaji své uplatnéni po celém svété v nejriznéjSich oblastech lidské ¢innosti. Takovéto systémy
jsou v dnesni dobé vyuzivany napiiklad u mytnych bran a pro nejrtiznéjsi bezpec¢nostni, mo-
nitorovaci Ci statistické tucely. Systém automatického vpousténi na parkovisté tak muze mit
diky rozpoznani registrac¢ni znacky mnoho dalsich praktickych vyuziti. Piikladem miize byt
jeho vyuziti na placenych parkovistich pro automaticky vypocet dluzné ¢astky na zdkladé
doby parkovani. Tato prace se zaméruje na vpousténi vozidel na parkovisté na zdkladeé
seznamu povolenych registrac¢nich znacek.

Cilem této prace bylo navrhnout a implementovat plné automaticky systém schopny
v realném case na zakladé vstupu ze stacionarni kamery detekovat prijezd automobilu,
rozpoznat jeho registra¢ni znacku a rozhodnout o jeho vpusténi. Prace je tak predevsim
zameéfena na spolehlivé nalezeni a nasledné rozpoznéani registracni znacky.

Navrzeny systém vyuziva algoritmus Gaussian Mizture Model pro detekci prijezdu auto-
mobilu. Diky tomu je také schopny redukovat prohledavanou ¢ast snimku pouze na oblast,
ve které je detekovan pohyb. Pro nalezeni registrac¢ni znacky jsou za ucelem spolehlivosti
vyuzity dvé metody. Prvni metoda vyuziva extrakce Mazximally Stable Extremal Regions,
zatimco druhd metoda vyuziva transformaci Top—Hat. Pro rozhodnoti, zda se u nalezenych
oblasti jedna o registra¢ni znacku, je vyuzit algoritmus strojového uceni Support Vector
Machine, a pro klasifikaci znaku je vyuzita uméld neuronové sif.

V kapitole 2 jsou stru¢né popsany existujici prace zabyvajici se problematikou lokalizace
a rozpoznani registracnich znacek. Pouzité algoritmy pocitacového vidéni jsou podrobnéji
probrany v kapitole 3. Navrzeny systém vcetné konkrétniho popisu fungovani jednotlivych
metod je popsan ve 4 kapitole. V kapitole 5 je stru¢né popsana implementace, datova sada
a predevsim jsou zde zhodnoceny dosazené vysledky.



Kapitola 2

Teorie nalezeni a rozpoznani RZ

Tato kapitola pojednava o pouzivanych metodach lokalizace a rozpoznani registracnich
znacek. Je zde predstaveno nékolik rtuznych praci zabyvajicich se touto problematikou a
kazda z nich je stru¢né popsana. Nejprve je vSak nutné zminit nejpodstatnéjsi vlastnosti
registracnich znacek.

2.1 Vlastnosti registracnich znacek

Zakonik Ceské republiky rozlisuje hned nékolik typti registra¢nich znacek. Co se rozméri
tyce, je dle vyhlasky Ministrestva dopravy ¢. 343/2014 k roku 2016 k dispozici celkem 7
ruznych velikosti. S vyjimkou docasnych registra¢nich znacek, jsou vSechny znacky vyrobeny
ze slitin lehkych kov s jiz prolisovanymi znaky. Nejcasteji pouzivanou velikosti registracnich
znaek pro vétsinu motorovych vozidel je 520 x 110 mm (viz obrézek 2.1). Tento rozmér
je bézné pouzivany také na Slovensku. Vsechna dale zminéna fakta se budou vztahovat
k tomuto typu registra¢ni znacky.

AQO 0000

Obrazek 2.1: Typické rozméry registracni znacky v Ceské republice - 520x110 mm [10]

Znacky se v drtivé vétsiné umistuji do plastovych rameckiu na vozidle, umisténych na
predni i zadni ¢asti vozidla. Znacka by se méla nachazet v podélné ose vozidla, pokud to
vsak konstrukce vozidla neumoznuje, muze se nachazet i vlevo od ni. Znacka by méla byt
vzdy kolmo ke sméru jizdy a priblizné vodorovné k vozovce. Jak dale vyhlaska zminuje,
znacka by méla byt za nesnizené viditelnosti ¢itelna na 40 metri.

Od cervna roku 2004 se znacky vyrabi s modrym pruhem, ktery je umistén v levé ¢asti
registracni znacky. Ten obsahuje logo evropské unie a dvoupismenny kod statu, jak lze
vidét na obrazku 2.1. Znacky jsou také mezi tfetim a ¢tvrtym znakem opatieny kruhovym
prostorem pro umisténi nalepky o technické kontrole. Déle je po obvodu registracnich znacek
veden 4 mm Siroky pruh, jehoz barva se shoduje s barvou znaki na znacce. Oba tyto prostory
jsou téz prolisovany.

Vyhlaska také rozlisuje nékolik barevnych variant registracnich znacek (viz obrazek 2.2).
Tabulky znacek béznych motorovych vozidel maji ¢erné znaky na bilém podkladu. Naproti



tomu tabulky znacek pro zvlastni motorova vozidla maji ¢erné znaky na zlutém podkladu,
pro historickd vozidla zelené znaky na bilém podkladu a znacky pro diplomatické tcely
modré znaky na bilém podkladu. Podklad vsech znacek je navic reflexni.

000 CDQO

A00 0000
00V 0000

Obrazek 2.2: Specilni typy registracnich znacek v Ceské republice. Pievzato z [10]

Znaky registrac¢nich znacek jsou tvoreny velkymi pismeny latinské abecedy a arabskymi
¢islicemi. Kazda znacka je tvofena nejméné 5 a maximalné 8 znaky. Zatimco ¢isla mohou
byt pouzita vSechna v rozsahu 0 az 9, pismena jsou omezena kvuli podobnosti, napt. ¢islice
0 a pismena O nebo Q. Povolend pismena tedy jsou A, B, C, D, E, F, H, I, J, K, L, M, N,
P,R,S, T,U,V, X, Y, Z[l0].

2.2 Metody lokalizace RZ na snimku

Problematika lokalizace registracnich znacek na snimku je aktualnim tématem pocitacového
vidéni jiz od 90. let minulého stoleti. Za tuto dobu bylo vyvinuto hned nékolik vice ¢i
méné efektivnich technik. V této kapitole bude stru¢né predstaveno nékolik z nich. Vétsinu
beznych algoritmil pro lokalizaci registra¢ni znacky lze rozdélit podle téchto t¥i princip,
na kterych funguji: analyza barev, detekce hran a porovnavani se sablonou.

2.2.1 Predzpracovani obrazu

Pro zvysSeni presnosti lokalizace registrac¢nich znacek musi byt nejprve pouzity nékteré tech-
niky pro pfedzpracovani obrazu. Takovychto technik jiz bylo predstaveno mnoho a v nasle-
dujicich odstavcich jsou struéné vysvétleny nékteré z nich.

Prvni technikou je pfevod obrazu na stupné Sedi [I, 2, 4, 16, 7, 11]. Tato technika
je vyuzita v pripadech, kdy algoritmus pro lokalizaci registra¢ni znacky potfebuje znat
informace o jasu v obraze. Pro odstranéni Sumu z obrazu je napriklad pouzivin medianovy
filtr [2], ktery nastavuje hodnoty pixeli na medidn hodnot okolnich pixeli.

V ¢lanku [1] je pouzita technika ekvalizace histogramu, kterd zlepsuje kontrast obrazu.
Tim zlepsuje i kvalitu obrazu a vysledky ziskané z detekce hran. Dals{ technikou je binari-
zace, ktera se také vyuziva pro prevod obrazu na stupné Sedi. Muze byt napiiklad vyuzita
pro zvyraznéni znakl na registra¢ni znacce nebo potlaceni detaili pozadi. Pro binarizaci
obrazu existuje mnoho metod. Napiiklad metoda adaptivniho prahovani pouzitd v praci
[1] segmentuje obraz na regiony, a pro kazdy pak spocte vlastni prdh. Hlavni nevyhodou



prahovani je ovsem to, Ze obcas vrati neuzitecné vysledky a jsou pri ném ztraceny nékteré
dulezité informace o obraze.

Detekce hran [1, 16] je dalsim krokem ptedzpracovani obrazu. Ta detekuje ostré zmény
v jasu obrazu. Vertikalni hrany znaku registracni znacky mohou byt zvyraznény napiiklad
operatorem Sobel [1, 41]. Dalsim takovym operatorem pro detekci hran je napiiklad Canny

[1]. Hlavni nevyhodou vyuzivani téchto operdtoru je to, Zze pii pouziti na komplexnéjsich
obréazcich mohou byt zvyraznény i nezddouci hrany. Toto chovani mtze byt kompenzovano
jejich pouzitim v kombinaci se zékladnimi morfologickymi operacemi [2, 16, 11], které dokazi
rychle a pfesné eliminovat nezddouci hrany. Casto pouzivanou morfologickou transformaci
je napriklad Top—Hat [11], kterd zvyrazni oblast registraéni znacky tim, ze potla¢i pozadi
a jiné nezadouci oblasti.

2.2.2 Lokalizace RZ zaloZeni na detekci hran

Al-Ghaili a kol. [1] pouzili metodu nalezeni a zpracovani registracnich znacek v redlném case,
ktera je zaloZena na hledani vertikdlnich hran. Nejprve je snimek preveden do stupni Sedi a
poté binarizovan pomoci jejich vlastniho vylepseného adaptivniho prahovani, kterému staci
jediny priichod obrazkem. Na obrazku 2.3a lze vidét jeho vystup. Nasledné jsou vyfiltrovany
nezadouci primky s tloustkou 1px, ¢imz je z obrézku redukovan Sum (viz obrazek 2.3b).

——
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Obrézek 2.3: Na obrazku (a) je vidét vystup adaptivniho prahovani pred filtraci nezadoucich
primek. Na obrazku (b) je vidét vysledek po vyfiltrovani nezddoucich primek. Na obrdzku
(c) je pak vidét vysledek detekce hran a nésledného zvyraznovani [1].

Na vysledném obrazku tak vznikly ¢erné a bilé regiony, u kterych je nasledné prove-
dena detekce vertikalnich hran. Pro tento ucel byl implementovan vlastni algoritmus, ktery
dosahuje 5x az 9x vyssich rychlosti nez metoda Sobel. Poté prichazi na fadu procedura,
kterd po radcich prochéazi obraz a porovna vzdy tfi sousedni pixely a vypliuje bilou oblast
mezi ¢ernymi pixely. Takto zvyraznéné oblasti jsou brany jako vysledné oblasti s registracni
znackou, jak lze vidét na obrazku 2.3c.

2.2.3 Lokalizace RZ vyuzitim morfologickych operaci

N. K. Babu a kol. [2] vyuzili pro nalezeni registra¢ni znacky morfologické operace. Snimek
je nejprve preveden na Sedoténovy a ndsledné je aplikovana transformace pro roztazeni
kontrastu obrazu. V takto predzpracovaném obraze jsou pak hrany detekovany pouzitim
Laplaceovy transformace. Takto detekované regiony jsou nakonec extrahovany a dale zpra-
covany pro detekci znaki.

Joe C. H. Poon a kol. [11] vyuzili morfologické operace pro lokalizaci registracni znacky
jiz. v roce 1995. Po prevedeni na Sedoténovy je na obraz nejprve aplikovana transformace



Top—Hat, ktera zvyrazni znaky v registrac¢ni znacce. Poté je kazdy znak preveden na obdél-
nik pouzitim opakované dilatace a minimalizace. Nasledné je detekoviana vzdalenost mezi
znaky. Pouzitim morfologické operace otevreni jsou pak detekovany takové horizontalni
primky, které mezi sebou maji stejnou vzdalenost, jako je vzdalenost mezi znaky, a jsou na
stejné horizontalni trovni. Tyto piimky jsou poté propojeny a jsou vybrany regiony mezi
nimi. Tyto regiony jsou nasledné vyfiltrovany na zakladé jejich tirovné jasu. Zbylé regiony
jsou vyprahovany na zakladé hodnot jejich histogramu. Jesté jsou vyhlazeny vnéjsi okraje
regionu, které jsou poté brany jako nalezené oblasti se znackami.

2.2.4 Lokalizace RZ kombinaci Houghovy transformace a detekce kontur

Pro lokalizaci registra¢ni znacky pouzil T.D. Duan a kol. [1] kombinaci Houghovy trans-
formace a detekce kontur. Pro samotnou lokalizaci jsou zde zavedeny dva moduly, jeden
pro predzpracovani obrazu a druhy pro lokalizaci registra¢ni znacky. Modul pro predzpra-
covani obrazu slouzi k tpravé obrazu tak, aby v ném vynikly hrany. To je provedeno tak,
7e je obraz z kamery nejprve preveden na Sedoténovy, nasledné normalizovan, a je prove-
dena ekvalizace histogramu. Nasledné je aplikovan Sobeltv operator a obraz je binarizovan.
Takto predzpracovany obraz je poté predan druhému modulu pro lokalizaci (viz obrézek
2.4a).

Obrézek 2.4: Na obrazku (a) je vystup modulu pro predzpracovani obrazu. Na obrazku
(b) je zobrazen vystup algoritmu pro detekei kontur. Na obrazku (c) je vykreslena kontura
vyhodnocend jako RZ. Prevzato z [1].

V modulu pro lokalizaci registra¢ni znacky je na obraz nejprve aplikovan algoritmus
pro detekci kontur pro nalezeni uzavienych oblasti (viz obrazek 2.4b). Nalezené kontury
jsou vyfiltrovany pomoci nékolika metod tak, aby zbyly pouze takové, které odpovidaji
vlastnostem registracni znacky (viz obrazek 2.4c). Algoritmus pro detekci kontur je vsak
nespolehlivy u obrazka s nizkou kvalitou. V téchto piipadech algoritmus vraci neuzaviené
oblasti, a kontury tak nejsou nalezeny. Dalsim krokem je v takto nalezenych konturdch
vyhleddni dvojice rovnobéznych primek na zakladé kterych je poté rozhodnuto, zda se jedna
o registrac¢ni znacku ¢i nikoliv. Timto ovérenim vsak mohou projit i jiné objekty, které jsou
pak mylné pokladany za registra¢ni znacku. Dalsi nevyhodou je potom vypocetni ndro¢nost
Houghovy transformace, proto se nehodi pro pouziti v real-time aplikaci.

2.2.5 Lokalizace RZ pomoci extrakce MSER regiona

Zcela odlisny postup zvolili Bo Li a kol. [7], ktefi pro své FeSeni pouzili algoritmus pro
extrakci MSER (Mazimally Stable Extremal Regions). Po jednoduchém predzpracovani ob-
razu, kdy je obraz preveden na sSsedoténovy, je aplikovan algoritmus extrakce MSER. Ten



je lehce poupraven tak, aby vystupem byly pouze ty regiony, u kterych lze dle jejich vlast-
nosti predpokladat, ze by se mohlo jednat o znaky na registrac¢ni znacce. Priklad takovéhoto
vystupu lze vidét na obrazku 2.5a.

Obrézek 2.5: Na obrdzku (a) jsou cervené vykresleny bounding-bory nalezenych MSER
regionii. Na obrdzku (b) jsou zobrazeny skupiny regionti odpovidajici registrac¢ni znadce.
Prevzato z [7].

U takto ziskanych MSER jsou nejprve zjistény vzajemné geometrické vztahy. To je pro-
vedeno tak, ze je kazdy region porovnan s kazdym, na zdkladé ¢ehoz je vytvoren vzajemny
geometricky a jasovy vztah. Kazdy takovyto geometricky vztah obsahuje vlastnosti jakymi
jsou napriklad euklidovska vzdalenost, horizontalni a vertikalni vzdélenost, rozdil velikosti
jejich bounding-boxi (tj. nejmensi mozné ohranicujicici obdélniky), a dalsi. Vzajemny vztah
jasu urcuje, zda jsou oba regiony tmavé nebo svétlé. Na zdkladé téchto vztaht jsou poté
hledany takové skupiny regionu, které odpovidaji rozlozeni znaki na regitrac¢ni znacce. Pri-
klad takto nalezenych skupin je ukdzan na obrazku 2.5b. Vysledkem jsou poté bounding-boxy
takovychto skupin.

2.2.6 Metody zaloZené na extrakci SIFT priznaka

Méné obvyklou metodu zvolili M. Zahedi a S. M. Salehia [16], ktefi pro lokalikaci registra¢ni
znacky vyuzili extrakce SIFT (Scale invariant feature transform) ptiznaki. Pro pouziti této
metody bylo nejprve potieba poridit datovou sadu vzorku regitra¢nich znacek, ze kterych
byly extrahovany klicové body. Tyto klicové body byly umistény do databaze, kterd pozdéji
slouzi k porovnani s nalezenymi priznaky. Pti lokalizaci registra¢ni znacky je obraz trans-
formovan do velké kolekce priznakovych vektoru, které jsou nezavislé na velikosti, rotaci
a CasteCné i na jasu obrazu. V databéazi jsou poté hledany shodné SIFT priznaky s témi,
které byly extrahovany z obrazu. Hledani probihd na zakladé porovnavani euklidovskych
vzdalenosti piiznakovych vektori.

Ze shodujicich se priznaku je vybrdna podmnozina klicovych bodu (ukdzéno na ob-
razcich 2.6). Na zakladé velikosti této podmnoziny a podmnoziny netispésné porovnanych
SIFT priznaku je nasledné vypocteno, s jakou pravdépodobnosti se jedna o hledany objekt.
Pro zvyseni efektivity celého algoritmu je na obraz aplikovana detekce hran, diky které je
zuzen pocet moznych oblasti s registra¢ni znackou.



Obrézek 2.6: Na obrazku (a) je zobrazeno dspésné rozeznani registracni znacky pomoci
kompletniho vzorku. Na obrdzku (b) je ukézdno tispésné rozeznani za pouziti prekrytého
vzorku. Na obrazku (c) je ukdzano pouziti ¢astecného vzorku taktéz vedouciho k tispésnému
rozeznani. Prevzato z [10].

2.3 Metody klasifikace znaki

Stejné jako pro lokalizaci registracni znacky, existuje také mnoho metod Tesici problém
klasifikace znakt. Vitanym faktem je to, Ze registrac¢ni znacky maji jednotny typ a velikost
pisma, coz cely problém zjednodusuje. Nasledujici kapitoly se budou zabyvat nékterymi
existujicimi metodami Tesici problém klasifikace znakt registra¢ni znacky.

2.3.1 Klasifikace zaloZena na metodé HOG

HOG (Histogram of Oriented Gradients) je algoritmus, ktery dokéze prevést obrazek na
priznakovy vektor. HOG funguje tak, ze vypocte histogram gradientni orientace na husté
miizce rovnomérné rozmisténych bunék a pro zvysSeni presnosti vyuziva lokalni normali-
zace kontrastu prekryvajicich se bloku. Tim dokaze efektivné popsat tvar a vzhled objektu.
Vzhledem k tomu, ze HOG vypocitava histogramy na lokalizovanych bunkéach, je tato me-
toda nezavisld na geometrickych i fotometrickych transformacich [7].

Algoritmus, ktery navrhli a implementovali Bo Li a kol. [7], postupuje tak, Ze jsou nej-
prve jednotlivé znaky normalizovany. Toho je dosazeno tim, Ze jsou prevedeny na Sedoténové
a transformovany do jednotného rozméru 20x40 pixeli. Nasledné je na takto normalizované
znaky aplikovina metoda HOG s nastavenou velikosti bunék 5x10 pixeli, velikosti bloku
2x2 a s 9-kanalovym histogramem. Z této metody je tak obdrzen priznakovy vektor o 324
dimenzich.

Pro klasifikaci je nejprve oddéleno nékolik vzorovych znaki, které slouzi jako trénovaci
sada. Pro kazdou t¥idu znaku je vypoctena stfedni hodnota p; priznakovych vektort v tré-
novaci sadé. Takto je ziskdna sada stfednich hodnot {uq, po, ..., uc}, kde C je pocet tiid
znaku. Kazdy dalsi znak je pak klasifikovan tak, ze je nejprve vypocten HOG metodou jeho
priznakovy vektor p a nasledné je odvozena jeho tfida c. To probiha na zdkladé toho, ke
které stfedni hodnoté t¥idy ma priznakovy vektor p nejblize

¢ = argmin |[y; — (2.1)

i=1,2,...,



2.3.2 Klasifikace pouzitim SVM

Klasifikdtor SVM (Support Vector Machine) pouzili ve své praci Liu Yongchun a Yang Jing
[15]. Kazdy znak je nejprve binarizovan operaci LoG (Laplacian of Gaussian), ktera znak
ztendi a také eliminuje nezddouci Sum a dalsi rusivé vlivy z prostfedi. Binarizovany znak
je také normalizovan na jednotnou velikost 18x32 pixelii. Nasledné je extrahovan pfizna-
kovy vektor znaku. Vypocet tohoto vektoru probihé na zakladé struktury znaku a vlastnosti
pixelt. Struktura znaku je vypoc¢tena akumulaci nékolika jeho vlastnosti, jakymi jsou napri-
klad vychylka inflexniho bodu nebo Sifka obrysu. Z vlastnosti pixeld je pro obraz vypocten
vektor, ktery odpovida odstinu a jasu kazdého pixelu. Ziskany piiznakovy vektor je jesté
redukovan na 50 dimenzi algoritmem PCA (Principal Component Analysis). Takto zpra-
covany priznakovy vektor je poté predan klasifikatoru. Pro zvyseni rozpoznavaci rychlosti
a uspeésnosti je pro algoritmus SVM pouzita jadrova funkce RBF (Radial Basis Function),
kterd je vyjadrena nasledovné:

s — a5
k(wi,z;) = exp{ i 5 : } (2.2)

Pro kazdou dvojici tiid znakd je natrénovan SVM klasifikdator. Pii klasifikaci je pak
priznakovy vektor vyhodnocen vsemi Kklasifikatory a tfida s nejvyssi pravdépodobnosti je
zvolena jako vysledna.

2.3.3 Klasifikace umélou neuronovou siti

V dalsi préci, kterou zde zminim, se Nicolas Thome a kol. [13] zaméFili na klasifikaci znaku
pomoci umélé hierarchické neuronové sité. Pro kazdy znak jsou nejprve extrahovany Fourie-
rovy deskriptory z jeho vnitinich i vnéjsich kontur. Nastavenim nizké frekvence deskriptora
je ziskan popis tvaru objektu, ktery je zaroven odolny proti Sumu. Nasledné je pro klasifikaci
pouzita neuronova sit, jejiz architektura je znazornéna na obrazku 2.7.

2™ Level of
Hierarchy
Combinig
the Three
Classifiers

EFRCEE AN HOA B e WY

NS EHRRERT

Obrazek 2.7: Hierarchickd neuronova sit pro klasifikaci znakt. Prevzato z [13].

Na prvni trovni hierarchie jsou ti perceptrony, které maji za tkol rozeznat vnéjsi kon-
turu a az dvé vnitini kontury. Druha Groven zpracovava vystup t¥i neuronovych siti v prvni
darovni a rozhoduje o tom, s jakou mirou pravdépodobnosti patii vstupni znak do které
tridy.



Kapitola 3

Pouzité metody nalezeni a
rozpoznani RZ

Pr1i hledani registracnich znacek ve videosekvencich se casto pouziva detektor pohybu, aby
algoritmus pro lokalizaci znaCky nemusel analyzovat kazdy snimek a bézet tak neustéle.
V této praci jeho pouziti také umoznuje efektivnéji analyzovat pouze aktivni oblast obrazu.
Pro lokalizaci registrac¢ni znacky je pouzit algoritmus extrakce Maxzimally Stable Extremal
Regions a algoritmus Top—Hat. Pro ovéfeni, zda je nalezeny region opravdu registracni
znackou, je pouzit linearni klasifikator Support Vector Machine. Nasledné je pro klasifikaci
jednotlivych znakt pouzita uméld neuronové sit.

3.1 Metoda GMM pro detekci pohybu

Pro detekci piijezdu automobilu v obraze ze stacionarni kamery je pouzit GMM ( Gaussian
Mizture Model. Jednd se o jednu z nejpopularnéjSich rekurzivnich technik pro detekci po-
hybu. GMM k modelovani jast jednotlivych pixelt pouziva distribuc¢ni funkce normalniho
rozdéleni, oznacované také jako Gaussovo rozdéleni. V pribéhu ¢asu jsou ziskavany hodnoty
kazdého pixelu na zdkladé vazené MoG (Mizture of Gaussians). Takovyto model pozadi je
shopny vyrovnat se s rozmanitosti mnoha praktickych situaci a vede k dobrym vysledkim
pri opakovanych pohybech na pozadi, jakymi jsou naptiklad pohyby listu stromu [3, 15].

Méjme x; reprezentujici jas libovolného pixelu snimku v ¢ase t. Za dobu T pak mohou
byt intenzity tohoto pixelu vyjadieny jako {x1,x2,...,2¢, ..., 27} a lze je brat jako smés
Gaussovskych rozlozeni. Pro tento pixel pak miize byt vytvoren GMM s K prvky vyjadieny
nasledovné:

K
P(x,) = ij¢($t§ﬂjaaj) (3.1)

j=1
kde w; je vaha jasu pixelu v case j a
1 —l(m _ ‘)20-‘—2
O(wt; g, 05) = e 2\ TR (3.2)

B V2mo;

je Gaussova funkce hustoty pravdépodobnosti se stfedem p; a standartni odchylkou o;.

[ . [ [ . K _
Vaha w; je nezdpornd a plati, Ze ijl wj = 1.
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Dalsim krokem je rozhodnuti, zda pixel x; nalezi pohybujicimu se objektu nebo pozadi.
V piipadé GMM se obvykle pixely pohybujicich se objekt vyznacuji nizkou vahou w; a vel-

wj

kou odchylkou 6?. Nejprve je v GMM vzestupné sefazeno K prvki na zakladé hodnoty

62
J
Poté je zvoleno prvnich M prvka jako pohybujici se objekt, kde M je vyjadieno jako
m
M:argn}%n(Zﬁ)j>Tm),m<K (3.3)
j=1

kde T, je prah, na zakladé kterého je rozhodnuto, které pixely budou briny jako pixely
pohybujiciho se objektu. Algoritmus GMM je také schopny odlisit stiny a odrazy svétla od
pohybujiciho se objektu, ty je tak mozné ignorovat - jak je tomu napfriklad na obrazku 3.1.

Obrazek 3.1: Ukazka vystupu GMM pii prijezdu automobilu v desti.

3.2 Metoda extrakce MSER

Pii extrakci MSER (Mazimally Stable Extremal Regions) jsou hleddny maximélné stabilni
extrémni regiony v obraze. Regiony jsou definovany svou intenzitou a intenzitou na své
vnéjsi hranici. Za stabilni 1ze potom povazovat ty, které se napri¢ riznymi tirovnémi praho-
vani méni malo. Prahovani je proviadéno nad vSemi Grovnémi intenzity, typicky v rozsahu
intervalu S ={0,1,...,255} [9].

Extrémni jsou ty regiony, které maji bud vyssi nebo nizs{ intenzitu nez je intenzita vsech
ohranicujicich pixelt. To lze vyjadiit matematickym zapisem

Vp € Q,Yq€0Q : I(p)>1(q)VI(p) <I(q) (3.4)

kde @ je region, Q) je vnéjsi hranice regionu a I je obrazek. Extrémni regiony jsou vybi-
rany tak, ze pixely jsou nejprve sefazeny podle intenzity, a poté jsou vlozeny do obrazu.
Rychlost fazeni je v této ¢asti algoritmu, za predpokladu Ze je intenzita v rozsahu intervalu
< 0,255 >, linearni O(n) s n poctem pixelu v obraze. Néasledné je pomoci tzv. union-
find algoritmu ziskan list spojenych slozek a jejich oblasti. Rychlost union-find algoritmu
pouzitého v ¢ldnku [9] je O(nloglogn), tedy témér linedrni.

7 tohoto procesu je ziskana struktura obsahujici oblast kazdé pospojované slozky. Kazda
tato oblast je reprezentovana jako funkce intenzity. Slou¢enim dvou slozek zanikne ta mensi
z nich, a jeji pixely jsou prekopirovany do té vétsi. Nakonec jsou vybrany prahové hodnoty
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na zakladé takovych trovni intenzit, které jsou lokalnimi minimy oblasti slozky. Z téch
jsou poté ziskany maximalné stabilni extrémni regiony. Extrémni region @;+ je maximélné
stabilni, pokud

q(i) = |Qizal / 1Qil (3.5)

mé lokdlni minimum v ¢*. A urcuje, napri¢ kolika trovnémi intenzity musi byt region
stabilni, aby mohl byt povazovan za maximé&lné stabilni. Plati A € S.

Obrazek 3.2: Na obrazku vlevo je zobrazen vstup algoritmu MSER. Na obrazku vpravo jsou
bile vykresleny extrahované maximalné stabilni extrémni regiony.

Jak z vyse uvedeného vyplyva, tak metoda MSER je rychld predevsim pii praci nad
¢ernobilymi obrazky, u kterych se tiroven jasu pohybuje v intervalu < 0,255 >. Jeji vyhodou
je také zachovani stability pfi monoténi zméné jasu obrazu [7]. Na obrazku 3.2 je ukdzan
priklad vystupu extrakce MSER regiont.

3.3 Transformace Top—Hat

Transformace Top—Hat dokaze ve snimku zvyraznit malé prvky a objekty a pfi spravném
nastaveni dokaze rozlisovat vertikalni a horizontalni hrany. Toho lze vyuzit pravé pii de-
tekci registrac¢nich znacek, jelikoz obsahuji znaky u kterych lze predpokladat, ze se daji
v ramci snimku povazovat za malé a maji velké mnozstvi vertikalnich hran. Pro tyto acely
je nejvyhodnéjsi variantou tzv. Black Top—Hat.

Top-hat vyuziva zakladni matematické morfologické operace a uplatnuje se na Sedoté-
novych snimcich. Morfologické operace jsou realizovany jako relace obrazu f(x,y) s jinou
mensi mnozinou B(u,v), tzv. strukturnim elementem. Prvni morfologickou operaci, kterou
tato transformace pouziva, je operace dilatace. Dilatace sklada body dvou mnozin pomoci
vektorového souc¢tu a pouziva se k zaplnéni dér [5]. Definiéni vztah dilatace vypada takto:

f@®B= max (f(r—u,y—v)+ B(u,v)) (3.6)
(u,w)EB

Dalsim krokem je operace eroze, kterd je aplikovana na vystup dilatace se stejnym
strukturnim elementem B. Operace eroze je dudlni k operaci dilatace. Eroze se pouziva pro
zjednoduseni struktury objektu. Defini¢ni vztah eroze vypadéa takto:

feB= min (f(r+uy+v)— B(u,v)) (3.7)
(u,w)EB
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Dilatace nasledovana erozi se nazyva morfologické uzavieni. Tato operace vyhladi ob-
rysy, zaplni diry a spoji tak objekty, které jsou blizko u sebe. Defini¢ni vztah morfologického
uzavteni lze vyjadrit takto:

feB=(f®B)&B (3.8)

Pro dovrseni Top—Hat transformace uz zbyva jenom porovnani vysledného obrazku s tim
puvodnim. Porovnavani snimkt se provadi jako odeéitani urovni jasu kazdého pixelu pu-
vodniho obrazkt od kazdého pixelu vysledného snimku. Top—Hat transformaci T'H lze tedy
vyjadrit nasledovné:

TH=feB—f (3.9)

3.4 Linearni klasifikator SVM

Support Vector Machine (dale jen SVM) je Siroce vyuzivany klasifikator fungujici na prin-
cipu statistického strojového uceni [14]. Pro ucely této prace se bude tato kapitola dale
vénovat pouze linedrnimu SVM, které prvky rozdéluje do dvou trid, kde jedna je pozitivni
a druha negativni.

Hlavni myslenkou je optimalni rozdéleni objektii pomoci nadroviny. Zakladnim pied-
pokladem proto je, Ze jsou od sebe objekty obou tiid linedarné oddélitelné. Pravé jednou
z velkych vyhod SVM je, ze dokaze pracovat s transformovanym priznakovym prostorem.
Jinymi slovy, tyto dvé tiidy nemusi byt linearné oddélitelné v puvodnim prostoru, ale
mohou byt oddélitelné v transformovaném prostoru (viz obrazek 3.3). SVM zvlada tuto
transformaci implicitné pomoci tzv. jadrovych funkei [6].

y(x) =wl¢(x) +b (3.10)

Jakmile jsou data linedrné separovand, SVM hleda optimalni nadrovinu. Tato nadrovina
se poté pouziva pro klasifikaci a je ve formé norméalového vektoru w a skalarniho prahu b,
neboli biasu. Nalezena nadrovina bezchybné oddéluje data a ma co nejvétsi vzdalenost od
trénovacich bodl obou t¥id. Vstupni vektor je pak klasifikovan linearni funkci vyjadiené rov-
nici 3.10, kde ¢(z) predstavuje transformaci pfiznakového prostoru. Trénovaci body, které
jsou nejblize k této nadroviné, se nazyvaji support vectors, neboli podpirné vektory [17].
Viz obréazek 3.3 vpravo.
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Obrazek 3.3: Leva ¢ast obrazku znazornuje objekty obou tfid v ptivodnim prostoru. Prava
¢ast obrazku ukazuje prostor po transformaci a nalezenou optimélni nadrovinu [17].

3.5 Vicevrstva umeéla neuronova sit a algoritmus zpétného
sireni chyb

Obecné je uméld neuronova sit matematicky algoritmus se snahou o napodobeni fungovani
lidského mozku. Takovyto algoritmus se predevsim snazi napodobit nejdulezitéjsi vlastnosti
mozku, jakymi jsou schopnost se ucit, uchovavat znalosti a schopnost generalizovat. Umélé
neuronové sité nasly své uplatnéni napfi¢ nejriznéjsimi obory a jejich problematika je velmi
rozsahla. Proto zde bude omezena pouze na oblast vicevrstvych neuronovych siti pouzivajici
algoritmus zpétného Sifeni chyb (angl. error backpropagation). Informace v této kapitole
jsou Cerpany z [12, g].

3.5.1 Neuron

Mozek je v zasadé sit vzajemné propojenych neuront, které si mezi sebou predavaji infor-
maci, kterou néjakym zptsobem transformuji. Kazdy neuron muze mit n vstupi, ale pouze
jediny vystup y. Model umélého neuronu je zndzornén na obrizku 3.4.

a(§) v

X3 W3

/W4
X

@

Obrazek 3.4: Model umélého neuronu.

Neuron mé vstupy x1, x2, 3,. .., Ty, které jsou ohodnoceny svymi synaptickymi vahami
w1, W2, W3, . .., Wy. VSechny vstupy jsou vazené sec¢teny s vahami a je pri¢ten konstantni prah
neuronu ©. Tim je ziskan vnitini potencial neuronu £. Aby signal mohl projit neuronem,
musi vnitfni potencidl neuronu & prekroc¢it hodnotu prahu ©. Vnitini potencial mize byt
tedy vyjadfen nasledovné:
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N
£=) (wiz;)—© (3.11)
=1

Potencial £ je nasledné transformovan aktivacni prenosovou funkci o. Vystup této funkce
je zaroven vystupem neuronu a lze ho vyjadrit jako

y=o0(8) (3.12)

Aktiva¢éni prenosova funkce o je obecné nelinedrni a transformuje hodnotu vnitiniho
potencialu neuronu. Obvykle je od ni ocekavana jeji diferencovatelnost, coz umoznuje vyu-
zit{ ucicich algoritmi, které jsou zaloZené na gradientnich metodach. Typickym piikladem
aktivacnich prenosovych funkei jsou logistickd sigmoida (viz 3.13) a hyperbolicky tangens,
a jsou casto pouzivany s volitelnou strmosti s.

1

&) =1

(3.13)

3.5.2 Topologie umélé neuronové sité

Topologii neuronové sité urcuje pocet a vzajemné propojeni neurond. Obecné jsou neurony
propojeny tak, zZe vystup z jednoho neuronu je vstupem nékolika jinych neuront. Topologie
sité vyuzivajici algoritmus zpétného sifeni chyb je vicevrstva a dopredna. Dopredna sif je
takova, kde je informace preddvana z neurond nizsi vrstvy do neuront vyssi vrstvy a mezi
neurony nejsou zadné zpétné vazby.

i , ystupni vrstva s
Vstupni vrstva sn Skiyté vrstvy Vystupni vrstv,
neurony m neurony

Obrézek 3.5: Topologie neuronové sité algoritmu zpétného sifeni chyb [3].
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Algoritmus zpétného sifeni chyb rozlisuje tii typy vrstev (viz obrézek 3.5). Nejnizsi
vrstva je vstupni, nejvyssi vrstva je vystupni a mezi nimi se nachazi skryta vrstva. Neurony
jsou v takové siti propojeny tak, ze vystup jednoho neuronu nizsi vrstvy je vstupem vsech
neuronit vys$ vrstvy a sit tak tvoif Uplny orientovany bipartitni graf. Ukolem vstupni
vrstvy je prijmuti vstupniho vektoru a delegovat ho do prvni skryté vrstvy, pficemz pocet
neuronu vstupni vrstvy je ekvivalentni s poc¢tem dimenzi vektoru. Naproti tomu vystupni
vrstva slouzi ke zpracovani vysledku neuronové sité. P¥i pouziti umélé neuronové sité jako
klasifikdtoru je pocet neuront vystupni vrstvy obvykle roven poctu rozliSovanych trid.

Pro ovliviiovani vysledkii a kvality neuronové sité pak slouzi skryté vrstvy, jejichz pocet
a pocet jejich neurond je obvykle volen dle specifického tcelu neuronové sité a je casto
hledan experimentilné. Pro tento tcel existuji razné heuristiky.

3.5.3 Uceni umélé neuronové sité s ucitelem

Uceni umélé neuronové sité, tzv. adaptace, je proces, pri kterém jsou upravovany vahy
vstupt a hodnoty prahti neuronu za tcelem snizit celkovou chybu neuronové sité na mini-
mum. Uceni s ucitelem znamena, ze jsou algoritmu adaptace na zacatku predany spravné
vzory a vystupy. Z téch je pak pocitan rozdil mezi spravnym a skutecnym vystupem a
z toho i celkova chyba sité. Tento typ uceni se nazyva akumulované uceni, ve kterém se
vahy méni az po vyhodnoceni reakce na vsechny vzory.

Celkova chyba sité udava odchylku mezi hodnotami spravnych vystupt a hodnotami
dosazenych vystupu. Pro vSechny spravné vystupy je pro k-ty vzor dopocitavana chyba Ej
jako

m

1
Ep=3 > (dik — yir)? (3.14)
i=1

kde m je pocet vystupnich neuront, d pozadovana hodnota vystupu z neuronu a y je
skuteény vystup z neuronu. Celkova chyba neuronové sité E. se poté pocita jako soucet chyb
Ej, vSech spravnych vzort. Vyjadieno vzorcem E. = > y_; Enp, kde p je pocet spravnych
vzori.

Uprava vahy k-tého neuronu i-tého vstupu v t-té iteraci pak probihé na zdkladé delta
pravidla

0E;
dwig

wig(t) = wi(t —1) — p (3.15)
kde u je koeficient uceni. Pokud maé koeficient uceni prilis nizkou hodnotu, celkova chyba
konverguje k pozadované maximalni chybé pomalu nebo ji nedosdhne nikdy. V opacném
pripadé, pokud je koeficient piilis vysoky, nemusi byt dosazeno konvergence E.. Hodnota
koeficientu uceni se obvykle urcuje experimentalneé.
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Kapitola 4

Navrh systému automatického
pristupu na parkovisté

Rozpoznavani registracnich znacek je aktudlnim a pomérné dlouho fesenym problémem
pocitacového vidéni. Své uplatnéni nalézd v mnoha bezpecnostnich, monitorovacich i sta-
tistickych systémech po celém svété. Tato prace je zaméfena na rozpoznani registracni
znacky vozidla ptijizdéjiciho ke vstupnimu terminalu parkovisté a rozhodnuti o jeho vpus-
téni. Vstupem systému je tedy obraz z vhodné umisténé stacionarni kamery a systém by
meél byt v readlném cCase schopny detekovat prijizdéjici vozidlo, a nasledné nalézt a rozpoznat
jeho registrac¢ni znacku. Pro tento cel je navrzen systém, ktery se zaméruje na detekci a
rozpoznani registracnich znacek o nejpouzivanéjsi velikosti 520x110 mm (kapitola 2.1).

4.1 Analyza problému

Velky vliv na uspésnost celého systému ma v prvni fadé kvalita vstupniho obrazu. Proto
velmi zalezi na pouzité technice, predevsim pak na kvalité zdznamovych zafizeni. Mezi nej-
dulezitéjsi parametry patii rozliSeni a ostrost obrazu, expozicni ¢as uzavérky a svételnost
optické soustavy. Pro zvyseni tspésnosti také mohou byt pouzity kamery s infra piisvitem,
jelikoz registra¢ni znacky jsou reflexivni (viz 2.1) a infracervené svétlo odrazi. Dalsim du-
lezitym parametrem je také umisténi zdznamového zafizeni. Se zménsujicim se thlem mezi
registracni znackou a zdznamovym zafizenim se snizuje jak tispésnost lokalizace registra¢ni
znacky, tak i ispéSnost segmentace a klasifikace znaku. Idealni thel je 90°, tedy kdyz jsou
registracni znacka a zdznamové zatizeni kolmo k sobé. Vhodné umisténi kamery také miize
napomoct eliminaci ruchu v pozadi a zefektivnit tak detekci ptijezdu automobilu.

Dalsim faktorem, ktery muze ve venkovnim prostiedi ztizit rozpoznavani registra¢ni
znacky, je pocasi a zména denni doby. Se zménou denni doby si musi poradit predevsim
zadznamové zafizeni, které by se mélo dokazat prizptisobit svételnym podminkam prostredi.
Rusivym elementem vsSsak mohou byt i jiné zdroje svétla. Napiiklad oslnéni registra¢ni
znac¢ky nebo zaznamového zarizeni sluncem, nebo nevhodné vrzeny stin. U pocasi je po-
treba vyporadat se predevsim s destém nebo slabs$im snézenim. V pripadech silné snizené
viditelnosti vsak obvykle dochézi k selhani takovychto systémi.
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4.2 Zakladni skladba systému

Systém se sklada ze ¢tyr zakladnich ¢asti, které na sebe navazuji. Kazda z téchto c¢asti
obstarava ¢ast funkcionality, zdkladni dekompozice je nasledujici:

e Detekce pohybu
e Nalezeni registrac¢ni znacky
e Klasifikace znakt

e Porovnani s databazi

Vstupem systému je videosekvence, ve které je detekovan pohyb. Ve chvili, kdy se objevi
vozidlo v obraze, je vybrana aktivni oblast s vozidlem. V této oblasti jsou poté nalezeny
kandidatni regiony, které by mohly odpovidat registracni znacce. U téch je nasledné roz-
hodnuto, zda se jedna ¢i nejedné o registracni znacku. U regionu predstavujicich registracni
znacku jsou poté segmentovany znaky. Pokud pocet znaki odpovidd platné registracni
znacce, je provedena klasifikace téchto znaku. Nasledné je vysledek klasifikace vyhodnocen
databazi, na zdkladé které je rozhodnuto, zda mé byt vozidlo vpusténo na parkovisté. Poté
dojde k otevreni zavory po dobu intervalu 7', po ktery neprobiha detekce pohybu ani po-
znavacich znacek. Po uplynuti tohoto intervalu je zdvora opét zaviena a spusténa detekce.
Tento proces je znidzornén na obrazku 4.1 a podrobné popsan v nésledujicich kapitolach.

Vstupni video

ky

Lokalizace kandidatnich
obdélnikd

Detekce pohybu

¢ni znac

A4

Klasifikace registracni
znacky

A

Segmentace znak

\ 4

\ 4

Klasifikace znakd Porovnani s databazi

Hleddani a rozpoznavani registra

\ 4 A\ 4

Rozhodnuti o vpusténi na

parkovisté Vystupni video

Obrazek 4.1: Schéma fungovani systému automatického vpousténi na parkoviste.
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4.3 Detekce prijezdu vozidla

Algoritmus pro lokalizaci registracni znacky je pomérné vypocetné naroény a jde o nejpo-
malejsi ¢ast aplikace (viz tabulka 5.1). Z tohoto divodu je vyuzit algoritmus pro detekci
pohybu, diky kterému je spusténa lokalizace registrac¢ni znacky pouze v potfebny moment.
Dalsi vyhodou jeho pouziti je také schopnost vymezit pouze aktivni oblast videa a déle pra-
covat pouze s touto oblasti. Diky tomu neni zpracovavan cely snimek, coz vede ke zvyseni
rychlosti béhu aplikace.

Zpracovavané video je prevzorkovano na priblizné 5 FPS. Tim jsou zlepseny vysledky
detekce pohybu, a systém tak neni prili§ zahlcen lokalizaci registra¢ni znacky. Diky snizeni
FPS je tak zpracovavan kazdy z-ty snimek, kde x lze vyjadrit timto vztahem:

~ FPS vstupniho videa
B 5

x (4.1)

Pred samotnou detekei pohybu je kazdému snimku nejprve zménéna velikost tak, aby
nepresahoval $itkou ani vyskou 600 pixelt. Tato hodnota byla zvolena experimentilné jako
kompromis mezi spolehlivosti detekce a rychlosti algoritmu. Kazdy snimek je také rozostien
jednoduchym filtrem Normalized Box za icelem eliminace detailti, které by mohly byt pro
algoritmus detekce pohybu rusivé. Nasledné je na takovyto snimek aplikovan algoritmus
GMM, ktery je podrobnéji probran v kapitole 3.1. GMM je nastaveno tak, aby vyhodno-
covalo pohyb na zdkladé 3 predchozich snimki. Tato hodnota je také odvozena experimen-
talné. Algoritmus GMM odstrani stin pod vozidlem a Castecné i svétlo vrzené svétlomety
prijizdéjiciho vozidla.

Z algoritmu GMM je ziskdna bindrni mapa pixeli objekti na poptedi (viz 4.2a). Pro
eliminaci nezddouciho Sumu, ktery nevyhnutelné vznika vnéjsimi vlivy (napiiklad destém
¢i sneZzenim), jsou na tuto bindrni mapu nasledné aplikovany morfologické operace eroze
a dilatace. Tim jsou eliminovany drobné irelevantni objekty v bindrni mapé, ve které jsou
poté detekovany kontury (zobrazeny na obrazku 4.2b). Pro kazdou nalezenou konturu je
nalezen nejmensi ohranic¢ujici obdélnik (viz 4.2¢). P¥ili§ malé obdélniky jsou vyfiltrovany
a zbylé prekryvajici se obdélniky jsou slouceny (viz 4.2d). U vyslednych oblasti se pak
predpoklada, ze obsahuji prijizdéjici vozidlo a je v nich hledana registracni znacka.
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Obrézek 4.2: Na obrazku (a) je zobrazena bindrni mapa popredi ziskand z algoritmu GMM.
Na obrézku (b) jsou zvyraznény kontury v bindrni mapé. Na obrazku (c) jsou vykresleny
nejmensi ohranicujici obdélniky kontur. Vysledek filtrace a slouceni téchto obdélniki je
zobrazen na obrazku (d).

4.4 Nalezeni registracni znacky

U systému pro rozpoznavani registracni znacky pro vpousténi na parkovisté je mnohem
dulezitéjsi jeho presnost a uspésnost, nez jeho rychlost. Z tohoto divodu musi byt kladen
velky duraz na tspésnou lokalizaci registra¢ni znacky. Proto byly navrzeny dvé odlisné me-
tody. Prvni z nich je metoda vyuzivajici extrakci MSER, zatimco druhd metoda vyuziva
transformaci Top—Hat. Obé tyto metody jsou podrobnéji popsané v néasledujicich podsek-
cich.

Nejprve je potieba stanovit nékteré konstanty, ze kterych budou pozdéji vychazet né-
které vypocty. Prvni konstantou je minimélni povoleny rozmér M kandidatniho obdélniku.
Ten byl experimentalné stanoven na sitku 60 pixelu a vysku 13 pixeld, jelikoz znaky ve znac-
kach s nizsim rozliSenim maji nizkou tspésnost klasifikace. Jelikoz jsou vstupem této c¢asti
systému oblasti, které byly vyhodnoceny detektorem pohybu jako aktivni, je také nutné
definovat maximdlni velikost takovychto oblasti ($ffku i vysku). Tato hodnota ovliviiuje
rychlost i ispésnost celého procesu a byla rovnéz zvolena experimentalné, a to na hodnotu
600 pixelt.

4.4.1 Predzpracovani obrazu

Pred zahajenim lokalizace registraéni znacky je nejprve nutné origindlni obraz prevést do
stupnt sedi. Pokud velikost oblasti prekracuje vyskou nebo sitkou maximéalni velikost 600
pixeli, je velikost vyTfezu oblasti zmensena.
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4.4.2 Metoda vyuzivajici MSER

Prvni navrzend metoda, kterd se pokousi lokalizovat registra¢ni znacky na snimku, vyuziva
extrakce MSER (kapitola 3.2). Pfesto, Ze se algoritmus extrakce MSER dokéaze efektivné
adaptovat zpracovavanému snimku, tak musi byt spravné nakonfigurovan. Pii konfiguraci
byl experimentalné zvolen parametr A na hodnotu 3 a také maximéalni odchylka velikosti
oblasti od velikosti podfazenych oblasti na 10%. Minimélni mozné velikost plochy oblasti
je nastavena na velikost plochy obdélniku M, ktery je definovan vyse.

Dilezitym parametrem je také maximalni velikost plochy oblasti A,,, jelikoz znacné
ovlivnuje rychlost algoritmu extrakce MSER. Pokud je zpracovavan snimek o velikosti 600
pixelt a hleddme registra¢ni znacku o poméru stran ~4.72 (kapitola 2.1), musime zohlednit
oblasti o obsahu az ~76000 pixeli. Experimentovanim se ukazalo (kapitola 5.4.1), ze doba
zpracovani takto velkych oblasti trva az prilis dlouho. Proto jsem navrhl zpiisob optimali-
zace, kterym lze rozdélit extrakci MSER do dvou ¢asti tak, aby kazda z nich probéhla co
nejrychleji.

Nejprve se na zakladé sirky obrazku I,,, minimalni sitky registra¢ni znacky M,, a poméru
stran r registraéni znacky (véetné chyby e) vypoc¢te maximélni velikost plochy oblasti A,,
jako

Ap = Ly * My /(r+7xe) (4.2)

Chyba byla zvolena experimentdlné na 5%, A,, tak bude ~ 7253 pixeld. Po vypocteni
tohoto parametru jsou extrahoviany MSER ze snimku. Nasledné je snimek zmensen, kdy je
jeho nova velikost vypoctena na zakladé poméru zmenseni s vypocteného jako

s = Iy/\/ Ly * My, (4.3)

Zmensenim snimku jsou vsechny nalezené regiony pti prvni extrakci zmenseny pod troven
M, tudiz pri druhé extrakci nebudou zvazovany. Z takto zmensSeného snimku jsou opét ex-
trahovany MSER za pouzit{ stejnych parametri. Tyto regiony jsou pak pretransformovany
na puvodni velikost na zédkladé poméru s. Na obrazcich 4.3a a 4.3b je zobrazen piipad, kdy
je registracni znacka detekovana az pri druhé extrakci MSER po zménseni snimku, jelikoz
znacka je v origindlnim snimku ptilis velka.

4.4.3 Metoda vyuzivajici transformace Top—Hat

Druhé pouzitd metoda vyuziva transformaci Top—Hat. Tato metoda vyuziva toho, zZe re-
gistra¢ni znacka obsahuje velké mnozstvi vertikdlnich hran, které jsou blizko u sebe a na
kontrastnim pozadi. Diky tomu mohou byt nalezeny i ty znacky, jejichz obrys neni zie-
telné rozeznatelny a kde by mohla metoda vyuzivajici extrakce MSER selhat. Transfor-
mace Top—Hat sestdva z chronologické posloupnosti nasledujicich morfologickych operaci:
dilatace, eroze a subtrakce od puvodniho snimku (viz 3.3).

Pro dilataci a erozi je jako strukturni element zvolen obdélnik o rozmérech 9x3 pixela.
Poté je na c¢ernobily obrazek aplikovana operace dilatace a nasledné operace eroze. Tim je
dosazeno morfologického uzavieni, diky kterému jsou odstranény detaily z obrazu, obraz
je vyhlazeny a vSechny blizké objekty jsou spojeny. Na obrazku 4.4b je vidét vysledek
morfologického uzavieni.
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Obrézek 4.3: Na obrézcich je ukézan vystup extrakci MSER, (zluté) a zvyraznény kandiddtni
obdélniky (Cervené). Na obrazku (a) je zobrazen vysledek prvni extrakce, na obrazku (b)
vysledek druhé extrakce po zmenseni snimku.

e

Obrézek 4.4: Na obrézku (a) je vstupni snimek. Na obrézku (b) je vysledek morfologického
uzavieni.

Pro dovrseni transformace Top—Hat je vysledna eroze porovnana s puvodnim c¢ernobilym
snimkem, ¢imZ jsou na puvodnim snimku zvyraznény vsechny detaily, které morfologické
uzavieni odstranilo. Na obrazku 4.5a lze vidét zvyraznéné znaky na registrac¢ni znacce.

(a)

Obrazek 4.5: Obrazek (a) je vysledek transformace Top-Hat. Na obrazku (b) je ukézan
vysledek pouziti Sobel operatoru.

Aby mohla byt vybrana cela oblast s registracni znackou, je nejprve potieba zvyraznéné
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¢asti rozsitit. Nejprve je aplikovan operdtor Sobel v horizontalnim sméru (viz 4.5b), nacez
je aplikovano Gaussovské rozostieni. Na takto upraveném snimku je opét provedeno mor-
fologické uzavieni se stejnym strukturnim elementem. Timto postupem je jiz zvyraznéna
celd oblast registracni znacky, jak lze vidét na obrazku 4.6a. Vysledny snimek je nakonec
metodou Otsu prahovan (obrazek 4.6b) a v takto vyprahovaném snimku jsou vyhleddny
kontury.

(a)

Obrézek 4.6: Obrazek (a) ukazuje zvyraznéni celé registraéni znacky. Na obrazku (b) je
vysledek prahovani metodou Otsu.

4.4.4 Zpracovani vyslednych kontur

Z obou vysSe navrzenych metod je ziskano velké mnozstvi kontur. Nejprve jsou nalezeny
obdélniky (obvykle rotované) s co nejmensi velikosti tak, aby ohranicovaly celou konturu.
V pripadé druhé metody jsou jesté pospojovany takové obdélniky, které se nachazi na pri-
blizné stejné horizontalni irovni a maji ptriblizné stejné rozméry. Tim je vyfesen problém,
kdy kvuli mezefe mezi znaky v registra¢ni znacce neni vytvoren obdélnik pokryvajici celou
oblast znacky. Obdélniky jsou poté profiltrovany a zbudou pouze takové, které svou veli-
kosti a pomérem stran odpovidaji registracni znacce a zaroven nepresahuji okraj snimku.
U vsech zbylych je provedena transformace perspektivy. Tim je z rotovaného obdélniku
ziskan nerotovany vytez z puvodniho snimku, jak je zndzornéno na obrazku 4.7a. Piiklad
vystupu této ¢asti programu je ukazan na obrazku 4.7b.

— \\\v’///

Obrézek 4.7: Obrazek (a) ukazuje zvyraznéni celé poznévaci znacky. Na obrazku (b) jsou
priklady vystupu lokalizace registracni znacky.
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4.4.5 Klasifikace nalezenych kandidata

Pro rozhodnuti, zda se jednda ¢i nejedna o registracni znacku, byl zvolen linedrni klasifi-
kéator SVM (kapitola 3.4), jehoz velkou vyhodou je vysoka rychlost klasifikace. Pro ucely
klasifikace je kazdy vyrez zmensen na pevné urceny rozmér 156 x 33 pixeld. Nakonec je
vylez preveden do stupnua sedi. Témito kroky je docileno toho, Ze bude mit vstupni vektor
SVM Kklasifikatoru vzdy stejnou velikost. Vysledky tspésnosti klasifikdtoru jsou vypsany
v kapitole 5.4.2.

4.5 Rozpoznani registracni znacky

Rozpoznavani registraéni znacky je rozdéleno do dvou zakladnich krokd. Prvnim krokem je
segmentace znakl v registra¢ni znacce. Druhym krokem je pak klasifikace znakt ziskanych
v prvnim kroku. Protoze zde bude vzdy existovat moznost mylné klasifikace SVM, je po
segmentaci registracni znacky dodateéné rozhodovano, zda se jedna o registrac¢ni znacku na
zédkladé poc¢tu znaki. Pokud pocet znaki neodpovidd spravnému rozsahu (kapitola 2.1), je
chybny vytez zahozen. Tim je minimalizovan pocet falesné pozitivnich vzorku.

4.5.1 Predzpracovani registracni znacky

Vystup lokalizacnich metod neni vzdy zcela piesny, proto je nejprve nutné vstup nalezité
upravit a nasledné prevést do pozadované podoby. Nasledujici navrzené tpravy jsou casto
dulezitym predpokladem pro tispésnou segmentaci i naslednou klasifikaci znak.

Ze vSeho nejdiive je vstupni vyfez preveden na Sedotémovy. Ten je poté binarizovan
pouzitim adaptivniho prahovani. Pouzitim dostateéné velkého okoli pixelu pii prahovani
nevznikd ve vysledném bindrnim snimku téméf zadny Sum (viz 4.8b). Velikost okoli je
vypoctena na zakladé vysky vyTezu a kvuli soumeérnosti je vzdy licha. Binarnimu snimku je
poté pridan ¢erny okraj z obou stran o velikosti ¢tvrtiny s$itky registraéni znacky (viz 4.8¢c).
Diky tomu v nékterych piipadech splyne modry pruh evropské unie nebo c¢ast ramecku
registrac¢ni znacky, které by jinak mohly byt povazovany za znak. Jako dalsi je pridan bily
dolni a horni okraj Siroky 2 pixely, ktery oddéli znaky prilehlé k okraji vyfezu od okraje.

NLE6°5593 LEB25593.
ﬂl.Esr.ssssi

Obrézek 4.8: Obrazek (a) ukazuje vstupni vyfez registracni znacky. Na obrazku (b) je
zobrazen vysledek adaptivniho prahovani. Na obrdzku (c¢) je bindrni snimek s rozsitenym
okrajem.
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4.5.2 Segmentace znaki

Navrzend segmentace znaku vyhleddva kontury v binarizoviném vytezu (viz 4.9a). Pro
kazdou nalezenou konturu je ziskan jeji bounding-box, u kterého je ovéren spravny pomér
stran a spravna velikost tak, aby mohl odpovidat znaku registra¢ni znacky. Pokud proporce
bounding-boru neodpovidaji proporcim znaku, je kontura zahozena. Ostatni jsou razeny
dle své x-ové soutadnice zleva doprava. Pokud je nalezeno méné znaki nez je pozadované
minimum znak® na registra¢ni znacce, je segmentace ukoncCena a vytez je zahozen. Na
obrazku 4.9b jsou zobrazeny spravné nalezené znaky.

B 456°5593 I

Obrézek 4.9: Na obrazku (a) jsou zelené vykresleny nalezené kontury. Na obrazku (b) jsou
Cervené zobrazeny vysledné bounding-bozy.

4.5.3 Klasifikace znaku

Navrzeny systém klasifikace znakt registracni znacky vyuziva vicevrstvou umélou neurono-
vou sit s algoritmem zpétné propagace chyb. Pro aktiva¢ni pfenosouvou funkci byla zvolena
logisticka sigmoida (kapitola 3.5) a vytvorend neuronova sit obsahuje 100 skrytych vrstev.
Po segmentaci registraéni znacky jsou znaky jiz binarizované a je potfeba je normalizovat a
vytvorit jejich priznakovy vektor. Pro normalizaci je nejprve vytfez znaku transformovan na
Ctverec tak, aby byl zachovan pomér stran vyrezu. Pro tento cel je pro vyrez V sestavena
transformacni matice M dle vzorce 4.5.

m = max(Vxa, Viyika) (4.4)
1 0 m_ Viirka
_ 2 )
M - O 1 % _ Vv;’;ka (45)
N(z,y) = V (Mux+ Moy + Mz, Marx + Moy + Ma3) (4.6)

Pomoci takto sestavené transformacni matice je poté vyrez transformovan na ¢tverec N dle
vzorce 4.6. Velikost Ctverce je nasledné zménéna na pevné danou velikost 18 x 18 pixeli.
Na obrazku 4.10 je zobrazen piiklad normalizovanych znakd.

4]E({6151519(3

Obréazek 4.10: Normalizované znaky pro klasifikaci.

Vytvoreni priznakového vektoru probiha ve dvou zakladnich krocich. V prvnim je ¢tverec
rozdélen na rovnomérné ¢tvrtiny (viz 4.11). Pro kazdou jeho ¢tvrtinu je nasledné vytvorena
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vertikalni i horizontalni projekce. Projekce je vytvorena tak, Ze je vypocten pocet bilych
pixelt v kazdém fadku (horizontélni projekce) a v kazdém sloupci (vertikalni projekce).
V druhém kroku je do vektoru jesté pridan ¢tverec zmenseny na polovinu ptvodni velikosti.

Obrazek 4.11: Znizornéné rozdéleni Ctverce na ¢tvrtiny, pro které je poté vytvorena verti-
kalni a horizontalni projekce.
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Kapitola 5

Implementace a vyhodnoceni
dosazenych vysledki

V této kapitole se zamériim pouze kratce na implementaci, jelikoz vSechny podstatné in-
formace byly zminény jiz v predchozich kapitolach. Hlavni zaméfeni této kapitoly bude
predevsim na vytvorené datové sady, principy trénovani SVM a umélé neuronové sité, a
v neposledni fadé na dosazené vysledky. VSechny nésledujici experimenty byly provadény
na opera¢nim systému Windows 10, Intel(R) Core(TM) i7-3520M CPU @ 2.90 GHz, 8 GB
RAM.

5.1 Vytvoreny program

Pro ucely této prace byl vytvoren program umoznujici rozpoznavani registra¢nich znacek
ze vstupniho video souboru nebo ze vstupniho obrazku. Program umoznuje grafickou repre-
zentaci vystupu se zobrazenim vysledku lokalizace i rozpoznani registra¢ni znacky, véetné
verdiktu o vpusténi na parkovisté. Zaroven byla vytvorena jednoducha databéaze, ktera se-
stava ze dvou soubortt whitelist a blacklist. V prvnim z nich jsou uvedeny zaznamy
s registracnimi znackami, které maji pristup na parkovisté. Ve druhém jsou uvedeny re-
gistraéni znacky, které vjezd na parkovisté maji zakdzany. Data jsou v téchto souborech
reprezentovana tak, ze kazdy radek reprezentuje jeden zaznam. Kazdy zdznam je slozen
z Cisla registracni znacky a jména prislusné osoby.

Pro vypracovani softwarové aplikace byl zvolen programovaci jazyk C++, a to predevsim
z divodu jeho rychlosti. Jako vyvojové prostiedi bylo pouzito Microsoft Visual Studio od
spole¢nosti Microsoft Corporation. Aplikace byla cilena na platformy Windows a Linux.
Zdrojové kédy aplikace byly vytvoreny dle standartu C++11.

Pro praci s multimedialnimi soubory, algoritmy pocitacového vidéni a strojovym uc¢enim
byla pouzita knihovna OpenCV ve verzi 3.1.0. OpenCV (Open Source Computer Vision)
je oteviend knihovna pocitacového vidéni spadajici pod licenci BSD. Byla navrzena pro
vypocetni efektivitu a je optimalizovina predevsim pro jazyky C a C++.
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Obrazek 5.1: Ukazka grafického vystupu aplikace.

5.2 Datova sada

Pro ucely trénovani algoritmu strojového ticeni byla vytvorena datova sada ¢itajici asi 1400
fotografii registrac¢nich znacek. Kromé toho bylo ze tfech rznych thli natoceno celkem
24 automobili projizdéjicich na parkovisté. Pro nataceni byla pouzita kamera Panasonic
HDC-SD90 a byla porizena videa s rozlisenim 1920x1080 pixel.

[8B0 4466 =
= a

Obrazek 5.3: Ukéazka z porizenych videozaznamu ze tii ruznych uhla.

5.3 Trénovani algoritmu strojového uceni

Pro trénovani klasifikatori je pouzita ¢ast vytvorené datové sady fotografii. Oba klasifi-
katory potiebuji ke svému uceni ucitele. Pro trénovani klasifikdtoru SVM jsou z datové
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sady vytvoreny pozitivni a negativni vzorky. Pozitivni vzorky obsahuji pouze vyfez regis-
tra¢ni znacky. Naproti tomu negativni vzorky predstavuji obrazky bez registrac¢nich znacek.
V tomto pripadé byly z fotografii v datové sadé extrahovany regiony s registra¢ni znackou.
Zatimco vytez registracni znacky byl ulozen do samostatného souboru (viz 5.4), v origindl-
nim snimku byla znacka nahrazena ¢ernym obdélnikem (viz 5.6), ¢imz vznikl snimek bez
registracni znacky.

B3AST3570
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Obrazek 5.5: Ukazka vytvorenych negativnich vzorku.

Pro trénovani umélé neuronové sité pro klasifikaci znakt jsou pak z registrac¢nich znacek
extrahovany znaky, které jsou ulozeny do prislusného adresafe - pro kazdy znak existuje
oddéleny adresar, do kterého se uklddaji znaky stejného typu. Znaky jsou ukliadany v ori-
ginalni podobé a normalizovany jsou az pri trénovani. Koefecient uceni neuronové sité byl
nastaven na 0,025.
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Obrazek 5.6: Ukazka vytvorenych vzorkt znaki registracni znacky.

5.4 Vyhodnoceni dosazenych vysledki

V nésledujicich kapitolach jsou ukdzany vysledky jednotlivych experimentt provedenych ve
vysledném programu. Pro ucely experimentu byla oddélena ¢ast datové sady, a to takova,
kterd nebyla vyuzita pro trénovani algoritmiu strojového uceni.

5.4.1 Vyhodnoceni tspésnosti lokalizace registraénich znacek

Aby mohlo byt automaticky ovéreno, zda byla registra¢ni znacka tispésné nalezena, byla pro
tento experiment vytvorena pomocna aplikace v prostiedi WinForms. Pomoci této aplikace
pak byly na testovacich snimcich vyznaceny dva body. Tyto body byly umistény tak, aby
nad nimi sestrojeny obdélnik pokryval oblast se vSemi znaky registracni znacky (obrazek
5.7).
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Obrazek 5.7: Ukazka aplikace pro vyznaceni registracnich znacek.
Vyhodnoceni uspésnosti lokalizace probihalo na datové sadé o 1054 snimcich s celkem

1062 vyznacenymi znackami. Experiment byl proveden na rtiznych kombinacich pouzitych
metod lokalizace registracni znacky. Dosazené vysledky jsou znazornény v tabulce 5.1. Vy-
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sledky se lis{ v zavislosti na pouzitych metodach lokalizace. Lze tak snadno porovnat vliv
a uc¢innost navrzenych metod. Primérnd velikost obrazkid pouzitych pro testovani byla
851x778 pixelu.

Pouzité metody Casova naroc¢nost | Uspénost
Samotny MSER 604,5 ms 87,48%
Samotny Top-Hat 9,9 ms 57,82%
Optimalizovany MSER 77 ms 87,48%
Optimalizovany MSER + Top—Hat 85 ms 92,47%

Tabulka 5.1: Tabulka s vysledky experimentt na metodach lokalizace registrac¢ni znacky.

5.4.2 Vyhodnoceni tspésnosti klasifikace kandidatnich regioni

Vyhodnoceni tspésnosti klasifikatoru SVM probihalo na podobnych datech jako jeho tré-
novani (kapitola 5.3). Z datové sady byla oddélena ¢ast fotografii, které nebyly pouzity
pii trénovani. Z nich byly opét vytvoreny pozitivni a negativni snimky. Nad pozitivnimi
snimky byla spousténa klasifikace rovnou a byl ocekavan vzdy kladny vysledek. U nega-
tivnich snimkt byl nejprve spustén algoritmus lokalizace registrac¢nich znacek, ze kterého
byly ziskany kandidatni regiony. Nad vSemi témito regiony byla spusténa klasifikace a byl
ocCekavan vzdy negativni vysledek. Vysledky experimentu jsou uvedeny v tabulce 5.2.

Typ Vzorki | Casova naroénost | Uspé&snost
Pozitivni vzorky 702 0,009 ms 92,88%
Negativni vzorky | 10011 0,28 ms 64,10%

| Celkem | 10713 | 0,27 ms | 6599% |

Tabulka 5.2: Tabulka s vysledky experimentt s klasifikatorem SVM.

Jak lze vycist z vysledku v tabulce 5.2, klasifikator dosahuje pomérné vysoké miry falesné
pozitivnich vysledkia (pfiblizné 35,9%). Jelikoz je vSak nésledné provadéna kontrola sprav-
ného poctu znaku, je posléze tispésné vylouceno 99.87% falesné pozitivnich regionu (tj. téch,
které neobsahuji registra¢ni znacku).

5.4.3 Vyhodnoceni tispésnosti segmentace a klasifikace znaka

Pro vyhodnoceni Gispésnosti segmentace znaku byla vytvorena zvlast sada s 677 registrac-
nimi znackami. Kazdy soubor v této sadé obsahuje pouze vyfez s registrac¢ni znackou a
jeho nazev odpovida textu registrac¢ni znacky. Na téchto souborech byla nasledné spusténa
segmentace znakl. Pokud pocet znakt odpovidal délce nazvu souboru, segmentace byla
prohlasena za uspésnou. Po tUspésné segmentaci nasledovalo vyhodnoceni uspésnosti kla-
sifikdtoru. Znak kazdého klasifikovaného segmentu byl porovnan s odpovidajicim znakem
v nazvu souboru. Na zdkladé tohoto porovnani byla také vytvorena matice zdmén, kterou
lze nalézt v Priloha A. Ostatni vysledky experimentu lze nalézt v tabulce 5.3.
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Typ Vzorki | Casova naroénost | Usp&Snost
Segmentace 684 0,45 ms 91,67%
Klasifikace 4352 0,50 ms 90,03%

Tabulka 5.3: Tabulka s vysledky experimentt segmentace a rozpoznani registracni znacky.

5.4.4 Vyhodnoceni spolehlivosti vpousténi na parkovisté

Pro tento experiment byla pouzita porizena videa. Jak jiz bylo zminéno v kapitole 5.2, byla
porizena videa ze tii pohledu - ze strany, shora a zepredu. Registracni znacky vsSech 24
projizdéjicich automobilt byly pfidany na seznam povolenych registra¢nich znacek. Expe-
riment byl povazovan za Uspésny pravé tehdy, kdyz byl prijizdéjicimu automobilu povolen
vjezd. Vysledky experimenti jsou uvedeny v tabulce 5.4.

Typ Prujezdi | Vpusténo | Uspé&snost
Pohled ze strany 15 14 93,75%
Pohled shora 4 4 100%
Pohled zepredu 5 5 100%

| Celkem | 24 23 | 9584% |

Tabulka 5.4: Tabulka s vysledky experimentu vpousténi automobild na parkovisté.
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Kapitola 6
Zaver

Cilem této prace bylo navrhnout a implementovat systém pro automatické vpousténi na
parkovisté na zakladé rozpoznani registrac¢ni znacky. Vytvoreny systém je schopny detekovat
piijezd vozidla, v aktivni ¢asti obrazu nalézt registracni znacku, v takto nalezené znacce
segmentovat znaky a ty poté rozpoznat. Systém byl implementovan v jazyce C++ za pouziti
knihovny OpenCV. Pii vyvoji jsem dbal na schopnost systému zpracovat video v redlném
Case s durazem na spolehlivé nalezeni registracni znacky.

Pred zapocetim préace jsem se seznamil se zaklady zpracovani obrazu, a v prubéhu prace
jsem své znalosti neustale rozsiroval. Pro tcely prace jsem nastudoval jiz existujici techniky
detekce a rozpoznani registracni znacky a podrobnéji jsem se seznamil se souvisejicimi
algoritmy pocitacového vidéni a strojového uceni. Na zakladé nastudovanych metod jsem
vytvoril navrh systému, ktery jsem nésledné implementoval. V prubéhu vyvoje jsem aplikaci
prubézné ladil na zédkladé providénych experimenta.

Na vysledné aplikaci bylo provedeno nékolik experimentii uvedenych v kapitole 5. Z téch
1ze usoudit, ze vysledny systém dosahuje uspokojivych vysledkt. Napriklad na pofizenych
videozdznamech simulujicich realné pouziti bylo dosaZeno tspésnosti 95.84%. Byla také na-
vrzena metoda pro zrychleni extrakce MSER, ktera tento algoritmus urychlila az sedmkrat.
Pro prezentacni tcely bylo vytvofeno video prezentujici fungovani navrzeného systému.

Tento systém méa velky potencial pro budouci vyvoj vzhledem k Siroké skale vyuziti a
moznosti. Do budoucna by systém mohl byt rozsifen o nékteré statistické funkce, evidenci
doby parkovani a piipadné uc¢tovani za parkovani. Dalsi uzite¢nou funkci by mohlo byt
predvidani vytizeni parkovisté na zakladé dlouhodobého sbéru dat. S tim by také mohla
souviset schopnost spoluprace s navigacnimi systémy, které by mohly doporucit parkovisté
na zakladé tohoto statistické predpoladu nebo primo na zakladé aktudlni obsazenosti par-
kovisteé.
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Priloha A

Matice zamen klasifikace znaku
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Priloha B

Manual

Jelikoz byl aplikacéni software této prace vyvinut pro Windows i Linux, bude zde uveden
navod k instalaci pro obé tyto platformy. Zakladni prerekvizitou pro zprovoznéni programu
na Linuxu je mit nainstalovanou knihovnu OpenCV ve verzi 3.1.0 a program CMake ve
verzi alespon 2.6.0. Pro Windows jsou pribaleny soubory této knihovny k projektu, je ovsem
potTeba mit nainstalované Visual Studio.

B.1 Kompilace programu

Pro kompilaci aplikace na platformé Windows staci otevrit projekt Visual Studia pojme-
novany CarParkANPR.sln, ktery je na DVD umistény v adresafi Program. V projektu je
prednastavena konfigurace Release pro platformu Win32. Pfi spusténi ¢i kompilaci projektu
s touto konfiguraci je v adresaii se souborem CarParkANPR.sln vytvoren adresaf Release,
ve kterém je vytvoren spustitelny soubor CarParkANPR.exe a jsou sem nakopirovany po-
tfebné knihovny a soubory.

Pro kompilaci na platformé Linux je pripraven soubor CMakeLists.txt, ktery je na
DVD umistény v adresari Program. Nejprve je potfeba prejit do adresdfe se souborem
CMakelLists.txt a nasledné vygenerovat Makefile nasledujicim piikazem:

$ cmake

Poté, co je Makefile vygenerovan, staci vyvolat ptikaz make. Po vyvolani tohoto ptikazu
je projekt zkompilovan a spustitelny soubor CarParkANPR spolu s potfebnymi soubory je
umistén do adresare build, ktery se vytvori ve stejném adresari jako se nachazi soubor
CMakelists.txt.

B.2 Pouziti programu
Pro ovladani programu je mozné program spustit s nasledujicimi argumenty:

[-d | --debug]
— zapne ladici rezim, ve kterém jsou vypisovany nékteré informace o béhu programu

[-h | --help]
— zobrazi napovédu programu a nelze ho kombinovat s jinymi parametry
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[-z | --display-size]=CISLO
— nastavi maximélni velikost okna s vystupem. Vychozi je 600 pixelt.

[-v | --video]=CESTA_K_SOUBORU
— pro otevieni videosouboru
— klavesou ESCAPE lze program ukoncit
— klavesou MEZERNIK lze video pozastavit. Libovolnou kldvesou ho pak lze opét spustit

[-r | --directory]=CESTA_ADRESARE
— otevre adresar s obrazky
— obrazky lze prochazet klavesami R doleva a L doprava
— klavesou P je spusténo zpracovani snimku

[-i | --image]=CESTA_K_SOUBORU
— pro otevieni jednoho obréazku, stejné ovladani jako predchozi parametr

—--add-whitelist=CISLO_RZ
— pro pridani registra¢ni znacky na seznam povolenych znacek
— 1ze kombinovat s parametrem --name=JMENO, coz umozni prifadit k zdznamu jméno

——add-blacklist=CISLO_RZ
— pro pridani registra¢ni znacky na seznam zakazanych znacek

— Ize kombinovat s parametrem --name=JMENO, coz umozni prifadit k zdznamu jméno

—-remove-rz=CISLO_RZ
— odebere RZ ze seznamu zakazanych i povolenych RZ
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