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Abstrakt 
Tato p r á c e se zabývá de tekc í t r a m v a j í ve videu konvolučn ími n e u r o n o v ý m i s í t ěmi . Jejich 
zák l adn í pr incip fungování je p o p s á n . Je v y t r é n o v á n a ř a d a různých architektur. Už i tečnos t 
výs ledných m o d e l ů je ná s l edně p o r o v n á n a . V ý s t u p e m je program schopný detekce tramvaje 
ve videu. 

Abstract 
This paper deals w i t h t r am detection i n video using convolutional neural networks. The 
basic principles of their function are described. A number of distinct architectures are 
trained. The usefulness of the resulting models is subsequently compared. The output of 
this paper is a program capable of detecting trams in video. 
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Kapitola 1 

Úvod 

M ě s t s k á h r o m a d n á doprava je e fek t ivn ím z p ů s o b e m p ř e p r a v y lidí. Tramvaje specificky při
náš í ř a d u v ý h o d oproti autobusu a trolejbusu, jako n a p ř í k l a d větš í kapacitu, vě tš í bezpeč 
nost cestuj ících, anebo m o ž n o s t rychlé reakce na d o p r a v n í si tuaci p ř i d á v á n í m a o d e b í r á n í m 
vozů soupravě . Navzdory t ě m t o a da l š ím v ý h o d á m se nacház í v jejich využ i t í prostor pro 
automatizaci . T í m je n a p ř í k l a d detekce obsazenosti j edno t l i vých kolejí v depu nebo detekce 
chybné pozice tramvaje. J e d n í m ze z p ů s o b ů z ískání pozice tramvaje, a l e spoň pro kontext 
lokáln ího prostoru, je využ i t í videokamery. N a a u t o m a t i c k é zp racovan í pro tento účel po
ř ízených s n í m k ů je ap l ikova te lná ř a d a p o s t u p ů , z nichž p ř e d m ě t e m t é t o p r á c e je řešení 
konvolučními n e u r o n o v ý m i s í těmi . 

Cí lem t é t o p r á c e je rozš i ř i te lný zák lad automatizace založený na detekci t r a m v a j í ve 
videu. Takového rozš í ření bude dosaž i t e lné jak ú p r a v o u zdro jového k ó d u vznik lého pro
gramu, tak n a p o j e n í m p r o g r a m ů nových na jeho v ý s t u p . V kapitole 2 je p o p s á n a funkce a 
operace konvolučních neu ronových sít í , v kapitole 3 specifikace a n á v r h cílového programu 
a v kapitole 4 jeho implementace a výs ledky t e s t ů . 

2 



Kapitola 2 

Konvoluční neuronové sítě 

N ě k t e r é z p r o b l é m ů , k t e r é jsou žádouc í , aby se daly vyřeš i t p o č í t a č e m , by se k las ickým 
a lgo r i tm ickým z p ů s o b e m řešily velmi těžce . P ř í k l a d e m jsou p r o b l é m y p o p s a n é v [14], na
př ík lad: 

• N a c h á z í se v d a n é m o b r á z k u osoba, j íž h l e d á m ? 

• Jak se d a n á akcie zachová v budoucnosti? 

• P a t ř í opravdu tento podpis osobě , k t e r á je p o d e p s a n á ? 

A l t e r n a t i v n í m p ř í s t u p e m s t ro jové učení . 

2.1 Strojové učení 

S t r o j o v ý m u č e n í m se pro účely t é t o p r á c e r o z u m í soubor metod a a l g o r i t m ů u rčených k vy
uži t í existuj ících dat k p ř e d p o v ě d i nových informací . Jeho v ý s t u p e m je funkce f(x) jejíž 
výs l edkem je y, kde x je jednotka dat a y je j i m p ř i ř a z e n á odpověď, y m ů ž e bý t cokoliv, 
jako n a p ř í k l a d klasifikace do skupin, nově vygene rovaná data a p o d o b n ě . Z a t í m c o k las ickým 
z p ů s o b e m by byla nejprve v y t v o ř e n a funkce a ta až pak ap l ikovaná na data, zde je z a p o č a t o 
s m n o ž i n o u dat x a j i m odpovída j íc í m n o ž i n o u y a h l e d a n á funkce je v y t v o ř e n á automaticky. 
Tomuto procesu se ř íká trénování D a t a jsou typicky p ř e d z a p o č e t í m t r énován í rozdě lena 
na n e j m é n ě dvě d i s j u n k t n í podmnož iny , z nichž jedna se stane datovou sadou trénovací a 
d r u h á datovou sadou testovací. [4] 

Ne jp ř ímoča ře j š ím z p ů s o b e m , jak d o s á h n o u t s t ro jového učení , je v y p o č í t a t z t rénovac ích 
dat po lynom tato data p ře sně pro t ína j íc í . To je ale ve lmi vzácně dos tačuj íc í řešení . Např í 
klad pokud ma j í x a y l ineárn í vztah, ale data jsou n a m ě ř e n á s d r o b n ý m i n e p ř e s n o s t m i , 
vznikne po lynom zcela o d t r ž e n ý od reality, jak je v idě t na o b r á z k u 2.1. V t a k o v é m pří
p a d ě je lepší využ í t lineární regrese. L ineá rn í regrese je akt p ř i ř azen í p ř í m k y souboru b o d ů 
v grafu. J e d n í m ze způsobů , jak tohoto d o s á h n o u t je využ i t í metody ne jmenš ích č tverců . 
Tato metoda m ě ř í p ř í s lušnos t d a n é p ř í m k y d a n é m u souboru b o d ů s o u č t e m d r u h ý c h moc
n in vzdá l enos t í všech b o d ů od př ímky . P r o p ř í m k u podle f{x) = mx + n jsou h l e d a n ý m i 
hodnotami m a n . Po ložen ím čás t ečných der ivací v ý p o č t u „ceny" vzhledem k t ě m t o hod
n o t á m nule vznikne soustava rovnic, jejíž vy ře šen ím z í skáme ne jop t imálně j š í p ř í m k u . N a 
o b r á z k u 2.1 je p o r o v n á n p ř ík l ad souboru b o d ů pro ložen p ř e s n ý m polynomem a p ř í m k o u 
z í skanou metodou ne jmenš ích č tve rců spolu s p ř e d p o v ě d í odpovída j íc í n o v é m u Xj . M e t o d u 
lze zobecnit i pro k ř ivky různých t v a r ů , jako n a p ř í k l a d v p ř í p a d ě p o l y n o m i á l n í regrese. Re
levan tn ími t e r m í n y jsou zde bias a variace, kde bias označuje p ře snos t řešení pro vzorová 
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(a) Interpolace přesným polynomem. (b) Metoda nejmenších čtverců. 

O b r á z e k 2.1: Ilustrace různých metod interpolace s te jných dat. Zelený bod je bod o d h a d n u t ý 
danou metodou. I bez znalosti p ř e s n é h o p ů v o d u dat je zře jmé, že jedna z t ě c h t o metod je 
pro účely s t ro jového učen í značně uži tečnějš í . 

výstup 

O b r á z e k 2.2: Neuron 

data a variace označuje rozdí l p ře snos t i řešení pro zdrojová data s p řesnos t í pro data dosud 
nev iděná . N a p ř í k l a d u 2.1 je v idě t , že ačkoliv m á p r v n í řešení nu lový bias, m á velmi vysokou 
variaci, z a t í m c o d r u h é řešení m á r e l a t i vně n ízký bias a variaci . [4] 

2.2 Neuronové sítě 

J e d n á se o model insp i rovaný r eá lnými neurony. Neuron m á m n o ž i n u v s t u p ů x\, X2, x%,..., 
k te r é nabýva j í hodnot z intervalu <0, 1>. S t ě m i provede matematickou operaci (např . 
v ý b ě r maxima, v y p o č t e n í p r ů m ě r u apod.) a její výs ledek pošle dá l jako svůj v ý s t u p , jak je 
i lus t rováno na o b r á z k u 2.2. Nejčatě jš í operac í , kterou neuron se vstupy provádí , je násle
dující: k a ž d ý neuron m á jeden bias b a pro k a ž d ý vstup xi, X2, £ 3 , . . . váhy wi, W2, W3,... 
př ís lušně . V ý s t u p je v y p o č t e n podle cr(^2jWjXj + 6), kde a je ne l ineá rn í funkce, jako na
př ík lad s igmoidn í funkce 2.1. V t é t o p rác i je tato operace p o u ž i t á v šude , kde nen í uvedeno 
j inak. [25] 

a(z) = (2.1) 
K ' l + e~z v ' 

J iné ne l ineá rn í funkce jako n a p ř í k l a d tanh, softplus nebo R e L U mohou a bývaj í použi ty . 
Úče lem využ i t í nelinearity je z ískání schopnosti modelovat ne l ineá rn í vztahy — s k l á d á n í m 
l ineárních funkcí je m o ž n é z ískat pouze funkce, k t e r é jsou t a k t é ž l ineárn í . [1, 17] 

U s p o ř á d á n í m t akových n e u r o n ů do vrstev a n á s l e d n é m p r o p o j e n í m t ěch to vrstev tak, 
že v ý s t u p y j e d n é vrs tvy jsou vstupy vrs tvy dalš í (obrázek 2.3), vznikne neu ronová síť. N a 
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vstupní skrytá výstupní 

výstup 

O b r á z e k 2.3: P l n ě p r o p o j e n á n e u r o n o v á síť. O z n a č e n í j edno t l i vých vrstev se nacház í nad 
n imi . 

všech v ý s t u p e c h d a n é h o neuronu je s t e jná hodnota. P r v n í v r s tvě se ř íká vrstva vstupní a 
pos ledn í vrstva výstupní O s t a t n í se nazýva j í vrs tvami skrytými. Konvenc í je v s t u p n í vrs tvu 
do celkového p o č t u vrstev n e z a p o č í t á v a t . Síť na o b r á z k u 2.3 by t u d í ž mě la svůj poče t vrstev 
u d á n jako 2. Úče lem v s t u p n í vrs tvy je modelace v s t u p ů s imulac í k a ž d é v s t u p n í hodnoty 
jako neuronu. Dá le se vrs tvy rozděluj í na plně propojené a o s t a t n í . Vrs tva p lně p r o p o j e n á 
je t aková vrstva, jejíž k a ž d ý neuron je p r o p o j e n ý s k a ž d ý m neuronem v p ředchoz í a ná
sledující v r s tvě . Neuronové s í tě u rčeně pro r o z p o z n á v á n í a klasifikaci ob razových dat se 
typicky na ob rázek „dívají" v s t u p n í vrstvou uvažován ím k a ž d é h o pixelu jako j e d n é v s t u p n í 
hodnoty. Víced imenz ioná ln í pole hodnot je tud íž efekt ivně zp racováváno jako jednodimen
zionální . [25] P ro z j ednodušen í se ča s to použ ívá vek to rová notace. Vektor v s t u p ů do sí tě 
bývá označován jako x a m á tolik d imenz í , kolik m á síť v s t u p ů - k a ž d é m u vstupu náleží 
jeden prvek vektoru. N á p o d o b n ě s p r á v n é v ý s t u p y se shlukuj í do vektoru o z n a č o v a n é m jako 
y = y(x) pro d a n ý vektor x. 

Pro kvantifikaci kval i ty s í tě je v h o d n é nadefinovat ztrátovou funkci C, jako n a p ř í k l a d 
kvadratickou cenu (rovnice 2.2), 

kde || je operace dé lky vektoru a a je vektor výs ledků v ý s t u p n í vrstvy. P r o op t imá lně j š í 
neuronovou síť bude mí t pro d a n á data z t r á t o v á funkce menš í hodnotu. Sí tě jsou optima
lizovány sn ižováním hodnoty z t r á t o v é funkce u p r a v o v á n í m specifických hodnot p a r a m e t r ů 
jako n a p ř í k l a d vah a b iasů . P a r a m e t r ů m , jež nejsou op t ima l i zovány z m e n š o v á n í m ceny (jako 
n a p ř í k l a d p o č e t vrstev nebo volba nelinearity), se ř íká hyper parametry. [25] 

2.2.1 Stochast ický gradientní sestup 

Gradientní sestup je metoda umožňuj íc í numer i ckého na lezen í jednoho z lokálních m i n i m 
n ě k t e r ý c h funkcí. P r o funkci f{x\,X2, • • •, xn) a n -d imenz ioná ln í vektor x symbol izuj íc í bod 
p o č á t k u metody existuje n -d imenz ioná ln í vektor z určuj íc í s m ě r ne j s t rmějš ího klesání , po-

X 
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kud je funkce / v b o d ě x diferencovate lná . Ind iv iduá ln í prvky vektoru z jsou d á n y rov

nicí 2.3: 

Zi =  A | £ (2.3) 
dxi 

K d e A je poz i t ivn í konstanta určuj ící rychlost sestupu. Vektoru ( J ^ , J?^-, • • •, •§§-) se ča s to 
ř íká gradient funkce / , značen jako V / . Rovnice 2.3 m ů ž e tud íž bý t p ř e p s á n a jako z = 
—XVf. Opakovanou ak tua l i zac í vektoru x podle rovnice 2.4 dojde k p o s t u p n é m u posunu 
s m ě r e m k loká ln ímu min imu. [6] 

£ f c + i = x k - A V / f e (2.4) 

Pro neuronovou síť s v á h a m i w a biasy b, vektorem cvičných v s t u p ů x s ná l ež i t ým 
vektorem v ý s t u p ů y a z t r á t o v o u funkcí C(w,b) by g r a d i e n t n í sestup p r o b í h a l opakován ím 
následuj ících k roků : 

• v y p o č t e n í m z t r á t y všech cvičných v s t u p ů 

• v y p o č t e n í m všech čás t ečných der ivací J ^ - a | ^ 

• u p r a v e n í m vah a b iasů podle rovnic 2.5 a 2.6 

dC 
w k + 1 = w k - X—— (2.5) 

dwk 

dC 
b k + 1 = b k - A — (2.6) 

úbk 

Postup je opakován , dokud nedojde ke sp lnění p ř e d e m u r č e n é p o d m í n k y , jako n a p ř í k l a d 
velikost rozdí lu mezi op t ima l i zovanými p r o m ě n n ý m i j edno t l i vých i te rac í . N á r o č n o s t v ý p o 
č t u | ^ a se s p o č t e m v s t u p ů x j (kde j je index specifického cv ičného vstupu) však 
zvedá velmi rychle. M ů ž e bý t efektivnější využ í t a l t e r n a t i v n í verze g r a d i e n t n í h o sestupu, a 
to gradientní sestup stochastický. Mís to v ý p o č t u čá s t ečné derivace a ^ vzhledem ke 
v š e m cv ičným v s t u p ů m najednou, cvičné vstupy jsou rozdě leny do várek a g r a d i e n t n í sestup 
je ap l ikován p o s t u p n ě na jednu po d r u h é . Ačkoliv j edno t l ivé gradienty neodpov ída j í p řesně 
gradientu s k u t e č n é m u , jejich s p o j e n í m vznikne v l ivem zákonů p r a v d ě p o d o b n o s t i gradient 
ukazuj íc í př ib l ižně s p r á v n ý m s m ě r e m . [2, 25] 

Pro z j ednodušen í ana ly t i ckého v ý p o č t u | ^ a ^ je v h o d n é využ í t t a k z v a n é h o výpočet
ního grafu spo lečně s algoritmem zpětného šíření chyby. V ý p o č e t n í graf je z p ů s o b reprezen
tace m a t e m a t i c k é funkce, kde uzly reprezen tu j í j e d n o d u c h é operace a hrany reprezen tu j í 
p r o m ě n n é , jež do operace vs tupu j í . N a p ř í k l a d graf funkce f(x, y) = x + y by vypada l jako 
na o b r á z k u 2.4. G r a f j e d n o d u c h é neu ronové s í tě s jednou skrytou vrstvou, kde se v každé 
v r s tvě nacház í pouze jeden neuron s ak t ivačn í funkcí zvolenou R e L U a kvadratickou cenou, 
by vypadal jako na o b r á z k u 2.5. Mís to celého v ý p o č t u je z n á z o r n ě n a jenom jeho čás t pro 
jeden vstup Xj, jejíž výs ledkem je čás t ceny Cj. P o k u d pro zvolenou cenu p l a t í rovnice 2.7 
(což pro kvadratickou cenu p la t í ) , 

VCj = VC (2.7) 

pak je algoritmus z p ě t n é h o š í ření chyby je m o ž n é p rovádě t pro k a ž d ý cvičný vstup x j zvlášť 
a j edno t l ivé p ř í r ů s t k y pak sečíst . Vs tupem uzlu j e d n o d u c h é operace m ů ž e bý t t a k é vektor 
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O b r á z e k 2.4: J e d n o d u c h ý v ý p o č e t n í graf znázorňuj íc í v ý p o č e t f (x,y) = x + y. U z e l sym
bolizuje operaci sč í t án í z a t í m c o jeho dvě hrany symbol izuj í p r o m ě n n é x a y. 

O b r á z e k 2.5: V ý p o č e t n í graf znázorňuj íc í v ý p o č e t čás t i ceny neu ronové s í tě s jednou skrytou 
vrstvou, kde se v k a ž d é v r s tvě nacház í jeden neuron. 

nebo matice, jako na o b r á z k u 2.6, kde je z n á z o r n ě n a p o d o b n á síť jako výše u v e d e n á s rozdí
lem, že m í s t o jednoho neuronu se v k a ž d é v r s t v ě nacház í neurony t ř i , společně s postupem 
algori tmu z p ě t n é h o šíření chyby. Tento algoritmus nejprve v y p o č t e d o p ř e d n ý m s m ě r e m 
čás t ceny C j pro d a n ý vstup x j a p o t é za p o m o c í ře tězového pravidla (rovnice 2.8) v y p o č t e 
z p ě t n ě jednu po d r u h é všechny čá s t ečné derivace. 

df(g(x)) = dzdf(z) 
dx dx dz 

V u v e d e n é m p ř i k l a d u jsou specificky z a j í m a v ý m i a jelikož společně tvoř í 
VCj. [25] 

Pro n ě k t e r é tvary funkcí n e m u s í bý t čis tý s tochas t i cký g r a d i e n t n í sestup t í m nejefek-
t ivně j š ím z p ů s o b e m nalezení loká ln ího min ima . P ř í k l a d e m je ilustrace na o b r á z k u 2.7, kde 
je z n á z o r n ě n a kontura funkce spolu s m o ž n ý m o p t i m á l n í m sestupem a sestupem t y p i c k ý m 
pro tento algoritmus. Jel ikož s tochas t i cký g r a d i e n t n í sestup s t r áv í velké m n o ž s t v í času po
hybem j i n ý m než ne jop t imá lně j š ím s m ě r e m , nacház í se zde prostor pro zlepšení . J e d n í m ze 

dC dc, dC dC dc. dC dC dzs dC 

wdw, dw, dc, 
dz, dC -

da; d CA bz dh'* db. dZ: 
^y(x) 

C 1 • 1 n d c, dz, I ,„ ,(o,,.,) ) a, 4- C 
1 L 

,(o,,.,) ) a, 
. . a-z 

f J JdC _ 

dci 

dzs 

dC: 

dC \ 

dza 

dC 

da: 

dC dz, dC dC da, dC dC dcs dC> dC> _ da, dC 

db, db, dz, dz, dz, da, dW: dwi dC: dZ: dzs d as 

O b r á z e k 2.6: V ý p o č e t n í graf znázorňuj íc í v ý p o č e t čás t i ceny neu ronové s í tě s jednou skry
tou vrstvou, kde se v k a ž d é v r s tvě nacház í t ř i neurony, spolu s r e l evan tn ími č á s t e č n ý m i 
derivacemi. Š ipky ukazuj í s m ě r postupu algori tmu z p ě t n é h o š í ření chyby. 
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O b r á z e k 2.7: K o n t u r a funkce a proces optimalizace neu ronové s í tě skládaj íc í se z j e d n é 
vrs tvy o jednom neuronu. Če rvenou barvou je z n á z o r n ě n m o ž n ý obyčejný s tochas t i cký se
stup a modrou m o ž n é op t imá lně j š í na lezení min ima. 

O b r á z e k 2.8: K o n t u r a z o b r á z k u 2.7 s p r v n í m i kroky algori tmu s tochas t i ckého g r a d i e n t n í h o 
sestupu s momentem. P ř e r u š o v a n o u ča rou je v y z n a č e n d r u h ý krok bez momenta a modrou 
je v y z n a č e n d r u h ý krok s momentem. Tato modifikace n e m ě n í velikost ani směr kroku, 
pouze mí s to , odkud je proveden. 

způsobů , jak tohoto d o s á h n o u t , je do rovnice 2.4 p ř i d a t tzv. momentům člen jak je v idět 
v rovnici 2.9, 

kde j5 je konstanta z intervalu <0,1) určuj íc í v ý z n a m momenta v sestupu. Z rovnice 2.9 
vyp lývá Vk = / ? f c _ 1 V / i + / ? f c _ 2 V / 2 + • • • + fiVfu-i + V/ fc . Algor i tmus si t u d í ž pamatuje 
každé využ i t é V / , ale jelikož f3 je konstanta z intervalu <0,1), v l iv k a ž d é h o V / na vý
s ledný p ř í r ů s t e k exponenc i á lně klesá s k a ž d o u i te rac í . M o m e n t ů m p ř i d á do algori tmu j is tou 
se t rvačnos t , „uhlazuj íc í" cestu, jež algoritmus využi je k dosažen í loká ln ího min ima, jak je 
i lus t rováno na o b r á z k u 2.8. P r o neuronovou síť, kde op t ima l i zovanými parametry jsou váhy 
a biasy j edno t l i vých n e u r o n ů , jsou rovnice 2.5 a 2.6 upraveny na 2.10 a 2.11 př í s lušně . [28] 

Wn 

Xk+i = xk - \Vk 

Vk = Vfk + í3Vk-1 

(2.9) 

wk+i = w k - XVk 

(2.10) 

b k + 1 = b k - XVk

b 

(2.11) 
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O b r á z e k 2.9: Grafy využ ívaných ak t ivačn ích funkcí. 

Al te rna t ivou k momentu je RMSprop (z angl ického root mean squared propagation). R M -
Sprop vznikne vydě l en ím Vfk variantou kvad ra t i ckého p r ů m ě r u všech předchoz ích V / , jak 
je v idě t v rovnici 2.12, 

xk+i = xk - AV/ fe / \ f Sk + e 

Sk = ( V / f c ) 2 + /3-Sfc-i 

kde e je velmi m a l á konstanta zabraňu j íc í dělení čísly velmi b l í zkými nule a (3 je p o d o b n ě 
jako výše konstanta z intervalu <0,1) určuj ící rychlost z án iku předchoz ích (V/ fc ) 2 - [12] 

K o m b i n a c í dvou výše uvedených metod vznikne metoda Adam (adaptive moment esti-
mation) - rovnice 2.13: 

£ f c + i = xk-\Vk/^fSk + e 

Vk = V A + p0Vk-i (2.13) 

Sk = (Vfk)2 + f31Sk.1 

kde J3Q a /?i jsou konstanty určuj ící rychlost z án iku p ř í s lušných členů. Tato metoda m á ze 
všech uvedených nej lepší op t ima l i začn í schopnost. [15] 

2.2.2 Významné aktivační funkce 

Akt ivačn í funkce u v e d e n á v rovnici 2.1 se v dnešn í d o b ě již použ ívá jen velmi z ř ídka . V ý s t u p 
s igmoidní funkce je v ce lém svém p r ů b ě h u poz i t ivn í , což z a r i t m e t i c k ý c h d ů v o d ů způsobuje 
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stejnost z n a m é n k a gradientu p a r a m e t r ů d a n é h o neuronu, a t u d í ž m á n e g a t i v n í efekt na 
rychlost učení . Ř e š e n í m je j i nahradit za tanh (obrázek 2.9b). C o ale nevyřeš í ani tanh 
je fakt, že obě funkce jsou, jak je v idě t na obrázc ích 2.9a a 2.9b, v jakékol iv nezanedba
te lné vzdá lenos t i vs tupu od nuly velmi p loché , d ů s l e d k e m čehož je v t ěch to čás tech funkce 
cr'(x) ~ 0. Jel ikož j e d n í m z efektů opakované aplikace ře tězového pravidla je ča s t é n á s o b e n í 
p r ů b ě ž n é h o výs ledku čá s t ečnou der ivací t ě c h t o funkcí, j akýkol iv neuron nacházej íc í se s v ý m 
v ý s t u p e m v tomto prostoru d o s á h n e stavu nasycenosti — již se dá le skoro neučí . [5, 35] 

P o p u l á r n í ak t ivačn í funkcí je v současné d o b ě ReLU(x) = m a x ( 0 , x ) . Funkce, jak je 
v idě t na o b r á z k u 2.9c, n e m á svoji derivaci a l e spoň pro ReLU{x) > 0 n ikdy bl ízkou nule. 
Dle [18] je R e L U m á velmi n ízkou v ý p o č e t n í s loži tost a m á po tenc i á l i někol ikrá t zrychli t 
celý proces, n i c m é n ě t r p í stejnou poz i t i vnos t í jako s igmoidn í funkce, a nav íc existuje šance , 
že b ě h e m učen í v l ivem p loché čás t i ReLU(x) = 0 d a n ý neuron „ u m ř e " — gradient posune 
jeho parametry do oblasti, kde se už n ikdy neaktivuje. Aktivace v kontextu R e L U z n a m e n á 
pro d a n ý neuron, že jeho v ý s t u p je větš í než nula. V sí t i ho jně využívaj íc ích tuto ak t ivačn í 
funkci m ů ž e její čás t sestávaj ící z takto „ m r t v ý c h " n e u r o n ů d o s á h n o u t velikosti až des í tek 
procent. Leaky R e L U (f(x) = l{x < 0)(ax) + l ( x > = 0)(x), kde a je parametr určující 
sklon f(x) < = 0) i l u s t rována na o b r á z k u 2.9d je pokusem o řešení t ě c h t o p r o b l é m ů , ale její 
konz i s t en tn í n a d ř a z e n o s t je n e p r ů k a z n á . [3, 5] 

Existuje t a k é ak t ivačn í funkce, jež se d á považova t za zobecněn í R e L U , tzv. maxout. 
Jak je v idě t v rovnici 2.14, 

maxout využ ívá více než j e d n é dvojice vektoru vah a biasu, což mu dává v y b r á n í m maxima 
z m n o ž i n y l ineárn ích funkcí schopnost se př ibl íž i t ve lkému (až j akémuko l iv — v p ř í p a d ě 
jejich d o s t a t e č n é kvantity) m n o ž s t v í ne l ineá rn ích funkcí. Maxou t tak umožňu je neuronové 
síti nejen se n a u č i t váhy a biasy, ale i ak t ivačn í funkci i nd iv iduá lně pro k a ž d ý neuron. R e L U 
vznikne zvolen ím m n o ž s t v í linearit na dva a n á s l e d n é m n a s t a v e n í vah i biasu j e d n é z linearit 
na nula. Navzdory obecnosti maxoutu jeho vysoká v ý p o č e t n í s loži tost jen vzácně s to j í za 
to. O b y č e j n á R e L U tak zůs t ává ne jvšes t ranně j š í volbou ak t ivačn í funkce. [10] 

V n ě k t e r ý c h p ř í p a d e c h je žádouc í , aby v ý s t u p pos ledn í vrs tvy b y l v y j á d ř e n í m prav
d ě p o d o b n o s t i , jako n a p ř í k l a d p r a v d ě p o d o b n o s t i že d a n ý vstup p a t ř í do d a n é kategorie. 
Jednou z n e z b y t n ě n u t n ý c h v l a s tnos t í t akové vrs tvy je, že součet v ý s t u p ů všech n e u r o n ů je 
jedna, což ž á d n á z dosud uvedených ak t ivačn ích funkcí nesp lňuje . Jednou z ča s to využ i tých 
ak t ivačn ích funkcí, jež tohle splňuje , je tzv. softmax, uveden v rovnici 2.15: 

kde Zk je vážený součet v s t u p ů d a n é h o neuronu a k je p o č e t n e u r o n ů v d a n é v r s tvě . V ý s t u p y 
softmax n e u r o n ů jsou, jak je v idě t v rovnici 2.15, v ž d y poz i t ivn í {ex je poz i t ivn í v ce lém svém 
p r ů b ě h u ) a tak se v l ivem předeš le z m í n ě n é vlastnosti d á v ý s t u p t akové vrs tvy považova t za 
dis tr ibuci p r a v d ě p o d o b n o s t i . [18, 25] 

2.3 Konvoluce a neuronové sítě 

Konvoluce d i sk ré tn ích funkcí f(i,j) a g(i,j) je v y p o č t e n a rovnicí 2.16. [13] 

h(x) = max{w\ • x + bi, wi • x + 62, • • •, Wj • x + bj) (2.14) 

(2.15) 

P), Pro i, j e z (2.16) 
k p 
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Vstupní obrázek Konvoluční matice Výstupní obrázek 

1 2 0 4 0 1 0 

0 
k 

3 1 2 0 -M 1 

5 0 1 0 0 1 0 

3 3 2 0 0*1 +1*2- fO*(H 

0*1 1*2 0*0 

0*0 -4*3 1*1 

0*5 1*0 0*1 

-9 

O b r á z e k 2.10: Efekt konvoluce na specifický pixel . P i x e l y na okra j ích nelze zkonvulovat a 
proto je výs ledný obrázek menš í . 

V kontextu poč í t ačové grafiky f(i,j) p ř e d s t a v u j e v s t u p n í obrázek , g(i,j) p ř e d s t a v u j e kon
voluční mat ic i a * je operace konvoluce. Proces konvoluce aplikuje mat ic i na k a ž d ý pixel , 
kde seč te n á s o b k y p ixe lů a p ř í s lušných hodnot v mat ic i . Hodnoty v konvoluční mat ic i p řed
s tavuj í váhy v l i v u j e d n o t l i v ý c h p ixe lů na pixel výs ledný [7]. Výsledek je n o v ý m pixelem na 
zpracovávané pozic i . P r o ob rázek a konvoluční mat ic i je v ý p o č t e m rovnice 2.17 [1] 

{x * w)[i, j] = x[m, n]w[i — m,j (2.17) 

kde x je v s t u p n í ob rázek a w konvoluční matice. O b r á z e k 2.10 znázorňu je tento proces 
graficky. O b r á z k y 2.11 znázorňu j í efekty n ě k t e r ý c h konvolučních matic. Ačkoliv s t r i k t n ě 
m a t e m a t i c k á definice konvoluce konvoluční mat ic i p ř e d ap l ikován ím převrac í , pro účely t é t o 
p ráce je tento fakt pro z j ednodušen í ignorován, p ro tože váhy jsou n a u č e n é automaticky, a 
tak to na výs ledku nic dů lež i t ého n e m ě n í . [13] 

Ačkoliv pro m a l é s í tě p l n á konekt ivi ta nezpůsobu je ž á d n é prob lémy, se zvětšu j íc ím se 
p o č t e m n e u r o n ů n á r ů s t p a r a m e t r ů n e ú n o s n ě zvyšuje n á r o č n o s t na v ý p o č e t . N a p ř í k l a d pro 
klasifikaci o b r á z k ů o velikosti 32 x 32 x 3 p ixe lů ( t ř e t í r ozměr je hloubka, tj. p o č e t R G B 
k a n á l ů ) , p ř ipo jen í v s t u p n í vrs tvy k pouze jednomu v ý s t u p n í m u neuronu si v y ž á d á 3072 
vah, p ř ipo jen í ke d v ě m a 6144 a tak dá le . P r o skrytou vrs tvu o velikosti 32 x 32 si p lná 
konektivi ta v y ž á d á vah 32 x 32 x 32 x 32 x 3 (3145728). [1] 

D o b r ý m z p ů s o b e m , jak tohle m n o ž s t v í omezit, je nep ř ipo jova t k a ž d ý s k r y t ý neuron 
ke k a ž d é m u v s t u p n í m u a m í s t o toho „ u k á z a t " k a ž d é m u s k r y t é m u neuronu pouze malou 
čás t vs tupu n a p ř í k l a d o velikosti 5 x 5 . P o č e t vah se tak zmenš í na 5 x 5 x 3 x 32 x 32 
(76800). Tohle m n o ž s t v í m ů ž e bý t j e š t ě dá le z m e n š e n o p o u ž i t í m s te jných vah pro všechny 
neurony s k r y t é vrstvy, zmenšu j íc p o č e t vah na 5 x 5 x 3 (75). S k r y t á vrstva se tak stane 
vrstvou konvoluční , p ro tože t aková vrstva je ekv iva len tn í m a l é m u o k ý n k u počí ta j íc í vážený 
p r ů m ě r s iden t i ckými vahami pro všechny pixely a jejich okolí. T é t o m n o ž i n ě vah se ča s to 
ř íká jádro. Je m o ž n é mí t více jader zpracovávaj íc í jednu čás t ob rázku . K a ž d é t akové j á d r o 
vyprodukuje v l a s tn í takzvanou aktivační mapu. Proces je i lus t rován na o b r á z k u 2.12. Síť tak 
získá schopnost hledat m a l é rysy, nezávis le na tom, kde se ve v s t u p n í m o b r á z k u nacház í . [1] 

J á d r o m ů ž e n a b ý v a t různých rozměrů , k r o m ě výše u v e d e n é h o 5 x 5 x 3 n a p ř í k l a d 5 x 5 x 1 
(pro š edo tónový obrázek) nebo 7 x 7 x 3 . P ř i rozměrech větš ích než l x l x l nen í m o ž n é 
provést konvoluci ob razových dat na okraj ích, jelikož nejsou ž á d n é pixely, jež je m o ž n é 
p ř i ř ad i t n ě k t e r ý m č á s t e m j á d r a , n a p ř í k l a d jak je v idě t na o b r á z k u 2.10. To se d á řeši t 
způsoby jako např . : 

• Neap l ikován ím j á d r a na okraj ích . Výs ledná ak t ivačn í mapa pak bude mí t menš í roz
měry, a to p ř e s n ě o okraj, k t e r ý se n e p o d a ř i l o zkonvulovat. Z výše u v e d e n é h o p ř í k l a d u 
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O b r á z e k 2.11: P ř í k l a d y různých konvolučních matic, v p o ř a d í : identita 

r o z m a z a n í 

1 1 1 
1 1 1 
1 1 1 

zos t ření 
0 - 1 0 

- 1 5 - 1 
0 - 1 0 

a detekce hran 

0 0 0 
0 1 0 
0 0 0 

0 1 0' 
1 - 4 1 
0 1 0 
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O b r á z e k 2.12: Ilustrace konvoluce v ícekaná lového o b r á z k u více než j e d n í m j á d r e m . Vzniklé 
ak t ivačn í mapy je m o ž n é v n í m a t jako k a n á l y nového o b r á z k u pro účely n a p ř í k l a d dalš í 
konvoluční vrstvy. K v á d r y barvy červená , m o d r á a ze lená p ř eds t avu j í j edno t l ivé k a n á l y 
v s t u p n í h o o b r á z k u . J edno t l i vé krychle p ř eds t avu j í r ů z n á j á d r a velikosti 3 x 3 x 3 a př í s lušně 
n a b a r v e n é k v á d r y p ř eds t avu j í výs ledné ak t ivačn í mapy. Celkový p o č e t n á s o b e n í pro jeden 
krok je 3 x 3 x 3 x 3 (81). 

o b r á z k u o rozměrech 32 x 32 x 3 a j á d r a 5 x 5 x 3 by vzn ik la ak t ivačn í mapa o rozměrech 
28 x 28 x 1. 

• Rozš í ř en ím o b r á z k u o okraj falešný, jako n a p ř í k l a d n a p l n ě n ý nulami, anebo zkopíro
v á n í m okraje s k u t e č n é h o . 

Nen í t a k é n e z b y t n ě n u t n é konvulovat k a ž d ý pixel . Konvo lučn í j á d r o je m o ž n é posouvat 
o hodnotu kroku větš í než 1. V t a k o v é m p ř í p a d ě je ale p o t ř e b a zvolit hyperparametry tak, 
aby bylo m o ž n é zkonvulovat celý obrázek . S o b r á z k e m n a p ř í k l a d o velikosti 7 x 7 x 3 a 
j á d r e m 3 x 3 x 3 by krok o velikosti 3 fungoval jen velmi těžko . [1] 

V n e u r o n o v ý c h sí t ích obsahuj íc í konvoluční v rs tvy se čas to nacház í t a k é vrs tvy typu max 
pooling. Taková vrstva je, p o d o b n ě jako konvoluční , ekv iva len tn í pohybu j í c ímu se o k ý n k u 
s rozdí lem, že m í s t o váženého s o u č t u vrstva vybere max imum. M a x pooling se se tkává 
s iden t i ckými p r o b l é m y s okraji s i den t i ckými řešen ími . Č a s t o p o u ž i t o u konfigurací je na
p ř ík lad max pool ing s vel ikost í 2 x 2 , krokem 2 x 2 a ignorac í okra jů . Efekt dvou t akových 
vrstev je i lus t rován na o b r á z k u 2.14. K r o m ě vylepšení v ý k o n n o s t n í s loži tost i je jednou 
z v l a s t n o s t í t akové a j í p o d o b n é max pool ing vrs tvy redukce sekcí vs tupu na j edno t l ivé 
hodnoty. T y t o hodnoty je pak m o ž n é z p ě t n ě namapovat na sekce vstupu a vyvozovat z nich 
závěry. [20] 

J e š t ě d a l š í m z p ů s o b e m , jak sníži t v ý p o č e t n í n á r o č n o s t pro o b r á z k y s víc než j e d n í m 
b a r e v n ý m k a n á l e m , je m í s t o t r o j r o z m ě r n ý c h jader použ í t m n o ž i n u jader dvo j rozměrných . 
V t a k o v é m p ř í p a d ě bude k a ž d é m u k a n á l u p ř i ř azeno n d v o u r o z m ě r n ý c h jader a pro m k a n á l ů 
vznikne n x m ak t ivačn ích map tak, že z k a ž d é h o k a n á l u vznikne n ak t ivačn ích map. T y t o 
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O b r á z e k 2.13: S t e jná konvoluce jako v o b r á z k u 2.12 s rozdí lem, že v tomto p ř í p a d ě je využ i t o 
depthwise separation. Mís to t ř í jader 3 x 3 x 3 je zde využ i t o t ř í jader velikosti 3 x 3 x 1 . 
K a ž d é z nich je ap l ikováno na v l a s tn í k a n á l . N a výs l ednou m n o ž i n u ak t ivačn ích map jsou 
nás l edně ap l ikována 3 j á d r a velikosti 1 x 1 x 3, z nichž k a ž d é vyprodukuje v l a s tn í ak t ivačn í 
mapu. Celkový p o č e t n á s o b e n í pro jeden krok je 3 x 3 x 3 + 3 x 3 (36). 

O b r á z e k 2.14: Výsledek dvou max pool ing vrstev velikosti 2 x 2 a krokem 2 x 2 . Jasně jš í pixel 
symbolizuje větš í hodnotu. Vrs tva vybere pixel nejvyšší hodnoty pro k a ž d o u sekci 2 x 2 . 
V ý s t u p je d v a k r á t m e n š í jak ve výšce, tak šířce. P o dvou t a k o v ý c h v r s tvách zbyde ze vs tupu 
8 x 8 pouze 2 x 2 . K a ž d ý z t ě ch to pixelů je m o ž n é považova t za souhrn informací sekce, ze 
k t e r é pocház í , obzvlášť pokud se mezi max pool ing vrs tvami nacház í i vrs tvy konvoluční . 
T y t o sekce jsou v y z n a č e n y če rvenými rámečky. 
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ak t ivačn í mapy jsou nás l edně rozdě leny do n skupin po m a po spo jen í k a ž d é skupiny do 
t r o j r o z m ě r n é ak t ivačn í mapy je na n ě ap l ikováno l ibovolné m n o ž s t v í jader tvaru l x l x m . 
P o u ž i t í m m n o ž s t v í t ě c h t o jader n e z a n e d b a t e l n ě vě t š ím, než n je m o ž n é hledat rysy v b a r e v n é 
informaci s m e n š í v ý p o č e t n í cenou, než j á d r y t r o j r o z m ě r n ý m i . Tato optimalizace se nazývá 
depthwise separation a je i l u s t rována na o b r á z k u 2.13. [30] 

2.4 Regularizace 

Ačkoliv ma j í h l u b o k é neu ronové s í tě velmi dobrou schopnost mapovat kompl ikované vztahy 
mezi vs tupem a v ý s t u p e m , př i n e k o m p l e t n í d a t o v é s adě bude n e z a n e d b a t e l n á čás t t ě c h t o 
m a p o v á n í o d r á ž e t vztahy nacházej íc í se pouze v d a to v é s adě t rénovac í . T y t o vztahy se 
v ní nacház í v l ivem n á h o d n é h o rušen í a její nekompletnosti, a t u d í ž jejich n a u č e n í snižuje 
obecnost modelu. N e u r o n o v é sí t i , jež se nauč i l a vztahy a rysy p ř í t o m n é pouze v t rénovac í 
sadě se ř íká přetrénovaná. Ve snaze zmí rn i t p ř e t r é n o v á n í n e u r o n o v ý c h sí t í došlo k v y v i n u t í 
ř a d y regu la r izačn ích technik. [32] 

Pojem regularizace je pojem maj íc í velmi neu rč i tý v ý z n a m , a tak je t ř e b a p ř i j m o u t jednu 
z možných definic. Definicí z [19] je: Regularizace je j akáko l iv d o d a t e č n á technika u r č e n á 
k vy lepšen í schopnosti generalizace. 

2.4.1 Regularizace datovou sadou 

S regular izac í se d á začí t už na ú rovn i dat, a to jak t r ans fo rmac í existuj ící d a t o v é s adě na 
novou, tak v y t v o ř e n í m nových dat z existuj ících. Uměle zvě t š ená d a t o v á sada se nazývá 
augumentovaná. Transformace, jej ichž kombinovanou apl ikac í lze z jednotky ob razových 
dat umě le vy tvo ř i t jednotku dat novou, jsou n a p ř í k l a d následující : 

• apl ikování n á h o d n é h o š u m u 

• r o z t á h n u t í 

• rotace 

• p o s u n u t í 

Jejich v y u ž i t í m lze z ískat datovou sadu někol ik rá t vetš í . Je lepší raděj i z í ska t více u n i k á t n í c h 
dat, n i c m é n ě to nen í v ž d y p ř i j a t e lně s n a d n é nebo cenově únosné . [19] 

2.4.2 Regularizace včasným zastavením 

Dal š ím z p ů s o b e m přede j i t í p ř e t r é n o v á n í je zas t aven í t r énován í ve s p r á v n ý čas . P ř i t r énován í 
př i d o s t a t e č n é m p o č t u i te rac í dojde k situaci, kdy p o č e t nově na lezených v z t a h ů nacházej íc í 
se pouze v t r énovac í s adě p řevýš í poče t nově na lezených v z t a h ů p l a t n ý c h pro celou řešenou 
d o m é n u . Metodou měřen í , zdal i k t é t o si tuaci nedocház í , je n a p ř í k l a d per iod ické t e s tován í 
čás t í d a t o v é sady n e v y u ž i t é k t r énován í . P o k u d se kval i ta s í tě nad touto tes tovac í sadou 
nelepší nebo dokonce zhoršuje , j e d n á se o m o ž n o u indikaci začínaj íc í p ř e t r é n o v a n o s t i s í tě . 
Jel ikož je ale t es tovac í sada p o u ž i t a př i t r énován í , objekt ivi ta m ě ř e n í finální kval i ty sí tě 
touto sadou z n a č n ě u p a d á . V praxi p o u ž í v a n ý m řešen ím tud íž je rozdělení d o s t u p n é sady 
na t ř i čás t i : 

• t r énovac í — optimalizace s í tě v ý p o č t e m z t r á t y a n á s l e d n é m p ř e p o č t u p a r a m e t r ů 
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p = 0.3 p = 0.5 P = 1 

O b r á z e k 2.15: P l n ě p r o p o j e n á n e u r o n o v á síť z o b r á z k u 2.3 po apl ikaci dropoutu. P ř í s lu šné 
hodnoty p i nd iv iduá ln ích vrstev jsou uvedeny pod n imi . 

• va l idační — per iodické m ě ř e n í r e l a t ivn í p ř e t r é n o v a n o s t i 

• t es tovac í — z m ě ř e n í kval i ty s í tě po ukončen í t r énován í 

J e d n í m z typ ických p o m ě r ů rozdělení d a t o v é sady je v p o ř a d í n a p ř í k l a d 7:1:2. [25] 

2.4.3 Dropout 

Jeden ze spíše z ře jmých z p ů s o b ů , jak se vyhnout e f ek tům p ře t r énován í , je vycviči t více než 
jednu síť a n á s l e d n ě vyzkouše t nad tes tovac ími daty s í tě všechny. O p t i m á l n ě j š í m z p ů s o b e m , 
jak d o s á h n o u t p o d o b n é h o efektu je t a k z v a n ý dropout. J e d n á se o následuj íc í modifikaci al
gori tmu z p ě t n é h o š í ření chyby: P r o k a ž d o u vrs tvu je zvolen parametr p £ <0,1>. P ř e d 
k a ž d o u epochou m á k a ž d ý neuron 1 — p jeho vrs tvy šanci , že se následuj íc í epochy nebude 
ú č a s t n i t . ( I lus t rováno na o b r á z k u 2.15.) N a konci t r énován í jsou všechny váhy w vyná 
sobeny jejich p ř í s l u šným p. Výs ledkem je př ib l ižný ekvivalent p r ů m ě r u velkého m n o ž s t v í 
i nd iv iduá lně v y t r é n o v a n ý c h sít í . [32] 

Apl ikace dropoutu je pro k a ž d o u epochu ekvivalentem seb rán í „z ř ídčeného" vzorku z pů
vodn í neu ronové sí tě , jeho i n d i v i d u á l n í m v y t r én o v án í a n á s l e d n é m z p r ů m ě r o v á n í jejich vah. 
T ě c h t o vzo rků existuje pro k a ž d o u síť m o ž n ý c h 2™, kde n je p o č e t n e u r o n ů v d a n é sí t i . Vzhle
dem k povaze r ů s t u 2™ je př i jakékol iv n e z a n e d b a t e l n é velikosti s í tě n e p r a v d ě p o d o b n é , že 
bude jeden z t ě c h t o vzorků t r é n o v á n více než jednou. Vzniklý p r ů m ě r t ěch to sít i je proto 
p r ů m ě r e m exponenc iá ln ího m n o ž s t v í r ůzných jednou t r é n o v a n ý c h sí t í s ve lkým m n o ž s t v í m 
sdí lených vah. [32] 

2.4.4 Regularizace cenovou funkcí 

J e d n í m z d ů v o d ů pro v ý b ě r d a n é cenové funkce m ů ž e bý t její r egu la r izačn í efekt. P ř í b u z n o u 
možnos t í je regularizace p ř i d á n í m regu la r i začn ího členu do j i nými pr ior i tami zvolené cenové 
funkce, jako n a p ř í k l a d z p ů s o b e m u v e d e n ý m v rovnici 2.18, 

Cr(x,y) = C(x,y)+r (2.18) 
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kde r je z m í n ě n ý regu la r izačn í člen. T í m t o č lenem m ů ž e bý t n a p ř í k l a d ^ - J2W

 1 1 , 2 kde Ylw

 W 2 

je suma d r u h ý c h mocnin všech vah, n je p o č e t vzo rků a A je v ý z n a m n o s t tohoto regulari-
začn ího členu pro cenu. P r o t o ž e cí lem s tochas t i ckého g r a d i e n t n í h o sestupu je minimalizace 
hodnoty ceny d a n é konfigurace neu ronové s í tě , p ř i d á n í m sumy d r u h ý c h mocnin vah do ceny 
dojde i k minimal izac i t ě ch to vah. Preference menš ích vah m á regu la r izačn í efekt. [19] 

2.5 Zpracování obrazu 

Obrazová data je ča s to p ř e d jejich v y u ž i t í m pro účely s t ro jového učen í v ý h o d n é zpracovat. 
Č a s t o u t r ans fo rmac í je transformace vyžaduj íc í znalost hodnoty p ixe lů na pozicích, jež ne
maj í koresponduj íc í pozici ve zdro jovém o b r á z k u . P ř í k l a d e m m ů ž e bý t zvětšení , zmenšen í , 
anebo rotace. T y t o chybějící hodnoty je t ř e b a v y p o č í t a t . K tomuto účelu existuje ř a d a 
metod, z nichž ne j j ednodušš í je metoda nearest neighbour. Tato metoda v y p o č í t á k a ž d ý 
n e z n á m ý pixel z m ě ř e n í m vzdá lenos t i ke k a ž d é m u pixelu z n á m é m u . D a n ý n e z n á m ý pixel 
nás l edně získá hodnotu rovnou z n á m é m u pixelu geometricky nejbl ižš ímu. N e z n á m é pixely 
je t a k é m o ž n o interpolovat n a p ř í k l a d l ineá rně . V in t e rpo lovaném j e d n o d i m e n z i o n á l n í m ob
r á z k u je hodnota n e z n á m é h o pixelu v y p o č t e n a váženou sumou pixe lů z n á m ý c h . V tomto 
p ř í p a d ě se j e d n á o váženou sumu dvou nejbližších z n á m ý c h pixelů . V á h y t ě c h t o pixelů jsou 
d a n é jejich geometrickou vzdá lenos t i . Rozš í ř en ím t é t o metody do dvou d imenz í vznikne 
metoda bilineární interpolace. Ta to metoda vyžadu je pro v ý p o č e t n e z n á m é h o pixelu z n á m é 
pixely č tyř i . P ř i je j ím využ i t í dojde nejprve k j e d n o r o z m ě r n ý m l i neá rn ím i n t e r p o l a c í m nedi
agoná ln ích d i s junk tn í ch p á r ů z n á m ý c h pixelů . Sou řadn i ce t ěch to dvou nově vznik lých pixelů 
je t ř e b a vybrat tak, aby jejich l ineárn í in te rpo lac í bylo m o ž n é z íska t p ixel p ů v o d n ě h ledaný. 
L ineá rn í in te rpo lac í t ě c h t o dvou pixe lů pro h l e d a n ý pixel je z í skán výs ledek interpolace b i 
l ineární . J e š t ě d a l š í m rozš í řen ím je metoda bikubické interpolace, kde z m í n ě n ý m rozš í řen ím 
je využ i t í kř ivek. [34] 

Druhou ka tegor i í t r ans fo rmac í jsou transformace nevyžaduj íc í znalost hodnot nezná
m ý c h pixelů . V t a k o v é m p ř í p a d ě jsou hodnoty existuj ících pixelů p ř e p o č t e n y na nové, na
př ík lad př i r o z m a z á n í , p ř e v o d u do s t u p ň ů šedi , anebo b a r e v n ý c h filtrů. Č a s t ý m z p ů s o b e m 
dosažení t ě ch to t r ans fo rmac í je operace konvoluce, jako n a p ř í k l a d v o b r á z k u 2.11. P ro de
tekci hran m ů ž e bý t výhodně j š í využ í t t a k z v a n é h o Sobelova operátoru. Jeho apl ikac í podle 
rovnic 2.19 a 2.20, 

" 1 2 1 " 
Gr = 0 0 0 * 7 (2.19) 

-1 - 2 - 1 

G, 
1 0 - 1 
2 0 - 2 
1 0 - 1 

* J (2.20) 

kde * je operace konvoluce a / je v s t u p n í obrázek , jsou z ískány obě komponenty gradientu 
o b r á z k u I. Gx je ho r i zon tá ln í komponentou hran a Gy ve r t iká ln í . Jejich kombinac í podle 
rovnice 2.21 

\\G\\=J[Gl + Gl\ (2.21) 

vznikne matice velikostí g r a d i e n t ů G. K a ž d ý pixel G je o h o d n o c e n í m míry, do k t e r é je pixel 
na s te jné pozici ve v s t u p n í m o b r á z k u součás t í hrany. Hrany de t ekované t í m t o z p ů s o b e m 
maj í č a s to š í řku více než jednoho pixelu, což n e m u s í bý t žádouc í . P ro řešení tohoto p r o b l é m u 
je m o ž n é využ í t t a k z v a n ý Cannyho detektor hran. N ě k t e r é konvoluční s í tě př i j ímaj í na svůj 
vstup ob rázek z redukovaný na pouze hrany. [34] 
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(a) Klasifikace — určení třídy 
objektu nacházejícím se na 
vstupním obrázku. 

(b) Lokalizace — určení ohra
ničujícího boxu klasifikova
ného objektu. 

(c) Detekce objektů — loka
lizace jakékoliv množství ob
jektů. 

O b r á z e k 2.16: Ilustrace rozdí lů mezi klasifikací, lokal izací a de tekc í ob jek tů . 

2.6 Detekce objektů 

Dosud p r o b í r a n é konvoluční neu ronové s í tě jsou schopné pouze klasifikace, tzn . u rčen í , j a k á 
z de tekova te lných t ř í d o b j e k t ů se na v s t u p n í m o b r á z k u nacház í . To je smysluplnou operac í 
pouze pokud p o č e t o b j e k t ů pa t ř í c í do de tekova te lných t ř í d n e p ř e s á h n e jedna. Dalš í vyko
natelnou ope rac í je lokalizace. Lokal izací se r o z u m í u rčen í pozice a r o z m ě r u klasif ikovaného 
objektu. Dá le neu ronová síť, s c h o p n á urč i t t ř í du , pozici i r o z m ě r vě tš ího p o č t u ob jek tů , 
než jedna, vykonává takzvanou detekci ob j ek tů . Ilustrace t ěch to ope rac í se nacház í na ob
r á z k u 2.16. Složi tost v apl ikaci konvolučních n e u r o n o v ý c h sí t í pro detekci o b j e k t ů se mimo 
j iné nacház í ve faktu, že dimenze v ý s t u p n í ak t ivačn í mapy takové s í tě jsou na rozdí l od 
m o ž n é h o p o č t u de tekova te lných o b j e k t ů ve v s t u p n í m o b r á z k u n e m ě n n é . Navzdory tomu 
jsou r ů z n é klas i f ikátory a nebo jejich p o d s t a t n á čás t č a s to ned í lnou součás t í d e t e k t o r ů ob
j e k t ů . Var ianty klas i f ikátorů, jako n a p ř í k l a d V G G [ 3 1 ] , ResNe t f l l ] nebo MobileNet[29], č a s to 
bývají k tomuto účelu využi ty . T y p i c k ý m d ů v o d e m pro jejich využ i t í je jejich p r o k á z a n á 
kval i ta a efektivita extrakce rysů . [36] 

D ů l e ž i t ý m konceptem v d o m é n ě detekce o b j e k t ů je Intersection over Union, nebo-li 
Ioíl. I o U mezi dvěmi plochami je d á n o vydě l en ím obsahu jejich p růseč íku obsahem jejich 
s jednocení , jak je i lus t rováno na o b r á z k u 2.17. Hodnota IoU se vždy nacház í v intervalu 
<0,1>. Č a s t ý m v y u ž i t í m je v ý p o č e t podobnosti mezi p ř e d p o v ě z e n ý m boxem a s k u t e č n ý m . 
P ro v y h o d n o c e n í , zdal i danou detekci považova t za ú s p ě š n o u je t ř e b a zvolit prahovou hod
notu. P o k u d je hodnota IoU mezi p ř e d p o v ě z e n ý m a s k u t e č n ý m boxem větš í než zvolená 
p r a h o v á hodnota, detekci je m o ž n é považova t za ú s p ě š n o u . [16] 

2.6.1 Region-based Convolutional Neural Networks 

Společnou v l a s tnos t í t é t o t ř í d y m o d e l ů , čas to zk racované jako R-CNN, je rozdělení procesu 
detekce na dva kroky — nejprve jsou ve v s t u p n í m o b r á z k u nalezeny oblasti s po tenc iá l 
n í m objektem a nás l edně jsou s p o m o c í t é t o informace provedeny s a m o t n é detekce. P r v n í m 
z nich je model R-CNN[9]. Ten nejprve p o m o c í a lgori tmu Selective search extrahuje ze 
v s t u p n í h o o b r á z k u oblasti, ve k t e r ý c h se p o t e n c i á l n ě nacház í objekt. N á s l e d n ě ind iv idu
á lně provede lokal izaci na k a ž d é m z nich konvoluční neuronovou sít í . Selection search je 
algoritmus umožňuj íc í rozdělení všech p ixe lů ve v s t u p n í m o b r á z k u do skupin, kde k a ž d á 
skupina reprezentuje d a n ý objekt. Ačkoliv b y l tento p ř í s t u p na svůj čas vysoce úspěšný, 
t r p í ř a d o u n e v ý h o d , jako n a p ř í k l a d vysokou v ý p o č e t n í cenou algori tmu Selective search, 
nutnosti zp racováva t k a ž d o u k a n d i d á t n í oblast i nd iv iduá lně a n e m o ž n o s t í t r é n o v a t model 
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IoU = 

(a) Dva ohraňučijící boxy. (b) Sjednocení dvou boxů (ze
lená) a jejich průsečík (rů
žová) . 

(c) IoU je získáno vyděle
ním obsahu průsečíku obsa
hem sjednocení. 

O b r á z e k 2.17: Ilustrace z ískání hodnoty IoU . Insp i rováno [16]. 

O b r á z e k 2.18: Feature P y r a m i d Network. P ř e v z a t o z [21]. 

jako celek. Dalš í i t e rac í je Fast R-CNN[8]. T a s tá le využ ívá algori tmu Selective search, ale 
na lazené oblasti nejsou konvoluční neuronovou sí t í zp racovávány ind iv iduá lně . Mís to toho 
je konvoluční neuronovou sí t í zp racován celý v s t u p n í obrázek . N á s l e d n ě je na výs ledné akt i 
vační m a p ě provedena lokalizace na k a ž d é její oblasti koresponduj íc í k a n d i d á t n i oblasti na 
v s t u p n í m o b r á z k u . O d s t r a n ě n í m nutnosti p rovádě t p r ů c h o d konvoluční neuronovou sí t í pro 
k a ž d o u k a n d i d á t n í oblast Fast R - C N N někol ik rá t p ř e k o n á p ředchoz í R - C N N ve v ý k o n n o s t n í 
ná ročnos t i . Selective search ale s tá le p ř eds t avu j e velmi vysokou čás t v ý p o č e t n í h o času , což 
napravuje dalš í model j m é n e m Faster R-CNN[27]. Ten již tohoto algori tmu nevyuž ívá , 
mí s to toho je h l edán í k a n d i d á t n í c h ob las t í součás t í extraktoru rysů . [37] 

2.6.2 Singleshot detectors 

Tato skupina se vyznaču je pokusem o urych len í s loučen ím fází zmíněných výše . V ý z n a m n ý m 
modelem tohoto typu je YOLO. Jak n a p o v í d á celé j m é n o , You Ordy Look Once, v s t u p n í 
ob rázek je p o u ž i t pouze jednou. V s t u p n í ob rázek je rozdě len do č tvercové mř í žky velikosti 
strany S. K a ž d ý de t ekovaný objekt se považuje za náležící t é b u ň c e , do k t e r é náleží jeho 
s t řed . P r o k a ž d o u b u ň k u je p ř edpovězen B p o č e t boxů , ale pro k a ž d o u b u ň k u je detekova-
te lný pouze jeden objekt. P r o k a ž d ý box je mimo s o u ř a d n i c jeho s t ř e d u a r o z m ě r ů modelem 
p ř e d p o v ě z e n a t a k é jeho j is tota . T a reprezentuje odhad IoU mezi p ř e d p o v ě z e n ý m boxem a 
s k u t e č n ý m . K r o m ě b o x ů je pro k a ž d o u b u ň k u p ředpovězeno t a k t é ž C i nd iv iduá ln ích prav
d ě p o d o b n o s t í , že de t ekovaný objekt p a t ř í do d a n é t ř ídy . R o z m ě r y výs ledné matice tak jsou 
SxSx(B*5 + C). Y O L O oprot i R - C N N disponuje j e d n o d u š š í m modelem, nižší časovou 
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složi tost í , a schopnos t í detekce o b j e k t ů v kontextu celého o b r á z k u . V n ě k t e r ý c h s i tuac ích i 
dosahuje lepších výs ledků . [26] 

SingleShot Multibox Detector, zk rácené SSD, funguje p o d o b n ě . Součás t í n á v r h u je defi
nice mř í žky a m n o ž i n y výchozích b o x ů s r ů z n ý m i p o m ě r y stran a vel ikost í . Tato m n o ž i n a 
je s t e jná pro k a ž d o u b u ň k u . P ř i t r é n i n g u jsou pak pro k a ž d ý objekt na v s t u p n í m o b r á z k u 
p ř i ř azené n ě k t e r é z nich. P ro tyto boxy jsou nás l edně v y p o č t e n y rozdí ly mezi pozicemi a 
r o z m ě r y d a n ý c h b o x ů a d a n é h o objektu. T y p ředs t avu j í žádouc í v ý s t u p sí tě , a jsou proto 
využ i ty pro v ý p o č e t ceny. [24] 

2.6.3 Feature Pyramid Network 

V konvoluční neu ronové síti j edno t l ivé pixely k a ž d é dalš í ak t ivačn í mapy odpov ída j í vět
š ímu segmentu v s t u p n í h o o b r á z k u . Ve v r s tvách hluboko v jejich s í t i tak docház í ke z t r á t ě 
informací pocházej íc ích z vrstev dřívějších. J e d n í m ze způsobů , jak tomu přede j í t , je Feature 
Pyramid Network, zk ráceně FPN. Pos tupem bez F P N je za řazen í j edno t l i vých vrstev v sek
venci za sebe, kde pos ledn í vrstva je vrstvou v ý s t u p n í . P ř i d a n í F P N takové síti je dosaženo 
nejprve v ý b ě r e m n ě k t e r ý c h jej ích ak t ivačn ích map, typicky v různých h l o u b k á c h . T y jsou 
nás l edně za ř azeny (mimo jejich or ig iná ln í účel a pozici) za sebe v o p a č n é m p o ř a d í . K a ž d á 
takto nově v y t v o ř e n á p o s t r a n n í vrstva je s eč t ena se s o u č t e m všech vrstev předchoz ích . 
K a ž d ý nově v y t v o ř e n ý součet je pak dá le zp racován . Ak t ivačn í mapy ovšem ma j í rozdí lný 
rozměr i p o č e t k a n á l ů , což je p ř e d s č í t á n í m p o t ř e b a vyřeš i t . P o č e t k a n á l ů je konvolucí 
upraven na společný. R o z m ě r je upraven p ř e vzor kován ím. P řevzo rkován í je ekvivalentem 
vymyš len í r y s ů ve vs tupu se nenacházej íc ích . Ilustrace se nacház í na o b r á z k u 2.18. [21] 

P ř í k l a d e m modelu využívaj ící F P N je RetinaNet. K a ž d ý ze s o u č t ů p o s t r a n n í c h akt i 
vačních map je dá le zp racován k las i f iká torem a regresorem ohraničuj íc ích boxů . Vznikne 
m n o ž i n a ak t ivačn ích map, kde k a ž d o u hodnotu d a n é ak t ivačn í mapy je m o ž n é p ř i ř ad i t 
k segmentu na v s t u p n í m ob rázku . D a n ý segment však m ů ž e m í t víc než jedno ohodnocen í , 
ve k t e r é m p ř í p a d ě je t ř e b a vybrat jedno z nich. Da l š ím p r o b l é m e m je ne rovnováha t ř íd , tzn . 
něk t e r é z o b j e k t ů de t ekovaných t ř í d se v t r énovac í s adě nacház í v n e z a n e d b a t e l n ě rozdíl
n é m p o č t u , než j iné . V tomto p ř í p a d ě se j e d n á o t ř í d u pozad í , k t e r á se v typické t rénovac í 
sadě nacház í ve velmi ho jně jš ím p o č t u , než objekty t ř í d j iných . P r o p o t l a č e n í d ů s l e d k ů t é t o 
ne rovnováhy Ret inaNet využ ívá z t r á t o v é funkce Focal Loss, u v e d e n é v rovnici 2.22, 

kde A je parametrem ovlivňující v á h u členu (1 — pt). Foca l Loss vznikne p ř i d á n í m členu 
(1 — pt)x do cross-entropy. Foca l Loss m á oproti cross-entropy s t rmě j š í p r ů b ě h a snižuje 
z t r á t u pro velmi j i s t é p ř edpověd i . Tr iv iá ln í p řepověd i tak ma j í menš í v l iv na opt imal izaci 
p a r a m e t r ů . [22] 

Da l š ím p ř í k l a d e m je model Fully Convolutional One-Stage Object Detector, nebo-li 
FCOS. Ten p ř ináš í oproti Ret inaNet ř a d u z m ě n , jako n a p ř í k l a d d o d a t e č n é vrs tvy nebo 
nový „cen te rness" v ý s t u p . Tento v ý s t u p u d á v á p ř edpovězenou vzdá lenos t s t ř e d u p ředpově -
zeného ohraniču j íc ího boxu od s t ř e d u s k u t e č n é h o objektu. Jeho úče lem je z í skání p řeně jš ího 
odhadu o kval i tě d a n é detekce. D a l š í m d ů l e ž i t ý m rozd í l em je nevyuž i t í výchozích b o x ů (tzv. 
„ anchor s " ) . [33] 
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Kapitola 3 

Návrh 

Cíl t é t o p r á c e stanovuji na program se schopnos t í co nej přesnějš ího u rčen í polohy a velikosti 
všech t r a m v a j í ve v s t u p n í m videu. Tato informace bude u d a n á v pixelech, r e l a t i vně k le
v é m u h o r n í m u rohu k a ž d é h o s n í m k u . P rogram bude o t e v ř e n s n a d n é m u pozdě j š ímu p ř i d á n í 
schopnosti uvés t vzdá lenos t a rozměr t a k é v metrech r e l a t i vně ke k a m e ř e za p ř e d p o k l a d u , 
že už iva te l uvede d o s t a t e č n é m n o ž s t v í ka l ib račn ích de ta i lů . K tomuto úče lu vol ím deteko-
vatelnou čás t tramvaje na pouze její p ř e d n í a z a d n í stranu, p r o t o ž e tyto strany ma j í značně 
nižší var iabi l i tu r o z m ě r ů než o s t a t n í . J e d n o t l i v é modely t r a m v a j í ma j í var iabi l i tu výšky 
o dost vetš í než var iabi l i tu šířky. Tramvaje se čas to pohybu j í vysokou rychlos t í , a to způ
sobuje na v ý s t u p u s ta t i cké kamery jejich r o z m a z á n í . Znatelnost tohoto efektu je ú m ě r n á 
bl ízkost i tramvaje ke k a m e ř e a její sn ímkovací rychlost i . R ů z n é modely t r a m v a j í ma j í t aké 
velmi vysokou variaci rysů jejich p ř edn í ch stran. T a k t é ž jejich b a r e v n é p roveden í m ů ž e bý t 
jakékol iv , a proto budu p ř e v á d ě t v šechna b a r e v n á data do o d s t í n ů šedi. 

3.1 Cílový program 

Využi to bude následuj íc ích knihoven a technologi í : 

• C U D A — technologie umožňuj íc í hardwarovou akceleraci n ě k t e r ý c h t y p ů v ý p o č t ů 
v y b r a n ý m i graf ickými kar tami společnos t i N V I D I A . Velikost t é t o akcelerace m ů ž e 
bý t i v t is ících procent. 

• R O C m — ekvivalent C U D A pro n ě k t e r é grafické kar ty spo lečnos t i A M D . 

• P y T o r c h — knihovna u r č e n á pro tvorbu, t r énován í a využ i t í n e u r o n o v ý c h sít í . 

• O p e n C V — mimo j iné obsahuje funkce pro manipulaci s o b r a z o v ý m i daty. 

Cílovou platformou bude L i n u x . P rogram bude podporovat jak C U D A , tak R O C m za před
pokladu, že už iva te l m á s y s t é m s p r á v n ě ses tavený a n a s t a v e n ý pro využ i t í zvolené techno
logie. R o z h r a n í bude pouze př íkazovou ř á d k o u . Uživa te l bude mí t možnos t : 

• Zvol i t , zdal i chce pro v ý p o č t y využ í t grafické kar ty nebo procesoru. 

• D o t r é n o v a t zvolený model na v la s tn ích datech a v t a k o v é m p ř í p a d ě zvolit i parametry 
t r énován í jako n a p ř í k l a d velikost dávky, rychlost učení a p o d o b n ě . 

• Zvoli t model. 
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• Použ í t video nebo webkameru jako vstup a ná s l edně jako v ý s t u p zvolit kombinaci z: 

— vykres len í v s t u p n í h o videa o b o h a c e n é o de t ekované tramvaje v y z n a č e n é obdél 
níky na obrazovku 

— v ý s t u p u z m í n ě n é h o videa do souboru 

— v ý s t u p u č tveř ic s o u ř a d n i c de t ekovaných t r a m v a j í na s t a n d a r d n í v ý s t u p 

Jedinou čás t í da tové sady d r ž e n é v p a m ě t i bude její čás t b e z p r o s t ř e d n ě p o t ř e b n á k v ý p o 
č tu . M i n i m á l n í p o d p o r o v a n é m n o ž s t v í p a m ě t i R A M bude 1 6 G i B . P rogram se bude sk láda t 
z h l avn ího skr ip tu ř ídíc ího celý proces a v y m ě n i t e l n ý c h m o d u l ů . P ř e d p o č á t k e m v ý p o č t u 
h lavn í skript vybere z t ě c h t o m o d u l ů moduly p o t ř e b n é pro už iva te l em zvolený v ý p o č e t . 
P r o tento skript pak d íky kombinaci polymorfismu a kompozice nás l edně skoro nezávis í na 
jejich k o n k r é t n í m p ů v o d u a funkcional i tě . 

3.1.1 Detekce využ i t ím předtrénovaných modelů 

P r o z j ednodušen í r ozpoznáván í obrazu existuj í r ů z n é p ř e d t r é n o v a n é modely. T y je t ř e b a do-
t r é n o v a t na specifickém p r o b l é m u . Ačkoliv jejich využ i t í umožňu je d o s á h n o u t velmi d o b r ý c h 
výs ledků velmi rychle, nen í jejich využ i t í p lnou n á h r a d o u za úče lně n a v r ž e n é a od z a č á t k u 
v y t r é n o v a n é modely. P y T o r c h nab íz í ř a d u p ř e d t r é n o v a n ý c h , p ř e d n a s t a v e n ý c h m o d e l ů . T ě m i 
jsou: 

. S S D 

. SSDli te 

• Ret inaNet 

. F C O S 

. Faster R - C N N 

T y t o kn ihovn í modely nejsou p ř e s n o u kopií or ig iná ln ích m o d e l ů nesouc í jejich př í s lušné 
j m é n o , jsou na nich pouze založené. P ř e d t r é n o v á n í p r o b ě h l o na d a t o v é s adě C O C O [23]. 
Tato d a t o v á sada obsahuje více než 80 ka tegor i í . Ačkoliv ž á d n á z nich nen í tramvaj, nacház í 
se v ní kategorie p ř í b u z n é , jako n a p ř í k l a d vlak, autobus a osobní nebo n á k l a d n í automobil . 
P r o t o ž e de teku j í více ka tegor i í , než je pro řešení tohoto p r o b l é m u n u t n é , t y p i c k ý m postu
pem by bylo nahradit několik pos ledn ích vrstev v l a s t n í m n á v r h e m lépe se hod íc í k d a n é m u 
účelu, v tomto p ř í p a d ě detekuj íc í kategorii pouze jednu. To ale do řešení vnáš í zby t ečný 
prostor pro chybu. Rozhod l jsem se raděj i kn ihovn í n á v r h n e m ě n i t a raděj i zvolit jednu ka
tegorii, jež bude „ p ř e u č e n a " na detekci tramvaje. P ř i t e s tován í pak budou o s t a t n í kategorie 
ignorovány. Vrstvy, jež by byly nahrazeny, maj í oproti extraktoru rysů nacháze j í c ím se p řed 
n imi zanedbatelnou v ý p o č e t n í cenu. 

I n d i k á t o r e m p ř e t r é n o v a n o s t i bude p o č e t va l idačních s n í m k ů s n u l o v ý m p o č t e m detekcí . 
P o k a ž d é epoše bude model o t e s tován na va l idační s adě a pokud d o s á h n e z m í n ě n ý poče t 
příliš velké čás t i va l idační sady, t r énován í bude zastaveno. Postup zmenšován í celkové ceny 
modelu bude t a k t é ž s ledován pro účely p o z a s t a v e n í s m a n u á l n í ú p r a v o u rychlosti učení . 
Tato rychlost začne pro k a ž d o u síť na 0.0001. P r o opt imal izaci p a r a m e t r ů bude využ i t o 
s tochas t i ckého g r a d i e n t n í h o sestupu s modif ikací A D A M . 
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3.1.2 Detekce na míru navrženou sítí 

Síť, jež se s k l á d á pouze z konvolučních a max pool ing vrstev, nen í omezena p ř e s n o u dél
kou vstupu, je pouze omezena ne jmenš í délkou. P ro b i n á r n í klasifikační p r o b l é m , j a k ý se 
snaž ím řeši t zde, t a k o v ý ne jmenš í vstup vyprodukuje po p r ů c h o d u sí t í p r á v ě jeden vý
stup. Větš í vstupy v y p r o d u k u j í více než jeden. Vzhledem k povaze max pool ing vrstev, pro 
síť tyto vrs tvy obsahuj íc í tyto j edno t l ivé v ý s t u p y korespondu j í r ů z n ý m , m o ž n ě překrývaj í 
c ím se č á s t e m v s t u p n í h o o b r á z k u . S p r á v n o u i n t e r p r e t a c í t akové s í tě lze její v ý s t u p c h á p a t 
jako t e p l o t n í mapu j edno t l i vých p r a v d ě p o d o b n o s t í , že se na př í s lušných čás tech v s t u p n í h o 
o b r á z k u nacház í tramvaj. Síť je m o ž n é se snaž i t t r é n o v a t pro r o z p o z n á n í t r a m v a j í všech 
velikostí , to ale v p rax i n e m á moc velký úspěch . Úspěšně j š ím postupem je n a u č e n í sí tě 
j e d n é velikosti a př i t e s tován í v s t u p n í sn ímek síti p řed lož i t v různých škálách , č ímž vznikne 
m n o ž i n a t ep lo tn í ch map, k a ž d á z nich popisuj íc í šanci že se př i d a n é škále vyskytuje ve 
vstupu tramvaj. P r o stejnou sekci o b r á z k u tud íž vznikne více ohodnocen í . P r o danou sekci 
je v y b r á n nejj istější s t ř ed a r o z m ě r je odhadnut podle jeho p ů v o d u . 

Pokud se v sít i p lně p r o p o j e n é vrs tvy nacház í , vstup je omezen p ř e s n ý m r o z m ě r e m . 
T r a d i č n í m u m í s t ě n í m t ě c h t o vrstev je konec s í tě . Takovou síť se sk l ádá dvou čás t i : extraktor 
rysů p ředs tavu j íc í vě t š inu p a r a m e t r ů s í tě a skládaj íc í se pouze z konvolučních a max pooling 
vrstev nás l edován k las i f iká torem skládaj íc í se z pouze vrstev p lně p ropo jených . T ě c h t o 
klas i f ikátorů m ů ž e m í t síť víc než jeden. Jejich v ý z n a m je d á n jejich u č e n í m . N a p ř í k l a d 
jeden z nich m ů ž e mí t jeden v ý s t u p značící p ř í t o m n o s t tramvaje, z a t í m c o d r u h ý m ů ž e mí t 
v ý s t u p y č tyř i značící její sou řadn ice . Klas i f iká tor se m ů ž e sk l áda t i z konvolučních vrstev 
a z ískat t í m identickou schopnost p ř i j íma t rozsah r o z m ě r ů vstupu. P ř i r o z e n ě nabízej íc í se 
architekturou moj í na m í r u n a v r ž e n é s í tě je t u d í ž jeden extraktor ry sů nás l edován d v ě m a 
klasifikátory, oba skládaj íc í se pouze z konvolučních vrstev — regresor ohraničuj íc ích b o x ů 
a t ř í d n í klasif ikátor . Insp i rováno architekturou zmíněných p ř e d t r é n o v a n ý c h sít í . 

Z d ů v o d u n e d o s t a t e č n é velikosti v l a s tn í d a t o v é sady a podobnosti t r a m v a j í s da l š ími 
d o p r a v n í m i p r o s t ř e d k y bude využ i t o i d a t o v é sady C O C O , a to specificky o b j e k t ů označe
ných jako train, car, bus a truck. P r o t o ž e tato d a t o v á sada obsahuje i m n o ž s t v í t r amva j í 
pod o z n a č e n í m train, n e m á smysl p ř i je j ím použ i t í implementovat rozlišení t r a m v a j í od 
v laků . T ř í d n í klas i f ikátor bude m í t pro ne jmenš í vstup č tyř i výs tupy , k a ž d ý vyjadřuj íc í 
j i s totu že se na vstupu nacház í koresponduj íc í d o p r a v n í p r o s t ř e d e k a p o d o b n ě pro regre
sor ohraničuj íc ích boxů . Síť bude v y t r é n o v a n á nejprve na C O C O a p o t é d o t r é n o v a n á na 
v l a s tn í d a t o v é s adě obsahuj íc í pouze tramvaje. D ů v o d e m je fakt že v C O C O jsou d o p r a v n í 
p r o s t ř e d k y označené celé, a ne pouze jejich p ř e d n í strana. P r o t o ž e v y t v o ř e n í t akové s í tě je 
značně n á r o č n é , bude provedeno i t e r a t i vně , ve fázích se vzestupnou složi tost í : 

• síť s nepřekrýva j íc ími se segmenty vs tupu a bez regresoru ohraničuj íc ích b o x ů 

• síť s p řekrýva j íc ími se segmenty vstupu ale bez regresoru ohraničuj íc ích b o x ů 

• k o m p l e t n í síť 

• k o m p l e t n í síť op t ima l i zovaná z m e n š e n í m p o č t u p a r a m e t r ů a v y u ž i t í m depthwise se-
paration 

3.2 Data 

V l a s t n í d a t o v á sada ses tává z m n o ž i n y videí . M a l o u čás t t é t o m n o ž i n y jsem na toč i l s á m na 
telefon Sony X p e r i a X Z 1 s kamerou s roz l i šením 19 megap ixe lů a fokální dé lkou 25 m i l i m e t r ů 
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O b r á z e k 3.1: P ř í k l a d y s n í m k ů z d a t o v é sady. 

na Mendlově n á m ě s t í v B r n ě . Zbytek m i by l poskytnut vedouc ím. D a t a je p ř e d p o u ž i t í m 
t ř e b a zpracovat. V datech je t ř e b a vyznač i t oblast, kde se nacház í tramvaj. P r o v á d ě t tohle 
pro video by bylo nep rak t i cké , a tak p r v n í m krokem pro t r énován í neu ronové s í tě je v y b r á n í 
specifických s n í m k ů . N a t ě c h t o sn ímcích je ná s l edně provedeno tohle vyznačen í . K tomuto 
účelu existuje ř a d a p r o g r a m ů , z nichž moj í volbou je LabelMe1. L a b e l M e poskytuje grafické 
r o z h r a n í pro vyznačen í o b j e k t ů na o b r á z k u . P ro moje účely za j ímavou funkcí je vyznačen í 
obdé ln íkem, kde tyto obdé ln íky jsou u rčeny k o o r d i n á t y dvou b o d ů . O b r á z e k je nás l edně 
uložen i se všemi obdé ln íky do souboru J S O N . Vyznačenou čás t í tramvaje je její p ř e d n í 
nebo z a d n í strana. Ohran iču j íc í boxy ma j í svůj p o m ě r stran skoro vždy bl ízký 2 : 3 a pouze 
z a n e d b a t e l n á čás t p ixe lů nacházej íc í se u v n i t ř boxu n e p a t ř í tramvaji . S n í m k y jsou v l ivem 
jejich p ů v o d u z k o m p r i m o v a n é s vysokou z t r á t o u , n i c m é n ě r o z m ě r y ž á d n é h o s n í m k u nejsou 
m é n ě než 1280 x 720. Všechny ma j í s te jný p o m ě r stran a to 16 : 9. Tato d a t o v á sada ses tává 
z celkem 339 s n í m k ů , na k t e rých se nacház í celkem 363 a n o t o v a n ý c h t r amva j í . Č á s t e č n ě 
v id i te lné tramvaje a n o t o v á n y nebyly. N ě k t e r é skupiny t ěch to s n í m k ů jsou si velmi p o d o b n é , 
p ro tože pocháze j í ze s te jného videa. P ř í k l a d y se nacház í na o b r á z k u 3.1. Sada je rozdě lena 
na t rénovací , va l idační a t es tovac í g e n e r á t o r e m p s e u d o - n á h o d n ý c h čísel se š ancemi 0.7, 0.1 
a 0.2 př í s lušně . P o č t y s n í m k ů t ěch to sad jsou 247, 29 a 63. 

Da l š ím v y u ž i t ý m zdrojem dat je d a t o v á sada C O C O . V sadě n a b í d n u t é ke s t ažen í na 
s t r á n k á c h C O C O 2 se nacház í celkem 163957 o b r á z k ů , rozdě leno na sady t rénovac í (118287), 
va l idační (5000) a tes tovac í (40670). P r o m ě už i t ečnými vzorky jsou pouze t akové obsahu
jící a l e spoň jeden objekt j e d n é z ka tegor i í train, car, bus a truck. P o o d s t r a n ě n í o b r á z k ů 
ž á d n ý z t a k o v ý c h o b j e k t ů neobsahuj íc í zbyde v t rénovac í s adě 19335 vzorků , z a t í m c o ve va
l idační vzo rků 836. Testovací sada nebude využ i t a . Vyznačenou čás t í o b j e k t ů jsou objekty 
celé, pokud jsou celé v id i te lné . P o k u d nejsou, vě t š inou je o z n a č e n a pouze jejich čás t v id i t e lná 

x h t t p : //Iabelme.csail.mit.edu/Release3.0/ 
2 h t t p s : //cocodataset.org/#download 
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O b r á z e k 3.2: Ohran iču j íc í box v l aku na o b r á z k u pocháze j íc ím z d a to v é sady C O C O [23]. 
P o m ě r n ě velká čás t p ixe lů nacházej íc ích se u v n i t ř boxu n e p a t ř í v laku. 

v p o p ř e d í , n i c m é n ě nen í vý j imkou jejich označen í p o d o b n ý m z p ů s o b e m jako kdyby se na ob
r á z k u p ř e k á ž k a zabraňuj íc í jejich k o m p l e t n í vidi telnost i nenacháze la . D o p r a v n í p r o s t ř e d k y 
a obzv láš t ě tramvaje a v laky mohou dosahovat r e l a t ivně vysokých délek, a tak pod něk te 
r ý m i úh ly kamery ohraničuj íc í box t akového objektu bude obsahovat velké m n o ž s t v í p ixelů 
pa t ř í c í pozad í . P ř í k l a d e m je ob rázek 3.2. O b r á z k y jsou různých rozl išení a p o m ě r ů stran. 
Rozl išení se vě t š inou pohybuje kolem 500 x 500 a komprese je vysoce z t r á t o v á . Všechny 
objekty nacházej íc í se v da tové s adě jsou u m í s t ě n é v j e d n o t n é m seznamu v jednom souboru 
J S O N s pouhou referencí na zdro jový obrázek . P r o jednotnost b y l tento soubor p řeveden 
na s te jný fo rmát , j a k ý v z n i k l a n o t a c í v l a s tn ích dat v programu Labe lMe . 
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Kapitola 4 

Řešení 

P ř e d m ě t e m t é t o kapi toly je implementace a její t e s tován í . Vzniklý program se sk l ádá z čás t i 
společné pro všechny modely a z čás t i i m p l e m e n t o v a n é pro k a ž d ý model in id iv iduá lně . 
Vzniklé modely jsou po jejich v y t r é n o v á n í po rovnány . 

4.1 Implementace 

N ě k t e r é čás t i zdro jového k ó d u jsou za ložené na p ř ík ladech uvedených v d o k u m e n t a c í c h P y -
T o r c h 1 a O p e n C V 2 . P r v n í m krokem po p ř i j m u t í a zp racován í a r g u m e n t ů (což je snadno 
vyřešeno knihovnou argparse) je n a č t e n í sn ímků , ať už pro účely t r énován í , anebo tes
tování . P r o tohle ideá ln í kons t rukc í j azyka P y t h o n je gene rá to r . Inicia l izovaný g e n e r á t o r 
se chová p o d o b n ě jako list, s rozd í lem že je m o ž n é jej p ro j í t pouze jednou a pouze sek
venčně . Jeho v ý h o d o u oproti s t a n d a r d n í m u l is tu je schopnost ned rže t v šechna p r o c h á z e n á 
data současně v p a m ě t i . G e n e r á t o r je definován funkcí, k t e r á m í s t o kl íčového slova return 
použ ívá klíčové slovo yield. K a ž d ý objekt v r á c e n p o m o c í y i e l d se pak považuje za jeden 
prvek gene rovaného l is tu . P ř i p o ž á d á n í in ic ia l izovaného g e n e r á t o r u o dalš í prvek v sekvenci 
je p ř e d á n o ř ízení t é t o funkci až po moment, kdy n a r a z í na yield, kde je funkce pozastavena 
a ř ízení v r áceno z p ě t . Postup se opakuje pro k a ž d ý prvek v sekvenci až po konec funkce. 
G e n e r á t o r je ná s l edně v y č e r p a n ý a už n ikdy ž á d n ý dalš í objekt n e v r á t í . Tato konstrukce 
je v y u ž i t a pro n a č í t á n í s n í m k ů ze soubo rů , n a č í t á n í s n í m k ů z videa a rozdělování dat do 
dávek. Načí ta j íc í g e n e r á t o r y vrac í k r o m ě s n í m k u t a k é slovník obsahuj íc í jeho metadata a 
ohraničuj íc í boxy, pokud to dává pro d a n ý sn ímek smysl. 

P ro abstrakci de t a i l ů j edno t l i vých m o d e l ů se ve zdro jovém k ó d u nacház í r o z h r a n í pod 
j m é n e m ModelUtil. N e j e d n á se sice o r o z h r a n í ve s t r i k t n í m slova smyslu, avšak p o u ž i t í m 
se o r o z h r a n í j e d n á . T ř í d y implementu j í c í tohle r o z h r a n í m u s í p o v i n n ě implementovat: 

• get_data — p ř e v o d s n í m k ů n a č t e n ý c h p o m o c í zmíněných g e n e r á t o r ů na data použi 
t e lná k t r énován í 

• get_model — z ískání z inicial izovaného modelu 

• batch2boxes — o tes tován í modelu d á v k o u dat 

N e p o v i n n ě pak mohou implementovat pomocnou funkci preprocess, k t e r á slouží t ř í d ě im
plementu j íc í ModelUtil i n t e rně . D íky t é t o abstrakci m ů ž e program s jednou výj imkou za
cházet př i t r énován í a t e s tován í se všemi modely i den t i ckým z p ů s o b e m . Výj imkou je p ř evod 

x h t t p s : //pytorch.org/docs/stable/index.html 
2 h t t p s : //docs.opencv.org/4.x/d6/d00/tutorial_py_root.html 
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(a) Blokové schéma hlavní trénovací smyčky. 
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(b) Blokové schéma hlavní testovací smyčky. 

O b r á z e k 4.1: Bloková s c h é m a t a t r énovac í a tes tovac í smyčky. 

vygenerovaných numpy matic na matice P y T o r c h . D ů v o d e m je u s n a d n ě n í manipulace s t ř í 
dami ModelUtil ve více procesech. K n i h o v n a P y T o r c h je velmi n á r o č n á na použ i t í ve více 
procesech, a tak je použ i t í t é t o knihovny z a n e c h á n o jen h l a v n í m u procesu. P r o t o ž e se pře 
váděné d a t o v é s t ruktury mezi n ě k t e r ý m i modely liší, dosažen í p lné abstrakce nen í možné . 
Ačkoliv pa ra le ln í funkcionalita nebyla i m p l e m e n t o v á n a , program b y l n a v r ž e n s m o ž n o s t í 
je j ího pozdějš ího p ř idán í . 

Soubor run.py obsahuje mimo j iné h l avn í t r énovac í smyčku . Její blokové s c h é m a se 
nacház í na o b r á z k u 4.1a. Tato s m y č k a pro k a ž d o u vygenerovanou d á v k u v y p o č í t á její cel
kovou cenu a nás l edně provede jeden op t ima l i začn í krok. model se m ů ž e n a c h á z e t v m ó d u 
t r énovac ím nebo t e s tovac ím. V t r é n o v a c í m př i j ímá jak vstup, tak s p r á v n ý v ý s t u p a vrac í 
cenu. Z t r á t o v á funkce je součás t í modelu. V t e s tovac ím m ó d u p ř i j ímá pouze vstup a vrac í 
v ý s t u p . Testovací smyčka v y p a d á p o d o b n ě — rozd í lem je z á m ě n a v ý p o č t u a z p ě t n é propa
gace chyby za v ý s t u p s o u ř a d n i c p ředpovězených ohraničuj íc ích boxů . Její blokové s chéma 
se nacház í na o b r á z k u 4.1b. 

J e d i n ý m zbývaj íc ím p r o b l é m e m je implementace ModelUtil pro k a ž d ý model . P ř e d t r é -
nované modely navzdory m ý m p ř e d p o k l a d ů m v d o b ě n á v r h u ma j í tyto implementace velmi 
p o d o b n é , a tak jsou sdí lené. Jejich t r énován í je r e l a t i vně p ř í m o č a r é , kde velmi rychle začnou 
dosahovat d o b r ý c h výs ledků . P r o model Ret inaNet jsou nab ízeny verze v l a v2, z nichž 
jsem vybra l v2. P o d o b n ě Faster R - C N N nab íz í verze resnet50_fpn, resnet50_fpn_v2, 
mobilenet_v3_large_fpn a mobilenet_v3_large_320_fpn, ze k t e rých jsem se rozhodl 
vyzkouše t resnet50_fpn_v2 a mobilenet_v3_large_320_fpn. Se vs tupem p ř e d předlo
žen ím modelu p r o v á d í m transformace p ř e v o d u do jednoho černobí lého k a n á l u a z m ě n y 
rozměrů . 

P ro v l a s tn í síť je t ř e b a t a k é navrhnout její architekturu. P r v n í a d r u h á iterace se sk l ádá 
z jednoho extraktoru ry sů a jednoho klas i f ikátoru. Hyperparametry, jež byly p ř e d m ě t e m 
e x p e r i m e n t ů , jsou následující : 

• p o č e t a kombinace j edno t l i vých vrstev 

• r o z m ě r y a krok j edno t l i vých vrstev 

• pro k a ž d o u konvoluční vrs tvu p o č e t jader 
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Index T y p vrs tvy R o z m ě r K r o k P o č e t jader 
1 Konvolucni 3 X 3 X 1 1 X 1 X 1 6 
2 Konvolucni 3 X 3 X 6 1 X 1 X 1 16 
3 M a x pooling 2 X 2 X 1 2 X 2 X 1 
4 Konvolucni 3 X 3 X 16 1 X 1 X 1 32 
5 Konvolucni 3 X 3 X 32 1 X 1 X 1 64 
6 M a x pooling 2 X 2 X 1 2 X 2 X 1 
7 Konvolucni 3 X 3 X 64 1 X 1 X 1 128 
8 Konvolucni 3 X 3 X 128 1 X 1 X 1 256 
9 M a x pooling 2 X 2 X 1 2 X 2 X 1 
10 Konvolucni 3 X 3 X 256 1 X 1 X 1 256 
11 Konvolucni 3 X 3 X 256 1 X 1 X 1 256 
12 M a x pooling 2 X 2 X 1 2 X 2 X 1 
13 Konvolucni 3 X 3 X 256 1 X 1 X 1 256 
14 M a x pooling 3 X 3 X 1 1 X 1 X 1 
15 Konvolucni 1 X 1 X 256 1 X 1 X 1 128 
16 Konvolucni 1 X 1 X 128 1 X 1 X 1 64 
17 Konvolucni 1 X 1 X 64 1 X 1 X 1 4 

Tabulka 4.1: Sekvence vrstev architektury TramNet . 

• velikost hodnoty p pro dropout k a ž d é vrs tvy 

• ak t ivačn í a cenové funkce 

Optimalizace h y p e r p a r a m e t r ů je o t e v ř e n á problematika nemaj íc í ž á d n ý z a r u č e n ě fungu
jící postup. Tes tovan í d a n é konfigurace je vysoce v ý p o č e t n ě n á r o č n á operace, kde jeden 
test vyžadu je jednotky d n ů a k i lowat thodin energie. Ne jop t imálně j š í nalezenou konfigurací 
h y p e r p a r a m e t r ů je architektura TramNet . Sekvence j edno t l i vých vrstev t é t o architektury 
se nacház í v tabulce 4.1. Ak t ivačn í funkcí k a ž d é konvoluční vrs tvy je ReLU(). Zvolenou 
cenovou funkcí je k v a d r a t i c k á cena. Tato architektura n e m á regresor ohraničuj íc ích boxů . 
Arch i tek tu ru s t í m t o regresorem jsem se rozhodl neimplementovat. Všechny vrs tvy s rozdíl
nou velikostí r o z m ě r u a kroku s vý j imkou pos ledn ích t ř ech ma j í ke svému vstupu p ř i d a n ý 
nulový okraj velikosti jedna. 

Všechny max pooling vrs tvy k r o m ě pos ledn í maj í r o z m ě r i krok velikosti 2 x 2 . T ě c h t o 
vrstev je celkem 4, t u d í ž k a ž d ý pixel ak t ivačn í mapy 4. max pooling vrs tvy koresponduje 
jednomu n e p ř e k r y t é m u segmentu 16 x 16 na v s t u p n í m ob rázku . Pos l edn í max pool ing vrstva 
je r o z m ě r u 3 x 3 a kroku l x l . P r o t o ž e m á velikost kroku menš í než velikost r ozměru , 
k a ž d ý pixel výs ledné ak t ivačn í mapy koresponduje p řekrýva j íc ím se s e g m e n t ů m ve v s t u p n í m 
ob rázku . R o z m ě r t ěch to s e g m e n t ů je 72 x 72 a krok 16 x 16. Pos ledn í 3 konvoluční vrs tvy 
jsou pro vstup velikosti 16 x 16 ekvivalentem sekvence 3 p lně p ropo j ených vrstev. V t é t o 
a r c h i t e k t u ř e slouží jako klasif ikátor . 

4.2 Testování 

Klasické z h o d n o c e n í ve formě p o č t u s p r á v n ý c h a n e s p r á v n ý c h odpověd í zde nen í re levan tn í , 
p ro tože k a ž d ý v s t u p n í sn ímek m á pro řešení u v e d e n é h o p r o b l é m u m n o ž s t v í sp r ávných ře
šení. D a n á detekce m ů ž e bý t p o s u n u t á nebo zvě t šená i o jednotky p ixe lů bez z t r á t y zdánl ivé 
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M o d e l A P A P 5 0 AP75 A R P D Z 
S S D 0.75 1.0 0.85 0.79 25ms 
SSDli te 0.8 1.0 0.91 0.83 17ms 
Ret inaNet 0.86 1.0 0.97 0.89 56ms 
F C O S 0.88 1.0 1.0 0.89 55ms 
Faster R - C N N ResNet 0.9 1.0 1.0 0.92 91ms 
Faster R - C N N Mobi leNet 0.23 0.65 0.15 0.37 5ms 
TramNet 0 0 0 0 6ms 

Tabulka 4.2: Výs ledky t e s t ů . P D Z je zk ráceně P r ů m ě r n á D o b a Zpracován í jednoho sn ímku . 
Celkový p o č e t de tekova te lných t r a m v a j í v tes tovac í s adě b y l 68. 

p řesnos t i . P o r o v n á n í m a n u á l n í h o vyznačen í tramvaje s p ř e d p o v ě z e n ý m p ř e s n o u rovnos t í tak 
n e p o d á d o s t a t e č n ě p ř e s n o u kvantifikaci už i t ečnos t i d a n é h o modelu. Č a s t o v y u ž i t ý m řeše
n í m je o h o d n o c e n í podle standardu C O C O . Tahle metoda začne rozdě len ím všech de tekcí 
d a n é t ř í d y na true a falše pozi t iva, podle toho zdal i jejich IoU dosahuje p ř e d e m zvolené 
p rahové hodnoty anebo ne. Dalš í dů lež i tou hodnotou je p o č e t falše nega t ivů , což je poče t 
o b j e k t ů d a n é t ř í d y s n u l o v ý m p o č t e m detekcí . Average Precision, č a s to zkracováno jako AP, 
vyjadřu je proporci sp r ávných de tekc í a je v y p o č t e n o pro danou t ř í d u podle rovnice 4.1. Po
d o b n ě Average Recall, ča s to zk racováno jako AR, vy jadřu je proporci de t ekovaných o b j e k t ů 
a je v y p o č t e n o pro danou t ř í d u podle rovnice 4.2. 

. „ true pozi t iva 
A p = . . — 7 - ; r r— (4.1) 

true pozi t iva + íalse pozi t iva 

, „ true pozi t iva 
A R = . . r . — (4.2 

true pozi t iva + íalse negativa 
Zvolenou prahovou hodnotu je zvykem zapsat do do ln ího indexu označen í z í skaného vý
sledku. N a p ř í k l a d A P s prahovou hodnotou 0.5 by bylo z a p s á n o jako A P 0 . 5 . A P bez do ln ího 
indexu označu je v kontextu standardu C O C O p r ů m ě r všech A P mezi A P 0 . 5 a A P i vče tně , 
jejichž p r a h o v á hodnota je ce ločíse lným n á s o b k e m 0.05. [23] 

Dalš í m ě ř e n o u metr ikou byla v ý p o č e t n í n á r o č n o s t , u d á n a jako p r ů m ě r n ý p o č e t mi l i 
sekund p o t ř e b n ý ke zp racován í jednoho vzorku re ferenčnímu s y s t é m u 3 . Do v ý p o č e t n í ná
ročnos t i jsem z a p o č í t a l pouze čas s t r ávený d o p ř e d n ý m p r ů c h o d e m neuronovou sí t í . Toho 
bylo dosaženo z m ě ř e n í m času p ř e d a po p r ů c h o d u . Všechny rozdí ly t ěch to dvou časových 
ú d a j ů byly nás l edně seč teny a p o d ě l e n y p o č t e m v s t u p ů . M a x i m á l n í velikost d á v k y byla 5 
pro všechny modely. P r o n ě k t e r é modely by pro jejich n ízkou paměťovou cenu fungovala 
velikost d á v k y i m n o h o n á s o b n ě větš í . Ačkoliv využ i t í t é t o možnos t i by se poz i t i vně odrazilo 
na jejich v ý p o č e t n í n á r o č n o s t i , pro zachování objektivi ty p o r o v n á n í jsem se rozhodl mož
nosti nevyuž í t . Fakt , že pos ledn í d á v k a m á j inou velikost, než všechny o s t a t n í nen í pro jeho 
z a n e d b a t e l n ý efekt na p r ů m ě r n o u dobu zpracován í nijak oše t řen . P r o v ý p o č e t metrik podle 
standardu C O C O jsem využi l n á s t r o j e Object Detect ion Metr ics . Výs ledky t e s t ů se na
chází v tabulce 4.2. Sp rávnos t modelu sice koreluje s v ý p o č e t n í n á r o č n o s t í , kde nejlepší ale 
zároveň ne jdražš í je model Faster R - C N N ResNet , n i c m é n ě p o m ě r sp r ávnos t i a v ý p o č e t n í 
n á r o č n o s t i se zvedající se v ý p o č e t n í n á r o č n o s t í klesá. 

3Systémem, na kterém byly modely testované je Lenovo Legion 5 15ACH6A. (CPU A M D Ryzen 5 5600H. 
GPU A M D ATI Radeon R X 6600M, V R A M 8 GiB, R A M 16 GiB). 

4 h t t p s : //github.com/raf aelpadilla/review_object_detection_metrics 
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M o d e l Barva 
SSDli te 
SSD 
F C O S 
Ret inaNet 
Faster R - C N N Mobi leNet 
Faster R - C N N ResNet 
TramNet 

Růžová 
Ž lu t á 
Zelená 
Tyrkysová 
M o d r á 
Če rvená 
Bí lá 

Tabulka 4.3: B a r e v n é kódování de tekc í j edno t l i vých sít í . 

Po dokončen í t e s tován í jsem znovu prošel d o s t u p n é v i d e o z á z n a m y a vybra l 17 nových , 
dosud nepouž i tých , sn ímků . N á s l e d n ě jsem na k a ž d ý sn ímek vykres l i l detekce všech indi
v iduá ln ích sí t í . B a r e v n é kódovan í se nacház í v tabulce 4.3. Výs ledné s n í m k y se nacház í na 
obrázc ích 4.2, 4.3 a 4.4. Úče lem s n í m k ů na o b r á z k u 4.2 bylo otestovat chovaní m o d e l ů pro 
vstupy s n u l o v ý m p o č t e m de tekova te lných t r amva j í . S m a l ý m p o č t e m výj imek se chovají dle 
očekávání . N ě k t e r é modely detekovali i tramvaje z velké čás t i p ř e k r y t é , jako n a p ř í k l a d na 
obrázc ích 4.2c nebo 4.2f. Č a s t ý m falše pozi t ivem je označen í s t ř echy nebo strany tramvaje 
jako n a p ř í k l a d na obrázc ích 4.2c, 4.2d, 4.2e, anebo 4.2g. T a k t é ž na o b r á z k u 4.4 je v idět 
velké m n o ž s t v í c h y b n ě de tekovaných bočn ích stran t r amva j í . Jak je ale v idě t na o s t a t n í c h 
př ík ladech , strany jsou de t ekovány pouze př i d o s t a t e č n é kolmosti strany ke s m ě r u kamery. 
P r a v d ě p o d o b n o u p ř í č inou je v izuá ln í podobnost všech stran tramvaje obsahuj íc ích okna. 
M o d e l Ret inaNet je na falše pozi t iva tohoto typu nejvíce náchylný. P o d o b n ě byly deteko
vány i d o d á v k y na obrázc ích 4.4a a 4.4c, ačkoliv ve d r u h é m p ř í p a d ě se j e d n á o pouze jednu 
detekci pocházej íc í od Faster R - C N N ResNet. 

Pro vysoce h r a n a t é tramvaje m á vě t š ina m o d e l ů vysokou úspěšnos t . Detekce jednot
livých m o d e l ů jsou si pro tento p ř í p a d ča s to vysoce p o d o b n é , jak je v idě t n a p ř í k l a d na 
snímcích 4.3a, 4.3b, 4.3c a 4.3d. P r o tramvaje obsahuj íc í vysoké m n o ž s t v í kř ivek již ale vý
sledky tak konz i s t en tn í nejsou, jako n a p ř í k l a d pro n ě k t e r é z t r a m v a j í na sn ímcích 4.3d, 4.3e 
a 4.3f. M o d e l S S D m á pro n ě k t e r é h ů ř e de tekova te lné tramvaje horš í výs ledky než model 
SSDli te , jako n a p ř í k l a d s n í m k y 4.3d a 4.4d, avšak SSDl i te m á větš í p o č e t falše poz i t ivů . 
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(a) 

(d) Tramvaj nej bližší kameře má vysokou variaci 
dektekcí. SSDlite (růžová) má správnou detekci 
kvalitnější než SSD (žlutá). 

(f) 

O b r á z e k 4.3: Všechny detekce všech v y t r é n o v a n ý c h sí t í na v y b r a n ý c h sn ímcích obsahuj íc 
tramvaje h ů ř e de tekova te lné , anebo t r a m v a j í zvýšený p o č e t . Tramvaje na sn ímcích 4.3a, 
4.3b, 4.3c a s vý j imkou tramvaje nejbližší k a m e ř e 4.3d byly pe r fek tně de tekovány všemi 
p ř e d t r é n o v a n ý m i s í t ěmi k r o m ě Faster R - C N N Mobi leNet . 
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(a) Detekce na snímku obsahujícím tramvaj ze 
strany, tramvaj velmi vzdálenou a dodávku. 
F C O S (zelená) nejenže chybně detekoval 
dodávku jako tramvaj, ale také si j i spojil se 
vzdálenou tramvají do jednoho objektu. 

(c) Detekce na snímku obsahujícím velmi 
vzdálenou tramvaj a dodávku. Vzdálená 
tramvaj byla detekována sítěmi F C O S , 
RetinaNet a Faster R - C N N ResNet. 

(b) Detekce na snímku obsahujícím tramvaj ze 
strany, tramvaj velmi vzdálenou a osobní 
automobil. 

(d) Detekce na snímku obsahujícím tramvaj 
v zatáčce. Strana tramvaje má alespoň jednu 
nesprávnou detekci od každého 
předtrénovaného modelu. Správná detekce 
modelu SSDlite (růžová) je lepší než správná 
detekce SSD (žlutá). 

O b r á z e k 4.4: Všechny detekce všech v y t r é n o v a n ý c h sí t í na v y b r a n ý c h sn ímcích poř ízených 
ze s te jného m í s t a pod p o d o b n ý m ú h l e m . Všechny k r o m ě 4.4c jsou pro č i te lnos t ořízlé. 
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Kapitola 5 

Závěr 

Cílem baka l á ř ské p r á c e bylo popsat funkci konvolučních n e u r o n o v ý c h sí t í a vy tvo ř i t sys
t é m schopný detekce pozice a r o z m ě r u tramvaje ohran iču j í c ím boxem. Tento cíl by l sp lněn . 
V ý s t u p e m je aplikace s c h o p n á podat informaci o všech t r amva j í ch na vstupu. Došlo k vy t r é 
novaní ř a d y m o d e l ů . T y t o modely byly nás l edně po rovnány . Uživa te l m á na v ý b ě r ze všech 
v y t r é n o v a n ý c h m o d e l ů . N ě k t e r é tramvaje jsou snadně j i de t ekova te lné než j iné . Ačkoliv cí lem 
bylo detekovat pouze p ř e d n í a z a d n í stranu tramvaje, mezi detekcemi se ča s to n a c h á z í t aké 
čás t strany b o č n í nebo s t řechy. Nejkva l i tně jš ím je model Faster R - C N N ResNet , ovšem 
ten je v ý p o č e t n ě velmi d rahý . Mode ly S S D a SSDl i te jsou si kval i tou i v ý p o č e t n í cenou 
velmi p o d o b n é . M o d e l SSDl i te p o d á v n ě k t e r ý c h vý j imečných p ř í p a d e c h přesnějš í detekci, 
z a t ímco model S S D m á menš í p o č e t falše poz i t ivů . S t e jným z p ů s o b e m p o d o b n é jsou si mo
dely F C O S a Ret inaNet , kde Ret inaNet je ze všech p ř e d t r é n o v a n ý c h m o d e l ů nej náchylnějš í 
na detekci n e s p r á v n é strany tramvaje, z a t í m c o F C O S čas to detekuje danou tramvaj více 
než jednou. O b a jsou ale kval i tnějš í než obě varianty S S D . M o d e l Faster R - C N N Mobi leNet 
m á s p ř e h l e d e m největš í p o č e t falše poz i t i vů a nep řesných detekcí . 

P r á c e m ů ž e bý t dá le rozš í řena vy lepšen ím d a t o v é sady, jako n a p ř í k l a d zvě t šen ím p o č t u 
t r a m v a j í nebo anotace existuj ících dat tak, aby ohraničuj íc í boxy obsahovaly co ne jmenš í 
poče t p ixelů nepa t ř í c í d o p r a v n í m u p r o s t ř e d k u . N a m í r u v y t v o ř e n á architektura m ů ž e bý t 
vy lepšena op t ima l i zac í h y p e r p a r a m e t r ů n a p ř í k l a d zněko l ikanásoben ím p o č t u p a r a m e t r ů a 
p r o z k o u m á n í m a l t e r n a t i v n í c h ak t ivačn ích a cenových funkcí. Zcela n e p r o z k o u m a n ý m pro
storem je využ i t í segmentace m í s t o ohraničuj íc ích b o x ů a filtrování vznik lých výs ledků . 
Vzniklý program je o t ev řen možnos t i p ř i d á n í detekce sku t ečných r o z m ě r ů a pozice a opti
malizaci zvýšen ím p o č t u využ i tých jader procesoru. 
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