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Abstrakt

Prace se zaobira navrhem metody na predikci prokaryotickych gent, ktera pak bude odzkousena a
prezentovana na genome Escherichie coli. Jednotlivé kapitoly postupné pojednavaji o problematice
spojené s timto navrhem, struénym uvodem do molekularni biologie zaéinajic, pfedstavenim pouzi-
vanych metod detekce respektive predikce genti pokracujic, az samotnym navrhem metody zaloZené
predevsim na pozi¢né specifickych maticich koncic.

Abstract

The main goal of this work is to create a method for gene prediction in prokaryotic genomes, which
will be later demonstrated and tested on Escherichia coli. The first chapter contains a short introduc-
tion into molecular biology. In the second one, we take a closer look on current methods of gene de-

tection and prediction and the work ends with an application of acquired knowledge on gene predic-
tion mostly using position weight matrices.
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1 Uvod

Od prvého uspesného sekvenovania DNA roku 1977, mnohé projekty prina$aji nové retazce
DNA rychlejsie ako ich dokdzeme analyzovat’. Preto vznikd potreba automatizacie ¢o najvacsej Casti
analyzy tychto sekvencii, aby sme pred samotnym vyskumom v laboratornych podmienkach mali ¢o
najviac informacii o tychto retazcoch. Obl'ilbenym testovancim subjektom sa v tomto smere stala
baktéria Escherichia coli, o ktorej genome tak mame najviac znalosti, ¢o vyuZzijeme pri prezentacii
a testovani navrhnutej metody predikcie génov.

Detekcia alebo predikcia génov sluzi predovsetkym k identifikacii miest, pozicii, v DNA, na
ktorych sa nachadzaju gény kodujuce proteiny. Z toho sme schopni vycitat’ ich zloZenie, ¢o robi
z predikcie génov prvy krok K uréeniu ich 3D Struktir a funkcii, ktoré v bunke zastavaju. Napriklad
spominana E. coli je tiez vyuzivana ako pomocna zlozka pri vyrobe inzulinu, za ¢o st zodpovedné
urcité gény, u ktorych nam znalost’ ich Struktury mo6ze napomoct’ k syntéze tejto zlozky bez potreby
pestovania samotnej baktérie.

Nasledujice strany popisuju cestu vedicu kndvrhu metdody predikcie génov
Vv prokaryotickych organizmoch, demonstrovanej a testovanej na Escherichie coli, stru¢nym predsta-
venim ustrednej dogmy molekularnej bioldgie zacnuc a samotnym navrhom spolu s implementaciou
navrhnutej metody konciac.

Kapitola 2 je struénym tivodom do molekularnej biologie. Ked’ze je vSak problematika mole-
kulérnej bioldégie pomerne Siroka, tak sa v tomto smere obmedzime vyhradne na znalosti potrebné
k detekcii génov. Nasleduje kapitola 3 priblizujuca metody a algoritmy pouzivané pri detekcii génov.
Dalsou v poradi je kapitola 4 venovana rozsireniu znalosti o trukture prokaryotickych génov, navrhu
a naslednej implementacii metody predikcie prokaryotickych génov. V zaverecnej kapitole 5 zhodno-
time vysledky prace a nacrtneme jej d’alSie mozné pokracovanie.



2 Z.aklady molekularnej biologie

V uvodnej kapitole sa pozrieme na tstredni dogmu molekularnej bioldgie, teda proces, pri
ktorom z informacie ulozenej v DNA vznikaju proteiny. Tento proces, nazyvany aj ako proteosynté-
za, je vo vSeobecnosti rovnaky ako pri prokaryotickych, tak i pri eukaryotickych organizmoch a po-
zostava z dvoch krokov, prepisu genetického kodu ulozeného v DNA do RNA a naslednom preklade,
vyuziti tejto informdcie pri syntéze proteinov. InSpiraciou a zdrojom informadcii prezentovanych
v tejto kapitole bola predovsetkym publikacia [1].

transkripcia translacia ;
DNA —— RNA —— protein

Proteiny st jednou zo zékladnych jednotiek buniek. Urcuju Struktiru a funkciu buniek. Funk-
cia proteinov je dana linearnym poradim ich zakladnych stavebnych kamenov, retazcom aminokyse-
lin. Tato sekvencia urcuje, ako bude dany protein zabaleny do funk¢nej informacie.

Pochopenie procesu syntézy proteinov je nevyhnutnym krokom na ceste k detekcii génov,
kedze prave v genetickej informacii je zakodovana sekvencia aminokyselin tvoriacich proteiny.
V procese proteosyntézy sa pre ucely detekcie génov zameriame predovsetkym na transkripciu DNA
do RNA, ked’ze prave tu dochadza k extrakcii genetickej informécie z DNA. Nez sa vSak k transkrip-
cii dostaneme, je treba popisat’ Struktiru samotnej DNA, v ktorej st gény, geneticka informacia, ulo-
zené.

2.1 DNA

DNA alebo kyselina deoxyribonukleova pozostdva z dvoch dlhych polynukleotidovych vla-
kien zlozenych zo Styroch typov nukleotidovych podjednotiek. V1dkna st vzajomne spojené vodiko-
vymi mostikmi medzi bazami nukleotidov.

Nukleotid je zakladnou stavebnou jednotkou DNA. Tvori ho péatuhlikovy cukor, v pripade
DNA 2-deoxyribdza, na ktory je naviazany fosfatovy zvysok a jedna zo $tyroch dusikatych baz - ade-
nin (A), guanin (G), cytozin (C) alebo tymin (T), v RNA nahradeny uracilom (U). Nukleotidy su spo-
jené v retazec viazbami medzi sacharidmi (cukrom) a fosfatovymi zvyskami, ktoré tak tvoria kostru
cukor — fosfat — cukor — fosfat... Ked’ze sa nukleotidy lisia len dusikatymi bazami, tak je DNA za-
znamenavana ako retazec symbolov oznacujucich jednotlivé bazy A, C,Ga T.

Nukleotidy sa mdzu spajat’ len jednym orientovanym sposobom, ¢o dava retazcu DNA pola-
ritu. Na jednom konci, oznac¢ovanom ako 3’, kon¢i retazec hydroxilovou —OH skupinou, na druhom,
oznacovanom ako 5, kon¢i fosfatovym zvyskom.

5 kédujice vidkno

WV

3 komplementdrne vlidkno (templat, vzor) 5
Obrazok 2.1 Antiparalelné viakna DNA, v ktorych proti sebe stoja opacné konce

Oba polynukleotidové vlakna su v dvojzavitnici DNA spojené vodikovymi mostikmi medzi
bazami, ktoré sa nachadzaji vnutri dvojzavitnice s cukor-fosfatovou kostrou von. Dusikaté bazy sa
paruju na zéklade komplementarity baz, adenin s tyminom a guanin s cytozinom, vo vSeobecnosti
bicyklicka baza purin (adenin, guanin) s monocyklickou bazou pyrimidinom (cytozin, tymin). Toto
komplementarne parovanie umoziiuje parom baz zaujat’ energeticky najvyhodnejSie postavenie v
ramci dvojzavitnice. Takto maji oba pary baz podobnu Sirku, ktora umoziuje udrzanie stability cu-



kor-fosfatovej kostry molekuly DNA. Obe kostry sa zaroven obtacaju okolo seba a tvoria tak dvojza-
vitnicu. Bazy sa mozu spolu parovat’ v dvojzavitnici len vtedy, ked’ st oba retazce voci sebe antipara-
lelné, teda maju navzajom opacnu polaritu. Z parovania baz d’alej vyplyva, ze sekvencia nukleotidov
prvého retazca DNA molekuly je presne komplementarna k sekvencii nukleotidov druhého retazca.
To znamena, Ze oba retazce nesu rovnakll informéaciu, o ma vyznam pri kopirovani DNA (ako pri
replikacii, tak i pri transkripcii do RNA).

Gény su nositeI'mi genetickej informacie, ktora je d’alej predavana z generacie na generaciu
pri deleni buniek. St koédované v Strukture DNA poradim nukleotidov v retazci, kedy mozeme kazdu
bazu (A, C, T a G) povazovat za jedno pismeno S$tvorpismenovej abecedy pouzivanej k zapisu gene-
tickej informacie do retazca DNA. Vicsina génov je tvorena kratkymi usekmi DNA, ktoré koduju
jednotlivé proteiny. Pre samotny preklad je vSak vyuzivana len menSia Cast’ génu, zvysné tzv. regu-
la¢éné oblasti uréujii mnozstvo a &as syntézy daného proteinu. Uplna genetickd informacia organizmu
sa nazyva genom, avSak toto pomenovanie sa ¢asto pouziva je pre ozna¢enie DNA, ktora tito infor-
maciu obsahuje.

2.2 Transkripcia

K syntéze, tvorbe, proteinov dochddza na polyribozomoch, kdezto DNA ako nositel’ka infor-
macie pre ich tvorbu sa v eukaryotickych bunkach nachadza v chromozoémoch, v pripade prokaryo-
tickych buniek sa ulohy chromozémov zhostuje jadro bunky, ktoré je tvorené jednou kruhovou mak-
romolekulou DNA. Vznika tak potreba akéhosi prostrednika pre prenos tejto informacie. Tymto pro-
strednikom je kyselina ribonukleova, RNA. Tato RNA je neskdr priamo vyuzivana ako vzor, templat,
pre tvorbu proteinov. Transkripcia alebo prepis je proces, pri ktorom vznika RNA komplementarna
k jednému z retazcov DNA, templatovému retazcu, aje prvym krokom pre uplatnenie genetickej
informacie v bunke.

RNA je, podobne ako DNA, linearny polymér zlozeny zo Styroch typov podjednotiek popre-
pajanych navzajom fosfodiesterovymi vdzbami. Rozdiel medzi RNA a DNA je v tom, Ze patuhlik-
vym cukrom v ribonukleotidoch, obdoba nukleotidov v DNA, je rib6za namiesto deoxyribozy
a tymin je nahradeny uracilom (U). Uracil sa rovnako ako tymin péaruje s adeninom. Taktiez treba
poznamenat’, ze RNA je tvorena len jednym vldknom. To jej umoziuje zbalit' sa do réznych tvarov,
¢o moéze byt dolezité pri prenose informacie z DNA do proteinu. Okrem prenosu informacie moze
mat’ RNA aj iné funkcie, napriklad Struktarnu alebo katalyticku. VSetka RNA v bunke vznika trans-
kripciou.

DNA duplex
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Obrazok 2.2 RNA pocas transkripcie uvolni dvojzavitnicu DNA. Nasledne po pridani nového nukleotidu dochadza k
obnoveniu dvojzavitnice DNA a vytesneniu vidkna RNA

L
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Transkripcia zac¢ina pouvol'nenim useku dvojzavitnice DNA, jeden z retazcov nasledne sluzi
ako vzor pre syntézu RNA. Nukleotidova sekvencia RNA je d’alej ur¢end komplementarnym parova-
nim baz. Pri parovani uvolneného ribonukleotidu s nukleotidom v DNA, ktory sluzi ako vzor, je ri-



bonukleotid pripojeny k rasticemu retazcu RNA v enzymovo katalyzovanej reakcii. Takto vznikajuci
ret'azec RNA sa postupne predlzuje a stava sa kopiou kodujuceho viakna DNA, vldkna komplemen-
tarneho k templatovému retazcu DNA. Hned’ za miestom, kde bol pridany novy ribonukleotid, do-
chadza k obnoveniu dvojzévitnicovej struktiry DNA a vytesneniu vlakna RNA. Enzymy prepisujice
DNA do RNA sa nazyvaji RNA-polymerazy a ich vyznam spociva v katalyzacii vzniku vézieb medzi
nukleotidmi. RNA je rovnako ako DNA syntetizovana v smere 5" — 3. Vdaka skorému uvolneniu
RNA z templatového retazca DNA pocas syntézy moze podl'a DNA jedného génu vznikniit' mnoho
kopii RNA.

RNA vytvorena transkripciou génov, ktoré v bunke kodujii aminokyselinovi sekvenciu prote-
inov, sa nazyva mediatorova RNA, mRNA. Kone¢nym produktom inych génov méze byt aj samotna
RNA, ktord ma vsak nakoniec v bunke podobnu ulohu ako proteiny a navySe zohrava dblezita ulohu
pri preklade RNA na proteiny. Takymito typmi RNA st rRNA, ktoréd je sti€ast'ou ribozomov, kde
prebieha preklad, alebo tRNA sltziaca ako adaptor medzi mRNA a aminokyselinou.

Priebeh transkripcie je naramne podobny tak v eukaryotickych, ako aj v prokaryotickych
bunkach. Pri oboch druhoch organizmov, v§ak ma transkripcia svoje Specifika.

2.2.1 Transkripcia v prokaryotickych bunkach

Zacneme prokaryotickymi organizmami, u ktorych sa nakoniec budeme pokusat’ aj o samotnu
detekciu génov. Tu sa RNA-polymeraza pri ndhodnom stretnuti s molekulou DNA poktisa slabo na-
viazat’, ¢o vedie k rychlemu pohybu sklzom po naviazanej DNA, pri ktorom patra po sekvencii pro-
motora obsahujiceho informacie o zaciatku transkripcie. Ako nahle RNA-polymeraza rozpozna pro-
motor, pevne sa naviaze na tento usek DNA a uvolni dvojzavitnicova Struktaru DNA pred sebou.
Jedno vldkno sa takto stava templatom pre komplementarne parovanie baz, takze je sekvencia RNA
zhodna so sekvenciou kodujticou gén. Zacina sa prepis z DNA do RNA, ktory pokracuje az dovtedy,
kym RNA-polymeraza nenarazi na tzv. terminator, signal v DNA, ktory ma na svedomi zastavenie
RNA-polymerazy a uvolnenie od templatového retazca DNA ako aj retazca RNA.

Rozpoznéavanie promotorov ma na starosti tzv. sigma-faktor, su¢ast RNA-polymerazy. Kazda
molekula RNA-polymerazy ma prave jeden takyto sigma-faktor, pri¢om napriklad v baktérii Escheri-
chia coli najdeme dokopy sedem druhov sigma-faktorov. RozliSuju sa ¢islom reprezentujiicim cha-
rakteristickii molekulovii hmotnost’, napriklad ¢ sa v spominanej E. coli nazyva aj ako primarny
sigma-faktor, ked’Ze ma na starosti inicializaciu transkripcie vo vacSine pripadov. Po naviazani sa
polymerazy na promotor a vytvoreni retazca dlhého priblizne 7 nukleotidov dochadza k uvolneniu
sigma-faktoru a RNA-polymeraza pokracuje d’alej v syntéze RNA v smere transkripcie az do uvol-
nenia z DNA na sekvencii terminatora, kedy sa na fiu znovu naviaze sigma-faktor a h’adanie promo-
tora zacina odznova.

GACA-box TATA-box Shine-Dalgarno START
5a CATATTGEC ATRGCACTGCAC GATCAGTATALT|GACACACACRGEAGHCAGA GALTSEAG .3
3o LTI TP TP PO P T PP PP LT AT I EIAT s
GTATRACTETATCGT GACGTGCTAGTCRTATTAICTGTGTGTHICCTCOGTCT CTITACICZTC
-35 =30 -20 -10 +1

Obrazok 2.3 Struktiira prokaryotického prométora, okolo pozicie -35 sa nachddza GACA box, na -10 ndjdeme Pribnowov
box, niekedy oznacovany aj ako TATA box. Signdl Shine-Dalgarno nesuvisi priamo s transkripciou, ale zohrdva svoju tilohu
pri preklade a podrobnejsie bude opisany v kapitole 2.3

Promoétor je asymetrickym signalom a preto viaze molekulu RNA-polymerazy len jednym
smerom, ¢o ma za nasledok jej schopnost’ pohybu len tymto smerom. Takto je zaistené, ze dochadza



vzdy k prepisu spravneho vldkna DNA v smere 5" — 3. Pritomnost’ prométorov umoziuje presni
kontrolu sekvencii, ktoré maju byt prepisované, ked’ze k zapocatiu prepisu je potreba pevnej vizby
RNA-polymerazy na DNA. Prokaryoticky promotor pozostava z dvoch ¢asti. GACA box, s konvenc-
nou sekvenciou 5'-TTGACAT-3’, sa nachadza zhruba na pozicii -35 a Pribnowov box, s konven¢nou
sekvenciou 5'-TATAAT-3", okolo pozicie -10. Zaciatok transkripcie je ozna¢ovany poziciou +1, nula
sa pri znaceni pozicie nepouziva. Znalost’ $truktury promoétorov povazujem za kl'u€ovua pri predikeii
génov, a preto sa im este budeme venovat’ podrobnejsie v kapitole 4 venovanej navrhu ,,prediktora®,
konkrétne pri predikcii zadiatku transkripcie.

TT A LT A

-

—
T T - T - T T

Obrazok 2.4 Loga deﬁnujuce MRozstvo mformacze obsiahnuté na jednotlivych poziciach signalov prokaryotickych promo-
torov, GACA box vlavo, Pribnowov box vpravo

Ku koncu transkripcie dochadza, ked” RNA-polymeraza narazi na terminator. EXistuji dva
druhy termindtorov. Rho-zavisly terminator vyzaduje k ukonceniu transkripcie tzv. rho-faktor. Takyto
terminator nie je mozné detekovat, pretoZe je zavisly Cisto na rho-faktore a nie je nijako zavisly na
Struktire retazca DNA. Na druhej strane, pre rho-nezavislé terminatori je charakteristicka palindro-
maticka Struktara nasledovana na tymin bohatou sekvenciou. Palindromaticka Strukttra vytvori nieco
ako slucku, na ktorej sa RNA-polymerdza pozastavi, Co oslabi véizby medzi tyminmi
a potencionalnymi adeninmi a transkripcia sa ukon¢i.

Medzi Specifika transkripcie pri prokaryotickych bunkach taktiez patri skutocnost, Ze nie
vsetky gény maju pred sebou promotor. Gény sa totiz zvyknu zhlukovat do akychsi transkripénych
jednotiek, tzv. operdénov. Takto moze dojst’ k prepisu viacerych génov naraz, umiestnenych medzi
jednym promo6torom a terminatorom.

2.2.2 Transkripcia v eukaryotickych bunkach

Pri eukaryotach prebicha transkripcia obdobne ako v prokaryotach. Rozdiely vSak najdeme
napriklad v podobe promoétorov, kedy eukaryoticky prométor ma zlozitejsiu Struktiru. Na pozicii -80
sa CAAT box s konven¢nou sekvenciou 5'-GGCCAATCT-3", ktory zohrava déleziti ulohu pri
uplatiiovani promotora zvySovanim jeho sily. U rastlin je CAAT box nahradeny AGGA boxom. Na-
sleduje TATA box s konven¢nou sekvenciou 5-TATAA-3" okolo pozicie -25, podobny Pribnowov-
mu boxu v prokaryotickych prométoroch. TATA box je zvidcSa obkoleseny sekvenciou bohatou na
GC, tzv. GC box. GC box sa nevyskytuje len v okoli TATA boxu, ale méze byt pritomny na viace-
rych miestach promotoru.

Dal§im rozdielom je fakt, Ze zatial’ o v prokaryotickych bunkéach nasadaji ribozémy na vol-
ny 5" koniec RNA este pocas priebehu transkripcie, v eukaryotickych bunkach je DNA uzavreta
v jadre bunky, teda k transkripcii dochadza v jadre podobne ako v prokaryotach, avsak ribozémy, na
ktorych prebieha nasledny preklad, sa nachadzaju v cytoplazme. RNA sa do cytoplazmy dostava skrz
malé pory v membrane jadra a pred samotnym odchodom z jadra este podliecha niekol’kym tGpravam.
Pre stabilizaciu molekuly RNA dochadza k aprave koncov mRNA, na 5koniec je pridana ¢iapocka v
podobe atypického nukleotidu, jedna sa o guaninovy nukleotid s naviazanou methylovou skupinou,



ana 3’konci dochadza k polyadenizacii, kedy je na koniec naviazana sekvencia zlozend zo samych
adeninov. Okrem toho st z DNA odstranené nekodujuce oblasti, introny, pretoze na rozdiel od proka-
ryotickych génov, ktoré st tvorené neprerusenou sekvenciou nukleotidov kodujucich aminokyseliny
pre tvorbu proteinov, su gény eukaryotickych buniek tvorené kddujicimi sekvenciami, exénmi a ne-
kodujicimi oblast’ami, intronmi. Tento proces sa nazyva zostrih RNA.

2.3 Translacia

Proteiny st tvorené 21 r6znymi aminokyselinami, avSak na ich zakédovanie v RNA st pouzZi-
té iba Styri striedajiice sa nukleotidy. Je teda zrejmé, Ze nemodze dochadzat’ k prekladu jedného nukle-
otidu na jednu aminokyselinu. Pravidla popisujuce preklad nukleotidovej sekvencie do aminokyseli-
novej st definované ako geneticky kod. Sekvencia RNA je pri preklade ¢itana nie ako sekvencia jed-
notlivych nukleotidov, ale ako trojic. Ked'ze mame 4 druhy nukleotidov, tak dostavame 64 roznych
trojic, ktoré¢ koduji 21 réznych aminokyselin. Znamena to, Ze niektoré aminokyseliny st kddované
viacerymi trojicami nukleotidov nazyvanych kodony. Geneticky kod je tak redundantny. Niektoré
trojice koduju vybrané aminokyseliny castejsSie, iné menej, ¢o moze napomoct’ pri analyze retazca
DNA za ucelom predikcie génov.

2.baza
U C A G

UUU (Phe/F) UCU (Ser/S) UAU (TyrlY) UGU (Cys/C)
UUC (Phe/F) UCC (Ser/S) UAC (TyrlY) UGC (Cys/C)

UUA (Leu/L) UCA (Ser/S) UAA (stop) UGA (stop)
UUG (Leu/L) UCG (Ser/S) UAG (stop) UGG (Trp/W)
CUU (Leu/L) CCU (Pro/P) CAU (His/H) CGU (Arg/R)

CUC (LeulL) CCC (Pro/P) CAC (His/H) CGC (Arg/R)
CUA (Leu/L) CCA (Pro/P) CAA (Gin/Q) CGA (Arg/R)
§ CUG (Leul/L) CCG (Pro/P) CAG (GIn/Q) CGG (Arg/R)
= AUU (lle/l) ACU (Thr/T) AAU (Asn/N) AGU (Ser/S)
AUC (lle/l) ACC (Thr/T) AAC (Asn/N) AGC (Ser/S)
AUA (lle/T) ACA (Thr/T) AAA (Lys/K) AGA (Arg/R)
AUG (Met/M) ACG (Thr/T) AAG (Lys/K) AGG (Arg/R)
GUU (Val/V) GCU (Ala/A) GAU (Asp/D) GGU (Gly/G)
GUC (Val/V) GCC (Ala/A) GAC (Asp/D) GGC (Gly/G)
GUA (Val/V) GCA (Ala/A) GAA (GIlu/E) GGA (Gly/G)
GUG (Val/V) GCG (Ala/A) GAG (GIu/E) GGG (Gly/G)

Tabul’ka 2.1 Geneticky kéd. Kodony su prekladané na aminokyseliny, v zatvorkach skratka/pismeno oznacujuce
aminokyselinu

Gény V drvivej vacsine pripadov zacinaju Start kodonom AUG, na ktorom zacina translacia
MRNA, a kon¢ia jednym zo stop kodéonov UAA, UAG alebo UGA. Ako S$tart kodon zriedka vystupu-
ju GUG alebo UUG, ktoré su vSak pri translacii v koneénom désledky interpretované ako methionin,
teda aminokyselina kddovana pévodnym Start kodonom AUG. V prokaryotickych bunkach sa pred
Start kodonom nachadza este tzv. Shine-Dalgarno sekvencia, vaé$inou v tvare AGGAGGU, ktora
napomaha naviazaniu ribozomu k mRNA, aby mohla zacat’ syntéza proteinu tym, ze vybrany ribo-
z6m zarovna voci Start kodonu. Sekvencia znakov medzi Start a stop kodonom sa nazyva Citaci ramec
alebo ORF, z anglického Open Reading Frame. Principialne méze byt RNA prekladana v troch ¢ita-



cich ramcoch, podla toho, ktorym nukleotidom za¢neme. Pozadovany protein vSak vznika len
Vv jednom z tychto ramcov.

Samotné kodény v mRNA sa neviazu priamo na dant aminokyselinu. Preklad mRNA na pro-
tein tak ma na starosti transferova RNA, tRNA, ktora sa je schopnd sparovat’ jednou €astou s kodo-
nom a d’alSou ¢ast'ou naviazat’ aminokyselinu. Preklad prebieha na ribozomoch zlozenych s viac nez
50 druhov proteinov a niekol'kych druhov RNA, rRNA.



3 Detekcia génov

Po predstaveni zdkladnych principov, na ktorych stoji molekularna bioldgia, a spdsobe uloze-
nia génov v DNA sa moZeme blizSie pozriet’ na detekciu génov z informatického hl'adiska. Jedna sa
v podstate 0 vyhladavanie signalov v retazci §tvorpismenovej abecedy (A, C, G a T) pomocou §tatis-
tickych alebo pravdepodobnostnych modelov. V sti¢asnosti su zauzivané dva rézne pristupy k tomuto
problémy, a sice detekcia génov na zdklade vzdjomnej podobnosti sekvencii alebo tzv. predikcia gé-
nov, kedy je pre lokaliziciu génov pouZita mnoZina pravidiel, ktoré musi dana sekvencia spiiiat’, ale-
bo pravdepodobnostny model, vytrénovany na DNA sekvenciach so znamou polohou funkénych ob-
lasti. PodrobnejSie porovnanie jednotlivych metdéd najdeme napriklad v [2]. Pre viac informacii
ohladne metdd samotnych by som odporucil publikaciu [3], ktora bola i mne hodnotnym zdrojom pri
pisani nasledujucich riadkov.

3.1 Detekcia génov na zaklade podobnosti

Pri detekcii génov na zaklade podobnosti jednoducho porovnavame tseky sekvencie, v ktorej
gény hl'adame, s kddovanim proteinov alebo DNA sekvencii ulozenych v databaze. Tento pristup je
zalozeny na predpokladoch, Ze funkéné oblasti DNA st menej nachylné zmenam v désledku evolucie
ako nekddujuce oblasti. Zakladnymi prostriedkami pre urenie miery pribuznosti sekvencii si metody
zarovnavania sekvencii, ako napriklad Smith-Watermanov algoritmus pre lokalne zarovnavanie sek-
vencii alebo rychlejSie, no menej presné metody pre vicsie objemy dat ako BLAST a FASTA.

Algoritmus BLAST stoji na myslienke, ze spravne zarovnané sekvencie obsahuju s velkou
pravdepodobnostou kratke useky zhodnych symbolov. Tieto useky mdzeme na zaCiatku vyhladat
a pouzit’ ich ako semienka, od ktorych sa pri hl'adani dlh§ieho zarovnania odrazit’.

FASTA je niekolkokrokovd metoda, u ktorej vyhladdvanie zacina lokalizdciou zhodnych
slov pevne danej dizky medzi dvoma porovnavanymi sekvenciami a oznaéi ich skor nez sa zaéne
zarovnavanie ¢asovo narocnejsimi algoritmami typu Smith-Waterman.

Detekcia génov na zaklade podobnosti poskytuje biologicky relevantné data, ked’ze je zalo-
zena na existujucich informdaciach, s c¢im vsSak suvisi problém kvality informacii uloZenych
v databazach. Mnoh¢é databazy su totiz tvorené tidajmi pochadzajicimi z podobnych detektorov gé-
nov, ktoré samozrejme tiez nie su stopercentné, ¢o ma za nasledok lokalizaciu d’alsich chybnych sek-
vencii a tym padom vnasanie ¢oraz vacsich chyb do spominanych databaz. TaktieZ maju tieto metody
problém s kratkymi génmi, ktort su Casto preskakované. No azda najvacsim problémom je asi fakt, ze
len zhruba polovica objavenych génov ma vyznacnu podobnost’ s génmi ulozenymi v databazach.

3.1.1 Smith-Watermanov algoritmus

Ako bolo vyssie naznacené, mnohé metddy detekcie génov porovnavanim su zalozené na al-
goritmoch pre zarovnavanie sekvencii. Tento sposob hl'adania podobnosti medzi sekvenciami si uka-
zeme na Smith-Watermanovom algoritme pre lokalne zarovnavanie sekvencii. Smith-Watermanov
algoritmus je v porovnani s vyssie spomenutymi heuristickymi algoritmami FASTA a BLAST pres-
nejsi, no pomalsi a preto sa pre vyhl'adavanie vo vacSich datovych suboroch nepouziva. Napriek to-
mu, vdé8ina algoritmov na zarovnavanie sekvencii, a v podstate aj FASTA a BLAST, vychadzajt
prave zo Smith-Watermana.

Pri porovnavani sekvencii patrame po tom, ¢i sekvencie maju spolocného predka, od ktorého
sa lisia réznymi mutaciami. Zakladnymi procesmi pri mutaciach si zamena, vloZenie alebo odstrane-



nie prvkov, v nasom pripade nukleotidov. Vlozenie a odstranenie budeme oznacovat' ako medzery.
Pre hodnotenie podobnosti je potrebné vytvorit’ akysi bodovaci systém. Celkové ohodnotenie podob-
nosti dvoch sekvencii bude potom suctom bodov za kazdy zarovnany par alebo medzeru. Nebudeme
sa zaoberat’ tvorbou bodovacieho systému, pretoze existuje viacero sposobov ohodnocovania jednot-
livych podobnosti.

Uvazujme dva retazce, x 0 dizke m ay dizky n, u ktorych chceme zistit', ako vel'mi su si po-
dobné. Skore z bodovacieho systému medzi i-tym znakom retazca X a j-tym znakom ret'azca y bude-
me znacit’ ako S(x;, ¥;). Vytvorime maticu F s rozmermi m*n kde plati:

F(i,0) = O;pre0<i<m (3.1)
F(0,j)= O;pre0<j<m (3.2)
0
F(i,j) = max Fi—1,))—d ;prel<i<ml1<j<n (3.3)
FG,j—1)—d

kde d je penalizaciou za medzeru. Je potrebné si zakazdym ulozit’ ukazovatel’ na bunku, z ktorej bola
hodnota F(i, j) odvodena. Ked je matica F hotova, najdeme bunku F(i, j) s najvy$s§im ohodnotenim
a podla ulozenych ukazovatel'ov zrekonsStruujeme cestu, ktorou sme sa k bunke dopracovali. Sticasne
mdbzeme zarovnané sekvencie zapisovat’ odzadu. Pri pohybe po diagonale zaznacime oba symboly X;
ayj, ak ukazovatel' na aktualnu poziciu ukazoval z bunky (i-1, j), zaznacime Xx; a medzeru (-), ak
z bunky (i, j-1), tak zapiSeme medzeru (-) ay;. Spitné vyhl'addvanie kon¢i, ked’ narazime na bunku
S hodnotou 0, ktor4d zodpoveda zaciatku zarovnania.

Najlepsie bude ukazat” Smith-Watermanov algoritmus na nasledujicom priklade: Majme dve
DNA sekvencie GAATTC a GATTA, medzi ktorymi chceme ndjst najlepsie mozné zarovnanie. Uva-
Zujme, ze skore pri zhode symbolov bude +2, pri nesuhlasnych symboloch -1 a penalizacia za medze-
rud=2.

Zo vietkého najskor zostavime matice F, podl'a postupu uvedeného vyssie.
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Obrazok 3.1 Matica zostrojend Smith-Watermanovym algortimom, Sipky reprezentuji ukazovatele a najlepsie ohodnotené
zarovnanie je vyznacené Cervenou farbou

Ak existuje viacero buniek, z ktorych mohla byt aktualna bunka odvodena, tak je vyber tej
predchadzajicej ponechany na nahode. Ked’ je matica hotova, vyhl'adame najvyssiu hodnotu, v tomto
pripade ¢islo 6, a moZeme zacat’ so spatnym vyhl'adavanim cesty, pocas ktorého si zna¢ime jednotlivé
symboly podla smeru ukazovatel’a.

Takto najdeme idedlne lokalne zarovnanie sekvencii GAATTC a GATTA so skore, v podobe
GAATT a GA-TT.

Smith-Watermanov algoritmus patri k algoritmom dynamického programovania, podobne
ako vécSina algoritmov pouzivanych na analyzu sekvencii. Je variaciou starSieho Needleman-
Wunschovho algoritmu pre globalne zarovnavanie. Algoritmy sa lisia v podstate iba v dvoch bodoch
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a sice, ze Needleman-Wunsch pracuje s maticou, v ktorej su aj zaporné hodnoty, a spitné vyhl'adava-
nie nezacina v bunke s najvys$sim ohodnotenim, ale v poslednej bunke matice, F(m, n).

3.2 Predikcia génov

Po detekcii génov sa dostavame k, pre tito pracu podstatnejsej, predikcii génov. Pod tymto
pojmom budeme chapat’ vyhl'adavanie génov metdodami zaloZzenymi na poznatkoch o Struktiure génov
a pravidlami z tychto poznatkov odvodenymi. Pre takéto modelovanie sa pouzivaju najméd rozne va-
ridcie Skrytych Markovovskych modelov alebo Neuronové siete.

Najvaésim obmedzenim predikcie génov je pomerne slaba znalost’ Struktiry génov, a to naj-
mé v novych DNA sekvenciach. Taktiez mnozina momentalne znamych génov, z ktorych by modely
vychadzali, je stale mala a urcite nepokryva vsetky potencialne vlastnosti génov.

3.2.1 Markovovské ret’azce

Nez sa dostaneme k Skrytym Markovovskym modelom, predstavime si ich jednoduchsiu va-
riantu, Markovovské retazce. Markovovsky retazec je kolekciou stavov poprepdjanych prechodmi
definovanymi pravdepodobnost’ou, s ktorou je aktualny stav (alebo symbol) nasledovany inym. Tieto
pravdepodobnosti nazyvame pravdepodobnosti prechodu a d’alej ich budeme znacit’ ako a:

ase = P(x; = tlx;_1 =) (3.4)

kde aq je urcené pravdepodobnostou prechodu zo stavu s do stavu t.

Obrazok 3.2 Markovovsky retazec popisujiici DNA (zdroj: [3] strana 48)

Pri pravdepodobnostnych modeloch sekvencii mézeme pravdepodobnost’ sekvencie vypoci-
tat’ niekol’konasobnym pouzitim P(X, Y) = P(X]Y)P(Y) ako to je naznacené v rovnici nizsie.
P(x) = P(xL’xL—l' ,xl) = P(xleL_l, ...,xl)P(xL_lle_z, ...,xl) P(xl) (35)
KTItacovou vlastnostou Markovovskych retazcov je, Ze pravdepodobnost’ kazdého symbolu X;
zavisi iba na predchadzajicom symbole X; _ 1, takze predchadzajucu rovnicu mdzeme zapisat’ ako si-
¢in pravdepodobnosti prechodov postupnosti stavov definujicich analyzovanu sekvenciu:
L
PG) = PP Gy -2) - POl PG = P | [ s (36)
i=2
Okrem jednotlivych symbolov abecedy ako stavov sa do Markovovskych retazcov zvykne
dopliiat’ zagiato&ny pripadne i koncovy stav pre modelovanie zagiatku a konca sekvencie.
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3.2.2 Skryté Markovovské modely (HMM)

Skryty Markovovsky model je vSeobecnym pravdepodobnostnym modelom pre sekvencie
symbolov. Uzivanim tohto modelu analyzujeme iba pozadovani sekvenciu, v ktorej gény vyhl'ada-
vame, takze nedochadza k porovnéavaniu s inymi, napriklad ulozenymi v databaze, pricom samotny
model je zalozeny na znalostiach o Strukture génov nadobudnutych ucenim na trénovacej mnozine.

Skryté Markovovské modely (d’alej len HMM z anglického Hidden Markov Model) maju
vSeobecné vyuzitie, okrem predikcie génov su Casto pouZzivané pri rozpoznavani hlasu, kedy je zvu-
kova nahravka rozkuskovana na mensie Casti o vel'kosti 10 — 20 milisekund, ktoré su nasledovanym
spracovanim roztriedené do velkého mnozstva preddefinovanych kategdrii procesom nazyvanym
vektorové kvantovanie. Nahravka je d’alej prezentovana ako sekvencia symbolov zodpovedajucich
jednotlivym kategdriam a z tejto sekvencie program pre rozpoznavanie hlasu urci vyslovené slova
V nahravke. Rozpoznavanie génov je podobnym problémom, mame sekvenciu symbolov (rozkasko-
vana nahravka) a hl'adame jej vyznam (jednotlivé slova). Viac o pouziti HMM pri rozpoznavani hlasu
najdeme napriklad v [4].

Hlavnym rozdielom medzi vyssie spominanymi Markovovskymi retazcami a HMM tkvie
V tom, ze v HMM nekore$ponduji symboly so stavmi jedna k jednej. Sekvencia stavov je oddelend
od sekvencie symbolov. Sekvenciu stavov budeme d’alej oznacovat’ ako cesta alebo . Cesta samotna
zodpoveda Markovovskému ret’azcu, takze pravdepodobnost’ nejakého stavu zavisi len na stave pred-
chadzajticom, rovnica (3.4). Ked'ze sme oddelili postupnost’ stavov od postupnosti symbolov, treba
do modelu zaviest’ nové parametre:

ex(b) = P(x; = b|m; = k) 3.7)
kde ex(b) je pravdepodobnost’, ze v stave Kk narazime na symbol b. Tato pravdepodobnost’ nazyvame
emisnou pravdepodobnost'ou.

Skryté Markovovské modely voldme skrytymi pretoze je nam zndme iba postupnost’ symbo-
lov a nie stavov, ta je skryta. HMM sa Casto pouZivaju taktiez ku generovaniu sekvencii, kedy zaci-
name stavom r; vybranym na zaklade pravdepodobnosti ag;, kde stav 0 reprezentuje pociato¢ny stav
sekvencie, tak ako tomu bolo pri Markovovskych retazcoch. V tomto stave je vygenerovany symbol
podla emisnych pravdepodobnosti €,. Dalsi stav generujeme podl'a pravdepodobnosti prechodu a,;
a tak dalej... Takto je vygenerovand sekvencia symbolov, o ktorej mézeme prehlasit, ze pravdepo-

dobnost’ generovania sekvencie symbolov x a sekvencie stavov z je rovna:
L

PO = g, | [ e G, (38)

i=1

Ako bolo vyssie povedané, pri HMM nie sme schopni na prvy pohlad urcit’, v ktorom stave
sa pri prechode danym symbolom bude model nachadzat’. Pri pouzivani HMM nas vSak prave tato
informécia zaujima najviac, preto potrebujeme sposob, akym zistit’ stav modelu zodpovedajuci dané-
mu symbolu. Na toto existuje viacero algoritmov, naj¢astejSimi je Viterbiho algoritmus.

Viterbiho algoritmus patri medzi algoritmy dynamického programovania, takze je pribuzny
so skor spomenutym Smith-Watermanovym algoritmom. Uvazujme napriklad jednoduchy HMM pre
predikciu génov, ktory v sekvencii najde kodujice a nekddujuce oblasti. Rozdelenie na tieto oblasti
utvorime vychadzajuc s najpravdepodobnejsej cesty prechodov stavmi HMM:

n* = argmax P(x, ) (3.9)
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Tuto najpravdepodobnejsiu cestu 7~ ndjdeme rekurzivne. Predpokladajme, Ze pravdepodobnost V(i)
je najpravdepodobnejsia cesta konciaca v stave K pokryvajica i symbolov a je znama pre kazdy zo
stavov k. Potom mdzeme vypocitat’ tieto pravdepodobnosti aj pre symbol x;., ako:

v+ 1) = ey (xi)maxy (Vi (D ag) (3.10)

Sekvencie za¢inaju v pociatocnom stave 0, z ktorého odvodime pociatocnii podmienku vy(0).

Uchovavanim spitnych ukazovatel'ov moézeme d’alej najst’ sekvencie stavov backtrackingom. Viter-
biho algoritmus pre pociato¢nti podmienku Vvo(0) = 1 bude vyzerat’ takto (prevzaté z [3] strana 56):

Inicializacia premennych (i = 0): v9(0) =1,v,(0) =0prek >0

Rekurzia(i=1...L): v (Q) = e;(x;))max, (v (i — Dag;)

ptr;(1) = argmaxy (v (i — 1)ay;)

Ukoncenie: P(x,m") = maxy (vi(L)ayo)

my, = argmaxy (Vi (L) ayo)
Backtracking (i=L ... 1): m;_q = ptr;(m])

Pri implementacii Viterbiho algoritmu, ale i d’al§ich algoritmov pracujucich s pravdepodob-
nostami, sa stretame s problémom nasobenia velkého poctu malych Cisel (pravdepodobnosti), co
mdbze sposobit’ chybu podtecenia. Tento problém sa riesi prevodom pravdepodobnosti do logaritmic-
kého priestoru, ako si ukazeme neskor pri pozi¢ne Specifickych maticiach.

Opisany algoritmus ako i pouzitie HMM samotnych si ukdzeme na jednoduchom priklade,
kedy sa pokusime urcit’ koédujuce, respektive nekodujiuce useky retazca ATGCA za predpokladu, Ze
model je zostaveny podl'a nasledujuceho obrazku.

0.’2/.__-—-\ [N]ekodujice [K16du]tice (e \_3.b5
!'/ G:0.20 0.8 G:0.30 \\
\ C:0.22 X €:030 /
\__ _»| A:030 A:D22  fw /
7:0.28 T:0.18 =
® /
N,
o S _
0.35

Obrazok 3.3 Zmysleny HMM pre identifikdciu kédujiicich a nekédujucich oblasti v nukleotidovom retazci.

Dalej predpokladajme, Ze pravdepodobnost’ za¢iatku sekvencie je pre oba stavy rovnaka, teda
0,5. Pociatocnu pravdepodobnost’ pre zac¢iatok v jednotlivych stavoch vypocitame jednoducho, a sice:
vy (1) = ey (4) xvy(0) xagy =0,3%1%0,5=0,15
vg(1) = ex(A) * vy(0) * apg = 0,22+ 10,5 =0,11
V tomto prvom kroku netreba hl'adat’ najvyssiu pravdepodobnost’ z predchadzajticeho kroku,
ked’Zze definovanym stavom v inicializacii je pociato¢ny stav Vo S pravdepodobnostou 1. Nasledujtce
kroky uz su sprevadzané vyberom najpravdepodobnejSieho prechodu a uchovanim spitného ukazova-
tel'a na predchadzajuci stav.
vy (2) = ey(T) * max[vy (1) * ayy; vg(1) * agy]
= 0,28 * max[0,15 * 0,2; 0,11 = 0,35] = 0,01078
vk (2) = ex(T) * max[vg (1) * agg; vy (1) * ayk]
= 0,18 * max[0,11 * 0,65; 0,15 * 0,8] = 0,0216
A takto pokracujeme pre vSetky znaky sekvencie. Na zdver vyberieme cestu s najvacSou
pravdepodobnost'ou a zrekonstruujeme ju pomocou spétnych ukazovatel'ov, ako to je naznacené v
tabul’ke niz8ie. Takto vy¢itame najpravdepodobnejSiu postupnost’ stavov nasho modelu, a tak sa do-
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stavame k vysledku ktory identifikuje zaciatok i koniec nekodujucej oblasti v prvom znaku A a za
kodujtcu oblast’ oznaujeme zvy$né znaky analyzovanej sekvencie TGCA.

- A T G C A
0 1 0 0 0 0 0
N 0 0,15 | 0,01078 | 0,001512 | 0,000324324 | 0,0000862407
K 0 0,11 0,0216 | 0,004212 | 0,00082134 | 0,00011745162

Tabul’ka 3.1 Vysledky prechodu sekvencie modelom. Hrubym pismom je zvyraznend najpravdepodobnejsia cesta.

Nevyhnutnym krokom k pouzitiu akéhokol'vek HMM je urcenie jednotlivych pravdepodob-
nosti, ¢i uz emisnych alebo pravdepodobnosti prechodov. Najbeznej$im sposobom je vytrénovanie
modelu na prikladoch z trénovacej mnozine, u ktorych pozname cesty prechodov stavmi HMM. Tak-
to pozname presny pocet prechodov, Ay, avyskytov symbolov, E(b), vdanom stave
a pravdepodobnosti dopocitame jednoducho:

Ap Ey(b)
S Ay e(b) = 2y Ex (D)

Ak cesty prechodov nepozname, tak sa pravdepodobnosti na zaklade pociatocnych odhadov

(3.12)

dajii dopo¢itat’ vietkymi znamymi algoritmami pre optimalizacie spojitych funkcii. Castejie sa viak
pouziva iteraéna metoda, Baum-Welchov algoritmus, ktory povodne odhadnuté hodnoty postupne
aproximuje na zaklade pravdepodobnych ciest stavmi pre trénovaciu sekvenciu. Pre viac informécii
0 tomto algoritme by som odkazal na literataru, napriklad [3].

3.2.3 Pozicne Specifické matice

Pri hladani génov patrame vo vSeobecnosti po ich charakteristickych znakoch, ktoré mézeme
rozdelit’ do dvoch skupin. Signaly, ¢o st kratke useky pevnej dizky, ako napriklad GACA box, Start
kodény a podobne, alebo obsahové oblasti (z anglického content regions) roznych dizok,
v prokaryotach Citacie ramce, v eukaryotdch introny aexény. A zatial ¢o na detekciu
a vyhodnocovanie obsahovych oblasti sa vyborne hodia napriklad Markovovské retazce, detekciu
signalov moézeme riesit’ jednoduchs§imi pozicne Specifickymi maticami.

V prvom rade treba podotknit’, Ze pozicne Specifické matice st podobné HMM 0-tého radu.
0-tého radu znamena, ze pravdepodobnost’ vyskytu aktualneho symbolu nezavisi od toho predosiého.

Pozi¢ne $pecifické matice, niekedy tiez oznaCovana ako profil, pouzivame na vyjadrenie cha-
rakteristickych znakov nejakého vzoru. Profil je zvicSa odvodeny z mnoziny zarovnanych funkcne
pribuznych sekvencii. V jednoduchosti sa jedna o okienko pevnej dizky, ktoré v kazdej bunke zachy-
tava distribuciu jednotlivych nukleotidov na danej pozicii. Ako priklad si ukazeme poziéne $pecificka
maticu ur¢enu pre detekciu GACA boxu, uvadzacieho signalu prokaryotickych prométorov. Pouzité
hodnoty pochadzajt z [5].

T T G A Cc A
T 0,78 0,82 0,15 0,20 0,10 0,24
G 0,10 0,05 0,68 0,10 0,07 0,17
C 0,09 0,03 0,14 0,13 0,52 0,05
A 0,03 0,10 0,03 0,58 0,32 0,54

Tabul’ka 3.2 Pozicne Specificka matica definujica signal GACA box. Bunky obsahuju pravdepodobnost vyskytu daného
nukleotidy (riadok) na vybranej pozicii (stipec).

Ako vidime v tabul’ke vyssie, bunky matice Specifikuji percentualne zastiipenie vybraného
nukleotidu na danej pozicii. S takto definovanou maticou sme schopni uréit’ s akou pravdepodobnos-
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fou moézeme sekvenciu danej dizky najst’ v skutoénej funkénej oblasti, ktorti matica opisuje, v nasom
pripade na mieste GACA boxu. Tuto pravdepodobnost’ vypocitame suc¢inom pravdepodobnosti vy-
skytu jednotlivych symbolov na zodpovedajtcich poziciach.

Takymto sposobom, hlavne pri vicsich maticiach, dostaneme pomerne malé a ¢asto na prvy
pohl'ad ni¢ nehovoriace ¢isla s tym, Ze hrozi riziko podtecenia, ako sme spomenuli vyssie pri Viterbi-
ho algoritme. Tento problém sa riesi tak, Ze hodnoty pravdepodobnosti nahradime tzv. log-likelihood
hodnotami, ktoré vyjadruju akusi mieru pravdepodobnosti vyskytu v logaritmickom priestore. Prevod
sa riadi nasledujicim vzorcom:

g (i 3.12
Mij—Og(E) (3.12)

kde Mj; je pravdepodobnost’ vyskytu symbolu i na pozicii j v matici M, M’ je vysledna transformo-
vana log-likelihood hodnota a p; je vSeobecna pravdepodobnost’ vyskytu symbolu i.

T T G A C A
T 1,13 1,18 -0,51 -0,22 -0,91 -0,04
G -0,91 -1,60 1,00 -0,91 -1,27 -0,38
C -1,02 -2,12 -0,57 -0,65 0,73 -1,60
A -2,12 -0,91 -2,12 0,84 0,24 0,77

TabuPka 3.3 Pozicne Specifickd matica signalu GACA box po transformdcii na log-likelihood hodnoty, uvazujiic vseobecnii
pravdepodobnost vyskytu kazdého z nukleotidov za 0,25.

Skore m sekvencie s dizky | potom takto transformovanou maticou dopoéitame ako sudet

hodnét v zodpovedajucich bunkach.
l
mg = Z M,,; (3.13)
i=1

Toto skore udava mieru pribuznosti analyzovaného retazcu s konvencnou sekvenciou, res-
pektive maticou definovanym signalom. Samozrejme plati, Ze ¢im vysSie skore, tym st si sekvencie
podobnejsie.

Préve na pozi¢ne Specifickych maticiach je z vac¢Sej Casti zalozena metdda predikcie génov,
ktorej navrh je predmetom tejto prace, a ktorej navrhu je zasvitena nasledujtca kapitola.
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4 Experimentalna cast’

Po teoretickom uvode do problematiky sa dostavame k hlavnému bodu tejto préce, a sice sa-
motnému ndvrhu vhodnej metody detekcie génov, lepsie povedané predikcie génov. Kodujuce oblasti
budeme vyhl'adavat’ na zaklade mnoziny pravidiel definovanej kone¢nym automatom. Zameriame sa
na predikciu génov v prokaryotickych organizmoch, konkrétne Escherichie coli. V texte budeme
d’alej oznacovat’ vyvijany program ako ,,prediktor*.

Escherichia coli ako vhodny subjekt na testovanie bola zvolena kvoli rozsiahlejsim znalos-
tiam o Struktare jej genomu. Taktiez zavazil fakt, Ze prokaryotické gény maju o nieco jednoduchsiu
Struktaru, ked’ze sa kodujica oblast” d’alej nezostrihava kvoli pritomnosti nekodujucich exénov, ako
je tomu v eukaryotach, a ich hustota v DNA sekvencii je ovel'a vyssia (az 88% u E. coli) ako hustota
vyskytu génov u eukaryotov.

Pri navrhu riesenia predikcie génov kladieme doraz aj na ¢asovu naro¢nost’ vysledného prog-
ramu a dosiahnutie linearnej zlozitosti.

4.1 Poznamky k implementacii

Nez sa dostaneme k popisu Casti prediktora génov, zastavime sa pri par poznamkach k im-
plementacii. Za implementa¢ny jazyk pri vyvoji sme zvolili skriptovaci jazyk Python vo verzii 2.7,
prave kvoli svojej skriptovacej povahe a z toho vyplyvajicej vacsej rychlosti vyvoja a analyzy zo-
zbieranych dat, akej by sme dosiahli napriklad pri pouziti jazyka C. Okrem Pythona 2.7 je pre pristup
k siborom formatu fasta, ktory je bezny pre ukladanie DNA sekvencii, pouZita nadstavba BioPython
vo verzii 1.57, dostupna na http://www.biopython.org/wiki/Download.

Vsetky pouzité skripty su k dispozicii na priloZzenom CD v priecinku src/. Vaésina z nich je

priamo spustitel'na a obsahuje stru¢nti napovedu, ostatné su sucast’ou balicka genscan. Dokumentacia
k hlavnému programu vygenerovana pomocou nastroja Epydoc 3.0 sa nachadza na rovnakom nosici
Vv priecinku doc/.

Realne data su umiestnené v prie¢inku data/ a najdeme tu predovSetkym zoskenovant dna E.
coli vo formate fasta a k tomu prislachajuce tabul’ky vyskytu génov a operonov. Data pochadzaju
z UCSC Microbial Genome Browser dostupného na http://microbes.ucsc.edu/index.html. V priecinku
stats/ st zasa ulozené vysledky roznych analyz, ktoré vSak z vdéSej Casti rozoberieme na nasleduju-

cich strankach.

4.2 Navrh metody predikcie génov

Zacneme trochu obecnym zadefinovanim Struktary génov v prokaryotach. Ako bolo naznace-
né v kapitole 2, pri uplatiiovani genetickej informacie dochadza k dvom procesom, transkripcii
a translacii. Dalej sme sa dozvedeli, Ze inicializicia a ukonéenie kazdého z tychto procesov su neja-
kym sposobom zakddované v DNA. Gén sa teda skladd z regulacnej a kodujucej oblasti. Regulacné
oblasti riadia transkripciu a pozostavaji z iniciatora transkripcie promoétora a terminatora, ktory
transkripciu ukoncuje. Regula¢na oblast’ méze byt v prokaryotach zdiel'ana viacerymi génmi zluce-
nymi v tzv. operoény. S operéonmi suvisi aj prekryvanie génov, ktoré nie je bezné u eukaryotickych
organizmoch, i ked sa objavuju v poslednom ¢ase objavuju informacie o vyskyte takychto génov aj
u tychto organizmov. Koédujica oblast’ je ohrani¢ena $tart a stop kodonmi a pozostava z troch ¢itacich
ramcov, z ktorych vsak len jeden obsahuje informacie potrebné na syntézu pozadovaného proteinu.
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Specifikom prokaryotickych génov je Shine-Dalgarnova sekvencia nachadzajuica sa pred Start kodo-
nom. Preklad i prepis prebichaji vzdy v smere 5°'—3".

Nad tymito znalostami zostrojime kone¢ny automat a jeho jednotlivé Casti blizSie popiSeme
v nasledujucich podkapitolach. Navrh, implementacia a testovanie Vv tejto praci tak povediac splyvaja
Vv jeden iterativny proces, a tak sa kazda podkapitola vSetkym tymto aspektom vyvoja venuje ako
jednému postupne vylepsovanému celku.

Tento automat bude analyzovanu sekvenciu prechadzat’ posuvnym okienkom premenlivej
diZky. T4 sa meni podla stavu, v ktorom sa nachadza.
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Obrazok 4.1 Konecny automat popisujici kostru navrhovanej metody predikcie génov, vychadzajuci z referencného navrhu
a sice ustrednej dogmy molekuldarnej biologie.

4.2.1 Inicializacia transkripcie, detekcia prométorov

Detekcia promoétorov je prvym krokom k predikcii génov, atak sa stdva jednou
z najdolezitejSich sucasti navrhovaného kone¢ného automatu. Znalosti nadobudnuté v avodnych kapi-
tolach o transkripcii prokaryotov rozsirime o konkrétnejsie informacie ziskané zo Stadie [5]. Dolezi-
tym prinosom tejto prace pre nas je predovSetkym kolekcia sekvencii zarovnanych voci energeticky
najvyhodnejsim poziciam a podobam prométorov, a zhrnutie poznatkov o ich Struktare.

Ako sme v tivodnych kapitolach naznacili, prokaryoticky prométor pozostava z dvoch signa-
lov, GACA boxu na pozicii -35 a Pribnowovho boxu na pozicii -10. Tieto signaly st okolo uvede-
nych pozicii zarovnané priblizne na stred. D4 sa teda povedat, ze prométor sa sklada z tychto dvoch
signalov medzi ktorymi je nejaka medzera. Z [5] vyplyva, ze az v 92% skumanych prométorov bola
tato medzera o dizke 17+1 nukleotidov. U zvy$nych 8% bola medzera dizky 15 az 21 nukleotidov.
Samotna transkripcia za¢ina najCastejSie 71 nukleotidov po Pribnowovom boxe, v ostatnych pripa-
doch 4 az 12 nukleotidov po Pribnowovom boxe.

Na detekciu signalov pouzijeme pozi¢ne Specifické matice s log-likelihood hodnoteniami vy-
skytu nukleotidov na jednotlivych poziciach. Kazdy zo signalov je definovany vlastnou maticou.
Zostrojena matica GACA boxu bola uvedena vySsie ako Tabulka 3.3. Maticu pre detekciu Pribno-
wovho boxu nadefinujeme podobne, opét’ vychadzajic z udajov prace [5], kde na zaklade zarovna-
nych sekvencii taktiez zostrojili pozi¢ne $pecifickil maticu, ale s percentudlnymi ohodnoteniami. Pre
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nase ucely, prevedieme aj tito maticu do logaritmického priestoru tak, aby hodnoty v jednotlivych
bunkach vyjadrovali log-likelihood vyskytu nukleotidu na danej pozicii.

T A T A A T

T 0,82 0,07 0,52 0,14 0,19 0,89

G 0,07 0,01 0,12 0,15 0,11 0,02

C 0,03 0,03 0,14 0,13 0,52 0,05

A 0,08 0,89 0,26 0,59 0,49 0,03

Tabul’ka 4.1 Pribnowov box ako pozicne Specificka matica s percentualnymi ohodnoteniami v bunkach.

T A T A A T

T 1,18 -1,27 0,73 -0,57 -0,27 1,26

G -1,27 -3,21 -0,73 -0,51 -0,82 -2,52

C -2,12 -2,12 -0,91 -0,73 -0,17 -1,60

A -1,13 1,26 0,03 0,85 0,67 -2,12

Tabulka 4.2 Pribnowov box definovany pozicne Specifickou maticou v logaritmickom priestore s hodnotami vyjadrujicimi
log-likelihood.

Podoba s hl'adanym signalom je takto Specifikovanym maticiam definovana ako suéet ohod-
noteni nukleotidov na jednotlivych poziciach, takze analyza sekvencie nam vzdy vrati nejaké skore.
Definitivne rozhodnutie, ¢i je sekvencia dostatocne podobna s konven¢nou sekvenciou detekovaného
signalu a teda méze byt oznacend za ten-ktory signal, odvodime zo spominané¢ho skore. Pre maticu
kazdého signalu teda ur¢ime spodnu hranicu skore, od ktorej je analyzovana sekvencia oznacena za
hl'adany signal.

Hladanie vhodnych spodnych hranic skore pre oba signaly, GACA box a Pribnowov box, za-
¢iname na kompilacii zarovnanych regionov promotorov.

GACA box Pribnow box
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Obrizok 4.2 Distribiicia hodnét skére u GACA boxu (vlavo) a Pribnowovho boxu (vpravo). Sedé ciary reprezentujii prvy
odhad vhodnych spodnych hranic jednotlivych signalov.

Z obrazku vyssie vidno, ze Pribnowov box je ovela zakonzervovanejsi ako GACA box, ¢o
nakoniec potvrdzuju aj priemerné hodnoty skore promotorov v kompilacii, kedy priemerné ohodnote-
nie GACA boxu vyslo na 2,47 a Pribnowovho box 3,17. Tieto ¢isla naznacuju, ze pri detekcii promo-
torov bude mat’ najvac¢si vyznam podobnost’ druhého signalu s Pribnowovym boxom, u ktorého budu
prisnejsie kritéria klasifikacie prislusnosti k tomuto signalu.

Na zaklade ziskanych poznatkov bude detekcia promoétorov prebiehat nasledovne.
V sekvencii h'adame najskor GACA box signal. Kazdé prekro¢enie spodnej hranice skore pre GACA

box je zaznamenané, a ak sa nachadzame vo vhodnej vzdialenosti od GACA boxu, tak za¢ina zaroven
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Snim aj hl'adanie Pribnowovho boxu. Za vhodnt vzdialenost moZeme povazovat 15 az 21 alebo
potrebe pri prisnejsich kritérii 16 az 18 nukleotidov po koncovom nukleotide GACA boxu.

Takto implementovanu detekciu promotorov sme otestovali na kompilacii zarovnanych pro-
motorov postupne meniac hodnoty spodnych hranic pre jednotlivé signaly.

Vzdialenost 15 - 21

250

200
150 .
W Detekované
100
M Presne
5
+/-6b
0 p

-0.9;1.6 -0.9; 2.0 -0.9; 2.2 -0.8; 1.6 -0.8; 2.0

o

TTGACA; TATAAT spodné hranice

Obrazok 4.3 5 najuspesnejsich kombindcii spodnych hranic pre jednotlivé signdly so vzdialenostou 15 — 21 nukleotidov.

Na grafe vyssie vidiet' vysledky testovania navrhnutého spdsobu detekcie promotorov.
V najlepsom pripade, kedy mal GACA box spodnu hranicu nastavenu na -0,9 a Pribnowov box na
2,2, sa nam podarilo presne najst’ 140 promoétorov a 42 d’al§ich s posunutim mensim ako Sest’ nukleo-
tidov. To dava dokopy skoro 68% uspesnost. Nespravne sme identifikovali 49 promoétorov, vV zvys-
nych 41 sekvenciach sme promoétor nenasli vobec. Potom nasledoval rovnaky test s povolenou vzdia-
lenostou medzi signalmi v intervale <16; 18> nukleotidov. Tu boli vysledky mierne odlisné, kedy sa
nam pri hodnotach spodnych hranic -0,9 a 1,1 podarilo presne oznacit’ 146 promotorov a 44 priblizne,
¢o Cini skoro 70% uspesnost’ oproti 57 nespravne identifikovanym promoétorom.

Tieto testy ukazali, Ze pri prisnejSie nastavenej vzdialenosti ndm postacuje benevolentnejsia
spodna hranica skore Pribnowovho boxu. V oboch pripadoch sa spodna hranica pre identifikaciu
GACA boxu pohybovala okolo hodnoty -0,9. V pripade Pribnowovho boxu prichadzaja do tvahu
hodnoty spodnej hranice od 1,0 v pripade mensieho rozsahu povolenej vzdialenosti medzi dvoma
signalmi, pri vzdialenostiach 15 az 21 od hodnoty 1,6 a pre oba pripustné intervaly vzdialenosti sa
hodnoty prijatelnych spodnych hranic $plhaju az k 2,2. Tieto hodnoty budeme brat’ ako vychodzie pre
vSetky dalSie testy, pretoze vychadzaju z analyzy sekvencii, u ktorych vieme s istotou povedat, na
ktorom mieste sa signaly promoétorov nachadzaji. Na druhej strane je potrebné d’alSie testovanie,
ked’ze doterajSia testovacia mnozina pozostavala len z kratkych usekov DNA, a tak takmer urcite
doslo k ur¢itému skresleniu vysledkov.

Predtym nez sa pustime do testovania na kompletnej sekvencii DNA E. coli, musime urcit’
mnozinu potencialnych transkripénych jednotiek. Za transkripénu jednotku budeme povazovat’ kodu-
juce oblasti s jednym promoétorom a terminatorom, teda gény mimo operénov a samotné operony.
Testovanie z0zime na + vlakno, na ktorom sa nachadza 1204 takychto transkripénych jednotiek. Za
spravne najdeny promotor budeme povazovat’ prométor vo vzdialenosti od 16 do 100 nukleotidov od
prvého Start kodonu transkripénej jednotky. Minimalna vzdialenost’ vychadza z pribliznej dizky sig-
nalu Shine-Dalgarno (12 nukleotidov), ktory je pritomny pred zaciatkom translacie v prokaryotickych
bunkach, a minimalnej vzdialenosti zaciatku transkripcie po Pribnowovom boxe (4 nukleotidy). Ma-
ximalna vzdialenost’ nie je podporena ziadnymi Statistikami, iba odhadom. Pokusil som sa najst’ ob-
last’ pred transkripénymi jednotkami, ktora by vykazovala vyraznejsiu frekvenciu vyskytu promoéto-
rov. Jediny takyto region, o ktorom by sa dalo povedat’, ze sa v iom koncilo viac prométorov sa na-
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chadzal 30 az 40 nukleotidov pred prvym Start kodonom (graf nizsie), ¢o podporuje pévodny odhad
maxima 100 nukleotidov, avsak zvySenie frekvencie oproti ostatnym oblastiam bolo minimalne.
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Obrazok 4.4 Analyza vyskytu signalov promotorov v regione 150 nukleotidov pred transkripcnymi jednotkami.

Prechadzame teda ku komplexnejSiemu testovaniu na vac¢Sej vzorke, a sice celom + vlakne
DNA E. coli o dizke okolo 4,5 miliéna nukleotidov. V tychto testoch nas bude zaujimat’ pocet identi-
fikovanych promotorov, vSeobecné vlastnosti tychto sekvencii a pocet identifikovanych potencial-
nych prométorov vo vzdialenosti maximalne 100 nukleotidov od zaciatku nejakej transkripcnej jed-
notky. Taktiez budeme rdzne kombinovat’ spodné hranice ohodnotenia jednotlivych signalov, zame-
rajuc sa predovsetkym na vychodzie hodnoty z prvého testovania.
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Obrazok 4.5 Pocet falsepositive ndlezov prishichajucich k jednému truepositive nalezu. Spodnad hranica GACA boxu nasta-
vend na -0,9, hranica pre Pribnow box je vynesend na osi x.

Pri prvom pohlade na vysledky zarazi pocet nespravne identifikovanych promotorov
v pomere K poctu potencialne spravne detekovanych, kedy aj pri najprisnejsSich kritériach vychadza-
jucich zpredchadzajuceho testovania, teda konfiguracia s povolenou vzdialenostou 16 az 18
a spodnymi hranicami -0,9 a 2,0, najdeme v DNA sekvencii 31419 potencialnych promoétorov vyho-
vujucich nasim pravidlam, z ¢oho pred 936 transkripénymi jednotkami sa potencialny promotor na-
chadzal vo vzdialenosti do 100 nukleotidov.

Na druhej strane je pozitivne zistenie, ze pri spravnej kombindcii spodnych hranic sme
schopni zaregistrovat’ promotori pred 1173 z 1204 transkripénych jednotiek, ¢o ¢ini 97%. Z tohto
pohl'adu sme pomerne uspe$ni aj pri vychodzich hodnotich spodnych hranic signalov
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z predchadzajucich merani. Napriklad pri povolenej vzdialenosti v rozmedzi od 15 do 21 nukleotidov
medzi signalmi a spodnych hraniciach -0,9 a 2,0 uspesne najdeme promotor pred 1076 transkripény-
mi jednotkami, €o je stale slusnych 89%.

Dalej z merani vyplyva, e prométori sa v priemere nachadzajii zhruba 39 nukleotidov pred
prvym Start kodonom transkripénych jednotiek. Priemerné ohodnotenia signalov sa pohybuju v okoli
2,5 pre GACA box a 3,2 pre Pribnowov box, ¢o koreSponduje s priemernymi hodnoteniami namera-
nymi v mnozine zarovnanych promotorov. To nasvedcuje tomu, ze signaly ktoré sme zachytili pred
transkripénymi jednotkami buda s vysokou pravdepodobnostou skutoénymi promotormi.

Pred tym nez sa pokusime znizit’ pocet falsepositive nalezov promotorov, tak sa pozrieme na
dovody, preco sme neboli ani inosnym upravovanim spodnych hranic signalov schopni najst’ promo-
tori pred 31 transkripénymi jednotkami.

Content: TTGCGC Ratings: , -3.98 [GACAbox, PRIBNOWbox]
T T G A c A
A -2.12 -p.92 -2.12 0.8  0.25 0.77
c -1.e2 -2.12 -9.58 0.73
T -8.51  -8.22 -8.92 -9.04
G -8.92 -1.61 -0.92 -0.39
T A T A A T
A -1.14 1.27 ©0.84 0.8  0.67 -2.12
€ -2.12 -2.12 -8.92 -0.73 -0.17 -1.61
T 1.19 -1.27 0.73 -0.58 -08.27  1.27
6 -1.27 -3.22 -8.73 -8.51 -0.82 -2.53
TTGACA TATAAT
TATAAT
T66CGHEEEINC GGGGCTTTGAAGAGATTGCGCAGTTACTGATTGCCGCAGGT G NIMMNC CGGGAG!
O O ++++
-1.53 -0.71]

Obrazok 4.6 Analyza regionu predchaddzajiicemu transkripcnii jednotku v textovom rozhrani skriptu promoter_analysis.py.

Podrobna sprava o tejto analyze, spolu s vysledkami vSetkych spominanych testov, je ulozena
na prilozenom CD s priecinku stats/. Najcastej$im problémom bolo, Zze ak bol aj jeden zo signalov
silny, tak k nemu neexistoval Ziaden pripominajtci signal druhy alebo ak aj existoval, tak jeho ohod-
notenie bolo nizsie ako pripustna spodna hranica. Taktiez som nasiel zo tri promdtori, ktorych signaly
mali medzi sebou nevyhovujucu vzdialenost’ (13, 14 alebo 22). No a d’alSia mozna pricina je demon-
Strovana na obrazku vyssie, kde pred jednou z transkripénych jednotiek som nasSiel pomerne silny
signal GACA boxu v podobe TTGCGC a k nemu vo vzdialenosti 21 nukleotidov sekvenciu s nizkym
ohodnotenim, no naramne pripominajucu Pribnowov box, CATAAA. V mnohych pripadoch som
v8ak pred transkripénymi jednotkami nenasiel ani naznak nie¢oho, ¢o by prométor pripominalo.

Problém s tym, Ze v niektorych pripadoch bol jeden zo signalov prométora silny a druhy ne-
preliezol spodni hranicu o niekol’ko desatin, sme skusili vyrie$it’ adaptivnou spodnou hranicou Pri-
bnowovho boxu. Predstava bola taka, ze ak je signal GACA boxu vyrazne silnej$i nez jeho spodna
hranica, tak sa o zlomok tohto rozdielu znizi spodna hranica Pribnowovho boxu. Toto vylepSenie
vSak neprinieslo ziadany efekt, kedy sa sice o nie¢o zvac¢sil pocet spravne detekovanych prométorov,
no neumerne kK tomu narastol pocet tych nespravne detekovanych. Napriklad pri spodnych hraniciach
-0,9 a 1,6 s povolenou vzdialenostou 15 — 21, sme boli bez adaptivnej spodnej hranice Pribnowovho
boxu spravne detekovat’ 1129 promotorov, po pridani adaptivnej spodnej hranice tento pocet stiipol
0 1,3% na 1143, zaroven vSak pocet nespravne detekovanych promotorov stupol z 57066 na 62871,
¢o je narast o skoro 10%.

Dalej bolo zaujimavé zistit', pre¢o sme nasli tolko prométorov v regiénoch, kde by sa podla
zaznamov v databazach nachadzat’ nemali. Vybrali sme preto nahodne region, ktory ma ¢o najdalej
od najblizsej transkripénej jednotky a jeden priklad, ktory hovori za vSetky zachytava obrazok niZsie,
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kde vidime uspesne detekovany promoétor s takmer idealnou vzdialenostou 19 nukleotidov medzi
jednotlivymi signalmi a nadpriemerne vysokym skore predovsetkym u signalu zodpovedajiicemu
Pribnowovmu boxu. Ohodnotenie pravdepodobného GACA boxu je taktiez nad spodnou hranicou,
0 ¢om svedci zelend farba. Tohto konkrétneho prikladu sa sice zbavime pouzitim prisnejSieho interva-
lu pre povolené vzdialenosti medzi signalmi, ale urcite nie je jedinym, ktory ndjdeme v ret'azci DNA.

Content: TGGTAT Ratings: , =l.480
T T G A C A
A -2.12 -0.92 -2.12 0.84 .77
C -1.02 -2.12 -0.58 -0.65 08.73 -1.81
T 1.19 -0.51 -0.92
G -0.92 -9.92 -1.27 -0.39
T A T A A T
A -1.14 1.27 0.04 0.86 0.67 -2.12
C -2.12 -2.12 -0.92 -0.73 -0.17 -1.681
T 1.19 -1.27 .73 -0.58 -0.27 1.27
G -1.27 -3.22 -0.73 -0.51 -0.82 -2.53

TATAAT

TACGENBBEET AGATAATCACTGGCAATGGTATGAACCACAGGCGAGAGCAGTRRRRNGGCGGT!
e s b+

Obrazok 4.7 Snimka promotoru najdeného v oblasti, kde by sa podla databdz Ziaden nachadzat nemal.

Nezodpovedanou otazkou zostava, ¢o s velkym mnozstvom nespravne identifikovanych
prométorov. Dopredu mézem povedat, Ze zhruba 10% ich bude odignorovanych zavedenim detekcie
zaciatku translacie.

Pocet nespravnych ndlezov som sa pokusil zavedenim akéhosi celkového skére promotora,
ktoré sa rovnalo suctu ohodnoteni oboch signalov. Ako sa vSak ukdzalo, toto vylepSenie malo len
kozmeticky vplyv na vysledok, kedy sa pocet nespravne detekovanych prométorov zhruba o dve per-
centa bez toho, aby to malo vplyv na spravne najdené promotori.

Na zaver sme do navrhu detekcie promotorov zahrnuli dve zo Styroch zovSeobecnenych pra-
vidiel o E. coli, ku ktorym dospel McClure v [6]. Prvé pravidlo hovori o tom, ze vSetky promotori
vyuzivajice sigma-faktor 70, ¢o je pre pripomenutie primarnym sigma-faktorom v E. coli a teda ma
na starosti detekciu vac¢Siny promotorov, maju aspon dva z troch najkonzervovanejSich nukleotidov
v Pribnowovom boxe (TA...T). Druhé suvisi s GACA boxom a opat’ sa tyka najkonzervovanejSich
nukleotidov, tentoraz vSak staci iba jeden z trojice TTG na zaliatku signalu. Zavedenie tychto pravi-
diel nema ziaden vplyv na pocet detekovanych prométorov, ked’ze uz len k dosiahnutiu pozadovanej
spodnej hranice u oboch signalov treba naplnit’ tieto pravidla, boli skor zavedené kvoli zvySeniu rych-
losti predikcie prométorov kedy iba po splneni tychto pravidiel dochadza k vyhodnoteniu analyzova-
nej sekvencie, a teda pristupu a pocitaniu s maticou.

O vybere najvhodnejsej konfiguracie spodnych hranic signalov a povolenej vzdialenosti me-
dzi nimi rozhodneme az na zaver navrhu po ziskani vysledkov predikcie génov na celom gendéme
E.coli, pricom sa ststredime na vychodzie hodnoty prvého testovania.

4.2.2 Zaciatok prekladu, hPadanie Shine-Dalgarna

Preklad, translacia, v prokaryotach za¢ina zvacsa na Start kodone ATG. Preto povodnym pla-
nom bolo, po najdenom promotore hl'adat’ tato postupnost’ znakov. Lenze tato myslienka vel'mi rych-
lo dostava trhliny vd’aka pocetnosti takychto kodonov v retazci DNA, ¢o mdze byt problém hlavne
pri detekcii génov v operénoch, kde sa pred Start kodonom nenachadza detekciu upresinujuci promo-
tor. A aj s detekovanym prométorom takymto spdsobom &asto nenajdeme spravny Start kodén. Dal-
Sou chybou na detekcii tymto sposobom je prosté odignorovanie zvySnych moznych Start kodénov,
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avsSak napriklad alternativnym Start kodonom GTG zacina az zhruba 8% génov v E. coli a okolo 1,3%
génov zacina Start kodonom TTG.

Preto identifikaciu zaciatku prekladu rozsirujeme o detekciu Shine-Dalgarnovej sekvencie.
Trochu problémom je fakt, Ze tito sekvencia byva roznej dizky, o ovplyviuje podobu $tart kodénu
alebo aj vzdialenost’ od neho. Avsak v [7] najdeme analyzu tejto sekvencie na 1055 génoch, kde po-
merne UspeS$ne pouzili na detekciu Shine-Dalgarnovej sekvencie pozi¢ne S$pecificki maticu, a tak
nemd zmysel vymyslat’ nejaké d’alSie metody. Taktiez data potrebné k zostrojeniu pozi¢ne Specifickej
matice pouzijeme z tejto prace. Pozi¢ne $pecificka matica okrem spresnenia detekcie spravneho Start
kodénu, zahrnie do detekcie aj alternativne Start kodony, ¢im vyrieSime oba tvodné problémy. Pred
vytvorenim tejto matice som sa chcel presvedcit’ a sile tohto signalu vo vsetkych génoch E.coli, ¢o
prezentuje obrazok alebo logo niZSie zobrazujuce mnozstvo informacie obsiahnuté nukleotidmi na

jednotlivych poziciach.
2.0—_
24 0
o) i
0.0 —FF+F+F——"—
-10 -5 0
WeblLogo 3.0

Obrazok 4.8 Logo zachytdvajiice informacni: hodnotu Shine-Dalgarnovej sekvencie vo vsetkych génoch E. coli. Vysledok
zodpoveda tomu, ku ktorému dospeli aj v [7]

Po overeni vyskytu tohto signalu v podobe, v akej je prezentovany v [7] pristipime teda
k vytvoreniu matice, rovnakym spdsobom akym sme to urobili v pripade prométorov. Do matice
zahrnieme len prvy nukleotid start kodonu, ked’ze zvy$né dva TG sa vyskytuju vo vSetkych pripa-
doch. Tato vlastnost’ taktiez pomodze k urychleniu detekcie Shine-Dalgarnovej sekvencie, ked’ze k
vyhodnocovaniu matice dojde iba v pripade, Ze posledné dva nukleotidy analyzovaného okienka buda
TaG.

12 11 -10 -9 -8 -7 -6 -5 -4 -3 -2 -1 0

T 027 -092 -092 -092 -065 -033 0,08 0,00 004 -039 0,22 0,04 -321
G 028 058 067 071 052 034 000 -018 -0,27 -0,04 -0,58 -045 -127
c -065 -092 -114 -127 -092 -0,73 -051 -0,22 -022 -0,33 0,11 015 -3,22
A 034 034 028 025 034 034 028 031 034 049 008 0,15 1,30

Tabul’ka 4.3 Pozicne Specificka matica pre Shine-Dalgarnov signdl s log-likelihood hodnotami. Posledna pozicia, pozicia
0, patri prvému nukleotidu Start kodonu.

Podobny, ale nie az tak rozsiahly, postup ako pri prométoroch pokracoval aj pri hladani
spodnej hranice pre tito maticu. Nakoniec sme za tuto medz zvolili nulu, comu vyhovuje 3760 z 4294
zacCiatkov génov v E. coli, ¢o ¢ini 87,6%. Mohlo by sa zdat, Ze sa dalo vytaZit' vd¢Sie percento dete-
kovatel'nych génov znizenim spodnej hranice o nieo, no vzhl'adom k poctu nespravne najdenych
promotorov, je treba pri hodnoteni Shine-Dalgarnovej sekvencie, ktora je akymsi rozsirenim detekcie
promotorov, zvolit’ prisnejsie kritéria.

DetailnejSie sme sa pozreli na zaciatky translacii, kedy ohodnotenie maticou viedlo ku skore
mensiemu ako 0. Casto sa stavalo, Ze skore bolo len o stotiny mensie od nuly, ¢o by vsak bolo prob-
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1émom pri akejkol'vek spodnej hranici ohodnotenia. Dal$ou Gastou pri¢inou netspechu identifikacie
zaciatku prekladu bolo velké mnozstvo tyminu na miestach, kde sa v Shine-Dalgarnovej sekvencii
ocakavaju guanin alebo adeninom. Predpokladam, Ze tento problém stvisi s pouZzitim pozi¢ne $peci-
fickej matice na identifikovanie Shine-Dalgarna, ked’ze ako bolo na zaciatku povedané, pozicia re-
gionu bohatého na A a G zaroven zavisi i na jeho dizke a potom $tart kodone.

Shine-Delgarno

score
+
+
+
+

0 50 100 150 200 250 300 350 400

Obrazok 4.9 Vizualizdcia ohodnoteni zaciatkov transldcie v pripade operonov v E. coli.

Tu sa dostdvame k naplnenie d’alSieho z prislubov spresnenia detekcie zaciatku translécie,
a sice s tym stvisiacou presnejSou detekciou promotorov. Teraz sme totizto schopni prehlasit’ promo-
tor za falo$ny, ak sa do 100 nukleotidov za nim nenajde Shine-Dalgarno. Ako som naznaéil v pred-
chadzajtcej podkapitole, pocet nespravne oznacenych promoétorov klesol v priemere o 10%, napri-
klad unami preferovanej kombinacie -0,9 a 2,0 s povolenou vzdialenostou <15; 21> z 46205 na
41686 nespravne detekovanych promotorov. Prvy krat sa taktiez dostdvame k poctu presne najdenych
zaCiatkov translacie transkripénych jednotiek, ktory pri vysSie spomenutej konfiguracii nadobuda
hodnoty 933.
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Obrazok 4.10 Zlepsenie predikcie promaotorov zaclenenim Shine-Dalgarna.

4.2.3 Koniec prekladu, odhad spravneho ORF

Po néajdenom zacCiatku prekladu nasleduje hl'adanie spravneho stop kodénu. Ako bolo
V teoretickom tvode povedané, kazdy gén koduje aminokyseliny po kodonoch a podl'a toho, na kto-
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rom nukleotide za Start kodonom za¢neme ¢itat, ma kazdy gén tri rézne Citacie ramce (ORF), avSak
len jeden z nich skuto¢ne koduje protein.

Prvym népadom bolo oznacit’ za koniec prekladu prvy stop koddn, na ktory po ceste od Start
koddénu narazime. Takto vSak spravne identifikujeme len minimum génov. Vyvstava teda otazka, ako
identifikovat’ spravny ORF?

Odpoved nachadzame vo frekvencii koédovania aminokyselin kodénmi'. Je totiz zname, Ze
aminokyseliny st niektorymi kodonmi koédované CcastejSie ako druhymi. Zvyknuti na pocty
Vv logaritmickom priestore sme ohodnotenia pouzitia jednotlivych kodonov transformovali na loglike-
lihood hodnoty, ktoré¢ vyjadruju pravdepodobnost’ pouzitia vybraného kodonu pre zapis danej amino-
kyseliny.

2.baza
U C A G

UUU (Phe/F) | 0,13 | UCU (Ser/S) | 0,00 | UAU (Tyr/Y) | 0,15 | UGU (Cys/C) | -0,11

UUC (Phe/F) | -0,15 | UCC (Ser/S) | -0,06 | UAC (Tyr/Y) | -0,17 | UGC (Cys/C) | 0,10

UUA (Leu/L) | -0,21 | UCA (Ser/S) | -0,21 | UAA (stop) | 0,63 | UGA (stop) | -0,10

UUG (Leu/L) | -0,21 | UCG (Ser/S) | -0,06 | UAG (stop) | -1,42 | UGG (Trp/W) | 0,00

CUU (Leu/L) | -0,37 | CCU (Pro/P) | -0,39 | CAU (His/H) | 0,13 | CGU (Arg/R) | 0,84

CUC (Leu/L) | -0,47 | CCC (Pro/P) | -0,39 | CAC (His/H) | -0,15 | CGC (Arg/R) | 0,86

CUA (Leu/L) | -1,39 | CCA (Pro/P) | -0,22 | CAA (Gin/Q) | -0,11 | CGA (Arg/R) | -0,83

g CUG (Leu/L) | 1,12 | CCG (Pro/P) | 0,71 | CAG (GIn/Q) | 0,28 | CGG (Arg/R) | -0,47
< AUU (lle/l) | 0,42 | ACU (Thr/T) | -0,33 | AAU (Asn/N) | -0,08 | AGU (Ser/S) | -0,06
AUC (lle/ly | 0,22 | ACC(Thr/T) | 0,52 | AAC (Asn/N) | 0,08 | AGC (Ser/S) | 0,49

AUA (lle/l) | -1,30 | ACA (Thr/T) | -0,51 | AAA (Lys/K) | 041 | AGA (Arg/R) | -1,16

AUG (Met/M) | 0,00 | ACG (Thr/T) | 0,04 | AAG (Lys/K) | -0,69 | AGG (Arg/R) | -1,67

GUU (VallV) | 0,08 | GCU (Ala/A) | -0,39 | GAU (Asp/D) | 0,23 | GGU (Gly/G) | 0,31

GUC (VallV) | -0,17 | GCC (Ala/A) | 0,08 | GAC (Asp/D) | -0,30 | GGC (Gly/G) | 0,44

GUA (Val/V) | -0,45 | GCA (Ala/A) | -0,13 | GAA (GIWE) | 0,31 | GGA (Gly/G) | -0,73

GUG (VallV) | 0,36 | GCG (Ala/A) | 0,31 | GAG (GIWE) | -0,45 | GGG (Gly/G) | -0,51

Tabul’ka 4.4 Kodony kddujuce jednotlivé aminokyseliny a zodpovedajiice loglikelihood ohodnotenia vychddzajiice z frek-
vencii vyskytu tychto kodonov.

Kazdé ORF je ohodnotené suctom hodnoteni kodonov, podobne ako tomu je pri ziskavani
skore u pozi¢éne S$pecifickych matic, a nasledne vyberieme to s najvys$§im ohodnotenim. Takymto
spdsobom sa ndm podarilo spravne urcit’ 3889 citacich ramcov oproti 405 nespravne ur¢enym v kom-
pletnom genéme E. coli. Mohlo by sa zdat’, ze takto nebudeme schopni ur¢it’ spravne hlavne dlhsie
OREF, no prekvapujuco najvacsim problémom sa stal jav, kedy skuto¢né ORF nekon¢il na prvom stop
kodéne, k comu doslo v 268 pripadoch. ZvySok neidentifikovanych ramcov malo vel'mi nizke skore
a len v jednom pripade sa stalo, ze kratSie ORF malo o nieco lepsie ohodnotenie nez dlhsie skutocné.

Aby sme eliminovali moznost’ uprednostiiovania kratSich ORF pred dlhsimi, skusili sme cel-
kové ohodnotenie ramcov nahradit’ priemernym skoére na kodon, ¢o ale neprinieslo Ziadne zlepSenie,
prave naopak.

! MARTINEK, T., Rozpoznavani genii. Bioinformatika. FIT VUT v Brng (slidy). Dostupné z WWW:
< https://www.fit.vutbr.cz/study/courses/BIF/private/presentations/rozpoznavani_genu/rozpoznavani_genu.pdf>
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4.2.4 Terminacia transkripcie, detekcia terminatorov

Dostavame sa k poslednej Casti predikcie génov, detekcie terminatorov. Terminator je signal
ukoncujuci transkripciu uvolnenim vézby medzi RNA a DNA. Hlavnym problémom detekcie tychto
signalov je fakt, ze jeden druh terminatorov, rho-zavislé terminatori, si zavislé len na rho-faktore
a nemaju ziadnu Specificka Struktiru a teda ich nie sme schopny z retazca DNA vycitat'. Takze ndm
zostavaju rho-nezavislé terminatori, ktoré sa vyznacuju palindromatickou Struktirou nasledovanou
retazcom bohatym na tymin.

Predstava detekcie terminatorov je nasledovnd: po urceni spravneho ORF budeme hladat’
sekvenciu bohatti na tymin a ked’ ju najdeme, tak sa pozrieme na oblast’ pred fiou a vyhl'adame v nej
palindromatické Struktary. V detekcii terminatorov budeme pokracovat’ iba do urcitej vzdialenosti od
posledného stop kodonu, a ak terminator nendjdeme tak povazujeme ukoncenie transkripciou sposo-
bené rho-zavislym terminatorom, o tom ale az v d’alSej kapitole.

Palindrom je retazec, ktorého obsah zostava rovnaky, ¢i ho ¢itame spredu alebo odzadu, ¢o
modzeme zapisat’ ako:

p=w.w alebop =w.c.w’ (4.1)
kde w je retazec, C je symbolom, pismenom abecedy, a w” je W zapisané v opaénom smere, teda od-
zadu. V nasom pripade budeme w’ uvazovat’ nie len ako reverzné w, ale ako reverzné a komplemen-
tarne w. Taktiez ¢ nebude len jednym symbolom ale viacerymi, ked’Ze tu budeme ocakavat’ hlavicku
slu¢ky palindromatickej $truktury terminatora. Dalej budeme podéitat’ aj s tym, Ze v oboch retazcoch
W aj w’ sa v nasom pripade mozu objavit mensie chyby, napriklad znak navyse. ZrozumitelI'nejsie to
asi vidno na obrazku niz$ie, kde je vyobrazena podoba terminatora.
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Obrazok 4.11 Termindtor?, palindromatickd Struktira pripominajiica slucku, nasledovand uracilmi, v DNA tyminmi.

Na tieto ucely nam poslizi algoritmus opisany v [8], respektive je jednoduchsia upravena po-
doba. Spominany algoritmus patri medzi algoritmy dynamického programovania, a je postaveny na
vytvoreni distanénej matice | x 1, kde | je dizka skamaného retazca. Algoritmus bude najlepsie de-
monstrovat’ na priklade. Urobime tak na ret'azci TATATACTA, kde ocakavame nalez palindromatickej
struktary dizky 4 nukleotidov na kazdej strane (strany s vzajomne komplementarne) s jednou chy-
bou.

2 Zdroj: MARTINEK, T., Rozpoznavani genil. Bioinformatika. FIT VUT v Brné (slidy). Dostupné z WWW:
< https://www.fit.vutbr.cz/study/courses/BIF/private/presentations/rozpoznavani_genu/rozpoznavani_genu.pdf>
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Pri inicializacii matice, ozna¢me ju M, vyplnime strednu a hned’ po nej nasledujticu diagonalu
nulami, tak ako to je zobrazené v tabulke niZSie, a vSetky ostatné bunky naplnime -1, ako doposial
nedopog¢itanou hodnotou.

T A T A T A C T A
A 0 1]1-1}-1}-1|-1|-1]-1]-1
T 0 0 1111 -1)-1]-1
A X 0 0 171 )-1)-1}|-1)-1
T X X 0 0 1)1 -1 -1 -1
A X X X 0 0 101 -1 -1
T X X X X 0 0 1] -1 -1
G X X X X X 0 0 -1 -1
A X X X X X X 0 0 -1
T X X X X X X X 0 0

TabulPka 4.5 Inicializdcia distancnej matice, vodorovne pévodny retazec, zvislo k nemu komplementdrny. S hodnotami pod
diagondlou sa nebude dalej pocitat, preto su nahradené x.
Obsah matice M nad dvoma hlavnymi, nulami vyplnenymi, diagonalami vyplnime postupne
po diagonalach na zaklade rovnice:
Mi_;+1
Mi,j =min Mi,j—l +1 (42)
Mi—l,j—l + (Wi == W,j ?70: 1)
kde w; je i-ty symbol retazca W a wj je j-ty symbol retazca w’, ktory je reverzny a komplementarny
k povodnému retazcu w.

> o H > > >

X| X| X| X| X| X|o|o|H
X| X| X| X| X|o|o| o >
X| X| X| X| ol ol o] d
X| X| X| ol ol of »|o| >
X| X| ol o|o| | ol H
X| ol o|o| | ool >
OOl | R FO
o|lr| ol Rk N kN H
Ol k| ROl RN D>

T X X X X X X X 0 0

Tabul’ka 4.6 Matica po aplikovani vySSie uvedenych pravidiel, zelenou farbou je vyznaceny ndjdeny priblizny palindrom
dizky 4 a s jednou chybou.

V takto zhotovenej matici jednotlivé bunky obsahuju minimalnu chybu po optimalnej ceste
od hlavnej diagonaly, teda pocet chyb mozného palindromu. Dizky pribliznych palindrémov sa rov-
naju dizkam postupnosti rovnakych ¢&isiel na severovychodne orientovanych diagonalach. V tomto
pripade je to palindrom dizky 4 na kaZdej strane s jednou chybou.

Takto principidlne funguje aj navrhnuta detekcia palindromatickych Struktar, kde vSak berie-
me do uvahy, ze palindromaticka Struktira ma byt nasledovana sekvenciou tyminov, a tak hl'adané
palindromy, respektive postupnosti, musia zaginat’ v poslednom nanajvys predposlednom stipci nasej
matice. Taktiez je toto vyhl'adavanie obmedzené maximalnou respektive minimalnou chybou a po-
sledné pravidlo, ktoré musi palindromatické $truktura spiitat’ je uréita minimalna dizka. Casové zlozi-
tost’ zakladného algoritmu je v najhorSom a na realnych datach vel'mi nepravdepodobnom pripade
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O(n®), v praxi konéi beh ovela rychlejsie, a ked’ navyse pridame spomenuté pravidla, tak takejto zlo-
zitosti uréite nedosiahneme, ked’ze po palindromoch patrame iba v urcitej ¢asti matice.

Vhodnu konfiguraciu elementov ako minimélna dizka, maximéalna a minimalna chyba hla-
dame, podobne ako tomu bolo pri prométoroch, 100 nukleotidov za transkripénymi jednotkami. Jed-
notlivymi parametrami nemdzeme len tak vol'ne hybat’, aby sme zachovali schopnost’ zachytit’ Speci-
fika rho-nezavislych terminatorov. Preto napriklad minimalna dizka jednej strany palindromu nesmie
klesntit' pod 7 nukleotidov a minimalna chyba zasa pod 2 nukleotidy, aby v strede vznikala nejaka
slucka. Najlepsie z testovania vysli konfiguracie so spomenutymi minimami a maximalnou chybou 8,
respektive 10, ¢o je v8ak uz trochu dost. V prvom pripade sme za 694 transkripénymi jednotkami
nasli terminator, v tom druhom pripade dokonca za 774. Neda mi vSak nepodotknut’, ze kvoli takymto
,lepsim* vysledkom, sme museli zjemnit' podmienku, za akych bola sekvencia oznacena za bohata na
tymin (krok, ktory predchadza detekcii palindromatickych Strukttr), a sice z povodnych 6 z 8 nukleo-
tidov na 4 z 8. Je to isty kompromis, ku ktorému sme dospeli opierajic sa o doterajSie poznatky a
informacie z [9], kde dospeli k zaveru, ze na tymin bohata sekvencia nie je smerodajnou pri detekcii
terminatorov. Pre porovnanie, pri povodnej podmienke 6 z 8 sme zaregistrovali iba 338 terminatorov
za transkripénymi jednotkami.

4.3 Zlucenie

Ako nahle sme sfunk¢nili jednotlivé Casti prediktora, prichadza ¢as na ich zlucenie. Tento
proces bol tiez iterativny, no v tomto pripade obmedzime vyklad uz len na zaverecné rieSenie. Vy-
sledny kompletny koneény automat pozostava dovedna z piatich stavov: detekcia GACA boxu, Pri-
bnowovho boxu, zaciatku, konca translacie a konca transkripcie.
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Obrazok 4.12 Schéma navrhnutého konecného automatu.
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Pociatoénym stavom je detekcia GACA boxu, kedy skenujeme sekvenciu hladajic useky
S ohodnotenim prekracujicim spodnu hranicu pre tento signal. Nalez kazdého takéhoto miesta je za-
Znamenany. V pripade, Ze sa posuvné okienko, ktorym vstupnu sekvenciu analyzujeme, nachddza vo
vzdialenosti od nejakého zaznamenaného GACA boxu, kde by sa mohol nachadzat’ Pribnowov box,
prechadzame do zodpovedajiceho stavu. Pri detekcii Pribnowovho boxu zaroven detekujeme aj d’al-
Sie pripadné GACA boxy, takZe je posuvné okienko analyzované dvakrat. Pozicie kompletnych pro-
motorov su taktiez ukladané a kym sa posuvné okienko nachddza vo vhodnej vzdialenosti pre zacia-
tok translacie, teda 4 az 100 nukleotidov od konca niektorého z ulozenych prométorov, tak je okienko
analyzované i vo¢i Shine-Dalgarnovej sekvencii. V tychto stavoch ma posuvné okienko dizku 15
nukleotidov, prave kvoli moZnosti testovania vyskytu Shine-Dalgarna. Ak je tento signal detekovany,
tak sa dizka okienka zmensi na 3 nukleotidy a zagina hl'adanie spravneho ORF ramca.

Po identifikovani spravneho stop kodénu automat prechadza do stavu detekcie terminatorov.
Okrem hl'adania tychto ukoncovacich signalov prebieha opdt’ vyhl'adavanie Shine-Dalgarnovej sek-
vencie, ked’Ze sa moZeme nachadzat’ v operone. Prave kvoli operonom je pred prechodom do tohto
stavu okienko posunuté niekol’ko nukleotidov pred néjdeny stop kodon, aby sme mohli zachytit’ pri-
padné prekryvajuce sa gény, ktoré sa v operonoch mozu vyskytovat’ a S najvyssou frekvenciou zvyk-
nu zacinat’ prave jeden nukleotid pred stop kodénom, kedy stop kodon TGA sluzi z Casti zaroven ako
Start kodon nasledujuceho génu ako je to ukazané na obrazku niZsie. O tomto jave pojednava [10],
kde takéto prekryvanie nasli az v 16% po sebe nasledujucich génov v operénoch E. coli.

ATGA

TAATG

Obrazok 4.13 Dva najcastejsie pripady prekryvania génov v operénoch E. coli. V 16% k nasledujiici gén zacina jeden
nukleotid pred poslednym stop kodénom, teda vo vzdialenosti -4, v zhruba 10% pripadov zacina start kodon nasledujiiceho
génu na poslednom nukleotide stop kodonu toho predchaddzajiiceho, teda vo vzdialenosti -1.

V stave detekcie terminatorov zotrvava bud’ do identifikovania terminatoru alebo Start kodo-
nu nasledujuceho génu v pripadnom operone alebo do vzdialenosti 100 nukleotidov po poslednom
stop kodone. V takom pripade je skuto¢nost’, Ze ku génu nebol detekovany Ziaden terminator uloZzena
do zaznamu o géne, a automat pokracuje d’alej predikciou prométorov. Z behov programu na sekven-
cii DNA E. coli vyplyva, ze aj takto oznacené gény mozu byt predikciou skutoénych génov zo za-
znamov V databazach, ¢o sa da pripisat’ na vrub nedokonalostiam detekcie terminatorov, respektive
rho-zavislym terminatorom.

eschColi K12 refSeq b0001 range=chr:90-355 strand=+

CGTGAGTAAATTAAAATTTTATTGACTTAGGTCACTAAATACTTTAACCA | GACA box 1,81
ATATAGGCATAGCGCACAGACAGATAAAAATTACAGAGTACACAACATCC | Pribnow box 2,97
BFEAAACGCATTAGCACCACCATTACCACCACCATCACCATTACCACAGG | Shine-Dalgarno 0,17
TAACGGTGCGGGCIMBNCGCGTACAGGAAACACAGAAAAAA BT | ORF 189-255
GACAEEEEE r T T TT T TTTCGACCAAAGGTAACGAGGTAACAACCATG | Termindtor dizky 8
CGAGTGTTGAAGTTCG

Tabul’ka 4.7 Ukdzka spravne predikovaného génu, Sedou farbou su postupne vyznacené GACA box a Pribnow box vo
vzdialenosti 16 nukleotidov od seba, nasleduje Shine-Dalgarno signdl Zltej farby, zeleny Start kodén a ORF ukoncené fialo-
vo oznacenym stop kodonom TGA. Mézeme si vSimnut, zZe sa pred odhadnutym stop kodonom nachddza este jeden TAA,
ukondUjuci iny citaci ramec. Na Konci je cervenou vyznacena palindromaticka Struktira termindtora.
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Pri behu na realnych datach prehlada automat najskor + vlakno zadanej DNA a potom toto
vlakno otoci a vytvori vlakno k nemu komplementarne, ¢im dostdvame — vlakno, na ktorom hl'adanie
pokracuje.

Takto navrhnuty koneény automat sme otestovali na realnych datach, DNA retazci E. coli,
pouzijuc rozne kombinacie jednotlivych parametrov s cielom dosiahnut’ ¢o najlepsSich vysledkov,
teda Co najviac spravne predikovanych génov a zaroven ¢o najmenej nespravne predikovanych gé-
nov. Po dokonéeni predikcie su z vysledkov vystrihnuté vsetky gény kratSie 45 nukleotidom, ktoré
v pripade E. coli tvorili zhruba polovicu najdenych, ked’Ze najkrats$i zaznamenany gén v E. coli, ale
i vo vdc¢sine prokaryotov je dlhy prave danych 45 nukleotidov.

Najlepsie dosiahnuté vysledky pri predikcii génov v DNA E. coli

Doba behu na + vlakne: 152,05 s
Celkova doba behu: 282,12 s
Celkovy pocet predikovanych génov: 11817
Celkovy pocet génov v E. coli: 4294
Pocet spravne predikovanych génov: 1905
Pocet spravne predikovanych stop kodonov: 3133
Pocet spravne predikovanych start kodénov: 1974

Tabul’ka 4.8 Najlepsie dosiahnuté vysledky navrhnutou metédou predikcie génov na DNA E. coli.

Najlepsich vysledkov, opierajic sa o diel¢ie vysledky z predchadzajucich kapitol, sme do-
siahli pri spodnych hraniciach -0,9 pre GACA box a 2,0 pre Pribnow box. Povolena vzdialenost’ me-
dzi signalmi bola 16 az 18 nukleotidov. Za terminator boli povaZované palindromatické Struktary
s minimalnou diZkou jednej strany 7, minimalnou chybou 2 nukleotidy, maximalnou 8, nasledované
na tymin bohatou sekvenciou (4 z 8 nukleotidov okienka boli tyminy). Pred behom programu je moz-
né ju zmenit’ upravou hodnot v konfigura¢nom subore config.ini umiestnenom v rovnakom prie¢inku
ako spustaci skript. Pre porovnanie, program GeneMark.hmm-P zaloZzeny na Skrytych Markovov-
skych modeloch a vyvijany na Georgia Institute of Technology Vv E. coli spravne identifikoval 3151
génov a v 979 dalsich pripadoch spravne detekoval stop kodon, ale netrafil sa do Start kodonu.

Casovo najzlozitejsou ¢astou navrhnutého metddy je detekcia terminatorov, ktora by sa teo-
reticky mohla priblizit k O(n?), ¢o je viak prakticky nerealne, ako to bolo vysvetlené
v predchadzajucej kapitole, navySe automat travi minimum c¢asu v tomto stave. Asi najCastejsie sa
nachadza v stave detekcie ¢asti promotorov, kedy je kazdy nukleotid kontrolovany minimalne 6-krat
(dizka jednotlivych signdlov prométorov, ked’ze okienko mozeme posuvat’ len po jednom nukleotide)
a maximalne 24-krat v pripade, ze by bol kontrolovany pri kazdom posunuti okienka na vsetky tri
signaly, ktoré sa v tomto stave detekuju.

30



5 Zaver

Vysledkom prace je metodda predikcie prokaryotickych génov aplikovatel'na predovsetkym na
genom E. coli. Metdda je zalozena na kone¢nom automate a skimanu sekvenciu prechadza v jednom
behu. Z podstaty navrhu metody, ako konecného automatu vyplyvaji urcité nevyhody, ako napriklad
zavadzanie chyby do vysledkov pri nespravne identifikovanom géne, v ktorého kodujucej oblasti sa
moze nachadzat’ zadiatok skutocného génu, ktory je tymto padom preskoceny. Na druhej strane je
predikcia génov takymto sposobom pomerne rychla a nevyzaduje napriklad presnt identifikaciu ter-
minacnych signalov, ktoré v niektorych pripadoch vobec nie sme schopni detekovat'.

Co sa tyka budiiceho pokradovania prace, hlavnym cielom by malo byt predovietkym od-
Stranenie velkého poctu nespravne identifikovanych génov. Toho moézeme dosiahnut’ spresnenim
jednotlivych stavov navrhnutého kone¢ného automatu a jeho naslednou transformaciou napriklad na
Generalizovany Skryty Markovovsky model, o ktorom sice v praci nebola re¢, ale v kratkosti sa jedna
o roz§irenie Skrytych Markovovskych modelov, kedy kazdy stav emituje celu sekvenciu na rozdiel od
len jedného symbolu emitovaného Skrytymi Markovovskymi modelmi. Viac informdcii najdete na-
priklad v [11].

Spresnenie detekcie promdtorov by sa mozno dalo dosiahnut’ pouZzitim pozicne Specifickych
matic vysSieho radu, ale to len v pripade, keby existovala vyraznejsia spojitost’, vdzba, medzi nukleo-
tidmi jednotlivych signélov. Dal$ou zaujimavou moznostou je rozsirit’ detekciu prométorov o tzv. UP
element nachadzajtici sa pred GACA boxom od pozicie -59 po -38 (GACA box okupuje pozicie oko-
lo -35). Tento UP element je isek bohaty na tymin a adenin, s konven¢nou sekvenciou definovanou v
[12] ako 5 -nnAAA(A/T)(A/IT)T(A/IT)TTTTnnAAAANNN-3".

Iné a presnejsie rieSenie detekcie Shine-Dalgarnovej sekvencie pontika napriklad pouZitie ne-
uronovych sieti, ktoré najdeme v [13], kde sa podarilo dosiahnut’ az zhruba 95% tspesnosti pri 1,5%
falsepositive nalezov.

S navrhnutym rieSenim odhadu spravnych ORF som pomerne spokojny a dosiahnuta 90%
uspeSnost ma pravdu povediac prekvapila. ZlepSenie by mohlo priniest’ pripadné pouzitie troj-
periodickych Markovovskych retazcov, ktorymi sme schopni hodnotit’ rimce v $irSich stuvislostiach
(napriklad zavislosti medzi po sebe iducimi kodonmi).

Najvacsim tfiiom v oku zostava detekcia terminatorov, ktorej uspesnost’ sa pohybovala okolo
50%. Riesenim mdbze byt pouzitie pozicne Specifickej matice a Vynechanim na tymin bohatej sekven-
cie z rovnice, ako to najdeme v [9]. Problémom vSak aj nad’alej zostanu rho-zavislé terminatori, ktoré
by sa mozno dali odhadovat’ nejakou simulaciou rho-faktoru, to by ale vyzadovalo hlbsie poznatky
0 danej problematike.

Za hlavny prinos tejto prace by som oznacil predovsetkym zozbieranie poznatkov o prokaryo-
tickych génoch a analyzu jednotlivych Casti prokaryotickych génov spolu s prislusnymi skriptami,
ktoré najdete na prilozenom CD.
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Prilohy

Priloha 1: CD so zdrojovymi kodmi (priec¢inok /src/)a dokumentaciou (/doc/) aplikacie a vysledkami
testov (/stats/)
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