Univerzita Palackého v Olomouci
Prirodovédecka fakulta

Katedra geoinformatiky

CASOPROSTOROVE PREDIKCNI MODELOVANI
PANDEMIE COVID-19 UZITIM UMELE
NEURONOVE SITE

Bakalafska prace

Martin KUKRAL

Vedouci prace Mgr. Karel MACKU, Ph.D.

Olomouc 2023

Geoinformatika a kartografie



ANOTACE

Tématem bakalaiské prace je problematika tvorby umeélé neuronové sité pro potfeby
casoprostorového predikéniho modelovani pandemie COVID-19 v administrativnich
jednotkach Ceské republiky. K tomu jsou pouzita volné dostupna epidemiologicka data
sekvenéni povahy, jeZ jsou za GiCelem usnadnéni uceni sité nejprve analyzovana vybranymi
statistickymi metodami a transformovana do vhodné podoby pfed vstupem do modelu.
Sama tvorba konkrétni architektury umélé neuronové sité€ plnici stanovené cile je
rozebrana z teoretického i praktického hlediska. Zavérecnym krokem je vicefazova validace
pfesnosti predikci i samotného nejlepSiho dosazeného modelu zvolenymi metodami uzitim
stanovenych kritérii a vizualizaci.

Vysledkem je kromé rozboru dané problematiky finalni model, stejné jako nastroj
vytvofeny autorem prace v programovacim jazyce Python, ktery je pouzit k realizaci celého
vySe nastinéného procesu. Prace by méla reprezentovat jednu z moznych cest
Casoprostorového predikéniho modelovani epidemiologickych dat, pfipadné by mohla také
slouzit jako inspirace pro tvorbu podobnych umeélych neuronovych siti pro potieby
predikce sekvencnich dat i v jinych tematickych oblastech.
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ANNOTATION

This bachelor thesis deals with the design of an artificial neural network for the needs of
spatiotemporal predictive modelling of the COVID-19 pandemic in the administrative units
of the Czech Republic. For this purpose, freely available epidemiological data of sequential
nature are used, which are first analysed using selected statistical methods and
transformed into a suitable form before entering the model in order to facilitate learning of
the network. The actual design of a specific artificial neural network architecture fulfilling
the stated objectives is discussed from both theoretical and practical perspectives. The
final phase is the multi-stage validation of the accuracy of the predictions and of the best
achieved model itself, attained by the chosen methods using selected criteria and
visualizations.

The results are, in addition to the analysis of the issue, the final model, as well as
the tool created by the author of the thesis in the Python programming language, which
was used to implement the entire process outlined above. The work should represent one
of the possible ways of spatiotemporal predictive modelling of epidemiological data, while
it could also serve as an inspiration for the creation of similar artificial neural networks for
the needs of sequential data prediction in other subject areas.
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UVOD

O tvorbu predikénich modelti, jimiz je mozné informovanéji pfedvidat vyvoj n€jaké veli¢iny,
je velky zajem v mnoha rtznych oblastech, pficemz konkrétné v epidemiologii patfi do
popredi zajmu jak samotnych epidemiologli, tak poskytovatelt zdravotni péce (Tabataba et
al., 2017). Jednu z moznych cest k jejich tvorbé predstavuji metody strojového uceni,

konkrétné umeélé neuronové sité, které se v poslednich letech dostavaji do poptedi
svétového vyzkumu.

Motivaci je snaha otestovat vyuzitelnost téchto modernich technologii pro potfeby
predikovani ¢asoprostorovych epidemiologickych dat, konkrétné na pfripadu pandemie
COVID-19 na uzemi CR (Ceské republiky). Vysledny model sestaveny timto zptisobem by
meél byt teoreticky schopen poskytovat velmi presné predikce, z c¢ehoz by mohly potencialné
tézit relevantni ceské zdravotnické, vyzkumné a administrativni instituce.

Prace v mnohém koncepéné navazuje na jiz realizovany svétovy vyzkum (viz
podkapitola 2.1), nicméné v konkrétnich aspektech je vysledkem autorova samostatného
vyzkumu a snahy navrhnout vhodné reSeni.
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1 CILE PRACE

Cilem bakalarské prace je sestavit predikéni model zaloZzeny na umeélé neuronové siti pro
potfeby casoprostorového predikéniho modelovani, konkrétné pro vybrané epidemiologické
téma vybranych charakteristik pandemie COVID-19 v administrativnich jednotkach CR.

Nejprve budou vhodné vybrana volné dostupna data, ktera budou mit dostatecné
detailni prostorovy aspekt. Data budou nejprve pfed vstupem do umélé neuronové sité
analyzovana a pfedzpracovana statistickymi metodami s cilem pochopit jejich vlastnosti
k vytvoreni robustnéjsiho modelu a usnadnéni procesu uceni sité. Nad takto pfipravenymi
daty bude posléze sestaven co nejpfesnéjSi model uzitim vybranych relevantnich
teoretickych metod umélych neuronovych siti tak, aby byla mozna nasledna pfima validace
vysledk1 i modelu samotného.

Prace by méla reprezentovat jednu z moznych cest ¢asoprostorového predikéniho
modelovani epidemiologickych dat, pfipadné by mohla také slouzit jako inspirace pro
tvorbu podobnych umélych neuronovych siti pro potfeby predikce sekvencénich dat
i v jinych tematickych oblastech.
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2 SOUCASNY STAV RESENE PROBLEMATIKY

Spolu s dostupnosti rozsahlych datovych sad, hardwarovych vypocetnich prostfedku,
softwarovych nastroji a s rozvojem relevantni teorie zaziva oblast strojového uceni
(anglicky machine learning, dale ML) prudky rozvoj, v dusledku ¢ehoz jsou kazdorocné
vyvijeny nové modelové architektury a pristupy (Steinbach et al., 2022). To se prirozené
tyka také problematiky tvorby predikénich modelt, v niz nejen umélé neuronové sité
(anglicky artificial neural network, dale ANN) prokazaly svou vyuzitelnost v fadé odbornych
soutézi a predstavuji vyznamna zlepSeni oproti tradi¢nim metodam, pfedevSim s ohledem
na schopnost modelovat miru nejistoty (Bojer, 2022). Epidemiologie jakoZto 1ékafsky obor
veskrze orientovany na datovou analyzu Cerpa z téchto novych poznatkll pfi sestavovani
predikénich algoritmt pro Sifeni nemoci a modelovani tcinnosti 1écby, diky ¢emuz je
pokrok v oblasti ML vniman jako produktivni Usili s potencidlem na zlepSeni zdravi
populace (Wiemken a Kelly, 2020).

2.1 Pristupy k predikovani COVID-19

Za historicky nejstarsi a nejjednodussi metodu matematického modelovani infekénich
nemoci mohou byt povazovany tzv. kompartmentové modely, z nichZz nejznaméjsi SIR
(Susceptible, Infectious, Recovered) a jeho derivaty jsou pouzivany epidemiology dodnes,
jelikoz poskytuji hodnotny prvotni vhled do chovani nemoci (Rodrigues, 2016). U¢innost
tohoto pfistupu nicméné byva castym cilem riznych testovani a srovnavani s modernéjSimi
metodami, pfiCemz napiiklad Moein et al. (2021) ve své kazuistice zaujimaji vi¢i SIR
modeltim spiSe kriticky postoj. Zaroven také existuji snahy rozsirit dobfe interpretovatelné
SIR modely o nové poznatky z oblasti datového modelovani, napfiklad Vega et al. (2022)
popisuji hybridni model uZzZivajici stochasticky ML algoritmus pro aproximaci zmén
parametria SIR modelu v ¢ase. Za zminku stoji, Zze rizné modifikované SIR modely tvofi
jadro metodiky MZCR (Ministerstvo zdravotnictvi CR) pro predikce vyvoje pandemie
COVID-19 na uzemi CR (viz podkapitola 2.2).

Vyuziti nachazeji také obecné pouzivané tfidy linearnich autoregresnich modelta
¢asovych fad znamé z matematické statistiky, jmenovité predevsim ARIMA (Autoregressive
Integrated Moving Average) nebo SARIMA (Seasonal ARIMA), je-li zahrnuta informace
o sezénnim prubéhu dat. Kupfikladu Sahai et al. (2020) a Tan et al. (2022) vyuzivaji téchto
metod k predikovani trendu epidemiologickych charakteristik COVID-19 vybranych stat
s relativné vysokou mirou pfesnosti, z ¢ehoz plyne potencial pro jejich vyuzitelnost
relevantnimi statnimi a zdravotnimi institucemi. Pfestoze ML metody jako ANN dosahuji
lepsi presnosti v predikcich nez modely ARIMA, pfinasi s sebou tyto modely vyrazné nizsi
celkovou komplexitu pfi tvorbé, vypocetni naroc¢nost a také opada potreba jemného ladéni
architektury a hyperparametri ANN, coz z nich déla technologii vhodnou pro jednodussi
problémy (Zhou et al., 2020). Srovnani ARIMA a ANN v ramci predikénich modela pro
COVID-19 poskytuji naptiklad Rguibi et al. (2022), ktefi dosahuji pouzitelnych vysledkt
obéma metodami, nicméné ANN se prokazaly jako pfesnéj$i. Nelinearni odraz principt
ARIMA modelt ¢isté v ramci ANN lze nalézt u tzv. nonlinear autoregressive neural networks,
pomoci nichz Saliaj a Nissi (2022) dosahly vyznamné vySSi presnosti predikci nové
nakazenych oproti linearnim modeltim, jako byla mimo jiné pravé ARIMA.

Sama o sobé velmi Siroka oblast ML algoritmt nabizi k feSeni problematiky COVID-
19 Siroké mnozstvi pristupu, jako jsou napf. support vector machines, random forests, k-
nearest neighbours, gradient boosting a samoziejmé cela podmnozina ANN se svymi
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(Recurrent Neural Network), CNN (Convolutional Neural Network) a jejich dal$i derivaty
(Kamalov et al., 2022).

Prestoze CNN dosahly své popularity pfedevSim v oblasti pocitacového vidéni
a zpracovani obrazu, je mozné jimi v dtisledku shodné pocitacové reprezentace jakozto poli
zpracovavat také casové fady (Wibawa et al., 2022). Tento pfistup tspésSné aplikovali
napiiklad Mohimont et al. (2021) a jejich vysledky byly nasledné integrovany do metodiky
predikovani COVID-19 ve francouzském regionu Grand-Est. Pokrok byl zaznamenan také
ve tvoreni hybridnich CNN-RNN predikénich modeld, pficemz kupfikladu Zain a Alturki
(2021) efektivné vyuzili vystupy konvoluénich vrstev jako vstupy do rekurentni vrstvy,
ktera z nich nasledné extrahovala sekvencéni informace. DalSi velmi zajimavou praci
vyuzivajici hybridni CNN-RNN model pfedstavili Mufioz-Organero a Queipo-Alvarez (2022)
pro reprezentaci hodnot incidence uvnitf spadovych oblasti zdravotnickych zafizeni
madridského regionu jako spojity povrch ve formé 2D matic (resp. rastrt), s nimiz nasledné
pracovali podobné jako se snimky.

V ramci samotnych RNN byva velmi ¢asto uzivana varianta LSTM (Long-Short Term
Memory), jelikoz feSi znacéné mnozstvi kliCovych problémti zakladni, tzv. vanilla RNN
architektury, diky ¢emuz jsou povazovany za jednu z nejvhodnéjSich moznosti pro tvorbu
predikci (Arora et al., 2020). Pfimé srovnani téchto dvou architektur poskytuji Alassafi et
al. (2022) a konstatuji, ze uziti LSTM vedlo ke zvySeni pfesnosti predikci pfipada COVID-
19 0 5,13 %. Dale jsou provadéna komparativni testovani razné modifikovanych LSTM,
pficemz napiiklad Verma et al. (2022) dosahli nejveétSi prfesnosti predikci uzitim sité
s nékolika vzajemné napojenymi, tzv. stacked LSTM vrstvami a vySe zminénym hybridnim
CNN-RNN, resp. CNN-LSTM modelem. Presnych predikci s vysokym prostorovym detailem
dosahli také Lucas et al. (2022) uzitim stacked LSTM sité, do niz vstupovaly jak vybrané
epidemiologické charakteristiky, tak informace o pohybu a chovani obyvatel ziskané z dat
ze socialni sité Facebook. Dale Fritz et al. (2022) zvolili ve své koncepéné podobné praci
cestu modelovat data o mobilité obyvatel jakozto grafovou strukturu, nad niz byl nasledné
sestaven hybridni model, v némz tzv. graph neural network cast fesila prostorovou slozku
pfesunu obyvatel a RNN c¢ast ¢asovou. Hodnotné srovnani mezi LSTM a GRU (Gated
Recurrent Unit), vyvojové mlads§i alternativou pro LSTM, v kontextu COVID-19 poskytuji
ArunKumar et al. (2021) a konstatuji krat§i dobu uceni a nizsi vypocetni naroénost GRU
vrstev, nicméné oba pfistupy dosahly velmi podobné miry uspéchu napti¢c nékolika
stanovenymi Ukoly. Specifické vyuziti GRU vrstev zvolili Bi et al. (2022) pfi tvorbé
predikéniho modelu, jehoz vysledky byly nasledné zpracovany multipopulaénim evolué¢nim
algoritmem pro nalezeni optimalniho anticovidového epidemiologického opatfeni za
predpokladu maximalizace ui¢innosti a minimalizace nakladu.

S ohledem na komplexni ¢asoprostorové dynamiky §ifeni nemoci COVID-19 neni ani
kvuli pritomnosti nahodného Sumu v datech mozné vytvaret perfektni modely, a proto je
vhodné pii jejich tvorbé uréit korespondujici miry nejistoty k predikcim (Cabras, 2021).
Ackoliv existuje mnoho studii zaméfenych na predikovani COVID-19 uzitim ML metod,
vyuziti BNN (Bayesian Neural Network) je velmi omezené, prestoze poskytuji robustni
metodologii pro kvantifikaci nejistoty pfi urCovani parametrii sité, a tedy i predikci
(Chandra a He, 2021). Niraula et al. (2022) poskytuji specificky hybridni model, v némz
vystup LSTM vstupuje jako jedna slozka do bayesovského ¢asoprostorového regresniho
modelu pro predikovani novych pfipadti COVID-19, pfiCemz na vstupu byla pouzita
epidemiologicka, dopravni a demograficka data. Dale Silk et al. (2022) vyuzivaji jednu
z alternativ pro urcovani nejistoty predikci, tzv. ensemble pfistup, pfi némz jsou
sofistikovanymi metodami kombinovany vystupy z nékolika odliSnych epidemiologickych
modelti.
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Vhled do zajimavé problematiky automatizovaného ML v kontextu COVID-19
poskytuji Abbasimehr a Paki (2020) vyuzitim bayesovské optimalizace k nalezeni
optimalnich hyperparametri modelu.

Prehled naroénych problémt béhem modelovani pandemie COVID-19 shrnuji Khan
et al. (2022), z nichZz za zminku stoji napf. nedostupnost dostatecného mnozstvi
trénovacich dat, riziko ndhodného Sumu v datech, jejich mnohdy nestrukturovana nebo
zcela chybna evidence ¢i vliv vladnich opatfeni na Sifeni nemoci. Dal§i komplikace pfi
predikovani lze ocekavat v diisledku obtiZznosti modelovani rtiznych variant COVID-19,
hustoty zalidnéni, logistiky a socialnich aspektti, jako je kultura a zivotni styl (Chandra et
al., 2022). Stézejni zalezitosti je komunikovani rozsahu moznych hodnot v predikcich,
pfiCemz wuzité statistické koncepty a sama mira nejistoty by mély byt snadno
interpretovatelné zainteresovanymi institucemi a vefejnosti (Nixon et al., 2022).

2.2 Metodika Ministerstva zdravotnictvi Ceské republiky

Prvni predikéni model od UZIS (Ustav zdravotnickych informaci a statistiky) v ramci
metodické dokumentace MZCR popisuji Majek et al. (2021a) za ucelem kratkodobé
simulace poc¢tu novych pfipada COVID-19. Toho je nasledné vyuzito k hodnoceni
dynamiky epidemie, pro stanoveni reprodukéniho ¢isla, uréovani souvislosti se zavedenymi
opatfenimi a jako podkladu pro predikce dalSich klicovych charakteristik (Majek et al.,
2021a). Jedna se o zjednoduSenou aplikaci kompartmentového SIR modelu, v némz jsou
v8ichni jedinci v populaci v kazdém okamziku zafazeni do urcité stavové skupiny, a jehoz
parametry byly zvoleny metodou nahodného prohledavani prostoru v pfipustném rozsahu
hodnot (Majek et al., 2021a).

Koncepéné pfibuzny predikéni model také od UZIS predstavuji Majek et al. (2021b),
jehoz hlavnim ucelem je provadét dlouhodobé simulace pro odhad dynamiky epidemie,
dopad zavedenych opatfeni, novych variant viru, a také dlouhodobé planovani kapacit
zdravotnického systému. Pro implementaci byl adaptovan kompartmentovy vékové
strukturovany SEIR (SIR + Exposed) model, ktery predstavili Prem et al. (2020) s vefejné
dostupnym kédem (URL1) umoznujici brat v potaz specificitu prostfedi (napf. Skoly, prace,
vefejné prostory) spolu s mirou ockovanych jedinci a novymi mutacemi viru COVID-19
(Majek et al., 2021b). Vstupem jsou charakteristiky ptivodni studie od Prem et al. (2020),
charakteristiky kratkodobého modelu od Majek et al. (2021a), matice kontaktt
z mezinarodni, na CR extrapolované studie od Prem et al. (2017), a vybrané
epidemiologické charakteristiky pro CR (Majek et al., 2021b).

Dalsi uvedeny predikéni model od UZIS popisuji Jarkovsky et al. (2021), ktery
nachazi vyuziti u kratkodobych predpovédi poctu nové a aktualné hospitalizovanych
pacientt, je schopen odlisit hospitalizace obecné od hospitalizaci vyzadujici intenzivni péci
a pohybuje se na urovni celé CR a krajii. Za timto tiéelem v sobé model kombinuje ctyfi
samostatné modely: model, ktery popsali Majek et al. (2021b), klinicky model feSici
pravdépodobnost hospitalizace od zjiSténi pozitivity, kompartmentovy model feSici
pravdépodobnost Gimrti a propusténi od doby zahajeni hospitalizace a model distribuce
hospitalizacni péce, v némz je na zakladé dosavadni struktury pacientd odhadnuta
oCekavana zatéz jednotlivych nemocnic (Jarkovsky et al., 2021).

Posledni uvedeny model popisuji Pfibylova a Hajnova (2021) z Ustavu matematiky
a statistiky Prirodovédecké fakulty Masarykovy univerzity v Brné. Predstaveny model
ZSEIAR (SEIR + iZolovani/Zdravi + Absent) rozSifuje puvodni SEIR model z hlediska
mnozstvi dostupnych skupin k rozdéleni populace o kompartment asymptomatickych
pozitivnich a o skupinu priibézné navysSujici velikost nachylné populace (Pfibylova
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a Hajnova, 2021). Model ma diky svému principu limitovanou schopnost dlouhodobé
predikce, ale velmi dobrou schopnost monitoringu epidemiologické situace i moznost
castecné sledovat rozdily v jednotlivych krajich, pficemz diky provedené optimalizaci na
viru exponované jedince je kratkodoba predikce hospitalizaci a smrti velice dobra za
pfedpokladu stabilni virulence (Pfibylova a Hajnova, 2021).

2.3 Akademické prace v Ceské republice

Prestoze problematice COVID-19 bylo na ¢eskych univerzitach vénovano znac¢né vyzkumné
usili v oblasti metod diagnostiky onemocnéni a psychosocialnich dopadd na spolecnost
a jedince, nepatfi metody predikéniho modelovani k frekventovanym témattm.

Ve své diplomové praci hodnoti Salena (2021) uzitim SIR modelu vybrana opatfeni
proti §ifeni COVID-19 s ohledem na jejich maximalni potencial pro ochranu obyvatel CR,
pricemz i¢innost téchto opatfeni posuzovala na zakladé historickych dat z vybranych drive
zasazenych zemi. Pfibuznou praci poskytuje Matoska (2022), jehoz tématem v bakalarské
praci byla podrobna analyza nékterého z dostupnych matematickych modeli pro
predikovani vyvoje epidemie onemocnéni COVID-19 v rtiznych zemich svéta. Nebyla
nalezena zadna kvalifikaéni prace aplikujici technologie ANN pro potfeby ¢asoprostorového
predikéniho modelovani §iteni COVID-19 na tizemi CR.

V ramci praci Katedry geoinformatiky Pfirodovédecké fakulty Univerzity Palackého
v Olomouci lze jistou miru pfibuznosti nalézt u ostatnich praci s tematikou COVID-19,
z nichz Kacirkova (2022) a Vitkova (2022) fe§i prostorové analyzy vybranych jevia, Luz
(2021) se zabyva designem atlasu s tematikou dopadu pandemie a Porti Suarez (2022)
analyzuje uzivatelsky aspekt ¢teni datovych vizualizaci. Metod ML vyuzila Nevtipilova
(2013) k testovani kvality prostorovych interpolaci uzitim modulu pro ANN v softwaru
GRASS GIS. Dale Tyl (2013) vyuzil architekturu ANN pro shlukovani, tzv. self-organizing
map, pomoci nastroje vytvoreného na Vysoké Skole Banské v Ostravé k analyze vysledkt
voleb do zastupitelskych organt a samosprav obci. Sadilek (2021) nejnovéji vyuzil ML
metod k identifikaci vytvarného stylu nékolika sad tematickych map pomoci programu
Orange.
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3 METODY A POSTUP ZPRACOVANIi

V navaznosti na Siroky (2011) lze vyzkumny cil prace povazovat za kombinovany, pficemz
funkeéni slozku predstavuje rozbor vybranych témat tvorby ANN v kontextu predikovani,
objektovou slozku pfedstavuje finalni vystupni model pro pocet aktualné nakazenych
COVID-19. Za timto tcelem jsou z obecného hlediska pouzity specifické védecké metody
matematické, statistické a modelovaci.

3.1 Pouzité metody

Prvni fazi bylo studium relevantnich matematickych principti a osvojeni si praktickych
programatorskych dovednosti potfebnych pro implementaci vysledného modelu. Obé
slozky byly rozsifovany i b€hem samotné realizace prace.

Vstupu dat do ANN predchazi jejich analyza metodami teorie casovych fad
a statistického testovani s naslednou transformaci do 1épe modelovatelné podoby. ZjiSténé
vlastnosti umoznuji optimalnéji inicializovat predikéni model a usnadnuji proces uceni
sité. Jmenovité jde o testovani stacionarity, analyzu miry autokorelace a metody datové
transformace. Vybranymi metodami se zabyva 4. kapitola.

Hlavni téma a jadro prace je vztazeno k velmi Sirokému a dynamickému oboru umeélé
inteligence (anglicky artificial intelligence, dale Al), jehoz zajmem je v dneSni dobé predevsSim
tvorba systému simulujicich lidskou inteligenci a intuici u formalné obtizné popsatelnych
problémt (Goodfellow et al., 2016). ML je jednou z podoblasti Al tvofici metody, které
umoznuji pocitacovym systémum udit se z jiz existujicich zkuS§enosti (tj. dat) za tcelem
optimalizace jejich chovani pro danou tlohu (Nguyen et al., 2019), pfi¢emz je mozné nalézt
plvodné zcela neznama feSeni (Joshi, 2023). ANN predstavuji podmnozinu ML metod
inspirovanou biologickymi neuronovymi sitémi zivych organismt (Nguyen et al., 2019).
Vztah mezi AI, ML a ANN je schematizovan na Obr. 1. Vybranymi metodami ML a ANN se
zabyva podkapitola 5.1 obsahujici rozbor relevantni teorie pro vyslednou praktickou
implementaci. Zptisob této implementace uzitim autorem prace sestavenym nastrojem je
pfedstaven v podkapitole 5.2.

Obr. 1 Vztah mezi AI, ML a ANN.

Z povahy procesu tvorby ANN plynula potieba dlouhodobého testovani rtazné
strukturovanych modelll ve snaze komparativni metodou nalézt co nejoptimalnéjsi feSeni,
které je pfedstaveno v 6. kapitole. Jeji soucasti je také samotny postup evaluace modelu
a finalni vizualizace vysledkt kartografickymi metodami v souladu s Vozenilek et al. (2011).
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3.2 Pouzity software a hardware

K realizaci védeckych metod prace je pouzit svobodny a otevieny software, coz déla cely
proces dale snadnéji replikovatelny a modifikovatelny pro dalsi podobné tlohy. Diky tomu
roste potencial pro navazujici vyzkum a vyuzitelnost pfedstavenych postupu.

Prehled uzitych softwarovych nastroju poskytuje Tabulka 1.

Tabulka 1 Piehled uzitych softwarovych prostfedkt a jejich rozsireni.

Verze Uéel v praci
Python 3.7.9 programovaci jazyk
BLiTZ 0.2.8 bayesovské vrstvy pro PyTorch
Matplotlib 3.5.3 datové vizualizace
NumPy 1.19.1 efektivni prace s vicerozmérnymi poli
Optuna 2.10.0 automaticka optimalizace hyperparametrii
Pandas 1.1.1 import a restrukturalizace vstupnich dat, export
PyTorch 1.10.2+cul02 | tvorba ANN a prace s tenzory
Statsmodels | 0.13.2 statistické testovani a analyza dat
Sklearn 0.23.2 transformace vstupnich dat
tqdm 4.64.0 ukazatel iteracnich procest
QGIS 3.16.3 tvorba map, finalni vypocty a analyza
Visualist 0.6 analyza prostorového shlukovani
CUDA 12.0 zrychleni procesu uceni ANN

Knihovna PyTorch umoznuje snadnou interoperabilitu s technologii CUDA (Compute
Unified Device Architecture), jejimz uzitim je mozné zrychlit vypocetné narocné operace pii
uceni ANN pfesunem na GPU (Graphics Processing Unit) (Nguyen et al., 2019). K tomuto
Ucelu je pouzito GPU Nvidia GeForce GTX 1070 Ti.

3.3 Pouzita data

Epidemiologicka data pochazi z otevienych datovych sad Prehled epidemiologické situace
dle hldaseni krajskych hygienickych stanic podle ORP (obec s rozS§ifenou puisobnosti)
a Epidemiologickd charakteristika méstskych éasti hlavniho mésta Prahy od UZIS z COVID-
19 portalu MZCR (URL2). Epidemiologickymi charakteristikami je tak pokryto vSech 205
ORP a Praha, tedy celé izemi CR.

Za modelovany jev byl zvolen aktualni pocet nakazenych s denni frekvenci, ktery lze
nasledné pfepocitat na prevalenci, tj. proporce osob majici dany klinicky stav v urc¢itém
Case, s vyznamem pro planovani a hodnoceni potfeby zdravotni péce (Janout a Janoutova,
2021).

Po restrukturalizaci a slouceni datovych sad (uzitim knihovny Pandas viz Pfiloha 2)
maji vstupni data modelu podobu 206 paralelnich ¢asovych fad o délce 1087 dnu (obdobi
1. 3. 2020-21. 2. 2023). Vizualizovana jsou na Obr. 2.
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Obr. 2 Vstupni data modelu.

Pro mapové vizualizace je vyuZita prostorova datova sada ArcCR 4.1 (URL3),
konkrétné vrstva hranic ORP a jeji atributové informace z SLDB (S¢itani lidu, domt a byt()
2021. Propojeni epidemiologickych a prostorovych dat je realizovano pfes kédovou
identifikaci danych tizemi.

3.4 Postup prace
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RESERSE
\ J
( 3\ v
METODY
\_ ) ANALYZAA TVORBA UMELE VALIDACE
( ) PREDZPRACOVANI DAT NEURONOVE SITE MODELU
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\ J
e N
DATA
_ J

VIZUALIZACE
VYSLEDKU

Obr. 3 Schéma postupu prace.
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4 ANALYZA A PREDZPRACOVANI VSTUPNICH DAT

Mnoho pripadtl vyuziti ANN vyzaduje sofistikované pfedzpracovani dat, jelikoz realna
vstupnich data mohou mit ve své surové podobé pro mnoho siti obtizné zpracovatelné
vlastnosti (Goodfellow et al., 2016). Snahou je vyuzit sekvenéni povahu vstupnich dat
k ziskani hodnotnych informaci k objektivné;jsi inicializaci ANN a k nasledné transformaci
dat do lépe zpracovatelné podoby.

4.1 Stacionarita

Stacionarita ¢asové fady je stanovena ve vztahu k promeénlivosti statistickych vlastnosti
v Case a jeji pozitivni vyskyt byva obvykle charakterizovan jako konstantni rozdéleni
pravdépodobnosti po celé délce sekvence dat, coz lze v principu vnimat tak, ze libovolné
zvolené Casové vyseCe sledované veliCiny budou mit podobné popisné charakteristiky
(Montgomery et al., 2015).

Jeden z Casto pouzivanych statistickych testll k robustnéjsi validaci stacionarity je
ADF (Augmented Dickey-Fuller) test. Ten predstavili Said a Dickey (1984) v navaznosti na
Dickey a Fuller (1979) k vyhodnoceni pfitomnost tzv. jednotkového kofene (anglicky unit
root) pro danou casovou fadu (Herranz, 2017). Stru¢né znéni nulté hypotézy H,
a alternativni hypotézy H, poskytuje dokumentace knihovny Statsmodels (URL4):

H,: Casova fada obsahuje jednotkovy kofen (neni staciondrni),

H,: Casovd fada neobsahuje jednotkovy kofen (je staciondrni).

Podrobnosti tykajici se jednotkového kofene a exaktniho vyhodnocovani ADF testu
presahuji moznosti této prace a poskytuje je napfiklad Harranz (2017), s dtikazy dale Said
a Dickey (1984).

Je-li potvrzena H,, lze data pfesto udélat stacionarni tzv. diferencovanim (Said
a Dickey, 1984), coz odpovida vypoctu rovnice, upravené z Montgomery et al. (2015):

VteET: Axg =x — X1 | Axy =0 [4.1]

kde T je t-prvkova ¢asova fada jevu x a A oznacuje diferencovanou hodnotu. Jelikoz pro
prvni prvek sekvence neexistuje zadny predchazejici, je tento prvek vypustén, coz implikuje
zkraceni délky ¢asové fady z T na T — 1, priCemz pokud data nejsou stacionarni ani po
diferencovani, 1ze cely proces opakovat a obdrzet tak diferenci 2. fadu, pfipadné vyssiho
(Hyndman a Athanasopoulos, 2021). Efekt diference 1. fadu na vstupni data z Obr. 2
poskytuje Obr. 4.
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Obr. 4 Diferencovana vstupni data.

Uziti LSTM (a tedy i GRU) je preferovano pro slozité casové fady, jelikoZ jsou schopny
naucit se nelinearni a nestacionarni data pro potfeby predikci (Patarwal et al., 2019). Na
druhou stranu kupftikladu Virili a Freisleben (2000) zastavaji spiSe kritické stanovisko,
protoze nestacionarni povaha predikovanych sekvenci vede u mnoha pfipadt k vyraznému
snizeni pfesnosti, ackoliv konstatuji, ze by tomu tak u ANN teoreticky byt nemélo. Debatu
ohledné schopnosti ANN zpracovavat dostatecné presné nestacionarni data lze tak zatim
povazovat za otevienou.

4.2 Autokorelace

Podobné jako korelace popisuje linearni zavislost mezi dvéma proménnymi, pomoci niz je
mozné sestavovat regresni modely, méfi autokorelace linearni zavislost mezi jednotlivymi
prvky casové rady pro potfeby tvorby autoregresnich model, v nichz jsou budouci hodnoty
predikovany na zakladé hodnot pfedchazejicich (Hyndman a Athanasopoulos, 2021).
Jedna z metod urceni miry autokorelace je ACF (Autocorrelation Function), jejimz
vystupem je mnozina hodnot ziskanych vypocétem rovnice autokorelacniho koeficientu
rozSifeného z Hyndman a Athanasopoulos (2021) podle Montgomery et al. (2015):

- = cov(Xy, Xe4k) Yteks1(Xe — X) (Xeoi — %)
k var(x;) T (x, — X)2

[4.2]

kde r, oznacuje hodnotu autokorela¢niho koeficientu pro prvek ¢asové fady T na pozici t
vudéi k predchazejicim prvkiim sekvence, cov oznacuje kovarianci, var rozptyl, x hodnoty
sledovaného jevu a ¥ jeho primérnou hodnotu.

Vizualizace hodnot ACF spolu s intervaly spolehlivosti o dané hladiné spolehlivosti a
nasledné umoznuje urcit statisticky vyznamné hodnoty autokorelace (Homayouni et al.,
2020), coz je snadno implementovatelné diky knihovné Statsmodels. Na Obr. 5 je
k dispozici graf ACF pro primér ¢asovych fad z Obr. 2.
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Obr. 5 Hodnoty ACF priiméru vstupnich dat pro a = 0,05.
(dny s hodnotami mimo modrou plochu jsou statisticky relevantni)

Alternativnim uréenim miry autokorelace je PACF (Partial ACF), ktera sice dosahuje
velmi podobnych vysledkt, ale na rozdil od ACF odstranuje interferenci mezilehlych hodnot
v sekvenci (Flores et al., 2012).

Podle Zhang et al. (1998) neni autokorelace z divodu své linearni povahy pfimo
pfevoditelna do oblasti ANN, jelikoz ty modeluji v zasadé nelinearni procesy. Na druhou
stranu kupfikladu Homayouni et al. (2020) vyuzili ACF pfi rozhodovani o zvolené délce tzv.
posuvného okna k dosazeni velmi dobrych vysledkt. Tato metoda je pouzita i v praktickeé
realizaci cila této prace (viz podkapitola 5.2).

4.3 Datové transformace

Pro vétsinu praktickych aplikaci je nutné ptivodni data transformovat do nové podoby tak,
aby bylo rozpoznavani vzoru v datech pro ML algoritmus snadnéjsi (Bishop, 2006). Casto
pouzivanymi pfistupy jsou standardizace, tj. transformace dat do podoby s nulovym
praumérem a jednotkovou smérodatnou odchylkou, a normalizace, tj. transformace dat do
stanoveného intervalu pomoci minimalni a maximalni hodnoty (Ali a Faraj, 2014). Povaha
modelovanych COVID-19 dat nicméné normalizaci vylucuje, jelikoz lze pozorovat znaény
rozdil v absolutnim poctu aktualné nakaZenych mezi jednotlivymi oblastmi a také
abnormalni hodnoty v Praze.

Standardizace primérem a smérodatnou odchylkou predpoklada normalni rozdéleni
transformovanych dat (Aggarwal, 2018). Efekt této standardizace na vstupni data z Obr. 2
poskytuje Obr. 6, doplnény o vypocet podle URLS:
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Obr. 6 Standardizace vstupnich dat.

kde x, je standardizovana hodnota jevu x, jeho primeér je X a ¢ je smérodatna odchylka.

Pokud podminka normality neni zajiSténa a data obsahuji vyrazné odlehlé hodnoty,
je vhodnéjsi pouzit robustnéjSi metodu standardizace medidanem a mezikvartilovym
rozpétim (URL6). Efekt této robustni standardizace na vstupni data z Obr. 2 poskytuje Obr.
7, doplnény vypoctem podle URL7:

600

200 1

robustné standardizované hodnoty

100 A

T T T T T T
0 200 400 600 800 1000
dny od zacatku pandemie (1. 3. 2020)

X —X

Qo,75 — Qo,25

Xs [4.4]

Obr. 7 Robustni standardizace vstupnich dat.
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kde x; je robustné standardizovana hodnota jevu x, jeho median je %, Qs je 3. kvartil a
Qo5 je 1. kvartil, tedy Qg ;5 — Qp25 je mezikvartilové rozpéti.

Velmi uzite¢né jsou také tzv. mocninné transformace, tj. parametrické monoténni
nelinearni transformace, majici za cil udélat vstupni data bliz§i normalnimu rozdéleni
(URLS8). Pro potreby této prace se za vhodnou prokazala Yeo-Johnsonova transformace,
kterou predstavili Yeo a Johnson (2000), umoznujici transformovat i nulové a zaporné
hodnoty. Efekt této standardizace na vstupni data z Obr. 2 poskytuje Obr. 8, doplnény
vypoctem podle URLO:

-2

vysledek Yeo-Johnsonovy transformace

—4

0 200 400 600 800 1000
dny od zacatku pandemie (1. 3. 2020)

( (x+D*-1

2 | A#=#0Ax =0
In(x + 1) | A=0Ax=>0
PACUE. [4.5]
(Cx+ D71 A£2Ax<0
2-1 | *
\ —In(—x+1) | A=2Ax<0

Obr. 8 Yeo-Johnsonova transformace dat.

kde x™ oznacuje transformovana data x parametrem A, ktery je algoritmicky urcen.

Z porovnani grafi plyne jista vyhoda Yeo-Johnsonovy transformace oproti obéma
standardizacim, jelikoz na rozdil od nich tispésné ztlumila vyrazné rozdily v poctu aktualné
nakazenych napfi¢ jednotlivymi ORP a také abnormalni hodnoty v Praze, které by mohly
mit negativni vliv na uceni site.

VSechny vySe zminéné i mnohé dalSi transformace jsou soucasti knihovny Sklearn
vramci niz je mozné jednoduSe provést i transformace inverzni. Jejich srovnani je
dostupné na URLI10.
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5 TVORBA UMELE NEURONOVE SITE

ANN lze charakterizovat jako vypocetni modely s nauditelnymi parametry, jejichz dil¢i
vypocetni vrstvy jsou mezi sebou propojeny jakozto orientované grafy, avSak detailni
mechanismy pfedev§im tzv. hlubokych (anglicky deep) ANN (viz podkapitola 5.1.3) nejsou
zatim jednoznacné matematicky uchopeny (Kaul a Lall, 2020). To spolu s jejich mnoha
uspésSnymi aplikacemi mtize vést vyzkumniky ke zvySenému usili o jejich vyzkum, chtéji-li
se drzet na popfedi soucasného vyvoje Al (Kruse et al., 2022).

Jeden z hlavnich aspekta tvorby ANN je stanoveni jeji architektury (tj. mnozstvi, typ
propojeni a celkova konfigurace dil¢ich neuronovych vrstev), které byvaji obvykle
specializovany na specifické tikoly (Goodfellow et al., 2016). V kone¢ném dusledku v§ak
tyto architektury maji obvykle §ir§i aplikovatelnost, coZz spolu s obtiZznosti stanoveni
Ucinnosti konkrétnich feSeni vede k potfebé rigorézniho testovani kandidatnich modeld
sestavovanych s ohledem na povahu vstupnich dat a G¢el finalizovaného modelu (Nguyen
et al., 2019).

5.1 Relevantni teoretické principy

Zakladni slozky a koncepty ANN jsou inspirovany anatomii a fyziologii biologickych
neuronovych siti, které v nervovém systému zivoc¢ichti plni roli hlavniho zpracovatele
informaci (Kruse et al., 2022). PfestozZe jakoZto matematické simulace jsou fundamentalné
odlisné od fyzikalné-chemického fungovani biologickych neuront, zGstava vyvoj ANN
a nové objevy v neurologii vzajemné propojeny (Aggarwal, 2018).

Konceptualni podobnost mezi umélym a biologickym neuronem je patrna ze srovnani
Obr. 9 a Obr. 11. Perspektiva neurofyziologie pfesahuje moznosti této prace a pozornost ji
vénuji napriklad Kittnar et al. (2020), detailnéji pak Mills (2017).

télo bunky dendrity

Schwannova burika
Ranvierav zarez

Obr. 9 Zakladni stavba biologického neuronu (Seidl, 2015).

Kapitola struc¢né pfedstavuje pouze relevantni metody ML a ANN pro finalni
praktickou implementaci (viz podkapitola 5.2). Rozbor dalSich metod, byt stejné
vyznamnych a potencialné vyuzitelnych, presahuje moznosti této prace.
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5.1.1 Umély neuron

McCulloch a Pitts (1943) predstavili historicky prvni matematicky model neuronu, ktery
vychazel pfimo z fyziologického fenoménu akéniho potencialu a slouzil k feSeni logickych
operaci, jelikoz na zakladé binarnich vstuptl neuron na vystupu bud zahofel (pfekonal
prahovou hodnotu), nebo nezahotel (nepfekonal ji) (Kruse et al., 2022). Na to navazal
Rosenblatt (1958) predstavenim tzv. perceptronu schopného pfijimat vazené numerickeé
vstupy, na jejichz zakladé provadeél binarni klasifikaci (Aggarwal, 2021).

Finalni vystup neuronu tuzce souvisi s problematikou tzv. aktivac¢nich funkci
(anglicky activation functions), jimiz je transformovan do ur¢itého intervalu (Haykin, 2009).
V tomto smyslu oba vySe zminéné modely vyuzivaji tzv. prahovou funkci (anglicky threshold
function), nicméné u modernich ANN ji nahrazuji napf. sigmoidalni funkce, hyperbolicky
tangens, rectified linear unit, softmax atd. (Kruse et al., 2022). Volba aktiva¢nich funkci je
zasadni slozkou tvorby ANN, jelikoz uziti kazdé z nich je vazano k urcitému typu modelu
(Aggarwal, 2018). Dalsi vlastnosti aktivaénich funkci jsou zminény v podkapitolach 5.1.3
a 5.1.8, kdy budou lépe kontextualizovany. Na Obr. 10 jsou znazornény casto pouzivané
aktivaéni funkce véetné jejich matematického pfedpisu.

Obr. 10 Casto pouzivané aktivaéni funkce, upraveno ze Zaki a Meira (2020).

(zleva: sigmoidalni funkce, hyperbolicky tangens, rectified linear unit)

Umély neuron lze v souladu s vyse stanovenym schematizovat na Obr. 11 uvedenym
zplsobem:

Obr. 11 Schéma a vypocet umélého neuronu, upraveno z Haykin (2009).

kde y je vystup neuronu, ¢ je aktivacni funkce, wy,...,w, jsou vahy vstupt, x,, ..., x, jsou
vstupy a b je tzv. bias, vznikly presunem prahové hodnoty na levou stranu v ptvodni
nerovnici perceptronu (Kruse et al., 2022).
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Aktivacni funkci ¢ je sice mozné vynechat, vysledny vystup vSak bude identicky jako
po uziti tzv. linearni aktivacni funkce (Aggarwal, 2018). Z tohoto duvodu je aktivacni
funkce uvedena jako integralni soucast popisu neuronu.

5.1.2 Vrstva umélych neuronu

Seskupenim vice umélych neuronti vznika vrstva umeélych neuronti, umoziujici obecné
projekci n vstupt na m vystupu, pfiCemz vstupy a vystupy jsou ve vychozi formé vzajemné
propojeny kazdy s kazdym (Haykin, 2009).

Strucny zapis vypoctu umoznuji nastroje linearni algebry, jejiz principy jsou zcela
zasadni pro pochopeni a vyuziti mnoha ML algoritmt (Goodfellow et al., 2016). Formy matic
a vektorll je vyuzivano i pfi pocitacové implementaci ANN, jak ilustruje dokumentace
knihovny PyTorch kupfikladu pfi popisu zakladni vrstvy (URL11).

Vrstvu umélych neuront 1ze v souladu s vySe stanovenym schematizovat zptisobem
uvedenym na Obr. 12:

B!
X1
V2 Yix1 = @(WpsxnXnx1 + Binx1) [5.5]
X2 J,
A Y1 Wii Wi 0 Win][X1 b,
alaof [ |2 ) s
Xn Ym Wmi Wmz2 - Wnnl [ Xn b,,
NS ym
w4
B

Obr. 12 Schéma a vypocet vrstvy umélych neuronti, upraveno z Haykin (2009) a rozsifeno.

kde Y je vektor vystupd, ¢ je aktivacni funkce, W je nahodné (nebo sofistikované;ji)
inicializovana matice vah, X je vektor vstupt a B je vektor biases. Matice a vektory budou
nadale nahrazeny soubornym oznacenim tenzor popisujici obecné libovolné d-rozmérné
pole (Goodfellow et al., 2016), coz je stru¢né a ucelné zaroven, jelikoz s tenzory pracuje
i knihovna PyTorch (URL12).

5.1.3 Uméla neuronova sit

Napojenim dvou a vice vice neuronovych vrstev za sebe vznika vicevrstevna neuronova sit,
jejiz zakladni varianta pfedpoklada uplné, tzv. dense propojeni neuront sousedicich vrstev
(Aggarwal, 2018). Vrstvy bez pfimého spojeni s tenzory X nebo Y jsou oznacovany jako
skryté (anglicky hidden), a svymi pridanymi synapsemi umoznuji ANN efektivnéji
extrahovat informace ze vstupu (Haykin, 2009). ANN obsahujici vice nez jednu hidden
vrstvu jsou oznacovany jako tzv. deep ANN, které lze v jejich principu povazovat za
nejucinnéjsi ML algoritmus pro Siroké spektrum tloh (Kaul a Lall, 2020).

Libovolné hluboka ANN pouzivajici pouze linearni (ekvivalentné také zadné) aktivacni
funkce je stejné expresivni jako pouze jedna jeji vrstva (Kruse et al., 2022). To lze vylozit
tak, ze nelinearni aktivacni funkce na hidden vrstvach provadi nelinearni transformace
prostoru vstupnich dat (anglicky input space) do tzv. feature space za Ucelem jeho
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zjednoduSené a snadnéji uchopitelné reprezentace, pficemz tato schopnost roste
s mnozstvim nelinearné aktivovanych hidden vrstev v siti (Haykin, 2009). Animaci pfikladu
této transformace lze nalézt na URL13.

Umeélou neuronovou sit 1ze v souladu s vySe stanovenym schematizovat zptisobem
uvedenym na Obr. 13:

vstupni vrstva hidden vrstvy vystupni vrstva

Obr. 13 Schéma [-vrstvé ANN, upraveno z Aggarwal (2021) a rozSifeno.

kde xy,..,x, jsou vstupy, yi,.., ¥, Vvystupy, L,,..,L; vrstvy ANN, W,,..,W; tenzory vah,
B,, ..., B; tenzory biases a ¢, ..., ¢; aktivaéni funkce. VSem hidden vrstvam a vystupni vrstveé
bylo pro pfehlednost udéleno shodné m neuront, nicméné ve skutecnosti je mozné mit
kazdou vrstvu jinak Sirokou.

Navazujici pohled na ANN jako na sérii vnofenych funkci je pfedstaven v podkapitole
5.1.8, jelikoz pfimo souvisi s problematikou uceni.

5.1.4 Dropout

Metoda dropout spoc¢iva v ndhodné deaktivaci (resp. stanoveni nulovych vah a biases)
stanoveného procenta neurontl ve vstupni nebo hidden vrstvé ve fazi uceni pro kazdou
epochu, ¢imz efektivné snizuje riziko preuceni (anglicky overfitting, viz podkapitola 5.1.8)
(Kruse et al., 2022). Metodu nelze vyuzit u vystupni vrstvy, jelikoz by nebylo mozné
spolehlivé pocitat ztratovou funkci (viz 5.1.7) (Aggarwal, 2018). Dropout 1ze také vnimat
jako jednu ztzv. ensemble technik skladajici dil¢i podsité vzniklé randomizovanymi
deaktivacemi do jedné finalni, pficemz je vypocetné tisporny a vyuzitelny takika vSemi typy
ANN (Goodfellow et al., 2016). Princip metody je znazornén na Obr. 14.

Obr. 14 Princip dropout (zde 40 % pro vSechny dostupné vrstvy), upraveno z Kruse et al. (2022).
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5.1.5 Rekurentni neuronové vrstvy

ANN se stava RNN, obsahuje-li alespon jednu zpétnovazebnou smycku (anglicky feedback
loop) (Haykin, 2009). Té je vyuzito v rekurentnich neuronovych vrstvach k modelovani
sekvencénich zavislosti c¢asovych fad, c¢ehoz nelze efektivné dosahnout zakladni
architekturou ANN (Aggarwal, 2021). Rekurentni vrstvy zpracovavaji postupné jednotlivé
casové kroky vstupni sekvence, a kromé vstupu pro dany okamzik rekurzivné pfijimaji
a produkuji i tzv. hidden state tenzor, ktery v sobé implicitné uchovava informace
z predchazejicich ¢asovych kroku (Bianchi et al., 2017).

Zakladni rekurentni vrstvu lze v souladu s vySe stanovenym schematizovat na
Obr. 15 uvedenym zpusobem:

+Bxh
. th

VteT:
Hy = on(Wypn Xy + Byp + WypHe—1 + Bpy)  [5.7]
Y, = H;

Obr. 15 Schéma zakladni rekurentni vrstvy, upraveno z Aggarwal (2018) podle URL14.

kde T je casova fada, t jsou jednotlivé casové kroky T, H je hidden state tenzor, X" a YT
jsou tenzory vstupl a vystupt se sekvencemi o délce T, W, a B, jsou tenzory vah a biases
mezi XT a H, Wy, By, @ @y, jsou tenzory vah, biases a aktivacni funkce v ramci rekurzivniho
vypoctu H. Za ¢, byva typicky volen hyperbolicky tangens nebo rectified linear unit a H,
byva obvykle inicializovan jako tenzor nul (URL14).

Tenzory vah a biases ztiistavaji stejné po celou dobu priichodu sekvenci T (Bianchi et
al., 2017). Z toho plyne jista mira nestability, jelikoz pfi rekurentnim nasobeni tenzory vah
muze dojit k tzv. vanishing (tenzory vah obsahuji pfili§ malé hodnoty) nebo exploding
gradientu (tenzory vah obsahuji pfiliS velké hodnoty), coz v obou pfipadech vede
k fenoménu analogickému s kratkodobou paméti, jelikoz negativni dopad na uceni roste
s délkou sekvence (Aggarwal, 2021). Role gradientti je blize vysvétlena v podkapitole 5.1.8.

ReSeni tohoto problému pfedstavili Hochreiter a Schmidhuber (1997) ve formé
modifikované rekurentni vrstvy zvané LSTM, pomoci niz 1ze modelovat libovolné dlouhé
sekvence (Kruse et al., 2022). Modernéjsi alternativa pro LSTM je vrstva GRU vytvofena
Cho et al. (2014), ktera i pfes jednodussi vypocetni procesy poskytuje podobny vykon jako
LSTM, a dokonce ji pfekonava na mensich datasetech (Kruse et al., 2022).

Zakladni mySlenkou GRU je systematické aktualizovani hodnot hidden state tenzoru,
k ¢emuz jsou vyuzity tzv. update a reset gates, pomoci nichz se reguluje informace
z predchazejicich ¢asovych krokt (Aggarwal, 2018). Update gate fesi integraci aktualniho
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vstupu sekvence do hidden state a reset gate fe§i resetovani, resp. zapominani urcitych
hodnot v hidden state (Bianchi et al., 2017).

GRU lze v souladu s vySe stanovenymi poznatky schematizovat na Obr. 15uvedenym
zplsobem:

He, T
th +
A Rt
R
Bhr + er
Whr . er
Xt
VteT:
Rt = U(M/ert + er + WhrHt—l + Bhr) [5'9]

Uy = 0 (WXt + Bxy + Wiy He—1 + Br)

Ce = T(chXt + Byc + Ry o (WpeHi_q + th))
Hi=(1-U)oC+UgoH4

Y, = H;

Obr. 16 Schéma GRU, upraveno z Bianchi et al. (2017) podle URL15.

kde R, je vystupni tenzor reset gate, U, je vystupni tenzor update gate, C, je tzv. candidate
state tenzor, o je sigmoidalni funkce, tje hyperbolicky tangens, W, W, Wyes Whr, Whas Whe,
B.r» Byus Bycs Burs Brus Bhes jsOU tenzory vah a biases v dil¢ich fazich prichodu GRU vstvou
a symbol o oznacuje Hadamardtv soucin, tj. operaci nasobeni odpovidajicich si prvka dvou
tenzort se stejnymi rozméry (Goodfellow et al., 2016).

5.1.6 Bayesovska parametrizace vrstev

VysSe uvedené kapitoly popisovaly deterministické ANN, jejichz parametry 6 (tj. vahy W
a biases B) mély podobu konstant. Oproti tomu stochastické BNN (Bayesian Neural
Network) reprezentuji parametry jako nahodné veliciny, jejichz variabilita reflektuje
variabilitu v modelovanych datech, pficemz generovani nékolika nahodnych vybéra z jejich
rozdéleni pravdépodobnosti umoznuje vytvaret vice podobnych vystupa a pracovat s nimi
obdobné jako s jinymi ensemble technikami (Blundell et al., 2015), diky ¢emuz také snizuji
riziko preuceni (Jospin et al., 2022).
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Optikou bayesovské statistiky muUZeme pozorovat vztah mezi parametry
a trénovacimi daty, ktery je proporéni k predpokladiim o samotnych parametrech a volbé
modelu (Goan a Fookes, 2020). Adaptaci bayesovy véty k popisu této skutecnosti se
zabyvaji Goan a Fookes (2020) a jejich zaveéry je mozné sloucit a upravit jako:

P(O)P(D,|0) _ P(O)TI, P(Y;|X;,0)
P(DY) [ P(6)P(D.|6)d6

P(6|D,) = [5.14]

kde 6 je mnozina parametrii BNN, D, je trénovaci mnozina dat (viz podkapitola 5.1.8),
P(0|D,) je pravdépodobnost aposteriori, P(8) je pravdépodobnost apriori, P(D,|0) je tzv.
likelihood, P(D.) je tzv. evidence a P(Y;|X;,0) po rozepsani P(D.6) reprezentuje vliv
stanovené architektury BNN prostfednictvim vystupt Y, ..., Y, na zakladé vstupa X, ..., X,
z D, a parametru sité 0.

Znalost P(0|D,) umoznuje stanovovat predikce jakozto ocekavané hodnoty na zakladé
pfedchozi zkuSenosti s D, (Jospin et al., 2022), P(8) reprezentuje pfedem stanovené
ocekavani o rozlozeni parametr( sité 8 (Goan a Fookes, 2020), které mtize byt v knihovné
BLiTZ urceno jako vazena smeés dvou normalnich rozdéleni nebo jako jiné rozdéleni, jez je
soucasti knihovny PyTorch (URL16). V souladu s vy$e uvedenym pak P(D,|6) zastupuje vliv
dil¢ich vystupi BNN na P(6|D,) a P(D,) je konstantni viéi parametrim sité 6, ¢imz
normalizuje P(8|D,) (Goan a Fookes, 2020).

Pro tak komplexni modely, jakymi jsou BNN, neni realné mozné P(0|D,) spocitat
standardnimi metodami, jelikoz urceni integralu p#i vypoctu P(D,) je pfili§ obtizné (Jospin
et al., 2022). Problém je ale mozné obejit uzitim rodiny sofistikovanych MCMC (Markov
Chain Monte Carlo) algoritmt umoziiujici vzorkovat P(8|D,) pfimo nebo vypocetné rychleji
uzitim VI (Variational Inference) pro zjednodusenou aproximaci P(6|D,) (Jospin et al., 2022).
DetailnéjSi rozbor zminénych pfistupli presahuje moznosti této prace a poskytuji je
napiiklad Bishop (2006) a Goan a Fookes (2020).

Ne vSechny vrstvy v BNN musi byt stochasticky parametrizovany. Napfiklad Zeng et
al. (2018) povazuji za efektivni kompromis umisténi jedné nebo dvou bayesovskych vrstev
pobliz vystupu sité, jelikoz vypocetni narocnost plné stochastické sité mtize byt velmi
vysoka.

5.1.7 Ztratové funkce

Volba ztratové funkce (anglicky loss function) je zasadni pfi praci s vystupem ANN a vychazi
z konkrétnich potreb dané aplikace (Aggarwal, 2018). Slouzi k stanoveni chyby ANN pfi
vykonavani svého ukolu (Kruse et al., 2022) a tudiz hraje stéZejni roli pfi uceni (viz
podkapitola 5.1.8) (Goodfellow et al., 2016).

Autoregresni povaha modelu implikuje uziti ztratové funkce pro regresni problémy,
z nichz MSE (Mean Squared Error) a MAE (Mean Absolute Error) patfi k ¢asto pouzivanym
(Botchkarev, 2019). MSE je v této praci vyuzito pfi uceni ANN, jelikoz diky své mocninné
povaze vede k rychlejsi konvergenci parametrt pfi uceni, tj. velké chyby penalizuje prisnéji
avelmimalé chyby benevolentnéji (Wang et al., 2022). Vlastnosti MAE je v této praci vyuzito
u mapovych vizualizaci chybovosti predikci (viz podkapitola 6.3), jelikoZz zachovava stejné
jednotky jako vstupni data a je tedy lépe interpretovatelna (Botchkarev, 2019). Na Obr. 17
jsou obé ztratové funkce uvedeny véetné jejich funkénich predpisti:
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MAE

> Y-Y

n n

MSE(Y,Y) = %Z(y ~?)® [515]  MAE(Y,?) = %ZW — Y| [5.16]

Obr. 17 Ztratové funkce MSE a MAE, upraveno z Wang et al. (2022) a Botchkarev (2019).

kde Y je tenzor skuteénych hodnot, vi1¢i nimz je hodnocen tenzor vystupti ¥ generovanych
siti béhem uéeni (viz podkapitola 5.1.8) a n je pocet prvkil v tenzorech Y a Y. Knihovna
PyTorch umoznuje s chybami provadét i jiné operace, nez je prumérovani (URL17 nebo
URL18).

Knihovna BLIiTZ po vzoru Blundell et al. (2015) vyuziva VI k vytvoreni
parametrizovaného empirického rozdéleni Q(0) (URL19), které vstupuje do evaluace P(6)
(tj. ocekavaného rozdéleni parametrt sité 0), uzitim ztratové funkce ELBO (Evidence Lower
Bound) (Blundell et al., 2015). K jejimu uziti je vSak nejprve potfeba pfedstavit pricip
Kullback-Leiblerovy divergence (dale KLD), kterou lze interpretovat jako miru neshody mezi
dvéma rozdélenimi pravdépodobnosti (Bishop, 2006). Vypocet KLD pro spojita rozdéleni
poskytuje Bishop (2006):

B(x)
A(x)

KLD(A ||B)=—fA(x)1n< )dx [5.17]

kde A a B jsou libovolna rozdéleni pravdépodobnosti.

Blundell et al. (2015) pfedstavuji vypocet ELBO po dil¢ich tipravach jako:

ELBO(Dy,n) = KLD(Q(81n) Il P(6)) — Eq(gjm (log P(D;]6))  [5.18]

kde n jsou parametry metodou VI ziskaného aproximovaného rozdéleni Q(6) a Eq gy, (log P(D16))
je ofekavand hodnota tzv. log-likelihood, které obdobné jako samotny likelihood P(D,|0) reprezentuje
vliv modelu.

Vypocet lze interpretovat tak, ze KLD je zavislé na P(6) a Eypy (log P(D:16)) na D,
coz reprezentuje kompromis mezi potfebou reflektovat komplexitu dat D, a relativni
jednoduchosti P(#) (Blundell et al., 2015).

Knihovna BLiTZ pouziva také oznaceni ELBO, nicméné vypocet mirné modifikuje.
Datové zavislou slozku E g, (log P(D;|6)) nahrazuje kritériem jiné (napf. regresni) ztratové
funkce, ktera také explicitné popisuje schopnost sité modelovat data D,. Transkripci kédu
z URL20 do matematického zapisu je ziskan vypocet celkové chyby jako:
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k
E= %Z BKLD(Q(OIn) I P(8)) + MSE(Y,Y;) | ¥, = @(X,6;) [5.19]
i=1

kde E je hodnota ELBO pro konkrétni priichod BNN psané v BLiTZ, § je vaha hodnot KLD,
@ zastupuje BNN vnimanou jako funkci (viz podkapitola 5.1.8) pro vstup X s parametry
0y, ..., 0, ziskanymi vybérem k vzork(i parametrii 6, pro néz jsou spocitany vystupy sité
Y, ..., Y. Samotny vypocet KLD je z praktickych dtvodd v BLiTZ také mirné modifikovan
(URL21).

V této praci zvolené MSE muize byt nahrazeno i jinou ztratovou funkci podle tcelu
BNN, coz umoznuje vétsi flexibilitu pfi feSeni rozmanitych tloh.

5.1.8 Algoritmus uceni

Prvnim krokem trénovani ANN je rozdéleni ptvodni mnoziny datasetu D na trénovaci
mnozinu D, € D, na niZz je ANN iteracné trénovana, a validaéni mnozinu D, € D, pomoci
které je ovéfovana schopnost ANN vytvaret pfesné vystupy i pro nové vstupy, pficemz plati,
ze D, n D, = @ (Kruse et al., 2022).

Pro potreby této prace je vyuzito tzv. uceni s ucitelem (anglicky supervised learning),
charakterizovaného ucenim asociaci mezi vstupy X a vystupy Y obsazenymi v D,
(Goodfellow et al., 2016). Ty jsou organizovany do podoby p uspofadanych 2-tic tak, ze D, =
{(x, 1), ...,(Xp,Yp)} (Jindal et al., 2020). Mechanismy tzv. batch learning, pfestoze jsou
mnohdy uzite¢né, nejsou v této praci aplikovany, a tudiz ani rozebrany.

Pokud jsou vysledky pro D, vyrazné presnéjsi nez pro D,, dochazi k fenoménu tzv.
pfeuceni, kdy sit ztraci potfebnou schopnost generalizace (Aggarwal, 2018). Kromé vySe
uvedenych metod lze pfeuceni branit také prfedcasnym ukoncenim uceni, uzitim raznych
regularizaci pfi uceni a snizenim poctu neuront v siti (Kruse et al., 2022).

V navaznosti na poznatky z podkapitoly 5.1.3 lze vystup generovany ANN Y vnimat
jako vystup slozitého fetézce vnorenych funkci, kdy kazda vrstva je funkci vystupu
predchazejici vrstvy (resp. u vstupni vrstvy vstupll X) a svych parametra 8 (Goodfellow et
al., 2016). Zapis této skutecnosti poskytuje Aggarwal (2018), coz lze na prikladu 3-vrstvé
ANN modifikovat jako:

Y = @3 <L3 ((Pz (Lz ((P1(L1(X; 91)); 92)) ) 93)) ~®(X,604,60,,65) [5.20]

kde L, L,,L; jsou diléi vrstvy ANN s parametry 6,,0,,0; a @1, ¢,, ¢; jsou k nim nalezici
aktivaéni funkce. Zastupna funkce @ pak umoziuje cely vypocet (resp. ANN) zapsat
struénéji.

Chybu pro l-vrstvou ANN je pak mozné v navaznosti na Aggarwal (2018) spocitat
jako:

E=¢(Y,o(X,0,,..,0)) [5.21]

kde E je chyba pro 2-tici (X, Y) pfi uCeni sité za uziti ztratové funkce ¢ a parametra 6, ..., 6.
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Uceni ANN je typicky provadéno algoritmem backpropagation (dale BP) (Aggarwal,
2018). V jadru algoritmu BP je optimalizacni problém hledajici takové 6,,...,6;, které
minimalizuji €, k ¢emuz je pouzito heuristické metody tzv. gradientniho sestupu (anglicky
gradient descent, dale GD) téziciho z poznatkll diferencialniho poctu, predevSim tzv.
fetizkového pravidla (anglicky chain rule) pro vnofené funkce (Kruse et al., 2022). Proto
musi byt vSechny ¢,,..,¢; diferencovatelné (Goodfellow et al., 2016). Aplikaci tohoto
pravidla na ANN poskytuje Haykin (2009) a v navaznosti na pfriklad v rovnici 5.20 by mohla
mit s cilem derivovat naptiklad parametry 65 tvar:

de  Ode Od@z 0L
060, 0d@p; 0L, 005

[5.22]

Téchto vlastnosti je vyuzito pfi urCovani tzv. gradientl1 (tj. tenzortl parcialnich
derivaci pro kazdy parametr kazdé vrstvy) v jehoz zaporném sméru jsou nasledné hodnoty
v§ech parametra 04, ..., 8, iterativné aktualizovany pro stanoveny pocet epoch (Kruse et al.,
2022). Samotné gradienty parametrt a proces jejich aktualizace béhem uceni jsou pro
zakladni variantu GD v navaznosti na Haykin (2009) popsany na tenzoru vah W jako:

T de s 0s
anl anZ ann
os os os
vg(We—l) = 0W21 0W22 aWZn [523]
dE dE - de
0w, 0w, OWp,p
We = We_y — AVe(W,_1) [5.24]

kde V oznacuje gradient, e oznacuje urcitou epochu béhem uceni a 4 je tzv. koeficient uceni
(anglicky learning rate) regulujici prudkost uceni sité, ktera muze byt v prabéhu uceni
ruzné modifikovana (Aggarwal, 2018), coz v knihovné PyTorch zaji§tuji razné typy tzv.
schedulers (URL22). Podobné vypocty 1ze aplikovat i na ostatni parametry ANN.

Ve vysledku lze princip GD vizualizovat zplisobem uvedenym na Obr. 18, pficemz
pocet dimenzi optimalizacniho prostoru (nize 3) odpovida poc¢tu vSech parametr + 1 pro
hodnotu &, coz u realnych ANN mtize dosahovat fadové az miliard (Goodfellow et al., 2018).
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Obr. 18 Princip GD pro pfiklad 2 epoch uc¢eni vah w; a w,, upraveno z Kruse et al. (2022).

Jelikoz GD s sebou nese velké riziko spoc¢inuti v nevhodném lokalnim minimu, byly
vyvinuty jeho robustnéjsi alternativy, které obvykle implementuji stochastické principy,
obsahuji vypocetni analogii k fyzikdlnimu jevu setrvacnosti a/nebo pracuji s rlznymi
normalizacemi gradienta (Kruse et al.,, 2022). Znamymi zastupci jsou napf. SGD
(Stochastic GD), RMSProp, AdaDelta, AdaGrad a v této praci pouzity Adam (Kruse et al.,
2022), ktery spolu se svymi vyhodami a potfebnymi dukazy predstavili Kingma a Ba (2015).

Pro RNN byva vyuzita rozSifena varianta BPTT (BP Through Time) umoznujici
do procesu uceni efektivné zakomponovat vSechny diléi interné sdilené tenzory vah spolu
s délkou vstupni cCasové fady (Aggarwal, 2018). Algoritmus BPTT popisuji napfiklad
Goodfellow et al. (2016).

Pro BNN Ize vyuzit algoritmus Bayes by backprop od Blundell et al. (2015) umoznujici
pomérné pfimocaré napojeni na jiz existujici postupy a rozliéné vysSe zminéné optimalizacni
pfistupy (Jospin et al., 2022). V principu dochazi k velmi podobnému vypoctu jako
u deterministickych siti s tim rozdilem, Ze namisto konkrétnich konstant je uceni

aplikovano na parametry pravdépodobnostnich rozdéleni parametrti sité (Blundell et al.,
2015).

5.1.9 Automaticka optimalizace hyperparametru

Pod pojmem hyperparametry jsou mysleny pfedem stanovené hodnoty v procesu designu
ML algoritmu, pficemz v pfipadé ANN jich je obvykle velké mnozstvi (Aggarwal, 2018).
Hyperparametry nejsou narozdil od parametri nijak aktualizovany algoritmem uceni, je
v8ak mozné sestavit dva vnorené ML algoritmy tak, Ze jeden hleda nejlepsi hyperparametry
pro ten druhy (Goodfellow et al., 2016).

Spolecné s prudkym rozvojem Al roste poptavka po obecnych nastrojich
a inteligentnich metodach se snahou snizit lidsky faktor pfi feSeni novych problémti, coz
je dnes pro mnoho aplika¢nich oblasti feSeno automatizaci samotného procesu designu
ML algoritmu (Qu, 2021). Za hlavni motivaci 1ze povazovat skutecnost, ze i¢innost mnoha
dneSnich ANN je velmi citlivda na rtizné subjektivni volby programatora, jako je napf.
architektura ANN a jeji hyperparametry, volba uciciho algoritmu, regulariza¢ni metody
atd., coz vyrazné zvySuje potfebu dlouhého testovani rtznych variant modelt (Feurer
a Hutter, 2019). Metody automatizovaného ML naopak umozZiuji sniZeni finanénich
a Casovych naroku, vys$s§i pristupnost ML technologii védctim v rozlicnych aplika¢nich
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oblastech a vy§si objektivitu vysledného modelu, navic v mnoha ohledech poskytuji lepsi
vysledky, nez lid§ti ML experti (Hutter et al., 2019).

Mezi pouzivané strategie optimalizace hyperparametri patifi napf. grid search,
random search, tzv. populac¢ni metody (napf. optimalizace hejnem c¢astic, evolucni
a genetické algoritmy atd.) a bayesovska optimalizace (Waring et al., 2020). Knihovna
Optuna poskytuje Siroké spektrum algoritmii, z nichZz ma kazdy své vyhody a nevyhody (viz
URL23).

Pro tuto praci je relevantni algoritmus CMA-ES (Covariance Matrix Adaptation
Evolution Strategy), jeden z nejznaméjSich pfedstavitell populac¢nich metod provadéjici
vybér hyperparametrt z vicerozmérného Gaussova rozdéleni, jehoz priimér a kovariance je
v duchu biologické evoluce iterativné aktualizovana v generacich, pricemz do nasledujici
generace postupuji pouze nejlepsi feSeni, ktera se mezi sebou nasledné razné kombinuji
a pfipadné nahodné mutuji (Feurer a Hutter, 2019).

Problematika evolu¢nich algoritmti pfesahuje moznosti této prace a vénuje se jim
napiiklad Zhou et al. (2019). Stejné tak samotny CMA-ES algoritmus neni pro svou
komplexnost dale popisovan a jeho rozbor poskytuje Hansen (2016).

5.2 Tfida B-GRU-PTSAR

Za ucelem tvorby ANN pro potfeby predikovani prevalence COVID-19 v ORP CR byla
autorem prace sestavena obecna tfida B-GRU-PTSAR (Bayesian GRU Parallel Time Series
Autoregressor). Vyhodou tohoto pfistupu je kromé snadné prenositelnosti kodu do jinych
skripti také moznost jednodusSe vytvafet vlastni ANN pro podobné tulohy zahrnujici
predikce paralelnich casovych fad. Pfi tvorbé bylo vyuzito principid OOP (objektoveé
orientované programovani), jimz se vénuji napiiklad Dathan a Ramnath (2015). Trida
aplikuje teorii ze 4. kapitoly, z podkapitoly 5.1 a zaroven umoznuje vyhodnoceni modelu z
6. kapitoly. Schéma tfidy zobrazuje Obr. 19.

B_GRU_PTSAR

__init__Q)

\4

define_architecture()

forward()

torch.nn.Module analyze_stationarity()
analyze_autocorrelation()

preprocess_data()

train_network()

forecast()
tune_hyperparameters()

\4

evaluate_network()

export_data()

blitz.utils. new_forecast()
variational_estimator

Obr. 19 Schéma tfidy B-GRU-PTSAR a k ni stanovena dédicnost.

Trfida predpoklada data v rozmeéru n Xt a typu numpy.ndarray, kde n je pocet
c¢asovych fad a t je jejich délka. Data jsou nasledné v bodé j rozdélena na trénovaci
mnozinu D, a validaéni mnozinu D,,. Mnozina dat D, je nasledné zpracovana do tenzorového
datasetu metodou tzv. posuvného okna, kdy je mirou autokorelace uréena vyse¢ minulosti
o délce d mapovana na nasledujici ¢asovy okamzik, ¢imz vznika mnozina p uspofadanych
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2-tic. Mnozina dat D, slouzi k validaci pfesnosti predikci mimo trénovaci data po dokonceni
uceni. Schéma procesu zobrazuje Obr. 20.
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Obr. 20 Schéma procesu vzniku tenzorového datasetu pro uceni.

Po rozsahlém empirickém testovani a srovnavani riznych variant byla zvolena za
tfidou generovanou architekturu [l-vrstva BNN s ! —1 deterministickymi stacked GRU
vrstvami o Sifce m, zakoncéena linearni bayesovskou vrstvou o §ifce n provadeéjici k
nahodnych vybéri svych parametri, diky c¢emuz obsahuje vystup sité informaci o nejistoté
predikci. BNN je pfipravena na pfijem p dat o rozméru n X d a po pruchodu siti ma vystup
rozmeér n X 1. Schéma této architektury zobrazuje Obr. 21.
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Obr. 21 Schéma architektury sité generované tridou B-GRU-PTSAR.

Pred vyuzitim tfidy je potfeba surova data importovat a restrukturalizovat do vhodné
podoby (pro data zminéna v podkapitole 3.3 uzitim knihovny Pandas viz Pfiloha 2). Tento
proces neni automatizovany, jelikoz rizna surova data mohou mit riznou strukturu a

vyzaduji odliSné operace. Tfida obsahuje metody:

__init () — volana implicitné spolu s vytvorenim instance tfidy, uklada
vstupni data zpusobem umoziujicim jejich dal$i zpracovani a inicializuje 0. fad
diference,

define architecture () — slouzi k definovani §ifky a hloubky generované sité
a umoznuje definovat dropout pro GRU vrstvy,

forward() — definuje prichod siti a vraci vystup vystupni vrstvy, takze slouzi
predev§im jako nastroj pro dal§i metody tfidy, které pro sviij chod potfebuji
produkovat koncovy vystup site,

analyze stationarity () —aplikuje ADF test postupné na vSechny casové rady
s tim, Ze je-li alespon jedna fada nestacionarni, lze na data aplikovat diferenci
a test rekurentné opakovat do doby, nez jej splni vSechny fady,

analyze autocorrelation() — vykresluje graf ACF pro primeér vSech ¢asovych
fad, coz lze pouzit pfi urceni vhodné velikosti posuvného okna,
preprocess_data () —déli data na trénovaci mnozinu D, a valida¢ni mnozinu D,,,
provadi také zvolenou transformaci D, (lze vybrat jednu ze tfi transformaci
probranych v podkapitole 4.3) a vytvari tenzorovy datset,

train network () — zahrnuje cely ucici cyklus sit€, tj. iterativni prichod D, siti
a aktualizaci parametrii uéicim algoritmem Adam, vyhodnocuje také dostupnost
kompatibilniho GPU pro tucely hardwarové akcelerace uceni a pokud jej
nenalezne, ztstanou vypocty na CPU (Central Processing Unit), dale umoznuje
vyuzit scheduler torch.optim.lr scheduler.ExponentiallR, pomoci néhoz
Ize béhem epoch uceni exponencialné snizovat hodnotu koeficientu uceni A
béhem uceni podle vzorce z URL24 po stanoveni konstanty y uzivatelem jako:

Ade =YVAe—1 [5.25]
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- forecast () —generuje predikce pro stanoveny pocet dnti od konce D;, které jsou
vnitiné uloZzeny a pozdéji dale vyhodnoceny, pricemz mechanismus posuvného
okna je zachovan a funguje tak, ze siti projde poslednich d zaznamu, k nimz
pfitazena nejpravdépodobnéj§i predikce (primér k vystupu) je pfipojena na
konec kopie D, a cely proces se opakuje, ¢imz jsou ¢asové fady extrapolovany siti
stejnym principem, jakym se je ucila,

- tune hyperparameters () —poskytuje nastroj pro automatizovanou optimalizaci
hyperparametrii sité algoritmem CMA-ES, coz je vhodné k exploratornim tiéeltim,
ale také ke zcela automatizovanému sestaveni finalni podoby neuronové sité,
hyperparametry je mozné fixovat na urcité hodnoté a tim je z optimalizace vyfadit,
s tim, ze hlavnim kritériem pro evaluaci vhodnosti hyperparametrii je pfesnost
predikci a po vykresleni grafi na konci metody lze k dalSimu vyuziti nacist ten
nejlepsi (ale i ostatni) prikazem torch.load () (viz URL25),

- evaluate network() — slouzi k vytvofeni vSech grafli potfebnych k evaluaci
procesu uceni a presnosti predikci, pfedtim provadi inverzni transformaci
a dediferenci predikci (pokud byla data diferencovana), coz umoznuje jejich
srovnani s D,

- export data() — uzavira trénovani tfidy B-GRU-PTSAR generovanim finalnich
vystupnich tabulek ve formatu CSV (Comma Separated Value), které 1ze nasledné
importovat do prostfedi GIS (geograficky informac¢ni systém) a propojit pomoci
zvoleného primarniho klice s atributovou tabulkou odpovidajicich prostorovych
dat,

- new forecast() — umoznuje vygenerovat predikce uzitim jiz natrénovaného
modelu, je ale tfeba mit na paméti, Ze vstupni data metody (napf. aktualizovany
pocet aktualné nakazenych) musi nejprve projit vSemi diferencemi zvlast,
vystupem metody je nakonec matice obsahujici v§ech k dil¢ich vystupt pro v§ech
n objektt (napf. ORP) po stanovenou dobu, kterou je potfeba dediferencovat
s tim, Ze tato surovéj§i forma byla zvolena z dlvodu maximalni flexibility
nasledného vyuziti.

Presna struktura vySe struéné charakterizovanych metod je dostupna ze zdrojového
kodu v Priloha 1. Dalsi informace lze nalézt v dokumentaci metod tfidy B-GRU-PTSAR
v Priloha 3.
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6 VALIDACE MODELU

Na zakladé ADF testu bylo 104 z 206 vstupnich ¢asovych fad nestacionarnich. To vSak
nemeélo na presnost predikci zadny vliv a jejich diferencovanim naopak stoupala naroc¢nost
jejich uceni siti a klesala pfesnost predikci. Vykreslenim ACF pro primeér ¢asovych fad
bylo nasledné urceno za optimalni velikost posuvného okna 80 dnti. Rozdéleni na trénovaci
mnozinu D, a validaé¢ni mnozinu D,, bylo provedeno 30 dni od konce, coz je také doba, pro
kterou byla provedena predikce po skonceni uceni sité k validaci presnosti predikci. Pred
vstupem do modelu byla na data aplikovana Yeo-Johnsonova transformace, ktera méla
také mirny efekt na stacionaritu ¢asovych rad, jelikoz po jejim uziti bylo nestacionarnich
72 z 206.

Nize validovanému vyslednému modelu odpovida Priloha 5.

6.1 Validace automatické optimalizace hyperparametri

Sestaveni co nejlepSiho modelu bylo s cilem maximalizace objektivnosti finalniho modelu
provedeno automatizované algoritmem CMA-ES, ktery otestoval 10 variant sité, kazdou pro
100 epoch uceni, coz trvalo pfiblizné 8,5 hodin. Na vystupni bayesovské vrstvé byly
vzorkovany 3 sady parametra. Tabulka 2 obsahuje stanovené rozsahy testovanych
optimalizovanych hyperparametra a ty nejlepsi ziskané ve zcela nezaokrouhlené podobé,
jelikoz i nepatrna zména muize vést ke zcela odliSnym vysledktim.

Tabulka 2 Rozsahy optimalizovanych hyperparametr( a jejich nejlepsi hodnoty.

Hyperparametr Stanoveny rozsah Nejlepsi hodnota
koeficient uceni 0,00001-0,001 0,0005925903420950085
pocet neuront (m) 200-800 500

dropout 0-0,3 0,1500614840529979
pocet GRU vrstev (I — 1) 2-5 4

konstanta y 0,9-1 0,9501072672133868

Knihovna Optuna umoznuje snadno graficky vizualizovat priubéh celého procesu,
zobrazeného na Obr. 22, na zakladé néhoz (a také priibéznych vypisti béhem optimalizace)
je urcena za nejlepsi 2. testovana varianta hyperparametr( sité.
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Obr. 22 Proces automatické optimalizace hyperparametrti.
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Dalsi hodnotnou zakomponovanou funkcionalitou knihovny Optuna je mozné
vizualizovat vyznamnost v§ech optimalizovanych hyperparametrti pro presnost dané siteé,
coz je obsahem Obr. 23.
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Obr. 23 Vyznamnost hyperparametrt z hlediska presnosti predikci.

Vyrazné vyS§Si vyznamnost hodnoty dropout pro piesnost predikci je pomérné
prekvapiva. Jedno z potencialnich vysvétleni mtize byt nadmérna mira nahodilosti pfi
deaktivaci velkého procenta neurontl, coz v kombinaci se stochastickou povahou
bayesovské vrstvy mtize vést ke vzniku velmi nestabilniho modelu.

V knihovné Optuna je dale mozné vizualizovat samotny optimalizaéni prostor
hyperparametri, jak je tomu na Obr. 24, diky ¢emuz je ve formé izoliniemi zobrazeného
spojitého prostoru dale mozné hodnotit jednotlivé hyperparametry. Kromeé ziskani znalosti
o vztazich mezi hyperparametry je tato informace vyuzitelna pfi stanovovani novych
rozsahti testovanych hodnot v pfipadnych dal§ich experimentech.
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Obr. 24 Optimalizaéni prostor hyperparametrd.
(svetlejsi hodnoté odpovida niz§i hodnota chyby predikci, tj. vyS$S§i presnost)
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Na zakladé vySe uvedenych zavéiru lze s vysokou mirou jistoty tvrdit, Ze vSechny
z testovanych rozsah®i hyperparametri byly vhodné zvoleny, jelikoz algoritmus
konvergoval v ramci jimi stanoveného optimalizac¢niho prostoru.

6.2 Validace uceni

Dutlezitym nastrojem pro ziskani vhledu do procesu uceni je tzv. kfivka uceni (anglicky
learning curve), pricemz u ANN v pfipadé validniho uceni typicky nabyva pfiblizného tvaru
klesajici exponencialni kfivky (Viering a Loog, In print). To spliiuje i vysledny model, jak
dokazuji grafy na Obr. 25.
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Obr. 25 Grafy procesu uceni, resp. chovani ztratové funkce a koeficientu uceni (zde znaceno jako
LR) napfi¢ epochami uceni.

Na zakladé grafa je ziejmé, ze hodnota ztratové funkce ELBO (tj. sumy KLD a MSE)
v pribéhu epoch klesala podle ocekavani a asymptoticky se blizila pfiblizné k hodnoté 200.
Pfi pohledu pouze na MSE ¢ast ELBO je zajimava oscilace pfiblizné do 20. epochy, ktera
muze byt zpusobena zpocatku velmi nejasnymi pravdépodobnostnimi rozdélenimi
parametrii bayesovské vystupni vrstvy, pricemz stabilizace nastala az po jejich
dostateéném zpfesnéni. Méné vyznamné oscilace v pozdéjSich epochach mohou pramenit
také z klesajici hodnoty koeficientu uceni implikujici méné vyrazné aktualizace parametri
ke konci uceni.
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Sit se i pres vyrazné stochastické prvky dokazala velmi pfesné naucit trénovaci
mnozinu D,, jak doklada graf na Obr. 26 obsahujici skuteéné a modelem vygenerované
hodnoty dilé¢ich prvka D, na pfikladu ORP Olomouc po 100. epoSe.
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Obr. 26 Graf ztvarnujici vykon modelu na trénovaci mnoziné D,.
(ORP Olomouc)

Tato skutecnost poukazuje na kapacitu sité osvojit si velmi pfesné modelovana data,
a to ve v§ech stavech procesu, tj. pro stoupani, klesani, konstantni prubéh apod. Mirnou
oscilaci modelem rekonstruované trénovaci mnoziny D, 1ze povazovat za pfirozeny dusledek
stochasticity modelu.

Fenoménu pfeuceni bylo zamezeno uzitim dropout, bayesovskou parametrizaci
vystupni vrstvy a kritériem automatické optimalizace hyperparametrti, kterym byla
presnost predikci, tedy presnost uceni byla v tomto ohledu zcela irrelevantni.

Na zakladé vySe zminénych tvrzeni a vizualizaci 1ze s velkou mirou jistoty proces
uceni povazovat za Uspésny a validni.

6.3 Validace predikci

Na rozdil od validace uceni, kde stacilo pracovat s primérem k nahodné vzorkovanych
vystupt, jelikoz z nich byla pocitana hodnota ELBO, je u predikci vhodné pfidat informaci
o jejich nejistoté. K tomu je vyuzito intervalu spolehlivosti (anglicky confidence interval,
dale CI), ktery v deskriptivni statistice slouzi k vyjadfeni jistoty odhadu o stanovené hladiné
spolehlivosti a, ktera byva obvykle volena rovna 0,05 (Hazra, 2017). Vypocet CI obecné
uvadi Hazra (2017) a v kontextu této prace je upraven na:

k
1 A2k
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kde y,, ..., ¥x jsou vystupy sité vzniklé k vzorky parametri bayesovské vrstvy, ¥y je jejich
pramér, o je vybérova smérodatna odchylka a z oznacuje tzv. z-score, které je pro a = 0,05
rovno 1,96 (Hazra, 2017). Vypocty y a o jsou doplnény z Wan et al. (2014).

Graf predikce pro konkrétni ORP pak vypada jako na Obr. 27.
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Obr. 27 Graf predikci vii¢i validaéni mnoziné D,,.
(ORP Olomouc)

Pro konkrétni pfipad ORP Olomouc byl model schopen zachytit viceméné konstantni
trend aktualniho poc¢tu nakazenych a chyba se za celé tizemi pohybuje obvykle v fadu
desitek osob, misty pfekracuje stovku. Stochasticka povaha modelu dale poskytuje data
o nejistoté predikci ve formé CI, diky ¢emuz je mozné informovanéji uvazovat o mozném
kolisani predikci.

Presnost CI oznacuje procento skuteénych hodnot, které spadaji do CI stanoveného
na zakladé k dilc¢ich vystupt. Potfeba takovéto charakteristiky pro validaci predikci je
logicka, nicméné muize byt zavadéjici, jelikoz u velmi ,nejisté“ sité (tj. CI by byl velmi §iroky)
by mohla snadno dosahovat az 100 %. Naopak situace, kdy si je model velmi jisty jen mirné
chybnymi predikcemi (tj. CI je kolem téchto hodnot velmi tuzky), mutize vést k nizké
presnosti CI, pfestoze by se jinak jednalo o velmi pfesné vysledky. Z tohoto divodu je treba
charakteristiku interpretovat obezretné a v kontextu s dalSimi kritérii.

Jelikoz sit pracuje soucasné se vSemi ORP, je mozné z dat v tabulkach
vygenerovanych metodou export data() vytvofit rizné mapové vizualizace. Predikce
i skuteény stav aktualné nakazenych lze snadno pfepocitat na prevalenci tak, Ze jsou
vydéleny poctem obyvatel z dat SLDB 2021, pricemz predikce byly nejprve celoCiselné
zaokrouhleny (tj. na celé osoby). Srovnani skuteéné a predikované prevalence pro ukazkovy
15. den predikce poskytuji mapy na Obr. 28.
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Skute¢na prevalence [%]

min. 0,21 05 0,6 0,75 max. 1,11

Predikovana prevalence [%]

min. 0,21 05 0,6 0,75 max. 1,05

Obr. 28 Srovnani skutecné (a) a predikované (b) prevalence pro 15. den predikce.
(ORP CR + Praha)

Z vySe uvedenych map plyne schopnost modelu generovat predikce pro celé
stanovené tzemi, pfricemz lze pozorovat podobnost skuteécného a predikované stavu. Za
zminku stoji také velmi blizké minimalni a maximalni hodnoty viditelné na koncich stupnic
obou map.

Predikce také na prvni pohled vytvareji prostorové shluky podobné jako realna data,
coz je mozné robustnéji overit uzitim LISA (Local Indicators of Spatial Autocorrelation), tj.
metodou prostorové statistiky identifikujici odlehlé hodnoty a prostorové shluky (Osadebey
et al., 2019). Realizovat LISA je v prostfedi QGIS snadné uzitim pluginu Visualist, pficemz
pro nasledujici mapy bylo jako indikator pouzito Moranovo I, sousedstvi typu kralovna
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a hladina vyznamnosti @ = 0,05. Mapy prostorovych shluki pro skuteéné a predikované
hodnoty prevalence pro ukazkovy 15. den predikce jsou zobrazeny na Obr. 29.

Shluky skute¢né prevalence

odlehlé nizké odlehlé vysoké
hodnoty hodnoty

shluk nizkych
hodnot

shluk vysokych
hodnot

Shluky predikované prevalence

odlehlé nizké odlehlé vysoké
hodnoty hodnoty

shluk nizkych
hodnot

shluk vysokych
hodnot

Obr. 29 Srovnani shlukli skutecné (a) a predikované (b) prevalence pro 15. den predikce.
(ORP CR + Praha)

Predikce pro ukazkovy 15. den vytvareji shluky umisténé podobné jako skutecné
hodnoty. Pro tento konkrétni den stoji za zminku posunuti ohniska relativné vysoké
prevalence severnim smeérem do Kralovéhradeckého kraje a podhodnoceni prevalence v
okoli ORP Bilovec (Moravskoslezsky kraj). Shluk nizkych hodnot prevalence v oblasti
Stfedoceského kraje a Prahy byl korektné identifikovan, byt mirné mensi. Za velmi
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prekvapivé 1ze povazovat spravné zafazeni izolovanych tizemi z hlediska shlukovani, jako
je napf. ORP Cheb (Karlovarsky kraj), ORP Rokycany a ORP Stod (Plzensky kraj) apod.
Zajimavé je také spravné nezahrnuti ORP Ceska Tfebova (Pardubicky kraj) do shluku
vysokych hodnot prevalence.

Velmi hodnotné je vyhodnoceni chybového kritéria, za néz bylo pro mapové
vizualizace zvoleno MAE bez kone¢ného priimérovani, resp. absolutni hodnota rozdilu
skuteénych a predikovanych hodnot. Jelikoz se chyba nechova stejné po celém tzemi
(napf. v Ostrave je v fadu stovek, zatimco v méné zalidnénych ORP je v fadu jednotek a
desitek), byla relativizovana na Obr. 30 jako pomér faleSné pozitivnich osob (po
celo¢iselném zaokrouhleni) ku skuteénému poctu aktualné nakazenych osob pro ukazkovy
15. den predikce.

Chyba predikce vici skutecnosti [%]

] [

0 min. 0,2 5 10 25  max. 56

Obr. 30 Relativni chyba predikci vaci skutenosti pro 15. den predikce.
(ORP CR + Praha)

Vizualizace chyb reflektuje domnénku vyraznéjsi odchylky od skuteénosti v oblasti
Kralovéhradeckého kraje a na vychodé Moravskoslezského kraje. V oblastech zapadnich
Cech byl model naopak velmi pfesny. Za zminku stoji lokalné vyraznéjsi chyba predikce
pro ORP Stod (Plzenisky kraj), pfestoze dana oblast byla spravné vyhodnocena jako oblast
shlukovani nizkych hodnot prevalence na predchazejicim Obr. 29. Tyto (ne)presnosti vSak
nemusi byt inherentné vlastni modelu a mtize se jednat o momentalni vykyvy v dané fazi
predikce, pripadné také mohou byt zptisobené specifickymi vlastnostmi nedavného vyvoje
onemocnéni COVID-19.

Kromé vyse uvedené relativni chyby mtize byt hodnotné kategorizovat jednotliva ORP
podle fadovosti absolutni hodnoty fale§né pozitivnich. To poskytuje mapa na Obr. 31.
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Rad falesné pozitivnich
- stovky osob
- desitky osob
|:| jednotky osob
|:| méné nez 1 osoba

Obr. 31 Rady falesné pozitivnich osob pro 15. den predikce.
(ORP CR + Praha)

Z mapy vyplyva skutecnost, Ze pro pfevaznou vétsinu tizemi CR byla absolutni chyba
modelem vytvofenych predikci v fadu jednotek a desitek osob. V nékolika ORP
nachazejicich se v oblasti méné presnych predikci byla absolutni chyba v fadu stovek,
jinde naopak i mensi nez 1 osoba.

VSechny vySe uvedené mapy byly vztazeny k 15. dni predikce (tj. k poloviné
predikovaného obdobi), je vSak samozfejmé mozné na zakladé tabulek v Priloha 4 tvorit
obdobné vystupy i pro dalsi dny.
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7 VYSLEDKY

Celkového cile prace bylo dosazeno naplnénim dil¢ich cilu, tj. analyzou a pfedzpracovanim
vstupnich dat, tvorbou ANN pro predikéni Gcely a validaci finalizovaného modelu.

Vybrana epidemiologicka data poc¢tu aktualné nakazenych od UZIS pokryvajici izemi
CR (viz podkapitola 3.3) byla nejprve testovana ADF testem za ucelem potvrzeni jejich
stacionarity (viz podkapitola 4.1), kterym bylo 104 z 206 ¢asovych fad identifikovano jako
nestacionarni. Nasledna diference nebyla provedena na zakladé empirického testovani.
Vizualizaci autokorelac¢nich vazeb uzitim ACF (viz podkapitola 4.2) byla uréena velikost
posuvného okna (viz podkapitola 5.2). Na data byla nakonec aplikovana Yeo-Johnsonova
mocninna transformace (viz podkapitola 4.3). Vysledkem dil¢iho cile 4. kapitoly je tedy
analyzovany a predpripraveny dataset optimalizovany pro potfeby predikéniho modelovani.
vSechny relevantni metody ANN a ML zvolené pro vyslednou implementaci a praktictéjsi
podkapitolu 5.2 struc¢né predstavujici funkcionalitu autorem prace sestavené tfidy B-GRU-
PTSAR napsané v jazyce Python uzitim zminénych rozs§ifeni (viz podkapitola 3.2), ktera
byla pouzita pro tvorbu predikéniho modelu nad epidemiologickymi daty. Vysledkem
dil¢iho cile 5. kapitoly je tedy ANN pro predikéni ticely aktualniho pocétu nakazenych
onemocnénim COVID-19 na tzemi ORP CR a samotna tfida B-GRU-PTSAR spravujici
tvorbu bayesovskych RNN, ale i realizujici predchéazejici analyzu a naslednou validaci
modelu.

Nejlepsi vytvofeny model byl nasledné validovan zhodnocenim pribéhu automatické
optimalizace hyperparametri (viz podkapitola 6.1), ueni ANN (viz podkapitola 6.2)
a testovanim presnosti samotnych predikci (viz podkapitola 6.3). K tomu bylo kromé
vybranych metrik vyuzito nékolika datovych a mapovych vizualizaci. Vysledkem dilé¢iho cile
6. kapitoly je tedy finalni a v nékolika aspektech validovany model.

VSechny dil¢i vysledky jsou predstaveny v hlavni ¢asti textu a finalni vystupy jsou
soucasti priloh.

V dusledku naplnéni celkového cile prace lze stanovit vysledné tvrzeni, ze je mozné
sestavit predikéni model vyuzivajici metod ANN a ML pro tcely predikéniho modelovani
vybranych charakteristik pandemie COVID-19 na tuzemi CR, a ze tento model dosahuje
uspokojivé pfesnych vysledkt. Kritické zhodnoceni prace poskytuje 8. kapitola.
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8 DISKUZE

V kontextu jiz existujicich pfistupu (viz 2. kapitola) lze praci povazovat za velmi moderni
av souladu se svétovymi trendy v oblasti (nejen) predikéniho modelovani infekénich
onemocnéni, kde se ANN a dalsi ML pristupy tési intenzivnimu vyzkumu a uziti. V ¢eském
geoinformatickém prostfedi predstavuje prace jeden z prvnich pokust tyto technologie
predstavit S§irSimu okruhu odborné verejnosti ve snaze rozvést diskuzi nad jejich
vyuzitelnosti v epidemiologii, ale i v jinych oblastech. K tomu je potfeba zaujmout kritické
stanovisko.

Prestoze jsou ANN a dal§i ML metody obvykle povazovany za jedny z nejefektivnéjSich,
patfi k jejich zakladni limitaci potfeba mnohdy rozsahlych datasetl pro jejich natrénovani.
V rané fazi pandemie COVID-19, kdy by existence silného predikéniho modelu mohla
nejvyraznéji zmirnit dopad nemoci na spole¢nost, by tedy pravdépodobné nebylo mozné
sestavit stejné spolehlivy model ANN, jako je mozné dnes.

Komplikovana je také samotna povaha dat, jelikoz spolu s klesajicim zajmem
vefejnosti o COVID-19 se snizuje pocet provedenych testd, tedy i pocet identifikovanych
pripadt. Za zminku stoji také moznost samotestt1, kdy soukromé identifikovanou pozitivitu
nemusi nutné infikovany jedinec nahlasit svému o§etiujicimu 1ékafi, v disledku ¢ehoz se
nepromitne do dat od UZIS. Z téchto (a pravdépodobné i dal§ich) divodu je spolehlivost
dat za posledni obdobi sporna, navic nevykazuje chovani, které bylo viditelné na
pfedchozich cyklech onemocnéni, kdy bylo testovani a vedeni dat o COVID-19 brano velmi
vazné. Presto je tfeba konstatovat, Ze vysledny model dokazal pfi uceni a v predikcich
zachytit pomérné pfesné i toto necekané chovani modelovanych dat.

Z hlediska analyzy a pfredzpracovani dat se za problematické nabizi zachovani
nestacionarity v datech, pfestoze toto rozhodnuti bylo provedeno na zakladé empirického
testovani. Uziti ACF pro primér casovych fad také neni zcela optimalni, jelikoz korektné
by kazda z nich méla mit sviij vlastni rozbor autokorelace, aby nedochéazelo k nadbytku
dat nebo naopak ztraté ¢asti informace. Nicméné i pfesto lze predstavené vyuziti ACF
povazovat za objektivnéj§i a vhodnéjsi, nez by byla alternativa, tedy zkusmé hledani
velikosti posuvného okna. Volba Yeo-Johnsonovy transformace ve finalnim modelu
vychazela z empirického testovani, ale pravdépodobné by bylo mozné najit argumenty i pro
vyuziti jiné transformace.

Ackoliv vSechny pouzité metody ANN byly adekvatné zvoleny vzhledem k feSenému
problému, je jist€ mozné dosahnout stejnych (nebo lepsich) vysledkd i jinym pfistupem.
Cela oblast ML je natolik §iroka a rozmanita, Zze moznych feSeni je skutecné mnoho, mozna
az nekonecno. Koneckonctl i za zachovani zde uzitych metod je mozné razné upravovat
pocet vrstev, jejich Sifku, celkovy tvar sité, zvySit pocet bayesovskych vrstev atd. Realita je
takova, ze i pres snahy zachovat maximalni objektivitu pfi tvorbé modelu se jedna
o vysledek mnoha subjektivnich rozhodnuti.

Autorem vytvorena tfida B-GRU-PTSAR splnila sviij tiel pro naplnéni cilt prace, jeji
naroky na obecngjsi vyuziti by vSak bylo nutné dale testovat. Z programatorského hlediska
poskytuje dostatek moznosti na jeji optimalizaci, zprehlednéni kédu, rozSifeni o dalsi
funkcionalitu a zlepSeni uzivatelskych aspekt. Pfestoze jeji metody umoznuji témér vse
nastavit pfi tvorbé vlastni ANN, nékteré narocnéjsi Gpravy mohou vyzadovat zasah pfimo
do jejiho zdrojového kodu. Z téchto dlivodt neni vhodné tfidu vnimat jako zcela hotovy
nastroj, ale spiSe jako funkéni prototyp.

Validaci modelu 1ze povazovat za GspéSnou na zakladé zhodnoceni nékolika kritérii,
nebylo tak vSak ucinéno vycerpavajicim zptusobem. Data vygenerovana ve validacni fazi
modelovani jsou pomérné pocetna a poskytnuti vSech moznych grafd a map pro
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zhodnoceni je tedy prakticky nemozné. Ptivodnim planem bylo testovat model na riznych
fazich pandemie (nartst, klesani apod.), nicméné kvuli vySe popsanym problémtm s daty
od toho bylo upusténo, jelikoz by to vyzadovalo odstranéni velké casti jiz tak pomérné
nepocetnych dat z trénovaci mnoziny. Snahy model co nejrobustnéji validovat jsou také
komplikovany znaéné uzavienou povahou ANN. Je tfeba také konstatovat, Ze jako kazdy
jiny model bude i tento zatiZzen nedokonalosti a prostorem ke zlepSeni. Koneckoncu cilem
nebylo predstavit definitivni feSeni, ale pouze jeden z moznych pfistupti.

Praktické vyuziti vysledného modelu je sice teoreticky mozné, nicméné i tak by bylo
potfeba provést diléi ipravy v zavislosti na konkrétnim aplikaénim vyuziti a jiz zabé&hlych
systémech potencialniho uzivatele. Za vhodné feSeni lze povazovat pfesun modelu na
webovy server, odkud by denné pfebiral aktualizovana data, rovnou se z nich ucil
a vysledné predikce vykresloval formou interaktivnich webovych map. To v soucasném
stavu modelu nemusi byt mozné. Realizace takového feSeni nicméné pfesahuje cile
i moznosti této prace, proto nebyla vice prozkoumana.

Smért navazujiciho vyzkumu je nékolik. Bylo by zajimavé sestavit komparativni
studii pro mnoho rizné sestavenych ANN a porovnat jejich vysledky ve snaze nalézt
nejlepsi variantu pro predikovani COVID-19 na tizemi CR. Dale, nebude-li shromazdovani
epidemiologickych dat o COVID-19 zcela zruSeno, by také mohlo byt zajimavé otestovat
vykon modelu na dlouhodobé predikce, napfiklad ptlrocni. Hodnotnych vysledki by mohlo
byt dosazeno obohacenim autokorelacnich vazeb o dalsi velic¢iny, napf. razné ukazatele
socioekonomické a/nebo fyzické geografie. Za védecky velmi vyznamné povazuje autor
hlubsi studium translace geografickych vazeb objektti do prostoru parametriat ANN.
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9 ZAVER
Hlavnim cilem prace bylo sestavit ANN pro potfeby predikéniho modelovani vybranych
epidemiologickych charakteristik pandemie COVID-19 na uzemi CR. K jeho splnéni bylo

potfeba modelovana data nejprve analyzovat, navrhnout konkrétni architekturu ANN
a predstavit zpusob validace vysledného modelu.

Na zvolena modelovana data, tj. poétu aktualné nakazenych na uzemi CR, byly
aplikovany vybrané metody analyzy ¢asovych fad a datova transformace s cilem tvorby co
nejrobustnéjSiho modelu schopného efektivniho uéeni. Jednalo se o testovani stacionarity
ADF testem, vyuziti autokorelace c¢asovych fad pomoci ACF ke stanoveni velikosti
posuvného okna a transformace dat Yeo-Johnsonovou mocninnou transformaci.

Ze sekvencni povahy modelovanych dat a cile predikéniho modelovani byla zvolena
ANN vyuzivajici rekurentni GRU vrstvy a vystupni bayesovskou linearni vrstvu, diky cemuz
jsou vysledné predikce doplnény mirou nejistoty. Rozebrané relevantni teoretické principy
ANN jsou nasledné preneseny do praktické implementace autorem vytvofené tfidy B-GRU-
PTSAR, ktera kromé samotné tvorby ANN spravuje také potfebné analyzy a metody validace
vysledného modelu. Umoznuje také model sestavit zcela automatizované pomoci algoritmu
CMA-ES, coz umoznuje efektivnéjsi tvorbu modelu a snizuje mnozstvi subjektivnich
rozhodnuti. Tfida je sepsana obecné a umoznuje tvorbu podobnych modelt i pro jiné ticely.

Validace vysledného modelu probéhla vyhodnocenim procesu automatické
optimalizace hyperparametri, analyzou procesu uceni sité napfic epochami uceni
a rozborem pfesnosti predikci. Ty jsou porovnany vici skutecnému stavu uzitim grafu
a nékolika mapovych vizualizaci. Schopnost modelu zachytit prostorové vazby byla kromé
vizualni interpretace map testovana metodou prostorové statistiky LISA analyzujici
prostorové shluky.

Cileného vysledku prace bylo dosazeno vyse zminénymi metodami, pricemz vysledny
model dosahl uspokojivé presnosti.

V kontextu celosvétového vyzkumu lze za hlavni pfednosti a pfinos prace povazovat
vyuziti bayesovskych vrstev umoznujici praci s mirou nejistoty predikci a vyuziti
automatické optimalizace hyperparametra pfi finalizaci modelu. Vyznamné je také
pfedstaveni popularniho pfistupu k predikénimu modelovani (nejen) epidemiologickych
dat, ktery neni v ¢eském prostredi prili§ pouzivan. Z praktického hlediska je pfinosna
i tfida B-GRU-PTSAR, jelikoz poskytuje pomérné pfimocarou cestu k tvorbé obdobnych
modelt1 i pro jiné ulohy. Z vysledkli mohou potencialné tézit relevantni zdravotnické,
vyzkumné a administrativni instituce.
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