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ANOTACE 
Tématem bakalářské práce je p rob l emat ika tvorby umělé neuronové sítě pro potřeby 
časoprostorového predikčního modelování pandemie COV ID-19 v administrativních 
jednotkách České republ iky . K t o m u j s o u použita volně dostupná epidemiologická da ta 
sekvenční povahy, jež j s o u z a účelem usnadnění učení sítě nejprve analyzována vybranými 
statistickými metodami a transformována do vhodné podoby před vs tupem do mode lu . 
S a m a tvorba konkrétní arch i tek tury umělé neuronové sítě plnící stanovené cíle je 
rozebrána z teoretického i praktického h l ed i ska . Závěrečným k r o k e m je vícefázová val idace 
přesnosti predikcí i samotného nejlepšího dosaženého mode lu zvolenými metodami užitím 
stanovených kritérií a vizualizací. 

Výsledkem je kromě rozboru dané prob lemat iky finální model , stejně j ako nástroj 
vytvořený autorem práce v programovacím jazyce Python, který je použit k rea l i zac i celého 
výše nastíněného procesu. Práce by měla reprezentovat j e d n u z možných cest 
časoprostorového predikčního modelování epidemiologických dat, případně by m o h l a také 
sloužit j ako insp i race pro tvorbu podobných umělých neuronových sítí pro potřeby 
predikce sekvenčních dat i v jiných tematických oblastech. 
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ANNOTATION 
Th i s bachelor thes is deals w i t h the design of a n art i f ic ia l n e u r a l network for the needs of 
spat iotemporal predictive mode l l ing of the COVID-19 pandemic i n the adminis trat ive u n i t s 
of the Czech Republ ic . For th i s purpose , freely avai lable epidemiological da ta of sequent ia l 
na ture are used , w h i c h are first ana lysed u s i n g selected s tat is t i ca l methods a n d 
t rans formed into a sui table form before enter ing the mode l i n order to facil itate l earn ing of 
the network. The a c tua l des ign of a specif ic art i f ic ia l n e u r a l network archi tecture ful f i l l ing 
the stated objectives i s d i s cussed from bo th theoret ical a n d prac t i ca l perspectives. The 
f ina l phase is the mult i -s tage va l idat ion of the accuracy of the predic t ions a n d of the best 
achieved mode l itself, a t ta ined by the chosen methods u s i n g selected cr i t e r ia a n d 
v isua l i zat ions . 

The resu l ts are, i n add i t i on to the ana lys i s of the i ssue , the f ina l model , as we l l as 
the tool created by the author of the thes is i n the Py thon programming language, w h i c h 
was u s e d to implement the entire process out l ined above. The work s h o u l d represent one 
of the possible ways of spat io tempora l predictive mode l l ing of epidemiological data, whi le 
it c ou ld also serve as a n insp i ra t i on for the creat ion of s imi la r art i f ic ia l n e u r a l ne tworks for 
the needs of sequent ia l da ta pred ic t ion i n other subject areas. 
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ÚVOD 
O tvorbu predikčních modelů, jimiž je možné informovaněji předvídat vývoj nějaké veličiny, 
je velký zájem v m n o h a různých oblastech, přičemž konkrétně v epidemiologi i patří do 
popředí zájmu j a k samotných epidemiologů, tak poskytovatelů zdravotní péče (Tabataba et 
a l . , 2017). J e d n u z možných cest k je j ich tvorbě představují metody strojového učení, 
konkrétně umělé neuronové sítě, které se v posledních letech dostávají do popředí 
světového výzkumu. 

Motivací je s n a h a otestovat využitelnost těchto moderních technologií pro potřeby 
predikování časoprostorových epidemiologických dat, konkrétně n a případu pandemie 
COV ID-19 n a území ČR (České republ iky) . Výsledný mode l sestavený tímto způsobem by 
měl být teoreticky schopen poskytovat ve lmi přesné predikce, z čehož by moh ly potenciálně 
těžit relevantní české zdravotnické, výzkumné a administrativní inst i tuce . 

Práce v mnohém koncepčně navazuje n a již realizovaný světový výzkum (viz 
podkap i to la 2.1), nicméně v konkrétních aspektech je výsledkem autorova samostatného 
výzkumu a snahy nav rhnout vhodné řešení. 
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1 CÍLE PRÁCE 
Cílem bakalářské práce je sestavit predikční mode l založený n a umělé neuronové síti pro 
potřeby časoprostorového predikčního modelování, konkrétně pro vybrané epidemiologické 
téma vybraných charakter i s t ik pandemie COVID-19 v administrativních jednotkách ČR. 

Nejprve b u d o u vhodně vybrána volně dostupná data, která b u d o u mít dostatečně 
detailní prostorový aspekt. D a t a b u d o u nejprve před vs tupem do umělé neuronové sítě 
analyzována a předzpracována statistickými metodami s cílem pochopi t j e j i ch v las tnost i 
k vytvoření robustnějšího mode lu a usnadnění procesu učení sítě. Nad takto připravenými 
daty bude posléze sestaven co nejpřesnější mode l užitím vybraných relevantních 
teoretických metod umělých neuronových sítí tak, aby b y l a možná následná přímá val idace 
výsledků i mode lu samotného. 

Práce by měla reprezentovat j e d n u z možných cest časoprostorového predikčního 
modelování epidemiologických dat, případně by m o h l a také sloužit j ako insp i race pro 
tvorbu podobných umělých neuronových sítí pro potřeby predikce sekvenčních dat 
i v jiných tematických oblastech. 
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2 SOUČASNÝ STAV ŘEŠENÉ PROBLEMATIKY 
Spo lu s dostupností rozsáhlých datových sad , hardwarových výpočetních prostředků, 
softwarových nástrojů a s rozvojem relevantní teorie zažívá oblast strojového učení 
(anglicky machine learning, dále ML) prudký rozvoj, v důsledku čehož j s o u každoročně 
vyvíjeny nové modelové arch i tektury a přístupy (Ste inbach et a l . , 2022). To se přirozeně 
týká také problemat iky tvorby predikčních modelů, v níž nejen umělé neuronové sítě 
(anglicky artificiál neurál network, dále ANN) prokázaly svou využitelnost v řadě odborných 
soutěží a představují významná zlepšení oprot i tradičním metodám, především s ohledem 
n a schopnost modelovat míru nejistoty (Bojer, 2022). Epidemiologie jakožto lékařský obor 
veskrze orientovaný n a datovou analýzu čerpá z těchto nových poznatků při sestavování 
predikčních algoritmů pro šíření nemocí a modelování účinnosti léčby, díky čemuž je 
pokrok v ob last i M L vnímán jako produktivní úsilí s potenciálem n a zlepšení zdraví 
populace (Wiemken a Kel ly, 2020). 

2.1 Přístupy k predikování COVID-19 
Z a h i s to r i cky nejstarší a nejjednodušší metodu matematického modelování infekčních 
nemocí m o h o u být považovány tzv. kompartmentové modely, z nichž nejznámější SIR 
(Susceptible, Infectious, Recovered) a jeho deriváty j s o u používány epidemiology dodnes, 
jelikož poskytují hodnotný prvotní vh l ed do chování nemoc i (Rodrigues, 2016). Účinnost 
tohoto přístupu nicméně bývá častým cílem různých testování a srovnávání s modernějšími 
metodami , přičemž například Moe in et a l . (2021) ve své kazuis t i ce zaujímají vůči SIR 
modelům spíše kritický postoj. Zároveň také existují snahy rozšířit dobře interpretovatelné 
SIR modely o nové poznatky z ob last i datového modelování, například Vega et a l . (2022) 
popisují hybridní mode l užívající stochastický M L a lgor i tmus pro aprox imac i změn 
parametrů SIR mode lu v čase. Z a zmínku stojí, že různě modifikované SIR modely tvoří 
jádro metodiky MZČR (Ministerstvo zdravotnictví ČR) pro predikce vývoje pandemie 
COV ID-19 n a území ČR (viz podkap i to la 2.2). 

Využití nacházejí také obecně používané třídy lineárních autoregresních modelů 
časových řad známé z matematické stat ist iky, jmenovitě především A R I M A (Autoregressive 
Integrated Mouing Average) nebo S A R I M A (Seasonal ARIMA) , j e - l i z a h r n u t a informace 
o sezónním průběhu dat. Kupříkladu S a h a i et a l . (2020) a T a n et a l . (2022) využívají těchto 
metod k predikování t r endu epidemiologických charakter i s t ik COVID-19 vybraných států 
s relativně vysokou mírou přesnosti, z čehož p lyne potenciál pro je j i ch využitelnost 
relevantními státními a zdravotními ins t i tucemi . Přestože M L metody j ako A N N dosahují 
lepší přesnosti v predikcích než modely AR IMA , přináší s sebou tyto modely výrazně nižší 
ce lkovou komp lex i tu při tvorbě, výpočetní náročnost a také opadá potřeba jemného ladění 
arch i tek tury a hyperparametrů A N N , což z n i c h dělá technologi i vhodnou pro jednodušší 
problémy (Zhou et a l . , 2020). Srovnání A R I M A a A N N v rámci predikčních modelů pro 
COV ID-19 poskytují například Rgu ib i et a l . (2022), kteří dosahují použitelných výsledků 
oběma metodami , nicméně A N N se prokázaly j ako přesnější. Nelineární odraz principů 
A R I M A modelů čistě v rámci A N N lze nalézt u tzv. nonlinear autoregressive neurál networks, 
pomocí nichž Saliaj a N i s s i (2022) dosáhly významně vyšší přesnosti predikcí nově 
nakažených oprot i lineárním modelům, j ako b y l a m imo jiné právě AR IMA. 

S a m a o sobě ve lmi široká oblast M L algoritmů nabízí k řešení prob lemat iky C O V I D -
19 široké množství přístupů, j ako j s o u např. support vector machines, random forests, k-
nearest neighbours, gradient boosting a samozřejmě celá podmnožina A N N se svými 
vlastními podoblastmi , z nichž z a nej důležitější z h l e d i s k a predikování lze považovat R N N 
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(Recurrent Neural Network), C N N (Convolutional Neural Network) a je j i ch další deriváty 
(Kamalov et a l . , 2022). 

Přestože C N N dosáhly své popular i ty především v ob last i počítačového vidění 
a zpracování obrazu, je možné j i m i v důsledku shodné počítačové reprezentace jakožto polí 
zpracovávat také časové řady (Wibawa et a l . , 2022). Tento přístup úspěšně ap l ikova l i 
například Moh imon t et a l . (2021) a j e j i ch výsledky by ly následně integrovány do metod iky 
predikování COVID-19 ve francouzském reg ionu G r a n d - E s t . Pokrok by l zaznamenán také 
ve tvoření hybridních C N N - R N N predikčních modelů, přičemž kupříkladu Z a i n a A l t u r k i 
(2021) efektivně využili výstupy konvolučních vrstev j ako vs tupy do rekurentní vrstvy, 
která z n i c h následně extrahovala sekvenční informace. Další ve lmi zajímavou práci 
využívající hybridní C N N - R N N mode l představili Muňoz-Organero a Queipo-Álvarez (2022) 
pro reprezentaci hodnot inc idence uvnitř spádových oblastí zdravotnických zařízení 
madridského reg ionu jako spojitý povrch ve formě 2 D mat i c (resp. rastrů), s nimiž následně 
pracova l i podobně j ako se snímky. 

V rámci samotných R N N bývá ve lmi často užívána va r i an t a L S T M (Long-Short Term 
Memory), jelikož řeší značné množství klíčových problémů základní, tzv. vanilla R N N 
arch i tektury , díky čemuž j s o u považovány z a j e d n u z nejvhodnějších možností pro tvorbu 
predikcí (Arora et a l . , 2020). Přímé srovnání těchto dvou arch i tek tur poskytují A lassa f i et 
a l . (2022) a konstatují, že užití L S T M vedlo ke zvýšení přesnosti predikcí případů C O V I D -
19 o 5,13 %. Dále j s o u prováděna komparativní testování různě modifikovaných L S T M , 
přičemž například V e r m a et a l . (2022) dosáhli největší přesnosti predikcí užitím sítě 
s několika vzájemně napojenými, tzv. stacked L S T M vrs tvami a výše zmíněným hybridním 
C N N - R N N , resp. C N N - L S T M modelem. Přesných predikcí s vysokým prostorovým detai lem 
dosáhli také L u c a s et a l . (2022) užitím stacked L S T M sítě, do níž vstupova ly j a k vybrané 
epidemiologické charakter is t iky , tak informace o p o h y b u a chování obyvatel získané z dat 
ze sociální sítě Facebook. Dále Fr i tz et a l . (2022) zvol i l i ve své koncepčně podobné práci 
ces tu modelovat da ta o mobilitě obyvatel jakožto grafovou s t r u k t u r u , n a d níž by l následně 
sestaven hybridní model , v němž tzv. graph neural network část řešila prostorovou složku 
přesunu obyvatel a R N N část časovou. Hodnotné srovnání mez i L S T M a G R U (Gated 
Recurrent Unit), vývojově mladší a l ternat ivou pro L S T M , v kontex tu COVID-19 poskytují 
A r u n K u m a r et a l . (2021) a konstatují kratší dobu učení a nižší výpočetní náročnost G R U 
vrstev, nicméně oba přístupy dosáhly ve lmi podobné míry úspěchu napříč několika 
stanovenými úkoly. Specifické využití G R U vrstev zvol i l i B i et a l . (2022) při tvorbě 
predikčního mode lu , jehož výsledky byly následně zpracovány multipopulačním evolučním 
algor i tmem pro nalezení optimálního anticovidového epidemiologického opatření z a 
předpokladu max imal i zace účinnosti a min ima l i zace nákladů. 

S ohledem n a komplexní časoprostorové dynamiky šíření nemoc i COV ID-19 není a n i 
kvůli přítomnosti náhodného šumu v datech možné vytvářet perfektní modely, a proto je 
vhodné při j e j i ch tvorbě určit korespondující míry nejistoty k predikcím (Cabras, 2021). 
Ačkoliv existuje mnoho studií zaměřených n a predikování COV ID-19 užitím M L metod, 
využití B N N (Bayesian Neural Network) je ve lmi omezené, přestože poskytují robustní 
metodologi i pro kvant i f ikac i nejistoty při určování parametrů sítě, a tedy i predikcí 
(Chandra a He, 2021). N i r a u l a et a l . (2022) poskytují specifický hybridní mode l , v němž 
výstup L S T M vstupuje j ako j e d n a složka do bayesovského časoprostorového regresního 
mode lu pro predikování nových případů C O V I D - 1 9 , přičemž n a v s t u p u b y l a použita 
epidemiologická, dopravní a demografická data. Dále S i l k et a l . (2022) využívají j e d n u 
z alternativ pro určování nejistoty predikcí, tzv. ensemble přístup, při němž j s o u 
sofistikovanými metodami kombinovány výstupy z několika odlišných epidemiologických 
modelů. 
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V h l e d do zajímavé prob lemat iky automatizovaného M L v kontex tu COVID-19 
poskytují Abbas imehr a P a k i (2020) využitím bayesovské opt imal izace k nalezení 
optimálních hyperparametrů mode lu . 

Přehled náročných problémů během modelování pandemie COV ID-19 shrnují K h a n 
et a l . (2022), z nichž z a zmínku stojí např. nedos tupnost dostatečného množství 
trénovacích dat, r i z iko náhodného šumu v datech, j e j i ch m n o h d y nestrukturovaná nebo 
zce la chybná evidence či vl iv vládních opatření n a šíření nemoci . Další kompl ikace při 
predikování lze očekávat v důsledku obtížnosti modelování různých var iant COV ID-19 , 
husto ty zalidnění, logist iky a sociálních aspektů, j ako je k u l t u r a a životní s ty l (Chandra et 
a l . , 2022). Stěžejní záležitostí je komunikování r o z sahu možných hodnot v predikcích, 
přičemž užité statistické koncepty a s a m a míra nejistoty by měly být snadno 
interpretovatelné zainteresovanými ins t i tucemi a veřejností (Nixon et a l . , 2022). 

2.2 Metodika Ministerstva zdravotnictví České republiky 
První predikční mode l od ÚZIS (Ústav zdravotnických informací a statistiky) v rámci 
metodické dokumentace MZČR popisují Májek et a l . (2021a) z a účelem krátkodobé 
s imulace počtu nových případů COVID-19 . Toho je následně využito k hodnocení 
dynamiky epidemie, pro stanovení reprodukčního čísla, určování souvislostí se zavedenými 
opatřeními a j ako podk l adu pro predikce dalších klíčových charakter i s t ik (Májek et a l . , 
2021a). Jedná se o zjednodušenou ap l i kac i kompartmentového SIR mode lu , v němž j s o u 
všichni j ed inc i v popu lac i v každém okamžiku zařazení do určité stavové skup iny , a jehož 
parametry byly zvoleny metodou náhodného prohledávání p ros to ru v přípustném ro z sahu 
hodnot (Májek et a l . , 2021a). 

Koncepčně příbuzný predikční mode l také od ÚZIS představují Májek et a l . (2021b), 
jehož hlavním účelem je provádět dlouhodobé s imulace pro odhad dynamiky epidemie, 
dopad zavedených opatření, nových var iant v i r u , a také dlouhodobé plánování kapac i t 
zdravotnického systému. Pro imp lementac i b y l adaptován kompartmentový věkově 
strukturovaný SEIR (SIR + Exposed) model , který představili Prem et a l . (2020) s veřejně 
dostupným kódem (URL1) umožňující brát v potaz speci f ic i tu prostředí (např. školy, práce, 
veřejné prostory) spo lu s mírou očkovaných jedinců a novými m u t a c e m i v i r u COVID-19 
(Májek et a l . , 2021b). V s t u p e m j s o u charakter i s t iky původní studie od Prem et a l . (2020), 
charakter i s t iky krátkodobého mode lu od Májek et a l . (2021a), mat ice kontaktů 
z mezinárodní, n a ČR extrapolované studie od Prem et a l . (2017), a vybrané 
epidemiologické charakter i s t iky pro ČR (Májek et a l . , 2021b). 

Další uvedený predikční mode l od ÚZIS popisují Jarkovský et a l . (2021), který 
nachází využití u krátkodobých předpovědí počtu nově a aktuálně hospitalizovaných 
pacientů, je schopen odlišit hospita l izace obecně od hospitalizací vyžadující intenzivní péči 
a pohybuje se n a úrovni celé ČR a krajů. Z a tímto účelem v sobě mode l kombinu je čtyři 
samostatné modely: model , který popsa l i Májek et a l . (2021b), klinický mode l řešící 
pravděpodobnost hospita l izace od zjištění pozitivity, kompartmentový mode l řešící 
pravděpodobnost úmrtí a propuštění od doby zahájení hospita l izace a mode l d is t r ibuce 
hospitalizační péče, v němž je n a základě dosavadní s t ruk tu ry pacientů o d h a d n u t a 
očekávaná zátěž jednotlivých nemocn ic (Jarkovský et a l . , 2021). 

Poslední uvedený mode l popisují Přibylová a Hajnová (2021) z Ústavu matemat iky 
a s ta t is t iky Přírodovědecké fakul ty Masarykovy univerz i ty v Brně. Představený mode l 
Z S E I A R (SEIR + iZolovaní/Zdraví + Absentj rozšiřuje původní SE IR mode l z h l e d i s k a 
množství dostupných s k u p i n k rozdělení populace o kompar tment asymptomatických 
pozitivních a o s k u p i n u průběžně navyšující ve l ikost náchylné populace (Přibylová 
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a Hajnová, 2021). Mode l má díky svému p r i n c i p u l im i tovanou schopnost dlouhodobé 
predikce, ale ve lm i dobrou schopnost mon i t o r ingu epidemiologické s i tuace i možnost 
částečně sledovat rozdíly v jednotlivých krajích, přičemž díky provedené opt imal i zac i n a 
v i r u exponované jed ince je krátkodobá predikce hospitalizací a smrtí velice dobrá z a 
předpokladu stabilní v i ru lence (Přibylová a Hajnová, 2021). 

2.3 Akademické práce v České republice 
Přestože problematice COVID-19 bylo n a českých univerzitách věnováno značné výzkumné 
úsilí v ob las t i metod d iagnost iky onemocnění a psychosociálních dopadů n a společnost 
a jed ince , nepatří metody predikčního modelování k frekventovaným tématům. 

Ve své diplomové práci hodnotí Šálená (2021) užitím SIR mode lu vybraná opatření 
pro t i šíření COV ID-19 s ohledem n a je j ich maximální potenciál pro o c h r a n u obyvatel ČR, 
přičemž účinnost těchto opatření posuzova la n a základě historických dat z vybraných dříve 
zasažených zemí. Příbuznou práci poskytuje Matoška (2022), jehož tématem v bakalářské 
práci b y l a podrobná analýza některého z dostupných matematických modelů pro 
predikování vývoje epidemie onemocnění COVID-19 v různých zemích světa. Neby la 
na lezena žádná kvalifikační práce aplikující technologie A N N pro potřeby časoprostorového 
predikčního modelování šíření COVID-19 n a území ČR. 

V rámci prací Katedry geoinformatiky Přírodovědecké fakul ty Univerz i ty Palackého 
v O l omouc i lze j i s t ou míru příbuznosti nalézt u ostatních prací s t emat ikou COV ID-19 , 
z nichž Kačírková (2022) a Vítková (2022) řeší prostorové analýzy vybraných jevů, Luz 
(2021) se zabývá designem a t l asu s t emat ikou dopadu pandemie a Port i Suárez (2022) 
analyzuje uživatelský aspekt čtení datových vizualizací. Metod M L využila Nevtípilová 
(2013) k testování kva l i ty prostorových interpolací užitím m o d u l u pro A N N v sof twaru 
G R A S S GIS. Dále Ty l (2013) využil a r ch i t ek tu ru A N N pro shlukování, tzv. self-organizing 
map, pomocí nástroje vytvořeného n a Vysoké škole Báňské v Ostravě k analýze výsledků 
voleb do zastupitelských orgánů a samospráv obcí. Sadílek (2021) nejnověji využil M L 
metod k ident i f ikac i výtvarného s ty lu několika sad tematických m a p pomocí p rog ramu 
Orange. 
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3 METODY A POSTUP ZPRACOVÁNÍ 
V návaznosti n a Široký (2011) lze výzkumný cíl práce považovat z a kombinovaný, přičemž 
funkční složku představuje rozbor vybraných témat tvorby A N N v kontex tu predikování, 
objektovou složku představuje finální výstupní mode l pro počet aktuálně nakažených 
COV ID-19 . Z a tímto účelem j s o u z obecného h l ed i ska použity specifické vědecké metody 
matematické, statistické a modelovací. 

3.1 Použité metody 
První fází bylo s t u d i u m relevantních matematických principů a osvojení s i praktických 
programátorských dovedností potřebných pro imp lementac i výsledného mode lu . Obě 
složky byly rozšiřovány i během samotné real izace práce. 

V s t u p u dat do A N N předchází j e j i ch analýza metodami teorie časových řad 
a statistického testování s následnou transformací do lépe modelovatelné podoby. Zjištěné 
v las tnos t i umožňují optimálněji in ic ia l izovat predikční mode l a usnadňují proces učení 
sítě. Jmenovitě jde o testování stacionari ty , analýzu míry a u to korelace a metody datové 
transformace. Vybranými metodami se zabývá 4. kap i to la . 

Hlavní téma a jádro práce je vztaženo k ve lm i širokému a dynamickému oboru umělé 
intel igence (anglicky artificiál intélligence, dále AI), jehož zájmem je v dnešní době především 
tvorba systémů simulujících l i d s k o u inte l igenci a i n t u i c i u formálně obtížně popsatelných 
problémů (Goodfellow et a l . , 2016). M L je j e d n o u z podoblastí AI tvořící metody, které 
umožňují počítačovým systémům učit se z již existujících zkušeností (tj. dat) z a účelem 
opt imal izace je j i ch chování pro d a n o u úlohu (Nguyen et a l . , 2019), přičemž je možné nalézt 
původně zce la neznámá řešení (Joshi , 2023). A N N představují podmnožinu M L metod 
insp i r ovanou biologickými neuronovými sítěmi živých organismů (Nguyen et a l . , 2019). 
V z t a h mez i AI, M L a A N N je schematizován n a Obr. 1. Vybranými metodami M L a A N N se 
zabývá podkap i to la 5.1 obsahující rozbor relevantní teorie pro výslednou p r a k t i c k o u 
implementac i . Způsob této implementace užitím autorem práce sestaveným nástrojem je 
představen v podkapito le 5.2. 

Z povahy procesu tvorby A N N p l y n u l a potřeba dlouhodobého testování různě 
strukturovaných modelů ve snaze komparativní metodou nalézt co nejoptimálnější řešení, 
které je představeno v 6. kapito le . Její součástí je také samotný pos tup evaluace mode lu 
a finální v izual izace výsledků kartografickými metodami v s ou l adu s Voženílek et a l . (2011). 

Obr. 1 Vztah mezi AI, ML a ANN. 
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3.2 Použitý software a hardware 
K rea l i zac i vědeckých metod práce je použit svobodný a otevřený software, což dělá celý 
proces dále snadněji replikovatelný a modifikovatelný pro další podobné úlohy. Díky t o m u 
roste potenciál pro navazující výzkum a využitelnost představených postupů. 

Přehled užitých softwarových nástrojů poskytuje Tabulka 1. 

Tabulka 1 Přehled užitých softwarových prostředků a jejich rozšíření. 

Verze Účel v práci 

Python 3.7.9 programovací j azyk 

B L i T Z 0.2.8 bayesovské vrstvy pro PyTorch 

Matp lo t l ib 3.5.3 datové v izual izace 

N u m P y 1.19.1 efektivní práce s vícerozměrnými po l i 

O p t u n a 2.10.0 automatická opt imal izace hyperparametrů 

Pandas 1.1.1 impor t a res t ruktura l i zace vstupních dat, export 

PyTorch 1.10.2+cul02 tvorba A N N a práce s tenzory 

Statsmode ls 0.13.2 statistické testování a analýza dat 

S k l e a r n 0.23.2 transformace vstupních dat 

t qdm 4.64.0 ukaza te l iteračních procesů 

QGIS 3.16.3 t vorba map , finální výpočty a analýza 

V i sua l i s t 0.6 analýza prostorového shlukování 

CUDA 12.0 zrychlení procesu učení A N N 

K n i h o v n a PyTorch umožňuje s n a d n o u interoperabi l i tu s technologií C U D A (Compute 
Unified Device Architecture), jejímž užitím je možné zrychl i t výpočetně náročné operace při 
učení A N N přesunem n a G P U (Graphics Processing Unitj (Nguyen et a l . , 2019). K tomuto 
účelu je použito G P U Nv id ia GeForce G T X 1070 T i . 

3.3 Použitá data 
Epidemiologická da ta pochází z otevřených datových sad Přehled epidemiologické situace 
dle hlášení krajských hygienických stanic podle ORP (obec s rozšířenou působností) 
a Epidemiologická charakteristika městských částí hlavního města Prahy od ÚZIS z C O V I D -
19 portálu MZČR (URL2). Epidemiologickými charak te r i s t i kami je tak pokryto všech 205 
O R P a P raha , tedy celé území ČR. 

Z a modelovaný jev b y l zvolen aktuální počet nakažených s denní frekvencí, který lze 
následně přepočítat n a prevalenci , tj. proporce osob mající daný klinický stav v určitém 
čase, s významem pro plánování a hodnocení potřeby zdravotní péče (Janout a Janoutová, 
2021). 

Po r es t ruk tura l i zac i a sloučení datových sad (užitím kn ihovny Pandas v iz Příloha 2) 
mají vstupní da ta mode lu podobu 206 paralelních časových řad o délce 1087 dnů (období 
1.3. 2 0 2 0 - 2 1 . 2. 2023). Vizualizována j s o u n a Obr. 2. 
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Obr. 2 Vstupní data modelu. 

Pro mapové v izual izace je využita prostorová datová s a d a ArcČR 4.1 (URL3), 
konkrétně v rs t va h r a n i c O R P a její atributové informace z S L D B (Sčítání l i d u , domů a bytů) 
2021 . Propojení epidemiologických a prostorových dat je realizováno přes kódovou 
ident i f ikac i daných území. 

3.4 Postup práce 

R E Š E R Š E 

METODY 

TECHNOLOGIE 

DATA 

ANALÝZAA 
PŘEDZPRACOVÁNÍ DAT 

TVORBA UMĚLÉ 
NEURONOVÉ SÍTĚ 

Obr. 3 Schéma postupu práce. 

VIZUALIZACE 
VÝSLEDKŮ 
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4 ANALÝZA A PŘEDZPRACOVÁNÍ VSTUPNÍCH DAT 
Mnoho případů využití A N N vyžaduje sofistikované předzpracování dat, jelikož reálná 
vstupních da ta m o h o u mít ve své surové podobě pro mnoho sítí obtížně zpracovatelné 
v las tnos t i (Goodfellow et a l . , 2016). S n a h o u je využít sekvenční povahu vstupních dat 
k získání hodnotných informací k objektivnější in i c ia l i zac i A N N a k následné t rans formac i 
dat do lépe zpracovatelné podoby. 

4.1 Stacionarita 
Stac ionar i ta časové řady je s tanovena ve v z t ahu k proměnlivosti statistických vlastností 
v čase a její pozitivní výskyt bývá obvykle charakterizován j ako konstantní rozdělení 
pravděpodobnosti po celé délce sekvence dat, což lze v p r i n c i p u vnímat tak, že libovolně 
zvolené časové výseče sledované veličiny b u d o u mít podobné popisné charakter i s t iky 
(Montgomery et a l . , 2015). 

J e d e n z často používaných statistických testů k robustnější va l idac i s tac ionar i ty je 
A D F (Augmented Dickey-Fuller) test. T en představili S a i d a Dickey (1984) v návaznosti n a 
Dickey a Fu l l e r (1979) k vyhodnocení přítomnost tzv. jednotkového kořene (anglicky unit 
rooí) pro danou časovou řadu (Herranz, 2017). Stručné znění nulté hypotézy H0 

a alternativní hypotézy HA poskytuje dokumentace kn ihovny Statsmodels (URL4): 

H0: Časová řada obsahuje jednotkový kořen (není stacionární), 

HA: Časová řada neobsahuje jednotkový kořen (je stacionární). 

Podrobnost i týkající se jednotkového kořene a exaktního vyhodnocování A D F testu 
přesahují možnosti této práce a poskytuje je například Har ranz (2017), s důkazy dále Sa id 
a D ickey (1984). 

J e - l i potvrzena H0, lze da ta přesto udělat stacionární tzv. diferencováním (Said 
a Dickey , 1984), což odpovídá výpočtu rovnice, upravené z Montgomery et a l . (2015): 

V t £ T: Axt = x t - x t _ t | Axt = 0 [4.1] 

kde T je t-prvková časová řada j e vu x a A označuje di ferencovanou hodno tu . Jelikož pro 
první prvek sekvence neexistuje žádný předcházející, je tento prvek vypuštěn, což imp l iku je 
zkrácení délky časové řady z T n a T — 1, přičemž p o k u d da ta ne jsou stacionární a n i po 
diferencování, lze celý proces opakovat a obdržet tak di ferenci 2. řádu, případně vyššího 
(Hyndman a Athanasopou los , 2021). Efekt diference 1. řádu n a vstupní da ta z Obr. 2 
poskytuje Obr. 4. 
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Obr. 4 Diferencovaná vstupní data. 

Užití L S T M (a tedy i GRU) je preferováno pro složité časové řady, jelikož j s o u schopny 
naučit se nelineární a nestacionární da ta pro potřeby predikcí (Patarwal et a l . , 2019). N a 
d r u h o u s t r a n u kupříkladu V i r i l i a Fre is leben (2000) zastávají spíše kritické stanovisko, 
protože nestacionární povaha predikovaných sekvencí vede u m n o h a případů k výraznému 
snížení přesnosti, ačkoliv konstatují, že by t o m u tak u A N N teoreticky být nemělo. Deba tu 
ohledně schopnos t i A N N zpracovávat dostatečně přesně nestacionární da ta lze tak zatím 
považovat z a otevřenou. 

4.2 Autokorelace 
Podobně j ako korelace popisuje lineární závislost mez i dvěma proměnnými, pomocí níž je 
možné sestavovat regresní modely, měří autokorelace lineární závislost mez i jednotlivými 
prvky časové řady pro potřeby tvorby autoregresních modelů, v nichž j s o u budoucí hodnoty 
predikovány n a základě hodnot předcházejících (Hyndman a Athanasopou los , 2021). 

J e d n a z metod určení míry autokorelace je A C F (Autocorrelation Function), jejímž 
výstupem je množina hodnot získaných výpočtem rovnice autokorelačního koef ic ientu 
rozšířeného z H y n d m a n a A thanasopou los (2021) podle Montgomery et a l . (2015): 

_ C0V(xt, Xt+k) _ Ht=fe+l(xŕ ~  x)( xt-k ~  x) ? 1 

r k ~ var{xt) - Y7t=1(xt-xY V ^ 

kde rk označuje hodno tu autokorelačního koef ic ientu pro prvek časové řady T n a poz ic i ř 
vůči k předcházejícím prvkům sekvence, cov označuje kovar ianc i , var rozpty l , x hodnoty 
sledovaného j evu a x jeho průměrnou hodno tu . 

V izua l i zace hodnot A C F spo lu s intervaly spolehl ivost i o dané hladině spolehl ivost i a 
následně umožňuje určit stat is t icky významné hodnoty autokorelace (Homayouni et a l . , 
2020), což je snadno implementovatelné díky knihovně Statsmodels . N a Obr. 5 je 
k d ispoz ic i graf A C F pro průměr časových řad z Obr. 2. 
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Obr. 5 Hodnoty ACF průměru vstupních dat pro a = 0,05. 
(dny s hodnotami mimo modrou plochu jsou statisticky relevantní) 

Alternativním určením míry autokorelace je P A C F (Partial ACF ) , která sice dosahuje 
ve lmi podobných výsledků, ale n a rozdíl od A C F odstraňuje interferenci mezilehlých hodnot 
v sekvenc i (Flores et a l . , 2012). 

Podle Z h a n g et a l . (1998) není autokorelace z důvodu své lineární povahy přímo 
převoditelná do ob last i A N N , jelikož ty modelují v zásadě nelineární procesy. N a d r u h o u 
s t r a n u kupříkladu H o m a y o u n i et a l . (2020) využili A C F při rozhodování o zvolené délce tzv. 
posuvného o k n a k dosažení ve lmi dobrých výsledků. Tato metoda je použita i v praktické 
rea l i zac i cílů této práce (viz podkap i to la 5.2). 

4.3 Datové transformace 
Pro většinu praktických aplikací je nutné původní da ta transformovat do nové podoby tak, 
aby bylo rozpoznávání vzoru v datech pro M L a lgor i tmus snadnější (Bishop, 2006). Často 
používanými přístupy j s o u standardizace , tj. t ransformace dat do podoby s nulovým 
průměrem a j ednotkovou směrodatnou odchy lkou , a normal i zace , tj. t ransformace dat do 
stanoveného in terva lu pomocí minimální a maximální hodnoty (Ali a Faraj , 2014). Povaha 
modelovaných COVID-19 dat nicméně norma l i zac i vylučuje, jelikož lze pozorovat značný 
rozdíl v absolutním počtu aktuálně nakažených mez i jednotlivými ob las tmi a také 
abnormální hodnoty v Praze. 

Standard izace průměrem a směrodatnou odchy lkou předpokládá normální rozdělení 
transformovaných dat (Aggarwal, 2018). Efekt této standardizace n a vstupní da ta z Obr. 2 
poskytuje Obr. 6, doplněný o výpočet podle U R L 5 : 
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dny od začátku pandemie (1. 3. 2020) 

x — X 
xs 

[4.3] 

Obr. 6 Standardizace vstupních dat. 

kde xs je standardizovaná hodno ta j e vu x, jeho průměr je x a a je směrodatná odchy lka . 

P o k u d podmínka normal i ty není zajištěna a da ta obsahují výrazně odlehlé hodnoty, 
je vhodnější použít robustnější me todu standardizace mediánem a mezikvartilovým 
rozpětím (URL6). Efekt této robustní s tandardizace n a vstupní da ta z Obr. 2 poskytuje Obr. 
7, doplněný výpočtem podle U R L 7 : 

400 600 
dny od začátku pandemie (1. 3. 2020) 

x — X 

Qo,75 ~ Qo,2S 
[4.4] 

Obr. 7 Robustní standardizace vstupních dat. 
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kde xs je robustně standardizovaná hodno ta j e vu x, jeho medián je x, Q0i75 je 3. kvar t i l a 

Qo,25 J e 1- kvar t i l , tedy Q075 — Qo,25 J e mezikvartilové rozpětí. 

V e l m i užitečné j s o u také tzv. mocninné transformace, tj. parametrické monotónní 
nelineární transformace, mající z a cíl udělat vstupní da ta bližší normálnímu rozdělení 
(URL8). Pro potřeby této práce se z a vhodnou prokázala Yeo -Johnsonova transformace, 
k t e rou představili Yeo a J o h n s o n (2000), umožňující transformovat i nulové a záporné 
hodnoty. Efekt této standardizace n a vstupní da ta z Obr. 2 poskytuje Obr. 8, doplněný 
výpočtem podle U R L 9 : 

400 600 
dny od začátku pandemie (1. 3. 2020) 

X (A) _ 

f (x + r r - 1 

I 
l n (x + 1) 

( - x + 1 ) 2 _ A - 1 

2 - 1 

l - l n ( - x + 1) 

Ä * 0 Ax > 0 

A = 0 A x > 0 

A*2Ax<0 

A=2Ax<0 

[4.5] 

Obr. 8 Yeo-Johnsonova transformace dat. 

kde x ( 1 ) označuje transformovaná da ta x parametrem A, který je a lgor i tmicky určen. 

Z porovnání grafů plyne jistá výhoda Yeo-Johnsonovy transformace oprot i oběma 
standardizacím, jelikož n a rozdíl od n i c h úspěšně z t l u m i l a výrazné rozdíly v počtu aktuálně 
nakažených napříč jednotlivými O R P a také abnormální hodnoty v Praze, které by moh ly 
mít negativní vliv n a učení sítě. 

Všechny výše zmíněné i mnohé další transformace j s o u součástí kn ihovny Sk l ea rn 
v rámci níž je možné jednoduše provést i t ransformace inverzní. J e j i ch srovnání je 
dostupné n a U R L 1 0 . 
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5 TVORBA UMĚLÉ NEURONOVÉ SÍTĚ 
A N N lze charakter izovat j ako výpočetní modely s naučitelnými parametry, jejichž dílčí 
výpočetní vrstvy j s o u mez i sebou propojeny jakožto orientované grafy, avšak detailní 
mechan i smy především tzv. hlubokých (anglicky deep) A N N (viz podkap i to la 5.1.3) ne jsou 
zatím jednoznačně matemat i cky uchopeny (Kaul a La l l , 2020). To spo lu s je j i ch m n o h a 
úspěšnými ap l ikacemi může vést výzkumníky ke zvýšenému úsilí o je j i ch výzkum, chtějí-li 
se držet n a popředí současného vývoje AI (Kruše et a l . , 2022). 

J e d e n z hlavních aspektů tvorby A N N je stanovení její a rch i tek tury (tj. množství, typ 
propojení a celková konf igurace dílčích neuronových vrstev), které bývají obvykle 
specializovány n a specifické úkoly (Goodfellow et a l . , 2016). V konečném důsledku však 
tyto a rch i t ek tury mají obvykle širší apl ikovatelnost , což spo lu s obtížností stanovení 
účinnosti konkrétních řešení vede k potřebě rigorózního testování kandidátních modelů 
sestavovaných s ohledem n a povahu vstupních dat a účel finalizovaného mode lu (Nguyen 
et a l . , 2019). 

5.1 Relevantní teoretické principy 
Základní složky a koncepty A N N j s o u inspirovány anatomií a fyziologií biologických 
neuronových sítí, které v nervovém systému živočichů plní ro l i hlavního zpracovatele 
informací (Kruše et a l . , 2022). Přestože jakožto matematické s imulace j s o u fundamentálně 
odlišné od fyzikálně-chemického fungování biologických neuronů, zůstává vývoj A N N 
a nové objevy v neuro log i i vzájemně propojeny (Aggarwal, 2018). 

Konceptuálni podobnost mez i umělým a biologickým neuronem je patrná ze srovnání 
Obr. 9 a Obr. 11. Perspekt iva neurofyziologie přesahuje možnosti této práce a pozornost j í 
věnují například K i t tnar et a l . (2020), detailněji pak M i l l s (2017). 

tě lo buňky dendrity 

Obr. 9 Základní stavba biologického neuronu (Seidl, 2015). 

Kap i t o l a stručně představuje pouze relevantní metody M L a A N N pro finální 
p r a k t i c k o u implementac i (viz podkap i to la 5.2). Rozbor dalších metod, byť stejně 
významných a potenciálně využitelných, přesahuje možnosti této práce. 
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5.1.1 Umělý neuron 
M c C u l l o c h a Pitts (1943) představili h i s tor i cky první matematický mode l n eu ronu , který 
vycházel přímo z fyziologického fenoménu akčního potenciálu a sloužil k řešení logických 
operací, jelikož n a základě binárních vstupů neuron n a výstupu buď zahořel (překonal 
prahovou hodnotu) , nebo nezahořel (nepřekonal ji) (Kruše et a l . , 2022). N a to navázal 
Rosenblatt (1958) představením tzv. perceptronu schopného přijímat vážené numerické 
vstupy , n a jejichž základě prováděl binární k las i f ikac i (Aggarwal, 2021). 

Finální výstup n e u r o n u úzce souvisí s p rob l emat ikou tzv. aktivačních funkcí 
(anglicky activation functions), jimiž je transformován do určitého in terva lu (Haykin, 2009). 
V tomto s m y s l u oba výše zmíněné modely využívají tzv. p rahovou funkc i (anglicky threshold 
function), nicméně u moderních A N N j i nahrazují např. sigmoidální funkce, hyperbolický 
tangens, rectified linear unit, softmax atd. (Kruše et a l . , 2022). V o l b a aktivačních funkcí je 
zásadní složkou tvorby A N N , jelikož užití každé z n i c h je vázáno k určitému t ypu mode lu 
(Aggarwal, 2018). Další v las tnost i aktivačních funkcí j s o u zmíněny v podkapitolách 5.1.3 
a 5.1.8, k d y b u d o u lépe kontextualizovány. N a Obr. 10 j s o u znázorněny často používané 
aktivační funkce včetně je j ich matematického předpisu. 

o T ReLU 
/ 

^ ^ ^ ^ ^ 
1 / 

0,5 
I 

n > x li 0 

-1 — - - -1 -1 

= ^ T F ř [5.1] ^ C x ) = I T | = 5 - l [ 5 . 2 ] ReLU(x) = \°x j \% \ [5.3] 

Obr. 10 Často používané aktivační funkce, upraveno ze Zaki a Meira (2020). 
(zleva: sigmoidální funkce, hyperbolický tangens, rectified linear unit) 

Umělý n e u r o n lze v s o u l a d u s výše stanoveným schematizovat n a Obr. 11 uvedeným 
způsobem: 

Obr. 11 Schéma a výpočet umělého neuronu, upraveno z Haykin (2009). 

kde y je výstup neuronu , q> je aktivační funkce, w 1 ( w n j s o u váhy vstupů, x 1 ; ...,xn j s o u 
vs tupy a b je tzv. bias, vzniklý přesunem prahové hodnoty n a levou s t r a n u v původní 
nerovn ic i perceptronu (Kruše et a l . , 2022). 
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Aktivační funkc i <p je sice možné vynechat, výsledný výstup však bude identický j ako 
po užití tzv. lineární aktivační funkce (Aggarwal, 2018). Z tohoto důvodu je aktivační 
funkce uvedena j ako integrální součást pop i su neu ronu . 

5.1.2 Vrstva umělých neuronů 
Seskupením více umělých neuronů vzniká vrs tva umělých neuronů, umožňující obecně 
pro jekc i n vstupů n a m výstupů, přičemž vs tupy a výstupy j s o u ve výchozí formě vzájemně 
propojeny každý s každým (Haykin, 2009). 

Stručný zápis výpočtu umožňují nástroje lineární algebry, jejíž p r inc ipy j s o u zce la 
zásadní pro pochopení a využití m n o h a M L algoritmů (Goodfellow et a l . , 2016). Formy mat ic 
a vektorů je využíváno i při počítačové imp lementac i A N N , j a k i lustruje dokumentace 
kn ihovny PyTorch kupříkladu při pop i su základní vrstvy (URL11). 

V r s t v u umělých neuronů lze v s ou l adu s výše stanoveným schematizovat způsobem 
uvedeným n a Obr. 12: 

Obr. 12 Schéma a výpočet vrstvy umělých neuronů, upraveno z Haykin (2009) a rozšířeno. 

kde Y je vektor výstupů, q> je aktivační funkce, W je náhodně (nebo sofistikovaněji) 
inicializovaná matice vah , X je vektor vstupů a B je vektor biases. Mat ice a vektory b u d o u 
nadále nahrazeny souborným označením tenzor popisující obecně libovolné d-rozměrné 
pole (Goodfellow et a l . , 2016), což je stručné a účelné zároveň, jelikož s tenzory pracuje 
i k n i h o v n a PyTorch (URL 12). 

5.1.3 Umělá neuronová síť 
Napojením dvou a více více neuronových vrstev z a sebe vzniká vícevrstevná neuronová síť, 
jejíž základní va r i an ta předpokládá úplné, tzv. dense propojení neuronů sousedících vrstev 
(Aggarwal, 2018). Vrs tvy bez přímého spojení s tenzory X nebo Y j s o u označovány j ako 
skryté (anglicky hidden), a svými přidanými synapsemi umožňují A N N efektivněji 
extrahovat informace ze v s t u p u (Haykin, 2009). A N N obsahující více než j e d n u hidden 
v rs t vu j s o u označovány j ako tzv. deep A N N , které lze v j e j i ch p r i n c i p u považovat z a 
nejúčinnější M L a lgor i tmus pro široké s p e k t r u m úloh (Kaul a La l l , 2020). 

Libovolně hluboká A N N používající pouze lineární (ekvivalentně také žádné) aktivační 
funkce je stejně expresivní j ako pouze j e d n a její v r s t va (Kruše et a l . , 2022). To lze vyložit 
tak, že nelineární aktivační funkce n a hidden vrstvách provádí nelineární transformace 
pros to ru vstupních dat (anglicky input space) do tzv. feature space z a účelem jeho 
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zjednodušené a snadněji uchopitelné reprezentace, přičemž tato schopnost roste 
s množstvím nelineárně aktivovaných hiddenvrstev v síti (Haykin, 2009). A n i m a c i příkladu 
této transformace lze nalézt n a U R L 1 3 . 

Umělou neuronovou síť lze v s o u l a d u s výše stanoveným schematizovat způsobem 
uvedeným n a Obr. 13: 

vstupní vrstva hidden vrstvy výstupní vrstva 

Obr. 13 Schéma Z-vrstvé ANN, upraveno z Aggarwal (2021) a rozšířeno. 

kde x1,...,xn j s o u vstupy, y 1 ( — ,ym výstupy, L1,...,Ll vrstvy A N N , W1,...,Wl tenzory v ah , 
B 1 ; . . . , BL tenzory b iases a (p1,..., <pl aktivační funkce. Všem hidden vrstvám a výstupní vrstvě 
bylo pro přehlednost uděleno shodně m neuronů, nicméně ve skutečnosti je možné mít 
každou v rs t vu j i n a k širokou. 

Navazující poh led n a A N N jako n a sérii vnořených funkcí je představen v podkapito le 
5.1.8, jelikož přímo souvisí s prob lemat ikou učení. 

5.1.4 Dropout 
Metoda dropout spočívá v náhodné deakt ivac i (resp. stanovení nulových v a h a biases) 
stanoveného procenta neuronů ve vstupní nebo hidden vrstvě ve fázi učení pro každou 
epochu, čímž efektivně snižuje r i z iko přeučení (anglicky overfitting, v iz podkap i to la 5.1.8) 
(Kruše et a l . , 2022). Me todu nelze využít u výstupní vrstvy, jelikož by nebylo možné 
spolehlivě počítat ztrátovou funkc i (viz 5.1.7) (Aggarwal, 2018). Dropout lze také vnímat 
j ako j e d n u z tzv. ensemble t echn ik skládající dílčí podsítě vzniklé randomizovanými 
deakt ivacemi do jedné finální, přičemž je výpočetně úsporný a využitelný takřka všemi typy 
A N N (Goodfellow et a l . , 2016). P r inc ip metody je znázorněn n a Obr. 14. 

+ys 

Obr. 14 Princip dropout (zde 40 %pro všechny dostupné vrstvy), upraveno z Kruše et al. (2022). 

27 



5.1.5 Rekurentní neuronové vrstvy 
A N N se stává R N N , obsáhuje-li alespoň j e d n u zpětnovazebnou smyčku (anglicky feedback 
loop) (Haykin, 2009). Té je využito v rekurentních neuronových vrstvách k modelování 
sekvenčních závislostí časových řad, čehož nelze efektivně dosáhnout základní 
a r ch i t ek turou A N N (Aggarwal, 2021). Rekurentní vrstvy zpracovávají postupně jednotlivé 
časové k roky vstupní sekvence, a kromě v s t u p u pro daný okamžik rekurzivně přijímají 
a produkují i tzv. hidden state tenzor, který v sobě implicitně uchovává informace 
z předcházejících časových kroků (B ianch i et a l . , 2017). 

Základní rekurentní v rs tvu lze v s o u l a d u s výše stanoveným schematizovat n a 
Obr. 15 uvedeným způsobem: 

Obr. 15 Schéma základní rekurentní vrstvy, upraveno z Aggarwal (2018) podle URL14. 

kde T je časová řada, t j s o u jednotlivé časové k roky T, H je hidden state tenzor, XT a YT 

j s o u tenzory vstupů a výstupů se sekvencemi o délce T, Wxh a Bxh j s o u tenzory v a h a biases 
mez i XT a H, Whh, Bhh a <ph j s o u tenzory vah , biases a aktivační funkce v rámci rekurzivního 
výpočtu H. Z a <ph bývá typ icky vo len hyperbolický tangens nebo rectified linear unit a H0 

bývá obvykle inicializován j ako tenzor n u l (URL14). 

Tenzory v a h a biases zůstávají stejné po ce lou dobu průchodu sekvencí T (B ianch i et 
a l . , 2017). Z toho plyne jistá míra nestabi l i ty , jelikož při rekurentním násobení tenzory v a h 
může dojít k tzv. vanishing (tenzory v a h obsahují příliš malé hodnoty) nebo exploding 
grad ientu (tenzory v a h obsahují příliš velké hodnoty), což v obou případech vede 
k fenoménu analogickému s krátkodobou pamětí, jelikož negativní dopad n a učení roste 
s délkou sekvence (Aggarwal, 2021). Role gradientů je blíže vysvětlena v podkapito le 5.1.8. 

Řešení tohoto problému představili Hochrei ter a S c h m i d h u b e r (1997) ve formě 
modifikované rekurentní vrstvy zvané L S T M , pomocí níž lze modelovat libovolně dlouhé 
sekvence (Kruše et a l . , 2022). Modernější a l ternat iva pro L S T M je v rs tva G R U vytvořená 
C h o et a l . (2014), která i přes jednodušší výpočetní procesy poskytuje podobný výkon jako 
L S T M , a dokonce j i překonává n a menších datasetech (Kruše et a l . , 2022). 

Základní myšlenkou G R U je systematické aktualizování hodnot hidden state t enzoru , 
k čemuž j s o u využity tzv. update a reset gates, pomocí nichž se reguluje informace 
z předcházejících časových kroků (Aggarwal, 2018). Update gate řeší integrac i aktuálního 
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v s t u p u sekvence do hidden state a reset gate řeší resetování, resp. zapomínání určitých 
hodnot v hidden state (B ianch i et a l . , 2017). 

G R U lze v s o u l a d u s výše stanovenými poznatky schematizovat n a Obr. 15 uvedeným 
způsobem: 

ct 

V t £ T: 

Rt = °(WxrXt + Bxr + Wto-Ht-! + Bhr) 

Ut = o(WxuXt + Bxu + WhuHt_x + Bhu) 

Ct = r(WxcXt + Bxc + Rt o (WhcHt_1 + Bhc)) 

Ht = ( l - Ut) oCt + Ut° Ht_x 

Yt = Ht 

[5.9] 

[5.10] 

[5.11] 

[5.12] 

[5.13] 

Obr. 16 Schéma GRU, upraveno z Bianchi et al. (2017) podle URL15. 

kde Rt je výstupní tenzor reset gate, Ut je výstupní tenzor update gate, Ct je tzv. candidate 
state tenzor, aje sigmoidální funkce, rje hyperbolický tangens, Wxr, Wxu, Wxc, Whr, Whu, Whc, 
Bxr, Bxu, Bxc, Bhr, Bhu, Bhc, j s o u tenzory v a h a biases v dílčích fázích průchodu G R U vstvou 
a s ymbo l o označuje Hadamardův součin, tj. operaci násobení odpovídajících s i prvků dvou 
tenzorů se stejnými rozměry (Goodfellow et a l . , 2016). 

5.1.6 Bayesovská parametrizace vrstev 
Výše uvedené kapi to ly popisovaly deterministické A N N , jejichž parametry 8 (tj. váhy W 
a biases B) měly podobu konstant . Opro t i t o m u stochastické B N N (Bayesian Neurál 
Network) reprezentují parametry j ako náhodné veličiny, jejichž var iab i l i t a reflektuje 
var iab i l i tu v modelovaných datech, přičemž generování několika náhodných výběrů z j e j i ch 
rozdělení pravděpodobnosti umožňuje vytvářet více podobných výstupů a pracovat s n i m i 
obdobně j ako s jinými ensemble t e c h n i k a m i (B lunde l l et a l . , 2015), díky čemuž také snižují 
r i z iko přeučení (Josp in et a l . , 2022). 

29 



O p t i k o u bayesovské stat is t iky můžeme pozorovat v z tah mez i parametry 
a trénovacími daty, který je proporční k předpokladům o samotných parametrech a volbě 
mode lu (Goan a Fookes, 2020). Adaptací bayesovy věty k pop i su této skutečnosti se 
zabývají G o a n a Fookes (2020) a je j i ch závěry je možné sloučit a uprav i t j ako : 

kde 8 je množina parametrů B N N , Dt je trénovací množina dat (viz podkap i to la 5.1.8), 
P(8\Dt) je pravděpodobnost aposteriori, P(8) je pravděpodobnost apriori, P(Dt\8) je tzv. 
likelihood, P(Dt) je tzv. evidence a P(Y ŕ|X ŕ,0) po rozepsání P(Dt\8) reprezentuje vl iv 
stanovené arch i tektury B N N prostřednictvím výstupů Ylt ...,Yn n a základě vstupů Xlt ...,Xn 

z Dt a parametrů sítě 8. 

Zna los t P(8\Dt) umožňuje stanovovat predikce jakožto očekávané hodnoty n a základě 
předchozí zkušeností s Dt (Josp in et a l . , 2022), P(8) reprezentuje předem stanovené 
očekávání o rozložení parametrů sítě 8 (Goan a Fookes, 2020), které může být v knihovně 
B L i T Z určeno j ako vážená směs dvou normálních rozdělení nebo j ako jiné rozdělení, jež je 
součástí kn ihovny PyTorch (URL16). V s o u l a d u s výše uvedeným pak P(Dt\8) zastupuje vliv 
dílčích výstupů B N N n a P(8\Dt) a P(Dt) je konstantní vůči parametrům sítě 8, čímž 
normal izuje P(8\Dt) (Goan a Fookes, 2020). 

Pro tak komplexní modely, jakými j s o u B N N , není reálně možné P(8\Dt) spočítat 
standardními metodami , jelikož určení integrálu při výpočtu P(Dt) je příliš obtížné (Josp in 
et a l . , 2022). Problém je ale možné obejít užitím rod iny sofistikovaných M C M C (Markov 
Chain Monte Carlo) algoritmů umožňující vzorkovat P(8\Dt) přímo nebo výpočetně rychle j i 
užitímVI (Variationál Inference) pro zjednodušenou aprox imac i P(8\Dt) (Josp in et a l . , 2022). 
Detailnější rozbor zmíněných přístupů přesahuje možnosti této práce a poskytují je 
například B i shop (2006) a G o a n a Fookes (2020). 

Ne všechny vrstvy v B N N musí být s tochast icky parametrizovány. Například Zeng et 
a l . (2018) považují z a efektivní komprom i s umístění jedné nebo dvou bayesovských vrstev 
poblíž výstupu sítě, jelikož výpočetní náročnost plně stochastické sítě může být ve lmi 
vysoká. 

5.1.7 Ztrátové funkce 
V o l b a ztrátové funkce (anglicky loss function) je zásadní při práci s výstupem A N N a vychází 
z konkrétních potřeb dané apl ikace (Aggarwal, 2018). Slouží k stanovení chyby A N N při 
vykonávání svého úkolu (Kruše et a l . , 2022) a tudíž hraje stěžejní ro l i při učení (viz 
podkap i to la 5.1.8) (Goodfellow et a l . , 2016). 

Autoregresní povaha mode lu impl iku je užití ztrátové funkce pro regresní problémy, 
z nichž M S E (Mean Squared Error) a M A E (Mean Absolute Error) patří k často používaným 
(Botchkarev, 2019). M S E je v této práci využito při učení A N N , jelikož díky své mocninné 
povaze vede k rychlejší konvergenci parametrů při učení, tj. velké chyby penal izuje přísněji 
a v e lm i malé chyby benevolentněji (Wang et a l . , 2022). Vlastností M A E je v této práci využito 
u mapových vizualizací chybovost i predikcí (viz podkap i to la 6.3), jelikož zachovává stejné 
j ednotky j ako vstupní da ta a j e tedy lépe interpretovatelná (Botchkarev, 2019). N a Obr. 17 
j s o u obě ztrátové funkce uvedeny včetně je j i ch funkčních předpisů: 

p(e\Dt) = [5.14] 
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MSE 
/ 

1 

-1 0 1 
> Y-Y 

MSE 

n n 

(Y,Ý) =-^{Y -Ý)2 [5.15] MAE(Y,Y) =-^jY-?\ [5.16] 

i = i i=i 

Obr. 17 Ztrátové funkce MSE a MAE, upraveno z Wang et al. (2022) a Botchkarev (2019). 

kde Y je tenzor skutečných hodnot, vůči nimž je hodnocen tenzor výstupů Ý generovaných 
sítí během učení (viz podkap i to la 5.1.8) a n je počet prvků v tenzorech Y &Ý. K n i h o v n a 
PyTorch umožňuje s c h y b a m i provádět i jiné operace, než je průměrování (URL 17 nebo 
URL18 ) . 

K n i h o v n a B L i T Z po vzoru B l u n d e l l et a l . (2015) využívá VI k vytvoření 
parametrizovaného empirického rozdělení Q(8) (URL 19), které vstupuje do evaluace P(8) 
(tj. očekávaného rozdělení parametrů sítě 8), užitím ztrátové funkce E L B O (Evidence Lower 
Bound] (B lunde l l et a l . , 2015). K jejímu užití je však nejprve potřeba představit pr ic ip 
Kul lback-Le ib lerovy divergence (dále KLD) , k t e rou lze interpretovat j ako míru neshody mez i 
dvěma rozděleními pravděpodobnosti (Bishop, 2006). Výpočet K L D pro spojitá rozdělení 
poskytuje B i shop (2006): 

KLD {A H B) 
- í 

A{x) l n 
A W . 

dx [5.17] 

kde A a. B j s o u libovolná rozdělení pravděpodobnosti. 

B l u n d e l l et a l . (2015) představují výpočet E L B O po dílčích úpravách jako : 

ELB0(Dt,rf) = KLD{Q{6\rf) \\ P ( 0 ) ) - EQidlv)(\ogP(Dt\6)) [5.18] 

kde r] jsou parametry metodou VI získaného aproximovaného rozdělení Q(8) a E^g^QogP(D t\8)) 
je očekávaná hodnota tzv. log-likelihood, které obdobně jako samotný likelihood P (Dt\8) reprezentuje 

vliv modelu. 

Výpočet lze interpretovat tak, že K L D je závislé n a P(8) a EQ(g|^)(logP(£)t|0)) n a Dt, 
což reprezentuje kompromis mez i potřebou reflektovat komp lex i tu dat Dt a relativní 
jednoduchostí P(8) (B lunde l l et a l . , 2015). 

K n i h o v n a B L i T Z používá také označení E L B O , nicméně výpočet mírně modif ikuje. 
Datově závislou složku EQ(g|^)(logP(£)t|0)) nahrazuje kritériem jiné (např. regresní) ztrátové 
funkce, která také explicitně popisuje schopnost sítě modelovat da ta Dt. Transkripcí kódu 
z U R L 2 0 do matematického z a p i s u j e získán výpočet celkové chyby jako : 
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E=^pKLD(Q(e\n)\\P(ej)+MSE(Y,Ýi) I Ýt = 0(X,et) [5.19] 
í=l 

kde E je hodno ta E L B O pro konkrétní průchod B N N psané v BL iTZ , /? je váha hodnot K L D , 
0 zastupuje B N N vnímanou jako funkc i (viz podkap i to la 5.1.8) pro vs tup X s parametry 
81,...,6k získanými výběrem k vzorků parametrů 8, pro něž j s o u spočítány výstupy sítě 
Ylt ...,Yk. Samotný výpočet K L D je z praktických důvodů v B L i T Z také mírně modifikován 
(URL21). 

V této práci zvolené M S E může být nahrazeno i j i n o u ztrátovou funkcí podle účelu 
B N N , což umožňuje větší f lex ibi l i tu při řešení rozmanitých úloh. 

5.1.8 Algoritmus učení 
Prvním k r o k e m trénování A N N je rozdělení původní množiny datasetu D n a trénovací 
množinu Dt £ D, n a níž je A N N iteračně trénována, a validační množinu Dv £ D, pomocí 
které je ověřována schopnost A N N vytvářet přesné výstupy i pro nové vstupy, přičemž platí, 
že Dt n Dv = 0 (Kruše et a l . , 2022). 

Pro potřeby této práce je využito tzv. učení s učitelem (anglicky supervised learning), 
charakterizovaného učením asociací mez i vs tupy X a výstupy Y obsaženými v Dt 

(Goodfellow et a l . , 2016). Ty j s o u organizovány do podoby p uspořádaných 2-tic tak, že Dt = 
{(X^Yj), ...,(Xp,Yp)} ( J inda l et a l . , 2020). Mechan i smy tzv. batch learning, přestože j s o u 

m n o h d y užitečné, ne jsou v této práci aplikovány, a tudíž a n i rozebrány. 

P o k u d j s o u výsledky pro Dt výrazně přesnější než pro Dv, dochází k fenoménu tzv. 
přeučení, k d y síť ztrácí potřebnou schopnost generalizace (Aggarwal, 2018). Kromě výše 
uvedených metod lze přeučení bránit také předčasným ukončením učení, užitím různých 
regularizací při učení a snížením počtu neuronů v síti (Kruše et a l . , 2022). 

V návaznosti n a poznatky z podkapi to ly 5.1.3 lze výstup generovaný A N N Ý vnímat 
j ako výstup složitého řetězce vnořených funkcí, k d y každá v r s t va je funkcí výstupu 
předcházející vrstvy (resp. u vstupní vrstvy vstupů X) a svých parametrů 8 (Goodfellow et 
a l . , 2016). Zápis této skutečnosti poskytuje Aggarwal (2018), což lze n a příkladu 3-vrstvé 
A N N modi f ikovat j ako : 

y = <p3 [h [cp2 (L2{<PI(LI(X, oj), e2)), 0 3 ) ) ~<P(X, elf e2, e3) [5.20] 

kde L1,L2,L3 j s o u dílčí vrstvy A N N s parametry 0 1 ; 0 2 , 0 3 a (f>\,(f>2>(f)i, J s o u k n i m náležící 
aktivační funkce. Zástupná funkce 0 pak umožňuje celý výpočet (resp. ANN) zapsat 
stručněji. 

C h y b u pro Z-vrstvou A N N je pak možné v návaznosti n a Aggarwal (2018) spočítat 
j ako : 

E = e(Y,0(X,61 60) [5.21] 

kde E je c h y b a pro 2- t ic i (X, Y) při učení sítě z a užití ztrátové funkce £ a parametrů 8lt..., 8L. 
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Učení A N N je typ icky prováděno algor i tmem backpropagation (dále BP) (Aggarwal, 
2018). V jádru a lgor i tmu B P je optimalizační problém hledající takové 81,...,8l, které 
minimalizují e, k čemuž je použito heuristické metody tzv. gradientního s e s tupu (anglicky 
gradient descent, dále GD) těžícího z po zna tku diferenciálního počtu, především tzv. 
řetízkového prav id la (anglicky chain rule) pro vnořené funkce (Kruše et a l . , 2022). Proto 
musí být všechny <p1,...,<pl diferencovatelné (Goodfellow et a l . , 2016). A p l i k a c i tohoto 
p rav id l a n a A N N poskytuje H a y k i n (2009) a v návaznosti n a příklad v rovn ic i 5.20 by m o h l a 
mít s cílem derivovat například parametry 83 tvar: 

de de d(p3 dh3 

d63 d(p3 dL3 d6-. 
[5.22] 

Těchto vlastností je využito při určování tzv. gradientů (tj. tenzorů parciálních 
derivací pro každý parametr každé vrstvy) v jehož záporném směru j s o u následně hodnoty 
všech parametrů 8lt ...,8l iterativně aktualizovány pro stanovený počet epoch (Kruše et a l . , 
2022). Samotné gradienty parametrů a proces je j i ch aktual i zace během učení j s o u pro 
základní va r i an tu G D v návaznosti n a H a y k i n (2009) popsány n a tenzoru v a h W j ako : 

de 

de 

de 

de 

dw12 

de 

dw21 dw22 

de 

ldwml dwm2 

de 

dwln 

de 

dw2n 

de 
dw-mn 

[5.23] 

We = We_1 - AVe(We_1) [5.24] 

kde V označuje gradient, e označuje určitou epochu během učení a A je tzv. koeficient učení 
(anglicky leaming rate) regulující p rudkos t učení sítě, která může být v průběhu učení 
různě modifikována (Aggarwal, 2018), což v knihovně PyTorch zajišťují různé typy tzv. 
schedulers (URL22). Podobné výpočty lze apl ikovat i n a ostatní parametry A N N . 

Ve výsledku lze pr inc ip G D vizual izovat způsobem uvedeným n a Obr. 18, přičemž 
počet dimenzí optimalizačního pros toru (níže 3) odpovídá počtu všech parametrů + 1 pro 
hodno tu £, což u reálných A N N může dosahovat řádově až m i l i a r d (Goodfellow et a l . , 2018). 
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> w2 

Obr. 18 Princip GD pro příklad 2 epoch učení vah w1 aw2, upraveno z Kruše et al. (2022). 

Jelikož G D s sebou nese velké r i z iko spočinutí v nevhodném lokálním m i n i m u , by ly 
vyv inuty jeho robustnější alternativy, které obvykle implementují stochastické pr inc ipy , 
obsahují výpočetní analogi i k fyzikálnímu j e vu setrvačnosti a/nebo pracují s různými 
norma l i zacemi gradientů (Kruše et a l . , 2022). Známými zástupci j s o u např. S G D 
(Stochastic GD) , RMSProp , AdaDe l ta , A d a G r a d a v této práci použitý A d a m (Kruše et a l . , 
2022), který spo lu se svými výhodami a potřebnými důkazy představili K i n g m a a B a (2015). 

Pro R N N bývá využita rozšířená va r i an ta BPTT (BP Through Time) umožňující 
do procesu učení efektivně zakomponovat všechny dílčí interně sdílené tenzory v a h spo lu 
s délkou vstupní časové řady (Aggarwal, 2018). A l go r i tmus BPTT popisují například 
Goodfel low et a l . (2016). 

Pro B N N lze využít a lgor i tmus Bayes by backprop od B l u n d e l l et a l . (2015) umožňující 
poměrně přímočaré napojení n a již existující postupy a rozličné výše zmíněné optimalizační 
přístupy (Josp in et a l . , 2022). V p r i n c i p u dochází k ve lmi podobnému výpočtu j ako 
u deterministických sítí s tím rozdílem, že namísto konkrétních kons tan t je učení 
aplikováno n a parametry pravděpodobnostních rozdělení parametrů sítě (B lunde l l et a l . , 
2015). 

5.1.9 Automatická optimalizace hyperparametrů 
Pod po jmem hyperparametry j s o u myšleny předem stanovené hodnoty v procesu des ignu 
M L a lgor i tmu, přičemž v případě A N N j i c h je obvykle velké množství (Aggarwal, 2018). 
Hyperparametry nejsou narozdíl od parametrů ni jak aktualizovány algor i tmem učení, je 
však možné sestavit dva vnořené M L algori tmy tak, že j eden hledá nejlepší hyperparametry 
pro t en druhý (Goodfellow et a l . , 2016). 

Společně s prudkým rozvojem AI roste poptávka po obecných nástrojích 
a inteligentních metodách se s n a h o u snížit lidský faktor při řešení nových problémů, což 
je dnes pro mnoho aplikačních oblastí řešeno automatizací samotného procesu des ignu 
M L a lgor i tmu (Qu, 2021). Z a hlavní mot ivac i lze považovat skutečnost, že účinnost m n o h a 
dnešních A N N je ve lm i citlivá n a různé subjektivní volby programátora, j ako je např. 
a r ch i t ek tu ra A N N a její hyperparametry, vo lba učícího a lgor i tmu, regularizační metody 
atd. , což výrazně zvyšuje potřebu dlouhého testování různých var iant modelů (Feurer 
a Hutter , 2019). Metody automatizovaného M L naopak umožňují snížení finančních 
a časových nároků, vyšší přístupnost M L technologií vědcům v rozličných aplikačních 

34 



oblastech a vyšší objekt iv i tu výsledného mode lu , navíc v m n o h a ohledech poskytují lepší 
výsledky, než lidští M L experti (Hutter et a l . , 2019). 

Mez i používané strategie opt imal izace hyperparametrů patří např. grid search, 
random search, tzv. populační metody (např. opt imal izace he jnem částic, evoluční 
a genetické algori tmy atd.) a bayesovská opt imal izace (Waring et a l . , 2020). K n i h o v n a 
O p t u n a poskytuje široké s p e k t r u m algoritmů, z nichž má každý své výhody a nevýhody (viz 
URL23 ) . 

Pro tuto práci je relevantní a lgor i tmus C M A - E S (Covariance Matrix Adaptation 
Evolution Stratégy), j eden z nejznámějších představitelů populačních metod provádějící 
výběr hyperparametrů z vícerozměrného G a u s s o v a rozdělení, jehož průměr a kovar iance je 
v d u c h u biologické evoluce iterativně aktualizována v generacích, přičemž do následující 
generace postupují pouze nejlepší řešení, která se mez i sebou následně různě kombinují 
a případně náhodně mutují (Feurer a Hutter , 2019). 

P rob l emat ika evolučních algoritmů přesahuje možnosti této práce a věnuje se j i m 
například Z h o u et a l . (2019). Stejně tak samotný C M A - E S a lgor i tmus není pro svou 
komplexnost dále popisován a jeho rozbor poskytuje H a n s e n (2016). 

5.2 Třída B-GRU-PTSAR 
Z a účelem tvorby A N N pro potřeby predikování prevalence COV ID-19 v O R P ČR b y l a 
autorem práce sestavena obecná třída B - G R U - P T S A R (Bayesian GRU Parállél Time Series 
Autoregressor). Výhodou tohoto přistupuje kromě snadné přenositelnosti kódu do jiných 
skriptů také možnost jednoduše vytvářet vlastní A N N pro podobné úlohy zahrnující 
predikce paralelních časových řad. Při tvorbě bylo využito principů O O P (objektově 
orientované programování), jimž se věnují například D a t h a n a R a m n a t h (2015). Třída 
apl ikuje teor i i ze 4. kapi to ly , z podkapi to ly 5 . 1 a zároveň umožňuje vyhodnocení mode lu z 
6. kapi to ly . Schéma třídy zobrazuje Obr. 19. 

B GRU PTSAR 

torch.nn.Module 

b l i t z . u t i l s . 
v a r i a t i o n a l estimator 

_ _ i n i t _ _ 0 
define_architecture() 
forward() 
analyze_stationarity() 
analyze_autocorrelation( ) 
preprocess_data() 
train_network() 
forecast() 
tune_hyperparameters() 
evaluate_network() 
export_data() 
new_f orecastQ 

Obr. 19 Schéma třídy B-GRU-PTSAR a k ní stanovená dědičnost. 

Třída předpokládá da ta v rozměru n x t a t y p u numpy. n d a r r a y , kde n je počet 
časových řad a t je j e j i ch délka. D a t a j s o u následně v bodě j rozdělena n a trénovací 
množinu Dt a validační množinu Dv. Množina dat Dt je následně zpracována do tenzorového 
datasetu metodou tzv. posuvného okna , k d y je mírou autokorelace určená výseč m i n u l o s t i 
o délce d mapována n a následující časový okamžik, čímž vzniká množina p uspořádaných 
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2-tic. Množina dat Dv slouží k va l idac i přesnosti predikcí m imo trénovací da ta po dokončení 
učení. Schéma procesu zobrazuje Obr. 20. 

Dt Dv I . 

Dt 

X, Y, posun o 1 dokud lze 

d 

I I . 

Dt = I I I . 

X\ ... Xn 

Obr. 20 Schéma procesu vzniku tenzorového datasetu pro učení. 

Po rozsáhlém empirickém testování a srovnávání různých var iant b y l a zvo lena z a 
třídou generovanou a r ch i t ek tu ru Z-vrstvá B N N s Z — 1 deterministickými stacked G R U 
vrs t vami o šířce m, zakončená lineární bayesovskou vrs tvou o šířce n provádějící k 
náhodných výběrů svých parametrů, díky čemuž obsahuje výstup sítě in formac i o nejistotě 
predikcí. B N N je připravena n a příjem p dat o rozměru n x d a po průchodu sítí má výstup 
rozměr n x 1. Schéma této arch i tektury zobrazuje Obr. 21. 
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Obr. 21 Schéma architektury sítě generované třídou B-GRU-PTSAR. 

Před využitím třídy je potřeba surová da ta importovat a res t ruktura l i zovat do vhodné 
podoby (pro da ta zmíněná v podkapito le 3.3 užitím kn ihovny Pandas v iz Příloha 2). Tento 
proces není automatizovaný, jelikož různá surová da ta m o h o u mít různou s t r u k t u r u a 
vyžadují odlišné operace. Třída obsahuje metody: 

i n i t () - volána implicitně spo lu s vytvořením instance třídy, ukládá 

vstupní da ta způsobem umožňujícím je j i ch další zpracování a inic ia l izuje 0. řád 
diference, 

d e f i n e _ a r c h i t e c t u r e () - slouží k definování šířky a h l oubky generované sítě 
a umožňuje definovat dropout pro G R U vrstvy, 

f orward () - definuje průchod sítí a vrací výstup výstupní vrstvy, takže slouží 
především jako nástroj pro další metody třídy, které pro svůj chod potřebují 
produkovat koncový výstup sítě, 

a n a l y z e _ s t a t i o n a r i t y () - apl ikuje A D F test postupně n a všechny časové řady 
s tím, že j e - l i alespoň j e d n a řada nestacionární, lze n a da ta apl ikovat di ferenci 
a test rekurentně opakovat do doby, než jej splní všechny řady, 
a n a l y z e _ a u t o c o r r e l a t i o n () - vykresluje graf A C F pro průměr všech časových 
řad, což lze použít při určení vhodné ve l ikost i posuvného okna , 
p r e p r o c e s s _ d a t a () - dělí da ta n a trénovací množinu Dt a validační množinu Dv, 
provádí také zvolenou t rans formac i Dt (lze vybrat j e d n u ze tří transformací 
probraných v podkapito le 4.3) a vytváří tenzorový datset, 

t r a i n _ n e t w o r k () - zahrnuje celý učící c y k l u s sítě, tj. iterativní průchod Dt sítí 
a ak tua l i zac i parametrů učícím algor i tmem A d a m , vyhodnocuje také dostupnost 
kompatibilního G P U pro účely hardwarové akcelerace učení a p o k u d jej 
nenalezne, zůstanou výpočty n a C P U (Central Processing Unitj, dále umožňuje 
využít scheduler t o r c h . o p t i m . l r _ s c h e d u l e r . E x p o n e n t i a l L R , pomocí něhož 
lze během epoch učení exponenciálně snižovat hodno tu koef ic ientu učení A 
během učení podle vzorce z U R L 2 4 po stanovení kons tanty y uživatelem jako : 

Xe = Y^e-i [5-25] 
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f o r e c a s t () - generuje predikce pro stanovený počet dnů od konce Dt, které j s o u 
vnitřně uloženy a později dále vyhodnoceny, přičemž m e c h a n i s m u s posuvného 
o k n a je zachován a funguje tak, že sítí projde posledních d záznamů, k nimž 
přiřazená nejpravděpodobnější predikce (průměr k výstupů) je připojena n a 
konec kopie Dt a celý proces se opakuje, čímž j s o u časové řady extrapolovány sítí 
stejným pr inc ipem, jakým se j e učila, 
t u n e _ h y p e r p a r a m e t e r s () - poskytuje nástroj pro automat i zovanou opt imal i zac i 
hyperparametrů sítě a lgor i tmem C M A - E S , což je vhodné k exploratorním účelům, 
ale také ke zce la automatizovanému sestavení finální podoby neuronové sítě, 
hyperparametry je možné fixovat n a určité hodnotě a tím je z optimal izace vyřadit, 
s tím, že hlavním kritériem pro eva luac i vhodnost i hyperparametrů je přesnost 
predikcí a po vykreslení grafů n a k o n c i metody lze k dalšímu využití načíst t en 
nejlepší (ale i ostatní) příkazem t o r c h . l o a d () (viz URL25 ) , 
e v a l u a t e _ n e t w o r k () - slouží k vytvoření všech grafů potřebných k eva luac i 
p rocesu učení a přesnosti predikcí, předtím provádí inverzní t rans formac i 
a dediferenci predikcí (pokud b y l a da ta diferencována), což umožňuje je j i ch 
srovnání s Dv, 
e x p o r t _ d a t a () - uzavírá trénování třídy B - G R U - P T S A R generováním finálních 
výstupních tabulek ve formátu C S V (Comma Separated Vcdue), které lze následně 
importovat do prostředí GIS (geografický informační systém) a propojit pomocí 
zvoleného primárního klíče s a t r ibutovou t a b u l k o u odpovídajících prostorových 
dat, 
n e w _ f o r e c a s t () - umožňuje vygenerovat predikce užitím již natrénovaného 
mode lu , je ale třeba mít n a paměti, že vstupní da ta metody (např. aktualizovaný 
počet aktuálně nakažených) musí nejprve projít všemi di ferencemi zvlášť, 
výstupem metody je nakonec mat ice obsahující všech k dílčích výstupů pro všech 
n objektů (např. ORP) po s tanovenou dobu , k t e rou je potřeba dediferencovat 
s tím, že tato surovější forma b y l a zvo lena z důvodu maximální f lexibil ity 
následného využití. 

Přesná s t r u k t u r a výše stručně charakterizovaných metod je dostupná ze zdrojového 
kódu v Příloha 1. Další informace lze nalézt v dokumentac i metod třídy B - G R U - P T S A R 
v Příloha 3. 
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6 VALIDACE MODELU 
N a základě A D F testu bylo 104 z 206 vstupních časových řad nestacionárních. To však 
nemělo n a přesnost predikcí žádný vliv a j e j i ch diferencováním naopak s t oupa la náročnost 
je j i ch učení sítí a k l e sa l a přesnost predikcí. Vykreslením A C F pro průměr časových řad 
bylo následně určeno z a optimální ve l ikost posuvného o k n a 80 dnů. Rozdělení n a trénovací 
množinu Dt a validační množinu Dv bylo provedeno 30 dní od konce , což je také doba, pro 
k te rou b y l a provedena predikce po skončení učení sítě k va l idac i přesnosti predikcí. Před 
vs tupem do mode lu b y l a n a da ta aplikována Yeo -Johnsonova transformace, která měla 
také mírný efekt n a s tac ionar i tu časových řad, jelikož po jejím užití bylo nestacionárních 
72 z 206. 

Níže validovanému výslednému mode lu odpovídá Příloha 5. 

6.1 Validace automatické optimalizace hyperparametrů 
Sestavení co nejlepšího mode lu bylo s cílem max imal i zace objekt ivnost i finálního mode lu 
provedeno automatizovaně algor i tmem C M A - E S , který otestoval 10 var iant sítě, každou pro 
100 epoch učení, což trvalo přibližně 8,5 hod in . N a výstupní bayesovské vrstvě byly 
vzorkovány 3 sady parametrů. Tabulka 2 obsahuje stanovené rozsahy testovaných 
optimalizovaných hyperparametrů a ty nejlepší získané ve zce la nezaokrouhlené podobě, 
jelikož i nepatrná změna může vést ke zce la odlišným výsledkům. 

Tabulka 2 Rozsahy optimalizovaných hyperparametrů a jejich nejlepší hodnoty. 

Hyperparametr Stanovený rozsah Nejlepší hodnota 

koeficient učení 0 ,00001-0 ,001 0 ,0005925903420950085 

počet neuronů (m) 2 0 0 - 8 0 0 500 

dropout 0-0,3 0 ,1500614840529979 

počet G R U vrstev (l — 1) 2-5 4 

k o n s t a n t a y 0,9-1 0 ,9501072672133868 

K n i h o v n a O p t u n a umožňuje snadno graf icky v izual izovat průběh celého procesu, 
zobrazeného n a Obr. 22, n a základě něhož (a také průběžných výpisů během optimalizace) 
je určena z a nejlepší 2. testovaná va r i an ta hyperparametrů sítě. 
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Obr. 22 Proces automatické optimalizace hyperparametrů. 

39 



Další hodno tnou zakomponovanou funkc iona l i t ou kn ihovny O p t u n a je možné 
vizual izovat významnost všech optimalizovaných hyperparametrů pro přesnost dané sítě, 
což je obsahem Obr. 23. 

0.0 0.1 0.2 0.3 0.4 0.5 
Importance for Objective Value 

Obr. 23 Významnost hyperparametrů z hlediska přesnosti predikcí. 

Výrazně vyšší významnost hodnoty dropout pro přesnost predikcí je poměrně 
překvapivá. J edno z potenciálních vysvětlení může být nadměrná míra nahod i l os t i při 
deakt ivac i velkého procenta neuronů, což v k o m b i n a c i se s tochas t i ckou povahou 
bayesovské vrstvy může vést ke v z n i k u ve lmi nestabilního mode lu . 

V knihovně O p t u n a je dále možné vizual izovat samotný optimalizační prostor 
hyperparametrů, j a k je t o m u n a Obr. 24, díky čemuž je ve formě i zo l in iemi zobrazeného 
spojitého pros toru dále možné hodnot i t jednotlivé hyperparametry . Kromě získání znalostí 
o vztazích mez i hyperparametry je tato informace využitelná při stanovování nových 
rozsahů testovaných hodnot v případných dalších exper imentech. 

Obr. 24 Optimalizační prostor hyperparametrů. 

(světiejší hodnotě odpovídá nižší hodnota chyby predikcí, tj. vyšší přesnost) 
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N a základě výše uvedených závěru lze s vysokou mírou j istoty tvrdit, že všechny 
z testovaných rozsahů hyperparametrů byly vhodně zvoleny, jelikož a lgor i tmus 
konvergoval v rámci j i m i stanoveného optimalizačního pros toru . 

6.2 Validace učení 
Důležitým nástrojem pro získání vh l edu do procesu učení je tzv. křivka učení (anglicky 
learning curve), přičemž u A N N v případě validního učení typ icky nabývá přibližného t va ru 
klesající exponenciální křivky (Viering a Loog, In print) . To splňuje i výsledný mode l , j a k 
dokazují grafy n a Obr. 25. 

MSE ELBO (KLD + MSE) 

T 1 1 1 1 1 

0 20 40 60 80 100 
epochy 

Obr. 25 Grafy procesu učení, resp. chování ztrátové funkce a koeficientu učení (zde značeno jako 
LR) napříč epochami učení. 

N a základě grafů je zřejmé, že hodno ta ztrátové funkce E L B O (tj. s u m y K L D a MSE) 
v průběhu epoch k l e sa l a podle očekávání a asymptot icky se blížila přibližně k hodnotě 200 . 
Při poh l edu pouze n a M S E část E L B O je zajímavá osci lace přibližně do 20. epochy, která 
může být způsobena zpočátku ve lmi nejasnými pravděpodobnostními rozděleními 
parametrů bayesovské výstupní vrstvy, přičemž stabi l izace nas t a l a až po je j i ch 
dostatečném zpřesnění. Méně významné osci lace v pozdějších epochách m o h o u prameni t 
také z klesající hodnoty koef ic ientu učení implikující méně výrazné aktua l i zace parametrů 
ke k o n c i učení. 
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Síť se i přes výrazné stochastické prvky dokázala ve lm i přesně naučit trénovací 
množinu Dt, j a k dokládá graf n a Obr. 26 obsahující skutečné a mode lem vygenerované 
hodnoty dílčích prvků Dt n a příkladu O R P O lomouc po 100. epoše. 

s k u t e č n o s t ( y ) 

v ý s t u p s í t ě ( ý ) 

e o.oo 

200 400 600 800 
dny od z a č á t k u pandemie 

Obr. 26 Graf ztvárňující výkon modelu na trénovací množině Dt. 
(ORP Olomouc) 

Tato skutečnost poukazuje n a kapac i tu sítě osvojit s i ve lmi přesně modelovaná data, 
a to ve všech stavech procesu, tj. pro stoupání, klesání, konstantní průběh apod. Mírnou 
osc i lac i mode lem rekonstruované trénovací množiny Dt lze považovat z a přirozený důsledek 
stochast ic i ty mode lu . 

Fenoménu přeučení bylo zamezeno užitím dropout, bayesovskou parametrizací 
výstupní vrstvy a kritériem automatické opt imal izace hyperparametrů, kterým b y l a 
přesnost predikcí, tedy přesnost učení b y l a v tomto oh ledu zce la irrelevantní. 

N a základě výše zmíněných tvrzení a vizualizací lze s v e lkou mírou j is toty proces 
učení považovat z a úspěšný a validní. 

6.3 Validace predikcí 
N a rozdíl od val idace učení, kde stačilo pracovat s průměrem k náhodně vzorkovaných 
výstupů, jelikož z n i c h b y l a počítána hodno ta E L B O , je u predikcí vhodné přidat in fo rmac i 
o je j i ch nejistotě. K t o m u je využito in te rva lu spolehl ivost i (anglicky confidence interval, 
dále Cl ) , který v deskriptívni stat ist ice slouží k vyjádření j istoty o d h a d u o stanovené hladině 
spolehl ivost i a, která bývá obvykle vo lena r o vna 0,05 (Hazra, 2017). Výpočet C l obecně 
uvádí H a z r a (2017) a v kontex tu této práce je upraven n a : 

Cl 

k 

1=1 "Ví 

ľí=i(yi - y)2 

k - 1 
[6.1] 
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kde y 1 ( — ,yic j s o u výstupy sítě vzniklé k vzorky parametrů bayesovské vrstvy, y je j e j i ch 
průměr, er je výběrová směrodatná odchy l ka a z označuje tzv. z-score, které je pro a = 0,05 
rovno 1,96 (Hazra, 2017). Výpočty y a er j s o u doplněny z W a n et a l . (2014). 

G r a f predikce pro konkrétní O R P pak vypadá j ako n a Obr. 27. 

Obr. 27 Graf predikcí vůči validační množině D. 
(ORP Olomouc) 

Pro konkrétní případ O R P O lomouc by l mode l schopen zachyt i t víceméně konstantní 
t r end aktuálního počtu nakažených a c h y b a se z a celé území pohybuje obvykle v řádu 
desítek osob, místy překračuje s tovku. Stochastická povaha mode lu dále poskytuje da ta 
0 nejistotě predikcí ve formě C l , díky čemuž je možné informovaněji uvažovat o možném 
kolísání predikcí. 

Přesnost C l označuje procento skutečných hodnot, které spadají do C l stanoveného 
n a základě k dílčích výstupů. Potřeba takovéto charakter i s t iky pro va l idac i predikcí je 
logická, nicméně může být zavádějící, jelikož u ve lmi „nejisté" sítě (tj. C l by by l ve lmi široký) 
by m o h l a snadno dosahovat až 100 %. Naopak s i tuace, kdy šije mode l ve lmi jistý j e n mírně 
chybnými pred ikcemi (tj. C l je ko l em těchto hodnot ve lmi úzký), může vést k nízké 
přesnosti C l , přestože by se j i n a k jednalo o ve lmi přesné výsledky. Z tohoto důvodu je třeba 
charak t e r i s t i ku interpretovat obezřetně a v kontex tu s dalšími kritérii. 

Jelikož síť pracuje současně se všemi ORP , je možné z dat v tabulkách 
vygenerovaných metodou e x p o r t d a t a () vytvořit různé mapové vizual izace. Predikce 
1 skutečný stav aktuálně nakažených lze snadno přepočítat n a preva lenc i tak, že j s o u 
vyděleny počtem obyvatel z dat S L D B 2 0 2 1 , přičemž predikce byly nejprve celočíselně 
zaokrouh leny (tj. n a celé osoby). Srovnání skutečné apredikované prevalence pro ukázkový 
15. den predikce poskytují mapy n a Obr. 28. 
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Obr. 28 Srovnání skutečné (a) a predikované (b) prevalence pro 15. den predikce. 

(ORP ČR + Praha) 

Z výše uvedených m a p plyne schopnost mode lu generovat predikce pro celé 
stanovené území, přičemž lze pozorovat podobnost skutečného a predikované s tavu. Z a 
zmínku stojí také ve lmi blízké minimální a maximální hodnoty viditelné n a koncích s tupn ic 
obou map . 

Predikce také n a první pohled vytvářejí prostorové s h l u k y podobně j ako reálná data, 
což je možné robustněji ověřit užitím LISA (Local Indicators of Spatial Autocorrélation), tj. 
metodou prostorové stat is t iky identifikující odlehlé hodnoty a prostorové s h l u k y (Osadebey 
et a l . , 2019). Realizovat LISA je v prostředí QGIS snadné užitím p l u g i n u V i sua l i s t , přičemž 
pro následující mapy bylo j ako indikátor použito Moranovo I, sousedství t ypu královna 
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a h l a d i n a významnosti a = 0,05. Mapy prostorových shluků pro skutečné a predikované 
hodnoty prevalence pro ukázkový 15. den predikce j s o u zobrazeny n a Obr. 29. 

Obr. 29 Srovnání shluků skutečné (a) a predikované (b) prevalence pro 15. den predikce. 

(ORP ČR + Praha) 

Predikce pro ukázkový 15. den vytvářejí s h l u k y umístěné podobně j ako skutečné 
hodnoty. Pro tento konkrétní den stojí z a zmínku posunutí o h n i s k a relativně vysoké 
prevalence severním směrem do Královéhradeckého kraje a podhodnocení prevalence v 
okolí O R P Bílovec (Moravskoslezský kraj). S h l u k nízkých hodnot prevalence v ob last i 
Středočeského kraje a Prahy b y l korektně identifikován, byť mírně menší. Z a ve lm i 
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překvapivé lze považovat správné zařazení izolovaných území z h l e d i s k a shlukování, j ako 
je např. O R P Cheb (Karlovarský kraj), O R P Rokycany a O R P Stod (Plzeňský kraj) apod. 
Zajímavé je také správné nezahrnutí O R P Česká Třebová (Pardubický kraj) do s h l u k u 
vysokých hodnot prevalence. 

V e l m i hodnotné je vyhodnocení chybového kritéria, z a něž bylo pro mapové 
v izual izace zvoleno M A E bez konečného průměrování, resp. absolutní hodno ta rozdílu 
skutečných a predikovaných hodnot . Jelikož se c h y b a nechová stejně po celém území 
(např. v Ostravě je v řádu stovek, zatímco v méně zalidněných O R P je v řádu jednotek a 
desítek), b y l a relativizována n a Obr. 30 j ako poměr falešně pozitivních osob (po 
celočíselném zaokrouhlení) k u skutečnému počtu aktuálně nakažených osob pro ukázkový 
15. den predikce. 

Obr. 30 Relativní chyba predikcí vůči skutečnosti pro 15. den predikce. 

(ORP ČR + Praha) 

V izua l i zace chyb reflektuje domněnku výraznější odchy lky od skutečnosti v ob last i 
Královéhradeckého kraje a n a východě Moravskoslezského kraje. V ob lastech západních 
Čech by l mode l naopak ve lmi přesný. Z a zmínku stojí lokálně výraznější c h y b a pred ikce 
pro O R P Stod (Plzeňský kraj), přestože daná oblast b y l a správně vyhodnocena j ako oblast 
shlukování nízkých hodnot prevalence n a předcházejícím Obr. 29. Tyto (ne)přesnosti však 
nemusí být inherentně vlastní mode lu a může se j ednat o momentální výkyvy v dané fázi 
predikce, případně také m o h o u být způsobené specifickými v las tnos tmi nedávného vývoje 
onemocnění COV ID-19 . 

Kromě výše uvedené relativní chyby může být hodnotné kategorizovat jednotlivá O R P 
podle řádovosti absolutní hodnoty falešně pozitivních. To poskytuje m a p a n a Obr. 31. 
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Řád fa lešně pozi t ivních 

Obr. 31 Řády falešně pozitivních osob pro 15. den predikce. 

(ORP ČR + Praha) 

Z mapy vyplývá skutečnost, že pro převážnou většinu území ČR b y l a absolutní c h y b a 
mode lem vytvořených predikcí v řádu jednotek a desítek osob. V několika O R P 
nacházejících se v ob last i méně přesných predikcí b y l a absolutní c h y b a v řádu stovek, 
j inde naopak i menší než 1 osoba. 

Všechny výše uvedené mapy byly vztaženy k 15. d n i predikce (tj. k polovině 
predikovaného období), je však samozřejmě možné n a základě tabulek v Příloha 4 tvořit 
obdobné výstupy i pro další dny. 

47 



7 VÝSLEDKY 
Celkového cíle práce bylo dosaženo naplněním dílčích cílů, tj. analýzou a předzpracováním 
vstupních dat, tvorbou A N N pro predikční účely a validací finalizovaného mode lu . 

Vybraná epidemiologická da ta počtu aktuálně nakažených od ÚZIS pokrývající území 
ČR (viz podkap i to la 3.3) b y l a nejprve testována A D F testem z a účelem potvrzení je j i ch 
stac ionar i ty (viz podkap i to la 4.1), kterým bylo 104 z 206 časových řad identifikováno j ako 
nestacionární. Následná diference neby la provedena n a základě empirického testování. 
Vizualizací autokorelačních vazeb užitím A C F (viz podkap i to la 4.2) b y l a určena vel ikost 
posuvného o k n a (viz podkap i to la 5.2). N a da ta b y l a nakonec aplikována Yeo -Johnsonova 
mocninná transformace (viz podkap i to la 4.3). Výsledkem dílčího cíle 4. kapi to ly je tedy 
analyzovaný a předpřipravený dataset optimalizovaný pro potřeby predikčního modelování. 

K rok samotné tvorby A N N je rozdělen n a teoretičtější podkap i t o lu 5.1 představující 
všechny relevantní metody A N N a M L zvolené pro výslednou imp lementac i a praktičtější 
podkap i t o lu 5.2 stručně představující funkc i ona l i tu autorem práce sestavené třídy B - G R U -
PTSAR napsané v jazyce Python užitím zmíněných rozšíření (viz podkap i to la 3.2), která 
b y l a použita pro t vorbu predikčního mode lu n a d epidemiologickými daty. Výsledkem 
dílčího cíle 5. kapi to ly je tedy A N N pro predikční účely aktuálního počtu nakažených 
onemocněním COVID-19 n a území O R P ČR a samotná třída B - G R U - P T S A R spravující 
t vorbu bayesovských R N N , ale i realizující předcházející analýzu a následnou va l idac i 
mode lu . 

Nejlepší vytvořený mode l by l následně validován zhodnocením průběhu automatické 
opt imal izace hyperparametrů (viz podkap i to la 6.1), učení A N N (viz podkap i to la 6.2) 
atestováním přesnosti samotných predikcí (viz podkap i to la 6.3). K t o m u bylo kromě 
vybraných metr ik využito několika datových a mapových vizualizací. Výsledkem dílčího cíle 
6. kap i to ly je tedy finální a v několika aspektech validovaný model . 

Všechny dílčí výsledky j s o u představeny v hlavní části textu a finální výstupy j s o u 
součástí příloh. 

V důsledku naplnění celkového cíle práce lze stanovit výsledné tvrzení, že je možné 
sestavit predikční mode l využívající metod A N N a M L pro účely predikčního modelování 
vybraných charakter i s t ik pandemie COVID-19 n a území ČR, a že tento mode l dosahuje 
uspokojivě přesných výsledků. Kritické zhodnocení práce poskytuje 8. kap i to la . 
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8 DISKUZE 
V kon tex tu již existujících přístupů (viz 2. kapitola) lze práci považovat z a ve lmi moderní 
a v s o u l a d u se světovými trendy v ob last i (nejen) predikčního modelování infekčních 
onemocnění, kde se A N N a další M L přístupy těší intenzivnímu výzkumu a užití. V českém 
geoinformatickém prostředí představuje práce j eden z prvních pokusů tyto technologie 
představit širšímu o k r u h u odborné veřejnosti ve snaze rozvést d i s k u z i n a d je j i ch 
využitelností v epidemiologi i , ale i v jiných oblastech. K t o m u je potřeba zaujmout kritické 
stanovisko. 

Přestože j s o u A N N a další M L metody obvykle považovány za j edny z nejefektivnějších, 
patří k je j i ch základní l im i t ac i potřeba mnohdy rozsáhlých datasetů pro je j i ch natrénování. 
V rané fázi pandemie COVID-19 , k d y by existence silného predikčního mode lu m o h l a 
nejvýrazněji zmírnit dopad nemoc i n a společnost, by tedy pravděpodobně nebylo možné 
sestavit stejně spolehlivý mode l A N N , j ako je možné dnes. 

Komplikovaná je také samotná povaha dat, jelikož spo lu s klesajícím zájmem 
veřejnosti o COVID-19 se snižuje počet provedených testů, tedy i počet identifikovaných 
případů. Z a zmínku stojí také možnost samotestů, k d y soukromě ident i f ikovanou poz i t iv i tu 
nemusí nutně infikovaný jedinec nahlásit svému ošetřujícímu lékaři, v důsledku čehož se 
nepromítne do dat od ÚZIS. Z těchto (a pravděpodobně i dalších) důvodů je spolehl ivost 
dat z a poslední období sporná, navíc nevykazuje chování, které bylo viditelné n a 
předchozích cyk l ech onemocnění, k d y bylo testování a vedení dat o COVID-19 bráno ve lmi 
vážně. Přesto je třeba konstatovat , že výsledný mode l dokázal při učení a v predikcích 
zachyt i t poměrně přesně i toto nečekané chování modelovaných dat. 

Z h l e d i s k a analýzy a předzpracování dat se z a problematické nabízí zachování 
nestac ionar i ty v datech, přestože toto rozhodnutí bylo provedeno n a základě empirického 
testování. Užití A C F pro průměr časových řad také není zce la optimální, jelikož korektně 
by každá z n i c h měla mít svůj vlastní rozbor autokorelace, aby nedocházelo k n a d b y t k u 
dat nebo naopak ztrátě části informace. Nicméně i přesto lze představené využití A C F 
považovat z a objektivnější a vhodnější, než by b y l a a l ternat iva, tedy zkusmé hledání 
ve l ikost i posuvného okna . V o l b a Yeo-Johnsonovy transformace ve finálním mode lu 
vycházela z empirického testování, ale pravděpodobně by bylo možné najít argumenty i pro 
využití jiné transformace. 

Ačkoliv všechny použité metody A N N byly adekvátně zvoleny vzhledem k řešenému 
problému, je jistě možné dosáhnout stejných (nebo lepších) výsledků i jiným přístupem. 
Celá oblast M L je nato l ik široká a rozmanitá, že možných řešení je skutečně mnoho , možná 
až nekonečno. Koneckonců i z a zachování zde užitých metod je možné různě upravovat 
počet vrstev, j e j i ch šířku, celkový tvar sítě, zvýšit počet bayesovských vrstev atd. Rea l i ta je 
taková, že i přes snahy zachovat maximální objekt iv i tu při tvorbě mode lu se jedná 
o výsledek m n o h a subjektivních rozhodnutí. 

Au to r em vytvořená třída B - G R U - P T S A R s p l n i l a svůj účel pro naplnění cílů práce, její 
nároky n a obecnější využití by však bylo nutné dále testovat. Z programátorského h l e d i s k a 
poskytuje dostatek možností n a její opt imal izac i , zpřehlednění kódu, rozšíření o další 
funkc i ona l i tu a zlepšení uživatelských aspektů. Přestože její metody umožňují téměř vše 
nastav i t při tvorbě vlastní A N N , některé náročnější úpravy m o h o u vyžadovat zásah přímo 
do jejího zdrojového kódu. Z těchto důvodů není vhodné třídu vnímat j ako zce la hotový 
nástroj, ale spíše j ako funkční prototyp. 

Va l i dac i mode lu lze považovat z a úspěšnou n a základě zhodnocení několika kritérií, 
nebylo tak však učiněno vyčerpávajícím způsobem. D a t a vygenerovaná ve validační fázi 
modelování j s o u poměrně početná a poskytnutí všech možných grafů a m a p pro 
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zhodnocení je tedy p rak t i cky nemožné. Původním plánem bylo testovat mode l n a různých 
fázích pandemie (nárůst, klesání apod.), nicméně kvůli výše popsaným problémům s daty 
od toho bylo upuštěno, jelikož by to vyžadovalo odstranění velké části již tak poměrně 
nepočetných dat z trénovací množiny. S n a h y mode l co nejrobustněji val idovat j s o u také 
komplikovány značně uzavřenou povahou A N N . J e třeba také konstatovat , že j ako každý 
jiný mode l bude i tento zatížen nedokonalostí a prostorem ke zlepšení. Koneckonců cílem 
nebylo představit definitivní řešení, ale pouze j eden z možných přístupů. 

Praktické využití výsledného mode lu je sice teoreticky možné, nicméně i tak by bylo 
potřeba provést dílčí úpravy v závislosti n a konkrétním aplikačním využití a již zaběhlých 
systémech potenciálního uživatele. Z a vhodné řešení lze považovat přesun mode lu n a 
webový server, o d k u d by denně přebíral aktualizovaná data, rovnou se z n i c h učil 
a výsledné predikce vykres lova l formou interaktivních webových map . To v současném 
stavu mode lu nemusí být možné. Realizace takového řešení nicméně přesahuje cíle 
i možnosti této práce, proto neby l a více prozkoumána. 

Směrů navazujícího výzkumu je několik. Bylo by zajímavé sestavit komparativní 
s tud i i pro mnoho různě sestavených A N N a porovnat j e j i ch výsledky ve snaze nalézt 
nejlepší v a r i an tu pro predikování COVID-19 n a území ČR. Dále, nebude- l i shromažďování 
epidemiologických dat o COVID-19 zce la zrušeno, by také mohlo být zajímavé otestovat 
výkon mode lu n a dlouhodobé predikce, například půlroční. Hodnotných výsledků by mohlo 
být dosaženo obohacením autokorelačních vazeb o další veličiny, např. různé ukazate le 
socioekonomické a/nebo fyzické geografie. Z a vědecky ve lmi významné považuje autor 
hlubší s t u d i u m trans lace geografických vazeb objektů do pros toru parametrů A N N . 
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9 ZÁVĚR 
Hlavním cílem práce bylo sestavit A N N pro potřeby predikčního modelování vybraných 
epidemiologických charakter i s t ik pandemie COV ID-19 n a území ČR. K jeho splnění bylo 
potřeba modelovaná da ta nejprve analyzovat, nav rhnou t konkrétní a r ch i t ek tu ru A N N 
a představit způsob val idace výsledného mode lu . 

N a zvolená modelovaná data, tj. počtu aktuálně nakažených n a území ČR, by ly 
aplikovány vybrané metody analýzy časových řad a datová transformace s cílem tvorby co 
nejrobustnějšího mode lu schopného efektivního učení. Jedna lo se o testování stac ionar i ty 
A D F testem, využití autokorelace časových řad pomocí A C F ke stanovení ve l ikost i 
posuvného o k n a a transformace dat Yeo -Johnsonovou m o c n i n n o u transformací. 

Ze sekvenční povahy modelovaných dat a cíle predikčního modelování b y l a zvolena 
A N N využívající rekurentní G R U vrstvy a výstupní bayesovskou lineární v rs tvu , díky čemuž 
j s o u výsledné predikce doplněny mírou nejistoty. Rozebrané relevantní teoretické p r inc ipy 
A N N j s o u následně přeneseny do praktické implementace autorem vytvořené třídy B - G R U -
PTSAR, která kromě samotné tvorby A N N spravuje také potřebné analýzy a metody val idace 
výsledného mode lu . Umožňuje také mode l sestavit zce la automatizovaně pomocí a lgor i tmu 
C M A - E S , což umožňuje efektivnější tvorbu mode lu a snižuje množství subjektivních 
rozhodnutí. Třída je sepsána obecně a umožňuje t vorbu podobných modelů i pro jiné účely. 

Va l idace výsledného mode lu proběhla vyhodnocením procesu automatické 
opt imal izace hyperparametrů, analýzou procesu učení sítě napříč epochami učení 
a rozborem přesnosti predikcí. Ty j s o u porovnány vůči skutečnému s tavu užitím grafu 
a několika mapových vizualizací. Schopnost mode lu zachyt i t prostorové vazby b y l a kromě 
vizuální interpretace m a p testována metodou prostorové stat is t iky LISA analyzující 
prostorové sh luky . 

Cíleného výsledku práce bylo dosaženo výše zmíněnými metodami , přičemž výsledný 
mode l dosáhl uspokojivé přesnosti. 

V kon tex tu celosvětového výzkumu lze z a hlavní přednosti a přínos práce považovat 
využití bayesovských vrstev umožňující práci s mírou nejistoty predikcí a využití 
automatické opt imal izace hyperparametrů při f ina l i zac i mode lu . Významné je také 
představení populárního přístupu k predikčnímu modelování (nejen) epidemiologických 
dat, který není v českém prostředí příliš používán. Z praktického h l e d i s k a je přínosná 
i třída B - G R U - P T S A R , jelikož poskytuje poměrně přímočarou cestu k tvorbě obdobných 
modelů i pro jiné úlohy. Z výsledků m o h o u potenciálně těžit relevantní zdravotnické, 
výzkumné a administrativní inst i tuce . 
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