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Abstrakt

Bakalarska prace se zabyva predpovédi pocasi prostfednictvim umélé neuronové sité s al-
goritmem uceni zpétného $ifeni chyby. Predpovéd je zalozené na datech ziskanych z volné
dostupnych sluzeb nabizejicich informace o pocasi. Vytvorena aplikace stahuje a uklada
predpovédi ze serverii a vytvari novou predpovéd. Vysledky predikce jsou srovnavany s
realitou a ptivodnimi sluzbami.

Abstract

Bachelor thesis deals with the weather forecast through the artificial neural network with
backpropagation method. The forecast is based on data obtained from freely accessible
services offering weather information. The created application downloads and saves the
forecasts from servers and creates a new forecast. The results of the prediction are being
compared with the reality and the original services.
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Kapitola 1

Uvod

Piedpovidat pocasi nejde, rozhodné ne na dlouhou dobu dopiedu. Jde ale odhadnout s urci-
tou nepfesnosti budouci pribéh pocasi zalozeny na predchozim vyvoji. Ze slozitého mate-
matického simula¢niho modelu, ktery Cerpa z naméfenych dat, zkuSenosti meteorologa,
pripadné dalsich nastroji, lze vyhodnotit, jak se bude pocasi chovat v nasledujicich ho-
dinéch, piipadné dnech. V nejblizsich dnech se obvykle predikce ptiblizuje realité, avsak
s pribyvajici délkou presnost predikce klesa.

Jednim ze zptsobu jak nahliZzet na pocasi je pfevedeni jednotlivych parametri pocasi na
stochastické casové fady, které jsou reprezentovany posloupnosti hodnot. Rozdélenim jed-
notlivych parametri pocasi jdeme proti celému systému pocasi, kde vSechny parametry se
navzajem ovliviuji, ale na druhou stranu ndm to umoznuje predikovat jednotlivé vlastnosti
pocasi, i kdyz na trok pfesnosti.

Predmétem této price je vytvorit aplikaci, kterd bude schopna vytvorit predpovéd
pocasi, kterd vychazi z jiz vytvorenych predpovédi. Aplikace bude ziskavat predpovédi roz-
loZené do jednotlivych parametri pocasi z volné dostupnych sluzeb, které nabizeji informace
0 pocasi. Stazené informace o predpovédich budou reprezentovany jako ¢asové fady hodnot,
ze kterych budou pomoci vybrané metody umélé inteligence vytvoreny predikce.

Pro predikci ¢asovych fad bude pouZzita uméld neuronova sit. Jako vhodny typ neuro-
nové sité pro predikci bude zvolena dle [6] dopfedna neuronova sit se sigmoidni aktivaéni
funkci. Neuronové sité jsou vhodnym nastrojem pro predikci, protoze jsou univerzalnimi
aproximatory funkci a jsou schopny objevit v ¢asovych Ffadach nelinedrni zavislosti [5].

Préace je rozdélena do nékolika kapitol. V prvni ¢asti (2) je objasnéna struktura a funkce
neuronové sité s ucenim zpétného Sireni chyby, pojem casové fady a ptehled zdroju, které
budou pouzity pfi implementaci aplikace. Dalsi kapitola je vénovana navrhu (3) vznikajici
aplikace. Dilezitou ¢asti této prace je také kapitola zabyvajici se realizaci aplikace (4),
kde jsou uvedeny jednotlivé implementacni detaily. Zavér této prace se zabyva konfiguraci
(5.1) neuronové sité, kde je snaha naleznouti vhodné nastaveni sité, tak aby predikce pocasi
byla co nejpfesnéjsi. Nakonec je uvedeno srovnani (5.2) vytvorené predikce s existujicimi
predpovédmi. Préace rovnéz obsahuje ndvod (B) k instalaci a pouziti vytvorené aplikace.



Kapitola 2

Teoreticka cast

2.1 Neuronové sité

Neuronové sité jsou tvoreny neurony, které jsou mezi sebou propojeny spoji ohodnocenymi
védhami. Po predlozeni trénovacich dat jsou schopny se uéit novym funkcim vychéazejicim
z téchto dat. DuleZitymi vlastnostmi neuronovych siti je schopnost hledat zavislosti v tré-
novacich datech a pomérné spravné reagovat na neznamaé vstupni data. V této kapitole se
budeme konkrétné zabyvat vicevrstvou perceptronovou siti, kterd pfi uceni vyuzivad metodu
zpétného Sirent (backpropagation). Kapitola také obsahuje popis struktury neuronové sité,
jednotlivych neuronit, popis bazové a prenosové funkce neuronu nebo také proces uceni.

Skrytd vrstva

Obrazek 2.1: Schéma vicevrstvého perceptronu.

2.1.1 Popis sité

Umél4 neuronovd sit je formalnim modelem k biologické neuronové siti. Je to systém, ktery
se sklada z vypocetnich jednotek — neuront. Jedna se o dopfednou (feedforward) sit, coz
znamena, ze se signal $ifi dopfedu od vstupni vrstvy po vystupni. Pro uceni sité je pouzit
Sit je tvofena nékolika vrstvami, vstupni a vystupni vrstvou. Mezi témito vrstvami se
nachézi jedna nebo vice skrytych vrstev. Vstupy jedné vrstvy jsou napojeny na vystupy



vrstvy predchozi tak, ze tvoii bipartitni graf [11], coz znamend napojeni vystupu jednoho
neuronu do vSech vstupti neurontt v nésledujici vrstvé. Zadné dalsi vazby mezi neurony
neexistuji. Vstupni vrstva slouzi pouze k rozsifeni vstupnich hodnot. Schéma je uvedeno na
obrazku 2.1.

2.1.2 Neuron

Zakladni jednotkou modelu neuronové sité je neuron. Vzorem umélého neuronu je biologicky
neuron, ktery se nachéazi v lidském mozku. Ma velky pocet vstupti — dendridi a jeden vystup
— axiom, ktery se dal mize vétvit. Propojeni mezi dendridem jednoho neuronu a axiomem
druhého je nazyvano synapse. Na zdkladé tohoto neuronu byl vytvofen umély neuron.
Zakladni model neuronu nese jméno po svych tvurcich: McCulloch-Pittstiv model neuronu
[2]. Jeho struktura je zndzornéna na obrazku 2.2. Neuron obsahuje n vstupt z1, ..., z,, kde

x1

x0=1

y =fu) f—o>

Obréazek 2.2: McCulloch-Pittsttv model neuronu.

kazdy vstup je ohodnocen vdhou wi, ..., wy,, které reprezentuji lokalni pamét neuronu. Cim

vvvvvv

ma neuron pouze jeden. Ten je vysledkem vypoctu aktivacni funkce, kterd ma na vstupu
vysledek bazové funkce aplikované na vstupy neuronu [12].

y = f(u) = fg(7)) (2.1)
Yy vystup
Z vektor vstupt
f() aktiva¢ni funkce

g() bézova funkce

Jak vstupy tak i jednotlivé vahy u neuronti jsou realnéa c¢isla.

Bazova funkce

Tato funkce vyjadfuje vazeny soucet vstupu a jejich vah oznacovan jako potencidl neuronu.
U sité s uéenim backpropagation se pouziva linearni bazova funkce.

n

u :Z(wj *x;)+6 (2.2)

i=1



Neékdy je prah povazovan za specialni vstup od neexistujiciho neuronu, kdy xg

vstupni hodnota a prah je jeji vaha wg = 0. Pak vztah bazové funkce je:

u :Z(wj*:rj)

Prenosova funkce

Neékdy je tato funkce oznacovana jako aktivacni. Pfenasi vnitini potencial neuronu na vy-

stup:

Dle problému, ktery neuronovymi sitémi feSime, miuZeme vybrat ze ¢tyf typu aktivacnich

funkei [12]:

=0
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Obrazek 2.3: Pribéhy prenosovych funkci.

f(u)

Nespojita (skokova) funkce, viz 2.3a

a prou <0

Po castech linearni funkce, viz 2.3b

Spojita funkce — Sigmoida, viz 2.3c

=< b prou >0
y prou =46
flu)=au+b
1
=1

Spojita funkce — Hyperbolicky tangens, viz 2.3d:

f(u) = tgh(u)

[y



2.1.3 TUceni sité

Aby sit byla schopna spravné fungovat, je potieba vhodné nastavit vahy u jednotlivych
neurond. Tento proces se nazyva uceni nebo nékdy trénovani neuronové sité. PriloZenim
hodnot na vstupni neurony sité jsou signaly pomoci prenosovych funkci Sifeny az k vystup-
nim neuroniim. Vstupni vrstva slouzi pouze k distribuci hodnot k neurontim prvni skryté
vrstvy. Potencidly jednotlivych neuronid jsou pocitany postupné od prvni az po posledni
vrstvu tak, aby vypocitané hodnoty predchozi vrstvy mohly slouzit jako vstupni hodnoty
nasledujici vrstvy. Vysledné hodnoty posledni vrstvy jsou pfimo vystupnimi hodnotami. Je
tFeba zminit, Ze se jednd o uceni s ucitelem, tedy ze sit ma p¥i uceni k dispozici i mnozinu
pozadovanych hodnot. Béhem uceni je snaha dosdhnout co nejmensi odchylky vystupnich
hodnot sité od pozadovanych hodnot. Celkova chyba sité je definovana v [11]:

E=) E, (2.5)
k
kde E} je chyba k-tého prvku trénovaci mnoziny, ktera je definovéana v [11]:

1

Bp =3 Z(yi — dgj), (2.6)
(3

kde y je hodnota jednoho vystupniho neuronu a d je pozadovana hodnota. Po predlozeni

v8ech prvki trénovaci mnoziny je vypoctena celkova chyba sité a dle této chyby jsou upra-

veny véhy jednotlivych neuront podle vztahu z [11]:

Wy
’r,(swlj Y

5wij = (27)
kde 7 je parametr rychlosti uc¢eni. Tento krok se opakuje dokud chyba neni mensi nez zadané
mez.

Rozsifenim tohoto postupu je metoda zpétného Sireni (backpropagation). P¥i uceni touto
metodou dochézi k postupnému Sifeni chyby od vystupnich neuront az po vstupni. Na rozdil
od klasického uceni, kdy se vahy upravuji az po predlozeni vSech prvki trénovaci mnoziny,
zde dochéazi k apravé vah jiz béhem uceni.

Parametry ovliviiujici uéeni

V ramci uceni neuronové sité existuje nékolik parametr, které maji vliv na uceni sité. Pii
vhodném nastaveni téchto parametrt je mozné dosdhnout dobrych vysledkt, ale rovnéz pti
nespravném pouziti mize dojit k preuceni sité.

Parametr rychlosti uéeni  Upravuje rychlost u¢eni. Obvykle se pohybuje kolem hod-
noty blizké nule. Vyssi hodnota parametru sice mize urychlit uceni, ale ovSem na
tkor spravného vysledku.

Pocéet neuronu ve skryté vrstvé Nelze pfedem uréit a zdvisi na typu ulohy, ktera je
fesena.

Moment uéeni Tento parametr definuje rozdil vah mezi iteracemi. Zabratniuje uviznuti
v lokalnich extrémech [4].



Nastaveni vah neuront Pro pocéateéni nastaveni vah neuront se pouziva gradientni me-
toda [11]. Vahy jsou nastaveny ndhodné v rozsahu <—%, %), kde s je pocet vstupnich
neuront.

Pocet vrstev Podobné jako pocet skrytych neurond nelze uréit predem, ale pouze expe-
rimentalnim postupem. Pocet zavisi na typu resené tlohy.

Normalizace hodnot

Neuronové sité nebo pfesnéji neurony pracuji s realnymi ¢isly. Aby sit byla schopna spravné
plnit svou funkci je tfeba, aby hodnoty, které jsou predkladany na vstupy sité, byly ve
vhodném intervalu na rozdil od hodnot v ¢asové fadé, kde mohou byt jakékoliv. Tento
interval se odviji dle pouzité prenosové funkce. Napfiklad pro sigmoidni prfenosovou funkci
je vhodny vstupni interval (—1, 1), kdy dochazi k nejvétsi zméné hodnot, zatimco vystupni
interval by mél byt (0,1), coz odpovida jejimu oboru hodnot. Normalizace vstupnich dat
pro rozsah (—1,1) je dle vzorctu z [3]:

~ max(Y) +min(Y)

m = 5 (2.8)
r=max(Y) —min(Y) (2.9)
Y,—m

m stfed rozsahu

r rozsah

Y; prvek vstupni casové fady

S; normalizovany prvek vstupni ¢asové rady

Normalizace vystupnich dat pro rozsah (0, 1) je dle vzorce z [3]:

- Yi—min(Y)
5= maz(Y) — min(Y) (2.11)

Y; prvek vystupni ¢asové rady

S; normalizovany prvek vystupni ¢asové rady

2.2 Predikce ¢asovych rad

Piedpovidani budouciho pokracovani casové rady vychézi z pozorovani jejiho minulého
prubéhu. Cilem predikce je z historického pribéhu fady naucit vhodny matematicky aparat
predpovidat budouci vyvoj fady. Cim vice dopfedu se snazime predpovidat, tim se kvalita
predpovédi snizuje.

Casova fada je posloupnost vektort, které zévisi na case [0]:

Z(t),t=0,1,2,....,m (2.12)
Prvky vektoru mohou byt jakékoliv méritelné jevy:

e teplota vzduchu



e spotieba elektrické energie

e cena na burze

Casové fady, u kterych miizeme piesné uréit jaky budou mit pribéh, 1ze oznadit jako de-
terministické. AvSak u vétSiny fad se jedna o stochastické procesy, protoze obsahuji ruchy,
které mohou jakkoliv ménit jejich pribéh. Jedna se o spojitou funkci ¢asu, ale z praktickych
duvodt ji bereme jako diskrétni, kde ¢asové tiseky maji fixni velikost [6].

2.2.1 Metoda klouzajiciho okna

Jako standardni metoda pro tvorbu trénovaci mnoziny se pouziva technika klouzajiciho
okna [7]. Nékdy oznacovano jako metoda ¢asového okna. Mame ¢asovou fadu z(t), kde t =
1,2, 3, ...,n a neuronovou sit s k vstupy a jednim vystupem. Trénovaci mnoZina ndm vznikne
tak, ze vezmeme nékolik prvnich hodnot ¢asové fady xz(t —1),z(t —2),x(t —3),...,x(t — k) a
dame je na vstup neuronové sité. Pocet hodnot k musi odpovidat poc¢tu vstupnich neuronti
sité. Na vystup sité umistime nasledujici hodnotu z(¢) jako oc¢ekavany vystup. Takto vznikne
¢asové okno. Posunem tohoto okna po celé casové fadé vznikne soubor polozek trénovaci
mnoziny, které obsahuji vstupni a vystupni vzorky pro trénovani sité. Metoda klouzajiciho
¢asového okna je znazornéna na obrazku 2.4.

/\ ¢asové okno
7 & >

¥ s >
\Q/ casova fada

vystup

vstupy

neuronovd sit

Obrazek 2.4: Klouzajici okno.

Vstupni ¢ast klouzajicitho okna je mozné rozsirit o dalsi dopliujici informace, které
reprezentuji okolnosti pribéhu ¢asové fady. Toto rozsifeni se nazyva intervenéni promeénné.
2.2.2 Presnost predikce

Pro kontrolu presnosti predikce casovych fad existuje nékolik statistickych metod, které
jsou zaloZeny na porovnavani predikovanych a realnych hodnot. Jednotlivymi metodami



jsou [9]:
e Stfedni kvadratickd chyba (MSE — Mean Square Error)
| X
MSE == (di — ;) (2.13)

N 4
=1

e Aritmeticky primér absolutnich odchylek (MAD — Mean Absolute Deviation)

N
1
MAD = Nzlwi — ] (2.14)

e Druhda odmocnina z aritmetického priméru druhych mocnin odchylek (RMSE — Root
Mean Square Error)

1 N
RMSE = > (di — z;)? (2.15)

02N <
=1

d; realna hodnota
xz; predikovand hodnota
N pocet vstupnich hodnot

o rozptyl

2.3 Zdroje dat predpovédi pocasi

Zékladem pro vytvoreni nové predpovédi pocasi je ziskani jiz existujicich predpovédi. Aktu-
alné existuje mnoho sluzeb, které se na tyto sluzby zaméruji, a to jak na celosvétové tirovni,
tak existuji i servery, které se zaméiuji specialné na Ceskou republiku. Zjednodusené to
funguje tak, Ze tyto servery sbiraji data z meteorologickych stanic z celého svéta (pfipadné
jen uréité oblasti) a dle vlastnich metod vytvareji pfedpovéd pocasi. Tuto predpovéd nabi-
zeji pro bézné uzivatele pres grafické webové rozhrani nebo v textové, serializované podobé,
kterou lze programové zpracovavat. Jsou pristupné pres webové rozhrani prostfednictvim
protokolu HTTP. Kromé pfedpovédi vétsina sluzeb nabizi i skutecné namétens data.

2.3.1 Format dat
Vsechny prostudované sluzby nabizeji data v serializacnim formatu Javascript Object No-
tation (JSON) nebo Extensible Markup Language (XML).

Javascript Object Notation (JSON)

Jedna se o Casto pouzivany serializa¢ni forméat. Jeho syntaxe vychazi z jazyku Javascript,
jehoz je podmnozinou. Formaét je to textovy, a proto je na programovacim jazyku nezavisly.
Soucasti vétsiny jazykt jsou knihovny, které umi pracovat s timto formatem (napfiklad
simplejson’ pro jazyk Python nebo json-c? pro jazyk C).

"https://pypi.python.org/pypi/simplejson/
https://github.com/json-c/json-c/wiki
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Zakladem JSONu jsou dvé struktury [1] objekt a pole. Objekt je neusporadand mnozina
polozek, které jsou tvoreny dvojici kli¢: hodnota. V programovacich jazycich je objekt
obvykle reprezentovan strukturou, slovnikem nebo zéznamem. Na druhou stranu pole je
usporddand mnozina hodnot, kterd je v programovacich jazycich realizovana jako seznam,
pole nebo vektor.

Hodnota se miize rovnat datovym typtm:

e Tetdzec
e (islo
e objekt
e pole
e true
o false
e null

Tim, ze hodnota miize byt zase objekt (obrazek 2.6) nebo pole (obrazek 2.5), je umoz-
néno vnofovani téchto struktur.

array

Obrazek 2.6: JSON objekt [1].

Extensible Markup Language (XML)

Tento serializacni format patii mezi znackovaci jazyky. Jedna se o textovy forméat vétsinou
kédovany v UTF-8. Struktura dokumentu je volitelnd. U XML lze jednotlivé znacky libo-
volné pojmenovat. Avsak tyto vlastnosti nejsou vhodné pri vyméné XML zprav, protoze je
potfeba znat jejich strukturu. Za timto Ucelem vznikly jazyky, kterymi lze popsat syntaxi
nového jazyka, ktery ma syntaxi XML (XHTML, SVG, KML). Mezi prvni jazyky, které se
zacali pouzivat pro popis XML, patii DTD (Document Type Definition), ktery ma vsak
nékolik nedostatkt jako nepodpora jmennych prostort nebo omezeni podpory datovych
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typi. Novéjsim jazykem, ktery fesi tyto nedostatky, je XSD (XML Schema Definition).
XSD definuje [10]:

prvky

atributy
potomky prvki
potradi potomkt

pocet potomki

zda je prvek prazdny nebo muze obsahovat hodnotu

typy dat prvki a atributi

vychozi a pevné hodnoty prvkia a atributta

Datové typy formatu XML jsou rozdéleny do dvou kategorii — jednoduché a slozené.
Pricemz slozené se mohou skladat z téch jednoduchych a pfipominaji struktury z progra-
movacich jazykd. XML rovnéz umoznuje definovani si vlastnich datovych typ1, které mohou
vychazet ze zabudovanych typu (obrazek 2.7).

anySimpleType

|
anyComplexType

[ primitivni typy
[[] odvozeneé typy

Obrazek 2.7: Netplné zobrazeni zabudovanych datovych typu [10].

2.3.2 Délka predpovédi

Pri vybéru sluZzeb hrala velkou roli délka predpovédi. Vétsina sluzeb nabizi predpovéd na
36 hodin, na 3 dny, a nebo az na 10 dni dopfedu. Predpovédi na delsi dobu jsou obvykle
hodné obecné a neurcité, a proto je vhodnéjsi vybrat sluzby s predpovédi na nékolik hodin
dopfedu, které je pomérné propracovanad a detailni. Tyto kratsi predpovédi jsou servery
nabizeny v Casovych intervalech po jedné aZ tfech hodinach.
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2.3.3 Sledované parametry pocasi

Jednotlivé zdznamy o predpovédi obsahuji pomérné velké mnozstvi parametri a ne vSechny
se z vybranych servert shoduji s ostatnimi, proto je nelze porovnavat. Nékteré parametry
predpovédi je potieba pfevést na stejné jednotky naptiklad rychlost vétru. Neékteré sluzby
pouzivaji jednotku mile za sekundu jiné kilometr za hodinu. Jako sledované parametry bylo
vybrano téchto Sest zakladnich:

o vlhkost

e teplota

e pocet srazek
e rychlost vétru
e smér vétru

e oblac¢nost

2.3.4 Pouzité sluzby

Jako zdroje predpovédi byly vybrany ¢tyti webové sluzby, jejichz dostupnost serverii se zna-
¢né lisi. Obecné vsechny sluzby nabizejici predpovédi pocasi umoznuji dva pristupy k jejich
serverum. Na vybér jsou bud zpoplatnéné U¢ty, a nebo ¢ty zdarma. Omezeni je predevsim
zameéfeno na pocet dotazli na server za hodinu pfipadné za cely den. Zpoplatnénych verzi je
nékolik (obvykle 2-3). Cena Gétu se odviji od po¢tu povolenych dotazli na server. U Géti,
které jsou uplné zdarma, je pocet dotazi na server striktné omezen na urcity pocet. Navic
dostupnost serverti se pohybuje kolem 95 %, coz muze stahovani dat obcas zkomplikovat.

Wunderground Weather Underground je americkéd sluzba, kterd ale nabizi pfedpovédi
pocasi zaméfené na cely svét. Vlastni pres 34 tisic meteorologickych stanic, ze kterych
sbira data. Pfedpovédi vytvaii na vlastnim systému nazjyvaném Best Forecast™™.
Data z jejich servera jsou dostupné ve forméatech JSON i XML.

OpenWeatherMap Jedna se o zacinajici projekt v oblasti predpovidani pocasi. Sluzba
OpenWeatherMap prosazuje myslenku volné dostupnych informaci o pocasi po vzoru
OpenStreetMap?, ktera nabizi volné dostupné geografické data. Nevlastni meteosta-
nice, ale pro tvorbu predpovédi pouziva nezpracovana data z oficidlnich meteorolo-
gickych predpovédi, stanic, radart, které jsou dostupné. Sva data nabizi ve formatu
JSON.

Yr.no Norska sluzba yr.no, ktera je soucasti Norského Meteorologického Institutu, patii
mezi nejvétsi na svété. Pro své predpovédi Cerpa data z vice jak 7 milionti mist. Data
nabizi zdarma ve formatu XML.

Hamweather Presnéji jde o sluzbu AerisWeather API, kterou nabizi web Hamweather.com

spolu s dal$imi produkty zaméfenymi na pocasi. Data nabizeji pouze ve forméatu
JSON.

Nahledy odpovédi ze servert ve formatech JSON a XML jsou umistény v piiloze C.

3http://www.openstreetmap.org,/
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Kapitola 3

Navrh

Dle zadani byla navrzena aplikace, ktera se bude sklddat ze tii ¢asti, jejiz jednoduché schéma
je na obrazku 3.1. Nejprve bude potfeba ziskat predpovédi z dostupnych serveri. K tomuto
ucelu byla navrhnuta serverova ¢ast aplikace. Tato ¢ast nebude klasickou serverovou apli-
kaci, kterd neustale bézi v systému, ale budou ji tvorit dva skripty, které budou spoustény
systémovou aplikaci cron. Jeden skript bude uréen pro stahovani predpovédi a druhy pro
stahovani redlné namérenych hodnot. Pfed spusténim téchto skriptd bude potfeba defi-
novat, pro které lokace se data budou stahovat. K tomuto tucelu bylo navrhnuto vstupni
rozhrani aplikace, které bude schopno nacist soubor ve formatu KML. Vzhledem k charak-
teru nabizenych dat bude vhodny interval stahovéani tfi hodiny s pocatkem o pilnoci viz
podkapitola 3.2. Veskera stazend data bude potieba prevést ze serializa¢nich formatd na
zédznamy, které se ihned po stazeni ulozi do databaze.

Pravé databaze bude dalsi ¢asti navrzeného systému. Bude potieba, aby databaze obsa-
hovala nékolik tabulek pro uloZeni adres serveriu, staZenych predpovédi, naméfenych dat a
lokaci, pro které bude vytvorena predpovéd. Podrobné&jsi popis databdze je uveden v sekci
3.3.

Treti a posledni ¢asti bude modul, ktery bude vytvaret novou predikci. Tento proces
se bude skladat ze dvou krokt. V prvni fazi bude potfeba vytvorit data pro neuronovou
sit. Tyto data se budou sklddat ze t¥i mnozin — trénovaci, testovaci a zaklad predikce.
Nejprve budou data vybrana z databaze a pfevedena do vhodného rozsahu. Pro kombinaci
jednotlivych zdroju bude pouZita metoda popsana v sekci 3.1. Poté budou data rozcélenéna
do mnozin podle zadanych intervalid. Na trénovaci a testovaci data bude pouzita metoda
klouzajiciho okna (viz podsekce 2.2.1). Po piipravé dat bude nésledovat druhy krok — vy-
tvofeni neuronové sité. Jako knihovna s implementaci neuronové sité byla vybrana knihovna
OpenCV Machine Learning, ze které bude pouzita dopiednd vicevrstva sit s ucenim zpét-
ného S§ifeni chyby a sigmoidni aktiva¢ni funkci. Pro praci s touto knihovnou bylo navrzeno
objektové orientované rozhrani, které rozsifuje jeji funkénost a umoznuje jeji pouziti s pre-
dem pripravenymi daty.

Vystupem tohoto systému bude soubor dat obsahujici test naucenosti sité a predikované
hodnoty.

3.1 Metoda presnéjsi predpovédi

Jak bylo zminéno v podsekci 2.3.4, aplikace stahuje predpovédi ze ¢tyt ruznych zdroju.
Vsechny tyto predpovédi je potieba zkombinovat v jednu pfedpovéd — jednu ¢asovou Fadu
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dotaz

Démon >:ng
odpovéd | | ‘ ‘ ‘

Servery s predpovédi

zpracovana odpovéd

Datova sada Neuronova sit

Databéaze

Modul predikce

Obrazek 3.1: Schéma aplikace.

tak, aby vyslednd predpovéd byla co nejblize realité, tedy skuteéné naméfenym hodno-
tam. Tato vyslednd nejvhodnéjsi predpovéd bude slouzit jako zdrojovéa ¢asové fada pro vy-
tvofeni trénovaci mnoziny neuronové sité. Mame ¢étyfi predpovédi zq(t), xa(t), x3(t), 4(t)
a naméfend data z,(t), kde t = 0,1,..,n. Vysledna ¢asova fada vznikne tak, ze vezmeme
prvek z fad x1, xo, x3, T4 v Case t, pro kazdy zdroj vypocitdme odchylku od namérené hod-
noty z x, v Case t a hodnotu zdroje, ktery ma nejmensi odchylku umistime do vysledné
casové fady v case t. Tento postup opakujeme pro vsSechna t. Takto vznikne nova piedpo-
véd, které st¥idavé vybird hodnoty z pouzitych ¢asovych fad. Cetnost pouziti jednotliv§ch
zdroji zéavisi na jejich pfesnosti.

3.2 Omezeni dostupnosti serveru

V této praci je vyuzivano volné dostupnych webovych sluzeb, které nabizeji serializovana
data s predpovédmi. Jak je uvedeno v podsekei 2.3.4, dostupnost servert se pohybuje kolem
95 %, coz je jeden z faktli, na které bude potieba brat ohled. Pokud néktery z dotazova-
nych serverti nebude dostupny, aplikace nebude moci v dany ¢as stahnout potfebné data a
Casovéa posloupnost sbiranych predpovédi mizZe byt narusena. Kvili tomuto problému bylo
navrhnuto nasledujici feseni. V kazdy dany cas, kdy se aplikace pfipoji na servery, se stahne
predpovéd po trech hodindch na nasledujicich 30 hodin, coz je deset hodnot. P¥i dotazu na
ur¢ité casové obdobi se projdou nalezité zaznamy, ze kterych bude odebriana pouze prvni
hodnota, tedy pfedpovéd na nasledujici 3 hodiny. Takto vznikne souvisla ¢asové fada pred-
povédi urcitého ¢asového obdobi, kterd bude obsahovat nejaktualnéjsi hodnoty. V piipadé,
7e néktery ¢asovy zadznam v databazi bude chybét kvuli nedostupnosti serveru, bude do
Casové fady zafazena druh& hodnota predchoziho zaznamu. Diky tomu, Ze aplikace bude
ukladat deset hodnot, bude mozné tolerovat nedostupnost serverti az na 30 hodin. Ovsem
za predpokladu snizeni piesnosti predpovédi.
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3.3 Navrh databaze

Pro cilovou aplikaci byla navrhnuta pomérné jednoduchd databéze. Navrh databaze ob-
sahuje Ctyri tabulky. Prvni tabulka Point slouzi k ulozeni informace o soufadnicich, pro
které jsou data stahovana. Tabulka obsahuje kromé identifikatoru dva atributy — zemé-
pisnou sifku (lat) a délku (lon). Oba tyto atributy jsou realnd ¢isla. Druha tabulka slouzi
k uchovani zdroji, odkud se data stahuji. Jedna se o tabulku Source. Tabulka kromé nazvu
zdroje obsahuje také adresu zdroje. Nasledujici dvé tabulky databaze jsou témér stejné. Obé
maji stejné polozky. Cizi klice k tabulkdm Point a Source, a také atributy predstavujici
parametry z podsekce 2.3.3. Zatimco u tabulky ObservedRecord jsou tyto atributy realna
¢isla, tak u tabulky ForecastRecord to jsou seznamy realnych ¢isel. Pro tento projekt byla
zvolena databaze SQLite. Celé schéma databaze je uvedeno na obrazku 3.2.

ObservedRecord

+<<PK>> id
*timedate
*humidity
*wind_speed
*wind_direction

*temperature
*precipitation
*clouds 1
—ﬂ *<<FK>> source Point
Source 2<<FK>> point +<<PK>> id

1 .
¢<<PK>> id [ lat

eurn |1 ForecastRecord *lon
eurl *<<PK>> id
*timedate

*humidity
*wind_speed
*wind_direction
*temperature
*precipitation
L 3ple clouds

*<<FK>> source
*<<FK>> point

Obréazek 3.2: Schéma databaze.
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Kapitola 4

Realizace

V ramci této prace byla realizovana aplikace podle ndvrhu uvedeného v kapitole 3. Vysledna
aplikace je napsana v jazyku Python. V nésledujicich podkapitolach jsou uvedeny pouzité
technologie a popis implementace aplikace.

4.1 Pouzité technologie

V této podkapitole budou popsany aplikace, knihovny a formaty, které byly pouzity pfi
implementaci aplikace.

4.1.1 Objektové rela¢ni mapovani

Objektové relaéni mapovani (ORM) je programové aplikacni vrstva, kterd spojuje rela-
¢ni databazi a objektové orientovany programovaci jazyk [2]. Jde o programové rozhrani,
které se snazi zobecnit pristup k odlisSnym rela¢nim databézim. Princip této techniky vy-
chazi z navrhu, kde objekt programovaciho jazyku reprezentuje tabulku v rela¢ni databazi.
Jednotlivé atributy objektu pak sloupce v tabulce databéaze. Dalo by se fict, Ze se jedna
o abstraktni vrstvu nad databéazi, kdy je programéatorovi skryt dotazovaci jazyk databaze
a je mu umoznéno pracovat pouze programovym rozhranim objektu predstavujici tabulku
v databézi.

Hlavni vyhodou tohoto pfistupu je nezavislost na relacni databazi. Samoziejmé je to
omezeno vyctem databazi, které ORM podporuje. Dalsi vyhodou je absence znalosti dotazo-
dotazy nad databazi provedené pomoci rozhrani ORM nemusi byt vzdy tak efektivni jako
¢isty SQL dotaz. Navic, pfi dotazovani na vice zdznami z databaze, musi byt drzeny v ope-
ra¢ni paméti objekty vSech vybranych zdznami, coz miiZze byt paméfové narocné operace.
Ovsem tuto slabinu ORM fesi napfiklad jazyk Python zavedenim objektovych sloti. Ak-
tualné existuje mnoho knihoven pro témeéi vsechny moderni programovaci jazyky.

4.1.2 Django Framework

Django* je webovy aplika¢ni framework, jehoz architektura vychazi z navrhu Model-View-
Controller (MVC). Diky tomu, ze struktura projekti zalozenych na tomto frameworku je
prakticky volna, je Django vhodné jak pro rozsahlé projekty, tak i pro jednodussi aplikace.
Mezi silné vlastnosti tohoto frameworku rozhodné patii jeho databazové API nebo jinak

“https:/ /www.djangoproject.com/
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také ORM (viz podsekce 4.1.1), automatické generovani administrace z nadefinovanych da-
tabazovych modelt, vicejazy¢nost nebo také sablonovaci systém. Bézna struktura projektu
je rozdélena do nékolika adresari a soubori. Dva zakladni soubory jsou settings.py, ktery
slouzi ke konfiguraci projektu, a manage.py, ktery spousti prikazy jako je inicializace da-
tabaze, spousténi externich skriptti. Dale se v projektu mohou nachéazet adresaie, které
reprezentuji tzv. aplikace, coz jsou mensi moduly nesouci samostatnou funkénost. V téchto
adresarich se obvykle nachéazeji soubory s databazovymi modely a pohledy. Django fra-
mework ma velmi dobré databazové API, prostfednictvim kterého nabizi databaze SQLite,
PostgreSQL, MySQL nebo Oracle.

4.1.3 Knihovna OpenCV — Machine Learning

OpenCV je multiplatformni knihovna pro praci s obrazem. Je to oteviena knihovna, vydana
pod licenci BSD. Jeji posledni verze 2.x je napsana v jazyku C++, ale obsahuje rozsireni,
které umoznuje jeji vyuziti z jazyku Python. Nedilnou soucasti rozhrani pro jazyk Python
je knihovna NumPy (viz podsekce 4.1.4). Struktura celé knihovny je modulérni. Zékladem
je modul core, ktery obsahuje zakladni funkce a datové struktury. Déle se sklada v nékolika
modultl, kterd jsou zaméreny na jednotlivé oblasti pocitacového vidéni a zpracovani obrazu:

imgproc zpracovani obrazku, filtry, transformace
video zpracovani videa, rozpoznavani objektl ve videu

objdetect detekce objektu jako obliceje, lidé, auta a dalsi

Modul Machine Learning (ML) implementuje metody strojového uceni jako jsou rozhodo-
vaci stromy, podplrné vektory, bayesovské sité, a nebo pravé neuronové sité. Tento submo-
dul obsahuje pouze jeden typ neuronové sité, a to dopfednou umélou neuronovou sit ¢asto
nazyvanou jako vicevrstvy perceptron. Sif je reprezentovana tfidou ANN_MLP, kterd nabizi
nékolik zakladnich metod pro praci s neuronovou siti. Metody train, predict, create
umoznuji vytvorit a provést trénovani sité s vSemi parametry, které ovliviuji efektivitu
neuronovych siti.

4.1.4 Knihovna NumPy

Numerical Python je oteviena matematicka knihovna zaméfena na praci s mutli-dimenzional-
nimi maticemi a poli. Kromé toho obsahuje funkce, které provadi operace nad maticemi

vCetné linearni algebry, statistiky, Fourierovi transformace a dalsi. Je implementovana v ja-

zyku C a Python. Zékladem je pole ndarray, coz je n-dimenzionalni pole. Toto pole se mirné

lis1 od klasického pole, které zname z jazyku Python. Pole z NumPy ma fixni velikost, kterou

nelze ménit a je homogenni. TakZe vsechny prvky pole musi byt stejného datového typu.

Jadro knihovny je tvofeno moduly core a 1ib, které obsahuji zakladni objekty a funkce.

Nekteré dalsi moduly knihovny NumPy:

linalg linearni algebra
fft Fourierova transformace
random generovani ndhodnyjch ¢isel

testing unit testovani

Knihovna NumPy se soucasné pouzivd s Python API knihovny OpenCV verze 2, kde
veskeré ¢iselné vektorové vstupy riznych objektd musi byt datového typu pravé ndarray.
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4.1.5 Keyhole markup language

Jedné se o znackovaci jazyk, ktery vychézi ze standardu XML (viz podsekce 2.3.1). Vznikl
soucasné se sluzbami jako jsou Google Earth® a Google Maps®. Jazyk slouzi k ukladani geo-
grafickych informaci jako jsou body, ¢ary, plochy, obrazky, které je mozno zobrazit napiiklad
v Google Earth.

4.1.6 Aplikace Cron

Tento program je neodmyslitelnou souéasti viech unix-like” operaé¢nich systémii. Cron bézi
v systému po celou dobu jako démon a spousti prikazy v urcity cas, ktery je preddefinovany
v souboru /etc/crontab. Jednotlivé fadky v konfiguracnim souboru reprezentuji prikazy
ke spusténi. Kazdy fadek by mél obsahovat 3 tidaje. Prvni idaj se sklada z péti polozek
(minuta, hodina, den v mésici, mésic a den v tydnu), kde kazda obsahuje ¢asovy udaj urcu-
jici kdy se ptikaz spusti. Misto kazdé polozky miize byt uvedena hvézdicka, coz znamena,
ze se prikaz vykonava vzdy. Naptiklad hvézdicka na misté minut znamené spousténi pii-
kazu kazdou minutu. Nasledujici idaj oznacuje jméno uZivatele, pod kterym bude piikaz
spustén. Posledni idaj reprezentuje samotny skript véetné celé cesty k nému a pripadnych
parametri. Ukazka skriptu manage.py, ktery se pod uzivatelem root spousti kazdé t¥i
hodiny:

* 0,3,6,9,12,15,18,21 * * x root python manage.py runscript observed

4.1.7 Databaze SQLite

Jedna se o multiplatformni otevienou relacni SQL databézi. Je to pomérné jednoducha
aplikace, kterad vyzaduje jen minimalni podporu externich knihoven nebo operac¢niho sys-
tému. Je napsand v jazyku C. Tato databdze neni serverového typu, tedy v systému nebézi
ve zvlastnim procesu, ale veskera data se ukladaji do specidlniho souboru, ktery je ulozen
na disku. Vyhodou toho pfistupu je nulova konfigurace pred spusténim. Prakticky jakykoliv
program je ihned schopen pristupovat k této databazi. Na druhou stranu tim, zZe pristup
k tomuto souboru neni fizen zadnym procesem, mize dojit k problémiim u soubézného
pristupu z vice aplikaci. Velmi ¢asté vyuziti je u webovych prohlizeca jako cache databaze.

4.2 Implementace

Tato podkapitola se zabyva konkretnimi implementac¢nimi detaily. Bude popsan vstup a
vystup aplikace a jeji celd struktura.

4.2.1 Struktura aplikace

Cela aplikace je postavena na frameworku Django, a to hlavné kvuli kvalitnimu Django
ORM. Struktura je rozdélena do nékolika celki.

Modul conf obsahuje soubor settings.py, ve kterém je veskeré nastaveni celé aplikace.
Tento soubor obsahuje nastaveni soubort pro logovani a piipojeni k databazi. Dalsi modul
tools obsahuje soubor erorrs.py, jenz obsahuje definice vyjimek, které mohou nastat pfi

http://www.google.com/earth/
Shttps://maps.google.com/
"Toto oznadeni se pouziva pro operaéni systémy, které vychazeji z architektury systému UNIX.
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béhu aplikace. Dalsi soubor tohoto modulu je utils.py, ktery obsahuje pomocné funkce
jako jsou prevody jednotek, vykreslovani grafii nebo dekorator pro méfeni rychlosti funkce
uceni. Posledni soubor modulu je deserializers.py, ve kterém jsou funkce zpracovava-
jici odpovédi ze servertu ve formatech JSON nebo XML. Tyto funkce prevedou odpovédi
na objekty, které jsou definovany v modulu database obsahujici model databéaze dle pod-
kapitoly 3.3. Dalsim modulem této aplikace je mlp, ktery obsahuje soubor s t¥idami pro
neuronovou sit a datové mnoziny. Dalsi vyznamny modul je tvofen adresdfem scripts, ve
kterém jsou umistény skripty ovladajici celou aplikaci. Tyto skripty jsou spoustény pomoci
hlavniho Django souboru manage . py, ktery rovnéz zajistuje nac¢teni konfiguraéniho souboru
a ostatnich moduli v projektu. Vycet nékterych spustitelnych skripti:

import.py nacteni a zpracovani vstupniho souboru ve formatu KML s body, pro které se
budou stahovat predpovédi

check _forecast.py kontrolni skript, ovéfuje stazené predpovédi
querier.py skript, ktery se dotazuje na predpovédi jednotlivych serveri
observed.py skript, ktery stahuje naméfend data

run.py ukézka pouziti rozhrani neuronové sité

4.2.2 Inicializace aplikace

Pred spusténim aplikace je tfeba definovat, pro ktera mista se budou stahovat predpoveédi
a nasledné se bude vytvaiet nové predpovéd. Misto je reprezentovdno zemépisnou $ifkou a
délkou. Inicializovat aplikaci lze skriptem import.py, ktery jako prvni a jediny parametr
prebira nazev vstupniho souboru. Tento soubor musi byt ve formatu KML, ktery lze vygene-
rovat naptiklad ze sluzby Google Maps. V této geografické sluzbé lze pomoci jednoduchého
webového rozhrani vytvorit mapu s vlastnimi body. Tato mapa se snadno vyexportuje do
souboru pravé ve formatu KML. Po spusténi inicializa¢niho skriptu jsou geografickd mista
nactena ze souboru a ulozena do databaze do piislusné tabulky. Po inicializaci aplikace je
mozné spustit stahovani predpovédi.

4.2.3 Serverova ¢ast

Serverovou aplikaci tvori nékolik ¢asti. Databaze, jejiz schéma je definovdno v souboru
database/models.py a také skripty umisténé v adresdii scripts. Jedna se o skripty
observed.py a querier.py. Tyto skripty maji velmi podobnou funkci. Oba se dotazuji
serveru na urcitou predpovéd a ¢ekaji na odpovédi. Oba rovnéz volaji pomocné funkce
z tools/deserializers.py, které zpracovavaji odpovédi. Po zpracovani odpovédi je pfi-
dan zdznam do databazové tabulky ForecastRecord, pripadné ObservedRecord. V obou
pripadech jak tispéchu, tak i netispéchu ziskani dat ze serveru, je vysledek dotazu logovan
do souboru. Skript querier.py se dotazuje vSech zdroji, které jsou uvedeny v databazi pod
tabulkou Source, zatimco skript observed.py se dotazuje pouze na adresu serveru, ktery
je definovany v conf/settings.py nabizejici naméfené hodnoty. Skripty jsou spoustény
pomoci nastroje cron v pravidelnych intervalech po tfech hodinach pocinaje ptlnoci.
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4.2.4 Modul predikce

Zbytek aplikace tvoii dvé tiidy BackpropNetwork a DataSet, které se nachazeji v sou-
boru mlp/models.py. Nejprve je nutné vytvorit instanci tiidy DataSet. Tato tiida slouzi
k vytvoreni trénovaci a testovaci mnoziny ze stazenych dat. Konstruktor této tfidy prebira
Ctyfi parametry — identifikdtor mista, sledovany parametr pocasi a velikost ¢asového okna.
Po vytvofeni instance se predpripravi data z databaze a normalizuji se do vhodného roz-
sahu (—1,1). Déle je potieba zvolit, ze kterych ¢asti databazovych dat budou vytvoreny
jednotlivé mnoZiny pro neuronovou sit. K tomu slouZi public metody této t¥idy. Metoda
make_train_set vytvafi pomoci metody klouzajictho okna (viz podsekce 2.2.1) trénovaci
mnozinu. Jeji dva parametry urcuji rozsah. Podobnou metodou je make_test_set, ktera ale
vytvaii testovaci mnozinu. VSechny vzniklé mnoziny jsou dostupné v instanc¢nich promeén-
nych:

e train input, train output
e test_input, test_output
e predict_input, predict_output

Po pripravé dat je mozné vytvorit instanci t¥idy BackpropNetwork. Tato tiida slouzi
k praci s neuronovou siti, pri vytvafeni instance se zaroven vytvoii i instance t¥idy ANN_MLP
z knihovny OpenCV, takze t¥ida BackpropNetwork tvofi jeji rozsifené rozhrani. Konstruk-
tor této t¥idy prebira celkem pét parametri. Prvni tii jsou celd ¢isla, jedna se o nastaveni
schéma neuronové sité, tedy urcuji pocCet neuront ve vstupni, skryté a vystupni vrstveé.
Dalsi parametr je instanci t¥idy DataSet, kterd obsahuje vSechny potfebné mnoziny dat
k praci s neuronovou siti. Poslednim parametrem je nazev, ktery je pouzivan pro pojme-
novani vystupnich soubort (viz podsekce 4.2.5). I tato tfida ma nékolik public metod.
Pred ucenim neuronové sité je potfeba nastavit parametry uceni. K tomu slouzi funkce
set_train params. Tato funkce méa celkem Ctyfi parametry, které mohou ovlivnit uceni
sité. Je to parametr rychlosti uceni, moment uceni, maximéalni pocet iteraci uc¢eni a maxi-
malni chyba mezi jednotlivymi iteracemi. Dalsi metoda train provadi uceni sité s parametry
z predchoziho nastaveni. Tato metoda vytiskne na standardni vystup pocet provedenych
iteraci béhem uceni sité. Po nauceni sité je mozné spustit test naucenosti metodou test.
Po otestovani sité je na standartni vystup vypsana kvalita naucenosti, kterd je spocitana
jako odmocnina stfedni kvadratické chyby z podsekce 2.2.2. Posledni funkci t¥idy je sa-
motné predikce. Metoda predict_and_test mé pouze jeden parametr, ktery urcuje délku
predpovédi. U této metody dochézi k denormalizaci dat tak, aby vysledna predikce byla ve
stejném intervalu jako pivodni hodnoty.

4.2.5 Vystup aplikace

Soucasné s pouzitim metod test a predict_and_test tiidy BackpropNetwork se pro kaz-
dou vytvari vystupni soubory. Jako vysledek metody vznikaji dva soubory. Prvni soubor je
textovy a obsahuje ¢iselné vysledky dané metody. Druhym souborem je obrazek obsahujici
graf, ktery je vytvoren z predchoziho souboru dat. Graf je tvofen funkci plot z modulu
tools.utils. Tato funkce nastavuje parametry grafu a pomoci nastroje gnuplot® vykres-
luje graf do souboru.

Shttp://www.gnuplot.info/
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Kapitola 5

Dosazené vysledky

Prvni ¢ast zavérecné kapitoly se vénuje testovani parametri neuronové sité. Budou testo-
vany parametry, které ovliviiuji uceni sit€. Druha ¢ast bude vychézet z téchto experimentt
a bude vytvaret predikci o riznych délkéch.

5.1 Experimenty

Predmétem této podkapitoly je nalezeni nejvhodnéjsiho nastaveni jednotlivych parametra
z podsekce 2.1.3, které ovliviiuji uéeni neuronové sité. Snahou je dosdhnout takového na-
staveni, aby neuronové sit byla schopna co nejpresnéji predpovidat. Pfi experimentovani
byla jako kritérium kvality pouzita odmocnina ze stfedni kvadratické chyby (RMSE). Pro
testovani byla pouzita data za obdobi tnor az duben 2014. Pro vSechny testy byla pou-
Zita stejna data. Jako testovana lokace byla ndhodné vybrana jedna z péti sledovanych.
Testovani provadi funkce test, ktera predlozi testovaci mnozinu naucené neuronové siti a
vystupy porovna s ofekdvanymi hodnotami. Tato podkapitola demonstruje pouze experi-
menty jednim parametrem pocasi z podsekce 2.3.3, kterym je teplota. Zdrojové soubory
aplikace obsahuji vhodnou konfiguraci i pro ostatni parametry pocasi. Celkem bylo zkou-
mano pét parametri:

e parametr rychlosti uceni
e moment uceni

e pocet skrytych neuront
e pocet skrytych vrstev

e velikost ¢asového okna

5.1.1 Pocet neuronu ve skryté vrstvé

Prvni experiment se snaZi zjistit vliv po¢tu neuroni ve skryté vrstvé. Neuronova sit obsahuje
pouze jednu skrytou vrstvu. Parametr rychlosti a momentu uceni méa hodnotu 0,1. Jako
velikost casového okna a zaroven pocet vstupnich neuront byla zvolena hodnota 8, coz
odpovida casovému tseku 24 hodin. V tabulce 5.1 jsou uvedeny chyby RMSE v zavislosti
na poc¢tu neuront. Rovnéz je v tabulce uveden pocet iteraci, ktery probéhl u jednotlivych
test. Nejlépe dopadl test sité, kterd obsahuje 55 neurond v jedné skryté vrstvé. V grafu
5.1 je znazornén pribéh ocekavanych a predikovanych hodnot.
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Pocet neuronti 5 12 24 42 55 90 150
RMSE 16,23 | 16,04 | 16,24 | 15,24 | 14,91 | 16,80 | 15,73
Pocet iteraci 3 3 2 2 2 2 3
Tabulka 5.1: Chyba RMSE podle po¢tu neuront.
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Obrazek 5.1: Pribéh predikované a ocekavané teploty pfi siti s 55 neurony.

5.1.2 Parametr rychlosti uceni

Tento parametr ovliviiuje rychlost uc¢eni. Cilem tohoto testu je najit nejlepsi hodnotu z inter-
valu (0,1). Test byl proveden na jednovrstvé neuronové siti s 8 vstupy, 55 skrytymi neurony
a momentem uceni nastavenym na hodnotu 0,1. Podle tabulky 5.2 se jako nejvhodné&jsi

Parametr rychlosti

0,1

0,3

0,5

0,7

0,9

RMSE

14,91

15,92

15,04

15,07

15,47

Tabulka 5.2: Chyba RMSE podle parametru rychlosti uceni.

nastaveni tohoto parametru jevi hodnota kolem 0,1, jejiz chyba RMSE byla nejnizsi.

5.1.3 Moment ucéeni

Moment uceni vyjadiuje rozdil vah mezi jednotlivymi iteracemi. Testovany byly hodnoty
v rozsahu (0,1) [4]. Dle tabulky 5.3 je nejvhodnéjsi hodnota tohoto parametru kolem hod-

noty 0,5.
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Moment | 0,1 | 0,3 | 05 | 0,7 | 09
RMSE | 14,91 | 14,77 | 14,70, | 14,07 | 17,27

Tabulka 5.3: Chyba RMSE dle hodnoty momentu uceni.

5.1.4 Pocet skrytych vrstev

Meéfteni bylo provedeno na neuronové siti s 8 vstupy, 55 skrytymi neurony v kazdé vrstvé a
parametrem rychlosti a momentu uceni o hodnoté 0,1.

Pocet skrytych vrstev 1 2 3 4 5
RMSE 14,91 15,27 16,33 27,04 29,54
Doba uceni (s) 0,032534 | 0,172177 | 0,298029 | 0,283664 | 0,368697

Tabulka 5.4: Chyba RMSE podle poc¢tu skrytych vrstev.

Tento experiment prokézal, Ze pro tento typ tlohy je nejvhodnéjsi pouze jedna skryta
vrstva. Navic z tabulky 5.4 muzeme vidét, Ze s pribyvajicimi vrstvami se prodluzuje cas
uceni.

5.1.5 Velikost ¢asového okna

V ramci tohoto méfeni byla snaha najit vhodnou velikost ¢asového okna tedy pocet vstup-
nich neuronu sité. Opét byla pouzita stejnd konfigurace sité tedy jedna skryté vrstva s 55
neurony, moment a parametr uceni o hodnoté 0,1. Tento test potvrdil trend, ktery lze vyvo-

Velikost ¢asového okna 2 4 8 16
RMSE 17,45 | 19,68 | 14,91 | 14,52

Tabulka 5.5: Chyba RMSE podle velikosti ¢asového okna.

dit z prostého pozorovani priibéhu teploty. V noc¢nich hodinach je teplota nizsi a dosahuje
minima, zatimco béhem noci dosahuje opa¢nych hodnot. Tento jev se podobné opakuje
kazdjch 24 hodin, avSak pro rizné ro¢ni obdobi v rznjch rozmezich. Proto ptivodni od-
had 8 vstupnich neuroni (pfipadné 16) odpovidajici ¢asovému tiseku 24 hodin se jevi jako
nejvhodnéjsi.

5.2 Srovnani predikce

V podkapitole 5.1 bylo provedeno né€kolik experimetii, které mély naleznout nejvhodnéjsi
konfiguraci neuronové sité pro predikci teploty. Po otestovani nékolika zakladnich parame-
tri, které ovliviiuji uceni sité, byla nalezena nasledujici konfigurace neuronové sité:

parametr rychlosti uéeni 0,1
moment uceni 0,5

poéet skrytych neuronu 55
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pocet skrytych vrstev 1

velikost ¢asového okna 8

Pro hodnoceni byla pouzita predikce vytvorend pomoci neuronové sité této konfigurace.
Vzhledem k tomu, Ze snaha odhadnout krat$i dobu byva obvykle presnéjsi, byla pro vy-
hodnoceni vytvofena predikce pouze o délce 3 hodnot, coz odpovidd obdobi 9 hodin.
Tato predikce byla porovnéna s realné namérenymi daty. Pro predikci byla pouzita funkce
predict_and_test, kterd vytvari predikci dle pozadované délky a vraci denormalizované
hodnoty.

Na grafu 5.2 je vidét prubéh hodnot teploty predikované a realné nameérené béhem 9
hodin. Neuronové sif byla schopna vytvorit predikci, kterd pomérné piesné kopiruje pribéh
teploty, avSak predikované hodnoty jsou mensi asi o 2 stupné.

15

Predikované hodn oty
Ocekavané hodnoty

Teplota (°C)

Cas (h)

Obrazek 5.2: Srovnani vlastni predikce s realitou béhem 9 hodin.

Déle byla nové vytvorend predpovéd porovnévana se zdroji, ze kterych byla vytvofena.
Pro toto zhodnoceni byla pouzita opét metoda RMSE. Byly provedeny ¢tyfi predikce o dél-
kach 12, 24, 84 a 168 hodin, které byly srovniny s ptvodnimi pfedpovédmi a soucasné i
s realné namérenymi daty. Vysledky méfeni jsou uvedeny v tabulce 5.6. Podle naméfenych
hodnot lze Fci, Ze nova predpovéd je srovnatelnd s pivodnimi zdroji. Nejlepsich vysledk
dosahuje pii kratsi predikci. Na obrazku 5.3 jsou zobrazeny odchylky jednotlivych pfedpo-
védi na 24 hodin od reilné namérenych dat.
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Odchylka

Zdroj/Délka predpovédi | 12 hodiny | 24 hodin | 84 hodin | 168 hodin
OpenWeatherMap 16,28 18,54 29,42 26,30
Yr.no 16,89 20,73 33,43 29,03
Hamweather 32,18 31,51 44,38 40,09
Wunderground 22,03 21,20 33,93 30,61
Vlastni predpoveéd 16,06 25,38 38,60 30,75

Tabulka 5.6: Porovnani vSech predpovédi ruznych délek s redlné naméfenymi daty.
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0k /
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WViastni pfedpovéd
Openweathermap 3
4 Yrno .
Hamweather
wWunderground
_6 | | | 1
0 5 10 15 20
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Obrazek 5.3: Srovnani odchylek predpovédi od reality béhem 24 hodin.
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Kapitola 6
Zaver

Cilem této prace bylo vytvorit novou a presnéjsi pfedpovéd pocasi, kterd vychdzi z volné
dostupnych predpovédi. Za timto icelem vznikla aplikace, kterd v pravidelnych intervalech
stahuje predpovédi pocasi z raznych zdroju. Z téchto predpovédi vyhodnocuje nejpresnéjsi
zdroj, ze kterého vytvari trénovaci mnozinu pro neuronovou sit. Bylo provedeno testovani
parametri, které ovliviuji uceni sité. Byly testovany parametry jako moment uceni, rych-
losti uceni, pocet skrytych neuront, pocet skrytych vrstev a velikost ¢asového okna. Po
nalezeni nejvhodnéjsi konfigurace bylo vytvoreno nékolik predpovédi ruznych délek, které
byly srovnény s existujicimi pfedpovédmi. Podafilo se vytvofit aplikaci, kterou se svou
presnosti predikce miZeme c¢astecné srovnavat s existujicimi sluzbami.

Tato prace nahlizi na pocasi jako na soubor nékolika parametri (teplota, vlhkost, ...),
které se snazi oddélené predikovat. AvSak dnesni systémy, které predpovidaji pocasi, zo-
hlediiuji vSechny parametry a vytvari predpovédi, kde jednotlivé parametry na sobé zavisi.
MozZnym smérem, kterym by se rozsifeni této prace mohlo ubirat, je nalezeni modelu, ktery
by byl schopen kombinovat vSechny parametry. Nové vznikla aplikace by se méla pfi pre-
dikci divat nejen na historicka data, ale i na ostatni parametry a dle nich modifikovat novou
predpovéd. Dalsim prvkem, nad kterym je tfeba se alespon zamyslet, je lokace. Aktuédlni
aplikace umoznuje stahovat data pro vice mist najednou. Pokud tato mista budou ve stejné
oblasti, jsou mozn4 rozsifeni, kterd budou zohlediiovat napiiklad postup oblac¢nosti.

Zavérem je tfeba fict, Ze tato prace najde vyuziti v nové vznikajicim projektu na Fa-
kulté informacnich technologii VUT v Brné. Jedna se o projekt inteligentni domacnosti.
Zjednodusené jde o inteligentni systém, ktery je vybaven riznymi senzory, pomoci kterych
je mozné vzdalené pomoci telefonu (tabletu) sledovat aktualni stav budovy nebo nastavo-
vat prislusné zafizeni nainstalované v domé jako napriklad otevirani oken nebo nastavovani
topeni dle pocasi. Vzhledem k tomu, Ze tento systém je teprve ve fazi vyvoje, byla tato
aplikace vyvijena samostatné. Do budoucna se pocita s jejim rozsifenim tak, aby ji bylo
mozné zapojit do zminéného projektu.
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Priloha A

Obsah CD

A.1 Seznam adresaru a souboru

wfbods/api_tests testy webovych sluzeb

wfbods/docs programova dokumentace aplikace
wfbods/docs/report zdrojové soubory technické zpravy
wfbods/wthr zdrojové soubory
wfbods/wthr/conf/settings.py nastaveni projektu
wfbods/wthr/data inicializa¢ni soubory
wfbods/wthr/database/models.py definice schéma databéze
wfbods/wthr/mlp/model.py definice tfid neuronové sité
wfbods/wthr/out vystupy aplikace

wfbods/wthr/scripts spustitelné skripty
wfbods/wthr/scripts/temperature_predict.py ukazka pouziti aplikace
wfbods/wthr/tools/errors.py seznam programovych vyjimek
wfbods/wthr/tools/utils.py pomocné funkce
wfbods/wthr/tools/deserializers.py zpracovani dat
wfbods/wthr/db.sqlite3 databazovy soubor
wfbods/wthr/manage.py fidici soubor projektu

wfbods/wthr/scripts.log logovaci soubor
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Priloha B

Manual

Aplikace byla vytvofena pro opera¢ni systém Linux Ubuntu/Debian.

B.1 Instalace

Pro instalaci projektu je potfeba, kromé samotného interpretu jazyku Python verze 2.7.5,
také dvé aplikace. Spravne balicki pip a tvirce virtualniho prostfedi virtualenv. Instalace
na systém Debian/Ubuntu:

$ sudo apt-get install python-pip python-virtualenv
Dale je postup instalace nasledovny:

# vytvoreni virtualniho prostf¥edi
$ virtualenv bpenv

$ cd bpenv

$ source bin/activate

+*

instalace OpenCV
sudo apt-get install python-opencv

©“

# instalace knihoven pro XML
sudo apt-get install libxml2-dev libxslt-dev
$ sudo apt-get install -y libxml2-dev libxsltl-dev zliblg-dev

©“

# instalace nastroje Gnuplot
$ sudo apt-get install gnuplot-nox

# nakopirovani knihovny OpenCV do virtudlniho prostfedi
$ cp /usr/lib/pymodules/python2.7/cv* 1lib/python2.7/site-packages/

# nakopirovéni zdrojovych soubord z CD
$ unzip /media/cdrom/src.zip

# instalace zbyvajicich knihoven

$ cd wfbods
$ pip install -r requirements.txt
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B.2 Pouziti aplikace

Pro pouziti aplikace je tfeba vytvorit jednoduchy skript naptiklad test.py ve slozce scripts.
Tento soubor bude v hlavi¢ce obsahovat nacteni tiid DataSet, BackpropNetwork a funkce
plot.

from mlp.model import DataSet, BackpropNetwork
from tools.utils import plot

Dale bude soubor obsahovat jedinou funkci run, ve které budou umistény vSechny piikazy.
Nejdtive vytvofime nazev programu a délku pozadované predikce.

title = "testl"
predict_len = 4

Poté je tfeba vytvorit datové mnoZiny pro neuronovou sit. Nejprve vytvorime instanci t¥idy
DataSet s identifikatorem lokace 1, parametrem teploty a velikost ¢asového okna o hodnoté
8.

ds = DataSet(l, "temperature", 8)
Nasleduje vymezeni rozsahti pro jednotlivé mnoziny.

ds.make_train_set (0, 400)
ds .make_test_set (400,450)
ds.make_predict_set (441, 449, predict_len)

Nyni je potfeba vytvofit neuronovou sit. Vytvofime instanci t¥idy BackpropNetwork s
8 vstupnimi, 55 skrytymi a 1 vystupnim neuronem, objektem datové sady ds a nazvem
programu title.

nn = BackpropNetwork(8, [55], 1, ds, title)
Poté je mozné nastavit parametry trénovani a sputit trénovani.

nn.set_train_params(0.1, 0.5, 1000, 0.01)
nn.train()

Po natrénovani sité lze provést testovani, které bude zakresleno do grafu pomoci funkce
plot.

nn.test()
plot(title+"-test")

A poslednim moznym krokem je samotna predikce, kterou lze rovnéz zakreslit do grafu.

nn.predict_and_test(predict_len)
plot(title+"-forecast")

Vysledny skript se spousti prikazem:

python manage.py runscript test
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Priloha C

Ukazky odpoveédi ze serveru

C.1 Hamweather

{
"response": [
{
"profile": {
"tz": "Europe/Prague"
1,
"loc": {
"lat": 49.088,
"long": 17.876
1,
"interval": "3hr",
"periods": [
{
"precipIN": O,
"windSpeedMPH": 5,
"dateTimeISO": "2014-02-24T01:00:00+01:00",
"windDirDEG": 54,
"timestamp": 1393200000,
"tempC": O,
"sky": O,
"humidity": 84
}
]
}
]
+
C.2 Yr.no

<weatherdata xmlns:xsi="http://www.w3.org/2001/XMLSchema-instance"
xsi:noNamespaceSchemalocation="http://api.met.no
/weatherapi/locationforecast/1.8/schema"
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created="2013-09-22T20:01:33Z2">
<meta>
<model name="EC.GED.0.25" termin="2013-09-22T12:00:00Z"
runended="2013-09-22T19:07:33Z" nextrun="2013-09-23T08:00:00Z"
from="2013-09-22T21:00:00Z" to0="2013-10-02T12:00:00Z" />
</meta>
<product class="pointData">
<time datatype="forecast" from="2013-09-22T21:00:00Z"
t0="2013-09-22T21:00:00Z">
<location altitude="350" latitude="49.0883" longitude="17.8755">
<temperature id="TTT" unit="celcius" value="10.4"/>
<windDirection id="dd" deg="289.3" name="W"/>
<windSpeed id="ff" mps="2.0" beaufort="1" name="Flau vind"/>
<humidity value="78.3" unit="percent"/>
<cloudiness id="NN" percent="97.7"/>
</location>
</time>
</product>
</weatherdata>

C.3 OpenWeatherMap

{
"cod": "200",
"message": 0.0015,
"city": {
"id": 3065843,
"coord": {
"lon": 17.873489,
"lat": 49.08799

},
},
"list": [
{
"dt": 1397800800,
"main": {
"temp": 283.71,
"humidity": 82,
"temp_kf": 5.46
},
"weather": [
{
"main": "Clear",
}
1,
"clouds": {
"all": O
},
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"wind": {
"speed": 1.3,
"deg": 38.5042
},
"dt_txt": "2014-04-18 06:00:00"

C.4 'Wunderground

{
"hourly_forecast": [
{

"mslp": {
"metric": "1026",
"english": "30.31"

1,

"temp": {
"metric": "2",
"english": "36"

3,

"wdir": {
"degrees": "48",
"dir": "NE"

1,

"qpf": {
"metric": "",
"english": ""

3,

"humidity": "72",

"sky": "1",

"FCTTIME": {
"epoch": "1393192800",
"pretty": "11:00 PM CET on February 23, 2014"

}

%
]
}
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