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Abstrakt

Tato prace se zabyva moznosti vyhodnoceni kognitivnich a emocionalnich vlastnosti ¢lo-
véka ve vztahu k pracovnim pozicim/oborim. Podstatou je vytvoreni sady testi, které bude
mozné pouzit u prijimaciho rizeni pfi rozhodovani mezi kandidaty. Také navrhuje zpusob
klasifikace uzivatele na zakladé absolvovani sady testil, ¢imz se snazi poskytnout podporu
pri volbé vhodného zaméstnani. Prace podava struc¢ny nahled do zptisobu testovani jed-
notlivych vlastnosti, popisuje navrh implementace webové aplikace, popisuje implementaci
klasifikatoru zalozeného na neuronovych sitich a také prezentuje ziskané vysledky.

Abstract

This thesis deals with the possibility to evaluate cognitive and emotional traits and their
relations to job positions and functions. The basis is to create a set of tests which could be
used during a hiring procedure while deciding among candidates. It also suggests how to
classify users based on a set of tests and thereby provide support in choosing the right job.
The thesis gives a brief outlook of individually tested traits, describes a proposal of a web
application and its implementation, describes implementation of neural network classifier
and presents obtained results.
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Kapitola 1

Uvod

V dnesni dobé, kdy je kladen velky diraz na efektivitu a vykon zaméstnanci je pro za-
méstnavatele velice dilezité si umét z potencidlnich kandidatd vybrat toho nejvhodnéjsiho.
Prijeti nevhodného clovéka s sebou nese mnozstvi problému. Jestlize je vybér Spatné pro-
veden, mize to mit vazné dopady, jak pro spolecnost, tak pro samotného zaméstnance. Na-
bor Spatného zaméstnance mutze vést ke snizeni vykonnosti kolektivu nebo tymu, finanéni
ztraté a samotny zameéstnanec muze trpét syndromem vyhoreni. Statistiky [10] uvadéji,
ze asi 20% zaméstnanci neni vhodné vybrdano na pracovni pozice, coz mé za nésledek
nizkou vykonnost samotného zaméstnance. Toto z pohledu firmy mutze znamenat nemalé
finanéni ztraty[32, 15].

Jsou zde tudiz velké podnéty proto, aby spole¢nosti nabiraly vhodné zaméstnance a pre-
desly tak monetarnim ztratdm, a na druhou stranu zvysily vynosnost investice spojené
s ndborem zameéstnancu. Tradi¢nimi vyhodnocovacimi nastroji, které spolecnosti vyuzivaji,
jsou dotazniky ordlni, vizualni a dalsi testy, které pomahaji stanovit, zdali je dany kandidat
vhodny na danou pracovni pozici nebo ne. Problémem téchto nastroju vsak je, ze vysledek
dokaze byt subjektivné ovlivnén samotnym tcastnikem testu.

Tato prace pojednava o Teseni tohoto problému a to spojenim neurovéd a informac-
nich technologii. Vyslednd aplikace by méla pomoci spole¢nostem ke spravné identifikaci
a vybéru nejvhodnéjsiho kandidata na danou pozici. Kazdy z kandidatt podstoupi sadu
vizualnich tloh, zalozenych na vyzkumech z oblasti neurovéd a psychologie, které vyhodno-
cuji kognitivni a emociondlni vlastnosti ¢lovéka a tedy zajistuji objektivni predvidatelnost
vykonnosti uchazece. Vysledkem vyhodnoceni by mél byt souhrn konkrétnich unikatnich
vlastnosti uchazece. Toto poskytne zaméstnavateli lepsi a objektivnéjsi moznost pri rozho-
dovani, kterého z kandidatt vybrat na danou pozici, jelikoz aplikace eliminuje subjektivitu,
jak nejvice to lze.

Na druhou stranu aplikaci mohou vyuzit i lidé hledajici tu pravou pracovni pozici presné
podle svych schopnosti a vlastnosti. Po absolvovani vSech tloh aplikace na zakladé vysledkt
klasifikuje ¢lovéka do nejpravdépodobnéjsiho oboru ¢ pracovni pozice (zdlezi na konkrét-
nosti dat).

Prace je realizovana ve spolupraci s firmou TOPefekt s.r.o., kterd by se timto zajimavym
projektem rada pokusila nabidnout zaméstnavatelim doplnujici moznost ke klasickému pri-
jimacimu TFizeni a tim i tento proces zefektivnit, jelikoz v souc¢asné dobé neni na trhu mnoho
podobnych aplikaci.



Kapitola 2

Testy zalozené na neurovedeé

Clovék pii vykonavani kazdodennich pracovnich ¢innosti vyuziva uréité ¢asti mozku, které
jsou vazany k jednotlivym mentalnim procesim. Tyto procesy mohou byt napiiklad plano-
vani, zména uloh, kreativita a mnohé dalsi. Rlizna odvétvi neurovéd jsou schopna objek-
tivné zodpovédeét, které ¢asti mozku jsou v pribéhu téchto procesu aktivni, a tedy jaké jsou
rozdily mezi jednotlivci. Vysledky takovychto zkoumani poté ukazuji daleko pfesnéji, nez
ostatni nastroje, napiiklad zdali ve srovnani s jinymi lidmi, jsou schopni provadét vice tloh
najednou.

Ve vétsiné neurovédeckych vyzkumt se pii rdznych ¢innostech clovéka aplikuje jeden
nebo vice ndstrojii pro méfeni mozku (fMRI', EEG? a dalsf), které se snazi zjistit, jak
mozek funguje, a jak reaguje na rozdilné stimuly. Jsou zde ale i dalsi moznosti, které se na
prvni pohled nemusi jevit jako pfibuzné tém nejznameéjsim z oblasti neurovéd. Vychézeji z
kognitivnich neurovéd a psychologie, zkoumaji jednotlivé mentalni schopnosti ¢lovéka a daji
se tedy aplikovat pfimo ve vybérovém fizeni. Z prevazné vétsiny se jedné o vizualni tlohy
[34].

Vétsina téchto nastroji dokaze objektivné a spolehlivé mérit kognitivni a emocionalni
vlastnosti ¢lovéka, znacici jak se ¢lovék chova v rtznych situacich. Tyto vlastnosti zahr-
nuji naptiklad: exekutivni funkce, riskovani, odolani pokuseni, soustiedéni se, uvazovani,
analyzovani a mnohé dalsi [0].

2.1 Change detection

Tato tloha mé za kol zjistit, jak velkou ma jedinec pracovni pamét, kterd slouzi k aktiv-
nimu udrzovani informace potiebné pii probihajici tloze. Déle jak ¢lovék dokaze pracovat
a manipulovat s informacemi, hledat souvislosti a dalsi. Samotna pracovni pamét je soucasti
exekutivnich funkci, které jsou potrebné v kazdodennim zivoté.

Test se sklada ze ¢tyr krokt. V prvnim kroku je zobrazen pouze kiizek uprostied obra-
zovky, na ktery se uchazec sousttedi (tzv. fixation krok). V dalsim kroku se kratce zobrazi
sada objektu (kruht), kde kazdy méa jinou barvu, tkolem je zapamatovat si jednotlivé
barvy. Nasleduje opét fixation krok ovsem bez kiizku, po kterém prichézi posledni a nejdi-

vvvvvv

je rozhodnout, zda u zobrazeného objektu doslo ke zméné barvy ¢i nikoli.

!Funkéni magnetické rezonance
2Elektroencefalogram



Fixation
900 ms

Sample array
200 ms

Test array
3000 ms

Obrazek 2.1: Ukazka change detection test.

Change detection méri kapacitu vizudlni pracovni paméti (visual working memory -
WM), kterd velmi silné koreluje s celkovymi kognitivnimi schopnostmi. Predpokladem je,
ze ¢lovék ma v paméti K mist (WM se sklddd z K slotii) a kazdé z nich ukldda informaci.
Je-li Gicastnikovi zobrazeno N informaci k zapamatovani, pouze K z nich muze byt ulo-
zeno do WM. Logicky tedy pokud informace neni v paméti, pak ucastnik hada. Vizualni
pracovni pamét lze definovat jako aktivni udrzovani vizualni informace, ktera je pottebna
k pokracujicimu vyvoji néjakého tkolu. Mezi jedinci se hodnota WM lisi, ale bylo zjisténo,
ze se kapacita pohybuje kolem ¢isla 2—4 [28, 31].

2.2 Stop signal

Stop signal méfi inhibitory control (kontrola potlaceni), znacici jak se ¢lovék dokéze ovladat
a potlac¢it urc¢ité (tfeba i nevhodné) chovani, a také ovladani se po emocionélni strénce.
Schopnost potlacit urcité chovani je dulezitd pri vykonavani jakéhokoliv tikolu v ménicim
se prostredi. Absence této schopnosti se také poji s poruchami jako napriklad, porucha
pozornosti, obsesivné-kompulzivni porucha a dalsi [14].

Ukolem téastnika je vybrat a vykonat reakci na jeden ze dvou zobrazenych stimult
(sipka doleva nebo doprava), pfi¢emz se snazi zareagovat co nejrychleji a nejpresnéji (GO
signal). Prilezitostné se ovsem vyskytne takzvany STOP signdl, ktery vyzaduje, aby tcast-
nik reakci potlacil.

Test je slozen ze dvou opakujicich se krokid. Prvnim je opét fixace o¢i na stied ob-
razovky, za niz nésleduje zobrazeni jednoho ze dvou stimulu (¢tverec nebo trojihelnik),
na ktery ucastnik reaguje. Ndhodné se pres stimul muze po urcité dobé zobrazit STOP sig-
ndl (¢erveny kruh), ktery ucastnikovi fika, aby reakci potlacil, tedy snazil se nezareagovat.
Casova prodleva SSD (stop signal delay) mezi samotnym stimulem a STOP signilem je
rizna a odviji se mimo jiné i od pfedchozich potlaceni ticastnika.



GO trial

500 ms 1000 ms

STOP trial

4+——r .
500 ms < SSD >< Stop signal

< 1000 ms >

Obrazek 2.2: Ukazka stop signal testu.

Stejné jako se méri rychlost reakce, 1ze mérit i rychlost potlaceni reakce. Délka potlaceni
reakce je vSak implicitni, a tudiz nejde mérit primo. Potlaceni reakce se méri pomoci SSRT
(stop signal reaction time). SSRT tedy méri, jak dlouho uzivateli trva potlacit reakei, pokud
je zobrazen STOP signal. Prubéh tlohy Ize znazornit jako zdvod mezi GO procesem, ktery je
spustény uvedenim GO signdlu a STOP procesem, ktery je spustén STOP signalem. Pokud
ucastnik tspeésné potlacil reakci, jedna se o signal-inhibit, na druhou stranu signal-respond
znadi, ze icastnik zareagoval, kdy nemél. Reakce je ddna reakénim c¢asem RT (reaction time)
a je uspésné potlacena pokud je STOP proces dokoncen pied GO procesem. To znamena,
ze signal-inhibit nastane, kdyz je RT > SSD+SSRT. Na druhou stranu reakce je vykonana,
kdyz je GO proces dokoncen pred STOP procesem [21].

Go Stop Go Stop
stimulus signal stimulus signal
1
| | :
1
GO RT > Signal-Respond G0 RT >
: I
stop | ssp > SSRT > sTop | ssp > SSRT > Signal-Inhibit
| l
! I
RT = 55D + SSRT RT = 55D + SSRT

Obrézek 2.3: Zndzornéni zdvodu mezi GO a STOP procesy [24].



2.3 Flanker

Diky této tloze je u icastnika mozné mérit vice vlastnosti najednou. Selektivni pozornost,
ktera je spojend i s inhibitory control, multitasking (switching task) a uceni se z vlastnich
chyb. O selektivni pozornosti lze zjednodusené tici, ze se jedna o schopnost naseho mozku
filtrovat to co doopravdy vnimame. Switching task udavé, jak tcastnici zvladaji zménu mezi
dvéma tlohami.

Ucastnikovi je zobrazena série §ipek (modrych nebo ¢ervenych), podle nichz se snazi
reagovat (stisknout Sipku doleva ¢i doprava) co nejrychleji a nejpfesnéji. Pro modré Sipky
je klicovy smér, ktery udava sipka ve stfedu. Pro cervené je to pravé naopak, tedy spravny
smér ukazuji vSechny okolni Sipky (okolo stfedové). Stimuly (skupina Sipek) se déli na t¥i
typy.

e Congruent - vSechny Sipky ve skupiné jsou ve stejném sméru
e Incongruent - stredova Sipka je vzdy oproti ostatnim otocena

e Neutral - zobrazeny jsou jen Sipky, které jsou pro danou barvu podstatné, ostatni jsou
nahrazeny obdélniky

Dulezité je také déleni na non-switch a switch, které udava, jestli nastala zména v barvé
oproti predchozimu stimulu.

Opét jsou mezi jednotlivymi kroky se stimuly zobrazeny kroky s fixa¢nim kiiZem na stiedu
obrazovky, aby pomohly udrzet Gcastnikiv pohled na spravné pozici. Kazdy stimul je zob-
razen maximalné na 1500 milisekund nebo do doby nez respondent zareaguje.

Non-switch
Left

Non-switch
Right

Switch
Right

Switch
Left

Non-switch
Right

Obrazek 2.4: Ukazka testu flanker s popisky typt a o¢ekavanych reakei.

Pri méreni selektivni pozornosti predpokladame, ze incongruent stimuly zptisobuji in-
terferenci, ktera vede k pomalejsim a méné presnym reakcim, a zaroven zohledrnujeme jen ty,



které jsou non-switch [19]. Pokud zmétime reakéni ¢asy zvlast pro switch a non-switch a na-
sledné je porovname, muzeme urcit, jak Gcastnici zvladaji zménu mezi stimuly. P¥i tomto
prechodu obvykle dochézi k podstatnému zpomaleni reakci a vétsim chybam, z tohoto di-
vodu provadime tohle mérfeni [30].

2.4 Simple reaction time

Tato tloha méri rychlost zpracovani informace, kterda udava jak rychle a efektivné dokaze
clovék zpracovat a vykonat kognitivni operace, a také urcuje miru pozornosti. Je dokazano,
ze lidé s lepsimi vysledky inteligencénich testi maji obvykle rychlejsi a stabilnéjsi rychlosti
reakef [17].

Podstatou je tedy snaha ticastnika reagovat na stimul co mozna nejrychleji, reakce by méla
probéhnout ukazoviackem dominantni ruky. V této tloze je stimulem modry kruh. Opét
se zde st¥idaji dva kroky, kde nejdiive prichazi fixace (jako v predchozich tlohdch) a poté sti-
mul. Pokud uc¢astnik reaguje pired nastoupenim stimulu, je krok s fixaci zopakovan, abychom
se vyhnuli situaci, kdy respondent jen klika rychle za sebou. Dilezité je, Ze doba pred na-
stoupenim stimulu je vzdy rizné a ucastnik to tedy nemuze odhadnout.

Fixation
1000-1800 ms

Stimulus
800 ms

Obréazek 2.5: Ukazka testu simple reaction time.

2.5 Tower of London

Tower of London méfi u respondentti schopnost planovani, kterd udava jak rychle a efektivné
dokéze ¢lovek planovat, pricemz je zapojena i pracovni pamét. Ve spojeni s touto tilohou
je dokazano, ze dospéli lidé trpici néjakou z neurobiologickych poruch dosahuji o néco
horsich vykonu [15].

Uloha vychézi ze znamé hadanky Hanoiské véze. Mame k dispozici t¥i zasobniky, které ob-
sahuji objekty (Ctverce). Ukolem uchazeée je premistit objekty v zasobnicich tak, aby se do-
stal ze startovniho usporadani do cilového a to v co nejmensim poctu kroki a nejkratSim
case. Pricemz premistit, lze vzdy jen jeden objekt, ktery musi byt na vrcholku zasobniku.
Tato tloha lze vzdy vyfesit v urc¢itém minimalnim poctu krokt a obvykle mé alespon dveé
mozné Teseni [33].

Pro méreni strategie planovani pii feseni problému slouzi takzvany “initial thinking
time” (ITT), ktery udavd dobu uplynulou od zobrazeni problému po vykonéni prvniho
kroku, tedy dobu po kterou ¢lovék premysli. K tomuto se vaze i doba TfeSeni zaznamenana
od prvniho kroku (celkova doba - ITT).



Start Cil —

Krok O Krok 4

Krok 1 Krok 2 Krok 3

Obrazek 2.6: Ukazka Tower of London.

Daéle se také meéri ucinnost feseni, tedy kolik krokt ucastnik udéld pii feseni tlohy.
Schopnost a uc¢innost planovani urcuje pocet krokt navic od idedlniho feseni. Plati, ze ¢im
méné kroku, tim lepsi je respondent v planovani.

2.6 Balloon analogue risk

Tato tloha se zabyva rizikovym chovanim respondentti. Toto predstavuje chovani jenz zahr-
nuje urcité nebezpeci nebo riziko skody jim zptsobené, ale také poskytuje prilezitost ziskat
néjakou odménu [11].

Ucastnikovi je zobrazen balének, ktery ma za tkol nafukovat tladitkem “prifouknout”.
S kazdym prifouknutim obdrzi jeden bod do docasného banku, body z docasného banku
miuze prevést tlacitkem ”posbirat” do trvalého banku, ¢imZ se zdroven posune na dalsi
balének. Pokud balének pri nafukovani praskne ucastnik ztraci body z docasného banku
a posouva se dale. Balénky maji t¥i riizné barvy, pro které plati rtizné pravdépodobnosti
prasknuti.

e Cerveny - nafukuje se nejrychleji
o Zluty
e Modry - nafukuje se nejpomaleji (mé nejmensi pravdépodobnost prasknuti)

S kazdym prifouknutim se pravdépodobnost prasknuti balénku zvysuje. Ukolem ucha-
zece je odhadnout riziko a pokusit se nasbirat do trvalého banku co nejvétsi pocet bodu.



Celkem N
Ziskano © bodd

Piifouknout Posbirat
Body Minuly 0 bodi

Balének
Baléonek 1/30

Obrazek 2.7: Ukazka tlohy Balloon analogue risk.

Pocet vybuchlych balénki s poctem tspésnych nafouknuti (nafouknuti pii kterém ba-
l6nek nepraskl) jsou ukazatele pri vyhodnoceni riskovani uchazece. Celkovy dosazeny pocet
boda udavé, jak moc je ¢lovek efektivni pri rizikovém rozhodovani.

2.7 Geometric analogy

Geometric analogy méfi schopnost fluidniho uvazovani. Fluidni uvazovani predstavuje,
jak ¢lovék dokaze uvazovat jak po induktivni, tak deduktivni strance, resit problémy v ne-
obvyklych situacich bez ohledu na predesle ziskanych znalostech. Vyzkumy ukazuji, ze lidé
s vyssi fluidni inteligenci dokézi tuto tlohu vytesit rychleji a to i s vétsi presnosti [3].

Ucastnikovi jsou zobrazeny dva pary vzorii (zdrojovy a cilovy). V péaru je vidy je-
den vzor vychozi, vuci kterému je druhy zrcadlen (podle vertikalni osy, horizontalni osy
nebo podle jedné z diagonél). Podstatou této tlohy je rozhodnout, zda mé cilovy par analo-
gické zrcadleni s parem zdrojovym. Tudiz musi respondent rozhodnout zda A : A° = B : B
a to za pouhych 15 sekund.

?

?

Obréazek 2.8: V prvnim piipadé jsou oba pary zrcadleny vertikalné - analogicky. Ve druhém
je zdrojovy par zrcadlen podle horizontalni osy a cilovy podle diagonaly.

Diagonalni zrcadleni je obtiznéjsi, a proto pii vypoctu odlisujeme dvé kategorie zrca-
dleni. Do prvni spada vertikalni i horizontalni a do druhé diagonalni zrcadleni. Na zdkladé
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presnosti odpovédi uchazecti lze zmérit fluidni uvazovani. K méreni rychlosti uvazovani staci
mérit dobu reakce respondentu [16].

2.8 Cognitive effort discounting

Tato uloha se zabyva kognitivnim usilim uchazece, tedy jak moc je uchaze¢ ochotny vy-
nalozit tusili. Zaroven s tim je testovana i jeho pracovni pamét. Kognitivni tsili je velice
dilezité pro fungovani v moderni spole¢nosti, jelikoz je nezbytné pro komplexni planovani
a rozhodovani [5].

Cilem je zjistit, zda si ¢lovék vybira spiSe leh¢i kol nebo tézsi. Uchazedi je promitnuta
série Cislic (jedno ¢islo po druhém) a jeho tkolem je detekovat, zda se aktudlni ¢islo shoduje
s ¢islem o nékolik mist zpét (o 1-4 mista zpét). Vzdy mé na vybér mezi 1-zpét a N-zpét
(2, 3, 4), pricemz jednodussi volba I-zpét mé& proménlivé bodové ohodnoceni zacinajici
na 1.00 bodu a N-zpét je hodnoceno fixnimi 2.00 body. Rozhodnuti 1-zpét vs. N-zpét je pro
kazdé N v tloze tiikrat, coz nam davé devét rozhodnuti uchazece. Pokud si tcastnik zvoli
tézs1 obtiznost (N > 1), pak se na pristi volbé, mezi stejnymi obtiznostmi, zvysi pocet bodu
o polovinu a naopak (pro snazsi volbu se o polovinu snizi) [7].

Fixation
500 ms

Stimulus
1200 ms

Fixation
500 ms

Stimulus
1200 ms

Fixation
500 ms

(a) Vybér obtiZnosti.

Stimulus
1200 ms
Space bar

2-back
(b) Ukézka 2-zpét dlohy.

Obrézek 2.9: Priklad prtibéhu tlohy.

Tudiz tato tloha (vybér mezi lehéi a tézsi volbou) kvantifikuje usili jako ndklad, neboli
jak moc je uchaze¢ ochoten zapojit se do vice naro¢ného ukolu. Pokud bychom ponechali
odmény vzdy fixni, mizeme zkoumat tzv. body lhostejnosti mezi jednotlivymi rozhodnu-
timi. Vedle toho je mozné stanovit i vnitini motivaci uchazece k zapojeni se v naméhavé
¢innosti [7].

2.9 Emotion recognition

Jak nazev napovida tato dloha zkouméa schopnost rozpoznani emoci obliceje. Schopnost
presné a efektivné rozpoznat vyrazy obliceje je zdsadni uz pri typickych mezilidskych in-
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terakcich a podporuje pro-socialni chovani jednotlivet. Je zndmo, Ze deficity rozpoznavani
vyrazi mohou byt souc¢ésti ruznych poruch jako je napriklad schizofrenie [29].

Princip této tlohy je velice jednoduchy, uchazeci je na kratky okamzik prezentovan
oblicej s jednou ze zékladnich emoci (strach, hnév, znechuceni, prekvapeni, radost a smutek).
Po zobrazeni obli¢eje mé uchazec cca 10 vtefin na rozhodnuti, o kterou z emoci se jedna.

Prekvapeni

Zhnuseni Radost

Strach Smutek

Obrézek 2.10: Ukazka dlohy rozpoznani emoci.

2.10 Prisonner’s dilemma with risk

Tato tdloha je zndma zejména z teorie her a oznacuje situaci, kdy dva individualni jedinci
maji na vybér spolupracovat ¢i nespolupracovat. Uloha tedy méri miru kooperace a davéry
ve spoluhrace. Mira davéry jez mame v ostatni lidi je velice dulezitd i v kazdodennim
zivoté, jelikoz pfimo ovliviiuje rozhodnuti, kterd déldme a soucasné s tim také nasi ochotu
spolupracovat [13].

Uloha implementuje tzv. iterativni verzi tohoto problému a je pojata formou hry, ve které
je ucastnik spojen s druhym hracem. Hra ma 12 kol, v kazdém z nich maji oba hraci k dis-
pozici 10 minci z nichz ur¢itou ¢ast (1-10 minci) musi svéFit spoluhraci. Jakmile si oba hraci
navzajem sveéri mince nastava pro kazdého z nich rozhodnuti, zda svérené mince vratit nebo
si je ponechat (spolupracovat ¢i nespolupracovat), pricemz vracené mince budou zdvojna-
sobeny. Hlavnim cilem t¢astnika je maximalizovat celkovy zisk minci. Ucastnikovi je tloha
predkladana jako hra dvou hraca, ve skutec¢nosti je vsak druhy hrac¢ pouze simulovan. Roz-
hodovani ze strany simulovaného hrace je provadéno na zdkladé kombinace strategii TFT
(tit for tat) a TFTT (tit for two tats). Ty fikaji:

e TFT - pokud uzivatel nespolupracuje, pak mu to oplatim

e TFTT - pokud nespolupracuje dvakrat za sebou, pak mu to oplatim
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Pridélovani minci zavisi na poc¢tu minci svérenych tcastnikem a jeho spolupraci/nespo-
lupréci.

Podle poctu svérenych minci a podle miry spolupriace ucastnika s druhym hracem
je mozné zmérit miru davéry i kooperace. Z analyzy vyvoje pridélovanych minci Ize od-
vodit jak je uchazeC ochoten riskovat pri budovani duvéry i jak se uc¢i z interakce s ostat-
nimi. Stejné tak z analyzy vSech rozhodnuti uzivatele je mozné odhadnout, zda je spise

vevs

2.11 Shrnuti

Ulohy popsané v predchozich podkapitoldch jsou zalozené na neuropsychologickém /neuro-
védeckém vyzkumu. Vizualni formou testuji clovéka a ve vétsiné pripadi zaznamendavaji jeho
reakce, reakéni Cas i presnost odpovédi. Ze vsech téchto zaznamenanych hodnot je mozné
vypocitat specifické metriky. Na zakladé toho lze nasledné urcit rizné kognitivni a emoci-
onalni vlastnosti testovaného c¢lovéka. Test slozeny z téchto tloh dokaze podat objektivni
prehled o konkrétnich vlastnostech uchazece a tim zefektivnit prijimani novych zamést-
nancu.

Kazd4 z tloh méri razné vlastnosti, vétsina tloh pouze jednu, ale nékteré i vice. Na dru-
hou stranu urcité vlastnosti jako napriklad kreativita a schopnost uceni jsou prinikem né-
kolika metrik napti¢ tlohami. VSechny tlohy dohromady tedy utvaii jakysi celkovy obrazek
o uchazedi.

Ve vétsiné tloh je podstatnym prvkem rychlost zobrazeni objekti (stimuli). Stimuly
musi byt na obrazovce zobrazeny na presny Casovy tusek (typicky v fadech stovek mili-
sekund). Je potreba tedy zajistit stejny prubéh uloh (z pohledu délky zobrazeni) pro vsechny
ucastniky. Pokud by dochézelo k latenci pfi zobrazovani stimulti, méreni tim budou zkres-
lena.

Pii ziskavéani referen¢nich dat vyplnilo vsech 10 tloh pouze 58 uzivatelu (z celkem 220
zaregistrovanych), proto budeme déle pracovat pouze s vysledky 8 tloh, které absolvovalo
108 lidi. Z nich ovSsem pouzijeme pouze Ctyfi nejpocetnéjsi skupiny: IT (22), administra-
tiva (18), finance (16) a management (9), ostatni byli roztrouseni pfes rizné obory, vice
viz 6.
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Kapitola 3
Urceni optimalni pracovni pozice

Na zakladé vysledkt tloh popsanych v predchozi kapitole by se méla aplikace, kromé vyhod-
noceni jednotlivych vlastnosti, pokusit zaradit konkrétniho jedince na optimalni pracovni
pozici. Abychom mohli tohoto dosdhnout, je potreba ziskat vétsi mnozstvi referencnich dat
od lidi jiz pracujicich v rtznych pracovnich oborech ¢i primo na konkrétnich pozicich. Idea
je v tomto pripadé takova, ze uzivatel po absolvovani testu ziskd prehled pro néj ideal-
nich pracovnich pozic ¢ oboru (zalezi na konkrétnosti referenc¢nich dat) s procentudlnim
hodnocenim.

K tomuto ucelu lze vyuzit metody strojového uceni. Jelikoz mame k dispozici referenéni
data, ktera poslouzi pro uceni, jedna se o tzv. supervised learning neboli uceni s ucitelem.
Cilem je zaradit uzivatele na zakladé jeho vysledk do jedné z K trid, pripadné do N
z K trid, jedna se tedy o ulohu klasifikace. Pred samotnou klasifikaci bude vhodné provést
redukci dimensionality, a to predevsim za ucelem lepsiho zobrazeni vstupnich dat, z toho
duvodu jsou v nasledujici podkapitole predstaveny metody PCA a LDA.

3.1 Redukce dimensionality

Jednou z nejpouzivanéjsich metod je analyza hlavnich komponent (Principal Component
Analysis - PCA). Tato technika slouzi také k identifikovani vzoru v datech, pfi¢emz se snazi
o vyjadreni dat se zvyraznénim podobnosti a odlisnosti v nich. Cilem PCA je zjednoduseni
popisu linearné zavislych tj. korelovanych znakt, tedy transformace dat z ptvodnich pro-
ménnych z; do mensiho po¢tu latentnich proménnych y;, j = 1,...,m. [20, 21]. Latentni pro-
ménné (hlavni komponenty) jsou linedrni kombinace pivodnich proménnych. Prvni hlavni
komponenta y; popisuje nejvétsi ¢ast proménlivosti puvodnich dat, yo zase nejvétsi ¢ast
proménlivosti neobsazené v y; atd. Prvni hlavni komponenta je tedy takovou linearni kom-
binaci vstupnich proménnych, kterd zahrnuje nejvétsi promeénlivost mezi vsemi linedrnimi
kombinacemi. Pocet hlavnich komponent (m) je roven poc¢tu objekti nebo poétu promeén-
nych (tomu mensimu z nich). Pro redukci na k dimenz{ vezmeme pouze prvnich k hlavnich
komponent [21].
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Obrazek 3.1: Ukéazka zobrazeni dat s nalezenymi hlavnimi komponentami (vlevo) a trans-
formovana data podle dvou hlavnich komponent (vpravo) [20].

Obdobnou metodou jako je PCA je i linedrni diskriminacni analyza (Linear Discrimi-
nant Analysis - LDA). Ta se na rozdil od PCA v datech snazi najit takovy smér, ve kterém
jsou obsazné t¥id maximalné oddéleny a zaroven snizit rozptyl v kazdé z trid. Tato metoda
je opét zalozena na hledani linedrni kombinace proménnych, kterd nejlépe oddéluje tridy
jednu od druhé.

4 y R 4
2} e 2t
ol “‘wl," : ' ol
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~““-.
. . ~ . . .
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Obréazek 3.2: Ukazka zobrazeni dvou tfid spolu s histogramy pro danou projekci. Vlevo
vidime prekryti obou t¥id, kdezto vpravo pékné oddéleni t¥id po aplikaci LDA [12]
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3.2 Klasifikacni metody

Ke klasifikaci existuje mnoho metod, jednou z nich jsou naptiklad Rozhodovaci stromy. Roz-
hodovaci strom tvori sada hierarchicky usporadanych rozhodovacich pravidel, kde kazdy
uzel stromu testuje urcity atribut vstupu, pricemz kazda vétev uzlu odpovida jedné z moz-
nych hodnot atributu. Proces klasifikace vstupniho objektu probiha prichodem stromu
od korene k listu. Klicovou otazkou algoritmu je, jak vybrat vhodny atribut pro vétveni
stromu [23].

Outlook
Sunny Overcast Rain
Humidity Y|es Wind
/\
High Normal Strong Weak
/N /N
No Yes No Yes

Obrazek 3.3: Jednoduchy priklad rozhodovaciho stromu, rozhodnuti zda jit hrat tenis [23].

Dalsi moznosti je metoda k-nejblizsich sousedi. Zde jsou prvky chapany jako body
v nm-rozmérném prostoru atributii. Nejblizsi sousedé prvku jsou nalezeni pomoci vzdalenosti
mezi prvky (napt. Eukleidovskd ¢i Hammingova vzdélenost). Pti klasifikaci nového prvku
je nalezeno pravé K prvku, jejichz vzdéalenost je nejmensi k pravé klasifikovanému. Prvek
je zafazen do tfidy jez ma u téchto K vybranych nejéastéjsi zastoupeni [23].

Obréazek 3.4: Demonstrace k-NN pro k& = 3 bude vstup klasifikovan jako modry a pro k =7
jako zluty.

Pro realizaci v aplikaci vSak byla vybrana metoda umélych neuronovych siti. Neuronové
sité maji obecné vybornou schopnost generalizace a nemaji problém s vysoko dimenzional-
nimi daty (vstupem naseho klasifikdtoru budou vystupy ze vSech tloh). Za umélou neuro-
novou sit se obecné povazuje takova struktura pro distribuované paralelni zpracovani dat,
ktera se skladd z jistého (obvykle velmi vysokého) poc¢tu vzajemné propojenych vykonnych
prvki. Kazdy vykonny prvek transformuje vstupni data na vystupni podle jisté prenosové
funkce a pfitom téz muze uplatnit obsah své lokalni paméti [22].
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Vykonnym prvkem se zde rozumi jeden neuron, jenz zpracovava hodnoty na svém vstupu
podle nasledujiciho vztahu.

N
y =[O wiz; +0), (3.1)
i=1

kde f je prenosova funkce neuronu, x; jsou vstupy neuronu, w; jsou vahy vstupu a © je
prah neuronu. Suma vazenych vstupu s pri¢tenym prahem (vyraz v zdvorce) se téz ozna-
¢uje jako vnitini potencidl neuronu. Aktiva¢ni (prenosové) funkce neuronu prevadi vnitini
potencidl neuronu do definovaného oboru vystupnich hodnot. Nejcastéjsi aktivaéni funkce
jsou linearni funkce, sigmoida, skokova funkce, hyperbolickd tangenta a mnoho dalsich.

S

Obréazek 3.5: Cinnost jednoho neuronu.

Pri uceni s ucitelem se neuronova sit uc¢i srovnavanim aktualniho vystupu s vystupem
pozadovanym a nastavovanim vah tak, aby se dosdhlo co nejmensiho rozdilu mezi sku-
teénym a pozadovanym vystupem [22]. Riznych typt umélych neuronovych siti je mnoho
(napriklad Perceptron, Kohonenova sit, Hopfieldova sit, ART sit atd.). V této praci vsak
budou uvazovany pouze vicevrstvé sité.

Jak nazev napovidd vicevrstvé sité se skladaji z vrstev neuront, vrstvy jsou mezi sebou
propojeny tak, ze neuron z jedné vrstvy je propojen se vSemi neurony vrstvy sousedni,
pfitom v ramci jedné vrstvy mezi neurony nejsou zadné vazby.

Skryta vrstva

Vstupni vrstva Vystupni vrstva

X1

Y1
X2

y2
X3

Obrazek 3.6: Vicevrstva neuronova sit s jednou skrytou vrstvou.
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Pocet neuront vstupni vrstvy typicky odpovida poctu vstupti, podobné pocet neuront
vystupni vrstvy je ovlivnén kédovanim vystupu (naptiklad pfi klasifikaci muze odpovidat
poctu trid, do kterych klasifikujeme). Mezi vstupni a vystupni vrstvou muze byt obecné
nékolik skrytych vrstev. Je dilezité vhodné zvolit pocet neuront ve skrytych vrstvach,
pri nizkém poctu neuronti nemusi mit neuronova sit kapacitu k nauceni daného problému,
naopak pri pouziti pfili§ mnoha neuront muze dojit k preuceni (overfitting).

Uceni neuronové sité 1ze formalnéji popsat nasledujicim zpusobem. Uvazujme neurono-
vou sit s n vstupy a m vystupy, po této siti pozadujeme realizaci zobrazeni ¢ z mnoziny
vstupnich vektori X C R"™ do mnoziny vystupnich vektora ¥ C R™. Aproximaci tohoto
zobrazeni neuronova sit provede funkci.

7= f(7,,0), (3.2)

kde ¢ je vystupni vektor, & je vstupni vektor, @ je vektor vSech vah sité, 6 je vektor
vsech prahii a f je aktivaéni funkce. Ucici algoritmus nalezne pro pozadované zobrazeni
¢ : X — Y takové parametry  a 6 funkce f, ze tato funkce je pravé aproximaci tohoto
zobrazeni [22].

Nejcastéjsim algoritmem pouzivanym v oblasti neuronovych siti pro klasifikaci a uceni
neuronové sité je algoritmus zpétného siteni chyby (Back-propagation). Algoritmus jako
prvni inicializuje vahy sité na nahodné hodnoty a poté je vypoctena odezva sité pro je-
den vstup tréninkové mnoziny. Ta se porovné s pozadovanym vystupem a na zdkladé roz-
dilu mezi vypoctenou a pozadovanou hodnotou je uréena parcidlni chyba sité (tedy chyba
pro konkrétni vzor). Celkova chyba sité je pak ddna souctem parcidlnich chyb. Ziskand
parcidlni chyba se nasobi tzv. learning-rate (rychlost uceni) a je propagovana zpétné siti
od vystupu ke vstupim. Pri zpétném siteni chyby jsou upravovany jednotlivé vahové koe-
ficienty takovym zplisobem, aby pri dalsim vypoctu odezvy sité byla chyba mensi. Tento
proces se opakuje dokud je celkové chyba sité vétsi nez zadané kritérium [22]. Princip tohoto
algoritmu tedy spociva v minimalizaci chybové funkce. K tomu se pouziva gradientni me-
toda, kterd se snazi snizit hodnotu chybové funkce modifikaci vahovych koeficientti a prahi.
Uréi se tedy o kolik se zméni chybova funkce, pokud zménime urcitou vahu. Tuto funkci
si lze predstavit jako zakrivenou plochu v hyperprostoru, okamzitd hodnota vah a praht je
pak bodem na této plose.

Jak jiz bylo feceno k preuceni neuronové sité muze dojit nevhodnym zvolenim topologie
sité (prilis mnoho neuront ve skrytych vrstviach). Pokud chceme problému preuceni pre-

vvvvv

zastavenim. Zékladni myslenka je néasledujici.

1. Rozdélit trénovaci data na trénovaci mnozinu a validaéni mnozinu (napfiklad 10%
z trénovacich dat).

2. Uceni sité provadét pouze na trénovaci mnoziné a jednou za ¢as vyhodnocovat chybu
na valida¢ni mnoziné (naptiklad kazdou patou epochu).

3. Zastavit trénovani, jakmile chyba na validaéni mnoziné zac¢ne stoupat.

Pro praktické pouziti tento zjednoduseny pristup vsak neni dostatecny, jelikoz pribéh chyby
nema pouze klesajici charakter, ale typicky obsahuje lokalni minima. Cilem této prace vSak
neni detailni popis téchto pristupt vice viz [25].
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Obrézek 3.7: Vlevo idedlni kiivka chyby vpravo redlné [25].

3.3 Presnost klasifika¢nich modelu

Mira presnosti klasifika¢niho modelu vyjadiuje jeho schopnost klasifikovat neznamé data.
Urceni presnosti je nutné provadét na nevidénych datech (takovych jenz nebyly pouzity
pro trénovani), opacny pripad by vedl k chybnym vysledkiim. Vyhodnoceni je pak zalo-
Zzeno na testovani naucenych znalosti na datech, pro které mame moznost porovnat, zda
se nalezené vysledky shoduji s realitou. Nékdy je ovSsem dat mélo a dalsi data pro testovani
nejsme schopni ziskat, jindy mutze byt obtizné vhodné rozdélit data na trénovaci a testo-
vaci. Existuje vsak nékolik zpusobt, které umozni resit riizné zptsoby vybéru trénovacich
a testovacich dat. V nasledujicich odstavcich je popsana zakladni myslenka jen par z nich.

Casto vyuzivanou metodou je metoda k-fold cross-validation, pii které jsou data né-
hodné rozdélena do k (napriklad 10) disjunktnich podmnozin (tzv. folds) o pfiblizné stejné
velikosti. Vyhodnoceni probiha v k iteracich, kdy je brana vzdy pouze jedna ¢ast pro testo-
vani a zbylé pro trénovani modelu. Pro celkovou presnost se vysledky jednotlivych iteraci
zprumeéruji. Existuje také mirnd modifikace této metody tzv. stratified cross-validation,
ktera data déli do podmnozin tak, aby kazdéd podmnozina méla ptiblizné stejnou distribuci
tid.

Testovaci data < Trénovaci data

1. iterace b....l...............
e QOO0 00000000000000
e QOO0 0000000000 00000
vience QOO0 00000000000 00009

< Cela data >

Obrazek 3.8: Demonstrace k-fold pro k = 4.

19



Variantou k-fold cross-validation je i metoda leave-one-out. Ta vezme z dat pouze je-
den vzorek pro testovani a zbyla data se pouziji na trénovani. Toto je opakovano tolikrat,
kolik vzorkt mame. Jedna se tedy prakticky o n-fold cross-validation. Pro velky pocet
vzorku (napiiklad desetitisice) vsak n béhi algoritmu neni zrovna efektivni, existuji ovem
pristupy, které toto fesi [J].

Dalsi metodou je metoda bootstrap, kterd vybirda vzorky pro uceni ndhodné. Na rozdil
od predchozich metod, zde se tentyz vzorek miize pro uceni vybrat vice nez jednou. Mame-li
datovou mnozinu o velikost n, provede se ndhodny vybér n-krat, abychom ziskali n trénova-
cich vzorku. Pravdépodobnost vybéru vzorku je %, tedy pravdépodobnost, ze vzorek vybrian
nebude je 1 — % Pokud provedeme vybér n-krat bude pravdépodobnost, ze vzorek vybran

nebude:
1

n
lim,, o0 <1 — ) = e 1 =0.368 (3.3)
n

Vybere se tedy asi 63.2% dat pro uceni a zbytek bude pro testovani [9].
Jelikoz vstupnich dat pro uceni je malo, je pro nas nejzajimavéjsi metoda k-fold. Ta se tedy

vyuzije pri testovani modelu a vyhodnoceni jeho stability viz. kapitola zhodnoceni dosaze-
nych vysledki 7.
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Kapitola 4

Navrh aplikace

Cilem je vytvorit webovou aplikaci nezavislou na platformé klienta ¢i webovém prohlizeci
tak, aby byla aplikace funkéni bez potfeby instalace dalsich zavislosti. Funkénost na mo-
bilnich zarizenich neni prioritou, jelikoz pro objektivni vyhodnoceni tloh je pozadovano,
aby kazdy z kandidatt mél alespon priblizné stejné podminky (velikost zobrazeni, klaves-
nice atd.), je to ovSem jeden z moznych sméru dalsitho vyvoje. Jednim z pozadavku je, aby
aplikace brala v tivahu i rtiznd postizeni (napiiklad barvoslepost), kterymi muze byt uchazeé¢
omezen a nabizet odpovidajici alternativy, které zajisti stejné podminky vSem ucastnikim.

4.1 Architektura

Typickou architekturou pro webové aplikace je architektura klient—server. Webovy ser-
ver na zakladé pozadavki klienta generuje webové stranky. Uzivatelsky prohlize¢ inter-
netu jakozto klient pak pouze zobrazuje obsah generovany serverem a zajistuje interakci
s uzivatelem. Komunikaci typicky zajistuje protokol HTTP, ktery funguje na principu
dotaz—odpovéd, coz lze vidét na obrizku 4.1. Nase aplikace vSsak neni obycejnou webo-
vou aplikaci. Webovy server budou doplnovat dalsi dva servery, jeden pro testovani a druhy
pro klasifikaci uzivatele na pracovni pozici.

HTTP server

Webovy server bude implementovan v jazyce PHP s vyuzitim frameworku NETTE. Fra-
mework byl vybran diky své spolehlivosti, rychlosti a pohodInému vyvoji. Vyhodou je i fakt,
ze dokumentace je v ¢eStiné a i jeho komunita je pomérné rozsihla [2]. Tento server bude
zajistovat veskeré iikony webové aplikace od registrace a nasledné autentizace klienta az po
postupné prochézeni klienta jednotlivymi tilohami testu. V administracni ¢asti pak umozni
nastaveni parametri jednotlivych tloh i parametri potiebnych k vyhodnoceni vysledkt.

Kazd4 z tloh sestava z urcitého poctu kroki. Kroky ve vétsiné dloh obsahuji nahodné
vybrany a umistény obsah (relevantni k iloze), ktery je obvykle zdvisly na obsahu predcho-
zich /nésledujicich kroku. Vygenerovani takové posloupnosti typicky neni trividlni a u slo-
zitéjsich tloh muze trvat i nékolik sekund. Z toho dtvodu jsou tyto “scénéaie” pro tlohy
generovany offline a ulozeny do databéze.
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Obrézek 4.1: Request-respond komunikace protokolu HTTP [26].

Databaze

Aplikace bude postavend nad relacni databazi MariaDB, jenz vychéazi z databazového sys-
tému MySQL a je publikovana pod open-source licenci. Oproti pivodnimu MyS@QL ma
MariaDB tdajné lepsi vykon [1]. Na obrazku 4.2 l1ze vidét ndvrh schématu databéze.

Pro predgenerované tlohy jsou zde tabulky s prefixem 7Task nésledovanym nézvem
tlohy (ve schématu niZe jsou uvedeny pouze dvé tabulky z divodu tspory prostoru). Stejné
tak tabulky pro uchovani vysledkt maji vlastni prefix, ndsledovany ndzvem tlohy, zde kazda
z tabulek obsahuje sloupce pro ulozeni vysledkii specifickych pro tlohu. Tabulka User ob-
sahuje informace o testovaném uzivateli, jako je jeho pracovni pozice a oblast, ve které
pracuje. Podle téchto dvou udaji je uzivateli pfifazena kategorie. Ulohy jsou seskupeny
do testu, ktery je nasledné prifazen uzivateli. V tabulce Task type jsou nazvy jednotlivych
uloh, které slouzi mimo jiné i k identifikaci tabulek. Toto je vyuzito napriklad v tabulce
Test__task, ktera spojuje test s konkrétnimi tlohami. Test_id zde iika, do kterého testu
uloha patti, task type id ukazuje na nazev ulohy, podle kterého je identifikovana jedna
z tabulek s prefixem Task , ve které pak task id oznacuje konkrétni radek. Parametry
pro vypocet procentudlnich vysledku jsou v tabulce Result limits. Pro mozné pozdéjsi pre-
pocitani jsou ulozena i surova data v tabulce Raw_ data.
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Tasks results

User Job_category Result_limits
PK | user id >t HH PK | id PK | id
email name FK | task_type_id
crypt result
registration_date min
User_Test .
unlocked mid
field_of_study < PK, FK | user id max
school result_name
PK, FK | test id -
job msg1
job_field msg2
age Raw_data \VA
FK | job_category_id
PK, FK | test id +
PK, FK [ task type id Task_type
Test >
data PK | type id
PK | test id
type
test_name descripti
NI 1l ption
expired Test_Task = B
T PK, FK | test id
O N EES . PK, FK | task type id : :
' ! ' Task_Change_detection
: : task_id i : :
i | Result_Change_detection PK | id '
L P |id 5 : data 5
i | FK | testid i 5 E
K H Task_Stop_signal
Accuracy PK | id
i A ; ; data ;
Result_Stop_signal
5 PK | id : 5 ;
: FK | test_id : i i
H : Send_email ' i
' SSRT ! ' ,
5 Average_SSD : PK | id i Tasks
Successful_suppressed key | TTTTTTTmmmmmmmmmmmmmmmmmmeTeTeTe
Successful_go to
i subject
! : body

Obrazek 4.2: Schéma databaze.

Websoketovy server

Vedle webového serveru bude aplikace vyuzivat i technologii webovych soketi. Webové
sokety funguji na principu klasickych sokett, tedy udrzuji oteviené spojeni mezi klientem
a serverem, coz je oproti komunikaci webového serveru s klientem pomoci protokolu HTTP
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velkou vyhodou. Data jsou ovSem prendsena ve formeé otevieného textu. Z diavodu nebezpeci
odchyceni takovéto komunikace je tedy vhodné pouzit tzv. zabezpecené webové sokety,
které komunikuji pres protokol SSL/TSL, prendseny obsah je tedy sifrovan. Webové sokety
nefesi autentizaci ¢i autorizaci, proto je nutné navrhnout vlastni postup. V nasi aplikaci
bude proces autentizace nasledujici.

1. Pred otevienim soketu kontaktuje klient webovy server s pozadavkem na autorizacni
token.

2. Server vygeneruje token na zakladé uzivatelského ID ¢i jiného identifikatoru, IP adresy
a dalsich informaci, odesle token klientovi a zaroven ho uklada do databaze. Token
ma platnost par desitek minut.

3. Klient otevre spojeni pres web soket a zasila svij token jakozto inicializaci komuni-
kace.

4. Server zkontroluje token a jeho platnost, ovéii zda spojeni pfislo ze stejné IP adresy,
i to ze nebyl token pouzit vicekrat. Na zakladé toho verifikuje spojeni.

Client Server

Handshake (HTTP Upgrade)

connection opened

Bidirectional Messages

awi]

open and persistent connection

One side closes channel

< >

connection closed

Obrazek 4.3: Komunikace pomoci webovych soketu [27].

Server obsluhujici pozadavky pres tyto sokety bude konkurentni a v aplikaci oddélen
od klasického webového serveru. Toto zajisti jak vétsi prehlednost aplikace, tak rychlejsi
obsluhu takovychto pozadavki. Nizkd latence téchto prenost je klicovd, jelikoz se timto
komunika¢nim kandlem budou pfenaset ¢asti testi k vykresleni u klienta (viz obrazek nize).
Kazdy krok kazdé tilohy ma striktni ¢asové ohraniceni (typicky v fadech stovek milisekund),
které musi byt dodrzeno, aby se daly vysledky povazovat za objektivni.

Implementace tohoto serveru probéhne v programovacim jazyce GO vyvinutym spolec-
nosti Google. GO nebo také GoLang je staticky typovany kompilovany jazyk, ovSem pro-
gramovani v ném casto pripomind dynamicky typované jazyky. Vyhodami jsou naptriklad
snadné a efektivni prace s vice vladkny, garbage collector ¢i opravdu jednoducha instalace
a import balicku [4].
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Klient

Veskeré objekty tlohy budou vykresleny do vektorového grafického formatu SVG. Ten je za-
lozen na znackovacim jazyce XML, a proto je mozné ho snadno pouzit v HTML doku-
mentu. Pristup k SVG zajisti DOM (Document Object Model), diky kterému lze klient-
skym javascriptem provadét modifikace, i pridavat akce pro interakci s uzivatelem. K to-
muto ucelu bude pouzita javascriptovd knihovna Snap [3], jez poskytuje rozhrani pro préci
s SVG na strané klienta. Vétsina objektii tedy bude do SVG piimo nakreslena. Diky tomu
lze jednoduse pracovat nezavisle s jednotlivymi zobrazenymi prvky.

V priibéhu testovani uchazece jsou zde zaznamenavany jeho reakce, reakéni casy a vitbec
vSechny potirebné informace nutné k vyhodnoceni tlohy, jak bylo popsano v kapitole 2. Toto
jsou vyse zminéna surova data, ktera se také ukladaji.

1. request
e g 777777 ©|
respond 2. @
Webovy )
Klient
J
/—=—=\
first data 4. J
3. auth N -
next data
next
Websoketovy
server

Obréazek 4.4: Schéma navrhu aplikace pro testovani.

Obrazek 4.4 zobrazuje jednoduché schéma aplikace. Klient jako prvni posild klasicky
HTTP pozadavek, ktery webovy server vyhodnoti a vrati odpovéd. Jakmile uzivatel zahaji
ulohu, klient kontaktuje s autentiza¢nimi idaji uzivatele druhy server. Ten nacita z databaze
veskera data spojend s tlohou a posle klientovi jejich prvni ¢ast. V prubéhu ulohy klient
pozaduje po serveru dalsi a dalsi ¢asti, které aktudlné potiebuje. Oba servery v ptipadé
potreby pristupuji k databazi.
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Klasifika¢éni server

V neposledni fadé aplikace obsahuje server obstaravajici klasifikaci uzivatel. Ten nebude
soucésti zdkladni aplikace pro testovani (proto neni naznacen ve schématu vyse), bude ja-
kymsi rozsifenim funkcionality. Implementovan bude v programovacim jazyce Python s vy-
uzitim knihovny Theano a jeji nadstavby knihovny Keras. Pro komunikaci zde bude im-
plementovano jednoduché aplikacni rozhrani (API), ptes které server dostane odpovidajici
vstupni data a vrati vysledek.

Pro samotnou klasifikaci bude implementovand vicevrstva neuronova sit. Pro zacatek
bude sit obsahovat pouze jednu skrytou vrstvu. Sif se pripadné rozsiti, jakmile bude k dis-
pozici vétsi mnozstvi trénovacich dat pro experimenty. Vstupem budou vysledky vsech loh,
coz je pro jednoho uzivatele asi 45 hodnot. Jde tedy o 45-dimenzionélni vstupni data. Jelikoz
maji data v dimenzich pomérné velké rozsahy, bude vhodné kazdou dimenzi pred pouzitim
normalizovat. K normalizaci pouzijeme metodu Z-Score, kterd normalizuje na distribuci
se stfedni hodnotou nula a standardni odchylkou jedna.

Misto pouziti vysledkti vsech test k nauceni jediného modelu, je také mozny pristup
vytvorit model pro kazdou z tloh zvlast (tzn. 10 modelu). Klasifikaci provadét nad kaz-
dou z uloh. Vysledky pro kazdou tfidu jednoduse prumérovat nebo pridat ”zastresujici”
neuronovou sit, kterd by méla na vstupu vystupy vsech 10 modela.

4.2 Metriky

Kazd4a tloha mé za kol vyhodnotit jiné vlastnosti respondentii. Na vlastnost lze nahli-
zet jako na omezeny prostor vysledki, ktery definuje metriku urcujici tspésnost v dané
vlastnosti. Na zakladé reakci lze spocitat metriky specifické pro tlohu. Kazda z vypocita-
nych metrik poslouzi k zobrazeni procentudlniho hodnoceni jednotlivych vlastnosti. Nékteré
vlastnosti vychazeji z vysledkt vice nez jedné metriky (naptiklad kreativita).

Po dokonceni tlohy zasle klient na websoketovy server veskera data zmérend béhem
ulohy. Na serveru probéhne validace pfijatych dat a nasledné vypocitani vSech metrik. Data
jsou zasilana ve formétu JSON a jsou povazovéana za validni, pokud je jich dostatek (uzivatel
musi typicky reagovat na vice nez polovinu stimuli) a v pfipadé reakénich ¢ast nesmi
obsahovat vic nez 15% ptilis malych hodnot (naptiklad mensich nez 150ms). Toto by znacilo
prilis rychlé reakce uzivatele a s nejvétsi pravdépodobnosti pokus od uzivatele test osélit.

Osa zobrazeni procent se déli na dvé ¢asti 0%—50% a 50%—-100%, kazd4 z ¢asti vypovida
o vlastnosti respondenta néco jiného (obvykle leva ¢ast osy znad¢i horsi variantu). Uzivatel
ovsem vidi procenta zobrazend na ose 100%—50%—100% viz. obrazek nize. Aby bylo mozné
procentualni hodnoceni vypocist, je nutné omezit vysledky metrik a stanovit stfed. Pro
kazdou metriku jsou tedy stanovené hranice pro vypocet téchto procent ve tvaru: miniméalni
hodnota, stfed, maximélni hodnota. Stfedovd hranice je potom presné 50% na zobrazené
ose. Vétsina hranic vyplyva z citovanych vyzkumu, nékteré jsou vsak experimentdlné urceny
primo z dat.
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Multitasking

Dokazete soucasné vykonavat Jste efektivnéjsi pri soustredéni
nékolik ukolu naraz. se na jednu ulohu.
Pozornost

Snadno se soustredite na Na ukol se soustredite
ukol navzdory rozptyleni. lepe bez rozptylovani.

Obrazek 4.5: Ukazka zobrazeni vysledki.

Pr1i rozdéleni do pracovnich oborti je vhodné mit pro rizné pracovni obory rtzné hra-
nice tak, aby vysledky co nejlépe reflektovaly vlastnosti uzivatele v tomto oboru. Abychom
tohoto dosahli, je potifeba zamérit se na ziskana data a podle nich vhodnym zptisobem
hranice nastavit. Jednim z ndvrha, jak optimalizovat hranice, je vzit napriklad 15% nej-
horsich vysledki, z nich uréit hodnotu medidnu a tu prohlasit za novou minimélni hranici.
Stejnym zpusobem pak urcit i maximum a stfed. Pred timto procesem bude potreba data
ocistit od odlehlych hodnot, které by mohly vznikat napiiklad vzdalenim uzivatele, pricemz
meéreni ¢asu porad bézi.
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Kapitola 5

Implementace

Podle navrhu prezentovaného v predeslé kapitole je aplikace rozdélena na dvé serverové
casti a ¢ast klientskou. Jeden ze serverti predstavuje klasicky webovy server vyuzivajici
PHP a druhy napsany v programovacim jazyce Go, ktery se stard o veskera data spojena
s ilohami testu. Komunikaci mezi klientem a Go serverem zajistuji webové sokety. Oba ser-
very pristupuji k databazi, kde jsou uloZena data potrebnd k testum. Vlastni aplikaci pro
testovani dopliuje dalsi server, ktery implementuje klasifikaci uzivatelit do obort/pracov-
nich pozic. Tato kapitola si dava za cil, dat uzivateli predstavu o strukture a implementaci
aplikace.

5.1 Webovy Server

Implementace vyuziva moderni webovy framework NETTE. Ten je postaveny na architek-
ture MVC (Model-View-Controller), kterda oddéluje kéd obsluhy od kédu aplika¢ni logiky
a kédu grafického uzivatelského rozhrani zobrazujictho data. Tento server zajistuje interakeci
s uzivatelem a probiha zde také predgenerovani jednotlivych tloh do databaze kvili snizeni
latence pri pozadavku na tlohu mezi klientem a serverem.

Majoritni funkénost aplikace fes{ t¥i kontrolery. Ttida HomepagePresenter, ktera obslu-
huje pozadavky na hlavni stranku (v tuto chvili pouze presmérovani na vstupni formular).
Trida TestingPresenter zpracovava vSechno ohledné testovani. Po odeslani vstupniho for-
mulére zavold model TestModel, ktery se postara o vytvoreni uzivatelova testu. Test se vy-
tvori tak, Ze se kazd4 loha vybere ndhodné z databédze predgenerovanych (v SQL klauzuli
ORDER BY je pouzita funkce RAND()). Také se generuje token pro uzivatele, ktery mu
umozni kdykoliv se ke svému testu vratit, aby test nutné nemusel absolvovat na jedno sezeni
(odkaz je uzivateli odeslan na email). Pfi pristupu uzivatele ke svému testu, pak token overi
a nacte do SESSIONS potiebné informace k testu. Ttida ResultsPresenter zajisti diky
modelu ResultsModel vypocet procentudlniho hodnoceni vlastnosti z vysledka (jak bylo
popsano v 4.2).

Kazdy kontroler spolupracuje s mnoha tfidami modelu, predevsim pro pristup k da-
tabazi a k manipulaci s daty. Kazd4 z tloh ma sviij model, ktery ji generuje. Vychozi
tfidou pro generovani iloh je GenerateTask, kterd obsahuje metody a konstanty spolecné
pro vsechny lohy, a ze které dédi jednotlivé t¥idy pro generovani tiloh. Vygenerované tilohy
jsou ulozeny ve formatu JSON do databaze do tabulky odpovidajici svému nazvu.
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5.2 Klient

Klient zajistuje zobrazeni aplikace uchazeé¢i. Po nacteni klasické webové stranky obsahu-
jici informace o pribéhu testu ma uzivatel moznost kliknout na konkrétni tlohu, kterou
chce vykonat. Veskeré akce spojené s testovanim zajistuje klientsky javascript, vyuzivajici
knihovnu jQuery, pro praci s SVG je pouzita knihovna Snap [3]. Pti kliku na tlacitko,
které spousti tlohu je pomoci web soketu kontaktovan Go server, ktery poskytuje data
pro jednotlivé kroky kazdé tulohy (co, kam a na jak dlouho méa byt zobrazeno). Nejdu-
na server.

Pro tvorbu uzivatelského rozhrani vyuziva aplikace Sablonovaci systém Latte. Ten mimo
jiné pomoci vhodného escapovani chrani proti zranitelnostem typu XSS. Kazda tloha
mé tedy vlastni Sablonu, kterd nacitd stejnojmennou javascriptovou tfidou (napt. Change-
Detection). Tyto t¥idy implementuji zobrazeni konkrétnich objektu tilohy, obohacuji SVG
o prvky interakce a také ukladaji uzivatelské reakce a data potrebnd k vyhodnoceni tlohy.
Vsechny tyto tridy dédi z CreateTask. Tato tiida implementuje otevieni webového soketu,
komunikaci se serverem a dalsi spolec¢né ¢asti. Postupné po jednotlivych krocich poptava
data po serveru, obdrzend data nacitd z JSONu a pro kazdy vykreslovany objekt vytvori
instanci DrawingObject, pro prehlednou reprezentaci vykreslovaného objektu (jsou zde
ulozeny informace, jako typ objektu, pozice, barva atd.). Tfida Timer implementuje jed-
noduchy casovac, ktery po uplynuti specifikované doby zavold definovany callback. Timto
zpusobem funguje nacitani dalsich kroku tlohy, jakmile jsou vSechny objekty vykresleny ca-
sovac se spusti a jako callback je predana metoda pro nacteni dalsiho kroku. V CreateTask
je také nacteni instrukei pred kazdou tlohou, instrukce jsou v SVG formatu tzn., ze po vlo-
zeni do stranky je potieba tlac¢itkiim pridat odpovidajici callbacky. Jakmile je iloha u konce
(klient obdrzi prazdnd data), odesle serveru ulozené hodnoty a ¢eka na odpovéd. Server data
validuje a posila klientovi informaci, zda jsou data v poradku. V ptipadé chyby, pak i chy-
bovou hlasku pro uzivatele.

5.3 Websoketovy server

Druhé serverova ¢édst je implementovana v pomérné novém programovacim jazyce Go, iko-
lem je dodévat data pro jednotlivé kroky kazdé tilohy. Také je zodpovédny za vyhodnocovani
a uklddani vysledki. Domluva obou aktéru pak spociva ve vyméné dat na zakladé jedno-
duchého textového protokolu.

Jazyk Golang neobsahuje ti¥idy, ale dovoluje definovat struktury (podobné jako v C),
na které je mozné navazovat metody, coz ve vysledku objektovost dobfe nahrazuje. Imple-
mentace konkurentniho serveru je rozdélena na dvé ¢asti. Prvni ¢ast je struktura Server,
ktera obsahuje adresu serveru, seznam vsech klientt, kandly pro koordinaci mezi vldkny
a metody pro obsluhu prichozich pozadavkii. Nejpodstatnéjsi je metoda Listen(), ve které
server ¢ekd na prichozi nova spojeni. Druhd ¢ast je struktura Client, kterd obsahuje uka-
zatel na oteviené spojeni a data klienta. Jakmile server obdrzi nové spojeni, vytvori novou
instanci Client, prid4 ji do seznamu klientt a v novém vlakné spusti naslouchéni pro tohoto
konkrétniho klienta. Od této chvile se o klienta stard struktura Client. Ta ma pro naslou-
chéni metody dvé. ListenRead () ¢te data ze soketu a vola funkce pro jejich dalsi zpracovani.
ListenWrite() data do soketu zapise jakmile jsou pripravena. Veskera komunikace (mezi
témito dvéma metodami i mezi strukturami Client a Server) je Fizena pomoci kanalu [1],
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které toto velice zjednodusuji. Pokud se klient odpoji je opét nastaven odpovidajici kanél,
diky kterému server klienta smaze.

Pri inicializaci komunikace server ovéruje token uzivatele, pokud je v poradku, pak
se data tlohy nactou z databédze a jejich prvni ¢ast se posila klientovi. Ten si pozdéji miize
vyzadat pravé nasledujici ¢ast dat nebo i ¢ast posunutou o N krokt déle. V ptipadé tdlohy,
ktera predgenerovand v databazi neni (pouze Prisonner’s dilemma) server pouze ovéri token
uzivatele a ¢ekd na vysledky. Implementace vyhodnoceni vysledku je v balicku Evaluation
pro prehlednost rozdélena do souborti podle nézvi iloh. Implementace vyhodnoceni vychazi
predevsim z citovanych vyzkumai.

Aplikace je logicky strukturované do balicki. Nézev kazdého balicku odpovidé ¢innosti,
kterou implementuje. Pro praci s databazi je tu Database, pro obsluhu soketi Websocket.
V DataModel jsou definoviny datové struktury a potfebné konstanty. V neposledni radé
vyhodnoceni tloh je v Evaluation.

5.4 Klasifikace

Klasifika¢n{ ¢ast je momentalné implementovana bez navrhovaného API a funguje zatim
pouze nad vstupnimi soubory ve formatu csv. Implementace je realizovand v jazyce Python
s knihovnami Theano a Keras. Tento program sestava z hlavniho souboru main a tiidy
Classifier. Ta obsahuje vytvoreni neuronové sité (klasifika¢niho modelu), uéeni modelu,
vyhodnoceni tspésnosti modelu a vlastni klasifikaci.

P1i spusténi programu je mozné zadat nékolik parametri popsanych déle. Vytvoreni
modelu je implementovano dvéma zplsoby. Jenim z nich je sit pouze se vstupni a vystupni
vrstvou a druhy neuronova sit s jednou skrytou vrstvou. Toto rozlisuje vstupni parametr
--hidden, ktery podminuje pouziti modelu se skrytou vrstvou (jako vychozi je pouzita
sit bez skryté vrstvy). U obou modelu je aktivacni funkce ve vystupni vrstvé sité funkce
Softmaz, kterd zaridi pravdépodobnosti na vystupu. Aktivaéni funkce ve skryté vrstvé je
funkce Rectifier.

Dalsi vstupni parametr je —e ¢i ——evaluate, ktery rikd, Ze misto samotné klasifikace
nad modelem bude vyhodnocena tspésnost modelu, ——save_model a --load_model ur-
¢uji, zda se natrénovany model pro klasifikaci ulozi/nac¢te do/z souboru, aby nebylo nutné
uceni sité porad opakovat. Zaddnim -m nebo --mode je mozné specifikovat méd klasifi-
kace. Ten urcuje, zda vzit vysledky ze vSech tloh najednou a vytvorit pouze jeden model,
na kterém klasifikovat, anebo pro kazdou z tloh vytvorit model zvlast (celkem 10 modeli)
a vysledky klasifikace poté zprimérovat. Pro kontrolni vypisy béhem uceni sité staci zadat
-v nebo --verbose, pro vypis nadpovédy -h ¢i --help.

V konstruktoru tridy Classifier jsou nacteny data pro uceni modelu ze souboru, pre-
daného parametrem (vychozi soubor je data/results.csv). Pokud je parametr normalize
nastaven na True (defaulni hodnota), pak zde probéhne i normalizace dat, tak jak bylo
feceno v navrhu. Pokud je program spustén s timyslem Kklasifikace, pak je nejprve nutné
spustit uceni neuronové sité (metoda train() této tridy). Ta vezme nactend data a pou-
zZije je pro uceni sité. Uceni vyuziva algoritmus Back-propagation s optimalizaéni metodou
Gradient descent. Pokud byl program spustén s parametrem --load_model, pak se mo-
del pouze nacte ze souboru. Poté je v metodé predict() provedena samotna klasifikace.
Té jsou predand data ke klasifikaci a parametr urcujici, zda maji byt data pred predikci nor-
malizovana. Metoda vraci pole pravdépodobnosti prislusnosti vstupnich dat k jednotlivym
tHidam.
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Pro vyhodnoceni tspésnosti modelu (metoda evaluateModel()) je pouzita metoda k-
fold cross-validation s hodnotou k = 10, ktera byla experimentalné urcéena. Vyhodnoceni
funguje presné tak, jak je popsano v navrhu. Vstupni mnozina je rozdélena na 10 ¢asti,
kdy v kazdé z 10 iteraci je pouzita jedna ¢ast na testovani a zbylé na trénovani modelu.
Vysledkem je teoretickd presnost modelu. V pripadé médu, kdy se vytvari model pro kazdou
ulohu zvlast se vysledky opét prumeéruji.

Pro experimenty byla pouzita metoda PCA (Principal Component Analysis), kterd slouzi
k redukci dimenzionality. Presnost modelu byla po redukci na pouze 2-dimenzionalni data
totoznd s presnosti bez redukce. Nésledujici graf zobrazuje data po redukci do dvou dimenzi.
Dale byl v ramci experimenti model ovéren na syntetickych datech, které obsahovaly dveé
naprosto oddélené t¥idy ve 3-dimenziondlnim prostoru. Uspésnost vyhodnoceni se drzela

na 100%.

Dimension reduction with PCA (normalized data)
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Obrazek 5.1: Normalizovana vstupni data po redukci do dvou dimenzi.
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Kapitola 6

Sesbirané vysledky

Pro sbirani dat bylo osloveno nékolik spratelenych firem, jejichz zaméstnanci test absolvo-
vali, osloveni dalsich lidi probihalo prostrednictvim socidlnich siti. Pfed samotnym testem,
kazdy z ucastniki vyplnil svou pracovni pozici a obor ve kterém pracuje (v pripadé studenttu
studijni obor a nézev skoly). Z celkového mnozstvi zhruba 220 prihlasenych lidi celym tes-
tem (vSemi 10 tlohami) proslo pouze 58 uzivateld, 8 z 10 tloh dokonéilo 108 lidi. Je vidét,
ze aktivnich uzivateli je opravdu mélo. Proto budeme déle pracovat s vysledky pouze osmi
uloh, kterych je zhruba polovina z celku. Nejvétsi podil, z téch ktefi prosli tspésné alespon
osmi tlohami, byli lidé z oboru informacnich technologii (22), ddle administrativni pracov-
nici (18), finance a tcetnictvi (16) a management (9). Zbytek byl roztrousen pres vsechny
rizné obory obsahujici pouze jednoho ¢i dva uzivatele.

6.1 Grafické znazornéni

Pro lepsi znazornéni nasbiranych dat obsahuje tato podkapitola nékteré souvisejici met-
riky vynesené do bodového grafu. Zamérem je ovéreni predpokladu, ze vysledky odrazejici
vlastnosti pracujicich ve stejnych oborech, budou tvofit shluky. Jak je vidét na grafech nize,
vysledky metrik jednotlivych obori jsou promichané a shluky neni prili§ vidét. V idedlnim
pripadé by mély byt jednotlivé t¥idy patrné i na grafu po aplikaci PCA 5.1. Coz bude
¢astecné zpusobeno tim, ze nebereme konkrétni pracovni pozice, k tomu by ovsem bylo
zapotiebi velké mnozstvi dat.
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Obréazek 6.1: Zavislost mezi presnosti odpovédi a velikosti pracovni paméti v tiloze Change
detection. Z grafu je patrné, Ze se zvétsujici se pracovni pameéti se zvysuje presnost vysledku.
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Obréazek 6.2: Stop signal — zavislost mezi poctem tspésné potlacenych a délkou potlaceni
reakce. Lize pozorovat, ze ti ktefl dokazali Gspéné potlacit reakci méli logicky i nizsi SSRT.
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Obrazek 6.3: Zobrazeni po¢tu kroku spolu s ¢asem prvniho kroku (ITT) pro tlohu Tower
of London.
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Obréazek 6.4: Metriky tlohy Geometric analogy — fluidni uvazovani ve spojitosti s rychlosti
uvazovani.
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Obréazek 6.5: Spojenim fluidniho uvazovani s velikosti pracovni paméti dostavame schopnost
uceni. Ze spojnice trendu lze vidét, ze ¢im vétsi pracovni pamét tim lepsi fluidni uvazovani.
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Obrazek 6.6: Porovnani dosazené pracovni paméti pomoci krabicového grafu.

Rozdily mezi obory nejsou z grafu prilis patrné a to ani po aplikaci metody PCA. PCA
ovSem nebere jednotlivé tfidy v dvahu, proto se nabizi zkusit jesté metodu LDA (linear
discriminant analysis), ta také provede redukci dimenzi, ale s ohledem na obsazené tiidy.
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LDA (normalized data)
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Obrazek 6.7: Data po aplikaci metody LDA.

Obrézek 6.7 uz vypada o néco 1épe, dokonce jsou zde tridy vidét na prvni pohled. Ackoli
vzdalenosti ve shluku jsou pomérné velké a jde vidét, Ze jsou t¥idy velice blizko sebe. Obor
Finance dokonce ¢astecné zasahuje i do ostatnich.
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Kapitola 7

Zhodnoceni dosazenych vysledkii

Pro uceni neuronové sité byla pouzita data pouze ¢tyfech obori, které meély nejvétsi za-
stoupeni (informacni technologie, administrativa, finance a management). To je dohromady
asi 65 hodnot, coz je velice mélo. Byly otestovany oba pristupy navrzené v 4.1. Natrénovani
jediného modelu na vysledcich vsech tdloh a natrénovani modelu pro kazdou z tloh zvlast.
Druhy zptsob nam déa predstavu o tom, jak se vysledky jednotlivych tloh lisi napri¢ obory.
Také byla porovnana presnost klasifikace neuronové sité se skrytou vrstvou a bez ni.

Pro testovani modelt byla pouzita metoda k-fold, ktera data vzdy délila na stejnych 10
¢asti. Vahy neuronové sité byly pro kazdy test ndhodné inicializovany. Kazdy test byl pro-
veden 10x, z ¢ehoz byla vypocitana primérnd hodnota a standardni odchylka. Nasledujici
tabulky a grafy prezentuji vysledky téchto testt.

Test Bez skryté vrstvy |Se skrytou vrstvou| 350,

1. 26,00% 25,33% 30%

2. 22,00% 26,67%

3. 25,67% 32,33%| 25%

4. 23,67% 20,00%|  20%

5. 27,00% 25,33% 15%

6. 27,00% 31,00%

7. 27,00% 25,67% 10%

8. 20,33% 27,00% 5%

9. 25,33% 27,00% 0%

10. 22,00% 22,00% 1 2 3 4 5 6 7 8 9 10
Prumér 24,60% 26,23%

Std. Dev. 2.21% 3.30% ® Bez skryté vrstvy  ® Se skrytou vrstvou

Tabulka 7.1: Porovnani presnosti klasifikace jednoho modelu se skrytou vrstvou a bez ni.
7 této tabulky lze vidét, Ze oba modely jsou srovnatelné, a ze neuronova sit se skrytou

vrstvou ma jen nepatrné vétsi pramérnou presnost. Pro lepsi prehlednost jsou hodnoty
vyneseny do grafu, ktery toto potvrzuje. Presnost 26% je vSak pro ¢tyti t¥idy velice Spatné.
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j Test PO

Uloha T > T y 3 3 o 3 ) ™ Priumér |Std. Dev.
Change detection 31,1%|[ 34,6%| 30,1%| 29,9%| 28,9%| 27,8%)| 34,6%| 33,5%]| 33,3%| 32,4%| 31,61%] 2,28%
Stop signal 37,9%| 32,4%| 32,1%| 32,4%| 30,7%| 33,8%]| 27,9%| 30,5%]| 30,7%| 33,8%| 32,21%] 2,52%
Tower of London 36,4%| 34,0%| 38,9%| 37,6%| 37,6%| 38,9%| 37,8%| 40,0%| 36,5%]| 36,5%| 37,43% 1,59%
Geometric analogy 39,5%|[ 39,8%| 39,5%| 34,8%| 37,6%| 38,3%| 39,3%| 36,0%| 41,2%]| 38,1%] 38,40% 1,81%
Balloon analogue risk | 24,8%| 24,3%| 32,4%| 29,5%| 24,1%| 24,1%| 26.4%| 21,2%| 19,5%| 25,7%| 25,19%| 3,52%
Cognitive effort disc. 18,3%| 20,0%| 16,7%| 23,3%| 20,0%| 20,0%| 10,0%| 13,3%| 16,7%| 18,3%| 17,67%| 3,59%
Flanker 24,5%| 20,0%| 23,1%| 18,8%| 18,8%| 23,1%| 23,1%| 17,4%| 22,9%| 23,1%| 21,48%| 2,34%
Simple reaction time 29,1%| 26,4%| 23,6%| 30,5%| 26,4%]| 30,5%| 20,5%]| 36,3%]| 35,0%| 26,4%| 28,48%] 4,60%
Priamér 30,20%| 28,93%| 29,55%| 29,61%| 28,02%| 29,56%]| 27,45%| 28,51%] 29,48%] 29,30%| 29,06% 0,80%

Tabulka 7.2: Tabulka presnosti 10-ti testti pro model bez skryté vrstvy.

, Test .y

Uloha T 7 3 ry 3 3 - 3 3. 10, Primér |Std. Dev.
Change detection 35,6%| 34,4%| 33,5%[ 26,7%[ 33,3%| 30,0%| 36,8%[ 33,3%[ 33,5%[ 27,5%| 32,46%| 3,17%
Stop signal 35,2%| 37,6%| 28,8%[ 35,2%| 31,9%| 34,8%| 40,7%[ 35,0%[ 33,8%| 36,4%| 34,95%| 3,02%
Tower of London 40,0%] 39,0%| 38,6%]| 40,0%| 42,2%| 41,3%| 43,8%| 41,0%| 39,0%| 40,3%| 40,51% 1,51%
Geometric analogy 41,2%]| 38,1%| 31,7%| 37,9%| 41,4%| 34,5%| 42,9%| 42,9%| 42,9%| 43,1%| 39,65%| 3,79%
Balloon analogue risk 24,5%[ 11,4%| 26,2%| 18,1%| 16,4%| 19,3%| 21,2%| 14,8%]| 16,4%]| 14,8%] 1831%] 4,35%
Cognitive effort disc. 17,7%| 20,0%| 20,0%[ 19,3%| 21,7%| 21,7%| 21,7%| 17,7%| 24,0%| 23,3%| 20,70%| 2,05%
Flanker 26,0%| 21,7%| 18,8%| 26,2%| 20,2%| 24,5%| 20,5%| 24,8%| 202%| 21,7%| 22,45%| 2,53%
Simple reaction time 27,7%|[ 30,4%| 33,2%| 30,5%| 29,3%]| 30,5%| 23,6%| 27,7%| 30,4%| 33,2%| 29,64%] 2,70%
Primér 30,98%| 29,08%]| 28,85%| 29,24%| 29,56%| 29,57%]| 31,38%] 29,63%] 30,03%] 30,04%| 29,83% 0,76%

Tabulka 7.3: Tabulka presnosti 10-ti testti pro model se skrytou vrstvou.

Tabulky 7.2 a 7.3 zachycuji presnosti modelt pro kazdou z iloh oddélené. Tabulky sesta-
vaji z 10-ti testt1, kdy kazdy test obsahuje presnost modelu pro konkrétni tlohu. Pramérna
presnost zde dosahuje zhruba 30% a opét je na tom nepatrné lépe sit se skrytou vrstvou.
Pov§imnéme si zde smérodatné odchylky, kterd je v obou pfipadech do 1% coZ znaéi po-
mérné ustileny vysledek. Zaroven z téchto tabulek vyplyva, ze pro tlohy Tower of London
a Geomelric analogy dosahuje klasifikace nejvyssi presnosti (~ 40%), na druhou stranu
Balloon analogue risk a Cognitive effort discounting celkovy primeér dost kazi.

Simple reaction time Change detection

Cognitive effort
disc.

Balloon analogue...

Stop signal

Tower of London

Obréazek 7.1: VyseCovy graf zobrazujici podil presnosti tloh na klasifikaci.
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Mimo testovani presnosti klasifika¢nich modeli metodou k-fold byla (spise pro zajima-
vost) otestovana samotna klasifikace. Ze vstupnich dat bylo ndhodné vybréno 5 jedinct,
z nichz byli dva z IT, dva z financi a jeden z administrativy. Klasifikace byla pro kazdého
z nich spusténa 10x (tzn. 50 testt1). Testovany byly pouze modely se skrytou vrstvou. Nize
vidime matice zamén. U obou vidime, ze spravné bylo klasifikovano 15 pripadi, coz z cel-
kového poctu 50 davd presnost 30%. Tento vysledek viceméné odpovidd ocekdvini podle
metody k-fold.

Predikce Predikce
Finance | Administ. IT Management Finance | Administ. 1T Management
2 Finance 4 5 7 4 = Finance 3 2 7 8
S| Administ. 4 3 1 2 £ [ Administ. 2 2 4 2
3 T 3 8 8 1 3 IT 3 2 10 5
O | Management 0 0 0 0 O | Management 0 0 0 0

Tabulka 7.4: Matice zdmén (confusion matrix) pro jeden model (vlevo) vs. pro klasifikovani
uloh jednu po druhé.

7 obou matic lze vycist, ze nejuspésnéjsi klasifikace byla pro tfidu informacnich tech-
nologii, kdezto nejhtre klasifikovanou tiidou byly finance. Pokud se vratime k obrazku 6.7,
je to celkem pochopitelné.

7.1 Shrnuti

Z vyse uvedenych presnosti vyplyva, ze klasifika¢ni model dosahuje presnosti zhruba 30%.
Vidime, ze nejlepsi schopnost klasifikovat maji nejspise tlohy Tower of London (ToL)
a Geometric analogy, naopak nejhife je na tom Cognitive effort discounting. Myslim si,
Ze toto je zpusobeno tim, ze uloha je velice obtiznd a vétsina lidi ji asi chtéla mit rychle
za sebou a nevénovala ji dostatek ¢asu. Naopak pravé ToL se radi k jednodussim a zabav-
néjsim dlohdm, u kterych se vétsina lidi snazi.

Jelikoz provadime klasifikaci do ¢tytech ttid, je pii ndhodné klasifikaci pravdépodobnost
spravné tridy % = 25%. Na$ klasifikdtor dosahuje nejlépe asi 30% tspésnosti, coz je velice
nizka spolehlivost. Testy zhruba potvrzuji, co bylo patrné ze zobrazenych dat po aplikaci
metody LDA, Ze rozdéleni do trid v datech je, ale tiidy se velice Spatné oddéluji. Ovsem
65 vzorktl je velice méalo pro ziskani dostatecné oddélenych tiid.
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Kapitola 8
Zaver

V ramci této diplomové prace byla Uspésné vytvorena webova aplikace pro vyhodnoceni
kognitivnich i emocionélnich vlastnosti ¢lovéka. Implementovano bylo 10 vizudlnich test,
které jsou inspirovany vyzkumy z oblasti neurovédy. Po absolvovani celé sady testti dostava
uzivatel souhrn vyhodnocenych konkrétnich vlastnosti. V této chvili aplikace neni urcena
pro mobilni zafizeni, je ovsem témér jisté, ze drive ¢i pozdéji se bude vyvoj ubirat i timto
smérem.

Pro ziskani referencnich dat bylo osloveno nékolik mensich firem, jejichz zaméstnanci
test vyplnili. Prostfednictvim socidlnich siti byli osloveni dalsi lidé ochotni se testu zu-
castnit. Celkoveé se do aplikace pfihlasilo 220 lidi. Cely test vsak udélalo pouze 58 z nich.
Zhruba polovina z celkového poctu vSak dokonéila 8 z 10 tloh. Toto je zpusobeno pozdéjsi
doimplementaci poslednich dvou tloh.

Mimo samotné aplikace testujici vlastnosti uzivatele byl implementovan klasifikator,
ktery dokaze zaradit clovéka do oboru ¢i pfimo na pracovni pozici a to na zakladé jeho
vysledkt z testovani. Ke klasifikaci existuje celd fada metod a pTistupt, nékteré z nich
byly popsany v 3. Pfi ndvrhu aplikace byly pro realizaci klasifikatoru vybrany umélé neu-
ronové sité, jejichz koncept byl inspirovan a vytvoren na zdkladé analogie s biologickymi
neurony nervového systému zivocichu. Jako zdkladni byla implementovana neuronové sit
pouze se vstupni a vystupni vrstvou (tzn. linedrni regrese), k porovnani pak také sit s je-
dinou skrytou vrstvou. Navrzeny a implementovany byly také dva pristupy ke klasifikaci
jako takové. Prvnim z nich je vytvoreni jediného modelu ze vsech vysledki vsech tloh
a klasifikovani na tomto modelu. Druhym je provadét klasifikaci na kazdé z tloh zvlast.
Nejvétsi tspésnosti bylo dosazeno s druhym pristupem a to s neuronovou siti se skrytou
vrstvou. Tato dspésnost se pohybovala kolem 30%, podrobnéjsi vysledky a porovnani na-
bizi kapitola 7. Presnost klasifikace 30% je velice mélo, pro redlné pouziti neni dostacujici.
Podle mého nézoru je tato nizkd presnost zpusobena predevSim malym vzorkem lidi. Pro
dosazeni lepsich vysledkil by bylo nutné mit v kazdé z t¥id naptiklad alespon 100 vzorki.
Dalsim faktorem by mohla byt nedostatetna motivovanost uzivatelt se pii testu dostatecné
snazit. Test je totiz pomérné dlouhy a vycCerpavajici, z tohoto duvodu si myslim, Ze nékteri
uzivatelé jen prosli testem bez jakékoliv snahy.

Pred pouzitim aplikace v prijimacim rizeni by bylo vhodné upravit GUI, které neni dota-
zeno do detailu, avsak se zakladni funkcénosti na to aplikace jiz potencidl ma. Zaméstnavatel
ma moznost vidét prehled vlastnosti uchazece, coz muze slouzit jako podpora k rozhodnuti
o prijeti. Pro spolehlivé funkéni klasifikator je vSak nutné ziskat o dost vétsi vzorek dat.
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Priloha A

Manual

Pro spusténi klasifikdtoru je nutné mit nainstalovany Python ve verzi 2.7, knihovnu Theano
ve verzi 0.9.0 a Keras ve verzi 2.0.3. Data k vyhodnoceni jsou ulozeny v data/, odtud se
Cte soubor results.csv obsahujici vysledky vsech tloh, nebo jsou z adresaie data/tasks/
nacteny postupné vysledky jednotlivych tloh (podle médu klasifikace). Soubor test_input
obsahuje 5 ndhodné vybranych jedincti pro testovani predikce.

Parametry programu

-h, --help — nipovéda
-m ’m’, --mode ’m’ — mdd klasifikace:

— ’one’ — vezme postupné vSechny ulohy (klasifikuje pro kazdou z tloh)

— ’all’ — vsechny tlohy se klasifikuji zaroven (1 model) - vychoz{ moznost
--hidden — vzit model se skrytou vrstvou

-e, ——evaluate — vyhodnoceni presnosti klasifikitoru (pokud neni zadén, prediku-
jeme)

--save_model ’file’ — po natrénovani ulozi model do ’model/file’ ve forméatu h5
--load_model ’file’ — misto trénovani pouze nacte model z model/file’

-v, ——verbose — kontrolni vypisy

Ukéazka spusténi programu: python main.py -h

Aplikace je aktualné dostupna na této adrese:
http://193.85.191.56/ 7action=testInput&presenter=Testing

45


http://193.85.191.56/?action=testInput&presenter=Testing

Priloha B

Graty z vysledku klasifikatoru

Par dalsich doplnujicich grafi kapitoly 7.
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Obrézek B.1: Uspésnosti jednotlivych testt pro 7.2
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Obrézek B.2: Uspésnosti jednotlivych testi pro 7.3
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