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ABSTRAKT 

Práce se zabývá metodami pro analýzu finančních t rhů zaměřených na vir tuální měny. 
V souvislosti s v ir tuálními měnami je v teoretické části práce pojednáno o technologii 
decentralizované databáze, pomocných finančních indikátorech a umělých neuronových 
sítích s rekurentní archi tekturou. Konkrétním cílem práce je vytvoř i t systém pro udělení 
doporučení k nákupu, či prodeji dané měny. Systém sestává z navržené f inanční strategie 
a predikované hodnoty, k čemuž je využito finančních ukazatelů a neuronové L S T M sítě. 
Testování bylo realizováno na historických datech z roku 2017 pro měny Bi tcoin, Litecoin 
a Ethereum. 
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ABSTRACT 

The thesis deals w i th methods for analysis of financial markets, focused on crypto-
currencies. The theoretical part, in a context of vir tual currencies, describes block-chain 
technology, f inancial indicators and neural networks wi th recurrent architectures. Main 
goal is to create a system for giving a recommendation either for buy, or sell the currency. 
The system consists of designed financial strategy and predicted value of the currency, 
for which is used financial indicators and L S T M neural network. Tests were performed 
on Bi tcoin, Litecoin and Ethereum historical data f rom year 2017. 
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ÚVOD 

Žijeme v době , kdy nás digitální data každodenně obklopují doslova na každém 

kroku. Dnes jsme j im i přesmíru zahlceni a i proto v nedávné minulosti vznikla po

t ř e b a tato data dále zpracovávat a t ř íd i t . To se ukázalo jako velmi výhodné z mnoha 

různých úh lů pohledu. Analýzou digitálních dat lze, mimo j iné, odhalit opakující se 

vzory v chování, čehož lze využí t např ík lad při obchodování na burze. 

Obchodování na burze bylo dříve výsadou pouze velkých korporací a bank, 

což se ale změnilo s n á s t u p e m internetu. S př íchodem mnoha různých obchod

ních platforem se obchodování otevřelo i běžným lidem, k t e r ý m pro založení ú č t u 

stačí pouze základní kapi tá l v ř á d u tisíců korun. V dnešní době se tedy obcho

duje s mnoha různými komoditami, mezi k teré p a t ř í mimo j iné i v i r tuá ln í měny, 

k teré se v současnost i těší s tále rostoucí popular i tě . V ý s t u p e m každé uskutečněné 

transakce s v i r tuá ln í měnou je zápis v p o d o b ě digitálních dat, jenž je p o d r o b n ě 

zaznamenán v obchodní knize, k t e rá je volně d o s t u p n á k nah lédnut í . 

V t é t o práci je t é t o skutečnost i využi to pro získání historických záznamů o trans

akcích v i r tuá ln í měny Bi tcoin , Ripple, Ethereum a Litecoin. N a b y t á data jsou zužit

kována na výpočet pomocných finančních indikátorů , k teré slouží jako vstup pro 

neuronovou síť, jejíž úkolem je na t rénova t predikční model pro předpověď budoucích 

hodnot. Hlavním cílem celé práce je po t é vytvoř i t systém, sestávající z predikované 

hodnoty a aplikované finanční strategie, pro udělení doporučení k nákupu , či prodeji 

dané v i r tuá ln í měny. 

M i m o samotný náv rh sys tému pro udělení doporučení , je h lavním př ínosem té to 

práce také výzkum a exper imentování s časovými ř a d a m i finančního charakteru a je

j ich zpracování pomocí a lgor i tmů strojového učení a umělé inteligence. Použ i t ím 

navrženého systému, bylo nejvyššího profitu za uplynulý tes tovaný ka lendářn í rok 

2017, dosaženo u měny Litecoin ve výši 556,8%. 

Práce je rozdělena do dvou částí . P rvn í , teoret ická, je rozčleněna do t ř í kapi

tol. P r v n í kapitola teoretické části pojednává o současných m e t o d á c h a p ř í s tupech 

k analýze finančních t r h ů 1, popisu časových řad 1.1 a pomocných finančních in

d iká torů 1.2. D r u h á kapitola se zabývá učícími se algoritmy umělé inteligence 2, 

konkré tně h l u b o k ý m učením 2.1, neuronovými sí těmi 2.2 a sys t émem zpě tné pro

pagace chyby 2.4. V kapitole t ř e t í jsou popsány v i r tuá ln í měny 3, jejich s t ručná 

historie 3.1 a technologie decentral izované da t abáze 3.3. D r u h á část se věnuje ná

vrhu sys tému pro udělení doporučení k nákupu , či prodeji v i r tuá ln í měny. Jsou zde 

popsány nás t ro je a knihovny použi té při návrhu sys tému 4.1, charakter vs tupních 

dat a jejich předzpracování 4.2.1, náv rh a test h y p e r p a r a m e t r ů neuronové sítě 4.2.3, 

obchodní strategie 4.2.4 a test funkčnosti sys tému 5.1. 
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1 SOUČASNÉ M E T O D Y ANALÝZ P R O 
P Ř E D P O V Ě Ď V Ý V O J E F I N A N Č N Í H O T R H U 

Analýzou chování a vývojem finančních t r h ů se již po d louhá deseti letí zabývají nej-

různější vědní obory od ekonomie, přes fyziku, psychologii, statistiku, až po počí ta

čové vědy. V l i v e m neus tá lého masivního rozvoje informačních technologií a mnohem 

snazší dostupnosti k obchodování na burze se tak tato oblast stala velmi perspek

t ivní nejen pro velké korporace, ale stala se i p ř e d m ě t e m zájmu široké veřejnosti . 

Sestavení funkčního vzoru, pomocí k te rého by bylo možno dosáhnou t přesné a ne

omylné predikce budouc ího vývoje finančního trhu je ovšem nesmírně složitý úkol. 

Z hlediska obt ížnost i se tot iž j e d n á o velmi komplexní problematiku zahrnující velký 

počet dynamických faktorů a celou ř a d u proměnných , od ak tuá ln í politické situace, 

až po jednot l ivé zprávy na sociálních sítích. 

N a dnešních finančních trzích, kde se transakce realizují v p lném rozsahu elektro

nickými prostředky, je dr t ivá větš ina z nich již plně zau tomat izována . Odhaduje se, 

že více než 85% všech obchodů je uzavřeno pomocí algoritmu [9]. Vzhledem k tomu, 

že všechny transakce jsou p o d r o b n ě digitálně zaznamenávány, můžeme na tyto data 

pohlížet jako na časové ř ady a efektivně je využí t k důk ladné analýze a nalezení 

opakujících se vzorů. 

Problematikou zpracování číselných časových ř a d finančního charakteru za úče

lem predikce budouc ího vývoje se zaobíraj í např ík lad práce pos tavené na Boltzman-

nových strojích (Restrictedd Boltzmann Machines) [13], konvolučních neuronových 

sítích ( C N N - Convolutional Neural Networks) [10], bayesovské regresi [8] [14], nebo 

plast ických neuronových sítích [15]. 

Celková analýza je tvořena spojením t ř í základních skupin s t ručně popsaných níže: 

• P rvn í , fundamentá ln í analýza, se soustředí na celospolečenskou a politickou 

situaci a na celkové ekonomické p o d m í n k y na základě k terých se snaží před

povědět , j a k ý m způsobem ovlivní pohyby cen aktiv. 

• Psychologická analýza, jejiž cílem je včasné odhalení t ržních maxim a minim, 

se zabývá l idským způsobem myšlení ve chvílích, kdy trhem hýbe davové cho

vání a t rh se chová iracionálně. 

• T ře t í a zároveň poslední skupinou je ana lýza technická. Její podstatou je zkou

mán í historického výkonu finančních nás t ro jů s cílem určit vzor, dle k te rého 

bude možné předpovědět budouc í vývoj trhu. Technická ana lýza i její nás t ro je 

jsou blíže popsány v kapitole 1.1. 
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1.1 Časové řady 

Časová ř a d a představuje chronologicky u s p o ř á d a n o u posloupnost hodnot urči tého 

s ta t is t ického ukazatele. Formálně je realizací n á h o d n é h o procesu a její hodnoty pod

s t a tně závisí na čase v němž byly získány, př ičemž tyto časové okamžiky jsou od sebe 

větš inou vzdáleny s kons t an tn ím rozestupem. Vs tupními daty pro technickou ana

lýzu a t rén ink predikčního modelu jsou data finančního charakteru sestávající z ná

sledujících šesti údajů: 

• Datum, 

• otevírací cena, 

• zavírací cena, 

• cenové maximum, 

• cenové minimum, 

• objem obchodů. 

Cílem analýzy časové ř ady je konstrukce vhodného modelu za účelem porozu

mění mechanismu generujícím hodnoty časové ř ady a pochopení podmínek a vazeb 

působících na vznik těch to hodnot. 

1.2 Pomocné indikátory technické analýzy 
V souvislosti s finančními daty mluvíme při jejich zkoumání o analýze technické. 

P ř e d p o k l a d e m technické analýzy je p r o m í t n u t í veškerých dos tupných relevantních 

informací do t ržn í hodnoty daného aktiva, což zahrnuje fundamentá ln í , psycholo

gické, tak i technické faktory [25]. Fluktuace cen na trhu je tak p ř í m ý m odrazem 

nab ídky a poptávky, k t e rá je neus tá le ovlivňována v závislosti na nově příchozích 

informacích a reakcích na ně. Technická analýza se n icméně jednot l ivými faktory po

drobně nezabývá. Jej ím h lavním úkolem je zachycení a zaznamenán í těch to změn, 

bez ohledu na jejich přesnou příčinu, s cílem zorientovat se v minulosti a stano

vit urči té závěry pro vývoj do budoucna. Nástroj i technické analýzy jsou pomocné 

ukazatele a indikátory, realizované různými ma tema t i ckými operacemi. Základní in

d iká tory jsou uvedeny v následující části textu 1.2. Využi t ím informací získaných 

z těch to nás t ro jů lze získat rozšiřující pohled nad danou si tuací . Nutno však po

znamenat, že ohledně vyvozování závěrů získaných z těchto pomocných v ý p o č t ů 

neexistuje unifikovaný pohled na věc a dalo by se také říci, že závěr vyvozený z tech

nické analýzy je vysoce individuální záležitostí , neboť každá entita využívá svých 

specifických p ř í s tupů a metod (know-how). 
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Klouzavé průměry 
Klouzavé p r ů m ě r y ( M A - Moving Average) jsou zák ladn ím nás t ro jem t rendových 

ind iká torů a slouží k rozpoznávání trendu na trhu. J e d n á se o jeden z nejstarších 

a t aké nej používanějších ind iká torů technické analýzy. Zpravidla se počí ta j í ze za

víracích cen, a to vždy s urč i tou periodou. Rozeznáváme několik t y p ů klouzavých 

p růměrů , j ednoduchý (MA) a exponenciální (EMA). 

„ , . cena(l) + cena(2) + ... + cena(n) 
M A = — — — , (1.1) 

n 

kde p r o m ě n n á cena p ředs tavuje zavírací cenu a p r o m ě n n á n periodu, pro kterou 

MA poč í t áme . Jejich velká nevýhoda spočívá v tom, že reagují na ceny i zpě tně -

tedy 2x, což může vést ke zkreslení údajů . Nejprve M A zareaguje na novou cenu, 

ale pak reaguje ješ tě jednou, když se tato cena po urč i té per iodě z v ý p o č t u vypus t í . 

Dnes se již j ednoduchý M A téměř nepoužívá a pro přesnější zanalyzování situace 

na trhu lépe poslouží exponenciální klouzavé průměry, k teré reagují na cenu pouze 

jednou. Zde je to popsáno rovnicí: 

EMA[t] = (cena[t] * K) + (EMA[t - 1] * (1 - K)), (1.2) 

kde 

K=-^—. (1.3) 
n + 1 v ' 

N a rozdíl od j ednoduchého MA, př iklání EMA větší důraz na poslední změny ceny 

a nereaguje již zavádějícími pohyby na starší data. 

R S I 

Index rela t ivní síly (RSI - Relative Strength Index) měř í rychlost a změnu cenového 

pohybu. Obvyklou s t a n d a r d n í délkou je perioda 14. Je d o b r ý m ind iká torem v tren

dových obdobích, ale dá se také využívat do ne t rendových t r h ů k p ro t i t r endovému 

obchodování . Indiká tor se pohybuje mezi spodní hranic í (0) a horní hranic í (100), 

př ičemž se zde nas tavuj í p řekoupené a p řep rodané úrovně. S t a n d a r d n ě je to 20 a 80 

b o d ů (nebo také 30 a 70 b o d ů či 35 a 75 bodů) pro trhy bez trendu a 40 a 60 b o d ů 

pro trhy s trendem. Díky t ě m t o hran ic ím překoupenos t i a p řeprodanos t i se dá dobře 

načasovat vstup do obchodu ješ tě p řed t ím, než na trhu nastane vůbec nějaký pohyb 

[25]. Vzorec pro výpočet tohoto ind iká toru je následující: 

kde 
Průměrný zisk _ . 

Průměrná ztráta 
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M o m e n t u m 

Tento indikátor ukazuje rychlost trendu a jeho akcelerac i /zpomalení t ím, že porov

nává současnou cenu s cenou z minulého období [25]. Jestl iže je současná cena vyšší, 

než cena z období minulého, je trend rostoucí a indikátor zakresluje kladné hodnoty. 

Pokud je naopak ak tuá ln í cena nižší, je trend klesající a ind iká tor zakresluje hod

noty záporné . Obecně lze říci, že pokud se indikátor pohybuje nad nulovou úrovní, 

vyp la t í se vstupovat do dlouhých pozic a když se pohybuje pod nulovou úrovní, 

vyp la t í se vstupovat do k rá tkých pozic. Samotné překřížení nulové linie však žádné 

významnějš í signály nepřináší . 

hodnota N se s t a n d a r d n ě pohybuje v rozmezí od 5 do 20 dní , převážně se ale odvíjí 

od zvoleného obchodního stylu a strategie. M o m e n t ů m je u většiny obchodníků 

využíváno hlavně na pro t i t rendové obchodování a odhalení divergencí. 

J e d n í m z nej populárnějš ích ind iká torů technické analýzi je sbíhavost a rozbíha-

vost klouzavých p r ů m ě r ů ( M A C D - Moving Average Convergence/Divergence) [25]. 

Skládá se ze dvou křivek - rychlé a pomalé . Rychlá kř ivka je tvořena rozdílem dvou 

klouzavých p r ů m ě r ů ( s t anda rdně EMA 12 a EMA 26), p o m a l á je vyhlazená dalším 

EMA od kř ivky rychlé ( s t anda rdně o EMA 9), tudíž reaguje na ceny o něco poma

leji. Jakmile rychlá kř ivka překříží zespoda kř ivku pomalou, značí to p ředpok ládaný 

nárůs t cen. Pokud rychlá kř ivka překříží shora kř ivku pomalou, j e d n á se naopak 

o signál p r avděpodobného budouc ího poklesu. 

Momentum 
Dnešní zavírací cena 

Zavírací cena pied N dny' 

M A C D 
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2 UČÍCÍ SE A L G O R I T M Y U M Ě L É I N T E L I G E N C E 

Analýzou s t ruk turovaných dat (tzv. data miningem) se zabývají algoritmy umělé 

inteligence spadající do oblasti s trojového učení [20]. Tato práce se věnuje tzv. učí

cím se a lgor i tmům s učitelem, jejichž principem je na základě vs tupn ího ohodnoce

ného souboru dat na t rénova t znalost ( trénovací proces - obvykle výpoče tně náročný) 

a po t é j i aplikovat (testovací proces - obvykle výpoče tně nenáročný) na datech ne-

ohodnocených, s cílem dosáhnout co největší přesnost i klasifikace. Použi t í učících 

se a lgor i tmů na datech nes t ruk turovaných (text, audio, video atd.) je podmíněno 

předzpracováním dat ve formě zvolení a vygenerování vhodných př íznaků, po jejichž 

aplikaci nás ledně dojde k ex t rahovaní hodnot vhodných pro učící se algoritmy. 

Mezi nejvíce používané učící se algoritmy p a t ř í [23]: 

• Rozhodovací stromy (DT - Decision Trees), 

• fc-nej bližších sousedů (fc-NN - Nearest Neighbors), 

• n á h o d n é lesy ( R F - Random Forests), 

• neuronové sítě ( N N - Neural Networks), 

• sys témy podpů rných vektorů ( S V M - Support Vector Machines). 

V rámci t é t o práce budou využi ty algoritmy neuronových sítí, dále popsány v 2.1. 

2.1 Hluboké učení 

Deep learning, nebo též h luboké učení spadá do oblasti s trojového učení zaměřeného 

na algoritmy, schopné efektivně analyzovat a zpracovat data např ík lad v p o d o b ě 

textu, obrazu, hlasu atd. V posledních letech se j e d n á o velmi často používaný pří

stup pro řešení komplexnějších problémů v oblasti umělé inteligence [1]. Nejvýznam-

nějším a nejvíce využ ívaným předs tav i te lem jsou neuronové sítě imitující strukturu 

lidského mozku. Založeny jsou na hierarchickém vrs tvovém modelu, kde je každá 

vrstva složena z jednot l ivých neuronů a učena na rozdílné sadě funkcí, přicházejících 

z v ý s t u p ů vrstvy předchozí . Čím hlouběji se sítí prochází , t í m komplexnější rozsah 

jsou jednot l ivé neurony schopny rozeznat v závislosti na tom, že všechny naučené 

informace jsou spojením a kombinací všech vrstev předchozích. 

Rozdíl mezi klasicky se učícími algoritmy umělé inteligence a h l u b o k ý m učením 

spočívá předevš ím ve způsobu předzpracování vs tupních dat [20]. U klasických algo

r i tmů prob íhá zpracování z již p ř e d e m ext rahovaných hodnot obrazu, zvuku, textu, 

kdežto u h lubokého učení je větš inou vstupem komple tn í obraz, zvuk, text a jejich 

zpracování p rob íhá s a m o t n ý m algoritmem hlubokého učení bez předešlé interakce 

s daty. 
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Nejznámějšími algoritmy h lubokého učení jsou zejména: 

• Konvoluční neuronové sí tě ( C N N - Convolutional Neural Networks). 

• r ekuren tn í neuronové sítě ( R N N - Recurrent Neural Network). 

• omezené Boltzmannovy sys témy ( R B M - Restrictedd Boltzmann Machines). 

• tzv. „deep belief" sítě ( D B N - Deep Belief Networks). 

• au to-enkodéry ( S A E - Stacked Auto-Encoders). 

Za rozmachem hlubokého učení stojí zejména významný pokrok ve studiu aplikova

ných algori tmů, efektivním zpracování dat a bezpochyby také výpoče tn ím n á r ů s t e m 

výkonu dnešních poč í tačů . Přesnos t a lgor i tmů h lubokého učení, i j iných nelineár

ních technik strojového učení, se zpravidla zvyšuje s ros toucím množs tv ím použi tých 

vs tupních dat, jak je t aké patrno z následujícího obrázku 2.1 [38]. 

M n o ž s t v í da t 

Obr. 2.1: Porovnán í výkonost i s množs tv ím předložených dat. 

Hluboké učení se ukázalo jako významné vylepšení oproti j i ným m e t o d á m strojového 

učení ze jména v oblastech rozpoznávání řeči [11], obrazu [12] a umělé inteligence. 

Další část textu bude zaměřena na popis rekuren tn í neuronové sítě a algoritmus 

L S T M , jelikož byl v y b r á n pro řešení v další části práce . 
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2.2 Neuronové sítě 
Umělé neuronové sítě napodobuj í proces přemýšlení biologických organizmů [3]. 

S t a n d a r d n í topologie modelu je rozdělena do t ř í vrstev: vrstvu vs tupní , sloužící jako 

zdroj externích informací. Vrs tvu výs tupn í , stanovující výsledky na základě před

chozích v s t u p ů a vrstvu skrytou, k t e rá n e m á vazby na externí okolí sítě a využívá 

pouze informace od vrstvy vs tupní , popř ípadě sama od sebe. N a neuronových sítích 

je postavena např ík lad práce [31], zabývající se včasným odha len ím rakoviny prsu 

na základě předložených lékařských snímků, nebo práce zaobírající se poč í tačovým 

viděním [33] [34] a identifikací ob jek tů v obraze v reá lném čase [32]. 

Skrytá vrstva 

Vs tupn í vrstva 

pní vrstva 

Obr. 2.2: Základní topologie umělé neuronové sítě [21]. 

Základní s tavební jednotkou každé neuronové sítě je neuron, jehož formální struk

tura je znázorněna na obrázku 2.3. Jednot l ivé v s tupn í vektory x i , x n jsou ohodno

ceny vahami wi, ...,wn s tanovujícími propustnost jednot l ivých vs tupů , čímž udávají 

míru, s jakou se daný vstup podíl í na celkovém výs tupu neuronu. 

Má-li neuron / vs tupů , jeho výs tup je d á n vztahem: 

y = fi^Zwnxn + b), (2.1) 
n=l 
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kde / představuje celkové množs tv í v s t u p ů daného neuronu, w váhu spojení mezi 

neurony, x vstup, b bias a / akt ivační funkci neuronu. 

Obr. 2.3: Obecný neuron. 

Aktivační funkce 
Aktivační (nebo-li přenosová) funkce rozhoduje o aktivaci jednot l ivých neuronů a ná

sledné propagaci signálu. Jelikož výs tup neuronu je d á n l ineární agregací všech 

vs tupů , je dále nepouži te lný pro problémy l ineárně neseparabi lní . Tento problém 

je vyřešen použ i t ím nel ineární akt ivační funkce na výs tup každého neuronu. Jako 

akt ivační funkce se nejčastěji používají ma tema t i cké operace, k teré jsou spoji té, di

ferencovatelné v celém definičním oboru a vykazují tzv. smršťovací efekt (squashing 

effect). Mez i nejčastěji používané usměrňovači funkce v neuronových sítích p a t ř í lo

gistická sigmoida a hyperbol ický tangens. 

Logistická sigmoida s parametrem j3 určujícím strmost (gain): 

sigmoida(x) = - J^e_px (2-2) 

Hyperbol ický tangens: 

tanh(x) = (2.3) 
v ' ex + e~x 

Sigmoidní funkce disponují p růběžnou změnou přechodu a jejich definiční obor 

leží v intervalu [ 0 , 1 ] , resp [-1, 1]. N e p a t r n á změna vah zapříčiní jen malou změnu 

v ý s t u p u neuronu, což oproti klasickým skokovým funkcím, kde výs tup nabývá pouze 

hodnot 0 a 1, předs tavuje daleko větší flexibilitu celé sítě. Vyhodnocení v ý s t u p u 

je ošet řeno s tanovením p o d m í n k y aktivace. 
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(a) Sigmoidní (b) Lineární a Skoková 

Obr. 2.4: P r ů b ě h y akt ivačních funkcí. 

2.3 Rekurentn í neuronové sítě (RNN) 

Lidé nezačínají přemýšlet „od nuly" každých pá r vteř in. P ř i čtení textu rozumí te 

j edno t l ivým slovům na základě porozumění kontextu slov předešlých, což j inými 

slovy znamená , že vaše myšlenky jsou perzis tentní . Tradiční neuronové sítě touto 

v las tnos t í ovšem neoplývají , což je považováno za jejich hlavní nedostatek [2]. 

Tento prob lém řeší Rekuren tn í Neuronové sítě. R N N jsou typem umělých neurono

vých sítí, k te ré mají vstupy od neuronů ve stejných či vyšších vrs tvách téže sítě, čímž 

efektivně tvoř í vn i t řn í cykly. Díky t é t o vlastnosti disponují funkcí obdobnou pamět i , 

což z nich dělá velmi vhodný nás t ro j pro rozpoznání urč i tého vzoru v dlouhé sekvenci 

dat [3]. Uchovávání sekvenční informace v rekurentn ích sítích vede k nalezení kore

lace mezi hodnotami oddělenými mnoha časovými kroky, takové korelace pak nazý

váme dlouho-časovými závislostmi (long-term dependencies). R N N sítě jsou vhodné 

např ík lad pro rozpoznávání obrazu [36], hlasu [24], nebo rukopisu [35]. 

Obr. 2.5: Rekuren tn í neuron. 
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Nechť je v každém časovém kroku t definován vstup xt, stav skryté vrstvy ht 

a aktivace skryté vrstvy Zt, př ičemž všechny tyto p roměnné jsou realizovány vektory 

o velikosti K x 1, JV x 1, a L x 1, pak lze rekuren tn í neuronovou síť z obrázku 2.6 

popsat vzorci: 

ht = f(Wxhxt + Whhht_1), (2.4) 

kde Wxh p ředs tavuje matici vah o velikosti N x K spojujících K vs tupních neuronů 

s TV neurony ve skryté vrs tvě a Whh reprezentuje matici vah realizující propagaci 

signálu z předešlého časového kroku. Vni t řn í potenciá l vrstvy skrytých neuronů lze 

vyjádři t vektorem ut, jenž je roven součtu WxhXt a Whhht-i- f(ut) je po t é akt ivační 

funkcí. 

zt = g{Whyht (2.5) 

Why je matice vah o velikosti L x N spojující N neuronů skryté vrstvy s L neurony 

vrstvy výs tupn í . Vektor vt, k te rý je roven součinu Why a Wht vyjadřuje vni t řn í 

potenciál výs tupn í vrstvy a f{vt) je akt ivační funkcí. 

Výstupní vrstva 

Skrytá vrstva 

Vstupní vrstva 

Obr. 2.6: Topologie rekuren tn í neuronové sítě. 

V rekurentn ích neuronových sítích se hojně využívá akt ivačních funkcí logistická 

sigmoida 2.2 a hyperbol ický tangens 2.3. Z důvodu časových závislostí mezi jed

not l ivými vstupy a zejména kvůli p rob lému explodujícího a mizejícího gradientu, 

jsou R N N sítě výpoče tně náročnější na t rénování a mají i větší požadavky na pa

měť [24]. K t rénování je využíván modifikovaný algoritmus zpě tného šíření chyby 
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jenž zohledňuje chyby z předchozích časových úseků. Označuje se jako algoritmus 

zpě tného šíření chyby v čase ( B P T T - BackPropagation Through Time) 2.4. Dů

ležitou modifikací R N N sítí jsou zejména bránové rekuren tn í neuronové sítě L S T M 

(Long-Short-Term-Memory) popsané v 2.5. 

2.4 Systém zpětné propagace 

Nejčastěji použ ívaným sys témem pro t rénování vícevrstvých neuronových sítí, je sys

t é m zpě tné propagace (backpropagation). Pracuje tak, že nalezené řešení je porov

náno s řešením očekávaným, čímž dojde ke zjištění chyby v nas tavení vah jednot

livých neuronů [3]. Chyba se nás ledně zpě tně šíří sítí a váhy jednot l ivých neuronů 

jsou p řepoč teny tak, aby se odchylka od správného řešení co nejvíce snížila. V dr t ivé 

většině p ř ípadů se využívá sigmoidní akt ivační funkce a síť tud íž není l imitována bi

ná rn í klasifikací jednot l ivých neuronů. Celý sys tém je pak určen zejména pro rychlou 

adaptaci na problémy spojené s učením s uči telem. 

Popis algoritmu: 

1. Zcela n á h o d n á počá tečn í inicializace všech vah v intervalu < - l , 1 > . 
2. N a vstup vs tupn í vrstvy je př iveden vzorek z t rénovací množiny dat, k te rý 

projde sítí a jeho výsledek je po rovnán se z n á m ý m požadovaným výsledkem 

dle učitele. 

3. Rozdíl výsledků je použi t pro výpočet chyby v neuronech výs tupn í vrstvy. 

4. Pro každou vrstvu od konce k začá tku se porovná vypoč í taný výs tup a pomě

rový požadovaný vstup další vrstvy. 

5. N a základě chyb v jednot l ivých neuronech jsou p řepoč teny nové váhy. 

6. Návra t ke kroku 2, dokud všechny vstupy nejsou klasifikovány správně, nebo 

není dosaženo někte ré z dalších koncových kritérií . 

Chybová funkce je vypoč t ena jako kvadrá t vzdálenost i mezi očekávaným a skuteč

n ý m výs tupem: 

E=lyĽ(dJ-%')2> (2-6) 
Z 3 

kde yj p ředs tavuje očekávaný výs tup j - t é h o vzoru. 

Parc iá ln í derivací pak získáme: 

dE _ dE d£j 
dwij d£j dwij 
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a použ i t ím sigmoidní akt ivační fukce dostaneme: 

8j = f&M - Vj) = (1 - yjMdj - Vj), (2.8) 

kde S předs tavuje velikost změny váhy. 

Nová váha je v y p o č í t á n a jako: 

wtJ(t + l)=wtJ(t) + aôs

J

+1yt, (2.9) 

kde Wij předs tavuje váhu mezi i - tým a j - t ý m neuronem v s-té vrs tvě a kroku t, a je 

parametrem učení a <5j jsou chyby neuronů v uvažované vrs tvě. 

Jedná-l i se o vrstvu poslední , potom s = M a plat í : 

< = l f e ( l - l f e ) ( d - l f e ) . (2-10) 

V os ta tn ích vrs tvách plat í : 

^ y f ^ l - O E ^ X ^ 1 , (2.11) 
feei 

kde s = M — 1,.., 1 a prochází všemi neurony v s + 1 vrs tvě. 

Koeficient učení a určuje poměr aplikace chyby na změnu sítě v jednom kroku. J i 

nými slovy udává, jak rychle se síť učí [4]. Nas tavení nízkého koeficientu m á za násle

dek velmi pomalé učení a neschopnost rozeznat urči té špa tné př íznaky sítě, naproti 

tomu zvolení příliš vysoké hodnoty koeficientu umožní síti se učit rychleji, avšak na 

úkor kvality, což může mí t za následek oscilaci p ro t ichůdných hodnot a celý algo

ritmus se tak může s tá t nes tabi ln ím. Největším nedostatkem zpě tné propagace je, 

že využíváním pos tupné minimalizace chyby se sys tém může ustá l i t na lokálních mi

nimech chyby [3], př ičemž sp rávným (nebo lepším) řešením může být j iná varianta. 

Obvyk lým postupem je proto opakované učení sítě s různě nas tavenými počá tečn ími 

vahami a nás ledně zvolení té , jež dosahuje nejlepších výsledků. 
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2.5 L S T M sítě 
Speciálním druhem rekurentních neuronových sítí schopných učit se dlouhočasové 

závislosti jsou sítě L S T M (Long Short Term Memory) [5]. Poprvé byly předs taveny 

už v roce 1977 dvojicí německých vědců Hochreiterem & Schmidhuberem a od té 

doby dále rozvíjeny vědeckou komunitou. V současnost i jsou tyto sítě velmi popu

lární, jelikož řeší p rob lém mizejícího gradientu u metod používajících zpě tné pro

pagace chyby a jejich struktura obsahuje prvky umožňující d louhodobé uchování 

informace. 

Sítě L S T M mají velký potenciá l , jejich využi t í zkoumají např ík lad práce zabýva

jící se predikcí trajektorie au tonomních vozidel na dálnici [28], rozpoznán ím obličeje 

v obrazu [29], odezí ráním a rozpoznáváním slov ze r t ů na základě videa [30] a mnohé 

další. 

Obr. 2.7: J ednoduchý př íklad L S T M . 

L S T M sítě jsou tvořeny jednot l ivými paměťovými bloky, schopnými udrže t kon

kré tn í informaci pro p o t ř e b n o u délku času. Tyto bloky jsou řízeny několika branami, 

jež nesou zodpovědnost za rozhodování o tom, jaké informace uk láda t a kdy se tyto 

informace použijí. Struktura paměťového bloku je zobrazena na obrázku 2.8. 

Jednot l ivé prvky paměťového bloku pak plní následující funkci: 

• Vs tupní b r á n a - rozhoduje, zda se m á informace př ivedená na vstup zazname

nat do vn i t řn í pamět i . 

• Výs tupn í b r á n a - rozhoduje, zda se m á informace uložená uvn i t ř bloku přivést 

na výs tup . 

• Zapomínac í b r á n a - V př ípadě zjištění nepo t ř ebné informace slouží jako mazací 

prvek. 

• Blok p a m ě t i - Zodpovídá za d louhodobé uchování informací. 
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Obr. 2.8: Př ík lad L S T M paměťového bloku. 

V následujících rovnicích předs tavuje j paměťový blok, v index b u ň k y v bloku 

]• wim je váha mezi jednotkou m a l. Index m se pohybuje nad všemi zdrojovými 

jednotkami dle topologie sítě. Pokud zdrojová akt ivační jednotka ym(t — 1) odkazuje 

na jednotku vstupu, použije se namís to ní současný externí vstup ym(t). Výs tup yc 

paměťového bloku c je vypoč í t án ze současného stavu b u ň k y sc a čtyř vs tupních 

zdrojů: zc vstup do b u ň k y samotné , zin vstup vs tupn í brány, vstup zapomínací 

b rány a zout je vstup b rány výs tupn í . 

L S T M sítě pracují v diskrétních časových krocích t = 0,1,2, . . . , v každém kroku 

dojde k aktualizaci všech akt ivačních jednotek (forward pass) a nás lednému výpo

č tu chyby pro všechny váhy (backward pass). V p r ů b ě h u každého Forward Pass 

je nejdříve vypoč í t án vstup b u ň k y sítě: 

z,.v (t) = J2wď,mym(t - 1), (2.12) 

následně je aplikována vs tupn í smršťovací funkce g v rozsahu [-2, 2]: 

, s 4 
g{x) 1 + e-

2. (2.13) 

Výsledek je násoben akt ivační funkcí paměťového bloku vs tupn í b rány a vypočet 

proveden aplikováním logické sigmoidní funkce /j„ na v s tupn í b r á n u Zin v rozsahu 

[0, 1]: 

(2.14) 
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Aktivací v s tupn í b rány yin je vstup násoben do všech buněk paměťového bloku. 

V př ípadě , kdy se (yin ~ 1) je vstup do b u ň k y povolen, naopak př i (yin w 0) je vstup 

informaci odepřen . 

P ř i t = 0 je stav Sc paměťové b u ň k y c nastaven na nulu. Výpočet aktivace 

paměťového bloku zapomínaj íc í b rány: 

ž/w(*) = /w( Z w(*) ) = ^2W<PJmym(t ~ 1), (2.15) 
m 

kde je logickou sigmoidní funkcí v rozsahu [0, 1]. Nový stav b u ň k y je získán 

p ř idán ím vstupu do předchozího stavu vynásobeného akt ivační funkcí zapomínací 

brány: 

scv(í) = yvj(t)scv(t - 1) + yinj(t)g(zcv(t)), scv(0) = 0. (2.16) 

Výs tup b u ň k y yc je spoč í tán jako součin stavu b u ň k y Sc a akt ivační funkce yout 

paměťového bloku výs tupn í brány: 

yAt) = youtj(t)sď,(t). (2.17) 
3  J 3 

Vynásobením v ý s t u p u CEC ř ídí výs tupn í b r á n a p ř í s tup k zápisu do paměťového 

bloku. Její aktivace je vypoč tena aplikováním logické sigmoidní funkce fout v rozsahu 

[0, 1] na vstup sítě: 

Zout j (t) = Woutjmym (t ~ 1), yout j (t) = fout j {Zoutj (t)). (2.18) 
m 

U topologie obsahující v s tupn í vrstvu, výs tupn í vrstvu a skrytou vrstvu skládající 

se z paměťových bloků, je aktivace výs tupních jednotek k spoč tena následovně: 

yk{t) = fk(zk(t)), zk(t) = J2wkmym(t). (2.19) 
m 

K učení L S T M sítí se pak ve valné většině p ř ípadů používá adap tovaného učícího 

algoritmu zpě tné propagace sítě [3]. N a rozdíl od j iných, zpětnovazebních sítí zde 

nedochází k nežádoucímu cyklení zpě tně dis t r ibuovaných chyb a veškeré návra tové 

chyby jsou p r o m í t á n y do funkce bran k teré rozhodují o tom, co a na jak dlouho 

m á být v p a m ě t i bloku uloženo [6]. 

26 



3 VIRTUÁLNÍ M Ě N Y 

V té to kapitole bude s t ručně shrnut obecný popis technologie vi r tuálních měn, po

čínaje jejich vznikem, technickým řešením, až po k r á t k ý přehled jejich současných 

nej významnějš ích předs tavi te lů . 

3.1 Historie 

Vir tuá ln í měny, kryptoměny, nebo též měny digi tální maj í svůj p r a p ů v o d již v ra

ných počátc ích let osmdesátých, kdy se poprvé objevila myšlenka digitálních peněz. 

Rozmach internetu v devadesátých letech a vznik společností jako DigiCash a eGold, 

zabývajících se tvorbou a pohybem vir tuálních peněz, znamenalo pomyslné položení 

základních kamenů v oblasti v i r tuálních měn a přineslo také nový úhel pohledu 

do finančního sektoru [7]. 

Začátek nového tisíciletí se nesl ve znamení pokusů o vytvoření nezávislé online 

banky, tento projekt postupem času přeros t l v jednu z nejznámějších p la tebních 

sítí na světě - PayPal . Zásadním přetrvávaj ícím nedostatkem všech dosavadních 

sys témů však byla bezpodmínečná nutnost centralizace, což vedlo ke zranitelnosti 

celého sys tému. S řešením přišla až osoba, nebo skupina osob vystupuj ící pod pseu

donymem Satoshi Nakamoto, jenž svou s tudi í [39] položila základy elektronických 

peněz bez centrální finanční instituce, čímž dala vzniknout plně decentra l izovanému 

nezávislému modelu a k r y p t o m ě n á m , jak je známe dnes. 

3.2 Vir tuální měny 

Vir tuá ln í měny jsou analogií klasických, s t á t e m podporovaných oficiálních platidel, 

s rozdílem distribuce ve formě dat v digi tální podobě . Tyto peníze tak existují pouze 

ve v i r tuá ln ím světě a nelze je tud íž h m o t n ě vlastnit. Celý koncept měnového sys

t é m u je postaven na principu decentral izované peer-to-peer sítě [41]. Neexistuje zde 

žádná nad řazená autorita, k t e r á by měnu ně jakým způsobem uměle regulovala a síť 

je tak imunní i vůči manipulaci ze strany vlád a nepod léhá dokonce ani inflaci při 

s t á t e m ř ízeném tisku a vpuš těn í nových peněz do oběhu. Její hodnota je č is tým vy

j ád řen ím d a n é nab ídky a p o p t á v k y jejich uživatelů. Vi r tuá ln í měny jsou postaveny 

na kryptografii pro řetězení digitálních podp isů převodů. Z n a m e n á to, že peníze 

jsou ve skutečnost i vyjádřeny ře tězcem b i tů pos laným sítí jako zpráva, k t e rá je ná

sledně ověřena a zanesena do úče tn í knihy tzv. block-chainu. K zaručení integrity 

a autenticity se hojně využívá kryptografických funkcí a mechanismů, např ík lad asy

metr ického šifrování nebo mechanizmů proof-of-work a proof-of-stake [42] [43]. 
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3.3 Technologie decentralizované databáze 
Drt ivá větš ina všech vi r tuálních měn disponuje veřejně dostupnou a distribuovanou 

účetn í knihou sdílenou např íč celou sítí, k t e rá se se označuje angl ickým t e rmínem 

block-chain [40]. J e d n á se o technologii veřejné t ransakčn í da t abáze sdílené všemi 

účas tn ickými uzly v síti, kde jsou anonymně zaznamenávány veškeré transakce, jež 

byly s danou měnou uskutečněny. Block-chain je chronologický řetězec záznamů 

(bloků) o t ransakcích, k te rý neus tá le roste a k te rý je mezi jednot l ivé uživatele sítě 

všesměrově dis t r ibuován pomocí záplavového protokolu. Tvorba nových bloků je nut

n ý m procesem a v síti j i obstarávaj í tzv. těžaři , k teř í ověřují provedené transakce, 

h romad í je a nás ledně soupeří s os t a tn ími uživateli o to, komu se jako prvn í po

dař í z těch to dat vytvoř i t nový blok [43]. Ví tězný těžař rozešle svůj výsledek pro 

kontrolu zbytku sítě, přijde-li několik na sobě nezávislých ověření, je transakce povo

lena, zapsána v block-chainu a vítěz je odměněn formou urč i tého vytěženého obnosu 

v dané měně . Tato operace je však velmi výpoče tně ná ročná , a proto se uživatelé 

často slučují do tzv. výpoče tn ích skupin, kde sdílejí svůj výpoče tn í výkon za účelem 

rychlejšího v ý p o č t u a sestavení nového bloku. Každý nový blok da t abáze obsahuje 

kryptografický otisk (hash) bloku předešlého, což m á za následek vznik provázaného 

řetězce bloků od počá tečního , až po ten nej aktuálnější . Jakmile informace (blok) do 

block-chainu jednou vs toupí , není již možno ho jakkoliv modifikovat, jelikož každý 

jednot l ivý zápis ovlivní zápisy následující. Block-chain je plně t r anspa ren tn í a ob

sahuje komple tn í informace o datu, času, sumě a úč tu všech provedených t ransakcí . 

S touto informací tak lze snadno dohledat jakoukoliv transakci zpět v čase až do úpl

ného počá tku . 

3.4 Nejpoužívanější vir tuální měny 
Nejvíce populá rn í v i r tuá ln í měnou současnost i je Bi tcoin , v t ě sném závěsu za n ím 

se drží Ethereum. Momentá lně existuje již více než 1500 různých k r y p t o m ě n [22], 

z nichž ovšem dr t ivá větš ina n e m á na trhu t éměř žádnou nomináln í hodnotu. Pě t nej-

úspěšnějších, dle ak tuá ln í hodnoty na finančním trhu zobrazuje tabulka 3.1. 

Tab. 3.1: Tržní hodnota nej úspěšnějších virtuálních měn k datu 15.03.2018 [22]. 

Název Zkratka Cena [$] Počet v oběhu Kapitalizace [$] 
Bitcoin B T C 8283.7 16 920 987 140 321 345 734 
Ethereum E T H 605.2 98 209 117 59 435 568 618 
Ripple X R P 0.7 39 091 716 516 27 092 005 939 
Bitcoin Cash B C H 934.7 17 019 550 15 907 850 014 
Litecoin LTC 163.3 55 642 856 9 084 920 404 
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4 NÁVRH SYSTÉMU 

V následující části práce je popsán náv rh a optimalizace sys tému pro doporučení 

k prodeji, nebo koupi v i r tuá ln í měny. Grafické znázornění navrženého řešení před

stavuje obrázek 4.1. Samotný sys tém po té sestává z predikce p ředpok ládané budoucí 

hodnoty dané měny a nás ledné aplikace zvolené obchodní strategie, k čemuž je vy

uži to neuronové L S T M sítě 2.2 a finanční knihovny T A - l i b 4.1.2. 

Vstup Preprocessing Tvorba modelu Postprocessing Výstup 

Data 

I 
Kraken Ap i 

Finanční 
knihovna 

I 
Strategie 

Transformace 
trénink 

LSTM 

I 
Doporučení 

Inverzní 
Transformace 

test 

i 
Model 

I 
Predikce 

Obr. 4 .1 : Schéma navrženého sys tému pro udělení doporučení . 

Hodnocení chybovosti 
Ohodnocen í výsledné úspěšnost i na t rénovaného modelu bylo rozděleno do dvou ro

vin . P r v n í rovina je založena na výsledné profitabili tě sys tému za dané časové ob

dobí. D r u h á zahrnuje výpočet s t řední kvadrat ické chyby ( R M S E - Root Mean Square 

Error) , př ičemž tato metoda penalizuje větší chyby a její výpočet je d á n následujícím 

vztahem : 

IT N 

RMSE = ]J-Y1(Zp-Zsf, (4.1) 

kde Zp p ředs tavuje predikovanou hodnotu, Zs hodnotu skutečnou a N počet pozoro

vání. R M S E určuje rozptyl rozdělení četnost i odchylek mezi skutečnými a prediko-

vanými hodnotami. Vyšší hodnota R M S E odpovídá větš ímu rozptylu a tud íž i větší 

chybě. 
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4.1 Pracovní prostředí 
Pro práci s daty bylo využi to knihoven a nás t ro jů určených zejména pro strojové 

učení. Jejich výpis, spolu se s t ručným popisem funkce, je uveden níže. 

4.1.1 Keras 

Keras je volně d o s t u p n á knihovna s vysokou úrovní abstrakce určená pro projek

tování neuronových sítí [17]. N a p s á n a je p rogramovac ím jazykem Python a navr

žena byla za účelem umožnění rychlého exper imentování s ohledem na vysoký vý

poče tn í výkon. Obsahuje podporu pro konvoluční neuronové sítě, r ekuren tn í neuro

nové sítě, jejich kombinace a velmi dobře také spolupracuje s j inými ma tema t i ckými 

knihovnami, např ík lad (Numpy a SciPy) . Umožňuje provádět výpoč ty jak pomocí 

C P U , tak i G P U . Disponuje kvali tně zpracovanou dokumentac í , širokou uživatel

skou zák ladnou a podporou backend nás t ro jů Theano, C N T K a TensorFlow [16]. 

V t é t o práci byl použi t Keras ve verzi 2.1.1. 

4.1.2 TensorFlow 

TensorFlow je volně d o s t u p n á knihovna s o tev řeným zdrojovým kódem určená pro 

numerické výpoč ty využívající abstrakce grafů znázorňujích da tový tok [37]. Graf 

je sestaven pomocí vysokoúrovňového skriptovacího jazyka, jenž umožňuje pracovat 

s různými architekturami a opt imal izačními algoritmy bez po t ř eby modifikace pod

programu popisujícího nízkoúrovňovou funkcionalitu. Uz ly grafu reprezentuj í mate

matické operace (maticové násobení , konvoluce, ...) a hrany grafu reprezentuj í ví

cerozměrné datové pole (tenzory), k teré mezi n imi komunikují . Knihovna obsahuje 

operace a funkce umožňující tvorbu a práci s programy, využívající pr incipů stro

jového učení, mezi k teré pa t ř í např ík lad neuronové sítě [18]. Program používající 

knihovnu TensorFlow se obvykle skládá ze dvou částí: definice programu, neuronové 

sítě a pravidel pro její t rénování jako grafu toků dat a interpretace tohoto grafu 

na jednom nebo více zařízeních. Jelikož interpretace grafu vyžaduje, aby byl graf 

komple tn í a b ě h e m ní i neměnný, je možné provést optimalizaci založenou na kom

pletní znalosti celého grafu. Znalost informace, k te ré operace si navzájem předcházejí 

a k te ré je možné provést zároveň, umožňuje přesně naplánovat a optimalizovat celý 

výpočet ješ tě p řed t ím, než vůbec započne . P ř ík l adem je rozložení zátěže cl pclľcl- 

lelizace výpoče tu pouze s j edn ím apl ikačním rozhran ím na mnoha různých zaříze

ních jako např ík lad mobilních telefonech, osobních počí tačích, nebo dis t r ibuovaných 

systémech skládajících se z velkého p o č t u navzájem propojených grafických karet 

a procesorů [19]. 
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Finanční knihovna 
Pro výpočet pomocných finančních indiká torů byla použ i t a knihovna s o tevřeným 

zdrojovým kódem T A - l i b [27]. 

Numpy 

J e d n á se o základní analytickou a vědeckou knihovnu pro programovací jazyk Py

thon. Definuje typ matice, n-rozměrné homogenní pole a poskytuje t ak t éž velké 

množs tv í pokroči lých ma tema t i ckých funkcí pro práci s n imi [46]. 

Pandas 

Knihovna s o tev řeným zdrojovým kódem určená pro zpracování a analýzu dat. Zá

k ladn ím d a t o v ý m typem je Datový Rámec (DataFrame) [47]. 

4.2 Popis navrženého řešení 

V t é t o části je blíže po jednáno o jednot l ivých blocích navrženého sys tému z obrázku 

4.1. Konkré tně pak o s t ruk tu ře a charakteru vs tupních dat 4.2.1, předzpracování dat 

4.2.2, nas tavení a parametrech neuronové sítě 4.2.3 a o aplikované strategii 4.2.4. 

4.2.1 Vstupní data 

Vstupními daty jsou historické hodnoty čtyř, v současné době nej významnějších, vir

tuá ln ích měn získané pomocí apl ikačního programového rozhran í z burzy vi r tuálních 

měn Kraken [26]. Konkré tně se j e d n á o měny Bi tcoin , Litecoin, Ethereum a Bi tco in 

Cash. Data jednot l ivých m ě n se skládají z následujících šesti úda jů zaznamenaných 

v šest ihodinových intervalech: 

• Da tum a cas. 

• otevírací cena, 

• zavírací cena, 

• cenové maximum, 

• cenové minimum, 

• objem obchodů. 

Tyto hodnoty jsou po t é použi ty jako vstup pro finanční knihovnu 4.1.2, k t e rá do

počí tává pomocné finanční indikátory. 
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4.2.2 Příprava dat 
Neuronové L S T M sítě pracují nejlépe s daty v normal izovaném tvaru, je proto t ř eba 

vs tupn í data ošetř i t a převést do požadovaného formátu , což je v bloku transformace 

realizováno následujícími operacemi: 

• Změna měř í tka do intervalu (0, 1). 

• Transformace dat do s tac ionární podoby. 

• Transformace dat pro učení s uči telem. 

Z důvodu budoucí použi te lnost i jsou nejdříve k d a t ů m př idány dvě hodnoty předs ta 

vující umělou spodní a horn í hranici (minimální a max imá ln í hodnota). Agregovaná 

data jsou pro použi t í akt ivační funkce následně t ransformována do intervalu (0, 1) 

aplikováním funkce MinMaxScaler(). Ihned po změně měř í tka jsou hodnoty pou

žité pro s tanovení umělých hranic z dat odst raněny. K zamezení nežádoucích efektů 

způsobených strukturou vs tupních dat vykazujících trend, je vhodné data převést 

do s tac ionárn í podoby, což obs ta rává funkce difference(), realizující následující ope

raci: 

dif ference(t) = observation(t) — observation(t — 1). (4.2) 

Inverzní operací je po té : 

inverted{t) = dif ferenced(t) + observation(t — 1). (4.3) 

T r a n s f o r m a c e da t p r o u č e n í s u č i t e l e m 

Knihovna Keras vyžaduje pro práci s L S T M modelem data rozdělená na vs tupn í 

a výs tupn í komponentu. Tranformaci dat do tohotu formátu obs ta rává funkce shiftQ 

z knihovny Pandas 4.1.2. Vs tupní data (x), jsou data z časového kroku (t — n) a data 

výs tupn í (y) jsou data z časového kroku (t+n). Nás ledným spojením obou hodnot je 

vy tvořen da tový rámec a data jsou převedena do formátu učení s uči telem. Př ík lad 

takové transformace udává tabulka 4.1. Vrstva L S T M očekává svůj vstup v ma

ticovém formátu o t řech dimenzích: p o č t u vzorků, p o č t u časových kroků a p o č t u 

a t r i bu tů . Počet vzorků odpov ídá celkovému p o č t u dat, obvykle bývá vyjádřen cel

kovým p o č t e m řádků . Počet časových kroků je počet nezávislých pozorování vzorků 

v čase a počet a t r i b u t ů je vyjádřen celkovým p o č t e m různých pozorování, obvykle 

počet s loupců. Transformaci do t ro j rozměrné dimenze obs ta rává funkce reshapeQ. 
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Tab. 4.1: Př ík lad transformace dat pro učení s uči telem 

t-2 t-1 t t+1 

A B C D 

B C D Ľ 

C D Ľ F 

D E F G 

4.2.3 L S T M 
V tomto bloku je pomocí knihovny Keras 4.1.1 vybudována neuronová L S T M síť 

4.13, do které přichází již p ředzpracovaná data z bloku Transformace. Hlavním úko

lem již zkonstruované sítě je po t é z těch to dat vytvoř i t a na t rénova t sekvenční model 

určený pro více krokovou predikci číselných hodnot. Zejména pak tř íkrokovou pre

dikci po šesti hodinách. J ednoduchý demons t r a t ivn í př ík lad více krokové predikce 

je uveden na obrázku 4.2. 

Predikční 
m o d e l 

[ 1 , 2 , 3 ] Predikční 
m o d e l 

[ 4, 5, 6 ] [ 1 , 2 , 3 ] Predikční 
m o d e l 

[ 4, 5, 6 ] Predikční 
m o d e l 

Obr. 4.2: Př ík lad predikce více krokového sekvenčního modelu. 

Konkré tn í př íklad potom znázorňuje obrázek 4.3, kde m o d r á kř ivka představuje 

hodnoty reálné a červená kř ivka hodnoty predikované. Rozdíl mezi t ěmi to dvěma 

hodnotami v čase t+1, t+2 a t+3 je použi t pro výpočet hodnoty R M S E 4. 

Interval [6 hod in ] 

Obr. 4.3: Konkré tn í př íklad predikce více krokového sekvenčního modelu. 
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K určení následujících p a r a m e t r ů byla z důvodu značné časové náročnos t i t ré 

ninku modelu použ i t a pouze část datasetu obsahující šest ihodinové historické hod

noty od data 2017-12-12 do 2018-03-31. Počet p růchodů dat sítí byl nastaven na 500. 

okno na velikost 3. Výsledky byly validovány na datech od 2018-04-01 do 2018-04-06. 

Celý proces tes tování jednot l ivých p a r a m e t r ů byl pro ověření t ř ik rá t opakován. 

O p t i m a l i z a č n í a l g o r i t m u s 

Pro svou výpoče tn í efektivitu a nízké paměťové nároky [45], byl jako opt imal izační 

algoritmus aktualizace vah neuronové sítě v p r ů b ě h u t rénování zvolen algoritmus 

Adam. Porovnán í opt imal izačních a lgor i tmů udává obrázek 4.4 a 4.5. 

—SGD — RMSprop AdaDelta —Adamax —Adagrad —Nadám —Adam 

1,20E-04 

1.00E-04 

0 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400 425 450 475 

Počet průchodů dat sítí 

Obr. 4.4: Porovnání různých opt imal izačních technik. 

-SGD RMSprop AdaDelta —Adamax —Adagrad -Nadám -Adam 

25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400 425 450 475 

Počet průchodů dat sítí 

Obr. 4.5: Přesnos t různých opt imal izačních technik. 
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V ý b ě r a k t i v a č n í funkce 

Pomocí již zvoleného opt imal izačního algoritmu Adam, byly na v ý s t u p u sí tě testo

vány jednot l ivé akt ivační funkce z knihovny Keras 4 .1.1. Výsledky tes tování znázor

ňují obrázky 4.6 a 4.7. Jako nejvíce vhodná , byla zvolena akt ivační funkce lineární. 

Velmi dobrou úspěšnost při tes tování vykazovala také akt ivační funkce tanh a nao

pak jako naprosto nevhodné se pro d a n á data ukázaly funkce sigmoida, hard sigmo-

ida a ReLu. 

hard sigmoid sigmoid — R e L u — t a n h — l i n e a r 

0 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400 425 450 475 

Počet průchodů dat sítí 

Obr. 4.6: Porovnán í akt ivačních funkcí. 

^ A d a m + tanh ^ A d a m + linear 
1.20E-04 

1.00E-04 

in 8,00E-05 
_o 

1_ 
|j 6,00E-05 
ru 
i— ru 

° - 4.00E-05 

2.00E-05 

0.00E+00 
0 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400 425 450 475 

Počet průchodů dat sítí 

Obr. 4.7: Porovnán í akt ivační funkce tanh a linear. 

35 



T e c h n i k a n á h o d n é d e a k t i v a c e s p o j e n í 

Mezi jednot l ivé vrstvy modelu je umís t ěna vrstva Dropout, zabraňující přeucení sítě. 

J e d n á se o regular izační techniku, kdy je při t r én inku n á h o d n ě deakt ivován percen

tuá lně specifikovaný počet spojení některých neuronů, čímž jsou os ta tn í neurony 

donuceny k interakci a t í m dochází k nalezení r edudan tn ích závislostí. N a základě 

testování , při k t e r ém byla sledována odchylka od skutečné hodnoty v čase t+1, 

t+2 a t+3, byl jako parametr vykazující nejnižší chybovost v y b r á n dropout 30%. 

Výsledky tohoto testu jsou graficky znázorněny na obrázku 4.8. 

t +1 " t+2 " t+3 

Parametr dropout [%] 

Obr. 4.8: Výsledky tes tovaní parametru dropout. 

P a r a m e t r p o č e t e p o c h 

Udává celkový počet p růchodů veškerých dat modelem b ě h e m trénování . Jedna epo

cha předs tavuje p růchod dat sítí právě j edenkrá t . Jelikož je učení neuronových sítí 

i t e ra t ivn ím procesem zmenšování chyby, nelze urči t op t imáln í počet p růchodů jinak, 

než tes továním. 
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T o p o l o g i e s í t ě 

Návrh topologie L S T M sítě by l proveden i te ra t ivně , p ř idáváním vrstev o různém 

p o č t u neuronů (8, 16, 32, 64 a 128) a nás ledným vyhodnocen ím chybovosti na tes

tovacích datech. Výsledky tohoto procesu jsou zaneseny v následujících grafech. 

8 16 32 64 128 

Počet neuronů 

Obr. 4.9: Test topologie s jednou vrstvou a s rozdí lným p o č t e m neuronů. 

P ř i tes tování topologie s jednou vrstvou dosáhla nej lepších výsledků síť se 32 

neurony. N a tomto základě byla p ř i dána další vrstva : 

• t + 1 " t + 2 " t + 3 

8 16 32 64 128 

Počet neuronů 

Obr. 4.10: Test topologie se dvěma vrstvami a 32 neurony v prvn í vrs tvě. 
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S p ř idán ím druhé vrstvy se ukázalo řadové zlepšení přesnost i . Nejlepších výsledků 

bylo dosaženo kombinací 32 neuronů v p rvn í vrs tvě a 64 neuronů ve vrs tvě druhé . 

' t +1 ' t +2 ' t + 3 

Obr. 4.11: Test topologie se t ř emi vrstvami, 32 neuronů v p rvn í vrs tvě a 64 neuronů 

ve vrs tvě druhé . 

V tomto kroku byla v y b r á n a vrstva se 64 neurony. P ř idáván ím dalších vrstev již 

nedocházelo k výraznému zlepšení přesnost i predikce. N a základě zvolené topologie 

bylo nyní p ř i s toupeno k tes tování velikosti okna, 

5 6 
Ve l i kos t o k n a 

Obr. 4.12: Test velikosti okna na přesnost predikce. 

kde se jako nejvíce vhodné ukázalo použi t í okna o velikosti pě t . 
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Strukturu navrženého sekvenčního modelu vytvořenou pomocí L S T M sítě gra

ficky znázorňuje obrázek 4.13. Složení jednot l ivých vrstev pak popisuje tabulka 4.2. 

bidireetional_ l_input: Input Layer 

1 r 

bi d i re ct iona 1_ 1 (1 s tm_ 1): B id i rec Lion al (LS TM) 

I  

dropout_l: Dropout 

bÍdirectÍonal_2(]stm_2): Bidirectional (LSTM) 

i r 

dropout_2: Dropout 

i r 

bidireait>nal_3(liitni_3): Bidirectional(LSTM) 

t  

dense_l: Dense 

Obr. 4.13: Grafická vizualizace navržené neuronové sítě. 

Tab. 4.2: Popis p a r a m e t r ů neuronové sítě 

Vrstva Počet neuronů Dropout 

1. vrstva 32 0,3 

2. vrstva 64 0,3 

3. vrstva 32 

Výs tupn í 3 
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4.2.4 Strategie 

Z již dříve vypoč tených ukaza te lů v bloku finanční knihovny 4.1.2 a výs tupních 

hodnot predikčního modelu neuronové L S T M sítě 4.2, je nyní na základě aplikace 

pravidel rozhodnuto o doporučení k nákupu , nebo naopak prodeji. N a obrázku 4.14 

jsou znázorněny data přicházející do tohoto bloku. 

Postprocessing Výstup 

Finanční 
ukazatele 

t+1 t+2 t+3 
Předpověď 

Obr. 4.14: Vs tupní data bloku Strategie. 

Pro testovací účely byla zvolena strategie povolující n á k u p pouze v př ípadě , 

jsou-li všechna dříve nakoupená aktiva dané měny již p rodána , nebo za p ředpo

kladu, že žádný obchod doposud neproběhl . Toto pravidlo je v navržené a apliko

vané obchodní strategii, graficky znázorněné na obrázku 4.15, vyjádřeno parametrem 

Povolení k nákupu. 

ANO Povolení k 
nákupu 

NE 

ANO Horní hranice 
RSI 

POKLES 

Předpověď 

Nárůst 

NE NE 

Čekat 

NE 
Skokový 

nárůst 
? 

Nákup 
ANO 

Dolní hranice 
RSI 

ANO 

Nárůst 
>: NE 

Skokový 
pokles 

? 
Čekat Předpověď 

Pokles 

ANO 
Prodej 

Obr. 4.15: Grafická interpretace navržené obchodní strategie. 
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P o m o c n ý m ind iká torem RSI 1.2 byla definována horní a dolní hranice udávající 

míru překoupenos t i dané měny. Tyto hranice jsou v sys tému reprezentovány promě-

nými rsi_hranice_horní a rsi_hranice_dolní. P řekročení některé z těchto hranic, 

udává spolu s predikovanými hodnotami signál pro udělení doporučení k n á k u p u 

či prodeji tak, jak je znázorněno na obrázku 4.15. 

V následujících rovnicích je pro z jednodušení zápisu stanovena p r o m ě n n á pre-

dikce_18, p o p s á n a je následujícím vztahem : 

predikce_18 = (predikce[t + 1] Vpredikce[t + 2] Vpredikce[t + 3]). (4.4) 

N a základě předpovědi hodnot v čase t+1, t+2 a t+3 jsou dále definována kon

t rolní pravidla skokový_nárůst a skokový_pokles. Pravidlo skokový_nárůst je po

psáno vztahem : 

. r , cenalt] . ,., , . 
{cena[t\ H *parl) < predikce_18. (4.5) 

Je-li očekáván náh lý propad, aplikuje se pravidlo skokový_pokles : 

. cenalt] 
{cena[t\ * parz) > predikce_18. (4.6) 

Parametry pari a pari? určují p rocen tuá ln í mí ru změny ceny. 

Pravidla pro n á k u p , za p ředpok ladu splněné p o d m í n k y povolení k nákupu. 

(rsi_lA[t\ < rsi_hranice_dolni) A (cena[ť\ < predikce_18) V skokový_nárůst 

(4.7) 

Pravidla pro prodej: 

(rsz_14[č] > rsi_hranice_horni) A (cena[t] > predikce_18) V skokový_pokles 
(4.8) 

a zároveň: 

(cena[t] > predikce[t + 1]) V (cena[t — 2] > cena [ŕ]). (4.9) 
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Podstata uděleného doporučení je založena na filozofii levně nakoupit a vzá

pě t í prodat s max imá ln ím m o ž n ý m ziskem. Návrh strategie byl tes tován a laděn 

na datech v i r tuá ln í měny Bi tcoin Cash za období srpen 2017 až únor 2018. Budoucí 

hodnoty pro každý bod v čase t+1, t+2 a t+3 byly sys tému dopředu známy. J inými 

slovy, byla s imulována 100% přesnost predikce. P ř i použi t í neznámých dat je ta

ková situace kra jně nep ravděpodobná , n icméně pro náv rh strategie byl tento postup 

výhodný. 
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5 TESTOVÁNÍ 

N a základě p o z n a t k ů a výsledků uvedených v části 4.2 bylo p ř i s toupeno k tes tování 

systému. Popsaný test byl realizován na historických šest ihodinových datech vir tu

ální měny Bi tcoin za období 2017-01-01 až 2017-12-31. Dále byla s te jným způsobem 

otes tována i v i r tuá ln í m ě n a Litecoin a Ethereum. 

5.1 Způsob testu 

Je znázorněn na obrázku 5.2. Nejprve byla vybudována neuronová L S T M síť se struk

turou popsanou v 4.13 a 4.2. Parametry, dopoč í tané finanční knihovnou, vstupující 

do t é t o sítě byly následující: konečná denní cena, denní objem obchodů, index rela

t ivní síly, index peněžního toku, m o m e n t ů m , směrové h n u t í plus, směrový pohybový 

index, index komodi tn ích kaná lů , Aroon, chande m o m e n t ů m oscilátor, mí ra změny 

ceny, poměr změny míry ceny, Wil l iam's , rovnováha sil, Cha ik in A / D , zbytkový 

objem, p r ů m ě r n á cena, med ián ceny, typická cena, vážená konečná denní cena, prů

měrný p ravý rozsah, normal izovaný pravý rozsah, p ravý rozsah, s t řední cena za ob

dobí, celkem tedy 24 a t r i bu tů . 

Základní model byl t rénován na datech obsahujících dva měsíce historických zá

znamů (2017-01-01 až 2017-02-28). Strukturu dat pro t rén ink základního modelu 

udává obrázek 5.1. Z důvodu výsky tu NaN hodnot po v ý p o č t u inicializačních fi

nančních ind iká torů bylo z dat ods t r aněno prvních č t rnác t hodnot, okno bylo dle 

4.12 nastaveno na velikost pě t , spodní hranice ceny na 0, horní na 20000 a parametr 

n_seq na hodnotu t ř i (t+1, t+2, t+3). 

NaN hodnoty 
po výpočtu o 

fin. indikátorů 
okno data n_seq 

Obr. 5.1: Struktura dat pro t rén ink základního modelu. 

Počet p růchodů dat sítí byl 2000, parametr dropout mezi j ednot l ivými vrstvami 

30%, jako opt imal izační algoritmus byl v y b r á n A d a m a akt ivační funkce na v ý s t u p u 

byla zvolena lineární. Na t rénovanému zák ladnímu modelu byla předložena data ná

sledujícího ka lendářn ího dne (2017-03-01) a byla provedena validace, k t e rá obsaho

vala výpočet hodnoty chyby R M S E pro jednot l ivé predikční časy a t aké záznam o 

uděleném doporučení . Po procesu validace byla tes tovaná data agregována s daty po

uži tými pro t rén ink základního modelu a bylo provedeno pře t rénování . Pře t rénova

nému modelu byla po t é předložena nová data dalšího ka lendářn ího dne pro validaci. 

Celý postup se takto opakoval ve smyčce až do konce roku. 
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základní + již otestovaná data doposud nepoužitá data 

< > 

Základní data Přetrénování mode lu 

< ? < ? 

2017-01-01 2017-02-28 Data určená pro test 2017-12-31 

Obr. 5.2: Graficky znázorněný způsob testování . 

Následující dva obrázky blíže pseudokódem naznačuj í výše popsaný postup pro 

pře t rénování 5.3 a validaci 5.4 modelu. Operace samotné jsou pak v rámci práce ře

šeny dvěma samos t a tnými zdrojovými soubory typu python, a sice validace.py a pře-

trénuj_model.py. 

V ý s t u p : P ře t rénovaný model 

1 nač t i data 

2 for i od 1 až do celkového počtu iterací do 

načt i a přidej data dalšího ka lendářn ího dne 

vypoč t i pomocné finanční indiká tory 

načt i předchozí na t rénovaný model 

proved pře t rénování 

ulož model 

8 e n d 

Obr. 5.3: Pseudokód pro pře t rénování modelu. 

Proces pře t rénování modelu zahrnuje obdobný postup jako proces t rénování . 

Rozdíl je v inicializaci a nas tavení neuronové sítě, př ičemž při pře t rénování tohoto 

kroku již není zapot řebí . Veškerá nas tavení , počet vrstev, počet neuronů, váhy jed

notl ivých spojení, opt imal izační algoritmus a jeho nas tavení jsou nač t ena z před

chozího modelu zavoláním funkce load_model z knihovny Keras 4 .1.1. V ý s t u p e m 

přetrénuj_model.py je po t é model s p ř íponou .h5, k t e rému byla v každé smyčce 

předložena nová data k t rén inku . 
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V ý s t u p : Ohodnocen í přesnost i modelu, z áznam udělených doporučení 

1 načt i data 

2 for i od 1 až do celkového počtu iterací do 

3 načt i a přidej data dalšího ka lendářn ího dne 

4 vypoč t i pomocné finanční ind iká tory 

5 načt i na t rénovaný model 

6 proved predikci hodnot 

7 aplikuj finanční strategii a uděl doporučení 

8 vypoč t i chybovost R M S E 

9 zapiš výsledky do souboru 

10 e n d 

Obr. 5.4: Pseudokód pro validaci modelu. 

P r ů b ě h validace je naznačen na obrázku 5.2 a 5.4. Nejprve byla n a č t e n á data 

agregována s daty obsahujícími následující ka lendářn í den a byly vypoč teny po

mocné finanční indikátory. Následně byl do p a m ě t i nač t en dříve na t rénovaný model 

a tato data mu byla předložena pro výpočet predikované ceny. Aplikováním pomoc

ných finančních indiká torů a použ i t ím predikovaných hodnot v čase t+1, t+2 a t+3 

bylo p o t é na základě finanční strategie rozhodnuto o udě leném doporučení . Chyba 

R M S E 4 byla vypoč í t ána ze známých a predikovaných hodnot v jednot l ivých ča

sech dle vztahu 5.3. Celková profitabilita sys tému byla vypoč í t ána jako součet všech 

provedených t ransakc í na validačních datech při udě leném doporučení . 

5.2 Výsledky 

Obrázek 5.5 udává grafickou interpretaci výsledků z p rvn í iterace procesu testování . 

B y l použi t základní model a validace p roběh la na datech jemu neznámých, pro hod

noty ze dne 2017-03-01. Predikce byla uč iněna i pro data, na k terých se model učil 

a to za účelem zjištění t réninkové chyby 5.6. Predikované hodnoty jsou vyobrazeny 

červenými kř ivkami . Hodnoty R M S E pro validovaná data v čase t+1, t+2 a t+3: 

RMSEt+1 = 12, 27 (5.1) 

RMSEt+2 = 20, 21 (5.2) 

RMSEt+3 = 21,34 (5.3) 
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03-01T03:11 03-01T09:11 03-01T15:11 03-01T21:11 03-02T03:11 03-01T09:11 03-01T15:11 

datum 

Obr. 5.5: Modelem predikované hodnoty na neznámých datech. 

2017-01-04 2017-01-17 2017-01-29 2017-02-11 2017-01-23 
d a t u m 

Obr. 5.6: Testování přesnost i predikce základního modelu na známých datech. 

Ste jným způsobem bylo nadále pos tupováno až do konce roku 2017. Následující 

dva grafy udávají velikost chyby R M S E v p růběhu pře t rénování modelu. Graf 5.7 

uvádí velikost chyby R M S E pro t réninková data a graf 5.11 pro jednot l ivé validované 

dny. 
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600 . 

S 500 

Počet iterací přetrénování 

Obr. 5.7: Hodnota R M S E měřená na t réninkových datech v p r ů b ě h u roku. 

t + 1 t+2 t+3 
3000 x— 

£ 2500 

T3 

a) 2000 

LU 

^ 1500 

1 26 51 76 101 126 151 176 201 226 251 276 301 
Počet iterací přetrénování 

Obr. 5.8: Hodnota R M S E měřená na validačních datech v p r ů b ě h u roku. 

Nejnižších hodnot R M S E bylo výlučně dosaženo v kroku t+1. Vyšší hodnoty 

R M S E ke konci roku, jsou způsobeny vý razným n á r ů s t e m ceny a charakterem dat. 

Následující grafy znázorňují odchylku, vyjádřenou v absolu tn í hodno tě , predikova-

ných hodnot od těch skutečných v čase t+1, t+2 a t+3. 
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Pro zachování přehlednost i vyobrazených grafů, byla při jejich konstrukci použ i ta 

každá č tv r t á hodnota z těch to dat. 

10k 
9 
g 

A 
7 
6 

5 

5T 4 
Z5 
LIJ 

1000 if]f 
8 * 

t 1 

1000 if]f 
8 * 

březen 2017 květen 2017 červenec 2017 září 2017 listopad 2017 leden 2018 
Datum 

Obr. 5.9: Odchylka predikované a skutečné hodnoty v čase t+1. 

Obr. 5.10: Odchylka predikované a skutečné hodnoty v čase t+2. 
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Obr. 5.11: Odchylka predikované a skutečné hodnoty v čase t+3. 

Přetrénování modelu 
V rámci i te ra t ivního postupu při tes tování , bylo po př idán í nových dat (následují

cího ka lendářn ího dne) vždy zapo t řeb í model pře t rénovat . Následující grafy ukazují 

porovnání chyby R M S E na validačních datech, při nas tavení 20 a 50 epoch. 

—20 Epoch —50 Epoch 

1200 

1000 

800 

E/í 600 

400 

200 

1.3.2017 20.4.2017 9.6.2017 29.7.2017 

da tum 

17.9.2017 6.11.2017 26.12.2017 

Obr. 5.12: Test p o č t u p růchodů dat sítí b ě h e m pře t rénování pro hodnoty t+1. 
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Obr. 5.13: Test p o č t u p růchodů dat sítí b ě h e m pře t rénování pro hodnoty t+2. 
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Obr. 5.14: Test p o č t u p růchodů dat sítí b ě h e m pře t rénování pro hodnoty t+3. 

Čas , po t ř ebný k pře t rénování modelu na ročních datech byl značný. P ř i po

užití padesá t i p růchodů dat sítí na model se tato doba, při konfiguraci Intel(R) 

Xeon(R) C P U E5-2640 v2 @ 2.00GHz a Nvid ia GeForce G T X 1080 T i , pohybovala 

kolem čtyřiceti hodin výpoče tn ího času. Nas taven ím dvaceti p růchodů , se časové 

nák lady snížily o více než polovinu. Z uvedených grafů je zjevné, že dvacet epoch 

je pro pře t rénování modelu plně dostačujících. Z tohoto důvodu byl tento počet 

nastaven i při tes tování měny Litecoin a Ethereum. 
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Obchodní úspěšnost 
Př i hodnocení úspěšnost i sys tému u dané měny, byl sledován počet udělených dopo

ručení k n á k u p u a prodeji. Rozlišovalo se, kolik uskutečněných obchodů na doporu

čení skončilo ve z t r á t ě a kolik v zisku. Celkové hodnocení je po té založeno na výsledné 

profitabili tě sys tému za dané časové období . 

P r o m ě n n é parametry finanční strategie byly následující: skokový_nárůst 4.5, sko-

kový_pokles 4.6, rsi_hranice_horní a rsi_hranice_dolní Z důvodů časové nároč

nosti testování , nebyly vyzkoušeny všechny možné kombinace těchto p a r a m e t r ů . 

Nej lepších výsledků bylo, u v i r tuá ln í měny Bitcoin, dosaženo s nas taven ím : 

• rsi_hranice_horní = 85, 

• rsi_hranice_dolní = 30, 

• skokový_nárůst = 5% 

• skokový_pokles = 5%. 

Grafické výs tupy systému, obsahující výčet udělených doporučení v p r ů b ě h u testo

vaného období , jsou pro jednot l ivé měny uvedeny v rámci pří lohy na konci práce. 

Stejná konfigurace byla použ i t a i pro měnu Litecoin a Ethereum. Výsledky p o č t u 

udělených doporučení k n á k u p u , prodeji se ziskem (Prodej +), se z t r á t o u (Prodej -) 

a celkového profitu jsou uvedeny v tabulce 5.1. 

Tab. 5.1: Testování úspěšnost i systému. 

Počet udělených doporučení 

M ě n a N á k u p Prodej (+) Prodej (-) Profit [%] 

Bi tcoin 42 25 17 198,6 

Litecoin 39 26 13 556,8 

Ethereum 28 20 8 342,3 

Sys tém vykazoval zisk u všech t řech tes tovaných měn. Nejvyššího ročního profitu 

dosáhl u měny Litecoin a to 556,8%. Tento m a r k a n t n í rozdíl byl způsoben skokovým 

n á r ů s t e m ceny v závěru roku, kdy byl usku tečněn obchod k te rý navýšil výslednou 

profitabilitu o 299,7%. V dalším p ř í p a d n é m rozšíření práce by úpravou obchodní 

strategie, zvolením j iné topologie neuronové sítě, nebo použ i t ím dalších finančních 

ind iká torů mohlo dojít k dalš ímu zlepšení výsledné profitability systému. 
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6 ZÁVĚR 

Práce se zabývá analýzou finančních t r h ů se zaměřen ím na v i r tuá ln í měny. Obcho

dování na burze je dnes pro běžné l idi dostupnějš í , než kdykoli j indy v dějinách 

lidstva. Vi r tuá ln í měny představuj í , v porovnán í se svým his tor ickým ekvivalentem, 

zcela novou technologii, k t e rá se b ě h e m posledních několika málo let dostala do pod

vědomí široké veřejnosti a stala se t aké velmi obl íbenou komoditou pro obchodování 

na finančních trzích. Díky velkému pokroku ve zpracování dat a veřejně dos tupným 

z á z n a m ů m o provedených burzovních t ransakcích, je možné tyto data dále zkoumat 

za účelem hledání opakujících se vzorů. 

Vlas tn í řešení práce se nejprve věnuje rozboru stávajícího stavu problematiky, 

kde jsou p robrány současné metody pro analýzu finančních t rhů , v i r tuá ln í měny 

a technologie decentral izované da t abáze , učící se algoritmy umělé inteligence včetně 

h lubokého učení, neuronové sítě s rekuren tn í architekturou a algoritmus zpě tné pro

pagace chyby. 

V následující části práce je navržen sys tém pro udělení doporučení k nákupu , či 

prodeji v i r tuá ln í měny. Dříve zmíněné záznamy o provedených t ransakcích byly zís

kány pomocí apl ikačního programového rozhran í z burzy vi r tuálních měn Kraken. 

Sys tém samotný byl n a p s á n v programovac ím jazyce Python a sestává ze t ř í stěžej

ních částí: finanční knihovny, neuronové L S T M sítě a obchodní strategie. F inanční 

knihovna dopočí tává z naby tých dat pomocné finanční indikátory, k teré jsou pou

žity jako vs tupn í data pro neuronovou L S T M síť, k t e rá na jejich základě t rénuje 

sekvenční model pro více krokovou predikci. Další up la tněn í mají vypoč tené indi

ká to ry v bloku strategie, kde se na základě aplikovaných pravidel a predikovaných 

hodnot rozhoduje o odělení doporučení . 

Hlavním úkolem bylo sestavit sys tém pro udělení doporučení k n á k u p u či prodeji 

dané v i r tuá ln í měny, n icméně hlavní př ínos t é t o práce spočívá, mimo j iné, t aké 

ve výzkumu a exper imentování s časovými ř a d a m i finančního charakteru a jejich 

zpracováním algoritmy strojového učení a umělé inteligence. 

Navržený sys tém byl tes tován na historických datech z roku 2017 pro v i r tuá lní 

měnu Bi tcoin , Litecoin a Ethereum. Nej lepších výsledků bylo dosaženo s konfigurací 

rsi_hranice_horní = 85, rsi_hranice_dolní = 30, skokový_nárůst = 5% a sko-

kový_pokles = 5%. Nejvyššího ročního profitu, mezi tes tovanými měnami , bylo do

saženo u Litecoinu a to 556,8%. Tento m a r k a n t n í zisk byl způsoben skokovým ná

růs t em ceny v závěru roku, kdy byl usku tečněn obchod k te rý navýšil výslednou 

profitabilitu o 299,7%. 
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V rámci optimalizace se ukázalo, že při t r én inku a validaci modelů ve smyčce 

TensorFlow uk ládá informace o každém modelu do mezipamět i . Tato skutečnost se 

po k rá tké době běhu programu výrazným způsobem negat ivně projevila vyčerpá

n ím operační p a m ě t i počí tače a exponenciá ln ím n á r ů s t e m výpoče tn ího času, což 

vedlo ke zpomalení celého procesu. Tento problém byl vyřešen zavoláním funkce 

clear_session_() z backend knihovny Keras, k t e r á uložené informace na konci každé 

smyčky z pamě t i odstranila. Výpoče tn í čas pro validaci jednoho ka lendářn ího dne 

(čtyř hodnot) byl , s konfigurací zmíněnou v sekci 5.2, tak v čase kons ta tn í a roven 

10 sekundám. Pro jeden ka lendářn í rok, se tato doba, po odečtení dvou měsíců dat 

pro t rén ink základního modelu, pohybovala na pomezí 52 minut. Největším podí lem 

časové náročnos t i však nadále zůsta lo nač í tán í na t rénovaného modelu. Doba tr

vání pře t rénování modelu na růs t a l a se zvyšujícím se množs tv ím předložených dat 

k t rén inku . S nas taven ím dvaceti p růchodů dat sítí na model, se časové nák lady 

přet rénování , při použi t í ročních dat, rovnaly 27 hod inám. 

P řes to , že u všech t řech tes tovaných měn bylo na konci roku dosaženo zisku, 

je ak tuá ln í burzovní hodnota každé v i r tuá ln í měny, tak jako každé j iné komodity 

na f inančním trhu, neus tá le ovlivňována mnoha vnějšími faktory. T y se promíta j í 

do konečné ceny a je tak vnesen i prvek v p o d o b ě náhody, k te rý nelze předví

dat. Nutno podotknout, že s ohledem na charakter burzovních dat nelze s urči tost í 

řici, že navržený sys tém bude za každé situace profitabilní. Konec konců, náv rhem 

obchodních sys témů se, mnohdy neúspěšně , zabývají i korporace s mil iardovými 

rozpočty. 

Za účelem dalšího vylepšení, by práce mohla být v budoucnu rozšířena o spe

cifický výběr kombinace pomocných indikátorů , vybraných např ík lad pomocí gene

tických a lgor i tmů na základě simulace př i rozeného výběru tak, aby sys tému posky

tovaly nejvhodnější informace pro co nejpřesnější určení předpovědí . Další rozšíření 

by mohlo být v p o d o b ě př idán í fundamentá ln í analýzy, exper imentování s topologií 

neuronové sítě, optimalizace kódu a obchodní strategie. 
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S E Z N A M SYMBOLŮ, VELIČIN A Z K R A T E K 

R B M Restricted Boltzmann Machine - omezené Boltzmannovy systémy 

N N Neural Networks - Neuronové sítě 

C N N Convolutional Neural Networks - Konvoluční neuronové sítě 

R N N Recurrent neural network - Rekuren tn í Neuronové Sítě 

L S T M Long Short-Term Memory 

P o W Proof-of-Work 

PoS Proof-of-Stake 

C P U Central Processing Uni t - Cent rá ln í Procesorová Jednotka 

G P U Graphic Processing Uni t - Grafická Procesorová Jednotka 

D B N Deep Belief Network 

S A E Stacked Auto Encoder 

A;-NN A;-Nearest Neighbors - k-nejbližších sousedů 

D T Decision Trees - Rozhodovací stromy 

R F Random Forests 

S V M Support Vector Machines 

B P T T BackPropagation Through Time - Z p ě t n á propagace chyby 

R M S E Root-Mean-Squared-Error - S t řední kvadra t ická odchylka 

bias bias - Odchylka 

x Vstup 

/ Akt ivační funkce 

w Váha neuronového spoje 

y Výs tup neuronu 

(3 Zisk 

t Časový krok 

h Stav skryté vrstvy 

z Aktivace skryté vrstvy 

ut Vni t řn í potenciá l vrstvy skrytých neuronů 

vt Vni t řn í potenciá l výs tupn í vrstvy 

E Chybová funkce 

5 Velikost změny váhy 

a Parametr učení 

c Paměťový blok L S T M 

g Smršťovací funkce 

RSI Relative Strength Index - Index Rela t ivní Síly 

MA Moving Average - Klouzavý P r ů m ě r 

EMA Exponencial Moving Average - Exponenciá ln í Klouzavý P r ů m ě r 

MACD Sbíhavost a Rozbíhavost Klouzavých P r ů m ě r ů 
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Obr. 6.1: Výs tup tes tování sys tému za rok 2017 na vi r tuá ln í měně Bi tcoin . 
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Obr. 6.2: Výs tup tes tování sys tému za rok 2017 na v i r tuá ln í měně Litecoin. 
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Obr. 6.3: Výs tup tes tování sys tému za rok 2017 na v i r tuá ln í měně Ethereum. 


