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Abstrakt

Vytvoreni kvalitniho systému rozpoznani textu (OCR) vyzaduje velké mnozstvi anotova-
nych dat. Ziskani, potazmo vytvoreni anotaci je ndkladny proces. Tato prace se zabyva
nékolika zpusoby efektivniho vyuziti neanotovanych dat pro trénovani OCR neuronové sité.
Navrzené metody vyuzivajici neanotovana data spadaji do kategorie self-training algoritmu.
Obecny postup navrzenych metod se dé sumarizovat tak, ze nejprve je na omezeném mnoz-
stvi anotovanych dat natrénovan pocatecni model neuronové sité. Ten je nasledné spolu s
jazykovym modelem pouzit k vygenerovani pseudo-stitkii neanotovanych dat. Takto stro-
jové anotovana data jsou zkombinovana s trénovacimi daty, ktera byla pouzita k vytvoreni
poéateéniho modelu a nésledné jsou vyuzita k natrénovani cilového modelu. Uspésnost jed-
notlivych metod je méfena na rucné psaném ICFHR 2014 Bentham datasetu. Experimenty
byly provedeny na dvou datovych sadéach, které reprezentuji riiznou miru dostupnosti ano-
tovanych dat. Nejlepsi model trénovany na malé datové sadé dosahuje 3.70 CER [%], coz
je relativni zlepSeni o 42 % oproti poc¢dtecnimu modelu trénovanému pouze na anotova-
nych datech a nejlepsi model trénovany na velké datové sadé dosahuje 1.90 CER [%], coz
je relativni zlepseni o 26 % oproti po¢dteénimu modelu. Za pomoci navrzenych metod lze
efektivné zvysit tspésnost OCR s vyuzitim neanotovanych dat.

Abstract

The creation of a high-quality optical character recognition system (OCR) requires a large
amount of labeled data. Obtaining, or in other words creating, such a quantity of labeled
data is a costly process. This thesis focuses on several methods which efficiently use unla-
beled data for the training of an OCR neural network. The proposed methods fall into the
category of self-training algorithms. The general approach of all proposed methods can be
summarized as follows. Firstly, the seed model is trained on a limited amount of labeled
data. Then, the seed model in combination with the language model is used for producing
pseudo-labels for unlabeled data. Machine-labeled data are then combined with the training
data used for the creation of the seed model and they are used again for the creation of
the target model. The successfulness of individual methods is measured on the handwritten
ICFHR 2014 Bentham dataset. Experiments were conducted on two datasets which repre-
sented different degrees of labeled data availability. The best model trained on the smaller
dataset achieved 3.70 CER [%], which is a relative improvement of 42 % in comparison with
the seed model, and the best model trained on the bigger dataset achieved 1.90 CER [%],
which is a relative improvement of 26 % in comparison with the seed model. This thesis
shows that the proposed methods can be efficiently used to improve the OCR error rate by
means of unlabeled data.
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Kapitola 1

Uvod

Dnesni doba je bezpochyby dobou digitalizace. Instituce po celém svété se snazi digitalizo-
vat své dokumenty, aby k nim umoznily pristup budoucim generacim. Toto plati obzvlasté
pak o historickych dokumentech, které jsou naro¢né na idrzbu a do budoucna hrozi ztrata
cennych informaci. Digitalizace starych archiv vytvorila poptavku po vysoce spolehlivych
OCR systémech, které jsou potfebné k indexovani textu napt. pro moznost vyhledavani. Vy-
tvareni OCR systému ovsem vyzaduje velké mnozstvi ru¢né anotovanych dokumentt, coz je
finan¢éné nakladné. U mnohych dokumentt s malo uzivanymi jazyky jsou pak k prepisovani
potfeba dokonce odbornici, kteri konec¢nou cenu jesté zvysuji.

Tato prace se zabyva vytvorenim kvalitniho OCR systému za pomoci malého mnoz-
stvi anotovanych dat, vyrazné vétstho mnozstvi neanotovanych dat a textového korpusu.
Navrhl jsem nékolik metod, které spadaji do kategorie algoritmt self-trainingu. Jeho za-
kladni myslenkou je generovani anotaci pro neanotovana data modelem, ktery byl trénovan
na dostupnych anotovanych datech a vyuziti téchto strojové anotovanych dat ke zvyseni
uspésnosti modelu samotného. Dilezitym prvkem vSech navrzenych metod je korekce stro-
jovych anotaci jazykovym modelem, ktery byl vytvoren z dostupného textového korpusu.
Druhym klicovym prvkem navrzenych piistupt je vyuziti nékolika nejpravdépodobnéjsich
variant strojového prepisu pro trénovani namisto jednoho nejpravdépodobnéjsiho.

T¥i ze ¢tyt navrzenych piistupti pro trénovani neuronové sité pomoci strojové anotova-
nych dat nezanedbatelné zvysily tspésnost OCR systému. Vysledky této prace mohou do
budoucna znamenat zlevnéni celého proces vytvareni kvalitnich OCR systému.



Kapitola 2
Optické rozpoznavani znaku

Optické rozpoznavani znaku (dale jen OCR) je systém, ktery prevadi text z obrazové po-
doby do podoby textové, kterd je indexovatelnd. OCR tedy umoznuje rychlé vyhledavani v
digitalizovnych a indexovatelnych dokumentech [32].

OCR systémy mohou byt na zakladé vstupnich dat dale déleny na online a offline sys-
témy. Offline systém je staticky systém, ktery zpracoviava data ve formé naskenovanych
dokumentti. Online systém je vice dynamicky a je zalozen na pohybu pera, jeho rychlosti,
uhlu a pozici [32]. Tato prace se zabyva offline systémy OCR.

Pocatek vyvoje OCR systémi se datuje do 40. let 20. stoleti. Z pocatku byly tyto systémy
vyvijeny na pomoc slepym pro pfevod textu na syntetickou rec¢. V 60. letech byl predstaven
prvni OCR systém schopny rozpoznat ru¢né psané cislice. V 70. letech byla vylepsovana
odezva a presnost. V 80. letech byla zalozena firma ABBY'Y, ktera dnes provozuje jeden z
nejznaméjsich softwarovych OCR systémi ABBYY FineReader [57]. S nastupem stolnich
pocitact se vyvoj OCR technologie zrychloval a v 10. letech 21. stoleti dochazelo k vyvoji
dalsich komer¢nich i volné dostupnych softwarovych OCR systému jako Tesseract [46] nebo
OCRopus [7]. V posledni dekadé pak doslo ke skokovému zlepSeni technologie v dusledku
zvétseni vypocetnich kapacit a vyzkumu strojového uceni. Vyuzivany byly ptistupy zalozené
na vyuziti ndhodného lesa (RF), metody podpirnych vektoria (SVM), metody k nejblizsich
sousedil (kNN) nebo metody rozhodovaciho stromu (DT). Tyto metody vSak byly postupné
nahrazeny neuronovymi sitémi, které jsou aktualné nejmodernéj$im piistupem [32].

OCR systémy tvorené neuronovymi sitémi se mohou lisit v pouzitych architekturach,
obecné ale dany systém musi nejprve lokalizovat fadek, nasledné ho zpracovat a poté muze
dodatecné zlepsit kvalitu prepisu naptiklad pomoci jazykového modelu. OCR systém zkou-
many v této praci se sklada pravé ze tif komponent. Rédek je lokalizovan pomoci separatni
konvoluéni neuronové sité, ktera detekuje linku, na které radek sedi, polygon, ve kterém se
fadek nachazi a odstavec, do kterého nalezi [26]. Druhou komponentou je konvoluéni neuro-
nova sit s rekurentnimi vrstvami [45] trénovand CTC chybovou funkei [19], viz obrazek 2.1.
Tato neuronova sif na vstupu zpracovava detekovany vyfezany radek a na vystupu vraci
pravdépodobnosti symboli na jednotlivych pozicich. Tento vystup se nasledné dekdduje,
k ¢emuz lze pouzit nékolik ruznych algoritmu (napi. hladové dekédovéni, prefixové paprs-
kové dekddovani...), které produkuji samotny text prepisu. Tato prace se zabyvéa zvySenim
uaspésnosti pravé neuronové sité zpracovavajici detekovany radek.

Cas od ¢asu se ve vysledném prepisu mohou vyskytnout drobné chyby (napf. pismeno i
muze byt chybné rozpoznéno jako j), zde byva pouzita tfeti komponenta - jazykovy model,
ktery muze byt implementovany naptiklad jako LSTM neuronova sit [51]. Ten v sobé udrzuje
prehled o slovech a skladbé vét daného jazyka. Jazykovy model slova s chybami opravuje
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Obréazek 2.1: Architektura CRNN pouzitd v OCR systému této prace. Pfevzato z préace [45].

na slova, kterd v daném kontextu davaji smysl, jsou gramaticky podobna ptvodnim slovim
a jsou bez chyb. Nasledujici text rozebirda nékolik typt neuronovych siti a logiku za jejich
pouzitim v OCR systémech.

2.1 Konvoluc¢ni neuronové sité

V nejmodernéjsich OCR, systémech hraji konvoluéni neuronové sité (déle jen CNN) dule-
zitou roli pri pocatec¢nim zpracovani obrazu. Tradi¢ni neuronové sité s plné propojenymi
vrstvami jsou pro praci s obrazem nevhodné kvili velkému poc¢tu neurona potirebnému pro
jeho zpracovani. S obrazem velikosti 1024 x 768 pixelil by neuronové sit na vstupu musela
zpracovat 2 359 296 ¢isel (jedné-li se o RGB obraz se tfemi kandly). Nasledné by pak kaz-
dému neuronu v prvni vrstvé neuronové sité piislusel stejny pocet vah [48]. Tento pristup
by v praxi byl slozité realizovatelny. Pro zpracovani obrazu se standardné vyuzivaji CNN,
které vstupni obraz zpracovavaji pomoci naucenych konvoluc¢nich filtri, které v ném dete-
kuji priznaky vyuzivajici se v dalsich vypoctech. Zakladem CNN jsou konvolu¢ni a pooling
vrstvy. Vizualizace operaci, které tyto vrstvy provadi, je k dispozici na obrazku 2.2.

Konvolué¢ni vrstvy

Konvoluéni vrstva se skladd z mnoziny filtri, jejichz hodnoty se CNN uci. Kazdy filtr ma
urc¢ité receptivni pole, to je ekvivalentni s velikosti filtru [1]. Béhem dopfedného pruchodu
je kazdy filtr konvolvovan se vstupem napiic¢ sitkou, vyskou a vytvari 2-dimenzionalni ak-
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Obrazek 2.2: Vizualizace piikladu zpracovani obrazu jednim blokem CNN. CNN na vstupu
dostane obraz o rozmérech 32x32 pixeltu se 3 kanaly. Ten je zpracovan konvoluéni vrstvou,
kterd obsahuje K=5 filtrti o velikosti F'=3 s krokem S=1 a sitkou okraje P=0. Konvolu¢ni
vrstva na vystupu vyprodukuje objem o rozmérech 30x30 pixelt s hloubkou 5, ktera je
rovna poctu filtri. Objem dale zpracuje Max-pooling vrstva s prostorovym obsahem F'=2
a krokem S=2, ktera objem 2x podvzorkuje.

tivaéni mapu vstupniho obrazu [54]. Béhem trénovani si neuronova sit upravuje tyto filtry
tak, aby dokazaly vidét unikatni priznaky objektti nachéazejicich se ve vstupnim obraze.
Filtry natrénované CNN jsou tak schopny detekovat specifické hrany konkrétnich objektt,
oblasti urcité barvy nebo celé vzory. V kontextu OCR konvolu¢ni vrstvy detekuji hrany
jednotlivych znakt. Vystup CNN je pak objem o hloubce rovné poctu filtri aplikovanych
na vstupni obraz [1], tedy poctu aktivaénich map.

Konvoluéni vrstva na vstup prijima objem rozméria Wy x Hy x Dy a vyzaduje 4 hyperpa-
rametry - pocet filtra K, jejich velikost F', krok S a s$itku okraje P. Na vystupu produkuje
novy objem Ws x Hs X Do, kde

Wy = (W) — F +2P)/S + 1, (2.1)
Hy = (Hy — F +2P)/S +1, (2.2)
Dy = K. (2.3)

Konvolu¢ni vrstva tak obsahuje F'- F'- D vah na jeden filtr a dohromady tedy (F'-F- D) - K
vah a K biast. V novém objemu vyprodukovaném konvoluéni vrstvou je d-ty vytez (velikosti

Wy x Hs) vysledek konvoluce d-tého filtru nad vstupnim objemem s krokem S a offsetem
d-tého biasu [1].



Pooling vrstvy

Pooling vrstva se v .CNN obvykle nachazi mezi jednotlivymi konvoluénimi vrstvami. Jeji
funkei je zmenseni velikosti jejiho vstupu pro dalsi zpracovani. Pooling vrstvy tak poméhaji
snizit vypocetni narocnost trénovani neuronové sité a zaroven predejit jejimu pretrénovani.
Pooling vrstva zmensuje rozméry aktivacni mapy spojenim hodnot sousedicich aktivaci do
jedné hodnoty vstupujici do dalsi vrstvy [54]. Pooling vrstvy mohou sdruzovat hodnoty ak-
tivaci naptiklad vybérem nejvétsi hodnoty tzv. Max-Pooling nebo vypoc¢tem primérné hod-
noty tzv. Average-Pooling. Pooling vrstva na vstupu prijima objem rozmérta Wy x Hy x Dy
a vyzaduje dva hyperparametry - prostorovy obsah F' a krok S. Na vystupu produkuje novy
objem Wy x Ha X Da, kde

WQI(Wl—F)/S+1, (2.4)
HQZ(Hl—F)/S—{—]_, (25)
Dy = Dy. (2.6)

Pooling vrstva nema zadné ucici parametry, protoze pocita pevné danou funkci pro vstupni
hodnoty [1].

2.2 Rekurentni neuronové sité

Klasické neuronové sité na vstup prijimaji vektor fixni délky a produkuji vektor fixni délky
na vystupu. Rekurentni neuronové sité (dale jen RNN) umozniuji provadét vypocet neuro-
nové sité nad sekvencemi vektort a produkovat sekvenci vektoru [25]. Spojeni mezi bunikami
RNN tvofi orientovany graf podél ¢asové posloupnosti [55]. Tedy kazdy vystup RNN za-
visi na predchozich vstupech, které neuronovou siti prosly. Diky této vlastnosti se RNN
skvéle hodi ke zpracovani casovych fad. V kontextu OCR jsou rekurentni vrstvy vyuzivany
k modelovani ur¢ité implicitni jazykové znalosti trénovaného modelu. Neuronova sit si tuto
znalost vytvari pti trénovani diky tomu, ze rekurentni vrstvy se divaji na radek textu jako
na sekvenci. Na obrazku 2.3 je vizualizovan rozdil mezi RNN a klasickymi neuronovymi
sitémi.

Diagram bunky RNN je k dispozici na obrazku 2.5a. Informace o predchozich vstupech,
které neuronovou siti prosly jsou ulozené ve skrytém stavu. Hodnotu skrytého stavu h; v
Case t lze ziskat rovnici

hy = ¢(Wxy + Uhy_q), (2.7)

kde x; je vstup v ¢ase t ndsobeny vahovou matici W, hy_1 je skryty stav v ¢ase t — 1 nasobeny
matici skrytého stavu U, ktera je stochastickou matici. Vahova matice rozhoduje o poméru
dulezitosti aktualniho vstupu a skrytého stavu. Nasledné je na soucet zpracovaného vstupu
a skrytého stavu aplikovdna aktivacni funkce ¢ (obvykle hyperbolicky tangens) [36].

Diky nepfetrzitému propagovani predchozi hodnoty skrytého stavu do aktualniho, jsou
ve skrytém stavu informace o vSech predchozich vstupech. S kazdym dalsim vstupem se ale
zmensuje objem informaci o ¢asové vice vzdalenych vstupech. Na obrazeku 2.4 je problém
demonstrovan na zpracovani sekvence slov. Tuto potiz trapici RNN Ize zjednodusené pojme-
novat jako kréatkodobou pamét. Vznika jako disledek problému mizejiciho gradientu [39].
K tomu dochézi pfi trénovani neuronovych siti algoritmem Backpropagation. Cilem tohoto
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Obrazek 2.3: Kazdy obdélnik reprezentuje vektor a Sipka reprezentuje operaci. Vstupni vek-
tory jsou Cervené, vystupni vektory jsou modré a zelené vektory reprezentuji stav RNN.
Prvni diagram zleva zobrazuje princip klasické neuronové sité se vstupem fixni délky a
vystupem fixni délky. Tyto neuronové sité jsou vhodné naptiklad pro klasifikaci nebo seg-
mentaci. Ostatni diagramy zobrazuji rizné vyuziti RNN. Piikladem tlohy odpovidajici dru-
hému diagramu je generovani slovniho popisu obrazku. Piikladem tloh dalsich diagramu
zleva, muze byt analyza sentimentu z textu, preklad véty z jednoho jazyka do druhého a
klasifikace jednotlivych snimku videa [25]. Pfevzato z prace [25].
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Obrazek 2.4: Vizualizace problému kratkodobé pameéti RNN. V pribéhu zpracovani pozdéj-
Sich slov se informace o slovech ze zac¢atku véty zacinaji postupné vytracet a pro neuronovou
sit se stdva interpretace véty jako celku problematicka. Prevzato z préace [39].

algoritmu je minimalizovat chybovou funkci L, kterd je funkci vSech vah neuronové sité a
vyjadiuje odchylku vystupu neuronové sité od pozadovanych hodnot [14]. Algoritmus nej-
prve provede dopredny priuchod vstupnich dat neuronovou siti. Nasledné porovna vystup
sité s odpovidajici referenci pomoci chybové funkce L. Ta vrati chybovou hodnotu, ktera
urcuje, jak moc se od sebe vystup a reference lisi. Algoritmus tuto hodnotu vyuzije pro vy-
pocet gradientti jednotlivych neuronu v siti. Gradienty jsou nasledné vyuzity k tipravé vah
neuronové sité pti zpétném prichodu neuronovou siti. Problémem je skutec¢nost, ze kazdy
neuron bere pri vypoc¢tu svého gradientu v potaz efekt gradientt predchozi vrstvy, coz ma
za nasledek exponencidlni zmensovani vlivu gradient na pocatecni vrstvy neuronové site,
které se uc¢i jako posledni. V pripadé RNN se gradient exponencialné zmensuje s kazdym
¢asovym krokem a neuronovd sit se tak neni schopna naucit dlouhodobé zavislosti [39], viz
obrazek 2.4.

Architektura LSTM

LSTM (Long short-term memory) [22] je architektura RNN, kterd je schopna naucit se dlou-
hodobé zavislosti [39]. Oproti obyc¢ejnym RNN se LSTM lisi bunkami, které zpracovavaji
prichazejici data.



he

0¢ A
é ) Ci—1 ( 5 " IN £t
hey ’ht ? tanh
r i X o
tanh Je cl étr ¢
} o g tanh [}
bl 1L 1 ~ )
v
X Xt
(a) RNN buiika (b) LSTM buiika

Obrazek 2.5: Vizualizace pamétovych bunék rekurentnich neuronovych siti. Prevzato z
préace [11].

LSTM buiika je k dispozici na obrdzku 2.5b. Vodorovna linka v horni ¢asti LSTM bunky
reprezentuje stav bunky, ktery obsahuje informaci o predchozich vstupech neuronové sité a
dal by se prirovnat k dlouhodobé paméti. LSTM ma specidlni mechanismus, kterym miize do
stavu buiiky piiddvat nebo odebirat informace. Cini tak pomoci struktur, které se jmenuji
brany. Ty jsou slozeny z aktivacni funkce sigmoida a maticového nasobeni. Aktivacni funkce
sigmoida

- 1
Cl4et
vraci hodnotu mezi 0 a 1, ktera v pripadé LSTM slouzi ke kontrole mnozstvi informace,
kterd poputuje dal v bunce. V LSTM burice jsou takové brany tii - zapomnétliva, vstupni a
vystupni [36]. Zapomnétlivd bréana reguluje jaké informace by mély byt zachovany a jaké by
mély byt zahozeny ze stavu bunky C v ¢ase t — 1. Zapomnétliva brana tak ¢ini na zdkladé
skrytého stavu bunky h v ¢ase t — 1 a vstupu z v Case ¢ pomoci rovnice

o(x) (2.8)

ft = O'(Wf . [ht—la $t] + bf), (29)

kde Wy jsou vahy vrstvy a by je bias. Vstupni brdna rozhoduje o novych informacich, které
budou propagovany do stavu burniky. Rovnice vypocétu vystupu vstupni brany i; je stejna
jako vystupu zapomnétlivé brany i, jen s rozdilem, Ze vstupni brana m4 své vlastni vahy W
a bias by. Dalsi zastdvkou vstupu z; a skrytého stavu hy—1 je aktivacni funkce hyperbolicky
tangens, kterd vytvori vektor kandiddtnich hodnot C' nésledovné

Cy = tahn(We - [hi—1, z] + be). (2.10)

Hodnoty vektoru kandid4tnich hodnot C' jsou v nésledujicim kroku vynéasobeny vystupem
vstupni brany ¢; a pridany do stavu bunky C; i se zménami f; zptisobenymi zapomnétlivou
branou podle vztahu

Cy = fir* Ciq + i x Cy. (2.11)

Posledni branou je vystupni brana. Vypocet jejiho vystupu probiha opét stejné jako u dvou
predchozich bran jen s vlastnimi vahami W, a biasem b,. Vystup vystupni brany o; je pak



vynasoben stavem bunky C}, na ktery je jesté pred tim aplikovan hyperbolicky tangens
nasledovné

ht = Ot * tahn(Ct), (2.12)
kde h; je novy skryty stav burky [37].

2.3 Connectionist temporal classification

Vystupem rekurentnich vrstev neuronové sité v . OCR tloze je pravdépodobnost jednotli-
vych znakt pres pozice ve vstupni sekvenci, viz obrazek 2.6. Connectionist temporal classifi-
cation [19] (dale jen CTC) je algoritmus, ktery je mozné ve spojeni s vystupem RNN vyuzit
k dosazeni dvou cilu - trénovani neuronové sité a dekdéddovani textu z pravdépodobnosti
jednotlivych znaku. Pouziti algoritmu CTC pri trénovani OCR neuronové sité je vyhodné,
protoze tato chybova funkce potiebuje pouze textovy prepis fadku a nikoliv presné pozice
jednotlivych znaku [43].

Méjme vstupni sekvenci X = [x1,x9,...,x¢] (napf. pixely fadku) a vystupni sekvenci
Y = [y1,92, ..., y¢] (napt. prepis fadku), algoritmus CTC tyto sekvence mapuje na sebe podle
pravdépodobnosti jednotlivych znakt na vystupu RNN. Prfi mapovani algoritmu nevadi
ruzné dlouhé sekvence X a Y, ruzny pomér sekvenci X a Y, ani nekorespondovani sekvenci
X a Y. Zarovnani mezi vstupem X a vystupem Y je monoténni, rovnéz se jedna zarovnani
se vztahem N:1, coz implikuje, Ze délka vystupu Y nemuze byt delsi nez délka vstupu X [20].
Aby se byl CTC algoritmus schopny vyporadat se zdvojenymi pismeny pri dekdédovani, je
predstaven specialni prazdny znak €, ktery se mezi stejnymi po sobé jdoucimi pismeny musi
nachéazet vzdy minimalné jednou.

Pravdépodobnost vystupu Y pro vstup X se ziska seCtenim pravdépodobnosti vsech
validnich zarovnani mezi vstupem X a vystupem Y podle néasledujiciho vztahu

p(Y | X)= ) Hpt a; | X). (2.13)

AGAX’Y t=1

Pri trénovani neuronové sité reprezentuje Y referencéni prepis a vysledek vztahu 2.13 se
pouziva pro tpravu vah v siti. Text fadku se z vystupu RNN, obsahujiciho pravdépodobnosti
jednotlivych znaku, ziskava nasledujicim vztahem

Y* = argmaxp(Y | X). (2.14)
Y

K dekédovani nicméné muzou byt pouzity rizné heuristiky [20]. Nejjednodussi a nejrychlejsi
heuristika je hladové dekdédovani, kde se nejprve ziska sekvence znaku s nejvétsimi pravdé-
podobnostmi, z té se nasledné odstrani stejné znaky jdouci po ihned sobé a poté symbol
prazdna e [43]. Vizualizace procesu hladového dekédovani je k dispozici na obrazku 2.6.

2.4 Prefixové paprskové dekédovani

Hladové dekédovani vzdy nemusi vést k nejlepsimu moznému vysledku, priklad takové si-
tuace je k dispozici na obrazku 2.7. Alternativou k hladovému dekédovani, kterd ma ovsem
znacné vétsi casovou slozitost, je prefixové paprskové dekédovani [19]. Pseudokdd prefixo-
vého paprskového dekédovani je k dipozici v algoritmu 1.
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Obrazek 2.6: Vizualizace transformace vstupni sekvence X na vystupni sekvenci Y. Vstupni
sekvence je detekovany a vyriznuty radek s textem "hello". Ten je nejprve zpracovan po-
moci RNN (modry blok), ktera pro jednotlivé iseky fadku spocitd pravdépodobnosti znaki.
Cim tmavsi je pozadi znaku, tim pravdépodobnéjsi je jeho vyskyt v daném tseku. CTC
algoritmus pravdépodobnosti znaka prochazi a z kazdého tiseku vybere ten s nejvétsi prav-
dépodobnosti. Ze ziskané sekvence jsou slouc¢eny stejné znaky jdouci ihned po sobé, které
jsou vyznaceny fialové. Nasledné jsou odstranény symboly € vyznacené Cervené a tim je
ziskdna vystupni sekvence Y - textovy prepis obrazku. Pfevzato z prace [20].

t1 to

a (0204 P@ = [02|04| + |02[06| + |08 |04| = 052
b |o]|o Pb) = [0 |0 |+ | 0 |06| + 08|00 | = o0
c |08]06 Py = |[08|06| = 048

Obrazek 2.7: Priklad situace, kdy hladové dekdédovani nevrati nejpravdépodobnéjsi retézec.
7 matice pravdépodobnosti mohou vzniknout 3 rizné fetézce - a, b, €. Hladové dekédovani
vybira nejpravdépodobnéjsi symboly na pozicich t; a to, pficemz v tomto piipadé je jeho
vysledkem prazdny fetézec (nejpravdépodobnéjsi symboly jsou € a €) s pravdépodobnosti
0.8 - 0.6 = 0.48. Pravdépodobnost fetézce b je 0, nicméné pravdépodobnost retézce a od-
povidd (0.2-0.4) + (0.2-0.6) + (0.8 -0.4) = 0.52 a Tetézec a je tak nejpravdépodobnéjsi
variantou, pri¢emz ale hladové dekédovani vrétilo jiny Fetézec. Prevzato z préace [42].
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Algoritmus 1 Pseudokdd prefixového paprskového dekédovéani. Prevzato z préace [42].

Vstupem je matice logits, poc¢et ponechdavanych paprsku k a mnozina symbola alphabet
Inicializuj mnozinu beams = {Q}
Inicializuj score(Q, 0) = 1

for t=1...T do
bestB = bestBeams(beams, score, k)
beams = {}

for b in bestB do
beams = beams U b
score(b, t) = calculateScore(logits, b, t)
for c in alphabet do
V=b+c
score(b’, t) = calculateScore(logits, b, t)
beams = beams U b';
end for
end for
end for

Prefixové paprskové dekdédovani iteruje pres jednotlivé pozice v matici pravdépodobnosti
logits ziskané z vystupu neuronové sité. V kazdém kroku ponechava k nejpravdépodobnéj-
sich hypotéz (paprsku) z kroku predchoziho. Pro tyto hypotézy pocitd pravdépodobnost
v kroku aktudlnim. Zaroven kazdou z téchto hypotéz rozsifuje o vsechny mozné znaky z
vystupu neuronové sité a pro nové vzniklé hypotézy pocita jejich pravdépodobnost. Z této
mnoziny hypotéz je v dalsim kroku algoritmu opét ponechano jen k nejpravdépodobnéjsich,
které jsou dale prozkouméavany. Jazykovy model miize byt pozity jako soucast vypoctu skére
jednotlivych hypotéz.

2.5 Jazykové modely

Jazykovy model je funkce, ktera zachycuje pravdépodobnostni rozlozeni sekvence slov v
prirozeném jazyce [3]. V zasadé lze jazykové modely rozdélit na dva typy. Prvnim typem
jsou modely operujici nad statistickymi daty jako N-gramy nebo Skryté Markovovy modely
a druhym typem jsou neuronové sité, které vyuzivaji distribuovanych reprezentaci [41].

N-gramy jsou neparametrické modely, jejichz princip je zaloZzeny na uceni sekvenci slov
a jejich frekvenci, pricemz se muze jednat o sekvence ruznych délek (napf. 2 - bigram, 3
- trigram) [3]. Parametrické modely se od neparametrickych lisi v po¢tu parametri, za-
timco parametrické modely maji pfedem dany pocet parametri, pocet parametri nepara-
metrickych modelu se zvétsuje s mnozstvim trénovacich dat [40]. N-gram model predikuje
pravdépodobnost vyskytu slova w v kontextu historie h (ptfedchozich slov) p(w|h), kde
historie h n-gramového modelu mé délku n — 1 slov [41]. Retizkové pravidlo pravdépodob-
nosti umoznuje spocitat spolecnou pravdépodobnost sekvence slov za pomoci podminénych
pravdépodobnosti predchozich slov podle vztahu

p(wy...wy) = p(wy)p(wa|wr)p(ws|wy, ws)...p(wy|wy... wp—1). (2.15)

Problémem je ptistup k podminénym pravdépodobnostem az k n—1 slovu a proto se zavadi
Markovuv predpoklad
p(wp|wy...wp—1) = p(wy |wp—1), (2.16)
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ze vyskyt slova wy, je zavisly pouze na predchozim slovu w,_1 [41].

Nejmodernéjsi jazykové modely jsou tvorené LSTM neuronovymi sitémi [51], které vy-
uzivaji schopnosti naucit se distribuované reprezentace a redukovat tak prokleti dimenzi-
onality. Prokleti dimenzionality je jev, kdy obtiZnost uceni roste exponencialné s poctem
dimenzi [62]. V kontextu jazykovych modelu je problémem velké mnozstvi moznych sek-
venci slov. Napiiklad pro sekvenci 10 slov a slovniku obsahujictho 100 000 slov existuje
10° moznych kombinaci. Distribuovans reprezentace slova je vektor hodnot reprezentujic
vlastnosti, které charakterizuji vyznam slova a vzajemné se nevylucuji. Neuronova sif se
tyto vlastnosti uéi v podobé spojitych hodnot [3].

Zéakladni myslenkou jazykovych modeld tvorenych neuronovymi sitémi je asociovat kazdé
slovo ve slovniku s jeho reprezentaci vektorem vlastnosti. Kazdé slovo tak odpovida bodu
ve vektorovém prostoru, pricemz se podobna slova nachézeji blize k sobé. Vyhoda vyuziti
distribuovanych reprezentaci spoc¢iva v tom, ze model dokaze dobfe generalizovat sekvence,
které nejsou v trénovaci sadé, ale jsou podobné vlastnostmi, tedy jejich distribuovanou re-
prezentaci. Diky mnozstvi kombinaci hodnot vektoru vlastnosti muze byt i velky dataset re-
prezentovan kompaktné modelem s relativné malym mnozstvim trénovacich parametra [3].
Jazykové modely tvorené LSTM neuronovymi sitémi pak mohou byt trénovany kromeé sek-
vence slov i na sekvenci znaku [18]. To poskytuje uréitou vyhodu ve zmenseni vektorového
prostoru, jelikoz znakt je mnohem méné nez slov.

Kvalitu jazykového modelu je mozné hodnotit vnitinimi a vnéj$imi metrikami [8]. Vnitini
metrika je takova, kterd méti kvalitu modelu nezavisle na aplikaci. Piikladem vnitini met-
riky je perplexita jazykového modelu. Ta ukazuje, jak presné model predikuje model slova v
sekvenci, které difve nevidél. Perplexita jazykového modelu se odviji od korpusu, na kterém
je pocitana, tedy na rtznych korpusech mohou modely dosahovat odlisnych nekorespondu-
jicich vysledki [8]. Vnéjsi metrika slouzi k vyhodnoceni kvality modelu na konkrétni loze
pro niz byl vytvoren [28]. Piikladem v oblasti OCR je spusténi neuronové sité se dvéma
riznymi jazykovymi modely a porovnani presnosti prepisti upravenych jazykovym modelem
s referenénimi prepisy.
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Kapitola 3

Vyuziti neanotovanych dat

V literature se objevuje nékolik metod vyuzivajici neanotovana data pro trénovani OCR.
Vétsina metod spadé do kategorie algoritmu kombinujici uc¢eni s uc¢itelem a uceni bez ucitele
(semi-supervised learning). Obecné tyto metody iterativné trénuji OCR neuronovou sit na
strojovych prepisech neanotovanych dat vytvorenych stejnou OCR neuronovou siti/sitémi v
predchozi iteraci. Jednotlivé metody se lisi hlavné v procesu generovani strojovych prepisu
a zpusobu vybéru konkrétnich neanotovanych dat, ze kterych se OCR neuronova sif ma
ucéit.

Nasledujici kapitola popisuje dva nejvyznamnéjsi sméry ve vyuziti neanotovanych dat
pro trénovani OCR a to co-training [6] a self-training [44]. V co-trainingu jsou trénovany
dva modely, pricemz prvni model vytvarii strojové anotace pro druhy model a ten vytvari
strojové anotace pro prvni model. V pripadé self-trainingu je trénovan pouze jeden model,
ktery vytvaii strojové anotace sam pro sebe.

3.1 Co-training

Co-training [6, 16] je metoda, kterd k ufeni umoziiuje vyuzit velké mnozstvi neanotova-
nych dat bez potreby lidského vstupu. Metoda vyuziva dva modely, které maji na zacatku
trénovani nizkou tspésnost, pricemz prvni model anotuje data pro druhy model a naopak.
Vizualizace procesu co-trainingu je k dispozici na obrazku 3.1.

Prerekvizita tspésného co-trainingu je podminéné nezavisly pohled na data, tedy znaky
pro urcitou tfidu prvniho modelu nesméji korelovat se znaky druhého modelu pro tutéz
tridu. Pokud je tato podminka splnéna, mize byt pro trénovani pouzito neomezené mnozstvi
neanotovanych dat, coz vede k postupnému snizovani klasifika¢ni chyby az k Bayesovu
riziku [6]. V praxi je ovSem nezdvisly pohled na data nepravdépodobny a pii co-trainingu
se pouzivaji jen rozdilné modely s vlastnim a odlisSnym biasem [16]. V praci [16] je pak
k vytvoreni OCR systému pomoci co-trainingu pouzita BLSTM neuronova sit (vylepsena
obousmérnd varianta LSTM) jako prvni model a Skryty Markoviv model (déle jen HMM)
jako druhy model.

Vypocet jistoty pseudo-stitku

Co-training pro trénovani modelu vyuziva pseudo-Stitky s nejvétsi jistotou. V préci [16],
zabyvajici se trénovanim OCR, se pocita jistota vystupi HMM odlisné od jistoty vystupu
neuronové sité. Dulezité je pak zminit, ze experimenty v této praci byly provadény na
slovech. Stanoveni jistoty pseudo-stitku se déli na dvé faze. Pravé v prvni fazi se vypocet
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Obrazek 3.1: Vizualizace trénovani OCR pomoci co-trainingu. Oranzovou barvou jsou ozna-
¢ena dostupna data. Modrou barvou je oznacen prvni model a strojové anotace, které produ-
kuje. Zelenou barvou je oznacen druhy model a strojové anotace, které produkuje. Pirevzato
z prace [16].

jistoty vystupu HMM lisi od vypoctu jistoty vystupu neuronové sité, v druhé fazi je vypocet
jistoty stejny. U HMM je predbézna hodnota jistoty pseudo-Stitku spoctena jako soucet
pravdépodobnosti dvou nejpravdépodobnéjsich strojovych piepist £ namapovany mezi 0 a 1
podle monoténni funkce [5]

confpre =1—(1+ ?)_1, (3.1)
kde con fpe je predbézna jistota pseudo-stitku (predikovaného slova) w v aktudlni fazi
vypoctu a f je normalizac¢ni konstanta (celkovy pocet kandidéti). V piipadé neuronové
sité je pro vypocet jistoty vyuzita variabilita jejich vah zptisobend nahodnou inicializaci
sité. V prvni fazi vypoctu jistoty vystupu neuronové sité se postupuje tak, ze je soucasné
trénovano n neuronovych siti, nejlepsi sit je urcena podle tspésnosti na validacni datové
sadé a podil neuronovych siti, které maji shodny vystup s nejlepsim modelem, se bere jako
predbéznad jistota vystupu v prvni fazi vypoctu.

Druha faze vypoctu je stejna pro oba modely a obohacuje hodnotu jistoty o informace z
fungovani modelt na validaéni datové sadé. Necht ¢ € {0,1} je spravnost rozpoznani (0 re-
prezentuje nespravnost, 1 reprezentuje spravnost), pak pi(c|con fpml) reprezentuje pravdeé-
podobnost rozpoznani slova w za piedpokladu, Ze odhad jistoty con fpre byl spravny. Déle
pak pa(c|con fprer, w) bere v potaz jesté pravdépodobnost spravného rozpoznani slova w
na valida¢ni datové sadé. Aby byl vypocet ps dostateéné robustni, je zapotfebi minimalni
pocet vyskytu slova w ve valida¢ni datové sadé 6,,. Pokud neni tento pozadavek splnén, je
jistota urcena jako pj. Pokud nelze jistotu urcit ani jako pi, tak je jako hodnota jistoty
pouzita jeji pfedbézna hodnota con fpe; [16].
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V préci [16] autori vyuzivaji 3 ruzné prahy jistot pseudo-Stitku, pfi jejichz prekroceni
se data pouzivaji pro trénovani. Pii pouziti vysokého prahu byla do trénovaci sady pridana
strojové anotovand data s jistotou 1. Pro stfedni prah byla do trénovaci sady pridana
data, které méla vétsi pravdépodobnost spravnosti nez vyskytu chyby a pro nizky prah s
hodnotou 0 a byla pro trénovani pouzita vSechna data. Experimentalné pak bylo autory
dosazeno statisticky vyznamného zlepSeni tispéSnosti modell pii pouziti neanotovanych
dat. Za klicovy parametr co-trainingu oznacili autoii prah jistot. Pokud byl nastaveny
prilis vysoko, modely se trénovaly s minimem pfidanych neanotovanych dat a pfi jeho
nastaveni priliS nizko se modely udily na strojové anotovanych datech s chybami. Prvni
piipad pak samozrejmé ke zlepseni tspésnosti trénovanych modeld nevedl a druhy piipad
vedl v disledku vzniku Sumu dokonce ke zhorseni jejich tispésnosti.

3.2 Self-training

Self-training [9, 44] se od co-trainingu 1is{ trénovanim jediného modelu, ktery m4 za tkol
zlepsit svoji uspésnost, na rozdil od dvojice modeld trénovanych v co-trainingu, které se
zlepsuji navzajem. Kvili své pfimocarosti je vyuzivan Castéji nez co-training, diky cemuz
1ze jako self-training oznacit vicero metod. Ty se od sebe vice ¢i méné odlisuji zptisobem ge-
nerovani pseudo-stitki nebo vybérem strojové anotovanych dat do trénovaci sady. Prace [9]
definuje self-training nasledovné. Méjme m anotovanych dat (L) a n neanotovanych dat (U)
tak, ze n > m. Model M je natrénovan na anotovanych datech L. Nasledné je My vyuzit
ke generovani pseudo-Stitkdl pro neanotované data U. Neanotovana data U s nejjistéjSimi
pseudo-Stitky, jejichz pocet je p, jsou primichany k anotovanym datim L. Nasledné je na
m + p trénovan model M. Tento proces je opakovan tak, Ze na konci kazdého cyklu vznikne
model M;;1, ktery je pak vyuzit k vygenerovani n — p pseudo-stitki dosud neanotovanych
dat U. Self-training kon¢i v okamziku, kdy byla k trénovani pouzita vSechna neanotovana
data nebo se model trénovanim déle nezlepsuje.

V nésledujicim textu se vénuji riaznym ptistuptim self-trainingu k vybéru strojové ano-
tovanych dat pro trénovani. Rozebirdm neduhy, kterymi mohou natrénované modely tr-
pét a FeSeni téchto problémti. Podrobnéji se vénuji dvéma konkrétnim self-training algo-
ritmam zabyvajicich se trénovanim OCR - anyOCR a AT-ST. Metoda anyOCR [24] je zaji-
mavéa naprostou minimalizaci lidského vstupu pro natrénovani OCR neuronové sité. Metoda
AT-ST [2] je jednim z nejmodernéjsich ptistupu vyuzivajici neanotovana data pro trénovani
OCR a v kapitole 6 vénujici se experimentum vyuzivam jeji ispésnost jako referenc¢ni hod-
notu. V zavéru kapitoly se vénuji prehledu nejmodernéjsich self-training pristupt v oblasti
klasifikace obrazu, které jesté nebyly radné aplikovany na trénovani OCR.

Vybér pseudo-stitkti pro trénovani

Pseudo-stitky prirozené obsahuji chyby, tato skutec¢nost je divodem pridavani jen urci-
tého podilu nejjistéjsich strojové anotovanych dat do trénovaci datové sady. V pripadeé
co-trainingu je odhad jistoty pseudo-$titku generovaného neuronovou siti ¢asové naroény
proces, viz kapitola 3.1. Self-training metody zpravidla pouzivaji pro odhad jistoty pseudo-
stitku, potazmo vybéru strojové anotovanych dat k trénovani, rychlejsi pristupy.

Autofi [50] pro vybér konkrétnich strojové anotovanych dat do trénovaci datové sady
vyuzivaji slovnikovou verifikaci. Ta akceptuje pseudo-stitek, pokud jeho obsah nélezi do
slovniku, jinak ho odmitne. Pouziti slovnikové verifikace méa za nasledek odmitnuti vétsiho
mnozstvi pseudo-stitkl, na druhou stranu méa vyhodu jejich nizké chybovosti.
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V préci [15] vyuzivaji autori kromé t¥{ statickych praht jistoty, které jsou stejné s témi
popsanymi v kapitole 3.1, ¢tvrty dynamicky. Ten v prubéhu trénovani pridava strojové ano-
tované do trénovacich dat podle pravdépodobnosti urcené jistotou pseudo-stitku. Modely
trénované s pouzitim tohoto prahu dosahovaly vyssi tspésnosti nez modely trénované s
pozitim vysokého a stiedniho prahu. Autofi rovnéz uvadi, Ze experimenty na datech, ktera
anotovanych dat nez jejich kvalita. Nejlepsich vysledku totiz dosahovalo trénovani s nizkym
prahem, ktery do trénovaci sady priddaval vSsechny strojové anotovand data.

Prace [29] rozebird moznost ziskani strojovych anotaci z datovych sad, jejichz soucasti
jsou prepsané dokumenty na trovni stranek. OCR neuronova sif je v této praci pouzita ke
zpracovani obrazové ¢asti datové sady. Pravé na jeji vystup je poté mapovan text z irovneé
stranek a takto strojové anotovana data jsou pouzita k pretrénovani modelu. Rovnéz autori
této prace prozkoumavaji moznost korekce pseudo-stitku jazykovym modelem.

Konfirmacni zkresleni a pretrénovani modela

Jednou z nevyhod modeld trénovanych self-trainingem je jejich konfirmacni zkresleni. Tento
jev nastava pri trénovani na pseudo-stitcich, které obsahuji podobné chyby. Diky konzistenci
v chybéch model ziskava nezadouci jistotu na chybnych datech a tim ztraci schopnost ucit se
a opravovat své chyby [9]. Modely trénované self-training ptistupem jsou rovnéz nachylnéjsi
k pretrénovani [58, 61]. Pretrénovany model je ptili§ prizptusobeny trénovacim dattim a pii
pouziti na jiné datové sadé dosahuje nizsi ispésnosti kvili neschopnosti generalizace.

K zabranéni konfirmac¢niho zkresleni a pretrénovani modelt se do procesu trénovani pri-
davaji rizné druhy regularizace. Zakladnim regulariza¢nim prvkem trénovani je augmentace
dat. Obraz vstupnich fadk muze byt upraven pomoci geometrickych transformaci, zmény
barev, rozostieni nebo priddnim Sumu [58]. Relativné novymi metodami augmentaci dat
jsou maskovaci augmentace [2] podrobnéji popsdna v kapitole 3.2.2, regularizace konzis-
tenci [4, 47] podrobnéji popsdna v kapitole 3.2.3 a technika MixUp [59] podrobnéji popséna
v kapitole 3.2.3. Dalsim zpusobem regularizace je pouziti dropout vrstev v architektufe neu-
ronové sité [9]. Dropout vrstva [49] pfi trénovani neuronové sité ndhodné prerusuje prenos
informaci nékterymi neurony a snizuje tak riziko pretrénovani. Jinym zptsobem regulari-
zace piimo v architektufe neuronové sité je stochasticka hloubka [23]. Ta béhem trénovani
vypousti ur¢ité vrstvy neuronové sité a jejich misto nahrazuje funkci identity. Pouziti sto-
chastické hloubky diky snizeni poc¢tu trénovanych vrstev snizuje i celkovy ¢as potiebny k
natrénovani sité.

3.2.1 Algoritmus anyOCR

Algoritmus anyOCR [24] je prikladem konkrétni metody self-trainingu, ktera se snazi o nej-
vétsi moznou minimalizaci lidské prace v ramci anotace dat. Lidsky vstup je zapotrebi jen
pro pritazeni Unicode znaki shluktim symbolt. Vizualizace procesu trénovani je k dispo-
zici na obrazku 3.2. Zakladnim prvkem metody je vyuziti kombinace segmenta¢niho OCR
systému s OCR systémem bez segmentace (LSTM neuronova sit).

Algoritmus z naskenovanych dokumenti nejdiive extrahuje fadky, z nich nasledné seg-
mentaci ziskd jednotlivé symboly. Ty jsou shlukovany do stejnych tiid pomoci modifikované
varianty algoritmu K-means, kterou autori oznacuji jako Iterativni K-means. Puvodni algo-
ritmus K-means iterativné shlukuje mnozinu N vektort do k t¥id [56]. V ptipadé symbolu
Iterativni K-means shlukuje vektory obsahujici binarizovana obrazova data jednotlivych de-
tekovanych znaka o velikosti 32x32 pixelu, které jsou vycentrované na stred. Iterativni K-
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Obrazek 3.2: Vizualizace self-training algoritmu AnyOCR. Pferusované sipky znézornuji
inicializa¢ni ¢ast trénovani, kterd se provadi pouze jednou. Celé Sipky znazornuji cyklus
trénovani, ktery se opakuje po dobu zlepsovani trénovaného modelu. Prevzato z prace [24].

means je plné automatizovana varianta puvodniho algoritmu, ktera dosahuje pri shlukovani
pismen z historickych dokumentt lepsich vysledki [24]. Kazd4 iterace Iterativniho K-means
algoritmu je zakoncena vypoctem rozmazanosti prumérného obrazu kazdého shluku. Pokud
je shluk prili§ rozmazany, je v dalsi iteraci shlukovani provedeno znovu. Nové k je uréeno
jako pocet prekryvajicich se tvart.

Po Gspésném vytvoreni shlukt jednotlivych znakia je zapotiebi jediny lidsky vstup v
kontextu anotovani dat. Jazykovy expert je prizvan pro prifazeni Unicode znakid jednotli-
vym shlukim. Diky pozicim zndmjm ze segmentace jednotlivych pismen je nyni algoritmus
todu, kde OCR tvotfené LSTM neuronovou sit{ iterativné generuje pseudo-stitky samo pro
sebe do dalsich iteraci trénovani.

3.2.2 Algoritmus AT-ST

Autoti AT-ST [2] se kromé zvyseni uspésnosti OCR neuronové sité vénuji také zvyseni
uspésnosti LSTM jazykového modelu a nésledné je vyuzivaji v kombinaci v rdmci jednoho
OCR systému k dosazeni, co mozna nejlepsich vysledki.

Autori experimentuji s nékolika metrikami vypoctu jistoty pseudo-stitku, pficemz nej-
lepsich vysledka dosahli s jeho posteriorni pravdépodobnosti. Tu urcuji pomoci prefixového
paprskového dekédovani tak, ze pro kazdy tadek [ vygeneruji k hypotéz H = {h1, ho...hy}
spolu s jejich nenormalizovanymi logaritmickymi pravdépodobnostmi C'(h;) a tyto hodnoty
normalizuji pomoci vzorce

exp(C(hg))
2imy exp(C(ha))’

kterym ziskaji posteriorni pravdépodobnosti jednotlivych hypotéz H radku [. Do trénovaci
sady poté pridavaji 1 %, 3 %, 10 %, 32 %, 56 % a 100 % nejjistéjsich strojové anotovanych

vvvvv

Mposterior(l) = P(hg|l) = (32)
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Obrazek 3.3: Ukazky maskovaci augmentace.

Autori rovnéz experimentuji s regularizacni technikou maskovaci augmentace, ktera vy-
chazi z metody Cutout [10]. Ta se pouziva ke zvySeni tispésnosti konvoluénich neuronovych
siti zejména na klasifika¢nich tlohdch a to pomoci odstranéni kontinudlnich ¢asti obrazu.
Samotny Cutout uz byl ale pouzit i pfi trénovani OCR v praci [12], kde rovnéz zvysil
uaspésnost trénovanych modeli. Maskovaci augmentace misto odstranéni ¢asti vstupniho
obrazu nahrazuje vybranou oblast fadku Sumem generovanym z rovnomeérného rozlozeni
pravdépodobnosti, zatimco referenéni prepis zustava stejny. Autorfi [2] uvadéji, ze pouziti
Ssumu misto konstantni barvy pri maskovani poméaha neuronové siti odliSit prazdné mista
od maskovanych mist a tim snizit komplexitu trénovani. Ukazka maskovaci augmentace je
k dispozici na obrazku 3.3.

3.2.3 Self-training algoritmy pouzivané pro klasifikaci

Pouziti self-training algoritmt ve spojeni s OCR je v literature zatim relativné vzacné. Vét-
Sina stavajicich self-training algoritmt demonstruje sviij prinos na klasifika¢nich dlohach.
Koncepty generovani pseudo-stitkd a urcovani jejich jistoty jsou ale prenositelné napric
riznymi tlohami a mohou tedy byt pouzity i pro trénovani OCR. Obrazky 3.4 a 3.5 de-
monstruji pravé zpusoby, kterymi by popisované algoritmy mohly byt vyuzity pro trénovani
OCR pomoci chybové funkce ramcové krizové entropie. Tento zplisob trénovani je popsan
podrobnéji v kapitole 4.3.

Algoritmus FixMatch

FixMatch [47] je algoritmus spadajici do kategorie self-trainingu, mezi jehoz nejvyznam-
néjsi prvky patii augmentace dat pii vytvareni pseudo-stitkl. Vizualizace navrhu pouziti
algoritmu FixMatch pro trénovani OCR je k dispozici na obrazku 3.4. Postup vytvareni
pseudo-stitkd neanotovanych dat algoritmem FixMatch je nasledujici. Algoritmus nejprve
provede slabou augmentaci vstupniho obrazu a nésledné ho zpracuje modelem. Vystup
modelu tvori pravdépodobnostni rozlozeni, které charakterizuje nalezitost vzorku z do jed-
notlivych tfid. Pokud je pravdépodobnost urcité tiidy vétsi nez stanoveny prah, tak je z
vystupu modelu vytvoren pseudo-stitek v podobé one-hot kédu. Nésledné algoritmus apli-
kuje silnou augmentaci na stejny fadek a spolu s vygenerovanym pseudo-stitkem ho zaradi
do trénovaci datové sady.

Algoritmus pfi procesu vytvareni pseudo-stitkll pouziva regularizaci konzistenci. Jedna
se o regulariza¢ni techniku augmentace dat, kterd je vyuzivana v nejmodernéjsich semi-
supervised algoritmech. Cilem regularizace konzistenci je stejna klasifikace neaugmentova-
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Obrazek 3.4: Vizualizace navrhu trénovani OCR pomoci algoritmu FixMatch a ramcové
ki{zové entropie. H(p,q) je znaceni kiizové entropie mezi pravdépodobnostnimi rozloze-
nimi p a q, které reprezentuji vystup neuronové sité a nalezejici pseudo-stitek. Prevzato z
prace [47].

ného neanotovaného vzorku z a augmentovaného neanotovaného vzorku a(z) [4] nasledovné

Do I pmly [ (@) = pmly | (@) |3, (3.3)
i=1

kde n je pocet vzorka v trénovacim vzorku, x; je i-ty vzorek v trénovacim vzorku, « je
funkce slabé augmentace a p,, je pravdépodobnostni prislusnost vzorku z; k jednotlivym
tridam modelu m. Jak «, tak p,, jsou stochastické funkce, z ¢ehoz plyne, Ze se od sebe
vyrazy budou lisit. Autofi [47] implementovali algoritmus FixMatch pro klasifikaéni dlohu,
pri trénovani se tak kromé chybové funkce 3.3 vyuziva kiizova entropie

n
Lep ==Y _tilog(pi), (3.4)
=1

kde n je pocet t¥id, ¢; je pseudo-stitek a p; je normalizovana pravdépodobnost i-té t¥idy [27].
Vyuziti k¥izové entropie neni nutné prekazkou pro pouziti algoritmu FixMatch k trénovani
OCR. I pres dnes standardni pouzivani chybové funkce CTC pro trénovani OCR neuro-
nové sité, autori [30] pouzili rdmcovou kfizovou entropii bez vétsiho poklesu tspésnosti
trénovaného modelu.

Origindlni FixMatch algoritmus pii trénovani vyuziva tvrdé pseudo-stitky (one hot kéd).
V oblasti rozpozndni feci ale autori [38] prisli i s verzi algoritmu, kterd pracuje s mékkymi
pseudo-stitky. Experimentalné pak ukdazali, ze tento pristup je vyhodnéjsi nez ptvodni
pristup s tvrdymi Stitky, jelikoz je schopny eliminovat chyby v pseudo-Stitcich vzniklé na
nejednoznac¢nych mistech.

Algoritmus MixMatch

Algoritmus MixMatch [4] ma nékteré prvky spolecné s algoritmem FixMatch, zdsadné se
ale 1isi ve zpusobu generovani pseudo-Stitkt. Vizualizace generovani pseudo-stitka je na
obrazku 3.5. Pro kazdy neanotovany vzorek x se vygeneruje K jeho augmentovanych verzi.
Tyto verze jsou nésledné zpracovany modelem, z jehoz vystupu algoritmus dostane prav-
dépodobnostni rozlozeni prislusnosti vzorku do jednotlivych tiid. Pravdépodobnostni roz-
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Obrazek 3.5: Vizualizace generovani pseudo-s$titkti algoritmem MixMatch pro trénovani
ramcovou kiizovou entropii. Pfevzato z prace [4].

lozeni piislusnosti jednotlivych augmentaci vzorku se nasledné priméruji. Primér pravdé-
podobnostniho rozlozeni je dédle zaostfen pomoci vztahu

Lt
S, T)i=pl /> pl, (3.5)
j=1

kde p je primérné pravdépodobnostni rozlozeni vSech augmentaci vzorku z a T je hyper-
parametr teploty. Teplota ostfeni udava, jak moc budou stitky tvrdé. Pri teploté T'— 0 se
pseudo-stitky blizi tvrdé varianté [4].

Déle pfi trénovani vyuzivd algoritmus MixMatch regularizacéni techniku ué¢eni MixUp [59]
kterou v nasledujicich fadcich demonstruji na datové sadé pro trénovani OCR. MixUp z
trénovaci datové sady vezme dva nadhodné fddky x;, z; a jejich pfepisy y;, y; a z jejich kom-
binace vytvori novy rfadek a jemu odpovidajici prepis, ktery se v datové sadé nenachézi,
nasledovné

T =Ax; + (1= Nz, (3.6)

7=y + (1= N)y;. (3.7)

Parametr A urcuje pomér puvodnich radka pri tvorbé nového a ziskava se z beta rozlozeni
Beta(a, a), kde a € (0,00). MixUp prispiva k regularizaci neuronové sité a jeji odolnosti
vuéi uceni se z chybnych stitka [59]. Technika MixUp byla origindlné predstavena pro
trénovani klasifika¢nich neuronovych siti, autori [35] ale techniku tispésné adaptovali i na
uceni OCR s chybovou funkci CTC.

Algoritmus Noisy Student

Algoritmus Noisy Student [58] je zajimavy kombinaci dvou véci - pouzivanim nékolika
zdroju regularizace a faktu, Zze model studenta je vétsi nez model ucitele. Trénovani modelu
studenta natrénovanym modelem ucitele je relativné bézna zalezitost. Vétsinou je ale model
studenta mensi nez model uéitele a trénovani probiha s cilem vytvoreni rychlejstho modelu,
jedna se o koncentrovani znalosti. Algoritmus Noisy Student cili naopak na expanzi znalosti,
a to pomoci uspésného modelu uditele, ktery vytvari pseudo-stitky neanotovanych dat, jez
jsou pri trénovani zaroven augmentovana.

Vizualizace prubéhu algoritmu je k dispozici na obrazku 3.6. Algoritmus zac¢ind tré-
novanim prvniho modelu uéitele na anotovanych datech L. Natrénovany model ucitele je
nasledné pouzit k vygenerovani pseudo-stitkd neanotovanych dat U. Algoritmus je pfi tom
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Obrazek 3.6: Vizualizace trénovani neuronové sité algoritmem Noisy Student. Piferusované
linky znézornuji kroky algoritmu, které probihaji pouze béhem prvni iterace algoritmu.

nezavisly na konkrétni podobé pseudo-stitki, ty mohou byt tvrdé i mékké. Nasledné jsou
sloucena data L s daty U a trénuje se na nich novy model studenta, ktery je bud stejné
velky nebo vétsi nez model ucitele. Natrénovany student se stava novym ucitelem a generuje

Model ugcitele

Zpracovani

neanotovanych dat NEEmERUEE e

Student se stava

novym ucitelem

nové pseudo-stitky pro nového studenta [58].

Regularizace je v prubéhu trénovani aplikovana jak na trénovaci data, tak na model
samotny. Trénovaci data jsou augmentovana geometrickymi transformacemi a pridanim

sumu. Model je regularizovan pomoci dropout vrstev a stochastické hloubky.
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Kapitola 4
Navrh reseni

Ve své diplomové préci jsem se v ramci zaméfeni na vyuziti neanotovanych dat pro trénovani
OCR rozhodl orientovat na vyzkum oblasti self-training algoritmii. Mnou navrzené piistupy
vychézi z existujicich algoritmil popsanych v kapitole 3 a pevné véfim, ze je obohacuji o
nové myslenky. Za klicovy prvek, ktery tato prace prindsi, a ktery vétsina algoritmi v
kapitole 3 postrada, povazuji vyuziti jazykového modelu ke korekci pseudo-stitkt. Druhym
klicovym prvkem této prace je pak vyuziti mékkych pseudo-stitkn, jejichz pouziti se v
nékolika piipadech ukézalo jako benefitujici tspésnosti cilovych modela [38, 58]. V téchto
pripadech se ale nejednalo o pouziti pro trénovani OCR neuronové sité.

Navrhovand vylepseni nejsou zavisla na konkrétni self-training metodé. Ve své préci jsem
se je rozhodl integrovat do Feseni podobného praci AT-ST [2], kterd patii k nejmodernéjsim
pristupim vyuziti neanotovanych dat pro trénovani OCR. Za klicovou souc¢ast, kterou mé
feseni prebira z AT-ST, povazuji bezpochyby vyuziti maskovaci augmentace. Ta je dilezitym
regulariza¢nim prvkem, ktery by teoreticky mél zabranovat pretrénovani sité, coz je jeden
z problému vyuziti self-training metod [58, 61]. Pouziti maskovaci augmentace by zaroven
meélo vést ke zlepseni implicitné modelované jazykové znalosti OCR neuronové sité. V ¢lanku
AT-ST pak byla maskovaci augmentace schopné zvysit ispésnost cilového modelu az o 10 %.

Navrhovany pristup trénovani je pak néasledujici, méjme anotované data L. a L. L. jsou
data cilova, na kterych chceme, aby model dosahoval optimalni Gispésnosti a Ls jsou data
souvisejici, kterd jsou do trénovani pridavana proti pretrénovani sité na malém mnozstvi
dat cilovych. Déle méjme pocatecni model My, ktery je trénovan na datech L. U L. Natré-
novany pocateéni model M, je pouzit pro vygenerovani strojovych anotaci neanotovanych
dat U. Na L.UL;UU je pak natrénovan cilovy model M.. Vizualizace navrhované metody,
uz s korekci pseudo-stitku jazykovym modelem, je k dispozici na obrazku 4.1.

4.1 Korekce pseudo-stitkti jazykovym modelem

Strojové anotace ziskané z pocatecniho modelu M, piirozené obsahuji chyby. S nimi se
v zasadé lze vyrovnat dvéma zpusoby - pouzitim pouze nejjistéjSich strojové anotovanych
dat s nejméné chybami nebo jejich korekce. Vybirani nejjistéjsich strojové anotovanych dat
ma hned nékolik tiskali. Prvnim tskalim je netrivialni vybér metriky pro vypocet jistoty.
V predchozi kapitole bylo predstaveno hned nékolik takovych metrik. Druhym tskalim je
vybér podilu nejjistéjsich strojové anotovanych dat, protoze i s idedlni metrikou jistoty
bude pro riazné podily dosahovat cilovy model M. rtznych dspésnosti. V piipadé podilu
obsahujiciho jen nejjistéjsi data se uspésnost cilového modelu nemusi nijak vyrazné zlepsit
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Obrazek 4.1: Navrzena metoda trénovani s korekci pseudo-stitki jazykovym modelem. Mod-
rou barvou jsou oznac¢eny OCR modely, fialovou barvou je oznaceny jazykovy model.

a v pripadé prilis velkého podilu obsahujictho velké mnozstvi chyb se dokonce tispésnost
cilového modelu muze zhorsit [16].

K dosazeni idealnich vysledka navrhuji vyuzit jazykovy model pfi dekédovani vystupu
OCR neuronové sité pomoci prefixového paprskového dekédovani. Jazykovy model umoz-
nuje spocitat pravdépodobnost dané sekvence pismen v jazyce a pravé tato pravdépodob-
nost muze byt vyuzita pfi vypoc¢tu pravdépodobnostniho skére jednotlivych paprsku (hy-
potéz) podle nésledujiciho vzorce

log S(a) = log So(a) + alog Si.(a) + Blal, (4.1)

kde So je skore pocateé¢niho modelu, Sy, je skére jazykového modelu, « je vaha jazykového
modelu, § je vkladovy bonus a |a| je délka hypotézy a v poctu znaku [2]. Vizualizace
procesu trénovani obohaceného o korekci pseudo-stitkt jazykovym modelem je k dispozici
na obrazku 4.1.

Hodnoty ziskané ze vztahu 4.1 pak mohou byt pouzity pro vypocet posteriornich prav-
dépodobnosti jednotlivych hypotéz podle vztahu 3.2. Jazykovy model timto zpisobem muze
byt pouzit ke korekci pseudo-stitku, vypoctu jeho jistoty a tedy i rozhodnuti o jeho zarazeni
¢i nezarazeni do trénovaci sady.

Prace [15] trénuje cilovy model na strojové anotovanych fadcich, které jsou do trénova-
cich vzorku pfidavany s pravdépodobnosti rovné jejich jistoté. Toto dynamické zatazovani
strojové anotovanych dat do trénovaci datové sady je vyhodné, protoze neni tfeba stanovit
pevny podil strojové anotovanych dat, kterd se maji pouzit pro trénovani. Zde bych chtél
navrhnout podobny pristup k trénovani nevyzadujici nastaveni konkrétniho prahu a to va-
hovani gradient podle jistoty odpovidajicich pseudo-stitkti. V praxi to znamend trénovani
cilového modelu na vsech strojové anotovanych datech a nasobeni gradientt téchto dat je-
jich jistotou tak, ze méné jisté pseudo-stitky budou mit mensi vliv na apravu vah neuronové
sité v prubéhu trénovani.

4.2 CTC a vahované varianty pseudo-stitkt

Self-training metody obvykle pii vytvareni trénovaci datové sady kladou diraz na vybér

evv s

strojové anotovanych dat s nejjistéjSimi pseudo-stitky. Pseudo-stitky s nizsi jistotou obsahuji
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Obrazek 4.2: Vizualizace trénovani neuronové sité chybovou funkci CTC na mékkych
pseudo-stitcich.
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Obrazek 4.3: Ukazka tadku a jeho mékkého pseudo-Stitku jehoz chyby jsou lokalizované
pouze v urcité oblasti.

Castéji chyby a jejich pritomnost v trénovaci sadé miize snizit ispésnost trénované neuronové
sité [9]. Standardné jsou poté pii trénovani OCR neuronovych siti pouzivany tvrdé pseudo-
stitky. Jednd se pseudo-stitky s pravdépodobnosti 1, tedy pripad kdy je vstupnimu radku
pritazen jeden konkrétni prepis povazovany za spravny [17]. Pouziti tvrdych pseudo-stitku
u strojové anotovanych dat, ktera obsahuji chyby, ale muze snizit ispésnost neuronové site,
protoze pseudo-stitky s nizkym poctem chyb maji pfi trénovani stejnou vahu jako nejisté
pseudo-Stitky s vyssim poctem chyb [34].

Tento jev miize pomoci odstranit trénovani neuronové sité s mékkymi pseudo-stitky, viz
obrazek 4.2. K jednomu trénovacimu radku v tomto pripadé nalezi nékolik nejpravdépo-
dobnéjsich variant pseudo-stitku namisto ptvodni jedné varianty s pravdépodobnosti 1 v
pripadé tvrdych pseudo-stitkt. Pri trénovani je pak gradient jednotlivych variant pseudo-
Stitku vynédsobeny jistotou varianty. Prace [38, 58] dokladaji, ze model trénovany timto
zpusobem muze dosdhnout lepsi ispésnosti nez pri trénovani na tvrdych pseudo-stitcich.

Benefit pouziti mékkych pseudo-stitka je rovnéz demonstrovan na obrazku 4.3. V oka-
mziku, kdy se neuronova sit uci na k variantach pseudo-stitku, kde je suma jejich pravdé-
podobnosti rovna 1, zustava prepis v jistéjsich oblastech radkia stejny napiic¢ variantami a
jeho kumulativni pravdépodobnost je blizka 1. Zatimco v méné jistych oblastech radku se
varianty pseudo-stitku lisi, tim vznika Sum a neuronova sif se tak primarné ud¢i z jistéjsich
oblasti. Trénovanim na mékkych pseudo-stitcich ale model ziskava i relevantni informace
o mozném vyskytu jiného nez nejpravdépodobnéjsiho znaku. Piikladem jsou znaky, které
jsou si podobné napft. i, i.

V praxi navrhuji pro neanotovany radek generovat k nejpravdépodobnéjsich hypotéz
pomoci prefixového paprskového dekdédovani vyuzivajiciho jazykovy model a tyto hypotézy
pouzit jako varianty mékkého pseudo-stitku. Posteriorni pravdépodobnosti jednotlivych va-
riant pseudo-$titku pak navrhuji vyuzit jako jejich jistotu (vahu), viz obrézek 4.2.
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4.3 Ramcova krizova entropie

Alternativnim pristupem k trénovani neuronové sité pomoci chybové funkce CTC je tré-
novani pomoci ramcové kiizové entropie [30]. Autofi [30] byli schopni experimentalné do-
sahnout podobnych vysledku jako pri pouziti chybové funkce CTC, ale jejich prace se ne-
zabyvala self-training algoritmy a vyuzitim mékkych pseudo-stitkd. Trénovani ramcovou
kiizovou entropii ma nevyhodu nutné znalosti pozic jednotlivych znaka ve vstupnim radku.
To je jednim z dtivodi, proc¢ se standardné pouziva chybova funkce CTC, ktera tuto znalost
nevyzaduje. Varianty meékkého pseudo-stitku, vygenerované algoritmem popsanym v kapi-
tole 4.2, navrhuji zarovnat na pozice ve vstupnim radku pomoci nasledujiciho algoritmu.

Pseudo-stitek pro trénovani s ramcovou kiizovou entropii ma podobu matice, kde osa y
reprezentuje pravdépodobnost symbolu a a osa x predstavuje ¢asovou osu vstupniho obrazu
diskretizovanou na ramce, viz obrazek 4.4. Matice tak obsahuje pro kazdy ramec pravdépo-
dobnosti vSech symbolu nachazejicich se na vystupu OCR neuronové sité. Pomoci prefixo-
vého paprskového dekddovani a jazykového modelu je na zakladé vystupu OCR neuronové
sité vygenerovano k hypotéz. Kazda hypotéza je zarovnana na vystup OCR neuronové sité
pomoci Viterbiho algoritmu [13]. To znamend, Ze kazdému symbolu hypotézy je piifazen
unikatni index popisujici jeho pozici na ose x, tedy pozici na které se symbol nejpravdé-
podobnéji nachazi na zakladé vystupu OCR neuronové sité. Pozice, kterym neni v ramci
jedné hypotézy prifazen zadny symbol, je prifazen prazdny symbol €. VSechny zarovnané
symboly (vCetné €) v ramci jedné hypotézy maji pravdépodobnost 1, ostatni symboly maji
pravdépodobnost 0. Pravdépodobnost p,, symbolu s indexem y pro rdmec = v pseudo-stitku
se pocitd nasledovné

n
Pzy = Z qi * Tizy, (4.2)
=0

kde g; je posteriorni pravdépodobnost i-té hypotézy a 7., je pravdépodobnost y-tého znaku
na pozici z-tého ramce i-té hypotézy. Piiklad zarovnani hypotéz do matice pseudo-stitku
je k dispozici na obrazku 4.4.
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nepritelem | 0.6
neprilelem 0.2
nepritelem 0.1
nepcitelem | 0.05
nepritelen | 0.05

Obrazek 4.4: Vizualizace zarovnani hypotéz generovanych prefixovym paprskovym deko-
dovanim a jazykovym modelem do matice pravdépodobnosti symbol-ramec, kterd se pri
trénovani ramcovou krizovou entropii pouziva jako pseudo-stitek. V levé ¢asti obrazku jsou
zobrazeny hypotézy a jejich posteriorni pravdépodobnosti, uprostied je pak zobrazena ma-
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tice v niz hypotézy zarovnané. Prazdné policka v matici maji pravdépodobnost 0.
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Kapitola 5

Implementace

Tématu diplomové prace jsem se vénoval v ramci spoluprace na projektu PERO'. Kéd
vSech experimentl je psany v programovacim jazyku Python 3. K jejich provedeni jsem
vyuzil dva repozitare spadajici pod projekt PERO, jejichz jsem spoluautorem. Repozitar
pero-ocr” je vefejné dostupny na webové platformé Github, ktera slouzi k verzovani kédu a
zaroven je dostupny v ramci Pythonovského spravce balickt pip. Druhy pouzity repozitar
se jménem pero je soukromy a slouzi pro interni vyzkum a vyvoj OCR softwaru pred jeho
nasazenim do produkce. Neuronové sité jsou implementovany v knihovné Pytorch?, p¥icemz
k trénovani LSTM jazykového modelu jsem pouzil knihovnu BrnoLM®*.

Veskera implementovand funkcionalita v ramci diplomové prace byla pridana do repo-
zitare pero. Mnou implementovany kod pak v zasadé lze rozdélit na dvé ¢asti - kod slouzici
ke zpracovani datovych sad a kdéd zabyvajici se samotnym trénovanim. Skriptt slouzicich
k vytvareni datovych sad je nékolik a podporuji tvorbu datové sady s vicero referenénimi
prepisy pro jeden tadek, kde kazdy prepis ma svoji vahu a tvorbu datové sady s referenc-
nimi pfepisy ve formé pravdépodobnostni matice pro trénovani rdmcovou kiizovou entropii.
Rovnéz tyto skripty umoznuji spojovani existujicich datovych sad, duplikaci fadk anebo
fazeni a vybér fadku podle jejich véhy (jistoty).

V kontextu koédu tykajicitho se samotného trénovani jsem implementoval vihovanou
CTC chybovou funkci a chybovou funkci rdmcové kiizové entropie, které v knihovné Py-
torch chybi. Pii trénovani standardnich CTC neuronovych siti pomoci nastroji v repozi-
tari pero jsou dulezitou soucasti kodu tfidy pracujici s datovymi sadami. Do téchto tiid
jsem implementoval podporu pro préaci s vahovanymi referenénimi prepisy. Tuto funkciona-
litu rovnéz vyuziva novy trénovaci skript, ktery byl pouzit v experimentech s vihovanymi
pseudo-Stitky a variantami pseudo-stitki. Kromé experimentti provedenych v této praci je
mozné vyuzit tuto novou funkcionalitu k doladéni vah neuronovych siti na specificka data.
Prikladem takového doladéni je adaptace OCR na nova data difive nevidéného stylu. Stava-
jici OCR neuronova sit mtze byt pretrénovana na ptvodni trénovaci datové sadé sloucené
s nové dostupnymi daty, kterym ale bude zvySena véha (dulezitost). Do tfid pracujicich
s datovymi sadami v pribéhu trénovani jsem rovnéz implementoval podporu pro praci s
referencni prepisy ve formé matice pravdépodobnosti, viz kapitola 4.3. Pro praci s timto
formatem anotaci jsem rovnéz vytvoril samostatny trénovaci skript. I pres nepresvédcivé

"https://pero.fit.vutbr.cz/
Zhttps://github.com/DCGM/pero-ocr
3https://pytorch.org/
“https://github.com/BUTSpeechFIT/BrnoLM
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vysledky trénovani ramcovou kiiZzovou entropii dosazenych v této praci, prace [30] doklada
jeji vyuzitelnost v budoucim vyzkumu.
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Kapitola 6

Experimenty

Vsechny nové navrzené metody vyuziti neanotovanych dat pro trénovani OCR jsem po-
stupné experimentalné otestoval. Nejprve jsem se zabyval vlivem mnozstvi cilovych anoto-
vanych dat na uspésnost modelu pro konkrétni datovou sadu, ktera byla pouzita ve vSech
experimentech. Diky tomu je v dalsich experimentech zkouména tspésnost modeli na dvou
trénovacich datovych sadach, kde kazda obsahuje rizné mnozstvi cilovych anotovanych
dat. Nasledné jsem zkoumal vliv korekce pseudo-stitki jazykovym modelem na tspésnost
cilového modelu. Tento experiment jsem provedl pro rizné podily nejjistéjsich strojové ano-
tovanych dat a z vysledkt vyplyva, ze korekce pseudo-stitka jazykovym modelem skutecné
benefituje Gspésnosti cilovych modeld. K dosazeni nejlepsich vysledki je ale tfeba zvolit
idealni podil nejjistéjsich strojové anotovanych dat pro trénovani, coz je obtizné. Dalsi ex-
periment zkoumé piinos trénovani neuronové sité pomoci strojové anotovanych dat, ktera
maji prifazenou vahu podle jejich jistoty. Tento pristup je vyhodny, protoze neni zapotiebi
trénovat neuronovou sit na uréitém idélnim podilu nejjistéjsich strojové anotovanych dat.
Dalsi experimenty se pak vénuji trénovani neuronové sité pomoci mékkych pseudo-stitka
a to pomoci vahované CTC chybové funkce a ramcové krizové entropie. Byt vétsina cilo-
vych modeli trénovanych na mékkych pseudo-stitcich dosahuje znacného zlepseni oproti
pocatecnim modeltim, nedosahuji tyto modely takového zlepseni jako modely trénované na
tvrdych pseudo-stitcich.

Vysledky vSech experimenti porovnavam s praci AT-ST [2], kterd na totoznych datech
zkouma vyuziti tvrdych pseudo-stitkti bez korekce jazykovym modelem. Diky provedeni
experimenti na stejnych datech a se stejnym nastavenim lze vysledky pifimo porovnat
a Uspénost metody AT-ST uvadim jako referenéni vysledek, viz tabulka 6.4. Uspésnost
modeli pak uddvam v metrice CER [31] (chybovost znaki), kterd se poc¢ita nasledovné

S+I+D
CER = % %100, (6.1)

kde N je pocet znaku reference a S, I, D jsou pocty znakl prepisu, které jsou zménéné,
vloZené a smazané vici referenci. Cim nizsf je hodnota CER, tim Gspésnéjsi je zkoumany
model. U vSech modeli bylo k ziskani strojového prepisu pro vypocet chybovosti CER pou-
zito hladové dekédovani. Kromé rychlostniho benefitu je toto dekdédovani pouzito v AT-ST,
a tak je vhodné jej rovnéz vyuzit kvili primé porovnatelnosti. Pouzitim prefixového paprs-
kového dekdédovani, viz kapitola 2.4, by velmi pravdépodobné bylo dosazeno nizsi chybovosti
CER v obou pracich, ale vzhledem k nulovému efektu na trénovani a tedy na kvalitu mo-
delit samotnych je volba dekédovani pro porovnani nedtlezita. Opak plati pro generovani
pseudo-stitkd, jejichz kvalita ma na trénovani a cilovy model vliv a proto jsem pro jejich
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Obrazek 6.1: Architektura OCR neuronové sité. U konvolu¢nich vrstev je vyznacen pocet
filtra a jejich velikost, u Max-Pooling vrstev je vyznacen prostorovy krok a u LSTM vrstev
je vyznacena velikost skrytého stavu.

generovani prefixové paprskové dekédovani pouzil. V praxi se pak kazdy miize rozhodnout

vvvvv

prskové dekdédovani.

Architektury neuronovych siti

Jak architektura OCR neuronové sité, tak architektura LSTM jazykového modelu je shodna
s architekturou referen¢niho feseni AT-ST [2] kvuli moznosti pfimého porovnani. Architek-
tura OCR neuronové sité vychazi z CRNN [45], kde jsou konvoluéni bloky nésledované
BLSTM rekurentnimi vrstvami, viz obrazek 6.1. Vahy konvolu¢nich vrstev byly inicializo-
vany pomoci vah z predtrénované neuronové sité VGG16 [60]. Lokalizované a vyfiznuté
vstupni fadky maji konstantni vysku 40 pixeli a variabilni sitku W. Vystup neuronové sité
ma pak rozméry W/4x |V|, kde |V| je pocet prvki mnoziny vystupnich symbola zahrnujici i
prazdny symbol e. OCR modely byly trénovany 250 000 epizod optimaliza¢nim algoritmem
Adam a rtznymi chybovymi funkcemi odvijejicimi se od konkrétniho experimentu - ori-
ginalni CTC, vahovand CTC a ramcova kiizova entropie. Na zac¢atku trénovani byl ucici
koeficient nastaven na hodnotu 2 x 10™* a jeho hodnota se skokové snizovala na polovinu
po 150 a 200 tisicich epizodach trénovani. Velikost trénovaciho vzorku byla nastavena na 32.
Jazykovy model je implementovany jako LSTM neuronova sit [51] se dvéma vrstvami
s velikosti skrytého stavu 1 500. Znaky na vstupu neuronové sité jsou zakédovany formou
embeddingu s dimenzi 50. Pri trénovani byl pouzit optimalizacni algoritmus SGD bez mo-
menta. Na zac¢atku trénovani byl ucici koeficient nastaven na hodnotu 2.0 a jeho hodnota
se skokové snizovala na polovinu pokazdé, kdyz se prestala zlepsovat perplexita modelu na
valida¢nich datech. Pri vytvareni pseudo-stitki prefixovym paprskovym dekédovanim byla
vaha jazykového modelu a pro vypocet jistoty pseudo-stitku podle vztahu 4.1 nastavena
na hodnotu 0.4. Pocet paprskii dekédovani K byl nastaven na 16 a hodnota vkladového
bonusu S na 1.0. AT-ST uvadi, Zze nizké hodnoty parametru 8 vedou k vétsimu poctu
smazanych znaka ve vysledném prepisu a naopak vyssi hodnoty vedou k lepsimu poméru
vlozenych a smazanych znaki, zaroven s vyssimi hodnotami ale roste i chybovost.

6.1 Datové sady

Experimenty jsem provedl na ru¢né psanych datech, kterd jsou shodna s daty pouzitymi v
AT-ST [2]. Pouzitd data jsou rozdélena do t¥{ disjunktnich skupin - cilovd anotovana data,
cilova neanotovand data a souvisejici anotovans data, viz tabulka 6.1. Uéelem self-trainingu
je zvysSeni uspésnosti modelu na cilovych datech. Souvisejici data jsou vizualné podobna
dattm cilovym a do trénovani se pridavaji kvili nizkému poc¢tu anotovanych cilovych dat
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Tabulka 6.1: Pocty fadku v pouzitych datovych sadach.

Trénovaci Valida¢ni Testovaci
Souvisejici anotované radky 189 805 — 700
Cilové anotované radky 9194 1415 860
Cilové neanotované radky 1 141 566 — —

MMMM‘P

(a) ICDAR 2017 READ dataset.
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(b) ICFHR 2014 Bentham dataset.
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(c) Dataset od Bentham projektu.

Obrazek 6.2: Ukazky tadkt z pouzitych datovych sad.

s cilem lepsi generalizace modelu. Souvisejici anotovana data obsahuji fadky z ICDAR 2017
READ datasetu [53], cilovd anotovanad data obsahuji fadky z ICFHR 2014 Bentham data-
setu [52]. Cilové neanotované fadky pochézeji z datasetu ziskaného od Bentham projektu'.
Ukazky tadkt z jednotlivych datovych sad jsou k dispozici na obrazku 6.2. READ dataset
obsahuje stranky psané v némcing, italstiné a francouzstiné. Bentham dataset a dataset
ziskany od Bentham projektu obsahuje stranky psané v angli¢tiné raného 19. stoleti.

Jazykovy model byl trénovan na datasetu Wikitext-103 [33], ktery obsahuje pfiblizné
530M znaka (103 M anglickych slov) a na anotovanych cilovych datech pochézejicich z
ICFHR 2014 Bentham datasetu.

Vétsina experimenta byla provedena na dvou rizné velkych datovych sadach, které zkou-
maji vliv mnozstvi dostupnych cilovych anotovanych dat na tspésnost OCR neuronové sité.
Mala datova sada obsahuje 10 % cilovych anotovanych dat, kterd byla vybrdna ndhodné.
Velké datova sada obsahuje 100 % cilovych anotovanych dat, kterym byla pfi trénovani
zvednuta vaha pomoci 10x cCastéjsitho vyskytu v trénovacich datech. Toto mnozstvi anoto-
vanych dat bylo pouzito jak k natrénovani jednotlivych pocatec¢nich OCR neuronovych siti,
tak k natrénovani prislusnych jazykovych modela.

Augmentace dat

Kromé maskovacich augmentaci popsanych v sekci 3.2.2 byly na data pii trénovani apli-
dani sumu. Geometricka transformace byla na radek aplikovana s pravdépodobnosti 0.66
a zahrnovala posunuti, zkoseni a zménu méritka radku. S pravdépodobnosti 0.1 byl do
vyfiznutého radku pridan Gaussiv Sum, jehoz smérodatna odchylka byla generovana z rov-
nomérného rozlozeni pravdépodobnosti s minimem 1 a maximem 12. Rozostien{ vstupniho
obrazu probihalo dvéma zpiisoby a to rozostfenim pohybem s pravdépodobnosti 0.16 a
defocus rozostfenim s pravdépodobnosti 0.1, jehoz jadro modeluje rozptylova funkce. Oba
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Obrazek 6.3: V levém grafu je vizualizovan pomér souvisejicich a cilovych anotovanych
dat pro jednotlivé varianty trénovaci datové sady. V pravém grafu jsou vysledky modela
trénovanych na jednotlivych variantach trénovaci datové sady mérené v CER na testovaci
datové sadé. Modrie jsou oznaceny souvisejici data a oranzové cilova data. V pravém grafu
jsou teckovanymi linkami vyznacené Gspésnosti pozdéji pouzivanych pocateénich modeli.

zpusoby rozostieni pii tom mohli byt pouzity souc¢asné. Korekce barev vstupniho fadku pak
byla provedena s pravdépodobnosti 0.33, pricemz hodnota rozsahu aplikované operace byla
generovana z rovnomérného rozlozeni pravdépodobnosti s maximem 0.3 pro jas, 0.4 pro
kontrast, 0.8 pro saturaci a 0.3 pro odstin. Znaménko hodnoty rozsahu operace pak bylo
zvoleno zcela ndhodné a s nim tedy i smér barevné korekce. S pravdépodobnosti 0.25 pak
byla u vstupniho obrazu provedena gamma korekce s hodnotou v generovanou z rovnomeér-
ného rozlozeni pravdépodobnosti s minimem 0.5 a maximem 1.5. Maskovaci augmentace
byla aplikovana s pravdépodobnosti 0.5. Poc¢et maskovanych oblasti byl pak ziskan z bino-
mického rozlozeni pravdépodobnosti, kde hodnota n byla rovna délce radku v pixelech a
p = 0.005. Vyska maskované oblasti odpovidala vysce radku a jeji délka byla ziskana z rov-
nomérného rozlozeni pravdépodobnosti, kde minimum ¢inilo 0.125 vysky fadku a maximum
bylo rovno vysce radku.

6.2 Vliv mnozstvi cilovych anotovanych dat

Pokud trénovaci datova sada obsahuje malé mnozstvi dat, miize snadno dojit k pfetrénovani
neuronové sité. Self-training metody pak pravé s malym mnozstvim dat pocitaji, ostatné
nedostatek anotovanych dat je jednim z divodu jejich vyuziti. Do trénovaci datové sady se
kvili nizkému poctu cilovych anotovanych dat pridavaji souvisejici anotovana data s cilem
lepsi generalizace trénovaného modelu a mensi pravdépodobnosti pretrénovani. V tomto
experimentu ovéruji, jaky vliv ma rizné mnozstvi cilovych anotovanych dat v kombinaci se
stabilnim poc¢tem souvisejicich anotovanych dat na tspésnost pocatecniho modelu. Zaroven
se tento experiment snazi validovat vybér mnozstvi cilovych anotovanych dat pouzitych k
vytvoreni pocatecnich modeld pouzivanych v dalsich experimentech pro generovani strojo-
vych anotaci.

V ramci experimentu jsem vytvoril nékolik trénovacich datovych sad, které vzdy obsa-
hovaly 100 % souvisejicich anotovanych dat a odlisné procento cilovych anotovanych dat.
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Jednotlivé varianty konkrétné obsahovaly 10 % a 50 % néhodné vybranych cilovych dat,
100 % cilovych dat a poté zndsobené pocty cilovych dat, tedy konkrétné byly v trénova-
cich datovych sadach cilova data 5x castéji, 10x Castéji a 20x Castéji. Vizualizace pomeéru
cilovych a souvisejicich anotovanych dat v jednotlivych trénovacich datovych sadéch je k
dispozici na obrazku 6.3a.

Vysledky experimentu jsou k dispozici na obrazku 6.3b. Zatimco pti vybéru pocatec-
niho modelu reprezentujici malou dostupnost cilovych anotovanych dat dava od zacatku
smysl vzit model trénovany na 10 % cilovych anotovanych dat, tak u pocateéniho modelu
reprezentujici vétsi dostupnost cilovych anotovanych dat je vybér konkrétniho modelu slo-
trénovaci datové sadé déle zvysuje tispéSnost trénovaného modelu. Tento jev je pravdépo-
dobné zplisoben snahou neuronové sité adaptovat se zejména na souvisejici data, kterych
je ve vsech trénovacich datovych sadach vice a v nékterych vyrazné vice (varianty s 10 %,
50 % a 100 %). Pficemz u trénovacich datovych sad s vyrazné rostoucim pomérem cilovych
dat vuci souvisejicim datim prirozené klesia chybovost na cilové testovaci datové sadé a
roste chybovost na souvisejici testovaci datové sadé. Jako pocatecni model modelujici vétsi
dostupnost cilovych anotovanych dat je tak vhodné zvolit pravé jeden z modeli s nasob-
nym vyskytem cilovych dat v trénovaci sadé, protoze u téchto modell se neuronova sit uz
vyraznéji nesnazi adaptovat na souvisejici data. Rozdil ve vzajemné tspésnosti téchto mo-
deld tim padem neni tak markantni jako u modeli trénovanych s mensimi podily cilovych
anotovanych dat. Pro generovani strojovych anotaci v dalSich experimentech jsou pouzity
vybrané modely pravé z tohoto experimentu. Konkrétné tedy pro datovou sadu simulujici
malé mnozstvi dostupnych cilovych anotovanych dat je pouzit model trénovany na 10 %
cilovych anotovanych dat a pro datovou sadu simulujici vétsi mnozstvi dostupnych cilovych
anotovanych dat je pouzit model trénovany s 10x ¢astéjsim vyskytem cilovych anotovanych
dat, viz tabulka 6.3.

6.3 Korekce pseudo-stitkli jazykovym modelem

Pouziti pseudo-stitka s korekci jazykovym modelem pro trénovani mé za cil zvysit tspés-
nost cilového modelu vice nez pouziti stejnych pseudo-stitki bez korekce. Dilezitym prvkem
self-trainingu je pak vybér nejjistéjsich strojové anotovanych dat. Selekce optimalni met-
riky pro vypocet jistoty pseudo-stitku ani volba mnozZstvi strojové anotovanych dat pro
trénovani ovsem nejsou trivialni zalezitosti. Tento experiment zkoumé zvyseni tispésnosti
cilového modelu pri korekci pseudo-stitkil jazykovym modelem a otazku, jaky je idedlni
podil nejjistéjsich strojové anotovanych dat v trénovaci sadé.

Vysledky experimentu jsou piimo porovnatelné s AT-ST [2], kde byly pouzity pseudo-
stitky bez korekce jazykovym modelem. Stejné jako v AT-ST bylo v jednotlivych variantach
experimentu priddno do trénovaci sady 1 %, 3 %, 10 %, 32 %, 56 % a 100 % nejjisté&jsich
strojové anotovanych dat. Jako metrika jistoty strojové anotace byla pouzita jeji posteri-
orni pravdépodobnost, viz kapitola 4.2. V pripadé dvou radku se stejné pravdépodobnym
strojovym prepisem byl do trénovaci sady pridan ten delsi. Vysledky nejlepsich AT-ST mo-
del jsou oznaceny jako referencni, obrazek 6.4 pak obsahuje graf ispésnosti vSech modela
AT-ST.

Na obrazku 6.5 jsou k dispozici grafy s vizualizaci tspésnosti cilovych modelt, které byly
trénovany na strojové anotovanych datech s korekci jazykovym modelem. Pti porovnani s
uspésnosti modelt trénovanych na datech bez korekce na obrazku 6.4, lze jasné pozorovat
vyssi uspésnost modeld trénovanych na datech s korekei a to u vSech variant obou datovych
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Obrézek 6.4: Uspésnost cilovych modeli trénovanych na uréitém procentu nejjistéjsich stro-
jové anotovanych dat, kterd neprosla korekei jazykovym modelem. Cervend barva reprezen-
tuje modely trénované na malé datové sadé, modra barva reprezentuje modely trénované na
velké datové sadé. Hnéda barva neni v kontextu tohoto experimentu podstatna. Teckované
linky znézornuji uspésnost poc¢atecnich modela. Prevzato z AT-ST [2].
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Obrazek 6.5: Uspésnost cilovych modelt trénovanych na urcitém procentu nejjistéjsich stro-
jové anotovanych dat, kterd prosla korekei jazykovym modelem. Carkovana linka znazornuje
uaspésnost pocatecniho modelu, teckovand linka znazornuje uspésnost referenéniho modelu

AT-ST.

sad. Korekce pseudo-stitku jazykovym modelem tedy jasné benefituje Gispésnosti cilového
modelu. Pfi srovnani kiivek Gspésnosti na obrazcich 6.4 a 6.5 je pak patrna korelace mezi
uspésnostmi modelt trénovanych na datech s korekci a modeld trénovanych na datech bez
korekce a to u obou datovych sad. Pro malou datovou sadu vychézi v obou ptipadech jako
nejuspésnéjsi model ten, ktery byl trénovany na 10 % nejjistéjsich strojoveé anotovanych dat.
U velké datové sady pak byly nejispésnéjsi modely trénované na 56 % nejjistéjsich strojové
anotovanych dat. Nejuspésnéjsi model trénovany na malé datové sadé dosahuje 3.70 CER,
coZ je relativni zlepSeni ~ 42 % vuci pocateénimu modelu a ~ 16 % relativni zlepSeni vudi

vvvvv
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Tabulka 6.2: Porovnani metody vyuzivajici vahované pseudo-stitky s metodou vyuzivajici
podil nejjistéjsich pseudo-stitki (bez véhy). Pruméry jsou uvedeny v tabulce z duvodu
neexistence heuristiky, podle které lze vybrat idealni podil strojové anotovanych dat.

Mal4 dat. sada | Velka dat. sada
S védhou (100 %) 3.79 2.00
Bez vahy (100 %) 4.05 1.96
Bez vahy (prumér 10 %, 56 %) 3.84 1.97
Bez vahy (prumér 10 %, 32 % a 56 %) 3.83 1.99
Bez védhy (prumér 1 %, 3 %, 10 %, 32 %, 56 %, 100%) 4.14 2.15

1.90 CER, coz je relativni zlepSeni ~ 26 % vzhledem pocitecnimu modelu a ~ 8 % relativni
zlepseni vzhledem referen¢nimu modelu.

I pres velmi dobré vysledky zustava znacnou nevyhodou této metody parametr vybéru
model trénovan na jiném podilu nejjistéjsich strojové anotovanych dat, a tak z provedenych
experiment nelze dojit k obecné nejlepsi hodnoté podilu. Z grafii na obrazku 6.5 1ze nicméné
roste na obé strany a nevyskytuje se zde zadna forma oscilace. Vysledky experimentu jsou
porovnany s ostatnimi metodami v tabulce 6.4.

Vliv jistoty pseudo-stitku

Alternativou k pouziti urcitého poctu nejjistéjsich strojové anotovanych dat je pouzit vSechna
tato data a vahovat je podle jejich jistoty tak, Ze se neuronova sit bude u¢it méné z gradienta
méneé jistych pseudo-stitkt. Tento pristup v kombinaci s korekei pseudo-stitku jazykovym
modelem by mél vést ke zvyseni tispésnosti cilového modelu vzhledem k pocateénimu mo-
delu a odstranéni potieby vybéru ur¢itého podilu nejjistéjsich strojové anotovanych dat.

Véaha pseudo-stitku byla urcena jako jeho posteriorni pravdépodobnost, viz kapitola 4.2.
Vysledky experimentu jsou porovnany s ostatnimi metodami v tabulce 6.4. Cilovy model
trénovany na malé datové sadé dosahl 3.79 CER, coz je relativni zlepseni o ~ 41 % vudi
pocateénimu modelu a o ~ 14 % vuci referenénimu modelu. Na velké datové sadé pak ci-
lovy model dosahl 2.00 CER, coz je relativni{ zlepSeni o ~ 23 % vudi pocateénimu modelu
a o~ 3 % vudi referenénimu modelu. Byt Gspésnost modelu trénovanych touto metodou
nedosahuje lepsich vysledkt nez nejuspésnéjsi modely trénované na urcitém podilu nejjis-
téjsich strojové anotovanych dat, je tento pristup vyhodny, protoze u néj neni zapotirebi
zjistovat velikost ideadlniho podilu nejjistéjSich strojové anotovanych dat, viz tabulka 6.2.
Pri malé dostupnosti cilovych anotovanych dat pak mize metoda vyuzivajici vdhovanych
pseudo-stitka dosahovat i lepsi Gspésnosti nez pii zvoleni vétsiny podilt nejjistéjsich stro-
jové anotovanych dat. U velké datové sady pak metoda zaostava o setiny procenta, pri jejim
pouziti se tedy jednda o jakysi kompromis mezi primocarosti a nejlepSim moznym vysled-
kem. U malé datové sady byl model trénovany touto metoda tispésnéjsi nez vSechny modely
trénované na podilech strojové anotovanych dat kromé modelu trénovaného na 10 % podilu.
nované na podilech strojové anotovanych dat kromé modela trénovanych na 56 % a 100 %
podilu.
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Tabulka 6.3: Pocty trénovacich fadka v jednotlivych datovych sadach. Ve velké datové
sadé bylo pouzito 9 194 jedinecnych cilovych anotovanych radku, které se prii trénovani
vyskytovaly 10x castéji nez ostatni radky.

Malé datova sada | Velkd datova sada

Souvisejici anotované radky 189 805 189 805
Cilové anotované radky 894 9 194x10
Cilové strojové anotované radky 1 002 351 1022 199

6.4 Trénovani OCR variantami pseudo-stitka

Trénovanim neuronové sité s vahovanymi pseudo-stitky podle jejich posteriornich pravdépo-
dobnosti dochézi ke snizeni vlivu pseudo-Stitk s vétsi chybovosti na neuronovou sit. Diky
tomu se ale rovnéz zmensuje moznost neuronové sité ucit se z jistéjSich ¢asti chybovéjsich
radku, viz obrazek 4.3, kde jsou chyby pouze v ur¢ité oblasti fadku. Pfi pouziti mékkych
pseudo-Stitk1, tedy nékolika variant strojového prepisu s ruznou jistotou nalezici k jednomu
radku, ale zustavaji jistéjsi oblasti pseudo-stitku stejné a varianty se lisi hlavné v nejistych
mistech. Diky tomu by se neuronova sif teoreticky méla ucit prevazné z jistych oblasti se
stejnymi prepisy, jejichz vahy se v sou¢tu budou blizit hodnoté 1. Zatimco v nejistych oblas-
tech by se neuronova sit méla ucit z chyb méné v dusledku rozdilnosti variant pseudo-stitku
a tim vzniklého Sumu.

Pro kazdy zpracovany radek bylo pomoci prefixového paprskového dekdédovani a jazyko-
vého modelu vygenerovano 16 nejpravdépodobnéjsich hypotéz. Jako varianty pseudo-stitku
byly pouzity nejjist&j$i hypotézy s kumulativni pravdépodobnosti 90 %. Hodnota 90 % byla
zvolena experimentdlné tak, aby v piipadé jistych radka nebyly do trénovaci datové sady
zbytecné pridavany hypotézy s pravdépodobnosti blizici se nule. Pokud 16 nejpravdépodob-
néjsich hypotéz obsahovalo hypotézu prazdného fetézce, tak se do trénovaci datové sady
nepridala zadna a fadek byl vyrazen. Prehled mnozstvi uzitych trénovacich dat pro obé
datové sady je k dispozici v tabulce 6.3.

Z obrazku 6.6 vyplyva, ze s vétsim mnozstvim cilovych anotovanych dat a stoupajici
uspésnosti pocatec¢niho modelu jsou do trénovaci datové sady zarfazovany pseudo-stitky s
mensim poc¢tem variant strojového prepisu. Z toho lze vyvodit, Ze varianty pseudo-stitka
generované pocateénim modelem trénovaném na velké datové sadé jsou jistéjsi.

Uspésnost cilovich modeld trénovanych na mékkych pseudo-Stitcich je v tabulce 6.4
porovnana s uspésnosti ostatnich metod trénovani. Hypotéza se zlepsenim modelu diky
rozdilnym variantdm strojového prepisu na nejistych mistech nebyla potvrzena. Model tré-
novany na malé datové sadé dosahl 3.98 CER, coz je relativni zhorseni o ~ 5 % vzhledem
k modelu trénovanému na védhovanych pseudo-stitcich s jednou variantou. Model trénovany
na velké datové sadé pak dosahl 1.99 CER, coz je uspésnost velmi blizka 2.00 CER, které
dosahl model trénovany na vahovanych pseudo-stitcich s jednou variantou. Byt jde v pri-
padé trénovani na velké datové sadé o ~ 0.5 % relativni zlepSeni, neukdzala se navrzena
metoda jako efektivnéjsi oproti predchozim a to zejména v kontextu uspésnosti cilového
pocatecni i referenéni modely. V pripadé modelu trénovaného na malé datové sadé jde o
relativni zlepSeni ~ 38 % vuci po¢atecnimu modelu a o ~ 10 % relativni zlepseni vici refe-
ren¢nimu modelu. V pfipadé modelu trénovaného na velké datové sadé pak jde o relativni
zlepSeni ~ 22 % vuci pocateénimu modelu a o ~ 4 % proti referen¢nimu modelu.
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Obrazek 6.6: Pocet variant pseudo-stitku na jeden neanotovany radek v trénovaci datové
sadé. Oranzova barva reprezentuje pseudo-stitky neanotovanych dat generovanych pocatec-
nim modelem trénovanym na malé datové sadé. Modra barva reprezentuje pseudo-stitky
generované poc¢ateénim modelem trénovanym na velké datové sadé.

Inicializace cilového modelu pocate¢nim modelem

Navrzena self-training metoda je Casové relativné narocnd skrze ¢as straveny trénovanim
pocateéniho modelu, generovanim strojovych anotaci a trénovanim cilového modelu. Cas
straveny trénovanim cilového modelu jsem se pokusil redukovat inicializaci vah cilového
modelu vdhami z natrénovaného pocatecniho modelu. Cilem pri tom bylo ziskat model
se stejnou Uspésnosti za kratsi pocet epizod trénovani. VSechny parametry trénovani byly
nastaveny stejné jako pii trénovani nového nadhodné inicializovaného modelu a to véetné
postupného poklesu uciciho koeficientu.

Na obou datovych sadach doslo ke zhorseni tspésnosti vyslednych modeli oproti pu-
vodnimu trénovani s nahodné inicializovanymi modely. Konkrétnéji na malé datové sadeé
doséhl cilovy model 4.30 CER a na velké datové sadé 2.10 CER. Préce [21] dokldda, Ze pri
vyuziti predtrénované neuronové sité miuze k mirnému zhorseni tspésnosti dojit, nicméné
z grafii na obrazku 6.7 vyplyva, Ze pri inicializaci vah cilového modelu vahami poc¢atec¢niho
modelu pravdépodobné dochazi k pretrénovani neuronové sité. Tento jev doklada rostouci
hodnota chybové funkce na valida¢nich datech v pribéhu trénovani.

Benefit druhé iterace

Self-training je relativné bézné provadét iterativné po dobu zlepsovani tispésnosti cilového
modelu. Pravé v ramci experimentu s variantami pseudo-stitkt jsem se rozhodl experimen-
tovat s druhou iteraci cillového modelu. Experiment jsem provedl s cilem zjistit, jak se model
pri trénovani bude chovat a zdalipak je mozné zvysit jeho Uspésnost oproti prvni iteraci.
Prvnim krokem experimentu bylo vygenerovani pseudo-stitkti pro neanotovand data k
¢emuz byly pouzity natrénované cilové modely z prvni iterace a pivodni jazykovy model.
Rozlozeni pocCtu variant pseudo-Stitku na jeden neanotovany fadek v nové vytvorenych
datovych sadach bylo velmi podobné rozlozeni v prvni iteraci self-training metody, které
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Obrazek 6.7: Hodnota chybové funkce cilovych modeld na validacnich datech v prubéhu
trénovani. Modra kiivka reprezentuje nahodné inicializovany model a oranzova ktivka re-
prezentuje model inicializovany vahami z poc¢atecniho modelu.
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Obrézek 6.8: Uspésnost modelt mérend v CER [%] na valida¢nich datech v prubéhu tré-
novani. Modra krivka reprezentuje prvni iteraci trénovani a oranzova kiivka reprezentuje
druhou iteraci trénovani.

je k dispozici na obrazku 6.6. Nasledny proces trénovani probihal stejné jako ve vsech
predchozich experimentech.

Na obou datovych sadich doslo ke zhorseni uspésnosti cilovych modelt oproti jejich
prvni iteraci. Konkrétnéji na malé datové sadé dosahl cilovy model 4.55 CER a na velké da-
tové sadé 2.06 CER. Uspésnosti modelt v priibéhu trénovani jsou k dispozici na obrézku 6.8.
V tomto experimentu by horsi tspésnost cilovych modelt neméla byt zpusobena pretréno-
vanim, protoze chyba na valida¢ni datové sadé v prubéhu celého trénovani klesa. Vzhledem
ke statisticky podobnému rozlozeni dat jako v prvni iteraci bude zhorsena uspésnost prav-
dépodobné souviset s kvalitou dat. Zejména u modelu trénovaného na malé datové sadé lze
vidét propastny rozdil v tispésnosti mezi prvni a druhou iteraci, viz obrazek 6.8a. Cilové
modely prvni iterace teoreticky mohou trpét uréitou formou konfirmacniho zkresleni, které
pri dekédovani jejich vystupu algoritmem prefixového paprskového dekédovani muze vy-
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Obrazek 6.9: Graf porovnavajici tspésnost pocatecniho modelu a cilovych modeli trénova-
nych ramcovou kiizovou entropii. Uspésnost modelt je méfena na valida¢ni datové sadeé.

tvorit varianty pseudo-stitku s chybami. Tyto chyby pfi vyhodnocovani tspésnosti cilovych
modelu ale zistanou skryty, protoze se nevyskytuji v nejpravdépodobnéjsich hypotézach,
které se k vyhodnocovani pouzivaji. Jedné se ovSem pouze o hypotézu. Identifikace a od-
stranéni jevu zpusobujiciho zhorsenou tspésnost v druhé iteraci trénovani je do budoucna
urcité jednou z oblasti vyzkumu s vysokym piinosem.

6.5 Trénovani OCR ramcovou krizovou entropii

Vytvareni strojovych anotaci pro trénovani s raimcovou kiizovou entropii je ¢asové o dost na-
ro¢néjsi nez vytvareni strojovych anotaci pro trénovani s variantami pseudo-stitkti pomoci
CTC. Casova naro¢nost je zptisobend zarovnavanim hypotéz na vystup OCR neuronové
sité. V experimentu proto kromé tispésnosti metody samotné zkoumam, jakym zptisobem
ovliviiuje pocet zarovnavanych hypotéz tispésnost cilového modelu. Poloviéni pocet zarovna-
vanych hypotéz totiz muze zkratit dobu vytvareni trénovaci datové sady témér o polovinu.
Vzhledem k doprednému generovani pseudo-stitki by augmentace trénovacich dat pomoci
geometrickych transformaci znehodnotily pfesné zarovnani, a tak v tomto experimentu ne-
byly na data aplikovany. Cilova anotovand data byla pro trénovani rovnéz zarovnana pomoci
prislusnych pocatecénich modeld.

Na obrazku 6.9 jsou k dispozici vysledky experimentu. U obou datovych sad je mozné
pozorovat zvyseni uspésnosti cilového modelu pri pouziti vétstho mnozstvi zarovnanych
hypotéz. U malé datové sady se jedna o ~ 5 % relativni zlepSeni a u velké datové sady
o ~ 1.5 % relativni zlepseni. Cilovy model nicméné prekonal spésnost pocateéniho modelu
jen na malé datové sadé. Na testovacich datech dosahl 5.29 CER, coz je relativni zlepseni
0 ~ 18 % oproti po¢ateénimu modelu. V porovndni s referenénim modelem pak jde dokonce
o ~ 20 % relativn{ zhorseni. Model trénovany na velké datové sadé dosahl na testovacich
datech 2.89 CER, coz je relativni zhorseni o ~ 12 % oproti po¢ateénimu modelu. V tomto
experimentu je vyrazné zhorseni tispésnosti cilovych modelt pravdépodobné zpiisobeno re-
lativné odlisnym pristupem k trénovani (jiny format dat a odlisnd chybovéa funkce), ktery
se ukazal jako ne prili§ uspésny. Je pravdépodobné, ze pokud by byly poc¢ateéni modely tré-
nované stejnou chybovou funkei, doslo by ke zvyseni ispésnosti cilovych modelt v kontextu
pouziti stejné chybové funkce.
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Lepsich vysledkt prii trénovani rdamcovou kfizovou entropii by teoreticky mohlo byt
dosazeno pouzitim jiného algoritmu pro zarovnavani hypotéz jazykové modelu do matice
pravdépodobnosti. Pouzity algoritmus totiz mapuje symbol vzdy jen na nejpravdépodob-
néjsi ramec a pri tom se symbol miize nachézet v nékolika rdmcich najednou. Dalsiho zlep-
Seni by teoreticky mohlo byt dosazeno vyuzitim jen urcitého poctu nejjistéjsich strojove
anotovanych dat jako v experimentu 6.3. Vysledky metody trénovani rdmcovou krizovou
entropif jsou v tabulce 6.4 porovnany s vysledky ostatnich metod.

Tabulka 6.4: Vysledky jednotlivych metod na cilovych testovacich datech v CER [%)].

Mal4a datova sada | Velka datova sada
Pocatecni model 6.43 2.58
AT-ST 4.41 2.07
Cilovy model - pseudo-stitek po korekci 3.70 1.90
Cilovy model - pseudo-stitek s vahou 3.79 2.00
Cilovy model - varianty pseudo-Stitku 3.98 1.99
Cilovy model - rdmcova kiizova entropie 5.29 2.89
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Kapitola 7
Zaver

Cilem prace bylo navrhnout a implementovat efektivni zptsob vyuziti neanotovanych dat
pro trénovani OCR. Ke splnéni tohoto cile jsem nastudoval nejmodernéjsi metody vyuzi-
vajici neanotovand data, jak v oblasti OCR, tak v oblastech dalsich jako je zpracovani reci
nebo klasifika¢ni ilohy.

Experimentoval jsem s nékolika pristupy, které spadaji do kategorie self-training algo-
ritmi. Obecny postup vsech navrzenych metod se dd sumarizovat nasledovné. Nejprve je
na omezeném mnozstvi anotovanych dat natrénovan pocatecni model OCR neuronové sité.
Ten je nasledné spolu s LSTM jazykovym modelem pouzit k vygenerovani pseudo-stitk
neanotovanych dat. Takto strojové anotovana data jsou zkombinovana s trénovacimi daty,
kterd byla pouzita k vytvoreni pocatecniho modelu a nasledné jsou vyuzita k natréno-
véni cilového modelu. Uspésnost jednotlivich navrzenych postupt trénovani jsem méfil na
ruéné psaném ICFHR 2014 Bentham datasetu. Pficemz jsem vSechny experimenty provedl
na dvou datovych sadach, které simulovaly riznou miru dostupnosti anotovanych dat.

Mezi klicové, mnou navrhované, prvky trénovani patii vyuziti jazykového modelu ke
korekci pseudo-stitkt. Nejlepsi modely trénované na strojové anotovanych datech, ktera
prosla korekei jazykovym modelem, dosahuji na malé datové sadé 3.70 CER, coz je relativni
zlepSeni o ~ 42 % oproti po¢atecnimu modelu a 1.90 CER na velké datové sadé, coz je
relativni zlepseni o ~ 26 % oproti poc¢ateénimu modelu. Cilové modely trénované touto
metodou rovnéz prekondvaji metodu AT-ST [2] o ~ 16 % na malé datové sadé a o ~ 8 % na
velké datové sadé. Tato procentudlni zlepseni, i vSechna dale zminénd, jsou udavand jako
relativni.

Dalsim navrzenym prvkem trénovani OCR neuronové sité je vahovani strojové anoto-
vanych radka podle jejich jistoty. Tento piistup nedosahoval takovych vysledka jako prvni
metoda, ale jeho pouziti je pfimocarejsi. Nevyzaduje totiz nastaveni urcitych parametra
klicovych pro dosazeni optimélni tspésnosti OCR trénovanim prvni metodou. Tento pri-
stup rovnéz prekonal AT-ST a to o ~ 14 % na malé datové sadé a o ~ 3 % na velké datové
sadé.

Mezi méné uspésné pristupy trénovani, které jsem navrhl, patti vyuziti mékkych pseudo-
stitka, tedy nékolika variant pseudo-$titku néleziciho k jednomu strojové anotovanému
Fadku. Tato metoda prekonala AT-ST o ~ 10 % na malé datové sadé a o ~ 4 % na velké
datové sadé. Urcitou formu mékkych pseudo-stitka pak vyuziva i posledni navrzeny pristup
a to trénovani OCR neuronové sité ramcovou kiizovou entropii. Tento pristup jako jediny
nedosahl relativniho zlepseni oproti metodé AT-ST a na velké datové sadé kvalitu cilového
modelu dokonce zhorsil.
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Dalsich pokroku v oblasti vyuziti neanotovanych dat pro trénovani OCR by mohlo
byt dosazeno zejména vétsim experimentovanim s dalSimi iteracemi self-training metod.
Provedeni vsech experimentu zabralo celkem desitky dni GPU c¢asu. Téma této prace mi
umoznilo ziskat jedinecny rozhled v oblasti self-training algoritmii, coz vnimam jako velmi
cenou znalost v kontextu miry vyuziti semi-supervised algoritmt v soucasnosti.
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