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ABSTRAKT 
Zpracování obrazu je jednou z oblastí analýzy signálů. Tato práce se zabývá zjišťováním 
příznaků z obrazových dat a jejich implementací pomocí programovacího jazyku Java. 
Hlavní přínos práce spočívá ve vytvoření extraktorů příznaků a jej ich implementací do pro­
gramu RapidMiner . Díky čemuž vznikl robustní nástroj pro analýzu obrazu. Funkčnost 
jednot l ivých operátorů je ověřena na snímcích mamografu. Byl vytvořen funkční model 
pro odstraňování artefaktů ze snímků mamografu. Úspěšnost odstraňování je srovna­
telná s ostatními podobnými pracemi. Dále byly srovnány učící se algori tmy na příkladu 
detekce srdeční komory na ultrazvukovém snímku. 

KLÍČOVÁ SLOVA 
Zjišťování příznaků, dolování dat, Rap idMiner , ImageJ, zpracování obrazu, Java, ultra­
zvuk, mamograf 

ABSTRACT 
Image processing is one area of signal analysis. Th is thesis is involved in feature ex­
tract ion from image data and its implementat ion using Java programming language. 
T h e main contr ibut ion of this thesis lies in develop features extractors and their imple­
mentat ion in the program RapidMiner . The result is a robust tool for image analysis. 
T h e funct ional i ty of each operator is tested on mammogram images. A funct ion model 
was developed for the removal of art i facts f rom the mammography images. The success 
rate of removal is comparable with other similar works. Furthermore, learning algorithms 
were compared on example detection of ventricle in ultrasound image. 

KEYWORDS 
Feature extract ion, data mining, Rap idMiner , ImageJ, image processing, Java, ultra­
sound, mammogram 
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ÚVOD 
Tato práce se zabývá problematikou strojové analýzy obrazu s použ i t ím technik 

získávání př íznaků. Obraz se analyzuje kvůli získání informací v n ě m obsažených. 

Postup při analýze obrazu je silně závislý na tom, j aký druh informace m á bý t 

získán. Může se jednat o klasifikaci obrazu jako celku, určování ob jek tů v obraze, 

h ledání specifických vzorů atd. Celou analýzu obrazu můžeme rozdělit na několik 

fází. Jsou to předzpracování , z ískávání př íznaků, segmentace a klasifikace. 

Hlavním př ínos t é t o práce spočívá ve vytvoření ex t r ak to rů p ř íznaků z obrazových 

dat a jejich implementace s využ i t ím knihovny ImageJ, j e d n í m z nej používanějších 

nás t ro jů pro obrazové zpracování , do nás t ro je RapidMiner , jeden z nej používanějších 

p rog ramů pro dolování znalostí . T í m t o spojením se otevřely nové cesty využi t í Ra -

pidMineru při dolování dat z obrazu a díky tomu možnos t využít velkého množs tv í 

a lgor i tmů s t rojového učení, genetických a lgor i tmů pro optimalizaci p a r a m e t r ů a 

výběr vhodných a t r i b u t ů při řešení mnoha prob lémů z oblasti zpracování obrazu. 

Funkčnost nás t ro je je demons t rována na ods t r aňován í a r te fak tů ze sn ímků ma-

mografu. Dále je p o r o v n á n a výkonnost a lgor i tmů s t rojového učení na detekci okraje 

srdeční komory. Aplikace na řešení p rob lému není omezena jen na medicínské data. 

Nás t ro j lze využí t jako základ při řešení úkolů jako je klasifikace scén, detekce vzorů, 

segmentace, rozpoznáván í ob jek tů atd. 

Exper imen tá ln í ověření byly čerpány z výzkumných p ro jek tů M P O FR-TI2 /679 

Média- informační sys tém s podporou pokročilých mul t imediá ln ích služeb a M Š M T 

ME10123 - V ý z k u m a lgor i tmů pro zpracování digitálních obrazů a obrazových sek­

vencí. Oba tyto projekty jsou součást í výzkumného záměru MSM0021630513 - Elek­

tronické komunikační sys témy a technologie nových generací. 

Zbývající text je členěn následovně. V prvn í kapitole jsou rozebrány kroky, k teré 

se prováděj í při analýze obrazu. Nej rozsáhlejší část í je z ískávání p ř íznaků z ob­

razu. V další kapitole jsou popsány jednot l ivé implementované operátory , knihovna 

ImageJ a pros t řen í RapidMiner , ve k t e r ém byla implementace provedena. Expe­

r imentá ln í ověření funkčnosti a aplikovatelnosti bylo ověřeno v kapitole 3. V t é to 

kapitole byly dále porovnány učící se algoritmy. V kapitole 4 jsou popsány možnost i 

dalšího rozšíření. Porovnán í výsledků s os ta tn ími pracemi je uvedeno v kapitole 5. 

11 



1 ZPRACOVÁNÍ O B R A Z U V SOUČASNOSTI 
Celá práce je součást í vývoje rozšíření pro zpracování obrazu, jehož účelem je auto­

mat ická klasifikace obecného obrazu. Funkčnost jednot l ivých část í a jejich návaznost 

na sebe je znázorněna na obrázku l . l 1 . Modelový př íklad ilustruje možné použi t í . 

N a originální obrázek se v rámci p ředzpracování aplikuje filtr na ods t r aněn í šumu. 

V závislosti na použi té m e t o d ě segmentace se b u ď př ímo obrázek nasegmentuje, 

nebo jsou nejdříve získány př íznaky a na jejich základě je obrázek nasegmentován . 

Dále se v p ředzpracovaném obraze hledaj í objekty podle p ř e d e m definovaných vzorů. 

Jednot l ivé segmenty v obraze jsou vyjádřeny grafem a jsou z nich získány příznaky. 

K d a t ů m je p ř i dána vysokoúrovňová sémant ika popisující vztahy mezi jednot l ivými 

objekty. Takto získaná data jsou ana lyzována a je určeno, k te ré objekty jsou na ob­

rázku. 

í 
j 

Originálni obrázek 

Předzpracování 
Získání 
příznaků 

Segmentace 

Získané příznaky 

Segmentace 

Nasegmentovaný obrázek 

Vysokoúrovňové 
získávání příznaků 

Reprezentace grafem 

Získání 
příznaků 

Les, 
obloha, 
jezero, 
louka... 

Vysokoúrovňová sémantika 

Obrázek 1.1: Schéma analýzy obrazu 

1 Získaný v rámci schůzky diplomantů. 
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1.1 Předzpracování 
Předzpracován í je hodně závislé na druhu obrazu a jeho následujícím použi t í . Může 

se jednat např ík lad o ods t r aněn í šumu, převedení obrazu do frekvenční oblasti, ex­

trakce jednot l ivých barevných kanálů, transformaci, popř ípadě nějakou další operaci, 

k t e rá je specifická pouze pro následující extrakci p ř íznaků nebo segmentaci. 

V dalš ím textu je práce zaměřena hlavně na zpracování medicínských dat. Exis­

tuje více d r u h ů snímkování . Jde např ík lad o snímky z magnet ické rezonance, rent­

genu, mamografu, termografie, ul trazvuku a další tomografické metody. V prakt ické 

část i jsou použi ty u l t razvukové - Ultrasound (US) snímky a mamogram 2 . Pro US 

snímek je charakter is t ický vysoký šum a skvrny v řádové velikosti buněk [8, 11]. 

Tyto skvrny jsou tvořeny mul t ip l ika t ivním šumem, k te rý vzniká odrazy a m á proti 

původn ímu signálu n á h o d n ě posunutou fázi a sníženou max imá ln í hodnotu. Pro jeho 

filtraci se čas to používá Diskré tn í vlnková transformace - Discrete Wavelet Trans­

form ( D W T ) [8, 17, 36, 37]. J e d n á se o metodu, k t e r á p řevádí obraz do frekvenční 

oblasti. Pr incip spočívá v rozložení obrazu na subpásma , k t e rá reprezentuj í apro­

ximace (nízké frekvence) a detaily (vysoké frekvence). P ř i ods t r aňován í šumu se 

vychází z toho, že šum je p ravděpodobně reprezentován vysokými frekvencemi. Celá 

filtrace se dá popsat t ř emi kroky. V p rvn í se provede D W T , následně se ods t r an í 

š u m vhodnou změnou koeficientů a nakonec se aplikuje inverzní D W T a t í m se získá 

původn í obraz bez šumu. 

1.2 Zjišťování příznaků 
Pokud některé algoritmy v p růběhu analýzy obrazu pot řebuj í jako vs tupn í data 

globální nebo lokální příznaky, následuje po předzpracování jejich zjišťování. Jed­

notl ivé př íznaky mohou bý t získány b u ď z celého obrazu, nebo jenom z jeho částí . 

Ty to část i ma j í tvar čtverce či obdélníku, nebo se získávají na základě segmentace, 

V tom př ípadě maj í tvar analyzovaného objektu. P ř i z ískávání p ř íznaků je snaha 

použí t j ich co nejméně (aby se snížila dimenze dat a výpoče tn í ná roky) . Proto se 

vybíra j í takové, k te ré jsou pro konkré tn í ana lýzu efektivní a maj í dobré rozlišovací 

vlastnosti. 

Extraktory př íznaků se daj í rozdělit do dvou kategorií např ík lad podle toho, jestli 

pracují s ba revným, nebo černobí lým obrazem. Zás tupcem prvn í skupiny je klasifi­

kace pixelů jako vni t řn ích nebo hraničních, podle toho, jestli maj í ve svém okolí p i -

xely stejné nebo rozdílné barvy. Pro zjišťování černobílých př íznaků je p o p s á n a auto-

kovariance, k t e r á poč í tá odlišnost textur. Blokový rozdíl inverzních p ravděpobnos t í 

2Mamograf je diagnostický přístroj používaný v medicíně pro diagnostiku rakoviny prsu. Pracuje 
s rentgenovým zářením, které na snímku vykresluje hustotu tkáně. 
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hodno t í obraz z pohledu hran a ploch. Bloková variace lokálních korelačních koefi­

cientů poč í tá hladkost textury. Extrakce kruhových oblas t í h ledá kruhové objekty 

v obraze. Homogenita textury kalkuluje s entropi í textury. A min imáln í rozdíl sou­

sedních regionů analyzuje sousední oblasti v obraze. 

1.2.1 Barevné př íznaky 

K l a s i f i k a c e p i x e l ů j a k o h r a n i č n í n e b o v n i t ř n í 

Klasifikace pixelů jako vn i t řn í nebo hran ičn í (Border/Interior P ixe l Classification) je 

př ík ladem př íznaku pro celý obraz [26]. Pr incip spočívá v nakvan tován í ba revného 

prostoru na celkem 64 barev (pro každou R G B složku 4 ods t íny) . Následně je každý 

pixel, k te rý n e m á ve svém čtyř-okolí (nahoře, dole, vpravo, vlevo) pixely stejné 

bary, označen jako hraniční . Všechny os t a tn í pixely jsou označeny jako vni t řn í . Jsou 

vypoč í tány dva histogramy: pro hran ičn í pixely jeden a pro vn i t řn í pixely d ruhý . 

Tyto histogramy jsou použi ty pro výpočet dLog vzdálenost i podle vztahu 

i<M 

dLog(q,d) = J2 (1-1) 
i=0 

Kde f(q[i]) reprezentuje počet pixelů dané barvy v p rvn ím histogramu a f(d[i]) 

ve d r u h é m histogramu. N a výsledek se aplikuje následující pravidlo 

/ (*) 

0, pokud x = 0, 

1, pokud 0 < x < 1, (1.2) 

(log 2 x) + 1, pro os t a tn í př ípady. 

Kde f(x) je zjišťovaný př íznak. 

1.2.2 Př íznaky získané z šedotónových obrazů 

A u t o k o v a r i a n c e 

Autokovariance [24] je číselná hodnota, k t e rá d á v á do vztahu odchylky a s t řední 

hodnoty. Je to kovariace obrazu vzhledem k jeho posunu té verzi. Udává , jak moc se 

liší textura posunu tého obrazu oproti jeho původn í pozici. 

oo oo 

c x x ( t 1 , t 2 ) = J J[xi - a(či)][x2 - a(t2)]p{x1,X2,t1,t2)dx1,dx2. (1.3) 
—oo—oo 

Kde x\ a x<i je vyhodnocovaný signál a jeho posunut í . a{t\) a a{tq) jsou jejich s t řední 

hodnoty a p(x\, X2, ti, fo) je jejich hustota p ravděpodobnos t i . 
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B l o k o v ý r o z d í l i n v e r z n í c h p r a v d ě p o b n o s t í 

Pomoc í blokového rozdílu inverzních p ravděpobnos t í - Block Difference of Inverse 

Probabilities (BDIP) [9, 25] lze rozčlenit obraz na hrany a plochy. Poč í tá se jako 

rozdíl mezi celkovým p o č t e m pixelů ve v y b r a n é m okně v obraze a souč tem intenzity 

pixelů vz tažený k max imáln í intenzi tě 

Ľ j) 
B D I P =WHWW- ^ ) £ W (1.4) 

max 1(1,1) 

Kde W reprezentuje množinu pixelů analyzovaného okna. Wh a Ww jsou jeho šířka 

a výška. je pak intenzita pixelu na souřadnicích i aj. 

B l o k o v á va r i ace l o k á l n í c h k o r e l a č n í c h k o e f i c i e n t ů 

Bloková variace lokálních korelačních koeficinetů - Block Variat ion of Local Corre-

lation Coefficient ( B V L C ) [9, 25] hodno t í hladkost textury. Poč í tá se jako rozdíl mi­

nima a maxima lokální korelace koeficientů, k teré jsou poč í tány ve čtyřech směrech 

posunu t í okna. 

E x t r a k c e k r u h o v ý c h o b l a s t í 

Extrakce kruhových oblas t í - Circle Pixels Extractor ( C P E ) je v h o d n á pro hledání 

kruhových ob jek tů (jako bývají nádory ) , k te ré maj í na své ploše kons t an tn í jas. 

Poč í t á s t řední hodnotu 

z = ^ e n*J) (i-5) 
(ÍJ)6Ä 

a s m ě r o d a t n o u odchylku 

ľ- J2 WJ)-*)2- (i-6) 
i,j)£R 

Kde R je množina všech b o d ů v kruhu o p o č t u TV a je intenzita daného pixelu. 

H o m o g e n i t a t e x t u r y 

Homogenita textury [8] se poč í tá jako p o m ě r entropie H a max imá ln í entropie Hq 

analyzované části obrazu 

N 
H(P(Z))=J2P(Z3)\og2P(Z]); (1.7) 

i=i) 

H0(P(I)) = \og2N. (1.8) 

Kde P(Zj) je p ravděpodobnos t výsky tu barvy a TV je celkový počet barev. Čím vyšší 

je re la t ivní entropie, t í m více je textura homogenní . 
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K o n t r a s t 

Pro výpočet kontrastu (contrast) [6] se zvolí dvě stejně velké oblasti se vzá jemným 

p o s u n u t í m Ai ve směru x a Aj ve směru y. Výsledný kontrast se pak spočí tá pomocí 

vztahu 

Con = E{I(i,j) • I{% + Ai,j + Aj)}, (1.9) 

kde E{} je s t řední hodnota a jsou intenzity pixelů v dané oblasti se souřad­

nicemi i a j. 

M i n i m á l n í r o z d í l s o u s e d n í c h r e g i o n ů 

Pro lepší rozlišení t káně od lézí se používá Minimáln í rozdíl sousedních regionů -

M i n i m u m Side Diference (MSD) [12]. Pr incip spočívá ve výpoč tu p růměrné hodnoty 

ods t ínu pixelů v analyzované oblasti a v jej ím těsném p ravém a levém sousedství 

o stejné velikosti. Následně je pak pomoc í vztahu 

M S D = mm(Apost - AMt, Apost - AňgU) (1.10) 

vypoč í t ána výsledná hodnota, kde Apost je p r ů m ě r n á hodnota ods t ínu v analyzované 

oblasti a A[eít a ATÍght jsou p r ů m ě r y levého a p ravého sousedství . Pokud se sousední 

oblasti liší jen minimálně , výsledek se blíží nule. Naopak, pokud je v oblasti nehomo-

genita, k t e rá je výraznější než okolí, bude výsledek růs t do k ladných nebo záporných 

hodnot v závislosti na tom, jestli je světlejší nebo tmavš í než pozad í obrazu. 

R o z d í l n o s t 

Rozdílnost (dissimilarity) [6] ho dno t í odlišnost dvou oblas t í pomoc í rovnice 

Diss = E{I(i,j) - I{% + Ai,j + Aj)}, (1.11) 

kde jednot l ivé p roměnné maj í s te jný v ý z n a m jako v rovnici 1.9. 

1.3 Segmentace 
Segmentace je poměrně ná ročná úloha. Zároveň je však klíčová pro celkový výsledek 

analýzy. Existuje pro ni velké množs tv í a lgor i tmů jako je např ík lad metoda gradi-

entních sítí (gradient network method) [30], model založený na rozdílu ak t ivního 

obrysu (difference-based active contour model) [12], py ramidová segmentace [15], 

metody založené na histogramu nebo regionu [35], algoritmus mravenčí kolonie (ant 

colony algorithm) [4]. N a obrázku 1.2b je vidět př ík lad originálního a nasegmento-

vaného sn ímku z mamografu. 
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(a) originální snímek (b) snímek po segmentaci 

Obrázek 1.2: Př ík lad segmentace 

Segmentace černobílého obrazu m ů ž e bý t ob t ížná kvůli vysokému šumu, rozma­

z a n ý m okra jům a nízkému kontrastu, k teré jsou časté u US snímků. [12]. Jedno­

duchou, ale nepřesnou metodou je p rahován í histogramu [35]. T a rozdělí histogram 

urč i tou hodnotou na dvě části . T m a v š í část je pozadí a světlejší je oblast zájmu. 

Volba prahové hodnoty je v tomto př ípadě klíčová pro správné určení objektů . Po­

kud je příliš vysoká, bude jako pozad í u rčena i část objektu v popředí . Naopak pokud 

je příliš nízká, objekt bude mí t okraje tvořené pozadím, což zkomplikuje a znepřesní 

další zpracování . Hodnota prahu se zvolí na základě vzorku vs tupních dat, odhadem 

z rozložení hodnot v histogramu nebo se na t rénuje evolučními algoritmy. 

1.4 Klasifikace 
Po segmentaci a získání v las tnos t í jednot l ivých segmentů se na získaná data apli­

kují metody strojového učení za účelem na t r énován í mode lů pro rozpoznáván í vzorů. 

Vzorem se rozumí část obrazu, k t e rá je p ř e d m ě t e m zájmu. Může se jednat o roz­

poznán í t káně nebo hledání ob jek tů a jejich identifikaci. J e d n í m z často používaných 

metod jsou sys tém p o d p ů r n ý c h vektorů - Support Vector Machines ( S V M ) [1, 7, 

13, 16]. Pokouší se nají t op t imáln í rovinu rozdělení pro celý prostor př íznaků tak, 

aby vzdálenost nejbližších b o d ů ze skupin k t é to rovině byla co největší . Data jsou 

rozdělena touto rovinou do dvou množin . Proto se metoda označuje jako binární . 
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2 R E A L I Z A C E OPERÁTORŮ 

2.1 RapidMiner 
RapidMiner ( R M ) 1 je mul t i -p la t formní open-source software společnosti Rapid-I. 

Tato práce se zabývá rozšířením t é t o platformy o možnost analýzy obrazových dat. 

Pro práci s daty při navrhován í modelu v R M je d o s t u p n á celá škála ope rá to rů 

počínaje jejich nač t en ím ze souborů a da tabáz í , přes jejich transformace, slučování, 

úp ravy až po t r énován í a učení modelů dat, k teré reprezentuj í z nich získané znalosti. 

V ý s t u p pak lze zobrazit pomocí široké škály grafů. Vytvořené ope rá to ry umožňuj í 

nač ten í obrázku ze souboru, jeho předzpracování v podobě změny velikosti a apli­

kace různých filtrů pro ods t r aněn í šumu. Hlavní část í jsou ope rá to ry pro zjišťování 

p ř íznaků z obrazu. V ý s t u p jednot l ivých př íznaků lze pomoc í vizualizace zobrazit 

a popř ípadě i uložit jako obrázek do souboru. N a obrázku 2.1 je vidět sestavený 

proces pro t rénování modelu. Funkce jednot l ivých ope rá to rů je p o p s á n a níže. 

Otevřeni 
obtazku 

Jiuena 
velikosti 

Zjišťovaní 
příznaků 

•> |im i i ' i • -• . i • m i -
r L .ji i q 

o O 
\ * q 

o 

CPE 

O 

Fe.itiu ť Exti.ic... 

"III- < .. .• I 11 • 

Převod fitnes s 
na binoiuinaku hodnotu 

Křížová 
validace 

1 Relalive F osm... 

n m i —S ( u 

r iHi r •-• 

Obrázek 2.1: Ope rá to ry v RapidMineru 

1Dostupný z URL: http://rapid-i.com/. 
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2.2 ImageJ 
ImageJ 2 je public domain program pro zpracování obrazu vyvíjený N á r o d n í m zdra­

vo tn ím insti tutem 3 . V popisovaném rozšíření do R M tvoří základní knihovnu pro 

manipulaci s obrazem, díky tomu se usnadnila tvorba někte rých část í rozšíření. 

V zák ladu obsahuje velké množs tv í a lgor i tmů pro úp ravu obrazu. Díky jeho otevřené 

a rch i tek tuře je možné př idávat pluginy, k te ré byly vytvoření t ř e t í stranou. 

2.3 Operátory předzpracování 

2.3.1 Realizace operá to ru pro načí tání 

Pro nač ten í obrázku z disku jsou vytvořeny dva druhy operá to rů . P r v n í z nich o tv í rá 

pouze přesně zadaný obrázek a jeho masku. Maskou se rozumí černobílý obraz, k terý 

je použ íván pro vyznačení oblas t í zájmu (bílá) a všeho os ta tn ího (černá) . D r u h ý typ 

ope rá to ru m á vs tupn í parametry adresář s obrázky, adresář s maskami a p ř íponu 

souboru. Ze seznamu souborů z adresáře s obrázky se získají jenom ty, k teré maj í 

zadanou př íponou. T y se pak p o s t u p n ě načí ta j í , podle j m é n a se j i m přiřazuje maska 

z d ruhého adresáře a posílají se vn i t řn ím ope rá to rům. Tyto dva druhy ope rá to rů 

maj í verzi pro nač í t án í šedotónových a barevných obrázků. 

2.3.2 Realizace operá to ru pro změnu velikosti obrazu 

Změna velikosti obrazu je jedna ze základních a j ednoduchých operací . Vs tupn ími 

parametry jsou poměry nově získaných rozměrů k p ů v o d n í m r o z m ě r ů m obrazu. Po­

kud se obraz zvětšuje, jsou chybějící body dopoč í tány pomocí interpolace. 

2.3.3 Realizace operá to r pro zjišťování př íznaků 

Úloha tohoto ope rá to ru spočívá v p ř idán í p a r a m e t r ů okna k obrazu, k te rý se násled­

ně pošle všem vn i t řn ím ope rá to rům. Vni t řn í ope rá to ry po zpracování posílají své 

výsledky ve formě vlas tnost í , k teré jsou pro výs tup z tohoto ope rá to ru přeměněny 

na data v h o d n á k dalš ímu zpracování pomoc í R M . Okno zadané velikosti je pos tupně 

posouváno definovaným krokem po celém obrázku. Jestli se d a n á souřadnice okna 

pošle vn i t řn ím o p e r á t o r ů m na zpracování , ovlivňuje maska a parametry pravdě­

podobnosti výběru pro její černou a bílou barvu. 

2Dostupný z URL: http://rsbweb.nih.gov/ij/. 
3National Institutes of Health - domovské stránky: http://www.nih.gov/ 
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2.3.4 Realizace generá toru masky 

Tento operá to r byl vy tvořen speciálně pro ods t r aňován í a r te fak tů (např. š t í tků) 

ze sn ímku z mamografu. Jeho účelem je vytvoření masky, kde bílá barva označuje 

t k á ň a černá všechno os ta tn í . Pro tento účel se nejprve pomoc í funkce automa­

tického p rahován í z knihovny ImageJ převede obraz na čenobílý, kde bílá barva 

označuje objekty a černá pozadí . Dále se pomoc í kroků, k teré prohledávaj í ob­

raz ve spirále se začá tkem ve s t ředu snímku, najde p rvn í bílý bod. Ten s vyso­

kou p ravděpodobnos t í značí t káň . N a tento bod se aplikuje vyplnění (tzv. food fill) 

popsané v [2] na ods t ín šedé barvy. Všechny pixely kromě šedých jsou na sn ímku 

následně změněny na černou. N a závěr se šedé pixely obarv í na bílou barvu a t ím 

vznikne maska. 

2.3.5 Realizace obrazových filtrů 

G a u s s o v s k é r o z m a z á n í 

Tento operá to r používá konvoluci spolu s Gaussovou funkcí 4 pro rozmazán í obrazu. 

T í m se může snížit š u m v obraze [22], ale zároveň se sníží i detaily. V s t u p n í m 

parametrem je s m ě r o d a t n á odchylka, k t e rá určuje sílu rozmazání . 

V l n k o v é p a k e t o v é o d s t r a n ě n í š u m u 

N a obraz se aplikuje Waveletová transformace, k t e rá ho rozloží na pět sub-pásem. 

Hodnoty v každém sub-pásmu se vynulují , pokud p la t í pravidlo 

\cixy \ < kiCTCTi. (2.1) 

Kde CiXy je hodnota sub-pásma se souřadnicemi x a y, k, je z adaný koeficient pro sub-

pásmo, a je z a d a n á s m ě r o d a t n á odchylka šumu v obraze a a i je s m ě r o d a t n á odchylka 

pro sub-pásmo. 

G a b o r ů v f i l t r 

Podle [21] byl implementován G a b o r ů v filtr. Reá lná část konvolučního j á d r a se 

vypoč í t á pomocí vtahu 

X ~r 'Y y X 
9\,e,wiix, V) = exp( — ) cos(27Ty + ip). (2.2) 

kde x a y jsou souřadnice v konvolučním j ád ru , A je vlnová délka kosinové 

funkce, O definuje na točení filtru, (p určuje počá tečn í fázi kosinové funkce, 7 u d á v á 
4Je použit plugin do ImageJ dostupný z URL: http://rsbweb.nih.gov/ij/plugins/  

gaussian-blur.html. 
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(a) originální snímek (b) po aplikaci filtru 

Obrázek 2.2: P ř ík lad použi t í Gaborova filtru 

eliptičnost Gaborovy funkce a a u d á v á směroda tnou odchylku Gaussovy funkce. 

P r o m ě n n é x' a y' se vypočí ta j í pomocí v z t a h ů 

Př ík lad použi t í Gaborova filtru je na obrázku 2.2. 

2.4 Operátory získávání příznaků 
Vizualizace v ý s t u p ů z ope rá to rů v následující sekci je po zpracování obrázku 1.2a. 

2.4.1 Realizace operá to rů pro práci s celým obrazem 

Z í s k á v á n í g l o b á l n í c h p ř í z n a k ů 

U tohoto ope rá to ru je na výběr několik statistik pro výpočet . O pe r á to r je proveden 

i ve var iantě pracující s oknem, p o d o b n ě jak níže uvedené operátory. V následujícím 

výč tu je vždy v závorce uveden obrázek, k te rý je v ý s t u p e m ze zpracování oknem 

o velikostí 5 pixelů. Jednot l ivé statistiky jsou s t řední hodnota (2.3e), med ián (2.3g), 

koeficient š ikmosti (2.3j), což je centrá lní moment 3. řádu , s m ě r o d a t n á odchylka 

(2.3k), koeficient špičatost i (2.3c), k t e rý reprezentuje centrá lní moment 4. řádu , 

barvu s největš ím p o č t e m pixelů (2.3h) a jejich re la t ivní počet vz tažený k celkovému 

poč tu pixelů (2.3i), ne j tmavší (2.3f) a nejsvětlejší barvu (2.3d), těžiště masy, což je 

váhovaná p r ů m ě r n á hodnota světlosti všech x-ových a y-onových souřadnic pixelů, 

re la t ivní počet nenulových b o d ů (2.3a) a hranatost (2.3b), k t e rá sečte bílé pixely 

po nalezení hran v obraze a určí jejich re la t ivní počet . 

x' — x cos 9 + y sin 9, (2-3) 

y' = —x sin 9 + y cos 9. (2.4) 
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(a) relativní počet nenu- (b) hranatosť (c) koeficient špičatosti (d) maximální šedá hod-
lových pixelů nota 

(e) střední hodnota (f) minimální šedá hod- (g) medián (h) barva s největším 
nota počtem pixelů 

(i) relativní počet nej- (j) koeficient šikmosti (k) směrodatná odchyl-
častější barvy ka 

Obrázek 2.3: Ope rá to r výpoč tu statistik 
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B I C 

Tento operá to r je pouze čás tečnou realizací 1.2.1 druhou část í je operá to r dLog 2.4.1. 

N a jeho p rvn ím v ý s t u p u je obraz, na k t e r ém jsou bíle vyznačeny vn i t řn í pixely a 

na d r u h é m v ý s t u p u je obraz, kde ma j í vn i t řn í pixely původn í barvu po nakvan tován í 

a hraniční pixely maj í o s t upeň světlejší ods t ín . Parametrem ope rá to ru je celočíselná 

hodnota, k t e rá udává , kolik okolních pixelů se může lišit, aby byl centrá lní pixel 

označen jako vni t řn í . 

d L o g 

N a vstupu operá to r očekává obrázek, k t e rý je d r u h ý m v ý s t u p e m ope rá to ru BIC 

2.4.1 s vyznačenými hraničními a vn i t řn ími pixely. N a v ý s t u p u je př íznak spočí taný 

pomocí vztahu 1.1. 

L o k á l n í e x t r é m y 

Lokální ex t rémy v obraze jsou množiny sousedních pixelů, k te ré ma j í ve svém 

okolí jenom pixely s menší respektive větší hodnou. Pro jejich h ledání se postupuje 

v několika krocích. Pro každý pixel se najde jeho čtyř-okolí, k te ré m á stejnou barvu, 

a tyto pixely jsou p ř idány do množiny. Následně se analyzuje okolí t é to množiny, 

jestli se v ní nacházej í jenom pixely s nižší nebo vyšší hodnotou v závislosti na tom, 

jestli se h ledá minimum nebo maximum. Pokud je d a n á oblast lokální ex t rém, zapíše 

se souřadnice jednoho z pixelů do výs tupn í množiny bodů . V ý s t u p je na obrázku 

2.6d. 

Po spuš těn í trvalo ope rá to ru nalezení ex t r émů na sn ímku ultrazvuku srdce 238 s. 

Vzhledem k době t rván í výpoč tu , bylo n u t n é provést optimalizaci. V původn í im­

plementaci nejvíce času zabíralo ověřování, jestli daný bod už byl zpracován (jestli 

je obsažen v množině proj i tých p rvků a p rávě zpracovávaných p rvků) . Tyto údaje 

byly uloženy v da tovém typu HashSet, k t e rý se vždy musel procházet , dokud se 

nenašla shoda. Což znamenalo př i h ledání bodu, k te rý se v množině nevyskytoval, 

její celé prohledávání . Proto byl nahrazen dvou- rozměrným polem boolean p rvků. 

Díky tomu se algoritmus urychlil na 81 s. Ovšem ale ani toto řešení není opt imální , 

protože při operaci se všemi body z ak tuá lně zpracovávané oblasti se vždy musí proj í t 

celé pole prvků . Proto byla použ i t a kombinace těchto dvou př í s tupů . Pro ak tuá ln í 

region je vy tvořeno dvou-rozměrné boolean pole, k teré se používá pro ověřování, 

jestli d a n ý prvek leží v množině , i množ ina HashSet, k t e r á se používá při i terování 

všech prvků. Výsledný čas na tes tovacím obrázku činil 13 s. 
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(a) Aut oko variance (b) B V L C (c) BDIP (d) Homogenita 

Obrázek 2.4: Výs tupy ope rá to rů 

2.4.2 Tvorba operá to rů pro extrakci př íznaků s využi t ím 
okna 

V té to části jsou popsány operátory , k te ré počí ta j í p ř íznaky pouze z část i obrazu. 

Tato část je vymezena č tvercovým oknem, popř ípadě jeho s t ředem. 

A u t o k o v a r i a n c e 

Její rovnice je p o p s á n a v 1.2.2. V s t u p n í parametry m á velikost okna, nad k t e rým 

se autokovariace počí tá , a posunu t í okna v x-ovém a y-ovém směru pro korelaci 

ak tuá ln ího a posunu tého okna. V ý s t u p je na obrázku 2.4a. 

B D I P a B V L C 

Tyto dva ope rá to ry 1.2.2 a 1.2.2 ma j í v s tupn í parametr velikost okna. Z pixelů 

v okně se spočí taj í charakter is t ické vlastnosti a ty se posílají dále ke zpracování . 

V ý s t u p pro B D I P je na obrázku 2.4c, pro B V L C na 2.4b. 

E x t r a k c e k r u h o v ý c h o b l a s t í 

Ope rá to r 1.2.2 m á jako vs tupn í parametr poloměr zkoumané oblasti. Výsledný 

p růměr je pak dvojnásobek p r ů m ě r u plus 1. V ý s t u p je na obrázku 2.6a a 2.6b. 

E x t r a k t o r t r é n o v a c í h o d n o t y 

Nač te z masky vytvořené pro daný obrázek hodnotu pixelu na pozici okna. Ta 

m á hodnotu 0 pro černou barvu a 255 pro bílou. Tyto hodnoty jsou, pokud je to 

požadováno , označeny jako label, k te rý označuje učícím a lgor i tmům, jak maj í data 

klasifikovat. 
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K o n t r a s t a r o z d í l n o s t 

Tyto dva ope rá to ry jsou velice podobné . Jsou realizací 1.2.2 a 1.2.2. Jako vs tupn í 

parametry maj í velikost okna, pro k teré jsou hodnoty počí tány. Dále posunu t í okna 

v x-ovém a y-ovém směru pro porovnávací oblast. Výs tupy jsou na obrázku 2.5a pro 

kontrast a 2.5b pro rozdílnost . 

(a) Kontrast (b) Rozdílnost 

Obrázek 2.5: Výs tupy ope rá to rů 

H o m o g e n i t a t e x t u r y 

P ř i poč í tán í max imá ln í entropie 1.2.2 je celkový počet barev pro černobílý obraz 

256. Proto se výpočet omezuje na poč í tán í entropie H a její podělení konstantou. 

V ý s t u p je na obrázku 2.4d. 

M i n i m á l n í r o z d í l s o u s e d n í c h r e g i o n ů 

V s t u p n í parametr velikost okna určuje velikost p ros t ředn í oblasti, k t e r á je analy­

zována. Proto musí bý t z a d a n á šířka t ř ik rá t menší než je šířka zpracovávané oblasti 

z a d a n á v Global features extractor. V ý s t u p je na obrázku 2.6c. 

(a) CPE střední (b) CPE směrodatná (c) minimální rozdíl (d) lokální extrémy 
hodnota odchylka sousedních regionů 

Obrázek 2.6: Výs tupy ope rá to rů 
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R e l a t i v n í p o z i c e 

Tento ope rá to r nač te absolu tn í pozici p rávě zpracovávaného okna a p řepoč í tá jí 

na re la t ivní pozici pomoc í vztahu 

Zrel = 7 ^ , (2.5) 

kde a;rei je x-ová re la t ivní pozice okna, a;abs je x-ová absolu tn í pozice a Dw je šířka 

obrazu v pixelech. O b d o b n ě se poč í tá i y-ová pozice. 

2.5 Realizace operátorů pro vizualizaci a ukládání 
výstupního obrazu 

Po aplikaci na t rénovaného modelu na získaná data z obrazu je p o t ř e b a převést 

data zpět na vizuální podobu. K tomuto účelu slouží ope rá to r Model Visualizer. 

N a vstup mu při jdou data s př i řazenou p ravděpodobnos t í , s jakou je d a n ý řádek 

požadovaným objektem. P ravděpodobnos t se p řepoč í tá na ods t ín šedi a daný pixel 

je zapsán na své mís to v obraze. Po úpravě tohoto ope rá to ru může nyní zobrazo­

vat libovolný číselný atribut. Interval hodnot ze zobrazovaného atributu je vždy 

p řepoč í t án na celočíselnou hodnotu v rozmezí od 0 do 255, aby se mohl zobrazit 

jako ods t ín šedé barvy. 

Lidské oko dokáže rozeznat mnohem více barevných ods t ínů než šedo-tónových 

[38]. Z toho důvodu byl vy tvořen operá to r Look Up Table Applier. Jeho základem 

je vyhledávací tabulka - Look U p Table ( L U T ) , k t e r á mapuje šedo-tónové pixely 

na barevné . P ř ík lady někte rých L U T jsou na obrázku 2.7. Ope rá to r obsahuje 13 

předdefinovaných L U T . Dále je možné nač í t a t vytvořené L U T z programu ImageJ. 

Jako t ř e t í možnos t je definice vlas tn í L U T pomoc í t ř í barev, k teré definují začátek, 

s t řed a konec spektra. O s t a t n í barvy se dopočí ta j í pomoc í interpolace. 

1 
Obrázek 2.7: Př ík lady různých L U T 
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Zápis obrázku na disk je realizován ope rá to r em Write Grayscale Image a Write 

Color Image to File v závislosti na tom, jestli je v s tupn í obraz černobílý nebo ba­

revný. Dokážou zapsat b u ď jeden obrázek a ten, pokud přijde během simulace více 

obrázků, přepisovat , nebo po zašk r tnu t í volby multi image je uk láda t pod jejich 

původn ím názvem do zvolené složky. 

2.6 Vlastnosti celého řešení 
Celý nás t ro j je tvořen t ř emi částmi: programem RapidMiner , knihovnou ImageJ a 

vy tvořenými ope rá to ry pro práci s obrazem. Díky t é t o kombinaci je možné využí t 

přes 200 učících se a lgor i tmů a klasifikátorů. Dále je možné provádě t výběr p ř íznaků 

pomocí zpě tné , dopředně a evoluční optimalizace. Pomoc í genetických a lgor i tmů lze 

nastavovat parametry jednot l ivých operá to rů . Výhledově se pracuje na evolučním 

náv rhu celého procesu. 

Díky grafickému rozhraní , k te ré je vidět na obrázku 2.8, je n á v r h procesu in­

tu i t ivn í a rychlý. Další výhodou je znovupouži te lnost pro řešení nových problémů. 
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Obrázek 2.8: Grafické rozhran í RapidMineru 
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3 EXPERIMENTÁLNÍ OVĚŘENÍ 
V t é to sekci jsou využi ty ope rá to ry z předcházející kapitoly. V p rvn í část i je popsán 

princip měřen í a jsou zde uvedeny výsledky pro ověřování funkčnosti na mamografu a 

ultrazvuku srdce. Ve druhé části jsou s t ručně popsány učící algoritmy a je o tes tována 

jejich výkonnost na snímcích z ultrazvuku. 

3.1 Test funkčnosti 
Princip měřen í výsledků spočívá ve zhodnocení přesnost i na t rénovaných mode lů 

po aplikaci na testovací data. Výsledek je reprezentován č tyřpolní tabulkou, což je 

speciální typ kont ingenční tabulky se dvěma sloupci a dvěma řádky. Ř á d k y označují 

predikované hodnoty a sloupce skutečné hodnoty podle masky. Celková přesnost je 

poč í t ána pomocí 

A = íp + 4 + / p + / n ' ( 3 ' 1 } 

kde tp je počet správně určených bílých b o d ů , 4 je počet správně určených černých 

bodů , / p je počet černých b o d ů určených jako bílé a / n je počet bílých b o d ů určených 

jako černé. Preciznost je d á n a vztahem 

P = (3.2) 
h> * Jp 

Jde o poměr správně učených pozi t ivních b o d ů ku celkovému p o č t u b o d ů určených 

jako pozi t ivní . Kompletnost je poměr správně určených pozi t ivních b o d ů z celkového 

poč tu pozi t ivních bodů . Získá se pomocí 

Jako vs tupn í data pro p rvn í část měření byly použi ty snímky z mamografu z mini-

M I A S d a t a b á z e 1 . B y l a vy tvořena maska, k t e rá bílou barvou označuje jenom tukovou 

t k á ň , což je oblast zájmu. Černou barvou je označeno pozadí , svalová t k á ň a všechny 

artefakty na sn ímku v podobě označovacích š t í tků a různě porušených okrajů. V i z 

obrázek 3.1. 

Ve d ruhé část i byly použi ty snímky získané z videí US srdce (obrázek 3.2a a 3.2c) 

a podé lného p růřezu tepnou (obrázek 3.8a). Zde bylo účelem detekovat okraje srdeční 

komory a s těnu tepny. Maska je proto vy tvořena jako linka kryjící okrajovou tkáň . 

lrThe mini-MIAS database of mammograms dostupné z URL: http://peipa.essex.ac . uk /  
info/mias.html 

28 

http://peipa.essex.ac.uk/


(a) originální snímek (b) maska 

Obrázek 3.1: Mamogram a maska 

(a) originál srdceOl (b) maska srdceOl (c) originál srdce02 (d) maska srdce02 

Obrázek 3.2: Testovací sn ímky ultrazvuku srdce 

Měření výsledků v R M je rozděleno do dvou procesů. V p rvn ím se provádí 

t r énován í modelu na části dat. Nejdříve se nač te obrázek a jeho maska ze sou­

boru. Potom je v některých procesech ods t r aněn šum pomoc í vlnkové transfor­

mace. Následně jsou pro požadované body vypoč í tány příznaky. Pro získání lepších 

výsledků se na datech několikrát v rámci křížové validace t rénuje model pomocí 

S V M . Ve d r u h é m procesu se model aplikuje na testovací data, k t e rá se získají stejně 

jako v p rvn ím procesu, a je vyhodnocena jeho úspěšnost . Popř ípadě se úspěšnost 

zobrazí pomoc í ope rá to ru pro vizualizaci. 

3.1.1 Mamograf 

Testovací množ ina se skládala ze 12 snímků, na k te rých se t rénoval model. B y l y 

t es továny dva modely. Pro tes tování byl použi t snímek 1.2. V jednom se při z ískávání 

p ř íznaků zařadi l ope rá to r pro re la t ivní pozici a ve d r u h é m ne. 

V tabulce 3.1 je zobrazena úspěšnost modelu bez ope rá to ru re la t ivní pozice. 

Celková přesnost činila 79,85%. Výsledky modelu s re la t ivní pozicí jsou v tabulce 

3.2, celková přesnost je 81,57%. Vizualizace obou výsledků je na obrázku 3.3. 

Po získání více zkušenost í s prac í v RapidMineru a se zpracováním obrazu, byl 

29 



na t r énován model pomocí na ivního Bayesova klasifikátoru. P ř i testu činila přesnost 

modelu 89,02%. Dílčí přesnost i jsou v tabulce 3.3. Vizualizace výsledku se ješ tě 

pomocí p rahování , ekvalizace histogramu a Gaussova rozmazání upravila. Výsledek 

je vidět na obrázku 3.3c. T í m t o se zíkal ná s t ro j , k te rý dokáže vytvoř i t masku pro 

ods t r aněn í a r te fak tů z mamografu. 

Tabulka 3.1: Výsledek tes tování modelu pro mamograf bez re la t ivní pozice 

správně 

černá 

sp rávně 

bílá 

preciznost 

t ř ídy 

předpovězena černá 69270 2869 96,02% 

předpovězena bílá 6008 44538 88,11% 

kompletnost t ř ídy 92,02% 93,95% 

Tabulka 3.2: Výsledek tes tování modelu pro mamograf s re la t ivní pozicí 

sp rávně 

černá 

sp rávně 

bílá 

preciznost 

t ř ídy 

předpovězena černá 26841 9274 74,32% 

předpovězena bílá 989 18591 94,95% 

kompletnost t ř ídy 96,45% 66,72% 

Tabulka 3.3: Výsledek tes tování modelu pro mamograf s opt imalizací 

sp rávně 

černá 

sp rávně 

bílá 

preciznost 

t ř ídy 

předpovězena černá 12035 346 97,21% 

předpovězena bílá 3044 15441 83,53% 

kompletnost t ř ídy 79,81% 97,981% 

3.1.2 Ultrazvuk 

Pro detekci okraje komory srdce z US snímku byly použi ty obrázky získané ze dvou 

videí poř ízených pomoc í dvou př í s t ro jů od různých výrobců. P r v n í t rénovací množi­

na obsahuje 20 obrázků. D r u h á množ ina obsahuje 56 trénovacích obrázků. Dále byl 

z obou videí získány testovací snímky, k te ré se využily i pro vizualizaci výsledků. 

Testovací sn ímky jsou na obrázku 3.2 spolu se svými maskami. Pro další po t ř eby jsou 
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(a) bez relativní pozice (b) s relativní pozicí (c) konečná verze 

Obrázek 3.3: Vizualizace testu mamografu 

v následujícím textu v závislosti na kontextu označeny trénovací množina , získaný 

model a testovací snímek jako srdceOl. Srdce02 označuje druhou trénovací množinu, 

model a testovací snímek. 

Jako prvn í se testoval model vy tvořený na t rénovací množině srdce02 bez použi t í 

ope rá to ru pro ods t r aněn í šumu. Po aplikaci na testovací snímek srdce02 byla celková 

přesnost 88,37%. Dílčí přesnost i jsou v tabulce 3.4 a vizualizace na obrázku 3.4b. 

Celková přesnost na tes tovacím snímku srdceOl činila 94,70%. Dílčí přesnost i jsou 

v tabulce 3.5 a vizualizace na obrázku 3.4a. 

Tabulka 3.4: Model srdce02 bez ods t r aněn í šumu aplikovaný na srdce02 

správně 

černá 

sp rávně 

bílá 

preciznost 

t ř ídy 

předpovězena černá 661312 214 99,97% 

předpovězena bílá 87118 2347 2,62% 

kompletnost t ř ídy 88,36% 91,64% 

Tabulka 3.5: Model srdce02 bez ods t r aněn í šumu aplikovaný na srdceOl 

správně 

černá 

sp rávně 

bílá 

preciznost 

t ř ídy 

předpovězena černá 241022 732 99,70% 

předpovězena bílá 12782 496 3,74% 

kompletnost t ř ídy 94,96% 40,69% 

Pro další t e s tování se použil model vy tvořený na t rénovací množině srdce02 

s m í r n ý m ods t r aněn ím šumu. Po aplikaci na testovací snímek srdce02 byla celková 
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(a) srdceOl (b) srdce02 

Obrázek 3.4: Vizualizace modelu srdce02 bez ods t r aněn í šumu 

přesnost 88,78%. Dílčí přesnost i jsou v tabulce 3.6 a vizualizace na obrázku 3.5b. 

Celková přesnost na tes tovacím snímku srdceOl činila 94,93%. Dílčí přesnost i jsou 

v tabulce 3.7 a vizualizace na obrázku 3.5a. 

Tabulka 3.6: Model srdce02 s m í r n ý m ods t r aněn ím šumu aplikovaný na srdce02 

správně 

černá 

sp rávně 

bílá 

preciznost 

t ř ídy 

předpovězena černá 664392 222 99,97% 

předpovězena bílá 84038 2339 2,71% 

kompletnost t ř ídy 88,77% 91,33% 

Tabulka 3.7: Mode l srdce02 s m í r n ý m ods t r aněn ím šumu aplikovaný na srdceOl 

správně 

černá 

sp rávně 

bílá 

preciznost 

t ř ídy 

předpovězena černá 241603 734 99,70% 

předpovězena bílá 12201 485 3,82% 

kompletnost t ř ídy 95,19% 39,79% 

Tře t í model v po řad í byl vytvořen na t rénovací množině srdceOl s m í r n ý m od­

s t r aněn ím šumu. Po aplikaci na testovací snímek srdceOl byla celková přesnost 

96,35%. Dílčí přesnost i jsou v tabulce 3.8 a vizualizace na obrázku 3.6a. Celková 

přesnost na tes tovacím snímku srdceOl činila 47,26%. Dílčí přesnost i jsou v tabulce 

3.6 a vizualizace na obrázku 3.6b. 

Pro zvýšení přesnost i modelu byly použi ty evoluční algoritmy implementované 

v R M . Díky n im byly zjištěny parametry ope rá to ru pro ods t r aněn í šumu a vni t řn ích 
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(a) srdceOl (b) srdce02 

Obrázek 3.5: Vizualizace modelu srdce02 s m í r n ý m ods t r aněn ím šumu 

(a) srdceOl (b) srdce02 

Obrázek 3.6: Vizualizace modelu srdceOl s m í r n ý m ods t r aněn ím šumu 
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Tabulka 3.8: Mode l srdceOl s m í r n ý m ods t r aněn ím šumu aplikovaný na srdceOl 

správně 

černá 

sp rávně 

bílá 

preciznost 

t ř ídy 

předpovězena černá 245507 1007 99,59% 

předpovězena bílá 8297 212 2,49% 

kompletnost t ř ídy 96,73% 17,39% 

Tabulka 3.9: Mode l srdceOl s m í r n ý m ods t r aněn ím šumu aplikovaný na srdce02 

správně 

černá 

sp rávně 

bílá 

preciznost 

t ř ídy 

předpovězena černá 352779 388 99,89% 

předpovězena bílá 395651 2173 0,55% 

kompletnost t ř ídy 47,14% 84,85% 

operá to rů pro zjišťování př íznaků. Trénovaní bylo provedeno na množině srdceOl. 

Celková přesnost t rénování byla 94.14% +/— 0.98%. Dílčí přesnost i jsou uvedeny 

v tabulce 3.10. Po aplikaci na testovací obrázek srdceOl byla celková přesnost 90,17%. 

Dílčí přesnost i jsou uvedeny v tabulce 3.11. Vizualizace je na obrázku 3.7. 

Tabulka 3.10: Model srdceOl s na t r énovanými vlastnostmi pomocí evolučních algo­

r i t m ů 

správně 

černá 

sp rávně 

bílá 

preciznost 

t ř ídy 

předpovězena černá 13970 9958 92,35% 

předpovězena bílá 394 10950 96,63% 

kompletnost t ř ídy 97,26% 90,44% 

Tabulka 3.11: Model srdceOl s na t r énovanými vlastnostmi pomocí evolučních algo­

r i t m ů aplikovaný na srdceOl 

správně 

černá 

sp rávně 

bílá 

preciznost 

t ř ídy 

předpovězena černá 228742 18 99,99% 

předpovězena bílá 25062 1201 4,57% 

kompletnost t ř ídy 90,13% 98,52% 
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Obrázek 3.7: Vizualizace testu modelu na t rénovaného pomoc í evolučních a lgor i tmů. 

(a) oroginální snímek (b) maska (c) Vizualizace testu modelu 

Obrázek 3.8: Podé lný řez tepnou 

Př i detekci okraje tepny v jej ím podé lném průřezu nebyl použi t ope rá to r pro zís­

kání re la t ivní pozice. Celková přesnost činila 79.32%. Dílčí úspěšnost i jsou v tabulce 

3.12. Vizualizace výsledku je na obrázku 3.8c). 

Tabulka 3.12: Test modelu podé lného řezu tepnou 

správně 

černá 

sp rávně 

bílá 

preciznost 

t ř ídy 

předpovězena černá 352464 83 99,98% 

předpovězena bílá 93476 6376 6,39% 

kompletnost t ř ídy 79,04% 98,71% 

Z výsledků celkové přesnost i plyne re la t ivně velká úspěšnost na t rénovaných mo­

delů. Ovšem preciznost určování bílých b o d ů je u ul trazvuku velmi nízká. To může 

být způsobeno způsobeno m a l ý m p o č t e m bílých b o d ů v masce v p o m ě r u k celkovému 

poč tu pixelů. Nebo p o d o b n ý m charakterem zobrazené t káně a té t káně , k t e rá m á 

bý t de tekována . Další možnou př íčinou je p ře t rénován í modelu. 
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3.2 Porovnání učících se algoritmů 

3.2.1 P řeh led a lgor i tmů 

fc-NN 

Algoritmus fc-nejbližších sousedů - /c-nearest neighbor (fc-NN) klasifikuje prvek na 

základě k p rvků v jeho nejbližší vzdálenost i . Prvek pak pa t ř í do té množiny, ze k teré 

je v množině k více sousedů. Vzdálenost se může poč í ta t např ík lad jako eukleidovská 

vzdálenost . 

R o z h o d o v a c í s t r o m y 

Rozhodovací stromy (Decision trees) [7] jsou učící algoritmus, k te rý je modelován 

pomocí b inárních s t romů. Uzel stromu reprezentuje atribut, na jehož základě se 

rozhoduje, k t e r á vě tev bude následovat . Algoritmus je rychlý, ale p rob lémem je 

výběr vhodných a t r i b u t ů pro vytvoření modelu. 

N a i v n í B y e s ů v k l a s i f i k á t o r 

Naivní Byesův klasifikátor (Naivě Bayes Classifier) je j ednoduchý klasifikátor zalo­

žený na algoritmu, k te rý je popsaný v [31] a k te rý vychází z Bayesova teorému 

kde P(Ä) a P(B) p ravděpodobnos t i výsky tu j evů A a B. P(A\B) a P(B\A) je 

p ravděpodobnos t jevu A za p ředpok ladu , že p la t í B, a obráceně. P ř e d p o k l á d á se, 

že jednot l ivé atributy jsou na sobě nezávislé. 

D i s k r i m i n a č n í a n a l ý z a 

Diskr iminační ana lýza [28] se používá k rozlišení p rvků p ř e d e m daného poč tu t ř íd 

na základě podobných znaků. V rámci t é to práce byla použ i t a l ineární diskr iminační 

analýza, k t e rá řad í prvky do dvou množin t ím, že se snaží nalézt op t imáln í l ineární 

kombinaci jednot l ivých vlas tnost í . 

L o g i s t i c k á regrese 

Logistická regrese [19] je založena na ma tema t i cké statistice. Klasifikační funkce se 

modeluje pomocí logistické křivky. Z ní se pak odhaduje p ravděpodobnos t , s jakou 

jev nas t ává . 

(3.4) 
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N e u r o n o v á síť 

Neuronové sítě jsou popu lá rn í učící algoritmy [8], k te ré simulují č innost nervových 

buněk. Neurony se propojuj í do sítí. Jedna síť může mí t více vrstev. N a základě 

nas tavování v las tnos t í jednot l ivých neuronů se modeluje celá síť. Nevýhodou tohoto 

algoritmu je jeho rychlost při učení. 

I n d u k c e p r a v i d e l 

Algoritmus při určování pravidel začne s menšími t ř ídami , i teračně roste a omezuje 

pravidla, dokud jsou nějaké pozi t ivní vzorky pa t ř íc í do třídy, nebo dokud se chyba 

nezvětší nad 50%. V i z dokumentace R M k ope rá to ru Rule Induction. 

S V M 

S V M je popsán v kapitole 1.4. Pro výpočet roviny rozdělení se používají různé j ádra , 

k teré se liší funkcí pro její modelování a výpoče tn í náročnost í . Jsou to např ík lad 

radiální , l ineární, bodové , polynomiální , atd. 

3.2.2 Porovnání a lgor i tmů 

Pro porovnáván í výkonnost i učících se a lgor i tmů byl zvolen př íklad s detekcí srdeční 

komory v ultrazvuku. Konkré tně videosekvence srdce02 viz obrázek 3.2c. V každém 

procesu se evolučně nastavovaly parametry jednot l ivých ope rá to rů pro zjišťování 

př íznaků. Evolučně se vybíra ly atributy, jejichž kombinace m á nejlepší výsledky při 

t r énován í modelu. Pro zvýšení efektivity se při p ředzpracování změnily na černou 

barvu všechny s ta t ické artefakty. 

Jednot l ivé dílčí přesnost i při t r énován í a t es tování jsou vidět v tabulce 3.13. Pro 

lepší porovnán í jsou výsledky z t es tování zobrazeny v grafu 3.9. Vizualizace v ý s t u p ů 

z jednot l ivých učících se a lgor i tmů pro testovací snímek je na obrázku 3.10. 

Všechny algoritmy měli t éměř stejnou přesnost v rozmezí od 93,73% do 97,61%. 

To je způsobeno velkým množs tv í černých pixelů, u k terých bylo určení jedno­

značné. Proto je n u t n é se při po rovnáván í zaměř i t na preciznost a kompletnost 

u tř ídy, kterou chceme detekovat (správně) . Z vizualizace t e s tů je pa t rné , že nejvíce 

se požad ivanému výsledku blíží algoritmus indukce pravidel. Ten m á sice nízkou 

kompletnost t ř ídy 50,67%, ovšem m á nejvyšší preciznost 33,11%. 

Dále z výsledků plyne, že pro h ledání oblas t í v obraze není vhodné použí t kla-

sifikátor, k te rý nedokáže urči t p ravděpodobnos t , do které kategorie pixel pa t ř í , po­

kud se úspěšnost klasifikátoru neblíží ke 100%. Je to z důvodu dalšího možného 

zpracování . Pokud je u rčena p ravděpodobnos t , výsledky je pak možné prahovat. 
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Výběrem správné hodnoty prahu je pak možné p o d s t a t n ě zpřesnit výsledek. Algo­

ritmy, k teré maj í pouze dvě výs tupn í hodnoty ( p a t ř í / n e p t ř í do t ř ídy) , jsou naivní 

Bayesův klasifikátor a diskr iminační analýza. 

Největší p roblém při vy tvá řen í modelu bylo správné určení masky pro vyznačení 

okraje srdeční komory. Pro správnou funkci je nezbytné vytvoř i t masku tak, aby 

n e m á t l a učící se algoritmy. I manuá ln í určení je velmi obt ížné. Proto se vyskytuj í 

regiony s t éměř s te jnými vlastnostmi, k teré mohou bý t na jednom snímku označeny 

maskou bíle a na d r u h é m černě. To může být jeden z hlavních důvodů neuspoko­

j ivých výsledků. 

Přesnost • Kompletnost správně Preciznost správně 

Obrázek 3.9: Porovnán í výsledků na tes tovacím snímku. 
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Tabulka 3.13: Srovnání učících se a lgor i tmů (hodnoty jsou v %) 

UČÍCÍ algoritmus Přesnos t při t rénování Přesnos t při t es tování 

Přesnos t ± Kompletnost Preciznost Přesnos t Kompletnost Preciznost 

Špa tně Správně Špa tně Správně Špa tně Správně Špa tně správně 

fc-NN 98,48 0,95 98,26 98,97 99,54 96,2 96,12 96,16 93,61 99,89 28,06 

Rozhodovací strom 98,91 0,7 98,71 99,37 99,72 97,14 94,91 94,88 96,59 99,94 22,97 

Naivní Byesův klasifikátor 96,07 1,35 95,15 98,01 99,01 90,62 93,73 93,75 92,15 99,87 19,1 

Diskr iminační ana lýza 95,04 1,7 97,86 88,93 95,03 95,05 96,24 96,37 88,38 99,81 28,03 

Logistická regrese 96,42 1,88 97,22 94,61 97,59 93,8 96,09 96,17 90,69 99,85 27,5 

Neuronová síť 96,78 1,37 96,38 97,62 98,86 92,66 96,06 96,17 88,93 99,82 26,84 

Indukce pravidel 95,44 1,51 95,6 95,09 97,71 90,82 97,61 98,36 50,67 99,2 33,11 

S V M - radiá ln í j á d r o 96,78 1,24 96,01 98,41 99,23 92,02 94,85 94,8 98,18 99,97 22,98 

S V M -bodové j á d r o 97,7 0,87 97,19 98,92 99,54 93,63 95,48 95,5 94,77 99,91 24,96 



(a) Naivní Byesův klasi- (b) Rozhodovací strom (c) fc-NN 
fikátor 

(d) Diskriminační analýza (e) Logistická regrese (f) Neuronová síť 

(g) Indukce pravidel (h) SVM - bodové jádro (i) SVM - radiální jádro 

Obrázek 3.10: Vizualizace testu učících se a lgor i tmů 
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4 MOŽNÉ ROZŠÍŘENÍ NÁSTROJE 
Jelikož je oblast zpracování obrazů velmi rozsáhlá, mohou b ý t jednot l ivé kroky při 

jeho zpracování dále rozšířeny. P ř ík lady pro zvýšení rychlosti nebo efektivnosti jsou 

např íklad: 

K l a s i f i k á t o r y z a p o j e n é do k a s k á d y 

Př i zpracování některých obrázků, např ík lad videosekvencí, je n u t n é zkrá t i t 

dobu analýzy na co nejmenší čas. J e d n í m možných způsobů může bý t řazení 

klasifikátorů do kaskády. P ř i tom se využije toho, že klasifikace některých pi-

xelů do kategorie je j ednodušš í než u j iných. Pokud např ík lad chceme detekovat 

t k á ň na sn ímku z mamografu a je zřejmé, že žádný černý pixel není t káň , může 

na začá tek kaskády dá t klasifikátor, k te rý vyřad í všechny černé pixely z další 

klasifikace. T í m se zvýší rychlost a může dojít k n á r ů s t u přesnost i celkové 

klasifikace. 

I m p l e m e n t a c e g e n e t i c k é h o p r o g r a m o v á n í 

Př i navrhování procesu je možné využí t genetických a lgor i tmů pro optimali­

zaci p a r a m e t r ů jednot l ivých operá to rů . Ovšem jejich sp rávný výběr a použi t í 

požaduje urči té zkušenost i . Popř ípadě určení , jestli je vhodné použí t např ík lad 

mediánový filtr, není někdy možné říci dopředu. Po implementaci genetického 

p rogramován í by se celý n á v r h zjednodušil . Vhodnost kombinace jednot l ivých 

operá to rů by se zkoušela evolučně. Cenou za toto z jednodušení by byl pod­

s t a t n ý ná růs t času po t ř ebného pro vytvoření modelu. 

V ý v o j d a l š í c h o p e r á t o r ů 

V současné době se stále objevují nové metody pro zpracování obrazu. Proto se 

budou muset stále p ř idáva t další vlastnosti, aby se rozšíření udrželo aktuá ln í . 

Nejedná se pouze o ope rá to ry pro zjišťování př íznaků, ale i pro předzpracování , 

segmentaci a další manipulaci s obrazem. 

O p t i m a l i z a c e v ý p o č t ů 

Některé ope rá to ry ma j í výkonnos tn í rezervy. J e d n á se např ík lad o p ř í s tup do 

pamět i , kdy se při objektově or ientovaném programován í pracuje s vyšší mí rou 

abstrakce, než by bylo t ř e b a (využívání metod pro nač í t án í pixelů mís to práce 

p ř ímo s polem pixelů) . Ovšem taková to optimalizace nepř ináš í tak velký ná růs t 

výkonu jako u kaskád klasifikátorů a n e m á za následek zpřesnění klasifikace. 
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5 P O R O V N A N Í V Ý S L E D K U S J I N Ý M I P R A ­

C E M I 

Pro porovnán í s j inými pracemi by l zvolen př ík lad s ods t r aňován ím ar te fak tů ze 

sn ímku mamografu. Jednot l ivé články [20, 32, 33, 34] popisují nás t ro je s úspěšnost í 

mezi 95% až 98%. U nich byly poži ty algoritmy založené na fuzzy logice, popř ípadě 

s využ i t ím váhovaného mediánového filtru. Jak je p a t r n é z obrázků 5.1 nás t ro j 

popisovaný v t é to práci m á vysokou úspěšnost i na snímcích, kde artefakty částeně 

překrývaj í t k á ň viz snímek 5.1b. 

Druhou část í řešení je ods t r aněn í svalové t k á n ě ze snímku. Tato část je daleko 

více složitější, pro tože svalová t k á ň není tak moc rozdílná od tukové, jako tomu bylo 

u š t í tků . V článku [29] je p o p s á n a metoda založená na gradientu a histogramu. Tato 

metoda nepracovala úplně spolehlivě. Také model se vy tvořený v rámci t é t o práce 

měl problémy s určen ím a ods t r aněn ím svalové tkáně . 

(a) Původní snímek mdb260 (b) Původní snímek mdb274 (c) Původní snímek mdb280 

(d) Zpracovaný mdb260 (e) Zpracovaný mdb274 (f) Zpracovaný mdb280 

Obrázek 5.1: Vizualizace po aplikaci získané masky 
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6 ZÁVĚR 
Tato práce se zabývá zpracováním obrazu. Zaměřuje se na z ískávání p ř íznaků z ob­

razových dat. Jednot l ivé kroky při analýze obrazu byly popsány v p rvn í kapitole. Jde 

konkré tně o předzpracování , sloužící př ipravení obrazu do podoby vhodné ke zpra­

cování v dalších krocích. Dále pak zjišťování př íznaků, k te ré vyjadřují číselnou hod­

notou urč i tou vlastnost zkoumané oblasti. Segmentace, k t e r á rozděluje obraz na části 

s p o d o b n ý m i vlastnostmi. A nakonec klasifikaci sloužící určování t y p ů ob jek tů v ob­

raze. 

Hlavní př ínos práce spočívá ve vytvoření ex t r ak to rů p ř íznaků z obrazu v pros t ředí 

jazyka Java, integrace s využ i t ím knihovny ImageJ do platformy pro analýzu dat 

RapidMiner . Díky t ě m t o t ř e m k o m p o n e n t á m vznikl robus tn í nás t ro j pro analýzu 

obrazu, na jehož základě lze řešit celou ř a d u p rob lémů z oblasti zpracování obrazu. 

Získaná data generovaná pomocí vytvořených ope rá to rů je možné filtrovat pomocí 

zpě tného, dopředného a evolučního výběru , aplikovat na ně přibližně 200 učících se 

metod a optimalizovat celý návrhový proces pomoc í genet ický a lgor i tmů. 

Testování ope rá to rů probíhalo na medicínských datech. Konkré tně na snímcích 

z ultrazvuku a mamografu. N a snímcích z mamografu byly t rénovány modely pro od­

s t raňován í a r te fak tů ze snímku. U nich byl zkoumán vl iv p ř idán í ope rá to ru re la t ivní 

pozice. Celková přesnost byla u obou mode lů obdobná . Z vizuálního vystupuje vidět 

menší úspěšnost určení svalové t káně jako černé barvy u modelu bez ope rá to ru re­

la t ivní pozice. Pomoc í nás ledného zpracování se podař i lo vyřešit ods t r aňován í arte­

faktů ze snímku. Úspěšnost tohoto řešení je s te jná jako u j iných prac í zabývajících se 

t í m t o prob lémem. U ul t razvukových sn ímků se testovala schopnost detekovat okraj 

komory srdce a s těnu tepny. Zde byl u všech modelů největší p roblém preciznost 

určování bílé barvy, k t e rá se pohybovala kolem 3%. Dále byly porovnány jednot l ivé 

učící se algoritmy. Nej lepší výsledky pro daný problém měl algoritmus indukce pra­

videl. A n i jeden algorimus ovšem nedokázal uspokojivě komoru detekovat. Jednou 

z příčin může bý t ne zcela přesně vy tvořená maska pro t rénování . 

N a základě zveřejnění t é to práce online byla obdržena velice pozi t ivní odezva od 

ř ady pracovišť po celém světě. Z vybraných ohlasů mohou bý t jmenován i Doc.Rafael 

Del Hoyo Alonso, P h . D . pro jektový manager v Institute of Technology Assessment, 

Španělsko, www.ita.es, Wal id Erray, Arce lorMi t ta l Maizieres Research, Francie, 

www.arcelormittal.com, Rong L i u , University of California Los Angeles, Califor-

nia NanoSystems Institute, U S A , www. cein.ucla. edu, Warren Simmons, University 

of Alabama at Birmingham, U S A , www.uab.edu, Luc Jalbert, Op t ikám Tech, K a ­

nada, www.optikam.com, Ohad Gi lboa, Vayar Vis ion, Izrael, www.vayar.com. Algo­

ri tmy zde navržené byly použi ty při řešení výzkumných p ro jek tů M P O FR-TI2 /679 

Média- informační sys tém s podporou pokročilých mul t imediá ln ích služeb a M S M T 
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ME10123 - V ý z k u m a lgor i tmů pro zpracování digitálních obrazů a obrazových sek­

vencí. Oba tyto projekty jsou součást í výzkumného záměru MSM0021630513 - Elek­

tronické komunikační sys témy a technologie nových generací. 

Další pokračování práce je možné s využ i t ím genetického p rogramován í při ná­

vrhu procesu, realizací kaskády učících se a lgor i tmů pro zefektivnění běhu procesu, 

doplnění dalších ope rá to rů pro extrakci př íznaků, nebo se zaměřen ím na konkré tn í 

p roblém vytvoř i t ope rá to ry vhodné pro jeho specifické řešení. Může se jednat o 

detekci obličeje, klasifikaci scén atd. 
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S E Z N A M SYMBOLŮ, VELIČIN A Z K R A T E K 
B D I P Blokový rozdíl inverzních p ravděpobnos t í - Block Difference of Inverse 

Probabilities 

B V L C Bloková variace lokálních korelačních koeficinetů - Block Variat ion of Local 

Correlation Coefficient 

C P E Extrakce kruhových oblas t í - Circle Pixels Extractor 

D W T Diskré tn í vínková transformace - Discrete Wavelet Transform 

fc-NN fc-nejbližších sousedů - fc-nearest neighbor 

L U T vyhledávací tabulka - Look U p Table 

M R F Markovova n á h o d n á pole - Markov Random Fields 

M S D Minimáln í rozdíl sousedních regionů - M i n i m u m Side Diference 

R M RapidMiner 

S N R odstup signálu od šumu - Signal to Noise Rat io 

S V M sys tém p o d p ů r n ý c h vektorů - Support Vector Machines 

US ul t razvukové - Ultrasound 
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A PŘÍLOHA A 

A . l Obsah C D 
m a i n . p d f 

Tato práce v elektronické verzi. 

I m a g e P r o c e s s i n g E x t e n s i o n . z i p 

Zdrojové kódy rozšíření. Kvůli kompletnosti a závis lostem jsou obsaženy i 

zdrojové kódy os ta tn ích lidí podílejících se na vývoji rozšíření. 

o b r á z k y , z i p 

Obrázky, na k te rých bylo rozšíření t es továno . 

r a p i d m i n e r - 5 . 1 . 0 0 6 . z i p 

Zdrojové kódy programu RapidMiner spolu se spustitelnou verzí bez instalace. 

r a p i d m i n e r - 5 . 1 . 0 0 6 x 3 2 - i n s t a l l . e x e 

Ins ta lační soubor programu RapidMiner pro operační sys tém Microsoft W i n ­

dows 32 b i tová verze. 

r a p i d m i n e r - 5 . 1 . 0 0 6 x 6 4 - i n s t a l l . e x e 

Ins ta lační soubor programu RapidMiner pro operační sys tém Microsoft W i n ­

dows 64 b i tová verze. 

r a p i d m i n e r - I m a g e M i n e r - l . O . O . j a r 

Vytvořené rozšíření do programu RapidMiner . 
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A.2 Instalace rozšíření 
Rozšíření se nakopíruje do insta lační složky RapidMiner do adresáře \lib\plugins\. 
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