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ABSTRAKT

Cilem této diplomové prace je umoznit posuzovani kvality, nebo typu vyrobku, v pri-
myslovych aplikacich, pomoci umélych neuronovych siti. Jednd se zejména o aplikace,
ve kterych je klasicky pristup strojového vidéni prilis komplikovany. Takto navrzeny sys-
tém je dale implementovan na konkrétni hardwarovou platformu a je u néj provedena
optimalizace vysledného modelu, pro rychlejsi béh systému.

KLICOVA SLOVA

Neuronové sité, strojové vidéni, inspekce vyrobki, klasifikace objekti, Nvidia Jetson
Xavier, Raspberry Pi, Intel Movidius, OpenCV, Keras, TensorFlow

ABSTRACT

The aim of this master’s thesis thesis is to enable evaluation of quality, or the type of
product in industrial applications using artificial neural networks, especially in applications
where the classical approach of machine vision is too complicated. The system thus
designed is implemented onto a specific hardware platform and becomes a subject to the
final optimalisation for the hardware platform for the best performance of the system.

KEYWORDS

Neural networks, machine vision, product inspection, object classification, Nvidia Jetson
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Uvod

Cilem prace bude umoznit posuzovani kvality nebo kategorizaci typu vyrobku v pra-
myslovych aplikacich pomoci optické klasifikace zalozené na umélych neuronovych

sitich a takto takto vzniklé sité optimalizovat na konkrétni hardwarovou platformu.

Bude se jednat zejména o aplikace, ve kterych je nasazeni pouze klasického pri-
jako jeden z prostredkil vyuziva umélé neuronové sité. Za klasicky pristup povazuji
ten, ktery je zalozeny napiiklad na detekci hran, kruznic, rohti, vyhodnocovani jasu,
histogramu a podobné. Takto navrzeny systém bude dale implementovan na kon-
krétni hardwarovou platformu a bude provedena optimalizace vysledného modelu

pro rychlejsi béh systému.

Diky navrzenému systému, zaloZzenému na neuronovych sitich, by tedy mélo byt
rentabilni Tesit vizualni strojovou kontrolu a kategorizaci vyrobka i v nékterych
pripadech, ve kterych je to béznymi systémy velmi naro¢né. Jedna se zejména o
kontroly s velkou variabilitou vyrobkil, s nemoznosti stabilntho nasvétleni vyrobkt

a s ménicimi se vlastnosti kontrolovaného vyrobku.

Ve své praci se budu nejdiive zabyvat vyuzitelnosti existujicich systému, které
vyuzivaji neuronové sité. Dale zvolim vhodné t¥idy vyrobkt pro optickou klasifikaci
nebo detekci vad. Potom vyberu vhodnou hardwarovou platformu pro proces uceni
neuronovych siti a klasifikaci pomoci nich. Vytvorim mnoziny testovacich snimk
zvolenych vyrobkl. Tyto snimky pouziji pro tvorbu modelii neuronovych siti a je-
jich nésledné testovani za ticelem klasifikace a detekce vad. Dale implementuji apli-
kaci pro optickou klasifikaci vyrobku, ktera bude ve formé jednotlivé spustitelnych
skriptii. V dalsi ¢asti této prace optimalizuji natrénovany model pro vybranou hard-
warovou platformu. Nasledné pro vhodnou primyslovou tlohu srovnam vlastnosti,
vyhody a nevyhody klasického systému se systémem, ktery vyuziva neuronové sité.

Na zavér zhodnotim dosazené vysledky a navrhnu mozné rozsiteni.

Svou diplomovou praci budu konzultovat zejména se svym vedoucim prace panem
Ing. Petrem Petyovskym Ph.D. Dale pak s konzultantem diplomové prace s panem
Mgr. Romanem Prochazkou ze spole¢nosti TE Connectivity s.r.o. Vyrobni zavod této
spolecnosti v Kurimi se zabyva zejména vyrobou konektorii a kabelovych svazka pro

automobilovy primysl.
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1 Zakladni pojmy

V této casti definuji zakladni pojmy, které budou v nasledujicich ¢astech této prace

vyuzivany.

NOK

Z anglického ,Not Okay“. V kontextu prumyslové vyroby oznacuje kusy, které ne-
splnuji pozadované vlastnosti.

OK

7 anglického ,,Okay“. V kontextu primyslové vyroby oznacuje kusy, které splnuji
pozadované vlastnosti.

Telecentricky objektiv

Pro danou pracovni vzdalenost jsou pro vSechny vzdalenosti objektu od optiky ob-
jekty stejné velké.

Entocentricky objektiv

Vzdalenéjsi objekty jsou zobrazeny mensi, blizsi vétsi. Jedna se o nejcastéji vyuzi-
vany typ objektivu. Prakticky vSechny spotiebitelské objektivy jsou tohoto typu.

Koaxialni osvétleni

Typ osvétleni, kdy je objekt osvétlovan v ose objektivu. Konstrukece je vétsinou tvo-

fena polopropustnym zrcadlem sklonénym pod thlem 45° [41].

Low angle ring light

Jedna se o osvétleni, které se umistuje velmi blizko vyrobku. Je tvoreno nékolika
fadami led diod umisténych do kruhu, které sviti pod thlem 30°. Priklad tohoto

typu osvétleni je na snimku 1.1.
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Obr. 1.1: Priklad osvétleni typu low angle ring light [40]

Chytra kamera

Ve vztahu k primyslovym kameram se jedna o kameru, ktera jiz v sobé obsahuje
HW i SW pro vyhodnocovani snimku a komunikaci.

Housing

Cést konektoru, kterd neobsahuje piny, vétsinou vyrobena z plastu.

Uceni neuronové sité

Proces pri kterém se nastavuji jednotlivé vahy uvniti neuronové sité (dale oznaco-
vany jako NN).

Trénovaci, validac¢ni a testovaci snimky

Ve vztahu k umélym neuronovym sitim jsou jako trénovaci snimky oznaceny ty,
které se vyuzivaji pri procesu uceni pro nastavovani vah v modelu. Validac¢ni snimky
slouzi pro ovéreni modelu v pribéhu ucéeni. Testovaci snimky se vyuzivaji pro ovéreni

modelu az po dokonceni procesu uceni.

Inference

Ve vztahu k umélym neuronovym sitim se jednd o proces, kdy neuronova sit na
zakladé dodaného vstupniho vektoru a predem nauceného modelu predikuje vstup-
nimu vektoru konkrétni kategorii.

Architektura neuronové sité

Popisuje, jak jsou jednotlivé neurony usporadany do vrstev, jak jsou tyto vrstvy

spojeny mezi sebou, jaké vyuzivaji aktivacni funkce a metody uceni.

12



Relu

Jedna z Casto vyuzivanych aktivacnich funkei v neuronovych sitich [1].

Bias

Konstanta, ktera je pridavana k sumé vazenych jednotlivych vstupti v modelu neu-
ronu [1].

Konvoluéni vrstva

Vrstva zalozend na matematické operaci konvoluce. Slouzi zejména pro zpracovani
obrazu. PTi procesu uceni se nastavuji na misto vah, jako u klasickych plné propo-

jenych vrstev, hodnoty konvoluc¢niho filtru.

Epocha

Ve vztahu k neuronovym sitim odpovidd jedna epocha, déji pti kterém dojde pri

ucicim procesu k jednomu prichodu trénovacimi daty.
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2 Problematika nasazeni neuronovych siti v
pramyslu

V soucasnosti se setkavame v rozliénych odvétvich primyslu s trendem nasazovani
systémii, zalozenych na neuronovych sitich (déle jen NN). Bohuzel se dost casto vy-
chazi z predstavy, ze jsou NN vSespasné. Nicméné tomu tak neni. Nejprve si je tieba
uvédomit na jaké typy tuloh se NN hodi a na jaké ne. NN jsou vhodné zejména pro
ulohy u kterych se obtizné definuje pomoci sady jednoduchych pravidel, jak vypada
odlisnost, kterou chceme mezi vyrobky detekovat. Idealnim prikladem tedy mtize
byt detekce vad napiiklad v potravinarské vyrobé, kde se nedd predpokladat, ze
budou mit vady jasné definovany charakter, ale budou se pokazdé lisit (spdlené, ne-
dopecené nebo netplné pecivo). Naopak aplikace pro které NN nejsou vhodné jsou

typicky mérici aplikace.

V mém pripadé jsem se zabyval nasazenim NN v automobilovém primyslu, kon-
krétné ve spolecnosti TE Connectivity s.r.o., ve vyrobnim zavodu TE Connectivity
Kurim. Tento vyrobni zavod se zabyva zejména vyrobou konektori a kabelovych
svazkl pro automobilovy pramysl. Tento typ primyslu je specificky extrémné vyso-
kymi naroky na kvalitu vystupni kontroly. V ptipadé TE 0% vadnych kusi klasifi-
kovanych jako spravnych a vétsinou méné nez 1% téch, které jsou klasifikovany jako
NOK kusy, které jsou ve skutecnosti v poradku. Cela prace bude tedy smérovana
k tomu, aby byl vysledny systém vhodny pro potieby detekce vad a kategorizaci
vyrobkl vyse zminéného typu. Z nabizenych a ovérenych systému pro detekci vad a

klasifikaci jsem se setkal s nasledujicimi fesenimi.

2.1 Cognex VisionPro ViDi

Cognex je dnes jiz tradi¢ni, americky vyrobce systému pro strojové vidéni. V roce
2017 provedl akvizici spolecnosti ViDi Systems SA, ktera se zabyvala systémem za-
lozeném na NN pro pramysl. V roce 2019 byl uvolnén produkt Cognex VisionPro
ViDi pro systémové integratory, a tak se mohl dostat ke koncovym zakazniktm.
Jedn4 se o spojeni puvodniho produktu spolecnosti ViDi Systems SA a softwaru pro
klasickou obrazovou kontrolu vyrobkt Cognex Designer. Celkova cena za softwaro-
vou licenci je ptiblizné 1 000 000 K¢ bez DPH. Tato licence opraviiuje ke kontrole

snimkl z jedné kamery systémem ViDi.

Pri prezentaci produktu obchodnim zastupcem spolecnosti Cognex byl pouzit

pro uceni modelu notebook Microsoft Surface Book 2 s dedikovanou grafickou kar-
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tou NVIDIA GeForce GTX 1060 6GB. Systém vyzaduje pro uceni radové stovky
fotografii kazdé kategorie. Bohuzel pfi otestovani na dodanych snimcich vykazoval
systém neprijatelné mnozstvi Spatné uréenych snimku (>10%), lze to ¢astecné pri-
suzovat pouze nedostatecnému nastaveni pri rychlé prezentaci. Pii této prezentaci
trvalo uceni na primérné vykonné grafické karté, vyse zminéného notebooku, jed-
notky minut. Z tohoto a z dosazenych vysledkii usuzuji, ze pri uc¢eni NN neudi cely
model, ale pouze preucuji nékolik poslednich vrstev NN. Timto pristupem, z mé
zkusenosti, nelze dosahnout lepsich vysledkii, nez pii uceni celé NN. Vyhodou je
tedy moznost rychlého nasazeni do vyroby za predpokladu, Ze je systém dostatecné
presny pro konkrétni aplikaci. Dalsi vyhodou je potfeba malého mnozstvi snimki
a potireba pouze prumérné vykonného osobniho pocitace pro uceni modeli. Ostatni
vlastnosti vychazeji z vlastnosti reseni zalozeném na systému Cognex Designer. Je
tedy zapotiebi Cognex kamery z fady CIC a priumyslového pocitace Cognex VC5.
Druhou variantou je vyuzit klasického osobniho pocitace s prislusnymi Cognex (karty
CFG-8704E-200 a CIO-CC24-000). Reseni s osobnim poéitadem umoziiuje zvolit ak-
tualnéjsi, vykonnéjsi komponenty. Do budoucna se da predpokladat, Ze se objevi

kompletni, plné integrované reseni v podobé chytrych kamer.

2.2 Opto Engineering ALBERT

Jedna se o plné integrované zafizeni (snimek 2.1) o rozméru 33 x 31 x 17 cm. Je
nabizeno v nékolika variantach, které se od sebe lisi zornym polem. Nejmensi z nich
ma 26 x 19 cm a nejvetsi 53 x 39 cm. Vsechny maji spoleénou minimalni pracovni
vzdalenost, a to 10 cm. Dale pak difuzni, bilé, zableskové osvétleni a entocentricky

objektiv. Celkova cena za kompletni zafizeni je priblizné 760 000 K¢ bez DPH.

Obr. 2.1: Opto Engineering ALBERT 3]
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Pristup k Teseni spole¢nosti Opto Engineering se znacné lisi od reseni spolecnosti
Cognex. Minimalni variabilita ve volbé optiky a nulova ve volbé osvétleni znemoz-
nuje nasazeni na nékteré typy aplikaci se kterymi se v TE Connectivity setkavam.
Zejména se jednd o aplikace, ve kterych se kontroluji vnitini ¢asti dutin, vyhnuti
pint a podobné. Na tyto kontroly je mnohem vhodnéjsi telecentricky objektiv a také

koaxidlni osvétleni.

Lisi se rovnéz pristupem k uc¢eni NN. Systém se uci pti bézici produkei vyrobki
a na zakladé nastaveni a detekovanych anomalii vyhodnocuje chybné produkty. Vy-

chazi z predpokladu, Ze z prezentovanych kust bude maximalné 20% vadnych.

Z vyse uvedenych vlastnosti je tedy zrejmé, ze toto Teseni neni vhodné pro au-
tomobilovy pramysl, protoze v ném pozadujeme, aby byla detekce vad urcena na
zékladé presné danych ucicich snimcich, které byly ovéreny jinym zptisobem. Neni
zadouci, aby systém upravoval své rozhodovani v pritbéhu vyroby. Dalsim, naprosto

kritickym nedostatkem je nemoznost vyuzit jiné osvétleni a optiku.
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3 Vybér vhodné tridy vyrobkii

Jak jiz bylo zminéno v tuvodni kapitole, tato diplomova prace vychazi ze zadani
spole¢nosti TE Connectivity. Pfi volbé vhodnych t¥id vyrobki jsem se tedy zaméril
na stavajici i budouci projekty obrazové kontroly produktii a snazil jsem se vybrat
vhodné kandidaty.

3.1 Kontrola pini v konektoru

V ramci této tlohy se kontroluje pritomnost, stav a pozice tfi pritlacnych pinta v
konektoru. Jedna se o projekt, ktery byl dlouhodobé fesen klasickym pristupem.

Zdrojovy snimek ma rozliseni 800 x 60 px. Ukdzkovy zdrojovy snimek 3.1

Obr. 3.1: Snimek konektoru po vymeéné osvétleni a objektivu

Vzhledem k tomu, Ze se v ramci této tlohy optické kontroly zabyvam pouze kon-
trolou dutin, ve kterych se nachazi piny, jsou pro nazornost ukazany pouze vytezy.
Na snimku 3.2 Ize vidét ukazkovou fotografii dutiny spravného konektoru. Uvnitt se
nachdazeji vSechny tii pritlacné piny (plisky). Jejich pritomnost pozndme tak, ze se
uprostied fotografie nachazi ¢ast rovnostranného trojihelniku. Ten miize byt bily,
sedy, prekryty gradientem nebo na sobé mit stin. Déle je mozné, aby byly v jeho
rozich nedokonalosti a je nezbytné, aby se nachazely jeho hrany v povolenych tole-

rancich od stfedu dutiny. Nepripustny je taktéz deformovany tvar dutiny jako takové.

Na snimku 3.3 vidime konektor, ktery je potfeba vyhodnotit jako vadny. Spodni

pin neni viditelny, takze nelze vidét rovnostranny trojtuhelnik, ktery by tvotil pozadi.
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Obr. 3.2: Konektor s prijatelnymi piny

Obr. 3.3: Konektor s neprijatelnymi piny

3.2 Rozpoznani typu ustfizeného kabelu

Rozpoznava se typ usttizeného kabelu, ktery prichazi do zarizeni na dalsi zpracovani.
Rozhodujeme se mezi 6 tridami, které se mezi sebou lisi jak pouzitym kabelem, tak
typem stiihu. Do budoucna se da ocekavat dalsi zvySeni poctu kategorii. Na nasle-
dujicich snimcich (3.4, 3.5, 3.6, 3.7, 3.8, 3.9) jsou zachyceni zastupci z jednotlivych

kategorii.

Lisi se nasledovné: nejjednoduseji rozpoznatelny je typ ,blue® (snimek 3.4), kde

jednoznac¢né vidime odlisnou barvu vnéjsi izolace.
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Obr. 3.4: Kabel - typ blue

Okem jednoduse rozpoznatelny je typ ,5352 man® (snimek 3.5). Jednd se o
kabel 5352 z manudlniho stiihu. Na rozdil od ostatnich neni jeho izolace priblizné
kruhova, ale spise elipticka. Tento typ je zde spiSe pro srovnani. Ve vyrobé spada do

stejné kategorie jako kabel 5352 aut.

Obr. 3.5: Kabel - typ 5352__man

Typ ,dacar® (snimek 3.6) je charakteristicky odlisnou vnitini izolaci kolem kon-
krétnich zil kabelu. Na rozdil od ostatnich neni izolace celobarevna, ale lze vidét, ze

zejména blize ke stfedu je ¢astecné bila.

Nejobtiznéji rozeznatelné od sebe jsou typy ,,535% (snimek 3.7), ,5352¢ (snimek
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Obr. 3.6: Kabel - typ dacar

3.8) a ,HT*“ (snimek 3.9). Typ ,5352 aut“ a ,HT*“ obsahuji uprostied nylonovou
vyztuhu, kterd také slouzi jako separator jednotlivych vodict tzv. Central-strength-
member. Nicméné zejména v pripadé ,HT* je dost c¢asto tato vyztuha prakticky
nerozpoznatelnda. Jeji pritomnost se da tedy pouze odhadovat na zdkladé symetrie
umisténi jednotlivych vodi¢ti. Dale ma typ ,,HT“ odlisSnou vnéjsi izolaci a ve vétsiné

pripadl je na ni rozeznatelnd jina textura nez u zbylych dvou typii.

Ve vysledku se tedy spise jedna o indikatory nez o jednoznac¢né identifikatory
typu. I v ptipadé rucni kontroly trénovanym inspektorem kvality, dochazi ke Spatné

identifikovanym kustm.

Obr. 3.7: Kabel - typ 535
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Obr. 3.8: Kabel - typ 5352 aut

Obr. 3.9: Kabel - typ ht

Zavérem o kategorizaci kabeli mizeme fici, ze i kdyz ve vétsiné pripadu je de-
tekce typu strizeného kabelu klasickym zptisobem moznd, velmi casto se objevuji

sporné fotografie, u kterych rozpoznat kategorii nezvladne ani ¢lovék.

3.3 Kontrola pritomnosti plastové zapadky

V tomto pripadé je potieba detekovat absenci plastové zapadky na plastové c¢asti
konektoru. Z duvodu vyrobniho tajemstvi nelze uvést presnéjsi informace o vyrobku
jako takovém. I u této ulohy je detekce standardnim zplsobem obtizna. Zasad-

nim problémem jsou extrémné se ménici svételné podminky z diivodu rtznorodosti
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vstupniho materidlu a jeho nekonzistentni lubrikace. Z téchto dtvodu vznikaji na
fotografiich odlesky na rtznych mistech a o rizné intenzité. Na fotografiich 3.10 lze
vidét tentyz typ plastové ¢asti konektoru se zapadkou, pouze s jinymi odlesky a od-
razivosti materialu. Na snimku 3.11 se naléza vadny, nedokoncéeny kus bez zapadky.

Zkoumanad zapadka je zaznacena cervenou barvou na prvnim snimku 3.10.

Obr. 3.10: Housing se zapadkou, svétla a tmava varianta

Obr. 3.11: Housing bez zapadky
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4 Hardwarova platforma pro uceni a klasifi-
kaci

A¢ maji neuronové sité mnohé vyhody, pokud chceme NN ucit nebo pomoci nich

klasifikovat, je zapotiebi dostateéné vykonny hardware.

4.1 Hardware pro uceni modelii a predzpracovani dat

V prvni radé je zapotifebi rozhodnout jak vykonny hardware potiebujeme a zda se
financné vyplati investovat do vlastniho feseni pro uceni modelid nebo vyuzit jedné
z cloudovych sluzeb pro uceni NN, jako je naptiklad Google Colab, Google Caggle,
Microsoft Azure nebo Amazon AWS.

V pripadé, ze fesime pouze konkrétni projekt a neplanujeme ucit neuronové sité

do budoucna, je zfejmé, ze bychom méli zvolit cloudové sluzby.

4.1.1 Google Colab

Spolecnost Google umoznuje omezené vyuziti svého vypocetniho vykonu pro uzi-
vatele zdarma. Omezeni spociva v tom, ze jakykoliv kod muze na grafické karté
bézet pouze 8-12 hodin. V pripadé uceni neuronové sité je tedy zapotiebi ukladat
tzv. checkpointy, coz jsou modely, které se ulozi po zadaném mnozstvi dokonce-
nych epoch nebo pii splnéni jinych zadanych parametri. Pokud se tedy nestihne
kompletni model vypocitat v daném casovém oknu, je mozné manualné navazat
na posledni checkpoint a spustit uceni od néj znovu. Dalsim omezenim je velikost
dostupné grafické paméti. Ta je sdilena mezi vice uzivateli a ve vétsiné pripadi se
pohybuje okolo 12 GB. Nicméné je mozné narazit i na hodnotu 500 MB. Maximalni
teoreticky dostupna pamét je dana pouzitou grafickou kartou. Konkrétné je pouzita
NVIDIA T4. Podle ¢lanku [10] je pro samotné nacteni modelu architektury Incep-
tion V3 (vysledna, pouzitda architektura NN, popsdno déle v kapitole 5) zapotiebi
alokovat minimalné 0,72 GB grafické paméti. Vzhledem k ménici se pridélené paméti

tedy nelze zarucit, ze bude mozno pozadovany model viibec ucit.
Google Colab zpracovava kod v jazyku Python. Kod se zapisuje v prostiedi Jupy-

ter. Nabizi integrované knihovny PyTorchPyTorch, TensorFlow, Keras a OpenCV.

Data se uklddaji na Google Drive.
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4.1.2 Google Kaggle

Vv

Poskytuje pouze 6 hodin pro neptetrzity chod kédu a nabizi mensi vykon.

4.1.3 Placené cloudové sluzby

Vv

feseni pro uceni NN poskytuje zejména Google, Amazon a Microsoft. Bohuzel jejich
vzajemné srovnani je velmi narocné. Google a Amazon AWS neposkytuji verejné
cenik, Microsoft Azure ho sice poskytuje, ale plati se za konkrétni operace, takze
zalezi na konkrétni tloze. Bylo by tedy nejprve potreba definovat testovaci tilohu
a nasledné bud poptat cenové nabidky a odhadnout pocty konkrétnich pozadavka
pro nauceni a dle nabizeného vykonu vypocitat dobu trvani uceni, nebo poptat
jednotlivé cloudové sluzby a néasledné na kazdé z nich tlohu spustit. Teprve potom

by je bylo mozné porovnat.

4.1.4 Konfigurace vlastni pracovni stanice

Vzhledem k tomu, Ze se planuji zabyvat NN v TE Connectivity dlouhodobé, rozhodl
jsem se, ze bude nejvyhodnéjsi uc¢it modely NN na vlastnim hardwarovém feseni.
Parametrem, ktery mé nejcastéji omezoval byla velikost grafické paméti. Jednou z
variant je pouzit profesiondlni grafické karty. Vzhledem k poméru ceny a grafické
paméti a zachovani aktualni architektury Turing, nejlépe vychazi NVIDIA Quadro
RTX 5000 s 16 GB grafické paméti. Aktudlné se nabizi priblizné za 45 000 K¢ bez
DPH. Alternativni variantou je zvolit herni grafickou kartu. V tvahu pripadaji dva
modely, NVIDIA Titan RTX za cenu priblizné 59 000 K¢ bez DPH s 24 GB gra-
fické paméti a GeForce RTX 2080 Ti za 25 000 K¢ bez DPH s 11 GB grafické paméti.

Dalsi variantou pak muze byt spojeni dvou grafickych karet. V pripadé aktualni
generace se vyuzivdi NVIDIA NVLink. Problémem tohoto Teseni je nedostatecna
podpora napti¢ vyuzivanym softwarem a operac¢nimi systémy. Nelze tedy jednoduse
prohlasit, ze se budou dvé grafické karty chovat jako jedna s dvojnasobnou paméti,
protoze zalezi na konkrétnim vyuziti. NVIDIA kompatibilitu oficidlné neuvadi, je

tedy nutné vse oveérit experimentalné nebo spoléhat na kusé zkusenosti tretich stran.
Dalsim z dulezitych parametri, ktery omezuje rychlost u¢eni neuronovych siti

je rychlost komunikace mezi grafickou paméti, operacni paméti a ulozistém. Pokud

budeme vyzadovat maximalni rychlost v téchto ohledech, pak jednoznacné zvolime
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aktualni architekturu AMD Ryzen 3000, kterda podporuje PCI Express nejnovéjsi
generace, tedy PCI-E 4.0.

Vysledoval jsem, ze pri uceni modeli NN jsou vytézovany maximalné 2 vlakna
procesoru. PTi spusténi kédu pro uceni se nejprve vytézuje pouze jedno vlakno pro-
cesoru na 100%. V této fazi se nacitaji dynamické knihovny. Kapitola 6.2 popisuje o
které knihovny se jedna. V dalsi fazi se presouvaji data do a z grafické karty. V této
fazi se vytézuje opét jedno vlakno trvale na 100%, nicméné se k nému obcas prida
jedno dalsi. Tyto zavéry potvrzuji ¢lanky [11] a [12]. Déle se v nich uvadi, ze to, ze
jsou ostatni vlakna nevytizena je dano tim, Ze pro to nejsou uzpusobeny vyuzivané
knihovny. Hledal jsem tedy procesor s nejvyssim vykonem pro aplikace vyuzivajici
pouze 2 vldkna. V dobé stavby pocitace to byl AMD Ryzen 9 3900X (pfibliznd cena
je 11 554 K¢ bez DPH). Takze jsem si opét potvrdil, Ze je vhodné zvolit systém

postaveny na procesoru od AMD.

Proto, aby nebyl procesor brzdén rychlosti opera¢ni paméti, je zapotrebi vybrat
paméti s jak dostatecné vysokou frekvenci, tak s dostatecné malou CL latenci. Zvo-
lil jsem dvé sady od HyperX HX434C16FB3AK2/32 (celkové 64 GB RAM, cena za
jednu sadu je ptiblizné 4 000 Ké bez DPH). Tyto moduly nabizi rychlost 3466 MHz
se zapnutym automatickym taktovanim, latenci CL 16 a jsou plné podporovany na
vétsiné zakladnich desek s ¢ipsetem AMD X570. Pro spravnou funkei procesoru i pii
dlouhodobém zatiZeni je zapotiebi, aby byl dostatecné chlazen. V baleni dodavany
vzduchovy chladic¢ je sice pro bézné pouzivani prijatelny, nicméné na dlouhodobou
velkou zatéz a pripadné pretaktovani se nehodi. Zvolil jsme tedy set vodniho chla-
zeni od spolecnosti NZXT Kraken X52. Jedna se o bézny set uzavieného vodniho
chlazeni. Blok pro procesor jiz obsahuje pumpu. Radiator je osazen dvéma ventila-

tory o prumeéru 12 cm.

Jak uz bylo zminéno vyse, kritickou ¢asti retézce je rychlé ulozisté, toto plati
obzvlasté pro velké datasety snimki. Vzhledem k dostupnosti PCI Express slotil
nové, 4. generace, se nabizi vyuzit SSD, které tuto sbérnici vyuzivaji. Z bézné do-
stupnych se jedna zejména o ADATA XPG GAMMIX S50, M.2 - 1TB (priblizna
cena 5 000 K¢ bez DPH). Alternativou by bylo starsi, ale presto velmi vykonné SSD
Intel Optane 905P, ktery nema konkurenci pri ¢teni mensich souborii. Vzhledem k
jeho cené (priblizné 29 000 K¢ bez DPH) jsem zvolil ADATA XPG GAMMIX S50.

Vysledné konfigurace osobniho pocitace pro uceni modelii neuronovych siti je

zobrazena v nasledujicim seznamu.
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e procesor - AMD Ryzen 9 3900X

o chladic¢ procesoru - NZXT Kraken X52

o zakladni deska - MPG X570 GAMING EDGE WI-FI

o pamét RAM - 2x HyperX HX434C16FB3AK2/32

o tulozisté - ADATA XPG GAMMIX S50, M.2, 1TB

» graficka karta - MSI GeForce RTX 2080 Ti VENTUS 11G OC
e zdroj - Seasonic Prime Ultra Gold - 850W

o pocitacova skriin - Fractal Design Meshify C Blackout TG
 ventilatory - Noctua NF-S12A PWM chromax.black.swap

Celkova sestava je na fotografii 4.1. Z nékolika mésicniho pouzivani vzesel poza-
davek na prekryti zapinaciho tlacitka a reset tlacitka. Reset tlacitko bylo odpojeno
od zakladni desky. Kolem zapinaciho tlac¢itka byl vytistén kryt, ktery zabranuje na-

hodnému vypnuti pocitace pouhym opfenim nebo manipulaci.

Obr. 4.1: Osobni pocita¢ pro uceni NN a predzpracovani dat
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4.2 Hardwarova platforma pro inferenci

Hardwarova platforma pro inferenci slouzi v pripadé této diplomové prace konkrétné
jako zaTizeni, na kterém probiha rozhodovani o zarazeni snimki do jednotlivych ka-
tegorii. Pii vybéru této hardwarové platformy zalezi na mnoha faktorech. Predné
zélezi na tom, jak velky bude nauceny model na zakladé kterého se bude predikovat
vyslednéa kategorie, dale pak na potfebné rychlosti inference a dilezitym faktorem

je také pozadavek na digitdlni a analogové vstupy a vystupy z platformy.

4.2.1 Osobni pocitac

Zakladni premisa zistava podobna jako v pripadé osobniho pocitace pro uceni. Jedi-
nym rozdilem je to, ze pro vétsinu aplikaci neni nutné, aby byl pocita¢ pro inferenci
stejné vykonny, ale staci u néj vykon podstatné mensi. Hlavni vyhodou pouziti osob-
niho pocitace pro inferenci je moznost pouzit velky rozsah digitalnich a analogovych
vstupt a vystupt do zarizeni, protoze jej lze rozsitit pomoci prislusnych PCI-E ka-
ret. V pripadé, kterym jsem se zabyval, se jednalo o dvé karty do PCI-E slotu. Prvni
z nich je frame grabber, ktery umoznuje zaznamenavani obrazu az ze 4 Gigkl kamer
COGNEX CIC. Pouzity model ma kdédové oznaceni CFG-8702E-200. Dalsi z nich je
karta pro vstupné-vystupni operace CIO-CC24-000. Nabizi 8 digitalnich vstupi, 16
digitalnich vystupt, 4 vstupy pro enkodér a Ethernet port, ktery podporuje proto-
koly Profinet a Mitsubishi SLMP.

4.2.2 Jednodeskové pocitace a specializovany hardware

Dalsi moznosti jak provadét inferenci je vyuzit jednodeskové pocitace nebo speci-
alizovany hardware. Pro velmi jednoduché aplikace jako je naptiklad rozpoznavani
textu mélkymi neuronovymi sitémi, je mozno pouzit i bézné jednodeskové pocitace
jako je Raspberry Pi 3 Model B+. V praxi ovSsem vétsinou narazime na to, ze nam

jeho vykon nedostacuje.

Tento problém lze fesit dodanim akceleracniho USB zarizeni pifimo ur¢eného pro
neuronové sité. Jednd se zejména o akceleracni jednotky Intel Movidius - Neural
Compute Stick 2 (snimek 4.2) a Google Coral - USB Accelerator (snimek 4.3). Oba
zminéné jsou velmi elegantnim resenim, jak zvysit vykon pro inferenci pfi minimal-
nich investicich. Intel Movidius i Google Coral stoji ptiblizné 1 800 K¢ bez DPH.
K rychlostnimu porovnani u Intel Movidius - Neural Compute Stick 2 je inference

rychlejsi priblizné 4x [28]. Nevyhodou je, Ze se naucené modely musi upravovat, aby
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byly kompatibilni s Intel Movidius a inference byla mozna. Nutné tpravy modelu
jsou popsany v oficidlni dokumentaci [14]. U Google Coral je zrychleni az 10nasobné

[28]. Vyhodou je, ze model neni t¥eba nijak upravovat.

Obr. 4.2: Intel Movidius - Neural Compute Stick 2 [4]

Obr. 4.3: Google Coral - USB Accelerator [5]

Dalsi variantou je vyuzit specializovany hardware. Zde je jiz zapotiebi si stano-

vit, jaky typ modeld budeme pro inferenci vyuzivat.

V pripadé, ze se zamérujeme zejména na mensi modely a idedlné na ty, které
jsou optimalizovany na mobilni zafizeni, to v praxi nejcastéji znamena modely s
architekturou NN MobileNet V1 a V2, bude zajimavym TeSenim jednodeskovy poci-
ta¢ Google Coral Dev Board (snimek 4.4). Jeho cena je ptiblizné 3 500 K¢ bez DPH.

Pokud predpokladame, ze budeme vyuzivat modely NN s rtiznorodymi architek-

turami a nebo vyzadujeme vyssi vykon, feseni nabizi spole¢nost NVIDIA. V aktudlni
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Obr. 4.4: Google Coral - Dev Board [6]

produktové fadé se nachazi 3 produkty [15]. VSechny na rozdil od feSeni Google vy-
chéazeji z architektury grafickych karet. Nejprve Jetson Nano Developer Kit, ktery je
pfiblizné srovnatelné vykonny jako Google Coral - Dev Board (zalezi na konkrétni
aplikaci) [13]. Jeho pfiblizna cena je 2 300 K¢ bez DPH. Nésleduje Jetson TX2, ktery
vykonoveé jiz pred¢i Google Coral - Dev Board, jeho cena je priblizné 11 000 K¢ bez
DPH. Poslednim v této radé je Jetson AGX Xavier. Ten je ze vSech nejvykonnéjsi
a z tohoto duvodu jsem zvolil pravé toto feseni. Vice o této hardwarové platformeé

nasleduje v dalsi sekci.

4.2.3 NVIDIA Jetson AGX Xavier

Platforma NVIDIA Jetson AGX Xavier (snimek 4.5) je zalozena na osmijadrovém
procesoru ARM v8.2 64-bit CPU, 8MB L2 + 4MB L3, dale na specializované 512ja-
drové grafické karté, ktera je zalozena na architekture Volta a obsahuje Tensor Cores,
coz jsou jadra urceny specialné pro vypocty s NN. Déle se v zafizeni naléza nékolik
podpurnych jednotek pro praci s obrazem. Zarizeni obsahuje 16 GB operac¢ni paméti
a ulozisté o velikosti 32 GB typu eMMC 5.1. Ze vstupti a vystupt je to pak HDMI
2.0, Gigabit Ethernet ve formé konektoru RJ45, NVMe M.2 slot pro SSD disk, USB
3.1 porty a CSI-2 Lanes pro piimé pripojeni kamer. Podrobnéjsi informace se nalé-
zajl na oficialnich strankach vyrobce [16], nicméné je potieba upozornit, ze existuji
dvé revize téhoz zarizeni. Aktudlni obsahuje jiz 32 GB operacni paméti. Vyrobce na
existenci dvou verzi zafizeni neupozornuje a obé maji shodné oznaceni. Z fyzickych
parametria pak rozméry 10,5 x 10,5 x 6,5 cm. Tyto rozméry umoznuji umisténi na-
priklad do rozvadéce vyrobni linky. Velikost klasického osobniho pocitace je v tomto

sméru jiz znacné omezujici a v pripadé nékterych vyrobnich linek by jeho vyuziti
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nebylo viitbec mozné.

Pred samotnym pouzivanim zafizeni jsem rozsitil vnitini tlozisté SSD diskem
WD Blue SN500 NVMe SSD 500GB. Tento disk nabizi rychlost ¢teni az 1 700
MB/s a zapis 1 400MB/s. Je tedy radové rychlejsi nez tlozisté integrované. Déle
jsem u zafizeni pozadoval ptripojeni Wi-Fi a Bluetooth. Ptivodnim planem bylo vy-
uzit klasicky USB Wi-Fi adaptér. Nicméné v dobé zkouseni neexistovaly pro zadny
z nich ovladace a nebyly tak pouzitelné. Pridal jsem tedy kombinovanou Wi-Fi a
Bluetooth kartu Intel 7265NWG (fotografie 4.6). Tato sice nebyla na jednoclen-
ném seznamu podporovanych Wi-Fi karet [17], nicméné fungovala bez jakychkoliv
problémi. Pripojeni antén ke karté je realizovano konektory U.FL. Tuto informaci
vyrobce neuvadi v zadnych z oficidlnich zdroji. Bylo tedy zapotiebi vychazet ze

vzhledu a rozmérti, ¢imz se omezi vybér pouze na konektory U.FL. a MHF4.

Obr. 4.5: NVIDIA Jetson AGX Xavier

Nasledujicim krokem, jesté pred spusténim zafizeni jako takového, je instalace
NVIDIA JETPACK SDK verze 4.2.0 [18]. Tento balicek obsahuje jak vyvojové na-
stroje, tak zejména operacni systém, ovladace a bézné knihovny. Pti jeho instalaci je

zapotiebi osobni pocitac¢ s nainstalovanym opera¢nim systémem Ubuntu v aktudlni
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Obr. 4.6: Wi-Fi karta Intel 7265 NWG

verzi. Nésledné je zapotiebi dodrzet instalaéni névod od vyrobce. Castym problé-
mem je, ze se software aktualizuje rychleji nez je dopliovana technicka dokumentace
a navody. V takovém pripadé je zapotiebi vychéazet ze starsich informaci a vyzkou-

set, zda jsou stale platné. Alternativou je vznést dotaz u vyrobce a ¢ekat na oficidlni

vyjadreni.
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5 Tvorba mnoziny testovacich snimku

Jak jiz bylo zminéno v kapitole 3, zabyval jsem se kontrolou t¥i typt produktt. Mno-
ziny testovacich snimku jsem tvoril tak, ze jsem vyuzil jiz instalované systémy, které
zaznam snimkt umoznuji. Vsechny t¥i byly postaveny na systémech od spole¢nosti
Cognex, konkrétné pak na programech Cognex In-Sight Spreadsheet. Dohromady
jsem ziskal ptiblizné 200 000 unikatnich snimkt. Tyto snimky byly postupné zis-
kavany v casovém rozsahu priblizné tfi mésice, bylo zapotirebi sledovat planovani
vyroby a zaznam snimkt koordinovat s pracovniky, kteri zodpovidaji za konkrétni
vyrobni linky. Takto dlouhy ¢asovy interval byl zapottebi, protoze v pfipadé roz-
poznavani typu ustifizeného kabelu se nevyrabi vSechny typy vyrobkt soucasné. V
pripadé kontroly pintt v konektoru vyrobni linka vyrabi pouze velmi malé mnoz-
stvi vadnych kusu (pfesnou hodnotu nemohu z divodu utajeni firemnich informaci
uvést) a v pripadé kontroly pfitomnosti plastové zapadky se jednalo o vyrobni linku,

ktera nebyla jesté zcela uvedena do provozu.

Cést takto ziskanych snimki bylo potfeba rozt¥idit na jednotlivé kategorie. Nej-
prve jsem na zakladé snimku testovacich kust a technické dokumentace k nim, ana-
lyzoval, jak se na snimcich vyrobka projevuji zaznamenané typy vad, abych byl
schopny rozlisit OK a NOK kusy, v pripadé rozpoznavani typu ustrizeného typu
kabelu jsem se zabyval odlisnosti mezi jednotlivymi typy. Déle jsem navstivil kon-

krétni vyrobni linky a ovéril jsem tyto informace na fyzickych vyrobcich.

Roztridénim do jednotlivych kategorii jsem ziskal 1 000 unikatnich snimki od
kazdé kategorie. Tento pocet jsem vybral z ¢asovych divodi. Vzhledem k tomu, ze
¢ast snimkl musela byt zpracovana rucéné a zarazeni nékterych snimkt do spravné
kategorie neni trivialni, jednd se o ¢asové velmi naroény proces. Uvédomuji si, ze
v pripadé prumyslového nasazeni by bylo zapotfebi takto rozradit snimku vice.
Zejména se jedna o snimky, které by slouzily pro testovani. Nicméné pokud by
ke skute¢nému nasazeni mélo dojit, nejspise by bylo mozné vyuzit pracovniky, kteti
pracuji na oddéleni kontroly kvality a jsou pro rozpoznavani vad a kategorii jednot-

livych vyrobkt specidlné skoleni.

V pripadé kontroly pint v konektoru jsem anotoval 2 000 snimkt, v pripadé
rozpoznavani typu usttizeného kabelu pak 6 000 snimki a v pripadé kontroly pfti-
tomnosti plastové zapadky 2 000 snimki. Jednotliva kategorizace probihala tak, ze
jsem castecné vychazel z apriornich informaci a informaci ze stavajicich systémti.
Priblizné tfetina snimkt musela byt rozttidéna rucéné. Prfi ru¢nim tiidéni jsem v

pripadé kontroly pintd v konektoru konzultoval své rozhodovani s pracovniky, kteri
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se primo zabyvaji kontrolou tohoto typu vyrobkt, protoze se ¢asto vyskytuji sporné

pripady. Takto ziskané snimky byly dédle upraveny.

V pripadé kontroly pini v konektoru byl vyuzit Cognex In-Sight Spreadsheet.
V programu In-Sight Spreadsheet byly vyriznuty pouze dvé oblasti zajmu, které za-
chycuji dutinu konektoru (snimek 3.1). Ofiznuti bylo provedeno tak, ze se ve snimku
hledaly v predpoklddaném misté 2 dominantni kruznice. Na zdkladu jejich pozice
byla oblast vyfiznuta a ulozena. U rozpoznani typu ustifizeného kabelu se ménilo
rozliseni na 800 x 600 px. Taktéz snimky z kontroly plastové zapadky byly pouze

zmenseny na rozliseni 128 x 216 px.

Ukéazkové snimky jsou obsazeny v kapitole 3. V nasledujicich tabulkach 5.1, 5.2
a 5.3 je uveden prehledny vycet roztiidénych snimkt v jednotlivych kategoriich a
jejich rozdéleni na snimky trénovaci, validacni a testovaci. Rozrazeni snimki na tré-
novaci, valida¢ni a testovaci probéhlo pomoci skriptu random__vyber_ze slozky.py
napsaném v jazyce Python 3.7. Pro spravnou funkénost skriptu je zapottebi zadat
mnozstvi snimki k presunuti, cesty ke vstupni a vystupni slozce. Naslednym spusté-
nim pak skript zac¢ne pfesouvat zadané mnozstvi pseudondhodné vybranych snimkt
ze zdrojové slozky do slozky cilové. Skript vyuziva knihovnu random, konkrétnéji

funkci random. choice(), ktera umoznuje pseudonahodny vybeér z listu.

Trénovaci | Validaéni | Testovaci
Kategorie OK 700 200 100
Kategorie NOK | 700 200 100

Tab. 5.1: Tabulka rozdéleni snimku pro tlohu kontroly pint v konektoru [poéty

snimki]

Trénovaci | Validaéni | Testovaci
Kategorie OK 700 200 100
Kategorie NOK | 700 200 100

Tab. 5.2: Tabulka rozdéleni snimkt pro tlohu kontroly pritomnosti plastové zapadky

[pocty snimki]
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Trénovaci | Validacni | Testovaci
Kategorie 535 700 200 100
Kategorie 5352 aut | 700 200 100
Kategorie 5352 _man | 700 200 100
Kategorie blue 700 200 100
Kategorie dacar 700 200 100

Tab. 5.3: Tabulka rozdéleni snimkti pro tilohu rozpoznavani typu ustiizeného kabelu
[pocty snimki]

Ve vysledku jsem tedy poridil priblizné 200 000 unikatnich snimkt a c¢ast z
nich jsem rozttidil do jednotlivych kategorii pro jednotlivé tlohy. Takto roztiidény
dataset ¢itd 10 000 unikatnich snimkt. Nasledovalo pseudondhodné rozrazeni na

snimky trénovaci, valida¢ni a testovaci v poméru 7:2:1.
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6 Implementace aplikace pro optickou klasi-
fikaci vyrobki

Nejdrive jsem experimentoval s vlastnimi architekturami konvolu¢nich NN. Vyzkou-
sel jsem si klasickou tilohu rozpoznavani rucné psanych ¢islic s vyuzitim volné dostup-
ného MNIST datasetu [19], dale rozpoznavani psu a kocek. Nasledné jsem zkousel
rozpoznavani obliceji. Vychazel jsem z verejné dostupnych tutoriali od Harrison
Kinsley [23] a placeného vyukového kurzu PylmageSearch Gurus od Adrian Rose-
jednu z jiz existujicich architektur. Po nékolika pokusech a na zakladé vysledkt ben-

chmarku [10] jsem zvolil architekturu NN Inception-V3.

6.1 Architektura neuronové sité Inception-V3

Inception-V3 je architektura konvoluéni neuronové sité. Vychazi z architektury Go-
ogle net [25]. Architektura Inception-V3 obsahuje pfiblizné 24 000 000 parametri,

ma 310 vrstev. Nabizi nékolik inovativnich FeSeni.

Jednim z nic je faktorizace velkych konvolu¢nich filtra [20] [21] do nékolika men-
sich. Znazornéno na nakresu 6.1. Timto dochazi ke snizeni po¢tu parametri, v pti-
padé konvoluéni vrstvy z 25 (5 x 5) na 18 (3 x 3 + 3 x 3).

Obr. 6.1: Faktorizace konvolu¢ni vrstvy [21]

Dalsi z nich je asymetricka faktorizace. Ta funguje obdobné jako faktorizace sy-

metricka, ale vyuziva nesymetrické konvoluéni masky. V pripadé, kdy chceme snizit
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pocet parametri pro masku 3 x 3, 1ze ji rozdélit na dvé masky 1 x 3 a 3 x 1. Timto
krokem snizime ptuvodni pocet parametriz9 (3x3) na 6 (3 x 1 + 1 x 3). Ukdzano

na nasledujicim nakresu 6.2.

Obr. 6.2: Faktorizace asymetrické konvolu¢ni vrstvy [21]

Takto poskladané konvolucni filtry se dale skladaji do tzv. Inception moduli.
Inception modul je slozen z nékolika paralelnich konvolucénich filtrii o rtiznych ve-
likostech. V architektufe inception verze 3 se nalézaji 3 typy inception modulu.
Zakladnim z nich je blok Inception typ A. Sklada ze 3 paralelnich konvolucénich fil-
tri o riznych velikostech. Konkrétné 1 x 1, 3 x 3 a 5 x 5. Diky tomu je schopny
detekovat jak znaky, které jsou na malé plose, tak ty, které se projevuji na velké
plose. Prikladem miuze byt detekce psa. Pes se na snimku muze nalézat jak v po-
zadi, tak v popfedi a byt tedy pfes cely snimek [22]. Pfeneseno na detekci vad v
prumyslu, znecisténi lubrikantem muze byt jak na malé, tak i na velké plose povrchu
testovaného vyrobku. Tento blok je konstrukéné starsi, vychazi z prvni verze této
architektury, optimalizovano pomoci symetrické faktorizace. Znazornéno na nasle-

dujicim nakresu 6.3.

Dalsi dva typy blokii, tj. blok B se zabyva detekei vétsich znaki. Vyuziva asyme-
trické faktorizace. Zakladem jsou konvoluéni filtry o velikosti 7 x 7 (pfesnd velikost
zalezi na implementaci), kdy v jedné vétvi jsou dva spojené sériové a ve druhé se
naléza pouze jeden. Znazornéno na nasledujicim nakresu 6.4. Blok C se zabyva pro-

pagaci vyssich dimenzi.

Takto vytvorené bloky se skladaji za sebe. Znédzornéno na nasledujicim nakresu
6.5.
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Obr. 6.3: Blok Inception typ A [26]
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Obr. 6.4: Blok Inception typ B [26]

Na tomto nakresu 6.5 je taktéz vidét dalsi inovativni prvek. Je to tzv. auxiliary
classifiers [25], a to pouze pred posledni vrstvu. Ten slouzi v pritbéhu uceni. Castym
problémem u velmi hlubokych neuronovych siti je to, ze se u¢i velmi pomalu tzv.
Vanishing Gradient Problem. Gradient se zmensuje pri postupovani hloubéji do
sité pri uceni. Tomu lze ¢astecné zamezit zavedenim dalsitho vystupu, ktery vychazi
zevnitt sité a ne az z jejiho konce. Tento vystup je pak soucasti uciciho procesu.
Dalsim prvkem, ktery byl obsazen, aby urychlil uceni je tzv. Batch Normalization,

detailné popsano v puvodnim clanku [27].
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Obr. 6.5: Nakres architektury Inception-V3 [21]

6.2 Instalace softwaru pro uceni a inferenci NN

V pripadé, ze chceme vyuzit pro uceni modelu grafickou kartu NVIDIA z pracovni

stanice (¢ast 4.1.4), je zapotiebi nainstalovat znacné mnozstvi podpirného softwaru.

6.2.1 Knihovna NumPy

NumPy je knihovna spadajici pod BSD licenci. Umoznuje praci s vektory, maticemi
a vicerozmérnymi poli. V této diplomové praci ji vyuzivam ve skriptech pro inferenci.
Slouzi pro upravu vstupnich snimki do tvaru, ktery je mozno pouzit jako vstup do

neuronové sité [34].

6.2.2 Knihovna OpenCV

OpenC'V je open source knihovna pro pocitacové vidéni. Obsahuje priblizné 2 500
optimalizovanych algoritmt pro zpracovani obrazu. Nicméné v ramci této diplomové
prace je vyuzita pro méreni casu. Vyuziva se pro zjisténi délky trvani nacitani mo-

delu neuronové sité a doby, kterd je potiebna pro infernci [31].
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6.2.3 Platforma NVIDIA CUDA

NVIDIA CUDA je hardwarova i softwarova platforma, diky které je mozné vyuzivat
grafickou kartu pro spousténi programi napsanych v programovacich jazycich C,
C++, Python a dalsich. Hlavni vyhodou spousténi programii na grafické karté je,
ze architektura grafické karty umoznuje chod nasobné vice paralelnich vypocti nez

je tomu u procesort. [29]

6.2.4 Knihovna NVIDIA CUDNN

Knihovna NVIDIA CUDNN vyuziva platformu NVIDIA CUDA. CUDNN obsahuje
zékladni primitiva pro hluboké neuroné sité, poskytuje vysoce optimalizované imple-
mentace béznych postupii jako jsou napriklad konvoluce a aktivacni vrstvy. Pomoci
knihovny CUDNN je optimalizovany chod frameworkii pro umélou inteligenci jako
je napriklad TensorFlow, Cafe, Matlab, Pytorch a dalsi [30].

6.2.5 Knihovna TensorFlow

TensorFlow je open source knihovna, ktera zjednodusuje vyvoj aplikaci zalozenych
na neuronovych sitich. Je vyvijena vyzkumnym tymem Google Brain. Podporuje
programovaci jazyky Python, JavaScript, C++, Java a Go. V rdmci této diplomové
prace se vyuziva na vice mistech, predné pro nadrazené rozhrani Keras a dale pri
optimalizaci modelu neuronové sité (popsano v dalsi ¢asti této prace, v kapitole 7),

kde je pracovano s knihovnou primo [32].

6.2.6 Rozhrani Keras

Keras je programovaci rozhrani, které zjednodusuje praci s knihovnou TensorFlow.
Podporuje programovaci jazyk Python. Je oficidlné podporované vyvojari knihovny

TensorFlow. V této praci je vyuzivan ve skriptech pro uceni i inferenci NN [33].

6.2.7 Knihovna EasyGui

FEasyGui je knihovna, ktera umoznuje vyuziti jednoduchych prvka ze systémového
grafického rozhrani, jako jsou naptiklad dialogova okna pro zvoleni souboru. Tohoto

okna vyuzivam v pripadé skriptu pro optimalizaci modelu [35].
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6.2.8 Kompatibilita jednotlivych verzi softwaru

Pro spravnou funkcénost jednotlivych skriptii, pouzitych v této diplomové praci, je
zapotTebi nainstalovat jednotlivy software ve verzich, které jsou vzajemné kompa-
tibilni. Tato oblast bohuzel neni velmi dobie dokumentovana u oficialnich zdroju a
obcas jsou tyto informace dokonce v rozporu s realnou funkénosti, a tak je potieba

kompatibilitu jednotlivych verzi ovérit experimentalné.

Zvolena byla tato stabilni kombinace:
e NumPy 1.17.4

o Keras 2.3.1

o TensorFlow 2.0

e Cuda 10

« CUDNN 7.6.0

e OpenCV 4.1.2.30

o EasyGui 0.98.1

6.3 Uceni neuronové sité architektury Inception-V3

6.3.1 Skript pro uceni neuronovych siti architektury Inception-
V3

Jak jiz bylo zminéno v predchozi kapitole, skript pro svoji funkci vyuziva platformu
CUDA a na ni navazanou knihovnu CUDNN, kterou vyuziva knihovna TensorFlow,
se kterou pracuje rozhrani Keras. Skript je napsdn v programovacim jazyce Python
3.7. P1i psani tohoto skriptu jsem vychazel z prikladu, ktery je uveden v oficialni
dokumentaci k rozhrani Keras [36] a z knihy ,Deep Learning with TensorFlow 2
and Keras: Regression, ConvNets, GANs, RNNs, NLP, and more with TensorFlow 2
and the Keras API“. Samotny skript je prilozeny v prilohach této prace pod nazvem

Inceptionv3__learning.py

6.3.2 Spusténi skriptu pro uceni neuronovych siti architektury
Inception-V3

Zakladem je dostatecné vykonny hardware, ten zajistuje pracovni stanice z Casti
4.1.4, zejména graficka karta NVIDIA GeForce RTX 2080 Ti. Nasleduje nastaveni
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vstupnich informaci skriptu. Jedna se zejména o nazev vystupniho modelu, zazna-
ménavanych logi s informacemi o prubéhu uceni (logovani umoznuje TensorBoard,
coz je ¢ast knihovny TesnorFlow), déle je zapotiebi zadat cestu k trénovacim a testo-
vacim snimkim a nazvy jednotlivych kategorii. Ve skriptu je také mozné upravovat

parametry uceni.

Vycet jednotlivych tloh pro rozpoznavani kategorii a rozdéleni na trénovaci a

valida¢ni snimky je podrobné rozepsan v predeslych tabulkach 5.1, 5.2 a 5.3.

Néasledné je jiz mozné uceni spustit. Nejprve dojde k inicializaci jednotlivych
knihoven, néasledné se incializuje architektura neuronové sité, v pripadé Inception-
v3 se jedna o 310 jednotlivych vrstev. Poté dochazi k nahravani modelu a obrazkiu
z datasetu do grafické paméti. Dale jiz nastava samotny proces uceni. Uceni konci
po vykonani zadaného poctu etap. Vysledkem jsou ulozené modely. Model se uklada
po kazdé ukoncené etapé (lze zménit nastavenim parametru ve skriptu). V pripadé
pouziti nejvétsich obrazka (800 x 600 px) z kontroly typu ustfizeného kabelu, kte-
rych je zaroven diky Sesti kategoriim nejvice, trva vypocet jedné etapy priblizné 4,5

minuty. Pro dvé ze tii tloh jsem nastavil 200 epoch a pro jednu zbyvajici 150 epoch.

6.4 Vybér optimalniho nau¢eného modelu

Po dokonceni uceni jsem v grafech z TensorBoard zjistil pribéh acuracy a los funkce
pro trénovaci a validaéni mnozinu a na zakladé téchto dat jsem se rozhodl pro
konkrétni model. Jednotlivé grafy jsou obsazeny v priloze A. Zakladnim ukazatelem
pro mé bylo to, Ze se neuronova sit nepreucila. To se pozna tak, Ze zatimco stoupa
accuracy u tréninkové mnoziny snimki, accuracy pro valida¢ni mnozinu snimku
klesa. Dale lze z grafti zjistit, zda jsme nenastavili prilis malé mnozstvi epoch. To
pozname tak, ze se hodnoty jednotlivych parametri ustali. Pri zadném uceni pro
jednotlivé 1lohy nenastalo ani preuceni ani neustaleni parametri. Muzeme tedy
prejit k vybéru optiméalnitho modelu. Model vybirdme na zakladé dvou hledisek. Je
zadouci, aby mél vybrany model co nejvétsi hodnotu accuracy pro tréninkovou i
testovaci mnozinu snimki. To znamend, Ze u tohoto modelu nastal nejmensi pocet
chybnych predikei. Dalsim parametrem, ktery sledujeme je loss funkce. Ta udava o
jakou hodnotu jsme se v pripade chybné predikce zmylili. Hodnota loss funkce by
tedy méla byt co nejmensi pro trénovaci i validacni mnozinu snimki, coz znaci, ze
v pripadé, ze doslo k chybé, byla tato chyba mala. Hodnoty accuracy a loss funkce
pro vybrané, naucené modely, pro jednotlivé tlohy, jsou znazornény v nasledujicich
tabulkach 6.1, 6.2 a 6.3.
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Trénovaci snimky

Validac¢ni snimky

Loss funkce [-]

0,0145

0,0303

Accuracy [-]

0,0945

0,783

kontroly pinu v konektoru - model z epochy 139

Tab. 6.1: Tabulka loss funkce a accuracy pro trénovaci a valida¢ni snimky pro tilohu

Trénovaci snimky

Validac¢ni snimky

Loss funkce [-]

0,0020

0,0014

Accuracy [-]

0,0998

1,0000

Tab. 6.2: Tabulka loss funkce a accuracy pro trénovaci a valida¢ni snimky pro tilohu

rozpoznavani typu ustiizeného kabelu - model z epochy 145

Trénovaci snimky

Validac¢ni snimky

Loss funkce [-]

0,0015

0,0000

Accuracy [-]

1,0000

0,9999

Tab. 6.3: Tabulka loss funkce a accuracy pro trénovaci a valida¢ni snimky pro tilohu

kontroly pritomnosti plastové zapadky - model z epochy 138

6.5 Ovéreni vysledki klasifikace

Po nauceni modelu NN je zapotiebi model ovérit na snimcich, které nebyly vyuzity
pri uceni. Tyto snimky jsou oznaceny jako testovaci (pii procesu uéeni se vyuziva
trénovacich a valida¢nich snimkt). Postup tohoto ovéfeni je nasledujici. Spustime
inferenci pro jednotlivé testovaci snimky a vysledky ukladame, abychom je pak mohli

nasledné vyhodnotit.

6.5.1 Skript pro inferenci neuronovych siti architektury Inception-
V3

Skript vyuziva stejnych knihoven a podptrného softwaru jako skript pro uceni. Pouze
se pridava knihovna OpenCV pro méreni ¢asu a NumPy pro tpravu snimki. Pri
tvorbé skriptu jsem vychézel z oficidlni dokumentace k rozhrani Keras [36] a z knihy
,Deep Learning with TensorFlow 2 and Keras: Regression, ConvNets, GANs, RNNs,
NLP, and more with TensorFlow 2 and the Keras API“. Samotny skript je prilo-
zeny v prilohach této prace pod nazvem Inceptionv3 _predict.py. Skript umoziuje,
jak spousténi na grafické karté pro vyssi vykon, tak vynuceni spusténi pouze na
procesoru. Je zapotiebi zadat cestu k modelu, pomoci kterého chceme inferenci

uskutecnit, déle cestu ke slozce se snimky, které chceme klasifikovat, cestu a nazev
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souboru, do kterého chceme zapsat vysledky inference a zadat rozliSeni vstupnich

snimkli a vypsat kategorie, do kterych bude skript snimky rozrazovat.

Po spusténi probéhne nacteni snimkt ze zadané slozky do seznamu snimku. Na-
sledné se inicializuji knihovny a ostatni podptrny software. Nasleduje nacteni mo-
delu, vypsani seznamu nazvu nactenych snimki a samotny béh inference. Poté, co
inference skonci skript postupné vypise jednotlivé predikované kategorie v podobé
¢iselného indexu. 0 reprezentuje prvni kategorii. Poradi kategorii je urceno pti uceni
modelu. Nasledné skript vypise pocet probéhlych predikei a pocty snimk, které byly
predikovany do konkrétni kategorie. Dale pak priumérny cas, ktery byl potrebny na
jednu predikci. Napriklad:

0000010000
Pocet predikci: 10

Label: O Pocet: 9
Label: 1 Pocet: 1

Prumerny cas na jednu predikci [ms]: 13

V ramci skriptu jsou vysledné predikce ve dvojim formatu, a to jak ve formeé
listu ¢iselnych hodnot, tak ve formeé listu, kde jsou jednotlivé hodnoty uvedeny jako
znak. Je tedy snadné s nimi nasledné pracovat. Vysledek inference se déle ulozi do

textového souboru, ktery byl zadan pred spusténim.

6.6 Vysledky klasifikace natrénovanych neuronovych
siti

Jak jiz bylo zminéno drive, pro ovéreni se vyuziva snimki z datasetu urcéeného pro
testovani. Testovaci dataset obsahuje pro kazdou kategorii jednotlivych tloh 100
unikatnich snimkt. Postupnym spousténim skriptu pro jednotlivé dlohy a katego-
rie ziskame vysledky klasifikace, které se vynesou do tzv. confusion matrix. Bunky
matice obsahuji ¢etnosti toho, kolikrat doslo na zkoumané datové mnoziné k dané
kombinaci skutecné a predikované kategorie. Spravné cetnosti se nachazi na hlavni
diagonale této matice, protoze se schoduje predikovana se skutecnou kategorii. Z
této matice se dale da spocitat accuracy a presision [2]. Accuracy udava pomeér
poctu spravné klasifikovanych snimkt ku celkovému poctu snimkti v testovacim da-

tasetu. Precision je specificka pro kazdou kategorii samostatné, udava nam pomér
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mezi poctem spravné klasifikovanych snimkt konkrétni kategorie a celkovym poctem

snimk, kterym byla tato konkrétni kategorie predikovana.

6.6.1 Vysledky klasifikace pro ulohu rozpoznavani typu ustfize-
ného kabelu

Vysledna confusion matrix 6.4 ukazuje, ze pro testovaci dataset predikuje tato neu-
ronova sit bezchybné. Vsech 600 snimkii bylo klasifikovano spravné. 7 této tabulky
taktéz vyplyva, Ze accuracy pro tento testovaci dataset je rovna 100% a precision

pro vSechny kategorie taktéz rovna 100%

predikovano neuronovou siti
535 | 5352 aut | 5352 man | blue | dacar | HT

535

L 100 | O 0 0 0 0
skutecné
5352 aut

o 0 100 0 0 0 0
skutecné
5352 man

o 0 0 100 0 0 0
skutecné
blue

L 0 0 0 100 | O 0
skutecné
dacar

L 0 0 0 0 100 0
skutecné
HT

L 0 0 0 0 0 100
skutecné

Tab. 6.4: Confusion matrix pro tlohu rozpoznavani typu ustfizeného kabelu [pocet

snimk]

6.6.2 Vysledky klasifikace pro alohu kontroly pfitomnosti plas-
tové zapadky

Vysledna confusion matrix 6.5 ukazuje, ze pro testovaci dataset predikuje tato neu-

ronova sit bezchybné. Vsech 200 snimkii bylo klasifikovano spravné. 7 této tabulky

taktéz vyplyva, Ze accuracy pro tento testovaci dataset je rovna 100% a precision

pro vSechny kategorie taktéz rovna 100%
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predikovano neuronovou siti
OK | NOK
OK
110010
skutecné
NOK
.10 100
skutecné

Tab. 6.5: Confusion matrix pro ulohu kontrolu absence plastové zapadky [pocet

snimki]

6.6.3 Vysledky klasifikace pro ulohu kontroly pinti v konektoru

vvvvvv

try modelu pfi uceni, které byly hor$i nez u modeli pro ostatni tlohy (tabulka
6.1). Vysledna confusion matrix 6.6 to potvrzuje. V pripadé predikce pro snimky z
testovaciho datasetu, které by meély byt klasifikovany jako OK, byly klasifikovany
3 chybné. Pro snimky, které mély byt klasifikovany jako NOK kusy probéhla kla-
sifikace spravné. Toto je nastésti pro prumysl vyhodnéjsi stav, protoze nenastane
situace, ze by byl Spatny vyrobek klasifikovan jako spravny, pouze se kus, ktery
mohl byt prodén, zaradi mezi zmetky. Accuracy je v tomto piipadé 98,5%, precision
pro je OK kategorii je 97,1% a pro NOK kategorii 100%.

predikovano neuronovou siti
OK | NOK
OK
o197 |3
skutecné
NOK
.10 100
skutecné

Tab. 6.6: Confusion matrix pro ulohu kontrolu pint v konektoru [pocet snimki]

Existuje nékolik variant, pro¢ neuronova sit pro testovaci dataset neklasifikuje
100%. Jako nejpravdépodobnéjsi se mi jevi ta varianta, Ze je chyba v anotaci snimku
pro tuto ulohu. Jak jsem jiz uvedl v kapitole 5 mnohé snimky byly sporné. Bylo
by sice mozné tyto snimky z datasetu vyradit, a namisto toho umistit snimky, u
kterych je jejich rozrazeni jasné, nicméné pro nasazeni ve vyrobé by to bylo takovéto
feseni nepfijatelné. Dalsi z variant je nedostatecné velky trénovaci a validacéni dataset
snimk. Tuto moznost neméam z ¢asovych divodi jak overit, nicméné predpokladam,
ze se ji budu zabyvat v budoucnosti. Snimky, které byly chybné klasifikovany jsou
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nasledujici piny_0175.jpg, piny_1372.jpg a piny_1202.jpg. U ¢isla 1202 si troufam
Fici, Ze se jednd o hrani¢ni pripad. U zbylych dvou se sice nejedna o idealni pripady

OK kust, nicméné pracovnik kvality by je rozpoznal spravné.
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7 Optimalizace natrénovaného modelu neu-
ronové sité pro NVIDIA Jetson Xavier

Pro zvyseni rychlosti inference na jiz nau¢eném modelu neuronové sité je mozné
tento model optimalizovat. V ptipadé zarizeni od spole¢nosti NVIDIA je mozno vy-

uzit jejich knihovnu TensorRT.

7.1 TensorRT

TensorRT [7] je optimaliza¢ni knihovna pro NVIDIA grafické karty a NVIDIA zafi-
zeni z fady Jetson. Knihovna podporuje optimalizaci modelti, vytvorenych ve vétsiné

knihoven pro neuronové sité. Jsou podporovany modely NN z knihoven TensorFlow,
Caffe, PyTorch, MXNet a dalSich.

Zakladem této knihovny je, zZe optimalizuje model neuronové sité na konkrétni
hardwarovou platformu. Optimalizované modely tedy nejsou prenosné mezi riznymi
modely zafizeni. Stejné tak jsou optimalizované modely vazany na konkrétni verzi
TensorRT.

Samotnd optimalizace probiha tak, Ze se nacte podporovany model, odstrani se
vrstvy a operace, které nemaji zadny efekt na vysledek inference. Nasledné spoji
konvoluci, bias a ReLu operace do blokii. Dale v zavislosti na pouzité hardwarové
platformé zvoli optimélni algoritmy a datovou strukturu. Také minimalizuje po-
tfebnou velikost paméti tim, ze zretézi vystupy z nékterych vrstev, a pokud pouziva
stejna data vice operaci zamezi jejich duplikaci. Dalsim krokem je optimalizace zmé-
nou velikosti jednotlivych proménnych. Pro zatfizeni Jetson Xavier je nejvyhodnéjsi
zvolit INT16 (popséano déle v ¢asti 7.5.1).

Pro zachovani funkénosti modelu i pro optimalizaci a pro zlepseni vykonu, knihovna
vyuziva toho, Ze nejprve vygeneruje testovaci data a iterativné testuje na skutecném
hardwaru, jaké nastaveni a jaké optimalizace funguji nejlépe pti zachovani presnosti

modelu.

Podrobnéjsi popis toho, jak optimalizace pomoci knihovny TensorRT funguje je
zachycen na prednasce od Dmitry Korobchenko. Dmitry Korobchenko je manazer
vyvojového tymu spoleénosti NVIDIA, ktery se specializuje na deep learning. Pred-

naska probéhla v rdmci konference Data Summer Conf 2018. Zaznam je dostupny
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na [39].

Co se tyce instalace knihovny TensorRT, tak tuto knihovnu neni pottfeba insta-
lovat, nebot se nainstaluje automaticky pri instalaci Jetpack SDK do zafizeni Jetson
AGX Xavier. V mém piipadé se nainstalovala verze TensorRT 5.0.6. Tato verze je
plné kompatibilni s ostatnim podplirnym softwarem z kapitoly 6.2.8 s vyjimkou roz-
hrani Keras.

Modely, které vzniknou prostiednictvim rozhrani Keras totiz v pripadé architek-
tury NN Inception-V3 obsahuji nékteré z funkei, které nejsou knihovnou TensorRT
5.0.6 podporovany. Seznam podporovanych funkei je dostupny na [38]. Abychom
mohli model z rozhrani Keras vyuzit, je zapotfebi ho prevést na model, ktery od-
povidd modelim, které vznikaji pri pouziti samotné knihovny TensorFlow. Déle je
nutno pojmenovat vystupni vrstvu modelu jiz pri jeho prvotnim uceni v rozhrani
Keras. Pokud je vystupni vrstva bezejmenna nijak to neovliviiuje vyuziti modelu
k inferenci. Zamezi to vsak tomu, aby mohl byt model preveden na model, ktery

odpovida modelu, ktery vznikl v samotném TensorFlow.

7.2 Skript pro optimalizace modelu NN

Pokud méame pripraveny model, ktery vznikl v rozhrani Keras, mtizeme pristoupit
k samotnému procesu optimalizace pomoci navrzeného skriptu Optimize KerasMo-
delToTRT.py. Pti tvorbé skriptu jsem vychézel z oficidlni dokumentace [7]. Skript
vyuziva knihoven OpenCV pro méfeni casu, dale Tensorflow a TensorRT pro samot-

nou praci s modely a jejich optimalizaci, dale FasyGui pro prvky grafického rozhrani.

Optimalizace jako takova je narocna na velikost operacni paméti zarizeni. Pro
modely, se kterymi pracuji, je vyzadovano priblizné 20 GB. Zarizeni NVIDIA Jet-
son AGX Xavier prvni revize ma vSak pouze 16 GB operac¢ni paméti. Pii pokusu
o optimalizaci s nedostatecnou paméti, proces vyuzije veskerou operacni pamét a
zalizeni prestane reagovat. Je tedy zapotiebi aktivovat funkci SWAP, ktera umozni
odkladani dat z operacni paméti na tlozisté. Pro Jetson AGX Xavier se tato funkce

aktivuje zadanim nasledujicich piikazt do terminalu.

sudo fallocate -1 10G /media/nvidia/SSD/swapfile
sudo chmod 600 /media/nvidia/SSD/swapfile
sudo mkswap /media/nvidia/SSD/swapfile

sudo swapon /media/nvidia/SSD/swapfile
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Po zadéani téchto prikazu se aktivuje swap funkce. Virtudlné jsme rozsitili ope-
racni pamét o 10 GB. Data z operacni paméti jsou odkladana na instalované SSD
ulozisté. Vyhodou je, Ze je instalovany SSD disk ptipojen pres podporované rozhrani
M.2 NVMe, tlozisté ma diky tomu kratsi pristupovou dobu nez v pripadé starsiho
rozhrani M.2 SATA.

Po spusténi nas skript vyzve ke zvoleni cesty vstupniho Keras modelu. Po nacteni
je model otevien, jsou z néj vycteny naucené vahy, architektura a nazev vystupni
vrstvy a je ulozen ve formatu tzv. frozen grafu TensorFlow. Tento frozen graf je
nasledné nacten a optimalizovan knihovnou TensorRT. Po dokonceni optimalizace
je ulozen a je vypsano jak dlouho optimalizace trvala. V pfipadé modeli, které

vznikly podle popisu z predchozich kapitol, trva optimalizace priblizné 4 minuty.

7.3 Skript pro inferenci NN po optimalizaci knihov-

nou TensorRT

Abychom mohli provést inferenci modelu, ktery byl optimalizovan pomoci knihovny
TensorRT, je pro to zapotiebi napsat samostatny skript. Skript z kapitoly 6.5.1
vyuzit nelze. Pri tvorbé skriptu InceptionV3 predict_Jetson TRT.py jsem opét
vychézel z oficidlni dokumentace [7]. Skript vyuziva knihovnu NumPy pro prevod
snimku do formatu, ktery lze pouzit jako vstup do neuronové sité, dale pak OpenCV
pro méreni ¢asovych intervall, Tensorflow a TensorRT pro inferenci pomoci neuro-

nové sité.

Pred samotnym spusténim skriptu je do néj zapotiebi zadat cestu ke slozce se
snimky, pro které probéhne predikce kategorii a cestu odkazujici na optimalizovany
model. Po spusténi skriptu, skript nejprve nacte jednotlivé knihovny. Nasledné pred-
pripravi prazdny model a do néj poté nacte hodnoty z modelu ulozeného. Nasledné
nacte vstupni a vystupni vektor z modelu. Timto je model nac¢ten. Samotné nacteni
modelt, se kterymi pracuji trva priblizné 3 minuty. Déle nasleduje inference pro

jednotlivé snimky. Na zavér skriptu se vypise prumérny cas inference.

7.4 Skript pro inferenci neoptimalizovanych NN

Tento skript InceptionV3 _predict_Jetson.py je témér shodny se skriptem z c¢asti

6.5.1, 1isi se pouze tim, zZe se odlisné pridavaji knihovny pfi inicializaci programu.
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7.5 \Vysledky optimalizace modelii pomoci knihovny
TensorRT

Postupnym spousténim inference pro optimalizované i neoptimalizované verze mo-
delti z kapitoly 6.4 a zaznamenavanim jednotlivych ¢ast jsem zjistil nasledujici hod-

noty, zaznamenano v tabulce 7.1.

Cas inference pied | Cas inference po
optimalizaci [ms|] | optimalizaci [ms]
Model kontrol
.ooe pro kontrolu - 17
pint v konektoru
Model Avani
ode pli?vroz/poznavan1 114 37
typu ustrizeného kabelu
Model kontrol
f e pro.on rou/ / 6 93
pritomnosti plastové zapadky

Tab. 7.1: Tabulka ¢asii potfebnych pro inferenci pred a po optimalizaci

Vyuzitim optimalizace pomoci knihovny TensorRT lze tedy snizit délku trvani
inference v zavisloti na konkrétnim modelu o 65-76%. Pro srovnani uvadim, Ze in-
ference modelu bez optimalizace z ilohy rozpoznavani typu ustrizeného kabelu trva
na pracovni stanici z kapitoly 4.1.4 v pripadé vypoctu na procesoru 118 ms a v

pripadé vypoctu na grafické karté 26 ms.

7.5.1 VIliv velikosti proménnych v optimalizovaném grafu NN

Pred spusténim inference umoznuje knihovna TensorRT nastavit velikost jednotli-
vych proménnych ve vysledném optimalizovaném grafu. Nabizi 3 varianty osmibitovy
Int8, Sesnactibitovy Int16 a tricetidvoubitovy FP32 s pohyblivou rfadovou c¢arkou.
Ovéril jsem jaké ma toto nastaveni vliv na cas inference. Vyuzil jsme model z ilohy
rozpoznavani typu ustrizeného kabelu. V pripadé nastaveni Int8 trvala inference 4,2
s, jak jiz bylo zminéno, pro Int16 trvala 37 ms a pro FP32 prestane zarizeni reago-
vat a je nutno ho restartovat. Je tedy vidét, Ze pro zarizeni Jetson AGX Xavier je

nejvyhodnéjsi zvolit proménné typu INT16.
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8 Srovnani optické klasifikace klasickym zpii-
sobem a pomoci NN pro alohu kontroly
pini v konektoru

8.1 Popis plvodniho feseni kontroly pinti v konektoru
- HW

Puvodni feSeni vizualni kontroly tohoto konektoru bylo dodéno spole¢nosti EOLA
s.r.0. Bylo zaloZzeno na chytré kamere Cognex 7200C. Maximalni rozliseni této ka-
mery je 800 x 600 px. K této kamere byl pripojen objektiv s pevnym ohniskem.
Protoze nebyla zachovana doporucend vzdalenost vyrobku od objektivu, bylo za-
pottebi upravit hloubku ostrosti. Uprava hloubky ostrosti byla provedena mont4i
distanc¢niho krouzku mezi kameru a objektiv. Toto Teseni se ukazalo byt nevhodné.
Distanc¢ni krouzky sice presunou osttici vzdalenost blize k objektivu, nicméné ra-
zantné snizuji hloubku ostrosti objektivu jako takovou, coz znamena, ze pti pohybu
kontrolovaného dilu nahoru nebo doli (zptisobeno nedokonalym tichytem konektoru
v klestinach vyrobni linky) vznikaji rozostfené snimky a déle vlivem typu standard-
niho entocentrického objektivu se méni i rozméry jednotlivych prvka na snimku.
Toto zkresleni je prilisnym priblizenim vyrobku a Sirokym ohniskem objektivu o to
vice razantni. DalSim problémem bylo zvolené osvétleni, protoze piny, které se na-
chéazeji v dutiné byly nerovnomérné a pouze slabé nasvétlené. Teoreticky bylo sice
spravné zvoleno koaxialni osvétleni, nicméné nebylo nejspise provedeno dostatecné
ovéreni v optické laboratori. Snimky z ptivodniho feseni bohuzel jiz nejsou k dispo-

zici.

8.2 Popis upravy piivodniho fesSeni kontroly pint v
konektoru - HW

Pro zlepseni funkce tohoto systému bylo vymeénéno osvétleni za tzv. low angle ring
light. Dale byl vyménén objektiv za telecentricky. Ukézkovy snimek se naléza v ka-

pitole Vybér vhodné t¥idy vyrobku 3.1.
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8.3 Popis plivodniho feseni kontroly pinti v konektoru
- SW

Dalsi problematickou ¢asti tohoto projektu byla programova ¢ast. Jak jiz bylo zmi-
néno diive, systém kontroly je zalozen na chytré kamere Cognex 7200C. Spolec-
nost Cognex k témto kameram dodava dvé varianty programovaciho prostredi a to
Cognex In-Sight EasyBuilder, které je urceno pro jednodussi kontroly a dale pak
Cognex In-Sight Spreadsheet pro naro¢néjsi inspekce. Spoleénost EOLA s.r.o. navr-
hovala své programové reseni v systému In-Sight Spreadsheet verze 4.09.01. Problé-

mem bylo to, Zze dodané feseni nepracovalo spolehlivé i po tipravé nasvétleni a optiky.

8.4 Popis upravy piivodniho fesSeni kontroly pint v
konektoru - SW

Softwarové feseni bylo tedy upraveno. Vyuziva se toho, ze se nedetekuje pouze jedna
hrana pro konkrétni pin, ale vice vyraznych hran v oblasti. Témto hranam se na-
sledné pritadi skére. Toto skére je dano kombinaci jednotlivych hodnoticich para-
metri. Zvazuje se vyraznost hrany. Vyraznost je vypocitana na zakladé histogramu.
Dalsim parametrem je blizkost k dalsi nejblizsi hrané, penalizuje se vice hran blizko
u sebe, coz obvykle znaci, ze se detekuji hrany na odlesku nebo stinu. Poslednim
sledovanym parametrem je ithel detekovanych hran. Z popisu konektoru vime, ze ma
byt uprostied dutiny ¢ast rovnostranného trojuhelniku. Vizualizace takto upravené

kontroly je na snimku 8.1.

Na tomto snimku lze vidét, ze program detekoval t¥i hrany, z ¢ehoz jedna je
spravné urcena na hrané pinu, dalsi dvé jsou chybné urceny v odlesku. Na zakladé
skérovaciho systému se pak nasledné urci, kterd z nich se ma vyuzit pro dalsi zpra-

covani.

I pres tyto upravy je tato optickd kontrola stale problematicka, protoze se lisi
vstupni suroviny v zavislosti na konkrétni dodavce, ¢imz se méni optické vlastnosti
jako je napriklad odrazivost. V disledku takto se ménicich podminek, je zapotiebi,
aby pracovnik, ktery spravuje tuto optickou kontrolu, pravidelné upravoval parame-

try v nastaveni optické kontroly.
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Obr. 8.1: Ukézkovy snimek upravené kontroly v programu In-Sight Spreadsheet

8.5 Samotné srovnani klasického systému a systému,
ktery vyuziva NN

Upravou tohoto programu jsem docilil toho, aby bylo mozno vyuzit dataset testova-
cich snimku vytvorenych pro ovéreni neuronové sité. Program je prilozen v prilohéch
pod nazvem piny_ v _konektoru_jeden kontakt.job Nasledné jsem nechal program
zkontrolovat 100 NOK a 100 OK snimkt z testovaciho datasetu. Vysledky jsem za-

znamenal do nasledujici confusion matrix 8.1.

predikovano v systému Cognex In-Sight Spreadsheet
OK | NOK
OK
CL 199 |2
skutecné
NOK
o1 98
skutecné

Tab. 8.1: Confusion matrix pro tlohu kontrolu pintt v konektoru pomoci systému

Cognex In-Sight Spreadsheet [pocet snimki]

Z tabulky vidime, zZe systém chybné predikoval 3 snimky z celkového poctu 200
snimkt. Problematicky je zejména ten, ktery byl klasifikovan jako OK a pritom byl
ve skutecnosti vadny, tedy NOK. V takovémto pripadé by bez dalsi kontroly mohlo

dojit k prodani vadného kusu zédkaznikovi, coz by zapfticinilo finanéné néroc¢nou re-

klamaci celé dodavky. Accuracy je pro tuto tabulku 94,2%, precision pro NOK kusy
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je 98,0% a pro OK 99,0%.

Pokud srovname tuto optickou kontrolu zalozenou na klasickém pristupu s kont-
rolou zaloZenou na neuronovych sitich, mizeme fici, Zze v pripadé tohoto testovaciho
datasetu snimkti je vhodnéjsi pouzit neuronovou sif, protoze nezaradila zadny NOK
snimek mezi OK snimky. Nicméné se domnivam, ze pro plnohodnotné srovnani by
bylo zapotiebi pouzit mnohem vice snimkii. Pro tento testovaci dataset si troufam

fici, Ze jsou obé metody priblizné srovnatelné.

Jako velka vyhoda klasického pristupu se mi jevi moznost zpétné zjistit na za-
kladé ¢eho systém vyhodnotil konkrétni snimek danym zptsobem. U neuronové sité

je zpétné zhodnoceni bez pouziti pokrocilych metod nemozné [42].

Nevyhodou klasického pristupu je pripadna velka ¢asova narocnost. Na obrazové
kontrole pinti v konektoru pracovala odborna firma a néasledné pracovnici z oddéleni
obrazové kontroly spole¢nosti TE Connectivity dohromady po dobu delsi nez jeden
rok, i pfes to, je zapotiebi systém neustédle udrzovat. Po ziskdni dostatecné velkého
anotovaného datasetu snimku je vytvoreni systému, ktery by vyuzival neuronové
sité otazkou meésice, a to véetné oveéreni. Dokonce lze vyuzit i stavajicich Cognex
systémi, protoze kamera umoznuje odesilani potizeného snimku ptes ftp a zpétnou

komunikaci vysledku zajistuje komunikace TCP /IP.

Co se tyce rychlostniho srovnani, tak na pracovni stanici z kapitoly 4.1.4 trva
vyhodnoceni jednoho snimku 13 ms, tataz kontrola trva na této pracovni stanici po-
moci neoptimalizované neutronové sité 9 ms. Na NVIDIA Jetson AGX Xavier pak

17 ms pfi vyuziti optimalizovaného modelu.
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Zavér

Cilem této diplomové prace bylo umoznit posuzovani kvality nebo typu vyrobku v
prumyslovych aplikacich pomoci umélych neuronovych siti. Zejména u téch aplikaci,
u kterych by byl klasicky pristup strojového vidéni prilis narocny. Systém zalozeny
na neuronovych sitich byl dale implementovan na konkrétni hardwarovou platformu.

Zaroven byla u néj provedena optimalizace vysledného modelu pro rychlejsi béh sys-

tému.

Nejdrive jsem popsal dvé exitujici feseni, které vyuzivaji NN pro primyslové
tlohy. Prvni z nich je Cognex ViDi, druhé Opto Engineering Albert. Zjistil jsem,
ze zadné z nalezenych Teseni, které by vyuzivalo umélé neuronové sité, nevyhovuje
pozadavkim kontroly kvality ve spolecnosti TE Connectivity s.r.o., pro kterou je
projekt urcen. Jak Teseni od spolecnosti Cognex, tak od spole¢nosti Opto Enginee-

ring nedosahuji pozadované presnosti.

Néasledné jsem se zabyval vybérem vhodné tridy vyrobki, pro které by byl sys-
tém zaloZeny na neuronovych sitich vhodny. Z aktualné fungujicich i planovanych
typu kontrol jsem vybral nasledujici. Jedna se o vizualni kontrolu pritomnosti a po-
zice pint v konektoru, rozpoznavani typu ustiizeného kabelu a kontrolu pritomnosti
plastové zapadky. Vsechny zminéné kontroly maji spolecné to, Ze se pro né obtizné

navrhuje systém zaloZeny na klasickém pristupu strojového vidéni.

Déle jsem se zabyval vybérem hardwarové platformy pro uceni a platformy ur-

cené pro detekci vad a klasifikaci.

V pripadé platformy pro uceni jsem zacal zhodnocenim dostupnych cloudovych
sluzeb a nasledné jsem se zabyval volbou komponent pro vlastni pracovni stanici.
Nakonec jsem zvolil osobni pocitac, ve kterém primarni vypocetni vykon pro uceni
neuronovych siti zajistuje grafickd karta NVIDIA GeForce RTX 2080 Ti.

V pripadé hardwarové platformy pro detekci vad a klasifikaci jsem zhodnotil do-
stupné Teseni v podobé osobniho pocitace i specializovaného hardwaru, a to jak uz
v podobé USB akceleratori, tak jednodeskovych pocitaci. Z dostupnych moznosti
jsem zvolil tu nejvykonnéjsi ze specializovaného hardwaru, a to NVIDIA Jetson AGX

Xavier.

Dalsim krokem bylo zprovoznéni této hardwarové platformy a nasledna instalace

potfebnych softwarovych nastroji, ovladacii, knihoven a také rozsiteni tohoto zari-
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zeni o vétsi ulozisté v podobé 500GB SSD disku a o Wi-Fi modul.

Nasledovala tvorba samotného datasetu. Zaznamenal jsme ptiblizné 200 000 uni-
katnich snimki. Cast z téchto snimka byla nasledné anotovana. Ve vysledku jsem
tedy ziskal 1 000 snimkt z kazdé kategorie konkrétni kontroly. Celkové tedy 10
000 anotovanych snimki. K zaznamu jsem vyuzival softwarové reseni od spole¢nosti
Cognex, konkrétné In-Sight Spreadsheet. Snimky byly nasledné upraveny tak, aby
vyhovovaly pro zpracovani neuronovymi sitémi. Byly ofiznuty, aby obsahovaly pouze

danou zénu zajmu a mély rozliseni zpracovatelné na dostupném hardwaru.

Déle jsem hledal vhodnou architekturu neuronové sité pro kontrolu kvality a kla-
sifikaci. Zvolil jsem Inception-v3.

Vzhledem k tomu, Ze jsem chtél pro uceni vyuzit grafické karty z pracovni sta-
nice, bylo zapotrebi nainstalovat podptrny software a knihovny. Kviili nedostatecné
dostupnosti validnich zdroji informaci jsem musel experimentovat s riznymi ver-
zemi knihoven a podpiirného softwaru abych urcil stabilni kombinaci, na které je
mozné uceni provadét. Uceni jako takové, je zalozeno na knihovné TensorFlow a
rozhrani Keras.

I pres vyuziti vykonné grafické karty trva uceni jedné epochy Inception-v3 pro
rozpoznavani typu kabelu priblizné 4,5 minuty. Modely byly uceny na 200 nebo
150 epoch. Na zékladé grafti, které znazornuji pribéh uceni jsem nasledné vybral
optimalni modely. Po dokonceni uceni bylo zapotiebi otestovat spravnou funkénost.
Toto ovéreni probiha tak, Ze se nauc¢ené neuronové siti postupné predkladaji snimky,
se kterymi se tato neuronova sit nikdy nesetkala a kontroluje se spravnost urceni
kvality a klasifikace.

V tloze pro rozpoznavani typu ustrizeného kabelu neuronova sit spravné predi-
kovala typ kabelu pro vSech 600 snimkt z testovaciho datasetu. U tlohy kontroly
pritomnosti plastové zapadky byla spravné predikovana kategorie OK nebo NOK
pro viech 200 snimki z testovaciho datasetu. Uloha kontroly pint v konektoru byla
197 z 200 snimkt z testovactho datasetu. VSechny tii Spatné predikované snimky

byly zarazeny do kategorie NOK presto, ze se jednalo o OK snimky:.

Vysledkem tohoto testovani jsou jednotlivé confusuin matrix a vypoctené hod-
noty precision a accuracy.
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V nasledujici kapitole jsem se zabyval optimalizaci jiz diive natrénovanych mo-
delt pomoci knihovny NVIDIA TensorRT. V prvni ¢asti popisuji princip fungovani
této optimalizacni knihovny. Déle se zabyvam optimalizaci konkrétnich modeli. Zjis-
til jsem, Ze pro to, aby mohl byt model, ktery vznikl pomoci rozhrani Keras, opti-
malizovan, je zapotiebi ho nejprve prevést do formatu, ktery odpovida modeltim z
knihovny TensorFlow. Model nelze optimalizovat ptimo z diivodu nepodporovanych

funkeci v modelu z rozhrani Keras.

Néasledné popisuji samotny skript pro optimalizaci a skript pro inferenci. Déale
jsem pomoci skriptu pro optimalizaci optimalizoval jiz diive natrénované modely
pro zafizeni NVIDIA Jetson AGX Xavier.

V dalsi ¢asti hodnotim vysledky této optimalizace. Zjistil jsem, ze diky ni probiha
kabelu trva pred optimalizaci 114 ms a po optimalizaci 17 ms. Pro srovnani uva-
dim casy inference pro tentyz model z nasobné drazsi pracovni stanice. Dale jsem
zhodnotil vliv nastaveni velikosti proménnych pro optimalizovany graf. Pro zatizeni
NVIDIA Jetson AGX Xavier je nejvyhodnéjsi zvolit INT16.

V posledni kapitole jsem se zabyval srovnanim optické klasifikace klasickym zpti-
sobem a pomoci NN. Srovnaval jsem tyto dva postupy pro tlohu kontroly pina v
konektoru. Nejprve jsem popsal jakym zptisobem funguje klasické teseni a uvedl
jsem historii vyvoje tohoto systému ve spolecnosti TE Connectivity s.r.o. Nasledné
jsem tento systém vyuzil a otestoval testovaci mnozinu snimku. Zjistil jsem, ze kla-
sicky zptsob predikuje obdobné jako systém zaloZeny na neuronovych sitich. Uvedl
jsem vyhody a nevyhody jednotlivych systémiu a srovnal jsem c¢asovou narocnost
na jejich vyvoj. Dale uvadim rychlostni srovnani. Na stejné pracovni stanici trva
predikce standardnim zpusobem 13 ms, pomoci neoptimalizovaného modelu na téze

pracovni stanici pak 9 ms.

V ramci dalsiho rozsitovani této prace bych chtél provést srovnani presnosti pre-
dikce a c¢ast inference i pro dalsi architektury neuronovych siti. Zejména pak pro

novéjsi verzi architektury Inception, tedy verzi v4.

Vv

realné tloze optické kontroly v priamyslu. Vzhledem k vysledkiim predikce predpo-
kladam, ze by po dalsim testovani a doplnéni predikéniho skriptu o komunikaci bylo
mozné mnou natrénované neuronové sité vyuzit pro tlohu kontroly typu ustiizeného

kabelu a pro kontrolu pritomnosti plastové zapadky. S timto tizce souvisi, rozsiteni
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datasetu snimku, ktery je potfebny pro dikladnéjsi a statisticky vice vyznamné tes-

tovani.

Za svého pusobeni ve firmé TE Connectivity s.r.o. jsem zjistil, Zze klasické zptisoby
optické kontroly neni mozno pro nékteré vyrobni linky nasadit z dtivodu prilisné ca-
sové narocnosti na vyvoj. Domnivam se, ze zavéry z mé diplomové prace by mohly
prispét ke tvorbé novych systémii optické kontroly vyrobkii zalozenych na neuro-
novych sitich pro nékteré vyrobni linky, pro které to doposud nebylo ekonomicky
vyhodné, a ze diky navrzenému postupu optimalizace by bylo mozné vyuzit systémy

zalozené na neuronovych sitich i pro vysokorychlostni obrazové kontroly.
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A Grafy accuracy a loss funkce pro jednot-
livé Glohy
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Obr. A.1: Grafy accuracy a loss funkce z u¢eni NN pro rozpoznani typu ustfizeného
kabelu
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Obr. A.2: Grafy accuracy a loss funkce z u¢eni NN pro kontrolu pinti v konektoru
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Obr. A.3: Grafy accuracy a loss funkce z uceni NN pro kontrolu pritomnosti plastové
zapadky
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B Obsah prilozeného datového nosice

Vzhledem k velkému mnozstvi obsazenych souborti jsou v obsahu uvedeny pouze
slozky v korenovém adresari

L e kotenovy adresar prilozeného datového nosice
€ = OO
0T
Dataset SHIMKU.....oviuniinniiiniiiniiiiiiiniiineinnennns pouze na SD karté
Oy v ettt ettt s pouze na SD karté
MO LY ottt s pouze na SD karté
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