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ÚVOD 

V informačním věku se se tkáváme s velkým p o č t e m nejrůznějších digitálních zaří

zení, počínaje od intel igentních kontejnerů přes chytré telefony až po superpočí tače . 

Neustá le rostoucí počet uživatelů využívajících tato zařízení stojí za trvale zvyšují

cím se objemem dat. Jeho růs t je exponenciální a proto vzniká zásadní o tázka , jak 

takový objem data zpracovat. B y l dosažen bod, kdy již nelze uvažovat o zpracování 

dat lidskou silou. 

Zásluhou vývoje nových technologií a výrobních procesů dochází k n á r ů s t u vý

poče tn ího výkonu čipů při zachování energetické náročnos t i . Tato skutečnost otevírá 

cestu k trvale se zdokonalujícímu strojovému zpracování dat, k te ré se s tává dostup

nější. Mez i jedny z nej používanějších výpočetn ích modelů v umělé inteligenci pa t ř í 

neuronové sítě. Nejsou za t ím schopny řešit komplexní úlohy jako např ík lad člověk, 

ale při řešení j edné konkré tn í funkce čas to dosahují daleko lepších výsledků. Zpra

cování př i rozeného jazyka řešící např ík lad klasifikaci textu, kde je h lavním cílem 

t ř íd i t dokumenty, odstavce nebo jednot l ivé věty do p ředem definovaných t ř íd , pa t ř í 

mezi typické úkoly podléhající s t rojovému zpracování dat. Zpracování př i rozeného 

jazyka vzbuzuje velký zájem akademických obcí i komerční sféry. Klasifikací textu 

mohou být získané informace využi ty společnostmi k určení správné market ingové 

strategie, získání nových zákazníků nebo pro zlepšení služeb zákaznického servisu. 

Tato diplomová práce se zabývá řešením problému klasifikace t e x t ů dle jeho po

zit ivního nebo negat ivn ího významu. Cílem je náv rh modelů využívající konvoluční 

i r ekuren tn í neuronové vrstvy pro účely klasifikace t e x t ů do pozi t ivní a negat ivní 

tř ídy, nikoliv na základě slov, ale pouze na základě znaků. Navržená neuronová síť 

představuje jazykově nezávislý klasifikátor t ex tů . Trénovací a testovací proces je 

proveden na anglicky, česky, německy a španělsky psaných textech. 

P r v n í kapitola se zabývá histori í neuronových sítí, popisem základního modelu 

umělého neuronu a jeho akt ivační funkce. Je zde věnován prostor něk t e rým vrst

vám neuronových sítí, dělení neuronových sítí, zák ladn ím t echn ikám učení a L S T M 

vrs tvám. Další stěžejní kapitola je věnována problematice klasifikace textu. Jsou 

popsány t rad ičn í modely, modely shlukování slov a hlavně nedávno vydané práce 

prezentující výsledky klasifikace textu dosažené pomocí konvolučních neuronových 

sítí. P r áce dokazuje možnost vytvoření jazykově nezávislého tex tového klasifikátoru. 

T ře t í kapitola popisuje použi té vývojové technologie. P ř ík l adem je popis paralel

ního zpracování dat pomocí grafického procesoru, knihoven využívaných v rámci 

prakt ické řešení a hardwarové složení výpoče tn ích zařízeních. Poslední kapitola se 

zabývá realizací prakt ické části t é t o práce . Jde o popis postupu zpracování da t abáz í 

obsahujících textové vzorky, p ředs tavení navržených mode lů a diskuzi dosažených 

výsledků. 

12 



1 NEURONOVÉ SÍTĚ 

Kapi to la je rozdělena na t ř i části . P r v n í z nich je věnována úvodu do neuronových 

sítí. D r u h á část se zabývá jejich dělením, typy učení a algoritmem Backpropagation. 

Poslední část popisuje L S T M sítě. 

1.1 Úvod do umělých neuronových sítí 

V rámci t é to podkapitoly je rozebrána historie neuronových sítí, po t é popsán mo

del formálního neuronu. Zbylý prostor je věnován n ě k t e r ý m vrs tvám, akt ivačním 

funkcím a algoritmu zpě tné propagace chyby. Čerpáno z [3], [12], [21], [20], [21]. 

1.1.1 Historie neuronových sítí 

Počá tek historie je da tován do roku 1943, kdy byl vytvořen p rvn í počí tačový mo

del umělého neuronu. Za jeho vznikem stojí dvojice amerických vědců, neurofyziolog 

Walter Pittse a matematik Warren McCul loch . V roce 1949 Donald Hebb publikoval 

Hebbio zákon, k te rý v obecnější p o d o b ě předs tavuje základ t éměř všech procedur 

neurá ln ího učení. Perceptron byl vynalezen amer ickým psychologem Frankem Ro-

senblattem v roce 1957. J e d n á se o z jednodušený model umělého neuronu. Později 

t aké sestrojil Mark I Perceptrom, p rvn í poč í tač pracující na principu umělých neu

ronů. 

Výzkum v oblasti umělé inteligence a neuronových sítí byl utlumen v p r ů b ě h u 

dvou období nazývaných A I Winter, b ě h e m kterých došlo k v ý z n a m n é m u poklesu 

financování zmíněných oborů . 

Nenaplněné ambiciózní sliby vědců měly za následek znevážení oboru v p r ů b ě h u 

70. let 20. stolet í a jeho prvn í úpadek vývoje (AI Winter) . Naš těs t í se našli vědci 

pokračující ve výzkumu. 

P r v n í konvoluční neuronová síť byla navržena v roce 1979 j a p o n s k ý m vědcem 

Kunihiko Fukushimou. Obsahovala vícenásobné konvoluční a pool ing 1 vrstvy. Fu-

kushima stojí t ak t éž za vznikem neuronové sítě Neocognitron. J e d n á se o hierar

chickou vícevrstvou síť, umožňující rozpoznání vizuálních vzorů. Tento model navíc 

umožňuje změnu vah některých synapt ických spojů. V roce 1986 počí tačoví odbor

níci Wil l iams, Hinton a psycholog Remelhart dokázali , že s pomocí algoritmu Bac-

kPropagation vzniknou ve skrytých vrs tvách uži tečné vn i t řn í reprezentace. Základy 

algoritmu položil Henry J . Kel ley a sahají až do roku 1960. V roce 1989 byla prove

dena první p rak t ická ukázka algoritmu BackPropagation v labora toř ích Bel l Labs 

francouzským vědcem Yannem LeCunem. Jednalo se o jeho kombinaci s konvoluční 

1Vrstva, jejíž účelem je podvzorkování dat. 
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neuronovou sítí u rčenou pro čtení ručně psaných číslic. Následně byla použ i t a při 

zpracovávání ručně psaných šeků. 

V letech 1985-1990 nastalo d ruhé těžké obdob í pro obor umělé inteligence, kdy 

byl dokonce považován za pseudovedecký obor. Podobně , jako v p rvn ím období 

A I Winter, se našlo pá r vědců, k teř í se nepřes ta l i danou problematikou zabývat . 

Díky n im došlo i v t é t o době k několika důleži tým objevům, např . v roce 1995 

sovětský vědec Vladimír Vápnik a jeho dánský kolega Dana Cortes vytvořil i S V M . 

O dva roky později přišli němečt í počí tačoví experti Sepp Hochreiterem a Juergen 

Schmidhuber s L S T M modelem rekuren tn í neuronové sítě. Významný evoluční skok 

následoval v roce 1999, kdy došlo ke zrychlení počí tačového zpracování dat. 

Fei-Fei L i , s tanfordský profesor, zabývající se umělou inteligencí, vytvoři l v roce 

2009 projekt nazvaný ImageNet. J e d n á se o volně dostupnou da tabáz i obsahující 

více než 14 milionů označených obrázků využívaných pro t rénování neuronových sítí. 

V roce 2011 došlo k dalš ímu v ý z n a m n é m u zvýšení výpoče tn ího výkonu grafických 

akcelerátorů. Důsledkem toho bylo možné používat konvoluční sítě bez p řed t réno-

vaných vrstev. V září roku 2017 předs tavi la společnost Intel neuromorfní čip Lo-

ihi . Jde o mikroprocesor s architekturou napodobuj íc í biologickou strukturu mozku. 

Obsahuje 130 000 neuronů se 130 miliony synapt ických spojů a m á být až t is íckrát 

energeticky efektivnější, než současné způsoby práce s A I . Společnost Nvid ia vydala 

v roce 2018 p r imárně pro vědecké účely grafickou kartu T i t an V založenou na ar

chi tektuře Volta . Zavádí tzv. tenzor j á d r a poskytuj ící více jak 1 0 0 T F L O P S , to je 

více než pě t inásobný ná růs t oproti předešlé a rch i tek tuře Pascal. U některých kusů 

karet T i t an V byly zjištěny chybné výpoč ty b ě h e m vědeckých simulací. N a vině je 

dle o d h a d ů u p a m ě t í absence E C C . 

1.1.2 Umělý neuron 

Model umělého neuronu, obdoba biologického neuronu, je základní výpoče tn í jed

notkou všech neuronových sítí. Formální neuron je zobrazen na obrázku 1.1. Úkolem 

neuronu je vytváře t výs tupn í signál na základě vn i t řn ího potencionálu , k te rý je určen 

sumou ohodnocených příchozích signálů a prahem. Výs tupn í signál je p ř edán dalším 

neuronům, k teré jsou mezi sebou propojeny ohodnocenými spoji, tzv. synapsemi. 

Neuron m á zpravidla n v s t u p ů a jeden výs tup . Vstupy tvoř í v s tupn í vektor A = 

(A\, A2 ..., An). Každý ze v s t u p ů přispívá do vn i t řn ího potenciá lu urč i tou vahou. 

Ta je d á n a př ís lušnou složkou vektoru synapt ických vah W = (Wi, W2 • • •, Wjq). 

Dalš ím m o ž n ý m vstupem sumační funkce je prahová hodnota 9. Vni t řn í potencionál 

x uvedeného neuronu je d á n sumační funkcí dle rovnice 1.1. 

N 

x = J2AixWi + e ( í . i ) 
i=l 
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Obr. 1.1: Model umělého neuronu 

Vni t řní potencionál je nás ledně př iveden na vstup akt ivační funkce f(x), k t e rá 

definuje způsob, j a k ý m je t ransformován. Výs tup neuronu y = f (x) je tedy závislý na 

použ i t ém druhu akt ivační funkce. Přeh led některých akt ivačních funkcí je uvedený 

v tabulce 1.1. 

1.1.3 Vrstvy neuronových sítí 

V předchozí části byl popsán model neuronu. Ten není s ám o sobě schopný řešit 

složitější úlohy. Proto jsou neurony u s p o ř á d á n y do vrstev, k teré jsou nejvyšším sta

vebním blokem neuronových sítích. Jde o kolekci neuronů transformující vs tupn í 

signály nejčastěji pomocí některé nel ineární akt ivační funkce. Zpracované signály 

jsou p ředány další vrs tvě. Vrstvy obvykle obsahují pouze jeden typ akt ivační funkce, 

nebo jde o vrstvu konvoluční, pooling apod. 

Neuronové sítě mohou být složeny z následujících t ř í t y p ů vrstev, k teré jsou 

známy jako: 

1. V s t u p n í vrstva je p rvn í vrstvou neuronové sítě zodpovídající za pří jem infor

mací (dat), signálů, funkcí nebo měření veličin z externího pros t ředí . Pro dosa

žení vyšší přesnost i ma tema t i ckých operací prováděných neuronovou sítí jsou 

vstupy obvykle normalizovány v mezích l imitních hodnot akt ivačních funkcí. 

2. S k r y t é vrstvy leží mezi v s tupn í a výs tupn í vrstvou. Skládají se z neuronů 

zodpovědných za získání informací spojených s ana lyzovaným procesem, nebo 

sys témem. 

3. V ý s t u p n í vrstva je zodpovědná za vytvoření finálních v ý s t u p ů sítě, k teré 

jsou výsledkem zpracovávání vs tupních dat všemi předešlými vrstvami. 

P l n ě p r o p o j e n á vrstva 

Z názvu lze odvodit, že se j e d n á se o vrstvu, ve k te ré jsou všechny neurony propojeny 

se všemi neurony vrstvy předešlé. Každý spoj m á opět př idělenou urč i tou váhu. Je 

paměťově a výpoče tně velmi náročná . 
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Tab. 1.1: Některé akt ivační funkce 

Funkce M a t e m a t i c k é v y j á d ř e n í Graf 

Sigmoidní 
l±ez 

Hyperbol ický tangens / ( x ) = tanh(x) 

Gaussova / (*) 

Skoková 
. 1, pro x > 0 

= ^ n / n (J, pro x < (J 

R e L u 
, . . s, pro x > 0 

= S n / n U, pro x < (J 

Leaky R e L u 
. I x, pro x > 0 

0, Olx , pro x < 0 

K o n v o l u č n í vrstva 

Hlavním úkolem konvoluční vrstvy je získání informací o části vs tupních dat pomocí 

operace konvoluce. Pr incipem je posouvání j á d r a po vs tupních datech. Výs tupn ími 

daty jsou množiny př íznakových map. Velikost t é t o množiny je d á n a p o č t e m kon-

volučních jader. Pro př íklad je na obrázku 1.3 uvedena konvoluce vs tupních dat 

o rozměrech 4 x 4 s dvěma konvolučími j á d r y velikosti 3 x 3 a výslednými př íznako

vými mapami rozměrů 2 x 2 . 

Pooling vrstva 

Jej ím h lavním úkolem je slučování několika hodnot do jedné . T í m dochází k jejich 

redukci, tzv. k podvzorkování a rychlejší konvergenci neuronové sítě. Podle použi tého 

typu seskupení hodnot můžeme dělit pooling vrstvu na max-pooling, avg-pooling, 

sum-pooling apod. N a obrázku 1.4 je ukázán princip max-poolingu. Zde dochází 
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VSTUPNÍVRSTVA 1. SKRYTÁ VRSTVA 2. SKRYTÁ VRSTVA VÝSTUPNÍVRSTVA 

Obr. 1.2: Model vícevrstvé dopředně neuronové sítě 

V s t u p n í d a t a K o n v o l u č n í j á d r a P ř í znakové m a p y 

1 0 1 1 
0 1 1 0 
1 0 0 1 
0 1 1 ° 

1 0 1 
0 0 0 
1 0 1 

0 0 0 
0 1 0 
0 0 0 

Hi 

Eäi 

Obr. 1.3: 2D konvoluce 

k dvojnásobnému podvzorkování v hor izontá ln ím i ve ver t iká ln ím směru vybrán ím 

vždy max imáln í hodnoty z dané oblasti. 

Obr. 1.4: Max-pooling 

Dropout vrstva 

Neuronové sítě jsou b ě h e m procesu učení náchylné k pře t rénování . Dropout vrstva 

zabraňuje tomuto nežádoucímu jevu t ím, že b ě h e m procesu učení n á h o d n ě vybere 

množinu spojů a deaktivuje j i . T í m se jednot l ivé neurony stávají na sobě více nezá

vislé. 
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SoftMax vrstva 

Jde obvykle o poslední vrstvu neuronové sítě, tedy výs tupn í vrstvu. Její hlavní 

funkcí je p ř e m ě n a libovolných reálných hodnot iV-rozměrného vektoru x na j iný 

A^-rozměrný vektor reálných hodnot y, k teré leží v intervalu (0,1). Součet všech 

složek vektoru y je po t é roven právě 1. Tyto vlastnosti předurčuj í její využi t í jako 

výs tupn í vrstvy v klasifikačních úlohách (určuje p ravděpodobnos t i , že vstup náleží 

do výs tupních t ř íd ) . P řevod jednot l ivých složek vs tupn ího vektoru x je realizován 

pomocí ma temat i ckého vztahu 1.2. 

Vi = —^—,pToiel,2,...,K (1.2) 
£fc=i eXfe 

Mezi další používané vrstvy se ř ad í např ík lad flatten, noise, embedding apod. 

1.1.4 Backpropagation 
Algoritmus zpě tného šíření chyby, nebo-li BackPropagation, byl j e d n í m z nejčastěji 

používaných a lgor i tmů pro učení neuronových sítí. Jde o algoritmus založený na 

gradientn í m e t o d ě (změna gradientu udává, jak se mění chybovost neuronové sítě 

se změnou vah synapt ických spojů) . Složitost v ý p o č t u gradientu je vysoká díky vel

kému p o č t u synapt ických spojů i p rvků trénovací množiny. Cílem je změna vah tak, 

aby docházelo ke klesání gradientu a t í m minimalizaci chyby neuronové sítě. Proces 

algoritmu BackPropagation je složen ze dvou fází definovaných pomocí pravidel. 

D o p ř e d n ě š í řen í můžeme definovat následně: 

1. je provedeno maticové násobení , pokud dojde k se tkání matice dat a matice 

vah, 

2. pokud dojde k se tkání matice dat s akt ivační funkcí, tak je na data d a n á funkce 

aplikována, 

3. výs tup současné vrstvy slouží jako vstup vrstvy následující, 

4. pokud dojde k se tkání matice dat s chybovou funkcí, jsou vygenerována data 

pro zpě tný průchod . 

Z p ě t n é š í řen í chyby je p o d o b n é dopřednému šíření, avšak opačným smě

rem (výs tupní —> vs tupn í vrstva). Jako vs tupn í data slouží vygenerovaná data dle 

4. pravidla dopředného šíření. Pravidla jsou následující: 

1. je provedeno mat icové násobení transponovanou mat ic í vah, pokud dojde k je

j ímu se tkání s mat ic í dat, 

2. pokud dojde k se tkání matice dat s akt ivační funkcí, tak je na data aplikována 

derivace dané funkce, 

3. chybová matice ak tuá ln í vrstvy slouží jako vs tupn í data vrstvy předešlé. 
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V ý p o č e t g r a d i e n t u je proveden pomocí mat icového násobení mezivýsledku 

získaného po aplikaci 2. pravidla zpě tného šíření chyby a mezivýsledkem získaným 

po aplikaci 2. pravidla dopředného šíření. 

1.2 Rozdělení umělých neuronových sítí 

Umělé neuronové sítě mohou být děleny dle urči tých kri téri í popsaných v t é to pod

kapitole. Jde např ík lad o členění dle architektury, nebo typu učení. 

1.2.1 Dle architektury 

Jedno z možných dělení neuronových sítí je dle jejich architektury, tedy zda se j edná 

o jedno či vícevrstvou dopřednou, nebo zpětnovazební síť. 

J e d n o v r s t v á d o p ř e d n á síť 

Tento typ umělé neuronové sítě obsahuje pouze vs tupn í vrstvu a jedinou vrstvu, 

k t e rá je tvořena neurony a je zároveň vrstvou výs tupní . Informační tok je jedno

směrný (vstup —> výs tup ) . Z obrázku 1.5 je pa t rné , že poče t v ý s t u p ů jednovrs tvé 

dopředné sítě je to tožný s p o č t e m neuronů výs tupn í vrstvy. Tyto sítě jsou využívány 

pro klasifikaci vzorků a l ineární filtrování. 

VSTUPNÍVRSTVA VÝSTUPNÍ VRSTVA 

Obr. 1.5: Jednovrs tvá dopředná síť 

V í c e v r s t v á d o p ř e d n á síť 

N a rozdíl od předešlé architektury obsahuje více skrytých vrstev viz obrázek 1.2. 

Využit í nacházejí při řešení různých problémů, např . klasifikace vzorků, identifikace 

systémů, optimalizace, robotika a podobně . Počet skrytých vrstev a jejich neuronů je 

závislý nejen na charakteru a složitosti řešeného problému, ale i na množs tv í a kvalitě 
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dos tupných trénovacích dat. Opě t je poče t výs tupních signálů shodný s p o č t e m 

neuronů vrstvy výs tupní . 

Z p ě t n o v a z e b n í síť 

V př ípadě zpětnovazební architektury mohou být použi ty výs tupy neuronů jako 

vstupy do nich samotných nebo j iných neuronů z některé předešlé vrstvy viz obr. 1.6. 

Zpětnovazební funkce umožňuje tyto sítě použí t pro dynamické zpracování infor

mací. Díky tomu naleznou využi t í při zpracování časově p roměnných systémů, např . 

predikce časových řad, identifikace sys témů a optimalizace, řízení procesů atd. 

VSTUPNÍVRSTVA SKRYTÁ VRSTVA VÝSTUPNÍ VRSTVA 

Obr. 1.6: Zpětnovazební síť 

S a m o o r g a n i z u j í c í síť 

Její architektura je založena na pros torovém uspo řádán í neuronů viz obr. 1.7. Na

lezne využi t í v široké škále úloh, např . shlukování dat, rozpoznání vzorů a podobně . 

Obr. 1.7: Samoorganizující síť 
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1.2.2 Dle typu učení 

Další možné dělení neuronových sítí je podle p ř í s tupu k procesu učení. V rámci 

tohoto rozdělení jsou popsány čtyři h lavní typy učení. 

U č e n í s u č i t e l e m 

V př ípadě učení s uči te lem je k dispozici množ ina trénovacích dat. Každý prvek 

x z t é t o množiny obsahuje i odpovídající výs tup Y. V ý s t u p e m může být spoj i tá 

hodnota, nebo t ř ída vs tupn í hodnoty, např . určení zda vstup je pozi t ivním, nebo 

nega t ivn ím textem. Dále je k dispozici funkce Y = f (x) jejíž výs tup závisí na 

vs tupních datech. Cílem je na základě trénovací množiny upravit parametry té to 

funkce tak, aby co nejpřesněji dokázala př i řadi t správnou výs tupn í hodnotu novým, 

n e z n á m ý m v s t u p n í m d a t ů m . 

U č e n í bez u č i t e l e 

Učení bez učitele m á k dispozici pouze vs tupn í data x a žádné k n im odpovídající 

výs tupn í hodnoty. Cílem je nají t vztah nebo strukturu mezi rozdílnými vs tupn ími 

daty. 

Č á s t e č n ě ř í z e n é u č e n í 

Je směsicí obou výše zmíněných t y p ů učení. M á k dispozici obsahově velkou mno

žinu trénovacích dat x, avšak pouze některé prvky z množiny obsahují odpovídající 

výs tup Y. N a základě označených dat p rob íhá změna p a r a m e t r ů funkce o b d o b n ý m 

způsobem, jako v p ř ípadě učení s uči telem. 

Z p ě t n o v a z e b n í u č e n í 

Jde o učení, k teré umožňuje s t ro jům automaticky urči t ideální chování a maximali

zovat jejich výkon. Učení p rob íhá pomocí pokusů a omylů. 

1.3 L S T M sítě 

Long Short Term Memory, dále jen L S T M , je speciální druh zpětnovazebních neu

ronových sítí. L S T M je schopna se učit d louhodobé závislosti, tedy př ípady, kdy je 

ak tuá ln í výs tup závislý na velmi vzdá leném dřívějším vstupu. Klasické rekuren tn í 

neuronové sítě toho byly schopny pouze v teoretické rovině. Díky tomu našly L S T M 

sítě up la tněn í na širokou škálu problému. Např ík lad predikce časových řad, rozpo

znání řeči a ručně psaných t ex tů , skládání hudby a z hlediska t é to práce klasifikace 

t ex tů . 
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Obr. 1.8: Opakující se modul L S T M 

Všechny rekuren tn í neuronové sítě mají strukturu zřetězených, opakujících se 

modulů , výjimkou není ani L S T M viz obr. 1.8. Klíčovou vlas tnos t í L S T M sítí je 

vn i t řn í stav buňky, k t e rý prochází celým ře tězcem a je ovlivňován pouze l ineárními 

interakcemi (vyznačen tlustou čarou na obrázku 1.8). Díky tomu mohou informace 

procházet např íč ře tězcem beze změn. L S T M mohou upravovat informace v jejich 

vn i t řn ím stavu pomocí p rvků nazývaných brány. T y se skládají z operace násobení a 

nel ineární sigmoidní funkce. Popisovaná varianta L S T M obsahuje vs tupní , výs tupn í 

a zapomínaj íc í b ránu . S a m o s t a t n á L S T M b u ň k a je na obrázku 1.9. 

o o tanh o 

Xt 

Obr. 1.9: B u ň k a L S T M 

Z a p o m í n a j í c í b r á n a rozhoduje j a k ý m způsobem se bude zacházet s vn i t řn ím 

stavem buňky, k te rý reprezentuje vektor Ct-\- N a základě současného vstupu a 

předešlého výs tupu je vy tvořen za pomoci rovnice 1.3 vektor ft. Jeho složky nabývají 

hodnot od 0 (zahození dané složky vektoru předchozího stavu) do 1 (nezměněná 

podoba dané složky vektoru předchozího stavu). 

V s t u p n í b r á n a určuje, k teré nové informace budou př idány do vn i t řn ího stavu 

buňky. Tento úkol se skládá ze dvou částí . V prvn í části je rozhodnuto pomocí 
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—* 

rovnice 1.4, k teré složky vektoru Q t budou přidány. Dále je n u t n é vytvoř i t vektor 

samotný viz rov. 1.5. 
—* —* 

Aktualizace v n i t ř n í h o stavu ze s taré hodnoty Ct-\ na novou Ct. Výše zmíněné 

b rány již určily, k teré informace budou ponechány, respektive zahozeny a jaké nové 

informace mají být uloženy. Aktualizace p rob íhá dle rovnice 1.6, kdy nejdříve dojde 

k vektorovému součinu výs tupu zapomínaj íc í b r ány a předchozího vn i t řn ího stavu 

buňky a následně k vektorovému součtu s v ý s t u p e m vs tupn í brány. 

V ý s t u p n í b r á n a je zodpovědná za vytvoření výs tupn í hodnoty. Ta je závislá 

na up raveném ak tuá ln ím vn i t řn ím stavu b u ň k y funkcí hyperbol ického tangensu. 

Opě t je na základě vstupu a předchozího v ý s t u p u rozhodnuto, k teré složky vni t ř 

ního stavu chceme přivést na výs tup viz rovnice 1.7. Výs tupn í hodnota je výsled

kem vektorového součinu upraveného vn i t řn ího stavu b u ň k y a v ý s t u p u výs tupn í 

b rány (rovnice 1.8). Čerpáno z [14]. 

ft = a(Wfx[ht_1,xt]+bf) (1.3) 

it = a(Wix[ht-1,xt]+bi) (1.4) 

Qt = tanh(W> c x [ht-i,xt] + bc) (1.5) 

Čt = ftxČt-i+HxQt (1.6) 

ot = a(W0x[ht_1,xt] + b0) (1.7) 

ht = otx tanh((7 ť) (1.8) 
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2 KLASIFIKACE TEXTŮ 

Počí tačové zpracování př i rozeného jazyka je j e d n í m z oborů, ve k terých dosáhly me

tody založené na h lubokém učení významného pokroku. Velký zájem akademických 

obcí i komerční sféry vzbuzuje oblast klasifikace textu, ve k teré je h lavním cílem 

t ř íd i t dokumenty, odstavce, nebo jednot l ivé věty do p ř e d e m definovaných kategorií . 

P ř ík l adem může být zařazení věty do urči té kategorie dle jejího obsahu, nebo ur

čení sentimentu zkoumaného textu (pozit ivní, negat ivní , nebo neu t rá ln í ) . Následně 

mohou být takto získané informace různými společnostmi využi ty k určení marke

tingové strategie, získání nových potencionálních zákazníků, nebo za účelem zlepšení 

kvality zákaznického servisu. 

Využit í rekurentn ích neuronových sítí vedl k v ý z n a m n é m u pokroku počí tačového 

zpracování př i rozeného jazyka. Tyto typy sítí, ze jména pak L S T M , dosáhly slib

ných výsledků v úlohách pracujících s časovými ř a d a m i ( rozpoznání řeči, strojový 

překlad, klasifikace textu, apod.). V současné době je klasifikace textu nejčastěji 

řešena pomocí modelů využívajících funkcí, k teré pracuj í se slovními prvky. Mez i 

ně pa t ř í raneček slov (Bag-of-words), n-gramy (n-grams) a shlukování slov (Word 

embedding). Mez i metody klasifikace textu lze dále zařadi t raneček slov s T F - I D F , 

K-p růměry (K-means) s word2vec, konvoluční i L S T M neuronové sítě se shukováním 

slov a raneček n -gramů (Bag-of-n-grams) s l ineárním klasifikátorem. 

Vyjmenované př í s tupy klasifikace textu vyžadují jeho urč i té předzpracování , na

příklad lemmatizaci 1 . P rávě z nutnosti předzpracování textu, k teré je často závislé 

na konkré tn ím jazyku, nelze vytvoř i t univerzální klasifikátor. V př ípadě změny pří

slušného jazyka (nová slova, fráze, apod.) je n u t n é dřívěji získané znalosti upravit. 

Popsané nevýhody se rozhodli odstranit počí tačoví experti z New Yorské univer

zity. Inspirovali se úspěchem konvolučních neuronových sítí v oblasti počí tačového 

vidění, kde dochází k učení pouze na základě surových pixelů. P ů v o d n í p ředpo

klad úspěšné klasifikace textu pouze na úrovni surových znaků byl správný. Tato 

diplomová práce se t aké zabývá klasifikací textu na úrovni znaků, ale s využi t ím 

kombinace konvolučních a rekurentn ích neuronových sítí. 

2.1 Tradiční metody 

V rámci dané části jsou popsány některé z t radičních metod pro klasifikaci t ex tů . 

Jde zejména o raneček slov, raneček n-gramů, jejich modifikaci s T F - I D F a metodu 

podpůrných vektorových s trojů. 

1 Vytvoření základního tvaru slova (barvě —> barva) 
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2.1.1 Raneček slov 

Raneček slov, (dále jen B o W ) , je algoritmus používaný v počí tačovém zpracování 

př i rozeného jazyka. J e d n í m z jeho hlavních cílů je klasifikace textu na základě ana

lýzy ranečku slov. B o W si lze předs tav i t jako stroj zpracovávající množ inu textu, 

jehož v ý s t u p e m je tabulka. Její jednot l ivé ř ádky představuj í v s tupn í texty a sloupce 

četnost daného slova v odpovídajících textech. P ř ík l adem je tabulka 2.1 získaná po 

analýze t ř í vět uvedených v seznamu níže. 

1. Líbí se mi tenis a hokej. 

2. Nelíbí se mi golf. 

3. R á d hraji tenis a r á d spím. 

Tab. 2.1: Vektory reprezentující poče t slov výše vypsaných t e x t ů 

Text Slova 

- líbí se mi tenis a hokej nelíbí golf r ád hraji spím 

1. 1 1 1 1 1 1 0 0 0 0 0 

2. 0 1 1 0 0 0 1 1 0 0 0 

3. 0 0 0 1 1 0 0 0 2 1 1 

Lze pozorovat, že slova l íbí a golf se vyskytuj í pouze v první , respektive ve 

druhé větě. Slova rád , hraji, s p í m se objevují výh radně v poslední , t ř e t í větě. Zís

kané vektory bývají obvykle normal izovány celkovým p o č t e m slov dle následujícího 

vztahu: 

tfi 
n 

v • (2-1) 
l^k nk,j 

kde tfij je složka normal izovaného vektoru (příslušné slovo), riij p ředs tavuje četnost 

výsky tu daného slova v textu tj a J2knk,j reprezentuje počet slov v textu tj. Př íkla

dem je normalizovaný vektor t ře t í věty t3 = (0,0, 0, | , | , 0, 0, 0, | , | , | ) . Algoritmus 

pracuje pouze s četnost í t e r m ů (Term frequency). V někte rých př ípadech je velmi 

žádoucí ně jakým způsobem vyzdvihnout v ý z n a m n á slova analyzovaných t e x t ů (viz 

výše tučně zvýrazněná) . Toho lze docílit pomocí níže popsané T F - I D F metodiky. 

Klasifikátor využívající B o W byl tes tován v práci [23]. Vykazoval chybovost 

9,60% při klasifikaci t e x t ů do dvou kategori í (pozi t ivní /negat ivní ) dle sentimentu. 

Př i s te jném typu klasifikace, t en tok rá t do pě t i kategori í , chybně klasifikoval 45,36% 

vzorků. Model B o W s T F - I D F vykazoval o něco nižší chybovost, 9%, respektive 

44,74%. Nevýhodou ranečku slov je nerespektování pořad í slov, čímž dojde ke z t r á t ě 

významu textu (různé věty obsahující s te jná slova, ale v j iném pořadí , maj í j iný 

význam, avšak stejnou reprezentaci). 
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2.1.2 T F - I D F 

T F - I D F je metodika kombinující četnost výsky tu slov s inverzní četnost í slov ve 

všech textech (dokumentech). P r v n í složkou je četnost výsky tu slov (výs tup modelu 

B o W ) určující významnos t daného slova v textu (častěji se vyskytující slovo bude 

p ravděpodobně velmi důleži té) . Druhou složkou je inverzní četnost slov ve všech 

dokumentech. Inverzní čestnost říká, že aby bylo možné považovat slovo z dokumentu 

za významné , nemělo by se čas to vyskytovat v os ta tn ích dokumentech. Jinak řečeno, 

četnost výsky tu významného slova by měla být v os ta tn ích dokumentech nízká, 

respektive inverze t é to četnost i vysoká. I D F je vypoč t ena dle následujícího vzorce: 

m m Ä • ( 2 ' 2 ) 

kde \T\ p ředs tavuje celkový počet t e x t ů (dokumentů) a | { / : U G tj}\ je poče t t ex tů , 

ve k terých se vyskytuje d a n é slovo i. T F - I D F hodnoty jsou výsledkem vektorového 

násobení složek T F a I D F . 

2.1.3 N-gramy 

Metoda pracuje na o b d o b n é m principu jako klasický B o W . Rozdí lem je seskupování 

n slov. P ř ík l adem může být vytvoření následujících dvojic (Líbí-se , se-mi, mi-tenis, 

tenis-a, a-hokej) z p rvn í věty obsažené v tabulce 2.1. Model n-gram s modifikací 

T F - I D F byl t aké tes tován v práci počí tačových expe r tů Xianga Zhanga a Yanna 

LeCuna [23]. Pro testy bylo zvoleno seskupení pě t i slov, tzn. n = 5. Model n-gram 

i n-gram využívající T F - I D F vykazoval chybovost 7,98%, respektive 8,46%. Bylo 

tedy dosaženo lepších výsledků, než vykazoval raneček slov. Model n-gram s T F - I D F 

vykazoval vetší chybovost oproti n-gramu bez t é to modifikace. Výhodou n -g ramů ve 

srovnání s ranečkem slov je do j is té míry zachování pořad í slov. V př ípadě vhodně 

zvoleného p o č t u seskupovaných slov je možné zachytit fráze. T í m lze dosáhnou t 

menší chybovosti. 

2.1.4 S V M klasifikátor 

V roce 2016 byla p ředs tavena Lukášem Povodou, Radimem Burgetem, Janem Maš

kem, Václavem Uherem a Malayem Dut tou metoda au tomat ického rozpoznání emocí 

s využ i t ím S V M klasifikátoru [16]. Vs tupní data nejprve procházejí procesem předzpra

cování. P r v n í m krokem je rozdělení textu na slova, tzv. tokenizace. Takto získané 

tokeny projdou kontrolou pravopisu, p ř ípadně jsou detekované chyby opraveny. To-

keny následně projdou procesem lemmatizace. Jsou ods t r aněny předložky a pomocná 

slovesa, to též p la t í o množině nevýznamných slov. Výsledkem je množ ina pouze vý

znamných slov, často nesoucích emoční nábo j . Nakonec jsou zbylá slova nahrazena 
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identif ikátorem skupiny slov (hněv, Vulgarismus apod.). Prezentovaný model dosáhl 

vysoké úspěšnost i - 86,89% při klasifikaci do pě t i t ř íd . Nevýhodou zůs tává jazyková 

závislost způsobená předzpracováním textu (lemmatizace, definované skupiny slov). 

2.2 Shlukování slov, vět a dokumentů 

Shlukování slov je funkce W : slovo —> JR™ převádějící slova do ./V-rozměrného (např. 

100 rozměrů) vektorového prostoru. Každý z možných rozměrů může odpovída t 

u rč i tému t é m a t u , nebo vlastnosti daného slova. Shlukování slov se používá v mnoha 

úlohách počí tačového zpracování př i rozeného jazyka, ze jména pokud jsou tyto úlohy 

vykonávány pomocí h lubokého učení. Vektorová reprezentace slov může být p ř ímo 

použ i ta jako vstup do neuronové sítě. 

H/("neuron") = (0.9, 0.7, - 0 . 4 , . . . ) 

W("pes") = (0 .1 , -0 .4 ,0 .7 , . . . ) 

Čas to se vyskytující slova leží ve vektorovém prostoru ve své blízkosti. S vektory 

lze provádět ar i tmet ické operace. N a obrázku 2.1 je dvourozměrný vektorový pro

stor přiřazující hlavní měs t a k danému s t á tu . Dochází t aké k zohlednění geografické 

pozice s t á tů . 

Polsko Varšava 

Česká republ ika Praha 
Slovensko Brat islava 

Francie p a ř í ž 

Spojené králoství • Londýn 

Čína 

Severní korea 
Jižní korea — 

Japonsko — 

Austrál ie — 

Peking 

- Pchjongjang 
Soul 

• Tokio 

Canberra 

Obr. 2.1: Vztah s tá t - h lavní měs to 
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Existuje několik a lgor i tmů vytvářejících vektorový prostor, jde např ík lad o Word2vec, 

GloVe, Word2vecf apod. 

2.2.1 Word2vec 

P a t r n ě nejpopulárnějš í modelová architektura pro výpočet vektorových reprezentací 

slov. Je považována za počá tek využi t í h lubokého učení př i zpracování př i rozeného 

jazyka. Účelem Word2vec je seskupení slov sémant icky si podobných do vektoro

vého prostoru. T í m vytvář í bohatou distibuovanou reprezentaci slov zachovávající 

sémantické vztahy mezi n imi samotnými . Výsledkem je schopnost nalézt p o d o b n á 

slova, nebo vztahy mezi jednot l ivými slovy. V rámci Word2vec existují dva základní 

přístupy. 

K o n t i n u á l n í r a n e č e k slov 

Dále označovaný jen C B O G (Continous Bag-of-Words) je architektura pro predikci 

slov. Predikce slova Wi p rob íhá na základě kontextu dvou minulých a dvou následu

jících slov Wj_ 2 , Wi_i , wi+i a wi+2- Výsledek nezáleží na pořad í slov použi tých pro 

predikci, proto název architektury obsahuje „raneček slov". 

K o n t i n u á l n í S k i p g r a m o v ý model 

Tato architektura je p o d o b n á C B O G , ale mís to predikce ak tuá ln ího slova na zá

kladě kontextu se snaží předpovědět slova Wi-2 , Wj- i , i u í + i , ležící v urči té 

vzdálenost i od slova ak tuá ln ího Wi. 

2.2.2 GloVe 

Algoritmus [18] s učením bez učitele sloužící pro získání vektorové reprezentace slov. 

Trénování p rob íhá na základě statistiky společného výsky tu slov v korpusu. GloVe 

využívá pro měření lingvistické nebo sémantické podobnosti slov Euklidovskou vzdá

lenost. Díky t é to metrice někdy odhal í vzácná, ale relevantní slova ležící mimo prů

měrnou lidskou slovní zásobu (např íklad nejbližší slova ke slovu žába jsou: Li tor ia , 

Eleutherodactylus - jde o rody žab) . V některých testech syntakt ických a sémant ic

kých úloh dosahuje lepších výsledků ve srovnání s Word2vec viz [23]. Nevýhodou je 

větší paměťová náročnos t . 

2.2.3 Word2vecf 

Model byl publikován v roce 2014 Omerem Levy a Yoavem Goldbergem [8], za

měs tnanc i izraelské univerzity Bar-Ilan. Základem je upravený skip-gramový model 
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s nega t ivn ím vzorkováním 2 , k t e rý umožňuje zahrnout kontexty slov. Exper imentu j í 

s kontextem založeným na závislosti zajišťující menší t émat ickou závislost, než pů

vodní skip-gramový model. Během nu tného předzpracování surového textu dojde 

k vytvoření dvojice slovo-kontext, k t e rá je nás ledně použ i t a jako vstup modelu. 

2.2.4 Adapt ivní skip-gramový model 

Za adap t ivn ím sk ip-gramovým modelem, nebo-li AdaGramem, stojí trojice ruských 

výzkumníků a jeden francouzský odborník . Jde o model, k t e rý je nepa rame t r i ckým 

Bayesovským rozšířením skip-gramového modelu. Je schopen au tomat ického učení 

urč i tého p o č t u reprezentací slov při požadovaném sémant ickém rozlišení. Díky tomu 

je vyřešen p rob lém vícevýznamových slov. Podrobnějš í informace lze nalézt v [1]. 

K e shlukování vět nebo d o k u m e n t ů by mohlo být p ř i s tupováno pouze sčí táním 

vektorů jednot l ivých slov vytvořených za pomocí výše zmíněných modelů . Lepší 

řešení poskytuj í následující modely pracující na principu upraveného sčí tání vektorů. 

2.2.5 Paragraph2vec 

Model byl navržený v práci publ ikované v roce 2014 Tomášem Mikolovem a Quoc 

Le [7]. Jde o model s učením bez učitele, k te rý je schopný učit se kont inuální dis

t r ibuované vektorové reprezentace textu mající délku v rozsahu od vět až po celé 

dokumenty. Pro predikci slova v odstavci se využívá spojení odstavcového vektoru 

s několika slovními vektory viz obr. 2.2. V práci prezentované výsledky experimentu 

přisuzují Paragraph2vec nejvyšší přesnost , respektive nejnižší chybovost v úloze kla

sifikace sentimentu a to 12,2%. Pokud by bylo uži to techniky pros tého průměrování 

slovních vektorů, dojde k chybovosti 19,9%. Komple tn í výsledky experimentu lze 

nalézt v [7]. Hlavní výhodou Paragraph2vec je možnost učit se z nepopsaných dat a 

t aké úvaha pořad í slov. Dále p řeb í rá klíčovou vlastnost B o W - sémant iku slov. 

2.2.6 Skip-through 

Zde dochází ke změně principu shlukování. Přechází se z úrovně slov na úroveň 

vět. J ednoduše řečeno, mís to využi t í slova k predikci okolního kontextu dochází ke 

kódování celé věty. Následně jsou pomocí t é t o věty p ředpovídány věty sousední. 

Model vyžaduje korpus kont inuáln ího textu (vstup musí být souvislý, sousední věty 

jsou si sémant icky blízké) [6]. 

2Trénovací vzorek aktualizuje pouze malé procento vah modelu 
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Klasifikatár 

Zřetězení / 
průměrování 

stromě 

t 

D U 

Odstavcová 
matice 

z n H U r m n u 

w 

r m e n u r 

w w 

Odstavec Kočka sedí na 

Obr. 2.2: Paragraph2vec 

2.3 Související práce 

Tato práce je inspirována již potvrzenou myšlenkou počí tačových expe r tů z New 

Yorské univerzity. Ve svých pracích uvedli, že text je ve skutečnost i časová ř ada 

a lze jej klasifikovat na základě surových znaků bez nu tných jazykových znalostí . 

Zpracování časových ř a d může být provedeno s využ i t ím rekurentn ích neuronových 

sítí. Rekuren tn í neuronové vrstvy jsou nedí lnou součást í mode lů navržených v rámci 

t é t o diplomové práce . 

2.3.1 Porozumění textu od nuly 

Práce [22] (Text understanding from scratch) byla publ ikovaná počí tačovými experty 

Xiangem Zhangem a Yannem LeCunem, pracujícími na ús t avu informačních techno

logií New Yorské univerzity, v úno ru roku 2015. Zabývá se aplikací h lubokého učení 

s cílem porozumění t e x t ů nikoliv na základě slov, ale znaků. Prezentované výsledky 

úspěšně potvrdily možnos t strojového porozumění t e x t ů bez n u t n é znalosti slov, 

frází, vět či některých j iných syntakt ických, nebo sémant ických struktur spja tých 

s u rč i tým jazykem. 

Aplikoval i model konvoluční neuronové sí tě na různorodé úkoly týkající se kla

sifikace t ex tů . Vs tupními daty neuronové sítě jsou sekvence kódovaných znaků a 

výs tupn ími daty jsou abs t r ak tn í vlastnosti t ex tů . P ř í s t up lze shrnout do následují

cích dvou vět. 

1. Místo práce se slovy dochází pouze k práci se znaky. O d p a d á nutnost využit í 

shlukování slov. 

2. Není n u t n á znalost sent imentá ln í nebo sémantické struktury. 
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Mode l 

B y l navržen velký a malý model konvoluční sítě. Oba jsou složeny celkem z de

víti vrstev - šesti konvolučních a t ř í plně propojených vrstev lišících se velikostí, 

respektive p o č t e m neuronů. Každý model t aké obsahuje t ř i Max-Pool ing moduly 

a dva dropout moduly vložené mezi plně propojené vrstvy mající p ravděpodobnos t 

vynechání spojů 0,5. Počá tečn í váhy byly inicializovány pomocí Gaussova rozdělení 

se s t řední hodnotou 0 a směroda tnou odchylkou 0,02 pro velký model, respektive 

s hodnotami (0, 0,05) pro ma lý model. Vs tupní a výs tupn í dílka dat se liší dle daného 

klasifikačního problému. 

Z v ě t š e n í dat 

V h o d n ý způsob zvětšení dat je uži tečný při kontrolování chyby mode lů h lubokých 

neuronových sítí. Ty to techniky obvykle dobře fungují v p ř ípadě možnost i naji t í 

invariantních vlas tnost í , k te ré by klasifikátor měl mí t . Např ík lad model pro roz

poznání obrazu by měl být nezávislý na p ř ípadné rotaci, převrácení nebo změně 

velikosti v s tupn ího obrazu. V př ípadě tex tového klasifikátoru předs tavuje invarianci 

nahrazení slov nebo frází synonymy, čímž nedojde ke změně významu textu. 

Pro zvětšení dat byl použi t anglický slovník obsahující synonyma, k t e r á byla 

ohodnocena na základě sémantické blízkosti k nahrazovanému slovu. P r v n í m krokem 

zvětšení dat bylo ex t rahování všech nahrad i te lných slov. Následně došlo k vybrán í 

synonyma, k t e r ý m bylo dané slovo nahrazeno. 

A n a l ý z a sentimentu 

Výzkum se zabýval klasifikací dle ontológie, t é m a t u , zpravodajských t é m a t a ana

lýzou sentimentu. Pro účel ana lýzy sentimentu byla použ i t a da t abáze hodnocení 

p r o d u k t ů na Amazonu. Sys tém hodnocení obsahuje 5 kategori í pro subjekt ivní hod

nocení produktu uživatelem. D a t a b á z e obsahuje více než 34,5 milionů hodnocení od 

více jak 6,5 milionů uživatelů, k teř í hodnotili na 2,4 milionů p r o d u k t ů viz tab. 2.2. 

Pro účely analýzy sentimentu byly n á h o d n ě vyb rány texty s rozsahem 100 až 1014 

znaků. Počet jednot l ivých vzorků pro klasifikaci do dvou, respektive pě t i kategori í 

je uveden také v tabulce 2.2. V p ř ípadě klasifikace na pozi t ivní , či negat ivní text 

sloužilo 1 800 000 vzorků jako testovací data a 200 000 jako trénovací data pro obě 

kategorie. Pro d ruhý p ř ípad sloužilo z každé kategorie 600 000 vzorků jako testovací 

data a 130 000 jako data trénovací . Z výsledků vyplývá, že při klasifikaci všech ka

tegorií dosahuje nejlepších výsledků ma lý model konvoluční neuronové sítě s 59,57% 

úspěšnost í a v p ř ípadě klasifikace na poz i t ivn í /nega t ivn í text nejvyšší úspěšnost i 
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(95,07%) dosahuje velký model konvoluční sítě. V obou př ípadech je t rénovací úspěš

nost vyšší bez využi t í zvětšení dat, ale s jeho využi t ím roste testovací úspěšnost viz 

tab. 3.1. 

Tab. 2.2: Struktura da t abáze a poč ty vybraných vzorků pro daný typ klasifikace 

Z n á m k a Celkem vzorku Vzorky — 5 k a t e g o r i í Vzorky — 2 kategorie 

1 2 746 559 730 000 1275 000 

2 1791219 730 000 725 000 

3 2 892 566 730 000 0 

4 6 551 166 730 000 725 000 

5 20 705 260 730 000 1275 000 

Tab. 2.3: Výsledky klasifikace do dvou i pě t i kategori í 

Mode l Z v ě t š e n í dat Klasifikace — 5 k a t e g o r i í Klasifikace — 2 kategorie 

- - Trénovací Testovací Trénovací Testovací 

Velký Ne 62,96% 58,69% 97,57% 94,49% 

Velký Ano 68,90% 59,55% 96,82% 95,07% 

Malý Ne 62,24% 59,47% 96,03% 94,50% 

Malý Ano 62,11% 59,57% 95,44% 94,33% 

B o W Ne 54,45% 54,17% 89,96% 89,86% 

W 2 V Ne 36,56% 36,50% 72,95% 72,86% 

2.3.2 Klasifikace textu pomocí konvolučních neuronových 
sítí na úrovni znaků. 

Práce (Character-level convolutional networks for text classification) byla publiko

vána experty Xiangem Zhangem, Yannem LeCunem, Junbem Zhaoem a vznikla 

rozšířením původního , výše popsaného výzkumu. Rozšířením je značné zvětšení po

č tu exper imen tů a srovnání výsledků s více modely (n-grams, L S T M s embeddingem 

apod). Pod robné výsledky t e s tů lze nají t v [23]. 

2.3.3 L S T M rekuren tn í neuronové sítě pro krá tké textové a 
sent imentální klasifikace 

Článek [11] ( L S T M Recurrent Neural Networks for Short Text and Sentiment Clas

sification) se zabývá využ i t ím L S T M sítí a jejich modifikacemi (obousměrné L S T M 
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a G R U ) pro klasifikaci t ex tů . Data použ i t á pro kategorizaci dle sentimentu byla 

z ískána z Amazon da t abáze . Jednalo se o recenze knih, k te ré byly rozděleny do 

pozit ivní , negat ivní , nebo neu t rá ln í kategorie. Texty byly normalizovány tak, aby 

gramatika ani interpunkce neměla v l iv na výsledek (použit í pouze malých písmen, 

ods t raněn í speciálních znaků, nahrazen í číslic speciální značkou) . Došlo k vytvoření 

slovníku un iká tn ích slov, kde každé z nich je reprezentováno j edn ím vektorem slouží

cím jako vstup do neuronové sítě. Nejvyšší úspěšnost klasifikace do t ř í kategori í byla 

dosažena pomocí obousměrné L S T M (86,40%). Pod robné výsledky a popis p r ů b ě h u 

experimentu lze nalézt v [11]. 

2.3.4 Sent imentální analýza filmových recenzí založená na 
C N N - B L S T M neuronových sítích 

Článek [19] (Sentiment Analysis of Movie Reviews Based on C N N - B L S T M ) publiko

vaný v září roku 2017 se zabývá kombinací konvolucních a rekurentn ích neuronových 

vrstev pro klasifikaci t e x t ů do pozi t ivní , nebo negat ivní kategorie. Vs tupní data byla 

převedena do padesá t i d imenzionálního vektorového prostoru pomocí GloVe algo

ritmu. Da tová množ ina obsahovala 50 000 uživatelských filmových recenzí z I M D b 

da t abáze , 40 000 vzorků bylo použi to při t rénovacím procesu a zbytek byl pou

žit b ě h e m tes tování na t rénovaných sítí. V p rvn ím experimentu byl zkoumán rozdíl 

úspěšnost i obousměrné L S T M sítě a kombinace t é to sítě s konvolucní sítí. Ta vyka

zovala o 2,8% vyšší úspěšnost klasifikace. Druhý experiment se zabýval vlivem p o č t u 

konvolucních sítí a použ i t ím před t rénovaného vektorového prostoru na klasifikační 

úspěšnost . Komple tn í výsledky lze nalézt v [19]. 
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3 POUŽITÉ TECHNOLOGIE 

Obsahem kapitoly je popis využi tých technologií a knihoven, s jejichž pomocí byla 

řešena p rak t ická část t é t o diplomové práce . 

3.1 Výpočty s využitím grafického procesoru 
Zvyšující se tlak pro zpracovávání 3D grafiky ve vysokém rozlišení a v reá lném čase 

vedlo k vývoji mnohojádrových grafických procesorů, k teré disponují obrovským vý

poče tn ím výkonem a vysokou paměťovou p ropus tnos t í viz obr. 3.1, respektive 3.2. 

Vzhledem k výkonovému rozdílu mezi C P U a G P U je snahou využí t grafický proce

sor pro zrychlení obecných výpoč tů . G P G P U je metoda parale lního zpracování dat 

grafickým procesorem. 

CPU vs G P U - double precision FLOPS G P U a CPU - paměťové propustnot i 

—NVIDIA GPU 
—xS6 CPU 

Obr. 3.1: G P U a C P U - porov- Obr. 3.2: G P U a C P U - porov

nán í D P F L O P S nán í paměťové propustnosti 

Velký výkonový rozdíl v F L O P S mezi C P U a G P U je dán opt imalizací grafic

kého procesoru pro účely paralelních výpoč tů . Čip G P U je navržen tak, aby co 

nejvíce t r anz i s to rů bylo určeno pro poče tn í operace, za t ímco pro účely řízení toku 

dat nebo uk ládán í dat do mez ipamět i j ich bylo nezbytné minimum viz obr. 3.3. G P U 

Řízení ALU ALU Řízení 

ALU ALU 

Mezipaměť 

DRAM DRAM 

Obr. 3.3: Tranzistory pro různé účely na čipu C P U a G P U 
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je vhodný využí t při řešení úkolů, k te ré mohou být paralel izovány s vysokou výpo

četní intenzitou 1 . Využi t ím paralelismu dojde ke snížení požadavků na řízení toku 

dat. Latence p ř í s tupu k p a m ě t i může být skryta (odpadá nutnost velké vyrovnávací 

pamět i ) provedením mnoha v ý p o č t ů s vysokou výpoče tn í intenzitou. Čerpáno z [2]. 

3.1.1 C U D A 

C U D A byla p ředs tavena společností Nv id ia v listopadu roku 2006. J e d n á se o pa

ralelní výpoče tn í a programovací model. Umožňuje efektivnější řešení výpoče tn ích 

úloh s využ i t ím G P U , než pomocí klasických procesorů. C U D A podporuje různé 

programovací jazyky a A P I , např . : C , C + + , Fortran, Java, Python, OpenCL. Je 

mul t ip la t formní (Windows, Linux a OS X ) a využívá se v mnoha odvětvích, např í 

klad v medicíně, zpracování videa, kl imatických výpoče tn ích modelech apod. 

Obr. 3.4: C U D A architektura 

S k á l o v a t e l n ý p r o g r a m o v a c í model 

C U D A model je navržen tak, aby byl se zvyšujícím se p o č t e m výpoče tn ích jader 

udržen vysoký s tupeň paralelizace a nebyly neúměrně zvyšovány požadavky na pro

gramátorské schopnosti. Toho je docíleno následujícími t ř emi klíčovými abstrakcemi: 

• hierarchie vláken, 

• sdílená paměť, 

• bar iérový synchronizační vzor. 2 

Zmíněné abstrakce vedou p r o g r a m á t o r a k dělení řešeného problému na dílčí 

úkoly. T y mohou být parale lně a nezávisle zpracovávány pomocí bloků vláken. Dále 

jsou dílčí úkoly členěny na jemnější výpočty, k teré mohou být zpracovávány souběžně 

všemi vlákny v rámci daného bloku. Každý blok vláken může být spuš těn na libovol

ném, d o s t u p n é m multiprocesoru G P U . O počet fyzicky p ř í tomných mul t iprocesorů 

na G P U se s t a r á běhové pros t ředí viz 3.5. 

1 Poměr výpočetních ku paměťovým operacím. 
2Všechna vlákna čekají v určitém bodě na poslední 
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Vícwláknový CUDA program 

| BlokO | | Blok 1 | | Blok 2 | | Blok 3 |  

| Blok 4 | | Blok 5 | | Blok 6 | | Blok 7 | 

GPU se 4 SM 

|| BlokO | |~Blokl | | j| BlokO | |~Blok 1 | | BlokTj | Blok 3 |j 

|| Blok 2 | |~Blok 3 | | || Blok 4 |  

|| Blok 4 | [ Blok 5 | | 

|| Blok 6 | | Blok 7 | | 

Blok 5 Blok 6 Blok 7 

Obr. 3.5: Au toma t i cká škálovatelnost 

Hierarchie v l á k e n a p a m ě t í 

Základní jednotkou je vlákno. Každé z nich může př i s tupovat k v las tn í i globální pa

mět i a je identifikováno pomocí jedno, dvou, nebo t ro j rozměrného vektoru. Vlákna 

jsou shlukována do bloků ( j edno /dvou / t ro j rozměrného) . T y maj í k dispozici rychlou 

sdílenou paměť s nízkou latencí p ř í s tupu . Vzhledem ke konečné velikosti t é t o pamě t i 

je počet vláken na blok l imitován. Současné G P U nabízejí nejčastěji 1024 vláke

n/blok (Compute capabili ty2.x a vyšší) . Multiprocesor p řep íná mezi jednot l ivými 

vlákny, čímž dochází k zakry t í latence globální pamět i . Kernel je obvykle tvořen 

více bloky, k te ré jsou u s p o ř á d á n y do jedno, dvou, nebo t ro j rozměrné mřížky viz 

obr. 3.6. K dispozici na G P U jsou ješ tě p a m ě t i konstant a textur umožňující pouze 

čtecí operace. Čerpáno z [10], [13]. 

Blok(l, 1) 

Vlákno J.0, 0) Vlákno j l , 0} Vlákno ji, 0) Vlákno J3, 0} 

Vlákno jo ; d Vlákno j l , D Vlákno j2 , D V ákno jp, D 

Vlákno .(0,2} Vlákno j j l , 2} Vlákno 2} Vlákno J3, 2} 

Obr. 3.6: Hierarchie vláken 

3.2 TensorFlow 
TensorFlow [17] byl vyvinut t ý m e m inženýrů a vědců pracujícími pro společnost 

Google v rámci organizace zabývající se umělou inteligencí. J e d n á se o knihovnu 

s o tevřeným zdrojovým kódem pro numerické výpoč ty s použ i t ím diagramu dato

vých toků. Uz ly v diagramu předs tavuj í jednot l ivé ma tema t i cké operace. Komuni-
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kace mezi n imi je zpros t ředkována pomocí hran. T y reprezentuj í mul t id imensionální 

da tová pole (tenzory). Adap tab i ln í architektura TensorFlowu a j edno tné A P I umož

ňuje vykonávat výpoč ty na jednom, nebo více C P U či G P U mobilního, stolního, 

p ř ípadně serverového zařízení. 

3.3 Ker as 

Keras [5] byl vyvinut z a m ě s t n a n c e m Googlu Frangoisem Cholletem za účelem usnad

nění exper imen tů s neuronovými sítěmi. Jde o vysokoúrovňové A P I napsané v jazyce 

Python. Pracuje nad někte rou z knihoven pro numerické výpočty, např . TensorFlow, 

Theano, Deeplearning4j, C N T K , nebo M X N e t . Umožňuje snadné a rychlé proto-

typování díky modula r i t ě , rozšiři telnosti a uživatelské přívětivosti . Bezproblémově 

pracuje na C P U nebo G P U a nabízí podporu pro konvoluční, rekuren tn í sítě i jejich 

kombinaci. 

3.4 K E X 

Jde o knihovnu [4] uživateli zjednodušující proces t rénování h lubokých neuronových 

sítí s využ i t ím nás t ro jů Keras, Theano, nebo TensorFlow. K e x vytvoř í jeden expe

riment ze všech definovaných mode lů neuronových sítí. Následně dojde k procesu 

t rénování těchto modelů a uložení všech konečných výsledků i konfiguračních sou

borů do příslušných složek daného experimentu. Díky tomu lze j ednoduše porovnávat 

úspěšnost a výkonnost jednot l ivých definovaných modelů . 

3.5 Výpočetní zařízení 

Výpoč ty probíha ly na t řech zařízeních. Jejich parametry jsou uvedeny v tab. 3.1. 

Tab. 3.1: Parametry zařízení 

- Notebook P C Server 

o s Windows 10 Windows 10 Ubuntu 4.4.0-97.120 

C P U Ath lon II X4630 Core Í5-3230M 2x Xeon E5-2640 v2 

G P U G T X 7 5 0 1 G B G T 740M 2 G B G T X 1 0 8 0 T i 1 1 G B 

R A M 8 G B 8 G B 64 G B 

Keras 2.1.5 2.1.5 2.1.5 

TensorFlow 1.40 1.40 1.40 

c u D N N v6.0 v6.0 v6.0 
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4 ŘEŠENÍ 

Obsahem t é t o kapitoly je řešení cíle diplomové práce . Popisuje p ř í s tup a způsob 

zpracování tex tových da tabáz í . Dále je zde věnován prostor vy tvořeným mode lům 

neuronových sítí spolu s prezentací dosažených výsledků. 

4.1 Soubor dat 

Navržené neuronové sítě používají v s tupn í data, k t e rými jsou pozi t ivní a negat ivní 

texty poskytované dvojicí da tabáz í . Navržené modely neuronové sítě byly t rénovány 

především na anglicky psaných textech, jelikož množs tv í t ěch to dat bylo několika

násobně větší, než v př ípadě os ta tn ích t ř í j azyků . Souborem dat anglicky psaných 

t e x t ů byla využ i ta volně dos tupná Yelp da t abáze obsahující více jak 5 000 000 uži

vatelských recenzí, s tažená jako záloha S Q L da tabáze . Pro účely t é t o práce byla 

relevantní pouze data obsahující pozi t ivní a negat ivní recenze. Pro snadnější mani

pulaci s re levantními daty bylo provedeno ex t rahování jednot l ivých t ex tů . Následně 

byly vloženy do nové da tabáze . Každý da tabázový z á z n a m obsahuje pouze nezbytné 

informace pro t rénování a tes tování neuronových sítí. Úprava ulehčila manipulaci 

s daty a zmenšila jejich původn í velikost z lehce překračujících 7 G B na přibližně 

1,5 G B . Během procesu t rénování a tes tování navržených modelů neuronové sítě bylo 

využi to 600 000 anglicky psaných recenzí z každé klasifikované kategorie. 

D r u h á vícejazyčná da t abáze zahrnuje česky, anglicky, německy a španělsky psané 

pozi t ivní a negat ivní texty. Celkem zahrnuje 48 000 recenzí. K a ž d á množ ina dat 

jednoho ze čtyř j azyků předs tavuje 12 000 t ex tů . Dále se dělí na dvě podmnož iny 

představující klasifikované kategorie, každá z nich disponuje 6 000 texty. Vzhledem 

k využi t í Yelp da t abáze je množ ina anglicky psaných t e x t ů irelevantní. By lo vhodné 

sjednotit práci s o b ě m a da tabázemi , a proto byla data vícejazyčné da t abáze vložena 

do tabulek relační da tabáze . 

Všechny da t abáze byly n a h r á n y na open source da tabázový M y S Q L server. Da

tabázové schéma obsahuje osm tabulek. Pro každý jazyk jsou negat ivní a pozi t ivní 

texty uloženy v samos ta tných t abu lkách . 

4.2 Zpracování jednotlivých textů 

P ř e d vstupem do neuronové sítě musí být jednot l ivé surové texty upraveny. Z důvodu 

nedos ta tečného výpoče tn ího výkonu je n u t n é každý text nejprve omezit na p ředem 

definovaný počet znaků. Po té jsou všechna velká p í smena převedena na malá . Úpra

vou je docíleno zmenšení rozměrů v s tupn í matice do neuronové sítě a t í m urychlení 
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t rénovacího procesu. Nicméně by bylo zajímavé pozorovat změnu úspěšnost i klasifi

kace, pokud by tato informace byla b r á n a v úvahu (využit í velkých p ísmen se často 

používá k zdůraznění nějakého pocitu nebo informace). Vypuš těn ím sledování vel

kých p ísmen dojde k us tá lení p o č t u sledovaných znaků na 88 (a-z , 0-9, znaky češtiny, 

španělš t iny a němčiny, znak pro americký dolar, euro a l ibru, mezera a následující 

znaky: ! # % & < > * , - . / : ; = ? @ [ ] _ ~ ° ~ ' \ ) . 

4.2.1 P řevod surového textu do maticové podoby 

Dříve již bylo zmíněno, že nelze použí t surový text jako př ímý vstup do neuronové 

sítě, proto musí být nejprve převeden do vhodné reprezentace. Tou je matice typu 

m x n. V takovéto matici předs tavuje každý řádek jeden tex tový znak. Výpočetn í 

náročnos t na zpracování vs tupn ích matic roste s p o č t e m ř ádků (uvažovaných znaků 

textu) m. Z tohoto důvodu je jejich počet omezen. Druhý rozměr matice n udává 

počet s loupců a je d á n velikostí abecedy znaků. Každý sloupec reprezentuje jeden 

sledovaný znak. V př ípadě prakt ických v ý p o č t ů t é t o práce je velikost abecedy znaků 

88 a počet uvažovaných znaků 256, nebo 512. 

Konverze surového textu do mat icové podoby prob íhá sekvenčně, znak po znaku 

bud v nezměněném, nebo reverzním pořadí . Sledované znaky jsou uloženy v jednom 

řetězci znaků, k t e rý je nazýván abecedou znaků. Pokud se ak tuá lně převáděný znak 

vyskytuje v abecedě znaků, je zjištěna jeho číselná pozice v t é to abecedě. T a před

stavuje číslo sloupce, do k te rého m á být zapsána číselná hodnota 1. Číslo ř ádku je 

dáno pozicí ak tuá lně převáděného znaku v textu. Stejný způsob konverze surového 

textu byl použi t t aké v práci [22]. Př ík lad konverze je znázorněn na obrázku 4.1. Zde 

je abeceda sledovaných znaků (znázorněna m o d r ý m i písmeny) a, b, c, d, e, f, 

g, h. P r o b í h á převod slova bbafgdh do maticové podoby. Nad k a ž d ý m znakem pře

váděného slova je červeně vyznačeno jeho po řad í a dále je toto číslo př i řazeno vedle 

ř ádků matice. V matici je zapsání číselné hodnoty 1 znázorněno černě vybarveným 

prvkem. V levé části obrázku je zobrazen převod probíhající v klasickém pořad í a 

vpravo převod probíhající reverzně. 

4.2.2 Př íprava textových dat pro vstup do neuronové sítě 

Efektivní proces t rénování neuronové sítě je docílen dávkovým zpracováním vstup

ních dat. P ř íp rava vs tupních tex tových dat p rob íhá následně: 

1. S Q L dotaz požadující pozi t ivní texty, 

2. S Q L dotaz požadující negat ivní texty, 

3. p romíchání obou množin, 

4. převod do textové podoby, 

5. vytvoření pole reprezentující kategorie daných t ex tů . 
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Obr. 4.1: Matice vy tvořená z textu 

Vzhledem k obsáhlost i Yelp da t abáze není možné provést konverzi všech texto

vých vzorků do mat icové podoby najednou. Řešením bylo vytvoření mechanizmu pro 

pos tupný převod celé množiny dat. Zkrácený postup př ípravy dat je popsán výše. 

Prak t ické výpoč ty byly provedeny na t řech zařízeních s odl išnými ha rdwarovými 

parametry. Z tohoto důvodu byl mechanismus pro p ř íp ravu dat navržen s ohledem 

na jeho snadnou konfigurovatelnost. By lo možné nastavit množs tv í vzorků obsaže

ných v dávce dat (nutno volit dle komplexnosti modelu neuronové sítě a dle velikosti 

pamě t i grafické karty). Počet vzorků v dávce dat je dvojnásobný oproti d a n é m u para

metru. Je to dáno t ím, že udává počet nač í taných vzorků pro každou klasifikovanou 

t ř ídu . S t í m souvisí možnost volby p o č t u najednou v operační p a m ě t i nač tených dá

vek dat (nutno volit dle dos tupné velikosti operační pamě t i ) . Další konfigurovatelný 

parametr definuje max imá ln í délku zpracovávaného textu. Mez i poslední parametry 

pa t ř í definice p o č t u vzorků použi tých pro t rénování , validaci či tes tování neuro

nové sítě. Přeh led používaného p o č t u vzorků v prakt ických výpoč tech je zobrazen 

v tab. 4.1. Druhý konfigurační soubor obsahuje nas tav i te lné parametry n u t n é pro 

p ř í s tup do M y S Q L da tabáz í . 

4.2.3 Vrstvy L S T M / C u D N N L S T M 

Keras verze 2.0.9 vydaný začá tkem listopadu roku 2017 př idal podporu C u D N N L 

S T M vrstvy. J e d n á se o c u D N N knihovnou akcelerovaný protějšek klasické L S T M 

vrstvy. Hlavní výhodou C u D N N L S T M vrstvy je někol ikanásobné zrychlení učení 

sítě. Mez i nejzásadnější nevýhodu pa t ř í chybějící zpětnovazební dropout a t aké 
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Tab. 4.1: Počet vzorků v množině pro každou kategorii 

Y E L P databáze Vícejazyčná databáze 
Množ ina Angl ický jazyk Český jazyk N ě m e c k ý jazyk Španělský jazyk 

Trénovací 240 000 3 600 
Validační 180 000 1200 

Testovací 180 000 1200 

omezenější možnos t i nas tavení vrstvy. Dle zveřejněných specifikací by mělo použi t í 

C u D N N L S T M vrstvy znamenat t ř í až šes t inásobné zrychlení t rénovacího procesu. 

Tabulka 4.2 rychlostní rozdíl při zpracování 6 000 vzorků z každé klasifikované ka

tegorie pomocí L S T M a C u D N N L S T M vrstvy. Navržený model využívající c u D N N 

knihovnou akcelerovanou L S T M vrstvu byl více než dvakrá t rychlejší oproti modelu 

využívajícího klasickou L S T M vrstvu. Simulace probíha la na serverovém zařízení viz 

tab.3.1. 

Tab. 4.2: Čas po t ř ebný pro zpracování 12 000 vzorků 

Vrstva Č a s [ s ] 

L S T M 695,5 

C u D N N L S T M 343,7 

4.3 Výsledky klasifikace pozitivních a negativních 
textů 

V té to části jsou prezentovány dosažené výsledky klasifikace textu pomocí navrže

ných mode lů rekurentn ích neuronových sítí. 

4.3.1 Dosažené výsledky při omezení t e x t ů na 256 znaků 

Prezentovaní výsledky byly dosaženy pomocí modelu A . l . 

Během t rénování modelů obsahující L S T M vrstvy docházelo k výsky tu tzv. jevu 

vymývání , nebo explodování gradientu. J e d n á se o p rob lém postihující zejména 

modely obsahující L S T M vrstvy. Jeho eliminace byla docílena adap tac í p a r a m e t r ů 

A d a m opt imal izá toru , předevš ím změnou míry učení a parametru e. 

Trénovací a testovací texty byly omezeny na 256 znaků. Model je složen z re

kurentn ích i konvolučních vrstev. Konvoluční vrstvy typu 2D vyžadují p ř idán í nové 
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dimenze, tzv. kaná lu k vs tupn í textové matici. Dále dochází k rozvětvení modelu. 

K a ž d á větev je složena z konvolučních vrstev následovaných tzv. Reshape vrstvou, 

kde dochází k p řeuspořádán í tenzoru. Změna dimenze, respektive vypuš těn í rozměru 

představující kaná l , je n u t n á z hlediska očekávaného tvaru vs tupn ího tenzoru pro 

C u D N N L S T M vrstvy. Mez i n imi se nachází tzv. dropout vrstva sloužící k omezení 

pře t rénování sítě. D r u h á větev se oproti p rvn í liší pouze v p o č t u h ledaných př íznaků 

konvoluční vrstvou. K e spojení větví dochází zp růměrován ím jejich výs tupních hod

not. Následuje trojice plně propojených vrstev doplněná dropout vrstvami. Poslední 

z trojice plně propojených vrstev je tzv. softmax vrstva, jejíž v ý s t u p e m je dvojice 

čísel reprezentující p ravděpodobnos t př ís lušnost i vs tupních dat do klasifikovaných 

kategorií . 

V rámci p rvn í sady výsledků 4.3 byl zkoumán vl iv pořad í textu na klasifikační 

úspěšnost . Parametry použ i tého modelu nalezneme v přeh ledu níže. Dle výsledků 

obsažených v tabulce lze pozorovat průměrově vyšší p rocen tuá ln í úspěšnost při za

chování původn ího po řad í textu, než v p ř ípadě reverzního pořadí . P r ů m ě r n ě byla 

úspěšnost klasifikace při zachování pořad í t e x t ů oproti obrácenému pořad í vyšší 

o necelá 4 procenta. 

Angl icky psané texty dokázal model klasifikovat s poměrně vysokou úspěšnost í 

lehce převyšující 91%. Os t a tn í jazyky byly klasifikovány s nižší p rocen tuá ln í úspěš

ností . Je n u t n é podotknout, že tento jev je dán předevš ím n ízkým p o č t e m tex tových 

vzorků pro český, německý a španělský jazyk viz 4.1. Nicméně s ohledem na nízký po

čet vzorků ve zmíněných t řech jazycích lze dosažené výsledky považovat za poměrně 

úspěšné. Výjimkou je klasifikace německy psaných t ex tů , kde se úspěšnost pohybuje 

pouze kolem 51%. Výrazný pokles ve srovnání s os ta tn ími jazyky může být d á n cha

rakterem textových dat. Dle obrázku 4.2 obsahujícího grafické p růběhy úspěšnost i 

a chybovosti tes tovaných mode lů pro nezměněné (1. model) a reverzní (2. model) 

pořad í anglicky psaných tex tových dat lze usoudit, že došlo k pře t rénování sítě. Pro 

redukci nežádoucího jevu by bylo vhodné použí t mís to C u D N N L S T M vrstvy klasic

kou L S T M vrstvu umožňující aplikaci r ekuren tn ího dopoutu. Mez i další uvažované 

techniky prevence pře t rénování by bylo možné použí t augmentaci tex tových dat, 

zmenšení složitosti navržených mode lů či zvýšení podí lu vynechaných spojů mezi 

jednot l ivými plně propojenými i L S T M vrstvami. Konfúzní matice pro všechny kla

sifikované jazyky lze nalézt v t abu lkách 4.4, 4.5, 4.6 a 4.7. Grafické p růběhy pro 

zbývající t ř i jazyky lze nalézt v př í lohách B . l , B.2 a B.3 . 

Parametry společné pro všechny modely: 

• Počet i terací: 30 

• Funkce reprezentující mí ru chyby sítě: K ř í ž o v á entropie 

• Opt imal izační algoritmus: A d a m 

• P ředčasné ukončení učení: 
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Tab. 4.3: Klasifikační úspěšnost i dle po řad í t e x t ů (výsledky jsou v %) 

A J C J N J SJ Průměr 

Pořadí textu V T V T V T V T V T 
Nezměněné 91,00 91,09 73,03 72,66 51,93 51,25 70,28 67,33 71,56 70,59 

Reverzní 90,85 90,84 72,74 74,22 52,01 51,54 50,21 50,25 66,46 66,72 

Tab. 4.4: Konfúzní matice testovacích 256 znakových anglických t e x t ů 

Predikovaná t ř 
D r o p o u t 0,1 

ída 
D r o p o u t 0,15 

Skutečná t ř ída Pozit ivní 
Negativní 

Pozit ivní 
164 343 
16 419 

Negativní 
15 657 

163 581 

S e n z i t i v i t a (%) 
91,30 
90,87 

Pozit ivní 
163 282 
16 258 

Negativní 
16 718 
163 742 

S e n z i t i v i t a (%) 
90,71 
90,96 

Prec iznos t (%) 90,92 91,26 90,94 90,74 
Úspěšnost (%) 91,09 90,84 

Tab. 4.5: Konfúzní matice testovacích 256 znakových českých t e x t ů 

Predikovaná t ř 
D r o p o u t 0,1 

ída 
D r o p o u t 0,15 

Skutečná t ř ída Pozit ivní 
Negativní 

Pozit ivní 
894 
350 

Negativní 
306 
850 

S e n z i t i v i t a (%) 
74,50 
70,83 

Pozit ivní 
945 
364 

Negativní 
255 
836 

S e n z i t i v i t a (%) 
78,75 
69,67 

Prec iznos t (%) 71,86 73,53 72,19 76,63 
Úspěšnost (%) 72,66 74,22 

Tab. 4.6: Konfúzní matice německých 256 znakových německých t e x t ů 

Predikovaná t ř 
D r o p o u t 0,1 

ída 
D r o p o u t 0,15 

Skutečná t ř ída Pozit ivní 
Negativní 

Pozit ivní 
511 

481 

Negativní 
689 
719 

S e n z i t i v i t a (%) 
42,58 
59,91 

Pozit ivní 
504 
467 

Negativní 
696 
733 

S e n z i t i v i t a (%) 
42,00 
61,08 

Prec iznos t (%) 51,51 51,06 51,91 51,29 
Úspěšnost (%) 51,25 51,54 

Tab. 4.7: Konfúzní matice testovacích 256 znakových španělských t e x t ů 

Predikovaná t ř 
D r o p o u t 0,1 

ída 
D r o p o u t 0,15 

Skutečná t ř ída Pozit ivní 
Negativní 

Pozit ivní 
863 
447 

Negativní 
337 
753 

S e n z i t i v i t a (%) 
71,92 
62,75 

Pozit ivní 
33 
27 

Negativní 
1167 
1173 

S e n z i t i v i t a (%) 
2,75 
97,75 

Prec iznos t (%) 65,88 69,08 55,00 50,13 
Úspěšnost (%) 67,33 50,25 

— Monitorovací funkce: v a l i d a č n í m í r a chyby s í t ě 

— Doba vyčkávání: 33 i t erac í 

• Snížení míry učení: 

43 



- Monitorovací funkce: ú s p ě š n o s t validace 

- Doba vyčkávání: 6 i t e rac í 

- Faktor snížení: 0,333 

- Režim: a u t o m a t i c k ý 

Přehled p a r a m e t r ů modelů: 

• P rvn í větev: 

- Konvoluční vrstvy: 

* P r v n í konvoluční vrstva - poče t h ledaných př íznaků: 400, velikost 

j ádra : 2, 88 

* D r u h á konvoluční vrstva - počet hledaných př íznaků: 200, velikost 

j ád ra : 2, 1 

- C u D N N L S T M vrstvy: 

* P rvn í C u D N N L S T M vrstva - poče t neuronů: 512, vrácení celé sek

vence A n o 

* D r u h á C u D N N L S T M vrstva - poče t neuronů: 512, vrácení celé sek

vence Ne 

• D r u h á větev: 

- Konvoluční vrstvy: 

* P rvn í konvoluční vrstva - poče t h ledaných př íznaků: 600, velikost 

j ád ra : 2, 88 

* D r u h á konvoluční vrstva - počet h ledaných př íznaků: 300, velikost 

j ádra : 2, 1 

- C u D N N L S T M vrstvy: 

* P rvn í C u D N N L S T M vrstva - poče t neuronů: 512, vrácení celé sek

vence A n o 

* D r u h á C u D N N L S T M vrstva - počet neuronů: 512, vrácení celé sek

vence Ne 

• Společná část: 

- Dropou t l , Dropout2, Dropout3: 

* Podí l vynechaných spojení: 0,1 

- Densel , Dense2: 

* Počet neuronů: 256 

* Akt ivační funkce: relu 

- Dense3: 

* Poče t neuronů: 2 

* Akt ivační funkce: softmax 
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Obr. 4.2: P r ů b ě h úspěšnost i a chybovosti mode lů pro anglický jazyk v závislosti na 

iteraci sítě 
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4.4 Dosažené výsledky při omezení textů na 512 
znaků 

Prezentovaní výsledky byly dosaženy pomocí modelu A . 2 . 

Dosažená úspěšnost klasifikace u anglicky psaných t e x t ů převyšující 91% by 

se dala považovat za úspěch. Pomocí úp ravy modelu A . l a od laděn ím p a r a m e t r ů 

by mohla být úspěšnost p r avděpodobně navýšena i při zachování uvažované délky 

256 znaků. Zpřesnění klasifikace lze snadněji docílit p rodloužením uvažované délky 

vs tupních tex tových dat na 512 znaků. Pro tyto po t ř eby došlo ke dvojnásobnému 

zvětšení p o č t u h ledaných př íznaků konvolučními vrstvami a t aké k dvojnásobnému 

n á r ů s t u p o č t u neuronů rekurentn ích i plně propojených vrstev. Bez otes tování pů

vodního modelu pro 512 znakový vstup nelze zpě tně tento p ř í s tup vyhodnotit za 

správný, nebo nesprávný. Nicméně t akový to růs t modelu a délky vs tupních dat 

zapříčinil prodloužení celého procesu t rénování i tes tování anglicky psaných t e s tů 

přibližně na 110 hodin. 

Získané výsledky pomocí modelu A . 2 jsou zaznamenány v tabulce 4.8. S ohledem 

na vyšší klasifikační úspěšnost u nezměněného po řad í textu z p rvn í sady výsledků 

nebylo v t é to část i obrácené pořad í tes továno. Model s hodnotou dropout 0,1 klasi

fikoval anglický jazyk s vysokou úspěšnost í 93,63%. Úspěšnost klasifikace se oproti 

výs ledkům z p rvn í sady zvýšila t aké u německého jazyka a to o 1,48% na 52,75%. 

Český jazyk zaznamenal v klasifikaci mí rný pokles, španělský dokonce rap idn í po

kles o 13,42% na 53,90%. Dle grafů 4.3 lze pozorovat, že došlo k poměrně si lnému 

přet rénování . Proto došlo ke zvýšení podí lu vynechaných spojů z hodnoty 0,1 na 

0,15 (2.model). O p a t ř e n í mělo za cíl zmenšení pře t rénování . Po jeho aplikaci byla 

síť stále silně pře t rénována , n icméně došlo k mí rnému zvýšení klasifikační úspěšnost i 

u anglického a českého jazyka. Místo s tá lého zvyšování hodnoty podí lu vynechaných 

spojů se nabízí možnost nahradit C u D N N L S T M vrstvy klasickými L S T M vrstvami. 

Výsledkem by bylo citelné prodloužení t rénovacího a testovacího procesu z 110 ho

din na přibl ižně 222 hodin. Nízká úspěšnost klasifikování os ta tn ích t ř í j azyků může 

být vysvět lena příliš m a l ý m p o č t e m trénovacích vzorků a pro tak malý počet příliš 

komplexním modelem. Konfúzní matice pro všechny klasifikované jazyky lze nalézt 

v t abu lkách 4.9, 4.10, 4.11 a 4.12. Grafické p růběhy pro zbývající t ř i jazyky lze nalézt 

v př í lohách B.4, B.5 a B.6. 
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Tab. 4.8: Klasifikační úspěšnost dle hodnoty dropout (výsledky jsou v %) 

- A J ČJ N J ŠJ P r ů m ě r 

Dropout V T V T V T V T V T 

0,1 93,57 93,63 69,70 70,32 53,49 52,75 52,79 53,90 67,39 67,65 
0,15 93,60 93,64 70,40 70,73 53,45 53,20 53,12 53,45 67,64 67,76 

Tab. 4.9: Konfúzní matice testovacích 512 znakových anglických t e x t ů 

Predikovaná t ř 
D r o p o u t 0,1 

ída 
D r o p o u t 0,15 

Skutečná t ř ída Pozit ivní 
Negativní 

Pozit ivní 
167802 
10 734 

Negativní 
12198 
169 266 

S e n z i t i v i t a (%) 
93,22 
94,04 

Pozit ivní 
167962 
10858 

Negativní 
12038 
169142 

S e n z i t i v i t a (%) 
93,31 
93,97 

Prec iznos t (%) 93,99 93,28 93,93 93,56 
Úspěšnost (%) 93,63 93,64 

Tab. 4.10: Konfúzní matice testovacích 512 znakových českých t e x t ů 

Predikovaná t ř 
D r o p o u t 0,1 

ída 
D r o p o u t 0,15 

Skutečná t ř ída Pozit ivní 
Negativní 

Pozit ivní 
743 
255 

Negativní 
447 
945 

S e n z i t i v i t a (%) 
61,91 
78,73 

Pozit ivní 
859 
362 

Negativní 
341 

838 

S e n z i t i v i t a (%) 
71,59 
69,85 

Prec iznos t (%) 74,45 67,89 70,35 71,08 
Úspěšnost (%) 70,32 70,73 

Tab. 4.11: Konfúzní matice německých 512 znakových německých t e x t ů 

Predikovaná t ř 
D r o p o u t 0,1 

ída 
D r o p o u t 0,15 

Skutečná t ř ída Pozit ivní 
Negativní 

Pozit ivní 
714 
648 

Negativní 
488 
552 

S e n z i t i v i t a (%) 
59,50 
46,00 

Pozit ivní 
732 
655 

Negativní 
468 
545 

S e n z i t i v i t a (%) 
61,00 
45,41 

Prec iznos t (%) 52,42 53,08 52,78 53,80 
Úspěšnost (%) 52,75 53,21 

Parametry společné pro všechny modely: 

• Počet i terací: 30 

• Funkce reprezentující mí ru chyby sítě: K ř í ž o v á entropie 

• Opt imal izační algoritmus: A d a m 

• P ředčasné ukončení učení: 

— Monitorovací funkce: v a l i d a č n í m í r a chyby s í t ě 

— Doba vyčkávání: 33 i t erac í 

• Snížení míry učení: 
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Tab. 4.12: Konfúzní matice testovacích 512 znakových španělských t e x t ů 

Predikovaná t ř 
D r o p o u t 0,1 

ída 
D r o p o u t 0,15 

Skutečná t ř ída Pozit ivní 
Negativní 

Pozit ivní 
430 
336 

Negativní 
770 
864 

S e n z i t i v i t a (%) 
35,82 
72,00 

Pozit ivní 
391 
308 

Negativní 
809 
892 

S e n z i t i v i t a (%) 
32,58 
74,33 

Prec iznos t (%) 56,14 52,88 55,94 52,43 
Úspěšnost (%) 53,90 53,45 

— Monitorovací funkce: ú s p ě š n o s t validace 

— Doba vyčkávání: 6 i t erac í 

— Faktor snížení: 0,333 

— Režim: a u t o m a t i c k ý 

Přehled p a r a m e t r ů modelů: 

• P r v n í větev: 

— Konvoluční vrstvy: 

* P r v n í konvoluční vrstva - počet h ledaných př íznaků: 800, velikost 

j ádra : 2, 88 

* D r u h á konvoluční vrstva - počet h ledaných př íznaků: 400, velikost 

j ádra : 2, 1 

— C u D N N L S T M vrstvy: 

* P r v n í C u D N N L S T M vrstva - počet neuronů: 1 024, vrácení celé sek

vence A n o 

* D r u h á C u D N N L S T M vrstva - počet neuronů: 1 024, vrácení celé 

sekvence Ne 

• D r u h á větev: 

— Konvoluční vrstvy: 

* P r v n í konvoluční vrstva - počet h ledaných př íznaků: 1 200, velikost 

j ádra : 2, 88 

* D r u h á konvoluční vrstva - počet h ledaných př íznaků: 600, velikost 

j ádra : 2, 1 

— C u D N N L S T M vrstvy: 

* P r v n í C u D N N L S T M vrstva - počet neuronů: 1 024, vrácení celé sek

vence A n o 

* D r u h á C u D N N L S T M vrstva - počet neuronů: 1 024, vrácení celé 

sekvence Ne 

• Společná část: 

— Dropou t l , Dropout2, Dropout3: 

* Podí l vynechaných spojení: 0,1 (1. model) , 0,15 (2. model) 

— Densel , Dense2: 
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* Počet neuronů: 512 

* Akt ivační funkce: relu 

— Dense3: 

* Počet neuronů: 2 

* Akt ivační funkce: softmax 
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Obr. 4.3: P r ů b ě h úspěšnost i a chybovosti mode lů pro anglický jazyk v závislosti na 

iteraci sítě 
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5 ZÁVĚR 

J e d n í m z cílů diplomové práce bylo nas tudován í informací o neuronových sítích 

a současných m e t o d á c h analýzy t ex tů . Dalš ím cílem bylo nas tudované poznatky 

aplikovat při náv rhu vlas tn í struktury hluboké neuronové sítě dle zadán í vedoucího 

a prezentovat dosažené výsledky pomocí navržených mode lů neuronových sítí. 

P rak t i cká část semestrá lní práce byla řešena pomocí programovacího jazyka Py

thon. Pro náv rh a práci s modely h lubokých neuronových sítí bylo využi to vysoko-

úrovňového A P I Keras verze 2.1.5, k te ré využívalo knihovnu pro numerické výpoč ty 

s použ i t ím diagramu da tových toků TensorFlow. Samotné výpoč ty byly provedeny 

na grafických procesorech. Usnadněn í exper imen tů s neuronovými sí těmi zajišťovala 

knihovna Kex , k t e rá byla p ř izpůsobena pro individuální po t ř eby t é to práce . 

P ů v o d n í p ředpoklad možného využi t í čistě rekurentních neuronových sítí pro kla

sifikaci textu na úrovni po sobě jdoucích jednot l ivých znaků za t ím nebyl potvrzen. 

Během trénovacího procesu pravidelně docházelo k problému vymývání nebo explo

dování gradientu. Jeho ods t r aněn í bylo docíleno adap tac í p a r a m e t r ů opt imal izá toru . 

Výsledkem bylo s tagnování p růběžné klasifikační úspěšnost i b ě h e m trénovacího pro

cesu pohybující se okolo 60%. Řešením zmíněného problému bylo předřazení konvo-

lučních vrstev před rekuren tn í vrstvy. Pro proces t rénování a tes tování modelů byly 

k dispozici datové množiny obsahující anglicky, česky, německy a španělsky psané 

texty. Nejvíce vzorků, 600 000 z každé klasifikované kategorie, obsahovala množina 

anglicky psaných t ex tů . Zdrojem dat byla Yelp da tabáze . Zbylé jazykové množiny 

obsahovaly pouze 6 000 vzorků. 

V rámci prezentace dosažených klasifikačních úspěšnos t í jsou předs taveny dvě 

sady výsledků. P r v n í z nich prezentuje dosažené úspěšnost i klasifikace pro textová 

data omezená na 256 znaků vstupuj ící do modelu neuronové sítě v nezměněném 

nebo opačném pořadí . Výsledky přisuzují o necelá 4% vyšší p r ů m ě r n o u klasifikační 

úspěšnost v s t u p n í m d a t ů m bez změny pořad í t ex tů . V př ípadě rozsáhlé da tové mno

žiny dokáže navržená neuronová síť klasifikovat daný vstup do pozi t ivní nebo ne

gat ivní kategorie s vysokou úspěšnost í lehce převyšující 91%, i při poměrně nízké 

délce vs tupn ího textu. Česky a španělsky psané texty byly klasifikovány s úspěš

nost í pohybující se kolem 70%. Neúspěchem skončila klasifikace německy psaných 

t ex tů . Úspěšnost byla pouze 51,27%. Trénování i tes tování každého modelu na Yelp 

da t abáz i trvalo více jak 26 hodin. 

D r u h á výsledková sada obsahuje klasifikační úspěšnost i při 512 znakové délce 

vs tupn ího textu. Došlo také k dvojnásobnému „zvětšení" navrženého modelu. Uve

dené kroky vedly k prodloužení t rénování i tes tování z 26 na 110 hodin, proto bylo 

tes továno pouze úspěšněji klasifikované pořad í t e x t ů z p rvn í sady výsledků. Modely 

vykazovaly silné pře t rénování , i přes to byly anglicky psané texty klasifikovány s vy-

51 



sokou úspěšnost í činící 93,64%. Xiang Zhang a Yann LeCůn dosháli v práci [22] 

94,50% úspěšnost i při uvažované délce t e x t ů 1014 znaků. Česky a španělsky psané 

texty byly oproti p rvn í sadě výsledků klasifikovány s větší chybovostí . U německy 

psaných t e x t ů došlo k m í r n é m u zvýšení klasifikační úspěšnost i . 

Prezentované výsledky dokazují možnost klasifikace t e x t ů pouze na úrovni znaků 

bez jakékoli n u t n é znalosti př ís lušného jazyka. Pro účely klasifikace t e x t ů tedy lze 

vytvoř i t jazykově nezávislou strukturu neuronových sítí. 

V budoucnosti je možné provést úp ravu p a r a m e t r ů navržených modelů neuro

nových sítí pro ods t r aněn í nežádoucího pře t rénování . Dále je možné otestovat vl iv 

dalšího zvětšení p o č t u uvažovaných znaků jednot l ivých t e x t ů na klasifikační úspěš

nost a na t rénování mode lů na obsáhlejších da tových množinách pro více jazyků. 
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TESTOVANÉ MODELY 

Input: ůrputLayer 
input: (None. 256. SS) 

Input: ůrputLayer 
output: (None, 256. SS) 

Respapeuiput: Reshape 
input: (None. 256, SS) 

Respapeuiput: Reshape 
output: (None. 1.256. SS) 

Fu stConvolurJonl: Conv2D 
input: (None, 1,256, SS) 

output: (None. 400. 255, 1) 

SecondConvolutionl: Conv2D 
input: (None. 400. 255, 1) 

SecondConvolutionl: Conv2D 
output: (None. 200.254. 1) 

1 

ReshapeConvolutionl: Reshape 
input: (None, 200, 254, 1) 

ReshapeConvolutionl: Reshape 
output: (None. 254. 200) 

FirstCuDNNLSTMl: CuDNNLSTM 
input: (None, 254, 200) 

FirstCuDNNLSTMl: CuDNNLSTM 
output: (None, 254, 512) 

DropoutCuDNNLSTMl: Dropout 
input: (None. 254. 512) 

output: (None. 254. 512) 

FirstC onvolution2: Conv2D 
input: (None. 1,256, SS) 

FirstC onvolution2: Conv2D 
output: (None. 600. 255. 1) 

SecondConvolution2: Conv2D 
input: (None. 600. 255.1) 

SecondConvolution2: Conv2D 
output: (None. 300. 254.1) 

ReshapeConvolution2: Reshape 
input: (None, 300, 254.1) 

ReshapeConvolution2: Reshape 
output: (None. 254. 300) 

FirstCuDNNLSTM2: CuDNNLSTM 
input: (None, 254, 300) 

FirstCuDNNLSTM2: CuDNNLSTM 
output: (None, 254,512) 

DropoutCuDNNLSTM2: Dropout 
input: (None. 254. 512) 

DropoutCuDNNLSTM2: Dropout 
output: (None. 254. 512) 

SecondCuDNNLSTMl: CuDNNLSTM 
input: (None. 254,512) 

SecondCuDNNLSTMl: CuDNNLSTM 
output: (None. 512) 

SecondCuDNNLSTM2: CuDNNLSTM 
input: (None. 254,512) 

SecondCuDNNLSTM2: CuDNNLSTM 
output: (None. 512) 

AverageCuDNNLSTM1 _2: Average 
input: [(None, 512), (None, 512)] 

AverageCuDNNLSTM1 _2: Average 
output: (None. 512) 

DenseDropoutl: Dropout 
input: (None. 512) 

DenseDropoutl: Dropout 
output: (None, 512) 

Densel: Dense 
input: (None, 512) 

Densel: Dense 
output: (None. 256) 

DenseDropout2: Dropout 
input: (None, 256) 

DenseDropout2: Dropout 
output: (None. 256) 

Dense2: Dense 
input: (None. 256) 

Dense2: Dense 
output: (None, 256) 

SoflmaxDropout3: Dropout 
input: (None. 256) 

SoflmaxDropout3: Dropout 
output: (None. 256) 

Sofhnaxl: Dense 
input: (None, 256) 

Sofhnaxl: Dense 
output: (None. 2) 

Obr. A . l : Model pro klasifikaci t e x t ů s 256 znaky 
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Input: LiputLayer 
input: (None. 512. SS) 

Input: LiputLayer 
output: (None. 512. SS) 

Respapelnput: Reshape 
input: (None, .̂ 12, SS) 

Respapelnput: Reshape 
output: (None. 1. 512. SS) 

FirstConvolutionl: C.ouv2D 
input: (None, 1, 512, SS) 

output: (None. 800. 511, 1) 

SecondCouvolutionl: Conv2D 
input: (None. 800. 311, 1) 

SecondCouvolutionl: Conv2D 
output: (None. 400. 510.1) 

ReshapeConvolutionl: Reshape 
input: (None, 400. 510. 1) 

ReshapeConvolutionl: Reshape 
output: (None. 510. 400) 

FirstConvolution2: Conv2D 
input: (None. 1, 512, 88) 

FirstConvolution2: Conv2D 
output: (None. 1200. 511, 1) 

SecondConvolutioti2: Conv2D 
input: (None. 1200.511,1) 

SecondConvolutioti2: Conv2D 
output: (None. 600. 510. 1) 

ReshapeConvolution2: Reshape 
input: (None, 600, 510, 1) 

ReshapeConvolution2: Reshape 
output: (None. 510. 600) 

FirstCuDNNLSTMl: CuDNNLSTM 
input: (None, 510, 400) 

FirstCuDNNLSTMl: CuDNNLSTM 
output: (None. 510. 1024) 

DropoutCuDNNLSTMl: Dropout 
input: (None, 510,1024) 

DropoutCuDNNLSTMl: Dropout 
output: (None. 510.1024) 

SecondCuDNNLSTMl: CuDNNLSTM 
input: (None, 510, 1024) 

SecondCuDNNLSTMl: CuDNNLSTM 
output: (None, 1024) 

FirstCuDNNLSTM2: CuDNNLSTM 
input: (None, 510. 600) 

FirstCuDNNLSTM2: CuDNNLSTM 
output: (None. 510.1024) 

DropoutCuDNNLSTM2: Dropout 
input: (None. 510.1024) 

DropoutCuDNNLSTM2: Dropout 
output: (None. 510.1024) 

SecondC:uDNNLSTM2: CuDNNLSTM 
input: (None, 510, 1024) 

SecondC:uDNNLSTM2: CuDNNLSTM 
output: (None, 1024) 

AverageCuDNNLSTMl_2: Average 
input: [(None, 1024). (None, 1024)] 

AverageCuDNNLSTMl_2: Average 
output: (None. 1024) 

DenseDropoutl: Dropout 
input: (None, 1024) 

DenseDropoutl: Dropout 
output: (None. 1024) 

Deusel: Dense 
input: (None, 10241 

Deusel: Dense 
output: (None. 512) 

DenseDropout2: Dropout 
input: (None. 512) 

output: (None. 512) 

Dense2: Dense 
input: (None. 512) 

Dense2: Dense 
output: (None. 512) 

SofhnaxDropouG: Dropout 
input: (None, 512) 

output: (None. 512) 

Sofhnaxl: Dense 
input: (None. 512) 

Sofhnaxl: Dense 
output: (None. 2) 

Obr. A . 2 : Model pro klasifikaci t e x t ů s 512 znaky 
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B GRAFICKÉ ZÁVISLOSTI 

Číselné označení každého modelu odpov ídá ses tupnému pořad í výsledků prezento

vaných v tabulce 4.3, respektive 4.8. 
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Obr. B . l : P r ů b ě h úspěšnost i a chybovosti mode lů pro české texty dlouhé 256 znaků 

v závislosti na iteraci sítě 
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Obr. B.2: P r ů b ě h úspěšnost i a chybovosti mode lů pro německé texty dlouhé 256 

znaků v závislosti na iteraci sítě 
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Obr. B.3: P r ů b ě h úspěšnost i a chybovosti mode lů pro španělské texty dlouhé 256 

znaků v závislosti na iteraci sítě 
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Obr. B.4: P r ů b ě h úspěšnost i a chybovosti mode lů pro české texty dlouhé 512 znaků 

v závislosti na iteraci sítě 
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Obr. B.5: P r ů b ě h úspěšnost i a chybovosti mode lů pro německé texty dlouhé 512 

znaků v závislosti na iteraci sítě 
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Obr. B.6: P r ů b ě h úspěšnost i a chybovosti mode lů pro španělské texty dlouhé 512 

znaků v závislosti na iteraci sítě 
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C NÁVOD NA ZPROVOZNĚNÍ PRAKTICKÉ 
ČÁSTI 

Uvedený postup pro zprovoznění t rénování a tes tování navržených modelů rekur

zivní neuronové sítě pro klasifikaci t e x t ů s použ i t ím knihovny KEX je vyzkoušený na 

64bi tovém operačn ím sys tému Windows 10. S ma lými in tu i t ivními změnami by však 

měl být funkční i pro os t a tn í bitové verze Windows 7, 8,10. P řed začá tkem instalace 

si ověřte, zda vaše grafická karta splňuje kr i tér ia pro práci s h lubokými neuronovými 

sí těmi, viz C.4. 

P r v n í m krokem je s tažení ins ta lá toru Pythonu, pro vaši verzi operačního systému, 

z jeho oficiální s t ránky: https://www.python.org/downloads/windows/. Doporu

čuji Python3.5.0 - 2015-09-13. Funkčnost s j inými verzemi není tes tována. 

Spusťte samotnou instalaci a v úvodn ím okně vyberte položku Add Python 3.5 

to PATH, viz obr. C l . T í m je zajištěno spouš tění př íkazů python a pip bez nutnosti 

zadání absolu tn í nebo rela t ivní cesty k jejich spus t i t e lným souborům. Zvolte některý 

ze způsobů instalace. Pokud se rozhodnete pro vlas tn í instalace, tak vyberte možnost 

pip,py launcher a v dalš ím kroku Add Python to environment var iables , viz 

obr. C.2, respektive obr. C 3 . 

C l Instalace Python 

Python 5.5.0 [64-bit] Setup 

Select Install Now to install Python with default settings, or choose Customize to 
enable or disable features. 

Install Python 3.5.0 (64-bit) 

• X 

5 1 Install Now 
C:\U sersWojtaXAppDataUoca l\P rog ra m s\Pyth on\Pyth on J5 

ncludes IDLE, pip and documentat ion 
Creates shortcuts and file associations 

-> Customize installation 
Choose location and features 

python 

windows 
1̂ 1 Install launcher for all users (recommended] 

[2]Add Python 3.5to PATH Cancel 

Obr. C l : Úvodní okno ins ta lá toru Pythonu 
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Š- Python 3.6.3 (64-bit) Setup 

f " 

Optional Features 
0 Documen ta t i on 

Installs 1he py thon documenta t ion file. 

0pip 
Installs pip, which can down load and install o ther Py thon packages. 

0tdAk and IDLE 

Installs Ik inter and 1he IDLE deve lopment env i ronment . 

0 F y t h o n test suite 

Installs the s tandard l ibrary test suite. 

0^v j aunche r ^ 0 for all users (requires elevation] 
Upgrades the global 'py' launcher f rom t h e previous vers ion, 

python 
for 

WifldOWS fc** N e x t C a n c e l 

Obr. C.2: Vlas tn í instalace - volitelné funkce 

& Python 3.6.3 (64-bit) Setup 

Advanced Options 
D Install for all users 

0 Assoc ia te files wi th F y t h o n (requires the py launcher) 

0 Create shortcuts for instal led appl icat ions 

^ ^ J d ^ v l f T o n ^ o ^ n v i r a n j ^ 

D Precornpi le s tandard library 

D Down load debugg ing symbols 

D Down load debug binaries (requires V S 2 0 1 5 or later) 

python 
for 

windows 

Cus tom ize install locat ion 

C: \Us ers\Voj t a - N T B \ A p p O a t a \ Loca l\Pro g ra m s\Pyt h o n\Py1 h o 

Back S> Install Cancel 

Obr. C.3: Vlas tn í instalace - pokročilé možnos t i 

C.2 Instalace rozšiřujících balíčků Pythonu 
Po t ř ebné rozšiřující balíčky budou instalovány pomocí správce balíčků pip. Nej

prve spusťte př íkazový řádek s admin i s t r á to r skými právy. Po té ověřte dostupnost 

aktual izací balíčkového m a n a ž e r u pomocí př íkazu: 

p y t h o n -m p i p i n s t a l l - - u p g r a d e p i p 

V př ípadě neak tuá ln í verze dojde k jeho au tomat ické aktualizaci. Okno s př íkazovým 

řádkem nezavírejte. 

Nyní s t áhně t e předkompilované balíčky z webové s t ránky: h t tp : / /www.l fd . 

u c i . edu/~gohlke/pythonlibs/. Pro 64bitový Windows a Python 3.5.0 jsou to ná

sledující balíčky: 

• numpy-1.13.3+mkl-cp35-cp35m-win amd64.whl, 
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• scipy-0.19.1-cp35-cp35m-win amd64.whl, 

• h5py-2.7.1-cp35-cp35m-win amd64.whl. 

Instalace některých balíčků je p o d m í n ě n a p ř í tomnos t i d is t r ibuovatelných sou

částí Microsoft VisualC++ 2015. S t áhnou t V i s u a l C++ 2015 lze z: https ://www. 

microsoft.com/en-us/download/details.aspx?id=53587. 

Následujícím krokem je instalace s tažených předkompilovaných balíčků. V ote

vřeném okně příkazového ř ádku změňte akt ivní adresář na adresář obsahující s tažené 

balíčky pomocí př íkazu: 

cd V/. CESTA_K_ ADRES ÁŘI_SE_STA ZENÝMI _BAL ÍČKY V / . . 

Balíčky pos tupně nainstalujte následujícími př íkazy: 

p i p i n s t a l l numpy -1 . 13 . 3 + mkl - cp35 - cp35m - win_amd64 . whl , 

p i p i n s t a l l s c i p y - 0 . 19 . 1 - cp35 - cp35m - win_amd64 . whl , 

p i p i n s t a l l h5py-2 . 7 . 1 - cp35 - cp35m - win_amd64 . whl . 

Automaticky se nainstaluj í i některé j iné balíčky, k te ré jsou nezbytné pro funkč

nost instalovaných balíčků. Pokračuj te v instalaci dalších po t řebných balíčků. V in

s ta lačn ím př íkazu Tensorf low nesmí te opomenout na specifikaci verze. 

p i p i n s t a l l t e n s o r f l o w - g p u = = l . 4 . 0 

p i p i n s t a l l k e r a s 

p i p i n s t a l l t e x t t a b l e 

p i p i n s t a l l pydo t_ng 

p i p i n s t a l l m a t p l o t l i b 

p i p i n s t a l l s k l e a r n 

C.3 Graphviz 

P r v n í m krokem zprovoznění je s a m o t n á instalace vizualizačního softwaru. Insta

látor s t áhně te z adresy: http://www.graphviz.org/Download_windows.php. Po 

dokončené instalaci je nu tné p ř ida t adresu složky b in softwaru Graphviz do sys

témové p roměnné Path. Nastavení p roměnného pros t řed í lze docílit stiskem kláves 

Win+r, spuš těn ím SystemPropertiesAdvanced. exe a nás ledným stiskem klávesy p, 

nebo k l iknut ím na t lačí tko Proměnné p r o s t ř e d i . V tabulce Systémové proměnné 

označte p roměnnou Path a zvolte Upravit . !Nepouž íve j t e m o ž n o s t Nová. V př í 

p a d ě dupl ic i ty j m é n a p r o m ě n n é dojde ke s m a z á n í všech současných hod

not d a n é p r o m ě n n é ! , viz obr. C.4. Postup př idán í nové hodnoty p roměnné Path 

je schodný s obr. C.5. 
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Správné nas tavení je možné ověřit z adán ím následujícího př íkazu do příkazové 

řádky: 

dot - v 

!Při z m ě n ě s y s t é m o v ý c h p r o m ě n n ý c h je n u t n é spustit novou instanci pří

k a z o v é h o ř á d k u ! 

Proměnné prostředí X 

Ui ľ atelíke premenne pře uii- ítele Vcjta 

Proměnna Hodnota 

JAVA_HOME C:\Program FilesVJava\jdk1.3.0_60 

J02_H0ME C:\Users\Vojta\AppData\Local\JDownloaderv2.0 

QneDrive C:\Users\Vojta\OneDrive 

Path %USERPROFILEKVAppData\LocalVWicrt>5oft\Window5App5; 

TEMP %USERPROFILE%\AppData\Local\.Temp 

TMP %USERPR0FILE5t\AppData\LocalVTemp 

| Nová... | | Upravit... | | Odstranil 

• ;temc- E proměnné 

Proměnná Hodnota 

Path C:\Program Files\Python 15\Script5\: C:\Prog ram Files\Python 3.S\... 

PATH EXT .COM;.EXEj.BATj.CMD;.VBS;.VEE;.JS;.JSE;.WSF;.WSH;.WSC;.Py;.PYW 

PRQCESSQR.ARCHITECTURE AMD&4 

PROCESSORJDENTIFIER AM064 Family 16 Model S Stepping 2, AuthenticAMD 

PROCESSOR, LEVEL 16 

PRQCESSQR.REVISlUN 

PSModulePath C:\WINDOWS\svstem32\WindowsPowerSh e l l \v1.^Modules\ 

J^Novä... j Upravit...2| | Odstranit 

OK Zrušit 

Obr. C.4: Tabulky proměnného p r o s t ř e d í 

Upravi t p r o m ě n n o u prostředí 

C :\ W I N D O W S 

C :\WI N D O W S \ S y i t e m 3 2 \Wb ern 

C :\WI N D O W S \ S y s t e m 3 2 \ W i n d owsP owerSh e l l \v1,0 \ 

C: \Prograrn F i l es \M iKTeX 2.9 \mi l r iex \b in \x64\ 

C iVUsersWojtaY d nxVbin 

C : \ P r o g ram Fi lesVMicrosof t D N X \ D n v m \ 

C: \Prograrn F i les \Wicrosof t SQL Server \12(J \Tools \B inn\ 

C: \Prograrn Files fri£6)\Windowj K i t s \S .1 \Windows Per fo rmance To,, 

C : \P rog ram Files (xS6)\NVIDIA C o r p o r a t i o n \ P h y s X \ C o m m o n 

C : \WIND0WS\sy i t e iT i 3Z 

C : \ W I N D 0 W S 

C :\WI NDOWS\SysLemä2\Wb em 

C : \ W I N D O W S \ S y s t e m 3 2 \ W i n d OWÍP owerSh ell\v1 ,0 \ 

N ový 

C: \Progra  

C : \Progra  

C : \Progra  

C : \Progra  

C : \Progra  

C: \Prograrn Fi 

l e s \ M A T L A B W 0 1 6 a \ r u n t i m e \ w i n W 

les \MATLAEl \R201 &a\bin 

l e s \ M A T L A B W 0 1 5 a \ p o lysp aceVbi n 

l e5 ľ>36 ) \W indow i K i t s \10 \Window5 Per fo rmance To.. 

les\Wicro5of t SQL Server\130\Tt>t>ls\Binn\ 

les \do tne t \ 

C:\ .Program F 

Upravit 

Přesunout nahoru 

Přesunout do lú 

Upravi t text.,, 

es íx?=:\Gľflphviz«!.3£"\bin| 

Obr. C.5: Hodnoty proměnné Path 
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C.4 Instalace Nvidia softwaru 
Pro správnou funkčnost je vyžadována grafická karta od firmy Nvid ia s podporou 

CUDA Compute Capab i l i t y 3.0 a vyšší. Zda vaše grafická karta m á tuto vlastnost 

si lze ověřit na webu: ht tps: / /developer.nvidia.com/cuda-gpus, nebo s pomocí 

programu GPU-Z v záložce Advanced —>• CUDA —> Compute Capabi l i ty , viz obr. C.6, 

nebo pomocí j iného diagnostického nás t ro je . 

C.4.1 C U D A Toolkit 8.0 

Ins ta lační soubor aplikace lze s t áhnou t z následujích webových s t ránek společnosti 

nVidia: https : / /developer . n v i d i a . com/cuda-80-ga2-download-archive. Je do

poručené zvolit expresní možnos t instalace, neboť je bezproblémová. 

|3 T e c h P o w e r U p G P U - Z 2 . 4 . 0 - X 

Graphics Card Sensors a d v a n c e d Validation 
^ ^ ^ ^ ^ ^ 

C U D A H 
G e n e r a l 

ŕ* 

C U D A Device Name G e F o r c e G T 7 4 0 M 

C o m p u t e Capab i l i t y 3,5 

P rocesso r C o u n t 2 

Cores per P rocesso r 192 

G P U C lock Rate 1052.5 M H z 

M e m o r y C l o c k Rate 500 .0 M H z 

M e m o r y Bus W i d t h &4 

LZ C a c h e Size 512 KB 

G l o b a l M e m o r y Size 2 0 4 8 M B 

A s y n c E n g i n e s 1 

S P t o D P Rat io 1 2 4 

E C C S u p p o r t e d N o 

U s i n g TCC Dr iver N o 

C o m p u t e M o d e D e f a u l t 

M u l t i - G P U B o a r d N o (0) 

Obr. C.6: Kontrola verze Compute Capab i l i t y 

C.4.2 Knihovny c u D N N v6 

Stažení je podmíněno vy tvořen ím nebo v las tněn ím NVIDIA Developer Program 

účtu . Knihovna je k dispozici po přihlášení na následující adrese: https : / /developer 

nvidia.com/rdp/cudnn-download. S táhně te verzi cuDNN v6 pro CUDA8.0. Nevy

žaduje instalaci, pouze je n u t n é s tažený archiv extrahovat a nás ledně p ř ida t cestu 

k souboru cudnn64_6.dll do systémové p roměnné Path. Postup je to tožný jako 

v p ř ípadě instalace softwaru Graphviz. 
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C.4.3 Ověření správnost i instalace C U D A a c u D N N 

Spusťte aplikaci Python a zadejte příkaz: 

impor t t e n s o r f l o w . 

V př ípadě úspěšné instalace bude v y p s á n a informace o úspěšném nač ten í CUDA 

knihoven, viz obr. C.7. 

Python 3.5(54-bit] - D X 
P y t h o n 3 . 5 . 0 ( v 3 . S . 8 : 1 7 4 Ť 5 8 1 Ť 4 5 6 7 , Sep 13 2 0 1 5 , 0 2 : 2 7 : 3 7 ) [MSC v . 1 9 0 0 64 b i t (AMD64)] on Win32 
Type " h e l p " , " c o p y r i g h t " , " c r e d i t s " o r " l i c e n s e " f o r more i n f o r m a t i o n , 

i m p o r t t e n s o r f l o w 

\ t f _ j e n k i n s \ h o m e \ w o r k s p a c e \ r e l e a s e - w i n \ d e v i c e \ g p u \ o s \ w i n d o w s \ t e n s o r f l o w \ s t r e a r i _ e x e c u t o r \ d s o _ l o a d e r . c c : 135] s u c c e s s f u l l y opened CUDA l i b r a r y c u b l a s 6 4 _ 8 0 . d l l l o c a l l y 
\ t f _ j e n k i n 5 \ h o m e \ w o r k 5 p a c e \ r e l e a 5 e - w i n \ d e v i c e \ g p u \ o 5 \ w i n d o w 5 \ t e n 5 o r f l o w \ 5 t r e a n _ e x e c u t o r \ d 5 0 _ l o a d e r . c c : 1 3 5 ] s u c c e s s f u l l y opened CUDA l i b r a r y c u d n n S 4 _ 5 . d l l l o c a l l y 
\ t f _ ] e n k i n s \ h o m e \ w o r k s p a c e \ r e l e a s e - w i n \ d e v i c e \ g p u \ o s \ w i n d o w s \ t e n s o r f l o w \ s t r e a n _ e x e c u t o r \ d s o _ l o a d e r . c c : 1 3 5 ] s u c c e s s f u l l y opened CUDA l i b r a r y c u f f t S 4 _ S 0 . d l l l o c a l l y 
\ t f _ j e n k i n s \ h o m e \ w o r k s p a c e \ r e l e a s e - w i n \ d e \ / i c e \ g p u \ o s \ w i n d o w s \ t e n s o r f l o w \ s t r e a n _ e x e c u t o r \ d s o _ l o a d e r . c c : 1 3 5 ] s u c c e s s f u l l y opened CUDA l i b r a r y n v c u d a . d l l l o c a l l y 
V t f j e r k i r s \ h o m e \ w o n k s p a c e \ n e l e a s e - w i n \ d e v i c e \ g p u \ o 5 \ w i n d o w s \ t e r s o p f l o w \ s t n e a i i i _ e x e c u t o n \ d s o _ l o a d e r . c c : 1 3 5 ] s u c c e s s f u l l y opened CUDA l i b r a r y c u r a n d 6 4 _ 8 0 . d l l l o c a l l y 

Obr. C.7: Kontrolní výpis nač ten í CUDA knihoven 

C.5 Trénování a testování navržených modelů 
Nyní zbývá pouze nainstalovat M y S Q L server a n a h r á t při loženou vícejazyčnou da

tabáz i . Po zprovoznění M y S Q L serveru jste úspěšně dokončili instalaci a nas tavení 

všech po t ř ebných součást í pro spuštění t rénování a tes tování navržených modelů pro 

klasifikaci t e x t ů s využ i t ím knihovny KEX. 

Spusťte př íkazový řádek a změňte ak t ivní adresář na adresář obsahující knihovnu 

KEX a navržené modely neuronových sítí. Samotné spuš tění proveďte př íkazem: 

p y t h o n r u n . p y . 

71 

file:///tf_jenkins/home/workspace/release-win/device/gpu/os/windows/tensorflow/streari_executor/dso_loader
file:///tf_jenkin5/home/work5pace/relea5e-win/device/gpu/o5/window5/ten5orflow/5trean_executor/d50_loader


OBSAH PRILOŽENÉHO CD 

DP.pdf 
M u l t i l a n g D a t a b a s e . z i p 

-256Characters 
NormalText 

EN 
c o n f i g . j s o n 
c o n f i g S q l . j s o n 
datageneratorNew.py 
experimentNew.py 
model.py 
run.py 

' M u l t i l a n g 
c o n f i g . j s o n 
c o n f i g S q l . j s o n 
datageneratorNew.py 
experimentNew.py 
model.py 
run.py 

RevertedText 
EN 

c o n f i g . j s o n 
c o n f i g S q l . j s o n 
datageneratorNew.py 
experimentNew.py 
model.py 
run.py 

' M u l t i l a n g 
c o n f i g . j s o n 
c o n f i g S q l . j s o n 
datageneratorNew.py 
experimentNew.py 
model.py 
r J 1 . T y 

-512Characters  
EN 

c o n f i g . j s o n 
c o n f i g S q l . j s o n 
datageneratorNew.py 
experimentNew. py 
model.py 
run.py 

M u l t i l a n g 
c o n f i g . j s o n 
c o n f i g S q l . j s o n 
datageneratorNew.py 
experimentNew.py 
model.py 
run.py 

72 


