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ABSTRAKT

Diplomova prace se zabyva navrhem neuronovych siti pro klasifikaci pozitivnich a nega-
tivnich text. Vyvoj probihal v programovacim jazyce Python. Navrh model( hlubokych
neuronovych siti byl proveden pomoci vysokotroviiového AP| Keras vyuzivajici knihovnu
pro numerické vypoCty TensorFlow. Vypocetni operace byly provedeny pomoci GPU vy-
uzivajici CUDA architekturu. Vystupem prace je jazykové nezavisly model neuronovych
siti umoznujici klasifikaci textd na drovni znakd. Vzorky byly dspésné klasifikovany az
v 93,64% pripadi. Trénovaci a testovaci data byla poskytnuta vicejazyénou a Yelp da-
tabazi. Simulace byly provedeny na 1200000 anglickych, 12000 ¢eskych, némeckych a
Spanélskych textd.

KLICOVA SLOVA

neuronové sité, klasifikace textl, hluboké uceni, rekurentni neuronové sité, Keras, Ten-
sorFlow, CUDA, Kex

ABSTRACT

Thesis deals with the proposal of the neural networks for classification of positive and
negative texts. Development took place in the Python programming language. Design
of deep neural network models was performed using the Keras high-level APl and the
TensorFlow numerical computation library. The computations were performed using GPU
with support of the CUDA architecture. The final outcome of the thesis is linguistically
independent neural network model for classifying texts at character level reaching up
to 93,64% accuracy. Training and testing data were provided by multilingual and Yelp
databases. The simulations were performed on 1200000 English, 12000 Czech, German
and Spanish texts.
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neural networks, texts classification, deep learning, recurrent neural networks, Keras,
TensorFlow, CUDA, Kex
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UVOD

V informacénim véku se setkdvame s velkym pocétem nejriznéjsich digitdlnich zari-
zeni, po¢inaje od inteligentnich kontejnerii pres chytré telefony az po superpocitace.
Neustéle rostouci pocet uzivateltt vyuzivajicich tato zafizeni stoji za trvale zvysuji-
cim se objemem dat. Jeho rist je exponencialni a proto vznika zasadni otdazka, jak
takovy objem data zpracovat. Byl dosazen bod, kdy jiz nelze uvazovat o zpracovani
dat lidskou silou.

Zasluhou vyvoje novych technologii a vyrobnich procest dochéazi k nartstu vy-
pocetniho vykonu ¢ipti pii zachovani energetické narocnosti. Tato skutec¢nost otevira
cestu k trvale se zdokonalujicimu strojovému zpracovani dat, které se stava dostup-
neéjsi. Mezi jedny z nejpouzivanéjsich vypocetnich modeli v umélé inteligenci patri
neuronové sité. Nejsou zatim schopny fesit komplexni tlohy jako naptiklad ¢lovek,
ale pri TeSeni jedné konkrétni funkce ¢asto dosahuji daleko lepsich vysledkti. Zpra-
covani prirozeného jazyka Tesici napriklad klasifikaci textu, kde je hlavnim cilem
tridit dokumenty, odstavce nebo jednotlivé véty do predem definovanych t¥id, patri
mezi typické tkoly podléhajici strojovému zpracovani dat. Zpracovani prirozeného
jazyka vzbuzuje velky zdjem akademickych obci i komercni sféry. Klasifikaci textu
mohou byt ziskané informace vyuzity spolec¢nostmi k urc¢eni spravné marketingové
strategie, ziskani novych zakazniki nebo pro zlepseni sluzeb zakaznického servisu.

Tato diplomova prace se zabyva fesenim problému klasifikace textii dle jeho po-
zitivniho nebo negativniho vyznamu. Cilem je navrh modeli vyuzivajici konvoluéni
i rekurentni neuronové vrstvy pro tucely klasifikace textt do pozitivni a negativni
tridy, nikoliv na zdkladé slov, ale pouze na zakladé znakt. Navrzena neuronova sit
predstavuje jazykové nezavisly klasifikator textii. Trénovaci a testovaci proces je
proveden na anglicky, ¢esky, némecky a Spanélsky psanych textech.

Prvni kapitola se zabyva historii neuronovych siti, popisem zédkladniho modelu
umeélého neuronu a jeho aktivacéni funkce. Je zde vénovan prostor nékterym vrst-
vam neuronovych siti, déleni neuronovych siti, zdkladnim technikdm uceni a LSTM
vrstvam. Dalsi stézejni kapitola je vénovana problematice klasifikace textu. Jsou
popsany tradi¢ni modely, modely shlukovani slov a hlavné neddvno vydané prace
prezentujici vysledky klasifikace textu dosazené pomoci konvoluc¢nich neuronovych
siti. Prace dokazuje moznost vytvoreni jazykové nezavislého textového klasifikatoru.
Treti kapitola popisuje pouzité vyvojové technologie. Prikladem je popis paralel-
niho zpracovani dat pomoci grafického procesoru, knihoven vyuzivanych v ramci
praktické Teseni a hardwarové slozeni vypocetnich zatizenich. Posledni kapitola se
zabyva realizaci praktické casti této prace. Jde o popis postupu zpracovani databazi
obsahujicich textové vzorky, predstaveni navrzenych modeli a diskuzi dosazenych

vysledkii.
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1 NEURONOVE SITE

Kapitola je rozdélena na tii ¢asti. Prvni z nich je vénovana tivodu do neuronovych
siti. Druhd c¢ast se zabyva jejich délenim, typy uceni a algoritmem Backpropagation.

Posledni ¢ast popisuje LSTM sité.

1.1 Uvod do umélych neuronovych siti

V ramci této podkapitoly je rozebrana historie neuronovych siti, poté popsan mo-
del formélniho neuronu. Zbyly prostor je vénovan nékterym vrstvam, aktivacnim

funkcim a algoritmu zpétné propagace chyby. Cerpano z [3], [12], [21], [20], [21].

1.1.1 Historie neuronovych siti

Pocatek historie je datovan do roku 1943, kdy byl vytvoren prvni pocitacovy mo-
del umélého neuronu. Za jeho vznikem stoji dvojice americkych védcl, neurofyziolog
Walter Pittse a matematik Warren McCulloch. V roce 1949 Donald Hebb publikoval
Hebbio zdkon, ktery v obecnéjsi podobé predstavuje zaklad témér vsech procedur
neuralniho uceni. Perceptron byl vynalezen americkym psychologem Frankem Ro-
senblattem v roce 1957. Jedna se o zjednoduseny model umélého neuronu. Pozdéji
také sestrojil Mark I Perceptrom, prvni pocita¢ pracujici na principu umélych neu-
ronu.

Vyzkum v oblasti umélé inteligence a neuronovych siti byl utlumen v pribéhu
dvou obdobi nazyvanych Al Winter, béhem kterych doslo k vyznamnému poklesu
financovani zminénych oborii.

Nenaplnéné ambiciézni sliby védcit mély za nasledek znevazeni oboru v pribéhu
70. let 20. stoleti a jeho prvni tpadek vyvoje (Al Winter). Nastésti se nasli védci
pokracujici ve vyzkumu.

Prvni konvolu¢ni neuronova sit byla navrzena v roce 1979 japonskym védcem
Kunihiko Fukushimou. Obsahovala vicendsobné konvolu¢ni a pooling! vrstvy. Fu-
kushima stoji taktéz za vznikem neuronové sité Neocognitron. Jedna se o hierar-
chickou vicevrstvou sit, umoznujici rozpoznani vizualnich vzort. Tento model navic
umoznuje zménu vah nékterych synaptickych spoji. V roce 1986 pocitacovi odbor-
nici Williams, Hinton a psycholog Remelhart dokazali, Ze s pomoci algoritmu Bac-
kPropagation vzniknou ve skrytych vrstvach uzitecné vnitini reprezentace. Zaklady
algoritmu polozil Henry J. Kelley a sahaji az do roku 1960. V roce 1989 byla prove-
dena prvni praktickd ukazka algoritmu BackPropagation v laboratorich Bell Labs

francouzskym védcem Yannem LeCunem. Jednalo se o jeho kombinaci s konvoluéni

Wrstva, jejiz tidelem je podvzorkovani dat.
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neuronovou siti uréenou pro ¢teni rucné psanych c¢islic. Nasledné byla pouzita pri
zpracovavani ru¢né psanych Sekt.

V letech 1985-1990 nastalo druhé tézké obdobi pro obor umélé inteligence, kdy
byl dokonce povazovan za pseudovédecky obor. Podobné, jako v prvnim obdobi
AT Winter, se naslo par védcu, ktefi se neprestali danou problematikou zabyvat.
Diky nim doslo i v této dobé k nékolika diulezitym objeviim, napi. v roce 1995
sovetsky védec Vladimir Vapnik a jeho dansky kolega Dana Cortes vytvorili SVM.
O dva roky pozdéji prisli némecti pocitacovi experti Sepp Hochreiterem a Juergen
Schmidhuber s LSTM modelem rekurentni neuronové sité. Vyznamny evolucéni skok
nasledoval v roce 1999, kdy doslo ke zrychleni pocitacového zpracovani dat.

Fei-Fei Li, stanfordsky profesor, zabyvajici se umélou inteligenci, vytvoril v roce
2009 projekt nazvany ImageNet. Jedna se o volné dostupnou databéazi obsahujici
vice nez 14 miliont oznacenych obrazkt vyuzivanych pro trénovani neuronovych siti.
V roce 2011 doslo k dalsimu vyznamnému zvyseni vypocetniho vykonu grafickych
akceleratori. Dusledkem toho bylo mozné pouzivat konvolucni sité bez predtréno-
vanych vrstev. V zari roku 2017 predstavila spole¢nost Intel neuromorfni ¢ip Lo-
ihi. Jde o mikroprocesor s architekturou napodobujici biologickou strukturu mozku.
Obsahuje 130 000 neurontu se 130 miliony synaptickych spoji a ma byt az tisickrat
energeticky efektivnéjsi, nez soucasné zpusoby prace s Al. Spolecnost Nvidia vydala
v roce 2018 primarné pro védecké tcely grafickou kartu Titan V zalozenou na ar-
chitekture Volta. Zavadi tzv. tenzor jadra poskytujici vice jak 100 TFLOPS, to je
vice nez pétindsobny nartst oproti predeslé architekture Pascal. U nékterych kusi
karet Titan V byly zjistény chybné vypocty béhem védeckych simulaci. Na viné je
dle odhadt u paméti absence ECC.

1.1.2 Umély neuron

Model umélého neuronu, obdoba biologického neuronu, je zakladni vypocetni jed-
notkou vech neuronovych siti. Formélni neuron je zobrazen na obrazku 1.1. Ukolem
neuronu je vytvaret vystupni signal na zakladé vnitiniho potencionélu, ktery je urcen
sumou ohodnocenych prichozich signalii a prahem. Vystupni signdl je predan dalsim
neuronim, které jsou mezi sebou propojeny ohodnocenymi spoji, tzv. synapsemi.
Neuron mé zpravidla n vstupt a jeden vystup. Vstupy tvori vstupni vektor A=
(A1, Ay. ..  Ax). Kazdy ze vstupu piispiva do vnitiniho potencidlu urcitou vahou.
Ta je dana prislusnou slozkou vektoru synaptickych vah W = (Wi, Wo ..., Wy).
Dalsim moznym vstupem sumacni funkce je prahova hodnota 6. Vnitini potencionél

x uvedeného neuronu je dan sumacni funkci dle rovnice 1.1.

N

i=1
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Obr. 1.1: Model umélého neuronu

Vnitini potenciondl je nasledné priveden na vstup aktivacéni funkce f(x), kterd
definuje zpusob, jakym je transformovan. Vystup neuronu y = f(x) je tedy zavisly na
pouzitém druhu aktivacni funkce. Prehled nékterych aktivac¢nich funkei je uvedeny
v tabulce 1.1.

1.1.3 Vrstvy neuronovych siti

V predchozi ¢asti byl popsan model neuronu. Ten neni sam o sobé schopny Tesit
slozitéjsi ilohy. Proto jsou neurony usporadany do vrstev, které jsou nejvyssim sta-
vebnim blokem neuronovych sitich. Jde o kolekci neuronti transformujici vstupni
signaly nejcastéji pomoci nékteré nelinedrni aktivacni funkce. Zpracované signély
jsou predany dalsi vrstvé. Vrstvy obvykle obsahuji pouze jeden typ aktivacni funkce,
nebo jde o vrstvu konvoluc¢ni, pooling apod.

Neuronové sité mohou byt slozeny z nasledujicich tii typt vrstev, které jsou

znamy jako:

1. Vstupni vrstva je prvni vrstvou neuronové sité zodpovidajici za prijem infor-
maci (dat), signalu, funkei nebo méreni veli¢in z externiho prostiedi. Pro dosa-
zeni vyssi presnosti matematickych operaci provadénych neuronovou siti jsou
vstupy obvykle normalizovany v mezich limitnich hodnot aktiva¢nich funkei.

2. Skryté vrstvy lezi mezi vstupni a vystupni vrstvou. Sklddaji se z neuronii
zodpovédnych za ziskani informaci spojenych s analyzovanym procesem, nebo
systémem.

3. Vystupni vrstva je zodpovédna za vytvoreni findlnich vystupt sité, které

jsou vysledkem zpracovavani vstupnich dat vSsemi predeslymi vrstvami.

Plné propojena vrstva

Z nazvu lze odvodit, Ze se jedna se o vrstvu, ve které jsou vsechny neurony propojeny
se vsemi neurony vrstvy predeslé. Kazdy spoj mé opét pridélenou urcitou vahu. Je

pamétoveé a vypocetné velmi narocna.
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Tab. 1.1: Nékteré aktivacni funkce

Funkce

| Matematické vyjadient

Graf

Sigmoidni

Hyperbolicky tangens

Gaussova flx)y=e"
1 >0
Skokové fla)y =4 2 POT= —
0, proxz <0
>0 Jgi
ReLu flx) = T, Prot = — "
0, prox <0
>0 //i
Leaky ReLu flx) = { Ty PIOT = P et

0,01z, proxz <0

Konvoluéni vrstva

vymi mapami rozméra 2 x 2.

Pooling vrstva
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Hlavnim tkolem konvoluéni vrstvy je ziskani informaci o ¢asti vstupnich dat pomoci
operace konvoluce. Principem je posouvani jadra po vstupnich datech. Vystupnimi
daty jsou mnoziny priznakovych map. Velikost této mnoziny je dana poctem kon-
volucnich jader. Pro priklad je na obrazku 1.3 uvedena konvoluce vstupnich dat

o rozmérech 4 x 4 s dvéma konvolu¢imi jadry velikosti 3 x 3 a vyslednymi priznako-

Jejim hlavnim tkolem je slu¢ovani nékolika hodnot do jedné. Tim dochazi k jejich
redukci, tzv. k podvzorkovani a rychlejsi konvergenci neuronové sité. Podle pouzitého
typu seskupeni hodnot mtizeme délit pooling vrstvu na max-pooling, avg-pooling,

sum-pooling apod. Na obrazku 1.4 je ukdzan princip max-poolingu. Zde dochazi



VSTUPN{ VRSTVA 1. SKRYTA VRSTVA

2. SKRYTA VRSTVA VYSTUPNI VRSTVA

Obr. 1.2: Model vicevrstvé dopfedné neuronové sité

Vstupni data

1
1|0}
o|1!
S

Konvolu¢nijadra  Priznakové mapy

1
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0|1

Obr. 1.3: 2D konvoluce

k dvojnasobnému podvzorkovani v horizontalnim i ve vertikdlnim sméru vybranim

vzdy maximélni hodnoty z dané oblasti.
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Obr. 1.4:

Dropout vrstva

Max-pooling

Neuronové sité jsou béhem procesu uceni nachylné k pretrénovani. Dropout vrstva

zabranuje tomuto nezadoucimu jevu tim, ze béhem procesu uceni ndhodné vybere

mnozinu spoju a deaktivuje ji. Tim se jednotlivé neurony stavaji na sobé vice neza-

vislé.
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SoftMax vrstva

Jde obvykle o posledni vrstvu neuronové sité, tedy vystupni vrstvu. Jeji hlavni
funkci je preména libovolnych redlnych hodnot N-rozmérného vektoru & na jiny
N-rozmérny vektor redlnych hodnot ¢, které lezi v intervalu (0, 1). Soucet vsech
slozek vektoru i je poté roven pravé 1. Tyto vlastnosti predurcuji jeji vyuziti jako
vystupni vrstvy v klasifika¢nich tlohach (urcuje pravdépodobnosti, ze vstup nalezi
do vystupnich t¥id). Prevod jednotlivych slozek vstupniho vektoru 7 je realizovan

pomoci matematického vztahu 1.2.

e
Yi=—x——,prot€1,2,.... K (1.2)
2521 ek

Mezi dalsi pouzivané vrstvy se fadi naptiklad flatten, noise, embedding apod.

1.1.4 Backpropagation

Algoritmus zpétného Siteni chyby, nebo-li BackPropagation, byl jednim z nejcastéji
pouzivanych algoritmt pro uceni neuronovych siti. Jde o algoritmus zaloZeny na
gradientn{ metodé (zména gradientu udava, jak se méni chybovost neuronové sité
se zménou vah synaptickych spoji). Slozitost vypoctu gradientu je vysoka diky vel-
kému poctu synaptickych spoji i prvkl trénovaci mnoziny. Cilem je zména vah tak,
aby dochézelo ke klesani gradientu a tim minimalizaci chyby neuronové sité. Proces
algoritmu BackPropagation je slozen ze dvou fazi definovanych pomoci pravidel.

Dopredné sireni miizeme definovat nasledné:

1. je provedeno maticové nasobeni, pokud dojde k setkani matice dat a matice

vah,

2. pokud dojde k setkani matice dat s aktivac¢ni funkei, tak je na data dana funkce

aplikovana,

3. vystup soucasné vrstvy slouzi jako vstup vrstvy nasledujici,

4. pokud dojde k setkani matice dat s chybovou funkci, jsou vygenerovana data

pro zpétny prichod.

Zpétné sireni chyby je podobné doprednému siteni, avSak opacnym smé-
rem (vystupni — vstupni vrstva). Jako vstupni data slouzi vygenerovana data dle
4. pravidla dopredného siteni. Pravidla jsou nasledujici:

1. je provedeno maticové nasobeni transponovanou matici vah, pokud dojde k je-

jimu setkani s matici dat,

2. pokud dojde k setkani matice dat s aktivacni funkci, tak je na data aplikovana

derivace dané funkce,

3. chybova matice aktualni vrstvy slouzi jako vstupni data vrstvy predeslé.
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Vypocet gradientu je proveden pomoci maticového nasobeni mezivysledku
ziskaného po aplikaci 2. pravidla zpétného siteni chyby a mezivysledkem ziskanym
po aplikaci 2. pravidla dopfedného Siteni.

1.2 Rozdéleni umélych neuronovych siti

Umélé neuronové sité mohou byt déleny dle urcitych kritérii popsanych v této pod-

kapitole. Jde napriklad o ¢lenéni dle architektury, nebo typu uceni.

1.2.1 Dle architektury

Jedno z moznych déleni neuronovych siti je dle jejich architektury, tedy zda se jedna

o jedno ¢i vicevrstvou doprednou, nebo zpétnovazebni sit.

Jednovrstva dopredna sit

Tento typ umélé neuronové sité obsahuje pouze vstupni vrstvu a jedinou vrstvu,
ktera je tvorena neurony a je zaroven vrstvou vystupni. Informacni tok je jedno-
smérny (vstup — vystup). Z obrazku 1.5 je patrné, ze pocet vystupu jednovrstvé
dopredné sité je totozny s poctem neuront vystupni vrstvy. Tyto sité jsou vyuzivany
pro klasifikaci vzorki a linearni filtrovani.

VSTUPNI VRSTVA VYSTUPNI VRSTVA

Obr. 1.5: Jednovrstva dopredna sit

Vicevrstva dopredna sit

Na rozdil od predeslé architektury obsahuje vice skrytych vrstev viz obrazek 1.2.
Vyuziti nachézeji pri feseni rtiiznych problémii, napt. klasifikace vzorkt, identifikace
systému, optimalizace, robotika a podobné. Pocet skrytych vrstev a jejich neuront je

zavisly nejen na charakteru a slozitosti feSeného problému, ale i na mnozstvi a kvalité
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dostupnych trénovacich dat. Opét je pocet vystupnich signali shodny s poctem

neuronti vrstvy vystupni.

Zpétnovazebni sit

V pripadé zpétnovazebni architektury mohou byt pouzity vystupy neuronu jako
vstupy do nich samotnych nebo jinych neuront z nékteré predeslé vrstvy viz obr. 1.6.
Zpétnovazebni funkce umoznuje tyto sité pouzit pro dynamické zpracovani infor-
maci. Diky tomu naleznou vyuziti pii zpracovani ¢asové proménnych systémi, napt.

predikce ¢asovych rad, identifikace systémi a optimalizace, fizeni procesu atd.

VSTUPNI VRSTVA SKRYTA VRSTVA VYSTUPNI VRSTVA

Obr. 1.6: Zpétnovazebni sit

Samoorganizujici sit

Jeji architektura je zaloZena na prostorovém usporadani neuroni viz obr.1.7. Na-

lezne vyuziti v Siroké skale 1iloh, napt. shlukovani dat, rozpoznani vzorii a podobné.

gg :

Obr. 1.7: Samoorganizujici sit
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1.2.2 Dle typu uceni

Dalsi mozné déleni neuronovych siti je podle pristupu k procesu uceni. V ramci

tohoto rozdéleni jsou popsany ¢tyTi hlavni typy uceni.

Uceni s ucitelem

V pripadé uceni s ucitelem je k dispozici mnozina trénovacich dat. Kazdy prvek
x z této mnoziny obsahuje i odpovidajici vystup Y. Vystupem miize byt spojita
hodnota, nebo trida vstupni hodnoty, napt. urceni zda vstup je pozitivnim, nebo
negativnim textem. Dale je k dispozici funkce Y = f(z) jejiz vystup zavisi na
vstupnich datech. Cilem je na zdkladé trénovaci mnoziny upravit parametry této
funkce tak, aby co nejpresnéji dokazala priradit spravnou vystupni hodnotu novym,

neznamym vstupnim dattm.

Uceni bez ucitele

Uceni bez ucitele ma k dispozici pouze vstupni data z a zadné k nim odpovidajici
vystupni hodnoty. Cilem je najit vztah nebo strukturu mezi rozdilnymi vstupnimi
daty.

Castecéné rizené uceni
Je smésici obou vyse zminénych typt uceni. Ma k dispozici obsahové velkou mno-
zinu trénovacich dat z, avSsak pouze nékteré prvky z mnoziny obsahuji odpovidajici

vystup Y. Na zakladé oznacenych dat probihd zména parametrti funkce obdobnym

zpusobem, jako v pripadé uceni s ucitelem.

Zpétnovazebni uceni

Jde o uceni, které umoznuje strojim automaticky urcit idealni chovani a maximali-

zovat jejich vykon. Uceni probihd pomoci pokusii a omyl.

1.3 LSTM site

Long Short Term Memory, dale jen LSTM, je specidlni druh zpétnovazebnich neu-
ronovych siti. LSTM je schopna se ucit dlouhodobé zavislosti, tedy pripady, kdy je
neuronové sité toho byly schopny pouze v teoretické roviné. Diky tomu nasly LSTM
sité uplatnéni na Sirokou skalu problému. Napriklad predikce casovych rad, rozpo-
znani Teci a rucné psanych texti, skladani hudby a z hlediska této prace klasifikace

textu.
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Obr. 1.8: Opakujici se modul LSTM

Vsechny rekurentni neuronové sité maji strukturu zretézenych, opakujicich se
modulli, vyjimkou neni ani LSTM viz obr. 1.8. Klicovou vlastnosti LSTM siti je
vnitini stav bunky, ktery prochézi celym fetézcem a je ovliviiovan pouze linedrnimi
interakcemi (vyznacen tlustou ¢arou na obrazku 1.8). Diky tomu mohou informace
prochazet napric fetézcem beze zmén. LSTM mohou upravovat informace v jejich
vnitinim stavu pomoci prvki nazyvanych brany. Ty se sklddaji z operace nasobeni a
nelinearni sigmoidni funkce. Popisovana varianta LSTM obsahuje vstupni, vystupni

a zapominajici branu. Samostatna LSTM buiika je na obrazku 1.9.

A ht

Ci

ht

\/

Obr. 1.9: Bunka LSTM

Zapominajici brana rozhoduje jakym zpusobem se bude zachézet s vnitinim
stavem bunky, ktery reprezentuje vektor C,_1. Na zakladé souasného vstupu a
predeslého vystupu je vytvoren za pomoci rovnice 1.3 vektor ft Jeho slozky nabyvaji
hodnot od 0 (zahozeni dané slozky vektoru pfedchoziho stavu) do 1 (nezménéna
podoba dané slozky vektoru predchoziho stavu).

Vstupni brana urcuje, které nové informace budou pridany do vnitiniho stavu

bunky. Tento tkol se sklada ze dvou casti. V prvni c¢asti je rozhodnuto pomoci
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rovnice 1.4, které slozky vektoru Cjt budou pridany. Déle je nutné vytvorit vektor
samotny viz rov. 1.5.

Aktualizace vnitFniho stavu ze staré hodnoty ét_l na novou @. Vyse zminéné
brany jiz urcily, které informace budou ponechany, respektive zahozeny a jaké nové
informace maji byt ulozeny. Aktualizace probiha dle rovnice 1.6, kdy nejdrive dojde
k vektorovému soucinu vystupu zapominajici brany a predchoziho vnitfniho stavu
bunky a nasledné k vektorovému souctu s vystupem vstupni brany.

Vystupni brana je zodpovédna za vytvoreni vystupni hodnoty. Ta je zavisla
na upraveném aktualnim vnitinim stavu bunky funkci hyperbolického tangensu.
Opét je na zakladé vstupu a predchoziho vystupu rozhodnuto, které slozky vniti-
niho stavu chceme privést na vystup viz rovnice 1.7. Vystupni hodnota je vysled-
kem vektorového soucinu upraveného vnitiniho stavu buinky a vystupu vystupni

brany (rovnice 1.8). Cerpano z [14].

fi = o(Wy x [ly_y, B + by) (1.3)
iy = (Wi X [hy_1, @] + b;) (1.4)
Q; = tanh(We X [hy_y, &) + be) (1.5)
@ = ﬁ X ét_l + i X Qt (1.6)

0, = o(W, x [hy_1, 4] + b (1.7)
h, = 3, x tanh(C}) (1.8)
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2 KLASIFIKACE TEXTU

Pocitacové zpracovani prirozeného jazyka je jednim z obort, ve kterych dosahly me-
tody zalozené na hlubokém uceni vyznamného pokroku. Velky zajem akademickych
obci i komeréni sféry vzbuzuje oblast klasifikace textu, ve které je hlavnim cilem
tridit dokumenty, odstavce, nebo jednotlivé véty do predem definovanych kategorii.
Prikladem muze byt zarazeni véty do urcité kategorie dle jejiho obsahu, nebo ur-
¢eni sentimentu zkoumaného textu (pozitivni, negativni, nebo neutralni). Nasledné
mohou byt takto ziskané informace riznymi spolec¢nostmi vyuzity k uréeni marke-
tingové strategie, ziskani novych potencionalnich zakaznikt, nebo za tcelem zlepseni
kvality zakaznického servisu.

Vyuziti rekurentnich neuronovych siti vedl k vyznamnému pokroku pocitacového
zpracovani prirozeného jazyka. Tyto typy siti, zejména pak LSTM, dosahly slib-
nych vysledka v tlohach pracujicich s ¢asovymi fadami (rozpoznani Teci, strojovy
preklad, klasifikace textu, apod.). V soucasné dobé je klasifikace textu nejcastéji
fesena pomoci modell vyuzivajicich funkei, které pracuji se slovnimi prvky. Mezi
né patii ranecek slov (Bag-of-words), n-gramy (n-grams) a shlukovani slov (Word
embedding). Mezi metody klasifikace textu lze dale zatradit ranecek slov s TF-IDF,
K-pruméry (K-means) s word2vec, konvoluéni i LSTM neuronové sité se shukovanim
slov a ranecek n-gramu (Bag-of-n-grams) s linedrnim klasifikdtorem.

Vyjmenované pristupy klasifikace textu vyzaduji jeho urcité predzpracovani, na-
piiklad lemmatizaci!. Pravé z nutnosti pfedzpracovani textu, které je éasto zévislé
na konkrétnim jazyku, nelze vytvorit univerzalni klasifikator. V pripadé zmény pii-
slusného jazyka (nova slova, fraze, apod.) je nutné drivéji ziskané znalosti upravit.

Popsané nevyhody se rozhodli odstranit poc¢itacovi experti z New Yorské univer-
zity. Inspirovali se iispéchem konvolu¢nich neuronovych siti v oblasti poéitacového
vidéni, kde dochazi k uceni pouze na zakladé surovych pixeld. Pivodni predpo-
klad tspésné klasifikace textu pouze na drovni surovych znakt byl spravny. Tato
diplomova prace se také zabyva klasifikaci textu na drovni znaku, ale s vyuzitim

kombinace konvoluénich a rekurentnich neuronovych siti.

2.1 Tradicni metody

V ramci dané c¢asti jsou popsany nékteré z tradicnich metod pro klasifikaci textu.
Jde zejména o ranecek slov, ranec¢ek n-grami, jejich modifikaci s TF-IDF a metodu

podptrnych vektorovych stroji.

Vytvoteni zakladniho tvaru slova (barvé — barva)
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2.1.1 Ranecek slov

Ranecek slov, (déle jen BoW), je algoritmus pouzivany v pocitacovém zpracovani
prirozeného jazyka. Jednim z jeho hlavnich cild je klasifikace textu na zékladé ana-
lyzy ranecku slov. BoW si lze predstavit jako stroj zpracovavajici mnozinu textu,
jehoz vystupem je tabulka. Jeji jednotlivé radky predstavuji vstupni texty a sloupce
cetnost daného slova v odpovidajicich textech. Prikladem je tabulka 2.1 ziskana po

analyze tii vét uvedenych v seznamu nize.

1. Libi se mi tenis a hokej.
2. Nelibi se mi golf.

3. RAad hraji tenis a rad spim.

Tab. 2.1: Vektory reprezentujici pocet slov vyse vypsanych texti

’ Text ’ Slova
- libi | se | mi | tenis | a | hokej | nelibi | golf | rad | hraji | spim
1. 1 1] 1 1 1 1 0 0 0 0 0
2. 0 [1]1 0 |0 0 1 1 0 0 0
3. 0 10]0 1 1 0 0 0 2 1 1

Lze pozorovat, ze slova libi a golf se vyskytuji pouze v prvni, respektive ve
druhé vété. Slova rad, hraji, spim se objevuji vyhradné v posledni, treti vété. Zis-
kané vektory byvaji obvykle normalizovany celkovym poctem slov dle nasledujiciho

vztahu:

nlh?
Dok Mk j

kde tf; ; je slozka normalizovaného vektoru (prislusné slovo), n, ; predstavuje ¢etnost

tfij = ; (2.1)

vyskytu daného slova v textu t; a >-, ng ; reprezentuje pocet slov v textu ¢;. Piikla-
dem je normalizovany vektor tfeti véty t3 = (0,0,0, %, %, 0,0,0, %, %, %) Algoritmus
pracuje pouze s Cetnosti termu (Term frequency). V nékterych pripadech je velmi
zadouci néjakym zpusobem vyzdvihnout vyznamnd slova analyzovanych textu (viz
vyse tuéné zvyraznénd). Toho lze docilit pomoci nize popsané TF-IDF metodiky.
Klasifikdtor vyuzivajici BoW byl testovan v praci [23]. Vykazoval chybovost
9,60% pri klasifikaci texti do dvou kategorii (pozitivni/negativni) dle sentimentu.
Pri stejném typu klasifikace, tentokrat do péti kategorii, chybné klasifikoval 45,36%
vzorklu. Model BoW s TF-IDF vykazoval o néco nizsi chybovost, 9%, respektive
44,74%. Nevyhodou ranecku slov je nerespektovani poradi slov, ¢imz dojde ke ztraté
vyznamu textu (ruzné véty obsahujici stejnd slova, ale v jiném poradi, maji jiny

vyznam, avSak stejnou reprezentaci).
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2.1.2 TF-IDF

TF-IDF je metodika kombinujici ¢etnost vyskytu slov s inverzni cetnosti slov ve
vSech textech (dokumentech). Prvni slozkou je ¢etnost vyskytu slov (vystup modelu
BoW) urcujici vyznamnost daného slova v textu (¢astéji se vyskytujici slovo bude
pravdépodobné velmi dilezité). Druhou slozkou je inverzni ¢etnost slov ve vsech
dokumentech. Inverzni cestnost rika, ze aby bylo mozné povazovat slovo z dokumentu
za vyznamné, nemélo by se ¢asto vyskytovat v ostatnich dokumentech. Jinak feceno,
cetnost vyskytu vyznamného slova by méla byt v ostatnich dokumentech nizka,

respektive inverze této Cetnosti vysoka. IDF je vypoctena dle néasledujiciho vzorce:

T
{f:tiet;}’

kde |T'| predstavuje celkovy pocet textt (dokumentii) a |[{f : ¢; € t;}| je pocet text,

idf; (2.2)

ve kterych se vyskytuje dané slovo ¢. TF-IDF hodnoty jsou vysledkem vektorového
nasobeni slozek TF a IDF.

2.1.3 N-gramy

Metoda pracuje na obdobném principu jako klasicky BoW. Rozdilem je seskupovani
n slov. Piikladem muze byt vytvoreni nasledujicich dvojic (Libi—se , se-mi, mi-tenis,
tenis—a, a—hokej) z prvni véty obsazené v tabulce 2.1. Model n-gram s modifikaci
TF-IDF byl také testovan v préaci pocitacovych expertti Xianga Zhanga a Yanna
LeCuna [23]. Pro testy bylo zvoleno seskupeni péti slov, tzn.n = 5. Model n-gram
i n-gram vyuzivajici TF-IDF vykazoval chybovost 7,98%, respektive 8,46%. Bylo
tedy dosazeno lepsich vysledki, nez vykazoval ranecek slov. Model n-gram s TF-IDF
vykazoval vetsi chybovost oproti n-gramu bez této modifikace. Vyhodou n-grami ve
srovnani s raneckem slov je do jisté miry zachovani poradi slov. V pripadé vhodné
zvoleného poctu seskupovanych slov je mozné zachytit fraze. Tim lze dosdhnout
mensi chybovosti.

2.1.4 SVM Kklasifikator

V roce 2016 byla predstavena Lukasem Povodou, Radimem Burgetem, Janem Mas-
kem, Vaclavem Uherem a Malayem Duttou metoda automatického rozpoznani emoci
s vyuzitim SVM Kklasifikdtoru [16]. Vstupni data nejprve prochéazeji procesem predzpra-
covani. Prvnim krokem je rozdéleni textu na slova, tzv. tokenizace. Takto ziskané
tokeny projdou kontrolou pravopisu, pripadné jsou detekované chyby opraveny. To-
keny nésledné projdou procesem lemmatizace. Jsou odstranény predlozky a pomocna
slovesa, totéz plati o mnoziné nevyznamnych slov. Vysledkem je mnozina pouze vy-

znamnych slov, ¢asto nesoucich emoc¢ni naboj. Nakonec jsou zbyla slova nahrazena
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identifikdtorem skupiny slov (hnév, vulgarismus apod.). Prezentovany model dosahl
vysoké uspésnosti — 86,89% pii klasifikaci do péti t¥id. Nevyhodou zustava jazykova

zavislost zpusobend predzpracovanim textu (lemmatizace, definované skupiny slov).

2.2 Shlukovani slov, vét a dokumenti

Shlukovani slov je funkce W : slovo — R™ prevadéjici slova do N-rozmérného (napf.
100 rozmért) vektorového prostoru. Kazdy z moznych rozméra muze odpovidat
uréitému tématu, nebo vlastnosti daného slova. Shlukovani slov se pouziva v mnoha
ulohach pocitacového zpracovani prirozeného jazyka, zejména pokud jsou tyto tlohy
vykonavany pomoci hlubokého uceni. Vektorova reprezentace slov mtze byt primo

pouzita jako vstup do neuronové site.

W ("neuron”) = (0.9,0.7,—-0.4,...)
W("pes”) = (0.1,—-0.4,0.7,...)

Casto se vyskytujici slova lezi ve vektorovém prostoru ve své blizkosti. S vektory
lze provadét aritmetické operace. Na obrazku 2.1 je dvourozmérny vektorovy pro-
stor pritazujici hlavni mésta k danému statu. Dochazi také k zohlednéni geografické

pozice stati.

Polsko VarsSava
Ceska republika Praha
Slovensko Bratislava
Francie Patiz

Spojené kralostvi —— Londyn

Cina Peking
Severni korea——— Pchjongjang
Jizni korea Soul

Japonsko -_

Tokio

Austrdlie — Canberra

Obr. 2.1: Vztah stat - hlavni mésto
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Existuje nékolik algoritmu vytvarejicich vektorovy prostor, jde napriklad o Word2vec,

GloVe, Word2vect apod.

2.2.1 Word2vec

Patrné nejpopularnéjsi modelova architektura pro vypocet vektorovych reprezentaci

slov. Je povazovana za pocatek vyuziti hlubokého uceni pri zpracovani prirozeného

jazyka. Ucelem Word2vec je seskupeni slov sémanticky si podobnych do vektoro-

vého prostoru. Tim vytvari bohatou distibuovanou reprezentaci slov zachovavajici

sémantické vztahy mezi nimi samotnymi. Vysledkem je schopnost nalézt podobna

slova, nebo vztahy mezi jednotlivymi slovy. V rdmci Word2vec existuji dva zakladni

pristupy.

Kontinudlni ranecek slov

Déle oznacovany jen CBOG (Continous Bag-of-Words) je architektura pro predikci

slov. Predikce slova w; probihéd na zakladé kontextu dvou minulych a dvou nasledu-

jicich slov w;_o , w;_1 , w11 a w;12. Vysledek nezalezi na poradi slov pouzitych pro

predikci, proto nazev architektury obsahuje ,ranecek slov“.

Kontinualni Skipgramovy model

Tato architektura je podobna CBOG, ale misto predikce aktualniho slova na za-

kladé kontextu se snazi predpovédét slova w;_o , wi—1 , Wity , Wipe lezici v urcité

vzdalenosti od slova aktudlniho w;.

2.2.2 GloVe

Algoritmus [18] s ucenim bez ucitele slouzici pro ziskani vektorové reprezentace slov.

Trénovani probiha na zakladé statistiky spolecného vyskytu slov v korpusu. GloVe

vyuziva pro méreni lingvistické nebo sémantické podobnosti slov Euklidovskou vzda-

lenost. Diky této metrice nékdy odhali vzacna, ale relevantni slova lezici mimo pri-

mérnou lidskou slovni zésobu (napfiklad nejblizsi slova ke slovu zéba jsou: Litoria,

Eleutherodactylus — jde o rody Zab). V nékterych testech syntaktickych a sémantic-

kych tloh dosahuje lepsich vysledkt ve srovnani s Word2vec viz [23]. Nevyhodou je

vétsi paméfova narocnost.

2.2.3 Word2vecf

Model byl publikovan v roce 2014 Omerem Levy a Yoavem Goldbergem [8], za-

meéstnanci izraelské univerzity Bar-Ilan. Zakladem je upraveny skip-gramovy model
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s negativnim vzorkovanim?, ktery umoZiiuje zahrnout kontexty slov. Experimentuji
s kontextem zalozenym na zavislosti zajistujici mensi tématickou zavislost, nez pu-
vodni skip-gramovy model. Béhem nutného predzpracovani surového textu dojde

k vytvoreni dvojice slovo—kontext, ktera je nasledné pouzita jako vstup modelu.

2.2.4 Adaptivni skip-gramovy model

Za adaptivnim skip-gramovym modelem, nebo-li AdaGramem, stoji trojice ruskych
vyzkumnikt a jeden francouzsky odbornik. Jde o model, ktery je neparametrickym
Bayesovskym rozsitenim skip-gramového modelu. Je schopen automatického uceni
urcitého poctu reprezentaci slov pri pozadovaném sémantickém rozliseni. Diky tomu
je vyfesen problém vicevyznamovych slov. Podrobnéjsi informace 1ze nalézt v [1].
Ke shlukovani vét nebo dokumentti by mohlo byt pristupovano pouze s¢itanim
vektortu jednotlivych slov vytvorenych za pomoci vyse zminénych modeli. Lepsi

feseni poskytuji nasledujici modely pracujici na principu upraveného séitani vektort.

2.2.5 Paragraph2vec

Model byl navrzeny v praci publikované v roce 2014 Toméasem Mikolovem a Quoc
Le [7]. Jde o model s u¢enim bez ucitele, ktery je schopny ucit se kontinudlni dis-
tribuované vektorové reprezentace textu majici délku v rozsahu od vét az po celé
dokumenty. Pro predikci slova v odstavci se vyuziva spojeni odstavcového vektoru
s nékolika slovnimi vektory viz obr.2.2. V praci prezentované vysledky experimentu
sifikace sentimentu a to 12,2%. Pokud by bylo uZito techniky prostého priumérovani
slovnich vektort, dojde k chybovosti 19,9%. Kompletni vysledky experimentu lze
nalézt v [7]. Hlavni vyhodou Paragraph2vec je moznost ucit se z nepopsanych dat a

také uvaha poradi slov. Déle prebira klicovou vlastnost BoW — sémantiku slov.

2.2.6 Skip-through

Zde dochéazi ke zméné principu shlukovani. Prechazi se z trovné slov na troven
vét. Jednoduse feceno, misto vyuziti slova k predikei okolniho kontextu dochazi ke
kédovani celé véty. Nasledné jsou pomoci této véty predpovidany véty sousedni.
Model vyzaduje korpus kontinudlniho textu (vstup musi byt souvisly, sousedni véty

jsou si sémanticky blizké) [6].

2Trénovaci vzorek aktualizuje pouze malé procento vah modelu
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Klasifikatar stromé

Zfetezeni/ *

primérovani / \
D W W W

Odstavec  Kocka sedi na

Odstavcova
matice

Obr. 2.2: Paragraph2vec

2.3 Souvisejici prace

Tato prace je inspirovana jiz potvrzenou myslenkou pocitacovych expertii z New
Yorské univerzity. Ve svych pracich uvedli, Ze text je ve skutecnosti casova rada
a lze jej klasifikovat na zakladé surovych znakid bez nutnych jazykovych znalosti.
Zpracovani casovych fad muze byt provedeno s vyuzitim rekurentnich neuronovych
siti. Rekurentni neuronové vrstvy jsou nedilnou soucasti modeld navrzenych v ramci

této diplomové prace.

2.3.1 Porozumeéni textu od nuly

Préce[22] (Text understanding from scratch) byla publikovand pocitacovymi experty
Xiangem Zhangem a Yannem LeCunem, pracujicimi na istavu informacnich techno-
logii New Yorské univerzity, v tinoru roku 2015. Zabyva se aplikaci hlubokého uceni
s cilem porozumeéni textu nikoliv na zakladé slov, ale znaki. Prezentované vysledky
uspésné potvrdily moznost strojového porozuméni textl bez nutné znalosti slov,
frazi, vét ¢i nékterych jinych syntaktickych, nebo sémantickych struktur spjatych
s ur¢itym jazykem.

Aplikovali model konvolu¢ni neuronové sité na rtznorodé tkoly tykajici se kla-
sifikace texti. Vstupnimi daty neuronové sité jsou sekvence kodovanych znaki a
vystupnimi daty jsou abstraktni vlastnosti textii. Pristup lze shrnout do nasleduji-
cich dvou vét.

1. Misto prace se slovy dochazi pouze k praci se znaky. Odpada nutnost vyuziti

shlukovani slov.

2. Neni nutné znalost sentimentalni nebo sémantické struktury.
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Model

Byl navrzen velky a maly model konvoluéni sité. Oba jsou slozeny celkem z de-
viti vrstev — Sesti konvolucnich a t¥i plné propojenych vrstev lisicich se velikosti,
respektive poc¢tem neuront. Kazdy model také obsahuje tii Max-Pooling moduly
a dva dropout moduly vlozené mezi plné propojené vrstvy majici pravdépodobnost
vynechani spoju 0,5. Pocatecni vahy byly inicializovany pomoci Gaussova rozdéleni
se stfedni hodnotou 0 a smérodatnou odchylkou 0,02 pro velky model, respektive
s hodnotami (0, 0,05) pro maly model. Vstupni a vystupni dilka dat se 1is{ dle daného

klasifika¢niho problému.

Zvétseni dat

Vhodny zptsob zvétseni dat je uzitecny pii kontrolovani chyby modeli hlubokych
neuronovych siti. Tyto techniky obvykle dobte funguji v pripadé moznosti najiti
invariantnich vlastnosti, které by klasifikdtor mél mit. Naptiklad model pro roz-
poznani obrazu by mél byt nezavisly na pripadné rotaci, prevraceni nebo zméné
velikosti vstupniho obrazu. V pripadé textového klasifikatoru predstavuje invarianci
nahrazeni slov nebo frazi synonymy, ¢imz nedojde ke zméné vyznamu textu.

Pro zvétseni dat byl pouzit anglicky slovnik obsahujici synonyma, ktera byla
ohodnocena na zakladé sémantické blizkosti k nahrazovanému slovu. Prvnim krokem
zvétseni dat bylo extrahovani vsech nahraditelnych slov. Nésledné doslo k vybrani

synonyma, kterym bylo dané slovo nahrazeno.

Analyza sentimentu

Vyzkum se zabyval klasifikaci dle ontologie, tématu, zpravodajskych témat a ana-
lyzou sentimentu. Pro ucel analyzy sentimentu byla pouzita databaze hodnoceni
produktii na Amazonu. Systém hodnoceni obsahuje 5 kategorii pro subjektivni hod-
noceni produktu uzivatelem. Databéaze obsahuje vice nez 34,5 milionti hodnoceni od
vice jak 6,5 miliont uzivatelil, ktefi hodnotili na 2,4 milionti produktii viz tab. 2.2.
Pro 1cely analyzy sentimentu byly ndhodné vybrany texty s rozsahem 100 az 1014
znakil. Pocet jednotlivych vzorki pro klasifikaci do dvou, respektive péti kategorii
je uveden také v tabulce 2.2. V pripadé klasifikace na pozitivni, ¢i negativni text
slouzilo 1800000 vzorkt jako testovaci data a 200000 jako trénovaci data pro obé
kategorie. Pro druhy ptipad slouzilo z kazdé kategorie 600 000 vzorkt jako testovaci
data a 130000 jako data trénovaci. Z vysledki vyplyva, ze pri klasifikaci vSech ka-
tegorii dosahuje nejlepsich vysledku maly model konvoluéni neuronové sité s 59,57%

uspésnosti a v pripadé klasifikace na pozitivni/negativni text nejvyssi uspésnosti
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(95,07%) dosahuje velky model konvolucni sité. V obou pripadech je trénovaci ispés-
nost vyssi bez vyuziti zvétseni dat, ale s jeho vyuzitim roste testovaci ispésnost viz
tab.3.1.

Tab. 2.2: Struktura databaze a pocty vybranych vzorka pro dany typ klasifikace

Znamka | Celkem vzorka | Vzorky — 5 kategorii | Vzorky — 2 kategorie

1 2746 559 730000 1275000
2 1791219 730000 725000
3 2892 566 730000 0

4 6551 166 730000 725000
) 20705 260 730000 1275000

Tab. 2.3: Vysledky klasifikace do dvou i péti kategorii

Model | Zvétseni dat | Klasifikace — 5 kategorii | Klasifikace — 2 kategorie

- - Trénovaci Testovaci Trénovaci Testovaci
Velky Ne 62,96% 58,69% 97.57% 94,49%
Velky Ano 68,90% 59,55% 96,82% 95,07%
Maly Ne 62,24% 59,47% 96,03% 94,50%
Maly Ano 62,11% 59,57% 95,44% 94,33%
BoW Ne 54,45% 54,17% 89,96% 89,86%
W2v Ne 36,56% 36,50% 72,95% 72,86%

2.3.2 Kilasifikace textu pomoci konvoluc¢nich neuronovych

siti na tirovni znaku.

Prace (Character-level convolutional networks for text classification) byla publiko-
vana experty Xiangem Zhangem, Yannem LeCunem, Junbem Zhaoem a vznikla
rozsitenim puvodniho, vyse popsaného vyzkumu. Rozsifenim je znacné zvétseni po-
¢tu experimentu a srovnani vysledku s vice modely (n-grams, LSTM s embeddingem

apod). Podrobné vysledky testu lze najit v [23].

2.3.3 LSTM rekurentni neuronové sité pro kratké textové a

sentimentalni klasifikace

Clének [11] (LSTM Recurrent Neural Networks for Short Text and Sentiment Clas-
sification) se zabyva vyuzitim LSTM siti a jejich modifikacemi (obousmérné LSTM
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a GRU) pro klasifikaci texti. Data pouzitd pro kategorizaci dle sentimentu byla
ziskdna z Amazon databdze. Jednalo se o recenze knih, které byly rozdéleny do
pozitivni, negativni, nebo neutralni kategorie. Texty byly normalizovany tak, aby
gramatika ani interpunkce neméla vliv na vysledek (pouziti pouze malych pismen,
odstranéni specidlnich znaku, nahrazeni ¢islic specialni znackou). Doslo k vytvotreni
slovniku unikatnich slov, kde kazdé z nich je reprezentovano jednim vektorem slouzi-
cim jako vstup do neuronové sité. Nejvyssi uispésnost klasifikace do ti1 kategorii byla
dosazena pomoci obousmérné LSTM (86,40%). Podrobné vysledky a popis pribéhu

experimentu lze nalézt v [11].

2.3.4 Sentimentalni analyza filmovych recenzi zalozenia na
CNN-BLSTM neuronovych sitich

Clének [19] (Sentiment Analysis of Movie Reviews Based on CNN-BLSTM) publiko-
vany v zari roku 2017 se zabyva kombinaci konvolu¢nich a rekurentnich neuronovych
vrstev pro klasifikaci textii do pozitivni, nebo negativni kategorie. Vstupni data byla
prevedena do padesati dimenzionalniho vektorového prostoru pomoci GloVe algo-
ritmu. Datovd mnozina obsahovala 50 000 uzivatelskych filmovych recenzi z IMDb
databaze, 40000 vzorka bylo pouzito pri trénovacim procesu a zbytek byl pou-
zit béhem testovani natrénovanych siti. V prvnim experimentu byl zkouman rozdil
uspésnosti obousmérné LSTM sité a kombinace této sité s konvoluéni siti. Ta vyka-
zovala 0 2,8% vyssi ispésnost klasifikace. Druhy experiment se zabyval vlivem poc¢tu
konvolucnich siti a pouzitim predtrénovaného vektorového prostoru na klasifikacni

uspésnost. Kompletni vysledky lze nalézt v [19].
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3 POUZITE TECHNOLOGIE

Obsahem kapitoly je popis vyuzitych technologii a knihoven, s jejichz pomoci byla

reSena prakticka c¢ast této diplomové prace.

3.1 Vypocty s vyuzitim grafického procesoru

Zvysujici se tlak pro zpracovavani 3D grafiky ve vysokém rozliseni a v redlném case
vedlo k vyvoji mnohojadrovych grafickych procesori, které disponuji obrovskym vy-
pocetnim vykonem a vysokou pamétovou propustnosti viz obr. 3.1, respektive 3.2.
Vzhledem k vykonovému rozdilu mezi CPU a GPU je snahou vyuzit graficky proce-
sor pro zrychleni obecnych vypocti. GPGPU je metoda paralelniho zpracovani dat

grafickym procesorem.

CPU vs GPU - double precision FLOPS GPU a CPU - pamétové propustnoti

7

g

ion FLOPS [ GLOPS |
g

——NVIDIA GPU ~=NVIDIA GPU

——x86 CPU —-x86 CPU

Propustnost paméti [ GB/s |

Double precisi
LB B & o8

Obr. 3.1: GPU a CPU - porov- Obr. 3.2: GPU a CPU - porov-

nani DP FLOPS nani pamétové propustnosti

Velky vykonovy rozdil v FLOPS mezi CPU a GPU je dan optimalizaci grafic-
kého procesoru pro ucely paralelnich vypoéti. Cip GPU je navrzen tak, aby co
nejvice tranzistoru bylo urceno pro pocetni operace, zatimco pro ucely rizeni toku

dat nebo ukladani dat do mezipaméti jich bylo nezbytné minimum viz obr. 3.3. GPU

Rizeni ALU | ALU
ALU || ALU

Obr. 3.3: Tranzistory pro rtzné ucely na ¢ipu CPU a GPU

34



je vhodny vyuzit pri reseni tkoli, které mohou byt paralelizovany s vysokou vypo-
Cetni intenzitou!. Vyuzitim paralelismu dojde ke sniZeni pozadavki na Fizeni toku
dat. Latence pristupu k paméti muze byt skryta (odpada nutnost velké vyrovnavaci

paméti) provedenim mnoha vypoctii s vysokou vypoéetni intenzitou. Cerpéno z [2].

3.1.1 CUDA

CUDA byla predstavena spolecnosti Nvidia v listopadu roku 2006. Jedna se o pa-
ralelni vypocetni a programovaci model. Umoznuje efektivnéjsi feseni vypocetnich
tloh s vyuzitim GPU, nez pomoci klasickych procesori. CUDA podporuje ruzné
programovaci jazyky a API, napr.: C, C++, Fortran, Java, Python, OpenCL. Je
multiplatformni (Windows, Linux a OSX) a vyuziva se v mnoha odvétvich, napii-

klad v mediciné, zpracovani videa, klimatickych vypocetnich modelech apod.

Oblast vyusiti
Véda
e&dﬂ‘ Fing,
Platformy

S
S
g %,
S
Nvidia GPU
s CUDA

Obr. 3.4: CUDA architektura

Skalovatelny programovaci model

CUDA model je navrzen tak, aby byl se zvySujicim se po¢tem vypocetnich jader
udrzen vysoky stupen paralelizace a nebyly netimérné zvySovany pozadavky na pro-
gramatorské schopnosti. Toho je docileno nasledujicimi tfemi klicovymi abstrakcemi:

e hierarchie vldken,

o sdilena pamét,

e bariérovy synchronizacni vzor.?

Zminéné abstrakce vedou programatora k déleni feseného problému na dilci
ukoly. Ty mohou byt paralelné a nezavisle zpracovavany pomoci blokti vlaken. Déle
jsou dil¢i ukoly clenény na jemnéjsi vypocty, které mohou byt zpracovavany soubézné
vsemi vlakny v ramci daného bloku. Kazdy blok vlaken miize byt spustén na libovol-
ném, dostupném multiprocesoru GPU. O pocet fyzicky pritomnych multiprocesorii

na GPU se stara béhové prostiedi viz 3.5.

'Pomér vypocetnich ku pamétovym operacim.
2Vsechna vldkna ¢ekaji v ur¢itém bodé na posledni
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Vicevléknovy CUDA program

i i

Obr. 3.5: Automaticka skalovatelnost

Hierarchie vlaken a paméti

Zékladni jednotkou je vldkno. Kazdé z nich mize pristupovat k vlastni i globalni pa-
méti a je identifikovano pomoci jedno, dvou, nebo trojrozmérného vektoru. Vlakna
jsou shlukovéna do bloki (jedno/dvou/trojrozmérného). Ty maji k dispozici rychlou
sdilenou pamét s nizkou latenci pristupu. Vzhledem ke konecné velikosti této paméti
je pocet vldken na blok limitovan. Souc¢asné GPU nabizeji nejcastéji 1024 vldke-
n/blok (Compute capability 2.x a vyssi). Multiprocesor pfepind mezi jednotlivymi
vlakny, ¢imz dochézi k zakryti latence globalni paméti. Kernel je obvykle tvoren
vice bloky, které jsou usporadany do jedno, dvou, nebo trojrozmérné miizky viz
obr.3.6. K dispozici na GPU jsou jesté paméti konstant a textur umoznujici pouze

¢teci operace. Cerpano z [10], [13].

Blok (1, 1)

Obr. 3.6: Hierarchie vldken

3.2 TensorFlow

TensorFlow [17] byl vyvinut tymem inzenyri a védct pracujicimi pro spolecnost
Google v ramci organizace zabyvajici se umélou inteligenci. Jedna se o knihovnu
s otevienym zdrojovym koédem pro numerické vypocty s pouzitim diagramu dato-

vych tokt. Uzly v diagramu predstavuji jednotlivé matematické operace. Komuni-
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kace mezi nimi je zprosttedkovana pomoci hran. Ty reprezentuji multidimensionélni
datova pole (tenzory). Adaptabilni architektura TensorFlowu a jednotné API umoz-
nuje vykonavat vypocty na jednom, nebo vice CPU ¢i GPU mobilniho, stolniho,

pripadné serverového zatizeni.

3.3 Keras

Keras [5] byl vyvinut zaméstnancem Googlu Francoisem Cholletem za ti¢elem usnad-
néni experimenti s neuronovymi sitémi. Jde o vysokotroviiové API napsané v jazyce
Python. Pracuje nad nékterou z knihoven pro numerické vypocty, napr. TensorFlow,
Theano, Deeplearning4j, CNTK, nebo MXNet. Umoznuje snadné a rychlé proto-
typovani diky modularité, rozsititelnosti a uzivatelské privétivosti. Bezproblémové
pracuje na CPU nebo GPU a nabizi podporu pro konvolucni, rekurentni sité i jejich

kombinaci.

3.4 KEX

Jde o knihovnu [4] uzivateli zjednodusujici proces trénovani hlubokych neuronovych
siti s vyuzitim nastroji Keras, Theano, nebo TensorFlow. Kex vytvori jeden expe-
riment ze vSech definovanych modelti neuronovych siti. Néasledné dojde k procesu
trénovani téchto modeli a ulozeni vsech konecnych vysledka i konfiguracnich sou-
borti do prislusnych slozek daného experimentu. Diky tomu lze jednoduse porovnavat

uspésnost a vykonnost jednotlivych definovanych modelt.

3.5 Vypocetni zarizeni

Vypocty probihaly na trech zarizenich. Jejich parametry jsou uvedeny v tab. 3.1.

Tab. 3.1: Parametry zafizeni

— Notebook PC Server
OS Windows 10 Windows 10 | Ubuntu 4.4.0-97.120
CPU Athlon IT X4630 | Core i5-3230M | 2x Xeon E5-2640 v2
GPU GTX 750 1GB | GT740M 2GB | GTX1080Ti 11 GB
RAM 8GB 8GB 64 GB
Keras 2.1.5 2.1.5 2.1.5
TensorFlow 1.40 1.40 1.40
cuDNN v6.0 v6.0 v6.0
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4 RESENI
Obsahem této kapitoly je Teseni cile diplomové prace. Popisuje pristup a zptsob

zpracovani textovych databazi. Déle je zde vénovan prostor vytvorenym modeltim

neuronovych siti spolu s prezentaci dosazenych vysledkii.

4.1 Soubor dat

Navrzené neuronové sité pouzivaji vstupni data, kterymi jsou pozitivni a negativni
texty poskytované dvojici databazi. Navrzené modely neuronové sité byly trénovany
predevsim na anglicky psanych textech, jelikoz mnozstvi téchto dat bylo nékolika-
nasobné vétsi, nez v pripadé ostatnich tii jazykt. Souborem dat anglicky psanych
textl byla vyuzita volné dostupna Yelp databaze obsahujici vice jak 5000000 uzi-
vatelskych recenzi, stazena jako zaloha SQL databaze. Pro tcely této prace byla
relevantni pouze data obsahujici pozitivni a negativni recenze. Pro snadnéjsi mani-
pulaci s relevantnimi daty bylo provedeno extrahovani jednotlivych textii. Nasledné
byly vlozZeny do nové databaze. Kazdy databazovy zaznam obsahuje pouze nezbytné
informace pro trénovéani a testovani neuronovych siti. Uprava uleh¢ila manipulaci
s daty a zmensila jejich puvodni velikost z lehce prekracujicich 7 GB na ptiblizné
1,5 GB. Béhem procesu trénovani a testovani navrzenych modeli neuronové sité bylo
vyuzito 600 000 anglicky psanych recenzi z kazdé klasifikované kategorie.

Druha vicejazycéna databaze zahrnuje ¢esky, anglicky, némecky a Spanélsky psané
pozitivni a negativni texty. Celkem zahrnuje 48 000 recenzi. Kazdd mnozina dat
jednoho ze ¢tyt jazyka predstavuje 12000 texti. Déle se déli na dvé podmnoziny
predstavujici klasifikované kategorie, kazda z nich disponuje 6 000 texty. Vzhledem
k vyuziti Yelp databaze je mnozina anglicky psanych textl irelevantni. Bylo vhodné
sjednotit praci s obéma databazemi, a proto byla data vicejazycéné databaze vlozena
do tabulek relac¢ni databéaze.

Vsechny databaze byly nahrany na open source databazovy MySQL server. Da-
tabazové schéma obsahuje osm tabulek. Pro kazdy jazyk jsou negativni a pozitivni

texty ulozeny v samostatnych tabulkach.

4.2 Zpracovani jednotlivych texth

Pred vstupem do neuronové sité musi byt jednotlivé surové texty upraveny. Z divodu
nedostatecného vypocetniho vykonu je nutné kazdy text nejprve omezit na predem
definovany pocet znaki. Poté jsou viechna velkd pismena prevedena na mald. Upra-

vou je docileno zmenseni rozmeértu vstupni matice do neuronové sité a tim urychleni
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trénovaciho procesu. Nicméné by bylo zajimavé pozorovat zménu tspésnosti klasifi-
kace, pokud by tato informace byla brana v uvahu (vyuziti velkych pismen se ¢asto
pouziva k zduraznéni néjakého pocitu nebo informace). Vypusténim sledovani vel-
kych pismen dojde k ustéleni po¢tu sledovanych znakt na 88 (a-z , 0-9, znaky cestiny,
Spanélstiny a némdciny, znak pro americky dolar, euro a libru, mezera a nasledujici

znaky: [#N&<>* - /1=1Q[] "°~\).

4.2.1 Prevod surového textu do maticové podoby

Drive jiz bylo zminéno, Ze nelze pouzit surovy text jako primy vstup do neuronové
sité, proto musi byt nejprve preveden do vhodné reprezentace. Tou je matice typu
m x n. V takovéto matici predstavuje kazdy radek jeden textovy znak. Vypocetni
narocnost na zpracovani vstupnich matic roste s poc¢tem radku (uvazovanych znaku
textu) m. Z tohoto divodu je jejich pocet omezen. Druhy rozmér matice n udava
pocet sloupct a je dan velikosti abecedy znakt. Kazdy sloupec reprezentuje jeden
sledovany znak. V pripadé praktickych vypocti této prace je velikost abecedy znakt
88 a pocet uvazovanych znaki 256, nebo 512.

Konverze surového textu do maticové podoby probihéa sekvencéné, znak po znaku
bud v nezménéném, nebo reverznim poradi. Sledované znaky jsou ulozeny v jednom
fetézci znaki, ktery je nazyvan abecedou znakt. Pokud se aktualné prevadény znak
vyskytuje v abecedé znaki, je zjisténa jeho ciselna pozice v této abecedé. Ta pred-
stavuje ¢islo sloupce, do kterého mé byt zapsana ¢selnd hodnota 1. Cislo fadku je
dano pozici aktualné prevadéného znaku v textu. Stejny zpusob konverze surového
textu byl pouzit také v préaci [22]. Ptiklad konverze je zndzornén na obrazku 4.1. Zde
je abeceda sledovanych znaki (zndzornéna modrymi pismeny) a, b, ¢, d, e, f,
g, h. Probiha prevod slova bbafgdh do maticové podoby. Nad kazdym znakem pre-
vadéného slova je ¢ervené vyznaceno jeho poradi a dale je toto ¢islo pritazeno vedle
radkt matice. V matici je zapsani ¢iselné hodnoty 1 znazornéno ¢erné vybarvenym
prvkem. V levé ¢asti obrazku je zobrazen prevod probihajici v klasickém potadi a

vpravo prevod probihajici reverzné.

4.2.2 Priprava textovych dat pro vstup do neuronové sité

Efektivni proces trénovani neuronové sité je docilen davkovym zpracovanim vstup-
nich dat. Priprava vstupnich textovych dat probihd néasledné:
1. SQL dotaz pozadujici pozitivni texty,
SQL dotaz pozadujici negativni texty,
promichani obou mnozin,

prevod do textové podoby,

ARl

vytvoreni pole reprezentujici kategorie danych texti.
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a) klasické poradi b) reverzni poradi

Obr. 4.1: Matice vytvorena z textu

Vzhledem k obsahlosti Yelp databaze neni mozné provést konverzi vsech texto-
virch vzorkt do maticové podoby najednou. Resenim bylo vytvoreni mechanizmu pro
postupny prevod celé mnoziny dat. Zkraceny postup pripravy dat je popsan vyse.
Praktické vypocty byly provedeny na trech zafizenich s odlisSnymi hardwarovymi
parametry. Z tohoto divodu byl mechanismus pro pripravu dat navrzen s ohledem
na jeho snadnou konfigurovatelnost. Bylo mozné nastavit mnozstvi vzorka obsaze-
nych v davee dat (nutno volit dle komplexnosti modelu neuronové sité a dle velikosti
paméti grafické karty). Pocet vzorku v davce dat je dvojnasobny oproti danému para-
metru. Je to dano tim, ze udava pocet nacitanych vzorkta pro kazdou klasifikovanou
tfidu. S tim souvisi moznost volby poc¢tu najednou v operac¢ni paméti nactenych da-
vek dat (nutno volit dle dostupné velikosti operacni paméti). Dalsi konfigurovatelny
parametr definuje maximalni délku zpracovavaného textu. Mezi posledni parametry
patii definice poc¢tu vzorkt pouzitych pro trénovani, validaci ¢i testovani neuro-
nové sité. Prehled pouzivaného poctu vzorkt v praktickych vypoctech je zobrazen
v tab.4.1. Druhy konfigura¢ni soubor obsahuje nastavitelné parametry nutné pro
pristup do MySQL databazi.

4.2.3 Vrstvy LSTM / CuDNNLSTM

Keras verze 2.0.9 vydany zacatkem listopadu roku 2017 pridal podporu CuDNNL-
STM vrstvy. Jednd se o cuDNN knihovnou akcelerovany protéjsek klasické LSTM
vrstvy. Hlavni vyhodou CuDNNLSTM vrstvy je nékolikandsobné zrychleni uceni

sité. Mezi nejzasadnéjsi nevyhodu patii chybéjici zpétnovazebni dropout a také
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Tab. 4.1: Pocet vzorkt v mnoziné pro kazdou kategorii

YELP databaze Vicejazycna databaze
Mnozina | Anglicky jazyk | Cesky jazyk | Némecky jazyk | Spanélsky jazyk

Trénovaci 240000 3600
Validac¢ni 180000 1200
Testovaci 180 000 1200

omezenéjsi moznosti nastaveni vrstvy. Dle zverejnénych specifikaci by mélo pouziti
CuDNNLSTM vrstvy znamenat tii az Sestindasobné zrychleni trénovaciho procesu.
Tabulka 4.2 rychlostni rozdil pfi zpracovani 6 000 vzorku z kazdé klasifikované ka-
tegorie pomoci LSTM a CuDNNLSTM vrstvy. Navrzeny model vyuzivajici cauDNN
knihovnou akcelerovanou LSTM vrstvu byl vice nez dvakrat rychlejsi oproti modelu
vyuzivajiciho klasickou LSTM vrstvu. Simulace probihala na serverovém zarizeni viz
tab.3.1.

Tab. 4.2: Cas potfebny pro zpracovani 12 000 vzorki

Vrstva ‘ Cas [ s ] ’

LSTM 695,5
CuDNNLSTM 343,7

4.3 Vysledky klasifikace pozitivnich a negativnich

textu

V této casti jsou prezentovany dosazené vysledky klasifikace textu pomoci navrze-

nych modeli rekurentnich neuronovych siti.

4.3.1 Dosazené vysledky pri omezeni texti na 256 znaki

Prezentovani vysledky byly dosazeny pomoci modelu A.1.

Béhem trénovani modelt obsahujici LSTM vrstvy dochazelo k vyskytu tzv. jevu
vymyvani, nebo explodovani gradientu. Jedna se o problém postihujici zejména
modely obsahujici LSTM vrstvy. Jeho eliminace byla docilena adaptaci parametrii
Adam optimalizatoru, predevSim zménou miry uceni a parametru e.

Trénovaci a testovaci texty byly omezeny na 256 znaki. Model je slozen z re-

kurentnich i konvoluc¢nich vrstev. Konvoluéni vrstvy typu 2D vyzaduji pridani nové
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dimenze, tzv. kanalu k vstupni textové matici. Déle dochézi k rozvétveni modelu.
Kazda vétev je slozena z konvolucnich vrstev nasledovanych tzv. Reshape vrstvou,
kde dochazi k preusporadani tenzoru. Zména dimenze, respektive vypusténi rozméru
predstavujici kanal, je nutna z hlediska oc¢ekavaného tvaru vstupniho tenzoru pro
CuDNNLSTM vrstvy. Mezi nimi se nachézi tzv. dropout vrstva slouzici k omezeni
pretrénovani sité. Druha vétev se oproti prvni lisi pouze v poc¢tu hledanych priznaki
konvoluéni vrstvou. Ke spojeni vétvi dochazi zprimérovanim jejich vystupnich hod-
not. Nasleduje trojice plné propojenych vrstev doplnénd dropout vrstvami. Posledni
z trojice plné propojenych vrstev je tzv. softmax vrstva, jejiz vystupem je dvojice
¢isel reprezentujici pravdépodobnost prislusnosti vstupnich dat do klasifikovanych
kategorii.

V ramci prvni sady vysledkt 4.3 byl zkoumén vliv poradi textu na klasifikacni
uspésnost. Parametry pouzitého modelu nalezneme v prehledu nize. Dle vysledki
obsazenych v tabulce lze pozorovat primérové vyssi procentualni dspésnost pri za-
chovani pivodniho potadi textu, nez v pripadé reverzniho poradi. Priimérné byla
uspésnost klasifikace pri zachovani poradi textti oproti obracenému poradi vyssi
o neceld 4 procenta.

Anglicky psané texty dokazal model klasifikovat s pomérné vysokou tspésnosti
lehce prevysujici 91%. Ostatni jazyky byly klasifikovany s nizsi procentualni ispés-
nosti. Je nutné podotknout, Ze tento jev je dan predevsim nizkym poctem textovych
vzorkil pro ¢esky, némecky a Spanélsky jazyk viz 4.1. Nicméné s ohledem na nizky po-
¢et vzorkl ve zminénych trech jazycich lze dosazené vysledky povazovat za pomérné
uspesné. Vyjimkou je klasifikace némecky psanych texti, kde se tispésnost pohybuje
pouze kolem 51%. Vyrazny pokles ve srovnani s ostatnimi jazyky muze byt dan cha-
rakterem textovych dat. Dle obrazku 4.2 obsahujiciho grafické pribéhy tspésnosti
a chybovosti testovanych modeld pro nezménéné (1. model) a reverzni (2. model)
poradi anglicky psanych textovych dat l1ze usoudit, ze doslo k pretrénovani sité. Pro
redukci nezadouciho jevu by bylo vhodné pouzit misto CuDNNLSTM vrstvy klasic-
kou LSTM vrstvu umoznujici aplikaci rekurentniho dopoutu. Mezi dalsi uvazované
techniky prevence pretrénovani by bylo mozné pouzit augmentaci textovych dat,
zmenseni slozitosti navrzenych modeli ¢i zvyseni podilu vynechanych spoji mezi
jednotlivymi plné propojenymi i LSTM vrstvami. Konftizni matice pro vSechny kla-
sifikované jazyky lze nalézt v tabulkach 4.4, 4.5, 4.6 a 4.7. Grafické pribéhy pro
zbyvajici tii jazyky lze nalézt v prilohdch B.1, B.2 a B.3.

Parametry spolecné pro vsechny modely:

o Pocet iteraci: 30

o Funkce reprezentujici miru chyby sité: Kfizova entropie

o Optimalizac¢ni algoritmus: Adam

o Predcasné ukonceni uceni:
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Tab. 4.3: Klasifikacn{ ispésnosti dle poradi textu (vysledky jsou v %)

- AJ CJ NJ ] SJ \ Pramér \
Poradi textu Vv T Vv T Vv T Vv T Vv T
Nezménéné || 91,00 | 91,09 | 73,03 | 72,66 | 51,93 | 51,25 | 70,28 | 67,33 || 71,56 | 70,59
Reverzni 90,85 | 90,84 | 72,74 | 74,22 | 52,01 | 51,54 | 50,21 | 50,25 || 66,46 | 66,72

Tab. 4.4: Konftizni matice testovacich 256 znakovych anglickych texti

Predikovand trida

Dropout 0,1 Dropout 0,15
Pozitivni | Negativni | Senzitivita (%) || Pozitivni | Negativni | Senzitivita (%)
Skuteéna tfida | Pozitivni | 164343 15657 91,30 163282 16718 90,71
Negativni 16419 163 581 90,87 16258 163 742 90,96
Preciznost (%) 90,92 91,26 90,94 90,74
Usp&snost (%) 91,09 90,84

Tab

. 4.5: Konfiuzni matice testovacich 256 znakovych ceskych texti

Predikovand trida

Dropout 0,1 Dropout 0,15
Pozitivni | Negativni | Senzitivita (%) || Pozitivni | Negativni | Senzitivita (%)
Skutec¢na trida || Pozitivni 894 306 74,50 945 255 78,75
Negativni 350 850 70,83 364 836 69,67
Preciznost (%) 71,86 73,53 72,19 76,63
Uspésnost (%) 72,66 74,22

Tab. 4.6: Konfazni matice némeckych 256 znakovych némeckych texta

Predikovand trida

Dropout 0,1 Dropout 0,15
Pozitivni | Negativni | Senzitivita (%) || Pozitivni | Negativni | Senzitivita (%)
Skutec¢na trida || Pozitivni 511 689 42,58 504 696 42,00
Negativni 481 719 59,91 467 733 61,08
Preciznost (%) 51,51 51,06 51,91 51,29
Uspésnost (%) 51,25 51,54

Tab. 4.7: Konftizni matice testovacich 256 znakovych Spanélskych texta

Predikovand trida

Dropout 0,1 Dropout 0,15
Pozitivni | Negativni | Senzitivita (%) || Pozitivni | Negativni | Senzitivita (%)
Skutec¢na trida || Pozitivni 863 337 71,92 33 1167 2,75
Negativni 447 753 62,75 27 1173 97,75
Preciznost (%) 65,88 69,08 55,00 50,13
Usp&snost (%) 67,33 50,25

— Monitorovaci funkce: valida¢ni mira chyby sité

— Doba vyckavani: 33 iteraci

e Snizeni miry uceni:
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— Monitorovaci funkce: iispésnost validace
— Doba vyckavani: 6 iteraci
— Faktor snizeni: 0,333
— Rezim: automaticky
Prehled parametri modeli:
o Prvni vétev:
— Konvoluéni vrstvy:
* Prvni konvolu¢ni vrstva - pocet hledanych priznaku: 400, velikost
jadra: 2, 88
* Druh4 konvolu¢ni vrstva - pocet hledanych priznaki: 200, velikost
jadra: 2, 1
— CuDNNLSTM vrstvy:
* Prvni CuDNNLSTM vrstva - poc¢et neuront: 512, vraceni celé sek-
vence Ano
* Druhd CuDNNLSTM vrstva - poc¢et neuronu: 512, vraceni celé sek-
vence Ne
e Druha vétev:
— Konvoluéni vrstvy:
* Prvni konvoluéni vrstva - pocet hledanych ptiznakt: 600, velikost
jadra: 2, 88
* Druhd konvolu¢ni vrstva - pocet hledanych priznakt: 300, velikost
jadra: 2, 1
— CuDNNLSTM vrstvy:
* Prvni CuDNNLSTM vrstva - pocet neuronti: 512, vraceni celé sek-
vence Ano
* Druhd CuDNNLSTM vrstva - poc¢et neuronu: 512, vraceni celé sek-
vence Ne
e Spoletnd cast:
— Dropoutl, Dropout2, Dropout3:
* Podil vynechanych spojeni: 0,1
— Densel, Dense2:
* Pocet neuronu: 256
x Aktivacni funkce: relu
— Dense3:
* Pocet neuronu: 2

x Aktivacni funkce: softmax
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Obr. 4.2: Priubéh tspésnosti a chybovosti modeli pro anglicky jazyk v zavislosti na

iteraci sité
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4.4 Dosazené vysledky pri omezeni texti na 512

znaku

Prezentovani vysledky byly dosazeny pomoci modelu A.2.

Dosazenéd uspésnost klasifikace u anglicky psanych textu prevysujici 91% by
se dala povazovat za uspéch. Pomoci tipravy modelu A.1 a odladénim parametri
by mohla byt tspésnost pravdépodobné navysena i pii zachovani uvazované délky
256 znakl. Zpresnéni klasifikace lze snadnéji docilit prodlouzenim uvazované délky
vstupnich textovych dat na 512 znaki. Pro tyto potfeby doslo ke dvojnasobnému
zvétseni poctu hledanych priznaki konvoluénimi vrstvami a také k dvojnasobnému
narustu poctu neuront rekurentnich i plné propojenych vrstev. Bez otestovani pii-
vodniho modelu pro 512 znakovy vstup nelze zpétné tento pristup vyhodnotit za
spravny, nebo nespravny. Nicméné takovyto rist modelu a délky vstupnich dat
zapricinil prodlouzeni celého procesu trénovani i testovani anglicky psanych testi
priblizné na 110 hodin.

Ziskané vysledky pomoci modelu A.2 jsou zaznamenany v tabulce 4.8. S ohledem
na vyssi klasifika¢ni ispésnost u nezménéného poradi textu z prvni sady vysledki
nebylo v této ¢asti obracené poradi testovano. Model s hodnotou dropout 0,1 klasi-
fikoval anglicky jazyk s vysokou dspésnosti 93,63%. Uspésnost klasifikace se oproti
vysledkum z prvni sady zvysila také u némeckého jazyka a to o 1,48% na 52,75%.
Cesky jazyk zaznamenal v klasifikaci mirny pokles, $panélsky dokonce rapidni po-
kles o 13,42% na 53,90%. Dle grafu 4.3 lze pozorovat, ze doslo k pomérné silnému
pretrénovani. Proto doslo ke zvyseni podilu vynechanych spoji z hodnoty 0,1 na
0,15 (2.model). Opatieni mélo za cil zmenseni pretrénovani. Po jeho aplikaci byla
sit stale silné pretrénovana, nicméné doslo k mirnému zvyseni klasifikacni tispésnosti
u anglického a ¢eského jazyka. Misto stalého zvysovani hodnoty podilu vynechanych
spoju se nabizi moznost nahradit CaDNNLSTM vrstvy klasickymi LSTM vrstvami.
Vysledkem by bylo citelné prodlouzeni trénovaciho a testovaciho procesu z 110 ho-
din na ptiblizné 222 hodin. Nizka tispésnost klasifikovani ostatnich t¥{ jazykt mutze
byt vysvétlena prilis malym poctem trénovacich vzorku a pro tak maly pocet prilis
komplexnim modelem. Konfiizni matice pro vsechny klasifikované jazyky lze nalézt
v tabulkach 4.9, 4.10, 4.11 a 4.12. Grafické priubéhy pro zbyvajici t¥i jazyky lze nalézt
v prilohéch B.4, B.5 a B.6.
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Tab. 4.8: Klasifika¢n{ tispésnost dle hodnoty dropout (vysledky jsou v %)

- AJ CJ NJ ] SJ \ Primér \
Dropout A% T A% T A% T A% T A% T

0,1 93,57 | 93,63 | 69,70 | 70,32 | 53,49 | 52,75 | 52,79 | 53,90 | 67,39 | 67,65
0,15 | 93,60 93,64 | 70,40 | 70,73 | 53,45 | 53,20 | 53,12 | 53,45 | 67,64 | 67,76

Tab. 4.9: Konftizni matice testovacich 512 znakovych anglickych texti

Predikovand trida

Dropout 0,1 Dropout 0,15
Pozitivni | Negativni | Senzitivita (%) || Pozitivni | Negativni | Senzitivita (%)
Skuteéna tfida | Pozitivni | 167802 12198 93,22 167962 12038 93,31
Negativni 10734 169 266 94,04 10858 169 142 93,97
Preciznost (%) 93,99 93,28 93,93 93,56
Usp&snost (%) 93,63 93,64

Tab. 4.10: Konfizni matice testovacich 512 znakovych ceskych text

Predikovand trida

Dropout 0,1 Dropout 0,15
Pozitivni | Negativni | Senzitivita (%) || Pozitivni | Negativni | Senzitivita (%)
Skutec¢na trida || Pozitivni 743 447 61,91 859 341 71,59
Negativni 255 945 78,73 362 838 69,85
Preciznost (%) 74,45 67,89 70,35 71,08
Uspésnost (%) 70,32 70,73

Tab. 4.11: Konfizni matice némeckych 512 znakovych némeckych texti

Predikovand trida

Dropout 0,1 Dropout 0,15
Pozitivni | Negativni | Senzitivita (%) || Pozitivni | Negativni | Senzitivita (%)
Skutec¢na trida || Pozitivni 714 488 59,50 732 468 61,00
Negativni 648 552 46,00 655 545 45,41

Preciznost (%) 52,42 53,08 52,78 53,80
Uspésnost (%) 52,75 53,21

Parametry spolecné pro vsechny modely:

« Pocet iteraci: 30

o Funkce reprezentujici miru chyby sité: Kfizova entropie

o Optimalizac¢ni algoritmus: Adam

o Predcasné ukonceni uceni:

— Monitorovaci funkce: valida¢ni mira chyby sité

— Doba vyckavani: 33 iteraci

e Snizeni miry uceni:
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Tab. 4.12: Konfizni matice testovacich 512 znakovych spanélskych texti

Predikovand trida

Dropout 0,1 Dropout 0,15
Pozitivni | Negativni | Senzitivita (%) || Pozitivni | Negativni | Senzitivita (%)
Skutec¢na trida || Pozitivni 430 770 35,82 391 809 32,58
Negativni 336 864 72,00 308 892 74,33
Preciznost (%) 56,14 52,88 55,94 52,43
Usp&snost (%) 53,90 53,45

— Monitorovaci funkce: ispésnost validace
— Doba vyckavani: 6 iteraci
— Faktor snizeni: 0,333
— Rezim: automaticky
Prehled parametri modelt:
o Prvni vétev:
— Konvoluéni vrstvy:
x Prvni konvoluéni vrstva - pocet hledanych priznaka: 800, velikost
jadra: 2, 88
*x Druha konvolucni vrstva - pocet hledanych priznaka: 400, velikost
jadra: 2, 1
— CuDNNLSTM vrstvy:
% Prvni CuDNNLSTM vrstva - pocet neuronti: 1 024, vraceni celé sek-
vence Ano
x Druhd CuDNNLSTM vrstva - pocet neuroni: 1024, vraceni celé
sekvence Ne
o Druha vétev:
— Konvoluéni vrstvy:
x Prvni konvolu¢ni vrstva - pocet hledanych priznaki: 1200, velikost
jadra: 2, 88
*x Druha konvoluéni vrstva - pocet hledanych priznaka: 600, velikost
jadra: 2, 1
— CuDNNLSTM vrstvy:
% Prvni CuDNNLSTM vrstva - pocet neuronti: 1 024, vraceni celé sek-
vence Ano
x Druhd CuDNNLSTM vrstva - pocet neuroni: 1024, vraceni celé
sekvence Ne
e Spolecnd cast:
— Dropoutl, Dropout2, Dropout3:
« Podil vynechanych spojeni: 0,1 (1. model) , 0,15 (2. model)

— Densel, Dense2:
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x Pocet neuronu: 512

x Aktivacni funkce: relu
— Dense3:

x Pocet neuronu: 2

% Aktivacni funkce: softmax
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Obr. 4.3: Pribéh tspésnosti a chybovosti modeli pro anglicky jazyk v zavislosti na

iteraci sité
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5 ZAVER

Jednim z cili diplomové prace bylo nastudovani informaci o neuronovych sitich
a soucasnych metodach analyzy texti. Dalsim cilem bylo nastudované poznatky
aplikovat pti navrhu vlastni struktury hluboké neuronové sité dle zadani vedouciho
a prezentovat dosazené vysledky pomoci navrzenych modelti neuronovych siti.

Prakticka ¢ast semestralni prace byla fesena pomoci programovaciho jazyka Py-
thon. Pro navrh a praci s modely hlubokych neuronovych siti bylo vyuzito vysoko-
uroviového API Keras verze 2.1.5, které vyuzivalo knihovnu pro numerické vypocty
s pouzitim diagramu datovych tok TensorFlow. Samotné vypocty byly provedeny
na grafickych procesorech. Usnadnéni experimentii s neuronovymi sitémi zajistovala
knihovna Kex, ktera byla prizptisobena pro individualni potfeby této préce.

Ptvodni predpoklad mozného vyuziti ¢isté rekurentnich neuronovych siti pro kla-
sifikaci textu na trovni po sobé jdoucich jednotlivych znakt zatim nebyl potvrzen.
Béhem trénovaciho procesu pravidelné dochazelo k problému vymyvani nebo explo-
dovani gradientu. Jeho odstranéni bylo docileno adaptaci parametri optimalizatoru.
Vysledkem bylo stagnovani prubézné klasifikac¢ni ispésnosti béhem trénovaciho pro-
cesu pohybujici se okolo 60%. ReSenfm zminéného problému bylo prediazeni konvo-
lu¢nich vrstev pred rekurentni vrstvy. Pro proces trénovani a testovani modela byly
k dispozici datové mnoziny obsahujici anglicky, ¢esky, némecky a Spanélsky psané
texty. Nejvice vzorkit, 600000 z kazdé klasifikované kategorie, obsahovala mnozina
anglicky psanych texti. Zdrojem dat byla Yelp databaze. Zbylé jazykové mnoziny
obsahovaly pouze 6 000 vzork.

V ramci prezentace dosazenych klasifikacnich tspésnosti jsou predstaveny dvé
sady vysledkt. Prvni z nich prezentuje dosazené tspésnosti klasifikace pro textova
data omezend na 256 znakt vstupujici do modelu neuronové sité v nezménéném
nebo opacném poradi. Vysledky prisuzuji o neceld 4% vyssi prumérnou klasifikacéni
uspésnost vstupnim datiim bez zmény poradi texti. V pripadé rozsahlé datové mno-
ziny dokaze navrzena neuronova sif klasifikovat dany vstup do pozitivni nebo ne-
gativni kategorie s vysokou uspésnosti lehce prevysujici 91%, i pfi pomérné nizké
délce vstupniho textu. Cesky a $panélsky psané texty byly klasifikovany s spés-
nosti pohybujici se kolem 70%. Netspéchem skoncéila klasifikace némecky psanych
textit. Uspésnost byla pouze 51,27%. Trénovani i testovani kazdého modelu na Yelp
databéazi trvalo vice jak 26 hodin.

Druha vysledkova sada obsahuje klasifikacni tspésnosti pii 512 znakové délce
vstupniho textu. Doslo také k dvojnasobnému ,,zvétseni“ navrzeného modelu. Uve-
dené kroky vedly k prodlouzeni trénovani i testovani z 26 na 110 hodin, proto bylo
testovano pouze uspésnéji klasifikované potadi textt z prvni sady vysledki. Modely

vykazovaly silné pretrénovani, i pres to byly anglicky psané texty klasifikovany s vy-
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sokou uspésnosti ¢inici 93,64%. Xiang Zhang a Yann LeCun doshdli v préaci [22]
94,50% tspésnosti pfi uvazované délce textt 1014 znakt. Cesky a $panélsky psané
texty byly oproti prvni sadé vysledki klasifikovany s vétsi chybovosti. U némecky
psanych text doslo k mirnému zvyseni klasifikac¢ni tspésnosti.

Prezentované vysledky dokazuji moznost klasifikace texti pouze na trovni znakt
bez jakékoli nutné znalosti prislusného jazyka. Pro ucely klasifikace textu tedy lze
vytvorit jazykové nezavislou strukturu neuronovych siti.

V budoucnosti je mozné provést tipravu parametri navrzenych modeli neuro-
novych siti pro odstranéni nezadouciho pretrénovani. Déale je mozné otestovat vliv
dalsiho zvétseni poctu uvazovanych znaki jednotlivych text na klasifikacni ispés-

nost a natrénovani modeli na obsahlejsich datovych mnozinach pro vice jazyki.
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A TESTOVANE MODELY

Input: InputLayer

mput:

(None, 256, §8)

output:

(None, 256, 88)

l

Respapelnput: Reshape

input:

(None, 256. 88)

output:

(None, 1, 256, §8)

T~

) i mput: | (None, 1, 256, 88) : i input: | (None, 1, 256, 88)
FirstConvolutionl: Conv2D FirstConvolution2: Conv2D
output: | (None, 400, 255, 1) output: | (None, 600, 255, 1)
. mput: | (None, 400, 255, 1) . mput: | (None, 600, 255, 1)
SecondConvolutionl: ConvZD SecondConvolution2: ConvZD
output: | (None, 200, 254, 1) oufput: | (None, 300, 254, 1)
i mput: | (None, 200, 254, 1) i mput: | (None, 300, 254, 1)
ReshapeConvolutionl: Reshape ReshapeConvolution2: Reshape
output: | (None, 254, 200) output: | (None, 254, 300)
. input: | (None, 254, 200) : input: | (None, 254, 300)
FirstCuDNNLSTM1: CuDNNLSTM FirstCuDNNLSTM2: CuDNNLSTM
output: | (None, 254, 512) output: | (None, 254, 512
input: | (None, 254, 512 mput: | (None, 254, 51
DropoutCuDNNLSTMIL: Dropout DropoutCuDNNLSTM2: Dropout
output: | (None, 254, 512 output: | (None, 254, 512
mput: | (None, 254, 512) nput: | (None, 254, 512)
Second CUDNNLSTMI1: CuDNNLSTM SecondCuDNNLSTM2: CuDNNLSTM
output: (None. 512) oufput: (None, 512)

T~

AverageCuDNNLSTMI1_2: Average

nput:

[(None, 512), (None, 512)]

oufput:

(None, 512)

i

nput: | (None, 512)
DenseDropoutl: Dropout
output: | (None, 512)
nput: one, 512
Dengel: Dense ! o )
output: | (None, 256)

l

nput: | (None, 256)
DenseDropoutl: Dropout —
output: | (None, 256)
input: | (None, 256)
Densel: Dense —
output: | (None, 256)
mput: | (None, 256)
SoftmaxDropout3: Dropout -
output: | (None. 256)
mput: | (None, 256)
Softmaxl: Dense
output: | (None, 2)

Obr. A.1: Model pro klasifikaci texti s 256 znaky
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input: | (None, 512, 88)
output: | (None, 512, §8)

l

nput: (None, 512, 88)
output: | (None. 1, 512, §8)

T~

Input: InputLayer

Respapelnput: Reshape

i . mput: | (None, 1, 512, 88) : i input: (None, 1, 512, §8)
FirstConvolutionl: ConvZD FirstConvolution2: ConvZD
output: | (None, 800, 511, 1) output: | (None, 1200, 511, 1)
. input: | (None, 800, 511, 1)
SecondConvolutionl: ConvZD

. nput: | (None, 1200, 511. 1)
SecondConvolution2: ConvZD -
output: | (None, 600, 510, 1)

input:

output: | (None, 400, 510, 1)

. (None, 400, 510, 1) i input: | (None, 600, 510, 1)
ReshapeConvolutionl: Reshape ReshapeConvolution2: Reshape
output: (None, 510, 400) output: (None. 510. 600)
. mput: | (None, 510, 400)
FirstCuDNNLSTML: CuDNNLSTM

. nput: | (None, 510, 600)
FurstCuDNNLSTM2: CuDNNLSTM
output: | (None, 510, 1024)

output: | (None, 510, 1024)
l A
mput: [ (None, 510, 1024) mput: | (None, 510, 1024)
DropoutCuDNNLSTMI: Dropout DropoutCuDNNLSTM2: Dropout
output: | (Neone, 510, 1024) oufput: | (None, 510, 1024)
input: | (None, 510, 1024)
SecondCuDNNLSTMI: CuDNNLSTM

input: | (None, 510, 1024)
SecondCuDNNLSTM2: CuDNNLSTM
oufput: (None, 1024)

output: (None, 1024)

nput: one, 1024), (None, 1024
AverageCuDNNLSTMI_2: Average ! v ). )]
output: (None, 1024)

mput: | (None, 1024)
output: | (None, 1024)

DenseDropoutl: Dropout

l

mput: | (None, 1024)
output: | (None, 512)

l

DenseDropout2: Dropout

Densel: Dense

input: | (None, 512)
oufput: | (None, 512)

mput: | (None, 512)

output: | (None. 512)

l

mput: | (None, 512)
SoftmaxDropout3: Dropout
output: | (None, 512)

Dense2: Dense

nput: | (None, 512)

output: | (None, 2)

Softmaxl: Dense

Obr. A.2: Model pro klasifikaci texti s 512 znaky
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B GRAFICKE ZAVISLOSTI

Ciselné oznadeni kazdého modelu odpovida sestupnému poradi vysledki prezento-
vanych v tabulce 4.3, respektive 4.8.

Uspé&snost 1. modelu Chybovost 1. modelu

1.0 1.0
0.8 1 0.8 1
- 0.6 1 - 0.6 1
ot =
:
n 2
U Ke)
& z
= 0.4 1 © 0.4
0.2 1 0.2 1
—— Trénovaci Gspésnost —— Trénovaci chybovost
—— Valida¢ni Uspésnost —— Validaéni chybovost
0.0 T T T T T 0.0 T T T T T
5 10 15 20 25 30 5 10 15 20 25 30
lterace [ - ] lterace [ - ]
Uspé&snost 2. modelu Chybovost 2. modelu
1.0 1.0
0.8 1 0.8 1
- 0.6 1 - 0.6 1
ot oy
3 8
G 3
U Ke)
§ z
= 0.4 © 0.4
0.2 1 0.2 1
—— Trénovaci Gspésnost —— Trénovaci chybovost
—— Valida¢ni Uspésnost —— Valida¢ni chybovost
0.0 T T T T T 0.0 T T T T T
5 10 15 20 25 30 5 10 15 20 25 30
lterace [ - ] lterace [ - ]

Obr. B.1: Pribéh tspésnosti a chybovosti modeli pro ¢eské texty dlouhé 256 znakt
v zavislosti na iteraci sité
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Uspésnost 1. modelu

Chybovost 1. modelu

1.0 1.0
0.8 1 0.8 A
— 0.6 1 - 0.6 1
c >
>0 [}
] Qo
& z
= 0.4 © 0.4+
0.2 A 0.2 1
—— Trénovaci Uspésnost —— Trénovaci chybovost
—— Validacni Uspésnost —— Validacni chybovost
0.0 T T T T T 0.0 T T T T T
5 10 15 20 25 30 5 10 15 20 25 30
lterace [ - ] lterace [ - ]
Uspésnost 2. modelu Chybovost 2. modelu
1.0 1.0
0.8 - 0.8 A
— 0.6 - 0.6
g M | g
c >
>N o
U Qo
& z
= 0.4 Y 0.4+
0.2 4 0.2 A
—— Trénovaci Uspésnost —— Trénovaci chybovost
—— Valida¢ni Uspésnost —— Valida¢ni chybovost
0-0 T T T T T o.o T T T T T
5 10 15 20 25 30 5 10 15 20 25 30
lterace [ - ] lterace [ - ]

Obr. B.2: Prubéh tuspésnosti a chybovosti modelii pro némecké texty dlouhé 256

znaku v zavislosti na iteraci sité
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Uspé&snost 1. modelu Chybovost 1. modelu

1.0 1.0
0.8 1 0.8 A
— 0.6 1 - 0.6 1
g g
c >
o3 8
5 z
= 0.4 - © 0.4+
0.2 A 0.2 1
—— Trénovaci Uspésnost —— Trénovaci chybovost
—— Validacni Uspésnost —— Validacni chybovost
0.0 T T T T T 0.0 T T T T T
5 10 15 20 25 30 5 10 15 20 25 30
lterace [ - ] lterace [ - ]
Uspésnost 2. modelu Chybovost 2. modelu
1.0 1.0
0.8 - 0.8 A
— 0.6 - 0.6
5 | O AN
o 3
U Qo
& 2z
= 0.4 - © 0.4+
0.2 4 0.2 A
—— Trénovaci Uspésnost —— Trénovaci chybovost
—— Valida¢ni Uspésnost —— Valida¢ni chybovost
0-0 T T T T T o.o T T T T T
5 10 15 20 25 30 5 10 15 20 25 30
lterace [ - ] lterace [ - ]

Obr. B.3: Pribéh tspésnosti a chybovosti modelti pro Spanélské texty dlouhé 256

znaku v zavislosti na iteraci sité
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Uspésnost 1. modelu

1.0
0.8 A
— 0.6
=
[%2]
]
c
>
>V
Q
]
= 0.4 1
0.2 4
—— Trénovaci Uspésnost
—— Validacni Uspésnost
0.0 T T T T T
5 10 15 20 25 30
lterace [ - ]
Uspésnost 2. modelu
1.0
0.8 4
— 0.6
7
]
[
>N
U
Q
1]
= 0.4 1
0.2 4
—— Trénovaci Uspésnost
—— Validacni Uspésnost
0-0 T T T T T
5 10 15 20 25 30
lterace [ - ]

Obr. B.4: Pribéh uspésnosti a chybovosti modeli pro ¢eské texty dlouhé 512 znaku

v zévislosti na iteraci sité
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Uspésnost 1. modelu

30

1.0
0.8 A
— 0.6
=
[%2]
] déiﬁ
c
>
>V
Q
]
= 0.4
0.2 4
—— Trénovaci Uspésnost
—— Validacni Uspésnost
0.0 T T T T T
5 10 15 20 25
lterace [ - ]
Uspésnost 2. modelu
1.0
0.8 4
— 0.6
; W
]
[
>N
U
Q
1]
= 0.4 1
0.2 4
—— Trénovaci Uspésnost
—— Validacni Uspésnost
0-0 T T T T T
5 10 15 20 25
lterace [ - ]

Obr. B.5: Prubéh tuspésnosti a chybovosti modeli pro némecké texty dlouhé 512

znaku v zavislosti na iteraci sité
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Uspésnost 1. modelu
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Obr. B.6: Pribéh tspésnosti a chybovosti modelt pro Spanélské texty dlouhé 512

znaku v zavislosti na iteraci sité
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C NAVOD NA ZPROVOZNENI PRAKTICKE
CASTI

Uvedeny postup pro zprovoznéni trénovani a testovani navrzenych modeli rekur-

zivni neuronové sité pro klasifikaci textl s pouzitim knihovny KEX je vyzkouseny na

64bitovém opera¢nim systému Windows 10. S malymi intuitivnimi zménami by vsak

mél byt funkéni i pro ostatni bitové verze Windows 7, 8, 10. Pred zacatkem instalace

si ovérte, zda vase graficka karta splnuje kritéria pro praci s hlubokymi neuronovymi

sitémi, viz C.4.

C.1 Instalace Python

Prvnim krokem je stazeni instalatoru Pythonu, pro vasi verzi opera¢niho systému,
z jeho oficidlni stranky: https://www.python.org/downloads/windows/. Doporu-
¢uji Python3.5.0 - 2015-09-13. Funkénost s jinymi verzemi neni testovana.

Spustte samotnou instalaci a v ivodnim okné vyberte polozku Add Python 3.5
to PATH, viz obr. C.1. Tim je zajisténo spousténi ptikazli python a pip bez nutnosti
zadani absolutni nebo relativni cesty k jejich spustitelnym soubortim. Zvolte néktery
ze zpusobu instalace. Pokud se rozhodnete pro vlastni instalace, tak vyberte moznost
pip,py launcher a v dalsim kroku Add Python to environment variables, viz
obr. C.2, respektive obr. C.3.

& Python 3.5.0 (64-bit) Setup - ®

) Install Python 3.5.0 (64-bit)
Select Install Now to install Python with default settings, or choose Customize to

enable or disable features.

@ Install Now
Ch\Users\Vojta®\AppData\Local\Programs'\Python'\Python33
Includes IDLE, pip and documentation

Creates shortcuts and file associations

— Customize installation

Choose location and features

python
for Install launcher for all users (recommended)

Wind()ws [ Add Python 3.5 to PATH Cancel

Obr. C.1: Uvodni okno instalatoru Pythonu
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% Python 3.6.3 (64-bit) Setup - %

Optional Features

Documentation
Installs the Python documentation file.
pip
Installs pip, which can download and install other Python packages.

tcl/tk and IDLE

Installs tkinter and the IDLE development environment.

Python test suite

Installs the standard library test suite.

py launcher for all users (requires elevation)

Upgrades the global 'py’ launcher from the previous version.

pgtth

Wlnd OWS Back Next Cancel

Obr. C.2: Vlastni instalace — volitelné funkce

% Python 3.6.3 (64-bit) Setup - X

Advanced Options

[ Install for all users

[] Assodiate files with Python (requires the py launcher)
Create shortcuts for installed applications

EAdd Python to environment variables

[ Precompile standard library
[] Download debugging symbols
[J Download debug binaries (requires VS 2015 or later)

Customize install location
| C:\Users\Vojta-NTB\AppData‘\Local\Programs\Python\Pytho | Browse

pgthpn

Wlﬂd OWS Back Glnstal\ Cancel

Obr. C.3: Vlastni instalace — pokroc¢ilé moznosti

C.2 Instalace rozsirujicich balickti Pythonu

Pottebné rozsitujici balicky budou instalovany pomoci spravce balicki pip. Nej-
prve spustte ptikazovy radek s administratorskymi pravy. Poté ovérte dostupnost

aktualizaci balickového manazeru pomoci ptikazu:
python -m pip install --upgrade pip

V pripadé neaktualni verze dojde k jeho automatické aktualizaci. Okno s prikazovym
radkem nezavirejte.

Nyni stahnéte predkompilované balicky z webové stranky: http://www.1lfd.
uci.edu/~gohlke/pythonlibs/. Pro 64bitovy Windows a Python 3.5.0 jsou to na-
sledujici balicky:

e numpy-1.13.34+mkl-cp35-cp3bm-win__amd64.whl,
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e scipy-0.19.1-cp35-cp3bm-win__amd64.whl,

e hbHpy-2.7.1-cp35-cp3bm-win_ amd64.whl.

Instalace nékterych balickti je podminéna pritomnosti distribuovatelnych sou-
casti Microsoft Visual C++ 2015. Stahnout Visual C++2015 lze z: https://www.
microsoft.com/en-us/download/details.aspx?7id=53587.

Nasledujicim krokem je instalace stazenych predkompilovanych balicki. V ote-
vieném okné prikazového radku zmeénte aktivni adresar na adresar obsahujici stazené

balicky pomoci prikazu:
cd \%CESTA_K_ADRESARI SE _STAZENYMI BALICKY\Y%.
Balicky postupné nainstalujte nasledujicimi prikazy:

pip install numpy-1.13.3+mkl-cp35-cp35m-win_amd64.whl,
pip install scipy-0.19.1-cp35-cp35m-win_amd64.whl,
pip install hbpy-2.7.1-cp35-cp3bm-win_amd64.whl.

Automaticky se nainstaluji i nékteré jiné balicky, které jsou nezbytné pro funké-
nost instalovanych balicki. Pokracujte v instalaci dalsich potfebnych balicki. V in-

stalaénim prikazu Tensorflow nesmite opomenout na specifikaci verze.

pip install tensorflow-gpu==1.4.0
pip install keras

pip install texttable

pip install pydot_ng

pip install matplotlib

pip install sklearn

C.3 Graphviz

Prvnim krokem zprovoznéni je samotna instalace vizualiza¢niho softwaru. Insta-
lator stdhnéte z adresy: http://www.graphviz.org/Download_windows.php. Po
dokoncené instalaci je nutné pridat adresu slozky bin softwaru Graphviz do sys-
témové proménné Path. Nastaveni proménného prostredi lze docilit stiskem klaves
Win+r, spusténim SystemPropertiesAdvanced.exe a naslednym stiskem klavesy p,
nebo kliknutim na tlac¢itko Proménné prost¥edi. V tabulce Systémové proménné
oznacte proménnou Path a zvolte Upravit. !Nepouzivejte moznost Nova. V pri-
padé duplicity jména proménné dojde ke smazani vsech soucasnych hod-
not dané proménné!, viz obr. C.4. Postup pridani nové hodnoty proménné Path

je schodny s obr. C.5.
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Spravné nastaveni je mozné ovérit zadanim nasledujictho prikazu do piikazové
radky:

dot -v

'Pti zméné systémovych proménnych je nutné spustit novou instanci pri-
kazového radku!

Proménné prostiedi X

Usivatelské proménné pro ugivatele Vojta

Proménna Hodnota

JAVA_HOME C\Program Files\Java'jdk1.8.0_60

1D2_HOME C:\Users\Vojta\AppData\LocalJDownloader v2.0

OneDrive C\Users\Vejta\OneDrive

Path SUSERPROFILE%\AppDsta\Local\Microsoft\WindowsApps;
TEMP USERPROFILE3S\AppDataiLocal\Temp

TMP %USERPROFILEZ:\AppData\Lecal Temp

Nov... Upravit... Odstranit

Systémové proménné

1

Proménna Hodnota 2

PATHEXT .COM;.EXE;.BAT;.CMD; .VBS; VBE; JS:..

PROCESSOR_ARCHITECTURE  AMDG4

PROCESSOR_IDENTIFIER AMDB4 Family 16 Model 5 Stepping 2, AuthenticAMD
PROCESSOR_LEVEL 16

PROCESSOR_REVISION 0502

PSModulePath CAWINDOWS svstem 32\ WindowsPowerShellw1.0\Modulest N

XNova:. Upravi.‘z Odstranit

Obr. C.4: Tabulky proménného prostfedi

Upravit preménnou prostiedi X
CAWINDOWS " 1 Nowy
CAWINDOWS\System32\Whbem
CAWINDOWS\System32\WindowsPowerShellvw 1.0 Upravit
C:A\Program Files\MiKTeX 2.9\ miktex\bin'odd',

Ch\Users\Vojta\.dnx\bin Prochézet...
C\Program Files\Microsoft DNX\Dnvm?,
C:A\Program Files\Microsoft SOL Server\1204Toels\Binn', Qdstranit

C:\Program Files (x86)\Windows Kits\8.1"Windows Performance To..
C\Program Files (x88)\NVIDIA CorporationPhysX\Common

CAWINDOWS\system32 Presunout nahoru
CAWINDOWS
CAWINDOWS\System32\Whem Pfesunout dold

CAWINDOWS\Systern32\WindowsPowerShellwl. 0t
C:h\Program Files\MATLAB\R2016atruntimewinBd
C:\Program Files\MATLAB\R2016a\bin Upravit text...
CA\Program Files\MATLAB\R2016a\polyspace\bin

CA\Program Files (x86)\Windows Kits\10\Windows Performance To...
C:A\Program Files\Microsoft SOL Server\130\Toels\Binn',

C:\Program Files\dotnet',

‘ C\Program Files (xEB)\GraphvlzZ.BE\bm| _ =

Zrusit

Obr. C.5: Hodnoty proménné Path

69


file://C:/Program
file://C:/Users/Vojta/AppData/Local/JDownloaderv2.0
file://C:/Users/Vojta/OneDrive
file://C:/Program
file://C:/Prog
file://C:/WINDOWS/svstem32/WindowsPowerSh
file://C:/Prograrn
file://C:/Prog
file://C:/Prograrn
file://C:/Prograrn
file://C:/Program
file://C:/WIND0WS/syiteiTi3Z
file://C:/WIND0WS
file://C:/Progra
file://C:/Progra
file://C:/Progra
file://C:/Progra
file://C:/Progra
file://C:/Prograrn

C.4 Instalace Nvidia softwaru

Pro spravnou funkcénost je vyzadovana graficka karta od firmy Nvidia s podporou
CUDA Compute Capability 3.0 a vyssi. Zda vase graficka karta ma tuto vlastnost
si lze ovérit na webu: https://developer.nvidia.com/cuda-gpus, nebo s pomoci
programu GPU-Z v zalozce Advanced — CUDA — Compute Capability, viz obr.C.6,
nebo pomoci jiného diagnostického nastroje.

C.4.1 CUDA Toolkit 8.0

Instalacni soubor aplikace lze stdhnout z nasledujich webovych stranek spole¢nosti
nVidia: https://developer.nvidia.com/cuda-80-ga2-download-archive. Je do-

porucené zvolit expresni moznost instalace, nebot je bezproblémova.

[ TechPowerUp GPU-Z 2.4.0 - x
Graphics Card  Sensors  Advanced  Validation wm =
—
CUDA ~
~
General
CUDA Device Name GeForce GT 740M
Compute Capability 3.5
Processor Count 2
Cores per Processor 192
GPU Clock Rate 1032.5 MHz
Memary Clock Rate 800.0 MHz
Memary Bus Width B4
L2 Cache Size 512 KB
Global Memaory Size 2048 MB
Async Engines 1
5P to DP Ratio 1:24
ECC Supported Mo
Using TCC Driver Mo
Compute Mode Default
Multi-GPU Board Mo (0] v
—_—

Obr. C.6: Kontrola verze Compute Capability

C.4.2 Knihovny cuDNN v6

Stazeni je podminéno vytvorenim nebo vlastnénim NVIDIA Developer Program
uctu. Knihovna je k dispozici po prihlaseni na nasledujici adrese: https://developer.
nvidia.com/rdp/cudnn-download. Stahnéte verzi cuDNN v6 pro CUDA8.0. Nevy-
zaduje instalaci, pouze je nutné stazeny archiv extrahovat a nasledné pridat cestu
k souboru cudnn64 6.d11 do systémové proménné Path. Postup je totozny jako
v ptipadé instalace softwaru Graphviz.
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C.4.3 Ovéreni spravnosti instalace CUDA a cuDNN
Spustte aplikaci Python a zadejte prikaz:
import tensorflow.

V pripadé tspésné instalace bude vypsana informace o tspéSném nacteni CUDA

knihoven, viz obr. C.7.

. Python 3.5 (64-bit) - [m] X

Python 3.5.8 (v3.5.8:374F501F4567, Sep 13 2015, ©2:27:37) [MSC v.1960 64 bit (AMD64)] on win32

Type "help”, “"copyright”, "credits” or "license” for more information.

»>>> import tensorflow

I c:\tf_jenkins\home\workspace\release-win\device\gpu\os\windows\tensorflow\stream executor\dso_loader.cc:135] successfully opened CUDA library cublas64 808.d11 locally
I c:\tf_jenkins\home\workspace\release-win\device\gpu\os\windows\tensorflow\stream_executor\dso_loader.cc:135] successfully opened CUDA library cudnn64_5.d1l locally
I c:\tf_jenkins\home\workspace\release-win\device\gpu\os\windows\tensorflow\stream_executor\dso_loader.cc:135] successfully opened CUDA library cufft64 80.d1l locally
I c:\tf_jenkins\home\workspace\release-win\device\gpu\os\windows\tensorflow\stream executor\dso_loader.cc:135] successfully opened CUDA library nvcuda.dll locally

I c:\tf_jenkins\home\workspace\release-win\device\gpu\os\windows\tensorflow\stream_executor\dso_loader.cc:135] successfully opened CUDA library curand64_88.d11 locally

2>

Obr. C.7: Kontrolni vypis nacteni CUDA knihoven

C.5 Trénovani a testovani navrzenych modelt

Nyni zbyva pouze nainstalovat MySQL server a nahrat prilozenou vicejazycénou da-
tabazi. Po zprovoznéni MySQL serveru jste tspésné dokoncili instalaci a nastaveni
vsech potiebnych soucasti pro spusténi trénovani a testovani navrzenych modeli pro
klasifikaci texti s vyuzitim knihovny KEX.

Spustte prikazovy radek a zménte aktivni adresar na adresar obsahujici knihovnu

KEX a navrzené modely neuronovych siti. Samotné spusténi provedte prikazem:

python run.py.
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experimenthew. py
model.py

run.py

—Multilang

config.json
configSqgl.json

datageneratoriew.

experimenthew. py
model.py
run.py

—512Characters

config.json
configSqgl.json
datageneratoriew.py
experimentNew. py
model.py

run.py

——Multilang

config.json
configSqgl.json
datageneratoriew.py
experimentNew. py
model.py

run.py
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