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Uvod

Tématem této diplomové prace jsou vybrané metody pro analyzu prerusova-
nych ¢asovych rad. Jedna se o specialni typ ¢asovych rad, v jejichz priibéhu doslo
k néjaké intervenci a pribéh casové fady se tak mohl ¢i nemusel zménit. Cilem
této diplomové prace je predstavit nékolik pristupi k této problematice a ukazat
analyzu prerusované casové rfady na realném prikladeé.

Struktura prace je rozdélena do dvou hlavnich ¢asti, kterymi jsou ¢ast teore-
tické a prakticka. Teoreticka ¢ast se vénuje tfem témattim, a to zékladnimu popisu
prerusovanych ¢asovych tfad, detailnimu predstaveni analyzy pomoci segmentové
regrese a nakonec ARIMA modelim. Zaméruje se také na situace, kdy se v ¢asové
fadé nachazi vice intervenci anebo kdy je potieba tyto intervence identifikovat.

Praktické ¢ast prace se zabyvéa analyzou realné prerusované casové rady, ktera
se tyka turazovosti déti v automobilech v Japonsku. Jako intervence je zde zkou-
méana zmeéna legislativy o détskych bezpec¢nostnich systémech v automobilech
a ciflem je analyzovat efekt této intervence. Pti analyze jsou aplikovany teoretické
pristupy a metody diskutované v teoretické ¢asti.

V obou hlavnich ¢astech této préace pristupujeme k analyze prerusovanych
casovych fad dvéma zptusoby. Zaprvé, pokud zname pfesny Cas intervence, a za-
druhé, pokud tuto informaci neméme k dispozici. P¥istup k analyze je v obou
pripadech odlisny, a proto je znalost ¢asu intervence potieba pfi analyze spravné

zohlednit.
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Kapitola 1
PreruSované casové rady

Prerusované casové tady se Tfadi mezi specidlni typ casovych tad, které se
vyuzivaji v odvétvich, jako napiiklad v medicing, biologii ¢i psychologii. Jsou
7OV jsilnéjsi kvazi i Alnf! pif hod { efektu in-
povazovany za nejsilnéjsi kvaziexperimentalni® pristup pro ohodnoceni etektu in
tervence v pribéhu casu. V této kapitole se zamérime na zakladni postup pfi
analyze prerusovanych casovych fad a na nejcastéjsi pristupy k této problema-
tice, jako je segmentova regrese a ARIMA modely. Ve stru¢nosti téz popiseme

dekompozici ¢asovych fad na jednotlivé slozky.

1.1. Uvod

Model prerusovanych ¢asovych fad vyuzivame v situaci, kdy méme k dispozici
data sledované v case, v jejichz prubéhu se v konkrétnim casovém bodé vyskytne
né&jaka intervence nebo zasah. Cilem zkoumani takovychto ¢asovych fad je analy-
zovat, zda méa tento zasah vliv na nésledujici pribéh rady. Jinymi slovy chceme
zjistit, zda a jak se zméni chovani zavisle proménné po nastani tohoto konkrétniho
zésahu. Jako ptiklad miizeme uvést sledovani poc¢tu pacienti s rakovinou plic za

rok pfed a po vydani zakazu koufeni ve vefejnych prostorech.

Kvaziexperiment je typ vyzkumu, ktery hleda kauzalni vztahy mezi proménnymi. Od kla-
sického experimentu se 1isi tim, Ze nevyzaduje randomizované rozdéleni do skupin.

11



Hypotetickou prerusovanou ¢asovou radu bychom mohli zapsat jako

Y, Y, Y ... Y Yin Yivo ... Y,

kdeY;, t =1,...,T,, predstavuje pozorovani ¢asové fady v ¢ase t, véetné hodnoty
Y; v konkrétnim case intervence.[15] Piiklad takové fady lze vidét na obrazku 1.1,
kde zname ¢asovy bod intervence (bod Y; vyznacen zelenou svislou ¢arou). Zde
bychom jiz od pohledu mohli odhadnout, Ze intervence méla na pribéh casové
rady vliv, jelikoz po jejim nastani zacaly hodnoty zavislé proménné viditelné

klesat. Na to, jak tento efekt ohodnotit, se zamérime v nasledujicich kapitolach.

)
e
=
-
b
»

zavisla proménna

0.6

Obrazek 1.1: Pferusovana Casova fada s vyznacenym Casem intervence (zelené)

1.2. Postup pri analyze prerusovanych ¢asovych rad

K analyze prerusovanych c¢asovych fad se musi pfistupovat velmi individualné,
jelikoz charakter kazdé casové fady muze byt jiny. D& se ovSem drzet nékolika

zékladnich kroku, které nyni popiseme. [1]

1) Identifikace intervence: Prerusované ¢asové fady vyzaduji jasné rozliseni

12



segmentil pred intervenci a po ni. Je tedy vhodné spravné definovat obdobi,
kdy intervence nastala. Muze se jednat jak o jednorédzovou udélost (napft.
vydani zakonu v konkrétni den) ¢ o prubéznou zménu (napf. zavieni Skol
v dobé covidu - zde je nutné znat presny zacatek a konec tohoto obdobi).
V nékterych situacich mize byt tato identifikace ponékud naroc¢na. Preru-
Sované Casové fady proto funguji nejlépe v situacich, kdy se po intervenci

(¢1 po néjakém obdobi od intervence) ocekava relativné rychla zména.

2) Volba modelu: Kli¢ovym krokem pii analyze ¢asovych fad je spravny vybér
modelu. Existuje nékolik moznosti, jak k analyze prerusovanych ¢asovych
fad pristupovat. Pri volbé modelu je nutné ovérit predpoklady pro pouziti

jednotlivych metod. Mezi zakladni a nejpouzivanéjsi pristupy patii:

e segmentova regrese

e ARIMA modely

Praisova-Winstenova metoda (zobecnéna metoda nejmensich ¢tverci)

restringovand metoda maximalni vérohodnosti (REML)

robustni piistupy k analyze prerusovanych ¢asovych rad

3) Odhad a interpretace parametri: Pro spravnou interpretaci vysledku je
u kazdého modelu tfeba odhadnout parametry, a ty nasledné interpretovat.

Zptsob odhadu se bude lisit na zakladé toho, jakou z metod pouzijeme.

4) Ohodnoceni efektu intervence: Stézejnim krokem analyzy prerusovanych
casovych Tad je ohodnotit, zda intervence méla na néasledujici pribéh ¢asové
fady vliv. V nasledujicich kapitolach popiSeme vyjadieni efektu intervence

pomoci segmentové regrese a ARIMA modeli.

5) Predikce: Jako posledni krok nas ¢asto zajimaji predikce hodnot zavisle pro-
ménné v budoucim ¢ase. To lze predikovat také u prerusovanych ¢asovych

fad na zakladé pouzitého modelu.

13



1.3. Dekompozice ¢asovych rad

Na tivod je také potieba uvést, ze ¢asova fada se mize skladat z nasledujicich

slozek:

trendova slozka T'ry

sezonni slozka S,

cyklicka slozka Cy

ndhodné slozka ¢;

V této souvislosti mluvime o dekompozici ¢asové tady, jelikoz ¢asovou rfadu mi-
zeme do téchto ctyr slozek rozlozit. Existuji dva zakladni zptsoby, a to aditivni

dekompozice, pii které jednotlivé slozky sc¢itame:

}/;:T'I"t—FSt—f—Ot‘l—Et, tzl,...,Tn,

a multiplikativni dekompozice, pti které slozky nasobime:

n:TTtXStXCtXEt, t:1,7Tn

Trendova slozka vyjadiuje dlouhodobé chovani c¢asové tady, tedy popisuje trend
v celé délce jejtho pribéhu. Sezénni slozka naopak popisuje periodické zmény
v Casové Tadé, které se v jejim prubéhu opakuji (po jednotlivych sezonach, jako
napt. tyden, mésic ¢i ¢tvrtleti). Cyklicka slozka vyjadiuje dlouhodobé kolisani
kolem trendu (po dobu delsi nez jeden rok) a nahodné slozka zachycuje vSechny
ostatni vlivy pusobici na ¢asovou fadu, které nejsme schopni nijak vyjadrit. [10]

U nahodné slozky pozadujeme tii zdkladni predpoklady, a to aby méla nulovou
stfedni hodnotu:

E(€t) :0, YVt = 1;---7Tn7

14



konstantni rozptyl:

var(e) = o2, Vt=1,..., Ty,

a aby byly jeji hodnoty vzajemné nekorelované:
cov(e;, €;) =0, Vi # j.

Pokud jsou tyto predpoklady splnény, nazyvame takovyto proces bily sSum. Ukazku

bilého Sumu muZzeme vidét na obrazku 1.2.

nahodna chyba

100

Cas

o4
[&)]
o

Obrazek 1.2: Priklad bilého Sumu
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Kapitola 2

Segmentova regrese

V této kapitole se zamétfime na jeden z nejpouzivanéjsich pristupi k preruso-
vanym ¢asovym fadam, kterym je analyza pomoci segmentové regrese. Kapitolu
rozdélime na dvé ¢asti na zédkladé toho, zda zname ¢asovy bod zlomu ¢i nikoliv.
V obou téchto ¢astech popiseme matematicky model a jeho interpretaci. Zamé-

fime se také na segmentovou regresi v softwaru R.

2.1. Segmentova regrese se znalosti casu intervence

Segmentova regrese je model, ktery popisuje zavislost vysvétlované proménné
na ¢ase pomoci po ¢astech linearni funkce. éasovy bod, ve kterém nastava in-
tervence, nazyvame bod zlomu (neboli change point). V této kapitole budeme
predpokladat, ze tento Casovy bod intervence je znamy. Cilem je pak prolozit
data na zakladé metody nejmensich ¢tverct, a to jak v ¢asti pred bodem zlomu,
tak po ném (tyto dvé ¢asti budeme nazyvat segmenty). Pfedpokladame tak line-

arni zavislost mezi vysvétlovanou proménnou a ¢asem v kazdém segmentu.

16



2.1.1. Model a odhad regresnich koeficientt

V modelu segmentové regrese se znalosti intervence se bude vyskytovat vzdy
jedna vysvétlovana/zavisla proménna a nasledujici t¥i vysvétlujici/nezavislé pro-

ménné:

e ¢ ...spojitd proménna vyjadiujici dobu (napf. dny, mésice, roky,...) uply-

nulou od pocétku sledovaného obdobi, nabyvajici hodnot 1,2,....,7T,,

e intervence . ..binadrni uméla proménna, kterd prirazuje ¢islo 0 pozorovanim
pred intervenci (tedy v ¢asech 1,...,T; — 1) a ¢islo 1 pozorovanim v ¢asech

T ..., T,

e cas od intervence . ..spojita proménna, ktera indikuje ¢as od nastani inter-
vence (pozorovanim pred bodem zlomu pfifazujeme 0, od bodu zlomu pak

1,2,... T, — T, + 1)

Pomoci takto zavedenych proménnych lze psat model segmentové regrese jako
Y, = u+ at + f X intervence; + v X cas od intervence; + € , (2.1)

kde Y; vyjadiuje hodnotu zavislé proménné v ¢ase t, koeficienty u, «, 8,y pred-
stavuji neznamé regresni koeficienty a ¢, chybovy ¢len, ktery zahrnuje variabilitu
nevysvétlenou modelem. I zde plati zakladni pfedpoklad linearni regrese, a tedy
ze chyby musi tvorit bily sum. [1, 6]

Model (2.1) muZzeme vyjadiit také pomoci maticového zapisu [25]:
Y = X3 +e€, (2.2)

kde

oY = (Y1,Ys,...,Yr) je vektor pozorovanych hodnot zéavisle proménné

v ¢asovych bodech 1,2,....T,
17



e 3= (u,a,B,7v) symbolizuje vektor regresnich koeficientii

e € = (€1,€9,...,€r,) predstavuje vektor nahodnych chyb vech pozorovani,

pro ktery plati E(€)=0 a var(e)=c*I

e matice X vypada nasledovné:

1 7; 1 1
1T;+11 2

1 T, 1T,-T,+1

Priklad dat se vSemi vySe zminénymi proménnymi by mohl vypadat nésle-
dovné (tuénym pismem je vyznacen ¢asovy bod, ve kterém nastala intervence,

tedy bod zlomu):

t Y: intervence cas od intervence
85 28,09 0 0
86 30,61 0 0
87 29,52 0 0
88 27,67 0 0
89 24,58 1 1
90 24,01 1 2
91 21,76 1 3
92 2785 1 4
93 28,32 1 5

Odhad koeficientti 8 v regresnim modelu (2.2) provedeme na zakladé metody

nejmensich ¢tverct [9] pomoci vzorce
B=(X'X)'X'Y,

18



kde X a'Y predstavuji matici a vektor popsané vyse. Lze odvodit stfedni hodnotu

tohoto odhadu
EB) = E(X'X)"'X'Y) = (X'X)"'X'E(Y) = (X'X)"'X'X8 =3
a také jeho varian¢ni matici
var(B) = var((X'X) "' X'Y) = (X' X) "' X'[var(Y)] X (X' X))~

= (X'X)"' X' X(X'X) ' =c*(X'X)".
P1i téchto apravach jsme vyuzili toho, Ze pro stfedni hodnotu vektoru Y plati
nasledujici

EY)=E(XB+e€)=XpB+ E(e) = X
a pro varian¢ni matici vektoru Y plati vztah
var(Y') = var(X 3 + €) = var(e) = o*I.

Po odhadnuti vektoru 8 mizeme vypocitat také o¢ekavanou hodnotu v kon-
krétnim case Ty a poté jeji interval spolehlivosti. Pro oc¢ekavanou hodnotu ?E)

v ¢ase Ty za predpokladu normality ndhodnych chyb plati
Yo = wolg ~ Ny (wolﬁ 02wol(X,X)_lfU0),

kde vektor &g zavisi na tom, v jakém segmentu se cas T nachazi:

(]., Ty, 0, 0)/ pokud Ty < T;
(1, T(), 1,T0 - T‘z + 1)/ pokud T() Z T;

g =

Na zékladé vyse odvozeného bodového odhadu a jeho rozptylu lze vypocitat

meze 100(1—a)% intervalu spolehlivosti pro E(Yp) jako

-~

xo'B+u(l— %)J\/wg’(X’X)*la:o,
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kde piedpokladame, Ze je parametr o2 znamy a u(l — 5) predstavuje hodnotu

2 neznamy, pracujeme

kvantilu normélniho rozdéleni. Pokud by byl parametr o
misto normalniho rozdéleni se Studentovym t-rozdé€lenim a meze intervalu spo-

lehlivosti by byly nésledujici:

2o'B+ b a(1— %)8\/w0’(X’X)—1:1:0.

Odhad parametru o? provadime na zakladé rezidudlniho vektoru e = Y — Y

pomoci vztahu
., ¢€e
n—4’
kde n predstavuje poc¢et méreni. Pokud bychom za cas Ty dosazovali rizné hod-
noty, vznikne pii spojité se ménicim case tzv. pas spolehlivosti kolem regresni
piimky. Nelze tvrdit, zZe tento pés spolehlivosti pokryva celou regresni piimku,
jelikoz uvedena spolehlivost 1 — «v plati pro kazdy vybrany ¢as zvlast. [5]
Nakonec zavedme také predpovédni interval, ktery predstavuje interval spo-
lehlivosti pro budouci hodnotu Y, v ¢ase Ty, kde Ty > T,,. Predikovana budouci
hodnota SA/O vychazi z odhadnutého modelu a ziskdme ji opét jako ?0 = xo B
Meze 100(1—a)% predpovédniho intervalu se zndmym parametrem o2 vypodi-

tame pomoci vztahu

~

2o'B + u(l — %)0\/1 4o (X' X)L,

V pripadé neznamého o bychom opét kvantil normalniho rozdéleni nahradili kvan-

tilem Studentova t-rozdéleni a neznamé o jeho odhadem.

2.1.2. Interpretace regresnich koeficientt a efektu intervence

Nejprve je tfeba si uvédomit, Ze intervence mize mit na casovou radu dva
rizné typy efekti. Prvnim je okamzity ucinek (neboli skokova zména v Case)

a druhym dlouhodoby u¢inek (zména ve smérnici obou segmentt). Pro pieruso-
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vanou ¢asovou Tadu proto muzou nastat nésledujici ¢tyti zakladni situace, které

jsou vyobrazené na obrazcich 2.1(a) az 2.1(d):

e pouze okamzity ucinek
e pouze dlouhodoby ucinek
e okamzity i dlouhodoby uc¢inek

o

e 7adny ucinek

= Policy Poli
o 2 intervention 5 i
SE o 2 intervention
& E S 2
o 35 o £
Qo 'g 2
= g = c
G S
T, Tio Ty Time Ty Tio Ty Time
(a) Pouze okamZity tc¢inek intervence (b) Pouze dlouhodoby aéinek intervence
c Policy c Policy
o =] intervention o '.9.. intervention
ga g8
o E o E
a 5 2 S
2 2 -
T -
T, Tio T,y Time T, 10 T Time
(¢) Okamzity i dlouhodoby ucinek intervence (d) Zadny u¢inek intervence

Obrazek 2.1: Mozné efekty intervence, zdroj: [6]

Nyni jiz lze interpretovat regresni koeficienty vyse zminéného modelu (2.1).
Pro lepsi interpretaci vSak tento model nyni vyjadiime pomoci indikatorovych

proménnych. Ty rozlisuji, zda se nachazime v segmentu pfed bodem zlomu 7;
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(tedy I(t > T;) = 0) nebo v segmentu za nim (tedy I(t > T;) = 1):

Vi=pt+at+BxIt2T)+y(t-T)xIt=2T) +e, t=1,....T,. (2.3)

Tento model miizeme rozepsat pro tii situace, a to pro primku pred intervenci,
po intervenci a pro bod v ¢ase intervence. V prvnim segmentu, tedy v ¢asti pred

intervenci, bude platit predpis

Yi=p+at+e, t=1,....T;, — 1.

Koeficienty p a o v prvnim segmentu interpretujeme stejné jako koeficienty za-
kladniho linedrniho modelu. Absolutni ¢len i odhaduje hodnotu zéavisle proménné
v Casovém bodé 0 a koeficient « ik, o kolik se v priméru zméni hodnota zavisle

promeénné pii jednotkové zméné ¢asu. Pro primku druhého segmentu plati predpis

Yi=ptat+B+(t-T)+e, t=T,....T, (2.4)

kde koeficient  vyjadiuje okamzity ucinek, tedy rozdil funkénich hodnot dvou
piimek v ¢ase intervence. Pokud bude koeficient [ nulovy, okamzity tcinek se
nebude vyskytovat a graf bude spojity (ptjde o situaci na obréazcich 2.1(b) nebo
2.1(d)). Jestlize bude nenulovy, bude vyjadfovat velikost skoku v ¢ase T;. Graf
funkce muze mit v kazdém bodé samoziejmé pouze jednu funkéni hodnotu, kterou

bude v ¢ase T; hodnota dosazena do primky druhého segmentu:

Yr, = p+ B+ ali +er,.

Tuto hodnotu bychom mohli nazvat absolutnim ¢lenem druhé primky, jelikoz pro
druhy segment je pocatecni (neboli nulovou) hodnotou praveé cas T;.
V predpisu pfimky pro druhy segment (2.4) se vyskytuje také koeficient ~,

ktery vyjadiuje dlouhodoby ti¢inek, neboli o kolik se lisi smérnice piimky v druhé
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¢asti oproti smérnici pfimky prvni ¢asti. Pokud bychom chtéli vyjadrit sklon
primky v druhém segmentu, vypocitame jej jako soucet koeficienti (a+7), k ¢e-
muz dojdeme pomoci nésledujiciho odvozeni. Predpis druhé piimky (2.4) upra-
vime

Vi=pu+al+T,-T)+B+vt—-T) +e, t=T,...,T,,

a nasledné preusporadame prvni zavorku
Vi=p+ta(li+t—T)+ B8+t —T) +e, t=T,..., T,
Po roznésobeni a preusporddani pak dostavame
Yi=p+ali+ 0+ (a+y)x(t—T)+e, t=T,...,T,,

z ¢ehoz muzeme vy¢ist, ze soucet (a+ ) vyjadiuje smérnici druhé piimky. Opét
vidime, Ze jeji absolutni ¢len v ¢ase T; je (u+ oT; + ). |6]

Efekt intervence se tedy dé vyjadfit pomoci regresnich koeficientt. Dalsi zpii-
sob posouzeni efektu intervence spociva v porovnani predikované funkéni hodnoty
segmentové regrese s hodnotou, kterou bychom predikovali v situaci, kdyby zadna
intervence nenastala.[15] Je tedy potieba predikovat budouci hodnoty pro pfimku
prvniho segmentu, a ty nasledné srovnat s odhadnutou hodnotou segmentové re-
grese v druhém segmentu. Porovnéni lze provést absolutné nebo relativné, a to
v jakémkoliv ¢asovém bodé po intervenci. Zalezi na tom, zda chceme zjistit roz-
dil tésné po intervenci ¢i ve vzdalenéjsim casovém indexu. [23]. Absolutni efekt

intervence vypocitame jako rozdil

Yv(s intervenci) Yv(bez intervence)

a relativni zménu bychom vyjadrili nasledovné
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Yv(s intervenci) — }/(bez intervence)

Yv(bez intervence)

2.1.3. Test existence bodu zlomu

V situaci, kdy mame odhadnuté parametry pro ptimky v obou segmentech, je
vhodné otestovat, zda ma viibec takto slozity model smysl. Nékdy totiz intervence
nemusi mit na prubéh ¢asové fady vyznamny vliv, a je potom lepsi pouzit pouze
jednoduchy model linearni regrese (jednu piimku pro celou ¢asovou radu). Pro
toto otestovani slouzi Chowuv test, ktery je zalozeny na principu F-statistiky.
Testujeme, zda by nebylo lepsi prejit k jednodussimu modelu s méné koeficienty,
tzv. podmodelu, ¢i zda je vhodné data prolozit dvéma primkami na zakladé seg-

mentové regrese. Hypotézy formulujeme nasledovné:

Hy: model pred a po intervenci je stejny (jedna regresni piimka pro celou
¢asovou fadu)

H 4: model po intervenci je jiny nez pred intervenci (dvé regresni piimky).

P1i vypoctu testové statistiky vyuzijeme rezidualni soucty ¢tverciu, které zis-
kame sec¢tenim druhych mocnin rezidui. Potfebujeme reziduélni soucet pro celko-
vou pifmku podmodelu (oznac¢ime RSS,.) a také rezidualni soucty pro jednotlivé
primky obou segmenti zvlast (oznac¢ime RSS; a RSS,). Testovou statistiku pak
vypocitame jako

(RSS. — (RSS; + RSSy))/k
(RSS, + RSSs)/(n — 2k)

F =

kde k je pocet parametri v modelu pted intervenci (k = 2) a n celkovy pocet bodu
casové Tady. Testova statistika se za platnosti nulové hypotézy 1idi F-rozdélenim
o (k,n — 2k) stupnich volnosti. S (1 — §) kvantilem tohoto rozdéleni srovname
vyslednou hodnotu F-statistiky a na hladiné vyznamnosti a rozhodneme o za-

mitnuti ¢i nezamitnuti nulové hypotézy.
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2.1.4. Predpoklady a tskali segmentové regrese

Jak jiz bylo zminéno, pro jakoukoliv analyzu prerusovanych casovych fad je
potieba dostatecné velké mnozstvi dat. To plati také pfi pouziti segmentové re-
grese, kde je vhodné mit dostatek pozorovani ve vSech segmentech casové tady,
tedy pred i po intervenci (neexistuji vSak zadné konkrétni limity pro jejich pocet).
Kvalitu regrese totiz neovliviiuje pouze mnozstvi dat, ale také dalsi faktory. Mezi
né patii napriklad variabilita v datech, rozdéleni pravdépodobnosti pro data pred
a po intervenci ¢i vyskyt sezonnosti.

Dalsi vhodnou podminkou pro analyzu ¢asovych fad pomoci segmentové re-
grese je presna znalost nastani intervence. To miize byt povazovano za tuskali
tohoto pristupu, jelikoz v nékterych situacich si o presném casu intervence ne-
musime byt jisti. S takovou situaci si v softwaru R umi poradit napt. knihovna
segmented, které se budeme podrobnéji vénovat v kapitole 2.2.

Jako posledni omezeni lze uvést fakt, ze vSechny segmenty casové fady pro-
kladame pouze linearnim trendem (nékteré slozitéjsi situace by mohly vyzadovat
jiny nez linearni model). Analyzu pomoci segmentové regrese tedy muzeme po-
psat jako jednoduchy a ucinny piistup k prerusovanym casovym radéam, ktery

v8ak ma nékolik omezeni. |1, 23|

2.1.5. PrerusSované casové rady s vice intervencemi

Casto se mitzeme setkat také se situac, kdy se béhem jedné ¢asové rady vy-
skytne vice nez jedna intervence. Muze se jednat napiiklad o situaci, kdy nas
zajima efekt opatieni zavedenych v riznych ¢asovych bodech. Déle se miize jed-
nat o ptripad, kdy je intervence zavedena a pozdé&ji zrusena, pricemz v obou téchto
casovych bodech nas zajimé ucinek intervence na pribéh casové rady.

Model pro segmentovou regresi se dvéma intervencemi 7;, a T;,, kde T;, < Tj,,

zapiSseme pomoci binarnich proménnych intervencel a intervence2 jako
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Y, = p+ at + B X intervencel; + v X cas od intervencel; + 1 X intervence2; +

¢ X cas od intervence2; + €, t =1,...,T,,
kde
» 1 prot=1;,...,T;, — 1
intervencel =
0 jinak,

, 1 prot=1,,...,1T,
intervence2 =
0 jinak.
V modelu mame nyni dva nové koeficienty ¢ a ¢, které odpovidaji druhému
bodu intervence. Interpretace koeficientt je analogickd jako u modelu s jednim
bodem zlomu (viz kapitola 2.1.2). Takto popsany model bychom mohli zobecnit na

jakykoliv vétsi pocet bodi intervence, coz uz by ale vyzadovalo pomérné dlouhou

¢asovou fadu s dostatetnym mnozstvim dat. |14, 16]

2.2. Segmentova regrese bez znalosti ¢Casu intervence

Tato kapitola bude vénovana podobné problematice jako doposud, a to ana-
lyze prerusovanych ¢asovych fad s intervenci pomoci segmentové regrese. Nyni
ale budeme predpokladat situaci, ve které sice vime, ze béhem urcitého ¢asového
obdobi intervence nastala, nevime ovsem kdy presné. Doposud jsme znalost pfes-
ného casového bodu intervence pii analyze predpokladali, nyni se zamérime na
jeho detekci. Tato situace odpovida balicku segmented v softwaru R, jehoz algo-

ritmus v této kapitole popiSeme. Cela tato kapitola vychazi ze zdroju [4, 16, 17].

2.2.1. Model a detekce intervence

Pro modelovani segmentové regrese bez znalosti ¢asu intervence zavedeme na-

sledujici reparametrizaci vztahu mezi zavisle a nezavisle proménnou (v naSem

26



ptipadé ¢as t). Budeme modelovat stfedni hodnotu zavisle proménné E(Y') v za-

vislosti na ¢ase t pomoci nésledujictho nelinearniho vztahu:
ptat+yt—=T)xIt>T), t=1,...,T,. (2.5)

Symbol T; zde oznacuje hledany bod zlomu a I (¢t > T;) opét symbolizuje indikéto-
rovou proménnou, ktera rozlisuje, ve kterém segmentu casové rady se nachazime.
Jedna se o nelinedrni model, jelikoz po roznasobeni dostavame v modelu soucin
dvou neznamych koeficientt v a 7.
Zapis pro indikdtorovou proménnou nyni zjednodusme pomoci symbolu -+,
tedy misto (¢t — T;) x I(t > T;) nyni budeme psat (¢t — T;)4, pro které plati
(t —T;) pokud t > T,

(t =Ty = B
0 jinak.

Model (2.5) tedy muZzeme piepsat jako
ptat+yt—T),, t=1,...,Th. (2.6)

Dale se v modelu vyskytuje neznamy koeficient «, ktery symbolizuje velikost
sklonu pfimky v prvnim segmentu a koeficient v, ktery zna¢i zménu sklonu primky
druhého segmentu oproti smérnici pfimky prvniho segmentu. Smérnici druhé
primky ziskdme opét sec¢tenim (a + ), jako tomu bylo pii znalosti intervence.
V tomto modelu se vSak nevyskytuje koeficient [3, jelikoz knihovna segmented
neumoznuje hodnoceni okamzitého efektu, tudiz pujde vzdy o spojitou lomenou
primku (pfimky na sebe budou v bodé intervence navazovat).

Cast (t —T;);+ v modelu (2.6) lze dale aproximovat pomoci Taylorova rozvoje

A s U : 0) .
prvniho fadu kolem pocate¢niho ¢asu intervence Ti( ) jako

(t—=T)y =t =Ty + (T, = T (=1t > TV)),

)
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kde (—I(t > TZ»(O)) vyjadiuje prvni derivaci vyrazu (t — T;)4 v bodé T2, jelikoz

1

a((t-1).)

9T (0 = —1xI(t> Ti(o)).

Tuto upravu pomoci Taylorova rozvoje miizeme zpétné dosadit do ptivodné neli-
nearniho modelu (2.6), ¢imz dostaneme model, ktery bude linearni v parametrech,
jelikoz se zde jiz nevyskytuje sou¢in neznamych koeficientu (Ti(o) zde povazujeme

za znamou poc¢atecni hodnotu):

ptoat+yt—T, —6xI1(t>T"), t=1,...,T,.

7

Nyni méme vSe pripravené pro detekci bodu zlomu, ktera bude probihat pomoci

nésledujiciho itera¢niho algoritmu [16]:

1. V kazdém kroku s+ 1, s =0,1,..., dosadime bod Ti(s) do modelu

ptat+y(t =T+ (=1t > ) (2.7)

)

s tim, ze pro prvni krok potfebujeme zadat pocatecni cas Ti(o). Ten zvolime
bud na zékladé odhadu (v nékterych piipadech muZzeme tusit, kde inter-
vence piiblizné nastala) nebo zvolime po¢atecni bod zlomu v prostfednim
bodé ¢asové rady.

2. Neznamé koeficienty tohoto modelu odhadneme pomoci metody nejmensich

o~
~

¢tvercu, ¢imz ziskame odhady 11, @, 7 a 4.

3. Nyni se pokusime zlepsit odhad bodu zlomu na zakladé vyse odhadnutych
koeficientti. Pokud si rozepiSseme predpisy piimek pro oba segmenty v s-tém

kroku podle vzorce (2.7), dostavame

pred intervenci: u+at, t=1,... ,Ti(s) -1,
po intervenci: p + at + y(t — TZ-(S)) -0, t= Ti(s), T
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” ) ) . . U +1
Primky dédme nyni do rovnosti a za ¢as t dosadime cas intervence T,L»(s ),

ktery budeme chtit vyjadrit. Dostdvame
1+ aTi(SH) =t aTi(SH) 4 7(Ti(sﬂ) B Tz'(s)) _5

VT =1 46

Nakonec vyjadiime Ti(SH) a za koeficienty ¢ a v dosadime jejich odhady:

st _ pls) +

K3 K3

)| =)

4. Opakujeme kroky 1. — 3. az do nastéani konvergence. Za zastavovaci krité-
rium zde povazujeme to, kdyZ je intervence v kroku (s+1) téméf shodna
s intervenci v s-tém kroku, tedy § ~ 0. Pro nalezeny bod zlomu nakonec

mizeme psét T; = T,°.

Pro odhadnuté 7} lze dale vypoitat standardnf chybu SE(T;) pomoci lincarni
aproximace podilu odhadii koeficientit 6 a 7 (tzv. Delta metoda) [16]. M&jme
vektor odhadii parametrii (3,7)’ a jejich varianéni matici. Odhad varianénf matice

jejich podilu provedeme nésledovné

(0N _ (263 06 . (T, (26/) 96/
Var(?)_< o5 07 )x (ﬁ)x< a5 07 )

Vypocitame parcialni derivace a rozepiseme varian¢éni strukturu

19 var(d) cov(d,7) 1 5\
=) =5 X ~ X = = | -

T cov(7,9) var(y) v

Po roznasobeni dostavame

| A N DU LI
ﬁvar(é) + /WT?’COV(% J) + ﬁcov(é, 3) + ,quar(’y),
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A~

coz nakonec upravime a pro ziskani SE(T;) odmocnime a dostaneme

S5 - \/ ar(d) +26/3) eov(3,3) + (3/3)° var(5)
Y
Na zéakladé tohoto vypoctu lze za piedpokladu normality definovat 95% interval

spolehlivosti pro bod zlomu jako
(T, = 1.96 x SE(T;) , T, + 1.96 x SE(T})).

Alternativni pristup k detekci intervence

Druhy zptisob, jak nalézt v casové fadé bod zlomu, je s vyuzitim F-testu, ktery
jsme zminili jiz v kapitole o testu existence bodu zlomu, viz 2.1.3. Nyni jej pou-
zijeme k nalezeni bodu intervence, a to tak, ze v kazdém bodé (kromé nékolika
krajnich bodi) vypocitame hodnotu této F-statistiky a najdeme ten ¢asovy bod,
ve kterém bude testové statistika nejvétsi. Tato hodnota totiz bude nejvice odpo-
vidat alternativni hypotéze, a tedy se tam bude nejpravdépodobnéji vyskytovat
nejveétsi zména v trendu. Podrobnéji tento piistup popiSeme v praktické ¢asti pii

analyze realné casové fady. [24]

2.2.2. Model s vice intervencemi

Opét se zamérime také na situaci, kdy se v ¢asové radé vyskytuje vice nez
jedna intervence s tim, ze nevime, v jakych ¢asovych bodech. Vyjdeme z modelu

(2.6), ktery zobecnime na piipad K bodi zlomu 7, ... T,

ir-

K

ptat+ )yt =T, (2.8)
k=1

Parametr a v modelu vyjadiuje sklon primky v segmentu ¢t < T;, a koeficienty

Ve, k = 1,..., K, symbolizuji zménu sklonu mezi segmenty pied a za k-tym
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bodem zlomu 7}, . Pro kazdy segment 7}, , <t <T; lze dopocitat také velikost

i 1* 41
sklonu pomoci souctu a + S°F 4. [4]

P1i detekei bodi zlomu miizeme v softwaru R opét vyuzit knihovnu segmented,
ktera umi pracovat i s vice nez jednou intervenci. Algoritmus je zaloZen na stejném
principu jako pfi jedné intervenci (viz 2.2.1), pouze s tim rozdilem, Ze v kazdém

kroku odhadujeme vice parametri, a to p, o, v, 0 prok=1,..., K.

2.2.3. Test dlouhodobého G¢éinku intervence

Pokud hledame bod zlomu, je také dobré otestovat, zda se v casové fadé vii-
bec néjaka intervence vyskytuje. S ohledem na podkapitolu 2.2.1 se zamérime na
zminény model (2.6), konkrétné na koeficient v, ktery vyjadiuje zménu sklonu
piimky druhého segmentu oproti pfimce prvniho segmentu. Pokud by se v ¢a-
sové fadé zadny bod zlomu nevyskytoval, byl by koeficient + roven nule. Nulovéa

a alternativni hypotéza pro otestovani existence T; tedy bude nasledujici:

Hy:v=0
HA’)/#O

Vzhledem k nedostatku znalosti o rozdéleni pravdépodobnosti za predpokladu
nulové hypotézy, nelze k otestovani hypotézy pouzit klasické statistické testy.
Jednou z moznosti, ktera je vyuziviana také v knihovné segmented, je Daviestv
test (v R davies.test).[4] Jedna se o asymptoticky test, ktery pro K pevné
zvolenych bodu zlomu T;, < T, < --- <T;, napocita K hodnot Waldovy testové
statistiky pro v jako

4
) = sy

Tyto hodnoty {S(T;,) }x=1,. x maji pro pevné T,

ik

standardizované normalni roz-

déleni. S vyuzitim téchto testovych statistik vypocita p-hodnotu na zakladé vzorce

p-hodnota ~ ®(—M) + Vexp(—M?/2)(87)~1/?,
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kde ®(.) symbolizuje standardizované normalni rozdéleni, M = max{S(T;,) } k=1, i
znaci maximum hodnot testové statistiky a V' oznacuje celkovy rozptyl hodnot
{S(Ti) ba=r,. i [17]

Je nutné poznamenat, ze Daviesiiv test je vhodny nastroj pro otestovani exis-
tence bodu zlomt, ale neni dobré jej pouzivat pro uréeni poc¢tu bodu zlomu. Na

tuto problematiku se zamérime v nésledujici podkapitole.

2.2.4. Identifikace poc¢tu boda zlomu

K identifikaci toho, kolik bodu zlomu se v Casové fadé vyskytuje, muzeme
vyuzit dva pfistupy - vybér modelu pomoci informac¢nich kritérii nebo sekvenéni

testovani hypotéz.

Informacni kritéria: Informacni kritéria slouzi k porovnani rtiznych modela.
Lze pouzit napiiklad Akaikeho informacni kritérium (AIC) ¢ Bayesovské infor-
macni kritérium (BIC), pro néz plati, ¢im mensi hodnota, tim lepsi model. [5]
Za nasim tcelem vytvorime modely s riznym poc¢tem bodu zlomu a na zakladé
téchto kritérii poté vybereme ten nejlepsi. Tento vybér modelu nam pak urci, ko-
lik intervenci se v ¢asové fadé vyskytuje. Kritérium AIC odpovida nésledujicimu

vztahu

AIC = —2 In(L) + 2, (2.9)

kde L oznacuje maximalni hodnotu vérohodnostni funkce modelu a s znaci pocet
odhadovanych parametri v modelu. Druhou moznosti je kritérium BIC, které

silnéji penalizuje pocet parametri v modelu a vypocitame jej nasledovné

BIC = -2 1n(L) + s In(n).

Sekvencni testovani hypotéz: Sekvencni testovani hypotéz spociva na po-
dobném principu. Postupné vyzkousime ritzné pocty boda zlomu a testujeme

hypotézy pomoci vyse zminéného Daviesova testu.
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Zactneme hypotézou s jednim bodem zlomu, kterd vypada nasledovné:

Ho’yl:O(K:O)
HA’717£O<K>1)

Pokud hypotézu na zakladé Daviesova testu zamitneme (p-hodnota bude mensi

nez hladina vyznamnosti 0.05), zvysime K o jedna a pokrac¢ujeme v testovani:

H()’)/QZO(K:].)
HA’YQ#O(K>2)

Takto pokracujeme v postupném zvysovani K a testovani, dokud nedojdeme k ne-
zamitnuti nulové hypotézy. Na zakladé toho rozhodneme o vhodném pocétu bodu

zlomu v Casové fadé. [4]
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Kapitola 3

ARIMA modely

V této kapitole se zamérime na teorii zvanou Boxova-Jenkinsova metodologie,
ktera zahrnuje modely MA (modely klouzavych sou¢ti), modely AR (autore-
gresni modely), smiSené modely ARMA a na zavér integrované modely ARIMA.
Jedné se o hojné vyuzivané stochastické modely, pomoci kterych lze modelovat
jak trendovou slozku, tak i sezénni slozku. VSechny vySe zminéné modely po-
stupné popiSeme. Nejprve se ale zamérime na pojmy, bez kterych se tato kapitola

neobejde, a to jsou stacionarita a autokorelace.

3.1. Stacionarita

Pro analyzu ¢asovych fad pomoci Boxovy-Jenkinsovy metodologie potiebu-
jeme predpokladat, Ze je ¢asova fada stacionarni. To jednoduse fe¢eno znamena,
7e je Casova fada neménné v Case a nevyskytuje se v jejim prubéhu zadny vyrazny

trend ani sezénnost.

3.1.1. Typy stacionarity

Rozlisujeme dva typy stacionarity, a to slabou a silnou stacionaritu. Aby byl

proces slabé stacionarni, musi spliovat néasledujici vlastnosti:
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mé konstantni stfedni hodnotu, tj. E(Y;) = p pro kazdy ¢asovy okamzik ¢
m4 konstantni rozptyl, tj. var(Y;) = o2 pro kazdy casovy bod ¢

korelace mezi dvéma body casové fady zavisi pouze na tom, jak daleko jsou
od sebe tyto body vzdalené, nikoliv na tom, kde se v ¢asové fadé nachéazeji,
tj. cor(Y;, Yy s)=cor(Y,,Y,.s) pro jakékoliv ¢asové body t a r a jakoukoliv

vzdalenost s.

stacionarni proces si klade prisnéjsi podminky, jelikoz navic predpokladé,

sdruzené rozdéleni pravdépodobnosti kazdé mnoziny veli¢in {Y;,, ..., Yy, } je
stejné jako sdruzené rozdéleni mnoziny nahodnych velicin {Y;, 15, ..., Yy, 45}
posunuté o néjaky ¢asovy okamzik s. Jinak feceno musi platit rovnost na-

sledujicich pravdépodobnosti:
P(}/;fl S Cl)"'a}/tk S Ck‘) = P(El—i-s S Cla"'a}/;fk-i-s S Ck‘)

pro jakékoliv ¢asové body t4, ..., 1, jakykoliv posun s a pro jakékoliv realna

¢isla cq, ..., cp.

Pr1i analyze prerusovanych ¢asovych rad bude stacit predpoklad slabé stacionar-

niho procesu. Stacionaritou budeme dale v textu rozumét slabou stacionaritu.

10, 21]

3.1.2. Diferencovani c¢asové rady

V praxi ¢asto narazime na casové Fady, které stacionarni nebudou (v nasi

situaci nejspiSe prerusované Casové fady s velkym bodem zlomu). I s takovymi

radami se da v Boxové-Jenkinsové metodologii pracovat, jelikoz vétSinu ¢asovych

fad dokdZzeme na stacionarni procesy pievést. To se nejcastéji provadi pomoci
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diferencovani procesu, coz znamena, ze se misto pivodnich hodnot casové rady

zaméfime na rozdily po sobé jdoucich pozorovani:
!
Y=Y, =Y, 1, t=2,...,T,.

Casova fada diferenci prvniho fadu tedy bude mit (n — 1) sloZek, konkrétné
Y, Y5, ... Y, [10]
V nékterych pripadech, kdy prvni diferencovani ke stacionarité nepomize, 1ze

fadu prevést na fadu druhych diferenci:

V=Y -V
— (Y~ Vi)~ (Yot — Yiio) (3.1)
:)/;_2-}/;71+‘}/;727 t:37-"7Tn?

ktera bude obsahovat (n — 2) slozek, a to Y3, Y/, ..., Y7 .

3.2. Autokorelace

Pozorovani casové fady muzou byt ¢asto korelovany s pozorovanimi v pfedcho-
zich ¢asovych bodech. Tuto zavislost nelze mérit pomoci klasické korelace, jelikoz
ta méri linearni vztah mezi dvéma proménnymi. Budeme ji mérit pomoci autoko-
relace, ktera vyjadruje linedrni vztah mezi zpozdénymi hodnotami stejné casové
rady. Jinymi slovy se jedna o zavislost mezi nahodnymi slozkami jedné proménné
v Case. V této kapitole déle popiSeme pojem autokorela¢ni funkce a parcialni

autokorelacni funkce.

3.2.1. Autokorelac¢ni funkce

P1i tvorbé autokorela¢ni funkce (neboli ACF z anglického AutoCorrelation

Function) musime pfedpokladat, Ze je ¢asova fada stacionarni. Autokorelaéni
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funkci pak definujeme pomoci korela¢niho koeficientu mezi dvéma hodnotami

téze Casové rady:

cov(Yy, Yy k)

———, k=...,-1,0,1,...
Var(Yt) ) ’ [ B

pr = cor(Y;, Y, ) =

Kovarianci a rozptyl ve vzorci odhadujeme nasledovné:

— 1 — — _
V(Y Yig) == Y (Vi -Y)(Yir - Y),
t=k+1

@) = S (- VP,

kde Y odpovida vybérovému priméru:

Y =

3|

Sn
t=1

Index £ ve vzorcich vyjadiuje, o kolik zpozdénych ¢asovych bodi se méame po-
sunout a vypo¢itat pak korelaci (nebo kovarianci) a n zna¢i délku ¢asové rady.
Napiiklad p;=cor(Y;, Y, 1) vyjadiuje korelaci mezi dvéma po sobé jdoucimi hod-
notami (bez ohledu na to, kde se v ¢asové Ffadé nachéazeji), kterou nazyvame jako
autokorelace 1. radu. ps uz vyjadiuje autokorelaci 2. fadu, kdy nas zajimé, zda
spolu souvisi také hodnoty zpozdéné o 2 ¢asové obdobi, tedy cor(Y;, Y;_2). Takto
bychom mohli vypocitat autokorelaci jakéhokoliv fadu, coz miizeme graficky zna-
zornit pomoci tzv. korelogramu, viz obrazek 3.1. Na osu x nanasime zpozdéni k
(anglicky lag) a pro kazdé k odhadneme autokorelaci py, ktera nabyva hodnot
mezi —1 a 1. Pro £ = 0 bude vzdy platit, ze pg = 1, jelikoz se jedna o korelaci
dvou stejnych ¢asovych bodu, tj. pg = cor(Y;, Y;) = 1. Protoze se jedna o sudou
funkci, staci korelogram vykreslovat pouze v pravé ¢asti grafu, tedy pro k£ > 0.
3, 15]

Na obrazku 3.1 lze vidét také modrou hranici pro statisticky vyznamné auto-
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korelace, ktera se vypocita jako +2/4/n, kde n vyjadiuje délku ¢asové rady. Kazdy

odhadnuty autokorela¢ni koeficient p;, mé asymptotické normalni rozdélent:

N 4
P~ N (Pk: —>-
n
Pravdépodobnost toho, Ze py nélezi do pasu ohrani¢eného hranicemi +2/+/n, je
pro kazdé k = 1,... n, pfiblizné 95 %. [10]

Autokorelacni funkce (ACF)

0.8

04

Hodnoty autokorelaci k-tého fadu
0.0

-0.4

0 5 10 15
zpozdéni k

Obrazek 3.1: Ukazka korelogramu pro autokorela¢ni funkci

3.2.2. Parcialni autokorelac¢ni funkce

Parcialni autokorelacni funkce (PACF z anglického Partial AutoCorrelation
Function) opét méii korelaci mezi Y; a Y;_y, ale nyni bez vlivu hodnot mezi nimi.
Zavislost dvou hodnot tedy ,,0c¢istime“ od téch, které by nam tento vztah mohly
ovliviiovat. Prvni parcidlni autokorelace je stejné jako hodnota klasické autoko-
relace 1. fadu pq, jelikoz se mezi dvéma po sobé jdoucimi hodnotami zadna jina
hodnota, jejiz vliv bychom mohli potlacit, nevyskytuje. Parcialni autokorelace 2.
fadu mezi hodnotami Y; a Y;_5 jiz chceme spocitat bez vlivu Y;_; atd. K tomuto
vypoc¢tu nyni nelze pouzit jednoduchy korela¢ni koeficient, ale je nutné zadefino-

vat parcialni korelaéni koeficient. [9]
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Mé&jme dvé ndhodné veli¢iny Y a Z a ndhodny vektor X = (X7,..., X})". Bu-
deme chtit vypocitat parcialni korelacni koeficient mezi veli¢inami Y a Z, ktery
chceme o¢istit od vlivu nahodnych veli¢in X7, ..., X (neboli zafixovat jejich hod-
noty). Nejdfive je potFeba odhadnout linearni zavislost Y na X, ..., X a také Z
na Xi,..., X, pomoci metody nejmensich ¢tverci, ¢imz ziskdme Y a Z. Parcialni
korela¢ni koeficient pak vypocitadme jako korela¢ni koeficient mezi Y — YaZ-7 ,

tedy mezi témi ¢astmi, které nejsou vysvétlené pomoci velicin Xy, ..., Xi:

~ ~

py.zx =pecor(Y,Z) =cor(Y =Y, Z - Z).

Takto zadefinovany parcialni korela¢ni koeficient pak miuzeme vyuzit pii tvorbé
autokorela¢ni parcialni funkce, kdy pro kazdé k vypocitame tentokrat hodnotu

parcialniho korela¢niho koeficientu mezi hodnotami Y; a Y;_:

Pkk = PCOT(YZ, Y;efk) = COI"(Yt - ?t, Yiop — 271@),

kde
Yi=0Ye1+ -+ B Yiky1,
Yiok=01Yike1 + -+ Be1Yi1,
¢imz odstranime efekt hodnot mezi Y; a Y; g, tedy Y;_1,..., Y, 1. To, Ze jsou
koeficienty fi,...,0k_1 stejné, vyplyva ze stacionarity a nasledujiciho vypoctu.

Zvolime napt. k = 3 a vypocitame parcidlni korelac¢ni koeficient mezi Y; a Y;_5:
pss = peor(Yy, Yy_3) = cor(Y; — Y3, Y, 3 — Yi_3),

kde
2 = (1Yo1 + BaYi_o,

2—3 = (1Yo + B2
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je nejlepsi linearni aproximace Y; a Y;_3 pomoci Y; ;1 a Y; 5. Neznamé koeficienty
B a [y odhadujeme na zékladé minimalizace stfedni ¢tvercové chyby. Nejprve

vypocitejme stfedni ¢tvercovou chybu pro Y;

E(Y, = Y,)? = B(Y, — B1Yi_y — BsYi_s)? = var(Y;) + fivar(Y,_1) 4 S2var(Y;_o)
—2B1cov(Ys, Y1) + 281 facov(Yioq, Yioo) — 2B5cov(Ys, Yioo)

a nasledné vypocitdme parcialni derivace tohoto vysledku podle 5, jako

DE(Y, — Y,)?

93 = 2B var(Y;—1) — 2cov(Y:, Y1) + 2B2cov(Yioy, Yi—o).
1

Vyraz polozime roven 0 a vyjadiime koeficient f;:

_ cov(Yy, Yi1) — Bacov(Yiy, Yis)

b var(Y;_1)

=p1— 52P1,

kde p; odpovida vyse zavedené korelaci cor(Y;, Y;_1). Pro parcidlni derivaci podle

(o plati

OE(Y, — Y;)?

B = 2fvar(Yi_2) + 2f1cov(Yi_1, Vo) — 2cov(Yy, Yi_o).
2

Odtud

_ cov(Yy, Yia) — Bicov(Yio, Yioo)
var(Y;_2)

B = p2 — Pip1-

Stejné vypocty provedeme pro Y;_3, kde st¥edni ¢tvercovou chybu vyjadiime jako

E(Yi_3— 2—3)2 =E(Y; 53— 1Yo — BYi1)? = var(Y;_3) + fivar(Y;_o) +
Bavar(Y;_1) — 261cov(Yi_3, Yi o) + 261 Baecov(Yi_a, Yi 1) — 2Bacov(Yi_s, Yio1).

Opét vypocitame parcialni derivace, které polozime rovny nule a vyjadiime hle-
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dané koeficienty. Pro prvni parcidlni derivaci dostavame

OE(Yi_3 — Y, 5)?
0B

= 2B var(Y;—2) — 2cov(Yi—3, Y;—2) + 2f2cov(Yi_g, Yi_1).

Odtud

cov(Y;—2,Y,_3) — Bacov(Yi_1,Y,_2)

B = Var(Y}_g) = p1 — Ba2p1.

Pro druhou parcialni derivaci plati

OE(Y,_5 — Y, 3)°
0P

= 20var(Y;_1) + 201cov(Yi—g, Y; 1) — 2cov(Y;_3, Yi-1).

Odtud

cov(Yi_1,Y;—3) — Brcov(Yi—1, Yioa)

Po = var(Yt_l) = pP2 — ﬁlpl-

Mizeme vidét, ze pro Y; a Y;_3 jsme na zakladé minimalizace stfedni ¢tvercové

chyby dostali stejné odhady koeficientu 3y, B2, a to ve tvaru

B1=p1— Bap1 = (1 - 52)[’1
32 = P2 — B\lpl-

Po vyteseni této soustavy dosazenim (3, do (5 a po nahrazeni teoretickych auto-

korelaci jejich odhady, mizeme psét

~
51=ﬁ1<1—p2 p;)

1 —p1
- BB
52_1_ﬁ?

Toto tvrzeni lze zobecnit pro libovolné zpozdéni k. Odhadnuté hodnoty parcial-

niho autokorela¢niho koeficientu pyy 1ze nakonec vynést do korelogramu. |10, 21]
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3.3. Testy stacionarity a autokorelace

Pro ovéfeni podminek stacionarity vyuzivame predevsim dva testy, a to KPSS

test a rozsifeny Dickeytv-Fulleruv test, které nyni predstavime.

KPSS test

Prvni moznosti, jak otestovat, zda je fada stacionérni ¢i zda bude potfeba diferen-
covani, je KPSS test (pojmenovano podle autori Kwiatkowski, Phillips, Schmidt,

Shin). Tento test pracuje s nasledujici nulovou a alternativni hypotézou:

H, : casova Tfada je stacionarni

H 4 : asova fada neni stacionarni.

Uvazujme nyni regresni model, ktery rozlozime na nadhodny absolutni ¢len ry,

deterministicky trend St a ndhodnou chybu ¢;:
Yi =1+ Bt + e,

kde r; je ndahodna prochazka, pro kterou plati:

Ty = Ti_1 + Uy

Pro chybu u; predpokldadédme, Ze jsou jeji hodnoty nezavislé, stejné rozdélené
s nulovou stiednf hodnotou a rozptylem o2. S vyuZitim tohoto rozptylu mazeme

nulovou a alternativni hypotézu prepsat jako

Hy:02=0

Hy:02>0.

7 toho vyplyva, ze za platnosti nulové hypotézy bude absolutni ¢len roven ¢islu
ro a bude platit:
Y, =10+ Bt +e.
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Testova statistika, kterou pii KPSS testu vyuzivame k ohodnoceni hypotézy,

je ve tvaru:
1 n
_ 2 )~2
KPSS = EZ% 52,
t=1
kde S? = S0 €% t = 1,...,n, definuje Eastecny soucet rezidui a 5 odhad

rozptylu chyb ¢, ktery ziskame pomoci vztahu

1
~2 . 2
=1 —E(S7).
oe = Jm CE(S))
Vyslednou hodnotu testové statistiky poté porovname s kritickou hodnotou KPSS

testu a rozhodneme o zamitnuti ¢ nezamitnuti nulové hypotézy. [7, 8, 13]

Rozsifeny Dickeytuv-Fulleriv test

Druhou moznosti, jak otestovat stacionaritu ¢asové rady, je rozsiteny Dickeytiv-
Fullertv test. Tento test jiz nebudeme detailné popisovat (lze odkazat napf. na
literaturu [19]), ov8em je potieba zminit, Ze nulova a alternativni hypotéza je

nyni pfesné naopak nez u KPSS testu. Testujeme zde tedy nésledujici hypotézu:

Hj : Casova rada neni stacionarni

H, : casova Tada je stacionarni.

Casové fada proto bude stacionarni, pokud nulovou hypotézu tohoto testu za-
mitneme. K otestovani lze vyuZit v softwaru R funkci adf.test (z anglického

Augmented Dickey-Fuller test).

K otestovani pritomnosti autokorelace v ¢asovych rfadach mizeme vyuzit na-

priklad nasledujici Ljung-Boxiv test (pojmenovany opét po autorech).

Ljung - Boxtv test

Pro otestovani autokorelace zavedeme nasledujici nulovou a alternativni hypotézu

Ljung-Boxova testu:
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Hy:p1 =+ = pm =0 (v datech se nevyskytuje autokorelace)
Hy : 3i:p; # 0 (v datech se vyskytuje autokorelace).

O zamitnuti ¢i nezamitnuti nulové hypotézy rozhodujeme na zékladé nasledujici

testové Q-statistiky:

m

~2

P
Q=n(n+2)y —*,
k:ln_k

kde n znaci délku ¢asové fady a py autokorelaci k-tého fadu. Pismeno m vyjadiuje,
do jakého tadu chceme autokorelaci testovat, tedy dosazujeme pq,...,p,. Za
platnosti nulové hypotézy se testova statistika asymptoticky iidi x? rozdélenim
s m stupni volnosti. Nulovou hypotézu proto zamitneme na hladiné vyznamnosti
« tehdy, jestliZe testova statistika @ piekro¢f hranici (1—a) kvantilu rozdélent x2,.
Po zamitnuti nulové hypotézy miizeme ftict, Ze se v datech né&jaka autokorelace

vyskytuje. [2, 15]

3.4. Procesy Boxovy-Jenkinsovy metodologie

V této kapitole se jiz presuneme k popisu jednotlivych procesu AR, MA,
ARMA a ARIMA, které jsou soucasti Boxovy-Jenkinsovy metodologie. Zamérime
se také na odvozeni jednotlivych charakteristik téchto procest, jako je stredni
hodnota, rozptyl a autokorelace. V této kapitole je ¢erpano ze zdroju |3, 10, 15,

21].

3.4.1. Procesy MA(q)

Proces klouzavych soucti fadu ¢, neboli zkracené MA(q) z anglického Moving

Average, predstavuje posloupnost nahodnych veli¢in danou predpisem
Y;g = € + 9161571 + (9261572 +---+ qut,q.

Reélné hodnoty 04, . .., 6, symbolizuji parametry procesu a posloupnost {¢} zde
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predstavuje proces bilého Sumu, pro ktery plati
€ N(O, 0'2).

Nejjednodussi proces klouzavych souc¢tu je MA(1), neboli proces prvniho fadu,

kde na vyslednou hodnotu Y; mé vliv pouze ¢, a ¢_1:
Y, = e + Oher.

Procesy MA(q) fadime mezi slabé stacionarni procesy, jelikoz maji nulovou
stfedni hodnotu, konstantni rozptyl v ¢ase a korelace hodnot zavisi pouze na
jejich vzdalenosti. Nyni tyto charakteristiky odvodime, pricemz budeme vychéazet
zejména z vlastnost{ bilého Sumu, tedy ze plati: ¢ ~ N(0,0%) a cov(e;,€;) =

0,Vi, j,i # J.

Stredni hodnota
EWY) = E(et + 0161+ Os6p_0+ -+ + qut,q)
= E(e) + 01E(et—1) + E(e1—2) + - -+ 0,E(e1—y)
=040, x0+0; x04---+0,x0
=0

Rozptyl
var(Y;) = var(et + 01641+ Os6i_0 + -+ + qut_q)
= var(e;) + var(6re,—1) + - - - + var(f,e:—q) + 2cov(er, Or€—1) + -+ - +
2cov (e, O €t—q)
=0’ +0j0" +--+ 020" +0+---+0

=o’(14+674---+6))
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Autokorelace
cov(Yy, Y k)
Vvar(Y;)/var(Y,—_)
cov(er + 0161+ -+ Op€t—q, €tk + O14k€—k—1 + - -+ + Opik€t—k—q)
o2 (14607 +---+02)
02 (O + 010k41 + -+ - + 0,1,0,)
o2 (1407 +--- +02)
O+ 01Ok e+ O,
1463+ +02

cor(Y;, Yi_y) =

3.4.2. Procesy AR(p)

Autoregresni procesy radu p jsou dalsi typ modelu, ktery fadime do Boxovy-
Jenkinsovy metodologie. Jedna se o nahodnou posloupnost, kterd je nyni dana
predpisem

Yi=¢01Yi1 + Yo+ -+ 0,Yp, + e,

kde € je bily Sum a ¢4, ..., ¢, predstavuji redlné parametry procesu. Nyni hod-
notu Y; pfedpovidame pomoci linearni kombinace zpozdénych hodnot stejné pro-
ménné (do jaké minulosti se divame, zalezi na indexu p). Autoregresni proces

prviniho fadu bude ve tvaru

Yi=0Yi 1+ e

Tento typ procesi nelze automaticky povazovat za stacionarni, jako tomu bylo
u procesit MA(q). Aby byly stacionarni, musi spliiovat podminku, Ze v8echna

feSeni rovnice »
P -
1-— E pja’ =0
j=1

lezi vné jednotkového kruhu. Pro procesy AR(1) lze tuto podminku na staciona-
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ritu pfepsat jako

o] <1,

ktera vyplyva z nésledujiciho odvozeni. Rozepiseme vztah pro proces AR(1):

Yi=0Y, 1 + ¢
=@(¢Yio+€1) + € = ¢2Yt—2 + o1 + €
= O(A(BYy_ 3+ € 2) + 1) + & = ¢V 3 + Do + b1 + €,

coz lze souhrnné zapsat jako

k-1
Y=Y+ de (3.2)

i=0
Z toho plyne, ze pokud bychom za parametr ¢ ve vztahu (3.2) dosadili ¢islo
takove, Ze |¢| < 1, byl by ¢len ¢*Y;_, zanedbatelny. Druha ¢ast rovnice (3.2)
vSak predstavuje proces klouzavych soucti, o kterych jsme jiz dokézali, Ze jsou
vzdy stacionarni. Proto mtuzeme fict, ze za podminky |¢| < 1 je stacionarni také

proces AR(1).

Odvodme nyni stiedni hodnotu, rozptyl a korelaci pro stacionarni procesy
AR(1), kde vyuzijeme pravé této podminky a také toho, Ze stacionarni procesy

maji konstantni stFedni hodnotu i rozptyl (tedy napt. plati £(Y;) = E(Y;_1)).

Stredni hodnota
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Rozptyl
var(Y;) = var(¢Yi-1 + &)
= ¢?var(Y;_1) + var(e;) + ¢2cov(Y;_1, &)
= ¢*var(Y;) + 0>+ 0
var(V)(1 - ¢%) = o°

0_2

1— ¢?

var(Y;) =

Pted odvozenim autokorelace se nejdiive zamérime na vypocet kovariance mezi

Y; a Y, kde v prvnim kroku dosadime za Y; odvozeny vztah (3.2):

Kovariance
k—1
cov(Y;, Yip) = cov(@*Vip + Y dleri, Yig)
i=0

k—1

= ¢Fcov(Yi, Yiox) + Y ¢'cov(e i, Vi)
=0

= ¢"var(Y,_;) +0

— ¢k02

Autokorelace
cov(Vy, Yig)
Vvar(Yy)/var(Y;_x)

B ¢k0.2

cor(Y;, Vi) =
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3.4.3. Procesy ARMA(p,q)

SmiSenym procesem Fadu p a q, ktery ozna¢ujeme ARMA(p,q), rozumime

posloupnost ndhodnych veli¢in {Y;}, ktera je dana nasledujicim vztahem:
Yi=0Yia+ Yo+ + 0y + e+ 011 + Osero + - - 4 Oger—g.

Jedna se o kombinovany model autoregrese, které prislusi stupen p, a klouzavych
souctd se stupném ¢. Odhady koeficientt ¢, ..., ¢y, 01,. .., 0, jsou v programu R

ziskavany pomoci metody maximalni vérohodnosti.

3.4.4. Procesy ARIMA (p,d,q)

Nejobecnéjsim modelem Boxovy-Jenkinsovy metodologie je nestacionarni in-
tegrovany smiSeny model ARIMA (p,d,q), kde pismeno ,I* znaci integraci stupné
d. Tento model kombinuje diferencovani procesu s modelem klouzavych souctu
stupné q a modelem autoregresniho procesu stupné p. Nyni budeme vyjadiovat

posloupnost diferenci {Y,?}, ktera je ddna predpisem
Y/ =YV + Y o+ Y, +a+bie s+ b s+ + Opey.

Vyse popsané procesy AR(p) a MA(q) jsou pouze specialnimi piipady ARIMA
procesti. Model AR(p) bychom mohli zapsat jako ARIMA(p,0,0) a model MA(q)
jako ARIMA(0,0,q). Proces ARIMA(0,0,0) pak odpovida bilému Sumu.

3.4.5. Konstrukce predikci pro ARIMA modely

V modelech Boxovy-Jenkinsovy metodologie ¢asto potfebujeme znat také bu-
douci vyvoj casové fady. K tomu je tfeba zavést konstrukci budouci hodnoty
v ¢ase T, o k kroku dopiedu, kterou budeme znacit jako ?Tﬁk(Tn). Konstrukei

predikei si ukdZzeme na procesu ARMA(p,q), ktery jsme zavedli v kapitole 3.4.3.
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Predpovéd }A/Tn+k(Tn) konstruujeme jako linearni funkci hodnot Y7 Y 4,..

*

respektive e ,eér, _1,... (z predpokladu stacionarity a invertibility procesu):

Y1, +x(Th) = Yrer, + Ypgrer, 1+ .. .,

pricemz koeficienty ¥, VY11, ..., ur¢ime tak, aby minimalizovaly stfedni ¢tverco-

vou chybu predpovédi. Déle mizeme psat, ze plati

Yrui1(Th) = [V 4als

kde hranaté zavorky znac¢i podminénou stfedni hodnotu Y7 i pfi pevnych hod-
notach Yr, Y7 _1,... Na zékladé posloupnosti procesu ARMA (p,q) pro hodnotu
Y7, 41 plati

Yrow = 01 Y k1 + -+ O Y1 hp + €mik + O1€n, 4hm1 + -+ Og€n, 11—g,
pricemz pro predikci tedy miizeme pséat

?TnJrk(Tn) =0 [Yrph-1] + -+ OplYrsh—p) + l€rntk] + O1ler,4h-1] + -+
HQ[GTnJrk*q]'

(3.3)

Nakonec je potfeba rozepsat, Zze pro podminéné stfedni hodnoty plati

}/}Tn h(Tn> pro h > 0
Vel =9 (3.4)
Y1, n pro h <0,

0 pro h >0
€7, +n) = (3.5)
er,+n pro h <0.

P1i vypoctu predikovanych hodnot postupujeme rekurentné, tedy postupné napo-

¢itdme hodnoty ?TnH(Tn), }/}Tn+2(Tn—|— 1),...,anasledné do vzorce (3.3) dosadime
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vztahy (3.4) a (3.5).
Na zavér zkonstruujme predpovédni interval pro budouci pozorovani v cCase

T, + k:

(Vi 4(T) = 2v/var(er, oi(T), Ve oa(Tr) + 24/ var(er, (7)) ),

kde er, 11(T,,) oznacuje chybu predpovédi
erui(Tn) = Yrin — Yron(Th) = er,an + Yreqyho1 + - - + rer, o1
a pro jeji rozptyl plati
var(er, 1x(T)) = (1 + 2 + -+ 7)o

Vice o predpovédnich intervalech viz [3] nebo [10].
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Kapitola 4
Prakticka cast

Posledni ¢ast této prace bude vénovana aplikaci jiz popsané teorie preruso-
vanych ¢asovych rad. Teorii ukdzeme na realné casové radé, jejiz analyzu bu-
deme postupné detailné rozvijet a popisovat. Pristoupime k analyze této rady
jak s predpokladem znalosti ¢asu intervence, tak nejprve bez této znalosti. Cely

proces analyzy bude proveden pomoci softwaru R [20].

4.1. Data

Budeme analyzovat data o tirazech déti v motorovych vozidlech v Japonsku.
Data pochézi z policejnich tdaji, ktera byla ziskavana kazdy mésic v obdobi
od ledna 1990 do prosince 2009. Nasim zajmem jsou mési¢ni poméry trazovosti
déti ve véku 0-5 let ve srovnani s détmi ve veku 6-9 let. Jedna se o ¢asovou fadu
o délce 240 mésicti, v pribéhu které doslo ke zméné legislativy, tykajici se zavedeni
povinnych détskych zadrznych systému v automobilech u déti ve véku 0-5 let
(vice o povinnych typech détskych autosedacek v Japonsku napft. zde [26]). Cilem
této analyzy je proto zjisténi, jak tato legislativni zména, kterou povazujeme za
intervenci, ovlivnila trazy malych déti ve véku 0-5 let a zda doslo k prevenci

dopravnich trazu. Zkoumana data vykreslend do grafu vidime na obrazku 4.1
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¢asovou osu x znacit pouze body od 1 do 240). [18, 22|

v

v

(dale budeme

B .
....... Y
I T
==
P v v )
Y

18] -9 MY G-0 NY2A B 119p lisorozeln Jowod

T T T T T T
2 T N T A 'L 0L 60

srpen 06 prosinec 09

srpen 96 prosinec 99 duben 03

duben 93

leden 90

Obréazek 4.1: Casova fada poméra urazovosti déti ve veku 0-5 let ve srovn

s détmi ve véku 6-9 let v Japonsku

ani

2

tervence

111

rady bez znalost

pd

yza Casové

e

4.2. Anal

sy

iZ budeme

Casové Tadé, pii n

2

reruSované

~

V této Casti se budeme vénovat p

v

nejdiive predpokladat, Ze ¢as intervence neni znam. Zaméfime se proto na de-

N

této casti porovname

averu

h metod a v zé

.

o

I riznyc

>z

tekeci bodu zlomu pomoci t

tervence.

-

énym cCasem in

ledné odhady se skute

vys

»

2

mearni regrese

4.2.1. L

>z

Zacneme tim, jak bychom data modelovali v ptipadé, kdy bychom si mysleli,

v oz

rfady nenastala zadna intervence. Nasledné tento model po-

ab&hu casové

Ze v pra

v

, zda je zahrnuti

1ime

P

tervenci, a posoud

v

s

s

nujici moznou in

tou zohled

2

rovname s varian

~

intervence viibec nutné. Zamérime se pouze na model regresni piimky, jelikoZz na

v

~ .

v

piimkové regresi jsou zalozeny také dale pouzivané metody.

23



Po vytvoreni modelu regresni pifimky s nazvem m, ziskdme v softwaru R
vystup, ktery vidime na obrazku 4.2. Poméry trazovosti déti ve véku 0-5 let
ku détem ve véku 6-9 let zde povazujeme za zavisle proménnou Y; a v kédech
je budeme znacit jako outcome. Nezavisle proménnou je zde ¢as (neboli mésice

oznacené od 1 do 240), ktery budeme v modelech nazyvat jako time.

= mM=1m{outcome~time, data=d)
= summary (m)

call:
Tm{formula = outcome ~ time, data = d)

residuals:
Min 1q Median g Max
-0.210760 -0.061023 -0.004779 0.052965 0.286766

Coefficients:

Estimate std. Error t value Pri=|t|)
(Intercept) 1.257e+00 1.172e-02 107.3 <2e-1f #wE
time -8.850e-04 8.431e-05 -10.5 «2e-1f #*=

Signif. codes: @ *#%%' 0,001 °#*#%’ 0.01 **' .03 *." 0.1 °* " 1

Residual standard error: 0.09049 on 238 degrees of freedom
Multiple R-squared: 0.3184, Adjusted R-squared: 0.3136
F-statistic: 110.2 on 1 and 238 DF, p-value: < 2.2e-16

Obrézek 4.2: Linearni model m pro poméry trazovosti v zavislosti na case
Na zakladé odhadnutych koeficientii dostavame primku s predpisem:

Y, = 1.26 — 0.0009 x time.

Odhadnutou primku vykreslime do grafu na obrazku 4.3, kde lze od prvniho
pohledu vidét, ze tato pfimka nepiedstavuje optimalni prolozeni dat, coz plati
zejména pro prvni ¢ast casové fady a jeji konec. To si miuzeme potvrdit také
pomoci analyzy rezidui tohoto modelu, kterou predstavuji grafy na obrazku 4.4.
Vykreslenim vyrovnanych hodnot oproti reziduim pozorujeme, Ze se rezidua ne-
pohybuji rovnomérné kolem nuly (viz ¢ervena kfivka na prvnim grafu). Zaroven
lze identifikovat odlehla pozorovani, indikujici vyrazné vétsi rezidua. Prolozeni
téchto dat primkou by tedy mélo jit udélat 1épe. V dalsich kapitolach se proto

zaméiime na to, zda se v této radé nevyskytuje bod zlomu.
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4.2.2. Test existence bodu zlomu

Prvnim krokem bude ovéreni existence vyznamného bodu zlomu v této ca-
sové Fadé. Ackoliv vime, Ze k intervenci doslo, neni zaruceno, Ze tato udéalost
méla vyznamny efekt na prubéh fady (z grafu vSak na prvni pohled vidime, Ze
néjaké zména pravdépodobné nastala). Otestujme proto existenci bodu zlomu po-
moci Daviesova testu, ktery najdeme v softwaru R jako davies.test v knihovné
segmented. Tento test ovéfuje nulovost koeficientu v, ktery vyjadiuje zménu
sklonu primky druhého segmentu ve srovnani s prvnim. Pokud test hypotézu
zamitne, zména sklonu je signifikantni a bod zlomu se v pribéhu casové tady

vyskytuje. Vystup Daviesova testu pro nase data je vidét na obrazku 4.5.

Davies' test for a change in the slope
data: formula = outcome ~ time , method = Tm
model = gaussian , link = identity
segmented variable = time
'best' at = Bl, n.points = 10, p-value = B.Ble-06
alternative hypothesis: two.sided

Obrézek 4.5: Vystup Daviesova testu pro otestovani existence bodu zlomu

Dostavame, Zze p—hodnota testu je vyrazné mensi nez hladina vyznamnosti
0.05, tudiz hypotézu o nulovosti parametru v zamitame. Bod zlomu tedy v ¢asové
radé existuje, a proto se v dalsi kapitole budeme vénovat jeho detekci. Z vystupu
4.5 muzeme také vycist, ze Daviestuv test urcil hledany bod zlomu v ¢asovém bodé
81. Je vSak dilezité zdiraznit, Ze tento test neni plné urcen k identifikaci ¢ast

intervenci, proto tento odhad nebudeme brat v potaz.

4.2.3. Detekce casu intervence
I. Metoda segmentové regrese

Pokud nevime, kdy k intervenci v ¢asové radé doslo, je klicovym krokem tento ¢as
identifikovat. To provedeme nejdiive pomoci funkce segmented ze stejnojmenné

knihovny, jejiz model a algoritmus je detailné popsan v kapitole 2.2.1. Zakladem
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pro pitkaz segmented je linearni model, ktery jsme jiz vytvorili na zacatku této
kapitoly jako m=lm(outcome ~ time). Tento model nyni vyuzijeme pri tvorbé
segmentové regrese pitkazem seg.m=segmented(m, seg.Z =~ time).Z vystupu
pomoci piikazu summary(seg.m), ktery vidime na obrazku 4.6, 1ze vycist hned

né&kolik informaci.

***Regression Model with Segmented Relationship(s)*=*

call:
segmented. Tm(obj = m, seg.Z = ~time, npsi = 1)

Estimated Break-Point(s):
Est. ST.Err
psil.time 95 11.965

Meaningful coefficients of the Tinear terms:
Estimate Std. Error t value Pr(>|t|)
(Intercept) 1.1913114 0.0176924 67.335 <2e-16 ===

time 0.0003517 0.0003200 1.099 0.273
Ul. time -0.0018823 0.0003623 -5.196 NA
Signif. codes: O *#*%' 0.001 **=' 0.01 =" 0.05 *." 0.1 * " 1

Residual standard error: 0.08554 on 236 degrees of freedom
Multiple R-Squared: 0.3943, Adjusted R-squared: 0.3866

Boot restarting based on 6 samples. Last fit:
Convergence attained in 1 iterations (rel. change 1.7373e-07)

Obrazek 4.6: Model segmentové regrese na zakladé linearnitho modelu m

Zakladni jsou pro nas odhady koeficientii modelu segmentové regrese. Piipo-

menme, Ze nyni pracujeme s modelem (2.5), ktery vypadal nasledovné:

ptat +(t—T,) x I(t > Tp).

Dle vystupu na obrazku 4.6 dostavame odhad absolutniho ¢lenu jako g = 1.19.
Koeficient «a, ktery udava sklon piimky prvniho segmentu, jsme v nasem modelu
odhadli pfiblizné na 0.0004 (ve vystupu jako time). Koeficient v (ve vystupu
jako Ul.time) byl odhadnut na —0.0019, coz vyjadifuje zménu sklonu primky
druhého segmentu oproti prvnimu segmentu ¢asové fady. Pro ziskani sklonu také
druhého segmentu musime tyto koeficienty secist, a ziskdme tak ¢islo —0.0015.

Ve vystupu déle vidime p-hodnoty pro odhadnuté koeficienty modelu. Absolutni
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¢len vychazi na hladiné vyznamnosti 0.05 jako signifikantni, ovSem proménna time
mé p-hodnotu vétsi nez 0.05, tudiz signifikantni neni. Sklon prvniho segmentu je
tedy nevyznamny, a proto pozdéji vytvorime novy model bez této proménné.
Dale vidime, Ze pro Ul.tzme nebyla p-hodnota uvedena, a to z divodu toho,
ze pro odhad parametru v zde pouzivame Daviesuv test namisto standardnich
asymptotickych testu (viz kapitola 2.2.3). Jak jsme jiz otestovali vySe, pomoci
Daviesova testu vySel koeficient v jako vyznamny. Sklony obou piimek lze také
snadno ziskat pomoci piikazu slope, ktery navic vypise standardni chybu a 95%
intervaly spolehlivosti pro tyto sklony, viz obrazek 4.7. Také odsud lze usoudit,
7e sklon prvniho segmentu neni vyznamny, jelikoz jeho 95% interval spolehlivosti

zahrnuje nulu.

= slope(seg.m)
ftime

Est. St.Err. T wvalue CI(95%).1 CI(95%).u
slopel ©.00035165 ©.00032004 1.0988 -0.00027885 0.00098216
slope? -0.00153070 ©.00016972 -9.0190 -0.00186300 -0.00119630

Obrazek 4.7: Smérnice pfimek obou segmenti prerusované c¢asové fady

Proto nyni vytvoiime novy model segmentové regrese bez proménné time,
se kterym budeme déle pracovat (viz vystup 4.8). Do piikazu segmented nyni
vlozime linearni model m1, ktery bude vytvoren pouze pomoci absolutniho ¢lenu,
tedy m1=1m(outcome ~ 1,data=d). 7Z vystupu segmentové regrese pro model m1
miiZzeme na obrazku 4.8 vidét, ze opravdu pracujeme pouze s absolutnim ¢lenem
a koeficientem -, ktery byl nyni po zaokrouhleni opét odhadnut jako —0.0015
(bez zaokrouhleni je vysledek nepatrné odlisny). Odhad sklont obou segmenti
je nyni velmi jednoduchy, jelikoz koeficient « je roven nule, tedy piimka prvniho
segmentu bude konstantni, a sklon druhého segmentu v tomto pripadé odpovida
koeficientu ~. Z vystupu na obrézku 4.8 je pro nés stézejni odhad bodu zlomu,
ktery vidime hned na jeho zacatku. Na zakladé popsaného algoritmu v kapitole
2.2.1 tato funkce nasla hledany bod zlomu v ¢ase ﬁ = 98.9 se standardni chybou

11.54. Po zaokrouhleni odpovida casovy bod 99 bfeznu roku 1998.
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*#*Regression Model with Segmented Relationship(s)=#**

call:
segmented. Tm(obj = ml, seg.Z = ~time)

Estimated Break-Point(s):
Est. 5t.Err

psil.time 98.949 11.535

Meaningful coefficients of the linear terms:
Estimate Std. Error t value Pr(=|t|)

(Intercept) 1.2112245 0.0086597 139.870 <2e-16 *==
Ul.time -0.0014507 0.0001755 -8.266 NA

Signif. codes: 0 ‘#*=' (0.001 *#+*' 0.01 *=" 0.05 *.” 0.1 °* " 1

Residual standard error: 0.08573 on 237 degrees of freedom
Multiple R-Squared: 0.3891, Adjusted R-squared: 0.384

Boot restarting based on 6 samples. Last fit:
Convergence attained in 2 iterations (rel. change 1.7407e-12)

Obrézek 4.8: Upraveny model segmentové regrese na zakladé modelu m1

Nyni do obrazku 4.9 vizualizujme data spolu s odhadnutou kiivkou seg-
mentové regrese, ktera vznikla na zékladé vySe odhadnutych koeficienti vysled-
ného modelu. Dostavame linearné lomenou funkci, ktera zahrnuje odhadnuty bod
zlomu v ¢ase 99. Pomoci piikazu confint lze dopocitat také 95% interval spolehli-

vosti pro ﬁ = 99, ktery vychazi (76,122) a je v grafu také vyobrazen. Pro srovnéani

1.4 1.5

1.3

1.2

1.1

pomér Urazovosti déti ve véku 0-5 ku 6-9 let
1.0

0.9

Obrazek 4.9: Prolozeni casové fady na zakladé segmentové regrese pro model m1
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s dalsimi modely rovnéz vypocitejme napt. hodnotu informaéniho kritéria BIC,
ktera pro tento model vychazi —479.17.

Dosud jsme se v této ¢asti vénovali detekci pouze jednoho bodu zlomu. Zbyva
vyloucit moznost, ze se v ¢asové fadé nachazi intervenci vice. V této kapitole totiz
predpokladame, Ze nemame informaci o jejich po¢tu ani umisténi. Opét vyuzijeme
piikaz segmented, tentokrat vSak s doplnénim volby npsi=2, coz indikuje, Ze
hledame dva body zlomu. Vystup lze vidét na obrazku 4.10, kde misto jednoho
odhadnutého bodu 7; nyni vidime dva, a to TA}I =101 a YA}Q = 213, a také odhady

dvou koeficienti v; a ;.

***Ragression Model with Segmented Relationship(s)*=*

call:
segmented. Im(obj = ml, seg.Z = ~time, npsi = 2)

Estimated Break-Point(s):

Est. St.Err
psil.time 101.000 10.744
psi2.time 213.283 10.699

Meaningful coefficients of the linear terms:
Estimate std. Error t value Pr(=|t])
(Intercept) 1.2141886 0.0084534 143.633 <2e-16 **=*

Ul.time -0.0016977 0.0002483 -6.837 NA
U2.time 0.0034376 0.0021137 1.626 NA
Signif. codes: 0 ****' 0.001 ‘**" 0.01 **" 0.05 *.” 0.1 * " 1

Residual standard error: 0.08496 on 235 degrees of freedom
Multiple R-Squared: 0.4051, Adjusted R-squared: 0.395

Boot restarting based on 10 samples. Last fit:
Convergence attained in 2 iterations (rel. change -1.4246e-09)

Obrazek 4.10: Model segmentové regrese se dvéma body zlomu

Pokud si vypiSeme také BIC = —474.58, zjistime, Ze je o néco vyssi nez u mo-
delu s jednim bodem zlomu (to bylo rovno —479.17). Adjustovany koeficient de-
terminace se ovSem o néco zvysil. Druhou moznosti, jak urcit pocet bodu zlomu, je
pomoci sekvencéniho testovani hypotéz, které jsme popsali v kapitole 2.2.4. Timto
postupem bychom pomoci Daviesova testu tésné nezamitli hypotézu, ze v = 0
(p-hodnota = 0.08). Tato skute¢nost naznacuje, Ze by jedna intervence mohla byt

pro tuto ¢asovou radu dostacujici.
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Presto zkusme vykreslit odhadnutou kfivku pomoci segmentové regrese pro
dvé odhadnuté intervence spolu s jejich 95% intervaly spolehlivosti (viz obrazek
4.11). Lze vidét, ze prvni odhadnuty bod zlomu vychéazi velmi podobné jako
v segmentové regresi s jednou intervenci. Druhy bod zlomu vykazuje pomérné
siroky interval spolehlivosti, konkrétné (192,234), coz mize indikovat znacnou
nejistotu ve stanoveni tohoto odhadu. Navic se druhy odhadnuty bod nachézi
v okrajové koncové ¢asti casové fady, tudiz pro jeho spravné posouzeni bychom
potiebovali data z dalsich let. Z grafu se oviem opravdu zda, ze ke konci ¢asové
fady dochézi k ukonceni poklesu a pomér arazovosti déti ve véku 0-5 ku véku déti
6-9 zacind opét stoupat. Tento narist mtuze byt ovlivnén také jinymi faktory ¢i

jinou zmeénou legislativy. Druhy bod zlomu by tedy vyzadoval dikladné zvazeni.
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Obrazek 4.11: Prolozeni ¢asové fady pomoci segmentové regrese se 2 body zlomu

I1. F-statistika (knihovna strucchange)

Druhou moznosti pro detekci intervence je vyuziti F-statistiky, které jsme zminili
v kapitolach 2.2.1 a 2.1.3. Postupujeme tak, zZe si v kazdém ¢asovém bodé na inter-
valu [iq, 5] vypoCitame hodnotu F-statistiky pomoci funkce Fstats z knihovny

strucchange. Interval [ij,is] volime proto, abychom zabranili lokalizaci bodu
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zlomu v krajnich hodnotéch casové fady a zamérili se pouze na jeji hlavni ¢ast.
Standardné funkce vynech& prvnich a poslednich 15 % c¢asovych bodi. Z vy-
pocitanych F-statistik nasledné vybereme maximéalni hodnotu, jejiz ¢asovy bod
bude symbolizovat odhadnuty bod zlomu (alternativné lze misto defaultniho ma-
xima/suprema zvolit napiiklad vypocet primérné hodnoty). [24] Pomoci funkei

Fstats a breakpoints ziskdme vysledek na obrazku 4.12.

= fstat = Fstats(dfoutcome ~ dftime)d
> breakpoints(fstat)

optimal Z-segment partition:

call:
breakpoints.Fstats{obj = fstat)

Breakpoints at observation number:
104

Obréazek 4.12: Odhadnuty bod zlomu na zakladé F-statistiky

Miuzeme vidét, Ze na zékladeé nejvyssi hodnoty F-statistiky funkce odhadla in-
tervenci v casovém bodé T} = 104 (srpen 1998). Provedeme také test vyznamnosti,
ktery na zakladé piikazu sctest vypiSe testovou statistiku (nejvyssi hodnotu)
a p-hodnotu, viz obrazek 4.13. Déle pomoci piikazu confint vypocitame 95% in-
terval spolehlivosti intervence a ziskame interval (102,128). Dostavame tedy lehce
odlisny vysledek nez pomoci funkce segmented v predchozi kapitole.

= sctest(fstat, type="supF")
supF test

data: fstat
sup.F = 36.327, p-value = 4.551e-07

Obrazek 4.13: Vystup sctestu (structural change test)

Vyslednou kfivku s odhadnutou intervenci v bodé 104 a jejim intervalovym
odhadem vykreslime do obrazku 4.14. Z tohoto grafu si miZeme vSimnout, Ze
knihovna strucchange umi nalézt také okamzity dcinek, tudiz se jedné o nespo-

jitou funkci a v nalezeném bodé zlomu vidime mirny ,,skok“. Predpisy pro primky
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Obrazek 4.14: Prolo

Y; = 1.181 + 0.0007 x time

Y, = 1.322 — 0.0013 x time.

~

Doplnime také nejistoty odhadii pro koeficienty primek prvniho a druhého seg-
mentu. Do tabulky 4.1 vypiSeme standardni chybu (SE) a meze 95% intervalt

obou segmentii ziskAme pomoci funkce coef:

spolehlivosti pro tyto koeficienty.
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Tabulka 4.1: Odhadnuté koeficienty p

lehlivosti

Podobné jako pomoci knihovny segmented, i zde se podivejme na odhad vice

bodi zlomu. K tom vyuzijeme opét funkci breakpoints, ktera vypise, jaké body
by odhadla pro 1 az 5 bodu zlomu (viz vystup 4.15, uloZeny pod nazvem bp).
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> bp = breakpoints{outcome ~ time,data=d)
- summary (bp)

optimal (m+l)-segment partition:

Call:
breakpoints. formula(formula = outcome -~ time, data = d)

Breakpoints at observation number:

m=1 104
m= 2 58 102
m= 3 58 102 186
m= 4 58 101 137 186
m= 5 58 94 131 1e7 204

Obrazek 4.15: Body zlomu odhadnuté pomoci funkce breakpoints

Pro vyhodnoceni, jaky pocet intervenci je pro nasi ¢asovou fadu optiméalni, vyu-
zijeme piikaz plot (bp), ktery vykresli jak BIC, tak rezidualni soucty ¢tverci (viz
4.16). Na zaklad¢ minimalniho BIC=—475.58 zvolime pouze jeden bod zlomu.

BIC and Residual Sum of Squares
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Obrazek 4.16: Hodnoty BIC a rezidualniho sou¢tu ¢tverca (RSS) pro vybér opti-
malniho po¢tu bodu zlomu

III. Knihovna EnvCpt

Posledni zptisob, ktery si pro detekci bodu zlomu zminime, je velmi jednodu-

ché pouziti knihovny EnvCpt. Tato knihovna nabizi 12 modeld, jez lze vytvorit
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pomoci funkce envept. [12| Grafické zobrazeni téchto modela a jejich BIC je
demonstrovano na obrazku 4.17.

BIC

Trend cpt + AR(2)
Trend cpt + AR(2) —

Trend cpt + AR(1) —
Trend cpt + AR(1) —

Trend cpt
Trend cpt

M t+AR(2) 7

Mean cpt + AR(2) | ean cpt + AR(2)
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Obrazek 4.17: Vystup funkce envept (vlevo) a hodnoty BIC modeli (vpravo)

7 levého grafu mizeme vidét, Ze tato funkce vykresli modely jak s piitom-
nosti bodu zlomu (prvnich Sest kiivek), tak bez néj. Jelikoz hledame neznamy
bod zlomu, zaméfime se pravé na téchto prvnich Sest pripadi, které kombinuji po
¢astech linearni trend (ve vystupu jako ,trend cpt“) a poté po ¢astech konstantni
trend (ve vystupu jako ,mean cpt) s autoregresnimi chybami AR(1) a AR(2)
i bez nich. Body zlomu tato funkce odhaduje na zakladé metody maximalni veé-
rohodnosti.

V tabulce 4.2 jsou uvedeny body zlomu nalezené témito modely spolu s jejich
hodnotami BIC. Na zakladé této tabulky nebo pravého grafu na obrazku 4.17
ziskdvame nejmensi BIC pro tieti po ¢astech linearni model, ktery detekoval bod

zlomu v ¢asovém bodé 102 (¢erven roku 1998).
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Model Bod zlomu BIC
Trend cpt + AR(2) 100 -469.608
Trend cpt + AR(1) 101 -472.797

Trend cpt 102 -484.236
Mean cpt + AR(2) 150 -457.029
Mean cpt + AR(1) 148 ~458.291

Mean cpt 149 -469.733

Tabulka 4.2: Odhadnuté body zlomu pomoci funkce EnvCpt a jejich BIC

Shrnuti a vyhodnoceni detekce bodu zlomu

V této kapitole jsme nejprve vytvorili jednoduchy model regresni primky, nasledné
jsme hledali bod zlomu pomoci knihoven segmented a strucchange a nakonec
jsme strucné predstavili vyuziti knihovny EnvCpt. Vysledky piehledné shrneme
do tabulky 4.3, kde vidime nalezené body zlomu a jim odpovidajici mésic a rok,

95% intervaly spolehlivosti bodii zlomu a nakonec BIC jednotlivych modelx.

Model Bod zlomu | Mésic a rok | 95% CI dolni | 95% CI horni BIC
lin.regrese X X X X -457.66
segmented 99 brezen 1998 76 122 -479.17
strucchange 104 srpen 1998 102 128 -475.58

EnvCpt 102 cerven 1998 X X -484.24

Tabulka 4.3: Shrnuti nalezenych bodu zlomu

7Z tabulky je zfejmé, ze zahrnutim bodu zlomu do analyzy doslo ve vSech pripa-
dech ke snizeni hodnoty BIC, coz indikuje vytvoreni lepsiho modelu nez pomoci
jednoduché linedrni regrese. Nejnizsi hodnota informac¢niho kritéria byla dosa-
zena pomoci knihovny EnvCpt s bodem zlomu lokalizovanym v ¢ase 102. Druhé
nejmensi hodnota BIC byla zaznamenéna pii pouziti knihovny segmented, ktera
identifikovala bod zlomu v ¢ase 99. O néco mélo vyssi hodnota BIC odpovida
regresi pomoci knihovny strucchange, ktera na zakladé F-statistiky odhadla in-
tervenci v ¢asovém bodé 104. VSechny tfi metody tedy lokalizovaly bod zlomu
v rozmez{ od bfezna do srpna roku 1998 (pfiblizné kolem ¢asového bodu 100).

Nyni jiz miazeme odhalit, Ze hledany bod zlomu je ve skute¢nosti opravdu

66



jeden, a to az v ¢ase 124 (coz odpovida dubnu roku 2000). V této dobé Japon-
sky narodni zdkonodarny sbor schvalil novelu zakona o silni¢nim provozu, ktera
naridila povinné pouzivani détskych zadrznych systému u déti ve véku 0-5 let.
Tato legislativni zména byla oznamena 11. kvétna 1999 a vstoupila v platnost
1. dubna 2000, coz povazujeme za intervenci v nasi ¢asové radé. [18|

Nejblize jsme se skute¢né intervenci piiblizili pomoci knihovny strucchange,
ktera dokonce bod 124 zahrnula do svého 95% intervalu spolehlivosti. I pfesto
jsou v8ak stéle vSsechny odhadnuté body zlomu od toho skuteéného relativné
vzdélené, jak muzeme vidét na obrazku 4.18. Intervenci jsme ve vSech pripadech
odhadli o n¢kolik mésici difve, nez zména zakona vesla v platnost. Navic, z grafu
je také patrné, ze nejveétsi zména sklonu casové fady nastava priblizné kolem
bodu 100, zatimco kolem bodu 124 neni viditelny zadny velky uc¢inek. Tento
vysledek tedy naznacuje, Ze jsme detekovali pokles Grazovosti malych déti jesté
pred zavedenim zakona, coz by mohlo odpovidat zvySené opatrnosti lidi jiz pred

chystanou legislativni zménou.
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Obrazek 4.18: Shrnuti odhadnutych cast intervence a skutecné intervence

Pokud bychom tyto metody porovnali, vSechny nabizeji velmi jednoduché

a uzivatelsky privétivé pouziti. Knihovna strucchange se vyznacuje tim, Ze neni
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potieba predem specifikovat pocet bodu zlomu a automaticky vykresluje BIC
a RSS. Pokud nevyzadujeme prolozeni pomoci spojité funkce, je vyhodou také
detekce okamzitého uc¢inku intervence, ktera u funkce segmented chybi. Naopak
knihovna segmented poskytuje snadnou implementaci modelu segmentové regrese
a sklony prfimek pro kazdy segment. Knihovna EnvCpt muze slouzit jako vhodny
uvodni néstroj pro zkoumani ¢asovych rfad a jednoduchym prikazem vyhodnoti
také bod zlomu. Jeji vyhodou je zahrnuti autoregresnich chyb do modeld, ale

naopak nevyhodou je neuvadéni intervali spolehlivosti.

4.3. Analyza casové rady se znalosti intervence

Na konci minulé kapitoly jsme jiz zminili, Zze zména legislativy tykajici se dét-
skych bezpe¢nostnich pasi probéhla v éasovém bodé 124 (v dubnu 2000). Vidéli
jsme, ze detekce ¢asového bodu nemusi byt tplné snadna, proto je pro analyzu
prerusovanych casovych fad vyhodou znét ¢asovy bod intervence dopiedu. Na
druhou stranu jsme pfi vyhodnocovani detekce bodu zlomu dosli k myslence, ze
efekt zmény legislativy se zacCal projevovat jesté diiv nez skutecné zacala platit.
Proto je idealni kombinaci znalost intervence, ale zaroven analyza jako v kapitole
vySe. Na situaci pri znalosti intervence se zaméiime v této kapitole, kde prolozime
stejna data nejprve pomoci segmentové regrese a poté pomoci ARIMA modela.

Zaméiime se také na predikce a na vyjadreni efektu intervence.

4.3.1. Analyza pomoci segmentové regrese

V této casti kapitoly vytvorime zékladni model segmentové regrese pii znalosti
intervence, ktery jsme popsali v kapitole 2.1.1. Konkrétné budeme chtit odhad-

nout koeficienty modelu (2.1), ktery vypadal nasledovné:

Y, = u+ at + 8 X intervence, + vy X cas od intervence; + €; .

68



Abychom mohli tento model vytvorit, musime mit v datech binarni proménnou
intervence (v R zna¢ime jako interven) a proménnou popisujici ¢as od intervence
(v R jako sinceinterven), které jsou soucasti modelu a jsou popsany na zacatku
kapitoly 2.1.1. Hodnoty zavisle proménné Y; budeme v kédech opét znacit jako
outcome a Cas t jako time. Poté lze na zakladé linedrni regrese sestavit model

segmentové regrese:
mm=lm(outcome ~ time + interven + sinceinterven, data=d),

jehoz vysledek vidime na obrazku 4.19. Opét dostavame jedinou nevyznammnou

promeénnou time.
call:
Tm{formula = outcome ~ time + interven + sinceinterven, data = d)
Residuals:
Min 10 median 30 Max
-0.184294 -0.064660 -0.004851 0.050056 0.297399
coefficients:
Estimate std. Error T value Pri=|t|)
(Intercept) 1.1970385 0.0155360 77.049 <« 2e-16 *%*
Time 0.0002418 0.0002174 1.112 0.26721

intervenl -0.0725192 0.0222245 -3.263 0.00127 *==*
sinceinterven -0.0014068 0.0003243 -4,339 2,.13e-03 #®%*

signif. codes: 0 “®=¢’ 0,001 “**’ 0.01 **' 0,05 "." 0.1 ° "1

Residual standard error: 0.08563 on 234 degrees of freedom
Multiple R-squared: 0.3938, Adjusted R-squared: 0.3861
F-statistic: 50.68 on 3 and 234 DF, p-value: < 2.2e-16

Obrézek 4.19: Model segmentové regrese mm se zndmou intervenci v ¢ase 124

Vytvorime proto novy model mm1 bez proménné time pomoci prikazu
mml=lm(outcome ~ interven + sinceinterven, data=d),

jehoz vystup lze vidét na obrazku 4.20, kde jsou jiz vSechny odhady parametri
statisticky vyznamné. Dle odhadnutych koeficienti nového modelu mm1 méme

vysledny model:

}Aft = 1.212 — 0.059 x interven; — 0.001 x sinceinterven; + €, .
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call:
Im(formula = outcome ~ interven + sinceinterven, data = d)

Residuals:
Min 10 Median 30 Max
-0.192033 -0.063087 -0.004921 0.048320 0.287967

Coefficients:

Estimate Std. Error t value Pr(=|t|)
(Intercept) 1.2120325 0.0077031 157.344 < 2e-16 ***
intervenl -0.0590131 0.0176660 -3.340 0.000971 =*
sinceinterven -0.0011333 0.0002339 -4.846 2.28e-06 =#%

Signif. codes: 0 “#*=" 0.001 ‘**' 0.01 "= 0.05 *." 0.1 * " 1

Residual standard error: 0.08543 on 237 degrees of freedom
Multiple R-squared: 0.3933, Adjusted R-squared: 0.3882
F-statistic: 76.83 on 2 and 237 DF, p-value: < 2.2e-16

Obrazek 4.20: Model segmentové regrese mm1 bez proménné time se skute¢nou
intervenci v case 124

Koeficient 71 = 1.212 symbolizuje vyrovnanou hodnotu na pocatku ¢asové rady,
koeficient @ = 0 udéava sklon pfimky prvniho segmentu (bude konstantni), odhad
3 = —0.059 oznacuje velikost okamzitého ucinku a ¥ = —0.001 vyjadiuje dlou-
hodoby ucinek (o kolik se lisi smérnice primky druhého segmentu oproti smérnici
primky prvniho segmentu). Sklon druhé pifmky odpovida souctu a+7% = —0.001.
Druhou moznosti, jak vytvorit model segmentové regrese bez toho, aniz bychom

museli pridavat pomocné proménné, je nasledujici prikaz v softwaru R:
lm(outcome ~ time x I(time > 124), data=d).

Jedné se o model s interakei se zavedenim indikatorové proménné I(time> 124),
kterd symbolizuje druhy segment c¢asové rady. Pomoci tohoto modelu ziskdme
stejné primky, stejny koeficient determinace i BIC, pouze mame jiné proménné.

Déle je vhodné otestovat, zda je pfechod od zékladniho linedrniho modelu

k slozitéjsimu opodstatnény. Linearni model byl vytvoren v predchozi kapitole:
m=lm(outcome ~ time, data=d)

a nyni mame slozitéjsi model mml se zahrnutim intervence. Test provedeme

pomoci piikazu anova(mml,m,test="Chisq"), ktery zamitne nulovou hypotézu
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o platnosti podmodelu (p-hodnota=4.225e-08). Zamitame tedy moZnost pre-
chodu k zakladnimu linearnimu modelu m, jelikoz by se jednalo o prilisné zjed-
noduseni. Model segmentové regrese je v této situaci tedy na misté.

Nyni do grafu na levém obrazku 4.21(a) vykreslime odhadnutou primku seg-
mentové regrese s pasem spolehlivosti na zakladé modelu mm1 (obrazek 4.20).
Zaroven vyznacime znamy cas intervence v case 124 zelenou svislou pfimkou.
7 grafu je patrné, Ze se jedna o nespojitou primku, jelikoz v Case intervence do-
chazi k mirnému skoku (viz koeficient B = —0.059) a primka druhého segmentu
proto na piimku prvniho segmentu nenavazuje. Tento model porovnejme s mo-
delem, kde za bod zlomu povazujeme odhadnutou intervenci v ¢ase 102 z minulé
kapitoly. Model s touto intervenci vidime na obrazku 4.22 a vyslednou kfivku na

pravém grafu 4.21(b).
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Obrazek 4.21: Model segmentové regrese se znamym ¢asem intervence

Dostavame pomérné odlisné vysledky, jelikoz v modelu s ¢asem intervence 102
méame tentokrat proménnou time vyznamnou, a proto jiz neni piimka prvniho
segmentu konstantni. Na pravém grafu jsme tedy zachytili vyraznéjsi bod zlomu
a vétsi zménu smérnice druhého segmentu oproti prvnimu segmentu (vlevo 7 =
—0.001, CI=(—0.0016, —0.0006) a vpravo 7 = —0.002, CI=(—0.0027, —0.0014)),

tedy vétsi dlouhodoby tuc¢inek. Na druhou stranu, okamzity tcinek intervence
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je v obou pripadech obdobny. Bodové odhady okamzitého uc¢inku a jejich 95%
intervaly spolehlivosti jsou nasledujici: vlevo B = —0.059, CI=(—0.094, —0.024)
a vpravo 3 = —0.049, CI=(—0.094, —0.006).

call:
Im(formula = outcome ~ time + interven + sinceinterven, data = d)
Residuals:

Min 10 Median 30 Max

-0.18095 -0.06270 -0.00695 0.05273 0.30371

Coefficients:

Estimate Std. Error t value Pr(>|tl|)
(Intercept) 1.1809584 0.0170409 69.302 « 2e-16 *%*
time 0.0006665 0.0002901 2.298 0.0225 =
intervenl -0.0499463 0.0222517 -2.245 0.0257 =
sinceinterven -0.0020239 0.0003433 -5.895 1.3e-08 =%=

Signif. codes: 0 *##%#’ 0.001 *#*’ 0.01 “*’ 0.05 *." 0.1 ° "1

Residual standard error: 0.08499 on 234 degrees of freedom
Multiple R-squared: 0.4028, Adjusted R-squared: 0.3951
F-statistic: 52.6 on 3 and 234 DF, p-value: < 2.2e-16

Obrazek 4.22: Model segmentové regrese s odhadnutou intervenci v case 102

Odhad efektu intervence

Nyni se zaméfime na ¢iselné ohodnoceni efektu intervence, tedy na to, jak po-
soudit, jaky méla intervence vliv na prubéh ¢asové fady. Jednoduchym pfistupem
je prolozit data tak, jako by intervence neméla na ¢asovou fadu vliv. To mtuzeme
vidét na obrézcich 4.23(a) a 4.23(b), kde jsme ervenou piimkou znézornili bu-
douci vyvoj casové fady s nevyznamnou intervenci v bodé 124 (vlevo) i v bodé
102 (vpravo). Jiz na prvni pohled je zfejmé, Ze efekt intervence v téchto dvou
piipadech je pomérné odlisny. Zaméime se nyni spiSe na efekt realné intervence,
tedy na Cas 124 a obréazek 4.23(a).

Zvolime napriiklad ¢asovy bod 180 (odpovida prosinci roku 2004, tedy 56 mé-
sicii po intervenci) a v ném nejprve vypocitdme vyrovnanou hodnotu segmen-

tové regrese s intervenci (funkéni hodnotu modré kiivky v bodé 180 na obrazku
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Obrazek 4.23: Model segmentové regrese pro vyjadieni efektu intervence

4.23(a)) pomoci modelu (2.3):
i}(s intervenci) — ﬂ‘i‘éﬁt‘i‘ﬁ X [(t > E) +’A}/<t—7—;) X I(t > T’z)

Dosadime za t=180 a jelikoz je zde intervence T; v bodé 124, budou obé indika-
torové proménné I(t > T;) rovny 1:

Yis intervenciy = fi +a x 180+ 3 x 1+ 4 x (180 — 124) x 1.

Po dosazeni také odhadnutych koeficienti z modelu segmentové regrese mml

ziskame vysledek:

}A/(S intervenci) = 1.212 4+ 0 x 180 — 0.059 x 1 — 0.001 x 56 = 1.097.
Nyni vypocitame predikovanou funkéni hodnotu v bodé 180 pro piimku, v jejimz
pripadé predpokladéame, Ze Zadna intervence nenastala (v grafu ¢ervenda piimka).

Dosadime tedy pouze do predpisu konstantni primky:

}/}(bez intervence) — ,& = 1.212.
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Absolutni efekt intervence nakonec vypocitame jako rozdil téchto dvou funkénich

hodnot:

~

}/(s intervenci) )/(bez intervence) — —0.115.

Relativni zménu bychom vyjadrili nasledovné

~

Yv(s intervenci) - }/(bez intervence) _ —0106

~

Yive: intervence)

Mizeme tedy konstatovat, zZe pomér trazovosti déti ve véku 0 — 5 let ku détem
ve véku 6 — 9 let se po zméné legislativy v dubnu roku 2000 prokazatelné snizil.
Dlouhodoby tué¢inek po 56 mésicich od intervence jsme vyjadrili nejprve absolutni
zménou, kde pomér trazovosti klesl o 0.115 v porovnani s tim, kdyby k zadné
zméné legislativy nedoslo. Vyjadfenim pomoci relativni zmény mizeme Tict, ze
doslo k poklesu az o 10.6 %. Jak okamzity tak dlouhodoby efekt této intervence
je ve zkoumané casové radé s intervenci v case 124 prokazatelny.

Nakonec opét stoji za zminku, Ze jesté vétsi efekt je prokazatelny pro bod
zlomu v case 102, tedy jiz pred realnou zménou legislativy, kdy lidé pravdépo-
dobné zacali dodrzovat zakon jesté nez vstoupil v platnost. Absolutni efekt pro
¢as 180 vychéazi v tomto piipadé —0.21 a relativni zména vyjadiuje pokles az
0 16.1 %. Pokud bychom chtéli vypocitat vliv intervence v ¢ase 102 také po 56

meésicich, dostavame absolutni efekt —0.16 neboli relativni pokles o 12.7 %.

4.3.2. Analyza pomoci ARIMA modela

V posledni ¢asti se zaméfime na analyzu prerusované casové rady prostied-
nictvim ARIMA modeli, které jsme popsali v kapitole 3.4. V této situaci mame
opét k dispozici presny cas intervence, konkrétné ¢as 124. Cilem je nyni prolozit

data, vyjadrit efekt intervence a pokusit se predikovat dalsi prubéh ¢asové fady.
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Analyza stacionarity a autokorelace

Pred aplikaci ARIMA modelu je nejprve nutné ovérit, zda je casova fada
stacionarni, a zda se v datech nevyskytuje autokorelace. To provadime pomoci
testi, které jsou popsany v kapitole 3.3.

Nejprve se zaméfime na stacionaritu, kterou miizeme otestovat pomoci KPSS
testu nebo rozsiteného Dickeyova-Fullerova testu. Jak jiz bylo zminéno v kapitole
3.3, je dulezité si uvédomit, ze tyto testy maji odlisSnou nulovou hypotézu. Pokud
zamitneme nulovou hypotézu KPSS testu, ¢asova fada neni stacionarni (v R po-
moci funkce kpss.test z knihovny tseries). Tento vysledek pozorujeme také
v nasich datech, jelikoz p-hodnota KPSS testu je nizsi nez hladina vyznamnosti

0.05 (viz obrazek 4.24), tudiz nulovou hypotézu o stacionarité zamitéame.

KPSS Test for Level stationarity

data: dfoutcome
KPSS Level = 3.32, Truncation lag parameter = 4, p-value = 0.01

Obrazek 4.24: KPSS test stacionarity

Pokud se vsak podiviame na vysledek rozsifeného Dickeyova-Fullerova testu
(funkce adf.test), dostavame opa¢né tvrzeni, a to Ze Casova fada je stacio-
narni. Zamitdme zde totiz nulovou hypotézu o tom, Ze ¢asova rfada neni stacio-
narni (viz obrazek 4.25). Dochéazi tedy k rozdilnym vysledkim mezi KPSS testem
a Dickeyovym-Fullerovym testem a rozhodnuti o diferencovani ¢asové fady bude
predmétem dalsitho zvazeni. Napt. ¢lanek [11| zmifwje, Ze Dickeytv-Fulleruv test
zcela nezahrnuje strukturdlni zmény ¢i posuny v datech, tudiz bychom se ptiklo-

nili k vysledku KPSS testu.

augmented Dickey-Fuller Test
data: dfoutcome

Dickey-Fuller = -3.6086, Lag order = 6, p-value = 0.03306
alternative hypothesis: stationary

Obréazek 4.25: Rozsiteny Dickeyuv-Fullertiv test stacionarity
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Néasledné se zaméiime na otestovani autokorelace, tedy zda mezi sebou hod-
noty casové fady vykazuji néjakou zavislost. Po aplikaci Ljung-Boxova testu (v R
jako Box.test) zjistime, Ze se v datech autokorelace vyskytuje, nebot na zékladé

p-hodnoty zamitame nulovou hypotézu (viz obrazek 4.26).

Box-Ljung test

data: dboutcome
¥-squared = 34.886, df = 1, p-value = 3.495e-09

Obréazek 4.26: Ljung-Boxuv test autokorelace

Vzhledem k pritomnosti autokorelace v datech je vhodné vykreslit autoko-
relacni a parcidlni autokorelacni funkce, které jsou popsany v kapitole 3.2. Tim
ziskdme lepsi predstavu o charakteru pritomné autokorelace. Do grafi na obrazku
4.27 vykreslime autokorela¢ni funkce (ACF) a parcialni autokorelacni funkce
(PACF) pro dvé situace - pro puvodni ¢asovou fady (horni dva grafy) a pro
diferencovanou ¢asovou fadu (dolni dva grafy). Vzhledem k nejednozna¢énému vy-
sledku predchozich testi, tykajicich se stacionarity ¢asové rady, je vhodné provést

analyzu obou moznosti.
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Obrazek 4.27: ACF a PACF pro puvodni data (nahote) a pro diferencovana (dole)
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Na zékladé tvaru ¢asové fady a existence vyrazného bodu zlomu Ize usoudit, ze
¢asova Tada spiSe neni stacionarni. Také z grafit ACF a PACF ziskdvame jasnéjsi
informace po diferencovani ¢asové fady. Z levého dolniho grafu lze usoudit, Ze se
v datech nachazi autokorelace 1. fadu, coz naznacuje pritomnost procesu MA(1).

7 pravého dolntho grafu odhadujeme parcidlni autokorelaci priblizné 4. radu.

Tvorba modelu

Jak jsme mohli vidét, urceni stupni ARIMA modelu podle autokorelacni
a parcialni autokorelac¢ni funkce nemusi byt vzdy jednoduché. Pripomenme, Ze
hleddme model ARIMA(p,d,q), kde p predstavuje stupen autoregresniho pro-
cesu, d oznacuje stupen diferencovani a ¢ znac¢i stupen modelu klouzavych souctu.
V softwaru R budeme vyuzivat funkci Arima, pomoci které vyzkousime rizné mo-

dely, a na zékladé informacnich kritérii rozhodneme o tom nejvhodnéjsim.

ARIMA(1,0,1) ARIMA(1,1,1)
- © - ©
2 B <
% %
© « © «
R S
Xx x
0 0
S o | S o |
FRs FRa
3 3
o N | o N |
Z >~
£ ]
B~ 2~
g g
R e R 2]
g < g <
5 ;=]
8 o | g o |
g° g °
0 50 100 150 200 250 0 50 100 150 200 250
cas cas
(a) ARIMA model (1,0,1) (b) ARIMA model (1,1,1)

Obrazek 4.28: Casova rada prolozena kfivkou na zaklade ARIMA modeli s 95%
predikénim intervalem (3ed¢) a 80% predikénim intervalem (modfe)

v

Podle nejnizsi hodnoty AIC je pro nasi ¢asovou fadu nejlepsim modelem
ARIMA(1,0,1) a podle BIC je to model ARIMA(1,1,1). Ziskali jsme tedy jeden

model s diferenci a druhy bez ni. Prolozeni dat na zékladé téchto dvou modela
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véetné jejich predikei vidime na obrazku 4.28. Na levém grafu 4.28(a) pozoru-
jeme odhadnutou kfivku pomoci modelu ARIMA(1,0,1), kde je predikce budou-
cich hodnot mirné rostouci. Na pravém grafu 4.28(b) vidime prolozeni dat na
zékladé modelu ARIMA(1,1,1) s vyuzitim diferencovani, kde jsou predikce témér
konstantni. Oba modely vykazuji pro predikce pomérné siroké intervaly spolehli-
vosti. SmiSeny proces ARIMA(1,0,1) neboli ARMA(1,1) pfedstavuje posloupnost

nahodnych veli¢in {Y;} danou vztahem:

Yi=¢1Yi1 + 0161 + ¢ =099, — 09161 + €,

kde jsme odhady koeficienti ¢y a 60, ziskali pomoci piikazu summary v R. Dru-
hym modelem je integrovany smiSeny model ARIMA(1,1,1), ktery je vyjadien
posloupnosti diferenci {Y,4} pro d = 1:

Yt, = qblYt,,l + 81615_1 + € = —OOGYtLl - 0.9€t—1 + €.

V obou pripadech je prolozeni dat velmi podobné a je zde viditelné patrné zména
prubéhu ¢asové fady okolo bodu 100. Cernou svislou ¢arou je na obrazcich 4.28
vyznacena realna intervence v ¢ase 124, kolem které vidime, Ze se zadné zésadni
zmény nedéji. Muzeme tedy konstatovat, ze modely ARIMA si s touto ¢asovou
fadou uspésné poradily i bez zahrnuti bodu intervence. Také se na zakladé pre-
dikci potvrdilo to, Ze po néjakém case od intervence zacaly poméry urazovosti

malych déti opét mirné rist nebo se staly konstantni.

Odhad efektu intervence

Podobné jako v predchozi kapitole pomoci segmentové regrese, i zde se poku-
sime odhadnout efekt intervence. Tentokrat vSsak nebudeme prokladat segmenty
linearnimi funkcemi, ale pouzijeme ARIMA modely. Postup bude v zésadé stejny.

Kazdy segment zvlast prolozime odhadnutou kiivkou a pro prvni segment zaro-
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ven provedeme predikci, jako kdyby zadna intervence nenastala. Zatimco vyse
jsme odhadli jeden model pro celou ¢asovou fadu, nyni pomoci funkce Arima
odhadneme stupné ARIMA modelt pro oba segmenty zvIast.

Opét budeme nejprve pracovat s readlnou intervenci v ¢ase 124. Pro prvni seg-
ment jsme ziskali odhadnuty model ARIMA(0,0,0), coZz odpovida bilému Sumu,
a pro druhy segment dostavame ARIMA(0,1,1). Z levého grafu 4.29(a) tedy vi-
dime, ze predikce bude konstantni primka, jelikoz ARIMA modely nezaznamenaly
v prvnim segmentu zadny rust (stejné jako pomoci segmentové regrese). Prekva-
pivé ani v druhé situaci, kdy za intervenci povazujeme odhadnuty bod zlomu
v case 102, se stupné ARIMA modeli nezméni. Opét dostavame bily Sum pro

prvni segment a ARIMA(0,1,1) pro druhy segment (viz obrazek 4.29(b)).
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(a) Redln4 intervence v Case 124 (b) Odhadnuté intervence v ¢ase 102

Obrazek 4.29: Prolozeni ¢asové fady pomoci ARIMA modelu pro oba segmenty
zv1ast

Tuto analyzu pro dva segmenty zvlast mizeme vyuzit k ¢iselnému vyjadreni
efektu intervence a porovnat s vysledky na zakladé segmentové regrese. Opét se
zameéfime na redlnou intervenci v ¢ase 124 a vyjadiime rozdil vyrovnanych hodnot
v poloviné druhého segmentu, tedy v ¢ase 180 (56 mésict po intervenci). Vyrov-
nanou hodnotu modelu po intervenci ziskdme pomoci modelu ARIMA(0,1,1), coz

odpovida ¢islu 1.105 a predikovanou hodnotu prvniho segmentu jako funkéni hod-
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notu Cervené primky, tedy 1.212. Absolutni efekt intervence v ¢ase 180 vychazi

nasledovné:
}/>(s intervenci) }/>(bez intervence) — 1.105 — 1.212 = —0.107

a relativni efekt je roven —0.088. Oproti efektu intervence zjisténého pomoci seg-
mentové regrese, kde jsme v ¢ase 180 vypocitali pokles 0 10.6 %, jsme nyni odhadli
o néco mensi efekt, a to pokles o 8.8 %. To je zpisobeno tim, ze ARIMA modely
se vice prizptsobuji datim a zachyti lokalni zmény. Pro ptipad s intervenci v ¢ase
102 na obrazku 4.29(b) je tentokrat efekt v ¢ase 180 velmi podobny (absolutni
efekt je roven —0.109 a relativni pokles odpovida 9.1 %). Efekt po 56 mésicich na
pravém grafu je dokonce o néco mensi nez na levém grafu, a to —0.081 (pokles
06.7%).

Na zavér miizeme konstatovat, ze jak pomoci segmentové regrese, tak i pomoci
ARIMA modelu jsme po zméné legislativy v dubnu 2000 zaznamenali vyznamny
pokles poméru trazovosti déti ve véku 0-5 let oproti détem ve véku 6-9 let. Zaro-
ven jsme ale identifikovali nejvyraznéjsi bod zlomu jiz diive pfed zavedenim této
zmény (piiblizné ¢erven 1998) a usoudili jsme, Ze tento fakt muze byt zptusoben

predcasnou opatrnosti pfed chystanou zménou zakona.
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Zaveér

Cilem této diplomové prace bylo seznamit ¢tenéare s problematikou prerusova-
nych ¢asovych fad. Hlavnim tkolem analyzy téchto specifickych casovych fad je
zejména detekce nejvyznamnéjsich bodu zlomu v ¢asové fadé a nésledné vyjad-
feni efektu téchto intervenci. Pokud je nam ¢as intervence znédm, je nasim tkolem
casovou Tadu také prolozit a predikovat jeji budouci priibéh.

V teoretické Casti jsme se nejprve vénovali zakladnimu pristupu k prerusova-
nym casovym fadam, a to segmentové regresi. Popsali jsme situaci, kdy je pro nas
¢as nastani intervence znam, a ukazali jsme, jak pomoci této informace modelovat
¢asovou Tadu a vyjadrit efekt intervence. Dale jsme predstavili také algoritmus
segmentové regrese, ktery umoznuje identifikaci bodi zlomu v pripadé, kdy cas
intervence neméame k dispozici. V druhé kapitole teoretické ¢asti jsme se vénovali
modeltim Boxovy-Jenkinsovy metodologie, které jsme pozdéji aplikovali také na
prolozeni prerusované casové fady a vyjadieni efektu intervence.

V praktické casti prace jsme teoretické poznatky aplikovali na redlnou ¢asovou
fadu, tykajici se mési¢nich pomért trazovosti v automobilech u déti vé véku 0-5
let ku détem ve veku 6-9 let (v Japonsku, v letech 1990 — 2009). Za intervenci zde
byla povazovana zména legislativy tykajici se détskych zadrznych systémii. Nasim
cilem bylo analyzoval vliv této zmény a zjistit, zda doslo k prevenci dopravnich
drazu u nejmladsich déti.

Nejvetsi bod zlomu jsme se nejprve pokusili detekovat, aniz bychom védéli, kde

se redlna intervence nachazi. V nasi analyze jsme aplikovali tii metody, a to seg-
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mentovou regresi, piistup pomoci vypoctu F-statistik (knihovna strucchange)
a nakonec pomoci knihovny EnvCpt. V8echny tii pristupy dokézaly najit hledany
bod zlomu v podobném ¢asovém tseku, konkrétné mezi breznem a srpnem roku
1998. Po odhaleni skutecné intervence jsme ovsem zjistili, Ze redlnd zména legisla-
tivy nastala az v dubnu roku 2000. Tento vysledek pravdépodobné naznacuje,
ze lidé zacali dodrzovat novy zakon preventivné jiz pred jeho oficidlnim vstupem
v platnost. Diky této predcasné opatrnosti doslo k vyraznému snizeni poc¢tu trazi
u malych déti jesté pred oficialni zménou legislativy. Zaroven jsme ale zjistili, ze
priblizné po 9 letech od této zmény legislativy zacal pomeér trazovosti déti ve
véku 0-5 ku détem ve véku 6-9 let opét mirné stoupat.

Cely proces analyzy prerusovanych ¢asovych fad bychom mohli shrnout nasle-
dovné. V ptipadech, kdy mame k dispozici pfesné informace o ¢asu intervence, je
analyza relativné jednodussi a mizeme casovou rfadu modelovat pomoci segmen-
tové regrese nebo ARIMA modelu. V praktické ¢asti se v8ak ukézalo, Ze je zaro-
ven dilezité zkusit intervenci detekovat, jelikoz se tak muze projevit predcasny ¢i
zpozdény efekt skutecné intervence. Piesny cCas intervence pravdépodobné nedo-
kédZzeme nikdy urcit stoprocentné, ale pomoci zminénych metod miizeme odhalit,
kdy doslo v casové fadé k nejvétsi zméné ¢i zménam.

Béhem psani této diplomové prace jsem ziskala mnoho novych poznatka v ob-
lasti ¢asovych fad a osvojila si praci se softwarem R. Detailni zkouméani preruso-
vanych ¢asovych fad mé velmi bavilo. Byla jsem prekvapena, jakych podrobnych

vysledki miuzeme dosahnout i ze zdanlivé jednoduchého zadani.
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