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Abstrakt

Cilem této prace bylo vytvofreni aplikace, diky které by uzivatel mohl vytvaret v néko-
lika jednoduchych krocich zajimavé a realisticky vypadajici fotomontaze za pomoci mobil-
niho telefonu. Duraz je kladen na jednoduchost aplikace, uzivatelskou privétivost a rychlost
porizeni vysledné montéaze. Prace diskutuje mozné pristupy k vytvoreni takové aplikace,
algoritmy k tomu potfebné a problematiku implementace algoritmt pocita¢ového vidéni na
mobilnich zafizenich. Dale diskutuje moznosti urychleni algoritmti pomoci paralelizace na
novéjsich zarizenich s opera¢nim systémem i10S.

Abstract

The goal of this work was to create an application providing the user with an option of
creating interesting and realistic looking montages in few easy steps using a mobile phone.
The focus is on simplicity, user friendliness and the speed with which the final montage
can be obtained. The work discusses available approaches to building such application, the
algorithms needed and also the problems with the implementation of computer vision algo-
rithms on a mobile device. It also discusses possible options for speeding up the algorithms
through parallelization on newer devices running the iOS operating system.
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Kapitola 1

Uvod

Mobilni telefony jsou nedilnou soucasti kazdodenniho zivota vétSiny obyvatel civilizovanych
zemi. V obdobi uplynulych let tato kapesni zafizeni prosla bleskovym vyvojem, nezvykle
rychlym i s pfihlédnutim k bézné strmosti technologickych kiivek. Z neforemné pomicky na
vyTizovani hovort na cestach se mobilni telefon zménil na plnohodnotné vypocetni zarizeni
s vykonem srovnatelnym s pocitaci pred nékolika malo lety. Mobilni telefony uz navic nejsou
jenom vypocetnim, ale také multimedidlnim zafizenim obsahujici kameru, fotoaparat nebo
vyjimecéné stereokameru. Diky jejich vykonu i zminénému vybaveni existuje jiz nespocet
aplikaci umoznujicich jak pofizovani, tak editaci multimedialniho obsahu.

Tyto aplikace slouzi z velké ¢asti pro zdbavu uzivateld a umoznuji sdileni upravenych
fotografii nebo videi na socialnich sitich. Zajimavym doplinkem k témto aplikacim a zaroven
elegantnim pouzitim poznatkt pocitacového vidéni a rozsitené reality by mohla byt aplikace
umoznujici uzivateli vytvaret interaktivni montaz do jiné fotografie.

Takovéa aplikace by se dala vyuzit nejen pro zabavu, ale také jako profesiondlni nastroj
fotografi pro vytvareni predbézné predstavy o fotografické kompozici ve scéné. Postupem
vytvoreni takovéto aplikace, pouzitymi algoritmy pocitacového vidéni a problémy s imple-
mentaci téchto algoritmti na mobilnich zafizenich se zabyva tato prace.



Kapitola 2

Rozsirena realita a virtualita

Zkracene lze Tici, ze rozsifena realita je implementace algoritmi pocitacového vidéni, které
pomoci kamery a zobrazovaciho zafizeni (displeje) dokéazi vytvorit vérohodny obraz snimané
scény obohaceny (rozsifeny) o dalsi objekty. Déje se tak za pomoci michani obrazu redlného
svéta obdrzeného nahravacim zafizenim (v tomto konkrétnim piipadé mobilni kamerou)
s pocitacové vytvofenou scénou. Existuje rozdéleni typt rozsifené reality podle snimaci
a zobrazovaci technologie. Mobilni telefony patii do kategorie video see-through, pti kterém
je vysledna scéna uzivateli prezentovana pomoci displeje a navic se pro porizeni obrazu
redlné scény pouziva kamera.

2.1 Aplikace v pojeti Milgramovy definice rozsirené reality

Milgramova [9] definice rozsifené reality spo¢iva v pfedstaveni reality-virtuality continuum,
které je rozdéleno na Ctyfi Casti a to podle mnoZstvi uméle vytvorené informace. Pojem
realita neni potfeba vysvétlovat, jedna se pouze o realnou scénu, kterd naptiklad v pfi-
padé bryli ani nemusi byt zobrazend pres prezentacni zafizeni. Na opacném strané kontinua
je virtualni realita, ve které je uzivateli prezentovidna kompletné umeéle vytvorena scéna.
Uprostied kontinua je pak c¢ast, ktera je souhrnné nazvana jako kombinovana realita a za-
pouzdiuje v sobé dva pojmy. Prvnim pojmem je rozsifena realita, ktera rika, ze ve vysledné
scéné ma jesté porad vétsinovy podil realnd informace. U rozsifené virtuality je tomu presné
naopak - vysledna scéna je z vétsi ¢asti virtualni. Aplikace, jejimz vytvarenim se tato prace
zabyva proto odpovida spise definici rozsitené virtuality, protoze pridavame pouze kousek
reality (¢lovéka) do jiz vytvorené scény (jiné fotografie). Pojem rozsifend virtualita je vSak
pouzivany ziidka, proto se mluvi o této aplikaci jako o rozsifené realité.



Kapitola 3
Vyvoj aplikaci na platformeé iOS

Jelikoz ma byt cilova aplikace implementovana na mobilni platformé, je vhodné zminit se
o moznostech a tskalich zpracovani obrazovych dat na platformé iOS. Tato kapitola popisuje
hlavni stavebni kameny prace s obrazky, vestavéné knihovny a poskytované programatorské
rozhrani. V posledni fadé je také diskutovan samotny proces publikovani hotové aplikace
do AppStore.

3.1 Core Graphics (Quartz) a Core Image

V iOS jsou dostupné dvé knihovny slouzici pro praci s obrazovymi daty. Prvnim je Core
Graphics [18], ktery obaluje spravu barev a umoziiuje vykreslovani grafickych primitiv a cest
(angl. paths) do grafickych kontexti. Tento framework by mél byt pouzit pokazdé, kdyz se
méni tovarni kdd pro vykreslovani uzivatelského rozhrani. Kontext vSak nemusi byt pouze
obrazovka telefonu (v iOS nazyvéana jako View), ale mizZe to byt také obrazek. Vétsina
operaci tohoto frameworku je pak implementovana pfimo nad kontexty, takZe se pracuje
v obou pfipadech tplné stejné.

Druhym pro tuto praci dulezitym frameworkem je Core Image [19], ktery v sobé zapouz-
dfuje Sirokou Skalu operaci a filtri pro zpracovani a analyzu obrazovych dat. Core Image
navic nabizi moznost implementovat uzivatelské filtry, které poté mohou bézet na grafickém
procesoru.

3.2 Publikovani aplikaci na AppStore

Aby mohla byt aplikace publikovdana na AppStore (internetovy obchod s aplikacemi pro
zafizeni firmy Apple), musi projit schvalovacim procesem. Pfi tomto procesu se kontroluje,
jestli aplikace splnuje pozadavky spolec¢né pro vSechny publikované aplikace. Proces kon-
troly odebira vyvojarum urcitou svobodu v implementaci, ale na druhou stranu zarucuje
konzistenci grafické tipravy a dobrych zvykt. Jmenovité se musi dodrzovat [20] a také [17].

Pii nedodrzeni pravidel z téchto dokumenti je ve vétsiné pripadi aplikace odmitnuta,
ale na druhou stranu vyvojar také obdrzi divody odmitnuti a mize je diky tomu jednoduse
opravit. Kontrola je do urcité miry subjektivni a proto se muize stat, ze aplikace je z néjakého
divodu odmitnuta i kdyz vyvojar dodrzi vSechna pravidla. Aplikace v této praci, tak jak
je navrzena, by neméla pfimo porusSovat zaddné pravidla pro odeslani na AppStore, takze
pravdépodobnost objektivniho odmitnuti by méla byt minimalizovana.



Kapitola 4

Segmentace a matting

Hlavni ¢ast vytvarené aplikace je vytez Clovéka ze scény. Obecné vSak vzdy nemusi jit
o C¢lovéka, ale miZe to byt libovolny jiny objekt. Takové obecné operaci vyfezani objektu
z pozadi se Tika cutting nebo segmentace. Vyfezavani popfedi je zndmo hlavné z primyslu
filmovych efekti, kde se bézné pouziva pii klicovani na zelenou nebo modrou barvu pro
nasledné doplnéni upraveného pozadi. Segmentace se vSak nemusi provadét jen za pomoci
klicovani na urcitou barvu, ale lze pouzit pokrocilejsich modelti pro popfedi a pozadi pro
odhadnuti pozadovaného vyfezu. K této operaci pak slouZi celd fada algoritmu, z nichz
nékteré budou popsany v této kapitole.

Operace vyfezu popsana diive se zabyva pouze prifazenim jednotlivych pixelt do pozadi
nebo popredi. Vysledkem takového prifazeni je vyfez popredi, ktery mé vSak ostré hrany.
Vlozeni takového vytfezu do scény by nevedlo k uvéritelnému zobrazeni. Z tohoto divodu
nasleduje po cuttingu operace matting. Matting se snazi nalézt idealni hodnoty prithlednosti
(hodnoty «) na okraji vyfezu s ohledem na co nejrealisti¢téjsi montédz do scény. VétSina
modernich algoritmt na cutting se zabyva i mattingem, takZe neni tfeba tyto dva pojmy
dale rozlisovat a muZzou byt souhrnné nazyvany jako vyfrezavani obrazu. Na obrazku 4.1 je
zobrazen cely proces od vyFiznuti po vlozeni obrazku do vysledné scény [6].

4.1 GraphCut

GraphCut [3] je algoritmus na segmentaci, ktery byl vytvoren kvili potifebé pro algoritmus
na jednoduché vytezéni popfedi s dlirazem na co nejmensi uzivatelskou naroc¢nost a co
nejmensi pocet uzivatelskych vstupi.

Inicializace algoritmu probiha oznacenim c¢asti obrazkid pomoci ,Stétce® jako poptedi
a jako pozadi. Z této inicializace je pak mozno natrénovat 2 modely - jeden pro popredi
a jeden pro pozadi. Modely jsou kombinaci gaussovskych rozlozeni (angl. Gaussian Mix-

Obrazek 4.1: Proces ziskani alfa masky



Obrazek 4.2: Sestrojeny graf pro vstup algoritmu min-cut max-flow

ture Models — GMM). Po natrénovani modeli se vypo¢ita pravdépodobnost nélezitosti
jednotlivych pixeltt do popredi a do pozadi. Tyto pravdépodobnosti jsou nasledné pouzity
k minimalizaci energie zapsané nésledujicim vzorcem:

E = Zp(:n)P + Z kontrast(pl, p2)
S

kde P je mnozina vSech pixelt a S je mnozZina vSech dvojic sousednich pixel.

Minimalizace se provadi tak, Ze se vytvori graf, kde kazdy pixel odpovida jednomu uzlu.
Vytvoreny graf ma ale navic dva specialni uzly, v odborné literatufe nazyvané jako source
(zdroj) a sink (stok). Tyto dva uzly pfedstavuji nalezitost jednotlivych pixelii k poptedi
a pozadi. Nalezitost je oznacena hranami vedoucimi do téchto uzlt a hrany jsou ohodnoceny
predesle vypoc¢tenymi pravdépodobnostmi. Poté se do grafu pfidaji hrany mezi pixely (éty¥
nebo osmikoli kazdého pixelu) a témto hrandm se pfifadi hodnota nazvané jako kontrast.
Kontrast mezi dvéma pixely se vypocita jako:

kontrast(pl,p2) = ||pl — p2||?

Tlustrace vysledného grafu je na obrazku 4.2.

4.2 Grabcut

Myslenku co nejmensiho uzivatelského vstupu posouvé jesté o néco dale algoritmus Grabcut
[12]. Narozdil od pfedchoziho algoritmu se inicializuje pouze obdélnikem a neni tfeba presné
vyznacovat pixely popredi a pozadi v trimapé. Prvotni postup ziskani vyiezu je stejny jako
u algoritmu Graphcut. Hlavnim rozdilem je, Ze postup ziskéni popfedi a trénovani modela
se aplikuje iteracné, takze uzivatel obdrzi stejné presny vysledek bez nutnosti pracného
oznaceni. Algoritmus navic po dokonceni a prezentaci vyfezu uzivateli umoziuje explicitné
oznadit pixely popredi nebo pozadi, v pifipadé Ze segmentace nedopadla podle ocekavani.
Uzivatel tak mtze provést mensi mnozstvi tprav, které povedou k mnohem presnéjsimu
vysledku.

4.2.1 Naivni matting

GrabCut kromé iterativni aplikace algoritmu GraphCut pfedstavuje i naivni postup, jak
provést matting vysledné segmentace pro zvysSeni realisticnosti. Princip tohoto pristupu
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Obrazek 4.3: Sigmoidalni funkce

je zvétSeni okraje vysledné segmentace o urcity pocet pixell rovnomeérné po celé délce
okraje. Na obrazové body, které vznikly z tohoto rozsireni, je pak smérem zevniti objektu
aplikovana sigmoidélni funkce (ilustrace na obrazku 4.3, ktera patfiéné vyhladi o hodnoty
a doda tak na realisti¢nosti vzhledu vysledného objektu.

4.3 Background cut

Oba predeslé algoritmy se zabyvaly pouze jednotlivymi obrazky a ne jakoukoliv jejich sek-
venci. Timto problémem se zabyva algoritmus Background cut [14]. Zaklad algoritmu tvoii
predpoklad, ze pred zacatkem vytezavani z videosekvence mame obrazek pozadi, ze kte-
rého muzeme natrénovat ivodni model pozadi. Stejné jako v pripadé Graphcutu se provadi
v kazdém snimku minimalizace pomoci min-cut max-flow algoritmu. Prvni rozdil oproti
Grabcutu je zptsob trénovani modelu pozadi. Pro pozadi se modely trénuji hned dva. Je-
den je pouze globalni gaussovské rozlozeni v RGB prostoru a v témze prostoru je natrénovan
i druhy model — GMM. Vysledna pravdépodobnost nalezitosti do pozadi je potom soucet
pravdépodobnosti obdrzenych z téchto dvou modeli. Vahy jednotlivych modeld se upravuji
koeficienty, jejichZ soucet musi byt jedna.

Druhym rozdilem je obstarani pixelt pro trénovani GMM modelu popredi. Jelikoz mame
dostupné jiz od prvniho snimku sekvence barevné modely pozadi, mizeme pro kazdy pixel
vypocitat pravdépodobnost nalezitosti do pozadi. Z vypoctenych pravdépodobnosti se se-
stroji trimapa nésledujicim zptisobem. Zvoli se dvé hodnoty prahu — nizsi a vyssi hodnota.
Poté se pravdépodobnosti porovnaji s jednotlivymi prahy a pfifadi se jim naleZitost podle
nasledujiciho klice

B pokud je x mensi nez nizsi prah
trimap(xz) = F pokud je x v&tsi nez vys$i prah
U jinak

Vytvorenim takové trimapy vznikne i mnozina pixelti popfedi. Z téchto pixeld se na-
sledné natrénuje GMM model popredi. Jelikoz je timto krokem ziskan model popiedi, mize
byt sestrojena ¢ast grafu s pravdépodobnostmi ke zdroji a stoku. Vyrazna zména je i ve
vypoctu kontrastu, ktery je nyni adaptivni podle velikosti zmény prvotniho obrazku pozadi
a soucasného pozadi. Algoritmus se totiz snazi eliminovat veskery kontrast u pixelt pozadi
z divodu snadnéjsiho vyfiznuti pixeld popiedi.

4.4 Interactive Cutout

Dalsim algoritmem vyuzivajicim informace dostupné ve videu je Interactive Cutout [15].
Jako pfedchozi zminéné algoritmy je i tento zalozen na minimélnich fezech v grafu. Vyhodou



tohoto algoritmu je, Ze samotna segmentacni ¢ast dokaze bézet na videu v redlném case
pouze s malym uzivatelskym vstupem (nékolik taht $tétcem pro pozadi a popredi).

Tento algoritmus ma z hlediska zpracovani v readlném case jedno uskali. Video, které
je na vstupu aplikace musi projit ¢asové naroénym predzpracovanim. Toto zpracovani je
plné automatické, takze z hlediska zatéze uzivatele nepfidéva nic navic. Problémem tohoto
pfedzpracovani je tak pouze jeho ¢asova narocnost. Piedzpracovani je tvofeno konverto-
vanim videa do hierarchické grafové reprezetance, kterou pak efektivné dokaze zpracovat
prizpusobeny algoritmus GraphCut. Konverze probihéd pomoci algoritmu mean-shift, ktery
kéduje odlisnosti mezi snimky do specidlni datové struktury.

Po Gvodni segmentaci je navic pro pofizeni kvalitniho vyfezu nutno vystavit vysledné
video dodateénému automatickému zpracovani, které je na procesorovy c¢as stejné narocné
jako tvodni pfedzpracovani.

7 hlediska pouziti ve vytvarené aplikaci je tento algoritmus dobrou inspiraci, protoze
v8ak nahravani videa, na kterém je v nasi aplikaci provadéna segmentace, probiha v readlném
¢ase, nelze ho diky nutnosti predzpracovani pouzit v celém jeho rozsahu.

4.5 GridCut

Moznostmi paralelizace ¢asto pouzivaného algoritmu pro nalezeni miniméalni toku v grafu se

zabyvéa ¢lanek [5], ktery diskutuje moznosti efektivniho pouziti paméfové cache pro snizeni
Casové naroc¢nosti vypoctu.
Pro paralelizaci vyuziva jiz existujictho pfistupu [7, 2] a diskutuje mozna vylepSeni

z hlediska efektivnéjsi optimalizace pamétové lokality. Podle vysledkii ale stale nedosahuje
rychlosti potfebné pro zpracovani v redlném case.

Nejvétsim problém je vSak dostupnost tohoto algoritmu. Ackoliv dosahuje dobrych vy-
sledkt, jedna se o produkt, ktery lze pouzivat zdarma pouze pro nekomeréni ucely [24].
Jelikoz se v budoucnu uvazuje o komercializaci aplikace, kterou se zabyva tato prace, nebyl
zatim tento algoritmus pouzit. Zminéné koncepty vsak mohou byt hodnotnymi pfi pripadné
optimalizaci vykonu na mobilnim zafizeni.

4.6 Barevné histogramy

Vsechny predchozi algoritmy pristupovaly k obrazku jako ke grafu, nad kterym prova-
dime néjakou optimaliza¢ni techniku (hleddni minimélniho toku). K segmentaci vSak lze
pristupovat i jinym zptisobem a to napfiklad jako k individudlnim pixeldm, které zvlast
klasifikujeme do t¥id popredi nebo pozadi.

Mizeme tak napiiklad vytvorit 3D RGB histogram z uzivatelem vyznacenych pixelt
a nasledné ve snimku pro kazdy RGB pixel vypocitat vzdalenost od tohoto histogramu
a porovnat tento vysledek s prahem. Timto zptusobem lze zpracovat cely snimek pixel po
pixelu a dostat tak vyslednou segmentaci. Vyhodou tohoto pfistupu je i to, ze klasifika¢ni
¢ast je trividlné paralelizovatelna, protoze mezi klasifikacemi jednotlivych pixelt neexistuji
zadné datové vazby.

Obycejny 3D histogram ma vSak pro malé mnozstvi vstupnich pixelt problém s ridkosti
a navic tento naivni pfistup neni dostateéné robustni. ReSenim téchto problémi, navic pii
nizsi slozitosti vypoctu (vyssi rychlosti), je projekce jednotlivych pixelti na mnozinu piimek
v RGB prostoru [16].



Méjme RGB prostor hodnot 0-255, ve kterém je rovnomérné rozmisténo 13 piimek,
kde kazda z nich prochézi bodem (128, 128, 128). Kazda z téchto piimek reprezentuje 1D
histogram. Misto 3D histogramu se tedy prostor redukuje na 13 - poetbin 1D histogramu.
Pr1i klasifikaci pak mizeme vypocitat pravdépodobnost pixelu jako

13-b
h;

p(z) = sz N
i=1

kde x; je hodnota itého binu histogramu vzniklého konkatenaci vSech histogramovych
projekci daného pixelu, N je pocet trénovacich pixel, b je pocet binti 1D histogramu
a h; je hodnota itého binu histogramu natrénovaného z uzivatelské anotace. Vypoctenou
pravdépodobnost 1ze nasledné porovnat se zvolenym prahem a rozhodnout o pfifazeni pixelu
do popredi nebo do pozadi.

4.7 Prehled algoritmil pro matting

Vsechny predeslé algoritmy se zabyvaly pouze nalezenim ostré segmentace poptedi. Jak uz
bylo zminéno, pro realisti¢nost vysledné montaZze musime jesté provést matting. Matema-
ticky Feceno matting fesi problém nalezeni koeficientii a pro kazdy pixel obrazku v rovnici

I=aF+(1-a)B

kde F je barevna slozka popredi a B je barevna slozka pozadi. Aby viibec byla moZnost
nalézt hodnoty «, potfebujeme nejprve znat trimapu. Hodnoty pak pocitame v okoli pre-
chodu mezi poptredim a pozadim, kde je segmentace nezndmé. Nasleduje prehled nékterych
algoritmili na matting s jejich kratkym popisem.

¢ Knockout - vysledna barva je urena ze sousednich pixeltt pomoci vahovaného priméru

[1]-

o Bayesian matting - seskupi barvy popfedi a pozadi k nékolik stfedtim, na ty natré-
nuje gaussovska rozlozeni a poté hledd takové hodnoty alpha, které maji maximéalni
likelihood [4].

e Poisson matting - pro odhadnuti hodnot alpha nepouziva statistickych modelu, ale
misto toho vypocita gradient ze segmentace a poté vypocita hodnoty matte pomoci
feseni Poissonovych rovnici [13].
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Kapitola 5

Rozhodovaci stromy

Existuje mnoho technik pocita¢ového uceni, kterymi se d& naucit binarni klasifikator. Jed-
nou z téchto metod jsou rozhodovaci stromy, které se pouzivaji v Sirokém spektru uloh
pocitacového vidéni. Rozhodovaci strom je klasicky (¢asto bindrni) strom, jehoZz specifi¢-
nost spoc¢ivd v tom, ze se v kazdém uzlu nachézi obecné rtizné kritérium, podle kterého se
voli dalsi priichod stromem.

Kazdy listovy uzel poté nélezi jednomu konkrétnimu koncovému rozhodnuti. Takové
rozhodnuti mizZe byt teoreticky v jakémkoliv formatu, ale pro jednoduchost budeme v tomto
pfipadé uvazovat rozhodnuti mezi dvéma klasifikacnimi tfidami. Rozhodnuti v koncovych
uzlech nemusi byt unikatni, tedy uzel oznacujici ur¢ité rozhodnuti se mize na pozici listu
ve stromé vyskytovat i vicekrat.

Tlustraci rozhodovaciho stromu vysky tfi, ktery slouzi k rozhodnuti, jestli pixel nalezi
do popredi nebo do pozadi, lze vidét na obrazku 5.1.

B > 108 @

Obréazek 5.1: Ukazka rozhodovaciho stromu
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5.1 Trénovani rozhodovacich stromu

Aby bylo mozZno rozhodovaci strom pouzit jako klasifikdtor, musi se nejprve natrénovat
nékterym z mnoha dostupnych algoritmid. Jednim ze zakladnich pFistupt pro trénovani
rozhodovacich stromi je algoritmus ID3. V pseudokédu ho lze zapsat nasledovné

Algorithm 1 Trénovani stromu
function TRAINTREE(Root U, Samples S)
if All samples in S have the same label then
U.iisLeaf < True
U.label < label
return U
end if
for all split parameters P do
g < GAIN(S, P)
if bestGain < g then
bestGain + g
end if
end for
U.eft <+ TRAINTREE(U.left, Sleft)
U.right < TRAINTREE(U.right, Sright)
end function

Dale existuji rychlejsi a efektivnéjsi rozsiteni tohoto algoritmu jako napriklad C4.5 nebo
C5.0, ale jedna se pouze o komercéné poskytované produkty.
5.2 Informacni entropie

Informac¢ni entropie je nad koneénou mnozinou vzorkid definovana jako
H(S) == pyloga(py) (5.1)
Y

kde pro p, je pocet vyskytu Stitku i v mnoziné vzorkii S. Aby tato definice fungoval
i nad prazdnou mnozinou vzorkii S, pro potfeby této prace budeme definovat 0-l0g2(0) = 0.

5.3 Zisk (gain)

Kromé definice informacni entropie je nutno definovat jesté dalsi pojem, ktery je pouzit jako
metrika pii trénovani rozhodovacich stromt. Jedné se o informadni zisk (gain) pfi pouziti
daného uzlu jako potomka. V zakladni formé je definovan jako

1Sk (0]l
1S @]

kde H(S(x)) je vySe zminénd informacni entropie a S(x) je mnozina vzorki uzlu.

Zisk(i) = H(S(i)) — > H(Sk(i))

ke{P,L}
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5.4 Priklad natrénovani stromu

Méjme mnozinu P vzorkl, kde kazdy vzorek nese oznaceni | z mnoziny L. Mnozina Y
bude obsahovat oznaceni fg oznacujici, ze vzorek nalezi do popfedi a oznaceni bg fika-
jici, ze vzorek x nalezi do pozadi. Nyni uvazujme, ze mnozina X bude obsahovat 6 vzorki
{12,-21,18,14,—13, 9} s jejich korenspondujicimi stitky {fg, bg, fg, fg,bg, fg}. Pokud bu-
deme uvazovat, ze rozhodovani na uzlu bude probihat jednoduchjym porovnanim vzorku
oproti zvolenému prahu a préh miiZze nabyvat hodnot z mnoziny {8,16, —15}, potom tré-
novani stromu nad mnozinou vzork X podle algoritmu ID3 bude probihat v nésledujicich
krocich.

e Vezme se vstupni mnozina X a spocitd se zisk pro vSechny mozné hodnoty prahu.

e Zjisti se, ze nejvétsi informacni zisk mé uzel pii prahu 8.

Algoritmus se rekurzivné spusti nad levym a pravym potomkem.

Levy potomek zjisti, Ze obsahuje pouze stitky fg a tedy oznaci svij uzel za fg a ukonci.

Pravy potomek naopak zjisti, Ze obsahuje pouze stitky bg a tedy oznaci svij uzel za
bg a ukonci.

Rekurze se tim ukonéi a algoritmus vrati natrénovany strom.

5.5 Nahodné rozhodovaci stromy

Ackoliv jsou rozhodovaci stromy velmi silnym nastrojem pfi klasifikaci, pfinasi i urcité
nevyhody. Problémem pouzivani jednoho natrénovaného stromu je jeho tendence k pretré-
novani [11]. Pokud budeme navic zkouset pro trénovani kazdého uzlu vSechny kombinace,
mizeme narazit na problémy spojené se slozitosti pii vétsim mnozstvi parametri. Protoze
je slozitost izce spojena s rychlosti trénovani, potfebujeme tomuto problému predejit.

Resenim je zavést do trénovani stromii nédhodnost dvéma kroky. Prvnim krokem je
vytvoreni vétsiho poctu natrénovanych stromt (takzvaného lesa), které budou pti klasifikaci
hlasovat. Tento krok sdm o sobé vsak ndhodnost do modelu nepiinasi a pokud by nebyla do
modelu jinak pfidana nadhodnost, vedl by pouze ke zvyseni slozitosti vypoctu natrénovanim
nékolika identickych stromt.

Do trénovani se tedy zavadi ndhodny vybér podmnoZiny parametri z mnoziny vsech
dostupnych parametri. Kazdy strom tim ziskd prvek nahody podle toho, které parame-
try jsou pro trénovani jednotlivych uzli zvoleny. Jednotlivé stromy jsou pak v ramci lesa
unikatni a dodévaji tak na robustnosti vyslednému klasifikatoru.
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Kapitola 6

Implementace rychlé segmentace

Soucéasti navrhované aplikace musi byt algoritmus, ktery bude schopen na mobilnim zafizeni
v redlném case segmentovat objekt popfedi, pouze na zakladé minimalni anotace poskytnuté
tahem prstu pfes pozadovany objekt. Pristupy popsané v predchozi kapitole se soustiedily
spise na dosazeni co nejvétsi presnosti nez na dostupnost vypoctu v readlném case. Proto bylo
nutné navrhnout algoritmus, ktery by spliioval zminéné pozadavky a zaroven by dosahoval
rozumné piesnosti.

Pozadavek na presnost nemusi tak striktni jako u algoritmti pouzivanych v profesional-
nich grafickych editorech, protoze pro vyslednou montéz lze provadeét jesté dalsi zpracovani,
které uz nemusi probihat v redlném case. Piikladem takového zpracovani muze byt napojeni
na néktery z velmi pfesnych, ale pomalych algoritmi (GrabCut).

Tato kapitola obsahuje popis navrhu takového algoritmu zaloZzeného na souboru ba-
revnych histogramu ziskanych projekci na pfimku z RGB prostoru a jeho nasledné vyle-
pSeni pomoci metody nahodnych rozhodovacich stromi. Je zde popsana implementace obou
téchto pristupi v desktopovém prostiedi.

6.1 Navrzeny systém

Zékladni podminkou navrhu algoritmu a celého systému byl co nejmensi uzivatelsky vstup.
Proto bylo rozhoduto, Ze cely systém bude zavisly pouze na anotaci ekvivalentni k jednomu
souvislému tahu prstem na obrazovce mobilniho telefonu. Ostatni algoritmy pracuji vétsinou
na stejném principu, ale poskytuji moznost délat anotaci vice tahy a navic rozliSovat mezi
anotaci popfedi a pozadi. Navrzeny algoritmus tedy omezuje uzivatelsky vstup na absolutni
minimum.

Piehled systému je na obrazku 6.1. Jak uz bylo feceno, jako vstup algoritmu je rychla
uzivatelskd anotace objektu popredi pomoci tahu prstu. Nasledné je na tomto vstupu na-
trénovan klasifikdtor (obé verze klasifikdtoru budou popsany v nésledujicich kapitoldch)
a poté jiz muzZe systém zahajit klasifikaci nad prichozimi snimky. Samotné klasifikace by
méla probihat v redlném c¢ase na videu prijimaném z kamery mobilniho telefonu.

Tento navrh byl implementovan ve dvou verzich, pricemz se 1isi pouze v pouzitém klasi-
fikatoru. Oba vytvorené klasifikatory maji vsak stejny vystup (Gernobilou masku, kde ¢erné
pixely znad¢i pozadi a bile popfedi) a v tomto navrhu tak mohou byt zaménitelné.
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Obréazek 6.1: (1) Vstup algoritmu je uzivatelskd anotace. (2) Druhym krokem je vzdy pro-
jekce pixelt na pfimky (3) Natrénovani klasifikdtoru (histogramovy model nebo rozhodovaci
stromy) (4) Vysledek segmentace

6.2 Naivni per—pixel pfistup

V kapitole 4.6 byla popsana metoda redukce dimenzionality projekcemi na 13 pfimek v RGB
prostoru. Soucasti této prace byla implementace tohoto pristupu a to nejprve jako prototyp
ve skriptovacim jazyce Octave a jeho nasledné konverze do jazyka C pro snadnéjsi integraci
do mobilniho zafizeni.

Existuje vice postupti, kterymi se d4 dosahnout vytvoreni projekce na primku ve tridi-
menzionalnim prostoru jako je prostor RGB. Prvnim postupem je nasobeni vektoru repre-
zentujiciho bod projekéni matici. Tu lze sestavit podle vzorce

P=e-el +ey-el +e3-€l (6.1)

kde ey je jednotkovy vektor reprezentujici pfimku, na kterou délame projekci a es a eg
jsou libovolné jednotkové normalové vektory této primky, avsak navic navzajem kolmé. Tyto
t¥i pfimky tak tvofi vektorovou bazi, pomoci niz lze maticovym nasobenim promitnout bod
na zvolenou pfimku.
pokud se snazime dosdhnout redlného casu. Projekce Ize vSak vypocitat i jinak a to pouze za
pomoci nekolika s¢itani a jednoho déleni. Navic 1ze narozdil od maticového nasobeni, které
diky pozadavku na jednotkové vektory obsahuje jind nez celd ¢isla, implementovat tento
pristup bez pouziti ¢isel v plovouci fadové carce. Je totiz obecné znamo, Ze celociselné
vypocty jsou nékolikrat rychlejsi nez vypocty v plovouci fadové Carce.

Maticové nasobeni jde tedy nahradit rovnici reprezentujici projekci bodu x na pfimku
P

P(z) =p1-21+p2- 22+ p3- 3 (6.2)

Jelikoz je predem dén pocet primek, se kterymi se pracuje, mize se nasobeni v implemen-
taci nahradit podminkou na konrétni index pfimky. V pseudokédu by takova implementace
mohla vypadat nasledovné

Po vzoru jiz existujicich algoritmt zminénych v pfedchozich kapitolach se trénuji dva
histogramové modely — jeden pro popredi a druhy pro pozadi. Model popredi se trénuje
z uzivatelské anotace a model pozadi se trénuje z izkého pruhu kolem okraje snimku.
Pixely pro trénovani modelu pozadi jsou tak definovany implicitné, aby byl dban diraz na
co nejmensi potrebu uzivatelského vstupu. Dolni okraj je vynechan, protoZe se v ném casto
miuze nachazet c¢ast objektu popiedi.

Klasifikace pixelti snimku pak probiha nezavisle na kazdém pixelu néasledujicim zptso-
bem
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Algorithm 2 Rychla projekce bodu na primku
function PROJECT_POINT_ONTO_LINE(point p, line_index 1)
if line_index = 1 then
return p;

else if line_index = 5 then
return (p; + p2 — p3 + 255)/3
end if
end function

1. Vypoctou se projekce na vSechny zvolené primky a vytvori se prislusny pocet histo-
gramu (13)

2. Zjisti se hodnoty pfislusnych binid v histogramu poptedi a pozadi
3. Vypocte se suma rozdild mezi vadhami popfedi a pozadi

4. Probéhne porovnani sumy s pfedem zvolenym prahem (nulou), které rozhodne o né-
lezitosti pixelu

6.2.1 Vybér nejvhodnéjsich primek

Dalsim vylepsenim algoritmu, které vedlo ke zrychleni a zvySeni robustnosti byl vybér pouze
nékolika primek dobie rozlisujicich popredi od pozadi. Métfeni dobré rozlisitelnosti probihalo
ode¢tenim normalizovanych histogrami pozadi od popredi. Nékolik pfimek, jejichz histo-
gramy mély v této metrice nejvyssi hodnoty pak bylo vybrano pro klasifikaci. Snizenim
poctu pfimek tak dojde ke zrychleni a navic jsou ignorovany ty projekce, jejichz histogramy
pro popftedi a pozadi se od sebe ptili§ nelisi.

Je dilezité zminit, Zze tento vybér probiha pokazdé, kdyz uzivatel provede anotaci na
novém snimku. Pro kazdy objekt se tak automaticky vybere kombinace primek, které dokazi
nejlépe odlisit objekt od zbytku pozadi.

6.3 Zlepseni robustnosti rozhodovacimi stromy

Pro zlepSeni pfesnosti algoritmu pfi pokusu o zachovani stejné rychlosti byla naivni imple-
mentace pouzita jako zéklad pro trénovani ndhodnych rozhodovacich stromt. Jiz hotovy
histogramovy model Ize totiz pri trénovani vyuzit.

Abychom mohlo trénovani rozhodovacich stromt probéhnout, je potfeba urcit, jaka
bude podminka urcujici cestu dat stromem. V tomto piipadé pijde o stejnou podminku
jako u klasifikace v histogramovém modelu, tedy porovnani rozdilu mezi vahou popredi
a vadhou pozadi ziskanou z daného histogramu. Podminka rozhodujici cestu ve stromé pak
bude rozdil mezi dvéma obecné raznymi projekcemi pozadi a popredi.

Protoze je implementovano drive zminéné rozsiteni, které pouziva pro klasifikace nékolik
nahodné natrénovanych strom, je do trénovani modelu potfeba zavést prvek nahody. Prvku
nahody se dosahne tim, Ze pfi vybéru projekci, které déli vstupni mnozinu pri nejvétsim
zisku, se bude pocitat zisk jen pro ndhodné zvolenou podmnozinu dvojic. Navic je povoleno
pouzivat dvé rizné projekce pro popfedi a pozadi.
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Nejen e tato technika zavadi do modelu ndhodnost, ale také vyrazné snizi ¢as trénovani
stromil, protoze se nemusi provadét vypocet zisku pro viechny kombinace projekci. V ka-
pitole 8 je pak nazorné ukazano, ze tento model dosahuje vétsi piesnosti nez histogramovy

model a navic bez zna¢nych abytkt na rychlosti.

17



Kapitola 7

Prototyp mobilni aplikace

V této kapitole je popsan postup vytvareni funkéniho prototypu vysledné aplikace na vy-
tvareni fotografické montaze od prvotniho navrhu uzivatelského rozhrani pies jeho nasled-
nou upravu kviili ndvaznosti na vytvorené algoritmy.

Kapitola zminuje problematiku moznosti zpracovani a vykreslovani videa v redlném case
a postup integrace zminénych algoritmu otestovanych v desktopovém prostiedi do mobilni
aplikace bézici na operacnim systému iOS.

7.1 Navrh a implementace uzivatelského rozhrani

Soucéasti vyvojového procesu uzivatelského rozhrani by mél byt vzdy krok, ve kterém je
vytvoren zakladni koncept fungovani aplikace. Tento koncept poté slouzi jako predloha pti
vytvareni aplikace, pfipadné mize slouzit k prezentaci funkcionality vysledné aplikace bez
nutnosti psat jakykoliv kéd.

Pro aplikaci byl vytvoren zékladni koncept pomoci grafického programu GNU Image
Manipulation Program (GIMP) a doplnén o vzhled mobilniho telefonu v internetové aplikaci
mockuphone [22]. Jednotlivé obrazovky konceptu jsou vyobrazeny na obrazcich 7.1. Zleva
se jedna o pocatek snimani uzivatele kamerou, nasledné hrubé oznaceni pixeli nalezicich
do popredi, poté vybér fotky, do které chceme uzivatele montovat a poslednim krokem je
vhodné pozicovani uzivatele jak v realité, tak ve fotce.

Tento navrh byl pfepracovan a konkretizovan do podoby odpovidajici vytvorenym algo-
ritmim do obrazku 7.2. Dale bylo potfeba zvazit umisténi obrazovky s vybérem fotografie
pozadi. Prestoze vysledny algoritmus ve vétsiné pripadu funguje obstojné, jsou situace, ve
kterych se v segmentaci vyskytuji chyby znemoznujici vytvoreni vysledné montaze. Z po-
hledu pocitacového vidéni to velky problém neni, ale z uzivatelského hlediska se jedna o vétsi
prekazku.

Kazda aplikace se musi snazit o snizeni uzivatelské frustrace na minimum, tudiz byla
po patfiéném zvazeni obrazovka s vybérem obrazku pozadi umisténa az za obrazovku s vy-
bérem objektu popiedi. To je zdivodnéno tim, ze pokud se uzivatel bude vyskytovat v pro-
stfedi, kde mé segmentacni algoritmus problémy (tj. mista tmavé nebo obecné s nizkou
barevnou variabilitou), uvidi kvalitu segmentace okamzité a tim uSetii ¢as se zbyteénym
krokem vybéru.

Cely néavrh se tedy sklada ze étyi obrazovek (stavi aplikace):

e obrazovky vybéru objektu popredi,
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Obrazek 7.1: Koncept Ul aplikace
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Obrazek 7.2: (a) Uzivatel vyznadi stétcem objekt popredi (b) Ukazka segmentace (c) Vybér
obréazku pozadi (d) Uprava orientace pozadi

e rychlé ukazky segmentace pomoci pfehledného piekryvu,
e vybéru fotografie pozadi a

e edita¢ni obrazovky s tipravou pozice pozadi pomoci gest.

Ideélné tedy prace s aplikaci vypadéa tak, Ze uZivatel se rozhodne vytvorit fotografickou
montaz, zapne aplikaci, tahem prstu vybere objekt popredi, ktery chce umistit do vysledné
montaze, rozhodne se, jestli je segmentace dostateéné kvalitni a podle toho vybér potvrdi.
Nasledné vybere z galerie pozadi, upravi ho pomoci zabéhlych gest pro rotaci a zoom a jako
posledni krok vytvofi vyslednou montéz.

Ackoliv aplikace klade diraz na jednoduchost, v sou¢asném stavu se jedné pouze o proto-
typ, ktery neni zatim pfipraven pro publikovani do obchodu s aplikacemi. Hlavnim divodem
tohoto stavu je fakt, ze aplikace zavadi v soucasnosti neobvyklé postupy (vybér objektu
popfedi tahem prstu) a neobsahuje seznamovaci navod.

Vytvoreni aplikace vhodné pro publikovani na AppStore vSak nebylo hlavnim zdmérem
této prace. Pro budouci moznost publikovani takové aplikace by bylo potfeba navéazat spo-
lupréci se zruénym grafikem a vytvorit prehledny a elegantni néavod k pouziti.
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7.2 Vykreslovani videa v realném case

Ackoliv by se zdalo, Ze zobrazeni videa pri frekvenci 30 snimkt za sekundu je na mobilnim
zafizeni béznou a jednoduchou operaci, v pripadé aplikacniho rozhrani dostupné v opera-
¢énim systému iOS tomu tak neni. Hlavnim problémem je vykreslovani na obrazovku pro-
gramatorem jiz upravenych snimka videa. Pro jednoduché zobrazeni snimki pfijimanych
primo z fotakl existuje moznost pouziti pfipravené t¥idy AVCapturePreviewLayer.

Ptijimani obrazkt z kamery poskytuje knihovna AVFoundation, kterd implementuje
nasledujici koncepty:

e Abstraktni reprezentaci nahravaciho zafizeni AVCaptureDevice

Pfipojeni k rozhrani (kamefe) mobilniho telefonu pfes AVCaptureSession

Ptipojeni vstupnich a vystupnich entit pomoci AVCaptureConnection

Prijimani RGBA snimku v entité typu CVPixelBuffer

Efektivni recyklaci objekti typu CVPixelBuffer pomoci CVPixelBufferPool

Po prijmuti obrazkid z kamery a aplikaci algoritmu lze vystup zobrazovat v redlném case
pouze za pomoci OpenGL. Operacni systém iOS poskytuje standardni rozhrani OpenGL ES
2.0, které umoznuje potfebnou konverzi obrazového bufferu do textury a nasledné vykresleni
této textury na obrazovku.

Vykreslovani videa probihé s pouzitim specidlniho kontextu EAGLContext reprezentu-
jictho aktualni stav OpenGL. Obrazek videa je nejprve nakopirovan do textury pomoci k to-
muto Gc¢elu dostupné metody CVOpenGLESTextureCacheCreateTextureFromImage. Piipra-
veny vertex shader poté interpoluje texturovaci soufadnice pro fragment shader a ten podle
téchto soutadnic vykresli texturu do framebufferu. Protoze je vystup framebufferu napo-
jen na specidlni vykreslovaci vrstvu CAEAGLLayer, je textura v readlném case zobrazena na
obrazovce [25].

7.3 Integrace vytvoreného algoritmu

Protoze byl jiz ptivodni algoritmus v desktopovém prostiedi vytvaren s myslenkou co nej-
jednodussi prenositelnosti a implementovan v jazyce C bez pouZiti knihoven tfetich stran
(OpenCV a podobné), byla integrace algoritmu velmi snadna.

Vyuzito bylo pak predevsim faktu, ze jazyk ObjectiveC, ve kterém je mobilni aplikace
implementovana je rozsifenim jazyka C o objektové paradigma. Jakékoliv konstrukce za-
psand v jazyce C by tedy méla byt validni konstrukci v jazyce ObjectiveC.

Pro prehlednost byla vytvorena t¥ida DecisionTreeWrapper, kterd obaluje vysledny
algoritmus a inicializuje ho s parametry, které byly pfi testovani urceny jako nejefektivnéjsi.
Ttida tak poskytuje objektové rozhrani k jinak kompletné imperativni implementaci. Navic
se tfida stard o automatickou dealokaci paméti zavolanim dealokacnich metod algoritmu
v destruktoru.

Ukézkovy vystup z aplikace je pak vidét na obrazku 7.3. Vrchni fadek jsou uZivatelské
anotace provedené tahem prstu a dolni fadek jsou ukazky jednoho snimku interaktivni
segmentace.
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Obrazek 7.3: Pohled na vysledny algoritmus integrovany do mobilni aplikace

7.4 Moznosti paralelizace na platformé iOS

Programatorské rozhrani dostupné na platformé iOS nabizi nékolik moznosti, jak efektivné
paralelizovat sekvencni kéd. Jsou to moznosti paralelizace jak na vicejaddrovém procesoru,
tak i na mobilnich zafizenich dostupném integrovaném grafickém c¢ipu. Pro paralelizaci
na grafickém ¢ipu pak poskytuje iOS kromé primyslového standardu OpenGL také svoje
proprietarni rozhrani s ndzvem Metal.

7.4.1 Grand Central Dispatch

Grand Central Dispatch (GCD) je soubor vlastnosti jazyka, knihoven a systémovych vy-
lepSeni, kterd poskytuji moznost paralelniho vykonavani programu [23]. Programétor méa
vyhodu, Ze se nemusi starat o explicitni synchronizaci vlaken a misto toho pracuje s takzva-
nymi frontami (dispatch queues), na které zasila bloky kédu. Blok kédu je speciélni objekt,
ktery reprezentuje vykonavanou praci. Bloky se zna¢né podobaji funkénim ukazatelim v ja-
zyce C.

7.4.2 GPGPU API Metal

GCD je vSak pouze nastrojem paralelizace kédu na CPU. V poslednich letech se rozméha
i paralelizace na grafickych ¢ipech a mobilni telefony v tomto trendu nejsou vyjimkou.
Proto v zafi roku 2014 predstavila firma Apple nové programétorské rozhrani (API) pro
nizkotroviiovou préaci s grafickymi ¢ipy [21]. API s ndzvem Metal funguje na mobilnich
Gipech fady A7 a vyssi.
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Obrazek 7.4: Ukéazka aplikace na iPadu pracujici s Grabcutem

Metal oproti soucasné implementaci OpenGL dostupné na mobilnich zarizenich s ope-
racnim systémem i0OS poskytuje i takzvané compute shadery, které umoznuji implemen-
taci obecnych algoritmi. Navic poskytuje Metal optimalizace, které snizuji vypocetni cenu
pristupu na GPU jako jsou predkompilované shadery.

Compute shadery lze vyuzivat pro paralelizaci algoritmt pocitacového vidéni, jelikoz
Casto jejich ¢asti zpracovavaji velkou mnozinu pixel, nad kterymi se vykonava stejna ope-
race. Takové algoritmy jsou pak idedlni pro implementaci na grafické karté.

7.5 Prototyp prace s Grabcutem v iOS

V ramci této prace byl vytvoren prototyp, ktery ukazuje moznosti prace s algoritmem Grab-
cut. Algoritmus je dostupny z obecné knihovny pro pocitacové vidéni OpenCV. GrabCut

lze pouzivat ve dvou médech. Prvnim mdédem je inicializace pomoci obdélniku (parametr
GC_INIT_WITH-RECT) a druhy mdd pro inicializaci pomoci masky (parametr GC_INIT_WITH_MASK).
Prvni méd slouzi pro zakladni hrubou segmentaci a druhy méd pro doladéni detaili expli-
citnim oznacenim pixelt popfedi nebo pozadi.

Stejné jako algoritmus je i implementovany prototyp rozdélen do dvou obrazovek kore-
spondujicich se zminénymi moédy. Na prvni obrazovce uzivatel mize vybrat ve statickém
obrazku obdélnik, ve kterém se vyskytuje popredi. Aplikace nasledné da uzivateli najevo,
Ze zpracovava pozadavek (samotny algoritmus je provadén ve zvlastnim vldkné) a poté
mu zobrazi vysledek segmentace. Pokud uzivatel neni s prvotni segmentaci spokojen, miize
prejit na dalsi obrazovku. Na dalsi obrazovce mé moznost explicitné vyznacovat nalezitost
pixelti. Jestli oznacuje pixely popredi nebo pozadi se odviji od skutecnosti, jaky typ Stétce si
vybere. Pro snadnéjsi praci aplikace umoziiuje i volbu tloustky stétce. Prototyp tiplné neod-
povida navrzenému uzivatelskému rozhrani, ale je tomu tak z dtivodu rychlejsiho testovani
vystupu algoritmu pfimo na zafizeni. Ukéazka aplikace je na obrazku 7.4.

Bohuzel soucasna implementace algoritmu nedosahuje rychlosti potiebné pro zpracovani
videa. Radové jeden snimek trva vysegmentovat nékolik sekund. Z téchto diivodd bude
v navazujici praci nutno najit vhodny algoritmus, ktery bude segmentovat video v redlném
case v dostateéné kvalitnim rozliSeni pro realistickou fotografii.
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7.6 Implementace desktopové verze Background cutu

Dalsim prototypem, ktery byl vytvoren, je zdkladni implementace algoritmu Background
cut podle postupu zminéného v kapitole 4.3. Prozatim je implementovan pouze zaklad
algoritmu a soucasna implementace neobsahuje ochranu proti otfesim kamery.

Cela aplikace je implementovana jako program prikazového radku, ktery dokaze zpra-
covavat video jak ze vstupniho zafizeni, tak i ze souboru. Vystupem aplikace je podle
zvolenych parametri bud video s vyslednou segmentaci nebo zobrazeni jednotlivych krokt
algoritmu (vytvofeni trimapy, kontrast a konecné segmentace). Celd aplikace je implemen-
tovana taktéz s pouzitim knihovny OpenCV, ale samotny Background Cut v knihovné
OpenCV neni a jde tak o vlastni implementaci.

Program mimo jiné také umoznuje piredtrénovani modelu pozadi, coz je ¢asové nejna-
ro¢néjsi operace a jeho nasledné ulozeni do souboru a nacteni pii dalsim zpracovani videa.
Obrazek 7.5 zobrazuje ukazkovy vystup z aplikace.

Obrazek 7.5: Ukéazka vystupu aplikace implementujici Background cut
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7.7 Urychleni GMM pomoci Metal API

Témér vSechny prozkoumané algoritmy na cutting v néjaké svoji ¢asti vyuzivaji trénovani
GMM. Jednim z nejznaméjsich algoritml na trénovani GMM je algoritmus Expectation
Maximization (EM) [10]. EM je algoritmus, ktery iterativné hledd maximélni hodnotu like-
lihood zadaného modelu pomoci dvou krokti — kroku expectation a kroku maximization.
Neékteré casti téchto kroku lze paralelizovat za pomoci jiz zminénych compute shadert
na grafické karté. O takové zrychleni usilovala tfeti implementovana aplikace. Urcitého
zrychleni se dosdhnout podaftilo, ovSem stale nedosahovalo rychlosti pouzitelné pro online
zpracovani ani u obrazkid s malym rozliSenim.
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Kapitola 8

Testovani algoritmu

Pro objektivni zhodnoceni je potieba vytvorené algoritmy otestovat nad konkrétni datovou
sadou. Tato kapitola se zabyva testovanim jak presnosti obou vytvorenych algoritmu, tak
jejich rychlosti na mobilnich i desktopovych zafizenich. Je zde také prezentovan vystup
segmentace a diskutovano vizualni zhodnoceni tohoto vystupu.

Je predstavena datova sada, nad kterou se experimenty provadély a také je feceno,
jak bylo potieba datovou sadu upravit a jaké kroky vedly k jeji dodateéné anotaci pro
kompatibilitu s vytvorenymi algoritmy.

8.1 Datova sada — BSDS500

BSDS500 je zkratka pro Berkeley Segmentation Dataset and Benchmarks. Jedna se o da-
tovou sadu, ktera, jak uz nézev napovida, obsahuje 500 obrazki s riznou tématikou [8].
Pivodné je rozdélena do tii podmnozin — testovaci, validac¢ni a trénovaci sady. V piipadé
vyhodnovani naseho algoritmu vSak nemusime toto rozdéleni respektovat, protoze klasifi-
kator se vzdy trénuje na jedné konkrétni fotografii.

Datova sada obsahuje riznorodé fotografie, véetné takovych, na kterych neni na prvni
podle ziejmy objekt poptedi (napf. fotky krajiny apod.). Z tohoto diivodu byla z této datové
sady vybrand pouze podmnozina fotek, na kterych je objekt poptedi (¢lovék nebo zvife)
naprosto zfejmy. Pro testovani algoritmu byla tato datova sada vybrana, protoze poskytuje
ke kazdé fotografii soubor, ve kterém je uloZena ruc¢ni segmentace provedend c¢lovékem.
Kazdy objekt ma poté svoji vlastni ¢iselnou hodnotu a v souboru jsou vzdy vyznaceny
pixely, které tomuto objektu nalezi prislusnym c¢islem.

BSDS také obsahuje sadu benchmark, nad kterymi lze vyhodnotit spravnost segmen-
tace a lze tak jednoduse porovnat efektivitu algoritmu s ostatnimi. V pripadé vyvijeného
algoritmu je vSak FeSena mirné odlisna tloha (s odlisnym vystupem) nez klasicka segmentace
a proto poskytnuté benchmarky nebyly pouzity.

Ukazka nékolika vzorkt datové sady je vidét na obrazku 8.1.

8.2 Anotace

Ackoliv by sla anotace vzorkdl vytvofit i v generickém rastrovém grafickém editoru jako
je naptiklad GNU Image Manipulation Program (gimp), pro vétsi pohodlnost a rychlost
anotace byl vytvofen specidlni anota¢ni nastroj. Zminény nastroj byl realizovan jako pro-
gram piikazové Fadky, ktery je vystavén nad grafickym rozhranim dostupnym v knihovné
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Obrazek 8.1: Ukazka datové sady BSDS500

OpenCV.

Anotace vzorkl probiha ve dvou krocich. Nejprve se automaticky oznac¢i izky pruh po
celém okraji obrazku s vyjimkou spodniho okraje a ozna¢i se jako pozadi (¢erné barva),
a poté uzivatel vyznac¢i tahem mysi, kde se nachazi objekt popredi. Spodni okraj je vy-
nechén, protoze se pifi ndhodném testovani aplikace objekty zajmu cCasto v této oblasti
vyskytovaly. Pokud by spodni okraj byl oznacen jako pozadi, mohlo by to vést k celkové
degradaci efektivity algoritmu.

Po interaktivnim oznaceni popredi muze uzivatel potvrdit vybér libovolnou klavesou
a vysledna maska je ulozena do souboru, ktery byl predan jako parametr aplikace na pri-
kazovém radku. Ukéazka obrazku a jejich vytvorenych anotaci je na obrazku 8.2

V ramci této prace byl anotacni nastroj pouzit pro vyznaceni objektu popiedi na vy-
brané podmnoziné vzorkd datové sady BSDS500. K tomuto tcelu byl vytvoren kratky
skript, ktery spousti anotator nad kazdym obrazkem zvoleného adresaie a uklada masky
ve formatu PNG do libovolného adresafte.

Celkem bylo vybrano a oznaceno 213 obrazki, které odpovidaly scénaitim moznych pou-
ziti vytvarené aplikace a nad nimiz byla nasledné vyhodnocena pfesnost algoritmt popsana
v navazujicich kapitolach.
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Obrazek 8.2: Obrazky s ukazkou jejich ru¢ni anotace

8.3 Metodika testovani

Nad vybranou datovou sadou je tfeba zvolit vhodnou metodiku testovani vytvorenych al-
goritmi. Je potifeba uvést, ze binarni klasifikdtor naseho typu miize vracet 4 rizné typy
vysledk, kterymi jsou:

e True positive (TP) — klasifikdtor spravné oznacil vzorek popiedi jako popredi

e True negative (TN) — klasifikdtor spravné oznacil vzorek pozadi jako pozadi

e False positive (FP) — klasifikdtor nespravné oznacil vzorek pozadi jako poptedi
e False negative (FN) — klasifikdtor nespravné oznacil vzorek popfedi jako pozadi

miZeme tedy narazit na dva typy uspésné klasifikace a dva typy chyb. Bez této znalosti
by pravdépodobné byla zvolena metriku, kterou lze popsat rovnici

CORRECT
N
tato metrika vSak kompletné opomiji rozdéleni chyb i ispéchtt na dva druhy.
Proto se zavadi jiné vyhodnocovaci metriky, mezi které patfi i v této praci pouzity
precision a recall. Precision je definovan jako

accuracy =

TP

precision = m——ﬁ
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a recall jako

TP
TP +TN

Dohromady se pomoci téchto dvou metrik tvofi precision-recall kiivka, kterd je nepsa-
nym standardem ve vyhodnocovani spésnosti binarnich klasifikdtort. Dokaze totiz ukazat,
jak se binarni klasifikator chova pfi zméné jeho prahu a zaroven ukazat, jaké hodnoty prahu
muZeme nastavit, pokud chceme dosdhnout konkrétni chybovosti.

Pro porovnani byla testovana jak naivni implementace, tak vylepSeny model vyuziva-
jici ndhodnych rozhodovacich stromu. Presnost algoritmu byla z divodu vykonu testovana
pouze v desktopové aplikaci, kdezto rychlost byla vyhodnocena jak pro desktopovou, tak
pro mobilni verzi piimo ve vytvotfené aplikaci.

recall =

8.4 Presnost

Pro testovani pfesnosti byly zvoleny nasledujici parametry modelu:

e pocet bini histogramu pro naivni klasifikator (8, 16, 32, 64, 128, 256, 512 a 1024),
e vyska rozhodovaciho stromu od 2 do 5,

e pocet bint histogramu pouzitych pro trénovani rozhodovacich stromi (8, 64, 256,
1024) a

e pocet rozhodovacich stromu (2, 4, 8 a 10).

U naivniho histogramového modelu byl testovan pouze vliv poc¢tu bini na kvalitu vy-
sledné segmentace. Histogramovy model totiz nem4 jiné parametry (kromé déle zminéného
prahu). Pro sestrojeni precision-recall kiivek byl rozhodovaci prah nastavovan na 30 hodnot,
rovnomeérné rozlozenych mezi v intervalu < —3,3 >. Vysledna kiivka byla poté sestrojena
linearni interpolaci mezi datovymi body. Vysledky byly vyneseny do grafu na obrazku 8.3 .
Z grafu je patrné, ze si nejlépe vedl klasfikator s 256 biny. Z toho divodu byla tato hodnota
nastavena na pevno do vysledné aplikace.
7ivé celociselny prah. Nejprve tak byl proveden vypocet pro vSechny kombinace parametra
pro celoéiselny prah nastaveny na 0. Prezentované hodnoty precision a recall jsou primérem
nad celou datovou sadou. Vysledek byl jednak vynesen do grafu 8.4 a pro prehlednost do-
plnén tabulkami 8.1, 8.2, 8.3 a 8.4 s parametry seskupenymi podle vysky stromu.

Nejlepsi precision pfi prahu 0 mél nad datovou sadou tedy klasifikator s konfiguraci
1024 bint histogramu, pfi hloubce stromu 4 a poctu stromi také 4.

8.5 Rychlost

Pro vysokou interaktivitu implementované aplikace je potfeba, aby algoritmy provadéjici
segmentaci pracovaly v redlném case. V této kapitole je vyhodnocena rychlost béhu naivniho
histogramového klasifikdtoru pro rizna rozliSeni dostupna na mobilni platformé.

Programatorské rozhrani operacniho systému iOS umoznuje pfijimat video v rozlisenich
specifickych pro konkrétni zafizeni nebo pro preddefinované hodnoty 352x288, 640x480
a 1280x720 pixelti. Jina rozliSeni stejnd na vséch zafizenich nativné poskytovana nejsou.
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Pocet stromu

Pocet binu 2 4 8 10

8 56%/34% | 59%/38% | 58%/54% | 58%/57%
16 62%/44% | 63%/46% | 60%/60% | 61%/58%
64 65%/48% | 65%/49% | 62%/62% | 63%/59%
256 64%/46% | 66%/49% | 63%/61% | 62%/61%
1024 65%/46% | 66%/47% | 62%/61% | 62%/61%

Tabulka 8.1: Precision/Recall pro vysku stromu 2

Pocet stromu

Pocet binu 2 4 8 10

8 60%/49% | 61%/54% | 58%/62% | 58%/61%
16 63%/51% | 65%/56% | 61%/66% | 61%/64%
64 67%/55% | 67%/60% | 63%/68% | 63%/67%
256 67%/55% | 66%/59% | 63%/68% | 64%/67%
1024 66%/53% | 66%/59% | 63%/67% | 64%/66%

Tabulka 8.2: Precision/Recall pro vysku stromu 3

Pocet stromu

Pocet binu 2 4 8 10

8 63%/44% | 63%/49% | 60%/58% | 60%/60%
16 65%/50% | 67%/54% | 63%/64% | 64%/62%
64 70%/50% | 69%/56% | 656%/66% | 66%/64%
256 69%/51% | 69%/57% | 66%/65% | 66%/63%
1024 70%/50% | 70%/54% | 656%/64% | 66%/63%

Tabulka 8.3: Precision/Recall pro vysku stromu 4

Pocet stromu

Pocet binu 2 4 8 10

8 62%/35% | 64%/38% | 60%/55% | 62%/53%
16 65%/42% | 65%/46% | 63%/59% | 64%/57%
64 69%/45% | 70%/51% | 66%/61% | 66%/61%
256 69%/46% | 69%/50% | 66%/61% | 67%/59%
1024 69%/42% | 69%/48% | 66%/58% | 67%/59%

Tabulka 8.4: Precision/Recall pro vysku stromu 5

29




1 =

0,9 1
0,8 1
0,7 1
— 8
0,6 1 32
— G4
0,5 1 — 128
Recall 256
0,44 — 512
1024
0,34 16
0,2 1
0,14
0 T
0,1 0,2 0,3 0,4 0,5

Precision

Obrazek 8.3: Precision-Recall kfivky pro rtizné poc¢ty bint histogramového modelu

Testovani rychlosti bylo rozdéleno na fazi uceni, kdy se z jednoho snimku a uzivatel-
ské anotace natrénuje a fazi klasifikace jednoho snimku. Pro ziskani co nejobjektivnéjsich
vysledkt byla rychlost ziskana jako primérné hodnota z nékolika nezavislych béhi.

Tabulka 8.6 nabizi prehled vysledku béhu trénovani a klasifikace na jednom snimku na
desktopu pri riznych rozlisenich. Kazda hodnota je vzdy primérem z nékolika béht. Také
tabulka 8.5 poskytuje stejné méfeni pro desktopovou implementace, ovSem nyni za pouziti
stromového klasifikatoru.

Rozligeni | Cas trénovani | Zpracovani snimku
352x288 04s 0.15 s
640x480 1.1s 0.048 s
1280x720 2.1s 0.1s

Tabulka 8.5: Méreni ¢asu modelu s rozhodovacimi stromy v desktopovém prostiedi

Tabulky 8.7 a 8.8 poté zapisuji provedend méfeni na mobilnim telefonu pro histogramovy
model, respektive pro model s rozhodovacimi stromy. VSechna méreni byla provadéna pro
vysku stromu 3, pocet 4 stromi a 256 binid histogramu.

Jak je vidét, algoritmus sice nebézi rychlosti 30 snimki za sekundu, ale pro zakladni
interaktivitu jsou tyto casy dostacujici. Vyssi rozliSeni ale momentalné nelze pouzit, protoze
by se interaktivita aplikace snizila na minimum diky dlouhému vypoctu jednoho snimku
i ivodniho trénovéani. Oproti v ivodu zminénym algoritmim, které bézely i na nizkych
rozliSenich v fadu nékolika sekund je to urcité zlepseni.

Ackoliv je klasifikitor zaloZeny pouze na histogramovém modelu méné robustni, jeho
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Obrazek 8.4: Precision a recall pro vSechny kombinace parametri rozhodovacich stromt

Rozligeni | Cas trénovani | Zpracovani snimku
352x288 0.002 s 0.022 s
640x480 0.005 s 0.05 s
1280x720 0.01s 0.012 s

Tabulka 8.6: Méreni ¢asu histogramového modelu v desktopovém prostiedi

ukazuje se jeho nespornd vyhoda v rychlosti natrénovani. P¥i pouziti histogramového klasifi-
katoru nemusi byt uzivateli ani prezentovan indikator ¢innosti (znamé ”loading” obrazovka).

Dale je z vysledku vidét, Zze mobilni telefon je pouze zhruba 6x pomalejsi nez pocitac,
na kterém bylo testovani provadéno (Macbook air s procesorem i5).

8.6 Vliv presnosti uzivatelské anotace

Velmi dtlezitou vlastnosti algoritmu, ktery ma byt uzivatelsky privétivy, je robustnost vici
nepiesnostem v uzivatelském oznaceni objektu popiedi. Jelikoz je i cilem tohoto projektu
vytvoreni aplikace, kterou by mohl pouzivat bézny uzivatel, byla zminénd vlastnost testo-
vana.

Na obrazku 8.5 je ukazka vybranych obrazkt s nékolika anotacemi v rizné presnosti.
Aby bylo testovani co nejobjektivnéjsi, byly pro vSechny obrazky zvoleny jednotné para-
metry. Tato volba navic odpovidé i redlnému nastaveni vysledné aplikace, ve které jsou

Rozligeni | Cas trénovani | Zpracovani snimku
352x288 0.01s 0.07 s
640x480 0.03 s 0.12 s
1280x720 0.06 s 0.28 s

Tabulka 8.7: Méfeni ¢asu histogramového modelu na mobilnim telefonu
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Rozligeni | Cas trénovani | Zpracovani snimku
352x288 3s 0.15 s
640x480 7s 0.33 s
1280x720 15s 1.37 s

Tabulka 8.8: Méfeni ¢asu modelu s rozhodovacimi stromy na mobilnim telefonu

parametry nastaveny napevno pro dosazeni idedlniho pomeéru piesnosti a rychlosti.

Z obrazku je patrné, Ze model je mirné citlivy na presnost anotace. Pokud uzivatel
zasdhne kousek pozadi, miZe se stat, Ze ve vysledné segmentaci bude vice Sumu, jako je
tomu na zminéném obrazku.

8.7 Porovnani vyslednych segmentaci

Ackoliv jsou vyse zminéné metriky velmi objektivni, je také vhodné ukazat vysledky segmen-
tace v obrazcich. V obrazcich 8.6 a 8.7 je ukazano, jak se vylepSenim modelu rozhodovacimi
stromy viditelné zlepsila segmentace. Masky v prvnim radku jsou vzdy segmentované po-
moci histogramového modelu a ve druhém Fadku jsou segmentace pomoci rozhodovacich
stromt.

I opticky jsou mezi jednotlivymi obrazky znatelné rozdily, zejména pak co se tyce okol-
niho sumu kolem segmentovaného objektu. Klasifikator s rozhodovacimi tak znovu ukazuje,
7e je robustnéjSim reSenim ve srovnani s pouhym histogramovym modelem.
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Obrazek 8.5: Chyby pii nepfesné anotaci
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Obrazek 8.6: Porovnani segmentace histogramovym modelem a modelem s rozhodovacimi
stromy
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Obrazek 8.7: Porovnani segmentace histogramovym modelem a modelem s rozhodovacimi
stromy

35



Kapitola 9
Navazujici prace

Algoritmus v aplikaci je dostacujici pro vétSinu béznych scénait. Na rychlosti a presnosti
vSak lze stale pracovat. Zatim nebylo vyuZito moznosti paralelizace na platformé iOS u mul-
tijddrovych procesort. V tomto sméru by mohl pokracovat dalsi vyvoj algoritmu.

Do vysledné aplikace by také bylo vhodné implementovat dalsi vylepSeni, jako napfiklad
uzivatelské filtry nebo sdileni vyslednych obrazki pres socialni sité. Grafickd uprava aplikace
je zatim ve fazi prototypu. Jiz bylo FeCeno, Ze na finalni verzi aplikace, véetné vestavéného
uzivatelského pruvodce, by se mél podilet zruény grafik.

Po vylepSeni grafické tipravy a implementaci pruvodce by mélo nasledovat otestovani
uzivateli. Pokud aplikace bude pfipravena k pouziti, bude vhodné ji publikovat na AppStore
a sbirat uzivatelskou zpétnou vazbu. Poté 1ze implementovat nejvice se opakujici pozadavky.

Momentalné byla aplikace implementovana a optimalizovana pouze pro mobilni tele-
fon iPhone 5. Vhodné by bylo prozkoumat funkcionalitu na ostatnich zarizenich a provést
nezbytné tupravy.
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Kapitola 10
Zaver

Cilem tohoto projektu bylo prozkoumat moznosti implementace rychlé segmentace na mo-
bilnim telefonu a pouzit ji pfi vytvareni aplikace na interaktivni montaz. Byl vytvoren
prehled algoritmii, které jsou momentalni Spickou v oboru a diskutovany jejich nedostatky
z hlediska zpracovani v readlném case.

Jako odpovéd na tyto nedostatky byl navrzen algoritmus vyuZzivajici klasifikace pomoci
barevnych histogrami se zaméfenim na zpracovani v realném c¢ase na mobilnim telefonu.
Tento algoritmus dale prosSel vyvojem a jeho robustnost byla vylepSena metodou ndhod-
nych rozhodovacich stromi. Obé verze algoritmu byly vystaveny objektivnimu testovani
a bylo ukazéano, Ze pro dostateéné malé rozliseni jsou schopny ve vétsiné scénaiti pracovat
v realném case i na mobilnim telefonu a to pri dostate¢né kvalitni segmentaci.

Bylo navrzeno a implementovano uzivatelské rozhrani, které umoziuje pohodlné praco-
vat s vyvinutymi algoritmy na mobilnim telefonu. Dbano bylo na co nejmensi uzivatelskou
frustraci v pripadé, zZe se segmentace nezdafi diky nevhodnému prostiedi. Aplikace byla
vyvinuta na opera¢nim systému iOS.

Soucésti prace bylo i vytvoreni nékolika prototypt, které sice nebyly pfimo vyuZity ve
vytvorené aplikaci, ale byly cennymi a inspirativnimi kroky pfi vytvareni vysledné aplikace.
Jmenovité to byl prototyp prace s algoritmem Background Cut a také mobilni aplikace pro
praci s algoritmem GrabCut, jejiz uzivatelské rozhrani slouzilo jako zaklad pro hotovou
aplikaci. Kromé toho je k obéma vyvinutym algoritmtim dostupné desktopové rozhrani
postavené na knihovné OpenCV.
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