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ABSTRAKT 
Včely jsou jako hlavní opylovači neopomenutelným přínosem pro celosvětové zemědělství 
a produkci potravy. Nicméně v poslední době se jejich počty neustále snižují a to zejména 
kvůli klimatickým změnám, parazitům nebo vlivem používání pesticidů. Porozuměníjejich 
chování a spolehlivé stanovení jejich aktivity a zdraví by mohlo výrazným způsobem 
předejít nebo zpomalit jejich úbytek. Proto se tato práce zabývá vývojem zařízení pro 
akvizici užitečných dat ze včelích úlů, které by mohly být použity ke stanovení aktivity a 
zdraví včel. Dále se tato práce zabývá analýzou těchto nashromážděných dat za pomoci 
metod strojového učení s důrazem na stanovení aktivity a zdraví včelstva. 
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ABSTRACT 
Bees as a primary pollinator are an indispensable contribution to global agriculture and 
food production. However, their numbers have been constantly declining in recent times, 
primarily due to climate change, parasites or the effect of pesticide use. Understanding 
their behavior and reliably determine their activity and health could significantly prevent 
or slow down their decline. That is why this work deals with the development of a device 
for the acquisition of useful data from beehives, which could be used to determine 
the activity and health of the bees. Furthermore, this work deals with analysis of the 
accumulated data using machine learning methods with an emphasis on determining the 
activity and health of the bees. 
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Úvod 
Včely hrají nenahraditelnou roli v našem ekosystému a jsou nepostradatelné pro 
světovou produkci nejen medu ale i potravin. Včely jsou totiž jedním z hlavních 
opylovačů, kteří se podílí na opylování květin a jiných druhů plodin. Opylování 
je důležitou součástí zemědělství a bez včel by tak mnoho druhů rostlin nebylo 
schopných produkovat plody. Včely jsou tak odpovědné za přibližně 35% světové 
zemědělské produkce. [1] Navzdory tomu, že jsou včely pro svět nesmírně důležité, čelí 
v posledních letech celá světová včelí populace výraznému úpadku. Ten je zapříčiněn 
zejména vlivem parazitů a chorob, změnou klimatu a v neposlední řadě i vlivem 
používání pesticidů v zemědělství. [4] 

Porozumění vzorcům včelí aktivity, včelího chování a jejich zdraví by mohlo 
představovat významnou pomoc při odvrácení jejich početního úpadku. Tato práce 
se tedy věnuje prozkoumání dostupných datasetů obsahující některé meteorologické 
veličiny a zejména pak zvukové záznamy včelího bzučení, které byly pořízeny za 
pomoci akvizičního zařízení umístěného ve včelím úlu. Následně je provedena rešerše 
k metodám strojového učení. Tyto metody jsou zaměřeny především na analýzu dat 
obsažených v těchto datasetech, která by vedla k lepšímu porozumění aktivity a 
zdraví včel. 

Následně se tato práce bude zabývat modifikací vyvíjeného zařízení pro akvizici 
dat ze včelího úlu. Na tomto zařízení budou provedeny modifikace pro odlehčení 
jeho výpočetní zátěže. Dále bude zrealizováno odesílání dat do vzdálené databáze 
a zobrazení těchto dat za pomoci webové aplikace. Tento systém tak poslouží k 
monitorování prostředí a situací odehrávajících se v úlu v reálném čase a mohl by 
tak být užitečný pro včasnou reakci včelaře na některé krizové stavy, které se v úlu 
mohou odehrávat. 

V poslední řadě budou výše zmíněné metody strojového učení použity na do
stupných datasetech. Tyto datasety ale nejsou anotované podle aktivity nebo zdraví 
včelstva. U jednoho z nich je provedena pouze anotace na základě přítomnosti nebo 
přijetí královny včelím úlem. Zde bude tedy nutné provést shlukovou analýzu zvuko
vých záznamů a následně tyto záznamy rozdělit za pomoci shlukovacích algoritmů. 
Výsledné shluky pak budou porovnány s naměřenými meteorologickými daty a bude 
proveden pokus o jejich přiřazení k možným stavům probíhajících v úlu. Kromě 
shlukové analýzy bude provedena také klasifikace a regrese zvukových záznamů za 
pomoci neuronových sítí. Zde bude především ověřeno zda je vůbec možné ze zvu
kových záznamů rozeznat některé známé stavy včelstva a také zda jsou informace v 
anotovaném datasetu správné. 
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Pro klasifikaci bude použita hluboká neuronová síť naučená na zvukových zá
znamech bzučení, která pak bude otestována pro klasifikaci zvukových záznamů 
anotovaných podle stavu přijetí a nepřijetí včelí královnou. Pro regresi bude použita 
ID konvoluční neuronová síť. Tato síť bude ze zvukových záznamů včelího bzučení 
predikovat denní dobu, ve kterou byly záznamy pořízeny. 
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1 Stávající metody pro stanovení aktivity včel
stva 

V poslední době se rozšiřuje myšlenka automatického monitorování aktivity moni
torováním počtu přilétajících a odlétajících včel z úl za pomoci kamerových systémů 
a počítačového vidění nebo vzdáleného monitorování veličin jako jsou teplota, vlh
kost a váha úlu. [2, 3] Nicméně zkušení včelaři stále nedají dopustit na své tradiční 
metody stanovení zdraví a aktivit včelstva, i přestože vyžadují více manuální práce 
a osobnější přístup ke včelám. 

1.1 Vizuální inspekce úlu 

Vizuální inspekce úlu je jedna z tradičních metod monitorování aktivity a zdraví 
včelstva, kterou včelaři standardně vykonávají. Tento proces zahrnuje, jak již z názvu 
vyplývá, otevření včelího úlu a provedení jeho vizuální inspekce. Při tomto úkonu se 
včelaři soustředí na některé ukazatele, podle kterých získají lepší představu o zdraví 
včel. 

Při inspekci se včelaři soustředí zejména na přítomnost královny nebo alespoň 
náznaky její přítomnosti. Dále se včelaři soustředí na přítomnost parazitů nebo 
nemoci. V neposlední řadě mohou aktivitu včel také poznat z množství medu a 
nektaru, které mají včely v úlu. 

1.2 Monitorování váhy úlu 

Monitorování váhy úlu je i dnes velmi využívaný ukazatel a to zejména díky do
stupnosti IoT zařízení, které se pro tuto činnost často využívají. Zdravý úl by měl 
s postupem času zvyšovat svou váhu vlivem přírůstku potravy a samotných včel. 
Náhlý úbytek na váze by mohl znamenat, že včely trpí nějakou chorobou nebo 
škůdci. Náhlý úbytek na váze může být také indikátorem rojení kdy včely opouštějí 
úl a hledají si větší domov. 

1.3 Zvuková analýza 

Podle změny zvuku bzučení včel dokáže zkušený včelař rozpoznat stav včelstva. Z 
zvuku bzučení je možné rozpoznat chybějící královnu, nebo také možnou hrozbu 
rojení včel. 
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2 Datasety pro rozpoznání aktivity včelstva 
Pro monitorování aktivity včelstva pomocí strojového učení je třeba použít, nebo 
vytvořit vhodné datasety. V této kapitole se proto zaměřuji na popis dostupných 
datasetů a veličin v nich obsažených, který je pak použit pro výběr strategie a 
modelů použitých v části věnované strojovému učení. Při experimentech použitých 
v této práci jsem použil tři různé a na sobě nezávislé datasety. 

2.1 Bee Dataset VUT-2 

Prvním použitým datasetem je Bee Dataset BUT-2 nasnímaný zařízením vyvinutým 
na U A M T F E K T a vylepšovaným v rámci mé práce, dostupný z [7]. Tento dataset 
byl snímán během července a srpna 2022 na včelím stanovišti v lokaci Darkovice 
a to hlavně pro ověření a doladění popsaného zařízení. Z tohoto důvodu jsou v 
něm obsaženy pouze kratší časové úseky v řádu dní a mohou se v něm objevovat 
výpadky různých senzorů. Zkoumaný včelí druh byl včela medonosná (Apis mellifera, 
konkrétně pak její poddruh včela kraňská. 

Tento dataset zahrnuje senzorická data snímaná v pravidelném intervalu a to: 
ekvivalent oxidu uhličitého (C02 eq), celkovou koncentraci těkavých organických 
látek (TVOC), teplotu uvnitř úlu, relativní vlhkost ovzduší uvnitř úlu, teplotu vně 
úlu, relativní vlhkost vně úlu a atmosferický tlak. Kromě těchto veličin je v datasetu 
obsažen 30 sekundový zvukový záznam bzukotu uvnitř úlu pořizovaný ve stejném 
intervalu jako senzorická data, kamerové snímky česna a nakonec kumulativní počet 
přilétajících a odlétajících včel za měřený interval určený zpracováním zmíněných 
kamerových snímků. Jako měřicí interval byla určena patnáctiminutová perioda. 
Vzorkovací frekvence mikrofonu je 44,1kHz. 

Timestamp 
C 0 2 _ e q T V O C Templn 1 Humln 1 Templn 2 Humln_2 TempOut HumOut Pressure Light Beeln BeeOut 

Timestamp 
(ppm) (ppb) (°C) (%) (°C) (%) (°C) (%) (hPa) (-) (-) (-) 

22.08.2001 7:43 400 0 17 92 16 92 15.03 97.32 985.85 595 0 0 
22.08.2001 7:58 400 37 18 93 17 92 15.75 96.42 985.98 606 0 0 
22.08.2001 8:13 400 0 18 93 17 92 16.29 95.23 985.9 611 1 0 
22.08.2001 8:28 400 95 18 93 17 92 16.85 94.69 985.87 615 0 0 
22.08.2001 8:43 606 223 19 93 18 93 17.29 94.58 986 615 0 0 

Tab. 2.1: Bee Dataset VUT-2 
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2.2 Smart Bee Colony Monitor: Clips of Beehive Sounds 
Jako další byl použit veřejně dostupný dataset s názvem: Smart Bee Colony Mo
nitor: Clips of Beehive Sounds dostupný online na [8]. Tento dataset je původem z 
Kalifornie pořízený na včelách medonosných (Appis melifera), které jsou rozšířené 
jak v Evropě, tak i ve zbytku světa díky svému přínosu v podobě opylování rostlin 
a produkce medu a dlouhé chovatelské i šlechtitelské tradici. 

Podobně jako náš první dataset i tento dataset obsahuje údaje o teplotě uvnitř 
úlu, relativní vlhkosti uvnitř úlu, atmosferický tlak, teplotu a relativní vlhkost vně 
úlu. Dále tento dataset opět obsahuje zvukové záznamy bzučení včel uvnitř úlu. Na 
rozdíl od prvního datasetu ale tento dataset neobsahuje informaci o počtu vyléta
jících a přilétajících včel do úlu a z úlu. Na druhou stranu tento dataset obsahuje 
údaje, které v prvním datasetu nejsou obsaženy a mohly by být z hlediska strojo
vého učení užitečné jako jsou například rychlost větru nebo míra oblačnosti. Dále 
jsou zde také obsaženy údaje o tom, zda je v úle přítomna královna a dále zda byla 
královna ostatními včelami v úlu přijata, či ne. Tyto údaje mohou být tedy kromě 
vyhodnocování aktivity včelstva užitečné i pro vyhodnocování přítomnosti královny 
v úlu. Vzorkovací perioda použitého mikrofonu je 44,1kHz. 

hive 
date 

hive hive hive weather weather weather wind cloud queen queen 

number 
date 

humidity humidity 
rain 

queen queen 
time 

number temp humidity pressure temp humidity pressure speed coverage presence acceptance 

5 08.06.2022 14:52 36.42 30.29 1007.45 26.68 52 1013 8.75 75 0 1 2 0.583 
5 08.06.2022 15:51 33.56 33.98 1006.93 25.99 53 1012 10.29 75 0 1 2 0.625 
5 08.06.2022 17:21 29.01 42.73 1006.68 24.49 56 1012 8.75 75 0 0 0 0.708 

5 08.06.2022 18:20 30.51 36.74 1006.68 22.97 59 1012 8.23 75 0 0 0 0.75 
5 08.06.2022 19:20 30.32 35.55 1006.58 21.52 61 1012 7.2 75 0 0 0 0.792 

Tab. 2.2: Smart Bee Colony Monitor: Clips of Beehive Sounds 
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3 Extrakce příznaků ze zvukových záznamů 
Zvukový záznam bzukotu včelstva má velkou informační hodnotu - zkušený včelař 
dokáže už na základě poslechu zhruba usoudit např. míru aktivity včelstva, jeho ro-
jivou náladu, nebo osiření. Tyto projevy se využívají i v komerční a výzkumné sféře, 
kdy se např. první metody pro detekci rojivé nálady včelstva s využitím kaskády 
analogových filtrů datují již do 60. let. I nyní patří zpracování zvuku vzhledem ke 
své principiální jednoduchosti a zmíněné velké informační hodnotě k častým moni
torovacím metodám včelstev. 

Vzhledem k velkému množství dat v těchto záznamech je třeba vhodným způso
bem tato data spojovat do tzv. příznaků, na základě kterých je pak možné klasifiko
vat a rozpoznávat různé zkoumané stavy včelstva. Pro řešení tohoto problému jsem 
se rozhodl využít metody extrakcí příznaků ze zvukových záznamů používaných při 
rozpoznávání řeči, klasifikaci okolních zvuků nebo při analýze hudby. Tyto metody 
jsou popsány níže. 

3.1 Mel spektrogram 

Mel spektrogram je technika používaná k extrakci příznaků ze zvukových záznamů. 
Jedná se o vizuální reprezentaci audio signálu, která zobrazuje energii signálu měnící 
se v čase. Na rozdíl od klasického spektrogramu, který pro frekvenci používá lineární 
stupnici, mel spektrogram používá logaritmickou stupnici, která více odpovídá způ
sobu, jakým lidské uchu vnímá zvuk. Z tohoto důvodu se mel spektrogramy typicky 
používají pro rozpoznávání řeči pomocí strojového učení. [10, 11] 

Frequency / mel 
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\ 
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Frequency / Hz 

Obr. 3.1: Mel filtry[20] 
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Chceme-li ze zvukového signálu vytvořit Mel spektrogram, budeme postupo
vat následovně. Nejdříve provedeme na zvukovém signálu krátkodobou Fourierovu 
transformaci, tj. rozdělíme si zvukový signál na krátké časové úseky a na každý 
úsek aplikujeme zvolené okno (např. Hammingovo), abychom omezili chybu únikem 
(leakage) v případě neperiodického signálu. Následně tyto úseky Fourierovou trans
formací převedeme do frekvenční domény a vypočítáme výkonové spektrum. Poté 
aplikujeme Mel filtry, což jsou pásmové propusti ve tvaru trojúhelníku rozmístěné 
na mel stupnici. Mel stupnice napodobuje lidské vnímání zvuku, které není lineární. 
Příklad Mel pásmových propustí na Mel stupnici můžeme vidět na obrázku 3.1. 
Takto upravená okna pak spojíme za sebe a získáme výsledný Mel spektrogram. 

Všechny výše zmíněné kroky jsou již implementovány knihovnou Librosa[21] im
plementovanou v jazyce Python, která přímo vrátí hotový mel spektrogram. Při jeho 
tvorbě si pak můžeme ovlivňovat parametry, jako jsou například typ okna nebo jeho 
délku. Dále si také můžeme zvolit počet Mel propustí - jejich počet nám totiž přímo 
ovlivní frekvenční rozlišení výsledného spektrogramu. Čím větší zvolíme počet mel 
pásmových propustí, tím větší bude schopnost ve výsledném spektrogramu rozlišit 
blízké frekvence. Vyšší počet těchto propustí s sebou ale také nese svá úskalí, jakým 
je např. vyšší výpočetní náročnost. 

Time [seconds] 

Obr. 3.2: Mel spektrogram 
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Na obrázku 3.2 můžeme vidět příklad Mel spektrogramu. Tento spektrogram byl 
vygenerován ze zvukového záznamu obsaženém v druhém datasetu. Z grafu můžeme 
vidět, že audio signál má největší energii mezi 0 a 500 Hz. Tuto skutečnost potvrzují i 
jiné výzkumy, které uvádějí, že včely produkují bzučení s frekvencí do 1 KHz.[12, 13] 

3.2 Mel frekvenční kepstrální koeficienty 
Mel frekvenční kepstrální koeficienty (MFCC) slouží podobně jako Mel spektrogramy 
pro zobrazení energie frekvencí audiosignálu v čase. Výpočet M F C C je odvozen od 
výpočtu Mel spektrogramu a liší se pouze ve dvou přidaných krocích. Při výpočtu 
Mel spektrogramu je posledním krokem aplikace Mel pásmových propustí na výko
nové spektrum signálu. Pro výpočet M F C C je potřeba dále vypočítat logaritmus z 
výstupů jednotlivých Mel pásmových propustí a nakonec provést diskrétní kosinovou 
transformaci. [52] M F C C tak zobrazuje pouze spektrální obálku signálu na rozdíl od 
jeho úplného spektra u Mel spektrogramu. 
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Obr. 3.3: M F C C 

M F C C spektrogramy jsou hojně využívány ve strojovém učení pro identifikaci 
mluvčího nebo rozpoznávání řeči. Některé výzkumy také potvrzuje, že je možné 
pomocí M F C C spektrogramu ze včelího bzučení detekovat přítomnost královny v 
úle nebo rozlišit silný a slabý úl.[53, 54] 
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3.3 Chroma STFT 
Chromá STFT (chromatická krátkodobá Fourierova transformace) je metoda ex
trakce příznaků, která spojuje koncept chromatické stupnice a krátkodobé Fourie-
rovy transformace. Chromatická stupnice vychází z hudební teorie a skládá se z 
dvanácti výšek tónu (C, C#, D, .., A , A # , B). Pro výpočet chromagramu se tedy 
nejdříve provede krátkodobá Fourierova transformace zvukového signálu a následně 
je třeba namapovat frekvence obsažené v každém časovém okně signálu na kore
spondující výšky tónu. Tímto získáme z každého časového okna vektor o dvanácti 
složkách, které vyjadřují energii jednotlivých výšek tónů v daném okně. [55] Nako
nec jsou tyto vektory uspořádány za sebe a výsledkem je chromagram zvukového 
signálu. 

0 5 10 15 20 25 
Time [seconds] 

Obr. 3.4: Chroma STFT 

Chromagramy jsou v strojovém učení využívány k identifikaci akordů ve zvu
kových vzorcích pomocí analýzy chroma-vektorů. Pomocí chromagramu je také na
příklad možné identifikovat cover verze skladeb a to vzájemným porovnáním jejich 
chromagramu. [56] 
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3.4 Chroma CQT 
Chroma CQT (konstantní Q-transformace) je jednou z dalších možností extrakce 
příznaků z audio signálu. Podobně jako u Chroma STFT i Chroma CQT znázorňuje 
rozmístění energie audio signálu do dvanácti složek chroma-vektoru. Tyto složky 
opět představují dvanáct tónových výšek na chromatické stupnici. Hlavním rozdí
lem mezi Chroma STFT a Chroma CQT je skutečnost, že Chroma CQT namísto 
krátkodobé Fourierovy transformace využívá konstantní Q-transformaci. 

Při výpočtu diskrétní Fourierovy transformace je šířka okna konstantní napříč 
všemi frekvencemi. Za předpokladu, že se zvukový signál skládá z harmonických 
frekvencí, tak po vykreslení jejich amplitud na logaritmickou frekvenční stupnici, 
což lépe odpovídá vnímání zvukových frekvencí lidským uchem, dochází ke ztrátě 
informace v nižších frekvencích. Konstantní Q-transformace tento problém řeší zvět
šením výpočetního okna pro nižší frekvence signálu a naopak pro vyšší frekvence sig
nálu okno zase zmenší. [57] Výsledkem je tedy jemnější rozlišení u nižších zvukových 
frekvencí a naopak hrubší rozlišení u vyšších frekvencí, což ve výsledku napodobuje 
vnímání zvuku lidským sluchem. 

3.5 Chroma CENS 

Chroma CENS (Chroma Energy Normalized Statistics) je variací příznaků Chroma 
CQT a Chroma STFT. Stejně jako u Chroma STFT a Chroma CQT dochází k na-
mapování frekvencí obsažených ve zvukovém signálu na dvanáct výšek tónu. Chroma 
STFT a Chroma CQT se liší především svou časově frekvenční reprezentací použi
tou pro jejich výpočet. Chroma CENS na rozdíl od předchozích dvou metod přináší 
robustnější výsledek. 

Výpočet příznaků Chroma CENS je z velké části stejný jako u Chroma CQT. 
Pouze je při výpočtu provedeno několik kroků navíc. Mezi tyto kroky patří norma
lizace chroma-vektorů. Dále dochází k jejich kvantizaci, což sníží vliv složek hluku 
při změnách not hraných nástrojem. Posledním krokem je konvoluce kvantizova-
ných vektorů pomocí relativně dlouhého Hannova okna. Za pomoci těchto kroků 
tak Chroma CENS poskytuje robustnější reprezentaci harmonických komponent, 
což je příhodné zejména pro porovnávání hudebních úryvků s rozdílným zvukovým 
zbarvením, či dynamikou. [59] 
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3.6 Spektrální centroid a kontrast 
Spektrální centroid je nástroj často využívaný při hudební analýze a popisuje těžiště 
spektra audio signálu. Čím větší je hodnota spektrálního centroidu, tím jasnější a 
ostřejší je zvuk. [58] 

Spektrální kontrast je dalším příznakem využívaným při hudební analýze,ale také 
při klasifikaci hluku prostředí nebo rozpoznávání řeči. Tato metoda zobrazuje rela
tivní distribuci harmonických a neharmonických složek ve spektru. 

Spectral contrast 

0 5 10 15 20 25 
Time 

Obr. 3.5: Spektrální kontrast 

Při výpočtu spektrálního kontrastu dojde nejprve k výpočtu krátkodobé Fourie-
rovy transformace ze zvukového signálu. Na to tyto STFT spektrogramy jsou ná
sledně aplikovány oktávově škálované propusti a jsou detekovány spektrální špičky, 
signálové propasti (oblast s nízkou energií signálu) a jejich rozdíly. Nakonec je pou
žita K - L (Karhunen-Loěve) transformace pro získání spektrogramu. [60] 
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3.7 Zero crossing rate 
Název zero crossing rate (frekvence průchodu nulou) označuje příznak, který mo
nitoruje rychlost přechodu amplitudy zvukového signálu přes nulovou hodnotu do 
záporných hodnot a zpět. Poskytuje tedy informace o frekvencích obsažených v sig
nálu. Z hodnot zero crossing rate lze také odečíst míru šumu obsaženém v signálu, 
jelikož signál s vyšším obsahem šumu bude vykazovat jeho vyšší hodnotu. 
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Obr. 3.6: Zero crossign rate[61] 

Při výpočtu zero crossing rate je nejdříve audio signál vykreslen v časové do
méně. Následně jsou identifikovány všechny body, ve kterých signál prochází nulovou 
hodnotou amplitudy ať už do záporných nebo do kladných hodnot. Poté jsou tyto 
průchody nulou za určitý časový úsek sečteny a vyděleny délkou časového úseku. [61] 
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4 Metody strojového učení pro shlukovou ana
lýzu, klasifikaci a regresi zvuku 

Jak již bylo zmíněno výše, pro extrakci příznaků ze zvukových záznamů můžeme 
použít například Mel spektrogramy nebo M F C C . Výstupem těchto metod jsou sek
vence příznakových vektorů, které reprezentují spektrální obsah daného zvukového 
záznamu. Tyto vektory mohou být následně uspořádány do 2D rozpoložení a k jejich 
zpracování je tedy možné použít stejné metody jako u jiných 2D signálů. 

4.1 Metody shlukové analýzy 

Shluková analýze je metoda strojového učení, která rozděluje jednotlivé vzorky do 
skupin neboli shluků. Tato metoda zkoumá, zda se v jednotlivých vzorcích vyskytuje 
určitý trend nebo vzorec podle kterého by tyto vzorky mohly být roztříděny do 
shluků. Tyto shluky nám pak umožňují jednoduše analyzovat vícedimenzionální data 
a usuzovat jejich společné vlastnosti. 

4.1.1 PCA 

Velmi často používanou metodou pro redukci dimenzionality datasetu je metoda 
P C A (Principal Component Analysis) neboli analýza hlavních komponent. Při P C A 
analýze jsou originální data převedena na takzvané hlavní komponenty, které spolu 
vzájemně nekorelují, a které se snaží zachytit co největší množství variací v původ
ních datech. 

Při redukci dimenzionality dat algoritmem P C A nejdříve proběhne standardizace 
dat, při které se data převedou do stejného rozsahu. Tímto krokem se zajistíme, aby 
proměnné s větším rozsahem nedominovaly nad proměnnými s menším rozsahem. 
Z těchto standardizovaných dat je následně vypočtena kovarianční matice. Tato 
matice nás informuje o případné korelaci některých proměnných. Tyto korelace by 
do analýzy vnášely nadbytečná data. Dalším krokem je výpočet vlastních vektorů 
a vlastních hodnot analyzovaných dat. Počet vlastních vektorů bude stejný, jako 
počet dimenzí vstupních dat, stejně tak bude shodný počet hlavních komponent. 
Vlastní vektory jsou následně seřazeny sestupně podle příslušných vlastních hod
not. Hodnoty vlastních vektorů pak udávají, do jaké míry jsou hlavní komponenty 
schopné původní informace reprezentovat. P C A analýza se vždy snaží, aby největší 
množství informace z původních dat bylo obsaženo jen v několika prvních hlavních 
komponentách. Jestliže chceme původní data vykreslit do 2D grafu, použijeme k 
tomu první dvě hlavní komponenty. [15] 
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Existuje několik variant metody P C A . Jednou z nich je varianta Kernel P C A . 
Tato varianta je upravena pro rozpoznání nelineárních závislostí mezi vstupními 
proměnnými. K tomu využívá kernel pomocí kterého tyto proměnné s nelineární zá
vislostí převede do vícerozměrného prostoru, kde se tato závislost stane lineární. [16] 

. . . • • : • •. •. . 

Obr. 4.1: P C A 

Další variantou je například inkrementální P C A . Tato varianta umožňuje prová
dět P C A analýzu na datech za chodu. To znamená, že do metody neustále můžeme 
posílat nová data, bez toho aby bylo nutné přepočítávat celý dataset. To je výhodné 
zejména na větších datasetech, nebo v případech kdy dochází k dlouhodobému sběru 
dat. [17] 

4.1.2 t-SNE 

Další metodou pro zobrazení vícerozměrných dat a zvýraznění jejich shluků je algo
ritmus t-SNE. Tento algoritmus nám oproti P C A dokáže více zdůraznit zkoumané 
shluky a je možné ho více ladit. 

Algoritmus t-SNE slouží k vizualizaci vícedimenzionálních dat snížením jejich 
dimenze na 2D nebo 3D. Jednotlivým datovým vzorkům je přiřazeno místo v pro
storu, aby pak tyto body jako mohly být jako celek vykresleny do jednoho grafu. Při 
vytváření těchto bodů algoritmus t-SNE dbá nato, aby při redukci dimenzí zachoval 
co nejvíce ze struktury původních vícedimenzionálních dat. To má za následek, že 
datové vzorky, které si byly podobné ve vícedimenzionálním prostoru, budou při 
převedení do redukovaného prostoru blíže u sebe. [14] Takto vizualizovaná data pak 
můžeme dále zkoumat na přítomnost shluků, trendů či anomálií pomocí algoritmů 
shlukové analýzy a klasifikačních algoritmů. 
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Obr. 4.2: t-SNE 

Na obrázku 4.2 pak můžeme vidět příklad použití t-SNE algoritmu na zvuko
vých záznamech. Jedná se o zvukové záznamy z prvního datasetu, ze kterých byly 
vygenerovány M F C C . Data jsou pro ukázku následně barevně rozdělena na zvukové 
vzorky pořízené ve dne (oranžová) a zvukové vzorky pořízené v noci (modrá). Jedná 
se prozatím o prvotní odhad co by mohly výsledné shluky znázorňovat. 

4.2 Metody pro klasifikaci a regresi 

4.2.1 Umělá neuronová síť - ANN 

Umělá neuronová síť (Artificial Neural Network - ANN) je metoda strojového učení 
inspirována neuronovými sítěmi v živých organismech[18]. Základní jednotkou neu
ronových sítí jsou neurony (výpočetní uzly), které jsou vzájemně propojeny komu
nikačními kanály s vlastní váhovou hodnotou. Neurony jsou pak uspořádány do 
vrstev. 

Nejběžnější neuronovou sítí je dopředná neuronová síť. Neuronová síť se skládá 
ze vstupní vrstvy, skryté vrstvy a výstupní vrstvy. Samostatnou variantou umělé 
neuronové sítě je hluboká neuronová síť, o které mluvíme když obsahuje alespoň 
dvě a více skrytých vrstev. Vstupní data prostupují přes vstupní vrstvu jednotlivými 
vrstvami, kde jsou výpočetními uzly zpracovávány a předávány do následující vrstvy 
až dokud z výstupní vrstvy nedostaneme finální výsledek. [22] 
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Hlavní vlastností neuronových sítí je jejich schopnost učit se na předložených 
datech se známým požadovaným výstupem a vyhledávat v těchto datech vzorce 
chování, které by mohly souviset s požadovaným výstupem. Abychom mohli po
užít neuronovou síť ať už ke klasifikaci nebo regresi, je potřeba j i nejprve naučit 
na předem anotovaných datech. Při učení neuronová síť hledá optimální konfigu
raci váhových propojení mezi uzly, tak aby chyba mezi výstupem neuronová sítě a 
požadovaným výsledkem byla co nejmenší. 

Vstupní Skrytá vrstva Výstupní 

Obr. 4.3: Příklad umělé neuronové sítě[19] 

Pokud chceme neuronovou síť využít ke klasifikaci, výstupní vrstva bude mít tolik 
uzlů, kolik máme klasifikovaných tříd. V případě že provádíme binární klasifikaci, 
bude mít výstupní vrstva pouze jeden neuron.Počet neuronů ve skrytých vrstvách 
závisí na povaze aktuálního řešeného problému. 

4.2.2 CNN 

Konvoluční neuronové sítě patří do kategorie hlubokého učení a jsou využívány pro 
klasifikaci obrazových a akustických signálů, ale také jiných 2D signálů. Převážně se 
ale tato metoda používá pro klasifikaci objektů přítomných v obrázku. Konvoluční 
neuronové sítě obsahují zpravidla několik vrstev. V typické konvoluční neuronové síti 
se vyskytuje konvoluční vrstva. Tato vrstva se skládá ze skupiny filtrů které aplikují 
konvoluční operaci na vstupní data. Dále se v konvoluční neuronové síti vyskytuje 
pooling vrstva, která z dat vybírá pouze ta nejvíce dominantní a snižuje tak jejich 
dimenzionalitu, čímž také šetří výpočetní výkon. Nakonec jsou data zpracována plně 
propojenou neuronovou sítí. Výstupem je pak obvykle pravděpodobnost, s jakou se 
na vstupním obrázku nachází hledaný objekt. [45, 46] 
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Hidden Layers 

Obr. 4.4: Konvoluční neuronová síť [47] 

4.2.3 Support Vector Machine - SVM 

S V M (Support Vector Machine) je metoda strojového učení, která patří do oblasti 
učení s učitelem. Je možné j i použít jak pro klasifikaci, tak pro regresní analýzu a v 
modifikaci O C - S V M (One Class SVM) i pro detekci odlehlých bodů (outliers).[25] 
Máme-li vstupní data vynesena do n-dimenzionální roviny, algoritmus S V M se pak 
snaží tato data optimálně rozdělit nadrovinou na dvě nebo více tříd. Pokud se sna
žíme rozdělit data rozmístěna ve 2D prostoru bude tato nadrovina představovat 
přímku. Jestliže by se jednalo o data v ve 3D prostoru bude rozdělovači nadrovina 
tvořena dvourozměrnou rovinou. Algoritmus S V M se tuto nadrovinu snaží umístit co 
nej optimálnej i . Toto optimální umístění hledá tak, aby vzdálenost mezi nadrovinou 
a nejbližšími body rozdělovaných tříd byla co největší. Tyto body s nejmenší vzájem
nou vzdáleností patřící do odlišných tříd nazýváme podpůrné (support) vektory. [26]. 
Optimální nadrovina je vyjádřena rovnicí 

wxx + b = 0 (4.1) 

kde x je vektor souřadnic support vektorů (xl,x2) a w = (a,-l). Tato rovnice 
platí pro lineárně separovatelná třídy. Tedy třídy, které je možné separovat přímkou. 
V případě kdy třídy nelze separovat přímkou, je nutné využít některou z kernelov-
ských funkcí, které převedou data do vícerozměrného prostoru, kde je možné již tato 
data lineárně separovat. [27] Mezi tyto kernelovské funkce patří například polynomi
ální, R B F (radiál basis function) nebo sigmoida. Standardně se používá kernelovská 
funkce R B F a to především díky své univerzálnosti. 
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Speciální variantou metody S V M je O C - S V M , což je na rozdíl od původní S V M 
metoda strojového učení bez učitele. O C - S V M již tedy neklasifikuje data do dvou 
či více tříd ale slouží zejména pro detekci odlehlých bodů (outliers) nebo anomálií, 
ale snaží se vytvořit nadrovinu kolem oblasti s body, které považujeme za normální. 
Jestliže přibude nový bod, který spadá mimo tuto oblast, je tento bod klasifikován 
jako anomálie. 

Při nastavování parametrů pro O C S V M tak kromě kernelovské funkce, mažeme 
nastavit ještě parametry nu a gamma. Pomocí parametru nu je možné nastavit jak 
velký je poměr normálních a anomálních dat. Parametr gamma pak u kernelu R B F 
ovlivňuje tvar nadroviny. 

Obr. 4.5: S V M algoritmus [24] 

4.2.4 Support Vector Regression - SVR 

SVR (Support Vector Regression) spadá do oblasti strojového učení s učitelem. 
SVR metoda je obdobou S V M metody, ale na rozdíl od této metody je metoda SVR 
určena pro regresní analýzu. Cílem SVR je najít takovou regresní nadrovinu, která 
co nejlépe prokládá trénovací data a vykazuje co nejmenší hodnotu ztrátové funkce 
na předpovídaných datech. SVR metoda pracuje s nadrovinou rozšířenou o necitlivé 
pásmo e na obou stranách nadroviny. [43] Pokud se předpovězená data nacházejí v 
tomto necitlivém pásmu, nemají žádný vliv na hodnotu ztrátové funkce i přestože 
se nenacházejí přímo na nadrovině. Metoda S V R se tedy snaží při učení dostat 
do tohoto necitlivého pásma co nejvíce datových bodů. Body v tomto pásmu pak 
nazýváme support vektory. 
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Metoda SVR je vhodná jak pro regresi lineárních dat, tak i dat s nelineární 
závislostí. Pokud má tedy metoda SVR problém s proložením nelineárních dat ve 
2D prostoru, převede vstupní data do vícerozměrného prostoru a proloží je zde. K 
tomuto účelu obdobně jako u metody S V M využije kernelovské funkce, kde je opět 
na výběr z funkcí lineární, polynomiální, R B F nebo sigmoid. 

Při provádění SVR je třeba kromě parametrů e a kernel brát zřetel také na 
nastavení hyperparametrů gamma a C. Parametr C ovládá poměr mezi ztrátovou 
funkcí a komplexností regresní funkce. Parametr gamma pak souvisí s kernelem R B F 
a ovládá výsledný tvar regresní funkce. 

a ' 
0 2 * í B LD 12 

Obr. 4.6: SVR [44] 

4.2.5 Rozhodovací strom 

Algoritmus rozhodovacího stromu patří k metodám učení s učitelem a může být 
použit jak pro klasifikaci, tak pro regresní analýzu. Nejpoužívanější je ale zejména 
pro klasifikace. Z obrázku 2.4 můžeme vidět, že se jedná o klasifikátor se stromovou 
strukturou, který obsahuje vnitřní rozhodovací uzly, větve a koncové uzly. Vnitřní 
rozhodovací uzly představují otázku na kterou lze odpovědět jen dvěma způsoby 
(většinou ano/ne). Podle odpovědi pak jdeme po patřičné větvi až dojdeme do kon
cového uzlu. [28] 
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Obr. 4.7: Rozhodovací strom [28] 

4.2.6 Náhodný les - RF 

Náhodný les (také Random Forest - RF) je metoda strojového učení vzniklá složením 
několika rozhodovacích stromů, které jsou na sobě nezávislé. Výsledkem metody 
je hodnota, která je nejčastěji vrácena jednotlivými stromy. Kombinací výsledků 
jednotlivých rozhodovacích stromů tak tato metoda poskytuje přesnější a robustnější 
výsledky. [29] 

Náhodný les využívá metody bootstrap agregation k učení jednotlivých rozhodo
vacích stromů. Při této metodě je z původního datasetu vytvořeno množství jiných 
datasetů o stejné velikosti ale některé prvky se v těchto datasetech mohou vyskyto
vat několikrát a některé se nemusí vyskytovat vůbec. [30] Každý rozhodovací strom 
je pak natrénován na jednom z těchto nově vytvořených datasetů. Při tvorbě jed
notlivých stromů je pak pro každý rozhodovací uzel náhodně vybrán vlastnost nebo 
příznak vstupních dat, podle kterých se bude daný uzel rozhodovat. Tento náhodný 
výběr pak přináší benefity v podobě vyšší přesnosti, odolnosti vůči přetrénování a 
vyšší rychlosti.[31] Při klasifikace jsou pak výsledky vyhodnocení jednotlivých roz
hodovacích stromů sečteny a konečným výsledkem je pak třída s nejvyšším počtem 
hlasů. 

Výhodou metody náhodného lesa je její poměrně snadná implementace, trénovací 
rychlost a není tak náchylná na přetrénování.Dále čím větší počet rozhodovacích 
stromů je použit, tím větší je výsledná přesnost metody. 
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Obr. 4.8: Náhodný les [24] 

4.2.7 XGBoost 

Metoda XGBoost je velice podobná metodě náhodný les. Tato metoda se také slo
žena ze skupiny rozhodovacích stromů ale využívá gradientního sestupu pro své 
zrychlení. Metoda náhodný les při svém vykonávání vytváří všechny své stromy ne
závisle na sobě, kdežto metoda XGBoost vytváří své stromy jeden za druhým a 
v případě, že provede chybnou predikci se tak v dalším kroku může z této chyby 
poučit. Metoda XGBoost tak vyniká svou rychlostí a nízkými nároky na výpočetní 
výkon. [34] 

l 
Hesíitt 

Obr. 4.9: XGBoost [35] 

31 



4.2.8 k-NN 

Metoda k-nejbližších sousedů je klasifikační metoda, která patří do skupiny metod 
učení s učitelem. Algoritmus je tedy potřeba nejprve naučit na trénovacích datech 
reprezentovaných vícedimenzionálními vektory, které mají přiřazenou svou třídu a 
zvolit velikost parametru k.Počet tříd může být dvě a více. K - N N klasifikátor si tato 
data uloží. Jakmile k-NN klasifikátor dostane na vstup nová neklasifikovaná data, 
spočítá pro každý datový bod vzdálenost k nejbližším k klasifikovaným prvkům a 
klasifikuje tento nový prvek podle toho, která třída je mezi těmito k sousedními 
prvky zastoupena nejvíce. Jedná se o jeden z nejjednodušších algoritmů strojového 
učení s učitelem. [37] Při větším množství prvků je ale algoritmus výpočetně nároč
nější. 

>-

Class A 
Class B 

• ± 
A 

> 
X - A x i s 

Obr. 4.10: Algoritmus k-NN klasifikátoru [36] 

4.2.9 DBSCAN 

Metoda D B S C A N (Density-Based Spatial Clustering of Applications with Noise) 
spadá do metod učení bez učitele a používá se především při shlukové analýze pro 
klasifikaci dat. Při klasifikaci prochází metoda D B S C A N datové body a klasifikuje 
datové shluky na základě hustoty datových bodů v dané oblasti. Tato metoda najde 
své uplatnění jak při identifikaci většího počtu shluků, tak i pro detekci anomálií. 
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Jak již bylo zmíněno, algoritmus D B S C A N identifikuje shluky na základě hustoty 
datových bodů v dané oblasti. Při identifikaci nejprve algoritmus začne s náhodně 
vybraným bodem. Následně zjistí zda jsou v blízkosti tohoto bodu přítomny další 
body. Podmínkou je, aby blízké body ležely v rádiusu e a aby těchto bodů byl určitý 
minimální počet minPts. Pokud se v rádiusu e kolem původního bodu najde alespoň 
minimální počet bodů minPts, označí algoritmus tento bod jako "core"bod a společně 
s tímto bodem klasifikuje i body v blízkosti e do jednoho shluku. Algoritmus pak 
stejný postup provede i pro tyto nově klasifikované body a rozšiřuje tak daný shluk 
až dokud body nepřestanou splňovat podmínku minimálního počtu bodů minPts v 
rádiusu e. Nesplňuje-li počáteční bod podmínku minimálního počtu bodů v rádiusu 
e, označí algoritmus tento bod jako outlier nebo také šum. Tímto způsobem tak 
algoritmus D B S C A N postupuje i pro zbytek ještě nezpracovaných bodů. [38] 

Velkou výhodou tohoto algoritmu je skutečnost, že při nastavování není nutno 
předem specifikovat počet shluků, které chceme identifikovat. Algoritmus sám shluky 
rozezná a určí jejich počet. Při implementaci je ale nutno věnovat velkou pozornost 
nastavení parametrů e a minPts. Především nastavení parametru s by mohlo výrazně 
ovlivnit citlivost algoritmu na šum. 

Obr. 4.11: Algoritmus D B S C A N [38] 
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4.2.10 OPTICS 

OPTICS (Ordering Points To Identify the Clustering Structure) je jedním z dal
ších algoritmů pro analýzu shluků, řadících se do kategorie učení bez učitele. Tento 
algoritmus pracuje na podobném principu jako D B S C A N , ale byl modifikován aby 
odstranil některé jeho nedostatky. 

Algoritmus OPTICS identifikuje shluky na základě hustoty rozložení datových 
bodů v určité oblasti. Algoritmus nejprve vybere z dat náhodný bod, který ještě ne
byl zpracován vypočítá nejmenší možnou vzdálenost, ve které se nachází minimální 
požadovaný počet modů minPts. Toto vzdálenost nazýváme také "core "vzdálenost. 
Jestliže algoritmus nenajde požadovaný počet bodů minPts v předem zvolené vzdá
lenosti maxEps, označí tuto vzdálenost jako nedefinovanou. Pokud jsou splněny pod
mínky pro nalezení "coreVzdálenosti, je vybraný bod označen jako "core"bod. 

Algoritmus dále vypočte nejmenší vzdálenosti mezi tímto "core"bodem a všemi 
sousedními doposud nezpracovanými body do vzdálenosti maxEps. Tato vzdálenost 
se nazývá "reachability'Vzdálenost. Pokud je tato vypočtená vzdálenost sousedního 
bodu vůči původnímu "core"bodu menší než "core"vzdálenost, pak je za "reachabi
lity'Vzdálenost považována "core"vzdálenost. Dále jsou tyto doposud nezpracované 
sousední body bodu "core"seřazeny od nejmenší "reachability"vzdálenosti. Algorit
mus vyjme bod s nejmenší "reachability'Vzdálenosti a zjistí zda splňuje podmínky 
pro "core"bod. Pokud ano, algoritmus pro nové ještě nezpracované sousední body vy
počte "reachability'Vzdálenosti a přidá je do seznamu. Algoritmus takto postupuje, 
dokud nezpracuje všechny body v seznamu. Výstupem algoritmu je tedy seznam 
se seřazených datových bodů znázorňující uspořádání datových bodů podle hustoty 
jejich rozložení. Pomocí tohoto seznamu jsou datové body následně přiřazeny do 
jednotlivých shluků. [39] 

Core-distance o f p Reachabi l i ty-dis tance (p. qt) = e ' = 3 m m 

Reachabi l i ty -d is tance (;;T q2\ = ti(p. q2) 

Obr. 4.12: OPTICS algoritmus [40] 
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Výhodou OPTICS algoritmu oproti D B S C A N algoritmu je jeho schopnost iden
tifikovat i shluky o rozdílných hustotách datových bodů. Na druhou stranu může 
být výpočetně náročnější. 

4.2.11 Agglomerative clustering 

Aglomerativní shlukování je metoda shlukové analýzy spadající do kategorie učení 
bez učitele. Někdy se tato metoda označuje také jako hierarchické aglomerativní 
shlukování, což je soubor několika algoritmů lišících se v použitých kritériích pro 
výpočet vzdáleností mezi shluky. Jedná se o algoritmy single-link, complete-link a 
minimum-variance označovaný také jako Warďs-linkage (Wardova metoda). 

Při aglomerativním shlukování je na počátku každý datový bod považován za 
samostatný shluk. Dále jsou vypočteny vzdálenosti pro všechny dvojice shluků, v 
tomto stavu stále ještě dvojice bodů. Je vybrána nejbližší dvojice shluků a je sloučena 
do jednoho shluku. Po tomto sjednocení jsou vypočteny nové vzdálenosti mezi novým 
shlukem a zbývajícími shluky. Opět dojde k nalezení shluků s nejmenší vzdálenosti a 
k jejich sloučení. Tímto způsobem algoritmus postupuje až dokud nevznikne pouze 
jeden velký shluk. Finálním výstupem algoritmu je dendrogram podle kterého lze 
pak data rozdělit do požadovaného počtu shluků. [41] 

Obr. 4.13: Dendrogram [42] 
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5 Zařízení pro akvizici dat z včelích úlů 
Tato diplomová práce se zabývá také samotným zařízením pro akvizici dat z včelích 
úlů. Na tomto zařízení byly provedeny modifikace v podobě rozšíření o další měřící 
senzory, či jejich výměnu za novější verzi s lepší přesností měření. Dále bylo vyře
šeno nahrávání naměřených senzorických dat do vzdálené databáze a jejich následné 
vykreslování v reálném čase. 

5.1 Původní zařízení pro akvizici dat 

Zařízení pro akvizici dat z včelích úlů vychází z prací [5] a [6]. Toto zařízení je zalo
ženo na platformě Raspberry P i 4 rozšířené o Grove Base Hat pro připojení senzorů 
pro měření meteorologických veličin uvnitř a vně včelího úlu. Dále toto zařízení také 
monitoruje počet včel vylétajících a přilétajících do úlu a také za pomoci mikrofonu 
pořizuje zvukové záznamy včelího bzučení uvnitř úlu. 
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Obr. 5.1: Původní zařízení pro akvizici dat 
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Měření dat za pomoci senzorů a mikrofonu probíhá jednou za 15 minut. Délka 
tohoto intervalu je nastavitelná, ale častější sběr dat by pravděpodobně zvýšený 
užitek nepřinesl a byly by kladeny větší nároky na vnitřní paměť zařízení, kde jsou 
vzorky ukládány. Přestože sběr dat probíhá v patnácti minutových intervalech, sen
zor SGP30 měřící koncentraci C02 a T V O C (celková koncentrace těkavých orga
nických látek) uvnitř včelího úlu musí být kvůli interní kalibraci snímače aktivován 
každou vteřinu, aby byla zaručena správnost naměřených dat i přesto, že právě 
žádná data z tohoto senzoru nejsou vyžadována. Této činnosti je pak vyhrazeno 
jedno výpočetní vlákno, které by jinak mohlo být využito například pro budoucí 
implementaci algoritmů strojového učení pro stanovení aktivity včelstva. 

5.2 Modifikace zařízení pro akvizici dat 

Původní zařízení tedy bylo za účelem uvolnění výpočetního výkonu modifikováno. 
Tato modifikace spočívá začlenění zařízení Raspberry P i Pico do měřícího řetězce, 
které bylo pomocí USB konektoru připojeno k zařízení Raspberry P i . Pomocí to
hoto propojení tak mezi oběma zařízeními může probíhat sériová komunikace, po
mocí které bude možné senzorická data naměřená zařízením Raspberry Pico odesílat 
do Raspberry Pi . Zařízení Raspberry Pico je naprogramováno tak, aby zaznamená
valo data z meteorologických senzorů každou vteřinu. Jakmile zařízení Raspberry 
P i zazada o naměřená data, zařízení Raspberry Pico vypočte aritmetický průměr 
naměřených hodnot ze všech senzorů za uplynulý interval od posledního požadavku 
a odešle je do zařízení Raspberry Pi . Díky této modifikaci tak zařízení Raspberry 
P i nemusí mít vyhrazeno celé výpočetní vlákno, ve kterém dochází pouze k volání 
senzoru SGP30 každou vteřinu a může tak tento výpočetní výkon využít k jiným 
účelům. 

Při procesu modifikace stávajícího zařízení byla také provedena obnova použitých 
měřicích senzorů. Stávající senzory DHT10, které měří teplotu a relativní vlhkost 
ovzduší byly vyměněny za novější typ DHT20. Důsledkem této modifikace je zvý
šená přesnost měření a také vyšší rozsah měření. Dále byl také mezi měřicí senzory 
přidán A / D převodník se čtyřmi tenzometrickými váhovými senzory zapojenými 
do plného Wheatstoneova můstku. Pomocí těchto váhových senzorů tak bude v bu
doucnu možné zaznamenávat změny ve váze jednotlivých snímaných úlů. Podle prací 
[49] a [50] je za pomoci monitorování změn hmotnosti úlu možné rozpoznat změny 
v populaci kolonie, rojení včel nebo vliv počasí na aktivitu včelstva. 
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Obr. 5.2: Modifikované zařízení pro akvizici dat 

Na Obr. 5.2 můžeme vidět finální blokové schéma modifikovaného zařízení pro 
akvizici data. Reálnou implementaci tohoto zařízení umístěného v přípravku s tunely 
pro průchod včel pak můžeme vidět na Obr. 5.3. 

Obr. 5.3: Modifikované zařízení umístěné v přípravku s tunely 
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5.3 Logování dat do vzdálené databáze 
Včelí úly obvykle bývají umístěny v odlehlejších oblastech a ne každý včelař má 
možnost nebo čas je pravidelně každý den kontrolovat. Pokud by se tak v úlu ode
hrával nějaká možných kritických situací mohl by j i včelař snadno promeškat. Z 
tohoto důvodu bylo dále implementováno odesílání dat do vzdálené databáze. 

5.3.1 MQTT protokol 

Zařízení pro akvizici dat doposud ukládalo všechna naměřená data na USB flash 
disk. Tato naměřená data zahrnují zvukové vzorky z úlu, obrázky procházejících 
včel a data naměřená pomocí meteorologických senzorů. Za účelem stanovení akti
vity včelstva je zapotřebí do vzdálené databáze logovat pouze data z atmosferických 
senzorů. V budoucnu budou logovaná data také rozšířena o výstupy z modelů stro
jového učení, které by měly blíže specifikovat aktuální zdraví a aktivitu včelstva. Z 
důvodu potřeby přenášet do databáze relativně malé množství dat, byl pro tento 
účel zvolen protokol M Q T T . 

M Q T T protokol je hojně využíván IoT. Jednou z hlavních výhod M Q T T pro
tokolu je jeho jednoduchost a nenáročnost. Ve většině případů se protokol M Q T T 
používá při odesílání naměřených dat z mikrokontrolérů. Z tohoto důvodu je po
třeba aby byl protokol M Q T T nenáročný na výpočetní výkon a také na kvalitu 
internetového připojení. [51] V architektuře M Q T T se vyskytují dva druhy zařízení 
- klient a broker. M Q T T klienti mohou buďto zprávy odesílat nebo přijímat. M Q T T 
broker pak kontroluje tok zpráv od klientů, kteří zprávy odesílají a přesměrovává je 
ke klientům, kteří mají nastavený odběr zpráv vztahujících se k určitému tématu. 
Pro lepší pochopení je příklad architektury M Q T T znázorněn na Obr. 5.4 M Q T T 
broker může být nainstalován na lokálním zařízení nebo může být využito některého 
z cloudových řešení. 

V tomto konkrétním případě bylo usouzeno, že nejvhodnější bude zrealizovat 
M Q T T broker pomocí cloudového řešení. Hlavní výhodou tohoto řešení je skuteč
nost, že není vyžadována veřejná IP adresa ani V P N server na straně klienta který 
M Q T T zprávy odebírá. Naše finální řešení se tedy bude skládat ze zařízení Raspberry 
P i , které bude bude shromažďovat data z úlu a bude nastaveno jako publikující kli
ent. Dále bude zřízen cloudový M Q T T broker a nakonec Raspberry P i , které bude 
M Q T T zprávy přijímat. Toto Raspberry P i bude mít dále nainstalovanou databázi, 
do které se naměřená data budu ukládat a také webovou aplikaci, která bude sloužit 
k vykreslení těchto dat do grafů. 
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Obr. 5.4: Příklad architektury M Q T T 

5.3.2 InfluxDB databáze 

Jak již bylo zmíněno, M Q T T zprávy budou odesílány zařízením pro sběr dat na 
M Q T T broker. Všechna data ze snímačů, reprezentující určitý časový úsek, budou 
uložena jako JSON objekt a odeslána v jedné zprávě. M Q T T broker poté rozdis
tribuuje každou zprávu všem odebírajícím zařízením. V našem případě bude odebí
rajícím zařízením Raspberry P i , kde budou zprávy přijímány a zpracovány pomocí 
Telegrafu, což je aplikace pro sběr dat. Telegraf pak tuto zprávu vezme, data ze 
jednotlivých snímačů rozdělí a uloží je do databáze InfluxDB. Důvodem, proč je po
užívána databáze InfluxDB namísto jiných populárních databází, jako je například 
MySQL, je to, že databáze InfluxDB pro data. To znamená, že tato databáze je 
navržena pro ukládání dat, která jsou seřazena podle času. To j i činí nejlepší volbou 
pro tento úkol, což je vykreslení naměřených dat ze senzorů v čase. 

5.3.3 Grafana 

Jakmile jsou měření ze snímačů uložena v databázi, můžeme data z jednotlivých 
senzorů vykreslit do grafu. K tomuto účelu bude použita aplikace s názvem Gra
fana. Grafana je webová aplikace pro vizualizaci dat a metrik. Tato aplikace bude 
také běžet na Raspberry P i vedle databáze InfluxDB a Telegrafu a bude číst data 
naměřená senzory z databáze a vykreslovat je do grafů. Aplikace Grafana je pří
stupná z webového prohlížeče na zařízení, které je připojeno ke stejné lokální síti 
jako zařízení, na kterém je nainstalována. Grafana může také posílat upozornění na 
Slack a e-mail. Tato funkce by mohla být užitečná, jakmile budou implementovány 
algoritmy strojového učení pro rozpoznávání aktivity a zdraví včelstva a varovat tak 
včelaře před nouzovými situacemi v úlu. 
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Na Obr. 5.5 můžeme vidět výřez z aplikace Grafana s dvěma soubory grafů. 
Jedná se o data ze dvou prototypů zařízení pro sběr dat, které bylo popsáno výše. 
Tato data byla nashromážděna během testovací fáze před nasazením zařízení na 
skutečné včelí úly. 
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Obr. 5.5: Aplikace Grafana s naměřenými daty 
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6 Shluková analýza zvukových záznamů 
V této kapitole je popsána shluková analýza zvukových záznamů datasetu Bee Data-
set VUT-2 a druhého datasetu s názvem Smart Bee Colony Monitor: Clips of Beehive 
Sounds. Ze zvukových vzorků obou datasetu budou extrahovány příznaky vhodné 
pro analýzu zvukových signálů pomocí knihovny librosa [21]. V tomto případě to 
budou M F C C spektrogramy a Mel spektrogramy. Tyto příznaky budou následně 
převedeny a vykresleny do 2D prostoru pomocí metody t-SNE. Takto vykreslené 
zvukové vzorky budou pomocí shlukovacích algoritmů roztříděny do shluků. 

Na datech bude otestováno větší množství shlukovacích algoritmů a podle po
vahy dat bude zvoleno několik s největší užitečnou složkou. Výstup těchto algoritmů 
bude poté porovnán s dostupnými údaji ze senzorů atmosferických veličin nebo s 
údaji o přítomnosti a nepřítomnosti včelí královny v úlu. Tímto porovnáním bude 
zjištěna možnost přiřazení vytvořených shluků ke skutečnostem, které by se v úlu 
mohly odehrávat. Tyto skutečnosti mohou být například změny teploty nebo vlh
kosti, změny koncentrace C02 a T V O C nebo přítomnost či nepřítomnost případně 
přijetí či nepřijetí včelí královny. 

6.1 Extrakce příznaků 

Jak již bylo uvedeno v kapitole 3, některé výzkumy potvrzují, že včely vydávají 
bzučení o frekvenci s maximálním rozsahem do 1 kHz.[12, 13] Tuto skutečnost je 
možné ověřit vykreslením amplitud frekvenčního spektra zvukových záznamů včelího 
bzučení. 

0 2000 4000 6000 8000 10000 0 500 1000 1500 2000 
Frequency {HZ) Frequency (HZ) 

Obr. 6.1: Frekvenční spektrum včelího bzučení 
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Na obrázku 6.1 můžeme na levém grafu vidět, že frekvenční složky s největší 
amplitudou se vyskytují na frekvencích přibližně do 2000Hz. Od 2000Hz nahoru je 
již amplituda téměř nulová. Po přiblížení můžeme na pravém grafu dokonce vidět, 
že frekvence včelího bzučení se pohybuje v intervalu od 0Hz do 500Hz. 

Při extrakci M F C C a Mel spektrogramů knihovna librosa umožňuje nastavení 
frekvenčního rozsahu který budou tyto metody zachycovat. Z výše uvedeného dů
vodu bude tedy extrakce příznaku M F C C a Mel spektrogramů provedena v intervalu 
od 0Hz do 2000Hz. Zbylé příznaky budou extrahovány v plném frekvenčním spektru. 

Nakonec ještě bude vypočítána průměrná efektivní hodnota (RMS) energie ob
sažené v každém zvukovém záznamu za pomoci knihovny librosa. Tato hodnota nám 
pomůže lépe pochopit, jak se mění intenzita (hlasitost) včelího bzučení při různých 
stavech, které mohou v úlu nastat. 

6.2 Vizualizace příznaků pomocí t-SNE 

Při redukci dimenzionality a vizualizaci dat je možné využít jak metodu P C A tak i 
metodu t-SNE. Na rozdíl od P C A je metoda t-SNE schopna zachytit i nelineární zá
vislosti ve vizualizovaných datech a také obvykle podává lepší výsledky při shlukové 
analýze. Pro vizualizaci příznaků tedy bude použita metod t-SNE implementována 
knihovnou Scikit-learn. [63] Před vizualizaci je nejprve nutné data rozdělit podle úlů, 
protože každý úl má totiž svůj specifický "otisk". Vl iv tohoto otisku bude tedy vylou
čen rozdělením dat na jednotlivé úly. Dataset s názvem Smart Bee Colony Monitor: 
Clips of Beehive Sounds bude tedy rozdělen na 4 úly - úl 1, úl 3, úl 4 a úl 5. Úl 2 
v tomto datasetu chybí. U datasetu Bee Dataset VUT-2 toto dělení není potřeba, 
jelikož tento dataset obsahuje vzorky pouze z jednoho úlu. 

Před zpracováním dat metodou t-SNE nezbytné zpracovávaná data standardizo
vat, aby se sjednotily rozsahy hodnot dat. Dále je nutné nastavit dva hlavní parame
try této metody - perplexity a iteration. Přestože existuje několik obecných pouček 
jak tyto parametry nastavit, není od věci nejdříve několik kombinací těchto para
metrů vyzkoušet přímo na zkoumaném datasetu, jelikož každý dataset je specifický 
a bude tedy také vyžadovat jiné nastavení těchto parametrů. Pro tento účel je pro 
každý úl zvlášť otestováno několik hodnot parametru perplexity v rozmezí od 2 do 
100 a několik hodnot parametru iteration v rozmezí od 250 do 5000. Nakonec jsou 
vybrány hodnoty vykazující největší separovatelnost shluků. 

Ve zkratce tedy budou data rozdělena na jednotlivé úly, standardizována, budou 
nalezeny vhodné parametry pro metodu t-SNE pro každý úl a každý druh extraho
vaného příznaku. Nakonec budou data vizualizována pro všechny úly a pro všechny 
druhy extrahovaných příznaků zvlášť. 
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6.3 Identifikace shluků 
Datové body získané za pomoci metody t-SNE budou v tomto kroku roztříděna 
do jednotlivých shluků za pomoci algoritmů pro shlukování. K tomuto úkonu bylo 
využito vícero algoritmů včetně algoritmu O C S V M , k-NN a Isolation forrest. Při 
experimentech se vzhledem k povaze zkoumaných datasetů projevily jako nejrele-
vantnější algoritmy Agglomerative clustering, D B S C A N a OPTICS, proto budou v 
následující analýze zmiňovány hlavně tyto algoritmy. Pro všechny použité algoritmy 
byla opět použita implementace těchto algoritmů knihovnou scikit-learn. 

Při nastavování parametrů pro algoritmus D B S C A N je třeba k efektivnímu fun
gování algoritmu zvolit dva hlavní parametry. Těmito parametry jsou e a minPts 
(minimální počet datových bodů ve shluku). Pro nastavení parametru minPts opět 
existuje několik obecných pouček. Jak již bylo ale zmíněno, každý dataset je unikátní 
a vyžaduje mírně odlišné zacházení. Pro počáteční odhad shluků metodou D B S C A N 
tedy byla zvolena hodnota minPts = 20. 

Nastavení hodnoty e již ale vyžaduje větší obezřetnost. Pro počáteční odhad u 
této hodnoty byla pro každý datový bod vypočtena průměrná hodnota vzdálenosti 
jeho k nejbližších sousedních bodů. Tyto vzdálenosti pak byly seřazeny vzestupně 
podle velikosti a vykresleny do grafu. 
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Obr. 6.2: Průměrné vzdálenosti nejbližších sousedních bodů 
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Na obrázku 6.2 tedy můžeme vidět vykreslenou křivku, která znázorňuje tuto 
průměrnou vzdálenost k nejbližších sousedních bodů pro každý bod v datasetu. 
Optimální nastavení hodnoty e by tedy měla tvořit hodnota průměrné vzdálenosti, 
kdy je strmost vykreslené křivky největší. [62] V tomto případě tedy můžeme vidět, 
že této skutečnosti přibližně odpovídá hodnota 0,4. Tato hodnota je tedy zvolena 
pro prvotní nastavení parametru e. Po tomto prvotním odhadu jsou hodnoty e a 
minPts dále jemně upravovány pro co nejlepší rozlišení jednotlivých shluků. Zbytek 
parametrů byl ponechán ve výchozím nastavení. 

Pro nastavení algoritmu OPTICS je zapotřebí nastavit parametry maxEps a 
minPts. Tyto parametry jsou nastavovány podobně jako parametry pro algoritmus 
D B S C A N . U algoritmu Agglomerative clustering pak byl nastaven pouze počet po
žadovaných shluků na hodnotu 2. Zbytek parametrů byl opět ponechán ve výchozím 
nastavení. 

6.4 Korelační analýza 

Po rozdělení datových bodů do shluků byla u těchto shluků provedena korelační 
analýza s naměřenými a jinými dostupnými daty. Tento krok usnadní přiřazení 
identifikovaných shluků k událostem, které se v úlu odehrávají. Před provedením 
korelační analýzy bylo nejprve nutné zvolit korelační koeficienty, které by odpoví
daly požadavkům analyzovaných dat. Při korelaci bude zjišťován vztah mezi výstupy 
shlukovacích algoritmů a údaji z meteorologických snímačů nebo informacemi o pří
tomnosti nebo přijetí královny. To znamená, že korelace bude počítána buďto mezi 
kategorickou proměnnou a spojitou proměnnou nebo kategorickou proměnnou a bi
nární proměnnou. Kategorický výstup ze shlukovacího algoritmu lze dále rozložit 
na několik binárních výstupů a lze ho tedy uvažovat jako binární. Tím se vztahy 
proměnných zjednoduší na binární-spojitá a binární-binární. Jako první korelační 
koeficient byl zvolen bodový biseriální korelační koeficient (Point-biserial). Tento 
korelační koeficient zkoumá vzájemné vztahy mezi binárními a spojitými proměn
nými.Druhým korelačním koeficientem byl zvolen Matthewsův korelační koeficient 
(Matthews correlation coefficient), který zkoumá vzájemné vztahy mezi dvěma bi
nárními proměnnými. 
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6.4.1 Biseriální korelační koeficient 

Biseriální korelační koeficient rp& slouží pro zjištění a vyjádření míry vzájemné vazby 
mezi spojitou proměnnou a binární proměnnou. Tento korelační koeficient může 
nabývat hodnot od -1 do 1, kdy -1 znamená silnou zápornou korelaci a 1 znamená 
silnou kladnou korelaci. V případě, že biseriální korelační koeficient nabývá hodnoty 
0, pak mezi zkoumanými proměnnými pravděpodobně neexistuje žádná vazba. 

Jak bylo výše zmíněno biseriální korelační koeficient lze určit pouze pro spojitou 
proměnnou a binární proměnnou. V některých případech ale shlukovací algoritmy 
mohou identifikovat ve zkoumaných datech více než jeden shluk. Z tohoto důvodu 
bylo nutné v těchto případech vypočítat rp& pro každý identifikovaný shluk zvlášť 
nastavením právě zkoumaného shluku na hodnotu 1 a všech ostatních shluků na 
hodnotu 0. tímto způsobem pak postupně byly vypočítány korelační koeficienty pro 
všechny ostatní shluky. Pro výpočet byla použita implementace tohoto korelačního 
koeficientu knihovnou SciPy. [72] 

6.4.2 Matthewsův korelační koeficient 

Matthewsův korelační koeficient MCC zkoumá vzájemnou závislost dvou binárních 
proměnných. Stejně jako v předchozím případě může MCC nabývat hodnot od -1 
do 1, kde -1 a 1 značí silnou korelaci a 0 žádnou. Dále bylo stejně jako v předchozím 
případě nutný pro některé výstupy shlukovacích algoritmů, s vyšším počtem shluků 
než 2, vypočíst M C C pro každý shluk zvlášť. 

6.5 Výsledky identifikace shluků 

Nyní bude provedena manuální analýza získaných shluků. Získané grafy s identifi
kovanými shluky z předchozích kroků budou porovnány s tabulkami hodnot namě
řených pomoci meteorologických senzorů a a údajů o přítomnosti nebo přijetí včelí 
královny. Ke shlukům také budou přiřazeny korelační koeficienty vypočítané mezi 
výstupem shlukovacího algoritmu a dostupnými senzorickými daty. Nakonec ještě 
budou průběhy senzorických daty vykresleny do grafů a jednotlivé hodnoty budou 
rozlišeny podle výstupu ze shlukovacího algoritmu. Na základě těchto porovnání 
bude proveden pokus o přiřazení shluků k některým stavům, které v úlu mohou 
nastat. V další části budou uvedeny pouze grafy, u kterých bylo alespoň zdánlivě 
možné identifikované shluky přiřadit k některým stavům. 
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6.5.1 Dataset Smart Bee Colony Monitor 

Obrázek 6.3 znázorňuje M F C C příznaky extrahované ze zvukových záznamů úlu 1 
datasetu s názvem Smart Bee Colony Monitor: Clips oj Beehive Sounds. Rozdělení 
datových bodů do shluků bylo provedeno pomocí algoritmu Agglomerative clustering 
na dva shluky. Při porovnání tříd těchto dvou shluků s korespondujícími naměře
nými daty bylo zjištěno, že shluky by mohly odpovídat rozdělení den a noc. Jsou-li 
totiž jednotlivé zvukové záznamy seřazeny chronologicky, zvukové vzorky pořízené 
přibližně od osmé hodiny ranní do desáté hodiny večerní jsou klasifikovány třídou 0. 
Naopak zvukové záznamy pořízené od desáté hodiny večerní do osmé hodiny ranní 
jsou klasifikovány třídou 1. Pro potvrzení byl proto vypočítám Matthewsův korelační 
koeficient. Podle údajů o naměřených datech byla tato data naměřena v průběhu 
měsíce června. Začátek a konec dne tedy byl určen podle dostupných meteorologic
kých dat o východu a západu slunce v místě kde byl dataset pořízen (Kalifornie) v 
měsíci červnu. Tyto hodnoty tedy byly přibližně 5:43 pro východ slunce a 20:00 pro 
západ slunce. Mezi těmito hodnotami dne/noci a výstupem shlukovacího algoritmu 
byl vypočten Matthewsův korelační koeficient Jehož výsledná hodnota byla MFCC 
=0,66. Tato hodnota značí, že mezi výslednými shluky a dnem/nocí je relativně 
silná korelace. 

Agglomerative clustering úl 1 
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Obr. 6.3: Aglomerativní shlukování M F C C úl 1 
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Na obrázku 6.4 jsou vyobrazeny Mel spektrogramy opět extrahované z úlu 1. 
Tentokrát byla ale identifikace shluků provedena algoritmem OPTICS. Algoritmus 
OPTICS v tomto případě identifikoval tři shluky. Při porovnání těchto klasifikova
ných zvukových záznamů s korespondujícími naměřenými daty je patrné, že shluk 
označený třídou 1 by mohl souviset s extrémně vysokou teplotou v úlu a zároveň 
s extrémně nízkou relativní vlhkostí v úlu. Jak je vidět v obrázku A . l obsaženém 
v příloze, kde jsou vykresleny průběhy teploty a vlhkosti v úlu označené barvami 
korespondujícími se shluky, teplota v úlu pro tyto zvukové záznamy se pohybuje v 
rozmezí od přibližně 35°C až do 52°C zatímco venkovní teplota se pohybuje přibližně 
od 22°C do 29°C. Na druhou stranu relativní vlhkost v úlu se se pohybuje přibližně 
od 11% do 28%. Zatímco venkovní relativní vlhkost se pohybuje od 38% do 66%. 
Teplota u ostatních zvukových vzorků se pohybuje přibližně od 18°C do 40°C v zá
vislosti na aktuální denní době a na teplotě vně úlu. Podle některých výzkumů by se 
teplota v úlu měla během letního období pohybovat v rozmezí přibližně od 33°C do 
37°C. Tato teplota je nezbytná pro optimální vývoj včelího plodu. V zimních obdo
bích by pak průměrná teplota uvnitř včelího úlu měla být přibližně 21°C.[64] Včely 
by měly být samy schopné si teplotu v úlu překračující optimální hodnotu samy re
gulovat větráním, kdy včelí dělnice u vstupu do úlu rozhánějí vzduch pomocí svých 
křídel. 

OPTICS úl 1 
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Obr. 6.4: OPTICS Mel spektrogram úl 1 
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Dalším způsobem jak mohou včely snížit teplotu v úlu je pomocí chlazení odpa
řováním. V tomto případě včelí dělnice umístí kapky vody na plodové plástve. [65] 
Naopak v případě kdy je v úlu příliš nízká teplota, včely jsou schopné generovat 
teplo za pomoci svalových kontrakcí. [66] Optimální relativní vlhkost v úlu by se 
měla pohybovat v rozmezí od 50% do 60%. Tuto hodnotu opět včely udržují větrá
ním nebo shromažďováním vody v úlu. [67] Tyto hodnoty se samozřejmě mohou lišit 
v závislosti na umístění úlu. 

Obrázek 6.5 znázorňuje Mel spektrogramy extrahované opět ze zvukových zá
znamů pořízených v úlu 1 datasetu Smart Bee Colony Monitor: Clips oj Beehive 
Sounds. Shluky byly identifikovány opět algoritmem Agglomerative clustering na dva 
shluky. Při porovnání tříd těchto dvou shluků s časem pořízení zvukových vzorků 
bylo zjištěno, že shluky by mohly opět odpovídat rozdělení den a noc. Zvukové zá
znamy pořízené od přibližně 7:30 ráno do 20:30 večer jsou klasifikovány do třídy 
1 a naopak zvukové záznamy pořízené od 20:30 večer do 7:30 ráno jsou klasifiko
vány do třídy 0. Pro ověření byl vypočítán Matthewsův korelační koeficient mezi 
dnem/nocí a identifikovanými shluky. Úsvit a západ slunce byly určeny dostupných 
meteorologických dat stejně jako v předchozím případě. Výsledná hodnota Matthew-
sova korelačního koeficientu byla MFCC=0,62. Tato hodnota značí relativně silnou 
závislost mezi těmito shluky a dnem/nocí. 

Agglomerative clustering úl 1 
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Obr. 6.5: Aglomerativní shlukování Mel spektrogram úl 1 
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Na obrázku 6.6 jsou vykresleny M F C C spektrogramy extrahované ze zvukových 
záznamů pořízených v úlu 3. Identifikace shluků byla provedena za pomoci algo
ritmu Agglomerative clustering na dva shluky. Při porovnání třídy zvukových vzorků 
s korespondujícími naměřenými daty je zřejmé ,že tyto shluky pravděpodobně od
povídají rozdělení na zvukové záznamy kdy je včelí královna včelím úlem přijata a 
na zvukové záznamy kdy je včelí královna včelím úlem nepřijata. Shluk spadající 
do třídy 1 v tomto případě obsahuje zvukové záznamy, kdy je včelí královna v úlu 
přítomna a také je úlem přijata. Shluk spadající do třídy 0 naopak obsahuje zvu
kové záznamy, ve kterých je včelí královna v úlu nepřítomna. Dále ale také obsahuje 
zvukové záznamy, ve kterých je nová včelí královna v úlu přítomna, ale není úlem 
přijata. Pro ověření byl vypočten Matthewsův korelační koeficient mezi dostupnými 
daty o přijetí královny a výstupem shlukovacího algoritmu Agglomerative clustering. 
Výsledná hodnota korelačního koeficientu byla MCC=0,98. S velkou mírou jistoty 
tedy můžeme konstatovat, že tyto dva shluky představují přijetí a nepřijetí královny. 

K výměně včelí královny v úle může docházet z více důvodů. Může k ní napří
klad docházet přirozeně při jejím oslabení a stárnutí, nebo může být také záměrně 
provedena včelařem. 

Agglomerative clustering úl 3 
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Obr. 6.6: Aglomerativní shlukování M F C C úl 3 
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V obrázku 6.7 jsou vyobrazeny M F C C spektrogramy zvukových záznamů po
řízených v úlu 3. Identifikace shluků byla v tomto případě provedena algoritmem 
DBSCAN. Po porovnání tříd identifikovaných shluků s korespondujícími naměře
nými daty je pozorována souvislost shluků 7 a 6 s extrémně vysokými teplotami a 
extrémně nízkou vlhkostí v úlu.Jak je vidět na obrázku A.2 obsaženém v příloze 
této práce, teploty v úlu naměřené pro tyto zvukové záznamy se pohybují přibližně 
v rozmezí od 30°C do 54°C, zatímco okolní teplota se pohybuje přibližně od 21°C 
do 35°C. Relativní vlhkost v úlu se pak pro tyto záznamy pohybuje v rozmezí od 
přibližně 9% do 35%. Vně úlu se pak relativní vlhkost pohybuje přibližně od 28% do 
65%. Dále je možné v obrázku A.2 vidět, že průměrná hodnota RMS energie obsa
žené ve zvukovém záznamu, kterou můžeme vnímat jako průměrnou intenzitu zvuku 
v těchto zvukových záznamech, je u zvukových záznamů spadajících do shluků 6 a 
7 vyšší než u ostatních zvukových záznamů. Zejména pak u shluku 6, kde se teplota 
v úlu pohybuje přibližně od 45°C do 55°C, je průměrná hodnota RMS zvukových 
vzorků obzvláště vysoká. Tato skutečnost by naznačovala, že včely se pravděpodobně 
snažily teplý vzduch z úlu vyhnat ven křídly. 

DBSCAN úl 3 
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Obr. 6.7: D B S C A N M F C C úl 3 
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Na obrázku 6.8 jsou vykresleny Mel spektrogramy zvukových záznamů z úlu 3. 
Rozdělení do shluků zde bylo provedeno pomocí algoritmu Agglomerative clustering. 
Při porovnání získaných shluků s naměřenými daty vyplývá, že by se mohlo jed
nat o rozdělení na den a noc. Třídy shluků se pravidelně střídají. Zvukové záznamy 
pořízené přibližně od 8:00 do 21:00 jsou pravidelně označené třídou 0. Naopak zvu
kové záznamy pořízené v době od 21:00 do 8:00 jsou pak označeny třídou 1. Pro 
zjištění závislosti mezi těmito shluky a výstupem D B S C A N algoritmu byl opět vy
počten Matthewsův korelační koeficient. Výsledná hodnota tohoto koeficientu byla 
MCC=0,61. Tato hodnota opět značí poměrně silnou závislost mezi těmito shluky 
a dnem/nocí. 
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Obr. 6.8: Aglomerativní shlukování Mel spektrogram úl 3 

52 



Na obrázku 6.9 jsou vykresleny datové body v podobě extrahovaných Mel spek-
trogramů. Identifikace shluků v těchto datových bodech byla provedena pomocí 
algoritmu D B S C A N . Podobně jako v předchozím případě, kdy byly ze zvukových 
záznamů z úlu 3 extrahovány M F C C spektrogramy a roztříděny D B S C A N algorit
mem, i v tomto případě je možné je možné shluky přiřadit k vysokým teplotám a 
nízké vlhkosti v úlu. Jak je možné vidět z obrázku A.3 shluky 5 a 4 představují 
zvukové záznamy, při kterých byla naměřena vysoká teplota a nízká relativní vlh
kost v úlu. U záznamů spadajících do shluku 5, pak byla naměřena obzvláště vysoká 
teplota pohybující se přibližně od 42°C do 55°C. Stejně tak u shluků 4 a 5 pak byla 
naměřena velmi nízká relativní vlhkost v úlu. Zejména pak u shluku 5, kdy byly 
naměřeny nejvyšší hodnoty teploty, byly také naměřeny nejnižší úrovně relativní 
vlhkosti v úlu pohybující se přibližně kolem 10%. Opět je možné vidět, že i u tohoto 
shluku byla naměřena vysoká průměrná hodnota RMS, která značí vysokou inten
zitu zvuku v těchto zvukových záznamech a tedy opět představuje možnost, že se 
včely snažily snížit teplotu v úlu vyfouknutím teplého vzduchu ven za pomoci svých 
křídel. 
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Obr. 6.9: D B S C A N Mel spektrogram úl 3 
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Na obrázku 6.10 je možné vidět datové body představující M F C C spektrogramy 
extrahované ze zvukových záznamů. Rozdělení do shluků bylo v tomto případě pro
vedeno algoritmem OPTICS. Při porovnání identifikovaných shluků s naměřenými 
daty bylo zjištěno, že shluky 3 a 4 pravděpodobně představují zvukové záznamy po
řízené v noci. Čas pořízení se u těchto zvukových záznamů pohybuje v intervalu od 
přibližně 20:30 do 6:30. Hodnota Matthewsova korelačního koeficientu vypočteného 
mezi shlukem 4 a dnem je -0,62. Záporný korelační koeficient znamená zápornou 
korelační vazbu se dnem a tedy kladnou korelační vazbu s nocí. Pro shluk 3 pak 
tento korelační koeficient činí -0,25. Naopak hodnota Matthewsova korelačního ko
eficientu vypočteného mezi shlukem 2 a dnem je rovna 0,52, tedy kladná korelační 
vazba se dnem. 

Dále je zde potenciální možnost, že by shluk 3 mohl souviset s nepřítomností krá
lovny. Matthewsův korelační koeficient vypočtený mezi tímto shlukem a přítomností 
královny je roven -0,39 a značí tedy zápornou vazbu pro s přítomností královny, což 
znamená kladnou vazbo s nepřítomností královny. 

OPTICS Úl 4 
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Obr. 6.10: OPTICS M F C C úl 4 
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Na obrázku 6.11 je možné vidět vykreslené datové body představující M F C C 
spektrogramy extrahované ze zvukových záznamů pořízených v úlu 5. Na obrázku 
A.5 je pak možné vidět vykreslené průběhy teploty, vlhkosti a průměrné hodnoty 
RMS v úlu. Jednotlivé hodnoty jsou zde barevně označeny podle toho do kterého 
shluku patří. V tomto případě je vidět, že průběhy jsou zde rozděleny přibližně 
na půl. Shluk 3 zde převážně představuje teploty v rozmezí přibližně od 30°C do 
45°C a shluk 2 naopak představuje teploty pohybující se od 30°C do 20°C. Podobné 
dělení na půl platí i pro vlhkost a průměrnou hodnotu RMS jednotlivých zvukových 
záznamů. Toto by mohlo znamenat rozdělení na den a noc. Při výpočtu Matthewsova 
korelačního koeficientu pro shluk 2 a den byla výsledná hodnota MCC—-0,71, což 
značí silnou korelační vazbu s nocí. Dále pak při výpočtu Matthewsova korelačního 
koeficientu pro shluk 3 a den byla výsledná hodnota hodnota MCC=0,59, což zase 
značí silnou korelační vazbu se dnem. 

Classes DBSCAN Úl 5 
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Obr. 6.11: D B S C A N M F C C úl 5 

Výše popsaná shluková analýza prokázala možnou souvislost mezi některými 
shluky zvukových záznamů a mezi některými možnými situacemi v úlu. Tyto iden
tifikované situace byly především vysoká teploty a nízká vlhkost v úlu, dále přijetí 
a nepřijetí královny ostatními včelami v úlu a nakonec zda byly zvukové záznamy 
pořízeny ve dne nebo v noci. Jako příznaky byly pro shlukovou analýzu ze zvukových 
záznamů extrahovány M F C C spektrogramy a Mel spektrogramy. Bohužel se nepo
dařilo jednoznačně určit zda je některý z příznaků jednoznačně lepší při rozlišování 
některého ze stavů v úlu. 
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7 Použití neuronových sítí pro klasifikaci a 
regresi zvukových záznamů 

Zatímco shluková analýza zvukových záznamů včelího bzučení byla využita pro iden
tifikaci vybraných neanotovaných stavů včelstva, pro rozpoznání již anotovaných 
stavů včelstva ze zvukových záznamů včelího bzučení můžeme použít klasifikaci po
mocí neuronových sítí. U datasetu Smart Bee Colony Monitor: Clips of Beehive 
Sounds se nabízí využití neuronové sítě pro klasifikaci zvukových záznamů na stav 
přítomnosti nebo přijetí včelí královny včelami v úlu. Tento dataset totiž poskytuje 
zvukové záznamy, které byly podle této skutečnosti ručně označeny. 

7.1 Klasifikace zvukových záznamů 

Pro klasifikaci zvukových záznamů na přijetí, či nepřijetí včelí královny úlem byla 
vytvořena umělá neuronová síť za pomoci knihovny Keras. [69] Jedná se o jednodu
chou neuronovou síť skládající se ze vstupní vrstvy, výstupní vrstvy a dvou skrytých 
vrstev. Znázornění modelu je možné vidět na obrázku 7.1. Pro skryté vrstvy jsou 
použity aktivační funkce ReL U. Jako opatření proti přeučení neuronové sítě byla za 
každou skrytou vrstvu přidána dropout vrstva s parametrem dropout rate = 0,3. Pro 
výstupní vrstvu byla použita aktivační funkce sigmoid. Jako ztrátová funkce byla po
užita binární křížová entropie (binary cross entropy). Jako optimalizační algoritmus 
je použit Adam. 

7.1.1 Učení modelu 

Jako vstupní data této neuronové sítě byly použity příznaky extrahovaný ze zvuko
vých záznamů stejně jako pro předchozí shlukovou analýzu. Model byl postupně na
učen na všech extrahovaných typech příznaků (Mel spektrogramy, M F C C , Chromá 
STFT,...) pro klasifikaci zvukových vzorků na přijetí a nepřijetí včelí královny. Pře
hled všech příznaků na kterých byl model naučen je uveden v tabulce 7.1. Pro 
příznaky M F C C a Mels spektrogramy byl také prozkoumán vliv počtu Mel propustí 
na přesnost modelu. Standardně byly M F C C spektrogramy extrahovány s použitím 
dvaceti Mel propustí. Pro porovnání byly extrahovány s třiceti Mel propustmi. Mel 
spektrogramy pak byly standardně extrahovány za použití čtyřiceti Mel propustí a 
pro porovnání byly extrahovány za použití šedesáti Mel propustí. 
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Počet Mel propustí ovlivňuje frekvenční rozlišení a tedy schopnost rozlišovat 
frekvence, které jsou si vzájemně blízké. Na každé sadě těchto příznaků byl model 
učen po 20 epoch. Pro data bylo použito rozdělení 70:15:15. Sedmdesát procent dat 
tedy bylo použito pro učení modelu, patnáct procent pro validaci a zbylých patnáct 
procent pro evaluaci modelu. 

input input: [(None. 25760)] 

InputLayer output: [(None, 25760)] 

1 
h i input: (None. 25760) 

Dense output: (None. 1024) 

dropi input: (None. 1024) 

Dropout output: (None. 1024) 

l i i input: (None, 1024) 

Dense output: (None. 512) 

1 
drop2 input: (None, 512) 

Dropout output: (None, 512) 

output input: (None, 512) 

Dense output: (None, 1) 

Obr. 7.1: Model neuronové sítě 
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7.1.2 Evaluace modelu 

Pro vzájemné porovnání modelů neuronové sítě naučených na různých typech pří
znaků byly vypočteny metriky Accuracy, Precision, Recall a F l . Jejich porovnání je 
možné vidět v tabulce 7.1. Vidíme, že nejlepší výsledky měla neuronová síť, která 
byla naučena na příznacích M F C C s třiceti Mel propustmi. 

Druh příznaku Accuracy Precision Recall F l 
M F C C 30 0 933 0 938 0.960 0 948 
M F C C 20 0 910 0 920 0.945 0 930 

Mel spektrogram 40 0 889 0 922 0.907 0 913 
Mel spektrogram 60 0 885 0 891 0.932 0 909 

Chroma CQT 0 725 0 827 0.742 0 777 
Chroma CENS 0 747 0 744 0.928 0 823 
Chroma STFT 0 717 0 753 0.834 0 787 

Spectral Contrast 0 768 0 809 0.841 0 821 
Spectral Centroid 0 640 0 656 0.948 0 771 

Zero Crossing Rate 0 662 0 679 0.920 0 778 

Tab. 7.1: Porovnání výsledků modelů naučených na jednotlivých příznacích 

Po naučení neuronové sítě za pomoci spektrogramů M F C C 30 a po výpočtech 
výše uvedených metrik byla ještě provedena klasifikace na testovacích datech. Z 
těchto klasifikací pak byla vykreslena matice záměn, která je k vidění na obrázku 
7.2. Z matice je možné vidět, že predikce byla provedena celkem pro 2130 zvukových 
záznamů. Celkem 1340 těchto záznamů bylo s přijatou královnou a 790 záznamů pak 
bylo s nepřijatou královnou. Po predikci neuronovou sítí pak z těchto zvukových 
záznamů bylo správně klasifikováno 1283 jako záznamy s přijatou královnou a 708 
jako záznamy s nepřijatou královnou. Pro tyto výsledky je také potřeba brát v úvahu, 
že z datasetu není jasné jakým způsobem byly tyto zvukové záznamy vyhodnocovány 
a označeny. Přijetí královny ostatními včelami je obvykle složitý proces, který trvá 
delší dobu v řádu dní. Stejně tak při vyjmutí královny z úlu včelám chvíli trvá než 
její nepřítomnost vycítí. 
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Obr. 7.2: Matice záměn pro M F C C 30 

7.2 Regrese zvukových záznamů 

Regresní analýza měla být v této práci použita pro aproximaci křivek znázorňujících 
počet včel přilétajících do úlu a vylétajících z úlu. Pro tento účel měl být použit 
dataset Bee Dataset BUT-2, který zmíněné údaje o počtu včel obsahuje. Nicméně po 
bližším prozkoumání tohoto datasetu bylo zjištěno, že velké množství zvukových zá
znamů k naměřeným datům nebylo zaznamenáno vlivem softwarové chyby. Celkem 
tento dataset tedy obsahuje 595 zvukových záznamů. Po prozkoumání naměřených 
dat k těmto zvukovým záznamům bylo zjištěno, že 516 z těchto zvukových záznamů 
má v naměřených datech u počtu přilétajících včel do úlu uvedenu nulovou hodnotu. 
U tohoto datasetu tedy aproximace křivky znázorňující počet přilétajících nebo od
létajících včel nebude možná. Pro ověření principu bude tedy pro vhodnou vybranou 
veličinu provedena regresní analýza na datasetu Smart Bee Colony Monitor: Clips 
oj Beehive Sounds. 
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7.2.1 Úprava dat pro regresi 

Dataset Smart Bee Colony Monitor: Clips oj Beehive Sounds bohužel žádnou po
dobnou veličinu ,která by představovala aktivitu včelstva neobsahuje. Jako jediná 
veličina vhodná pro regresi se tedy jeví denní doba. Denní doba je ale cyklická ve
ličina a je potřeba j i proto před zpracováním modelem strojového učení upravit. Z 
tohoto důvodu byla denní doba převedena na sinusovou funkci podle rovnice: 

. f 2 X 7T X x\ . 
xsin = sin\ - — (7.1) 

y max {x) J 

kde x je denní doba ve vteřinách, max(x) je celkový počet vteřin obsažených ve dni 
a xSin je výsledný čas převedený na sinovou funkci. 

7.2.2 Model pro regresi 

Pro klasifikaci přijetí královny včelím úlem ze zvukových záznamů byla v minulém 
bodě využit model umělé neuronové sítě. Tento model by bylo možné použít i pro 
predikci denní doby z těchto zvukových záznamů. Nicméně ID konvoluční neuronové 
sítě jsou podle některých výzkumů vhodnější pro predikci z časových řad a to díky 
své schopnosti rozpoznat dočasné opakující se vzorce v datech.[70, 71] 

04 "V Dropout ConvlD_2 

input ConvlD_l 

Obr. 7.3: Model ID konvoluční neuronové sítě 

60 



Pro regresi času ze zvukových záznamů tedy byla za pomoci knihovny Keras 
implementována ID konvoluční neuronová síť. Strukturu této sítě je možné vidět na 
obrázku 7.3. Model této neuronové síť se skládá z celkem devíti vrstev. První vrstvou 
je vstupní vrstva, do které budou vstupovat M F C C spektrogramy extrahované ze 
zvukových záznamů. Za vstupní vrstvou následuje ID konvoluční vrstva skládající se 
z šedesáti čtyř filtrů (detektorů příznaků) o výšce 7 (velikost kernelu). ID Konvoluční 
vrstvy aplikují na data ID konvoluci pomocí sady filtrů. Další vrstvou je dropout 
vstva s dropout rate = 0,5. Tato vrstva nastaví váhu padesáti procent neuronů na 
0, čímž omezí citlivot sítě na výkyvy ve vstupních datech. Dále data putují přes 2 
další ID konvoluční neuronové vrstvy. První obsahuje 32 filtrů o velikosti 2 a druhá 
obsahuje 16 filtrů o velikosti 2. Za těmito ID konvolučními vrstvami následuje Max-
pooling vrstva, která redukuje množství dat výběrem pouze těch nej dominantnějších. 
Následně jsou data převedena do ID vektoru ve Flatten vrstvě a putují do dvou plně 
propojených vrstev. Z poslední vrstvy pak vystupuje predikovaná hodnota sinusové 
funkce času. 

7.2.3 Učení modelu 

Model byl naučen na M F C C spektrogramy extrahované s použitím třiceti Mel pro
pustí jelikož tento typ příznaků se při klasifikaci projevil jako nejlepší. Ke každému 
M F C C spektrogramu byla dále vypočtena a přiřazena sinusová funkce času podle 
denní doby kdy byl zvukový záznam pořízen. Při učení modelu je důležité data z jed
notlivých úlů náhodně neslučovat za sebe, jelikož tato data byla pořízena ve stejnou 
dobu nebo s odlukou několika týdnů a fázově by na sebe nenavazovala. 

Při učení modelu byl použit optimalizační algoritmus Adam, ztrátovou funkcí 
Mean absolute error (střední absolutní chyba) a model byl učen po 100 epoch. 

7.2.4 Evaluace modelu 

V datasetu Smart Bee Colony Monitor: Clips oj Beehive Sounds po prozkoumání 
dat, bylo zjištěno, že měření z úlu 1 a3 na sebe navazují a měřící zařízení bylo 
pravděpodobně přemístěno z jednoho úlu do druhého. Tato data tedy byla sloučena 
a použita k učení modelu. Toto sloučení poskytne lepší představu o tom jak se model 
bude chovat k úlům s rozdílným počtem včel a tedy rozdílným zvukovým "otiskem". 
Posledních 1000 měření bylo ponecháno pro evaluaci modelu. 

61 



Výsledné predikce je možné vidět na obrázku 7.4. Na tomto obrázku jsou modrou 
barvou vykresleny predikované hodnoty modelem ID konvoluční neuronové sítě zná
zorňující sinusovou funkci denní doby pro jednotlivé M F C C spektrogramy předsta
vující zvukové záznamy. Oranžovou barvou jsou pak vykresleny hodnoty vypočteny 
z reálného času, kdy byly zvukové záznamy pořízeny. Jelikož se jedná o sinusovou 
funkci, tak hodnota 1 v grafu představuje čas 6:00, hodnota -1 představuje 18:00 a 
hodnota 0 představuje časy 12:00 a 00:00. 

Timestamp [-] 

Obr. 7.4: Predikovaná data ID konvoluční neuronovou sítí 
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Závěr 
V teoretické části práce byl proveden průzkum dostupných datasetů pro monitoro
vání aktivity a zdraví včelstva obsahující meteorologická data a zvukové záznamy. 
Následně byla provedena rešerše metod extrakcí příznaků ze zvukových záznamů, 
které by bylo možné použít pro analýzu aktivity a zdraví včelstva pomocí metod 
strojového učení, následována rešerší metod strojového učení, které by bylo možné 
použít pro shlukovou analýzu zvukových záznamů a dále klasifikaci a regresi těchto 
záznamů za pomoci neuronových sítí. 

V praktické části práce pak nejprve bylo provedeny modifikace stávajícího akvi
zičního zařízení pro akvizici meteorologických a zvukových záznamů z včelích úlů. 
Byly zde provedeny modifikace pro uvolnění výpočetního výkonu tohoto akvizičního 
zařízení. Tato modifikace spočívala v zakomponování zařízení Raspberry P i Pico do 
měřícího řetězce vedle původního zařízení Raspberry P i 4. K zakomponovanému za
řízení Raspberry P i Pico byly připojeny veškeré senzory snímající meteorologické 
veličiny. Měření z těchto senzorů tak nově obstarává zařízení Raspberry P i Pico, 
čímž se uvolnil výpočetní výkon na zařízení Raspberry P i 4. U stávajících senzorů 
došlo také u některých z nich k náhradě za novější verzi, a nově byla přidána váha 
pro snímání změn hmotností včelího úlu. Vedle těchto modifikací bylo dále vyřešeno 
odesílání naměřených dat do vzdálené databáze a nakonec vykreslení těchto měření 
uložených v databázi pomocí webové aplikace. O těchto modifikacích byl také na
psán příspěvek do konference Student EEICT 2023 pod názvem Raspberry P i Bee 
Health Monitoring Device. [73] Zařízení také bude v nejbližší době nasazeno v te
rénu a jeho funkčnost bude ověřena v praxi ve spolupráci s Výzkumným ústavem 
včelárskym. 

V následující části práce byla provedena shluková analýza zvukových záznamů 
včelího bzučení z dostupných databází metodou t-SNE. Zvukové záznamy byly ná
sledně roztříděny do shluků shlukovacími algoritmy. K těmto shlukům pak byly 
vypočteny korelační koeficienty pro vyjádření míry korelace s naměřenými mete
orologickými, či jinými dostupnými daty. V těchto datech byla zjištěna korelace 
zvukových záznamů především s vysokou teplotou a nízkou vlhkostí v úlu, s přije
tím a nepřijetím královny a nakonec se dnem a nocí. Hlavním přínosem shlukové 
a korelační analýzy je pak identifikace objevených shluků s ději v úlu a podepření 
této domněnky korelační analýzou. To je velmi důležité do budoucna, protože ovliv
ňování včelstev za účelem vyvolání různých stavů, které mohou být potenciálně ne
bezpečné, je sice možné, ale nezodpovědné vůči včelstvu. Ve výsledku to znamená, 
že pro nasbírání učících datasetů bude muset být většina těchto stavů rozpoznána 
z neanotovaných dat ve chvíli, kdy nastanou bez záměrného zásahu včelaře. 
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V poslední části práce byla provedena klasifikace a regrese zvukových záznamů za 
pomoci neuronových sítí. Pro klasifikaci byl použit model hluboké neuronové sítě se 
dvěmi skrytými vrstvami. Klasifikace byla provedena na základě přijetí nebo nepři
jetí včelí královny ve zvukových záznamech. Naučení modelu a klasifikace zvukových 
záznamů byla provedena pro výběr extrahovaných příznaků ze zvukových záznamů 
a byl určen příznak s nej lepšími výsledky. Pro tento prvek následně byla provedena 
regrese pomocí ID konvoluční neuronové sítě. Tato síť byla naučena pro predikci 
denní doby převedené do sinusové funkce na základě zvukových záznamů včelího 
bzučení. Přínosem této části je pak praktická demonstrace toho, že ze zvukových 
záznamů včelstva lze za použití metod učení s učitelem přesně rozpoznávat a před
povídat některé jeho stavy. To pak může vést k vývoji systémů, které usnadní chov 
včel a to včasným rozpoznáním nebezpečných stavů a snížením četnosti fyzických 
kontrol na stanovišti. 

Pro budoucí výzkum by bylo dobré provést přeměření datasetu Bee Dataset 
BUT-2, jelikož tento dataset má prozatím velmi omezený počet měření. Navíc při 
přehrání některých náhodně vybraných zvukových záznamů nebylo včelí bzučení sly
šet vůbec, což může výrazně ovlivnit výsledky analýzy. Dále by bylo přínosné provést 
vylepšení nebo ověření přesnosti algoritmu pro počítání přilétajících a odlétajících 
včel, jelikož pro většinu měření v obsažených v tomto datasetu jsou tyto hodnoty nu
lové. S takto přeměřeným datasetem by poté mohlo dojít k ověření metod strojového 
učení použitých v této práci zejména pro predikci počtu přilétajících a odlétajících 
včel na základě zvukových záznamů. Dalším zajímavým úkolem by mohlo být vy
užití nově přidané váhy pro stanovení aktivity včelstva na základě změn hmotnosti 
úlu, nebo pro detekci rojení včel. 
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Obr. A.2: D B S C A N M F C C úl 3 - porovnání shluků s korelačními koeficienty 
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B Obsah elektronické prílohy 
V elektronické příloze práce lze nalézt samotný text práce v pdf pod názvem Apro
ximace funkcí stanovující aktivitu včelstva za pomoci neuronových sítí.pdf. Dále 
zde lze nalázt ve složce Code programy použité k analýze datasetů použitých v této 
práci. 

/ kořenový adresář přiloženého archivu 
Aproximace funkcí stanovující aktivitu včelstva za pomoci neuronových 

sítí.pdf 

Code programy 
_CNN.py 

Correlation.py 

DNN.py 

Make_features_tsne_class. py 
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