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Abstrakt

Tato praca sa zaoberd predikciou cien akcii a to vytvorenim predikénych modelov pre vy-
brané akcie (BRK-A, GOOG a MSFT), ktoré mozu poméct investorom pri tvorbe ich in-
vesti¢nych rozhodnuti ¢i ako nahrada predikénych modelov v uz existujtcich systémoch. V
tejto praci sa venujeme tvorbe dvoch typov modelov - jedno-premenného a viac-premenného
modelu, pricom obidva si prezentované vo vyslednej podobe v dvoch architektturach, jed-
novrstvovej a dvojvrstvovej. Tieto modely st postavené na principe neurénovych sieti, kon-
krétne ich podtypu rekurentnych neurénovych sieti, ktoré vyuzivaju rozsirenie long short-
term memory. Vystupom prezentovanych modelov je predikovand cena nasledujticeho dna,
ktort je mozné pouzift na zvizenie vhodnosti ndkupu, alebo predaja danej akcie. Kvalita
jednotlivych predikénych modelov je vyhodnotend na zaklade strednej kvadratickej chyby
(angl. Mean Squared Error) valida¢nej, pripadne testovacej datovej sady, ale aj alternativ-
nym sposobom na zdklade predikcie zmeny trendu akcie.

Abstract

This thesis deals with stock price prediction based on the creation of prediction models for
selected stocks (BRK-A, GOOG, and MSFT), which can help investors in the creation of
their financial decisions or by replacing other stock prediction models in existing prediction
systems. Models created in this thesis are presented in two types - univariate model and
multivariate model, which are in their final version presented in two architectures, one-
layer architecture and two-layer architecture. Discussed models are created by means of
neural networks, specifically recurrent neural networks with its extension - Long short-term
memory. The output of the presented models is a forecast of the next-day stock price,
which can be used for evaluating the right time to buy or sell a given stock. The quality of
individual prediction models is evaluated via the mean squared error of the validation or
testing dataset or alternatively based on stock price trend prediction.
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Zoznam pouzitych skratiek

Skratka Vyznam
ANN, NN  neurénovs siet

ARIMA Autoregressive integrated moving average (predikény model)
ARMA Autoregressive—moving-average model (predikény model)

CNN konvolu¢né neurénové siete

DS, ds détova sada

DWT diskrétna vinkova transformacia

GSXGB vylepSena varianta XGB

LSTM Long short-term memory

MA pohyblivy priemer (angl. moving average)

MAE Mean Absolute Error (metrika)

MARS multivariate adaptive regression spline (forma regresnej analyzy)
max maximum

min minimum

MMS kanditatne riesenie zlozené z minima, maxima, standardnej odchylky
MSE Mean Squared Error (metrika)

nds normalizovana datova sada

RF Random forest (algoritmus strojového ucenia)

RMSE Root Mean Square Error

RNN rekurenté neurénové siete

RSI index relativnej sily

SD, std stadardna odchylka

tanh hyperbolicky tangens

VOL, v obchodovany objem akcie

XGB extreme gradient boosting (algoritmus)

GSXGB vylepsena varianta XGB

XMA exponencialny pohyblivy priemer (angl. exponential moving average)



Kapitola 1

Uvod

Obchodovanie na akciovych trhoch sa v poslednych rokoch znac¢ne skomplikovalo, hlavne
kvoli zvysenej volatilite akcii sposobenej externymi faktormi, ktorymi st napr. pandémia
COVID 19 ¢i vojna na Ukrajine. Preto je dnes pre investorov obzvlast dolezité mat nastroje,
ktoré mozu pozitivne ovplyvnif ich investi¢né rozhodnutia. Jednym z takychto nastrojov
su prediktivne modely, ktoré poskytuji cenné informécie vo forme predpovedi o budicom
spravani akcii.

Cielom tejto prace preto bude vytvorif kratkodobé prediktivne modely, ktoré sa budu
¢o najpresnejsie snazit predpovedat uzatvaraciu cenu akcii nasledujiceho dna na zdklade
historickych cenovych dat. Ako prostriedok na vytvorenie spominanych modelov sme zvolili
neurénové siete, ktoré poskytuji nespornti vyhodu oproti bezne pouzivanym prediktivnym
modelom ako napr. ARMA ¢ ARIMA, lebo dosahuji vyssSiu presnost pri predikeii neline-
arnych funkcii. [19]

V tejto préaci sa konkrétne budeme venovat navrhu dvoch typov modelov - jedno-
premenného modelu, ktory bude predikovat uzatvaraciu cenu nasledujiceho dna na ziklade
predoslych uzatvaracich cien a viac-premenného modelu, ktory bude okrem uzatvaracich
cien vyuzivaf niekolko dalsich faktorov k predikcii uzatvaracich cien nasledujiceho dna.

Tieto modely budi tvorené vo frameworku Tensorflow, pricom najskor popiseme vsetky
potrebné prerekvizity k ich tvorbe, ktorymi je napr. charakteristika a predspracovanie dat a
nésledne popiseme proces ich tvorby v samostatnych experimentoch, ktorych vysledky bu-
deme prezentovat vo forme grafov a tabuliek. Vyhodnotenie kvality predikcii bude spocivat
v porovnani vysledkov predikcii modelov s redlnymi hodnotami referenénych akcii (BRK-A,
GOOG a MSFT) na validacnej ¢i testovacej datovej sade podla potrieb jednotlivych experi-
mentov. Vysledky tychto porovnani budd vo vac¢sine pripadov uvadzané pomocou strednej
kvadratickej odchylky, ktort predstavime v druhej kapitole. Na zaver tejto prace taktiez
uvedieme zhodnotenie vSetkych dosiahnutych vysledkov a namety na dalSie pokracovanie
préce.



Kapitola 2

Predikcia casovych radov

Predikcia casovych radov je téma, ktord je v spolo¢nosti uz dlhodobo skimand, lebo je
siroko vyuzitelnd naprie¢ réznymi odvietviami a jej poznanie ndm umoznuje sa do istej
miery pripravit na budicnost. V tejto praci sa zamerievame na jej podmnozinu, a to pre-
dikciu finanénych c¢asovych radov s cielom kratkodobej predikcie uzatvaracich cien akcii
nasledujiceho dna. Hlavnymi aktérmi, na ktorych budeme nase predikcie demonstrovaf,
budu akcie spolocnosti Berkshire Hathaway, Alphabet Inc (Google) a Microsoft, prezen-
tované pod skratkami BRK-A, GOOG a MSFT. V ramci tejto kapitoly si predstavime
vSeobecny princip predikcie a charakter dat, ktoré budeme v tejto praci pouzivat, potrebné
kroky z hladiska predspracovania dat, akymi st normalizacia a rozdelovanie datovych sad a
v neposlednom rade, metédy na vyhodnocovanie spravnosti predikcii a momentélne trendy
v oblasti predikcii finan¢nych dat.

2.1 Princip predikcie

V sticastnosti existuje viacero spésobov, ktorymi sa obchodnici snazia predikovat cenu akcii,
¢i uz sa jednd o manudlne metédy ako napr. technickd analyza, alebo sofistikovanejsie
sposoby, akymi je napr. tvorba predikénych modelov, ktorou sa v tejto praci zaoberame. Je
preto dolezité spravne pochopit, ¢o je myslené pod pojmom model. Ako idava encyklopédia
Britannica, pojem vedecké modelovanie je mozné definovat ako:

Model je fyzicka, konceptualna alebo matematicka reprezentacia realneho feno-
ménu, ktory je tazko pozorovatelny priamo. Vedecké modely st pouZivané na
vysvetlovanie a predikciu spravania realnych objektov alebo systémov a pouZzi-
vaju sa v réznych vedeckych disciplinach, ...[15],

Takze pod pojmom model budeme v tejto praci rozumief aproximovani matematickd repre-
zentaciu funkcie cien konkrétnej akcie v zavislosti na ¢ase, pricom tato aproximécia funkcie
vznikne procesom regresie, t.j. ,pokisime sa odhadnitl krivku, ktord majlepsie reprezentuje
vSeobecny trend ddtovej sady*. [4]

Dnes sa v praxi na predikciu castokrat pouziva podtyp regresnych modelov - linearne
regresné modely, ktoré méze reprezentovat jednoduchsi ARMA model(detail vid. [18]) ¢i
komplexnejsi ARIMA model(detail vid. [23]). Problém tychto modelov vSak spociva v ich
linearite, a teda neschopnosti spravne zachytit nelinearne krivky, ktorymi st napr. aj ¢asové
rady cien akcii. Z tohto dévodu v praci pracujeme s neurénovymi siefami, ktoré pouzivaju
nelindrnu regresiu na aproximovanie funkcie ceny akcie. Tieto modely musia byt trénované



zv1ast pre kazdu akciu, ktorti chceme predikovat. Vstupy jednotlivych modelov sii popisané
dalej pri ich nadvrhu v kapitole 3 a vystupom tychto modelov je predikovana cena nasle-
dujticeho dna. Avsak predtym, ako sa budeme blizsie venovat navrhovanym modelom, sa
musime najskor zamerat na data, ktoré budeme k ich trénovaniu a predikovaniu potrebovat.

2.2 Charakteristika dat

Pre tcely tejto prace boli pouzité finanéné data ziskané z verejného portalu Yahoo Finance',

ktoré maju nasledovny format:

Tabulka 2.1: Ukazka ziskanych dat pre akciu BRK-A, pri¢om stipce zlava doprava ndm
zndzornujui: datum obchodného dna, prva, najvyssia, najznisia, uzatvaracia a upravena
uzatvaracia cena tohto dna a obchodovany objem akcie tohto dna.

Date Open | High Low Close | Adj. Close | Volume
2010-01-04 | 99350 | 99910 | 99201 | 94800 94800 133500
2010-01-05 | 99790 | 100001 | 99550 | 99710 99710 118900
2010-01-06 | 100000 | 100000 | 99500 | 99850 99850 57900

2019-12-3 | 338750 | 340000 | 337920 | 339590 339590 100

Ako mozete vidiet v tabulke 2.1, kazdy riadok je oznaceny datumom obchodného dna,
toto je obzvlast doélezité, lebo s akciami sa neobchoduje kazdy den, ale v priemere to je
priblizne 252 dni v roku. Pre tiely nasej prace je najviac dolezity siesty stipec (Adj. Close),
ktory obsahuje upravenu zatvaraciu cenu akcie, ktord pouzivame na trénovanie modelov a
predikciu. Upraveni uzatvaraciu cenu pouzivame preto, lebo lepSie reprezentuje hodnotu
danej akcie, kedze oproti uzatviracej cene si v nej zapocitané vsetky faktory, ktoré by
mohli ovplyvnit jej cenu po uzatvoreni trhu v dany den (napr. dividendy, rozdelenia akcif).
6] Dalsim uZitoénym tdajom je posledny stipec (Volume), ktory obsahuje hodnoty obcho-
dovaného objemu akcie, t.j. pocet jednotiek akcii, s ktorymi sa v dany den obchodovalo.
Stipce s otvaracou, najvysSou a najnizsou cenou v tejto praci nevyuzivame. Pozrime sa teda
dalej ako vizualne vyzera priebeh ceny akcie:

Vyvoj ceny akcie BRK-A v novembri 2022
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Obr. 2.1: Vyvoj ceny akcie BRK-A v novembri 2022

!portal Yahoo Finance (https://finance.yahoo.com/)
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Pri pohlade na graf 2.1 mozeme vidiet zndzorneny priebeh akcie BRK-A v novembri
2022, v ktorom bolo 21 obchodnych dni. Na prvy pohlad je jasné, Ze sa jedna o nelinedrny
casovy rad, ktorého charakter nie je monoténny a vykazuje zmenu ceny v desaftisicoch
pocas par dni, ¢o ho robi tazko predikovateInym. Ak chceme zistit o charaktere tychto dat
viac, tak sa musime pozriet na ich statistické ukazovatele, pricom je dblezité upozornit, ze
sa tieto ukazovatele m6zu znacne lisit naprie¢ akciami. V nasledujucej tabulke preto mozete
vidiet, ich porovnanie naprie¢ akciami BRK-A, GOOG, MSFT a SPY.

Tabulka 2.2: Statistické ukazatele pre akcie BRK-A, GOOG, MSFT a SPY

Akcia || Pocet cien | Priemer SD SD vynosov | Obdobie
BRK-A 5031 145024.95 | 77732.56 0.0113 2000 - 2020
GOOG 3868 24.47 16.93 0.0147 2000 - 2020
MSFT 5031 34.95 28.97 0.0147 2000 - 2020

SPY 5031 127.71 62.21 0.0108 2000 - 2020
BRK-A 2516 202706.45 | 70661.86 0.0097 2010 - 2020
GOOG 2516 32.18 16.27 0.012 2010 - 2020
MSFT 2516 50.97 34.17 0.012 2010 - 2020

SPY 2516 171.60 60.62 0.0087 2010 - 2020

V hornej ¢asti tabulky 2.2 sa nachadzaju statistické ukazovatele pre datovi sadu tvorent
uzatvaracimi cenami akcii medzi rokmi 2000 az po rok 2020. V spodnej casti tabulky sa
nachidza mensia datova sada zachytavajica uzatvaracie ceny akcii v obdobi od roku 2010
po rok 2020. Mensia détova sada (10 roénd datova sada) vychddza z referenenc¢nej prace
StockBot: Using LSTMs to Predict Stock Prices [12]. Vacsia détova sada bola zvolend ako
alternativa k mensej ddtovej sade v experimente, kde bol sktimany vplyv dizky trénovacieho
obdobia na tspesnost modelu (trénovacim obdobiam sa budeme blizsie venovat v kapitole
5.5).
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Obr. 2.2: Distribtcia medzi diiovych vynosov 10-ro¢nej datovej sady



Na to, aby sme mohli vyuzit Statistické ukazovatele prezentované v tabulke 2.2, tak sa
musime pozriet blizsie na pojem ,volatilita akcie* [8]. Tento pojem sa pouziva pri obcho-
dovani akcii a vyjadruje ndm mieru zmeny ceny akcie, na zdklade ktorej vieme posudit risk
danej investicie. V¥pocet volatility (o * /T) [8] spoéiva v spocitani standardnej odchylky,
ktora sa vynasobi odmocninou zvolenej ¢asovej periédy, pre ktoru volatilitu poc¢itame (v na-
som pripade sa pozorujeme medzidnovi volatilitu, takze zvolend periéda je jeden der),
nestabilitu ceny akcie. Délezitym faktom je, ze keby sme chceli vyratat volatilitu z uzatva-
racich cien, ktoré v tejto praci pouzivame, tak by sme dostali hodnoty, ktoré st uvedené
v tabulke 2.2 pod standardnou odchylkou, ale neboli by velmi uzitoéné. Ak by sme totiz
cheeli pouzit volatilitu (Standardnii odchylku) na odhad, v akom rozsahu sa bude cena akcie
pohybovat, tak vznikd problém, Ze ceny akcie nezvyknid mat normalne rozlozenie, pripadne
ak by sme chceli zvazit vyber akcie, do ktorej chceme investovat na zaklade porovnania
volatility vybranych akcii, ako moézeme vidiet v tabulke 2.2, tak sa tieto hodnoty diamet-
ralne odlisné naprie¢ akciami. Tento problém je riesitelny spdsobom, ze nebudeme ratat
standardnt odchylku z upravenych uzatvaracich cien, ale vypocitame z nich medzidniova
vynosnost (dnovi percentudlnu zmenu ceny akcie). Medzidriova vynosnost sa charakterom
viac podoba na normalne rozlozenie a jej priemernd hodnota je priblizne nula. Toto m6zeme
vidiet demonstrované na obrazku 2.2, kde sme sa pozreli na distribiicie navratnosti vsetkych
referenénych akcii a indexu S&P500 (SPY). Na grafoch st zndzornené ¢ervenymi preruso-
vanymi Ciarami standardné odchylky medzidnovych navratnosti a ako moézeme vidief, tak
rozsah hodnot (—SD, SD) obsahuje zhruba 70 az 75% vsetkych hodnét, na zaklade ¢oho
mézeme usidit predpokladané rozsahy navratnosti akcii. Co je este dolezitejsie, je to, ze
tym, Ze st si medzidiiové navratnosti podobné, tak ich mézeme medzi sebou porovnavat.
Dobrym sposobom ako porovnavat roézne faktory akcii, je dat ich do perspektivy voci tr-
hovym indexom, a preto sme na porovnanie zvolili index S&P500 (SPY). [2] Z uvedenych
hodnét v tabulke 2.2 vidime, Ze volatilita akcie BRK-A je porovnatelna s hodnotou volati-
lity indexu S&P500, z ¢oho mdézeme usudif, ze maji podobnt mieru stability navratnosti
akcii. Na druhej strane akcie GOOG a MSFT majta porovnatelne vyssiu hodnotu volatility
ako index S&P500, takZe ich ndvratnosti si nestabilnejsie a investovanie do nich moéze byt
riskantnejsie. Z tychto zisteni vznika otazka ,,Ma volatilita akcie vplyv na predikovatelnost
cien akcii?“. Tuto otazku sa pokusime zodpovedat v zavere tejto prace.

Zaujimavou poznamkou k rozboru dét je, ze pri datach z rozmedzia rokov 2000 az
2020 méa akcia GOOG ,len“ 3869 uzatvaracich cien, ale ostatné akcie maji 5032. Toto je
sposobené tym, ze spolo¢nosti Microsoft a Berkshire Hathaway st znacne starsie oproti
spolocnosti Google, ktora prisla na akciovy trh az v roku 2004.

2.3 Predspracovanie dat

Vzhladom na stanoveny charakter dat je ich predspracovanie velmi dolezité, lebo v prvom
rade zlepsuje vyslednt kvalitu modelov, ale taktiez zrychluje samotny proces trénovania.
Déta sme v tejto praci najskor predspracovali tzv. MaxAbsScaler? normaliziciou, aby
sme zarucili lepsie vysledky modelov, nasledne sme ich rozdelili do niekolkych datovych sad
v optimalnom pomere, ¢o umoznilo vysledné modely validovat a v neposlednom rade sme
rozdelené datové sady pripravili do datovych sad frameworku Tensorflow.

2zdroj: dokumentécia pre MaxAbsScaler (https://scikit-learn.org/stable/modules/classes.html#module-
sklearn.preprocessing)


https://scikit-learn.org/stable/modules/generated/sklearn.preprocessing.MaxAbsScaler.html
https://scikit-learn.org/stable/modules/generated/sklearn.preprocessing.MaxAbsScaler.html

2.3.1 Normalizacia

Hlavnou ideou normalizacie je transformécia ¢istych vstupnych dat do rovnomernejsie roz-
lozenej datovej sady, pricom je nevyhnutné skalovat tieto data pre potreby vytvaranych
modelov. [1] Tento proces je obzvlast dolezity pri navrhovani modelov neuronovymi sie-
tami, lebo faktory ako odlahlé hodnoty ¢i skdla vstupnych hodnét mézu vyrazne ovplyvnit
proces trénovania modelu a samotné vysledky. Vhodnym prikladom z tejto oblasti st akti-
vacné funkcie pouzivané v jednotlivych vrstvach neurénovych sieti. Medzi popularne volby
pre normalizaciu patri funkcia hyperbolicky tangens (tanh), ktord sme taktiez pouzili pre
ucely tejto prace.

1.0 — hyperbolicky tangens —
0.8

0.6
0.4
0.2
0.0
-0.2
-0.4
-0.6

-0.8 )//
-1.0

tanh(x)

Obr. 2.3: Funkcia hyperbolicky tangens

Ako je vidno na obrazku 2.3, tato funkcia je velmi citlivd na hodnoty z rozmedzia -1
az 1. 7 toho vyplyva, Ze aj pri malej zmene vstupnej hodnoty z tohto rozmedzia mdzeme
vyrazne ovplyvnif vystup daného neurénu, ¢o demonstruje potrebu spravnej skaly vstup-
nych hodnét. [1] Sposobov, ktorymi mézeme normalizovat datovi sadu existuje viacero,
pricom sa tieto metédy hlavne lisia v rozsahu vystupnych hodnot (niektoré normalizacéné
met6dy garantuju vysledny rozsah normalizovanych hodndt napr. (0, 1)), schopnosti dobre
spracovat odlahlé hodnoty ¢i samotnou komplexnostou metédy. Pre tcéely tejto prace bola
zvolend metoda normalizacie pomenovand MaxAbsScaler, ktora je popisand rovnicou:

Xs— N
b maz(X)]

kde pod X; rozumieme hodnotu datovej sady, ktorti chceme normalizovat, ¢o moze byt
v nasom pripade uzatvaracia cena danej akcie, X reprezentuje celi datovia sadu, ktoru
chceme v experimente normalizovat, pricom z nej potrebujeme urcit maximalnu absolitnu
hodnotu a X7 je vyslednd normalizovana hodnota. Velmi dolezité je vsak povedat, Ze pri
normalizacii v experimentoch sa hodnota |maz(X)| uréuje z trénovacej sady, lebo by sme
v praxi tato hodnotu z validac¢nej ¢i testovacej sady nemohli urcit, kedze by si vyzadovala
poznaf budice hodnoty, a preto sa validacna a testovacia datova sada normalizuji na
zéklade skaly vytvorenej z trénovacej datovej sady. Praktické pouzitie tejto normalizacnej
metdédy moze vyzerat nasledovne.



Povedzme, 7ze nasa datova sada (ds) pozostava z nasledujicich hodnot:

ds = [-15, =3, =2, —1, 4, 7, 10, 14]

V tomto pripade plati, ze: |max(X)| = 15 a normalizovana datova sada (nds) bude
vyzerat nasledovne:

nds = [-1, —0.2, —0.133, —0.066, 0.266, 0.466, 0.66, 0.933]
Dolezité je teda poznamenat, ze metéda MaxAbsScaler:
e moze nadobudat kladné aj zdporné hodnoty,
o m4é presne stanoveny rozsah hodnét (—1, 1).

Metéda MaxAbsScaler bola vybranad pre ucely tejto prace primarne z dévodu, ze sa
pocas nasho testovania preukazala ako metdoda, ktorej pouzitie viedlo k vytvoreniu modelov,
ktoré tvorili najkvalitnejsie predikcie. Dalsfm faktorom, ktory nis v tomto vybere utvrdil,
je, ze sa pri tvorbe modelov, ktoré pouzivaji sekvencné data ako napr. ceny akcii, ktoré nie
su z normalneho rozdelenia, odporica pre dosiahnutie lepsich vysledkov radsej vstupné data
normalizovat ako $tandarizovat®. Dolezité je eSte zmienit, Ze autori referencénej prace [12]
sa rozhodli vstupné data standarizovat tzv. metdédou Z-Score, ktord sme v prvom experi-
mente pouzivali aj my, ale kvoli nedostatoénym predikénym vysledkom sme sa rozhodli pre
normalizaciu metédou MaxAbsScaler, pricom tieto vysledky prezentujeme v podkapitole
5.2. Tento rozdiel v predspracovani vstupnych dédt ma za nésledok, ze porovnévanie nami
dosiahnutych vysledkov pomocou normalizovanych chyb z validacnej ¢i testovacej datovej
sady s normalizovanymi chybami od autorov referen¢ného Clanku nie je uplne korektné,
a preto budeme porovndvat nase modely s nasimi uz dosiahnutymi vysledkami a taktiez
demonstrovat kvalitu vytvorenych predikcii graficky.

2.3.2 Delenie dat do datovych sad

V statistike vo vSeobecnosti plati, ze ¢im viac hodnot dokazeme ziskat, tym lepsie dokazeme
popisat charakter tychto dat. Mohlo by ndm teda prist adekvatne pri trénovani predikénych
modelov vyuzit vSetky dostupné data, ¢o by zapric¢inilo niekolko problémov. V prvom rade,
ak by sme pouzili vsetky dostupné data na trénovanie modelu, tak by ndm neostali ziadne
nezavislé data, ktoré by sme mohli pouzit na validaciu ¢i testovanie vytvorenych modelov.
V druhom rade by sme takto mohli zapri¢init pretrénovanie modelov (angl. overfitting),
t.j. nami vytvorené modely by tvorili spravne predikcie pocas trénovania, ale nedokazali by
spravne predikovat nové data. [7]

Tento fenomén teda evokuje vyhradenie urcitych dat na overenie spravnosti modelu.
V praxi sa bezne rozdeluji data na trénovaciu datovt sadu a nasledne sa podla potreby
vyhradia data na testovanie, pripadne na validiciu a testovanie zaroven. V pripade, ze
st vyhradené data na validaciu aj testovanie, tak by valida¢né data mali byt prvé data,
ktoré model nevidel pri trénovani a testovacie data by mali byt urc¢ené na findlne overenie
spravnosti modelu.

Vzhladom na to, ze sme si uz definovali potrebu dvoch ¢i troch nezavislych datovych
sad, aby sme mohli korektne model natrénovat a vyhodnotit jeho spravnost, nastava otazka

32droj: Machine Learning Mastery (https://machinelearningmastery.com) How to Scale Data for Long
Short-Term Memory Networks in Python

10


https://machinelearningmastery.com/how-to-scale-data-for-long-short-term-memory-networks-in-python/
https://machinelearningmastery.com/how-to-scale-data-for-long-short-term-memory-networks-in-python/

ako tieto sady spravne vytvorit. NajcastejsSie sa k otazke delenia dat v praxi odbornici sta-
vaju tak, ze sa celd datova sada rozdeli v pomere 80:20, pricom 80% dat je pouzitych na
trénovanie jednotlivych modelov a 20% sa pouziva na samotné testovanie. V pripade, Ze je
ziaduce vytvorit valida¢ni datovi sadu, sa tento pomer upravuje na 80:10:10, pricom 80%
dét je stale pouzitych na trénovanie, nasledujtcich 10% slizi na validéciu a poslednych 10%
na finilne testovanie. Vhodnou otazkou je taktiez, preco prave pomer 80 ku 20. Samotny
dokaz tohto faktu je sice nad rdmec tejto prace, ale autori ¢lanku [7] poskytuji empiricky
dokaz, ktorého zdverom je, Ze na trénovanie by malo byt urcenych zhruba 80% dostupnych
dét. Modernym trendom v tejto oblasti pri obzvlast velkych datovych sadach (rddovo de-
sattisice, stotisice hodnot a viac) je zvic¢Sovat tento pomer v prospech trénovacich dat, ako
udéva Andrew Ng, zndmy priekopnik v oblasti umelej inteligencii vo svojom online kurze
Structuring Machine Learning Projects. *

Vzhladom na pocty dostupnych dat uvedené v tabulke 2.2 sme pre ucely tejto prace
vytvorili dve datové sady, trénovaciu, tvoreni z priblizne 80% dostupnych uzatvaracich
cien pre jednotlivé akcie a zvysnych 20% sme pouzili na validovanie presnosti predikcii.
Tento postup bol pouzity na obidve datové obdobia (10-ro¢né, 20-ro¢né), ktoré v praci
pouzivame. Niektoré experimenty si vyzadovali pouzitie aj testovacieho obdobia, ktoré sme
zvolili v rozsahu 1.1.2020 az 31.12.2022, pricom sa vzdy pouzivala len c¢ast tohto obdobia,
ktora je blizsie Specifikovana v navrhoch samotnych experimentov a toto obdobie slizilo na
nezavislé overenie spravnosti predikcii.

Rozdelenie datovych sad

10 roéné obdobie 2013 a 2,516
20 ro¢né obdobie 4025 1006 5031

0 1000 2000 3000 4000 5000 6000

Hmtrénovacia Mvalidacna

Obr. 2.4: Rozdelenie pouzitych datovych sad

Na obrazku 2.4 mézeme vidiet vizualne demonstrované rozdelenie datovych sad pouzi-
tych v tejto praci. Hornd cast grafu znazornuje 10-ro¢né obdobie, t.j. 1.1.2010 az 1.1.2020,
ktoré pozostava z 2516 uzatvaracich cien pre kazdu jednu pouzitt akciu, pricom modrou
farbou je zndzorneny pocet dat pouzitych na trénovanie a oranzovou farbou je znazorneny
pocet dat pouzitych na validaciu. V dolnej Casti grafu je prezentované 20-ro¢né obdobie,
t.j. 1.1.2000 az 1.1.2020, ktoré pozostava z 5031 uzatvaracich cien pre vSetky akcie okrem
akcie GOOG (t4 mé len 3868 uzatvaracich cien, lebo prisla na trh az v roku 2004), pricom
popis je analogicky voci popisu 10-ro¢ného obdobia v hornej casti.

4zdroj: Structuring Machine Learning Projects (https://coursera.org/) - Size of the Dev and Test Sets
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2.3.3 Pripravenie dat pre modely

Poslednou tlohou v procese predspracovania dat je vytvorenie datovych sad, ktoré bude
pouzivat framework Tensorflow pri trénovani modelov. Jednotlivé vstupné data musia do-
drziavat predpisany tvar dvojice (vstupné hodnoty, spravna vystupnd hodnota). Tieto
dvojice st vytvarané z rozdelenych datovych sad z minulého kroku a nasledne sii pomiesané,
pricom tento krok je podstatny preto, aby pri trénovani optimalizadtor neurénovej siete ne-
skoncil na lokdlnom optiméalnom rieseni, ale aby optimalizator dokazal najst globalné opti-
malne rieSenie.” V neposlednom rade sa z tychto datovych sad vytvoria mensie skupinky
(angl. mini batch), ktorych vyhodou je, ze rovnako ako miesanie vstupnych dat podporuji
konvergovanie optimalizdtora ku globdlnemu optimélnemu rieseniu a taktiez zefektiviiuju
proces trénovania, ¢o mé za nasledok kratsie trénovacie ¢asy.® Vystupom tohto procesu st
datové sady, ktoré su pripravené na trénovanie a validaciu vo frameworku Tensorflow.

2.4 Validacia predikénych modelov

Jednym z hlavnych zamerov tejto prace je tvorba modelov prostriedkami neuronovych sieti,
a preto je potrebné definovat sposob, akym sa bude vyhodnocovat dspesnost vytvorenych
modelov. Vzhladom na to, ze takto vytvorené modely je problematické validovat analyticky
¢i teoreticky je nutné pouzitie chybovych metrik. [21] Tychto metrik je niekolko a medzi
najpouzivanejsie sa radia:

¢ Mean Absolute Error

— Je definovana ako priemerna kladna odchylka predikovanej hodnoty vodci refe-
rencnej hodnote.

— Vzorec vypoétu: MAE = 137", |y§ef — yfred|, kde n je poéet hodnot, yfef je

pred ref

referencna hodnota a y; " je predikovand hodnota referencnej hodnoty y;

— Na vstupe je teda n dvojic (referefenénd hodnota, predikovand hodnota), z kto-
rych sa spravi rozdiel, nasledne sa vsetky absolitne odchylky scitaju a sprieme-
ruju, takze vo vysledku dostavame jednu hodnotu.

e Mean Squared Error

— V principe funguje podobne ako MAE, ale namiesto absolttnej hodnoty sa vzdia-
lenosti (rozdiel predikcie od referen¢nej hodnoty) umocni na druhu, takze vo
vysledku pracuje s kladnymi hodnotami.

— Vzorec vypoétu: MSE = %Z?:l(yref — yfred)Q, kde n je pocet hodnot, ygef, je

7
pred ref

referencnd hodnota a y;" ~ je predikovana hodnota referen¢nej hodnoty y;

— Napriek nepatrnej zmene vo vypocte sa tdto zmena vyrazne prejavuje na vy-
sledkoch, kedZe umocnovanie vzdialenosti na druhi sa velmi prejavuje obzvlast
pri odlahlych hodnotich - mdzeme povedat, ze MSE je viac citlivé na odlahlé
hodnoty.

Szdroj: DeepwizAl (https://www.deepwizai.com/) - Why Random Shuffling improves Generalizability of
Neural Nets

6zdroj: Machine Learning Mastery (https://machinelearningmastery.com/) - A Gentle Introduction to
Mini-Batch Gradient Descent and How to Configure Batch Size
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— Rovnakym spésobom ako v minulom bode sa mézeme pozrief na rozdiel dvoch
blizkych hodnot, ktory je mensi ako 1. V takomto pripade by ich umocnenie pro-
dukovalo este mensie hodnoty, t.j. menej vyznamené hodnoty, a preto hovorime,
ze MSE je menej citlivé na blizke hodnoty.

e Root Mean Square Error

— Vychadza z chybovej metriky MSE.
— Da sa vypocitat spésobom RMSE =+ MSE.

— Podstata tejto chybovej metriky spociva v tom, ze pri vypocte MSE sa vzdiale-
nost umocnuje na druh, ¢o by v praxi mohlo znamenat, ze ak by sme predikovali
ceny a rozdiel referenc¢nej a predikovanej ceny umocnime, tak by sme docielili,
7e vyslednd veli¢ina by bola pri predikcii v doldroch US$?, ¢o médze byt pri
niektorych précach neziaduce. [20]

MAE = 2.1367

(mean absolute error)
MSE = 5.8408

(mean squared error)
RMSE = 2.4168

(root mean squared error)

0 1 2 3 4 5 6 7 8 o 10 " 12 13

Obr. 2.5: Porovnanie metrik v praxi v nastroji GeoGebra’

Na obrazku 2.5 moézete vidiet porovnanie jednotlivych chybovych metrik v praxi, pricom
referencné hodnoty st udané tromi bodmi a predikované hodnoty st dané bodmi, kde sa
stretdva priamka f(z) = 0.322+40.6 s jednotlivymi zvislicami z referen¢nych bodov. Zvislice
nam na obrazku reprezentuju vzdialenost tychto dvoch bodov. Doélezité z tejto vizualicie je
to, ze vzhladom na citlivost chybovej metriky MSE na odlahlé hodnoty, m6zeme aj po jej
odmocneni vo forme metriky RMSE vidiet zna¢ny rozdiel vo¢i metrike MAE.

Pre tucely tejto prace bola pouzitd chybova metrika MSE, a to z dévodu porovnavania,
kedZe autori referencnej prace [12] udavaju svoje vysledky pomocou nej. Taktiez ndm tato
volba pripadala rozumna, lebo ak uvazujem fakt, ze MSE je citlivé na odlahlé hodnoty, tak
v koncepte vyuzitia MSE ako chybovej metriky pri trénovani neuronovych sieti, kde je ciel
tato hodnotu minimalizovat, sa vo vysledku zbavujeme modelov, ktoré produkuji vo svojich
predikciach vela odlahljch hodnét. Co sa tyka problému umocnenej predikénej veliciny,
ktora pri MSE vznikd, tak odchylky st v tejto praci pouzivané vylucéne na porovnavacie
ucely, a preto pre nas problém netvori.

"zdroj: GeoGebra, vytvor uzivatela zackakil, dostupné tu (https://www.geogebra.org/m/yybenxjm)
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2.5 Trendy v oblasti predikcie finan¢nych dat

Na zaver kapitoly dva by sme radi zhrnuli moderné trendy v oblasti predikcie finanénych dét,
na budici vyskum.

Cléanok StockBot: Using LSTMs to Predict Stock Prices bol pre nasu pracu dole-
zity, lebo podnietil jej vzniknutie. Autori tohto ¢lanku sa snazili o predikciu cien akcii pomo-
cou rekurentnych neuronovych sieti na principe long short-term memory (LSTM). V praci
navrhuju niekolko metéd predikcie metédu ground-truth, ktora predikuje cenu akcie je-
den den dopredu za pouzitia uzatvaracich cien akcie z minulosti a metédu updated-truth,
ktorda umoznuje dlhodobejsiu predikciu na zaklade tvorenia predikcii z uz predikovanych
uzatvaracich cien. Tieto predikcie nasledne vyuzivaju v skripte (robotovi) na automatické
nakupovanie / predaj akcii, ktory deklaruji ako velmi tspesny. V praci taktiez navrhuja
alternativnd architektiru k vytvorenej rekurektnej neurénovej sieti v kombinacii s LSTM,
a to enkdder-dekéder model, ktory nedokazal prekonat svojho predchodcu. [12]

Dalej prezentujeme ¢lanok Stock Price Prediction Using Machine Learning and
LSTM-Based Deep Learning Models, ktory porovnd a vyhodnocuje dvanast technik
na predikciu cien akcii na zaklade metriky RMSE. Autori tejto prace vytvorili osem regres-
nych modelov na zaklade technik strojového ucenia: multivariate regression, multivariate
adaptive regression spline (MARS), decision trees, Bagging regression, Boosting regression,
Random forest (RF) regression, ANN regression, support vector machine (SVM) a Styri
regresné modely vytvorené hlbokymi neuronovymi siefami na principe LSTM, ktoré predi-
kuju pat cien budiceho tyzdna a to konkrétne dva modely vyuzivajice: pat otvaracich cien
minulého tyzdna (model 1.), desat otvaracich cien poslednych dvoch tyzdnov (model 2.) a
dva modely typu enkdder dekdder, ktoré pouzivaji data poslednych dvoch tyzdnov, pricom
treti model pouziva len otvarcie ceny ako vstupné data, ale Stvrty model pouziva obchodné
objemy, otvarciu, uzatvaraciu, najnizsiu a najvysiu cenu. Nasledne boli tieto modely po-
rovnané, pricom najlepsie vysledky dosahovali hlboké neurénové siete, ktoré pouzivali len
otvaracie ceny v poradi od najlepsieho: prvy model, druhy model, treti model a stvrty
model. Modely vytvorené technikami strojového ucenia dosahovali rddovo horsie vysledky,
pricom najlepsie z nich boli: modely viacrozmernej a RF regresie, MARS regresie a Boosting
regresie. [11]

Zaujimavym konceptom v predikcii finanénych dat je vyuzivanie hybridnych modelov,
t.j. tvorenie modelov postavenych na niekolkych mensich modeloch. Vhodnym ¢lankom
prezentujicim tieto koncepty je Forecasting Method of Stock Market Volatility in
Time Series Data Based on Mixed Model of ARIMA and XGBoost, v ktorom
jeho autori pouzivaju diskrétni vinovi dekompoziciu na rozdelenie aproximacnej a chybo-
vej zlozky vstupnej datovej sady, pricom tieto zlozky predikuji samostatne, aproximacénd
zlozka je predikovand modelom ARIMA a chybova zlozka vylepSenym XGBoost modelom.
Vytvorené predikcie st nasledne spojené procesom vilnovej rekonstrukcie. V praci autori po-
rovnavaji svoj navrh s modelmi ARIMA, XGB, GSXGB (vylepseny XGB), DWT-ARIMA-
XGB a DWT-ARIMA-GSXGB (névrh autorov). Autori deklaruji najnizsiu chybovost ich
navrhovaného modelu oproti porovnavanym Styrom modelom. [22]

Poslednt alternativni metédu, ktort chceme prezentovat je predikcia cien akcii pomo-
cou konvoluénych neuronovych sieti (CNN). Vhodnym ¢lankom z tejto oblasti je Research
on Stock Price Prediction Method Based on Convolutional Neural Network,
v ktorom sa autori snazia predikovat ceny niekolkych dni definovanych ,,posuvnym oknom*
(angl. sliding window) pouzitim cien z predoslého posuvného okna. Zaujimavostou tejto
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prace je nestandardny pristup k vstupnym datam CNN, kedZze autori pouzivaju 1D data,
konkrétne financné ¢asové rady, oproti Standardnému pristupu k vstupnym datam v CNN,
a to 2D obrazkom. Autori nasledne testuji nimi navrhnuty model na troch akciach (BBL,
CPALL, PTT) thajského akciového trhu a deklaruji vysokid presnost modelu, ¢o oddévod-
nuju tym, ze ich model nie je zavisly na predoslych informéaciach, ale tvori predikcie len na
zaklade cien z minulého posuvného okna. [17]

Na zaklade prezentovanych popularnych metéd sme sa rozhodli zalozit nés princip pre-
dikcie na dvoch regresnych modeloch, a to na modeli s jednorozmernym vstupom, ktory
vyuziva rekurektné neurénové siete na principe LSTM a predikuje uzatvaraciu cenu nasle-
dujtceho dna na zdklade uzatvaracich cien obdobia 60 dni a na modeli s totoZznou archi-
tekttirou, ale s viacrozmernym datovym vstupom.
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Kapitola 3

Predikcia pomocou rekurektnych
neuronovych sieti

Ako prostriedok predikcie sme zvolili neurénové siete, hlavne kvoli ich schopnosti dobre
aproximovat nelinedrne funkcie, s ktorymi sa pri akcidach stretdavame. Konkrétne sme sa
zamerali na ich podtyp - rekurentné neurénové siete (RNN), lebo st preferovanym typom
neuronovych sieti na pracu so sekvenénym datami. V praci pouzivame ich rozsirenie Long
short-term memory, ktoré poméaha riesit vseobecny problém rekurentnych neurénovych sieti
- miznuci gradient a zaroven dokazu lepsie udrzovat dlhodobé zavislosti, ¢im sa zvicsuje
pravdepodobnost spravnej predikcie modelu. V tejto kapitole sa teda budeme blizsie venovat
principu rekurektnych neuronovych sieti a ich rozsireniu long short-term memory a nésledne
popiseme navrh nasich modelov.

3.1 Rekurektné neuronové siete

Rekurektné neurénové siete boli prvykrat predstavené v praci Learning representations
by back-propagating errors [16] prof. D. Rumelharta pred skoro 40 rokmi a ich prinos
v oblasti umelej inteligencie bol nesmierny. Tento spdsob navrhu neurénovych sieti nam
umoznil riesit problémy ako rozpoznivanie reci, prekladanie a spracovanie textu ¢i pre-
dikciu roéznych javov ako napriklad pocasia. Uplatnenie tohto podtypu neuronovych sieti
je siroké a vSeobecne by sa dalo povedat, ze vhodnymi problémami pre tento typ sieti st
také, kde dokdzeme vstupnu veli¢inu definovat ako postupnost (sekvenciu) dét, pricom st
v nej zavilosti, ktoré potrebujeme modelovat. Toto si m6zeme demonstrovat nasledujticim
prikladom:

Cely svoj zivot som Zil na Slovensku. Hovorim preto plynule

Ak by sme mali model, ktory by spracovaval tieto vety slovo po slove, tak by tento model
mozno detegoval, ze niekto zil cely zivot na Slovensku, ale v druhej vete by mu k urceniu,
o aky jazyk sa jednd, chybal kontext. [10] Pre lepsie pochopenie ako by v pripade rekuret-
nych neuronovych sieti model mohol detegovat kontext, budeme demonstrovat ich princip
a Strukturu nasledujicim obrazkom.
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Obr. 3.1: Grafickd vizualizacia struktiry rekurentnych neuronovych sieti'

Na obrazku 3.1 moézeme pozorovat Struktiru rekurektnych neuronovych sieti. Vlavo je
prezentovany skrateny zapis, kde = reprezentuje vstupné data, ktoré vchadzaji do bloku
h, ktory spocita ,skryty stav® (angl. hidden state) a z ktorého nasledne vznikne vystupna
hodnota reprezentovand znakom o. Znak v reprezentuje aktivacné hodnoty predoslych vstu-
pov, ¢o lepsie pochopime, ak sa pozrieme na pravu Cast obrazku. V pripade, ze chce RNN
zistit vystupni hodnotu pre x;, tak na jej vypocitanie potrebuje dve zlozky, momentalni
hodnotu vstupu z; a predosla aktiva¢nd hodnotu hy—1. V pripade, Ze treba vypocitat vy-
stupni hodnotu prvého vstupu zg, predosla aktivaéna hodnota sa nastavuje bud na vektor
nil alebo ndhodne. ? Tento spdsob pouzitia predoslych aktivaénych hodnét pri poéitani
aktualnej aktivacnej hodnoty je obzvlast dolezity, lebo vytvara vizby a dodédva sieti nez-
bytny kontext, ktory sme spominali v minulom priklade a rovnako je dolezity aj pre potreby
nasej prace, kedze st nase vstupné data tvorené z usporiadanej postupnosti hodnét, pricom
predpokladame existenciu zévislosti predoslych hodn6t na budicich.

Obr. 3.2: Grafické vizualizacia vypoctu skrytého stavu neuronovej siete’

Obrazkom 3.2 by sme sa chceli blizsie venovat samotnému pocitaniu skrytého stavu.
K vypoéitaniu vyslednej hodnoty y® je potrebny vstup v ¢ase ¢, ktory je prezentovany hod-
notou z; a predosla aktivaéna hodnota ¢~ . Prvym krokom je vyndsobit ddtovy vstup z;
vektorom vah Wy, a aktivacny vstup a1 vektorom vah W,,. Ndsledne sa tieto hodnoty
sCitaju spolu s vektorom takzvaného biasu a na tito hodnotu sa uplatni aktivaéna funkcia
g1, ¢im dostdvame aktivaéni hodnotu a{?. Tento proces by sme mohli porovnat s poéitanim

'zdroj: https://commons.wikimedia.org/wiki/File:Recurrent_neural network unfold.svg
2zdroj: Sequence Models - Recurrent Neural Network Model (https://www.coursera.org/)
3zdroj: https://stanford.edu/ shervine/teaching/cs-230/cheatsheet-recurrent-neural-networks

17


https://commons.wikimedia.org/wiki/File:Recurrent_neural_network_unfold.svg
https://coursera.org/share/7c5a881ba9e0fa1a52bdb8c4a7299c98
https://stanford.edu/~shervine/teaching/cs-230/cheatsheet-recurrent-neural-networks

vystupu skrytej vrstvy obycajnej neurénovej siete, samozrejme, bez pridavania aktivacnej
zlozky a!t=1). Na vypoéitanie vystupnej hodnoty y* musime aktivaéni hodnotu a'® pre-
nasobit vektorom vdh W, pri¢itat k nemu bias b, a uplatnit vystupna aktivac¢ni funkciu
g2*. Ako moZete pozorovat k vypocitaniu vystupnej hodnoty je potrebné poznat tri vektory
vah a dve hodnoty biasu, ktoré netironova siet zistuje v procese trénovania. Volba aktivac-
nych funkcii je taktiez velmi dolezita, ako sme spominali v kapitole 2.3.1 o normalizacii,
tak nam tieto funkcie vyrazne ovplyviiuju vysledné hodnoty, rychlost trénovania a taktiez
uvadzaji potrebny faktor nelinearity do vypoctu.” Poslednym dvom konceptom, ktorym sa
v tejto podkapitole budeme venovat, je proces trénovania rekurektnej neurénovej siete a
problémom mizntceho a explodujticeho gradientu. Vo vSeobecnosti sa na trénovanie neurd-
novych sieti pouziva algoritmus spitnej propagacie (angl. backpropagation) a rekurektné
neurénové siete nie s ziadnou vynimkou. Zmenou oproti vSeobecnym neurénovym siefam
je, ze sa v RNN pouziva obdoba spétnej propagacie - backpropagation through time,
ktorej funkciu popiseme po definovani pojmov forward a back propagation.

V predoslom odstavci sme opisali, ako funguje pocitanie vystupnej hodnoty a skry-
tého stavu. Keby sme tento proces vykonali pre vSetky vstupné vzorky, tak by sme tento
proces anglicky pomenovali ,forward propagation® a ziskali by sme vystupni hodnotu
siete. Pre proces trénovania je podstatné, aby sme mohli takto vypocitany vysledok po-
rovnat so spravnym vysledkom. Toto porovnanie ndm umozni tcelova funkcia (angl. loss
function), ktord vypocita rozdiel vystupnej hodnoty s referenénou hodnotou podla kritérii
spomenutych v kapitole 2.4. Po zisteni hodnoty tcelovej funkcie treba spravit spatny prie-
chod sietou (angl. backpropagation) pre kazdu vstupni vzorku s cielom minimalizovat
hodnotu tcelovej funkcie.® Tento proces realizujii optimalizatory, ktoré vykondvaju roézne
obdoby algoritmu vzostupu gradientu (angl. gradient descent, ukazka obr. 3.3) a na zaklade
pocitania derivacii upravuja vahy a bias, ktoré sa pouzivaji na vypocitanie skrytych stavov,
pricom tato spéatna korekcia by mala zabezpecit spravne vysledky.

Vizualizacia vzostupu gradientu

1000

MSE

Obr. 3.3: Grafickd vizualizicia vzostupu gradientu zobrazend vpravo na vrstevniciach ucelo-
vej funkcie, kde je demonstrované, ze kazdou jednou iterdciou spatného priechodu (znacené
sipkami) sa snazi optimalizdtor minimalizovat chybu, tzn. ndjst minimum uéelovej funkcie.
V lavej casti obrazku je demonstrovana 3D funkcia dvoch vah a ich chyby vyjadrenej v MSE,
ktort sa optimalizator snazi minimalizovat.

4zdroj: https://stanford.edu/ shervine/teaching/cs-230/cheatsheet-recurrent-neural-networks

Szdroj: Machine Learning Mastery (https://machinelearningmastery.com/) - Using Activation Functions
in Neural Networks

6zdroj: Programmathically (https://programmathically.com/) - Understanding Backpropagation With
Gradient Descent
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Hlavny rozdiel oproti klasickej verzii spéatnej propagacie je, ze v RNN sa musi vykonat
spatna propagécia pre kazda vstupnu vzorku vzhladom nato, ze findlny vysledok vznikol po
postupnom spracovani vsetkych vzoriek, ale pri vseobecnych NN sa tento proces vykonava
len raz pre findlny vysledok. Tento fakt robi RNN obzvlast narocné na vypocetné pros-
triedky a volba vhodného optimalizatora je teda kltcova. V nasej praci sme preto pouzili
Adam optimalizator, ktory sa radi medzi jeden z najefektivnejsich pouzivanych optimaliza-
torov.”

Doélezité je spomenit, ze proces tvorenia modelov technolégiou RNN ma& aj negativne
stranky. Ako sme v tejto podkapitole uviedli, trénovanie tychto modelov sprevadza vyssia
vypocetnd narocnost a taktiez problém explodujiceho a mizniiceho gradientu. Pri poci-
tani vzostupu gradientu je totiz potrebné rétat potencidlne vécsie mnozstvo derivacii chyb
(v zévilosti od komplexnosti navrhovanej siete), pri¢om sa pouziva retazové pravidlo (angl.
chain rule), ktoré ma formu sué¢inov ¢iastoénych derivacii. V pripade, ze si tieto Castotné
derivicie mensie ako jedna, tak moézu sposobit to, ze vysledny sicin sa bude priblizovat
k nule a trénované vdhy sa ndm vynuluji a teda ,zmiznd“ [9] Opacny problém nastéva
zvacSeniu hodnot trénovanych vah, teda k ,explodujicemu gradientu® a vzostup gradientu
diverguje. Tieto problémy su vSak riesitelné a rozsirenie Long short-term memory, ktorému
sa budeme dalej venovat, znac¢ne redukuje problém mizniceho gradientu.

3.2 Long short-term memory

Long short-term memory (LSTM) je rozsirenie, ktoré vychadza zo struktiry RNN, zlepsuje
schopnost zachytavania dlhodobych zavislosti a zaroven poméha riesit problém mizniceho
gradientu. Pre lepsie pochopenie tohto rozsirenia je vhodné sa pozriet, z ¢oho sa LSTM
jednotka skladé a ako sa pocita jej vystupna hodnota a vnitorny stav.

ORN®
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Obr. 3.4: Grafickd vizualizcia fungovania LSTM jednotky”

Podobne ako samotné RNN, LSTM jednotka pouziva skryty stav a vstupni hodnotu
pri tvorbe vystupnej hodnoty. Cim sa vsak 1isi od RNN, je pouzivanie nového konceptu
stavu jednotky (angl. cell state). Rozdiel medzi skrytym stavom a stavom jednotky je ten,
ze skryty stav z RNN prezentuje len vystupni aktivacnit hodnotu predoslého vstupu, ale

"zdroj: Machine Learning Mastery (https://machinelearningmastery.com/) - Gentle Introduction to the
Adam Optimization Algorithm for Deep Learning
8zdroj: https://commons.wikimedia.org/wiki/File:Long Short-Term_Memory.svg
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vnutorny stav LSTM jednotky prezentuje hodnoty vSetkych predoslych stavov. Ak by sme
chceli LSTM jednotku rozdelit na logické celky, tak by sme mohli povedat, ze obsahuje tri
definujice komponenty, a to ,zabidaciu®* (angl. forget gate), vstupni a vystupnd branu.
Prva brana, ktorej sa budeme venovat, je zabuidacia, pricom jej hlavnou tlohou je filtrovat
relevantné informacie zo stavu jednotky definovaného na obrazku 3.4 ako c¢;—;. Vyuziva sa
k tomu kombin&cia vstupnych dat z; a predoslého skrytého stavu h;_1, na ktort sa pouzije
sigmoidnd funkcia, ktorej vystup je definovany z rozsahu nula az jedna, pricom hodnota
blizka nule znamena, ze informaécie zo stavu jednotky su irelevantné a hodnota priblizujica
sa jednej znamena, ze s potrebné. Tento vystup je na obrazku 3.4 znaceny ako F; a nasobi
sa so stavom jednotky, ¢o sposobuje bud eliminéciu, alebo zachovanie tohoto stavu. [3]

—— sigmoidna funkcia
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Obr. 3.5: Vizualizacia sigmoidnej funkcie

Po vyfiltrovani potrebnych informécii potrebuje LSTM jednotka modifikovat svoj stav
jednotky. Najskor sa zo vstupnych dat vytvori vektor, ktory bude tento stav modifikovat,
pricom ziskava kontext z predoslého skrytého stavu a néasledne je spracovany funkciou tanh.
Tato funkcia sa vyuziva preto, lebo chceme umoznit redukciu vplyvu stavu jednotky co
umoznuju zaporné vystupné hodnoty tejto funkcie. Toto by nebolo mozné, ak by sme pouzili
sigmoidnu funkciu, lebo nedosahuje zaporné hodnoty. Nésledne potrebuje LSTM jednotka
zistit, ¢i si tento vektor potrebuje pamétat. Toto je realizované rovnakym spésobom ako
v zabidacej brane - pomocou sigmoidnej funkcie (znacenej I;), ktord reprezentuje vstupni
branu, pricom vystupnd hodnota priblizujtca sa nule v nadsobeni eliminuje vytvoreny vektor
a hodnota priblizujica sa jednotke ho zachova. Vysledny vektor nasledne modifikuje stav
LSTM jednotky tak, Ze sa s nim sc¢ita. Poslednou tlohou LSTM jednotky je vypocitat jej
skryty stav, ktory je taktiez pouzity ako vystup tejto jednotky. Vypocet skrytého stavu
prebieha transformovanim celkového stavu jednotky funkciou tanh, ktory sa filtruje vo
vystupnej brane O; zaloZenej na sigmoidnej funkcii, pricom proces filtracie funguje rovnako
ako pri predoslych branach. Vystupom LSTM jednotky teda je novy skryty stav h;, upraveny
vnutorny stav ¢; a vystupnd hodnota totoznd so skrytym stavom. [3]

Na zaver podkapitoly je eSte vhodné poznamenat, akym spésobom rozsirenie LSTM
riesi problém mizniceho gradientu. Ako sme v predoslej podkapitole spominali, problém
mizniceho gradientu vznika pri spatnom prechode v procese trénovania, ak si hodnototy
¢iastoénych derivacii pri refazovom pravidle mensie ako jedna. Pri spidtnom prechode RNN|
ktoré pouziva LSTM jednotky sa vsak tieto derivacie pocitaji kvoli rozdielom v ich struktire
odlisne a hodnoty blizke nule tento problém nesposobuja.
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3.3 Metéda ground-truth

Téato metdda bola navrhnuta v praci StockBot: Using LSTMs to Predict Stock Prices [12],
pricom funguje na principe ,,posuvacich okien“, ktoré si definované ako fixny pocet dni,
pricom kazdy je reprezentovany jednou uzatvaracou cenou, na zaklade ktorych sa predikuje
uzatvaracia cena nasledujiceho dna. Tento model mdzeme popisat podla nasledujiceho
vzorca:

Yir1 = F ([xe—59, Ti—58, - .. xt])

kde pod F' rozumieme funkciu modelu, z; prezentuje dnesni uzatvaraciu cenu akcie, xs_s59
je uzatvaracia cena 59. predoslého obchodovaného dina voci diu ¢ a y:41 je predikovana
uzatvaracia cena nasledujiceho dna. Tymto sposobom sa nasledovne robi kratkodoba pred-
ikcia z jedného diia na druhy, vzdy za pouzitia dit poslednych 60 dni. Co sa tyka technickej
realizacie tejto metddy, tak je postavena na technoldgii rekurentnych neurénovych sieti
s rozsirenim LST a preto bola vybrana ako referen¢nd voci experimentom tejto prace.

Tabulka 3.1: Parametre nedronovej siete prezentované v referencnej praci [12]

Parameter Hodnota Parameter Hodnota
past__history 60 Batch size 64
LSTM layer units 20 Epochs 500
Stack depth 2 Steps per epoch 200
Train-test split | 80%/20% || Validation steps 50

Tymto parametrom moézeme rozumief nasledovne:

o past__history - pocet uzatvaracich cien potrebnych na predikciu jedného dna v bu-
dticnosti,

e« LSTM layer units - pocet LSTM jednotiek v kazdej vrstve neurdénovej siete,

e Stack depth - pocet vrstiev neurénovej siete, konkrétne sa jedna o jednu LSTM
vrstvu a jednu ,spajajicu - vystupni® (angl. dense) vrstvu,

e Train-test split - pomer, v ktorom autori delia trénovaciu a validacni datovu sadu,
» Batch size - pocet jednej ,mini ddvky“ (mini batch) pouzitej pri trénovani,
e Epochs - pocet trénovacich iteracii,

e Steps per epoch - pocet davok z trénovacej datovej sady, ktoré sa pouziju vramci
jednej epochy,

» Validation steps - pocet davok z validacnej (testovacej) ddtovej sady, ktoré musi
validaény generator spracovat pocas trénovania jednej epochy.

Datové sady pouzité autormi tejto prace boli taktiez ziskané z verejného portalu Yahoo
Finance’, pricom pouzivali historické déta z obdobia 2010 az 2020 rozdelené podla vyssie
spomenutého pomeru na trénovaciu a testovaciu datovi sadu. Tieto datové sady boli taktiez

9portal Yahoo Finance (https://finance.yahoo.com/)
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normalizované pomocou metédy MaxAbsScaler uvedenou v kapitole 2.3.1. Na vyhodno-
tenie vysledkov bola zvolend tcelova funkcia priemernej kvadratickej chyby (MSE). Ako
optimalizdtor neurénovej siete bol pouzity algoritmus Adam a parameter miery ucenia «
nebol uvedeny.

Tabulka 3.2: Vysledky prezentované autormi referenénej prace podla zvolenej architektury
modelov z validacnej datovej sady (MSE).

Pocet vrstiev architektary | BRK-A | GOOG | MSFT
jednovrstvova 0.0071 0.0044 | 0.0167
dvojvrstvova 0.0063 0.0080 0.022

Tieto vysledky boli vyhotovené predikciou validaéného obdobia o dizke 200 dnf
(2018~2019) predikovanych z jedného dna na druhy pri pouziti parametrov uvedenych
v tabulke 3.1 a budt pouzité na porovnanie vysledkov nami navrnutych modelov.

3.4 Jedno-premenny model

Jednd sa o alternativny navrh modelu prezentovaného v predoslej podkapitole, pricom sme
sa snazili o vylepsenie tohto modelu optimalizdciou zvolenych parametrov. Navrhované
zmeny parametrov budi oddévodnené v kapitole 5, kde prezentujeme vysledky experimen-
tov. Principidlne tento model funguje rovnako, takze na vstupe vyzaduje uzatvaracie ceny
akcii za poslednych 60 dni a jeho vystupom je predikované uzatvaracia cena nasledujiceho
dna. Tento model prezentujeme v dvoch réznych architektirach, a to jednovrstvovej (jedna
vrstva LSTM jednotiek) a dvojvrstvovej.

lstm_input | input:

[(None, 60, 1)] | [(None, 60, 1)]

InputLayer | output:

Istm_input | input: [ 0.1 | v 0.1)] Istm | input: w 0.1) | v 0.512)
one, 60, one, 60, one, 60, one, 60, 512
InputLayer | output: LSTM | output:
4
Istm input: (one. 60. 1) | ¥ 12) Istm_1 | input: e 0.512) | o 12)
one, 60, one, 512 one, 60, 512 one, 512
LSTM | output: LSTM | output:
dense | input: e s12) | v D dense | nput: 12 )
one, 512 one, one, 512 one,
Dense | output: Denge | output: ™ )| ® )

Obr. 3.6: Vizualizdcia jedno-premenného modelu, pricom vlavo je jednovrstvova architek-
tara a vpravo viacvrstvova

Pre lepsiu demonstraciu bola vytvorena graficka vizualizacia modelu, ktora mozete po-
zorovat na obrazku 3.6. V Tavej cCasti je graf jedno-premenného jednovrstvového modelu,
ktory sa sklada zo vstupnej vrstvy, ktora ocakava vstupné data v rovnakom formate ako
model ground-truth z predoslej kapitoly, a to [(None, 60, 1)], ¢o znamend, ze pre vytvorenie
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predikcie N vystupnych dni potrebujeme modelu dodat N (v zapise ,None*) krat 60 vzoriek
(60 po sebe iducich dni), pri ktorej uvedieme 1 hodnotu, ktord je v tomto pripade uzatva-
racia cenna daného dna. Tie st nasledne spracované v skrytej LSTM vrstve s 512 LSTM
jednotkami a odovzdané poslednej spdjajucej vrstve, kde sa dopocita vystupna hodnota,
teda predikovand uzatvaracia cena nasledujticeho dna. V pravej ¢asti obrazku 3.6 mozete
vidiet graf jedno-premenného viacvrstvového modelu, ktorého popis je analogicky voci grafu
v lavej Casti. Rozdiel medzi nimi je v pocte skrytych LSTM vrstiev, pricom varidcia vpravo
pouziva dve skryté LSTM vrstvy po 512 jednotkach. Nasledne budeme prezentovat zvolené
parametre tychto modelov:

Tabulka 3.3: Nami zvolené parametre modelov

Parameter Hodnota Parameter Hodnota
past__history 60 Batch size 30
LSTM layer units 512 Steps per epoch 200
Train-test split | 80%/20% || Validation steps 50

Tabulka 3.4: Parametre zavislé od typu modelu

Model Epochy | Miera ucenia «
Jedno-premenny jedno-vrstvovy 65 0.0004
Viac-premenny jedno-vrstvovy 58 0.00037
Jedno-premenny dvoj-vrstvovy 52 0.00031

Viac-vrstvovy dvoj-vrstvovy 56 0.00031

V tabulke 3.3 prezentujeme vysledné vSeobecné parametre modelov, ktoré sa od refe-
ren¢nych parametrov z literatury, uvedenych v tabulke 3.1, lisia po¢tom LSTM jednotiek,
ktory bol zvyseny na 512, pricom tdito zmenu odvodnujeme v podkapitole 5.2.

V tabulke 3.4 uvadzame parametre, ktoré si priamo zavislé od typu modelu, kedze opti-
malny pocet epoch a miery ucenia sa lisi v skoro vsetkych pripadoch. Ako optimalizator
neurénovej siete bol pouzity algoritmus Adam, pricom sme ako vyhodnocovaciu metriku
zvolili strednt kvadratickd chybu. Na trénovanie, validaciu a testovanie boli pouzité datové
sady uvedené v kapitole 2 podla potrieb konkrétnych experimentov. Celkovy pocet prezen-
tovanych findlnych modelov tohto typu je sest vzhladom na to, ze boli v praci pouzité tri
referencné akcie a st prezentované dve rozdielne architektury.

3.5 Viac-premenny model

Tento model vznikol ako vlastny prinos tejto prace a vychadza z idey - ,,Ako by sa
zmenila Uspesnost jedno-premenného modelu, ak by nepracoval len s uzatvaracimi cenami,
ale aj s roznymi Statistickymi ¢i finanénymi ukazovatelmi“ Realizdcia tohto modelu je
o nieco komplikovanejsia oproti jedno-premennému modelu, lebo okrem toho, Ze berie na
vstup uzatvaracie ceny poslednych 60 dni, tak pouziva denny obchodovany objem a taktiez
sa pre kazdy jeden den vytvori nové casové okno 30 dni minulych dni k danému dnu a zistia
sa Statistické ukazovatele - minimum, maximum a Standardnéd odchylka. Tento model by
sme teda mohli definovat takto:
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Yt+1 =
Ti—59, Ui—59, max((Ti—g9, Te—59)), min((xi—g9,Ti—59)), Std((zi—s9,Ti—59))
Tt—58, Ut—58, max((xt_gg, xt—58>)a min((xt—ss, -’Et—58>)a Std((ﬂ«"t—g& $t—58>)

Tt, Ut, max((xt_go, l’t>), mm((l’t—:%o, l’t>), Std((il?t—?,m xt))

Pricom pod F rozumieme funkciu modelu, x; prezentuje dnesni uzatvaraciu cenu, pod v
rozumieme dnesny obchodovany objem, pod z;_59 rozumieme uzatvaraciu cenu 59 predos-
lého dna, pod maz((zi—s9, t—59)) rozumieme najvysiu uzatvaraciu cenu z ¢asového roz-
medzia poslednych 59 az 89, pricom posledny den neberieme do tvahy. Funkcie min a
std pracuju analogicky voci popisanej funkcii max. Vsetky parametre modelov spomina-
nych v tabulke 3.3 vratane parametrov uvedenych v tabulke 3.4 st totozné s parametrami
jedno-premennych modelov. Taktiez tento model prezentujeme v dvoch architektarach, a
to jednovrstvovej a dvojvrstvove;j.

lstm_input | input:

[(None, 60, 5)] | [(None, 60, 5)]

InputLayer | output:

y
Istm_input | input: [ i1 | o il 1zt mput: o ) | o )
one, 60, 5 one, 60, 5 one, 60, 5 one, 60, 512
InputLayer | output: LSTM | output:
y
Istm input: (one. 60. 5) | ¥ 12) Istm_1 | input: e 0.512) | o 12)
one, 60, 5 one, 512 one, 60, 512 one, 512
LSTM | output: LSTM | output:
denze | input: denze | input:
(None, 512) | (None, 1) (None, 512) | (None, 1)
Denge | output: Denge | output:

Obr. 3.7: Vizualizacia viac-premenného modelu, pricom vlavo je jednovrstvova architektira
a vpravo viacvrstvova

Na obrazku 3.7 vlavo mézeme vidiet, ze jednovrstvovy model sa sklada z rovnakych casti
ako jedno-premenny model, konkrétne zo vstupnej, skrytej LSTM a spajajtucej vrstvy. Roz-
dielne st v tom, ze viac-premenny model prijima vstupné déata vo forméte [(None, 60, 5)],
¢o znamena, ze ak chceme predikovat N vystupnych dni, tak musime modelu dodat N
(prezentovanych vo formate ako ,None“) krat 60 vzoriek (60 po sebe idicich dnif) krat 5
vstupnych premennych modelu pre kazdi jednu vzorku. Nasledovany je skrytou vrstvou
512 LSTM jednotiek, ktora vyuziva na predikciu vSetky vstupné premenné a vystup z tejto
vrstvy sa spdja vo vystupnej vrstve. V pravej Casti sa nachddza viac-premenny viacvrstvovy
model, ktorého popis je analogicky voc¢i modelu v lavej Casti, ale vyuziva dve skryté LSTM
vrstvy po 512 LSTM jednotiek. Rovnako ako pri jedno-premennom modeli v tejto praci
prezentujeme Sest varidcii viac-premenného modelu, dve rozne architektary pre tri rozne
akcie.
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Kapitola 4

Navrh experimentov

V tejto kapitole uvedieme prehlad experimentov, ktorému sme sa v rdmci tejto prace veno-
vali, poénic implementacnou strankou ziskavania finan¢énych dat, replikdciou referenéného
¢i navrhu vlastného modelu, vytvorenymi analyzami a optimalizdciami modelov. V nepo-
slednom rade sa budeme venovat procesu Standarizacie tychto experimentov do jednotného
postupu, ktory bude pouzity pri realizacii vsetkych experimentov. Konkrétne vysledky expe-
rimentov budeme nasledne prezentovat v nasledujicej kapitole.

4.1 Ziskanie finacénych dat

Predtym, ako sme mohli zacat so samotnym navrhom a realizdciou experimentov, sme mu-
seli ziskat potrebné financné data a vzhladom na to, ze vSeobecny popis a charakteristika
datovych sad uz bola uvedena v kapitole 2.2, teraz sa moézeme zamerat na implementac¢nt
cast ziskavania dat. Ako prvé je dolezité podotknit, Ze nasa praca nevyuziva jednu centralnu
datova sadu, ale data su agregované podla potrieb jednotlivych experimentov, odliSujtce
sa po¢tom obchodnych dni a st ukladané do samostatnych csv siborov. Tieto datove sady
teda delime rovnako, ako vidno v tabulke 2.2, kde datovia sadu definuje rozmedzie datu-
mov | a identifikdtor patri¢nej akcie. Vzhladom na individudlne poZiadavky na déta pre
jednotlivé modely bola napisana trieda Stock, ktorej rozhranie je definované nasledovne:
Stock(name, start_date, end_date, force_fetch_stock), pricom name je identifikdtor
akcie, start_date a end_date reprezentuji obdobie, pre ktoré je potrebné ziskat dita a
force_fetch_stock je volitelny parameter, ktory zabezpeci, ze ak by sa na disku uz na-
chidzala potrebnd datové sada, tak bude napriek tomu znovu stiahnuta a ulozené data sa
prepisu. Pouzivanie tejto triedy je jednoduché, kedze po dodani spominanych parametrov
rozhrania trieda zavola svoju metédu fetch(), ktorad ziska pozadované déta pomocou ba-
licku yfinance, ktory sfahuje tieto data priamo z portalu Yahoo Finance. Ziskané data st
nésledne ulozené do atribitu df triedy Stock vo formate ddtového rdmcu (angl. dataframe)
z kniZnice pandas. Pri implementécii tejto triedy sme mysleli aj na efektivitu, a preto ak
sa ziskané data na disku este nenachadzaju, tak sa ulozia na lokalny disk do zlozky stocks
v korenovom adresari a v pripade, ze sa vyzaduje rovnaké datové obdobie, tak sa datova
sada rovno nacdita z disku.

'Niektoré experimenty mézu potrebovat aj testovaciu sadu, ale moézeme povedat, Ze sa priblizne delia na
10 a 20-roc¢né obdobia.
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4.2 Experiment 1 - Tvorba jedno-premenného modelu

V tvodnom experimente tejto prace sme sa zamerali na vytvorenie jedno-premenného mo-
delu, ktory mal sluzit ako odrazovy mostik do problematiky predikovania cien za pouzitia
neurénovych sieti. Kedze sme v tej dobe eSte nepoznali optimélne parametre pre tento
model, tak sme pouzili viacero parametrov z referencnej prace [12] uvedené v tabulke 3.1.

Avsak existovali aj parametre, ktoré sa lisili od zaciatku implementacie a jednym z nich
bol pocet epoch modelu. V referenénych parametroch je uvedené, ze autori prace pouzili 500
trénovacich epoch, ale nas prvotny model nedosahoval pri takomto velkom pocet trénovacich
epoch dobré vysledky, a preto sme ho zredukovali na 50. Dal§f podstatny parameter, miera,
uCenia « tiez nebola definovana autormi prace, a preto bola ponechana na predvolent
hodnotu optimalizatora Adam vo frameworku Tensorflow.

4.3 Experiment 2 - Vylepsenie jedno-premenného modelu

Po tspesnej implementacie jedno-premenného modelu v prvom experimente, kde sme do-
siahli velmi podobné grafy, ako uvddzaji autori referenéného ¢lanku [12], sme sa rozhodli
overif spravanie vytvoreného modelu na datovej sade pozostavajicej z nezavislého caso-
vého obdobia. Vytvorili sme preto novu testovaciu datovi sadu pozostavajicu z 200 dni
po skonceni validaénych dat (rok 2020), pricom sme zistili rozdielnu kvalitu predikcii me-
dzi modelmi referencnych akcii. Nasledne sme analyzovali vytvorené predikcie a hladali
pri¢inu neuspokojucich vysledkov. Tento problém sa nam podarilo vyriesit pomocou expe-
rimentovania s réznymi poc¢tami LSTM jednotiek modelov a otestovanim roéznych metod
normalizacie.

4.4 Experiment 3 - Tvorba viac-premenného modelu

Jednou z dalsich idei, ktoré sme sa rozhodli v rdmci tejto prace preskiimat, bol namet
na vytvorenie modelu, ktory bude vyuzivat niekolko vstupnych premennych na predikciu
nasledujiceho dina a nasledné vyhodnotenie, ¢i nastava zlepsSenie predikcii oproti jedno-
premennému modelu. Dolezitou podmienkou tychto vstupnych parametrov bolo aj to, ze
vsetky museli byt dopocitatelné z uzatvaracej ceny akcie pre pripad, ze by sme sa v bu-
dicnosti rozhodli, ze chceme, aby model dokéazal predikovaf cenu nie len nasledujiceho
dna, ale povedzme N dni do budiicnosti. Takato predikcia by mohla fungovat tak, ze by sa
k dnesnému dnu vytvorila predikcia na zajtrasok, z predikovanej hodnoty zajtrajska by sa
vypocitali vsetky vstupné parametre a znova by sa vykonala predikcia. Kazdopadne sme
tento pristup kvoli zlym vysledkom zavrhli a predkladdme ho na preskiimanie v budtcej
praci.

4.5 Experiment 4 - Analyza predikcii modelov

V tomto stadiu prace sme mali vytvorené dva typy predikénych modelov, ktoré generovali
na prvy pohlad pekné grafy na rovnakom c¢asovom obdobi, aké zvolili autori referenéného
¢lanku, t.j. 200 dni. AvSak vzhladom na princip predikcie tychto modelov, a to konkrétne
na fakt, ze vzdy predikujeme hodnotu budiceho dna, sme sa rozhodli pozriet blizsie na
vyvoj predikcii v rdmci jedného mesiaca. Vo vysledkoch prezentujeme pohlad na predikcie
relativne novych dat z roku 2021, konkrétne za mesiac december. V ramci tohto expe-
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rimentu bola vykonana analyza alternativneho vyhodnocovania vysledkov predikcii, a to
redukovanim problému predikcie cien na problém binarnej klasifikacie zmeny trendu akcie
nasledujiceho dna, ktora vyprodukovala zaujimavé vysledky aj napriek tomu, ze modely
neboli priamo trénované na binarnu klasifikdciu zmeny trendu ceny akcie. V tomto expe-
rimente taktiez prezentujeme porovnanie validacnych a testovacich odchyliek 60 modelov
rozdelenych podla typu (jedno a viac-premenny) a prislichajicej akcie modelu.

4.6 Experiment 5 - Optimalizacia navrhnutych modelov

Zaverecny experiment tejto price spocival v optimalizacii vysledkov jednotlivych modelov,
a to konkrétne vyhodnotenim odchyliek jednotlivych modelov pri réznych trénovacich para-
metroch. Velmi délezitym bodom tohto experimentu bolo hladanie optimélneho parametru
miery ucenia « a trénovacich epoch, ktory by minimalizoval odchylku na valida¢nej dato-
vej sade. Preto sme pre ucely tohto experimentu natrénovali 72 modelov rozdelenych do
styroch hlavnych konfigurécii podla typu modelu (jedno a viac-premenné modeli) a podla
poc¢tu LSTM vrstiev (jedno a viac-vrstvové modeli), z ¢coho ndm vzniklo 18 modelov v rdmci
jednej skupiny. Tieto skupiny obsahovali modeli vSetkych troch referenénych akcii, pre ktoré
sme vykonali tri nezavislé trénovania a kedze sme chceli v ramci tohto experimentu testovat
aj vplyv dizky trénovacich obdobi, tak sme pouzili dve détové sady roznej dlzky - 10 a 20
rocné datové sady definované v kapitole 2.2 z ¢oho ndm vzniklo 18 modelov v rdmci jednej
skupiny. Z tychto vysledkov sme nasledne urcili parameter miery ucenia a a vhodny pocet
trénovacich epoch, pricom sme chceli vykonat zdvere¢né vyhodnotenie tispesnosti s tymito
novymi parametrami, a preto sme na zaklade prezentovanych styroch konfiguracii natré-
novali 480 réznych modelov rovnakym sp6sobom ako pri hladani optiméalnej miery ucenia
a trénovacich epoch, len sme modely jednotlivych referenénych akcii trénovali desatkrat a
nie trikrat. Taktiez v tomto experimente prezentuje volitelné vylepsenie vo forme navratu
k najlepsej epoche, ktoré zabezpeci, ze po dokonceni trénovania si model uchova vahy z epo-
chy, v ktorej dosiahol najnizsiu valida¢nt odchylku. Ziskané vysledky boli nasledne pouzité
na porovnanie navrhovanych konfiguracii predikénych modelov pomocou ich valida¢nych
odchyliek na zaklade roznych kritérii ako ispesnost modelov podla referenc¢nej akcie, podla
konfiguracie modelu ¢i podla pouzitej datovej sady.

4.7 Standarizacia procesu experimentovania

Vzhladom na podobnost ¢innosti, ktoré bolo treba vykonat v jednotlivych experimentoch,
sme sa rozhodli tento proces standarizovat nasledovnym vseobecnym postupom:

¢ Definicia parametrov - pri kazdom experimente sa musia definovat parametre,
ktoré chceme otestovat, ddlezitd je obzvlast dlzka trénovacej / validaénej détovej
sady, ¢i sa pouziva testovacia sada, pocet trénovacich epoch, typ modelu, atd..

« Nacitanie dat - nacitanie dat prebieha pomocou triedy Stock, ktorej stac¢i poskyt-
nit patricné parametre definované v podkapitole 4.1 a moézeme s datami okamzite
pracovat.

e Normalizacia dat - pre dosiahnutie dobrych vysledkov sa data musia najskor nor-
malizovat postupom popisanym v podkapitole 2.3.1.
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e Priprava datovych sad - data je nasledne treba pripravit do spravneho formatu
definovaného typom modelu nasledovne:

jedno-premenny model - ddta musia dodrziavat format Nx60x1, pricom N je
pocet dni, ktoré chceme predikovat a pre kazdy tento den je potrebné poskytnuf
modelu 60 predoslych uzatvaracich cien,

viac-premenny model - diata musia dodrziavat format Nx60x5, pricom N je
pocet dni, ktoré chceme predikovat a pre kazdy z poskytnutych 60 dni je potrebné
vyratat vsetky vstupné premenné daného modelu.

e Trénovanie modelu - nasledne musi prebehntt trénovanie modelu, pricom validacia
prebieha automaticky vo frameworku Tensorflow. Alternativa tohto kroku je nacitanie
uz existujiceho modelu.

e Variabilna ¢ast experimentov - tidto Cast sa mdze menif pri kazdom experimente
podla jeho potrieb, obsahovat moéze napr. vykreslenie grafov za pozadované obdobia,
vyhodnotenie testovanych parametrov, zapis vysledkov do .csv suboru, atd..

Standarizécia tohto procesu mala za nésledok zlepsenie konzistentnosti kédu a ulahéenie
realizdcie samotnych experimentov, kedze boli vsetky podprocesy experimentu dopredu
definované. V neposlednom rade by sme chceli priblizit formu, ktorou budeme prezentovat
vysledky v jednotlivych experimentoch. Vsetky vysledky, ktoré v tejto praci predkladdme
budu vo forme grafov ¢i tabuliek, ktoré budu porovnavané na zaklade dosiahnutych odchylok
modelu a preto chceme objasnit nasledujice pojmy.

e trénovacia odchylka - uddva chybu, ktorti model dosiahol na trénovacom obdobi,

o validaéna odchylka - udava chybu, ktord model dosiahol na valida¢nom obdobi,
pricom ju pouzivame na porovnavanie najcastejsie,

e testovacia odchylka - udava chybu, ktort model dosiahol na testovacom obdobi a je
udand len vtedy, ak sa v rdmci experimentu porovnava valida¢né obdobie s testovacim.

Vsetky vyssie uvedené odchylky budd udané pomocou metriky MSE.
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Kapitola 5

Vysledky experimentov

V tejto kapitole sa budeme venovat realizacii experimentov z minulej kapitoly, pricom po-
piseme vsetky dosiahnuté vysledky prace, ktoré buda prevazne demonstrované grafmi pre-
dikcii jednotlivych akcii. Vysledky nasledne vyhodnotime a budeme porovnavat na ziklade
dosiahnutych odchylok modelov pomocou metriky MSE. Celkové zhodnotenie vysledkov
budeme prezentovat v poslednej kapitole spolu s nametmi budticej prace.

5.1 Experiment 1 - Tvorba jedno-premenného modelu

Podstatou prvého experimentu bolo vytvorit zéklad tejto prace, na ktorom sa bude dalej sta-
vat a vytvorit prvia verziu jedno-premenného modelu definovaného podla Specifikacie v pod-
kapitole 3.4. V tejto faze uz bola vytvorend potrebna abstrakcia na ziskavanie finanénych
dat a definovany vSeobecny postup experimentovania, ale na vytvorenie jedno-premenného
modelu bolo potrebné najskor definovat jeho architektiru vo frameworku Tensorflow a pri-
pravit data do potrebného formatu patri¢nych datovych sad.

Vzhladom na to, ze sme vedeli, ze rozliéné experimenty budi mat rozlicné poziadavky
na architektiru modelov, tak sme sa rozhodli vytvorit konfigurovatelni nadstavbu nad jed-
notlivymi metédami frameworku Tensorflow, ktort sme definovali v triede Model. Toto nadm
znacne ulahcilo proces experimentovania s rozli¢cnymi architekttirami, lebo vsetky potrebné
parametre ako napr. pocet vrstiev, epoch, LSTM jednotiek, atd. boli nastavitelné ako pa-
rametre tejto triedy. Taktiez sme mohli vytvorené modely jednoducho ulozit vo forme H5
siboru a nésledne ich neskér nacitat a pracovat s nimi.

Nasledne sme potrebovali transformovat finanéné dita na trénovaciu a validacni da-
tovi sadu, ¢o podnietilo vznik metédy prepare_dataset_single_model, ktord tvori zo
vstupnych dat dvojice (vstup, spravna hodnota) vo forme pohyblivych okien spominanych
v podkapitole 3.4 a je pouzivand vo vSetkych nasledujicich experimentoch, ktoré pracuju
s jedno-premennym modelom. Tieto dvojice st dalej transformované do datovych sad fra-
meworku Tensorflow spésobom definovanym v podpkapitole 2.3.3.

Po dokonceni potrebnej abstrakcie sme zacali s implementaciou jedno-premenného mo-
delu. Na trénovanie a validaciu bola pouzita standardnd 10-ro¢néd datova sada definovana
v podkapitole 2.3.2 a tieto data boli normalizované spésobom definovanym v podkapitole
2.3.1. Nésledne sme tento model trénovali s parametrami definovanymi v tabulke 3.3, ale
s origindlnym poc¢tom LSTM jednotiek (20) a epoch (50). Takto sa ndm podarilo vytvorit
prvy jednovrstvovy jedno-premenny model, ktory sme otestovali tak, ze sme vytvorili graf
predikcii valida¢ného obdobia, ktory sme porovnali s grafmi referencnej prace [12].
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Obr. 5.1: Vysledky predikcie 200 dni z validacného obdobia
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Na obrazku 5.1 st prezentované vysledky troch predikénych modelov, ktoré predikovali
200 obchodnych dni z validaéného obdobia, konkrétne bolo predikované obdobie 1.1.2018
az 15.1.2019, pricom sa vzdy predikovala uzatvaracia cena nasledujiceho dna na zdklade
predoslych uzatvaracich cien. Kazdy jeden graf je vytvoreny na zaklade predikcii jedného
samostatného modelu, pricom oranzova krivka je predikovanda cena akcie a modra krivka je
realna cena akcie pouzité na referenciu. Obidve uvedené krivky prezentuju cenu v dolaroch.

V pripade, Ze sa zameriame na konkrétne modely, tak mdézeme pozorovat, ze model vy-
ratickd odchylku 0.0045'. Modely vytvorené pre akcie GOOG a MSFT dosahuji horsie
priemerné odchylky oproti modelu pre akciu BRK-A, a to konkrétne GOOG - 0.0165 MSE
a MSFT - 0.835 MSE. Radova odlisnost odchyliek pri modeli akcie MSF'T je pravdepodobne
sposobena neschopnostou modelu presne zachytif vicsie vykyvy ceny ako napr. narast ceny
v stom dni predikcie ¢i prudky pad ceny zhruba v 185. dni predikcie. Vzhladom na to, ze
rovnaky fakt uvadzaju taktiez autori referencného ¢lanku a vysledky vytvorenych predikc-
nych modelov si zhruba podobné, sa v dalSom experimente pozrieme na to, ako by sa dali
tieto modely vylepsit.

5.2 Experiment 2 - Vylepsenie jedno-premenného modelu

V druhom experimente sme chceli blizsie preskimat kvalitu predikcii tychto modelov na
détach, ktoré sme este nepouzivali a vzhladom na to, Ze standardnd 10-ro¢nda datova sada
kon¢i pred rokom 2020, tak sme sa rozhodli pouzit ako testovaciu sadu dita z obdobia
1.1.2020 az 12.1.2021, ktoré reprezentuji 200 obchodnych dni, ¢o ulah¢uje porovnanie s vy-
sledkami predikcii z minulého experimentu. Volba tohto testovacieho obdobia je obzvlast
zaujimava, lebo mozeme pozorovat vysledky predikcii modelov v ¢ase pandémie COVID19,
kde bol zaznamenany zna¢ny narast trhovej volatility [5] a sledovat, ¢i zvySend volatilita
akcii bude mat vyrazny vplyv na kvalitu ich predikcii.

Modely boli pre tento experiment trénované standarizovanym procesom za pouzitia rov-
nakych parametrov ako v predoslom experimente, pricom kvalita predikcii tychto modelov
by mala byt porovnatelna s kvalitou predikcii modelov z minulého experimentu. Na nasle-
dujicom grafe budeme demonstrovat mozné rozdiely v kvalite pocas piatich trénovani.

Predikcie 200 dni z validaéného obdobia (2018~2019)
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Obr. 5.2: Na grafe mézeme pozorovat malé rozdiely v kvalite medzi modelmi.

Wsetky uvedené odchylky budd poéitané z normalizovanych d4t.
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Predikcie 200 dni z testovacieho obdobia (2020~2021)
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Obr. 5.3: Vysledky predikcie 200 dni z testovacieho obdobia

Na obrazku 5.2 m6zeme pozorovat mensie rozdiely medzi predikciami jednotlivych mo-
delov, z ¢oho mozeme usudit, ze kvalita tychto predikcii je priblizne rovnaka. Vysledkom
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tohto pozorovania sa budeme riadit aj v dalsich experimentoch, a preto sa nebudeme snazit
vytvorit jeden perfektny model, ktory dosiahne najnizsiu validacnii odchylku, ale budeme
sa zameriavat na zistenie optimalnych parametrov modelu, ktoré budu produkovat najlepsie
vSeobecné vysledky.

Na obréazku 5.3 pozorujeme predikcie modelov z druhého experimentu porovnané s refe-
renc¢nou cenou na 200 obchodnych dnoch testovacieho obdobia. Na prvy pohlad je jasné, ze
uspesnost tychto modelov sa velmi 1isi naprie¢ prezentovanymi modelmi. V najvrchnejSom
grafe akcie BRK-A vidime, Ze st jej predikcie testovacieho obdobia rovnako kvalitné ako
predikcie valida¢ného obdobia, pricom krivka vytvorena z predikcii relativne dobre opisuje
referencni krivku ceny akcie. Na strednom grafe akcie GOOG je viditelné zhorsenie kvality
predikcii testovacieho obdobia oproti predikciam valida¢ného obdobia aj napriek tomu, ze
predikcie testovacieho obdobia udrziavaju trend referencnej ceny akcie priblizne do 150.
predikovaného dna. Najvicsie zhorSenie mézeme pozorovat na spodnom grafe akcie MSFT,
kde nie sme schopni porovnat predikcie modelu s referenc¢nou krivkou ceny akcie.

Vyvoj predikcii akcie MSFT poc€as 200 dni testovacieho obdobia
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Obr. 5.4: Vysledky predikcie 200 dni z testovacieho obdobia pre akciu MSFT

Prave kvoli velkému rozdielu v skale predikcii a referen¢nej ceny sme sa rozhodli vizuali-
zovat predikcie akcie MSF'T zvlast na obrazku 5.4. Z tohto grafu st o¢ividné dva problémy a
to, ze v prvej rade nesedi skala predikcii, ktora sa pohybuje na hodnotach 103 - 108 dolarov,
pricom skala referen¢nych cien akcie sa v tomto casovom obdobi pohybuje na rozmedzi 140
- 225 dolarov a v druhej rade predikcie tohto modelu neopisuju trend referencnej ceny akcie.
7 tychto zisteni vyplyva, ze bud parametre, ktoré sme zvolili pre nasu neurénovi siet nam
nedokazu zabezpecif vytvorenie modelu, ktory by dokazal produkovat dostatocne kvalitné
predikcie v testovacom obdobi, alebo sa v procese experimentovania vyskytla chyba.

Rozhodli sme sa preto tiuto hypotézu overit a jednou z prvych zmien referenenénych
parametrov, ktori sme vykonali, bolo zvysenie poc¢tu LSTM jednotiek, lebo originalny po-
cet 20 LSTM jednotiek nam prisiel nedostato¢ny. Ostavalo vsak zistit, aky pocet LSTM
jednotiek by bol optimélny z hladiska kvality vyslednych predikcii, ale aj nadroc¢nosti tréno-
vania modelu, kedze vyssi pocet LSTM jednotiek znac¢ne zvysuje trénovaciu dobu modelu.
Vykonali sme preto niekolko pokusov, kde sme porovnavali grafy predikcii modelov na tes-
tovacom obdobi, pricom prezentujeme nasledujice:
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Obr. 5.5: Grafy predikcii 200 dni z testovacieho obdobia s réznym poc¢tom LSTM jednotiek

Vzhladom k tomu, Ze origindlny pocet LSTM jednotiek pre jednu vrstvu bol 20, tak
sme sa rozhodli najskor skusit zdvojnasobovat tento pocet. V ramci tohto experimentu sme
preskimali jednovrstvovi architektiru so 40, 80, 160, 320, 640 a 1280 LSTM jednotkami,
pricom na obrazku 5.5 mézete vidiet vyvoj predikcii s referen¢nou cenou akcie’ na 200
obchodnych dnoch testovacieho obdobia. V Tavej casti grafu sa nachadzaji tri modely,
ktoré vyuzivaju 640 LSTM jednotiek a v pravej casti sa nachadzaju dalSie tri modely, ale
s 1280 LSTM jednotkami.® V pripade, Ze porovname kvalitu tychto predikcif s predikciami
prezentovanymi na obrdzku 5.3, tak moézeme pozorovat, jemné zlepsenie na modeli akcie
BRK-A a vyrazne lepsie vysledky pri modeloch akcii GOOG a MSFT. Pri pohlade na
obzvlast problémovu skdlu modelu akcie MSFT je toto zlepsenie najvyraznejsie, pricom sa
vysledky priblizuju k skéle referencnej ceny a zaroven opisuju trend akcie.

2Vsetky krivky uvedené v grafe 5.5 pouzivaji normalizovani cenu.
30statne modely nebudd prezentované vzhladom na nedostatoénd kvalitu ich predikeif.
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Taktiez je dolezité zhodnotit rozdiely medzi prezentovanymi architektiirami a urcit,
ktory pocet LSTM jednotiek dosahuje lepsie vysledky. Ak sa rozhodneme porovnavat vy-
sledky pre akcie BRK-A a GOOG, tak mézeme povedat, ze by bolo vhodnejsie pouzivat
1280 LSTM jednotiek, lebo ich predikcie dosahuji mierne lepsie vysledky ako ich napro-
tivky s 640 LSTM jednotkami. Avsak v tomto pripade sme sa rozhodli radsej zamerat na
model akcie MSF'T, lebo pri nom vznikalo viac problémov ako pri ostatnych modeloch re-
ferenénych akcii. Model akcie MSFT, ktory pouzival 640 LSTM jednotiek dosiahol vyrazné
zlepSenie aj napriek tomu, Ze §kéla jeho predikeif nebola idedlna. Co sa tyka jeho naprotivku
s 1280 jednotkami, mbzeme pozorovat dalsi problém, a to, ze krivka jeho predikcii osciluje
s vysokou frekvenciou, takze toto nastavenie by predikovalo velmi nespolahlivé vysledky.

Dal$fmi faktormi, ktoré sme pri volbe vysledného modelu zvazovali, bola aj zna¢ne vyssia
naroc¢nost trénovania modelov s 1280 LSTM jednotkami, ale aj to, ze sme odhadovali, Ze
problém horsej skaly modelu MSFT vznikol pri chybe v normalizacii dat a je riesitelny,
pricom riesitelnost problém oscilacie predikcii nam nebola znama.

Po zhrnuti tychto informécii sme sa preto rozhodli nepouzif architektiru s poctom
1280 LSTM jednotiek a kedze sme vtedy porovnavali tspesnost aj modelu s 320 LSTM
jednotkami, ktory nemal tak dobré vysledky ako model so 640 LSTM jednotkami, tak sme
sa rozhodli pre kompromis, a to architektira s 512 LSTM jednotkami.

Predikcie 200 dni z testovacieho obdobia (2020=2021)
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Obr. 5.6: Predikcie modelu MSFT s 512 LSTM jednotkami na 200 obchodnych dnoch
testovacieho obdobia, ktoré moézeme porovnat s grafmi modelov MSFT s 640 a 1280 LSTM
jednotkami uvedenych na obrazku 5.5. Vyhodami tejto architektiry su jej relativne kvalitné
vysledky pri opisovani trendu akcie a nizsia vypocetnd naroc¢nost trénovania.

V poslednej ¢asti experimentu dva sme sa zamerali na rieSenie problému skaly modelov.
Doposial sme data pre modely normalizovali metédou Z-Score, ktort pouzivali aj autori
referencénej prace[12], ¢o ndm sice umoznovalo jednoduché porovnanie vysledkov medzi pra-
cami, ale ako demonstrujeme aj na grafe 5.6, k dosiahnutiu lepsich vysledkov bude v prvom
rade potrebné zlepsit skalu vyslednych predikcii, ktord sa uréuje v procese normalizacie.
Rozhodli sme sa preto vyskusat niekolko normaliza¢nych met6d (MaxAbsScaler, MinMax,
tanh-estimator, atd.) a chceme prezentovat vysledky po normalizovani metédou MaxAbsS-
caler.
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Obr. 5.7: Vysledky predikcie 200 dni z validacného obdobia
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Vysledky predikcii jednotlivych modelov po zmene normaliza¢nej metédy mozeme vidiet
na obrazku 5.7, pricom boli doposial najpresnejsie, aké sa ndm podarilo vytvorit. Krivky
predikovanych cien akcii BRK-A a GOOG opisuju referenéni krivku cien a aj na modely
akcie MSF'T pozorujeme vyrazné zlepsenie kvality predikcii. Zaverom tohto experimentu
bolo, ze sme upravenim poc¢tu LSTM jednotiek a spésobu normalizacie dosiahli kvalitnejsie
vysledky predikcie. Vhladom na narastajici pocet potrebnych vizualizacii sme sa rozhodli
generovat vystupy trénovanych modelov do samostatnych csv stiborov, ktoré sa nachadzaju
v zlozke experiment-results v korenovom adresari projektu. Spracovanie vysledkov expe-
rimentov do grafickej reprezentacie je realizované skriptom vizualizer.py, ktory nacitava
vysledky experimentov z tychto csv siborov, ktoré nasledne spracuje a tvori z nich grafy
prezentované v tejto praci.

5.3 Experiment 3 - Tvorba viac-premenného modelu

Hlavnou myslienkou experimentu tri bola otazka, aké vysledky by sme dosiahli v pripade, ze
by sme vytvorili model, ktorého vstupné data by boli komplexnejsie, t.j. tvorené z niekolkych
vstupnych premennych a ¢i by takéto modely dokazali tvorif kvalitnejsie predikcie. Prva
ulohu, ktord bolo potrebné pri konstrukcii tohto modelu vyriesit, bolo zvolenie spravnych
vstupovnych premennych. Potencidlnych kandidatnych rieseni bolo viac a teraz budeme
prezentovat zvolené:

5.3.1 Cena

Volba ceny ako potencidlneho vstupného parametru modelu bola jednoznac¢na z hladiska
prezentovanych dosiahnutych vysledkov jedno-premenného modelu. Avsak tato vlastnost
akcie prindsa do predikcie aj jeden problém, a to, ze nezvykne byt stacionarna. Pre lep-
Sie pochopenie, preco je nestaciondrnost ceny problém, treba najskor pochopit, ¢o vébec
znamena stacionarita v koncepte analyzy casovych radov.

Stacionaritu datovej sady by sme mohli vysvetlit tak, ze Statistické vlastnosti datovej
sady sa nebudd menit v Case. Samozrejme, to neznamend, ze sa nebudi menif jednotlivé
hodnoty, ale to, Ze spravanie ¢asového radu ostava vo vSeobecnosti rovnaké. Tieto ,,zmeny
spravania® moézeme popisat faktormi, ako st napr. trendy pri ¢asovych radoch alebo se-
zémnost - t.j. pravidelne sa opakujice vzory ¢i obrazce. Stacionaritu mdzeme v datach
pozorovat jednoduchymi sposobmi, ako st napr. vykreslenie si strednej hodnoty a rozptylu
a sledovania, ¢i sa tieto hodnoty vyrazne menia po case, trendovost a sezénnost je lahko po-
zorovatelnd na grafoch cien akcii a v pripade, ze si chceme byt isti mézeme pouzit Statistické
testy - ADF test alebo KPSS test. [14]

Preco je teda stacionarita respektive nestacionarita neziadtca pri predikovani ¢asovych
radov? Jednoduché odpoved bude takd, ze tato nestacionarita nam znaci, ze sa dany casovy
rad mdze menif nepredvidatelne, a preto je velmi fazké zostrojit model, ktory by dokazal
tuto nepredvidatelnost spolahlivo predikovat.

5.3.2 Navratnost ceny akcie

Jeden zo spdsobov, ktorymi sa mézeme vyhnut nestacionarite datovej sady, su transformaécie
dat. Rieseni sa nam tu pontka niekolko ako napr. diferencné transformaécia ¢i logaritmicka
transformacia. Pocas realizacie tohto experimentu sme sa rozhodli pouzit percentudlnu
zmenu medzi jednotlivymi dnami, inak povedané vyratali sme percentudlnu navratnost
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medzi jednotlivymi dnami v datovej sade a pouzili sme ich ako alternativu voci samotnej
ceny akcie.

5.3.3 Pohyblivé priemery

Jednad sa o statisticky ukazovatel, ktory castokrat pouzivaju investori a obchodnici s akciami
pre lepsie zachytenie trendov ceny. Tento ukazovatel ndm totiz poskytuje iny pohlad na
vyvoj akcie ako jej samotnd cenu. Pohyblivych priemerov existuje viacero druhov a my sme
sa zamerali na jednoduchy pohyblivy priemer (skr. MA) a exponencidlny pohyblivy priemer
(skr. XMA).

Jednoduchy pohyblivy priemer funguje na principe vytvorenia ,,éasového okna*, t.j. zvoli
sa Casové obdobie napr. 30 dni a nasledne sa ziskaji ceny tohto casového obdobia a vyrata
sa z nich priemer. Tento proces sa aplikuje na celil ¢asovi radu, isteze, len do momentu,
kym mame dost dni v datovej sade, aby sme mohli pre dany den ziskat dostatoény pocet
cien.

Exponencialny pohyblivy priemer funguje na podobnom principe ako jednoduchy po-
hyblivy priemer, ale prindsa koncept vah pre jednotlivé dni, ktoré sa do priemeru zaratavaji
a tymto sp6ésobom umoznuje prioritizovat niektoré hodnoty. Priklad z praxe by bol, ak by
sme odhadovali, zZe starsie hodnoty maji mensi vplyv na budiicu cenu akcie, a preto by ich
vaha v priemere bola nizsia ako vaha novsich hodnét, takze by vyslednii hodnotu exponen-
cidlneho priemeru ovplnyvnili zna¢ne menej.

5.3.4 Minimum, Maximum, Standardna odchylka

Kanditane rieSenie, ktoré vzniklo z podobnej myslienky ako pohyblivé priemery, kde sme
vytvarali casové oknd, ale tentokrat namiesto priemeru pouzivame minimalnu a maximélnu
cenu akcie a taktiez tandardni odchylku (skr. MMS). Dizka ¢asového okna, z ktorého si
tieto statistické hodnoty pocitané, je rovnaka ako pri pohyblivych priemeroch, a to 30 dni.

5.3.5 Obchodovany objem akcie

Jednou z dolezitych informaécii, ktorymi disponujeme pri jednotlivych dnoch akcie, je aj
hodnota obchodovaného mnozstva akcii (skr. VOL) v dany den. Chceli sme preto zistit,
¢i by sme vedeli vyuzit tuto informéaciu na zlepsenie predikcii vzhladom na to, ze v praxi
investori, ktori obchodujui s akciami, tito informaciu vyuzivaja vo forme RSI indexu, ktory
sa pocita prave z mnozstva obchodovanych akcii.

5.3.6 Volba vhodnych parametrov modelu

Nasledne po ustanoveni vsetkych kandidédtnych rieseni bolo treba vyhodnotit kvalitu pre-
dikcii pri réznych vstupnych parametroch modelu. Koncepcia tohto experimentu spociva
v tom, ze sme sa rozhodli tvorit sady vstupnych parametrov zlozenych z jednotlivych kandi-
détnych rieseni. Kazda sada musela obsahovat jedno povinné kandidatne riesenie, a to cenu
alebo navratnost, nakolko pre nas predstavovali zaklad tohto modelu. Nasledne sme vytvo-
rili osem kombinécii zo zostavajucich kandiddtnych rieseni, ktorych kvalitu predikcii sme
vyhodnotili na zaklade valida¢nych odchyliek ziskanych trénovanim za pouzitia 10-roc¢nej
détovej sady.
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Tabulka 5.1: Vysledky porovnania vstupnych parametrov viac-premenného modelu s pora-
dim podla najnizSej priemernej valida¢nej odchylky, kde ,ANO“ znaé{ pritomnost kandidét-
neho riesenia vo vstupnych parametroch. Kandidatne riesenia st prezentované nasledovne
z lava do prava: pohyblivy priemer, exponencidlny pohyblivy priemer, maximum-minimum-
standardna odchylka a denny obchodovany objem.

MA | XMA | MMS | VOL | Valida¢né MSE | Poradie
ANO | NIE | ANO | NIE 0.000361 2.
ANO | NIE NIE | ANO 0.000363 3.
ANO | NIE | ANO | ANO 0.000422 7.
NIE | ANO | ANO | NIE 0.000393 4.
NIE | ANO | NIE | ANO 0.000428 8.
NIE | ANO | ANO | ANO 0.000414 6.
NIE | NIE | ANO | NIE 0.000412 5.
NIE | NIE | ANO | ANO 0.000352 1.

V tabulke 5.1 prezentujeme vysledné porovnanie nami vytvorenych kombindcii kan-
didatnych rieSeni s cenou akcie ako hlavnym kandidatnym riesenim. Poradie tychto sad
bolo urcené podla najnizsej priemernej validacnej chyby vsetkych troch referenénych akeii,
pricom valida¢né chyby jednotlivych akcii boli vypocitané ako priemernd valida¢na chyba
z troch nezévislych trénovani. Z uvedenych vysledkov je jednoznac¢né, ze najlepsie vysledky
dosahuje model, ktory pouziva exponencialny pohyblivy priemer a denny obchodovany ob-
jem akcie ako vstupné parametre.
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Obr. 5.8: Vysledok predikcii modelu akcie BRK-A vyuzivajicej medzidiiovii navratnost a
MMS, na ktorej mdézeme pozorovat nedostatoéni predikéni schopnost modelu (odchylka
na valida¢nom obdobi bola 0.0248 MSE).

Valida¢né odchylky s medzidniovou navratnostou ako hlavnym kandidédtnym riesenim ne-
uvadzame, lebo porovnanie valida¢nych odchyliek s validacnymi odchylkami prezentovanymi
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v tabulke 5.1 nie je z dévodu odlisnych skal mozné. Taktiez deklarujeme, ze modely, ktoré
pouzivali medzidnovi navratnost ako hlavné kandidatne riesenie v nasej praci nedokézali
vytvorit kvalitné predikcie, a preto ich nechavame ako predmet dalSieho experimentovania.
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Obr. 5.9: Vysledok predikcii modelu akcie BRK-A vyuzivajicej uzatvaraciu cenu, denny
obchodovany objem a maximum-minimum-sStadardni odchylku, ktord dosiahla najlepsie
priemerné vysledky z porovnavanych kandidatnych rieseni.

Po zhrnuti vSetkych prezentovanych faktov sme dospeli k zaveru, ze viac-premenny
model, ktory pouzival uzatvaraciu cenu akcie, maximum, minimum, standardnt odchylku
z 30-dnového pohyblivého okna a denny obchodovany objem akcie dosiahol najlepsie vy-
sledky, a preto budeme tito kombinaciu vstupnych parametrov pouzivat v nasledujtacich
experimentoch.

Tabulka 5.2: Porovnanie valida¢nych odchyliek jedno a viac-premennych modelov.

Typ modelu | BRK-A | GOOG | MSFT
jedno-premenny | 0.00056 | 0.00038 | 0.00011
viac-premenny | 0.00020 | 0.00030 | 0.00070

V neposlednom rade by sme chceli este chceli porovnat dosiahnuté vysledky jedno-
premenného a viac-premenného modelu, ktoré moézete vidiet v tabulke 5.2. Na zdklade
tychto vysledkov mézeme povedat, ze viac-premenné modely pre akcie BRK-A a GOOG do-
sahuju lepsie validacné vysledky, ale jedno-premenny model akcie MSF'T dosahuje vyrazne
lepsie vysledky predikcii ako jeho viac-premenny néprotivok. Findlne porovnanie obidvoch
navrhnutych typov modelov vykondme az po ich optimalizicii v podkapitole 5.5.
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5.4 Experiment 4 - Analyza predikcii modelov

Vzhladom na nami zvoleny princip predikcie, kde modely akcii tvoria predikcie v kratko-
dobom c¢asovom horizonte z jedného dna na druhy, sme sa neuspokojili len s prezenticiou
vysledkov na dlhsom casovom horizonte 200 dni, ale rozhodli sme sa analyzovat kvalitu
predikcii v ramci jedného mesiaca. Vytvorili sme preto tento nezavisly experiment, ktory
trénoval desat modelov pre kazdy typ modelu a referen¢nt akciu s pouzitim 10-roc¢nej da-
tovej sady, takze vo vysledku vzniklo 60 samostatnych modelov. Nésledne sme s kazdym
modelom vytvorili 499 predikcii na testovacom obdobi od 31.12.2020 do 22.12.2022. Kvalitu
tychto predikcii sme sa rozhodli vyhodnocovat podla alternativného kritéria, a to spravnej
predikcie zmeny trendu ceny nasledujiceho dna. Vyhodnocovanie vysledkov predikcie podla
tohto kritéria budeme demonstrovat prikladom.

Povedzme, ze dnesny datum je 1.12.2022 a uz boli zverejnené dnesné uzatvaracie ceny ak-
cii BRK-A a GOOG, ktorych uzatvaracie ceny nasledujiceho dna budeme pomocou jedno-
premenného modelu predikovat. Predikénému modelu teda pripravime dnesnu uzatvaraciu
cenu a dalsich 59 predoslych uzatvaracich cien, vytvorime z nich predikcie a porovnavame
ich s redlnou uzatvaracou cenou nasledujiceho dna.

Tabulka 5.3: Predikcia cien akcii z 1.12.2022 na 2.12.2022 jedno-premennym modelom

Model akcie BRK-A GOOG
Cena 1.12.2022 (3) 177,085 101.28
Cena 2.12.2022 ($) 477 403 100.83
Predikovand cena 2.12.2022 ($) 481,720.83 100.99
Rozdiel cien 316 $ / 0.06 % -0.45 $ / -0.44 %
Rozdiel ceny a predikcie 4,317.83% /097 % | -0.298 / 0.29 %

V tabulke 5.3 uvddzame uzatvaracie ceny akcii, predikcie pre den 2.12.2022, rozdiel
uzatvaracich cien, ktory udava narast alebo poklesy ceny danej akcie uvedeny v dolaroch
a percentach a taktiez rozdiel uzatvaracej ceny akcie z 2.12.2022 a predikcie pre tento den,
taktiez uvedenych v dolaroch a percentach. Dolezitym zistenim z tychto ¢isel su rozsahy
samotnych cien, ktoré st radovo odlisné, kedze cena akcie GOOG je priblizne 100 dolarov,
ale ceny akcie BRK-A sa v tychto diioch pohybovali v rozmedzi 475,000 az 480,000 doléarov,
pricom medzidiiové zmeny ceny sa u akcie BRK-A mézu pohybovat v tisicoch dolarov, ale
zmeny cien akcie GOOG sa zvyknd pohybovat v niekolkych dolaroch. Vzhladom na tieto
zistenia je teda tazké urc¢it pripustni hranicu rozdielu realnej a predikovanej ceny akcie.
Teoreticky by sa tato hranica dala uréit ako percentudlna hodnota, ale v nasej praci sme
sa rozhodli tento problém riesit prakticky a to na zaklade tychto tvrdeni.

1. V pripade, Ze sa model nemyli a predikuje zajtrajsi rast ceny akcie, tak akciu kupime
dnes a mozeme ju zajtra predat zo ziskom.
2. V pripade, Ze sa model nemyli a predikuje zajtrasi pokles ceny akcie, tak bude spravne
investi¢né rozhodnutie akciu dnes nekupit.

Ak vySsie uvedené tvrdenia dodrzime, tak budd vytvorené modely v praxi profitovatelné
a nemusime zistovat pripustni hranicu chyby predikcii. Preto sme sa rozhodli v rdmci tohto
experimentu redukovat problém presnej predikcie ceny na problém binarnej klasifikacie
zmeny trendu ceny akcie v nasledujicom dni. Dolezité je este podotkniit, Ze nase modely sme
stéle trénovali na zédklade metriky MSE, takze sa modely pri trénovani snazili minimalizovat
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rozdiel medzi predikovanou a realnou cenou akcie, ale proces trénovania by bolo mozné
modifikovat tak, aby vytvorené modely predikovali trend ceny akcie ¢o predkladdame ako
namet na dalSie experimenty.

Vyhodnotenie predikcii modelov za obdobie december 2021
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---redlna cena akcie
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Obr. 5.10: Vysledky predikcii najlepsich modelov vsetkych referencnych akcii za mesiac
december 2021.

Na obrazku 5.10 prezentujeme tri grafy predikcii jednotlivych referenénych akcii, pri-
¢om modré krivky prezentuju vytvorené predikcie najlepsich modelov jednotlivych akcii,
vybranych na zaklade dosiahnutého poctu spravnych predikcii zmeny trendu ceny akcie a
cervené krivky prezentuju redlnu cenu akcie v danom case. V pravej Casti tychto grafov
sa nachadza ukazatel poc¢tu spravnych predikcii trendu. V mesiaci december 2021 bolo 22
obchodovanych dni, takze sme znézornili 50% tuspesnost oranzovou priamkou. Pohlad na
tieto grafy ndm odhalil jednu skutoc¢nost, ktord nebola taka oc¢ividnd na grafoch dlhsieho
casového horizontu, a to, Ze predikéné krivky sa sice vacsinu c¢asu drzia blizko skuto¢nych
hodnoét, ale v pripade, zZe cena akcie meni trend v ¢asovom okamziku ¢, tak sa tato skutoc-
nost prejavi na predikénej krivky az v case t + 1. Avsak ak by sme vyhodnocovali kvalitu
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tychto predikcii na zédklade metriky MSE na testovacom obdobi, nadobtida nizke hodnoty,
konkrétne 0.0003 pre akciu BRK-A, 0.0028 pre akciu GOOG a 0.0064 pre akciu MSFT.
Z tychto vysledkov vyplyva, ze model akcie BRK-A je najpresnejsi a modely ostatnych ak-
cii s aj napriek dobrym vysledkom v porovnani s modelom akcie BRK-A horsie o jeden

rad.
Tabulka 5.4: Vyhodnotenie predikcii trendov vybranych modelov
Obdobie Akcia | Spravny pocet predikcii | Celkovy pocet predikcii
December 2021 | BRK-A 16 (72.7 %) 22
December 2021 | GOOG 13 (59.1 %) 22
December 2021 | MSFT 11 (50.0 %) 22
Celkové obdobie | BRK-A 279 (55.9 %) 499
Celkové obdobie | GOOG 258 (51.7 %) 499
Celkové obdobie | MSFT 264 (52.9 %) 499

V tabulke 5.4 prezentujeme dosiahnuté vysledky vybranych modelov za obdobie de-
cember 2021 zobrazené na grafe 5.10 a za celkové testovacie obdobie, ktorého dizka je 499
obchodnych dni, teda priblizne dva kalendarne roky. Vybrané modely napriek tomu, Ze ne-
boli priamo trénované na predikciu trendov na relativne dlhom ¢asovom obdobi, dosahuju
nadpolovi¢ni uspesnost predikcii, pricom existuji aj mesiace, kde bola tspesnost modelov
vyrazne nadpriemerna. Obzvlast dobré su vysledky modelu akcie BRK-A, ktorému sa za cel-
kové obdobie darilo najviac v porovnani s ostatnymi prezentovanymi modelmi a v decembri

2021 dosiahol tspesnost az 72.7 %.

Porovnanie kvality predikcii podla odchylok MSE
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Obr. 5.11: Porovnanie valida¢nych a testovacich odchyliek vsetkych modelov
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Po vyhodnoteni tspesnosti modelov na zaklade spravnej predikcie trendu nas dalej zau-
jimali celkové vysledky vsetkych trénovanych modelov z hladiska valida¢nych a testovacich
odchyliek, ktoré prezentujeme na obrazku 5.11. Celkovo sme vytvorili Sest grafov, pricom
v lavej casti sa nachadzaji vysledky modelov z valida¢ného obdobia a vpravo z testovacieho
obdobia. Kazdy jeden graf sa skladd z dvoch ,krabicovych grafov* (angl. boxplot), pri-
¢om vlavo su prezentované vysledky jedno-premenného modelu a vpravo viac-premenného
modelu. Kazdy jeden krabicovy graf je tvoreny z desiatich hodnot odchylok z patri¢ného
obdobia.

Porovnanie vysledkov validacného obdobia s testovacim prindsa ocakavane vysledky,
a to, ze moézeme pozorovat ich mierne zhorsenie na testovacom obdobi. Toto zhorsenie
je najmensie pri akci BRK-A, kde sa pohybuje v desattisicinach MSE. Pri modeli GOOG
mozeme pozorovat zhorsenie hodnot o cely rad, kde hodnoty MSE prechadzaji z desattisicin
pri valida¢nom obdobi na tisiciny v testovacom obdobi a pri modeloch akcie MSFT sa
hodnoty MSE na testovacom obdobi pohybuji v radoch stotin. Zhodnotenie z hladiska
validacnych a testovacich odchyliek je preto jednoduché, lebo v nom vedd s prehladom
modely akcie BRK-A.

Rozdiely z hladiska typov modelov nie st prilis vyznamné, vzhladom na to, Ze vo vy-
sledkoch z testovacieho obdobia pre akciu BRK-A dosahuje o nieco lepsie vysledky jedno-
premenny model, pri akcii GOOG dosahuje o nieco lepSie vysledky viac-premenny model a
pri akcii MSFT st vysledky oboch typov modelov podobné, kde vysledky viac-premenného
nachadzaju dve odhlahlé hodnoty. Zaujimavé je vSak pozorovanie predikcii viac-premennych
modelov akcie GOOG a jedno-premennych modelov akcie MSFT na testovacom obdobi,
kedze dosahuju maly rozptyl odchyliek MSE, ¢o vypoveda o konzistentnych vysledkoch
naprie¢ viacerymi trénovaniami.

Tabulka 5.5: Prezentacia statistickych ukazovatelov odchyliek z obrazku 5.11 v MSE
Obdobie | Akcia Typ modelu | Maximum | Minimum | Priemer
Validaéné | BRK-A | jedno-premenny | 0.000306 0.000126 0.000179
Validacné | BRK-A | viac-premenny 0.000464 0.000137 0.000211
Validaéné | GOOG | jedno-premenny 0.000443 0.000291 0.000324
Validacné | GOOG | viac-premenny 0.000417 0.000296 0.000327
Valida¢né | MSFT | jedno-premenny 0.001657 0.000416 0.000707
Valida¢né | MSFT | viac-premenny 0.000878 0.000426 0.000644
Testovacie | BRK-A | jedno-premenny 0.000724 0.000319 0.000429
Testovacie | BRK-A | viac-premenny 0.000872 0.000412 0.000561
Testovacie | GOOG | jedno-premenny 0.009826 0.003115 0.004954
Testovacie | GOOG | viac-premenny 0.005740 0.002559 0.003025
Testovacie | MSFT | jedno-premenny 0.111646 0.009199 0.031434
Testovacie | MSFT | viac-premenny 0.048235 0.006405 0.023102

Na zaklade vysledkov prezentovanych v tabulke 5.5 usudzujeme, Ze najlepsich vysledkov
dosahovali jedno-premenné modely akcie BRK-A, kedze dosahovali najnizsej priemernej
validacnej aj testovacej odchylky. Ak by sme hodnotili kvalitu podla typu modelu, tak
na zaklade odchyliek z testovacieho obdobia mézeme povedat, ze viac-premenné modely
dosahovali lepsie vysledky, kedze boli lepsie ako ich naprotivky pri akciach GOOG a MSFT.
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5.5 Experiment 5 - Optimalizacia navrhnutych modelov

V poslednom experimente tejto prace sa budeme venovat optimalizacii vysledkov modelov
na zaklade hladania optiméalneho parametru ucenia a poctu trénovacich epoch s cielom
zabranit pretrénovaniu modelov. Taktiez vyhodnotime vplyv dizky trénovaciecho obdobia
na kvalitu vytvorenych predikcii, kde budeme porovnavat vysledky modelov na zaklade ich
valida¢nych odchyliek naprie¢ 10 a 20 ro¢nym trénovacim obdobim.

Predtym, ako sa dostaneme k samotnému experimentu, je potrebné blizsie upresnit, ¢o je
to miera ucenia optimalizatora a pocet trénovacich epoch. Proces trénovania rekurentnych
neuronovych sieti sme popisali v podkapitole 3.1, kde sme hovorili o tom, Ze v procese
trénovania vykonava optimalizator variantu vzostupu gradientu. Pod poc¢tom epoch teda
mozeme rozumiet pocet trénovacich cyklov, ktoré optimalizdtor vykona v procese hladania
minima Ucelovej funkcie a miera ucenia nam definuje mieru zmeny vah modelov, ktora sa
na konci cyklu vykoné. Z1é nastavenie tychto parametrov by teda mohlo viest k tomu, zZe pri
prilis malom pocte epoch by sme v procese trénovania nemali dostatok trénovacich cyklov
na najdenie dostacujiceho riesenia, pripadne ak by bola nevhodne zvolend miera ucenia,
tak by mohli byt zmeny vah prilis velké a algoritmus by sa nevedel dostat k minimu tcelovej
funkcie.

Doposial sme mali nastaveny pocet trénovacich epoch na 50 a miera ucenia nebola Speci-
fikovand, a preto sa pouzila predvolend hodnota optimalizatoru Adam - 0.001. Pre potreby
tohto experimentu sme sa rozhodli zvysit pocet trénovacich epoch na 100 aj napriek vacsim
vypocetnym narokom a rozhodli sme, ze vytvorime Styri konfigurédcie, ktoré budeme testo-
vat. Tieto konfiguracie sa odlisovali na zdklade typu modelu, ¢ize jedno a viac-premenné a
poctom vrstiev, kedze sme chceli zistit, aky vplyv by mala na vysledky architektira s dvomi
vipocetnymi LSTM vrstvami. Dalej sme sa rozhodli skiimat vplyv diiky trénovacej datovej
sady na kvalitu predikcii, a preto sme tieto modely trénovali aj za pouzitia 20-ro¢nej datove;j
sady. Poslednou vecou, ktorti potrebujeme spomentt pred prezentaciou prvych vysledkov,
je, ze sme pre Ucely tohto experimentu pouzili LearningRateScheduler z frameworku Ten-
sorflow, ktory na zdklade nami definovanej funkcie: e*  10¢7°¢"/100  pahradi momentdlnu
trénovaciu epochu v tejto rovnici a tento vysledok nastavuje ako mieru ucenia o pre opti-
malizator. * Toto bolo potrebné spravit preto, aby sme mohli najst optimalnu mieru ucenia,
¢o vysvetlime na nasledujicich grafoch.

Porovnanie trénovacej a valida¢nej odchylky
0.0010 —— Trénovacia odchylka
Valida¢na odchylka

0.0008
0.0006
0.0004

0.0000

Odchylka (MSE)
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Epocha

Obr. 5.12: Porovnanie trénovacej a valida¢nej odchylky modelu BRK-A

4zdroj: Towards Data Science - How to Optimize Learning Rate with TensorFlow, autor: Dario Radeéié
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Porovnanie miery uc¢enia a validaénej odchylky
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Obr. 5.13: Porovnanie valida¢nych a testovacich odchyliek vSetkych modelov

Na obrézku 5.12 mozete vidiet porovnanie trénovacej (modrej) a valida¢nej (oranzovej)
odchylky v MSE, kde sme nechali trénovat model akcie BRK-A po dobu 100 epoch. Ako
mozete z grafu vidiet, tak trénovacia odchylka naprie¢ epochami klesa aj ked sa miera jej
klesania vyrazne spomaluje okolo 50. epochy, pricom krivka validac¢nej odchylky dosahuje
svoje minimum v 61. epoche. Z tychto faktov mézeme teda usudif, Ze proces trénovania
tohto konkrétneho modelu dosiahol optimélne vysledky v 61. epoche a trénovanie mohlo
byt zastavené. Pre tento isty model sme taktiez vytvorili graf na obrazku 5.13, ktory ma
na osi x mieru ucenia (v logaritmickej stupnici) a na osi y valida¢ni odchylku v MSE. Toto
nam umoznilo vyhladat minimélnu hodnotu valida¢nej odchylky a na zaklade nej urcit
optimalny parameter miery ucenia «, ktord bola v tomto pripade 0.0004.
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Obr. 5.14: Porovnanie validacnych a testovacich odchyliek vSetkych modelov
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Obr. 5.15: Porovnanie validacnych a testovacich odchyliek vSetkych modelov

Tento proces sme samozrejme museli vykonat pre vSetky spominané konfiguracie, takze
sme natrénovali 72 modelov (18 modelov pre kazdi konfigurdciu), pricom sme model kazdej
akcie trénovali trikrat pre dosiahnutie vSeobecnejsich vysledkov, ktoré prezentujeme na
obrazkoch 5.14 a 5.15. Obidve stvorice grafov maji rovnakid os y, a to najlepSiu najdenu
valida¢nii odchylku, pricom sa liSia v osi x, kde st na obrazku 5.14 zobrazené epochy a
na obrazku 5.15 rdézne miery ucenia. Zobrazenie epoch na osi x ndm umozni najst epochu,
v ktorej boli ndjdené najmensie valida¢né chyby a rovnaky princip pouzivame na grafoch
5.15 na najdenie optimalnej miery ucenia. Vzhladom na to, Ze sme pre jednu konfigiraciu
trénovali 18 modelov, tak sme sa snazili ur¢it najlepsiu priemernii hodnotu epoch a miery
ucenia. Toto vyhodnotenie sme zjednodusili tak, ze sme si vyratali priemerni hodnotu
z najlepsich valida¢nych vysledkov celej konfiguricie a ak bola najlepsia valida¢né odchylka
modelu mensia alebo rovné tejto hodnote, tak bude tento bod oznac¢eny modrou farbou a
opacne oranzovou.

Tabulka 5.6: Porovnanie zvolenych hodnét konfiguracii

Konfiguracia Epochy | Miera ucenia
Jedno-premennd jedno-vrstvova 65 0.00040
Viac-premennd jedno-vrstvova 58 0.00037
Jedno-premennd viac-vrstvova 52 0.00031

Viac-premennd ciac-vrstvova 56 0.00031

V ramci tohto experimentu sme sa rozhodli vylepsit sposob trénovania, a to spdsobom,
ze ak by sa v procese trénovania vyskytol model, ktorého kvalita predikcii bola lepsia ako
kvalita modelu po poslednej trénovacej epoche, tak na konci trénovania nahradime vahy
trénovaného modelu, ¢o vo vysledku zabezpeci viac kvalitnejsich modelov. Toto vylepSenie
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pouzijeme pre vsetky Styri spominané konfiguracie a obidve datové sady, takze budeme
moct porovnat k akému zlepSeniu dochadza na vsetkych valida¢nych obdobiach.

Porovnanie vysledkov modelov podla konfiguracii z experimentu 5

Jedno-premenny jedno-vrstvovy model akcie BRK-A Jedno-premenny jedno-vrstvovy model akcie GOOG
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Obr. 5.16: Porovnanie validacnych odchyliek modelov akcie MSFT bez 20 roc. sady

Na obréazku 5.16 prezentujeme porovnanie valida¢nych vsetkych typov modelov tréno-
vanych na 10 a 20-ro¢nej datovej sade s ndvratom k najlepsej epoche modelu a bez, pricom
tieto vysledky prezentuju 480 samostatnych trénovani na zaklade tychto parametrov: 4
konfiguracie, 2 datové sady, bez / s nédvratom k najlepsej epochy, 3 referencné akcie a 10
nezavislych trénovani pre kazda akciu. Prezentovany graf sa sklada z 6smich casti, pricom
stipce rozdeluji jednotlivé konfigurécie, a teda vlavej ¢asti nachddzame vysledky pre akciu
BRK-A v pravej pre akciu GOOG. Grafy v lavej ¢asti od vrchného po spodny prezentuji
konfiguracie v nasledovnom poradi: jednopremenny jedno-vrstvovy model, viac-premenny
jednovrstvovy model, jedno-premenny dvojvrstvovy model a viac-premenny dvojvrstvovy
model.
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Zaujimavé vysledky z tychto grafov si, ze vSetky grafy modelov, kde bol pouzity navrat
k najlepsej epoche, dosahuju priblizne rovnaké valida¢né odchylky, ¢o v prvej rade vypoveda
o konzistentnosti tychto vysledkov a zaroven o tom, ze tieto valida¢né odchylky sa oc¢ividne
najmengie, aké sa dajt dosiahnut pri pouziti tychto parametrov. Dalsim zaujimavym faktom
je, ze modely trénované na 10-ro¢nom obdobi bez navratu k najlepsej epoche dosahuji
mensSie validacné odchylky ako modely trénované na 20-ro¢nych datovych sadach.

Porovnanie vysledkov modelov podla konfiguracii z experimentu 5
Jedno-premenny jedno-vrstvovy model akcie MSFT s 20 ro¢. sadou Viac-premenny jedno-vrstvovy model akcie MSFT s 20 roc¢. sadou
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Obr. 5.17: Porovnanie valida¢nych odchyliek modelov akcie MSFT bez 20 roc¢. sady

Vysledky konfiguracie pre akcie MSF'T st uvedené samostatne na obrazku 5.17, ktorého
usporiadenie sa od grafu 5.16 1i8i z doévodu, ze vysledky trénovania modelov, ktoré pouzivali
20 ro¢nt datovi sadu produkovali vyssie odchylky a skreslovali ostatné vysledky, tak sme
sa rozhodli, ze horné 4 grafy budu obsahovat vsetky styri skupiny trénovania a z dolnych
styroch grafov sme odstranili vysledky modelov, ktoré boli trénované 20 ro¢nou datovou
sadou. Na tychto grafoch mézeme taktiez pozorovat, ze modely trénované na 10 rocnej
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datovej sade dosahuji mensie valida¢né odchylky ako modely trénované na 20 ro¢nej datove;j
sade a ze rozptyl modelov s navratom k najlepsej epoche je miniméalny.

Tabulka 5.7: Porovnanie vysledkov jednotlivych konfiguracii na zaklade valida¢nej odchylky
podla pouzitej détovej sady (DS) pre modely akcie BRK-A

Konfiguracia modelu DS odchylka (MSE) | Poradie
Jedno prem. 1 vrst. 10 roé. 0.000223 3.
Jedno prem. 1 vrst. 10 ro¢. (naj.) 0.000195 2.
Jedno prem. 1 vrst. 20 roc¢. 0.000348 13.
Jedno prem. 1 vrst. 20 ro¢. (naj.) 0.000294 10.
Viac prem. 1 vrst. 10 roc. 0.000265 7.
Viac prem. 1 vrst. 10 ro¢. (naj.) 0.000227 5.
Viac prem. 1 vrst. 20 roc. 0.000412 15.
Viac prem. 1 vrst. 20 ro¢. (naj.) 0.000306 12.
Jedno prem. 2 vrst. 10 roé. 0.000227 6.
Jedno prem. 2 vrst. 10 ro¢. (naj.) 0.000193 1.
Jedno prem. 2 vrst. 20 roc¢. 0.000382 14.
Jedno prem. 2 vrst. 20 ro¢. (naj.) 0.000293 9.
Viac prem. 2 vrst. 10 ro¢. 0.000267 8.
Viac prem. 2 vrst. 10 ro¢. (naj.) 0.000226 4.
Viac prem. 2 vrst. 20 roc. 0.000414 16.
Viac prem. 2 vrst. 20 ro¢. (naj.) 0.000302 11.

Na zaver tohto experimentu by sme chceli este analyzovat kvalitu predikcii modelov
na zaklade réznych faktorov, a preto tieto data budeme prezentovat formou tabuliek, kde
kvalitu modelov ur¢ime podla priemernej dosiahnutej validacnej odchylky.

Prvé porovnanie, ktoré chceme realizovat touto formou, je ndjdenie najlepsej konfi-
guricie pre jednotlivé akcie, a preto v tabulke 5.7 prezentujeme porovnanie valida¢nych
odchyliek modelov akcie BRK-A pre vSetky trénované konfiguricie a datové sady. V prvej
trojici najlepsich konfiguracii pre akciu BRK-A sa nachadzaji iba jedno-premenné modely,
pricom prvy model je dvojvrstvovy a druhé a tretie miesto obsadili jedno-vrstvové modely.

DalSou zaujimavostou je, Ze vietky tri najlepsie modely boli trénované za pouzitia 10-
rocnej datovej sady a dve z troch konfiguricii pouzivali navrat k najlepsej epoche. Modely
umiestnenené na 4. az 8. priecke boli vsetky taktiez trénované za pouzitia 10-ro¢nej datovej
sady, pricom lepsie umiestnenia pouzivali navrat k najlepsej epoche.

Zaver pre porovnanie konfiguracii akcie BRK-A je, Ze je vhodné tieto modely trénovat za
pouzitia 10-ro¢nej datovej sady a taktiez je vhodné pouzivat princip vratenia sa k najlepsej
epoche.
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Tabulka 5.8: Porovnanie vysledkov jednotlivych konfiguracii na zaklade valida¢nej odchylky
podla pouzitej détovej sady (DS) pre modely akcie GOOG

Konfiguracia modelu DS odchylka (MSE) | Poradie
Jedno prem. 1 vrst. 10 roc¢. 0.000453 3.
Jedno prem. 1 vrst. 10 ro¢. (naj.) 0.000384 1.
Jedno prem. 1 vrst. 20 roc. 0.000641 13.
Jedno prem. 1 vrst. 20 ro¢. (naj.) 0.000538 8.
Viac prem. 1 vrst. 10 roc. 0.000614 12.
Viac prem. 1 vrst. 10 ro¢. (naj.) 0.000491 d.
Viac prem. 1 vrst. 20 roc. 0.000697 14.
Viac prem. 1 vrst. 20 ro¢. (naj.) 0.000561 9.
Jedno prem. 2 vrst. 10 roc¢. 0.000501 6.
Jedno prem. 2 vrst. 10 ro¢. (naj.) 0.000392 2.
Jedno prem. 2 vrst. 20 ro¢. 0.000730 16.
Jedno prem. 2 vrst. 20 ro¢. (naj.) 0.000537 7.
Viac prem. 2 vrst. 10 roc. 0.000603 11,
Viac prem. 2 vrst. 10 ro¢. (naj.) 0.000481 4.
Viac prem. 2 vrst. 20 roc. 0.000725 15.
Viac prem. 2 vrst. 20 ro¢. (naj.) 0.000565 10.

Dalej by sme sa chceli pozriet na vysledky validaénjch odchyliek konfigurdcii modelov
akcie GOOG, ktoré sme uviedli v tabulke 5.8. Prva vec, ktort sme si na tychto vysledkoch
vsimli, je, ze oproti vysledkom akcie BRK-A uvedenym v tabulke 5.7, st vysledky akcie
GOOG o niekolko desafttisicin vécsie, pricom vysledky modelov akcie BRK-A sa pohybovali
v rozmedzi 0.000193 - 0.000414 a vysledky akcie GOOG sa pohybuji v rozmedzi 0.000384
az 0.000730, z ¢oho vidime, ze vysledky modelov akcie GOOG pochadzaji aj z vacsieho
rozmedzia hodnot.

Co sa tyka samotnych umiestneni modelov, tak 1. a 3. miesto pripadlo jedno-premennym
a jednovrstvovym modelom a 2. miesto pripadlo jedno-premennym, ale dvojvrstvovym mo-
delom, ¢o je podobnd situdcia ako pri vysledkoch modelov akcie BRK-A. Z hladiska da-
tovych sad konfigurdcie umiestnené na prvych troch prieckach boli vsetky trénované za
pouzitia 10-ro¢nej datovej sady a prvé dve konfigurdcie pouzivali navrat k najlepsej epoche.

Konfigurdcie umiestnené na 4. az 8. priecke pouzivali ndvrat k najlepsej epoche (okrem
6. konfiguracie) a prva konfiguracia, ktord pouzivala 20-ro¢ni détovi sadu a prekonala vo
vysledkoch konfigurdciu pouzivajucu 10-ro¢nt datova sadu, bola az na 7. priecke.

Zaver pre konfiguracie modelov akcie GOOG je podobny ako zaver pri akcii BRK-A, a
to, ze pri trénovani tychto modeloch doporuc¢ujeme pouzivat 10-ro¢nt datovi sadu a taktiez
navrat k najlepsej epoche.
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Tabulka 5.9: Porovnanie vysledkov jednotlivych konfiguracii na zaklade valida¢nej odchylky
podla pouzitej détovej sady (DS) pre modely akcie MSFT

Konfiguracia modelu DS odchylka (MSE) | Poradie
Jedno prem. 1 vrst. 10 roc. 0.001146 3.
Jedno prem. 1 vrst. 10 ro¢. (naj.) 0.000854 1.
Jedno prem. 1 vrst. 20 roc. 0.010295 14.
Jedno prem. 1 vrst. 20 ro¢. (naj.) 0.002150 9.
Viac prem. 1 vrst. 10 roc¢. 0.001408 6.
Viac prem. 1 vrst. 10 ro¢. (naj.) 0.001180 5.
Viac prem. 1 vrst. 20 roc. 0.010021 13.
Viac prem. 1 vrst. 20 ro¢. (naj.) 0.002281 11.
Jedno prem. 2 vrst. 10 roc¢. 0.001459 7.
Jedno prem. 2 vrst. 10 ro¢. (naj.) 0.000856 2.
Jedno prem. 2 vrst. 20 roc. 0.011376 15.
Jedno prem. 2 vrst. 20 ro¢. (naj.) 0.002191 10.
Viac prem. 2 vrst. 10 roc¢. 0.001696 8.
Viac prem. 2 vrst. 10 ro¢. (naj.) 0.001171 4.
Viac prem. 2 vrst. 20 roc. 0.037781 16.
Viac prem. 2 vrst. 20 ro¢. (naj.) 0.002454 12.

V neposlednom rade sa budeme venovat vysledkom konfigurdcii modelov akcie MSFT,
prezentovanych v tabulke 5.9. Z prezentéacie vyslednych grafov konfiguracii z obrazku 5.17
vieme, ze 20-rocné datové sady dosahovali znacne horsie odchylky ako 10-ro¢né détové sady,
pricom nam to vysledky prezentované v tejto tabulke len potvrdili.

Co sa tyka obsadenia prvych troch priecok tak nastdva podobnd situicia ako pri vy-
sledkoch konfiguracii modelov akcii BRK-A a GOOG, kedZe prvé a tretie miesto obsadili
jedno-premenné a jedno-vrstvové modely a druhé miesto pripadlo jedno-premennym dvoj-
vrstvovym modelom. Rovnako ako aj v predoslych vysledkoch aj tentokrat sa na prvych
prieckach nachadzaji modely trénované na zaklade 10-ro¢nej datovej sady.

Vsetky konfiguracie, ktoré sa umiestnili na 4. az 8. priecke taktiez pouzivali 10-ro¢nt
trénovaciu sadu, takze ani jedna konfiguricia, ktord bola trénovand na 20-roc¢nej datovej
sade, sa nedostala do prvej polovice.

Zaver pre konfigurdcie modelov akcie MSFT je identicky ako zavery predoslych vysled-
kov, a to, ze prvym miestam dominovali modely trénované na 10-ro¢nych datovych sadach
a pouzitie navratu k najlepsej epoche sa vyplatilo.

Celkové zhrnutie tychto vysledkov je, ze na trénovanie odporucame pouzit 10-rocné
datové sady a navrat k najlepsej epoche. V pripade, Ze by sme si chceli porovnat priemerné
vysledky podla jednotlivych akcii, dospejeme k zaveru, ze modely akcie BRK-A dosahovali
najlepsie vysledky, modely akcie GOOG dosahovali mierne horsie vysledky ako modely akcie
BRK-A, ale modely akcie MSFT dosahovali v priemere rddové zhorSenie vysledkov.

Tabulka 5.10: Celkové porovnanie vysledkov konfiguracii

Konfiguriacia modelu Priemerna odchylka (MSE) | Poradie
Jedno-premenny 1-vrstvovy 0.001460 1.
Viac-premenny 1-vrstvovy 0.001538 2.
Jedno-premenny 2-vrstvovy 0.001595 3.
Viac-premenny 2-vrstvovy 0.003890 4
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Naésledne sme sa rozhodli analyzovat vysledky podla jednotlivych konfiguracii modelov
bez akcii a datovych sad, ktoré uvadzame v tabulke 5.10. Z tychto vysledkov je jednoznac¢né
prvenstvo jedno-premennych jednovrstvovych modelov. Na druhom mieste skoncili viac-
premenné jednovrstvové modely, len s mierne mensou priemernou valida¢nou odchylkou
ako modely jedno-premennej dvojvrstvovej konfiguracie, ktoré obsadili tretie miesto. Na
poslednom mieste s vyrazne horsim vysledkom sa umiestnili viac-premenné dvoj-vrstvové
modely, ktoré znac¢ne zaostavaju za ostatnymi prezentovanymi konfigurdciami.

Tabulka 5.11: Porovnanie priemernej valida¢nej odchylky podla datovej sady

Datova sada | Priemerna odchylka (MSE) | Poradie
10 ro¢né 0.000738 2.

10 ro¢na (naj) 0.000554 L.
20 roc¢néa 0.006152 4.

20 ro¢na (naj) 0.001039 3

Dalsim zaujimavym porovnanim, ktoré sme vykonali, bolo porovnanie priemernych va-
lida¢nych odchyliek podla vyuzitej datovej sady, ktoré prezentujeme v tabulke 5.11. Z tohto
porovnania vyplyva, ze 10-ro¢na datova sada s navratom k najlepsej epoche dosahuje naj-
lepsie vysledky, ¢o potvrdzuje zaver z predoslych zisteni. Druhé miesto obsadili modely
trénované pomocou 10-roc¢nej datovej sady bez navratu k najlepsej epoche. Toto porov-
nanie je obzvlast zaujimavé z dévodu, ze modely, ktoré pouzivali 20-roénti datovi sadu
s navratom k najlepsiemu vysledku, dosahovali o nieco horsie vysledky ako modely pouzi-
vajuce 10-roéna datovi sadu bez navratu k najlepsej epoche, ale modely, ktoré pouzivali
20-ro¢nu datovt sadu bez navratu k najlepsej epoche, dosahujt vyrazne horsie vysledky ako
ostatné modely. Z tohto vyplyva, ze optimalizdcia trénovania navratom k najlepsej epoche
vyrazne zlepsuje dosiahnuté validacné vysledky modelov.

Tabulka 5.12: Porovnanie priemernej valida¢nej odchylky podla datovej sady
Typ modelu | Priemerna odchylka (MSE) | Poradie

Jedno-premenny 0.001527 1.
Viac-premenny 0.002714 2.

Poslednym porovnanim, ktoré sme v tomto experimente vykonali, bolo porovnanie prie-
mernej valida¢nej odchylky obidvoch zdkladnych typov vytvorenych modelov. Z vysledkov
uvedenych v tabulke 5.12 je jednoznacné, ze jednopremenny model dosahuje lepsie vysledky
ako viac-premenny model s nami zvolenymi parametrami.
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Kapitola 6

Zaver

Na zaver tejto prace by sme chceli zhodnotit vysledky, ktoré sme dosiahli pri realizacii
vSetkych experimentov a taktiez poniknut niekolko ndmetov budiceho experimentovania.

Prvym modelom, ktory v tejto praci prezentujeme, je jedno-premenny, jednovrstvovy
model, ktorého princip bol uvedeny v referenc¢nej praci [12], pricom sa v prvom experimente
snazime replikovat vysledky z uvedeného ¢lanku. V druhom experimente analyzujeme kva-
litu predikcii na nezévislom testovacom obdobi po roku 2020, kde sa nam podarilo tento
model zlepsit zvacsenim poctu LSTM jednotiek na 512 a zmenou normalizac¢nej metody
z tzv. Z-Score normalizicie na normalizaciu pouzitim MaxAbsScalera z kniznice scikit-
learn [13].

V experimente tri sa venujeme tvorbe vlastného viac-premenného jedno-vrstvového mo-
delu, kde vykonavame vyber vhodnych vstupnych premennych na zdklade vysledkov z va-
lida¢ného obdobia prezentovanych kandidatnych modelov, pricom sme zistili, Ze najlepsie
vysledky dosiahol model, kde vstupné premenné tvorila uzatvaracia cena akcie, denny ob-
chodovany objem akcie a maximum, minimum a standardna odchylka vypocitana na zédklade
30-dnového pohyblivého okna.

V stvrtom experimente blizsie analyzujeme vysledky obidvoch modelov v rdamci jedného
mesiaca, kde sme zistili, ze napriek relativne malej vzdialenosti medzi predikovanou a re-
alnou krivkou ceny akcie maji modely problém predikovat zmenu trendu ceny akcie a ta
sa na predikcidch prejavuje az v nasledujici ¢asovy okamih. Taktiez v tomto experiemnte
prezentujeme a vyhodnocujeme vysledky modelov na zaklade alternativneho hodnotiaceho
kritéria daného schopnostou modelu spravne urcit zmenu trendu akcie nasledujticeho dna.
Vysledky modelov vyhodnotené podla tohto kritéria dosahuji nadpoloviéni tispesnost pri
predikcii testovacieho obdobia o dizke 499 dni, kde najlepsi model dosahuje 55.9 % tispesnost
(279 spravnych predikcii) aj napriek tomu, ze nebol trénovany pre toto kritérium.

V poslednom experimente sa venujeme hladaniu optimalneho poctu trénovacich epoch,
miery ucenia a a porovnivame vysledky 480 modelov na zéklade dizky ich trénovacieho
obdobia a typu. Taktiez prezentujeme jedno- a viac-premenné modely v dvojvrstvovej ar-
chitekttre a porovnavame ich s a bez vylepsenia, ktoré si ulozi vahy modelu z jeho najlepsej
epochy na zaklade validacnej odchylky. Vysledky tohto experimentu preukazali, ze jedno-
premenné jedno-vrstvové modely trénované za pouzitia 10-roénej datovej sady s navratom
prezentovanych konfigurdcii jednotlivych akcii preukdzalo ze modely akcie BRK-A dosa-
huji najnizsie priemerné validac¢né odchylky, nasledovanych s mensim zhorsenim modely
akcie GOOG, ale modely akcie MSF'T preukézali vyrazné priemerné zhorsenie. VSeobecné
porovnanie modelov na zaklade ich typu dokézalo, ze jedno-premenné modely dosahuji vo
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vSeobecnosti lepsie priemerné valida¢né odchylky ako viac-premenné modely, pricom odha-
dujeme, zZe toto je hlavne spésobené horsimi vysledkami viacpremennych dvoj-vrstvovych
modelov.

Pocas realizacie tejto prace sme mali niekolko napadov, ktoré sme sa rozhodli pred-
lozit ako namety budicej prace. Prvym takymto ndmetom je zmena principu predikcie
uzatvaracich cien akcii na predikciu medzidniovej navratnosti. Tato zmena by mala pomdct
v zabezpeceni kvalitnejsich vysledkov predikcii, kedze medzidnové navratnosti by mali byt
stacionarnejsie data ako uzatvéracie ceny, a teda lahSie predikovatelné. Dalsim ndmetom
je pouzitie nami prezentovaného alternativneho kritéria vyhodnocovania predikci modelov
z kapitoly 5.4, pricom by sa mohli pouzit vhodné modely pre binarnu klasifikaciu. Po-
slednym nédpadom pre budiice experimenty, ktory chceme predlozit je otestovanie kvality
predikcii viac-premenného modelu s inymi vstupnymi premennymi, pricom by zvicsenie
robustnosti tohto modelu mohlo zlepsit kvalitu jeho predikcii.

Na zaver tejto prace by sme chceli zhodnotit vytvorené modely z praktického hladiska.
7 uvedenych vysledkov nam vyplyva, ze rozdiel medzi kvalitou modelov jednotlivych akcii
moze byt velky, a preto je spravny vyber akcie pred investiciou klucovy. Ak porovnévame
dosiahnuté vysledky modelov na zaklade ich validacnej ¢i testovacej odchylky, tak by sme
vo vSeobecnosti odporucali z nami vytvorenych modelov, modely akcie BRK-A, ktorej od-
odchylky. Co sa tyka modelov akcie GOOG, tak tie dosahovali o nie¢o horsie vysledky
ako modely akcie BRK-A, ale znacne lepsie vysledky ako modely akcie MSFT, a preto
ich vhodnost nechdavame na zvazeni Citatela. V pripade praktického pouzitia modelov na
predikciu zmeny trendu ceny akcie by sme taktiez odporucili modely vytvorené pre akciu
BRK-A, kedZe dosahovali najlepsie vysledky s primernou tspesnostou 55.9 % na obdobi
dvoch rokov a najvyssou mesac¢nou uspesnostou 72.7 %, ale vo vSeobecnosti by sme na-
vrhovali zamerat sa na optimalizaciu tychto modelov uvedent v ndmetoch budtcej prace.
V neposlednom rade odporucujeme zvazit pouzitie modelov trénovanych pomocou kratsich
datovych sad, vzhladom na to, Ze modely, ktoré boli trénované za pouzitia 10-ro¢nej datovej
sady dosahovali lepsie vysledky ako tie, ktoré boli trénované na zdklade 20-ro¢nej datovej
sady.
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Prilohy
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Priloha A

Popis a stromova struktira odovzdanej bakalarskej prace.

koreniovy priecinok
| _docs/

bib-styles/
obrazky-figures/
template-fig/
Makefile

fitthesis.cls
zadani.pdf
xknazo01.pdf
xknazo01.tex

| _experiment-results/

exp-1-2/
exp-3/
exp-4/
exp-5/

| _models/

exp-1-2/
exp-3/

exp-4/

exp-5/

| _src/

| stocks/

| _experiment-1-2.py
| _experiment-3.py

| _experiment-4.py

| _experiment-5.py

| _vizualizer.py

xknazoOl-kapi.tex ..
xknazo0O1-1lite.bib ...
xknazoOl-pril.tex ..
. Vysledky vSetkych

. Zlozka s bakalarskou préacou

a jej zdrojovymi stabormi.

. Styly pre zoznam literatury.

. Obrazky pouzité v bakalarskej praci.
. Loga VUT.

. Subor pre prelozenie zdrojovjch

suborov bakalarskej préace do
visledného pdf suboru.

. Zakladné LaTeX balicky bakalarskej préace.
. Zadanie bakaléarskej préce.

. Subor s bakalarskou préacou.

. Zdrojovy sibor bakalarskej prace.

Stubor s kapitolami préce.
Subor pouzitej literatury.
Stibor s prilohami.

experimentov(.csv, obrazky).

. Vysledky experimentu 1 a 2.
. Vysledky experimentu 3.

. Vysledky experimentu 4.

. Vysledky experimentu 5.

. Priec¢inok na ukladanie

natrénovanjch modelov(.h5).

. Modely z experimentu 1 a 2.
. Modely z experimentu 3

. Modely z experimentu 4.

. Modely z experimentu 5

. Zlozka so zdrojovymi

stbormi (.py) .

. Priedinok na ukladanie stiahnutjch

finanénjch dat(.csv).

. Skript na trénovanie a uloZenie

visledkov prvého a druhého experimentu.

. Skript na trénovanie a uloZenie

visledkov tretieho experimentu.

. Skript na trénovanie a uloZenie

vysledkov Stvrtého experimentu.

. Skript na trénovanie a uloZenie

visledkov piateho experimentu.

. Skript na vytvorenie prezentovanych grafov

a analyzu vysledkov experimentov.
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Priloha B

V tejto prilohe uvedieme presny postup na spustenie experimentov prezentovanych v tejto
bakalarskej praci, pozadované kniznice a sposob generovania vyslednych grafov.

Tabulka 1: Vyzadované balicky s verziami pouzitymi pri tvoreni préace

Balicek Verzia
cairosvg 2.6.0
cudnn 8.1.0.77
cudatoolkit 11.2.2
matplotlib 3.5.3
numpy 1.21.5
pandas 1.4.4
pandas__market_ calendars 4.1.2
python 3.9
scipy 1.9.3
scikit-learn 1.1.3
seaborn 0.12.2
tensorflow 2.1
yfinance 0.2.18

Prvym krokom je ziskanie vSetkych balickov uvedenych v tabulke 1 a vSetkych zavilosti,
ktoré tieto balicky vyzadujt. Pri kazdom z tychto balickov uvadzame presnu verziu, ktort
sme pouzili pocas tvorby tejto prace. Pre preloZenie zdrojovych stiborov bakalarskej prace
je taktiez potrebné prostredie schopné prekladu suborov IMTEX. Dolezité je taktiez pozna-
menat, ze inStalacia balicku tensorflow, nie je zrovna jednoducha a v pripade, Ze sa budete
snazif o trénovanie modelov za pouzitia grafickej karty, tak je mozné, ze budete potrebovat
iné verzie balickov cudnn a cudatoolkit.

V pripade, Ze vase prostredie splnuje vSetky vyssie uvedené prerekvizity, tak v pripade, ze
chcete trénovat modely spominané v experimente 1 az 5, tak sta¢i spustit sibor patricného
experimentu (napr. pre experiment 3.: python3 experiment-3.py), pricom natrénované
modely budd uloZené v zlozke models/ v podadreséari patricného experimentu vo forme
.h5 stboru a vysledky tychto experimentov budu ulozené v zlozke experiment-results/
a patri¢cnom podadresari daného experimentu vo formate . csv ¢i obrazku. V pripade, ze by
ste chceli menif parametre trénovania, tak mozete zmenit predvolené parametre v siibore
src/constants.py, ale je taktiez potrebné overit, ze konkrétny experiment pouziva predvo-
lené parametre, kedZe niektoré experimenty maju specifické parametre, ktoré su definované
vzdy na vrchu stiboru daného experimentu.

V pripade, Ze nechcete trénovat modely, tak mozete z odovzdanych .csv stiborov vy-
generovat grafy prezentované v tejto praci nasledovne: python3 vizualizer.py. Tento
prikaz vam vygeneruje grafy vSetkych experimentov v tejto praci, pricom ak chcete genero-
vat grafy len niektorych experimentov, tak je nutné zakomentovat volania patri¢nych metéd
experimentov pomenovanych podla rovnakej konvencie na konci tohto stiboru. Vygenero-
vané obrazky mozete nasledne néjst v zlozke experiment-results/ a sStatisticky potrebné
k vytvoreniu grafov prezentovanych v tejto praci buda vytlacené na standardny vystup
programu.
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