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ANOTACE

Vytvarny styl je jednou z prvnich véci, které jsou v mapach nepfimo
hodnoceny témér kazdym uzivatel. Soucasna literatura vSak nenabizi zadnou
spole¢né dohodnutou definici vytvarného stylu, ani nerozliSuje mezi jednotlivymi
vytvarnymi styly. Tato diplomova prace se zabyva moznostmi metod strojového
uceni, konkrétné neuronovych siti, k identifikaci téchto stylti u tematickych map.
Predpoklad pro praci je ten, Ze neuronové sité mohou vyrazné prispét k definici
vytvarnych stylti map. Doposud sice neexistuje zadna podobna studie, ktera by
zkoumala definici vytvarného stylu obrazovych dat, ke kterym mapy patfi, natoz
s pouzitim softwaru Orange. DGvodem bude pravdépodobné jen nevyuziti
moznosti strojového ucéeni v této oblasti, protoze v jinych odvétvich, jako jsou IT,
pfirodni védy nebo technické védy, jsou tyto nastroje Siroce pouzivany.
Neuronové sité z tohoto softwaru jiz byly nicméné UspésSné pouzity k analyze
podobnosti kruhovych vyfezd mést z Urban Atlasu (DobeSova 2019). Tato
diplomova prace je proto v mnoha ohledech prtilomova a poskytuje nahled na
potencial metod machine learning (konkrétné neuronovych siti) a vyuziti softwaru

Orange k jesté nerealizovanym kartografickym tloham.
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ANOTATION

Artistic style is one of the first things that are indirectly evaluated in maps
by almost every user. However, current literature offers no commonly agreed
upon definition of an artistic style nor does it differentiate between artistic styles.
This project work deals with the application of the machine learning methods,
specifically neural networks, for the identification of an artistic style of a map.
The assumption is that neural networks can contribute to a definition of a map
artistic style because neural networks were already successfully used to analyse
similarities in pattern of circular sections of cities from the Urban Atlas as
reported by DobeSova (2019). Until now, there is no similar study examining the
artistic style definition of the image data, to which the maps belong, let alone
using Orange software for study like this, an open-source software created at the
University of Ljubljana in Slovenia (Orange Data Mining, 2020). The reason for
that will probably be just the non-use of machine learning opportunities in this
area, because in other sectors like IT, natural sciences or technical sciences,
these tools are used widely. This work is therefore ground-breaking in many
respects and provides insight into the use of the possibilities of this software for

yet unrealized tasks in this area.
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UvoD

Je prekvapiveé, ze v roce 2020 neexistovala zadna podobna studie, ktera by
zkoumala vymezeni vytvarného stylu obrazovych dat, do kterych mapy spadaji,
pomoci neuronovych siti, tedy jednou z metod machine learning. Dtvodem této
situace je pravdépodobné opomenuti machine learning v kartografickém vyzkumu,
prestoze v jinych odvétvich jsou tyto metody hojné vyuzivany. Nadé&je byly vkladany
do programu Orange, protoze se jiz osvédcil pfi analyze podobnosti evropskych mést

z Urban Atlasu (DobesSova, 2019).

Prace se zabyva vytvarnymi styly tematickych map. Pojem vytvarny styl je mozné
definovat jako provedeni grafiky, vybér barev, znakového klice a provedeni layoutu
(Vondrakova, 2020). Vytvarny styl je tedy jedna z prvnich véci, ktera je uzivatelem
vnimana na kazdé mapé. Problémem je, Ze neexistuje konkrétni vymezeni vytvarnych
stylt1 na zakladé vySe zminéné definice. Metody machine learning by mohly tuto diru

zaplnit.

Pro machine learning existuje cela fada softwarovych feSeni, ktera umoznuji
zpracovani obrazovych dat s vyuzitim neuronovych siti, napf. knihovny TensorFlow,
Keras ¢i Torch. Software Orange disponuje oproti témto knihovnam uzivatelsky
privétivym prostfedim a uzivatel neni odkazan na své dovednosti v Pythonu. Orange
se nabizi pro analyzu obrazovych dat metodami machine learning pfedevSim pro

uzivatele s mensimi zkuSenostmi s pokroc¢ilym programovanim.

Tato diplomova prace je v mnoha ohledech prtilomova a poskytuje nahled na
potencial metod machine learning (konkrétné neuronovych siti) a vyuziti softwaru

Orange k jeSté nerealizovanym kartografickym tloham.

10



1 CILE

Cilem diplomové prace je identifikovat vytvarné styly nékolika sad tematickych
map pomoci programu Orange vyuzivajici techniky machine learning. ReSeni

hlavniho cile je rozdéleno do ¢tyf dil¢ich postupnych cilti.

Prvnim dil¢im cilem je z dostupnych zdroji ziskat nékolik sad tematickych map
odliSného zameéfeni, které budou slouzZit k analyze jejich vytvarného stylu. Byly
zvoleny sady turistickych map (TURIST), map predpovédi pocasi (FORECAST)
a tektonickych map (TEKTO). Dlvodem pro vybér téchto datasettl byla jejich
riznorodost, a to predev§im v oblasti jejich barevného a vytvarného provedeni. Cilem
analyzy bylo zjistit o jednotlivych mapach jejich grafickou napln, barevné provedeni

a rozlozeni zakladnich kompozi¢nich prvku.

Druhym dil¢im cilem je kartograficky popsat sestavené sady map a provést
experiment ,map use“ zaméfeny na subjektivni ohodnoceni vytvarnych styli map
jednotlivych sad. Pozadavkem na experiment je jeho nasazeni na skupinu vybranych
osob a porovnat vysledky subjektivniho hodnoceni a hodnoceni vytvarného stylu

tematickych map pomoci neuronovych siti ze softwaru Orange.

Tretim dil¢im cilem je pomoci softwaru Orange zjistit, jak se mapy seskupi podle

vytvarnych stylta s vyuzitim jiz integrovanych neuronovych siti.

Ctvrtym cilem je porovnat vysledky zdruhého a tfetiho diléiho cile, tj.
ohodnoceni map uzivateli v experimentu vié¢i vysledkim vyhodnoceni map ze
softwaru Orange vyuzivajictho neuronové sité. Porovnavano bude zafazeni
jednotlivych map podle vytvarného stylu a také tispésnost jednotlivych neuronovych
siti defaultnich pro software Orange. Snahou je sestavit doporuceni pro tvorbu

neuronoveé sité k hodnoceni vytvarného stylu nejen tematickych map.
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2 METODY A POSTUP ZPRACOVANI

2.1Pouzité metody

V pribéhu zpracovani diplomové prace byly pouzity nasledujici metody:

Metoda sbéru informaci a dat

Prostfednictvim servert Theses (theses.cz), Scopus (scopus.com) a Web of

Science (webofknowledge.com) a vyhledavanim kvalifika¢nich praci na webu katedry

geoinformatiky byly vyhledany prace s tematikou neuronovych siti, vytvarného stylu
a machine learning, které poslouzily k bliz§Simu pochopeni problematiky diplomové
prace. Jedna se napfiklad o praci The concept and importance of style in cartography
(2009) litevskych autorek Beconyte a Viliuviene z univerzity ve Vilniusu, ktera
pojednava o definovani stylta v kartografii. Z oblasti machine learning stoji za zminku
¢lanky o pouzivani téchto metod v rtiznorodych oborech. Jedna se o vyuziti pfi
klasifikaci galaxii (Kosiba, 2017), detekce nemoci rostlin (Mohanty a kol., 2016) nebo
klasifikace Grovné rakoviny ktize (Esteva a kol., 2017). Dale byly také vyuzity knizni
zdroje, a to predevS§im v online podobé z duvodu dlouhého uzavieni knihoven
v dusledku pandemie. Vyuzito bylo napfiklad Narodni digitalni knihovny (ndk.cz).
Vyhledavany byly také informace o funkcionalité softwaru Orange na oficialnim webu
tohoto softwaru. Vyuzity byly také dals$i webové stranky, které umoznily ziskani
dalsich dulezitych informaci pro tuto praci, a to pfedev§im v oblasti neuronovych siti
a machine learning. Data pro praci byla stahovana z riznych webovych stranek, jako

je naptiklad windy.com, yr.no nebo portal.chmi.cz.

Analyza kartografickych dél (,,heuristicka analyza“)

Pro kartograficky popis mapovych dél a naslednou potencialni predikci
klasifikace dalSich map bylo vychazeno z heuristické analyzy. Tato metoda je zakladni
metodou zkoumani pouzitelnosti webovych stranek, kdy se zjiStuje, zda kazdy prvek
uzivatelského rozhrani nasleduje seznam uznavanych principti pouzitelnosti
(heuristik) (Strupl, 2008). Nejprve byly vybrany nejdulezitéjsi komponenty
(heuristiky) mapovych dél a ty byly rozdéleny do logickych hodnoticich kategorii (viz
kapitola 4). Poté byla ke kazdé komponenté doplnéna hodnota koeficientu (upravena
Likertova stupnice) podle toho, zda tato komponenta je soucasti dané mapy. DalSim
krokem bylo secteni hodnot komponent u jednotlivych logickych kategorii, které by

mohlo slouzit v pripadé kvantifikace barevnosti k tvorbé shluku.
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Metody machine learning

V softwaru Orange byly vyuzity jiz existujici nastroje tohoto programu
vyuzivajici neuronové sité, pomoci kterych byly analyzovany mapy tfi tematickych
sad, a to mapy turistické (TURIST), pfedpovédi pocasi (FORECAST) a tektonické
(TEKTO). Tyto metody jsou definovany jako soubor metod, které umoznuji
automaticky detekovat vzory v datech a nasledné predpovidat budouci data nebo
provadeét jiné druhy rozhodnuti (Murphy, 2012). Provedené analyzy mély za cil zjistit
schopnost vyuziti téchto nastroji pro definovani vytvarného stylu map. Dale bylo
zjistovano, podle kterych parametri tohoto stylu dochazi ke shlukovani, a které
parametry vstupnich dat mohou byt pro tento proces problematické a mohou

shlukovani negativné ovlivhovat.

Metoda experimentu

Uzivatelsky experiment byl proveden s vyuzitim metody dotaznikového Setfeni.
Jedna se o kvantitativni metodu vyzkumu vefejného minéni, ktera je hojné vyuzivana
napfiklad v sociologii (Mafikova, 1996). Uzivateldim byl rozeslan dotaznik
s testovacim souborem tematickych map. Ukolem téchto uZivatelti bylo vytvofit
shluky map podle jejich vytvarného stylu na zakladé jejich vlastniho uvazeni. Takto
vytvofené shluky byly pouzity pro nasledné porovnani se shluky vytvofenymi

neuronovymi sitémi.

Metoda matematickeé statistiky

Pro vyhodnoceni vlivu grafické naplné map na shlukovani v prostfedi Orange
bylo pracovano s metodami matematické statistiky, konkrétné s metodou ANOVA
a s Conover-Iman testem. Matematicka statistika je dil¢i statisticka disciplina, ktera
je zaloZena pfedevSim na teorii pravdépodobnosti (Kladivo, 2013). Vyuzito bylo

softwaru Microsoft Excel a RStudio.

Metoda komparace (srovnani)

Pro porovnani definovanych shlukt uzivateli s vysledky shlukové analyzy byla
vyuzita metoda komparace. Shluky vygenerované analyzou byly mezi sebou

hodnoceny vizualnim porovnanim. Shluky byly nasledné popsany a interpretovany.

2.2 Data
Pro diplomovou praci byly shromazdovany mapy tfi tematik — mapy turistické
(TURIST), predpovédi pocasi (FORECAST) a tektonické (TEKTO). Tematické mapy
jsou podle Vozenilka (2004) definovany jako mapy, kde je upfednostnéno podrobné
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vyjadfeni jedné nebo nékolika vlastnosti prostorovych objektt ¢i procest na ukor
vlastnosti nepodstatnych. Tematické mapy s méfritkem od 1 : 5 000 az 1 : 50 000 jsou
oznacovany jako mapy ucelové. Pro ziskavani map byly upfednostnény online zdroje.
Dtivodem byla snaha ziskat vstupni data, ktera by nebyla ovlivnéna metodou sbéru
(napf. stiny vzniklé pfi skenovani papirovych map v mistech prehybti). Dal§im
diivodem byla také situace kolem svétové pandemie a vyrazné ztizeni ziskavat mapy
mimo internetové prostfedi. Ziskané mapy v Orange vstupuji do procesu analyzovani
vytvarného stylu jako obrazky. Funkcionalita softwaru Orange a vliv tfi parametri
vstupnich obrazovych dat, které by mohly mit vliv na vysledné shlukovani vstupnich
map, byly testovany na mapach pfedpovédi pocasi (konkrétné mapy teploty vzduchu).

VySe zminénymi parametry jsou:

e RozliSeni:
o Jeden z parametrd, u kterého bylo potfeba zjistit vliv na vysledné
zafazeni map do shlukl, je rozliSeni jednotlivych map. At uz
v dusledku rozdilné velikosti vstupnich dat nebo v dtsledku
snizeni rozliSeni zamérné pro Ucely testovani.
o Bylo pracovano s hodnotou rozliSeni v pixelech.
e Celek vs. vyfez mapy:
o DalSim parametrem, u kterého bylo potfeba ovéfit jeho vliv na
vysledné shlukovani, je pfipadné ofezani originalnich dat.
e Natoceni map:
o Natoceni mapy je parametr, ktery by mohl odhalit problémy

u vstupnich dat napfiklad z dtivodu vyuziti rozdilnych zobrazeni.

Dale byla na mapach predpovédi pocasi testovana jejich barevnost jako jeden z prvka

vytvarného stylu:

e Barevny prostor:
o Jeden z hlavnich parametri pfi hodnoceni vytvarného stylu je
barevné provedeni map. Z tohoto dtivodu byl zkoumam barevny
prostor map, a to v podobé hledani vlivu dvojic shodnych map

v barevném a Cernobilém provedeni na vysledné shlukovani.

Dalsi dvé sady tematickych map byly vyuzity pro testovani dalSich parametrta
(graficka napln map) ovliviaujici shlukovani, pro zjiSténi vlivu vybrané shlukovaci
metody a také pro ovéfeni nebo vyvraceni vysledkt z analyzy map pfedpovédi pocasi.

Nakonec byly vSechny sady pouzity pro kartograficky popis, uzivatelsky experiment
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a k tvorbé vyslednych shlukli pro porovnani a vyhodnoceni vyuziti pro definovani

vytvarnych styli map.

2.3 Software

Hlavni ¢ast prace byla provedena v softwaru Orange. Prvni prace na vyvoji
softwaru umoznujicim pracovat s metodami strojového uceni provedl ve Slovinsku
institut Jozefa Stefana ve spolupraci s Univerzitou Ljublan v roce 1996. Prace sice
z poc¢atku probihaly v prostfedi jazyka C++, ale prvni verze frameworku byla
postavena na Pythonu a byla predstavena 10. fijna 1996. V roce 1997 byl poté
vytvafeny framework na C++ spojen s moduly z Pythonu a od tohoto roku nese
software nazev Orange. V roce 2005 bylo pfidano graficky privétivé uzivatelské
prostfedi a v roce 2005 extenze pro datovou analyzu a bioinformatiku. V roce 2009
byl vydan Orange 2.0. Méné zkuSeni uzivatelé pfivitali v roce 2013 velké zmény
uzivatelského prostfedi. V soucasné dobé (bfezen 2021) je k dispozici Orange ve verzi
3.28.0 (URL9). Pro praci s tabelarnimi daty ze softwaru Orange, bylo pro zakladni
statistické vyhodnoceni dotaznikového Setfeni a pro analyzu dat pomoci statistické
metody ANOVA vyuzito softwaru Microsoft Excel. Dale bylo vyuzito softwaru Zoner
Photo Studio 14 pro tpravu map do vhodné podoby (zména rozliSeni, barevnost) pro
experimenty v softwaru Orange. Pro naroénéjsi analyzy matematické statistiky bylo
vyuzito softwaru RStudio ve verzi 1.4 pracujici s R ve verzi 4.0.5. ZjiSténi grafické
naplné map bylo provedeno nastrojem Graphic Map Load Measuring Tool v softwaru
GIMP.

2.4 Postup zpracovani

Prvnim krokem po zadani diplomové prace byl sbér map do datasett a literarni
reSerSe problematiky. Mapy vSech dataseti (FORECAST, TURIST a TEKTO) byly
nasledné kartograficky popsany. Dale bylo v softwaru Orange vytvofeno workflow pro
zpracovani dat pomoci metod machine learning s vyuzitim modulu Image Analytics.
Pomoci ného byly mapy z testovacich dataseti analyzovany pomoci dostupnych
embeddert, ze kterych byl vybran embedder Painters. Na jednotlivych datasetech
byla nasledné provedena série experimentt, které mély za cil zjistit, jaky je vliv
parametrl vytvarného stylu a parametri map na proces embeddingu a shlukovani.
Mapy dataseti také vstupovaly do uzivatelského experimentu, z néhoz vytvorené
shluky byly nasledné porovnany se shluky vytvorenych pomoci embedderu Painters.
Na zavér byly vyhodnoceny moznosti softwaru Orange pro vymezeni vytvarného stylu
map. Postup a vysledky byly poté sepsany do textu prace a byl vytvofen web a poster

pojednavajici o diplomové praci.
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Obr. 2.1 Schéma postupu zpracovani diplomové prace.
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2.5 Zajmova uzemi
Pro kazdy dataset bylo vybrano jiné zajmové tizemi. Pro hodnoceni jednotlivych
turistickych map z datové sady TURIST byla zvolena ¢tyfi tizemi s odliSnou
charakteristikou krajiny. Z téchto izemi byl hodnocen vytvarny styl turistickych map
(tab. 1, obr. 2.2). Hlavnim kritériem vybéru utzemi byla odliSnost jejich krajiny
z pohledu funkéniho vyuziti/vzhledu/odliSnosti kartografického obrazu. Mapy byly

ziskavany v lednu 2021.

Tab. 1 Vybrana zajmova tizemi pro sadu map TURIST.

Oznaceni uzemi

Uzemi

Charakteristika krajiny

1 Olomouc a blizké okoli meéstska zastavba
2 Pradéd a okoli horska oblast

3 Jihoceské rybniky rybnikafska oblast
4 Chlumec nad Cidlinou a okoli

zemédeélska nizinna krajina

Kluczbork

Chet: Prague

Landshut

Obr. 2.2 Vybrana tizemi pro sadu map TURIS’i‘;
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Obr: 2.3 Ukazka c.;dliénost‘i“vybrany»ch uzemi né oﬁline r;lépéch.
Pro hodnoceni vytvarného stylu sady map predpovédi pocasi FORECAST bylo
zvoleno tzemi Evropy. Stazeny byly mapy teploty vzduchu v odpolednich a brzkych
rannich hodinach v druhé poloviné zari 2020. Pro dal$i analyzu se pracovalo
s derivaty originalnich map, kdy byly vytriznuty diléi ¢asti tizemi, zmenseny originalni

data a také byla vybrana data otocena.

Pro tfeti skupinu tematickych map byly vybrany mapy tektonické (TEKTO),
konkrétné mapy tektonickych desek svéta. Zobrazovanym uzemim je tedy cely svét.
Diky tomu byla pro kazdou datovou sadu vyuzita jina oblast a byla ziskana co nejvétsi
ruznorodost dat. Casova slozka vzniku téchto map nehraje roli, tektonické desky se
s ménicim ¢asem pohybuji velmi pomalu a na v§ech mapach je soucasny stav svétové

tektoniky.
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3 SOUCASNY STAV RESENE PROBLEMATIKY

3.1Vytvarny styl

Podle ustniho sdéleni doktorky Aleny Vondrakové (ze dne 2. bfezna 2020) je
nutné rozliSovat vytvarny (graficky) styl, umélecky styl a kartograficky styl map.
Vytvarny styl je provedeni grafiky (ta mutize byt napiiklad minimalisticka), dale
provedeni kompozi¢nich prvkll a jejich parametra (ukonceni linii, jejich tloustky,
vybér fontu...), vybér barev, znakového klice a provedeni layoutu (vytvarny styl je také
mozné rozdélit na styl mapy a styl kompozice). Umélecky styl odpovida teorii
vytvarného umeéni (napf. impresionismus, romantismus). Tyka se spiSe provedeni
celého dila nezli jeho dil¢ich ¢asti. Pravda ho charakterizuje ,nadfazenim grafickych
az malifskych prvka v uloze stylistickych prostfedkt“ (Pravda, 2003, s. 90).
V Tezauru je umélecky styl definovan jako ,styl konkrétniho umeélce, Skoly nebo
hnuti“ (Visual Thesaurus, 2021). Poslednim je kartograficky styl, ktery ve své praci
dale vice rozebirala DrahoSova (2015). Ta zde uvadi nékolik definic, mezi nimi
i definici Vozenilka, Kanioka a kol. (2011), ze se jedna o ustaleny zptsob vybéru
nékterych kartografickych metod zpracovatelem mapy. Ten je v§ak ¢asto ovlivihovan

jak objektivnimi, tak i subjektivnimi stylotvornymi faktory.

V bakalaiské praci Baci (2009) je vytvarny styl map rozdélen na styl umélecky
a styl popularni. Baca cCerpal z knihy Mapovy jazyk od Pravdy (1997), ktery zde
rozdéluje umeélecky styl na Svycarskou Skolu a na panoramaticky styl, které jsou

ovlivnény hlavné E. Imhofem, a na malifsky umélecky styl.

Umeéleckym stylem map se da také nazvat forma umeéleckého vyjadfeni, které
popisuji ve své praci Ribeira a Caquarda (2018, s. 1) jako: ,umélecké projevy, které
vyuzivaji mapy a kartografické prvky estetickym zplsobem, vétSinou pro politické
Ucely, s vyuzitim nékolika technik jako je malba, sochafrstvi, rytina, fotografie, kolaz,
kresba, performance nebo instalace“. V tomto pfipadé je mapa vyuzita pouze jako

sekundarni prvek a jedna se pouze o prostiredek vizualniho efektu.

Kromé vyzkumu styld map v Ceské republice byl provadén vyzkum také
v zahranici, a to na univerzité ve Svycarském Curychu. Ory, Christophe a Fabrikant
se ve své praci s nazvem Identification of styles in topographic maps (2013) snazili
identifikovat styly topografickych map. Ve své praci pracuji s francouzskymi
a Svycarskymi topografickymi mapami, na kterych se snazi popsat topografické styly
téchto map pomoci metody vizualniho srovnani. Z prace vyplyva, ze jako topograficky

styl je povazovan kartograficky styl mapy. Pro toto srovnani pouzili mapy stejné
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oblasti od dvou rtznych vydavateli, a to od francouzského IGN a Svycarského
Swisstopo. Pfi porovnani obou map se zamérili pfedev§im na rozdily v barevném
provedeni map a na rozdily v typografii. Vysledkem prace jsou parametry, které
odlisuji kartografické styly téchto map. Jedna se napfiklad o barevné provedeni,

rozdilné pouziti bodovych prvkli nebo vyuziti stinovaného reliéfu.

Dalsi praci zabyvajici se styly map je The concept and importance of style in
cartography (2009) od autorek Beconyte a Viliuviene z univerzity ve Vilniusu. Ve své
praci definuji na zakladé analyzy kartografickych znakt ¢tyfi hlavni skupiny stylta

map, a to:

e minimalistické,

standartni,
e konvencéni,

e napadné.

Hodnoticimi parametry pro pfedchozi rozdéleni jsou dekorativnost, expresivita,
originalita a konzistentnost map. Podle téchto parametrta provedli také nasledujici

rozdéleni na styly:

e Lkonvencni (conventional),
o lakonicky (laconic),
o konstruktivni (constructive),
e expresivni (expressive),
o expresivni (expressive),
o lehky (lightsome),
o agresivni (aggressive),
e umélecké (artistic),
o starobyly (antique),
o meékky/lyricky (soft/lyric),
o lahodny (luscious),

o extravagantni (extravagant).

Pro rozdéleni do podkategorii pfedchozich tfech stylll je nutné vyuzit dalsi parametry
map jako jsou napfiklad kontrast nebo historické a kulturni asociace. VySe uvedené
styly jsou zastfeSeny terminem kartograficky styl. Podle definic uvedenych na
zacatku kapitoly by bylo nicméné vhodnéjsi zastfe§it tyto pojmy pod vytvarny styl.
Vyuziti raznych stylt neni pfiliS patrné u topografickych map, vétsi rliznorodost

muizeme nalézt u map tematickych.
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Z vySe uvedeného je patrné, ze presna definice vytvarného stylu v kartografii je
pomérné nejednoznacna. Problematicky je také pfeklad tohoto terminu do anglictiny.
Neexistuje totiz termin pro vytvarny styl, ale pouze pro umeélecky styl. Vychodiskem

pro praci je definice vytvarného stylu Vondrakové uvedené vyse.

3.2 Machine learning

Machine learning, ¢esky strojové uceni, je oblast matematické informatiky,
konkrétnéji umelé inteligence (anglicky artificial intelligence — Al), ktera studuje
automatizované metody analyzy dat. Definovan je jako soubor metod, které jsou
schopné automaticky detekovat vzory v datech a poté predpovidat budouci data nebo
provadét jiné druhy rozhodnuti (Murphy, 2012). Tyto metody umoziuji systémum
automaticky se ucit a zlepSovat své dovednosti ze ziskanych zkuS§enosti, aniz by byly
explicitné naprogramovany (URL1). Strojové uceni pouziva algoritmy vytvorené pro
konkrétni ukoly (URL17). Pokud algoritmus Al vraci nepfesnou predikci, musi tviirce
manualné zasdhnout a provést tupravy (URL18). Podmnozinou machine learning je
deep learning (¢esky hluboké uceni). To oproti strojovému uceni vyuziva vice vrstev,
slozenych z neuront, kde kazda vrstva pouziva jako vstup vystup z pfedchozich
vrstev. V deep learning se vyuzivaji hluboké neuronové sité (CNN). Tento pristup vice
napodobuje ¢innost lidského mozku (URL17). V tomto pfipadé je algoritmus také sam
schopen zjistit, zda je pfedpovéd pfesna nebo ne, a to prostfednictvim vlastni

neuronové sité (URL18).

Machine Learning

ol

Input Feature extraction Classification Output

Deep Learning

Input

Qutput

Obr. 3.1 Porovnani strojového uceni (nahofe) s hlubokym ucenim (dole). (zdroj:
https://www.xenonstack.com/ blog/log-analytics-deep-machine-learning/, 2021)

Machine learning se prolina s mnoha oblastmi, mezi né patfi i data mining
(¢esky dolovanim dat). Casto pouZivaji stejné metody a tyto dvé oblasti se vyznamné

prekryvaji, ale zatimco machine learning se zaméfuje na predikci na zakladé
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znamych vlastnosti ziskanych z tréninkovych dat, data mining Berka (2003) popisuje
jako: ,netrividalni ziskdvdni implicitnich, diive neznamych a potencidlné uziteénych

informaci z dat”.

3.2.1 Typy algoritmu strojového uceni

V ramci strojového uceni existuje nékolik typt algoritm®i (Mohri et al., 2012):

e uceni s ucitelem — stroj pracuje se sadou trénovacich dat obsahujici dvojici -
data a popisky; popisky chybi v testovacich datech a algoritmus se je na
zakladé trénovacich dat snazi predikovat; typickym zastupcem uceni
s ucitelem je shlukova analyza,

e uceni bez ucitele — stroj pracuje s trénovacimi daty bez popisk®i; predikce se
vytvafi pouze na zakladé nepopsanych dat; naro¢néj§i na vyhodnoceni
efektivity uceni; do této kategorie spadaji klasifikace a regrese,

e kombinace uceni s ucitelem a bez ucitele — vyuzivaji se trénovaci data
s popiskami i bez popisku,

e dalsi typy uceni, napf. zpétnovazebné uceni, online uceni, transduktivni uceni

nebo aktivni uceni.

t STROJOVE UCENI }

/N

UCENI UCENI
S UCITELEM BEZ UCITELE

SHLUKOVA ’

‘KLASIFIKACE REGRESE ‘ ‘ ANALYZA

Obr. 3.2 Zakladni typy uloh v oblasti strojového uceni a vyuzivané typy uceni (zdroj:
https://www.humusoft.cz/blog/20180817-strojove-uceni/).
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3.2.2 Zakladni typy uloh v oblasti strojového uceni
Vyse zminéné typy uceni jsou schopné rtiznych typa uloh (obr. 3.2), Mezi

zakladni typy uloh v oblasti strojového uceni patfi (URL19):

Klasifikace

Pri klasifikaci objekt je zadano klasifikacni kritérium nebo pravidla pro rozklad
objektt1 do kategorii (Sarmanova, 2012). V téchto ulohach se vyuzivaji trénovaci data,
ktera obsahujici vstupni atributy. Ty jsou ve strukture rfadka a sloupct spolu
s vektorem cilovych atributt vyjadiujicich informaci o zafazeni objekt do tfid nebo
predikovanou hodnotu. Vysledky jsou vyuzitelné pfi klasifikaci novych objektti
pfifazenim hodnot vstupnich atributi k cilovému atributu. Pokud je klasifikace
zalozena na rozhodovacich stromech, je vystupem klasifikace pravé rozhodovaci
strom. Pokud je rozhodnuti o klasifikaci zaloZené na neuronové siti, znazornéno je

vahami vazeb mezi neurony (Berka, 2003).

Regrese

Cilem regresni analyzy je odhad spojité vystupni veli¢iny na zakladé vstupnich
dat (URL19). Na zakladé vstupnich trénovacich dat dochazi k hledani matematické
funkce, ktera by dokazala co nejpfesnéji vyjadrit kfivku prochazejici témito daty.
Aproximaci hledané funkce se nejcastéji dosahuje metodou nejmensich Ctvercu
(Berka, 2003).

Shlukova analyza

Pfi shlukové analyze nejsou kritéria shlukovani znama nebo jsou pfedmétem
vyzkumu (Sarmanova, 2012). Cilem je shlukovani objektti do podobnych skupin.
Proces shlukovani se provadi pomoci fady rtiznych statistickych algoritmti a metod.
Shlukova analyza nerozliSuje mezi zavislymi a nezavislymi proménnymi. Analyzou
v§ech objektd a jejich vzajemnych vztahtli se snazi objevit podobnostni vztahy s cilem
identifikovat jednotlivé shluky. Mezi dvé zakladni metody shlukovani patfi
hierarchické a nehierarchické shlukovani. Prvni zminéna metoda generuje shluky,
které jsou organizovany do hierarchické struktury. Tato technika vyZaduje pouze
miru podobnosti mezi objekty. Nenastavuje se mnozstvi shluki. Tuto metodu je dale
mozné rozdélit na hierarchické shlukovani aglomerativni a divizni. Aglomerativni
shlukovani je bottom-up pfistup. Kazdy objekt je na zacatku shlukovani povazovan
za samostatny shluk a poté dochazi ke kombinaci objektt do vétsich shlukt na kazdé

Urovni podle jejich podobnost. Divizni shlukovani vyuziva naopak top-down pfistupu.
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Na zacatku uvazuje vSechny objekty jako jeden velky shluk a az poté dochazi
k rozdéleni tohoto shluku do mensich shlukli na kazdé urovni. Pfi pouziti nékteré
z metod nehierarchického shlukovani nedochazi k vytvareni hierarchické struktury,
ale rozklada se pouze dana mnozina objekttn do podmnozin dle pfedem daného

kritéria. Prikladem nehierarchického shlukovani je metoda K-means (Dean, 2014).

3.2.3 Neuronové sité

Jednou z metod umeélé inteligence jsou neuronové sité. Za teoreticky zaklad
o neuronovych sitich poslouzil u¢ebni text Neuronové sité 1 (Volna, 2008). Neuronové
sité jsou jednou ze zakladnich technik strojového uceni, které umoznuji systémitim
ucit se z vkladanych dat. Algoritmy neuronovych siti jsou inspirovany zptsobem
zpracovani informaci v biologickém nervovém systému. V lidského mozku jsou mezi
sebou propojeny jednotlivé neurony s dendrity (vstupni vétve, ze kterych pfichazeji
informace), které jsou schopné ptijimat, vést a zpracovavat podnéty. Z téchto vstupt
poté produkuji vystup pfes axon do jiného neuronu. Propojeni s dalSimi neurony je

umoznéno pomoci specialnich vybézkli na dendritech, tzv. synapsi (obr 3.3).
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Obr. 3.3 Biologicky neuron (Volna, 1998).
Neuronova sit je tvofena tzv. formalnimi neurony. Jedna se o umélé neurony tvorené
z n realnych vstupt oznacovanych jako x. Vstupy jsou ohodnoceny pomoci
synaptickych vah, tvoficich vektor w = (w1, ..., Wa). DalS§im parametrem je bias neboli
prah, oznacovany pismenem b. Ten oznacuje hodnotu, pfi které dojde k aktivaci
neuronu aktivac¢ni funkci. Nejc¢astéji pouzivanou je sigmodialni funkce. Pfi aktivaci
dojde k prirazeni hodnoty vystupu y. Na zakladé spravnosti vystupu y se upravuje
hodnota vah. Pokud je vystup spravny, vahy se neméni. Pokud je vystup
0 a predpoklad (d) je roven 1, dojde k posileni vah. V opaéném pfipadé dojde
k oslabeni vah. Neuronové sité jsou usporadany z formalnich neuronu. Ty jsou mezi

sebou navzajem spojeny a vystup jednoho neuronu je vstupem do dal§ich neuronti.
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Spravné by méla byt navrzena jedine¢na neuronova sit pro reSeni konkrétni ulohy.
Tato prace tedy zjiStuje, zda je mozné jiz existuji neuronovou sit efektivné pouzit za

jinym ticelem, nez za kterym byla ptivodné vytvofena.

W
. L]

Obr. 3.4 Model formalniho neuronu s biasem (zdroj: Volna, 1998)

Neuronové sité Ize rozdélit na dva typy a to na sité konvoluéni (KNS) - CNN
(Convolutional Neural Network) a artificialni — umeélé (ANS) - ANN (Artificial Neural
Network). KNS jsou urceny pro zpracovani dat s mfizkovitym vzorem (Yamashita,
2018). Tyto sité nachazeji nejCastéji uplatnéni pfi rozpoznavani obrazovych dat
(O’ Shea, Nash, 2015). Krogh (2008) popisuje ANN jako jednu z metod machine
learning, ktera byla vytvofena na zakladé lidského mozku, ve kterém probiha
komunikace pomoci neuronti, a to diky vysilani elektrickych impulzi skrz sit
tvofenou z téchto neuronti. Hlavni rozdil mezi KNN a ANN spociva v tom, Ze pouze
posledni vrstva u KNS je plné spojena, zatimco u ANN kazdy neuron v jedné vrstvé
plné spojen s kazdym neuronem v dal§i vrstvé. (Gogul, Kumar, 2017). ANS se
vyuzivaji predevS§im na omezené datové sady a na neobrazova data. KNS jsou
vykonnéjsi a poskytuji pfesnéjsi reSeni klasifikacnich problémt u obrazovych dat.
(URL13). Software Orange pracuje v ramci nastroje Neural Network s ANS, konkrétné
s vicevrstvym perceptronem (URL14). Nastroj Image Embedding naopak pracuje

s KNS (URL11).
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3.2.4 Vyuziti neuronovych siti

Vyuziti neuronovych siti a metod machine learning je velice Siroké. Uplatnéni
lze nalézt v mnoha rtiznorodych oblastech. Pro pfiklad rozsahlosti zastoupenych
témat v ramci analyzy obrazovych dat stoji za zminku klasifikace galaxii (Kosiba,
2017), detekce nemoci rostlin (Mohanty a kol., 2016) nebo klasifikace urovné
rakoviny ktize (Esteva, 2017). Oblast klasifikace map pomoci metod machine learning

ale bohuzel neni pfili§ rozpracovana.

Studie Deep Convolutional Neural Networks for Map-Type Classification autorti
Zhou, Li, Arundel a Liu z Cornellské univerzity z roku 2018 popisuje vyuziti
konvoluéni neuronové sité pro velmi rychlou klasifikace typu map. Pro svij vyzkum
pouzili sedm raznych kategorii map (topografické mapy, 3D mapy, ortofoto snimky...)
z online zdroj1, napf. ArcGIS a Google Maps. Kazda kategorie obsahovala pfiblizné
200 rtznych map. Celkovy pocet map ve studii dosahl 1812. Vysledkem experimentu
byla schopnost neuronové sité spravné zaradit az 70 % map, resp. az 98 % map
u hluboké neuronové, a to podle zvoleného typu sité. Pro zvySeni pfesnosti bylo
pouzito vétsi mnozstvi spravné popsanych dat pro natrénovani neuronové sité nebo

vyuziti pouze hluboké neuronové sité, ktera je ale narocna na natrénovani.

Vyuziti neuronovych siti pro hledani podobnosti evropskych meést provedla

Dobesova (2019). Vytvorila 100 kruhovych vyse¢i raznych evropskych meést

vyfezanim z Urban Atlasu a analyzovala jejich
podobnost v softwaru Orange s vyuzitim
nadstavby Image Analytics. Pro analyzu téchto
dat vybrala ze vSech nabizenych embeddert
z nastroje Image embedder  Painters
embedder, ktery byl vytvofen pro urcovani
uméleckych dél malifi a natrénovan na 79
433 instancich obrazi od 1 584 malift

(DobeSova, 2019, 23kk). Za vzdalenostni

metriku  pouzila kosinovou vzdalenost.

V ramci nastroje Hierarchical clustering vyuzila Obr. 3.5 Proces shlukovani na
3 o uméleckych dilech embedderem
Wardovu metodu. Vysledkem bylo rozdéleni Painters (zdroj:

https://github.com/inejc/painters/blo

vstupnich dat do ¢tyf rtznych skupin podle b/master / README md).

funkéniho c¢lenéni a struktury jednotlivych

mest.
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Neuronové sité vyuziva i fada online aplikaci vytvorenych za ticelem urcovani
druhu rostlin. Nejznaméjs§i je pravdépodobné webova aplikace Pl@ntNet

(https:/ /identify.plantnet.org/). Aplikace obsahuje pfes 22 000 druhti rostlin na vice

nez 3 milibnech snimkt. K dispozici je také mobilni verze pro rozhrani Android i iOS.
Podobna webova aplikace i s mobilni verzi vznikla na Masarykové univerzité v Brné.

Verze pro web nese nazev Plant.id (dostupné na: https://plant.id /), mobilni aplikace

se nazyva FlowerChecker.

Pomoci konvoluénich neuronovych siti je také mozné provést transfer
vizualniho/kartografického stylu (obr. 3.6). Zakladem pro provedeni transferu je
extrakce textury ze vstupniho obrazku a nasledna aplikace této struktury na

pozadovany obraz (Gatys, a kol., 2016).

Obr. 3.6 Transfer vizualniho stylu z obrazli na vstupujici fotografii (zdroj: Gatys, a kol.,
2016).

Rozpoznavanim vozidel se ve své diplomové praci (2016) zabyval Jan Sedlak
z Masarykovy univerzity v Brné. Zkoumal moznosti vyuziti metod strojového uéeni pfi
rozpoznani barev a vyrobce vozidel z kamerovych snimkii na tizemi Ceské republiky.

Ve své praci pouzil mélké neuronové sité.
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3.3 Orange
Pro zpracovani cile diplomové prace byl vyuzit open-source software Orange,
ktery je urCen predev§im pro data mining a strojové uceni. Diky své jednoduchosti
a grafickému provedeni Orange nachazi uplatnéni u zacatecnikl i profesionalua
(Demsar a kol., 2013). Nikde se vSak nenachazi statistika poctu stazeni ¢i mnozstvi
uzivatel. Po nainstalovani je k dispozici k pouziti pét zakladnich modula (Data,
Visualize, Model, Evaluate a Unsupervised), zbylé moduly je nutné doinstalovat. To je

pripad i modulu Image Analytics, ktery byl primarné pouzit v této diplomové praci.

Pro analyzu obrazovych dat a jejich klasifikaci existuje fada alternativnich
feSeni, napf. knihovny TensorFlow, Keras ¢i Torch. Tyto knihovny nedisponuji
uzivatelsky graficky pfivétivym prostfedim, jako je tomu u Orange, a je nutné s nimi

pracovat pfimo v rozhrani pro programovaci jazyk Python.

V ¢lanku Democratized image analytics by visual programming through
integration of deep models and small-scale machine learning od Godeca a kol. (2019)
o vyuziti neuronovych siti v biomediciné je proces embeddingu popsan jako pfevod
obrazového vstupu na jeho vektorovou reprezentaci. Celkem je pfi tomto procesu
vytvofeno 2 048 vektori. Soucasti extenze Image Analytics je nastroj Image
Embedder, ktery umozinuje obrazovou analyzu naimportovanych snimk®i pomoci
embeddingu, a to bud lokalné v pocitaci uzivatele, nebo poslanim na vzdaleny server,
kde jsou snimky nasledné zpracovany. Zastupné lokalné pracujiciho embedderu je
v softwaru Orange pouze SqueezeNet. Jeho nejvétsi vyhodou je rychlé zpracovani
snimkt. Pro ostatni embeddery je nutné vzhledem k praci na vzdaleném serveru
aktivni internetové pfipojeni. Obrazky poslané na server se nikde neskladuji (URL2).
Pokud neni nastaven lokalni embedder, dojde k automatickému pfepnuti na
embedder SqueezeNet, tedy jediny lokalni embedder v Orange. V pfipadé
znovuspusténi konkrétniho embedderu na stejné snimky dojde ke vzniku stejnych

shluk.
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Obr. 3.7 Vycet defaultnich neuronovych siti softwaru Orange (zdroj: University of Ljubljana,
2021).
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Pfi nastaveni nastroje Image Embedder je nejprve nutné vybrat atribut, na

zéakladé kterého budou data popisovana, a poté jiz preferovany embedder z nabidky

(obr. 3.7). Jejich popis je pfevzat z oficialni dokumentace softwaru Orange (URL2):

SqueezeNet je hluboky model

rozpoznavani obrazku, ktery dosahuje pfesnosti

pro

na urovni AlexNet (konvoluéni neuronova sit

sosmi vrstvami) na datové sadé ImageNet

s 50x menSim poCtem parametri. Hluboka
neuronova sit Inception v3 spolec¢nosti Google je
urcena k rozpoznavani obrazkli. Je naucena na
datové sadé ImageNet. VGG-16 a VGG-19 jsou
hluboké neuronové sité pro rozpoznavani obrazu
od spoleénosti Visual Geometry Group
z University of Oxford. Stejné jako predchozi jsou
nauceny na datové sadé ImageNet. Painters je
embedder, ktery byl nauc¢en na 79 793 obrazech
od 1 584 malift a vyhral soutéz Kaggle's Painter
by Numbers v roce 2016/2017. Jeho tvlircem je
Nejc Ilenic, softwarovy inZenyr se zaméfenim na
machine

Ljublani (URL15). Konvolu¢ni sit DeepLock byla

learning a statistiku ze slovinskeé

natrénovana na 21 882 obrazech jednotlivych
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Obr. 3.8 Porovnani vysledkt jednotlivych
neuronovych siti na vzorku 25 map.

bunék, které byly ruc¢né pfifazeny k jednomu z 15 lokaliza¢nich oddilti. V tomto

vyctu chybi embedder openface pro rozpoznavani obliceji pomoci Python a Torch

s hlubokymi neuronovymi sitémi (URL10). Tuto sit neni nicméné mozné Ucinné

pouzit na mapova dila, protoze se na nich nenachazi lidsky oblice;.

ImageNet

ImageNet je obrazova databaze organizovana podle WordNet (velka lexikalni

databaze anglickych sloves, podstatnych jmen, pfidavnych jmen a pfislovct

(https:/ /wordnet.princeton.edu/)) hierarchie, kde kazdy uzel této hierarchie je

popsan stovkami a tisici obrazky (URL3). ImageNet vyuziva pouze podstatna jména

av soucasné dobé (duben 2020) se u kazdého uzlu v priméru nachazi pfes

500 snimkt. Celkem je zde mozné najit vice nez 14 miliont obrazkt. Databazi 1ze

stahnout a pouzivat ji pfedevSim pro vyzkumné a edukativni ¢innosti. Na tvorbé
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databaze ImageNet se podileji Stanford Vision Lab, Stanford University a Princeton

University.

Hlavni alternativy k softwaru Orange

Mezi hlavni alternativy softwaru Orange patii Keras. Jedna se o multiplatformni
open-source API (Application Programming Interface) pro tvorbu neuronovych siti
napsané v Pythonu. Knihovna je pod licenci MIT a je soucasti TensorFlow (URLS).
Open source platforma TensorFlow pro strojové uceni obsahuje velké mnozstvi
nastrojii, knihoven a dalSich zdroju, které vyuzivaji nejmodernéjsi technologie
v machine learning (URL6). Pro praci s neuronovymi sitémi je mozné pouzit takeé
open-source knihovnu TyTorch, ktera je postavena na knihovné Torch (URL7). Dalsi
alternativou je CNTK (Microsoft Cognitive Toolkit). Jedna se o open-source sadu
nastroju, ktera umoznuje uzivateli snadno realizovat a kombinovat oblibené typy
modelti, jako jsou dopfedné, konvoluéni a rekurentni neuronové sité. S CNTK ma
podobu knihovny, s kterou je mozné pracovat v programech na bazi Python, C# nebo
C++ (URLS).
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4 KARTOGRAFICKY POPIS, PREDIKCE KLASIFIKACE

Pro kartograficky popis a naslednou predikci klasifikace map jednotlivych
datasettt byl vyuzit koncept heuristické analyzy webovych stranek, ktery byl
aplikovan na mapova dila. Heuristicka analyza je zakladni metodou zkoumani
pouzitelnosti webovych stranek, kdy se zjiStuje, zda kazdy prvek uzivatelského
rozhrani nasleduje seznam uznavanych principti pouzitelnosti (heuristik) (Strupl,
2008). Nejprve byly vybrany nejdulezitéjsi prvky (heuristiky) mapovych dél
jednotlivych tematik. Pokud néktery z prvka byl soucasti jen vybranych tematickych
map, je tato skuteCnost zaznacena pomoci zkratek u téchto prvka. Prvky byly
rozdéleny do c¢tyt logickych hodnoticich kategorii, a to zakladni a nadstavbové

kompoziéni prvky podle Vozenilka (2004), na grafické provedeni mapy a dalsi prvky,

které se na mapach vyskytuji:

e Zakladni kompozicni prvky: e Grafické provedeni mapy:
o nazev (titul/podtitul), o ram mapy,
o legenda, o zemeépisna sit,
o meéritko (Ciselné/grafické), o popis,
o tiraz, o hranice statti/tzemnich celku,
o mapové pole. o severni Afrika, (FORECAST)
o severni Evropa, (FORECAST)
e Nadstavbové kompozicni prvky: o Antarktida, (TEKTO)
o smeérovka, o stinovany reliéf,
o logo, o znazornéni oblacnosti,
o tabulky, (FORECAST)
o grafy, o znazornéni tlaku, (FORECAST)
o vedlejsi mapy, o ikony.
o obrazky,
o textova pole, e Ostatni prvky:
o blokdiagramy, o moznost zoom in/zoom out,
o citace, o statickd/dynamicka.

o rejstriky a seznamy,

o reklamy.
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K jednotlivym prvkim vSech kategorii byla nasledné doplnéna hodnota

koeficientu, ktera je inspirovana Likertovou stupnici:

e 1 =odpovida,
e 0,5 = odpovida castecné,

e 0 = neodpovida.

Koeficienty popisuji pfislusnost jednotlivych prvkt z vyse vypsanych kategorii v mapé
a pomoci nich je mozné mapy snaze popisovat a dale zpracovavat. Likertova stupnice
je jednou z nejrozsirenéj$ich stupnic v oblasti socialnich véd a je bézné rozdélovana
do péti stupnu (Eskey, O'Connor 2005). V ramci této prace bylo pracovano pouze se
tfemi hodnotami, které byly pro hodnoceni map dostacujici. Pro popis jednotlivych
map bylo vyuzito znalosti kartografie ziskanych na Katedfe geoinformatiky
Prirodovédecké fakulty Univerzity Palackého.

MAPA CisLO: 1 2 3 4 5 6
Zakladni kompozi¢ni prvky:

legenda

méfitko Ciselné
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mapové pole
SOUCET_ZKP:

N = O R LR OoR
N B ORrOOOO
= m»oooOoOoo
O R R R OR R R
NP OOOOOoR®Rr
AR ORRLROOR
N2 OOOOOoR
=B OoOOOOOoOO
B OoOOoOOOOoOOo
N+~ OOOOOo*®r
» P oOOOOOO
»r L oOOOOOO
=B OOOOOoOOo

Nadstavbové kompozi¢ni prvky:
smérova rizice 0 0 0 0 0 0 0 0 0 0
zemépisna sit 0 0 0,5 1 0 0,5 0 0 0 0,5 1 1 0
loga 1 0 0 0 0 0 0 0 0 0 0 0 0 0

(=}
o

Obr. 4.1 Ukazka tabulky ¢asti hodnocenych prvka map s vyplnénymi koeficienty.

Tento popis jednotlivych prvktit map pomoci koeficienta (obr. 4.1) slouzi
k prehlednému kartografickému popisu map (pfiloha 1, 2 a 3). Prestoze by bylo
mozné hodnoty koeficientt secist a podle bodového souctu ohodnoceni v jednotlivych
kritériich vytvofit shluky, které by bylo moZné porovnat se shluky z embedderu
Painters a shluku z uzivatelského experimentu, nebyl tento krok nakonec proveden,
protoze nebyla kvantifikovana barevnost map. Duvodem bylo nenalezeni vhodného
zpusobu kvantifikace barevnosti. Ta se totiz na provedenych experimentech
provedenych v ramci této prace ukazala (obr. 6.6) jako jeden z velmi vyraznych prvka
vytvarného stylu a jeji absence by vyrazné ovlivnila vysledné shlukovani map
a nasledné vyhodnoceni. Dal§i moznosti, jak vyuzit tabulkové podoby dat v softwaru
Orange, je provedeni predikce klasifikace dal§ich map nebo natrénovani neuronové

sité. Této problematice se blize vénuje kapitola 9.
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4.1 Dataset FORECAST

V datasetu FORECAST je obsazeno 25 online map z 11 webovych stranek,
které zobrazuji predpovéd teploty vzduchu pro uzemi Evropy. Tyto mapy byly
pofizeny snimanim obrazovky. Pokud byly soucasti mapy i dalsi prvky, které pfimo
nepatfily k mapé, byly ze snimku odstranény. Mapy ze Sesti zdroju jsou mapami
dynamickymi, umoznujici provadét posun v zobrazovaném uzemi a transfokaci
(priblizeni a oddaleni). Zbylych pét map je statickych. Ze zakladnich kompozi¢nich
prvkll map chybi u vS§ech map méfitko, a to jak Ciselné, tak i grafické. Kromé mapy
z darkskymap.com vSechny mapy obsahuji legendu a nazev mapy. Tiraz se nachazi
u vSech map, kromé mapy z eldoradoweather.com. V tirazi jsou nejcastéji informace,
z jaké webové stranky mapa pochazi, kdy byla vytvorena, nebo jaky je zdroj dat
v dané mapé. V nékterych pfipadech je tirdz na mapovém listu zakomponovana do

ikony, pomoci které se uzivateli pfi najeti mysi zobrazi informace z tiraze.

Mapy obsahuji nadstavbové kompozi¢ni prvky, pfedevSim loga webovych
stranek nebo zdrojua dat, ze kterych mapa Cerpa, nebo ikony s piktogramy o pocasi.
Mapa z meteoblue.com obsahuje jako jedina zemépisnou sit. Vyse¢ vyznacujici
vedlejsi mapu s podrobnéjSim pfedpovédnim modelem se vyskytuje u jedné z map

Z yr.no.

Jednotlivé mapy se vyrazné li§i svym grafickym provedenim. Nejvyrazné&;jsi
rozdily jsou viditelné pfedevsim u barevnych stupnic pro teplotu vzduchu. Mapy maji
také rozdilné provedeni barev oceanu a mofi. Ve vétSiné pripadech jsou tyto plochy
v barvach shodnych s barvami pro teplotu vzduchu na pevniné (mapy z Windy.com,
ventusky.com, maps.darksky.net, yr.no, accuweather.com, eldoradoweather.com,
meteoblue.com, meteox.com com), u map z portal.chmi.cz, meteocentrale.ch
a weatheronline.cz je ocean a okolni mofe provedeno odliSnou barvou — odstiny modré
s Sedou. Dalsi odliSnosti jsou v provedeni popisu nebo vybéru barvy linii. Webova
stranka meteoblue.com u své mapy pouziva jako jedina stinovany reliéf. Mezi dalsi
prvky, které lze v mapach nalézt patfi znazornéni tlaku vzduchu (meteox.com)

a obla¢nosti (chmi.cz).

4.2Dataset TURIST
V datasetu TURIST je obsazeno 36 dynamickych online map ¢ty rtznych
oblasti Ceské republiky z deviti rtiznych webovych stranek. TFi z téchto zdroju
obsahuji pfimo mapy turistické, u ostatnich webovych stranek se jedna o podklady
tematickych map, jejichz obsah neni striktné vymezen a diky podobnostmi s mapami

turistickymi vhodné doplnuji dataset TURIST (viz kapitola 7).
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V ramci datasetu TURIST byly pro analyzu vytvarného stylu ze snimku
odstranény zakladni a nadstavbové kompozi¢ni prvky map a pracovalo se pouze
s mapovym polem vybranych oblasti. Grafické provedeni map v datasetu je velmi
podobné a vétsi odliSnosti jsou viditelné mezi mapami turistickymi a mapami
k turistickym mapam doplnénymi. Prvni zminéné obsahuji napfiklad navic stinovany

reliéf, ve vétSiné pfipadt maji také vétsi grafickou napln a vyraznéjsi barvy.

4.3 Dataset TEKTO
Treti dataset TEKTO tvofi 25 map tektonickych. Ty pochazeji z rtiznych

webovych stranek. VSechny mapy jsou statické. Ze zakladnich kompoziénich prvkt
je pouze u tfech map grafické méfitko. U Sesti map nechybi v mapové kompozici
nazev mapy. Devét map obsahuje legendu a tfi mapy tirdz. Z nadstavbovych

kompozi¢nich prvkd se u map v datasetu vyskytuji loga a zemépisna sit (pfiloha 3).

V datasetu je nékolik map, které neobsahuji zakladni ani nadstavbové
kompoziéni prvky. V téchto mapach jsou na topografickém podkladu liniemi

znazornény pouze hranice jednotlivych tektonickych desek.
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Obr. 4.2 Pocet map v datasetech obsahujici zakladni kompozi¢ni prvky.
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soucet prvkd map podle kategorii
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Obr. 4.3 Soucet hodnot koeficientl jednotlivych kategorii u datasetu FORECAST podle zdroje.
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soucet prvka map podle kategorii
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Obr. 4.4 Soucet hodnot koeficientli jednotlivych kategorii u datasetu TURIST podle zdroje.
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Obr. 4.5 Soucet hodnot koeficientl1 jednotlivych kategorii u map datasetu TEKTO.
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5 TVORBA WORKFLOW V ORANGE

Workflow v softwaru Orange bylo sestaveno ze ¢ty kroku:

Nacteni snimku

Pfi praci s nastrojem Image Embedder, ktery umoznuje vyuziti neuronovych siti
v programu Orange, byly nejprve nacteny snimky (mapy) pomoci nastroje Import
Images. Byla zvolena slozka, ze které doslo k nac¢teni obrazovych dat. Alternativou je
nacteni tabulky, ve které jsou odkazy na umisténi obrazovych dat na internetu.

Nastroj Image Viewer poslouzil k nahledu na nac¢tené mapy.
Proces embeddovani

Poté byla data napojena do nastroje Image Embedder. V nastaveni tohoto
nastroje byl vybran atribut obrazku, ktery je nastaveny na hodnotu Image, a potom
samotny embedder. Na vybér je celkem sedm embedderti, jejich bliz§i popis je
v kapitole 3.3. Cas embeddovani je zavisly na poctu zpracovavanych snimku.
Vysledek se znazornuje pomoci nastroje Image Grid, ve kterém je mozné navolit matici
s urc¢itym poctem sloupct a fadkt, v ramci nichz se zobrazi vysledek z nastroje Image
Embedding. Pripadné je mozné toto nastaveni ponechat na automatickém vybéru.
Data je mozné za Uicelem zobrazeni v matici ofezat na ¢tverec nebo je zmenSit tak,

aby nepfesahovala prostor bunky v matici.
Nehierarchické shlukovani

Takto vytvofena posloupnost jednotlivych nastroji byla doplnéna o nastroje
z doplnku Unsupervised, a to o nastroje Distances a Hierarchical Clustering. Nastroj
Distances umoznuje z polohy snimkt v n-rozmérném prostoru (Dusek, Koritakova,
2017), konkrétné v prostoru, ktery je tvoren 2 048 rozmért vytvofenym embedderem,
vizualizovat pomoci raznych vzdalenostnich metrik proces hierarchického shlukovani
(Hierarchical Clustering) v podobé dendrogramu. Vyc¢et metrik a jejich anglicky popis

je k dispozici na https://orange3.readthedocs.io/ pod zalozkou Distances (URL4). Pro

nasledujici experimenty byla vyuzita metrika Kosinova diky jejimu uspéSnému
vyuziti v praci DobeSové (2019). Tato vzdalenost pocita vzdalenosti mezi body jako
kosinus thlu mezi dvéma vektory vnitiniho produktového prostoru (URL4). V nastroji
Hierarchical Clustering se nastavuje metrika pro méfeni vzdalenosti mezi shluky. Na
vybér je pét aglomerativnich metod hierarchického shlukovani, tedy metod, u kterych
dochazi k postupnému shlukovani objekt1 do vyslednych shlukt (Rezankova a kol.,

2007): metoda nejbliz§iho souseda (single linkage), metoda primérné vazby (average
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linkage), metoda vazeného parovani s aritmetickym primérem (weighted linkage),
metoda nejvzdalenéjSiho souseda (complete linkage) a Wardova metodu. Podle
Rezankové (str. 97, 2007) Wardova metoda spojuje shluky, u kterych je pfirtistek
celkového vnitroskupinového souctu ¢tverct odchylek jednotlivych hodnot od
shlukového priméru minimalni. Pravé tato metoda byla vybrana pro vizualizaci dat
dendrogramem nastrojem Hierarchical Clustering. Dtivodem bylo jeji Gispésné vyuziti

v praci Dobesové (2019).
Nehierarchické shlukovani

Workflow v Orange bylo doplnéno také nastrojem nehierarchického shlukovani
k-Means z doplnku Unsupervised a nastrojem Silhouette Plotz doplinku Model (pouzito
v kapitole 7). Metoda k-Means je jednou z nejpouzivanéjSich shlukovacich technik,
a to predevsim diky jeji jednoduchosti a rychlosti. Tato metoda rozdéluje data do
shluk® pfifazenim kazdého objektu k tézisti jeho nejbliz§imu shluku (Dean, 2014).
Vstupem do nastroje k-Means byl stejné jako v pfipadé hierarchického shlukovani
vystup z nastroje Image Embedding. V nastroji k-Means je nejprve nutné nastavit
pocet shlukt. Prvni moZnosti je nastavit fixni pocet shlukt, druhou mozZnosti je
vyhledani nejvhodnéjs§iho poc¢tu shlukl z uzivatelem definovaného rozmezi. Nastroj
Silhouette Plot byl vyuzit pro grafické znazornéni konzistence dat ve shlucich a pro
analyzu vysledki pomoci silhouette score. Wokflow bylo také doplnéno nastrojem
Data Table pro znazornéni dat v tabulce. Vysledné propojeni nastroji vytvarejicich

pouzité workflow je na obrazku 5.1.

Data Table (2)
&
o
Silhouette Plot
to? et l—
&=
&
y k-Mean
& eans Image Viewer (2) (1)
g')i‘
s
&
Data Data Data — Imeges D Embeddings [Ea)a]
£ = =
%
Import Images Data Table (1) Image Viewer Image Embedding ”ég_,\ Image Grid
% Selected Dsta —
Distances Dsta
A = E
Distances Hierarchical Clustering Image Viewer (2)

Obr. 5.1 Propojeni nastroju v Orange pro proces embeddingu a hierarchického
a nehierarchického shlukovani.
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6 ANALYZA VYTVARNEHO STYLU MAP PREDPOVEDI
POCASI

Pro praktickeé ovéreni fungovani vytvoreného workflow v Orange bylo z webovych
stranek (Windy.com, ventusky.com, maps.darksky.net, portal.chmi.cz, yr.no,
accuweather.com, eldoradoweather.com, meteoblue.com, meteocentrale.ch,
weatheronline.cz, meteox.com) stazeno celkem 25 map predpovédi teploty vzduchu
(dataset FORECAST) pro tzemi Evropy v daném obdobi (zafi 2020). Nastroj Image
Embedder byl nastaven na neuronovou sit Painters z dtuvodu osvéd¢eni tohoto
embedderu pfi analyze kruhovych vysec¢i mést z Urban Atlasu, ktery provedla ve své
praci DobeSova (2019). Embedder Painters je schopen rozdélit vizualni prostor
umeéleckych dél na zakladé jejich jedineéného stylu (URL11), avSak tento algoritmus
nevykazuje pfili§ dobré vysledky pfi praci s neznamymi umélci. Natrénovan byl na
umeélecka dila, hodnoti a analyzuje spiSe umélecky styl, nikoliv vytvarny styl. Proto
byla pouzitelnost embedderu Painters otestovana vizualnim porovnanim vystupu ze
vSech poskytovanych embeddert softwaru Orange (obr. 3.3). Pravé u vysledkt
vytvofenych embedderem Painters znazornénych pomoci matice je nejviditelnéjsi
»Sshlukovani“ map ze stejného zdroje. Vystupem procesu pfi znazornéni v matici
nastrojem Image Grid je Sest viditelnych skupin (obr. 6.1). Shluky jsou viditelné také
pfi vizualizaci procesu shlukovani pomoci dendrogramu (obr. 6.2). Pfi znazornéni
prvnich Sesti shlukll tyto shluky pfesné odpovidaji shluktim viditelnym pouhym
pozorovanim vysledkll znazornénych matici (obr. 6.1). Pfi porovnani vysledkt pomoci
dendrogramu s nastavenim 11 shlukt, tedy pro kazdy zdroj jeden shluk, dosahovaly
stejnych vysledkll jako embedder Painters i ostatni embeddery. V kazdém shluku
byly pouze mapy z jednoho zdroje. Jedinou vyjimkou byl embedder Inception v3,
u kterého byl problém se zafazenim jedné mapy z meteoblue.com a mapy

z eldoradoweather.com.

Pfi rozboru vysledné matice 25 map teploty vzduchu Evropy z embedderu
Painters je patrné, Zze doslo ke shlukovani map ze stejnych webovych stranek a ke
spojeni téchto dvojic, pfipadné trojic do shluki, a to pfedevsim na zakladé barevnosti
map. Timto vysledkem byl potvrzen potencial tohoto embedderu pro vymezeni
vytvarnych styltlt map. Shluky jsou tvofeny mapami z jednotlivych webovych stranek
a maji tedy jednotny vytvarny styl. Viditelny je také vyrazny vliv barev, ktery byl
demonstrovan experimentem s barevnymi mapami a mapami v odstinech Sedi

popsany nize (kapitola 6.1).
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Obr. 6.1 Sest shluktl vytvofenych neuronovou siti Painters znazornénych pomoci
nastroje Image Grid.
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Obr. 6.2 Znazornéni shlukl originalnich dat datasetu FORECAST z hieraerchického
shlukovani ziskanych pomoci embedderu Painters.

Na vyse uvedenych analyzovanych mapach a na jejich derivatech (ofez, otoCeni,
zména rozliSeni) byly nasledné provedeny experimenty popsané v podkapitolach
zkoumajici barevnost (podkapitola 6.2) jako jeden z hlavnich parametri vytvarného
stylu a parametry vstupnich dat s potencidlem ovlivnit proces shlukovani — ofez,

otoceni (podkapitola 6.1) a rozliSeni (podkapitola 6.3).

41



6.1 Ofez a otoceni vybranych map

Nejprve bylo zjistovano, jaky efekt na vytvofeni shlukt ma pfidani nékterych
vyfezu jiz pouzitych map a otoéeni nahodné vybranych map do pfedchoziho
mapového datasetu FORECAST. NavySenim poctu vstupnich dat (z 25 na 54) se
shluky embedderem Painters staly méné kompaktni. Proces jejich vzniku je totozny
s predchozim krokem. Pravdépodobné v dusledku pouziti kombinace vétSiho
mnozstvi dat, vyfezli a pootoceni map neni zafazeni nékterych vyfezi map
k originalnim mapam (pfedev§im s méné vyraznymi barvami) ispéSné (obr. 6.3). Pti
zobrazeni vysledktl pomoci dendrogramu s 11 shluky (obr. 6.4) je viditelny problém
u vyraznych vyifezlli z map Ventusky (mapa s nazvem Ventusky 23_9 (6)), Windy
(mapa s nazvem Windy 23_9 (6)), DarkSkyMap (mapa s nazvem DSM_23_9 (6))
ayr.no (mapy s nazvem yr_no_17_9 (4) a yr_no_26_9 (4)). V téchto pripadech doslo
k vytezu asi 6 % celé mapy. Pokud se jednalo o vétsi ¢ast originalni mapy (napfiklad
pouze Ctvrtina originalni mapy) byl tento vyfez pfifazen spravné do shluku map ze

stejného zdroje.

Obr. 6.3 Kombinace vychozich map s jejich vyfezy a otoéenymi vybranymi mapami.
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Obr. 6.4 Dendrogram 11 shlukt originalnich map s vybranymi ofezanymi a
otoCenymi mapami z originalniho datasetu.
6.2 Barevnost map
Barevnost map je podle definice jednim 2z parametri vytvarného stylu
avzhledem k vyraznému ovlivnéni zafazeni map do shluki pravé na zakladé
barevného provedeni map byly vSechny mapy z predchozi casti (podkapitola 6.1)
pfevedeny do odstinu Sedi v softwaru Zoner Photo Studio 14 funkci Odstiny Sedi.
Proces embeddingu je vypocCetné narocnéjsi v porovnani s puvodnimi, barevnymi
mapami, i pfes stejnou velikost vstupnich dat (celkem 54 map). U originalnich map
trval 4,5 sekundy, u map v odstinech Sedi 5,25 sekundy. Vysledné shluky jsou pfi
porovnani se shluky barevnych map odlisné (obr. 6.3 a 6.5). Divodem muze byt
xeroxovy efekt, tedy jev, ke kterému dochazi pfi pfevodu map do ¢ernobilé podoby,
dtisledkem ¢ehoz mohou dva odliSné barevné téony vytvorit stejny odstin Sedé barvy

(Vozenilek, Kanok, 2011).
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Obr. 6.5 Prevedeni map z kapitoly 6.1 do odstinti Sedi.

Nasledné byla provedena kombinace dvou vySe zminénych kategorii, tedy map
s originalni barevnosti a jejich vyfezy s otoCenymi variantami, a mapy v odstinech
Sedi (celkem 108 map nebo jejich ¢asti). Tato ¢ast experimentu méla za cil zjistit, zda
bude dochazet k seskupovani map ze stejnych zdrojui i pfes rozdilnou barevnost map.
Mapy v odstinech Sedi jsou totiz seskupené v pravé ¢asti gridu, mapy barevné jsou
naopak pouze v levé ¢asti (obr. 6.6). NedoS§lo tedy k zadnému promichani map mezi

sebou. Z tohoto vyplyva velky vliv barevnosti na vysledné zatfazeni map.
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Obr. 6.6 Kombinace barevnych map a map v odstinech $edi.
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Vliv barevnosti byl potvrzen také pii vizualizaci vyfeza barevnych variant map
dvou oblasti (obr. 6.7), a to Recka a Italie pomoci dendrogramu (celkem 22 map).
Vysledkem je vznik dvojic shlukt ze stejnych map. Viditelné je tedy upfednostnéni
barevnosti map pfed strukturou mapového pole, tedy tento fakt potvrzuje pfedpoklad
mozného vyuziti tohoto embedderu pro definovani vytvarnych styl map. Pokud by
doslo k upfednostnéni struktury mapového pole, vznikaly by spiSe shluky, ve kterych
by byly obsazeny shodné oblasti.
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Obr. 6.7. Dendrogram dvojic map dvou oblasti.

6.3 Rozliseni map

Pro spravné nauceni a fungovani embedderu Painters se vstupni data upravuji
na rozméry 256 x 256 pixelt. Kazdy snimek vstupujici do neuronové sité pro jeji
trénovani byl autorem sité zmensSen na kratsi strané na 256 pixel1 a poté ofezan ve
stfedu delsi strany tak, aby bylo dosaZzeno pozadovaného rozméru. V pfipadé
zpracovani jakéhokoliv datasetu s odliSnym datovym rozliSenim vstupnich dat by
mohlo mit rozdilné rozliSeni vliv na vysledné zafazeni jednotlivych map do shluku.
Mapy zakladniho datasetu byly proto zmensSeny podle instrukci vySe a byl na né
aplikovan embedder Painters. Problematické je ofezani vstupnich dat na ¢tvercovy
format a s tim souvisejici ztrata informace v mapach. Cim je pomér stran odli§néjsi
od ctvercového formatu, tedy poméru stran 1:1, tim je ztrata informace vétsi.
Ke ztraté informace dochazi také v disledku zmenseni vstupnich map na pozadované
rozméry. Diky tomu je nadhodnoceno barevné provedeni map, zatimco kompozice
nebo barevné provedeni hranic ¢i dalSich méné vyraznych prvk(i na mapach je

potlaceno. Pfi vizualnim porovnani (obr. 6.8) vyslednych shlukti se shluky
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originalnich map je viditelny rozdil ve vysledcich. Neni zde jednoduché provést

rozdéleni matice na Sest shlukt, jako v pfipadé tvorby shlukl s originalnimi mapami.

Obr. 6.8 Rozdily ve vysledcich shlukovani pfi pouziti originalnich dat bez provedeni
zmeény rozliSeni a poméru rozmért (vlevo) a s normalizaci téchto parametrl (vpravo).

Proto bylo vyuzito moznosti procesu shlukovani pomoci dendrogramu (spodni
¢ast obr. 6.9). Po nastaveni zvyraznéni Sesti shlukt je jedinym rozdilem pfidéleni
mapy z portdlu accuweather.com mezi mapy zyr.no namisto map
z maps.darksky.net, jak tomu bylo v pfipadé shlukovani u originalnich map. DalSim

rozdilem, viditelnym na dendrogramu, je odliSny proces tvorby téchto shluku (obr.
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Obr. 6.9 Odlisnosti pfi vizualizaci procesu shlukovani pomoci dendrogramu
s originalnimi daty (nahofe) a s daty zmenSenymi a ofiznutymi na rozmér 256 x 256 px.
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Dalsi ¢asti experimentovani s rozliSenim bylo zmenSeni originalnich map na
10 % své velikosti a spolu s originaly byly znovu importovany do softwaru Orange,
kde na né byl pouzit embedder Painters. Stejné mapy s odliSnym rozliSenym vytvorily
vlastni shluky, které v mnoha pripadech ani nebyly v blizké vzdalenosti (obr. 6.10).
Z vySe uvedeného je viditelné, Ze vliv na vysledek ma tedy nejen barevnost, ale
irozliSeni vstupnich map. Oproti barevnosti, ktera je jednou z charakteristik
vytvarného stylu, je vliv rozliSeni na vysledek problematicky. Pro hlavni ¢ast prace je
mozné mapy transformovat do poméru stran 1:1 a zmeénit jejich rozliSeni, tak, aby
vS§echny mapy byly stejné. Krok normalizace vstupnich dat ma nicméné za nasledek
ztratu informace u nékterych map a sniZeni vlivu méné vyraznych ¢asti map a tim
zvySeni vlivu barevného provedeni. Druhou moznosti je mapy nenormalizovat
a ponechat jejich rozliSeni a poméry stran jako jeden z parametri definujicich

vytvarny styl map.
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Obr. 6.10 Vysledky experimentu se zmenSenim vybranych map na 10 % originalni
velikosti (viditelné jsou shluky stejnych map s normalnim a se snizenym rozliSenim).
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6.4 Vysledky experimentu
Z vysledktl provedenych experimentli s mapami teploty vzduchu (dataset

FORECAST) s vyuzitim embedderu Painters vyplyvaji nasledujici poznatky:

1. Nejvyraznéjsi vliv na shlukovani map byl prokazan u jejich barevnosti

(obr. 6.6, obr. 6.7):

e Vliv barevnosti na shlukovani je prokazatelny jiz pfi shlukovani
originalnich map (obr. 6.1 a 6.2) i pfi experimentu s diléimi oblastmi
z originalnich map (obr. 6.7).

e Velmi vyrazny vliv barevnosti byl prokazan pfi experimentu s mapami
pfevedenymi do odstinu Sedi (pfi rozdéleni vstupniho datasetu na dvé
poloviny) (obr. 6.6).

e VIiv barevnosti mapy na shlukovani potvrzuje potencial vyuziti
neuronovych siti, konkrétné embedderu Painters pro definovani
vytvarnych styld.

2. Vliv na shlukovani byl prokazan u rozliSeni map
3. avyfezu z originalnich map (kapitoly 6.1 a 6.3):

e Tvorba vyfezt je problematicka pouze pfi pouziti znacnych vytfezt
(méné nez 6 % mapy) z origindalnich map (obr. 6.3). Pro finalni
shlukovani map v§ak nebyl diivod provadét takto velké vytezy (vyuzity
byly bud celé mapy nebo dos§lo k vétSim vyfeziim) a neni tedy
problematiku vyfezu nutné vice zvazovat.

e RuUzné rozliSeni snimkd (map) vdusledku rozdilné velikosti
originalnich map sice muize zpUsobit odlisné zafazeni dané mapy do
shluku (obr. 6.8 a 6.9), pokud ale neni mapa zmensSena imyslné (obr.
6.10), neovliviiuje tento fakt vymezeni vyslednych shlukt.

e Pro spravné fungovani embedderu Painters se
doporucuje normalizovat pomér stran a rozliSeni map, jak je uvedeno
v kapitole 6.3. AvSak tim se ztrati nékteré informace v mapé, protoze
dojde ke zmens§eni map a zaroven k jejich ofezu. Méné vyrazné prvky
mapy mohou byt vyrazné potlaceny.

4. Zména orientace map nema vliv na vysledné zafazeni map do shlukt:

e Pfi experimentu se zménou orientace vybranych map nebylo

pozorovano vyraznéj§ich problémt se zafazenim téchto map k jejich

neotoCenym variantam (obr. 6.3).
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6.5 Vyuziti nehierarchického shlukovani

Jako zastupce nehierarchické metody shlukovani byl vyuzit nastroj k-Means,
vyuzivajici stejnojmennou metodu, u které je nejprve nutné nastavit pocet shluku.
Pri zpracovani datasetu FORECAST byla zvolena moznost vyhledani nejvhodnéjsiho
poctu shlukll z uzivatelem definovaného rozmezi, které bylo nastaveno od dvou do
11 shlukl. Na zakladé ziskaného skore (Silhouette Scores = 0,395) bylo vyhodnoceno,
ze nejvhodnéjsim poctem shlukt je pro tento dataset 11. Tento pocet odpovida poctu
zdroji map a jedna se o dal§i diikaz potvrzujici potencial embedderu pro vymezeni
vytvarného stylu map. Dal§im krokem pfed spusSténim nastroje bylo nastaveni
inicializaéni metody, tedy zpltsobu, jakym algoritmus za¢ina shlukovani. Na vybér
jsou metody k-Means ++ (prvni stfed je vybran nahodné, nasledujici jsou vybrany ze
zbyvajicich bodli s pravdépodobnosti timérnou druhé mocnin€ vzdalenosti od
nejbliz§iho stfedu) anebo nahodna inicializace (shluky jsou nejprve pfifazeny
nahodné a poté jsou aktualizovany dalSimi iteracemi) (URL20). V tomto pfipadé byla
pouzita metoda k-Means ++ a Kosinova metrika. Vysledek shlukovani je v tomto
pfipadé mozné vyhodnotit i ¢iselné, a to pomoci nastroje Silhouette Score. Tato
metrika slouzi k vyhodnoceni kvality techniky shlukovani. Jeho hodnota se pohybuje
od 1 do -1 (Bhardway, 2020):

e 1: shluky jsou od sebe dobfe oddélené a jasné rozliSené, prvek je velmi
kompaktni v ramci shluku, do kterého patfi, a zaroven daleko od ostatnich
shluku,

e 0: shluky se prekryvaji a vzdalenost mezi shluky neni vyznamna, prvky jsou
na hranici mezi dvéma shluky,

e -1: shluky jsou vytvofeny nespravneé.

Vysledek z nastroje Silhouette Score je na obrazku 6.11. Prumérné skére dosahlo
hodnoty 0,47, maximalni hodnota dosahuje 0,64, coz doklada, ze shluky jsou
pomérné dobfe oddélené. Ve dvou pfipadech (eldoradoweather.com
a accuweather.com) bylo dosazeno skoére nulové hodnoty. U téchto shluki dochazi
k pfekryvam a jsou na hranici mezi shluky. Z vysledkti nehierarchického shlukovani
je dobre viditelné shlukovani podle zdroju jednotlivych map, tedy podle vytvarného
stylu.
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Obr. 6.11 Vysledky nehierarchického shlukovani
datasetu FORECAST z nastroje Silhouette Score.




7 ANALYZA VYTVARNEHO STYLU TURISTICKYCH
MAP

V Ceské republice se zabyva tvorbou tiSténych turistickjch map Sest

vydavatelstvi (Gabrys, 2019):

e Geodézie On Line,

e Kartografie PRAHA,

e Klub Ceskych Turistu,
e Machovsky,

e SHOCart,

e Zaket.

Turistické mapy lze nalézt také v online podobé, a to na strankach Mapy.cz,
OpenStreetMap Hike & Bike Map, Cykloserveru a PhoneMaps. Jak je uvedeno
v kapitole 2.3 Data, pro ziskani map byly upfednostnény online zdroje. Dtivodem byla
snaha minimalizovat negativni vlivy pfi skenovani map v papirové podobé jako je
napfiklad vznik stind v mistech pfehybt a podobné. Vstupni data byla tedy
ziskavana vytvorenim screenu pozadované oblasti. I takovy sbér dat ma ale sva
omezeni, jedna se hlavné o nemoznost provedeni vyrezu mapy ve stejném meéritku
z diivodu odliSnych zoom levelti raznych mapovych serveri a také o nemoznost
vybéru vzdy uplné stejného tizemi.

Bohuzel neexistuje pro Ceskou republiku velké mnozstvi online dostupnych
turistickych map (pouze tfi), v ivahu tedy pfichazeji mapy ,topografické“ (podklady
tematickych map/tematické mapy pro orientaci v terénu ¢i pro fidice; obsah téchto
map neni striktné vymezen). Vybrana tizemi nemohou byt vzhledem k limitované
velikosti monitoru v pfili§ velkém méritku a tak na turistickych mapach nejsou
turistické trasy pfili§ vyrazné a vyuziti topografickych map se tedy velmi nabizi. Téch
je dostupnych online vétsi mnozstvi a v kombinaci se ¢tyfmi vybranymi tizemimi je

vysledkem uspokojivy pocet map vstupujicich do nasledné analyzy.

Ziskani screenu pozadované oblasti bylo obtizné predevSim z dtvodu prekryti
mapového pole jinymi prvky mapy nebo dalSimi prvky, které se vyskytuji
v internetovém prostfedi. Jednim z takovych prvka byla i reklama v pripadé webu
mapquest.com. Z toho dtivodu byly screeny z tohoto webu jiné, néz screeny
z ostatnich webovych stranek. Problém nastal také u webu viamichelin.com.
Nastavené zoom levely neumoznuji znazornéni Olomouce a okoli tak jako u ostatnich

stranek a proto bylo mozné pracovat pouze s men$im uzemim, kde podrobnost
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vykreslenych prvktl nejvice odpovidala ostatnim mapam. Pro zachovani
nejhomogennéjsiho tizemi ve stejném meéritku byly tyto dva zdroje vynechany. Celkem

bylo vyuzito téchto devét zdrojli a to:

e Dbing.com/maps,

e cykloserver.cz,

e google.cz/maps,

e hikebikemap.com,
e mapy.cz,

e openstreetmap.org,
e gwant.com,

e wego.here.com,

e yandex.com/maps.

Z kazdého zdroje byl pro vSechna vybrana tzemi (viz kapitola 2.5 Zajmova tizemi)
vytvofen screen oblasti. Celkem bylo ziskano 36 rtiznych screenti. Pfed spusténim

procesu embeddingu byly uvazovany tfi mozné varianty vysledného shlukovani, a to:

e dojde ke shlukovani podle Gizemi,
o embedder Painters neni vhodny pro definovani vytvarného stylu
map
e dojde ke shlukovani podle zdroji map,
o embedder Painters je vhodny pro definovani vytvarného stylu
map
o kazdy zdroj ma svuj vlastni vytvarny styl; pfipadné ma vice
zdrojua shodny vytvarny styl a tyto zdroje budou soucasti jednoho
shluku
e shlukovani bude ovlivnéno jak zdrojem, tak Gizemim a vysledné shluky
nebudou jasné diferenciovany.
o embedder mtize byt pouzitelny pro definovani map na zakladé
barevnosti, struktury, naplné mapy nebo dal§ich parametru,

nikoliv na zakladé vytvarného stylu

Vysledné shluky spadaji do tfeti skupiny. NedoS§lo totiz k jasné diferenciaci podle
zdroje nebo podle tizemi a pfi znazornéni vysledkti dendrogramem (¢tyfi a devét
shlukt) je patrné promichani dat z riznych zdroji a také raznych oblasti v jednom
shluku (obr. 7.1).
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Vyjimku tvofi pfi vizualizaci pomoci deviti shlukti mapy 2z yandex.com
a hikebikemap.org. V téchto pfipadech tfi ze ¢tyf map ze stejného zdroje vytvofily
jeden shluk. V pfipadé hikebikemap.org je ve shluku ale také jedna mapa
z openstreetmap.org. V pfipadé yandex.com je chybé&jici mapou mimo tento shluk

mapa Olomouce, u hikebikemap.org se jedna o mapu s okolim Pradédu.

c1 praded_bike_hike
E praded_cykloserver
praded_mapy_cz
@ "—| ryb_bikehike
ol_osm
;l__:‘ chl_bikehike
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— T
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chi_here
chl_qwant
ryb_here
ryb_qwant

praded_bike_hike

praded_mapy_cz
C1 | ryb_bikehike

ol_osm
‘—‘_‘: chl_bikehike
ol_bike_hike

ol_cykloserver
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ryb_cykloserver
chl_mapy_cz
ryb_mapy_cz

chl_google
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ryb_osm
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chl_qwant
ryb_here
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Obr. 7.1 Vysledky shlukovani turistickych map pfi zobrazeni ¢tyf (spodni ¢ast) a deviti
(horni ¢ast) shluku.

Protoze by méla byt pro spravné fungovani embedderu Painters data transformovana
do rozmérti 256 x 256 pixeltl, doslo v dal§im kroku k vyfezu ¢asti v pravé takovychto

rozmérech z ptavodnich dat. Z originalnich dat byla vybrana tato izemi:

° Pradéd,
e rybniky Velky a Maly Tisy,
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e historické centrum Olomouce a blizké okoli,

e obec Kosicky a Tresicky rybnik.

Nasledné do$lo k jejich zpracovani stejné jako v pfedchozim kroku. Nicméné ani
v tomto pfipadé nedoslo k jasné diferenciaci podle zdroje nebo podle izemi a je patrné

promichani dat z rznych zdroji a také rtiznych oblasti v jednom shluku (obr. 7.2).

Nejuspésnéjsi bylo znovu shlukovani vyfezi z yandex.com a hikebikemap.org pfi
znazornéni pomoci deviti shlukti. V téchto ptipadech jsou tfi ze Ctyf vyfezll v jednom
shluku. I zde je soucasti jednoho ze shluktl mapa zjiného zdroje a to mapa

z bing.com ve shluku map z yandex.com.
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Obr. 7.2 Vysledky shlukovani vyfezl turistickych map v rozliSeni 256 x 256 pixela pfi
zobrazeni Ctyf (spodni ¢ast) a deviti (horni ¢ast) shluku.
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7.1 Nehierarchické shlukovani datasetu TURIST

Na stejném datasetu turistickych map (dataset bez zmény rozmérti a pred
zmenSenim) bylo nasledné provedeno shlukovani pomoci nehierarchickych
shlukovacich metod. Cilem bylo zjistit, zda nehierarchicka metoda bude poskytovat
lepsi nebo naopak horsi vysledky. Konkrétné byl vyuzit nastroj k-Means, vyuzivajici
stejnojmennou metodu, u které je nejprve nutné nastavit pocet shluku. Pii
zpracovani datasetu turistickych map bylo vyuzito moZnosti vyhledani
nejvhodnéj§iho poctu shlukt zuzivatelem definovaného rozmezi, které bylo
nastaveno od dvou do deviti shlukti. Na zakladé ziskaného skore (Silhouette Scores =
0,107) bylo vyhodnoceno, ze nejvhodnéjSim poctem shlukt jsou pro tento dataset

¢tyfi. Proces shlukovani byl otestovan s obéma inicializa¢nimi metodami.

Set size automatically

Labels

(No labels)

[ Apply automatically

288

Obr. 7.3 Vysledna matice turistickych map z nastroje Image Embedding.

Rozdily jsou patrné pfi porovnani pfislusnosti jednotlivych map do shlukua (obr.
7.4). Viditelné je vyrazné promichani jednotlivych map ve shlucich. Ani v jednom
pripadé nedoslo k jasné diferenciaci podle tizemi nebo podle zdroje. Z tohoto 1ze znovu
usuzovat, ze embedder Painters a néktera z metod shlukovani nejsou schopny
provést shlukovani map na zakladeé jejich vytvarného stylu. Z matice na obrazku 7.3
je viditelné shlukovani na zakladé barev, struktury a také grafické naplné map. Pravé

naplin map a jeji vliv na shlukovani je zkoumana v nasledujici kapitole 8.

Protoze se matice z nastroje Image Grid generuje na zakladé vystupu z nastroje
Image Embedding, nedochazi ke zméné pozic jednotlivych map v matici pfi pouziti
odliSnych metod shlukovani. Hodnoceni na zakladé matice tedy neni prili§ presné

a urceni shlukt jen vizualnim zhodnocenim matice je velmi subjektivni a nemusi
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odpovidat realnym shlukiim. Pro urceni shluktl v pfipadé nehierarchického
shlukovani je leps§i vyuzit znazornéni prislusnosti map do shluku nebo v pfipadé

hierarchického shlukovani provést znazornéni pomoci dendrogramu.
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Obr. 7.4 Rozdilné zarazeni map do jednotlivych shlukti. Vlevo vystup z nehierarchické
metody k-Means, vpravo vystup z hierarchické metody (kosinova vzdalenost, Wardova
metoda). Cs pfislusnym ¢islem pod mapou oznacuje vysledny shluk.
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Obr. 7.5 Vystup z nastroje Silhouette Score porovnavaji kvalitu zafazeni map do shluku
datasetu TURIST (inicializace k-Mean ++, Kosinova vzdalenost).
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Vysledek z nehierarchického shlukovani datasetu TURIST byl vyhodnocen také
pomoci silhouette score, které je vystupem stejnojmenného nastroje (obr. 7.5).
Pracovano bylo s k-Means ++ inicializaci a také s ndhodnou inicializaci. Také byly
porovnany hodnoty pro vSechny vzdalenosti, které je mozné nastavit v nastroji
Silhouette Score, a to Euklidovskou, Manhattanskou a Kosinovu vzdalenost (tab. 7.1).
Primeérné hodnoty silhouette score se pohybovaly v rozmezi od 0,1 po 0,24. Neni tedy
dosazeno jasného vymezeni shluku a nékteré mapy, s hodnotou bliZici se nule, jsou
na hranici mezi dvéma shluky. NejlepSich vysledkt bylo dosaZzeno pfi pouziti

inicializace k-Means ++ s Kosinovou vzdalenosti.

Tab. 7.1 Primérné hodnoty silhouette score pro Ctyfi shluky datasetu TURIST:

inicializa¢ni
metoda

vzdalenostni metrika | Euklidovska | Manhattanska | Kosinova

k-Means ++ prumérna hodnota
silhouette score

0,13 0,14 0,24

vzdalenostni metrika | Euklidovska | Manhattanska | Kosinova

nahodna o
inicializace primérna hodnota

silhouette score 0,1 0,12 0,18

7.2Vysledky experimenta

Na zakladé dosazenych vysledki bylo potvrzeno, ze nejvhodnéjsi vzdalenostni
metrikou pro shlukovani map je pravé Kosinova vzdalenost. Ty byla pouzita i pro
finalni shlukovani slouzici pro porovnani uzivatelského shlukovani a vyhodnoceni
vysledkt. Na tomto datasetu bylo také zjiStovano, ktera metoda shlukovani z Orange
poskytuje lepSich vysledkt vzhledem ke shlukovani podle vytvarného stylu map.
Rozdily ve vytvofenych shlucich jsou patrné. DoSlo k vyraznému promichani
jednotlivych map ve shlucich, nicméné ani v jednom pfipadé nedoSlo k jasné
diferenciaci podle tizemi nebo podle zdroje, z ¢ehoz lze usuzovat, ze embedder
Painters a néktera z metod shlukovani nejsou schopny provést shlukovani map na

zakladé vytvarného stylu.
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8 ANALYZA VYTVARNEHO STYLU TEKTONICKYCH
MAP

Pro analyzu vytvarného stylu tektonickych map bylo stazeno celkem 25 riznych
map této tematiky z internetu. Zdroje jednotlivych map jsou v pfiloze 7. Cilem této
analyzy bylo zjistit, jak spolu koreluje graficka napln jednotliviych map a shlukovani

téchto map.

Pro zjiSténi hodnoty naplné mapy bylo vyuzito nastroje pro zjiSténi graficke
naplné map (GMLMT - Graphic Map Load Measuring Tool) ve verzi 1.2 vytvofeného
Radkem Barvifem (Barvif, 2021). Tento nastroj pracuje s metrikou zaloZenou na
detekci hran pomoci Sobelova filtru. Ten dokaze zachytit jak ostré hrany, tak pozvolné
prechody barev, které se v mapach vyskytuji. Vystup nastroje je procentualni graficka
napln mapy s rozsahem hodnot od 0 % pro zcela prazdnou mapu do 100 % pro zcela
naplnénou mapu. Jako optimalni graficka napln mapy je povazovana napln do 30 %

(Vozenilek, Kanok, 2011).

Po stazeni skriptu nastroje GMLMT je pro spravné fungovani potreba tento
skript spravné umistit do souborového adresare open-source grafického editoru
GIMP. Po tispéSném vlozeni do adresare a spusténi GIMPu se nastroj objevi v nabidce
Filtry — Detekce hran. Pfed analyzou grafické naplné mapy je potfeba mapu nejprve
upravit tak, aby jeji DPI (dots per inch) bylo 100. Tento krok byl proveden v softwaru
Zoner Photo Studio 14. Vysledna graficka napln jednotlivych map datasetu TURIST
je v tabulce 8.1.

Tab. 8.1 Mapy datasetu TURIST ve ¢tyfech shlucich se svoji grafickou naplni.

shluk 1 shluk 2 shluk 3 shluk 4
mapa mapa mapa mapa
E 15 g 17,7 10 E 6,7 21 E 9
E 1 E 17,9 16 E 11,9 25 E g
§ 20 § 18 13 § 13,5 23 § 18
o 3 o 20,8 12 o 15 11 o 19
= = = =
= S 22,5 7 - 15 14 =
T T T &
£ £ 22,5 17 g 17,1 5 £
= 3= = 17.5 40 =
= = = 5 : =
b ‘o L 17,9 24 D
z S g 20,9 22| g
(=) 1= o o
i i 5 23,9 of %
& & ) 25,7 2 &

Data byla rozdélena nehierarchickym shlukovanim do ¢ty shlukt. Vyuzita byla
metoda k-Means ++ a Kosinova vzdalenost. Po konzultaci problematiky s docentkou
Fiserovou z katedry matematické analyzy a aplikaci matematiky Univerzity Palackého
v Olomouci bylo provedeno vyhodnoceni vlivu naplné na shlukovani v prostfedi

Microsoft Excel a to pomoci statistické metody ANOVA s jednim faktorem. Pod
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akronymem ANOVA se skryva souslovi ANalysis Of VAriance, v CeStiné analyza
rozptylu. Tato metoda matematické statistiky umoziuje ovéfit, jestli na hodnotu
nahodné veliCiny (zafazeni do shluku) pro urcity prvek (mapa) ma statisticky
vyznamny vliv hodnota nékterého znaku (graficka naplin mapy). Nulova hypotéza zni,
ze graficka napln map je ve shlucich stejna. Alternativni hypotéza zni, Ze se graficka
napln ve shlucich li§i a je zde tedy vliv naplné na shluky. V Excelu je nutné nastavit
zdrojovou oblast dat a také hladinu vyznamnosti a. Ta byla nastavena na 0,05.
Vysledna F hodnota testového kritéria je 0,96, kriticka hodnota testového kritéria je
3,1 (obr. 8.1). Hodnota F je tedy mensi nez kriticka hodnota a neni moZné zamitnout
nulovou hypotézu, ale potvrdit ji. Podle ANOVY tedy nedoslo k prokazani, ze by se

graficka napln ve shlucich liSila. Graficka napln mapy nema vliv na shlukovani.

ANOVA

Zdroj variability 55 Rozdil MS F Hodnota P F krit
Mezi vybhéry 69,74778 3 23,24926 0,964582 0,427867 3,072467
VZechny vbéry 506,1618 21 24,10294
Celkem 575,9096 24

Obr. 8.1 Vysledky statistické metody ANOVA s jednim faktorem.

Vzhledem ke ¢tyfem pozorovanim v prvnim a ¢tvrtém shluku nicméné neni zcela
jasné, zda je splnéna podminka normalniho rozdéleni datasetu, ktera by meéla byt
splnéna, spolu s podminkou stejné variability, pro spravné fungovani metody
ANOVA. Predchozi vysledek byl proto jesté zkontrolovan dalSim testovanim. Pokud
neni jisté, zda je jsou splnény vySe zminéné podminky, je vhodnéjsi pouzit
neparametricky pfristup napfiklad pomoci Kruskal-Wallisova testu. Tento test za
predpokladu shody rozptyll (Ize ovérit napriklad Squared ranks test for variances)
testuje nulovou hypotézu "mediany grafické naplné jsou ve shlucich stejné", proti
alternativni hypotéze "mediany grafické naplné nejsou ve shlucich stejné". V softwaru
RStudio bylo vyuzito funkce conover.test pracujici s Conover-Imanovym testem.
Ten obsahuje jak Kruskal-Wallistuv test, tak mnohonasobné porovnavani medianti.
Nulova hypotéza pro tento test zni: "mediany grafické naplné se ve shlucich nelisi".
Hladina vyznamnosti byla nastavena na 0,05. Vysledkem testu je p-hodnota rovna
0,28. P-hodnota je tedy vys$Si nez hladina vyznamnosti. Podle vysledki Conover-
Imanova testu (obr. 8.2) neni mozné nulovou hypotézu zamitnout. Zavérem lze fict,
Ze na hladiné vyznamnosti 0,05 se mediany grafické naplné ve shlucich nelisi, a tedy

graficka napln nema vliv na shlukovani.
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X <- c(8.4, 13.6, 20, 24.4) # shluk 1

y <= €(17.7,17:9,18,20.8,22.5,22.5) # shluk 2

Z <= ¢(6.7,11.9,13.5,15,15,17:1,17.5,17.9,20.9,23.9,25.7) # shlik 3
w <- ¢(11.6,12.1,16.3,19.2) # shluk 4

conover.test(x=1list(x,y,z,w))

Kruskal-wallis rank sum test

data: x and group
Kruskal-wallis chi-squared = 3.8213, df = 3, p-value = 0.28

comparison of x by group
(No adjustment)
Col Mean-

Row Mean

I
|
+
2 | -1.038483
| 0.1554
|
3 | 0.145760 1.488503
| 0.4428 0.0757
|
4 | 0.784552 1.897918 0.804380
| 0.2207 0.0358 0.2151
alpha = 0.05

Reject Ho if p <= alpha/2

Obr. 8.2 Vysledek Conover-Imanova testu.

8.1 Nehierarchické shlukovani datasetu TEKTO

Stejné jako ostatni datasety byl i tento dataset vyhodnocen pomoci nastroje

Silhouette Score z nehierarchického shlukovani (obr. 8.3). Jako idealni pocet shlukt
byly uréeny pouze dva shluky (Silhouette Scores = 0,101). Hodnota silhouette score
byla pouze 0,13. Ze vSech datasett se jedna o nejnizs§i hodnotu. Zplsobené je to
pravdépodobné tim, ze kazda mapa tohoto datasetu TEKTO je zjiného zdroje.
V pripadé datasetu FORECAST a TURIST totiz existuji mapy ze stejnych zdroji

a u prvniho zminéného dochazi ve vSech pfipadech ke shlukovani podle zdroje.

U datasetu TURIST jen v nékterych pfipadech.
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Obr. 8.3 Vysledky nehierarchického shlukovani datasetu TEKTO
z nastroje Silhouette Score.
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9 VYUZITI VLASTNI NEURONOVE SITE V ORANGE

Pfi prohledavani dostupnych tutoriali a publikaci ohledné tvorby vlastni
neuronové sité v softwaru Orange nebyly nalezeny zadné informace realizovatelnosti
takového zaméru. Z tohoto dtivodu byli kontaktovani vyvojafi programu Orange, ktefi
potvrdili, Ze tento krok neni mozny. Mozna je tvorba vlastni sité pouze externé, a to
s pomoci modulu Orange SNNS. Lze také natrénovat vlastni model pomoci nastroje
Neural Network ¢i provést predikci na zakladé klasifikacnich stromt a logistické

regrese.

Pro software Orange existuje modul Orange SNNS (Stuttgart Neural Network
Simulator). Ten umoznuje vytvaret, trénovat a simulovat neuronové sité ze softwaru
SNNS a integrovat je do softwaru Orange. V soucasné dobé existuji dveé verze modulu

OrangeSNNS.py, a to 0.99 a 1.09:

verze 0.99:
e snadnéji zobecnitelné pro vSechny typy neuronovych siti podporovanych
SNNS, protoze sitovy kod je generovan pomoci SNNS,
e rychlejsi, protoze vyhodnoceni sité je provadéno pomoci programovaciho
jazyka C namisto Pythonu u verze 1.09,

e alokuje operacni pamét.

verze 1.09:
e podporuje dopredné, plné pfipojitelné vicevrstvé perceptrony se
sigmoidalni funkci,
e jednodus$si nez verze 0.99, protoZe jsou neuronové sité vyhodnocovany
v Python kédu,

e nealokuje opera¢ni pamét (nedochazi k tzv. iniku paméti).

V ramci softwaru Orange je pouze mozné provést predikci klasifikace (nastroj
Prediction) na zakladé klasifikacnich stromu1 a logistické regrese. V tomto pripadé je
nutné vSechna zdrojova data, v pripadé této prace vSechny mapy, prevést na podobu
tabulky. V ramci ni jsou jednotlivymi zaznamy vybrané mapy a atributy doplnuji

informace o kazdé z map.

Dalsi mozZnosti je vyuziti nastroje Neural Network, ktery umoznuje proveést
natrénovani modelu na zakladé vstupnich dat, kterda musi byt stejné jako
v pfedchozim pfipadé v podobé tabulky. Tento nastroj pracuje s ANS, které se
vyuzivaji pfedevS§im na omezené datové sady a na neobrazova data. V tomto pfipadé

je problematické pievedeni dat do tabulkové podoby z duvodu nemoznosti
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kvantifikovat barevnost map, tedy jeden z parametri vytvarného stylu. Barevnost by

v dusledku toho nebyla brana v potaz.

Druhou moznosti je vyuziti jiz definovanych vytvarnych styla. Ty ale bohuzel
neexistuji tak, jako napfiklad existuji styly umélecké (impresionismus, realismus).
V pfipadé jejich existence by bylo mozné pro kazdou mapu v tabulkovém zobrazeni
pfifadit atribut konkrétniho stylu a na zakladé téchto dat neuronovou sit naucit.
Nasledné by bylo mozné predikovat kategorii, tedy konkrétni vytvarny styl, mapé bez

takto pfifazené hodnoty.

Pro navazujici prace byla zjist€na fada podnétd. Pokud by byla vyfeSena
kvantifikace barevnosti map, bylo by mozné vyuzit v softwaru Orange moznosti
natrénovani vlastni neuronové sité. V pripadé existence definic jednotlivych
vytvarnych stylti by bylo dale mozné provedeni predikce kategorie (vytvarného stylu)

map.
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10 UZIVATELSKE HODNOCENI VYTVARNEHO STYLU
MAP

Cilem uzivatelského hodnoceni tematickych map bylo vytvoreni shluki ze
vSech analyzovanych map (25 tematickych map vsouboru FORECAST,
36 tematickych map v souboru TURIST a 25 map v souboru TEKTO) na zakladé
podobnosti vytvarného stylu. Vytvarny styl je definovan podle Vondrakové (2020) jako
provedeni grafiky, kompozi¢nich prvkl, jejich parametrt (ukonceni linii, jejich
tloustky, vybér fontu...), vybér barev, znakového klice a provedeni layoutu. Rozméry

map a pomér jejich stran nebyly ménény, pracovalo se s originalnimi velikostmi dat.

Uzivatelské hodnoceni map bylo ptivodné zamysSleno jako Setfeni v prezenéni
formé s vyuzitim metod dotazniku pro zaznaceni obecnych informaci o testovanych
osobach, metody cart sortingu a pfistupu thinking aloud. Cart sorting je metoda,
ktera spociva v usporadani souboru prvka (v tomto pfipadé tematickych map) do
intern€ homogennich skupin nebo kategorii (shluki) podle uréeného
principu/kritéria (Spencer, 2009), v tomto pripadé vytvarného stylu téchto map.
V pribéhu této faze by bylo po uzivatelich pozadovano thinking aloud, tedy
shromazdovani dat v pribéhu testovani ze slovniho popisu toho, co ucastnik
experimentu zrovna déla a o ¢em premysli. Po skonceni hlavni ¢asti experimentu by
byl s testovanou osobou proveden kratky rozhovor, v ramci kterého by byl testovany
Clovék dotazovan na pocity z experimentu, dtvody pro zafazeni a dal§i otazky
doplnujici experiment. Béhem celého experimentu by probihalo ze strany vedouciho
experimentu direct observation. Osoba ucCastnici se experimentu by byla
pozorovana a vedouci experimentu by si v prabéhu zaznamenaval poznatky.
Z dtiivodu pandemie a s tim spojenych restrikci nebylo mozné tento experiment podle

vySe uvedeného postupu provést.

Jako nahradni feSeni bylo vyuzito online dotaznikové Setfeni v prvni poloviné
bfezna 2021. Nejprve bylo provedeno hierarchické shlukovani z embeddovanych
snimki embedderem Painters. Nastaveno bylo zvyraznéni tfi shlukt v nastroji
Hierarchical Clustering. Z kazdého shluku byl manualné vybran jeden typicky
zastupce, ktery nasledné slouzil jako zakladni mapa shluku, ke kterému méli
testované osoby za cil prifadit libovolny pocet map dané tematiky na zakladé
vytvarného stylu. Pro tyto uicely byl vytvofen jednoduchy formulaf na platformé

Google Forms (https://forms.gle/WhiXXyyDiebyK8JN8) (pfiloha 10). Po aplikaci

zpé€tné vazby z prvni verze dotazniku byla vytvofena verze druha, ve které byli

uzivatelé pozadani o rozfazeni tfi datovych sad tematickych map podle vytvarného
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stylu do shluki k pfedem vybranym typickym mapam shluk(i z hierarchického
shlukovani. Na konci dotazniku meéli testovani moznost vyplnit zakladni informace
o sobé a také vybrat prvky vytvarného stylu, které uprednostnili béhem shlukovani.
Vysledné rozfrazeni map uzivateli bylo nasledné statisticky vyhodnoceno a porovnano
se shlukovanim ze softwaru Orange. Tento pfistup experimentu ma oproti predchozi
prezencni varianté nékolik nedostatktl. Software Orange napfiklad porovnava
vSechny mapy se vSemi na zakladeé jejich vzdalenosti podle vybrané metriky. Uzivatelé
porovnavaji jednotlivé mapy pouze se tremi vybranymi jako typickymi pro dany shluk.
Nabizi se alternativni provedeni experimentu, kdy by uzivatelé méli za cil pouze
rozdélit mapy do shlukt bez pfedem vybrané typické mapy. Diky tomu by bylo
dosazeno vétsi podobnosti s procesem v softwaru Orange, ale také mnohem vétSich
narokll na uzivatele. Experiment by byl pro uzivatele pracnéjsi a také casové
narocnéjsi. Ve vSech pripadech se jedna o sumativni typ experimentu, protoze

dochazi k porovnavani vice map stejného tématu mezi sebou.

Podle doporuceni Nielsena a Pernice (2010) je idealnim poctem respondentt 30,
pfipadné 32. Pro tento vyzkum se podafilo ziskat odpovédi pravé od 30 osob.
Zastoupeni osob podle véku, pohlavi a vzdélani by mélo byt v idealnim pfipadé
rovnomérné. To se vzhledem k moznostem distribuce dotazniku a omezenému
mnozstvi respondentt nepodafilo zajistit. Dotaznikového §etfeni se zucastnilo 17 zen
a 13 muzu, 20 respondentt bylo ve véku od 19 do 26 let, 7 respondentt od 27 do
35 let a 3 respondenti byly ve véku od 36 do 50 let. Sedm uzivateltl uvedlo, Ze jejich
vzdélani je stfedoSkolské s maturitou, 15 respondentt mélo vzdélani nizsiho stupné
vysoké S§koly a osm lidi meélo vzdélani vysSiho stupné vysoké Skoly. DalSim
zjisStovanym parametrem bylo kartografické vzdélani respondentti. Na zakladé toho

bylo zjisténo, ze 16 respondenttt ma kartografické vzdélani a 14 nikoli. Statistiky

poctu respondentti jsou uvedeny na obrazku 10.1.
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Obr. 10.1 Pocet ucastnikt dotaznikového Setfeni podle véku, pohlavi, rovné vzdélani a kartografického vzdélani.
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10.1 Vysledky dotaznikového Setfeni

Rozrazeni map podle vytvarného stylu uzivateli bylo statisticky vyhodnoceno
v Microsoft Excel. Jednotlivé odpovédi byly secteny a byla zjisténa procentualni
pfislusnost dané mapy k jednotlivym shlukiim. Nasledné byl nejcastéji zastoupeny
shluk u kazdé mapy porovnan se zafazenim mapy do shluku z Orange, tedy
s vysledkem procesu embeddingu a hierarchického shlukovani. Vysledky jsou
prezentovany v podobé grafu pro kazdy dataset (vazané prilohy 4, 5 a 6). U kazdého
grafu je vtabulkové casti barevné znazornéno, do kterého shluku byla mapa
pfifazena uzivateli a softwarem Orange. Tuéné a zelené je vyjadfeno zafazeni mapy
v pfipadé shody. Pokud ke shodé nedoslo, je tuénou ¢ernou vyznaceno pfifazeni

v Orange a tu¢nou ¢ervenou prifazeni od uzivatelti.

FORECAST TURIST TEKTO

50,0
63,6

84,8

m odlidné zafazeni shodné zaZazeni
Obr. 10.2 Uspésnost shodného zafazeni map testovanych dataset do shlukt
v procentech.

Po agregaci shodného a odliSného zafazeni map v jednotlivych datasetech byly
vysledky vizualizovany do grafti (obr. 10.2). NejvySsi iispésSnost byla dosazena u map
datasetu TURIST, kdy 84,8 % map je ve shlucich shodnych se shluky ze softwaru
Orange. Nejhorsich vysledkt bylo naopak dosazeno u datasetu TEKTO, kdy byla
shoda mezi shluky jen v 50 %. Data jsou nicméné v odlisnych shlucich zafazovana
respondenty konzistentné a to s prameérem 70 % (pfiloha 6). U datasetu FORECAST

je shodnost zarazeni 63,6 %.

V nasledujicich tabulkach (tab. 10.2, 10.4 a 10.6) jsou znazornény shody
a rozdily v zafazeni map datasett podle embedderu Painters
a nasledného hierarchického shlukovani a podle respondentii. Barevné jsou
vyznaceny shluky, kdy jejich barva odpovida barevnosti shlukt v grafech v pfilohach
4, 5 a 6. V tabulkach 10.1, 10.3 a 10.5 jsou vybrané typické mapy pro jednotlivé

shluky na zakladé kterych bylo provadéno uzivatelské testovani.
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Tab. 10.1 Vybrané typické mapy pro shluky datasetu FORECAST
shluk 1 shluk 2

Tab. 10.2 Rozfazeni map datasetu FORECAST na zakladé shod a rozdilti shlukt
vytvofenych embedderem Painters a procesem hierarchického shlukovani (HS) a podle
uzivatelského Setfeni

shodné zatazeni do shlukt podle Painters a HS podle respondentti
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Tab. 10.3 Vybrané typické mapy pro shluky datasetu TURIST:
shluk 1 shluk 2 shluk 3

y

Tab. 10.4 Rozfazeni map datasetu TURIST na zakladé shod a rozdilti shlukt vytvorenych
embedderem Painters a procesem HS a podle uzivatelského Setfeni

shodné zatazeni do shluku podle Painters a HS podle respondentti

= B

20
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Tab. 10.5 Vybrané typické mapy pro shluky datasetu TEKTO
shluk 1 shluk 2

shluk 3

Tab. 10.6 Rozfazeni map datasetu TEKTO na zakladé shod a rozdila shlukl vytvoifenych

embedderem Painters a procesem HS a podle uzivatelského Setfeni

shodné zatazeni do shlukt podle Painters a HS

podle respondentti
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Z predchozich tabulek 10.1 az 10.6 je zfejmé, ze odliSné zarazené mapy jsou ve
vét§iné piipadll prifazovany ke stejnym mapam jako v pfipadé shlukovani z Orange.
Nicmeéné doSlo k pfifazeni k jinému shluku. Vyjimku tvofi dataset TEKTO, kde jsou
mapy S5 a 9 mimo stejnou skupinu map, ktera vznikla shlukovanim v Orange.
Napriklad u datasetu TURIST jsou mapy 4 a 29 umistény ve shluku 2, zatimco stejné
mapy byly v Orange umistény ke shluku 1. Divodem bude v tomto pfipadé stinovany
reliéf, ktery se nachazi u vybrané typické mapy pro tento shluk. Respondenti tedy

pravdépodobné priradily mapy se stinovanym reliéfem k sobé.

NEJCASTEJI VYUZITE PARAMETRY VYTVARNEHO STYLU

30
26

25
3
<
$ 20
ke
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o
- 10
0 10
8

5 5
5 4
0
barevnost kompozice popis barva linif provedeni legendy

Obr. 10.3 Nejcastéji vyuzité parametry vytvarného stylu pfi uzivatelském testovani.
Zajimavé vysledky byly ziskany od respondentt na otazku, jaké byly nejcastéjsi
parametry vytvarného stylu, podle kterych pfifazovaly mapy do shlukd.
26 respondentt z 30 uvedlo (86,7 %), ze shluky vytvareli na zakladé barevnosti. Dale
byla zastoupena kompozice, popis, barva linii a provedeni legendy. Tyto kategorie
uvedlo podstatné méné respondenti. Zafazovani map do shlukli respondenty
probihalo pfedevSim podle barevnosti stejné€ jako v pfipadé shlukovani v Orange

pomoci embedderu Painters (kapitola 6.2).

Z vysledkl je patrné, ze byly shluky vytvareny podle podobného Kkritéria
(barevnost) a u vSech datasetl byla shodnost zafazeni map do shlukll od uzivatela
a v prostfedi Orange alespon 50 % (u datasetu TURIST dokonce 84,8 %). Pokud byly
v datasetu mapy ze stejnych zdroju, jsou soucasti jednoho shluku. Nejvétsich rozdila

bylo dosazeno u datasetu TEKTO, kdy je kazda mapa z jiného zdroje.
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11 VYSLEDKY

Pred samotnou analyzou a vymezovanim vytvarnych styla tematickych map
softwarem Orange bylo nutné ziskat tfi rizné datasety téchto map. Dale byly tyto
mapy vyuzity pro uzivatelsky experiment, ktery slouzil k porovnani vysledku.
Konkrétné bylo sesbirano z internetovych zdrojt 25 map pfedpovédi pocasi (teplota
vzduchu) — dataset FORECAST, 36 map turistickych/topografickych — dataset
TURIST a 25 map tektonickych — dataset TEKTO.

Na datasetech byla provedena série experimentiu, které mély za cil zjistit, jak
vybrany embedder Painters funguje, jak je ovlivhéno shlukovani pfi Upravé
parametrl vstupnich dat a zda je mozné jeho vyuziti pro vymezeni vytvarného stylu
map. Na datasetu FORECAST byly provedeny experimenty zkoumajici barevnost
(kapitola 6.2), jako jeden z hlavnich parametra vytvarného stylu, a parametry
vstupnich dat s potencialem ovlivnit proces shlukovani — ofez, oto¢eni (kapitola 6.1)
a rozliSeni (kapitola 6.3). Vliv barevnosti na shlukovani byl pozorovatelny jiz pfi
shlukovani originalnich map (obr. 6.1 a 6.2) i pfi experimentu s dil¢imi oblastmi
z originalnich map (obr. 6.7). Velmi vyrazny vliv barevnosti byl prokazan také pfi
experimentu s mapami prevedenymi do odstint Sedi, kdy do§lo k rozdéleni vstupniho
datasetu na dvé poloviny (obr. 6.6). VIliv na shlukovani byl prokazan také u rozliSeni
map a vyrezll z originalnich map (kapitoly 6.1 a 6.3). Tvorba vyfez(1 se ukazala jako
problematicka pouze pfi pouziti vyraznych vyfezt (méné nez 6 % mapy) z originalnich
map (obr. 6.3). Rtizné rozliSeni map v disledku rozdilné velikosti originalnich map
sice mutize zpUsobit odliSné zafazeni dané mapy do shluku (obr. 6.8 a 6.9), pokud ale
neni mapa zmenSena schvalné a vyrazné (obr. 6.10), neni tento fakt problém pro
tvorbu vyslednych shlukt. Podle oficialnich informaci autora embedderu by pro jeho
spravné fungovani mél byt normalizovan pomeér stran a rozliSeni map, jak je uvedeno
v kapitole 6.3. Timto krokem ale dojde ke ztraté nékterych informaci v mapé, protoze
dojde ke zmenSeni map a zaroven Kk jejich ofezu. Méné vyrazné prvky mapy
v dlisledku toho mohou byt vyrazné potlaceny. Poslednim zkoumanym parametrem
v této casti byla orientace mapy. Vliv orientace map na shlukovani nebyl zjistén.
Naopak bylo z provedenych experiment1 zjiSténo, Ze nejvyraznéjsi vliv na
shlukovani map ma jejich barevnost (obr. 6.6, obr. 6.7). Dale byl zjiStén vliv na

shlukovani v dusledku odlisného rozliSeni map a vyraznych vyfezi map.

Na dalSim datasetu, konkrétné datasetu TURIST bylo zjiStovano, ktera metoda
shlukovani poskytuje lepsi vysledky (kapitola 7). Vysledkem procesu embeddovani
je 2 048 vektorta popisujici danou mapu. Pro tvorbu shluktl podle vytvarného stylu

71



je nasledné nutné vyuzit nékterou z nabizenych metod hierarchického nebo
nehierarchického shlukovani. Rozdily ve vytvofenych shlucich jsou viditelné, doslo
k vyraznému promichani jednotlivych map. Nicméné ani v jednom pfipadé nedosSlo
k jasné diferenciaci podle izemi nebo podle zdroje, z ¢ehoz lze usuzovat, ze embedder
Painters a néktera z metod shlukovani nejsou schopny provést shlukovani map na
zakladé vytvarného stylu téchto map. Vysledek z nehierarchického shlukovani tohoto
datasetu byl vyhodnocen také pomoci silhouette score, ktery slouzi k vyhodnoceni
kvality techniky shlukovani. Porovnany byly razné inicializaéni metody
a vzdalenostni metriky. Primérné hodnoty silhouette score se pohybovaly v rozmezi
od 0,1 do 0,24. Shlukovanim tedy nebylo dosazeno jasného vymezeni shlukt
a nékteré mapy, s hodnotou silhouette score blizici se nule, jsou na hranici mezi
dvéma shluky. Vysledky nejsou pfili§ jednoznacné. Ani u jedné metod shlukovani
nedoslo k tvorbé shlukti podle vytvarného stylu map a proto neni mozné zadnou

shlukovaci metodu oznacit za lépe vyhovujici pro dany tcel.

Posledni dataset TEKTO byl vyuzit pro zjiSténi vlivu grafické naplné
jednotlivych map na shlukovani téchto map (kapitola 8). Bylo pfedpokladano, ze
graficka napln map bude vzhled vyslednych shlukd ovliviiovat. Pro
potvrzeni/vyvracené hypotézy bylo vyuzito statistické metody ANOVA s jednim
faktorem a také Conover-Imanova testu. Vysledkem bylo v obou pfipadech prijmuti

nulové hypotézy, tedy graficka napli mapy nema vliv na shlukovani.

Dalsim vysledkem prace je kartograficky popis (kapitola 4) ziskanych map. Ten
byl proveden pro snaz$i orientaci v dil¢ich prvcich jednotlivych mapovych dél a pro
snaz§i vyhodnoceni vysledkta. Mapy byly popsany jak slovné, tak s pomoci tabulky,
kdy k jednotlivym zakladnim a nadstavbovym kompozi¢nim prvkim mapy a ke
grafickému vyhotoveni byly pfifazovany hodnoty podle toho, zda dana mapa obsahuje
konkrétni prvek. Soucasti tohoto dil¢iho cile bylo také provedeni uzivatelského
Setfeni (kapitola 10), v ramci kterého bylo zjiStovano, jak a na zakladé kterych prvk
vytvarného stylu budou rozfrazovat mapy tfi datasetl uzivatelé. Také byla zjiStovana
a vyhodnocovana shoda a rozdilnost ve vytvofenych shlucich. Zafazovani map do
shlukli probihalo jak u respondentll, tak v Orange, pomoci embedderu Painters,
predevsim podle barevnosti map. U respondentt byla dale zastoupena kompozice,
popis, barva linii a provedeni legendy. Nejvéts§i shody bylo dosazeno u datasetu
TURIST, kdy bylo shodné pfifazeno 84,8 % map. Naopak nejvice rozdilné bylo
prifazovani map do shlukt u datasetu TEKTO, zde byla shodnost pfifazeni map
pouze 50 %. I pres rozdilnosti byla data v odliSnych shlucich zafazovana respondenty

pomérné konzistentné€ a to s prumérem az 70 % prislusnosti mapy do shluku.
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Vysledkem Setfeni je zjisténi shodného dominantniho principu tvorby shluku
uzivateli a embedderem Painters a to pfedevSim na zakladé barevnosti. Dale pak
vyss$i mira shodné pfifazenych map do shlukt u map z dataset(i z opakujicich se

zdroju.

Relativné dobrych vysledktl shlukovani podle vytvarného stylu bylo dosazeno
u datasetu FORECAST, kdy doslo ke shlukovani map ze stejnych zdroja a potencial
embedderu byl prokazan i pfi shlukovani riznych tzemi stejnych map. Dataset byl
shlukovan i pomoci nehierarchickych metod s primérnym vysledkem silhouette score
0,47. U datasetu TURIST naopak nedoslo k jasnému rozdéleni map podle zdrojt (tedy
podle vytvarného stylu). Mapy jsou az na vyjimky ve shlucich promichané. Vysledek
z silhouette score byl také mnohem nizsi, nezli u prvniho datasetu. Primérna hodnota
byla jen 0,24. Je§té niz§i hodnoty, a to 0,13, bylo dosazeno u datasetu TEKTO.
Vysvétlenim mutize byt fakt, Ze se jedna o jediny dataset, v ramci kterého je kazda

mapa z jiného zdroje.

Celkoveé je mozné oznacit embedder Painters a embeddery softwaru Orange
obecné za nevhodné pro vymezeni vytvarného stylu map. Vysledky jsou velmi
ovlivnény barevnosti. To vzhledem k procesu a ucéelu, za kterym byl embedder
natrénovan ukazuje na fakt, ze pouzivani embedderti/neuronovych siti na jina data,
nez na ktera byla natrénovana muze negativné ovlivnit vysledky celého procesu.
Embedder byl natrénovan na uméleckych dilech a je tedy schopen s urcitymi
omezenimi shlukovat data na zakladé umeéleckého stylu, pfipadné na zakladé
kartografického stylu. Pokud je ve zpracovavaném datasetu vice map z jednoho zdroje
s vyraznymi barvami, jak tomu bylo u datasetu FORECAST, jsou vysledky
uspokojujici. Shluky jsou tvofeny mapami ze stejného zdroje a jsou dosazeny i dobré
hodnoty silhouette score. V ptipad€, Zze jsou shlukovany mapy z rlznych zdrojua
a mapy s nevyraznymi barvami, jsou jiz mapy ve shlucich promichané a i silhouette

score dosahuje mnohem niz§ich hodnot.
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12 DISKUZE

V prabéhu feseni cilli prace bylo nutné vytesit fadu problémt. Jako benefity
této skutecnosti se objevily podnéty pro navazujici prace. Nejvice zatizila exaktni
feSeni cili prace absence definic vytvarného stylu. V ramci prace byla ziskana pouze
slovni definice od Vondrakové (2020), ze které bylo také vychazeno. Termin vytvarny
styl nema ani jednoznac¢ny anglicky ekvivalent. Existujici slovni spojeni ,,artistic style“
je oznaceni jak pro styl umeélecky, tak pro styl vytvarny. Neexistuje ani Zadna prace,
ktera by definovala rizné vytvarné styly map nebo alesponl s timto terminem vice
pracovala. V literatufe jsou pouze prace analyzujici mapy na =zakladé styla

kartografickych ¢i uméleckych.

Problematickym faktorem prace je nevhodnost existujicich embedderi softwaru
Orange pro tento typ analyzy. Neuronové sité, které nejsou natrénované na
analyzovanou problematiku by totiz s nejvétsi pravdépodobnosti mohly vykazovat
chybné vysledky, jak tomu bylo i v pfipadé této prace, a proto by bylo vhodnéjsi
vytvorit vlastni neuronovou sit, ktera by byla natrénovana pfimo na problematiku
vymezeni vytvarného stylu map. Tento proces by byl ale velmi ¢asové a vykonové
naroény a jeho uskutecnéni by mohlo byt naplni nékolika diplomovych nebo
disertacnich praci. Vyuzity embedder Painters, ktery na zakladé provedeného
experimentu ze vSech dostupnych embeddert poskytuje nejlep$i vysledky, byl
natrénovan na uméleckych dilech svétovych malifa a je tedy schopen s ur€itymi

omezenimi shlukovat mapy na zakladé uméleckého stylu, nikoliv vytvarného.

Vyzvou pro dalsi prace je také kvantitativni vyjadfeni barevnosti map, které by
mohlo byt nasledné pouzito pro predikci vytvarného stylu map nastrojem Prediction,

jehoz vyuziti je ale podminéného jiz definovanymi vytvarnymi styly.

Vysledky z procesu embeddingu je potfeba hodnotit az po procesu shlukovani
at uz se jedna o shlukovani hierarchické nebo nehierarchické, a to bud pomoci
dendrogramu nastroje Hierarchical Clustering nebo nastroje Silhouette Plot.
Hodnoceni shluktl na zakladé matice z nastroje Image Grid je totiz subjektivni a vliv
na vymezeni shlukll s vyuzitim tohoto nastroje zavisi na nastaveni poc¢tu fadkl

a sloupct, tedy na velikosti matice.

Problémem pfi praci byl také relativni nedostatek tematickych map
z internetovych zdroji. Napiiklad nékteré mapy s teplotou vzduchu jsou
prezentovany casto v podobé ikon pocasi s prisluSsnou teplotou. Nékdy je teplota

znazornéna pouze pomoci tabulky s mistem a teplotou v tomto misté nebo je na
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internetovych strankach pouze v podobé textu nebo videa. Kviili malému mnozstvi

map turistickych byly tyto mapy doplnény mapami topografickymi.

Obr. 12.1 Mapa predpovédi pocasi s vyjadienim pocasi pomoci ikon s €islem pro
teplotu vzduchu (zdroj:
https://www.dwd.de/EN/weather /weather world/europa/wetter_europa_node.html).

Proces shlukovani map komplikuje také rozliSeni jednotlivych map. Podle
oficialniho popisu autora embedderu Painters by mélo pro spravné fungovani dojit
k normalizaci vstupnich dat a to ofezem na ¢tvercovy format a snizenim rozliSeni na
256 x 256 pixelu. Krok normalizace vstupnich dat ma nicméné za nasledek ztratu
informace u nékterych map a snizeni vlivu méné vyraznych ¢asti map a tim zvySeni
vlivu barevného provedeni. Druhou mozZnosti je mapy nenormalizovat a ponechat
jejich rozliSeni a poméry stran jako jeden z parametrt definujicich vytvarny styl map.
Normalizaci rozliSeni se totiz neprokazalo zlepSeni vysledki tohoto embedderu pro
shlukovani map a pripadného nasledného vymezeni vytvarného stylu map. Ve
vysledcich se nicméné rozdily objevily. Otazkou zlistava, do jaké miry za to muze
normalizace dat nebo potlaceni méné vyraznych prvkd map. S rozliSenim
a pfedevSim s vyfezy map byly provedeny i dal§i experimenty, kdy byl zjistén vliv az

pfi vyfezech o velikosti asi 6 % ptvodnich map.
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13 ZAVER
Cilem diplomové prace bylo identifikovat vytvarné styly nékolika sad

tematickych map pomoci programu Orange vyuzivajici techniky machine learning.

Reseni hlavniho cile bylo rozdéleno do nasledujicich étyf diléich postupnych cila.

Prvnim diléim cilem bylo z dostupnych zdrojua ziskat nékolik sad tematickych
map. Z internetovych zdroji byly ziskany mapy turistické (TURIST), mapy pfedpovédi
pocasi (FORECAST) a tektonické mapy (TEKTO). Tyto mapy byly vybrany vzhledem
k jejich riznorodosti jejich barevného a vytvarného provedeni. Diky tomu obsahuji
datasety mapy s co mozna nejvétsi rozmanitosti, na kterych bylo mozné provést fadu
experimenttl zkoumajici vliv parametra map na proces shlukovani a také moznosti

softwaru Orange pro tento ucel.

Druhym dilé¢im cilem bylo provedeni kartografického popisu ziskanych sad map.
Ten byl proveden jak slovné, tak pomoci tabulek, ve kterych bylo hodnoceno vice nez
30 prvkd map pomoci koeficienttl (kapitola 4). Popis byl proveden pro snazsi
a pfehlednou praci s mapami. Soucasti druhého diléiho cile bylo provedeni
experimentu ,map use“ (kapitola 10). Ten byl zaméfen na subjektivni ohodnoceni
map podle vytvarného stylu jednotlivych sad. Experimentu se zticastnilo celkem
30 respondentt a jeho vysledky byly porovnany se shluky z Orange ve ¢tvrtém dil¢im
kroku. Diky experimentu bylo zjiSténo, podle jakych parametrt vytvarného stylu
budou tvorit shluky uzivatelé map a zda budou mapy do shlukl pfifazovany shodné

nebo rozdilné vzhledem ke shlukovani map embedderem Painters.

Tretim dil¢im cilem bylo pomoci softwaru Orange zjistit, jak se mapy budou
shlukovat podle vytvarnych styll s vyuzitim jiz integrovanych neuronovych siti
(kapitoly 6, 7 a 8). Mapy byly analyzovany s cilem zjistit vliv parametra map (rozliSeni,
ofez, otoCeni) a prvkl vytvarného stylu map (barevnost, grafickd napln map) na
proces shlukovani pomoci metod machine learning softwaru Orange a pomoci
dostupnych shlukovacich metod (hierarchické a nehierarchické). Provedeni tohoto
podcile bylo casové nejnarocné€jSi a jeho splnénim bylo zjiSténo, Ze moznosti
programu Orange nejsou vhodné pro shlukovani map podle vytvarného stylu. Pro
spravné fungovani by bylo potfeba natrénovat vlastni neuronovou sité pfimo pro
tento Gcel. ZjiSténi z toho dil¢iho cile mohou byt pouzita jako podnéty pro navazujici

prace.

Ctvrtym cilem bylo porovnani vysledkl z druhého a tfetiho diléiho cile, tj.

shlukovani map podle uzivatel z experimentu vii¢i vyslednym shlukiim map ze
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softwaru Orange vyuzivajiclho neuronové sité (kapitola 10). Porovnavano bylo
zatazeni jednotlivych map do shlukt podle vytvarného stylu. Pfinosem uzivatelského
experimentu bylo zjis§téni podobnosti/rozdilnosti v procesu tvorby shluki podle

vytvarného stylu uzivateli a embedderem Painters.

VSechny dil¢i podcile 1ze povazovat za splnéné, prestoze nebylo mozné provést
identifikaci rznych vytvarnych stylt tematickych map, a to z davodu nevhodnosti
metod machine learning softwaru Orange pro tento ticel. Prace objasnila fungovani
Orange v oblasti shlukovani map metodami machine learning a pfinesla fadu

podnétd a otazek pro navazujici prace.
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SUMMARY

The aim of the diploma thesis was to identify the artistic styles of several sets of
thematic maps using the Orange software’s machine learning methods. The solution

of the main goal was divided into the following four partial goals.

The first partial goal was to obtain several sets of thematic maps from available
sources. Tourist maps (TURIST), weather forecast maps (FORECAST) and tectonic
maps (TEKTO) were obtained from Internet sources. These maps were selected due

to their diversity of colour and artistic design.

The second partial goal was to perform a cartographic description of the
obtained sets of maps. This was done both verbally and using tables in which more
than 30 map elements were evaluated using coefficients. The description was made
for easier and clear work with maps. Part of the second sub-objective was to perform
a "map use" experiment. It was focused on the subjective evaluation of maps
according to the artistic style. A total of 30 respondents participated in the

experiment and its results were compared with clusters from Orange.

The third partial goal was to use Orange software to find out how the maps will
be clustered according to artistic styles using already integrated neural networks.
The maps were analysed to determine the influence of map parameters (resolution,
cropping, rotation) and elements of map artistic style (colour, graphic content of
maps) on the clustering process using Orange software ML methods and available
clustering methods. The implementation of this sub-goal was the most time-
consuming and its fulfilment revealed that the possibilities of the Orange are not
suitable for grouping maps according to artistic style. For proper functioning, it would

be necessary to train your own neural network directly for this purpose.

The fourth goal was to compare the results from the second and third sub-goals,
clustering of maps according to users from the experiment against the resulting
clusters of maps from Orange software. The classification of individual maps into

clusters according to artistic style was compared.

All sub-objectives can be marked as fulfilled. However, it was not possible to
identify different artistic styles of thematic maps because the available machine
learning methods of Orange software are not capable of this process. The work
clarified the functioning of Orange in the field of clustering maps using machine
learning methods, but also brought a number of suggestions and questions for follow-

up work
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Priloha 1: Kartograficky popis map datasetu FORECAST ohodnocenim jednotlivych prvkt pomoci koeficientt
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Priloha 2: Kartograficky popis map datasetu TURIST ohodnocenim jednotlivych prvkta pomoci koeficienta
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Kartograficky popis map datasetu TEKTO ohodnocenim jednotlivych prvkd pomoci koeficient

Priloha 3
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Priloha 4: ZASTOUPENI MAP DATASETU FORECAST VE SHLUCICH na zakladé uzivatelského testovani

ZASTOUPENiI MAP DATASETU FORECAST VE SHLUCICH
na zakladé uzivatelského testovani
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Priloha 5: ZASTOUPENI MAP DATASETU TURIST VE SHLUCICH na zakladé uzivatelského testovani

ZASTOUPENi MAP DATASETU TURIST VE SHLUCICH
na zakladé uzivatelského testovani
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Priloha 6: ZASTOUPENI MAP DATASETU TEKTO VE SHLUCICH na zakladé uzivatelského testovani

ZASTOUPENiI MAP DATASETU TEKTO VE SHLUCICH
na zakladé uzivatelského testovani
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Pfiloha 7: Mapy datasetu TEKTO se zdroji podle ¢isla mapy
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